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Resumen

Diversas tecnologías biométricas han sido utilizadas a lo largo de los últimos años y aún continúan
en fase de desarrollo. Cada una de estas tecnologías posee sus ventajas y desventajas. Uno de los
sistemas biométricos que presenta una mejor confianza en aplicaciones que demandan alta seguridad
es el reconocimiento de iris.
Un sistema típico de reconocimiento de iris requiere de un modelo de representación de imágenes

para extraer las características de la textura del iris. Una vez que las características han sido extraídas,
éstas son almacenadas en una plantilla biométrica (código) asociada a cada individuo. En el paso
siguiente, para poder efectuar el reconocimiento entre personas registradas en uno de estos sistemas,
las plantillas biométricas registradas son comparadas con las que presenta el individuo que pretende
ser reconocido por el sistema.
Frecuentemente, los sistemas de reconocimiento de iris han utilizado a las wavelets (ondeletas)

durante el proceso de extracción de características de texturas de iris, particularmente la familia de
wavelets de tipo Gabor. Esta familia utiliza propiedades importantes encontradas en algunos sistemas
de visión de mamíferos, ajustándose en forma a los perfiles de los campos receptivos de ciertas células
ubicadas en la retina y a nivel de la corteza visual, para extraer la información más importante de las
imágenes. Las wavelets son construidas a partir de las funciones Gabor elementales, las cuales son
utilizadas para analizar una señal de entrada dada.
En este trabajo se desarrolló un sistema de reconocimiento de iris, en el cual se utilizó a la transfor-

mada Hermite como una herramienta alternativa de extracción de características de texturas de iris.
La transformada Hermite puede simular algunas propiedades de los sistemas de visión de mamíferos
de manera similar a las wavelets Gabor. La transformada Hermite es una técnica de descomposición
local, en la cual una imagen es localizada a través de una ventana Gaussiana y luego proyectada so-
bre polinomios ortogonales respecto a dicha ventana, cuyas funciones de Hermite son soluciones a la
ecuación del oscilador harmónico. La conexión entre la transformada Hermite y los sistemas de visión
de mamíferos reside en que los filtros de análisis usados son similares a las derivadas de Gaussiana, las
cuales también son capaces de modelar y ajustarse a los perfiles de los campos receptivos de células
simples.
Para efectos de comparación, en este proyecto también se utilizaron a las wavelets Gabor como

un modelo extractor de características de texturas de iris y se reprodujeron algunas de las etapas
del sistema de reconocimiento de iris presentado por Daugman, quien es pionero en esta aplicación
usando wavelets Gabor. Los resultados obtenidos con el sistema de reconocimiento de iris propuesto,
usando la transformada Hermite como una herramienta alternativa de extracción de características
de texturas de iris, fueron satisfactorios y se encontró que esta transformada puede ser utilizada como
un modelo para caracterizar texturas de iris.
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Abstract

In the last years, diverse biometric technologies have been used and its development still continues.
Each technology has advantages and disadvantages. One of the most confident biometric systems in
applications demanding high security levels is iris recognition.
A typical iris recognition system requires an image representation model to extract the iris texture

features. Once the features have been extracted, these are stored on a biometric template (code)
associated to each person. The next stage, in order to recognize across the people registered in one of
such systems, the registered biometric templates are matched against the ones presented by the user,
who claims to be recognized by the system.
Frequently, iris recognition systems have used wavelets during the texture feature extraction process,

especially the Gabor wavelet family. This family uses important properties found on some mammalian
visual systems, fitting in shape to the receptive field profiles of cells at retinal and visual cortical levels,
to extract the most important information from the images. Wavelets are constructed from the Gabor
elementary functions, which are used to analyze a given input signal.
In this work an iris recognition system was developed in which the Hermite transform was used

as an alternative tool for iris texture feature extraction. The Hermite transform can simulate some
properties of the mammalian visual systems in a similar way as the Gabor model does. The Hermite
transform is a local decomposition technique in which an input image is localized through a Gaussian
window and then expanded into orthogonal polynomials with respect to such window, whose Hermite
functions are solutions to the harmonic oscillator equation. The connection between the Hermite
transform and the mammalian visual systems comes from the fact that the elementary functions used
in the Hermite transform are similar to the Gaussian derivatives, which are able to model and fit the
receptive field profiles of simple cells.
For comparison purposes, in this project Gabor wavelets were also used as an iris texture feature

extractor model and some stages of the iris recognition system presented by Daugman, who has
pioneered this application using the Gabor wavelet, were reproduced. Results obtained with the
proposed iris recognition system, using the Hermite transform as an alternative iris texture feature
extraction tool, were successful and it was found that this transform can be used to characterize iris
textures.
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1 Introducción

Antes de comenzar con la descripción del sistema de reconocimiento de iris propuesto, es conveniente
presentar brevemente algunos sistemas de reconocimiento que utilizan otros identificadores como el
rostro o las huellas dactilares. En la sección 1.1 de este capítulo se introduce el término biometría,
su estudio y las diferentes tecnologías existentes. Así mismo en dicha sección se abordan los tres
sistemas de reconocimiento basados en imágenes que han sido utilizados con mayor frecuencia como
son: el reconocimiento de huellas dactilares, de rostro y de iris. Muchas de las tecnologías que sirven
para analizar texturas hacen uso de modelos matemáticos basados en sistemas de visión biológicos.
Por esta razón, en la sección 1.2 se abordan los conceptos y algunos de los procesos que el sistema de
visión de algunos mamíferos lleva a cabo durante el procesamiento de la información visual.

1.1. Sistemas biométricos

El término “biometría” se deriva de las palabras griegas “bios” (vida) y “metron” (medición) [64]. La
biometría es un campo de investigación relativamente nuevo y estudia los métodos para el recono-
cimiento único de cada individuo a través de alguna característica intrínseca del individuo mismo.
Surge del principio de que cada individuo tiene características únicas, a las cuales se les llama identi-
ficadores biométricos. La elección de un identificador biométrico dependerá de los siguientes factores:
universal, es decir, toda persona debe poseer esa característica; único, porque dos o más personas
no deben poseer los mismos rasgos; permanente o estable, ya que los rasgos no deben cambiar o ser
alterados con el paso del tiempo; por último que sea obtenible, es decir, debe ser posible medir y
cuantificar la característica con algún tipo de sensor.
La biometría aglutina diferentes áreas del conocimiento como las matemáticas, el procesamiento

digital de señales e imágenes, la computación y la electrónica. Los sistemas biométricos automáticos
han llegado a ser realizables en los últimas décadas gracias a los grandes avances en la computación.
Entre las principales tecnologías biométricas se encuentran el reconocimiento de huellas dactilares,
reconocimiento de la palma de la mano, el reconocimiento de rostro, el reconocimiento de voz o del
hablante y el reconocimiento del iris.
Muchas de estas nuevas técnicas automáticas están basadas en las ideas que fueron originalmente

concebidas hace cientos e incluso miles de años atrás. Una de las características básicas y de las más
antiguas utilizada para el reconocimiento por los humanos ha sido el rostro. Desde el comienzo de las
civilizaciones los seres humanos han utilizado al rostro para distinguir entre individuos conocidos e
individuos desconocidos. El concepto de reconocimiento humano-humano es también visto en aspectos
biométricos predominantes en el comportamiento de los individuos; como lo es el reconocimiento del
habla y de la forma de caminar. Los individuos utilizan estas características día a día de forma casi
inconsciente para reconocer individuos conocidos. Otras características han sido utilizadas a través
de la historia de la civilización para el reconocimiento como las que se muestran a continuación [58]:

En una caverna, con una antigüedad de aproximadamente 31,000 años, fueron descubiertas
pinturas en las paredes de dicha caverna que fueron hechas por hombres prehistóricos. Alrededor
de estas pinturas existen varias huellas de manos que posiblemente funcionaron como una firma
de los creadores.
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Existe también evidencia de que las huellas dactilares fueron utilizadas como marca de personas
hace aproximadamente 500 años A.C. Las transacciones e intercambios de los babilonios están
registrados en tablas de arcilla en las que se incluían huellas dactilares.

El explorador João de Barros, en su libro “Décadas da Ásia” publicado en 1563, describe la
manera en que los mercaderes chinos identificaban a los niños tomando las huellas de sus pies
y manos con tinta sobre papel [36]. Cabe señalar que estos papeles eran contratos de venta de
los menores.

A mediados del siglo XIX, con el rápido crecimiento de las ciudades debido a la revolución industrial,
aumentó la necesidad de identificar a las personas. Los comerciantes y autoridades ya no podían
confiar en sus propias experiencias y conocimiento local con poblaciones cada vez mayores y con
habitantes que se trasladaban de una ciudad a otra con mayor facilidad. Los sistemas de justicia
trataban de castigar a los infractores recurrentes de manera más severa que aquellos que cometían
alguna infracción por primera vez. Esto creó la necesidad de formar un sistema que registrara las
infracciones a través de ciertas características de los infractores. El primero de dos sistemas propuestos
fue el sistema Bertillon en Francia y consistía en escribir sobre tarjetas las medidas de los infractores,
las cuales podrían ser ordenadas por altura, longitud de brazo o cualquier otro parámetro. El segundo
sistema fue el uso formal de las huellas dactilares por parte de la policía. Este proceso emergió en el
sur de América, Asia, y Europa. A finales del siglo se desarrolló un método para indexar las huellas
dactilares y era capaz de mostrar los registros como lo hacía el método Bertillon pero basado en el
uso de una métrica más individualizada como los patrones de las huellas dactilares. El primer sistema
robusto para indexar huellas dactilares fue el sistema Henry.
Los sistemas biométricos comenzaron a emerger en la última mitad del siglo XX coincidiendo con

los avances de los sistemas de computo. A partir de 1990 hubo una gran actividad en el desarrollo
de estos sistemas y desde principios del año 2000 y hasta nuestras fechas se les puede ver en diversas
aplicaciones.
De manera general, un sistema biométrico automático está compuesto de cinco componentes inte-

grados [58]:

un sensor utilizado para recolectar los datos y convertir la información en un formato digital.

algoritmos de procesamiento digital de señales encargados de generar plantillas biométricas.

una base de datos que sirve para almacenar la información con la cual nuevas plantillas biomé-
tricas serán comparadas.

un algoritmo de comparación (matching) que se encarga de comparar una nueva plantilla bio-
métrica contra una o más plantillas biométricas que se encuentran dentro de la base de datos.

finalmente un proceso de decisión, que puede ser automático o asistido por personal humano,
utiliza los resultados del algoritmo de comparación para tomar una decisión.

Un sistema de reconocimiento automático puede ser usado para verificación o bien para identifica-
ción. El reconocimiento es un término genérico, el cual no implica necesariamente verificación o
identificación. Todos los sistemas biométricos realizan reconocimiento de algún individuo registrado
en el sistema con anterioridad. Las diferencias entre estos dos tipos de reconocimiento se describen a
continuación [58]:
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1.1 Sistemas biométricos

Verificación, también conocida como autenticación, es la tarea donde el sistema biométrico
trata de confirmar que la identidad que un individuo aclama pertenece realmente a dicho indi-
viduo; esto se hace comparando una muestra capturada por el sistema con una o más plantillas
biométricas previamente registradas.

Identificación es la tarea donde el sistema biométrico trata de determinar cual es la identidad
de un individuo. Un identificador biométrico del individuo es recolectado y posteriormente
comparado con todas las plantillas biométricas en la base de datos. La identificación puede
determinar si el individuo pertenece a la base de datos, o bien que si está en la base de datos y
además decir de que individuo se trata.

Cada tecnología biométrica, reconocimiento de voz, reconocimiento de huellas dactilares, reconoci-
miento de rostro, reconocimiento de iris, etc., tiene sus ventajas y limitaciones. Hasta el momento no
hay alguna que sea mejor que las demás ya que muchos factores deben ser tomados en cuenta cuando
se implementa alguna de éstas, por ejemplo: riesgos de seguridad, tarea (verificación o identificación),
número de usuarios esperado, datos disponibles, circunstancias de lugar o bien del usuario, etc. Es
posible también combinar varias tecnologías en un solo sistema y aumentar su confiabilidad. Sin
embargo, se sabe que de todas las tecnologías mencionadas anteriormente, el reconocimiento de iris
ha presentado mejores expectativas y resultados favorables en aplicaciones de alta seguridad.
A continuación se describen algunas de las tecnologías biométricas en las que se utilizan técnicas

de procesamiento digital de imágenes para la obtención de las características y generación de las
plantillas biométricas.

1.1.1. Reconocimiento de huellas dactilares

El reconocimiento de huellas dactilares es uno de los mejores ejemplos de tecnología biométrica co-
nocido. Debido a que las huellas dactilares son únicas y consistentes a lo largo del tiempo (siempre y
cuando éstas no sean alteradas físicamente en forma irreversible accidental o intencionalmente [71]),
han sido utilizadas para identificación desde hace poco más de un siglo cuando Sir Francis Galton
definió algunos de los puntos o características, con los cuales las huellas pueden ser identificadas, lla-
mados “puntos de Galton”. El reconocimiento automático de huellas dactilares comenzó a finales de
1960, a la par del surgimiento de nuevas tecnologías de computo, cuando el FBI1 tuvo la necesidad de
desarrollar un sistema para automatizar el proceso de identificación de huellas dactilares, ya que éste
había sido un proceso manual que requería muchas horas y personal para realizarlo. Posteriormente,
en conjunto con el NIST2, se desarrollaron escáneres de huellas dactilares que extraían y clasificaban
de manera automática las huellas dactilares.
Durante las siguientes décadas, el NIST se centró en el desarrollo de métodos para la digitalización

automática de huellas dactilares impresas en papel, así como de los efectos de la compresión de
imágenes en la calidad de éstas, en los procesos de clasificación, extracción y comparación. Esto
produjo como resultado el desarrollo del algoritmo M40 como uno de los primeros que el FBI colocó
en operación. La tecnología de huellas dactilares fue mejorando y posteriormente se extendió a otros
estados así como a otros países, los cuales también desarrollaron sus propios sistemas, dando lugar
a que algunas huellas que habían sido recolectadas por un sistema fueran incompatibles con otro
sistema, por lo que hubo necesidad de proponer estándares para esta tecnología. Actualmente se
cuentan con varios productos comerciales de verificación [58].

1FBI, por sus siglas en inglés “Federal Bureau of Investigation”, organismo de investigación del Departamento de
Justicia de los Estados Unidos de América.

2NIST, por sus siglas en inglés “National Institute of Standards and Technology”, agencia de la Administración de
Tecnología del Departamento de Comercio de los Estados Unidos de América.
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Figura 1.1: Minucias de una huella dactilar [58].

Los patrones de una huella dactilar usualmente aparecen como una serie de líneas obscuras llamadas
crestas en combinación de líneas claras llamadas valles. Estas estructuras proveen la información
esencial para el reconocimiento. Convencionalmente se han utilizado una serie de terminaciones de
crestas o de bifurcaciones, conocidas como “minucias”, como las características de los patrones de
huellas digitales. En la figura 1.1 se muestran este tipo de características. Las minucias proveen
información de discriminación muy compacta, sin embargo, los algoritmos basados en este tipo de
características poseen varias desventajas. En primer lugar no es fácil obtener los puntos de minucia
automáticamente y con precisión. En segundo lugar el número de puntos de minucia puede ser
insuficiente, especialmente en sistemas que utilizan sensores que capturan huellas digitales con un
tamaño pequeño. Para superar estos problemas, algunos esquemas proponen el uso de bancos de
filtros direccionales cuyo fin es representar una huella dactilar en términos de energías direccionales
[60]. Otros esquemas también proponen el uso de wavelets3 Gabor [44]. De igual manera, existen
sistemas de reconocimiento de huellas dactilares que pueden estar compuestos de una o más de técnicas
por lo que se pueden formar plantillas con una combinación de distintas características [58].

1.1.2. Reconocimiento de rostro

En los seres humanos se utilizan casi siempre los rostros para reconocerse entre si. Los nuevos
avances en computo han permitido que en la actualidad reconocimientos similares puedan hacerse de
manera automática. En un principio los algoritmos utilizaban simples modelos geométricos, pero en
la actualidad estos procesos de reconocimiento utilizan representaciones matemáticas sofisticadas. El
reconocimiento de rostro puede ser utilizado tanto para verificación como para identificación.
Existen dos técnicas que predominan en el problema de reconocimiento de rostro: geométrico

(basado en características) y fotométrico (basado en el aspecto). Muchos algoritmos han sido desa-
rrollados y reportados en la literatura entre ellos se puede mencionar [58]: el análisis de componentes
principales (PCA, Principal Component Analysis), el análisis discriminante lineal (LDA, Linear Dis-

3En la teoría de análisis multirresolución introducida por S. Mallat [52], la wavelet es una técnica de descomposición
de señales (imágenes en nuestro contexto). En dicha técnica, la señal se descompone en un conjunto completo de
funciones, las cuales forman una base, usualmente una base ortogonal. Estas funciones son construidas trasladando
y dilatando una función, llamada wavelet madre, la cual es localizada en ambos dominios frecuencial y espacial.
En el idioma español se le conoce como ondeleta u onduleta. En el presente trabajo, se adopta el nombre en inglés
wavelet para nombrar a este modelo.
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criminant Analysis) y comparación basado en mapas de grafos elásticos (EBGM, Elastic Bunch Graph
Matching).

El esquema PCA permite reducir la dimensión de los datos a través de elementos básicos de
compresión y revela la estructura más efectiva con una dimensión baja de los patrones del
rostro. Esta reducción en dimensión elimina información que no es útil [9], descomponiendo
la estructura del rostro en componentes ortogonales o eigenvectores (llamados “eigenfaces”)
después de ser aplicado dicho esquema sobre un conjunto de imágenes. El objetivo de este
esquema es encontrar el mejor conjunto de imágenes base, de tal manera que en esta base nueva
los coeficientes PCA no se puedan predecir uno a partir de otro en forma lineal [5]. Cada una
de estas imágenes de rostro puede entonces ser descrita en términos de la proyección de sus
coeficientes en los eigenvectores generados como una suma ponderada (vector de característica)
de eigenfaces, los cuales son almacenados en un arreglo unidimensional (Véase figura 1.2). Una
imagen de prueba puede ser comparada contra una galería de imágenes midiendo la distancia
que existe entre sus respectivos vectores característica. Este esquema normalmente necesita que
se presente la parte frontal del rostro completa.

Figura 1.2: Eigenfaces: vectores de características usando PCA [5].

El LDA es un esquema estadístico para clasificar muestras de clases desconocidas basado en
muestras de entrenamiento de clases conocidas [9]. El objetivo es formar un subespacio que es
linealmente separable entre clases. LDA encuentra un conjunto de vectores que maximiza el
criterio discriminante de Fisher al tiempo que maximiza la varianza entre clases (i.e. entre los
usuarios) y minimiza la varianza dentro de cada clase (i.e. de cada usuario) [59]. Mientras que
PCA puede ser agrupado dentro de las técnicas de aprendizaje no supervisado, LDA es una
técnica de aprendizaje supervisada ya que necesita información de la clase para cada imagen
en el proceso de entrenamiento. Este método supera algunas de las limitaciones del método de
eigenfaces al aplicar el criterio discriminante lineal de Fisher. Los problemas que se presentan
con esta técnica se originan cuando existen pocas muestras de entrenamiento comparado con la
dimensión del espacio total de muestras. En la figura 1.3 se muestran ejemplos de seis clases
utilizando esta técnica.
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Figura 1.3: Ejemplo de seis clases usando LDA [50].

EBGM se basa en el concepto de que las imágenes de rostro reales poseen muchas características
que son no lineales y que no pueden ser analizados usando los métodos lineales discutidos
anteriormente, como variaciones de iluminación, posición del usuario al momento de capturar
las imágenes o distintas expresiones en el rostro del individuo. En este esquema, una wavelet
Gabor crea una arquitectura de liga dinámica que proyecta el rostro a una malla elástica [77].
Un nodo sobre la malla elástica describe el comportamiento de la imagen alrededor de un píxel
dado, como se muestra en la figura 1.4. Este nodo es un vector característica formado a partir
de las respuestas de los filtros Gabor (a distintas escalas y direcciones de análisis) sobre un
mismo punto4, dichas respuestas son obtenidas a través de la convolución de la imagen con los
filtros. Este nodo es usado para detectar formas y extraer características y el reconocimiento
se basa en la medida de similitud de las respuestas del filtro Gabor en cada nodo Gabor.

Figura 1.4: Mapa de grafos elásticos [77].

1.1.3. Reconocimiento de iris

El reconocimiento de iris es el proceso de reconocer a una persona analizando el patrón aleatorio
del iris. Los sistemas automáticos de reconocimiento de iris son relativamente nuevos. El iris es un
músculo que tiene la función de regular el tamaño de la pupila controlando la cantidad de luz que
entra al ojo, cuyo color depende de la cantidad de melanina que pigmenta a dicho músculo. A pesar
de que la coloración del iris está generalmente ligado a factores genéticos, los detalles de los patrones
se deben a factores aleatorios.
La posibilidad de que el iris de un ojo pueda ser usado como un tipo de huella digital para identi-

ficación personal fue sugerido primeramente por oftalmólogos [2][32], quienes notaron a partir de la

4Al vector característica formado a partir de las salidas de los filtros a distintas escalas y direcciones de análisis sobre
un mismo punto, se le ha llamado en inglés “jet”.

6



1.1 Sistemas biométricos

experiencia clínica que cada iris tenía una textura altamente detallada y única que permanecía sin
cambios en fotografías médicas tomadas durante décadas (contrario a los diagnósticos ocultos que
postula la “iridiología”).
En 1993 la agencia de defensa nuclear, nombrada a la fecha como DTRA5, comenzó a trabajar

y a desarrollar una unidad prototipo, la cual fue completada satisfactoriamente gracias al esfuerzo
en conjunto de Flom, Safir y Daugman. En 1994 Daugman patentó sus algoritmos automáticos de
reconocimiento de iris y en 1995 los primeros productos comerciales surgieron. En 2005 la patente que
cubría el concepto básico de reconocimiento de iris expiró, dando oportunidades de mercado a otras
compañías que habían desarrollado sus propios algoritmos para reconocimiento de iris. Sin embargo,
la patente de la implementación de los códigos de iris (IrisCodes) desarrollada por Daugman expirará
hasta el 2011 [42].
Además de las características visibles en un iris, como las que pueden verse en la figura 1.5, existe

una red trabecular compuesta de tejido conectivo, fibras colágenas, cuerpo ciliar, surcos, anillos, coro-
na, coloración y manchas. La red trabecular estriada de células de fibroblastos y vesículas contráctiles
de pigmentación crea la textura predominante bajo la luz visible, sin embargo, todas las fuentes de
variaciones radial y angular tomadas en conjunto constituyen una “huella digital” distintiva que puede
ser capturada a cierta distancia de la persona [19]. Otras propiedades del iris que refuerzan su uso en
identificación automática son: 1) siendo éste un órgano interno del ojo, ubicado detrás de la cornea
y del humor acuoso, presenta un aislamiento y protección propia al ambiente externo; 2) la impo-
sibilidad de modificarlo a través de cirugías sin riesgos secundarios para la visión y 3) su respuesta
fisiológica a la luz, provee de una prueba natural contra algún artificio.

Figura 1.5: Imagen de iris humano.

En el sistema propuesto por Daugman [19], el iris debe ser localizado y aislado con precisión
del resto de la imagen. La localización del iris es sumamente importante ya que pueden resultar
objetos extraños considerados como ruido de realizarse incorrectamente. Ejemplo de estos objetos
son: pestañas, reflejos, pupila y párpados. Después de la localización y extracción del iris es posible
obtener sus características. Daugman [19] propone el uso de las wavelets Gabor 2D como modelo de
análisis de la textura del iris para la extracción de características; filtrando y mapeando los segmentos
de iris en fasores que incluyen información de orientación, frecuencia espacial y posición de estas áreas
en la imagen. Esta información es usada para generar los códigos de iris y de esta manera, los patrones

5DTRA, por sus siglas en inglés “Defense Threat Reduction Agency”, organismo del Departamento de Defensa de los
Estados Unidos de América.
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del iris quedan descritos usando información de la fase obtenida a partir de los fasores. Se utiliza
a la fase como característica ya que ésta no es afectada por el contraste, la ganancia de la cámara
utilizada o por los niveles de iluminación.
El reconocimiento de iris se lleva a cabo comparando dos códigos de iris. La diferencia entre los

dos códigos de iris es usada como una prueba de independencia estadística. En el caso del algoritmo
de Daugman [21], los códigos son de 256 bytes y se utiliza la distancia de Hamming como medida de
similitud. Si la distancia de Hamming indica que menos de una cierta cantidad pequeña de bytes en el
código de iris son diferentes, entonces el código de iris no pasa la prueba de significancia estadística,
indicando que ambos códigos de iris pertenecen a una misma persona.
En la capítulo 3 se describirán con mayor detalle los procesos de un sistema típico de reconocimiento

de iris y de los algoritmos que han sido utilizados comúnmente. Así mismo se detallarán los algoritmos
utilizados para la realización de este proyecto usando la transformada Hermite para el análisis de la
textura del iris.

1.2. El sistema de visión humano

Diversos algoritmos de procesamiento digital de imágenes han sido propuestos y se han basado en los
modelos de visión biológicos de primates y de seres humanos. Es conveniente realizar una revisión de
manera general de los órganos y procesos involucrados en el procesamiento de la visión para poder
entender algunos de los modelos utilizados a la fecha.
El procesamiento de la visión comienza en el ojo cuando la luz, que viaja a través de éste hasta la

retina, es disminuida, refractada, absorbida y convertida por varias estructuras en el ojo. La luz al
acercarse al ojo entra en contacto primeramente con la cornea. La cornea refracta la luz provocando
que la imagen converja en su camino hacia el iris y la pupila. Dependiendo de la intensidad de la luz,
el iris se contrae o expande para ajustar el tamaño de la pupila. En situaciones de baja intensidad
luminosa la pupila será más grande, permitiendo el paso de la luz suficiente para formar una imagen
discernible. En condiciones opuestas la pupila será más pequeña ya que el exceso de luz genera
imágenes pobres.
Una vez que la luz atraviesa la pupila, la luz es recibida por la lente o cristalino. Con la ayuda de

músculos auxiliares, la lente puede cambiar su forma y dependiendo de la forma que ésta tome, los
objetos pueden ser enfocados adecuadamente a varias distancias. La lente mejora la imagen tomada
por la cornea y la proyecta sobre la retina. La retina captura la luz a través de sus fotorreceptores
y células epiteliales pigmentarias. Las moléculas de fotopigmento del fotorreceptor absorben la luz
provocando un cambio de potencial en la membrana del fotorreceptor. Con esto se inicia una serie de
señales que viajan a través de las neuronas de la retina hacia el nervio óptico para llegar al cerebro.
La señal es entonces recibida y procesada por el cerebro como una imagen interpretable.

1.2.1. Anatomía del sistema de visión

La cornea

Como se mencionó anteriormente, la cornea es el primer cuerpo con el cual la luz choca en su camino
hacia adentro del ojo, como se ve en la figura 1.6. La cornea está compuesta de un cuerpo transparente
que consiste de un epitelio, una lámina elástica homogénea y una sola capa de células de endotelio.
La cornea es el contribuidor primario que enfoca la luz hacia la retina. Siguiendo las leyes principales
de la refracción, cuando la luz incide sobre un medio que posee un índice de refracción mayor que el
del aire, la velocidad de propagación disminuye y la luz cambia de dirección. La cornea podría ser un
ejemplo de ese medio, ya que cuando la luz alcanza la superficie de la cornea, esta última disminuye
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1.2 El sistema de visión humano

la velocidad de propagación de la luz y la hace converger hacia el centro del ojo, de tal manera que
la imagen proyectada desde afuera es reducida en tamaño.

Figura 1.6: Corte del ojo derecho visto desde la parte superior [6].

La pupila y el iris

La luz debe viajar a través del humor acuoso, el cual es un cuerpo líquido que llena el espacio entre
la cornea y la lente o cristalino, para alcanzar al siguiente grupo de estructuras: el iris y la pupila,
véase figura 1.6. Estas dos estructuras trabajan como reguladores de la cantidad de luz que entra
al sistema. El iris es un diafragma pigmentado que se encuentra en frente de la lente, compuesto
de fibras musculares lisas de orientación radial y circular que constituyen los músculos dilatador y
esfínter de la pupila, que tienen la función de contraerse o dilatarse para regular la apertura del ojo,
llamada pupila. En caso de que exista demasiada luz, el iris disminuye la apertura de la pupila con
la ayuda del músculo esfínter, ya que demasiada luz podría provocar opacidad al momento de la
formación de la imagen. Lo opuesto ocurre cuando la luz es pobre; la pupila es dilatada para tratar
de capturar tantos fotones como sea posible para la formación adecuada de la imagen.

La lente

Una vez que la cantidad correcta de luz ha entrado al ojo a través de la pupila, se encuentra la
lente o cristalino como se puede apreciar en la figura 1.6. La lente está compuesta de una capa de
epitelio cubriendo una masa de fibras. Esta capa está primeramente compuesta de proteínas llamadas
cristalinas con las que se refina la imagen que llega desde la cornea. Las moléculas de la lente, al igual
que las de la cornea, se encuentran densamente y uniformemente espaciadas. Esto es necesario para
lograr su transparencia. La lente tiene un índice de refracción mayor que el de la cornea y que el del
humor acuoso. Además del índice de refracción alto que la lente posee, también tiene la habilidad de
cambiar su grado de refracción con la ayuda de los músculos ciliares [49]. La lente se sostiene y se
mantiene en posición gracias a las fibras zonulares o ligamentos de suspensión. Estos ligamentos o
fibras están unidos al área de los músculos ciliares que rodea al ojo llamado cuerpo ciliar. El cuerpo
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ciliar y las fibras zonulares trabajan en conjunto para alterar el punto focal del ojo. Se le llama
acomodación al proceso por el cual la contracción del músculo ciliar hace que la lente adquiera una
forma más redondeada. Como resultado de la acomodación las imágenes son enfocadas y enviadas a
la retina.

1.2.2. La retina como una parte del sistema nervioso central

La luz procedente de la lente es enviada a la retina. La retina puede considerarse como un centro de
procesamiento de la luz, donde las señales de luz son transformadas en señales neuronales que pueden
ser percibidas y procesadas por el cerebro. La parte funcional de la retina cubre toda la porción
posterior del ojo, excepto la mancha ciega, que es una salida del nervio óptico llamada papila o disco
óptico. La agudeza visual es máxima en la parte central de la retina llamada la mancha amarilla o
mácula lútea, sobre todo en la fóvea, una depresión con forma de fosa en el centro de la mácula donde
se enfocan los objetos de mayor interés visual; es el centro de fijación o de enfoque cuando los rayos
de luz se dirigen hacia el objetivo visual correspondiente. La fóvea contiene la densidad más alta de
fotorreceptores [38].

Figura 1.7: Organización de la retina [37, 38].

Organización de la retina

La retina puede ser divida en varias capas externas e internas. La capa que se encuentra hasta el fondo
de la retina es la capa de epitelio pigmentario (CEP), la cual ayuda a evitar que la luz se disperse
por todo el globo ocular permitiendo una visión nítida [37] (Véase figura 1.7). Esta capa además
otorga el soporte a las células fotorreceptoras que se encuentran arriba de esta capa. La capa de los
fotorreceptores (CF) consiste de los segmentos interno y externo de los conos y bastones, los cuales
reciben y transforman los fotones de la luz. El núcleo de estos fotorreceptores se encuentra en la capa
nuclear externa (CNE) mientras que sus axones y terminaciones celulares se encuentran el la capa
plexiforme externa (CPE). La capa nuclear interna (CNI) contiene el núcleo de las células bipolares, a
las células horizontales y a la mayor parte de la células amacrinas. La capa plexiforme interna (CPI)
es el lugar donde se lleva a cabo la comunicación vertical entre las células bipolares y ganglionares,
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1.2 El sistema de visión humano

haciendo un segundo contacto sináptico. En la última capa, la capa de células ganglionares (CCG), se
encuentran los cuerpos de las células ganglionares. Las dendritas de estas células se extienden hacía
la CPI, mientras que sus axones lo hacen en la dirección opuesta, hacia la capa de fibras del nervio
óptico (CFNO) [49].
Ahora que han sido vistas las diferentes capas en que se divide la retina, es conveniente revisar las

células que intervienen en el procesamiento de la luz, desde la captación de ésta hasta su transforma-
ción y envío al cerebro a través del nervio óptico.

Conos y bastones

Las células fotorreceptoras son las responsables del inicio de una serie de eventos en cascada para
convertir una imagen proyectada sobre el tejido de la retina, de fotones a señales electroquímicas
que pueden ser procesadas por el cerebro. A esta conversión se le denomina fototransducción. Los
dos tipos de células involucradas en este proceso son las células fotorreceptoras llamadas bastones y
conos.
De los 130 millones de fotorreceptores que posen las retinas de los seres humanos, aproximada-

mente cerca de 120 millones son estructuras largas y cilíndricas conocidas como bastones [49]. Los
bastones son altamente sensibles a la luz y por ello están especializados en la detección de luz de baja
intensidad (visión escotópica), siendo homogéneos en su sensibilidad de longitud de onda. Los conos
son usualmente más cortos que los bastones y están especializados en la detección de intensidades
altas que registran el color y detalles finos; individualmente son más sensibles a longitudes de onda
largas (conos L), medias (conos M) y cortas (conos C) [38] (visión fotópica).
El elemento más crítico en este proceso de fototransducción es el fotopigmento que contienen los

conos y bastones; una proteína sensible a la luz llamada opsina. En los bastones, cuando un solo
fotón es absorbido por la opsina, se genera un cambio de potencial que genera a su vez un impulso
eléctrico. Los conos poseen tres distintos tipos de opsina que son los responsables de los tres colores
primarios (rojo, azul, amarillo). Como se mencionó anteriormente, los conos son menos sensibles por
lo que necesitan una longitud de onda muy específica para iniciar un impulso eléctrico.
La fóvea, la región más sensible y de mayor agudeza de la retina, contiene exclusivamente conos. La

densidad de los conos decrece al aumentar la distancia a la fóvea. Los bastones por su parte, no están
presentes en la fóvea y se encuentran mayormente concentrados en la parafóvea [6]. En la zona del
disco óptico, que es el lugar donde se juntan los axones de las células ganglionares para abandonar el
ojo y formar el nervio óptico, no existen fotorreceptores y constituye un punto ciego. La distribución
y proporción de los conos y bastones varía entre las especies de animales. En la figura 1.8 se muestra
un gráfico de la densidad de conos y bastones en diferentes partes de la retina.

Células bipolares

El siguiente conjunto de neuronas son las llamadas células bipolares, cuya función es propagar en la
dirección vertical la comunicación. El cuerpo de estas células reside en la CNI de la retina (Véase
figura 1.7) mientras que sus dendritas reciben las señales de los fotorreceptores en la primera unión
sináptica. En la terminación opuesta del cuerpo de la célula, la señal viaja a través del axón de la
célula bipolar para realizar una segunda sinapsis con la siguiente neurona vertical, la célula ganglionar.

Neuronas laterales: células horizontales y amacrinas

Las señales eléctricas que fluyen a través de las neuronas verticales no son completamente indepen-
dientes entre sí, ya que muchas están ligadas por neuronas laterales. Un tipo de estas neuronas
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Figura 1.8: Distribución de los bastones y conos en la retina humana [6].

laterales son las células horizontales que se encuentran en la CNI de la retina (Véase figura 1.7).
Comúnmente estas células están ligadas a más de un fotorreceptor, lo que significa que las células
bipolares subsecuentes reciben señales de más de un fotorreceptor. Estas células hacen conexiones
inhibitorias con las células bipolares cuando hay luz en su alrededor; en otras palabras, estas células
tienen como función la variación del contraste.
Por su parte, las células amacrinas forman conexiones entre neuronas en la dirección vertical en la

capa interna y algunas veces con las células ganglionares. La función de estas células no es clara aún
pero se cree que contribuyen al efecto de contraste.

Células ganglionares

Las últimas neuronas de la red que reciben las señales son las células ganglionares de la retina. Cuando
se activan debido a la llegada de una señal, la célula ganglionar produce un potencial de acción que
comienza su travesía hacia los axones de la célula. Los axones de las células ganglionares de la retina
convergen, formando el nervio óptico. El nervio óptico, compuesto de un manojo de fibras ópticas,
representa el camino de las señales que se dirigen hacia el cerebro.

1.2.3. Proyección de los campos receptivos a la corteza visual

Campos receptivos

En cada una de las estructuras descritas anteriormente, una célula individual responde a imágenes
en una pequeña parte del campo de visión y sólo responde fuertemente a patrones particulares de la
imagen. La parte del campo de visión a la cual una célula responde se le llama el campo receptivo
de la célula. A la relación entre los patrones de la imagen en el campo receptivo y la actividad de la
célula es referida como las propiedades del campo receptivo de la célula [38].
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El campo receptivo de un fotorreceptor suele ser una pequeña área circular que coincide con el área
de la retina ocupada por éste. Las células bipolares y ganglionares de muchos mamíferos tienen una
organización de campo receptivo antagonista concéntrico formado por dos áreas llamadas centro y
periferia respectivamente. Las células bipolares y ganglionares pueden ser de dos tipos: de encendido
central (también conocidas como células ON) o de apagado central (o células OFF). Estas células son
excitadas por un estímulo en el centro de dicho campo receptivo e inhibido por otro estímulo en el
área que rodea al centro llamada periferia (Véase figura 1.9). Una célula de tipo ON se despolariza
cuando la luz incide en el centro de su campo receptivo y se hiperpolariza cuando lo hace en un anillo
alrededor del centro de dicho campo. Un célula de tipo OFF se comporta de la manera contraria.
En otras palabras, una célula de tipo ON responde a un contraste luz-obscuridad entre el centro y
la periferia de su campo receptivo mientras que una célula de tipo OFF lo hace cuando existe un
contraste obscuridad-luz entre el centro y la periferia del campo receptivo.

Figura 1.9: Organización de campo receptivo de las células ganglionares de
la retina. Lado izquierdo: célula de encendido central (ON). Lado derecho:
célula de apagado central (OFF) [6].

En las células bipolares, las respuestas al estímulo del área en torno al centro del campo receptivo
quedan determinadas por las vías de interneuronas en las que participan las células horizontales [6].
Las salidas de estas células horizontales siempre son inhibitorias, lo que provoca que se mejore el
contraste [37].
Existen tres tipos de células ganglionares las cuales se clasifican de acuerdo a las funciones y

extensión de sus campos receptivos [37]. Las células ganglionares de tipo W constituyen el 40% del
total de las células ganglionares. La excitación que estas células reciben proviene mayormente de
las células bipolares conectadas sinápticamente con los bastones. Las células ganglionares de tipo
W tienen un campo receptivo amplio ya que sus dendritas se extienden por toda la capa plexiforme
interna y parecen estar especializadas en la detección de dirección de movimiento en el campo de
visión. El grupo de células ganglionares de tipo X es el más numeroso y representa un 55% del
total de las células ganglionares. Estas células tienen un campo receptivo pequeño debido a que sus
dendritas no se extienden ampliamente en la retina, sino que solamente representan áreas discretas
de la retina, transmitiendo los detalles finos de la imagen. Debido a que cada célula X recibe una
señal de por lo menos un cono, la transmisión de una célula X es probablemente la responsable de
toda la visión a color. El último tipo de células ganglionares y el menos numeroso, representando el
5% del total de células ganglionares, es el tipo Y. Estas células poseen campos receptivos extensos
y responden a cambios rápidos en la imagen visual y movimientos rápidos o cambios rápidos en la
intensidad de la luz.
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Corteza visual

Los nervios ópticos procedentes de ambos ojos convergen en el quiasma óptico. Algunas de las fibras
de este nervio se cruzan en el quiasma y se unen al tracto óptico mientras que otras continúan
su camino en sentido posterior en el tracto homolateral al ojo de origen. Como resultado de esta
organización, cada tracto óptico contiene fibras cruzadas y no cruzadas. Las fibras de los tractos
ópticos establecen sinapsis en el núcleo geniculado lateral (NGL) [6]. La mayoría de las neuronas del
NGL proyectan la información visual hacia la corteza visual; sin embargo, algunas son interneuronas.
En los primates, casi en un 90% de estas proyecciones se llevan a cabo sobre el NGL, donde los axones
de las células ganglionares son agrupados en capas dependiendo del ojo de origen y otras propiedades
(Véase figura 1.10). El NGL sirve de relevo y envía la información hacia la corteza visual primaria
(V1). Las neuronas que hacen la sinapsis en el NGL, llamadas neuronas de relevo, poseen las mismas
propiedades que las ganglionares W, X y Y respectivamente [38]. Los axones de las neuronas de
relevo, que representan cada ojo son agrupados en una forma alternada, dando lugar a una banda
llamada radiación óptica que viaja hacia la V1. Antes de llegar a la V1, los axones de las neuronas
de relevo hacen contactos sinápticos con diferentes capas córticas.
En la corteza visual, existen neuronas en algunas capas que tienen propiedades de campo receptivo

muy diferentes a las que se encuentran en el NGL. Estas células responden mejor a bordes o barras
a una orientación en particular; estos bordes orientados son una característica importante para el
sistema nervioso ya que frecuentemente los bordes definen los contornos de los objetos. V1 tiene dos
tipos de neuronas sensibles a la orientación: células simples y células complejas [41]. Los campos
receptivos de células simples tienen regiones separadas que responden a variaciones de luz, respon-
diendo entonces a barras o bordes en una posición en particular en el espacio. Las células complejas
en contraste, responden a la presencia de una barra localizada en cualquier lugar dentro de su cam-
po receptivo y no tienen regiones específicas que puedan ser estimuladas por cambios de luz. Estas
evidencias de Hubel y Wiesel provienen de estudios anatómicos y fisiológicos realizados en la corteza
visual primaria de gato.

Figura 1.10: Vía visual principal vista desde la base del cerebro [6].
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2 Procesamiento digital de imágenes basado
en sistemas de visión biológicos y el análisis
de texturas

Un modelo de representación de imágenes, inspirado en el sistema de visión de algunos mamíferos
y que ha sido mayormente utilizado en distintas tareas de procesamiento digital de imágenes, es el
basado en las funciones Gabor. A partir de estas funciones se construyen bancos de filtros a distintas
orientaciones y frecuencias de análisis con los cuales se filtra la imagen [17].
Otro modelo poco conocido y que puede ser utilizado en la discriminación de texturas se basa en la

transformada Hermite. La transformada Hermite, originalmente introducida por Martens [55] al área
de procesamiento digital de imágenes, es una técnica de descomposición local, en la cual una imagen
es localizada a través de una ventana Gaussiana y proyectada sobre bases ortonormales respecto a
dicha ventana de análisis. La conexión entre la transformada Hermite y los modelos de visión de
mamíferos reside en que los filtros o funciones elementales usadas en dicha transformada son similares
a las derivadas de Gaussiana (excepto por un factor de escala de la Gaussiana). Young [81] fue el
primero en descubrir la similitud con respecto a la forma entre las funciones unidimensionales de las
derivadas de Gaussianas y la forma de los campos receptivos de células simples en primates, basándose
en el análisis de un número grande de espectros unidimensionales en el dominio frecuencial obtenidos
experimentalmente [23].
En este capítulo se introducen conceptos de textura y algunos problemas relacionados con la discri-

minación de ésta (sección 2.1). Así mismo, se revisan algunos de los modelos inspirados en sistemas
de visión biológicos que han sido propuestos, con especial énfasis en los modelos: wavelets Gabor en la
sección 2.3 y transformada Hermite en la sección 2.4. Con respecto al diseño de los filtros Gabor para
una implementación discreta, en la sección 2.3.2, se menciona una posible aproximación realizada por
Bovik et al., [10], basada en la determinación de densidades de submuestreo mínimas de la forma
continua de dichos filtros. En la sección 2.4.3 se presentan los filtros de Krawtchouk, los cuales son
utilizados en la implementación discreta de las derivadas de Gaussiana que corresponden a los filtros
de análisis en la transformada Hermite. En la sección 2.4.4 se aborda la transformada Hermite 2D y
en la sección 2.4.5 a la transformada Hermite 2D orientada.

2.1. Análisis de textura inspirado en modelos de visión biológicos

Una textura puede ser definida como un arreglo local de patrones de irradiancia proyectados desde una
área de una superficie, los cuales son distinguibles entre sí por concentraciones de frecuencia espacial y
orientación de los patrones [10]. El análisis de textura en el procesamiento digital de imágenes puede
ser utilizado de distintas maneras para cumplir con una tarea en particular, comúnmente en procesos
automatizados basados en visión por computadora, a saber de manera general: en la segmentación
de escenas en distintos objetos y regiones, en la discriminación, clasificación y reconocimiento de
superficies de materiales, etc. En este análisis es indispensable la identificación de aquellos atributos
que caractericen o representen mejor a la textura [10].
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La segmentación de imágenes basada en la textura consiste en dividir de manera precisa una imagen
en diferentes regiones que comparten una misma característica o textura. Requiere el uso simultáneo
de ciertas mediciones tanto en el dominio espacial como en el dominio frecuencial [73]. Dentro
de los métodos utilizados para la segmentación de texturas se pueden mencionar aquellos basados
en primitivas locales geométricas, características locales estadísticas, modelos de campos aleatorios,
y fractales. Por otro lado, los modelos basados en algunas propiedades de los sistemas de visión
biológicos, como las wavelets Gabor, han alcanzado un auge mayor.
El problema de la discriminación de texturas puede ser confundido con el problema de la segmen-

tación basado en texturas y aunque a veces un problema de segmentación se reduce a un problema de
discriminación [10], en el caso de reconocimiento de iris y en otras tareas son problemas distintos. En
el reconocimiento de iris por ejemplo, la etapa de segmentación sirve para localizar la región de interés
y segregarla de aquellas áreas donde no existe información útil (pupila, esclerótica, párpados, etc);
mientras que, para lograr discriminar a un iris perteneciente a un individuo en forma confiable de un
iris que pertenece a un segundo individuo, es indispensable obtener cierta información local y global
del comportamiento de la textura que conforma al iris, sin que ésto implique realizar segmentaciones,
sino únicamente la extracción de características mediante algún modelo ya sea puramente matemático
o un modelo matemático basado en elementos de psicovisión.
En general, tanto la discriminación como la segmentación de texturas pueden realizarse a través

de métodos supervisados o no supervisados. Los métodos supervisados involucran un conocimiento
previo del tipo de textura a analizar generalmente obtenido en una etapa de preprocesamiento de
la imagen [10]; por ejemplo: usando filtros Gabor se diseña uno o muy pocos de estos filtros para
una aplicación en particular seleccionando aquellos filtros de acuerdo a un conocimiento previo de la
textura. Los métodos no supervisados, en el caso del uso del filtros Gabor, involucra el diseño de un
banco de filtros a distintas frecuencias y a distintas orientaciones, con el cual las características de
la textura son extraídas. Uno de los problemas encontrado en el uso de los bancos de filtros Gabor
es la selección de los parámetros libres, ya que una selección incorrecta de dichos parámetros podría
resultar en un conjunto muy grande de filtros Gabor [73].
En el caso particular del reconocimiento de iris, se sabe a priori que los patrones de una textura de

iris corresponden a cuerpos ciliares y tejido trabecular extendiéndose radialmente hacia adentro del
ojo [21]. Es por ello que se sugiere el uso de un filtro, que represente mejor las características de la
textura en dicha dirección. Dicho filtro puede seleccionarse a partir de un banco de filtros al observar
la capacidad de discriminación que cada filtro entregue.
Una vez que una textura ha sido segmentada y/o se han discriminado ciertos patrones relacionados

a sus componentes esenciales, es común que a través de algún tipo de aprendizaje, usando técnicas
estadísticas o bien técnicas de inteligencia artificial, sea posible en una etapa posterior o puesta en
marcha del sistema, reconocer los tipos de texturas u objetos que se le presenten para su manejo
adecuado o clasificación. Para este propósito, normalmente se generan códigos de características.
Una gran cantidad de información puede obtenerse a partir de los coeficientes obtenidos de filtrar
una imagen con un filtro o un banco de filtros. Los códigos de características pueden ser formados
de diversas maneras: tomando la media y desviación estándar de la magnitud de los coeficientes [53],
usando la magnitud de los coeficientes [10], usando la magnitud de la componente real [43], creando
momentos basados en el plano frecuencial [7], usando una medida de varianza local de un filtro para
caracterizar la complejidad de la textura [15], etc.
El uso de las wavelets Gabor ha sido común en el análisis de texturas. La habilidad de las funciones

Gabor en la discriminación de texturas parece estar relacionada al conjunto óptimo de la resolución
espacio-frecuencia y a su capacidad de modelar la respuesta de células córticas (células simples)
observadas durante el procesamiento de señales visuales. La descomposición wavelet de las funciones
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elementales Gabor ha sido utilizada en problemas de inspección industrial; como en la detección de
fallas en los procesos de fabricación de papelería, madera y materiales textiles [4][30]. Así mismo ha
sido utilizado mayor frecuencia en tareas de reconocimiento basadas en identificadores biométricos
como: reconocimiento de rostro [68][77], de huellas dactilares [85][44]y de iris [19][47][67] (así como
también su variante log-Gabor [3]). En particular, uno de los primeros sistemas de reconocimiento
de iris que apareció en la literatura, ha utilizado las wavelets Gabor en la etapa de extracción de
características de la textura del iris [19].
Por otro lado, la transformada Hermite ha sido utilizada en aplicaciones de reducción de ruido [28]

codificación y estimación de movimiento para el caso de secuencias de imágenes [29], así como también
en fusión de imágenes [27]. Sin embargo, la transformada Hermite ha sido utilizada recientemente
también en la caracterización de texturas e indexación [66] y ha arrojado buenos resultados.
A continuación se abordan con mayor profundidad los modelos de representación de imágenes

inspirados en algunas propiedades importantes de los sistemas de visión biológicos, como las wavelets
Gabor y la transformada Hermite, que pueden ser utilizados en la discriminación de texturas de iris.

2.2. Modelos de representación de imágenes inspirados en sistemas
de visión biológicos

Existen varios modelos de visión que han sido propuestos para el procesamiento de la información
visual, los cuales se basan en ciertos mecanismos de los sistemas de visión de algunos mamíferos;
como los gatos y primates. Estos mecanismos se encuentran en algunas etapas del procesamiento,
tanto a nivel retinal como de corteza visual, específicamente en los campos receptivos de unas células
llamadas células simples. Estos modelos tratan de describir de mejor manera, cumpliendo además
con ciertos requisitos matemáticos, los perfiles de los campos receptivos a nivel de la corteza visual.
Debido a que muchos modelos pueden describir dichos campos receptivos, la respuesta a la pregunta
de qué modelo es el mejor está gobernada por: 1) un análisis cuantitativo de la utilidad y consistencia
de los modelos para describir y predecir los datos observados y 2) la utilidad relativa de los modelos
en relación a una comprensión a mayor profundidad de la visión [84].
Como se vio en la sección 1.2, los campos receptivos son mapas de las localidades en el espacio y

tiempo donde la intensidad de la luz puede afectar la salida eléctrica de una célula. Todas las células
responsables de la visión en el sistema visual, desde las células receptoras en el ojo hasta las células
de visión a un alto nivel en la corteza, tienen campos receptivos. La luz entra por el ojo y excita a
las células receptoras en la retina, las cuales convierten a los fotones en energía eléctrica. Las señales
son procesadas en la retina y posteriormente enviadas a través del tracto óptico hacia el cerebro para
un análisis posterior. Después de un preprocesamiento, en un nivel anterior a la corteza visual, las
señales alcanzan a ésta en la parte trasera del cerebro. Las células simples son las primeras células en
la corteza visual en recibir la información entrante y se ha visto que también son las primeras células
responsables de la sensibilidad a la dirección del movimiento en estudios de cerebros con primates
[84].
Algunos de los primeros experimentos realizados sobre células simples usaron estímulos unidimen-

sionales como bordes extendidos o barras [41]. En dichos experimentos, se presenta un estímulo visual
y el experimentador mapea los campos receptivos de las células en el sistema de visión, de un animal
por ejemplo, al cual se le presentan los estímulos. Las observaciones cualitativas, de las propiedades
espaciales estáticas de los campos receptivos de las células simples, condujeron a la noción de las
respuestas a bordes y barras alineados a diferentes orientaciones espaciales por parte de los campos
receptivos. Hubel y Wiesel [41] enumeraron tres categorías de neuronas encontradas en la corteza
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estriada como células de tipo simples, complejas e hiper complejas. De estas tres categorías de neu-
ronas encontradas, sólo las células simples son consideradas generalmente como integradores lineales
de luminiscencia dentro de sus campos receptivos por sus funciones de peso.
De acuerdo con Young [84], los modelos en general pueden dividirse en funcionales y no funcionales.

Si un modelo funcional es descriptivo de los datos de los campos receptivos, conduce a una implicación
del porque el campo posee una forma o perfil dado. Esto es, un modelo funcional puede indicar qué
ventajas para el análisis visual posee dicho campo. A continuación se enumeran y se describen algunos
de los modelos de visión mencionados en la literatura.

2.2.1. Modelo detector de característica

El modelo detector de característica de los campos receptivos de células simples es uno de lo primeros
modelos espaciales propuesto [41]. Es un modelo funcional ya que los campos de dos regiones opuestas
por medio de un signo fueron denominados detectores de bordes y aquellos con tres regiones como
detectores de barras. Sin embargo, el modelo detector de característica es puramente cualitativo por
lo que se dificulta probarlo de una manera cuantitativa.

2.2.2. Modelo diferencia de Gaussiana (DOG)

A niveles de la retina, el modelo DOG1 describe los campos receptivos en células ganglionares de gatos
como una diferencia de Gaussianas concéntricas de diferentes tamaños [84]. En fisiología también es un
modelo funcional cualitativo en el sentido de que trata de relacionar las operaciones de diferencias con
la extracción de contraste. En visión computacional, el modelo DOG ha tenido un papel cuantitativo
ya que ha sido mostrado que es apropiado en la formación de los campos para el modelo Laplaciano
de Gaussiana.
Sin embargo, de acuerdo a Young este modelo tiene varias desventajas:

No describe apropiadamente las células ganglionares en la región de la fóvea en los monos.

Está matemáticamente “mal formulado”, ya que las Gaussianas que representan el centro y la
periferia de un número de diferentes anchos y amplitudes pueden combinarse para formar un
modelo de campo DOG idéntico. De ahí que el modelo pueda tener muchas soluciones cuando
se ajusta a un campo receptivo.

Requiere de campos concéntricos (Gaussianas traslapadas con el mismo centro pero a diferentes
escalas).

2.2.3. Combinación de Modelos DOG

Varias combinaciones lineales del modelo DOG han sido utilizados para modelar las formas de los
campos receptivos de células simples. Por un lado se proponen sumas alineadas de campos del modelo
DOG en la explicación de datos psicofísicos y por otro lado se proponen diferencias alineadas de
campos del modelo DOG. Las desventajas encontradas con este modelo son su complejidad, múltiples
soluciones para los mismos datos y la necesidad de crear campos receptivos con un mínimo de cuatro
regiones cuando los datos fisiológicos muestran que muchos de los campos receptivos tienen menos de
cuatro regiones [83].

1DOG, por sus siglas en inglés “difference-of-Gaussian”.
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2.2.4. Modelo derivada de Gaussiana (DG)

La semejanza en forma de las funciones unidimensionales DG y las formas de los campos receptivos
en células simples de primates fue descubierta en un principio por Young [81], basado en un análisis
de un número grande de espectros de frecuencia unidimensionales. La variación del ancho de banda
frecuencial observada, en una muestra grande de campos receptivos de células simples en la corteza
visual de monos, fue de 0.4 a un poco más de 4 octavas [23]. Esta variación del ancho de banda
está directa y claramente representada por el modelo espacial DG, ya que cada campo del modelo de
derivada de Gaussiana, de un número en particular de derivada, difiere de las otras en términos del
ancho de banda. El modelo espacial de DG ha sido extendido de una a dos y tres dimensiones [84] y
han mostrado ser consistentes con los perfiles de los campos receptivos espaciales de la retina.
Un mecanismo de implementación eficiente para el modelo de campos de DG son las Diferencias

de Offset de Gaussianas (DOOG) [84], el cual de hecho es matemáticamente la forma discreta del
modelo continuo de DG. A esta forma discreta se le conoce como los polinomios de Krawtchouk, de
los cuales se hablará en la sección 2.4.3.

2.2.5. Modelo de Gabor

El modelo de Gabor para campos receptivos visuales, basado en una descripción matemática de dichos
campos como funciones Gabor, fue planteado por primera vez en 1980 [54]. Básicamente, la función
Gabor es el producto de una onda de tipo seno o coseno con una función Gaussiana; y no de un
polinomio de Hermite con una función Gaussiana como es el caso del modelo DG.
El modelo Gabor concibe los campos de células simples como “filtros locales del espacio frecuencial”

[23], que analizan la escena visual en términos de áreas de frecuencia localizadas. Es un modelo
funcional cuantitativo ya que agrega un significado funcional capaz de describir las formas de los
campos receptivos.
Los campos receptivos de células simples son generalmente de naturaleza paso banda en el dominio

frecuencial, con un ancho de banda en promedio de 1.4 octavas en las regiones de la fóvea en monos.
Esta evidencia ha sido utilizada para asociar dichos campos con “canales” de frecuencia local.
El modelo de Gabor ha sido comparado cuantitativamente con el modelo espacial DG en ajustes

unidimensionales de las respuestas a los estímulos para dichos campos receptivos. En general, ambos
modelos producen buenas aproximaciones en términos de la minimización del error residual entre los
datos observados y los predichos. Sin embargo, el modelo espacial de DG unidimensional se ajusta
mejor a las porciones de baja y alta frecuencia de las respuestas a los estímulos frecuenciales que el
modelo Gabor [84]. En la sección 2.3 se abordará con mayor profundidad este modelo.

2.2.6. Modelo de la función Hermite

El modelo de la función Hermite es un modelo íntimamente relacionado con el modelo de DG. Sus
propiedades matemáticas están bien establecidas en la mecánica cuántica, donde es conocida como
la función del oscilador armónico lineal. Usualmente esta función es confundida con las DG debido a
su forma analítica muy similar. La diferencia entre ambas es un factor de escala en la definición de
las DG como se ve en las ecuaciones 2.1 y 2.2:

Pn(x) = NHn(x)e−
x2

2 (2.1)

Gn(x) = NHn(x)e−x
2

(2.2)

dondeHn denota el polinomio de Hermite de n-ésimo orden, N es un factor de normalización. Pn y Gn
son la función de Hermite y la derivada de Gaussiana de n-ésimo orden respectivamente. La conexión
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entre las funciones de Hermite y las DG es la siguiente: las funciones filtro (análisis) son las DG
mientras que las funciones patrón (síntesis o reconstrucción) son las funciones Hermite. Esta asimetría
es necesaria ya que las DG no son ortogonales y como consecuencia la transformada Hermite puede
verse como la transformada de una Gaussiana “ventaneada” [57]. Las DG son entonces ortogonales
con respecto a la función ventana Gaussiana. En la sección 2.4 trataremos con mayor detalle la
transformada Hermite.

2.3. Wavelets Gabor

Las investigaciones teóricas [16], sobre los perfiles de los campos receptivos de las células simples
en la corteza visual, han sugerido la utilización de las funciones Gabor 2D como modelo de dichos
perfiles y que un grupo de células simples es mejor modelado con una familia de wavelets Gabor 2D
muestreando el dominio frecuencial en forma logarítmica.
De las tres categorías clásicas de neuronas encontradas en la corteza estriada, como fueron enume-

radas por Hubel y Wiesel [41], llamadas células simples, complejas e hipercomplejas; sólo las células
simples son generalmente consideradas como integradores lineales de luminiscencia de sus campos re-
ceptivos por sus funciones de peso; de tal manera que cuando el umbral de descarga de estas células es
excedido, las células modifican linealmente la distribución espacial de luminiscencia local de acuerdo
a su perfil de campo receptivo bidimensional, que consiste de influencias excitatorias e inhibitorias a
cierta frecuencia. Bajo esta condición de linealidad, la respuesta de una neurona dada a una imagen
arbitraria es la integral 2D del producto de su perfil de campo receptivo con la distribución 2D de
luminiscencia de la imagen, y entonces la neurona puede ser tratada como un filtro espacial 2D [16].

2.3.1. Funciones Gabor 2D elementales y sus propiedades

Espacialmente un filtro Gabor 2D es una sinusoidal modulada por una Gaussiana. Los campos
receptivos de una familia de filtros Gabor 2D poseen ocho grados de libertad: dos coordenadas
(x0, y0), que especifican la posición del filtro 2D en el espacio visual; dos coordenadas de modulación
(ξ0, ν0), que especifican la posición del filtro en el espacio frecuencial 2D, que se interpretan como la
preferencia de orientación y de frecuencia espacial; la fase de la componente de modulación, la cual
determina la combinación de simetría-asimetría del filtro representadas por una parte real y una parte
imaginaria; el ancho y longitud de las envolventes elípticas Gaussianas 2D σx y σy respectivamente,
las cuales son recíprocas en los dos dominios 2D; y por último, el ángulo relativo que existe entre los
ejes de la Gaussiana 2D y la orientación del vector de la onda de modulación en el plano frecuencial.
De estos ocho parámetros, los primeros cuatro (x0, y0, ξ0, ν0) son las variables independientes que
forman los ejes del hiper espacio de información que deben ser extendidos para cubrir el espacio.
Utilizamos Ggab para denotar a un filtro Gabor y marcar la diferencia entre Gn, que se utiliza para

denotar a una función derivada de Gaussiana de grado n. Sea la ecuación 2.3 la definición espacial
de un filtro Gabor 2D complejo centrado en (x0, y0) [10]:

Ggab(x, y) = g(x′ − x0, y
′ − y0) · exp [j2π(ξ0x+ ν0y)] (2.3)

donde g(x, y) denota a la función Gaussiana moduladora, cuyo ancho y longitud están dados por las
desviaciones estándar σx y σy respectivamente y cuya razón ancho/longitud es σx/σy :

g(x, y) =
1

2πσxσy
exp

[
−1

2

(
x2

σ2
x

+
y2

σ2
y

)]
(2.4)
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La función Gaussiana está orientada (con respecto al eje coordenado x en la dirección opuesta a las
manecillas del reloj) a un ángulo θ de forma tal que las variables x′ y y′ indican la posición de la
Gaussiana en el plano espacial 2D:[

x′

y′

]
=
[

cosθ
−senθ

senθ
cosθ

] [
x
y

]
(2.5)

mientras que el vector de onda formado por la exponencial compleja, i.e. la parte real e imaginaria
del filtro Gabor 2D, tiene una frecuencia radial central igual a F0 =

√
ξ20 + ν2

0 y un ángulo entre sus
componentes dado por α = arctg(ν0ξ0 ).
Sin embargo, es conveniente considerar aquellos filtros Gabor 2D cuya función Gaussiana modu-

ladora y el vector de onda comparten la misma orientación, es decir θ = α. De esta forma, cuando
el plano del vector de onda gira, la Gaussiana lo hace de la misma manera. Esto implica que la
frecuencia central del filtro (ξ0, ν0) está relacionada con el ángulo de rotación de la Gaussiana por
ξ0 = F0cosθ y ν0 = F0senθ [45]. Con estas consideraciones y colocando en el espacio la posición del
centro del filtro en x0 = 0 y y0 = 0, la ecuación 2.3 se reduce entonces a:

Ggab(x, y) = g(x′, y′) · exp
[
j2πF0x

′] (2.6)

y podemos obtener que la respuesta en el dominio frecuencial está dada por:

Hgab(ξ, ν) = exp

[
−1

2

(
(ξ − F0)2

σ2
ξ

+
ν2

σ2
ν

)]
(2.7)

donde σξ = 1/(2πσx) y σν = 1/(2πσy) [15][53].
El parámetro de la fase, en una wavelet Gabor estándar, está dado por las partes reales e imaginarias

de la función compleja que la representa. La utilización de la fase tiene su fundamento en los resultados
experimentales de Pollen y Ronner [61], donde se argumenta la existencia de células simples con una
fase en cuadratura. Pollen y Ronner descubrieron que pares de células simples adyacentes compartían
una misma preferencia de selectividad frecuencial y orientación pero a través de una relación de fase
en cuadratura (un desfasamiento de 900). De tal manera que cada campo receptivo, con una simetría
par y una simetría impar en ese par de células simples, es posible representarlo con un filtro Gabor 2D
complejo como se muestra en la figura 2.1. A partir de un filtro Gabor 2D complejo se pueden obtener
las partes reales e imaginarias al substituir en la ecuación 2.6 la exponencial por sus componentes de
acuerdo a la identidad de Euler:

Re{Ggab(x, y)} = g(x′, y′) · cos(2πF0x
′) (2.8)

Im{Ggab(x, y)} = g(x′, y′) · sen(2πF0x
′) (2.9)

y la fase puede entonces obtenerse como:

φ = arctg(Im{Ggab(x, y)}/Re{Ggab(x, y)}) (2.10)

Los parámetros que definen los filtros Gabor 2D vistos hasta ahora son (F0, θ, σx, σy). A conti-
nuación se determinan con base a pruebas experimentales los parámetros de los anchos de banda
frecuencial BF y angular Bθ en el espacio frecuencial. Se sabe que las neuronas en la corteza visual
tienen un amplio rango de dimensiones de los campos receptivos, de anchos de banda angulares y
anchos de banda espacio-frecuencial [16][23]. Estos parámetros empíricos son correlacionados estadís-
ticamente variando los grados de uno con respecto al otro y con otras variables, como la excentricidad
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(la distancia en el espacio visual desde la fóvea) y la frecuencia preferida de las células. Cuando las
correlaciones obtenidas son altas, éstas implican restricciones significativas de los grados de libertad
de la familia de los filtros 2D y pueden revelar la lógica del muestreo con el fin de cubrir la informa-
ción en el hiper-espacio. Los valores típicos en promedio del ancho de banda frecuencial y del ancho
de banda angular, encontrados en células simples de gato reportados por Daugman [16], son de 1.32
octavas y 17.5o respectivamente, mientras que DeValois [23] reporta anchos de banda similares (ancho
de banda frecuencial promedio 1.4 octavas y ancho de banda de angular 20o) encontrados en células
simples de monos.

Figura 2.1: Componentes de un filtro Gabor 2D complejo. (a) Componente
par (real). (b) Componente impar (imaginaria).

Los valores de BF y Bθ pueden establecerse con valores constantes que se ajusten con los datos
psicovisuales como los vistos anteriormente. La frecuencia F0 y la orientación θ definen la posición
del centro del filtro en el espacio frecuencial. Para determinar las variables desconocidas σx y σy,
i.e. σξ y σν , las siguientes ecuaciones son establecidas; la variable σx es determinada colocando la
frecuencia de corte a -6 db [15]:

σx =

√
ln 2(2BF + 1)√
2πF0(2BF − 1)

(2.11)

y de manera similar, colocando la frecuencia de corte en la dirección angular a -6 db se determina σy:

σy =

√
ln2√

2π tan(Bθ/2)
(2.12)

Si se deseara que la Gaussiana fuese circular, la Gaussiana ocuparía una área espacial constante en
todas las direcciones. En dicho caso σx = σy = σ y Bθ tiene que ser calculado. Los parámetros de po-
sición (F, θ) y anchos de banda deben ser establecidos cuidadosamente para capturar apropiadamente
la información de la textura. Las frecuencias centrales de los filtros deben escogerse lo más cercanas
a las frecuencias de la textura que la caracterizan o de lo contrario las respuestas de los filtros decaen
rápidamente. Los filtros Gabor han sido implementados para análisis de textura usando únicamente
su parte real (ecuación 2.8) [43] o bien usando tanto la parte real como la parte imaginaria (ecuaciones
2.8 y 2.9) [53][19].

2.3.2. Diseño de las wavelets Gabor 2D

Las funciones elementales de los filtros Gabor 2D pueden formar una base completa pero no ortogo-
nal. Descomponiendo una señal en términos de esta base provee una descripción de localización en
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frecuencia mientras, que la orientación del filtro una selectividad deseada. A partir de la ecuación 2.6
podemos escribir una función genérica Gabor 2D elemental como:

Ggab(x, y) = g(x, y) · exp [j2πFmx] (2.13)

donde m indica el índice de la frecuencia de análisis en pasos de octavas. Definimos una wavelet
madre arbitraria como [19]:

Ψ(x, y) = Ggab(x, y) (2.14)

Entonces podemos generar a partir de este miembro una familia completa de wavelets Gabor 2D,
similares entre sí, a través de la función generadora (o wavelet hija):

Ψm,n(x, y) = a−mΨ(x′, y′); a > 1; m,n ∈ N (2.15)

donde las variables (x′, y′) incorporan dilataciones logarítmicas en el tamaño de la wavelet por 2−m

y traslaciones en una forma polar dadas por el ángulo de orientación θ (Véase ecuación de la matriz
de rotación 2.5):

x′ = a−m[xcosθ + ysenθ] (2.16)
y′ = a−m[−xsenθ + ycosθ] (2.17)

siendo θ = nπ/K y K el número total de orientaciones. El factor de escala a−m es necesario para
asegurar que la energía sea independiente de m [53].
Las wavelets admisibles son aquellas funciones que tienen un promedio de cero o que integran a

cero (respuesta de DC), i.e. que su norma es finita. En un filtro Gabor 2D complejo la componente
impar (ecuación 2.9) tiene un promedio de cero; sin embargo, la componente par (ecuación 2.8) no
integra a cero. La componente de DC puede aproximarse a partir de la transformada de Fourier de
la función, en cada escala de análisis (ecuación 2.7), evaluada en ξ = 0 y ν = 0 [45].

DCm = H(ξ = 0, ν = 0) = exp

[
−1

2

(
Fm
σξ

)2
]

(2.18)

Ahora estamos en condiciones de proponer una aproximación de wavelet Gabor 2D admisible, al
substraer de la wavelet hija (ecuación 2.15) la componente de DC a dicha octava de análisis m y
obtener una familia de wavelets Gabor 2D:

Ψm,n(x, y) = a−mΨ(x′, y′)−DCm; a > 1; m,n ∈ N (2.19)

Un ejemplo de una familia de wavelets Gabor 2D se puede ver en la figura 2.2. Cada miembro de
esta familia de wavelets Gabor 2D modela la estructura del campo receptivo espacial de una célula
simple. La respuesta de una célula simple es la proyección de una imagen con una wavelet Gabor, la
cual se puede calcular a partir del producto interno de la imagen f con el campo receptivo centrado
en x0, y0:

Rs =< Ψm,n(x0, y0), f >=
∫
x

∫
y

Ψm,n(x0 − x, y0 − y)f(x, y)dxdy (2.20)

donde <,> denota el producto interno.
La carencia de ortogonalidad en una wavelet 2D implica que existe información redundante en

las imágenes filtradas. Las wavelets que forman una base ortonormal tienen la propiedad de poder
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Figura 2.2: Familia de wavelets Gabor 2D [45]. (a) Comportamiento en el
dominio espacial. (b) Contornos del área cubierta en el dominio frecuencial.

reconstruir completamente una señal f a través de una superposición lineal de las proyecciones de la
señal (bases ponderadas) con los coeficientes de la wavelet:

f =
∑
m,n

< f,Ψm,n > Ψm,n (2.21)

Sin embargo, tanto las wavelets discretas Gabor 1D al igual que las Gabor 2D no son ortogonales;
como consecuencia no forman una base ortonormal y se les agrupa dentro de las wavelets llamadas
wavelets no ortogonales. Debido a que realizar reconstrucción está fuera del propósito en este proyecto,
no se aborda este tema y únicamente se deja al lector abundar en la literatura relacionada con
algunos paradigmas que pueden adoptarse para llegar a caracterizar a una función completamente y
reconstruirla en forma “numéricamente estable” tales como las redes neuronales [18][24] y el modelo
conocido en inglés como frames [45].

Implementación de filtros Gabor 2D

Muestreo

Hasta ahora se ha considerado únicamente la forma continua de los filtros Gabor 2D. Como el objetivo
es aplicar estas técnicas al análisis de texturas con sistemas de procesamiento digitales, es conveniente
considerar el efecto de la discretización de estos filtros. Para lograr una representación apropiada de
los filtros en una forma discreta, se deben usar densidades de cuantización y de muestreo adecuadas.
En este aspecto, Bovik et al., [10] analizan las densidades de muestreo mínimas necesarias para
asegurar que los efectos de “aliasing” no lleguen a ser excesivos.
Mantener una densidad de muestreo adecuada, sobre todo al momento de realizar convoluciones

discretas con los filtros Gabor 2D, es sumamente importante ya que diferentes elecciones de los
parámetros de los filtros pueden conducir a diferentes necesidades de muestreo.
En Bovik et al., [10] se derivó una tasa de muestreo mínima para evitar el “aliasing”, pero puede

variar la forma de aplicarla porque depende de la flexibilidad con la cual las imágenes pueden ser
obtenidas. Para evitar tener un “aliasing” severo, se define un valor máximo de porcentaje de energía
de traslape ξmax permitido en términos de un filtro con un ancho de banda B (en octavas). De
acuerdo al teorema de muestreo, la tasa de muestreo mínima permitida (también llamada tasa de
Nyquist) está dada por fs = 2F , donde F es la frecuencia del filtro. Para evitar el “aliasing”, fs debe
ser seleccionada mayor a 2F ; es decir, podemos escribir:

fs = rs(2F ) (2.22)
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2.3 Wavelets Gabor

Figura 2.3: Gráfica de la razón (rs) de la tasa de la frecuencia de muestreo
mínima a dos veces la frecuencia central del filtro Gabor contra el ancho de
banda de frecuencia radial B [10].

donde rs ≥ 1 es la razón que asegura cumplir con el teorema de muestreo. Despejando a rs de la
ecuación 2.22 obtenemos la razón [10]:

rs =
fs
2F

(2.23)

A partir de los umbrales de energía de traslape y anchos de banda de frecuencia radial mostrados en
las gráficas de la figura 2.3, se pueden seleccionar los valores apropiados para rs. Para mantener el
umbral de energía de traslape extremo de ξmax = 10% para anchos de banda de frecuencia radial que
varían sobre el intervalo 1/2 ≤ B ≤ 3, los valores mínimos de rs obtenidos varían desde 1.3 hasta 2.3.
Así mismo, para mantener un umbral de energía de traslape más razonable de ξmax = 1%, los valores
mínimos requeridos para rs varían desde 1.6 hasta 3.5 sobre los mismos anchos de banda de frecuencia
radial. De esta manera, se puede observar que las necesidades de la tasa de muestreo mínima (fs) de
los filtros Gabor son mayores para el segundo caso pero asegura mantener una energía de traslape a
lo más de 1% [10].
Si se cuenta con imágenes con una densidad de muestreo (resolución espacial) preestablecida, en-

tonces puede ser más eficiente la implementación de filtros Gabor con frecuencias centrales bajas
aplicados a versiones submuestreadas de las imágenes de textura. La utilización de frecuencias cen-
trales altas podría necesitar que los filtros Gabor fuesen muestreados más densamente que la rejilla
disponible, a menos que el ancho de banda del filtro Gabor sea especificado lo suficientemente estre-
cho. Desafortunadamente, esto podría requerir el uso de un conjunto más grande de filtros si se desea
cubrir todo el plano frecuencial; además el uso de filtros extremadamente estrechos puede resultar en
una pérdida de la capacidad de resolución espacial entre las respuestas de los canales.
Por otro lado, si es posible definir las densidades de submuestreo para cada subimagen indivi-

dualmente, implica que una descomposición jerárquica de dichas imágenes, a resoluciones variables,
puede obtenerse a través de filtrar con varios conjuntos de filtros Gabor con diferentes densidades de
muestreo y anchos de banda razonables, donde cada conjunto de filtros Gabor tendría una frecuencia
radial en común y únicamente variaciones en la sensibilidad de la orientación.

Selección de los coeficientes de los filtros Gabor

Existen varios métodos para la selección óptima de los coeficientes de los filtros Gabor 2D. Muchos
de estos métodos están basados en el uso de redes neuronales, en donde normalmente se entrena a
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la red neuronal con texturas previamente conocidas para caracterizar sus respuestas; comparando
dichas respuestas con las respuestas obtenidas con otras texturas también conocidas y poder entonces
efectuar la discriminación. Otros métodos emplean un banco de filtros Gabor 2D para caracterizar
las texturas sin necesidad de redes de aprendizaje con texturas conocidas. Es posible agrupar estos
métodos en métodos supervisados y métodos no supervisados [15].

Métodos supervisados

Bovik et al., [10] mencionan tres aproximaciones para seleccionar las posiciones de los filtros
utilizando información empírica basada en la potencia del espectro característica de cada textura
individual. Para texturas predominantemente orientadas, el pico espectral más sobresaliente
sobre la dirección de la orientación predominante es usado como una posición del filtro. Las
texturas periódicas se pueden identificar eligiendo la frecuencia fundamental más baja. Para
texturas no orientadas se recomienda usar la frecuencia central de los dos máximos. Debido a
que la identificación frecuentemente requiere de muchos picos para cualquier textura genérica,
estas aproximaciones son difíciles de implementar.

Dunn y Higgins [26] desarrollaron un método para seleccionar los parámetros óptimos de los
filtros basado en muestras conocidas de texturas. El objetivo es identificar texturas fronterizas
usando únicamente un número mínimo de filtros. Sólo un filtro en particular que separa de forma
óptima las dos clases de textura es seleccionado para particionar la imagen. Este filtro óptimo
puede reflejar altamente la textura característica de una clase pero puede expresar una carencia
de información de textura para otra clase. Utilizar únicamente un filtro para discriminar cada
par de texturas puede ser difícil, ya que cada textura puede estar sujeta a cambios espaciales y
puede contener muchos componentes dominantes.

Métodos no supervisados

Obviamente los métodos automáticos que identifican texturas características son más atractivos.
En lugar de intentar identificar picos únicos que pertenecen a texturas únicas, otra aproxima-
ción es utilizar un banco de filtros, cuyos filtros se extiendan por todo el campo del dominio
frecuencial. En este caso, la información de textura en una imagen puede ser capturada con
una descomposición de esta imagen a través de un banco de filtros de Gabor 2D a diferentes
escalas y orientaciones [15][53](Véase figura 2.2).

2.4. Transformada Hermite

En muchas aplicaciones tales como codificación de imágenes y visión computacional, así como en el
caso del sistema de percepción visual humano, es necesario que los datos de una imagen digital, los
cuales están dados como un arreglo de valores de intensidad, sean interpretados como patrones visual-
mente significativos a través de algún procesamiento local espacio-temporal de los datos originales.
Este tipo de procesamiento local se lleva a cabo multiplicando la imagen original por una ventana de
análisis cuyo tamaño establece el conjunto de elementos que contribuyen en ese paso de procesamiento
en particular, mientras que la forma de la ventana establece el peso relativo con el que cada elemento
contribuye. Para describir la imagen en su totalidad es necesario que este procesamiento local sea
repetido para un número suficiente de posiciones de la ventana sobre la imagen original [55].
La teoría de wavelets muestra como las señales pueden ser expandidas en una familia de funciones,

las cuales son dilataciones y translaciones de una única función o wavelet madre (ventana) [55].
Sin embargo, las funciones ventana que satisfacen todas las condiciones necesarias de ortogonalidad
tienen dos desventajas. Primero, usualmente son mucho más grandes que el espaciamiento entre las
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ventanas. Segundo, frecuentemente son menos suaves que las funciones ventana deducidas a partir
de los perfiles de los campos receptivos (RFP) en la percepción visual humana. Para poder obtener
funciones ventana suaves es necesario desechar la condición de ortogonalidad entre funciones base de
ventanas adyacentes como sucede por ejemplo en las wavelets Gabor mencionadas en la sección 2.3.
Un parámetro importante de una ventana de análisis es su tamaño o escala. La selección de una

ventana de análisis lo suficientemente grande permite obtener una reducción de datos considerable-
mente alta, sin embargo, la complejidad del análisis dentro de cada ventana se incrementa al aumentar
el tamaño de dicha ventana. Las medidas que se pueden tomar son: a) fijar el tamaño de la ventana
de análisis de tal manera que todos los patrones visuales de interés sean incluidos en el análisis o bien
b) limitar la complejidad del análisis en cada ventana y consecuentemente determinar el tamaño de la
ventana necesario para describir localmente con suficiente precisión la imagen. Como consecuencia,
en lugar de restringir el procesamiento a una escala, se puede repetir el mismo procesamiento a múlti-
ples escalas y consecuentemente usar las salidas en estas etapas de procesamiento para seleccionar la
escala óptima en cada posición [55]. Se ha visto que este tipo de procesamiento es similar al utilizado
por el sistema de visión humano.
Frecuentemente, cuando se usan funciones ventana de diferentes tamaños, el espaciado entre las

funciones ventana es tomado proporcionalmente a esos tamaños. En la mayoría de las estructuras de
descomposición piramidal de señales, el tamaño y el espaciamiento entre ventanas se incrementan en
pasos de dos2. Este incremento exponencial en el tamaño y espaciamiento entre ventanas es preferible
tanto desde el punto de vista de la información como de la eficiencia computacional.

2.4.1. Transformada polinomial

La transformada polinomial es una técnica de descomposición de señales en la cual una señal es
aproximada localmente a través de polinomios. El análisis por una transformada polinomial consiste
de dos pasos. Primero la señal original f(x) es localizada al multiplicarla por una función ventana
V (x). Una descripción completa de la señal necesitaría que la localización, a través de la ventana
V (x), se llevara a cabo en un número suficiente de posiciones de la ventana sobre la señal. Podemos
definir una función de peso a partir de la función ventana V (x) como una repetición periódica [55]:

W (x) =
∑
k

V (x− kT ) (2.24)

La función de peso W es periódica con periodo T . Asegurando que W (x) es diferente de cero para
toda x, obtenemos:

f(x) =
1

W (x)

∑
k

f(x) · V (x− kT ) (2.25)

El segundo paso consiste en aproximar la región de la señal dentro de la ventana V (x− kT ) por un
polinomio Qn(x), donde el subíndice en Q denota el grado del polinomio que en este caso es n. Como
funciones base para la expansión polinomial, se toman los polinomios Qn(x) que son ortonormales
con respecto a la ventana de análisis V 2(x):∫ ∞

−∞
V 2(x)Qm(x)Qn(x)dx = δmn (2.26)

En una transformada polinomial, los coeficientes de una señal f(x) (proyecciones) pueden ser obte-
nidos como:

fn(kT ) =
∫ ∞
−∞

f(x) ·Qn(x− kT )V 2(x− kT )dx

2Al incremento en pasos de dos se le conoce como octava.
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seguido de un muestreo en múltiplos de T . Es posible notar que la señal original f(x) se convoluciona
con las funciones filtro denotadas por:

Dn(x) = Qn(−x)V 2(−x) (2.27)

es decir:
fn(kT ) =

∫ ∞
−∞

f(x) ·Dn(x− kT )dx (2.28)

La aproximación de la señal original f(x), a partir de los coeficientes fn(kT ) está dada por:

f(x) =
∞∑
n=0

∑
k

fn(kT ) · Pn(x− kT ) (2.29)

donde las funciones patrón están definidas como:

Pn(x) = Qn(x)V (x)/W (x) (2.30)

A la expansión de una señal original f(x) en sus coeficientes fn(kT ) (ecuación 2.28) se le llama
transformada polinomial. Por otro lado, a la reconstrucción de la señal a partir de los coeficien-
tes (ecuación 2.29) se le llama transformada polinomial inversa, la cual consiste en un proceso de
interpolación de los filtros fn(kT ) con una función patrón Pn(x) y suma sobre todos los grados n.

2.4.2. Transformada Hermite

La transformada Hermite, formalmente introducida por Martens [55] al área de procesamiento digi-
tal de imágenes, es un caso particular de una transformada más general denominada transformada
polinomial. Debido a que se ha prestado a confundir a las derivadas de Gaussianas con las funciones
Hermite [70][78], es conveniente explicar las diferencias que existen entre ambas antes de plantear a
la transformada Hermite. De igual manera comenzamos el estudio en una dimensión ya que el caso
bidimensional es muy similar.
Los polinomios de Hermite son las soluciones a la ecuación diferencial [65]:

y′′ − 2xy′ + 2ny = 0 (2.31)

donde x es una variable espacial y y es una función de x. La ecuación anterior es conocida como la
ecuación de onda del oscilador harmónico (encontrada cuando se resuelve la ecuación de Schrödinger).
La forma matemática de los polinomios de Hermite dada por la fórmula de Rodrigues [1] es:

Hn(x) = (−1)nex
2 dne−x

2

dxn
, n = 0, 1, 2, ..., (2.32)

donde el operador dn

dxn se refiere a la n− ésima derivada de la función. La derivación de esta fórmula
puede verse en el apéndice A. Esta serie es la que se ha usado en visión computacional después
de multiplicar la ecuación 2.32 por una función ventana. Las derivadas de Gaussianas pueden ser
definidas como:

Gn(x) =
dne−x

2

dxn
, n = 0, 1, 2, ..., (2.33)

Por simplicidad, adoptamos por un momento la convención de que la desviación estándar de la
Gaussiana es σ = 1 y omitimos el factor de normalización. Como puede verse, la ecuación 2.33
corresponde a los polinomios de Hermite multiplicados por una función Gaussiana, de tal manera que
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podemos reescribir a las derivadas de Gaussianas en función de dichos polinomios y de la función
Gaussiana:

Gn(x) = (−1)n ·Hn(x)e(−x
2) (2.34)

Cuando los polinomios de Hermite son multiplicados por una Gaussiana diferente, entonces una nueva
función es obtenida. Esta función es conocida en la literatura como una función Hermite ortogonal,
función cilindro parabólica, función Weber-Hermite, función Hermite-Gaussian y en nuestro caso la
llamaremos función patrón o de síntesis. La función Hermite, obtenida a partir de multiplicar el
polinomio de Hermite por la ventana Gaussiana (e−x2/2), puede escribirse entonces como:

Pn(x) = Hn(x)e
−x2

2 (2.35)

donde es posible notar que la desviación estándar de la ventana Gaussiana en esta última ecuación
(2.35) es mayor que en la ecuación de las derivadas de Gaussiana (2.34) por un factor de

√
2. La

expresión para este caso en particular puede ser reescrita como

Pn(x) = (−1)ne
x2

2
dne−x

2

dxn
, n = 0, 1, 2, ... (2.36)

Una vez que se ha aclarado la diferencia entre un polinomio de HermiteHn, una derivada de Gaussiana
Gn(x) y una función de Hermite Pn(x) (conocida también como función patrón) es conveniente
realizar la conexión entre la definiciones de transformada polinomial y estas últimas para definir a la
transformada Hermite.

Funciones de análisis (funciones filtro)

La transformada Hermite es una transformada “ventaneada” en la que es posible distinguir a la
función ventana así como a la funciones de análisis y de reconstrucción. Ahora nos centramos en el
caso particular de que la función ventana es una función Gaussiana [55]:

V (x) =
1√√
πσ

e−
x2

2σ2 (2.37)

donde el factor de normalización L2 es tal que V 2(x) tiene energía unitaria y σ es la desviación
estándar de la Gaussiana (Véase apéndice B).
Los polinomios ortogonales que están asociados a V 2(x) son conocidos como los polinomios de

Hermite (ecuación 2.32), de ahí que el nombre que se le otorgue a esta técnica de descomposición
local sea la transformada Hermite.
Las funciones filtro o de análisis determinan que información está hecha explícita en los coeficientes

de la transformada Hermite. Las propiedades principales de la transformada Hermite están entonces
determinadas por dichas funciones. Denotaremos como Dn(x) a las funciones filtro utilizadas en
la transformación Hermite para evitar confundirlas con las derivadas de Gaussiana3 Gn, ya que las
primeras incluyen un factor de normalización L2. Entonces, es posible sustituir en la definición de la
función filtro 2.27 de una transformada polinomial, la función ventana V (x) y el polinomio Qn(x) por
la ventana Gaussiana de la ecuación 2.37 y los polinomios de Hermite de la ecuación 2.32 normalizados
por el factor 1/

√
2nn! y evaluados en x = x/σ respectivamente (consultar apéndice A):

Dn(x) =
(−1)n√

2nn!
· 1
σ
√
π
Hn

(x
σ

)
e−

x2

σ2 (2.38)

3Es posible demostrar que Dn(x) = kG2
n(x), donde el exponente introduce únicamente un factor de escala en la

definición de derivada de Gaussiana (Véase apéndice C).
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que podemos reescribirla en términos de la definición de derivadas de Gaussiana (ecuación 2.33)
evaluada en x = (x/σ) (Véase apéndice C) como [55]:

Dn(x) =
1√

2nn!
· 1
σ
√
π
·Gn

(x
σ

)
(2.39)

Es aquí donde se produce la conexión entre los perfiles de los campos receptivos del sistema de visión
humano modelados por derivadas de Gaussiana (diferentes a éstas por un factor de escala) y los
polinomios de Hermite ortonormales respecto a la ventana de análisis.
La transformada de Fourier de las funciones filtro tiene una expresión muy simple [55]:

dn(ω) =
1√

2nn!
· (jωσ)ne−(ωσ)2/4 (2.40)

teniendo un valor extremo para (ωσ)2 = 2n. Incrementado el grado de los filtros conduce a un análisis
sucesivo de frecuencias cada vez más altas en la señal. Sin embargo, es común encontrar que para
grados grandes, los picos de frecuencia se mueven muy cercanos entre sí, de tal manera que los filtros
sucesivos solo obtienen muy poca información.
Las investigaciones sobre modelos matemáticos de visión humana que simulen algunas etapas y

procesos a nivel retinal o corteza visual han estado concentrados mayormente sobre funciones Gabor.
El principal argumento al usar las expansiones de Gabor es que los perfiles de los campos receptivos
pueden ser modelados con la funciones Gabor. Sin embargo, los perfiles de campos receptivos no
son conocidos con precisión aún, de tal manera que, como ha sido propuesto por Young [82], tam-
bién es posible modelarlos con derivadas de Gaussianas. Éstas tienen la ventaja de necesitar menos
parámetros que las funciones Gabor.
La preferencia en el uso de funciones Gabor puede deberse al hecho de que existe una teoría mate-

mática para la expansión de señales en funciones Gabor. Sin embargo, como se vio en la sección 2.3.2,
una desventaja en el uso de funciones Gabor es que no son ortogonales entre sí y como consecuencia
los coeficientes correctos no pueden ser obtenidos por la regla usual del producto interno.
La transformada Hermite es entonces una técnica de expansión de señales alternativa, en la cual

las funciones de análisis son incluidas modelando los perfiles de los campos receptivos.

Función de peso

Debido a que la función de peso es periódica con periodo T , ésta puede expandirse en una serie de
Fourier, es decir:

W (x) =

√
2
√
πσ

T
w(x) (2.41)

donde

w(x) = 1 + 2
∞∑
k=1

exp

[
−1

2

(
k

2πσ
T

)2
]
· cos

(
k

2πx
T

)
(2.42)

El contraste de esta función de peso es determinada por el parámetro de muestreo τ = T/σ. Debido a
que usualmente se quiere limitar el número de descomposiciones locales, especialmente en algoritmos
de codificación, es preferible seleccionar a τ tan grande como sea posible. Por otro lado, de acuerdo a la
ecuación 2.25, se puede argumentar queW (x) debe ser aproximadamente constante. De otra manera,
especialmente en aplicaciones digitales, la división por W (x) podría introducir una sensibilidad a la
variación de la escala.
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Funciones de síntesis (funciones patrón)

La síntesis o reconstrucción de la señal requiere del uso de las funciones patrón para reconstruir a la
señal original a partir de los coeficientes de la transformada Hermite. A partir de la ecuación 2.30
podemos escribir a las funciones de síntesis como (Véase desarrollo en apéndice D):

Pn(x) = Hn

(x
σ

)
· V (x)/W (x)

=
T√
2nn!

· 1
σ
√

2π
Hn

(x
σ

)
· e−

x2

2σ2 /w(x) (2.43)

donde w(x) es la función de peso definida en 2.42. Si w(x) = 1 (para valores de muestreo del
parámetro τ<2), la función patrón es igual a la función Hermite de grado n. La función Hermite
tiene la propiedad de ser isomorfa a su transformada de Fourier:

pn(ω) =
T√
2nn!

· (−j)nHn(ωσ)e−
(ωσ)2

2 (2.44)

2.4.3. Polinomios de Krawtchouk

A diferencia de los filtros Gabor, la transformada Hermite cuenta con una aproximación discreta
basada en los polinomios de Krawtchouk. Ya que los filtros de análisis de la transformada de Hermite
son similares a las derivadas de Gaussiana excepto por un factor de escala, es posible utilizar la forma
discreta de las derivadas de Gaussiana dada por los coeficientes binomiales:

CxN =
N !

x!(N − x)!
(2.45)

donde N es la longitud de la ventana binomial. Los polinomios ortonormales de Krawtchouk son
obtenidos a partir del producto de los polinomios de Krawtchouk por una ventana binomial definida
por:

v2(x) = CxN/2
N (2.46)

de tal manera que los polinomios ortonormales de Krawtchouk están definidos como:

Kn(x) =
1√
CnN

n∑
τ=0

(−1)n−τCn−τN−xC
τ
x (2.47)

para x = 0, ..., N y n = 0, ..., Dmax donde Dmax es el máximo orden de la derivada y Dmax ≤ N .
La transformada discreta de Hermite de longitud N aproxima a la transformada Hermite continua
por la siguiente relación σ =

√
M/2 [55]. Ejemplos de los polinomios de Krawtchouk se presentan a

continuación para D = 1, D = 2 y D = 4 con D = N :

K1 =
1√
21

[
1
1

1
−1

]

K2 =
1√
22

 1
2
1

1
0
−1

1
−2
1



K4 =
1√
24


1
4
6
4
1

1
2
0
−2
−1

1
0
−2
0
1

1
−2
0
2
−1

1
−4
6
−4
1


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2 Procesamiento digital de imágenes basado en sistemas de visión biológicos y el análisis de texturas

2.4.4. Transformada Hermite 2D

Un caso especialmente interesante en las transformadas polinomiales bidimensionales resulta cuando
la función ventana de localización es separable:

V (x, y) = V (x)V (y) (2.48)

y la rejilla de muestreo es cuadrada. Las funciones de análisis y las funciones de síntesis son por ende
separables y pueden ser implementadas de manera muy eficiente [55]. La transformada Hermite se
obtiene cuando las funciones ventana son Gaussianas como las que se obtienen de la ecuación 2.37.
Como las Gaussianas son isotrópicas podemos escribir σ = σx = σy:

V (x, y) =
1

σ
√
π
e−

x2+y2

2σ2 (2.49)

Los polinomios de Hermite ortonormales con respecto a V 2(x, y) pueden escribirse entonces como:

Qn−m,m(x, y) =
1√

2n(n−m)!m!
Hn−m

(x
σ

)
Hm

( y
σ

)
(2.50)

Los coeficientes de la señal localizada fn−m,m(x, y) se obtienen al filtrar la imagen con las funciones
filtro separables dada por:

Dn−m,m(x, y) = V 2(−x,−y)Qn−m,m(−x,−y) (2.51)

Transformada Hermite multiescala 2D

Una descomposición multirresolución usando la transformada Hermite puede ser obtenida a través de
un esquema piramidal. En una descomposición piramidal la imagen es descompuesta en un número
de subimágenes paso banda o paso baja, las cuales son posteriormente submuestreadas en proporción
a su resolución espacial. En cada capa se transforman los coeficientes de orden cero para obtener, en
una capa inferior, una versión escalada de la anterior.

2.4.5. Transformada Hermite 2D orientada

Freeman y Adelson [33] describen el problema de encontrar la respuesta de un filtro a varias orientacio-
nes. El término de filtro orientable describe una clase de filtros, en la cual un filtro a una orientación
arbitraria es sintetizado como una combinación lineal de un conjunto de filtros bases.
Con la propiedad de separabilidad, es posible incorporar una rotación de los filtros que puede ser

preestablecida durante el diseño de los filtros [66] o adaptativa [69][74] de acuerdo a una función de
selectividad de orientación de los patrones en la señal 2D. Los filtros de Hermite 2D n+1 forman una
base de los filtros de orden n sensibles a una orientación θ en particular. De manera más específica,
los filtros rotados de orden n pueden ser construidos a través de combinaciones lineales de los filtros
de orden n.
La transformada de Fourier de las funciones de análisis bidimensionales Dm,n−m(x, y) es:

dm,n−m(ωx, ωy) = αm,n−m(θ)dn(ω) (2.52)

donde ωx = ωcosθ y ωy = ωsenθ. La transformada de Fourier de cada función de análisis puede
escribirse entonces como un producto que separadamente expresa una preferencia de orientación y
preferencia de frecuencia radial. La frecuencia radial de las funciones de análisis 2D de orden n iguala
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2.4 Transformada Hermite

a la derivada de Gaussiana de orden n y están dadas por la ecuación 2.40, mientras que la preferencia
de orientación está dada por la siguiente función angular:

αn−m,m(θ) =
√
Cmn cosn−mθsenmθ (2.53)

Denotamos a fθn−m,m(x, y) como una versión rotada o proyectada de los coeficientes fn−m,m(x, y) con
respecto al ángulo de preferencia θ. Es decir, podemos escribir a la transformada Hermite orientada
de la siguiente manera:

fθn−m,m(x, y) =
n∑

m=0

fn−m,m · αn−m.m(θ) (2.54)

con la cual se tiene la ventaja de reducir el número de coeficientes usados para representar a la imagen.
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3 Reconocimiento de Iris

El desempeño de un sistema de reconocimiento de iris está ligado a diversos factores que deben tomarse
en cuenta en cada etapa de desarrollo. Por ejemplo, es importante contar con imágenes de iris con
calidad razonablemente buena, que proporcionen la información necesaria para poder realizar un
buen reconocimiento; los algoritmos de localización del iris dentro de una imagen deben ser precisos,
rápidos y robustos a ciertas interferencias que se pudieran encontrar durante la adquisición de las
imágenes; así mismo, los modelos utilizados para el análisis de las texturas del iris deben extraer las
características que permitan discriminar, con un margen de error sumamente bajo, dos texturas de
iris que pertenecen a ojos distintos y proporcionar una correlación alta entre dos texturas de iris que
pertenecen a un mismo ojo. Otro de los grandes retos, que no se aborda en este proyecto, consiste en
desarrollar algoritmos de reconocimiento veloces y capaces de trabajar en condiciones adversas [63].
Cabe señalar que un sistema de reconocimiento de iris puede ser utilizado como autentificador

o como verificador de la identidad de una persona en una base de datos. Cuando un sistema de
reconocimiento de iris actúa como autentificador, una persona se presenta ante el sistema y reclama
una identidad dada, en tanto que el sistema realiza las mediciones de similitud entre la plantilla de la
identidad reclamada por la persona y la plantilla de la persona obtenida en ese momento, para otorgar
una aceptación o un rechazo a través de un criterio de decisión. Por otro lado, cuando el sistema
actúa como verificador de la identidad de una persona, una persona se presenta ante el sistema y éste
compara la plantilla de la persona obtenida en ese momento contra todas las demás plantillas en la
base de datos y, a través de un criterio de decisión, indica a la persona si ésta pertenece o no a la
base de datos y de quien se trata.
En este capítulo se describen a profundidad las diferentes etapas que conforman un sistema típico

de reconocimiento de iris así como también de los algoritmos que han sido utilizados por diversos
autores en cada una de ellas. De igual manera, se describe el sistema de reconocimiento de iris
propuesto. El capítulo se divide en tres secciones. En la sección 3.1, se señalan los motivos por los
cuales una textura de iris puede ser utilizada como un identificador biométrico robusto. En la sección
3.2 se abordan las etapas de un sistema de reconocimiento de iris y los diferentes algoritmos que
han sido utilizados con anterioridad. En la sección siguiente, sección 3.3, se describen los algoritmos
implementados en el sistema de reconocimiento de iris propuesto.

3.1. El Iris del ojo humano: identificador biométrico robusto

Como fue mostrado en la sección 1.2 del sistema de visión humano, el iris es un diafragma circular
que está ubicado entre la cornea y la lente del ojo humano. En la figura 1.6 de la sección 1.2.1, se
muestra un corte lateral y la ubicación del iris dentro del ojo. El diámetro en promedio del iris es
de 12 mm y el tamaño de la pupila puede variar desde un 10% hasta un 80% del diámetro del iris
dependiendo de la cantidad de luz a la que es expuesta [19].
El iris tiene cuatro capas: la capa anterior o epitelio, la capa estromal, el músculo dilatador de

la pupila y la capa posterior que es la superficie visible [46]. La capa anterior o epitelio consiste
en su mayor parte de una colección densa de fibroblastos y melanocitos. En algunas áreas este
tejido es bastante delgado o con poca pigmentación, lo que provoca que se formen lineas oscuras
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mientras que en otras áreas la pigmentación es abundante y como consecuencia se forman una serie
de objetos pigmentados en forma de burbujas. El estroma yace sobre el epitelio; es una capa de
tejido conectado de manera relajada que contiene colágeno, melanocitos, mastocitos, macrófagos y
a los músculos elásticos. Muchos de los melanocitos y macrófagos contienen pigmento. El músculo
dilatador de la pupila, como su nombre lo indica, es el responsable de la dilatación de la misma. Esta
dilatación ocurre en condiciones de baja iluminación u obscuridad. Sus células están ligeramente
pigmentadas. La capa posterior o el epitelio pigmentado posterior, es de apariencia obscura hablando
macroscópicamente, su función es evitar que la luz se disperse a través del iris. Finalmente, el
músculo que rodea a la pupila es concéntrico, yace cerca del borde de la pupila y es el responsable de
la contracción de ésta. Todas estas capas juntas determinan el color del iris debido una combinación
de efectos de dirección y pigmentación aleatorios. Una “huella digital” puede constituirse tomando
todas las variaciones radiales y angulares que proporcionan en conjunto tanto la red trabecular como
los efectos de pigmentación de los distintos tejidos y músculos que conforman el iris [19].
Usando técnicas de análisis de texturas como las descritas en el capítulo anterior, es posible capturar

todos estos patrones aleatoriamente formados para generar una firma única para cada persona. La
robustez de este identificador biométrico proviene de sus características naturales, pues es un órgano
que se encuentra bien protegido, no cambia con el tiempo, es relativamente fácil de capturar y es
posible obtener una alta variabilidad entre imágenes de iris que pertenecen a distintas personas y
una baja variabilidad entre imágenes de iris de una misma persona cuando se analizan sus patrones
característicos [19].

3.2. Descripción de las diferentes etapas de un sistema típico de
reconocimiento de iris

Un sistema de reconocimiento de iris puede ser dividido en tres etapas principales como se muestra
en la figura 3.1. En cada una de estas etapas se implementan diferentes algoritmos para procesar las
imágenes de iris de manera eficiente y lograr codificar en una plantilla las características únicas para
cada persona.

Figura 3.1: Etapas de un sistema de reconocimiento de iris.

Durante la etapa de adquisición, las imágenes de iris son capturadas a través de una cámara digital
y se consideran aspectos importantes como la iluminación y el contraste de las imágenes obtenidas.
Puesto en marcha un sistema de reconocimiento de iris, la adquisición de imágenes se realiza en
tiempo real en conjunto con las demás etapas.
En la segunda etapa del sistema de reconocimiento de iris, cada imagen es procesada para extraer

las características importantes del iris y codificada en una plantilla de tamaño universal para todas
las personas. Estas plantillas son almacenadas en una base de datos de plantillas o códigos de iris.
Durante la última etapa, después del establecimiento del criterio de decisión de aceptación o de

rechazo, a través del estudio estadístico de las distribuciones de la medida de similitud intra-clase e
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3.2 Descripción de las diferentes etapas de un sistema típico de reconocimiento de iris

inter-clase, se presenta un sujeto al sistema de reconocimiento de iris, al cual se le extrae su código
de iris y se compara éste contra otro código de iris, previamente registrado en la base de datos,
usando una medida de similitud. Con el criterio de decisión establecido, el sistema puede reconocer
o desconocer a la persona en cuestión.
A continuación se detallan las etapas que pueden ser encontradas comúnmente en un sistema de

reconocimiento de iris y algunas de las propuestas realizadas por otros autores.

3.2.1. Adquisición de imágenes

Uno de los principales retos de un sistema automático de reconocimiento de iris es capturar imágenes
del iris de alta calidad. Este proceso debe realizarse de manera no invasiva y además debe ser robusto
a las condiciones naturales del ambiente en el cual se encuentra el sistema (por ejemplo una sala de
aeropuerto), de tal manera que este proceso no interfiera demasiado con las actividades normales de
los usuarios y sea cómodo para éstos (cooperación mínima de los usuarios). Varios puntos deben
ser tomados en cuenta por el sistema de captura de imágenes implementado para efectuar un buen
reconocimiento. Primero, es deseable adquirir imágenes con suficiente resolución y con buen contraste
que sirva tanto para localizar al iris dentro de la imagen como para poder capturar todos los detalles
de los patrones dentro del iris. Para cumplir con este propósito, es importante no irritar al usuario
con las fuentes de iluminación utilizadas, así como también controlar aquellas fuentes de iluminación
que pudieran crear artefactos como sombras, reflejos, o aberraciones ópticas [75].

Figura 3.2: Adquisición de imágenes de iris. El interruptor SW1 selecciona
si se trabaja en tiempo real o con una base de datos de imágenes de iris
previamente capturadas.

De acuerdo con Daugman [21], un sistema de captura de imágenes de iris debe ser capaz de resolver
un mínimo de 70 píxeles como radio de iris. Los sistemas típicos de adquisición utilizados han sido
cámaras monocromáticas CCD 1 (480 x 640) en combinación con iluminación en la banda de los 700nm
a 900nm del espectro electromagnético mejor conocida como NIR2. Este tipo de luz de baja intensidad,

1CCD, por sus siglas en inglés “Charge-Coupled Device” (dispositivo de cargas (eléctricas) interconectadas), es un
circuito integrado que contiene un número determinado de condensadores enlazados o acoplados. Bajo el control de
un circuito interno, cada condensador puede transferir su carga eléctrica a uno o a varios de los condensadores que
estén a su lado en el circuito impreso.

2NIR, por sus siglas en inglés “Near InfraRed” (infrarrojo cercano) denota un intervalo de longitud de onda que se
encuentra por encima del rojo visible del espectro electromagnético.
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no invasiva e invisible para los humanos, es utilizada para evitar dilataciones y/o contracciones severas
de la pupila al momento de capturar las imágenes, otorgar una mayor comodidad para el sujeto
y obtener imágenes de buena calidad. Las imágenes de iris pertenecientes a la base de datos de
libre acceso CASIAv1 [14] fueron capturadas usando las condiciones de iluminación mencionadas
anteriormente; sin embargo, otras bases de datos de imágenes de iris, como UBIRIS [63], han sido
capturadas usando una iluminación visible por lo que las imágenes obtenidas incluyen el color.
Una vez puesto en marcha un sistema de reconocimiento de iris, la etapa de adquisición debe

ser capaz de determinar qué imágenes sirven y cuáles no. Esta etapa se implementa en tiempo
real, pero para fines de desarrollo e investigación, las imágenes pueden capturarse y guardarse en
una base de datos para su posterior procesamiento, véase figura 3.2. El sistema desarrollado por
Daugman [21] incluye un mecanismo de enfoque en tiempo real (autofocus) usando una cámara de
vídeo monocromática CCD. Primero se mide la potencia total de alta frecuencia en el espectro de
Fourier en dos dimensiones en cada cuadro (frame) de captura. Posteriormente el mecanismo de la
lente se mueve hacia afuera o hacia adentro y/o se le informa al sujeto a través de una grabación que
se acerque o se aleje de la cámara para poder capturar la imagen apropiadamente. Aquellas imágenes
que pasan un criterio de enfoque mínimo son seleccionadas para las etapas posteriores del sistema de
reconocimiento de iris.
Las base de datos de libre acceso CASIAv1 y UBIRIS han sido creadas con ayuda de un operador,

por lo que las imágenes obtenidas siempre muestran un buen contraste en el interior del iris. Sin
embargo, la base de datos UBIRIS incluye un conjunto de imágenes tomadas bajo condiciones adversas
con el propósito de evaluar la robustez de los algoritmos empleados.

3.2.2. Extracción de características y codificación

La etapa de extracción de características y codificación puede dividirse en una serie de pasos previos.
Primero, es necesario localizar al iris dentro de la imagen adquirida durante la etapa de adquisición.
Frecuentemente se hace uso de círculos como modelos de las fronteras que delimitan al iris. Una
vez que el iris ha sido detectado, es conveniente someterlo a un proceso de normalización, o bien
de registro dependiendo del sistema, para lograr una consistencia entre todas las imágenes de iris
adquiridas, códigos, etc. Posteriormente se extraen las características utilizando alguna herramienta
matemática que permita representar a los patrones del iris de manera compacta y robusta, los cuales
son almacenadas en forma de códigos o plantillas.

3.2.2.1. Localización del iris

La adquisición de una imagen de iris no produce una imagen que contiene solamente al iris. Varios
elementos en la vecindad de la región del iris y del ojo en general son capturados a la vez: pupila,
esclerótica, párpados, pestañas, cejas, etc. Antes de hacer cualquier extracción de características es
importante localizar la porción de la imagen adquirida que corresponde al iris. La región de interés
en el ojo que corresponde al iris está delimitada por el limbus (el borde entre la esclerótica y el
iris) y la pupila (Véase la figura 3.3). Si las pestañas y párpados obstruyen la región de interés,
entonces únicamente la región sin obstrucciones debe tomarse en cuenta para el análisis. Se han
reportado diversos métodos para localizar y delimitar la región de interés como los que se describen
a continuación: operador integro-diferencial, transformada Hough, localización a través de máscaras
predefinidas.

Operador integro-diferencial. Daugman [19] y Wildes [75] hacen uso de las primeras derivadas
de los niveles de intensidad de la imagen para localizar los bordes que demarcan las fronteras del

38



3.2 Descripción de las diferentes etapas de un sistema típico de reconocimiento de iris

iris. Ambos sistemas modelan la región de interés usando modelos geométricos simples. Por ejemplo,
la pupila y el iris son modelados como contornos circulares. Daugman por su parte, resume su
algoritmo para localizar el iris a través de un operador integro-diferencial como se muestra en la
siguiente expresión matemática:

max(r,x0,y0)|Gσ(r) ∗ ∂

∂r

∮
r,x0,y0

I(x, y)
2πr

ds| (3.1)

donde ∗ denota convolución y Gσ(r) es una función Gaussiana de suavizado con escala σ. Dicho
operador integro-diferencial busca sobre el dominio de la imagen (x, y) el máximo en una derivada
parcial suavizada, con respecto al radio variable r, de la integral de contorno normalizada de I(x, y)
sobre un arco circular ds de radio r y coordenadas de centro (x0, y0). El operador completo funciona
como un detector de bordes circular; que busca iterativamente a escalas sucesivamente más finas de
análisis a través de los tres espacios de parámetros (x0, y0, r), variando el radio, por una derivada de
integral de contorno máxima.

Figura 3.3: Imagen de iris capturada. Se observan elementos no importantes
como la esclerótica, la pupila y los párpados.

El operador de la ecuación 3.1 es utilizado para encontrar las fronteras de la pupila y del limbus.
Una vez que la búsqueda de las fronteras para ambas regiones alcanzan precisión de sólo un píxel,
entonces se utiliza una aproximación similar para detectar bordes curvilíneos y localizar las fronteras
de los párpados.

Transformada Hough. La transformada Hough es usada en la segmentación del iris por Wildes
[76] y Ma et al., [51]. Esta transformada es un algoritmo de visión computacional que puede ser
utilizado para determinar los parámetros de objetos geométricos simples, presentes en una imagen,
como líneas o círculos. En términos prácticos, el método utilizado por Daugman [19] puede verse
como una transformada Hough para localizar círculos. Hough (1962) patentó un método para detectar
conjuntos colineales de puntos en una imagen [39]. Posteriormente se utilizó para la parametrización
de líneas y recientemente en la parametrización de círculos y elipses.
En general, una curva parametrizada por n parámetros necesita un acumulador de n dimensiones

para la transformada Hough [12]. Esta transformada para detección de círculos utiliza un mapa de
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bordes de una imagen y puede describirse a través de una serie de pasos previos para lograr obtener las
coordenadas de centro y el radio de dicho círculo. Un círculo dentro de la imagen puede ser descrito
por la ecuación:

(x− x0)2 + (y − y0)2 = R2 (3.2)

donde (x0, y0) y R son los tres parámetros a buscar que representan las coordenadas del centro y al
radio del círculo respectivamente. El uso de acumuladores para guardar y actualizar los parámetros
es necesario. En el espacio de parámetros A, cada elemento A(x, y, r) tiene un valor que satisface la
ecuación 3.2. Suponiendo que ya se ha calculado previamente un mapa de bordes binario M , con la
ayuda de algún operador para localizar bordes, entonces para cada píxel Px,y ∈ M se aproxima un
posible A(x0, y0, R) calculado como:

A(x, y, r) = A(x, y, r) + 1 (3.3)

Después de visitar cada borde y de manera implícita votar por un posible círculo con centro (x0, y0)
y radio R, el acumulador de parámetros A indica las posiciones en las cuales existen posibles círculos
con sus tres parámetros. Basado en el histograma arrojado por el acumulador, se elige de acuerdo
a alguna regla, frecuentemente la que maximiza el número de votos que recibe cada parámetro en el
acumulador A(x, y, r), que parámetros aproximan mejor al círculo en cuestión:

A(x0, y0, R) = max(∪A(x, y, r)) (3.4)

y el resultado es el círculo con centro (x0, y0) y radio R.
Existen varios problemas en el uso de la transformada Hough. Primero, la transformada necesita

valores umbrales que deben elegirse con el conocimiento previo del comportamiento de los parámetros
a buscar; por ejemplo, para un círculo debe conocerse previamente un intervalo posible de valores de
radio r ∈ [rmin, rmax]. Segundo, la transformada Hough es computacionalmente intensa y requiere
mucho tiempo de procesamiento, aunque es posible con el conocimiento previo del problema obtener
versiones optimizadas de esta transformada.

Figura 3.4: Localización de iris utilizando máscaras predefinidas.

Máscaras predefinidas. Otros métodos sugieren el uso de máscaras predefinidas en forma de
círculos que son colocadas sobre la imagen para localizar al iris [35]. La posición del iris se obtiene
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cuando se logra encerrar al iris completamente, previo movimientos de la máscara sobre la imagen
como se muestra en la figura 3.4. Sin embargo, esto puede resultar ineficiente debido a que el tamaño
de los ojos varía de un individuo a otro y dicho método requiere que se defina un diámetro fijo de la
máscara en forma de círculo para cualquier imagen en la cual se trate de localizar un iris.

3.2.2.2. Normalización o alineación

Una vez que la región del iris ha sido segmentada de una imagen de ojo de manera satisfactoria, la
siguiente etapa es transformar dicha región de tal manera que ésta posea ciertas dimensiones esta-
blecidas que permitan realizar las comparaciones. Las inconsistencias dimensionales que se podrían
encontrar entre las imágenes de iris están relacionadas en su mayoría con el estrechamiento del iris;
al dilatar o contraer la pupila debido a las variaciones de los niveles de intensidad de la luz.
Las representaciones robustas en el reconocimiento de patrones deben ser invariantes a cambios en

el tamaño, posición y orientación de los patrones. En el caso de reconocimiento de iris, esto significa
que se debe crear una representación que sea invariante al tamaño óptico del iris en la imagen (que
puede depender de la distancia a la cual el ojo es capturado y del factor de amplificación de la cámara);
el tamaño de la pupila dentro del ojo (que introduce una deformación de los patrones); la localización
del iris dentro de la imagen y la orientación del iris, la cual puede depender de algún movimiento o
inclinación de la cabeza al momento de capturar la imagen, movimiento del ojo dentro de su cavidad
ocular, ángulo de la cámara, que en combinación producen un factor de rotación de la imagen [21].
El proceso de normalización producirá regiones de iris, las cuales tendrán dimensiones constantes,

de tal manera que dos imágenes de un mismo iris tendrán sus características típicas en la misma
posición espacial aproximadamente y bastará con realizar pequeñas rotaciones cíclicas para alinearlas
en los algoritmos de comparación posteriores. A continuación se describen algunos de los algoritmos
utilizados comúnmente en el proceso de normalización o alineación.

Modelo de desdoblamiento elástico. El modelo de desdoblamiento elástico de Daugman [21] re-
mapea cada punto dentro de la región del iris a un par de coordenadas polares (r, θ), donde r varía
en el intervalo [0, 1] y θ es el ángulo que varía en el intervalo [0, 2π]. El remapeo a este sistema de
coordenadas pseudopolares no es necesariamente concéntrico, ya que en muchas de las imágenes de
iris capturadas es posible encontrar a la pupila en una posición no concéntrica con respecto al iris.
La variable radial r varía desde la frontera de la pupila hasta el limbus (la frontera entre el iris y la
esclerótica). El remapeo de la región del iris de coordenadas cartesianas al sistema normalizado de
coordenadas polares no concéntricas es modelado como:

I(x(r, θ), y(r, θ))→ I(r, θ) (3.5)

donde x(r, θ) y y(r, θ) son definidos como combinaciones lineales tanto de los puntos de la frontera
de la pupila (xp(θ), yp(θ)) como del conjunto de puntos del limbus sobre el perímetro externo del
iris (xi(θ), yi(θ)) que bordea la esclerótica, los cuales son previamente detectados por el operador de
localización del iris utilizado, y están definidos como:

x(r, θ) = (1− r)xp(θ) + rxi(θ) (3.6)
y(r, θ) = (1− r)yp(θ) + ryi(θ) (3.7)

Debido a que la coordenada radial varía desde el perímetro interno del iris hasta el perímetro externo
en un intervalo unitario, esta transformación implícitamente corrige algunas deformaciones elásticas
de los patrones en el iris cuando la pupila cambia su tamaño, produciendo de esta manera una
representación constante en dimensión.
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Este sistema de coordenadas pseudopolares cumple con cierta invariancia al tamaño y posición del
iris así como también con los cambios de tamaño que sufre la pupila; sin embargo, esta representación
no es invariante a la orientación del iris dentro del plano de la imagen. En el sistema de Daugman
[21], la forma más eficiente para cumplir con la invariancia a la orientación es no rotar la imagen
misma usando por ejemplo la matriz de Euler; sino por el contrario, una vez que se obtuvieron los
códigos de iris en forma de plantilla (una representación compacta) durante la etapa de comparación
de plantillas o matching, éstas son rotadas a varias orientaciones discretas en la dirección angular θ
de manera cíclica hasta que las dos plantillas de iris son alineadas.

Registro de imagen. El sistema de reconocimiento de iris propuesto por Wildes et al., [76], utiliza
una técnica de registro de imagen con el objetivo de compensar el escalamiento y rotación de la
imagen. Este esquema deforma geométricamente una imagen nueva Ia(x, y) para alinearla con una
imagen seleccionada de una base de datos Id(x, y) de acuerdo a una función de mapeo (u(x, y), v(x, y)),
de tal forma que para toda posición (x, y), el valor de la intensidad de la imagen en ese punto (x, y)
en Ia es cercano a aquel valor en el mismo punto en Id. Es decir, la función de mapeo (u, v) debe ser
elegida de tal manera que se minimice:∫

x

∫
y
(Id(x, y)− Ia(x− u, y − v))2dxdy (3.8)

mientras es limitada a capturar una transformación de similitud de coordenadas de imagen (x, y) a
(x′, y′), esto es: (

x′

y′

)
=
(
x
y

)
− sR(φ)

(
x
y

)
(3.9)

siendo s un factor de escalamiento y R(φ) una matriz representando la rotación por un ángulo φ. En
la práctica, dado un par de imágenes de iris Ia e Id, los parámetros s y φ son obtenidos a través de
un algoritmo iterativo de minimización [75].

Círculos virtuales. En el sistema de Boles [8], las imágenes de iris son primeramente escaladas para
tener un diámetro constante de tal manera que cuando dos imágenes son comparadas, una imagen
es considerada como una imagen de referencia. Esta técnica es diferente a las demás ya que la
normalización no es realizada sino hasta el momento de comparar dos regiones de iris. Una vez
que los dos iris tienen las mismas dimensiones, las características son extraídas de la región de iris
almacenando los valores de intensidad al recorrer círculos concéntricos virtuales sobre la región, siendo
el origen el centro de la pupila. Una resolución de normalización es seleccionada, de tal manera que
el número de datos extraídos en cada iris sea el mismo para todos los demás. Esto es esencialmente
similar a la técnica descrita por Daugman [19]; sin embargo, el escalamiento es hecho al momento de
la comparación y es relativo a la región de iris a comparar.

3.2.2.3. Análisis, extracción de características y codificación

Las características espaciales discriminantes del iris humano se manifiestan a distintas escalas. Por
ejemplo, las estructuras discriminantes del iris pueden variar desde la forma misma del iris hasta la
distribución de los pequeños surcos y las texturas tan detalladas que lo conforman [75]. Para poder
reconocer individuos de manera eficiente, la información más discriminante presente en un patrón de
iris debe ser extraída. Estas características más significativas de un iris deben ser codificadas para
poder efectuar las comparaciones entre las plantillas.
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3.2 Descripción de las diferentes etapas de un sistema típico de reconocimiento de iris

Filtros Gabor. El sistema de Daugman [19] hace uso de una descomposición derivada de la aplicación
de filtros Gabor 2D a la imagen del iris normalizada en un sistema de coordenadas polares. Cada
patrón de iris aislado es entonces demodulado para extraer la información de la fase usando las wavelets
Gabor 2D en cuadratura. Como se mencionó en la sección 2.3, un par en cuadratura de filtros Gabor
es construido modulando una señal coseno (parte real) y una señal seno (parte imaginaria) por una
función Gaussiana. Los filtros reales e imaginarios también son conocidos como las componentes
simétricas par e impar respectivamente.
Los filtros Gabor 2D utilizados por Daugman [19] están definidos en un sistema de coordenadas

polares (r, θ) como:
G(r, θ) = e−jω(θ−θ0)e−(r−r0)2/α2

e−(θ−θ0)2/β2
(3.10)

Los parámetros α y β, que son parámetros de tamaño de la wavelet multiescala, covarían en propor-
ción inversa a ω (la frecuencia de la wavelet) para generar una familia wavelet de filtros en cuadratura
multiescala, de frecuencia selectiva y con un ancho de banda logarítmico, cuyas posiciones especifi-
cadas por θ0 y ro varían sobre la zonas de análisis del iris. La parte real de los filtros Gabor 2D son
ligeramente ajustados, truncándolos para darles un volumen de cero y como consecuencia eliminar la
respuesta de DC; de esta manera se reduce la dependencia a factores de iluminación del código de
iris generado. La parte imaginaria de los filtros no tienen respuesta de DC debido a su naturaleza
simétrica impar, como se vio en la sección 2.3.2.
Cada bit h, en un código de iris, es calculado al evaluar, a una escala de análisis dada y en una

región local de la imagen del iris I(ρ, φ), el signo de ambas partes real e imaginaria que resultan de
proyectar la imagen del iris con un filtro complejo Gabor 2D en particular, como se muestra en las
siguientes ecuaciones [19]:

hre = 1 si Re
∫
ρ

∫
φ
I(ρ, φ)e−jω(θ0−φ)e−(r0−ρ)2/α2

e−(θ0−φ)2/β2
ρdρdφ ≥ 0 (3.11)

hre = 0 si Re
∫
ρ

∫
φ
I(ρ, φ)e−jω(θ0−φ)e−(r0−ρ)2/α2

e−(θ0−φ)2/β2
ρdρdφ < 0 (3.12)

him = 1 si Im
∫
ρ

∫
φ
I(ρ, φ)e−jω(θ0−φ)e−(r0−ρ)2/α2

e−(θ0−φ)2/β2
ρdρdφ ≥ 0 (3.13)

him = 0 si Im
∫
ρ

∫
φ
I(ρ, φ)e−jω(θ0−φ)e−(r0−ρ)2/α2

e−(θ0−φ)2/β2
ρdρdφ < 0 (3.14)

De tal manera que, un solo filtro Gabor 2D, teniendo un conjunto en particular de parámetros de
posición y tamaño (r0, θ0;α, β, ω) en el sistema de coordenadas polares del iris (r, θ) realiza una
cuantización de la fase de la señal de textura local aproximándola como un par de bits (hre, him) cuyo
valor depende de los condicionales en las ecuaciones 3.11-3.14. La figura 3.5 muestra gráficamente el
proceso de la cuantización de la fase.
La longitud del código generado por el algoritmo de Daugman [19] es de 2048 bits, de los cuales

1024 bits corresponden a las salidas arrojadas al proyectar la imagen normalizada del iris con un filtro
real y 1024 bits corresponden a la proyección de la misma imagen con un filtro imaginario; generando
una plantilla biométrica compacta de 256 bytes que permite almacenarse y realizar comparaciones de
forma eficiente. De acuerdo al algoritmo general presentado por Daugman [21], la porción del iris que
se analizará es mapeada (normalización) y subdividida en bandas de análisis. Estas bandas de análisis
se definen en un sistema de coordenadas polares, cuya coordenada radial se puede distorsionar lige-
ramente si, como frecuentemente ocurre, las circunferencias que delimitan al iris no son concéntricas
(ecuación 3.5). De acuerdo a Daugman [21], la imagen normalizada de iris debe ser dividida en a lo
más 8 bandas de análisis. Cada banda de análisis es procesada por separado, al proyectar cada una
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3 Reconocimiento de Iris

Figura 3.5: Proceso de demodulación de la fase usado para codificar los pa-
trones del iris.

de éstas sobre los filtros complejos Gabor 2D, y posteriormente codificada al cuantizar la fase como
se vio anteriormente. Al dividir la imagen del iris en 8 bandas, se obtiene que cada banda de análisis
es codificada con solamente 256 bits; 128 bits de la parte real y 128 bits de la parte imaginaria.
Además de generar el código que representa en forma compacta las características principales de la

textura del iris, se calcula una máscara de bits del mismo tamaño del código generado, que contiene
información sobre la región del iris que es obstruida por pestañas, párpados o algunos reflejos.

Filtros log-Gabor. De acuerdo a Field [31], los filtros Gabor tienen la desventaja de presentar
componente de DC cuando el ancho de banda es mayor a 1 octava. Sin embargo, es posible obtener
componente de DC igual a cero usando un filtro Gabor que es gaussiano en una escala logarítmica. A
estos filtros se les llama log-Gabor. La respuesta en frecuencia de un filtro log-Gabor está dada por:

G(f) = exp

(
−(log(f/f0))2

2(log(σ/f0))2

)
(3.15)

donde f0 representa la frecuencia central y σ determina el ancho de banda del filtro en la dirección
radial. Algunos de los sistemas de reconocimiento de iris que han hecho uso de estos filtros se pueden
encontrar en [3][40][80][86].

Filtros laplacianos de Gaussianas. El sistema descrito por Wildes et al., [75][76] utiliza una des-
composición isotrópica paso banda derivada de la aplicación de filtros Laplacianos de Gaussiana a la
imagen del iris. Estos filtros pueden ser especificados como:

1
πσ4

(
1− ρ2

2σ2

)
e−ρ

2/2σ2
(3.16)

donde σ es la desviación estándar de la Gaussiana y ρ es la distancia radial de un punto hacia
el centro del filtro. En la práctica, la imagen filtrada es obtenida a partir de una descomposición
piramidal Laplaciana, la cual en este caso es construida con cuatro niveles diferentes de resolución.
A diferencia del esquema presentado por Daugman [19], las plantillas biométricas generadas con este
sistema tienen un tamaño del orden del número de bytes en la región del iris original, reteniendo una
mayor cantidad de información del iris.
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3.2 Descripción de las diferentes etapas de un sistema típico de reconocimiento de iris

Wavelet Haar. Lim et al., [48] por su parte, hace uso de la transformada wavelet Haar para extraer
las características de la región del iris. A partir de un filtrado multirresolución generan un vector
código de 87 dimensiones. Debido a que cada valor del vector resultante es real y varía entre -1.0
y 1.0, de manera semejante al algoritmo de Daugman [19] cuantizan cada valor real convirtiendo
aquellos valores positivos como 1 y los valores negativos como 0. Finalmente, se genera una plantilla
biométrica de 87 bits.

3.2.3. Comparación entre códigos de iris (matching)

Distancia de Hamming. En el esquema presentado por Daugman [20], la distancia de Hamming
(HD) normalizada es una medida de similitud que indica el número de bits que son diferentes entre
dos plantillas biométricas:

HD =

∑N
j=1(codeAj

⊗
codeBj) ∩maskAj ∩maskBj∑N

i=1maskAi ∩maskBi
(3.17)

donde N el número de bits que conforman la plantilla biométrica. El operador XOR
⊗

detecta
los bits que difieren entre dos patrones de iris, enmascarados (∩) por ambas máscaras de bits que
contienen artefactos ajenos al iris para prevenir que éstos influyan en las comparaciones de iris. El
denominador es el número total de bits que son tomados en cuenta durante la comparación, después
de haber descartado los bits pertenecientes a artefactos usando el operador ∩.
La distancia de Hamming es, de esta forma, una medida de similitud en la que un valor de 0,

resultante al comparar dos plantillas biométricas, representaría que dichas plantillas son exactamente
iguales. Si dos plantillas de iris son completamente independientes, como las generadas a partir
de dos iris diferentes, la HD entre las dos plantillas deberá ser igual a 0.5. Esto ocurre porque la
independencia estadística de dos códigos aleatorios implica que, cualquier bit puede ser 1 o 0, dando
lugar a una probabilidad de 0.5 de encontrar un bit igual a 1 o igual a 0 [20].

Distancia euclidiana ponderada. La distancia euclidiana ponderada puede ser utilizada para compa-
rar dos plantillas, especialmente si las plantillas están formadas con valores enteros [87]. La distancia
euclidiana ponderada entrega una medida de que tan similar es una colección de valores entre dos
plantillas.

WED(k) =
N∑
i=1

(fi − f (k)
i )2

(δ(k)i )2
(3.18)

donde fi es la i-ésima característica de un iris desconocido, f (k)
i es la i-ésima característica de una

plantilla k y δ(k)i es la desviación estándar de la característica i-ésima en la plantilla k. La plantilla
del iris desconocido se encuentra que es semejante a la plantilla k cuandoWED es mínima para dicha
plantilla k.

Correlación normalizada. El sistema de Wildes et al., [76] emplea un procedimiento para cuantificar
la similitud entre dos plantillas. Éste está basado en la correlación normalizada entre p1y p2 definida
como: ∑n

i=1

∑m
j=1(p1[i, j])− µ1)(p2[i, j])− µ2)

nmσ1σ2
(3.19)

donde p1[i, j] y p2[i, j] son las dos imágenes de tamaño n × m, µ1 y σ1 son la media y desviación
respectivamente de p1, mientras que µ2 y σ2 la media y desviación de p2. La correlación normalizada
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3 Reconocimiento de Iris

captura el mismo tipo de información que la correlación estándar; sin embargo, también toma en
cuenta las variaciones locales en la intensidad de la imagen que provoca errores en la correlación
estándar.

3.3. Sistema de reconocimiento de iris propuesto

El objetivo principal en el sistema de reconocimiento de iris propuesto es utilizar el modelo de la
transformada Hermite como una alternativa a los modelos de análisis de textura y extractores de
características que han sido utilizados con anterioridad. Para efectos de comparación, en la etapa
de análisis de textura y extracción de características de iris, además del algoritmo extractor de ca-
racterísticas usando la transformada Hermite, también fue implementado una versión de esta etapa
utilizando wavelets Gabor.
El sistema de reconocimiento de iris fue implementado en su totalidad en lenguaje C y se utilizaron

las bibliotecas de GTK [72] como herramienta de manipulación de entrada/salida de imágenes y de
interfaz del sistema. De igual manera, el filtrado de una imagen con un filtro se implementó en el
dominio de la frecuencia con la ayuda de las bibliotecas de la FFTW [34].

Figura 3.6: Sistema de reconocimiento de iris propuesto. (a) Etapa de adqui-
sición de imágenes. (b) Etapa de extracción de códigos usando la transformada
Hough en la segmentación y la transformada Hermite durante la codificación.
(c) Etapa de comparación; distancia de Hamming como medida de similitud.

En la figura 3.6 se pueden observar los distintos módulos del sistema de reconocimiento de iris
propuesto. A continuación se describe la implementación de cada uno de los módulos.

3.3.1. Implementación del módulo de adquisición de imágenes de iris

El sistema de reconocimiento de iris trabaja en su versión fuera de línea, es decir, aunque se im-
plementó el módulo de adquisición de imágenes de iris, este módulo no trabaja en tiempo real en
conjunto con los otros módulos; por lo que las imágenes obtenidas son almacenadas en una base de
datos para ser utilizadas posteriormente.
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3.3 Sistema de reconocimiento de iris propuesto

El módulo de adquisición de imágenes se montó usando una cámara de vídeo (tecnología CMOS3)
con interfaz Firewire, equipada con lentes con una longitud focal de 35mm y filtros paso banda en
la región del NIR. La iluminación NIR se logró con la ayuda de LEDs4 infrarrojos comúnmente
encontrados en el mercado electrónico. El comportamiento de los filtros utilizados para la adquisición
de imágenes de iris se puede observar en la figura 3.7.

Figura 3.7: Filtro paso banda en la región del NIR usado en el módulo de
adquisición de imágenes del sistema de reconocimiento de iris propuesto.

3.3.2. Implementación del módulo de localización de iris

La implementación del algoritmo de localización o segmentación se llevó a cabo utilizando una versión
de la transformada Hough para detección de círculos. Como se vio en la sección 3.2.2.1, es necesario
obtener un mapa de bordes binarios mediante alguna técnica de detección de bordes antes de encontrar
los parámetros de centro x0, y0 y radio R de un círculo dado. El operador utilizado para obtener el
mapa de bordes binarios está basado en el operador de Canny.

Obtención del mapa de bordes: operador de Canny

El operador de Canny [11] puede dividirse en varios procesos: reducción de ruido, obtención del
gradiente y su dirección, eliminación de valores no máximos, normalización de valores, umbralización
y binarización.
A continuación se describen dichos procesos implementados en el sistema de reconocimiento de iris

para la obtención de los mapas de bordes binarios. Estos mapas de bordes binarios son utilizados
para parametrizar la zona de la pupila y la zona del iris [25][79].

1. Reducción de ruido. En esta etapa la imagen es suavizada utilizando un filtro paso bajas de tipo
gaussiano para reducir tanto el ruido como los detalles finos de la imagen. En la implementación
se utilizó un filtro de tamaño 13x13.

3CMOS, por sus siglas en inglés “Complementary Metal Oxide Semiconductor” (Semiconductor Complementario de
Óxido Metálico), es una de las familias lógicas empleadas en la fabricación de circuitos integrados. Su característica
principal consiste en la utilización de transistores de tipo pMOS y de tipo nMOS configurados de tal forma que, en
estado de reposo, el consumo de energía es únicamente el debido a las corrientes parásitas.

4LED, por sus siglas en inglés “Light-Emitting Diode” (Diodo Emisor de Luz), es un dispositivo semiconductor que
emite luz, con un espectro muy angosto, cuando se polariza de forma directa y es atravesado por una corriente
eléctrica. El color (longitud de onda), depende del material semiconductor empleado en la construcción del diodo.
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Figura 3.8: Obtención del mapa de bordes normalizado usando el operador
de Canny para la parametrización de la pupila y de la frontera entre el iris y
la esclerótica. (a) Imagen del ojo original. (b) Gradiente de la imagen. (c)
Eliminación de valores no máximos. (d) Normalización de los niveles de gris.

2. Obtención de la magnitud del gradiente de la imagen y su orientación. Una vez que la imagen
ha sido suavizada con el filtro gaussiano, con la ayuda de los filtros detectores de borde, se
calcula la magnitud del gradiente de la imagen y la dirección de dicho gradiente. El gradiente
de una imagen f(x, y) es un vector renglón que puede escribirse como:

∇f = [Gx, Gy] =
[
∂f

∂x
,
∂f

∂y

]
(3.20)

donde ∂f
∂x y ∂f

∂y son las dos primeras derivadas de f con respecto a las dos coordenadas x y y.
La magnitud del gradiente G está dada por:

G = mag(∇f) (3.21)

=
√
G2
x +G2

y (3.22)

y su dirección como:

Gθ = arctg

(
Gy
Gx

)
(3.23)

En el operador de Canny propuesto se utilizaron los filtros detectores de borde Sobel en la
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dirección x y Sobel en la dirección y :

Gx =

 1
2
1

× [ 1 0 −1
]

=

 1 0 −1
2 0 −2
1 0 −1

 (3.24)

Gy =

 1
0
−1

× [ 1 2 1
]

=

 1 2 1
0 0 0
−1 −2 −1

 (3.25)

En la figura 3.8.b se observa el gradiente de la imagen de ojo previamente capturada.

3. Eliminación de valores no máximos. Debido a los efectos de “aliasing” de un borde sobre sus
píxeles vecinos después del cálculo del gradiente, es necesario eliminar los bordes falsos que
pudieran provocar que la posición exacta del borde sea extremadamente errónea. Los píxeles
que pertenecen al borde son aquellos puntos cuya magnitud local del gradiente es máxima en
la dirección de dicho gradiente; de forma tal que, un píxel es retenido como un punto de borde
potencial sólo si tiene una magnitud de gradiente mayor que la que tienen sus vecinos que
se encuentran más cercanos en la dirección del gradiente y que se originaron por efectos del
suavizado. La aproximación adoptada fue seleccionar aquellos vecinos que se encontraran en la
dirección normal a la dirección del gradiente, para ser comparados con el borde potencial en
cuestión. En la figura 3.8.c se observa el resultado después de eliminar los valores no máximos.

4. Normalización de los valores. Para poder aplicar una umbralización, es necesario que los valores
máximo y mínimo del gradiente sean comunes para cualquier imagen procesada. Después del
proceso de normalización, los valores de la magnitud del gradiente varían de 0 a 1. En la figura
3.8.d se puede observar el resultado después de la normalización de los niveles de gris.

5. Umbralización y binarización por histéresis. En esta última etapa del operador Canny se selec-
cionan y se marcan con un valor de 1, a través de un mecanismo de umbralización, los bordes
que servirán a la transformada Hough. Para ello, se visita cada uno de los píxeles candidatos
a borde que fueron obtenidos en el paso anterior (paso 4) y usando dos umbrales UH y UL tal
que UH > UL se seleccionan o desechan de acuerdo a la siguiente regla:

Sea Px,y el valor del píxel candidato a borde que se visita y sea Pi,j el valor del píxel vecino a
Px,y. Entonces Px,y es seleccionado como borde y marcado como 1 si y sólo si:

Px,y > UH (3.26)

y en caso contrario se desecha el candidato marcándolo con un 0. Para cada uno de los vecinos
de Px,y (usando una vecindad 8-conexo), Pi,j es seleccionado como borde si Px,y satisface la
ecuación 3.26 y además el vecino Pi,j satisface:

Pi,j > UL (3.27)

donde i = x−1, x+ 1 y j = y−1, y+ 1. De esta manera, el mapa de bordes binario es obtenido
después de visitar y seleccionar o desechar todos los puntos candidatos a borde.

Distintos mapas de bordes binarios pueden ser obtenidos, pues dependiendo de los umbrales elegidos
es posible seleccionar aquellos bordes que están presentes con una mayor intensidad que otros. En
la figura 3.9a se puede observar el mapa de bordes binario obtenido a través de la umbralización y
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binarización por histéresis cuando se pretende localizar a la pupila, así como también el mapa de
bordes binario obtenido a través de la umbralización y binarización por histéresis cuando se pretende
localizar a la frontera entre el iris y la esclerótica (figura 3.9.c). El mapa de bordes en la figura 3.9.b
corresponde al mismo mapa calculado en el paso 3 (figura 3.8.c) pero cuya parte central, una vez
que la pupila ha sido parametrizada, fue eliminada para reducir el mapa de bordes binarios de la
esclerótica. A continuación describiremos los pasos a seguir para la parametrización de la región de
interés.

Figura 3.9: Obtención de los mapas de bordes binarios. (a) Mapa de bordes
binario de la pupila (MP ) obtenido a través de la umbralización y binarización
por histéresis del operador de Canny. (b) Mapa de bordes de la esclerótica
sin umbralizar. Observe que los bordes pertenecientes a la pupila han sido
eliminados después de que ésta fue parametrizada. (c) Mapa de bordes binario
de la esclerótica (MS) obtenido después de la umbralización y binarización por
histéresis usando el operador de Canny.

Parametrización: transformada Hough

El algoritmo propuesto para la detección de los parámetros de las fronteras entre la pupila y el iris
AP (x0p, y0p, RP ) y entre el iris y la esclerótica AS(x0s, y0s, RS), comienza buscando desde el interior
hacia el exterior, es decir, primero se localiza la frontera ente la pupila y el iris AP y posteriormente se
localiza la frontera entre el iris y la esclerótica (limbus) AS . La descripción general de un algoritmo de
parametrización de círculos a través de la transformada Hough fue introducida en la sección 3.2.2.1.
Sin embargo, es conveniente mencionar algunos aspectos de optimización y reducción del espacio de
búsqueda de los parámetros en nuestra implementación.
La primera optimización se logra durante la obtención de los mapas de bordes binarios a través del

operador de Canny. Para localizar AP es necesario obtener el mapa de bordes binario de la pupila
MP . Ésto se consigue aplicando la serie de pasos del operador de Canny sobre la imagen original
del iris (figura 3.8.a), hasta completar el paso 5, que es la umbralización por histéresis (Véase figura
3.9.a). De manera similar, para la localización de AS es necesario obtener el mapa de bordes binario
de la esclerótica MS . Se realiza otra umbralización para obtener el mapa de bordes MS , pero esta
segunda umbralización se lleva a cabo después de normalizar los mismos valores obtenidos durante
la eliminación de valores no máximos (figura 3.8.c) en el paso 3, de tal forma que los pasos 1-3
del operador de Canny son ejecutados solamente una vez para cada imagen en la cual se pretende
delimitar la región de interés que es el iris (figuras 3.9.b y 3.9.c).
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3.3 Sistema de reconocimiento de iris propuesto

Figura 3.10: Transformada Hough. (a) Búsqueda de las coordenadas del
centro de la pupila (x0p, y0p). (b) Búsqueda del radio de la pupila RP en un
espacio reducido (MP ) para delimitar su frontera AP . (c) Búsqueda del radio
del limbus RS en un espacio reducido (MS) para delimitar esta frontera AS .

La reducción del espacio de búsqueda de parámetros permite optimizar la transformada Hough.
Las optimizaciones concernientes a dichas reducciones de los espacios de búsqueda se describen a
continuación:

Primero, para localizar la frontera de la pupila AP restringimos la búsqueda sobre aque-
llos puntos Px,y ∈ MP cuya dirección de gradiente Gθ se encuentre dentro de los intervalos
[−2π/5, 2π/5], [4π/5, π] y [−4π/5,−π], dejando dos espacios en forma de cono, centrados en
π/2 y −π/2 respectivamente, cuyos puntos Px,y ∈ MP no son tomados en cuenta para la ob-
tención de los parámetros AP (x0p, y0p, RP ) debido a que estas regiones pueden estar obstruidas
por párpados o pestañas, véase la figura 3.10.b.

La segunda optimización se logra durante la localización de la frontera entre el iris y la esclerótica
AS . Una vez que los parámetros que delimitan la región de la pupila AP (x0p, y0p, RP ) han sido
encontrados a través de la transformada Hough, se elimina de la máscara de valores no máximos
(calculada una sola vez en el paso 3 del operador de Canny, figura 3.8.c) el área del círculo
correspondiente a la pupila parametrizada (aumentada por un factor, figura 3.9.b). El espacio
de búsqueda de los parámetros de la esclerótica a través de la transformada Hough se reduce,
porque en el mapa de bordes de la esclerótica MS la información de los bordes binarios de la
pupila ya no interfiere en dicho proceso de búsqueda, como se ve en la figura 3.9.c.

El espacio de búsqueda de los parámetros de la frontera entre el iris y la esclerótica AS , a
través de la transformada Hough, se reduce aún más al restringir que esta búsqueda se realice
sobre aquellos puntos Px,y ∈ MS cuya dirección de gradiente Gθ se encuentre dentro de los
intervalos [−π/4, π/4], [3π/4, π] y [−3π/4,−π], dejando nuevamente dos espacios en forma de
cono, centrados en π/2 y −π/2, cuyos puntos Px,y ∈ MS no se consideran en la obtención del
segundo grupo de parámetros AS(x0s, y0s, RS). Estos puntos no son considerados ya que en
dichas áreas también se presentan con frecuencia párpados o pestañas que pueden afectar a la
parametrización, véase figura 3.10.c.

El algoritmo de la transformada Hough implementado primeramente acumula los centros de los po-
sibles círculos y luego selecciona un centro. Posteriormente con esa información, se acumulan los
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radios posibles que pueda tener el círculo. Finalmente se selecciona un radio y la parametrización del
círculo se completa. El algoritmo de la transformada Hough se ejecuta dos veces: una vez utilizando
el mapa de bordes de la pupila MP para parametrizar a la misma AP (x0p, y0p, RP ) y la segunda vez
utilizando el mapa de bordes de la esclerótica MS para la parametrización de la frontera entre el iris
y la esclerótica AS(x0s, y0s, RS). En las dos parametrizaciones, la transformada Hough utiliza los
puntos Px,y ∈ MP y Px,y ∈ MS , cuya dirección de gradiente Gθ está dentro de los intervalos vistos
anteriormente, para calcular primeramente los parámetros que delimitan a la pupila y posteriormente
los que delimitan al iris respectivamente (recordando que el área del círculo correspondiente a la pupi-
la parametrizada es eliminada durante la parametrización de la frontera entre el iris y la esclerótica).
En esta versión de la transformada Hough, además de restringir el espacio de búsqueda, la búsqueda
de parámetros es dividida; de tal forma que se usan dos acumuladores: un acumulador bidimensional,
cuya función es almacenar los votos en las posiciones posibles de centros de círculos, y un acumulador
unidimensional, que tiene como función guardar los votos de los posibles radios del círculo.
El algoritmo se detalla en el apéndice E y se describe a continuación para un mapa de bordes

cualquiera M :

1. Acumulación de centros de círculos. Lo primero que se puede notar a partir de la dirección
del gradiente Gθ en la frontera de un círculo, es que esta dirección siempre está apuntando
hacia el posible centro del círculo [12]. De hecho, este paso puede verse como una transformada
Radón inversa, en la cual la imagen a reconstruir a partir de las proyecciones (en este caso
los mapas de bordes binarios) es un punto. Como se mencionó anteriormente, se utilizó un
acumulador bidimensional CA[x, y] cuya función es almacenar en cada posición (x, y), en la
dirección del gradiente, los votos de los posibles centros, véase figura 3.10.a. La variación del
radio rmin < r < rmax se obtiene con el conocimiento previo de las propiedades de la pupila y
esclerótica, y que son particulares para cada base de datos de imágenes de iris utilizada (Véase
el algoritmo E.1 en el apéndice E).

2. Selección del centro del círculo. Una vez que se han visitado todos los puntos Px,y ∈ M y
se han proyectado y acumulado los posibles centros en la dirección del gradiente variando el
radio rmin < r < rmax, es necesario elegir que centro en CA[x, y] representa al círculo. La
aproximación adoptada fue seleccionar aquellas coordenadas x0 y y0 cuyo número de votos
acumulados en CA[x, y] fue el mayor durante la acumulación de votos (Véase el algoritmo E.2
en el apéndice E).

3. Acumulación de radios del círculo. Ahora que ya se han encontrado las coordenadas (x0, y0) del
círculo, es posible proyectar ese punto, variando el radio rmin < r < rmax y variando el ángulo
de proyección en un intervalo apropiado sobre el mapa de bordes M y acumular en RA[r] cada
vez que en dicha proyección exista un borde (Véase algoritmo E.3 en el apéndice E). En las
figuras 3.10.b y 3.10.c se pueden ver impresas sobre una imagen de iris las proyecciones de
búsqueda del radio, en ese caso para la pupila usando un mapa de bordes MP y para el iris un
mapa de bordes MS respectivamente.

4. Selección del radio del círculo. Acumulados los votos para los posibles radios del círculo, se
aproxima el radio de dicho círculo al seleccionar aquel radio R0 en el acumulador RA[r] que
obtuvo el mayor número de votos (Véase algoritmo E.4 en el apéndice E).

El resultado de la parametrización Hough para localizar las fronteras entre la pupila y el iris y entre
el iris y la esclerótica se muestra en la figura 3.11.
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3.3 Sistema de reconocimiento de iris propuesto

Figura 3.11: El iris segmentado: resultado de la parametrización de la pupila
y de la esclerótica como dos círculos no concéntricos.

3.3.3. Implementación del módulo de normalización y eliminación de artefactos

Una vez que se localizaron los parámetros de centro y radio, AP (x0p, y0p, Rp) y AS(x0sy0s, Rs) para
la pupila y para la esclerótica respectivamente, el paso siguiente consistió en normalizar la región del
iris usando el esquema de desdoblamiento elástico presentado por Daugman [19] y que se revisó en la
sección 3.2.2.2.
El centro de la pupila fue considerado como el punto de referencia (o pivote) desde el cual se

calculan vectores radiales que atraviesan la región del iris. Se selecciona un número de puntos que
contienen datos dentro de la región del iris sobre cada linea radial. La cantidad de puntos elegidos
en esa dirección indica la resolución radial. El número de lineas radiales que se toman sobre la zona
del iris está determinada por la resolución angular escogida, véase figura 3.12.
Debido a que la pupila y el iris pueden no ser concéntricos, es necesario el uso de una función de

remapeo para escalar los puntos dependiendo del ángulo alrededor del círculo. El desplazamiento del
centro de la pupila (x0p, y0p) es relativo al centro de la esclerótica (x0s, y0s) y está dado por Ox y Oy:

Ox = x0p − x0s (3.28)
Oy = y0p − y0s (3.29)

La distancia entre el borde de la pupila y el borde de la esclerótica d está en función del ángulo θ
sobre la región del iris; de tal manera que la ecuación 3.30 calcula para cada ángulo alrededor del
iris la separación que hay entre la esclerótica y la pupila relativa al desplazamiento de un centro con
respecto al otro:

d =
√
αβ ±

√
αβ2 − α− r2s (3.30)

donde α = O2
x + O2

y y β = cos(π − arctg(Oy/Ox)− θ). La resolución radial r determina un número
constante de puntos, que son remapeados a lo largo de cada línea radial hacia el sistema normalizado
de coordenadas polares no concéntricas (ecuación 3.5), independientemente de que tan estrecha o
amplia sea la distancia entre la esclerótica y la pupila en un ángulo en particular, véase figura 3.12.a.
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Figura 3.12: Esquema del proceso de normalización. (a) Los puntos seleccio-
nados en la dirección radial son calculados en forma adaptativa en función del
ángulo θ. (b) La imagen normalizada resultante con una resolución radial r y
una resolución angular θ

La normalización produce un arreglo bidimensional (figura 3.12.b), cuya dimensión horizontal re-
presenta a la resolución angular θ y a la dimensión vertical la resolución radial r. Para asegurar no
remapear regiones no pertenecientes al iris que se encuentren justo en la frontera de la pupila, el radio
de la pupila es aumentado en 2% y el radio de la esclerótica disminuido en 3% aproximadamente,
dependiendo de la base de datos utilizada.
Hasta este momento el iris ha quedado aislado de la pupila y de la esclerótica, y se ha mapeado

la región de interés a un sistema normalizado de coordenadas polares no concéntricas. Sin embargo,
existen artefactos que deben ser removidos de la región de interés como son los párpados y pestañas
como se puede ver en la figura 3.13.a. La aproximación propuesta fue modelar las regiones del párpado
y de las pestañas como una función elíptica, pues frecuentemente las imágenes después de haber sido
normalizadas presentaban estos artefactos en forma de media elipse.
Para encontrar los parámetros de la elipse (a, b) se utilizó una versión menos sofisticada de la

transformada Hough para detección de elipses. La ecuación de una elipse está dada por:

x2

a2
+
y2

b2
= 1 (3.31)

Las imágenes normalizadas con presencia de párpados y pestañas contienen estos artefactos la mayoría
de las veces centrados en la primera y en la cuarta parte de ésta, es decir, en

(
θ
4 , r
)
y
(

3θ
4 , r

)
, donde

θ es la resolución angular y r la resolución radial. La imagen normalizada es dividida a la mitad y
en cada una de ellas se parametriza por separado una elipse. De tal forma que pueden existir dos,
una o en su defecto ninguna elipse dentro de la imagen normalizada. Los parámetros a encontrar son
entonces: a1, b1 para la primera elipse, y a2, b2 para la segunda.
Para cada una de las mitades de la imagen normalizada se calcula un mapa de bordes binario,

obtenido a través del detector de Canny sobre dichas mitades. Para reducir el espacio de búsqueda,
formulamos la hipótesis de que el centro de las elipses se encuentra en

(
θ
4 , r
)
y
(

3θ
4 , r

)
. A partir de los

supuestos centros, se realizan proyecciones (búsquedas) hacia los extremos, primero para parametrizar
a1 y posteriormente a a2. Para lograrlo, se propuso usar dos acumuladores en cada parametrización.
En cada mitad del mapa de bordes binario de la imagen normalizada, se varía el ángulo de búsqueda
formado entre el eje de la resolución angular θ y la proyección. Se escogieron los intervalos de búsqueda
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00 < α < 130 y 1670 < α < 1800 y durante dicha búsqueda, un acumulador es usado en cada intervalo.
Cada vez que la proyección encuentra en su dirección un punto en el mapa de bordes, el acumulador
asociado a dicho intervalo incrementa su valor en una unidad. De esta manera, cuando el algoritmo se
ejecuta sobre la primera mitad del mapa de bordes binarios de la imagen normalizada, se parametriza
a1 a partir del promedio de los valores máximos obtenidos del par de acumuladores. En forma similar,
ejecutando el algoritmo sobre la segunda mitad del mapa de bordes binarios de la imagen normalizada,
el promedio de los valores máximos obtenidos del par de acumuladores parametriza a a2.
La localización sobre el eje angular θ de los centros de las elipses queda confirmada, corregida o

descartada (si no existe elipse alguna), a través de los parámetros a1 y a2. La parametrización de b1
y b2 se lleva a cabo a través de proyecciones a partir de los respectivos centros a1 y a2, variando el
ángulo de búsqueda sobre el intervalo 650 < α < 1150 para cada elipse. En este caso únicamente se
utiliza un acumulador durante cada búsqueda, el cual incrementa su valor cada vez que la proyección
encuentra en su dirección un punto en el mapa de bordes. Tanto b1 como b2 se parametrizan tomando
el índice en el acumulador que obtiene el valor mayor de votos para cada caso.
Los resultados de esta aproximación para eliminación de párpados y pestañas se pueden observar

en la figura 3.13.

Figura 3.13: Normalización y eliminación de párpados y pestañas. (a) Ima-
gen normalizada con artefactos: párpados y pestañas. (b) La misma imagen
normalizada; los artefactos han sido removidos.

3.3.4. Implementación del módulo extractor de características Hermite

Para extraer las características de las texturas normalizadas del iris se utilizó la herramienta alterna-
tiva: la transformada Hermite. De manera similar al algoritmo de Daugman [21], se utilizó un par de
filtros par e impar obtenidos al combinar dos ordenes de filtro. De acuerdo a [57], es posible formar
un par óptimo de filtros de análisis Hermite tomando:

F = D2nx ∓ jkσ±1D(2n±1)x (3.32)

Los parámetros de optimización del par de filtros no fueron considerados en este proyecto ya que
es un proceso complejo que se encontraba fuera del alcance de esta tesis, por lo que se aproximó a
una forma compleja de la transformada Hermite tomando únicamente una combinación del primer y
segundo orden de los filtros de análisis de Hermite:

F ≈ D2,0 + jD1,0 (3.33)

Se eligieron los filtros de segundo y primer orden como los filtros par e impar respectivamente como
se muestra en la figura 3.14. La fase fue cuantificada en forma similar al algoritmo propuesto por
Daugman [19] (ecuaciones 3.11-3.14) en la sección 3.2.2.3, sustituyendo las coordenadas polares por
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Figura 3.14: Filtros de análisis usando la transformada Hermite 2D. (a) Filtro
par D20. (b) Filtro impar D10.

coordenadas cartesianas y tomando las funciones filtro de Hermite como los filtros de análisis de la
textura del iris. De esta manera, el código se generó a partir de las ecuaciones siguientes:

fre = f2,0 = 1 si
∫
x

∫
y
f(x, y)D2,0(x0 − x, y0 − y) ≥ 0 (3.34)

fre = f2,0 = 0 si
∫
x

∫
y
f(x, y)D2,0(x0 − x, y0 − y) < 0 (3.35)

fim = f1,0 = 1 si
∫
x

∫
y
f(x, y)D1,0(x0 − x, y0 − y) ≥ 0 (3.36)

fim = f1,0 = 0 si
∫
x

∫
y
f(x, y)D1,0(x0 − x, y0 − y) < 0 (3.37)

A diferencia de los filtros basados en las funciones Gabor, los filtros de análisis de la transforma-
da Hermite no necesitan corrección de DC y el proceso de obtención de los coeficientes se realiza
directamente usando los polinomios de Krawtchouk (ecuación 2.47) como se vio en la sección 2.4.3.

Figura 3.15: Descomposición Hermite N = 6 , Dmax = 2.

Una descomposición de hasta segundo orden de la textura normalizada de un iris, a través de la
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transformada Hermite, puede obtenerse como se muestra en la figura 3.15. Los coeficientes numerados
como “10” y “20” representan a la textura de iris localizada-filtrada con los filtros de análisis Hermite
impar y par respectivamente en la dirección x. Mientras que los coeficientes numerados como “01” y
“02” representan a la textura de iris localizada-filtrada con los filtros de análisis Hermite impar y par
respectivamente en la dirección y. El coeficiente “00” representa la respuesta al filtro 2D de análisis
Hermite de orden cero, es decir, la componente de baja frecuencia de una textura de iris. Por último,
el coeficiente “11” representa a la textura de iris localizada-filtrada con un filtro de orden 1 tanto en
la dirección x como en la dirección y.
El primer extractor de características empleado fue implementado al combinar los coeficientes “10”

y “20” en un código binario. Los coeficientes obtenidos fueron agrupados en una forma similar al
algoritmo de Daugman [21]. Es decir, a partir de los coeficientes “10” y “20” se codificó el signo de la
fase aproximada en un código de 256 bytes de acuerdo a las ecuaciones 3.34-3.37. Un ejemplo de este
código obtenido (amplificado para fines de visualización) se muestra en la figura 3.16.

Figura 3.16: Código de iris usando la transformada Hermite de primer y
segundo orden. (a) Código. (b) Máscara de artefactos, puede contener infor-
mación de la región del iris que es obstruida por pestañas, párpados o algunos
reflejos.

El segundo extractor de características empleado fue el obtenido a partir de una proyección de los
coeficientes 2D a 1D usando la ecuación 2.54 que se vio en la sección 2.4.5, como se muestra en la
figura 3.17. En este caso, únicamente se utilizó el coeficiente proyectado l2(θ) para generar el código
del iris de manera similar al algoritmo de Daugman [21], es decir:

l2(θ) =
{

1 si l2(θ) ≥ 0
0 si l2(θ) < 0

(3.38)

Figura 3.17: Proyección de la transformada Hermite cartesiana 2D a la trans-
formada Hermite orientada 1D.

3.3.5. Implementación del algoritmo de comparación (matching)

El algoritmo de comparación de plantillas o códigos fue implementado usando la distancia de Hamming
presentada en la ecuación 3.17 en la sección 3.2.2.3. Para lograr que sea invariante a la rotación,
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durante la etapa de matching entre dos códigos, se rota de forma cíclica uno de ellos mientras el otro
permanece fijo. Para cada ángulo discreto rotado, se mide la distancia de Hamming entre ambos
códigos. La distancia de Hamming mínima, encontrada después de rotar un número discreto de
ángulos, es considerada como la distancia de Hamming entre ambos códigos.
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4 Análisis de resultados

4.1. Descripción de las bases de datos de imágenes de iris utilizadas

A continuación se describen las bases de datos de imágenes de iris utilizadas. Cabe señalar que el
número total de imágenes de prueba, a las cuales se les extrae satisfactoriamente su código de iris,
puede variar y ser menor que el número total de imágenes en las bases de datos, a las cuales se les
pretende extraer su código de iris o plantilla biométrica correspondiente. Ésto se debe a que durante
el proceso de localización o segmentación algunas imágenes son descartadas automáticamente por el
algoritmo, ya que esta etapa aún es vulnerable a localizar erróneamente las regiones de la pupila y del
iris. Cuando la circunferencia que delimita a la pupila está demasiado cerca o bien ésta se encuentra
fuera de la circunferencia que delimita al iris, entonces la imagen es descartada para el procesamiento
subsecuente, ya que es posible que el algoritmo haya localizado incorrectamente alguna de estas
regiones, como consecuencia de la presencia de artefactos (como pestañas y párpados) en la imagen
del iris. Aún así, el número de comparaciones que se logran obtener puede considerarse suficiente para
realizar los análisis estadísticos. Posteriormente se indicará el número de comparaciones (intra-clase
e inter-clase) realizadas para cada base de datos de imágenes de iris.

4.1.1. Base de datos de imágenes de iris de nuestra propiedad

La base de datos de imágenes de iris de nuestra propiedad consiste de 120 imágenes de 1280× 1024
píxeles. Esta base de datos cuenta con imágenes de iris provenientes de 15 usuarios. Cada uno de
los usuarios proporcionó alrededor de 8 imágenes de iris de un mismo ojo, por lo que sólo se cuenta
con un conjunto. El formato de las imágenes es bmp y éstas se encuentran en escala de grises, pues
fueron adquiridas usando iluminación infrarroja a través de nuestro propio sistema de adquisición.
Para acelerar el proceso de localización del iris, las imágenes son escaladas por el mismo sistema. Las
características de textura son extraídas sobre la imagen sin escalar.

4.1.2. Base de datos de imágenes de iris CASIA

La base de datos de imágenes de iris CASIA [14] consiste de 756 imágenes de 320× 280 píxeles. Esta
base de datos cuenta con imágenes de iris provenientes de 108 usuarios. Cada uno de los usuarios
proporcionó alrededor de 7 imágenes de iris en dos conjuntos; un primer conjunto con 3 imágenes de
un mismo ojo y el segundo conjunto con 4 imágenes del otro ojo. El formato de las imágenes es bmp
y éstas se encuentran en escala de grises, pues fueron adquiridas usando iluminación infrarroja. En el
desarrollo de este proyecto se utilizó el segundo conjunto de imágenes, es decir 432 imágenes. Dentro
de este conjunto existen alrededor de 20 imágenes cuya información de textura de iris es nula debido
a que el iris está obstruido casi totalmente por los párpados y pestañas. Dichas imágenes fueron
descartadas en forma manual por simple inspección. El total de imágenes utilizadas fue de 402.
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4.2. Teoría de la decisión estadística

El problema de reconocer que la firma de un iris dado le pertenece a un individuo en particular,
ya sea después de una búsqueda exhaustiva dentro de una base de datos grande (identificación) o
simplemente por la comparación con una sola plantilla de autenticación (verificación), puede ser
formulado bajo el esquema de la teoría de la decisión estadística. Este tipo de problemas puede
agruparse en la teoría de la decisión dentro de los problemas de decisión binaria.
Por una decisión binaria se entiende que hay dos tipos de mensajes m1 y m2 en el espacio de

mensajes M y que el espacio de decisión D tiene también sólo dos elementos d1 y d2. El mensaje
m1 es enviado si d1 es correcta. El problema es seleccionar la regla de decisión d(z) que mapea, de
alguna manera óptima, el espacio de observaciones Z a un espacio de decisiones binarias. Debido a
que sólo hay dos decisiones posibles, es equivalente a dividir Z en dos regiones de decisión Z1y Z2 de
tal manera que d(z) = d1 si z ∈ Z1 y d(z) = d2 si z ∈ Z2. Las regiones Z1 y Z2 deben ser disjuntas
(Z1Z2 = Ø) para que cada punto en Z tenga una decisión única. Las regiones Z1 y Z2 deben cubrir
Z (Z1 ∪ Z2 = Z) para que cada punto tenga una decisión asociada en Z [56].
Existen varios criterios en el diseño de una regla de decisión: criterio de máxima similitud, criterio

de Neyman-Pearson, criterio de probabilidad de error, criterio de riesgo de Bayes, criterio min-max. El
criterio de máxima similitud es una de las técnicas más simples que se pueden encontrar; sin embargo,
representar problemas reales adecuadamente usando este criterio puede resultar poco confiable por
lo que es necesario el uso de otra técnica [56]. En este trabajo se analizaron los resultados que
se obtuvieron al comparar las plantillas de iris usando el criterio de Neyman-Pearson, por lo que
únicamente se describe en que consiste dicho criterio.

4.2.1. Criterio Neyman-Pearson

Antes de presentar el criterio de Neyman-Pearson es conveniente introducir algunas definiciones y la
notación utilizada. En un problema de decisión binaria existen dos tipos de errores que se pueden
cometer. Primero, es posible decidir d2 cuandom1 es verdadero. Segundo, podemos decidir d1 cuando
m2 es verdadero. Cada uno de estos errores tiene asociada una probabilidad de error, la cual depende
de la regla de decisión y de las funciones de densidad de probabilidad condicionales [56]:

P{d2|m1} = Probabilidad de tomar la decisión d2 cuando m1 es verdadero
P{d1|m2} = Probabilidad de tomar la decisión d1 cuando m2 es verdadero

las cuales pueden expresarse en términos de las regiones de decisión como:

P{d2|m1} = P{z ∈ Z2|m1} =
∫
Z2

p(z|m1)dz (4.1)

P{d1|m2} = P{z ∈ Z1|m2} =
∫
Z1

p(z|m2)dz (4.2)

Al error de decidir d2 cuando m1 es verdadero se le llama frecuentemente error de tipo uno mientras
que decidir d1 cuando m2 es verdadero se le llama error de tipo dos. En la figura 4.1 se pueden
apreciar estas regiones de decisión. En el contexto de la toma de una decisión biométrica, llamaremos
a estos errores como error de falso rechazo (FR) y error de falso acceso (FA) respectivamente.
Además de los dos errores, existen también dos decisiones correctas que se pueden efectuar. Pode-

mos decidir d1 cuando m1 es verdadero y también podemos decidir d2 cuando m2 es verdadero (Véase
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p(z|m1) p(z|m2)

P(d2|m1)P(d1|m2)

P(d1|m1) P(d2|m2)

Z2Z1

z

Figura 4.1: Distribuciones en un problema típico de decisión binaria.

figura 4.1). Estas decisiones correctas tienen las siguientes probabilidades asociadas [56]:

P{d1|m1} = Probabilidad de tomar la decisión d1 cuando m1 es verdadero
P{d2|m2} = Probabilidad de tomar la decisión d2 cuando m2 es verdadero

que también pueden ser expresadas en términos de las regiones de decisión:

P{d1|m1} = P{z ∈ Z1|m1} =
∫
Z1

p(z|m1)dz (4.3)

P{d2|m2} = P{z ∈ Z2|m2} =
∫
Z2

p(z|m2)dz (4.4)

Nuevamente en el contexto biométrico, llamaremos a estas dos decisiones correctas como correcto
acceso (CA) y correcto rechazo (CR). Debido a que sólo se pueden tomar las decisiones d1 o d2, las
probabilidades de error más la probabilidad de una decisión correcta deben sumar uno para ambos
mensajes, de tal manera que tenemos:

P{d1|m1}+ P{d2|m1} = 1 (4.5)
P{d2|m2}+ P{d1|m2} = 1 (4.6)

Este resultado se puede obtener al sustituir las ecuaciones 4.2 y 4.3 en la ecuación 4.5:

P{d1|m1}+ P{d2|m1} =
∫
Z1

p(z|m1)dz +
∫
Z2

p(z|m1)dz

=
∫
Z
p(z|m1)dz = 1

En nuestro contexto, el nivel de significancia P (d1|m2) representa la probabilidad de incorrecta-
mente anunciar que una persona es el individuo quien dice ser. La potencia de la prueba P (d1|m1)
describe la probabilidad de anunciar que un individuo es en efecto quien reclama ser. Con el objetivo
de lograr una buena decisión, es necesario maximizar tanto como sea posible la potencia de la prueba
P (d1|m1) y hacer P (d1|m2) lo más pequeña posible. Sin embargo, no es posible simultáneamente
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maximizar P (d1|m1) y minimizar P (d1|m2). Cuando se aumenta P (d1|m1) también se tiende a incre-
mentar P (d1|m2) y viceversa si se disminuye P (d1|m2) también se decrementa P (d1|m1). El criterio
de Neyman-Pearson provee de una solución posible a esta paradoja.

Criterio de decisión Neyman-Pearson: Fijar el valor de P (d1|m2) en un valor preseleccionado
α0 y luego maximizar P (d1|m1) [56].
El criterio de Neyman-Pearson dice que se debe maximizar la potencia de la prueba para un nivel

dado de significancia. En otras palabras, afuera de todas las regiones de decisión Z1 para el cual
P (d1|m2) = α0 se tiene que seleccionar aquella para la cual P (d1|m1) es máxima. En este criterio la
regla de decisión esta especificada completamente por el valor de α0.
El uso de una curva de característica de operación de receptor (ROC1) provee una guía en la

selección del valor α0. La ROC es una gráfica de la probabilidad de detección (potencia) P (d1|m1)
para la regla de decisión de Neyman-Pearson contra la probabilidad del nivel de significancia P (d1|m2)
como una función de uno o más parámetros. La ROC puede ser obtenida determinando P (d1|m1)
como una función de α0 = P (d1|m2), variando α0 desde cero hasta uno.

4.2.2. Aplicación de la teoría de la decisión en el reconocimiento de iris

Una distribución de la distancia de similitud se puede obtener al realizar las comparaciones de un
código perteneciente a una persona, el cual es obtenido durante el proceso de extracción de carac-
terísticas, con respecto a todos los códigos generados. Entre más cercana sea a cero esta similitud,
significa que la semejanza entre los códigos es mayor. Realizando estas comparaciones para todos
los individuos registrados en la base de datos de imágenes de iris, comparando para cada uno de
ellos los códigos pertenecientes a las mismas personas, nos produce una distribución intra-clase. Por
otro lado, realizar comparaciones entre códigos que pertenecen a diferentes personas, para todos los
individuos registrados en la base de datos de imágenes de iris, produce una distribución inter-clase.
Un ejemplo de estas distribuciones lo podemos observar en la figura 4.2. En dicha figura se muestran
las dos distribuciones obtenidas experimentalmente, usando el extractor de características basado en
la transformada Hermite, para la base de datos de imágenes de iris de nuestra propiedad. El número
de comparaciones intra-clase fue n1 = 378, mientras que el número de comparaciones inter-clase fue
n2 = 4182.
El desempeño de un sistema, el cual debe tomar decisiones del tipo si/no, también está determinado

por la cantidad de traslape que existe entre las dos distribuciones. Una medida de separación entre
las dos distribuciones intra-clase e inter-clase puede escribirse como:

d′ =
|µ1 − µ2|√
1
2(σ2

1 + σ2
2)

(4.7)

donde µ1 y σ1 son la media y la desviación estándar de la distribución intra-clase respectivamente
y µ2 y σ2 la media y la desviación estándar de la distribución inter-clase respectivamente. En el
ejemplo de la figura 4.2, la distancia de separación entre las dos distribuciones, usando el extractor
de características basado en la transformada Hermite, fue d′ = 3.4405.
Sean las dos distribuciones, PAu(x) y PIm(x) las que denotan las densidades de probabilidad, obte-

nidas experimentalmente a partir de la medida de similitud (distancia de Hamming), de dos fuentes
biométricas distintas: auténticos e impostores (intra-clase e inter-clase) respectivamente. Entonces
podemos aproximar las probabilidades dadas por las ecuaciones 4.1, 4.2, 4.3 y 4.4 a partir de las tasas

1ROC, por sus siglas en inglés “Receiver Operating Characteristic”.
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c) Histogramas: Intra e Inter Clase (Hermite)

Intra−Clase→ ← Inter−Clase

Figura 4.2: Histogramas obtenidos al comparar la distancia de Hamming usan-
do la transformada Hermite. Lado izquierdo comparaciones intra-clase; media
µ1 = 0.2932, desviación estándar σ1 = 0.0648. Lado derecho comparaciones
inter-clase; media µ2 = 0.4558, desviación estándar σ2 = 0.0164. Separación
d′ = 3.4405.

obtenidas experimentalmente como:

P{d1|m1} = CAR =
∫ C

0
PAu(x)dx (4.8)

P{d2|m1} = FRR =
∫ 1

C
PAu(x)dx (4.9)

P{d1|m2} = FAR =
∫ C

0
PIm(x)dx (4.10)

P{d2|m2} = CRR =
∫ 1

C
PIm(x)dx (4.11)

donde m1 es el mensaje de acceso que indica que un usuario ha sido reconocido (recordando que el
reconocimiento puede ser verificación o bien identificación, véase sección 1.1), dentro de la base de
datos de las imágenes de iris. El mensaje m2 es de rechazo, es decir, que el usuario no fue reconocido,
dentro de la base de datos de las imágenes de iris. d1 es la decisión de otorgar acceso y d2 es la decisión
de rechazar el acceso a un individuo que el sistema puede tomar. CAR es la tasa de otorgar accesos
correctamente, FRR es la tasa de error al realizar incorrectamente rechazos (falso negativo), FAR
es la tasa de error al otorgar incorrectamente accesos (falso positivo) y CRR es la tasa de realizar
rechazos de forma correcta y son iguales a las áreas bajo las dos distribuciones de probabilidad en
ambos lados del criterio de decisión C elegido como lo indican las ecuaciones 4.8-4.11.
Cometer un falso rechazo puede ser menos costoso que cometer un falso acceso dependiendo de

los niveles de seguridad donde se requiera implantar el sistema. Las curvas presentadas en la figura
4.3 permiten realizar una interpretación del nivel de confianza del sistema. En el ejemplo de la
gráfica (a) en la figura 4.3, usando la transformada Hermite se observa una tasa de error igual (EER)
cercano al 1.34% (FAR = FRR = 1.34%). De la gráfica (b) en la figura 4.3, la tasa de accesos
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Figura 4.3: Ejemplo de tasas de error FRR, FAR y curva de característica de
operación de receptor (ROC) usando la transformada Hermite para la base de
datos de imágenes de iris de nuestra propiedad. (a) Tasa de error de falso acceso
FAR (línea continua) y tasa de error de falso rechazo FRR (línea discontinua).
(b) Curva ROC.

correctos (CAR) para una tasa de error de FAR = 0% fue cercano al 86% mientras que en la misma
gráfica se observa un desempeño general del sistema cercano al 98.66% para la tasa de error igual
(FAR = FRR = 1.34%).
Con estas tasas es posible establecer un umbral de la distancia de Hamming aproximadamente igual

a 0.36, bajo el cual se permite de forma correcta rechazar a todos los individuos que son impostores
y reconocer al 86% de los individuos registrados en el sistema, pero con la desventaja de rechazar
equivocadamente al 14% de individuos que no son impostores. Este fue uno de los resultados obtenidos
usando la transformada Hermite como modelo de extracción de características para la base de datos
de nuestra propiedad obtenida en el laboratorio.
A continuación se muestran las pruebas experimentales que se realizaron con la base de datos de

imágenes de iris de nuestra propiedad y con la base de datos de imágenes de iris CASIAv1, usando
ambos modelos de extracción de características: wavelets Gabor y la transformada Hermite. Por
último se seleccionan los mejores resultados con cada uno de los modelos para efectos de comparación
del desempeño obtenido.

4.3. Resultados usando la base de datos de imágenes de iris de
nuestra propiedad

Extractor basado en wavelets Gabor

Las tablas 4.1-4.2 muestran los resultados obtenidos para la base de datos de imágenes de iris de nues-
tra propiedad usando la wavelet Gabor como extractor de características. Las pruebas consistieron
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en variar algunos parámetros del extractor de características y de la formación del código.
Se seleccionaron dos anchos de banda angular distintos Bθ = π/4 y Bθ = π/6. Para cada Bθ se

generaron códigos de iris, con los cuales se obtuvieron dos distribuciones de la distancia de Hamming
al comparar códigos intra-clase (la distribución obtenida cuando se comparan los códigos de un mismo
individuo, para cada individuo) y códigos inter-clase (la distribución obtenida cuando se comparan
códigos de un individuo con respecto a los códigos de los demás individuos, para cada individuo). El
número de comparaciones intra-clase e inter-clase para todos los casos fue de n1 = 378 y n2 = 4182
respectivamente. Las distribuciones arrojaron las estadísticas observadas en dichas tablas. Así mismo,
se eligió el número de bandas o regiones de análisis de 8 y 4 bandas. Este número de regiones de
análisis impuso un límite con respecto al tamaño del código de iris. Los tamaños de los códigos de
iris utilizados fueron de 2048 bits y 1024 bits como se observa en las tablas 4.1-4.2.

Tabla 4.1: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular Bθ = π/4 usando wavelets Gabor, el mejor
resultado se observó con un código de 2048 bits y 8 bandas de análisis.

Bθ = π/4 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 378 378 378
µ1 0.2953 0.3004 0.2971
σ1 0.0671 0.0704 0.0689
n2 4182 4182 4182
µ2 0.4403 0.4477 0.4469
σ2 0.0216 0.0176 0.0176
d′ 2.9098 2.8708 2.9815

EER 4.18% 5.1% 4.16%
Desempeño 95.82% 94.9% 95.84%

CAR(FAR = 0%) 47.88% 69.05% 83.86%
FRR(FAR = 0%) 52.12% 30.95% 16.14%

A partir de la tabla 4.1 es posible observar, para un filtro que posee un ancho de banda de Bθ = π/4,
que al dividir la región de interés en 8 bandas de análisis y generar un código de 2048 bits, se obtuvieron
los mejores resultados para dicho ancho de banda. De esta manera, la distancia de separación entre
clases fue de d′ = 2.9815 y la tasa de error igual (EER = FAR = FRR) fue cercana al 4.16%.
Para el caso en que las tasas de error son iguales, se obtuvo un desempeño general del sistema de
95.84%. Sin embargo, para poder evaluar el desempeño del sistema de reconocimiento de iris en
condiciones de alta seguridad, fijamos un criterio de decisión estricto, bajo el cual a ningún impostor
se le es permitido ingresar al sistema. En dicho caso, la tasa de error de otorgar incorrectamente
accesos a impostores debe ajustarse a cero (FAR = 0%), asegurando que ningún impostor pueda
ganar acceso al sistema. Como consecuencia, algunos usuarios son rechazados o bien se les solicita
que registren la imagen del iris para intentar nuevamente acceder al sistema. Esta tasa de error, al
realizar incorrectamente rechazos de usuarios registrados en el sistema, fue de FRR = 16.14%, es
decir, al 83.86% de los usuarios se les permitirá el acceso de manera correcta (CAR).
El análisis para la tabla 4.2 es muy similar al caso anterior. En esta tabla es posible observar que

usando un código de 2048 bits y dividiendo la región de interés en 8 bandas de análisis, cuando el
filtro posee un ancho de banda de Bθ = π/6, fue el que arrojó mejores resultados. La separación entre
las clases fue de d′ = 3.0352. La tasa de error igual (EER = FAR = FRR) obtenida fue cercana
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Tabla 4.2: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular Bθ = π/6 usando wavelets Gabor, el mejor
resultado se observó con un código de 2048 bits y 8 bandas de análisis.

Bθ = π/6 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 378 378 378
µ1 0.2901 0.2963 0.2940
σ1 0.0669 0.0703 0.0688
µ2 0.4396 0.4470 0.4464
n2 4182 4182 4182
σ2 0.0221 0.0177 0.0177
d′ 3.0008 2.9396 3.0352

EER 4.3% 4.6% 3.73%
Desempeño 95.7% 95.4% 96.27%

CAR(FAR = 0%) 46.03% 73.55% 84.66%
FRR(FAR = 0%) 53.97% 26.45% 15.34%

al 3.73% y el desempeño general del sistema obtenido para el caso en que las tasas de error son
iguales fue de 96.27%. Evaluando el desempeño del sistema de reconocimiento de iris en condiciones
de alta seguridad, fijamos un criterio de decisión estricto, bajo el cual la tasa de error de otorgar
incorrectamente accesos a impostores se ajusta a cero (FAR = 0%), asegurando que ningún impostor
pueda obtener acceso al sistema. Como consecuencia, algunos usuarios son rechazados o bien se les
solicita nuevamente registren la imagen del iris para intentar acceder al sistema. La tasa de error
al rechazar incorrectamente a usuarios registrados en el sistema fue de FRR = 15.34%, es decir, al
84.66% de los usuarios se les permitirá el acceso de manera correcta (CAR).
Con estos resultados es posible observar para la tabla 4.2, al igual que ocurrió para la tabla 4.1,

que con un código de 2048 bits formado a partir de 8 bandas de análisis se obtuvieron los mejores
resultados. Al comparar el mejor resultado obtenido en cada una de las tablas (tablas 4.1 y 4.2),
es posible seleccionar los parámetros del código, número de bandas de análisis y características del
filtro, que permitirán obtener una mayor separación entre las clases intra-clase e inter-clase. De esta
manera, el mejor desempeño y la mayor distancia de separación entre clases fue obtenida con un
filtro de ancho de banda angular Bθ = π/6 sobre 8 regiones o bandas de análisis y codificando los
coeficientes de las proyecciones en un código de 2048 bits. La separación entre clases proporcionada
por dichos parámetros fue de d′ = 3.0352 y el desempeño de accesos correctos (CAR) fue cercano al
84.66% para una tasa de falsos accesos FAR igual a 0%. El desempeño general del sistema fue de
96.27%.

Extractor basado en la transformada Hermite

Pruebas similares a las anteriores fueron realizadas para el caso en que el extractor de características
fue la transformada Hermite. Las tablas 4.3-4.6 muestran estos resultados para la base de datos de
imágenes de iris de nuestra propiedad.
Los parámetros de prueba consistieron en elegir distintas escalas de análisis de la transformada

Hermite, variando N = 4, 6, 8 y 10. Se generaron códigos de iris para cada N , con los cuales dos
distribuciones de la distancia de Hamming, obtenidas a partir de las comparaciones intra-clase y de
las comparaciones inter-clase, arrojaron las estadísticas observadas en dichas tablas. El número de
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comparaciones intra-clase e inter-clase en todos los casos fue de n1 = 378 y n2 = 4182 respectivamente.
El número de bandas o regiones de análisis también se varió de 8 a 4 bandas. El número de regiones
impuso un límite con respecto al tamaño del código de iris. Estos códigos de iris fueron de 2048 bits
y 1024 bits.

Tabla 4.3: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular N = 4 usando la transformada Hermite, el
mejor resultado se observó con un código de 2048 bits y 8 bandas de análisis.

N = 4 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 378 378 378
µ1 0.3141 0.3185 0.3176
σ1 0.0677 0.0681 0.0659
n2 4182 4182 4182
µ2 0.4559 0.4549 0.4636
σ2 0.0183 0.0145 0.0141
d′ 2.8599 2.7704 3.0634

EER 3.4% 4.0% 1.93%
Desempeño 96.6% 96.0% 98.07%

CAR(FAR = 0%) 54.5% 72.49% 84.13%
FRR(FAR = 0%) 45.5% 27.51% 15.87%

En la tabla 4.3 se observa que al usar un código de 2048 bits y dividir la región de interés en 8
bandas de análisis, cuando el tamaño de la ventana del filtro es N = 4, se obtienen mejores resultados.

Tabla 4.4: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular N = 6 usando la transformada Hermite, el
mejor resultado se observó con un código de 2048 bits y 8 bandas de análisis.

N = 6 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 378 378 378
µ1 0.2978 0.3070 0.3023
σ1 0.0677 0.0663 0.0657
n2 4182 4182 4182
µ2 0.4525 0.4532 0.4601
σ2 0.0195 0.0152 0.0154
d′ 3.1067 3.0387 3.3043

EER 2.87% 1.84% 1.91%
Desempeño 97.13% 98.16% 98.09%

CAR(FAR = 0%) 60.85% 85.71% 90.74%
FRR(FAR = 0%) 39.15% 14.29% 9.26%

La distancia de separación entre las clases fue de d′ = 3.0634 y la tasa de error igual (EER =
FAR = FRR) fue cercana al 1.93%. Cuando las tasas de error son iguales el desempeño general del
sistema obtenido fue de 98.07%. Evaluando el desempeño del sistema de reconocimiento de iris en
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condiciones de alta seguridad, fijamos un criterio de decisión estricto, bajo el cual a ningún impostor se
le es permitido ingresar al sistema. En dicho caso, la tasa de error de otorgar incorrectamente accesos
a impostores debe ajustarse a cero (FAR = 0%), asegurando que ningún impostor pueda ganar
acceso al sistema. El porcentaje de usuarios que incorrectamente son rechazados por el sistema, o
bien que se les solicita registren la imagen del iris para intentar nuevamente acceder al sistema fue de
FRR = 15.87%, es decir, a un 84.13% de los usuarios se les permitirá el acceso de manera correcta
(CAR).

Tabla 4.5: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular N = 8 usando la transformada Hermite, el
mejor resultado se observó con un código de 2048 bits y 8 bandas de análisis.

N = 8 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 378 378 378
µ1 0.2850 0.2957 0.2932
σ1 0.0669 0.0661 0.0648
n2 4182 4182 4182
µ2 0.4486 0.4517 0.4558
σ2 0.0212 0.0157 0.0164
d′ 3.2972 3.2492 3.4405

EER 2.82% 2.9% 1.34%
Desempeño 97.18% 97.10% 98.66%

CAR(FAR = 0%) 73.55% 85.45% 85.98%
FRR(FAR = 0%) 26.45% 14.55% 14.02%

Como se mencionó anteriormente, este tipo de pruebas fueron realizadas para distintos tamaños
de ventana y los resultados pueden observarse en las tablas 4.4-4.6 para N = 6, 8 y N = 10 respec-
tivamente. En todas las tablas es común observar que la mejor distancia de separación entre clases
(intra-clase e inter-clase), así como también el mejor desempeño al ajustar la tasa de error de otorgar
incorrectamente accesos a impostores (FAR) igual a 0%, se logra cuando la región de interés se divide
en 8 bandas de análisis y se generan códigos de 2048 bits.

A partir de los mejores resultados obtenidos para cada tamaño de ventana (N = 4, 6, 8 y 10), es
posible determinar los parámetros del código, número de bandas de análisis y características del filtro,
que permiten obtener una mayor distancia de separación entre las clases intra-clase e inter-clase, así
como también un mejor desempeño. Comparando el mejor resultado obtenido en cada una de las
tablas (4.3 - 4.6), se encontró que al usar los filtros de análisis Hermite (real e impar) que compartían
un tamaño de ventana de N = 6 (tabla 4.4), proporcionaban la mayor distancia de separación entre
clases (d′ = 3.3043) y un mejor desempeño de accesos correctos (CAR = 90.74%), bajo un criterio
de decisión en el cual a ningún impostor se le es permitido ingresar al sistema (FAR = 0%), con
respecto a los otros filtros. De esta manera, se obtuvo una tasa de error de usuarios incorrectamente
rechazados de FRR = 9.26% y una tasa de error igual (EER) cercana al 1.91%, proporcionando un
desempeño general del sistema del 98.09%. Como fue mencionado anteriormente, estos resultados
fueron obtenidos al dividir la región de interés en 8 bandas de análisis y se generaron códigos o
plantillas biométricas de 2048 bits.
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Tabla 4.6: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular N = 10 usando la transformada Hermite, el
mejor resultado se observó con un código de 2048 bits y 8 bandas de análisis.

N = 10 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 378 378 378
µ1 0.2783 0.2869 0.2881
σ1 0.0677 0.0660 0.0642
n2 4182 4182 4182
µ2 0.4458 0.4470 0.4523
σ2 0.0215 0.0168 0.0175
d′ 3.3343 3.3262 3.4868

EER 2.94% 1.82% 1.7%
Desempeño 97.06% 98.18% 98.3%

CAR(FAR = 0%) 68.25% 78.84% 86.51%
FRR(FAR = 0%) 31.75% 21.16% 13.49%

Extractor basado en la transformada Hermite orientada

Para el caso de la transformada Hermite orientada no fue posible obtener mejores resultados. Las
tablas 4.7 y 4.8 muestran estos resultados obtenidos para tamaños de ventana N = 6 y N = 8
respectivamente.
En la utilización de la transformada Hermite orientada solamente se consideró el coeficiente l2(θ)

para su codificación en un esquema semejante al descrito en la sección 3.2.2.3 (ecuación 3.38 en la
sección 3.3.4). Debido a que los valores obtenidos con el coeficiente l1(θ) no permiten aplicar este
mismo esquema de codificación, dicho coeficiente no fue considerado.

Tabla 4.7: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular N = 6 usando la transformada Hermite
orientada, el mejor resultado se observó con un código de 2048 bits y 8 bandas
de análisis.

N = 6 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 378 378 378
µ1 0.3782 0.3813 0.3783
σ1 0.0526 0.0531 0.0533
µ2 0.4465 0.4490 0.4519
n2 4182 4182 4182
σ2 0.0189 0.0164 0.0160
d′ 1.7284 1.7227 1.8709

EER 17.56% 18.30% 15.83%
Desempeño 82.44% 81.70% 84.17%

CAR(FAR = 0%) 16.67% 24.86% 44.81%
FRR(FAR = 0%) 83.33% 75.14% 55.19%
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Tabla 4.8: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular N = 8 usando la transformada Hermite
orientada, el mejor resultado se observó con un código de 2048 bits y 8 bandas
de análisis.

N = 8 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 378 378 378
µ1 0.3706 0.3729 0.3706
σ1 0.0554 0.0556 0.0551
n2 4182 4182 4182
µ2 0.4441 0.4444 0.4471
σ2 0.0203 0.0189 0.0186
d′ 1.7607 1.7207 1.8602

EER 16.35% 17.72% 15.77%
Desempeño 83.65% 82.28% 84.23%

CAR(FAR = 0%) 16.12% 24.86% 28.43%
FRR(FAR = 0%) 83.88% 75.14% 71.57%

La razón por la cual se obtiene un desempeño tan bajo, probablemente se debe a la forma de
codificar este coeficiente. Es necesario proponer una forma diferente de codificar en la que además se
pueda incluir a los otros coeficientes obtenidos después de la orientación o bien incluir la información
del ángulo bajo el cual se orientaron los coeficientes de la transformada.

Comparación de desempeño entre ambos extractores de características

A continuación evaluamos el desempeño obtenido por cada uno de los modelos utilizados (wavelet
Gabor y transformada Hermite), con respecto a la base de datos de imágenes de iris de nuestra
propiedad. Seleccionamos los parámetros del código y del filtro que otorgaron mejores desempeños
en cada uno de los modelos.
Para ambos modelos se encontró que el mejor desempeño se obtenía dividiendo la región de interés

en 8 bandas de análisis y formando códigos o plantillas biométricas de 2048 bits. Con respecto al
modelo de la wavelet Gabor, los mejores resultados se obtuvieron con filtros cuyo ancho de banda
fue de Bθ = π/6 (tabla 4.2). Para el modelo de la transformada Hermite, los mejores resultados se
obtuvieron con filtros cuyo tamaño de ventana fue de N = 6 (tabla 4.4).
A partir de las gráficas en la figura 4.4 y comparando las tablas 4.2 y 4.4, es posible observar que

la distancia de separación entre clases (intra-clase e inter-clase) fue mayor usando la transformada
Hermite (d′ = 3.3043, tabla 4.4) con respecto a la wavelet Gabor (d′ = 3.0352, tabla 4.2). Así
mismo, el desempeño de accesos correctos de la transformada Hermite (CAR = 90.74%) fue mejor
con respecto al de la wavelet Gabor (CAR = 84.66%) cuando se restringe a 0% la tasa de acceso
incorrecto a impostores (FAR). El desempeño general del sistema observado en la gráfica (f) de
la figura 4.4, usando la wavelet Gabor, fue de aproximadamente 96.3%, mientras que el desempeño
general del sistema usando la transformada Hermite fue de 98.09%. El área bajo la curva ROC1

fue de 0.99200, mientras que el área bajo la curva ROC2 fue de 0.995126, lo cual coincide con los
resultados de mejor desempeño obtenidos para la transformada Hermite.
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Figura 4.4: Evaluación del desempeño entre ambos extractores de caracterís-
ticas para la base de datos de imágenes de iris de nuestra propiedad. Wavelet
Gabor: (a) distribuciones intra-clase e inter-clase y (b) tasas de falso acce-
so (FAR) y falso rechazo (FRR). Transformada Hermite: (c) Distribucio-
nes intra-clase e inter-clase y (d) tasas de falso acceso (FAR) y falso rechazo
(FRR). (e) Comparación de curvas ROC: ROC1 usando wavelet Gabor, ROC2

usando la transformada Hermite. (f) Versión de (e) con acercamiento.
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4.4. Resultados usando la base de datos de imágenes de iris CASIA

Extractor basado en wavelets Gabor

Las pruebas realizadas sobre la base de datos de imágenes de iris CASIAv1 [14], usando la wave-
let Gabor se muestran a continuación. Al igual que para la base de datos de imágenes de iris de
nuestra propiedad, dichas pruebas consistieron en elegir y variar algunos parámetros del extractor de
características y de la formación del código.

Tabla 4.9: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular Bθ = π/4 usando wavelets Gabor, el mejor
resultado se observó con un código de 2048 bits y 8 bandas de análisis.

Bθ = π/4 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 547 547 547
µ1 0.3382 0.3541 0.3449
σ1 0.0536 0.0554 0.0524
n2 4278 4278 4278
µ2 0.4422 0.4511 0.4503
σ2 0.0173 0.0147 0.0146
d′ 2.6137 2.3957 2.7382

EER 6.75% 7.78% 4.72%
Desempeño 93.25% 92.22% 95.28%

CAR(FAR = 0%) 60.23% 63.44% 69.84%
FRR(FAR = 0%) 39.77% 36.56% 30.16%

Tabla 4.10: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular Bθ = π/6 usando wavelets Gabor, el mejor
resultado se observó con un código de 2048 bits y 8 bandas de análisis.

Bθ = π/6 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 547 547 547
µ1 0.3319 0.3522 0.3423
σ1 0.0542 0.0559 0.0533
n2 4278 4278 4278
µ2 0.4414 0.4508 0.4498
σ2 0.0176 0.0148 0.0147
d′ 2.7163 2.4132 2.7520

EER 5.91% 7.41% 4.6%
Desempeño 94.09% 92.59% 95.4%

CAR(FAR = 0%) 58.68% 64.35% 69.65%
FRR(FAR = 0%) 41.32% 35.65% 30.35%

Se seleccionaron dos anchos de banda angular distintos Bθ = π/4 y Bθ = π/6. Para cada Bθ se
generaron códigos de iris, con los cuales se obtuvieron dos distribuciones de la distancia de Hamming
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al comparar códigos intra-clase (la distribución obtenida cuando se comparan los códigos de un mismo
individuo, para cada individuo) y códigos inter-clase (la distribución obtenida cuando se comparan
códigos de un individuo con respecto a los códigos de los demás individuos, para cada individuo). El
número de comparaciones intra-clase e inter-clase fue de n1 = 547 y n2 = 4278 respectivamente.
En las tablas 4.9-4.10 se muestran las estadísticas observadas. Así mismo, se eligieron el número

de bandas o regiones de análisis, de 8 a 4 bandas. El número de bandas de análisis impuso un límite
con respecto al tamaño del código o plantilla biométrica del iris. Los tamaños de los códigos de iris
utilizados fueron de 2048 bits y 1024 bits.
Para ambas tablas (4.9 y 4.10), es posible notar que los mejores resultados se obtienen usando

códigos de 2048 bits y al dividir la imagen en 8 bandas de análisis. Para un ancho de banda angular
Bθ = π/4 el desempeño general del sistema fue de 95.28% y la tasa de error igual (EER = FAR =
FRR) fue cercana al 4.72%, mientras que para un ancho de banda angular Bθ = π/6 el desempeño
general del sistema fue de 95.4% y la tasa de error igual fue de EER = 4.6%. Determinar que ancho
de banda angular otorga mejores resultados es un poco más complicado, ya que para ambos anchos
de banda angular los resultados son muy similares. Sin embargo, a pesar de que para un ancho
de banda angular Bθ = π/6, bajo un criterio de decisión estricto en el cual a ningún impostor se
le permite obtener acceso del sistema (FAR = 0%), el desempeño de accesos correctos fue menor
(CAR = 69.65%) que para un ancho de banda angular de Bθ = π/4 (CAR = 69.84%), se pueden
seleccionar los parámetros encontrados para Bθ = π/6 como los mejores, pues tomando en cuenta
que el desempeño general del sistema y que la distancia de separación entre las dos distribuciones
(d′π/6 = 2.7520, d′π/4 = 2.7382 ) fueron mayores para éste que para Bθ = π/4, entonces podría resultar
más seguro elegir un ancho de banda angular igual a Bθ = π/6.

Extractor basado en la transformada Hermite

Para el caso en que el extractor de características fue la transformada Hermite también se realizaron
pruebas similares a las anteriores. Las tablas (tablas 4.11 - 4.14) muestran estos resultados para la
base de datos de imágenes de iris CASIAv1 [14].

Tabla 4.11: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular N = 4 usando la transformada Hermite
orientada, el mejor resultado se observó con un código de 2048 bits y 8 bandas
de análisis.

N = 4 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 547 547 547
µ1 0.3560 0.3716 0.3643
σ1 0.0494 0.0471 0.0454
n2 4278 4278 4278
µ2 0.4539 0.4542 0.4618
σ2 0.0159 0.0140 0.0135
d′ 2.6668 2.3804 2.9070

EER 6.19% 8.69% 4.44%
Desempeño 93.81% 91.31% 95.56%

CAR(FAR = 0%) 70.75% 48.08% 79.52%
FRR(FAR = 0%) 29.25% 51.92% 20.48%

73



4 Análisis de resultados

Se eligieron distintas escalas de análisis de la transformada Hermite, variando N = 4, 6, 8 y 10. Para
cada N se generaron códigos de iris, con los cuales dos distribuciones de la distancia de Hamming
(comparaciones intra-clase y comparaciones inter-clase) arrojaron las estadísticas observadas en dichas
tablas. El número de bandas o regiones de análisis también se varió de 8 a 4 bandas. El número de
regiones impuso un límite con respecto al tamaño del código de iris. Estos códigos de iris fueron de
2048 bits y 1024 bits.

En todas las tablas, al igual que sucedió con la base de datos de imágenes de iris de nuestra propie-
dad, es común observar que la mejor separación entre clases, así como también el mejor desempeño
ajustando FAR = 0%, se logra usando un código de 2048 bits, formado a partir de 8 bandas de análi-
sis. A partir de los mejores resultados obtenidos para cada tamaño de ventana, es posible determinar
los parámetros del código, número de bandas de análisis y características del filtro, que permiten
obtener una mayor distancia de separación entre las clases intra-clase e inter-clase, así como también
un mejor desempeño.

Al comparar las tablas 4.11-4.14, se encontró que un código de 2048 bits, formado a partir de 8
bandas de análisis, con los filtros de análisis Hermite (real e impar) compartiendo un tamaño de
ventana de N = 8 (Véase tabla 4.13), y bajo un criterio de decisión estricto en el cual a ningún
impostor se le permite ingresar al sistema, es decir FAR = 0%, otorgó mejores resultados que
para otros tamaños de ventana. El desempeño de accesos correctos de usuarios para N = 8 fue de
CAR = 79.52% contra un 20.48% de usuarios incorrectamente rechazados (FRR). La distancia de
separación entre las clases intra-clase e inter-clase para este caso fue de d′ = 3.0567. La tasa de error
igual (EER = 3.99%) proporcionó un desempeño general del sistema del 96.01%.

Tabla 4.12: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular N = 6 usando la transformada Hermite
orientada, el mejor resultado se observó con un código de 2048 bits y 8 bandas
de análisis.

N = 6 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 547 547 547
µ1 0.3370 0.3590 0.3499
σ1 0.0522 0.0494 0.0487
n2 4278 4278 4278
µ2 0.4501 0.4526 0.4569
σ2 0.0175 0.0146 0.0155
d′ 2.9045 2.5704 2.9655

EER 5.82% 6.35% 4.62%
Desempeño 94.18% 93.65% 95.38%

CAR(FAR = 0%) 65.27% 60.69% 66.91%
FRR(FAR = 0%) 34.73% 39.31% 33.09%
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Tabla 4.13: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular N = 8 usando la transformada Hermite
orientada, el mejor resultado se observó con un código de 2048 bits y 8 bandas
de análisis.

N = 8 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 547 547 547
µ1 0.3235 0.3470 0.3396
σ1 0.0545 0.0502 0.0494
n2 4278 4278 4278
µ2 0.4452 0.4489 0.4523
σ2 0.0196 0.0164 0.0168
d′ 2.9709 2.7310 3.0567

EER 5.26% 6.28% 3.99%
Desempeño 94.74% 93.72% 96.01%

CAR(FAR = 0%) 73.67% 56.67% 79.52%
FRR(FAR = 0%) 26.33% 43.33% 20.48%

Tabla 4.14: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular N = 10 usando la transformada Hermite
orientada, el mejor resultado se observó con un código de 2048 bits y 8 bandas
de análisis.

N = 10 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 547 547 547
µ1 0.3156 0.3380 0.3338
σ1 0.0552 0.0505 0.0492
n2 4278 4278 4278
µ2 0.4411 0.4435 0.4478
σ2 0.0207 0.0178 0.0179
d′ 3.0089 2.7841 3.0771

EER 5.54% 6.21% 5.4%
Desempeño 94.46% 93.79% 94.6%

CAR(FAR = 0%) 68.01% 52.47% 69.65%
FRR(FAR = 0%) 31.99% 47.53% 30.35%
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4 Análisis de resultados

Extractor basado en la transformada Hermite orientada

Para este caso, al igual que sucedió al utilizar la base de datos de nuestra propiedad, usando la
transformada Hermite orientada no fue posible obtener mejores resultados. Únicamente se reporta
una tabla, obtenida para una ventana de tamaño N = 6, ya que los resultados para ventanas de
tamaño diferente fueron muy similares

Tabla 4.15: Tabla comparativa de los resultados obtenidos al variar el tamaño
del código o plantilla biométrica y el número de bandas o regiones de análisis.
Para un ancho de banda angular N = 6 usando la transformada Hermite
orientada, el mejor resultado se observó con un código de 2048 bits y 8 bandas
de análisis.

N = 6 1024 bits / 4 bandas 1024 bits / 8 bandas 2048 bits / 8 bandas
n1 547 547 547
µ1 0.4109 0.4181 0.4149
σ1 0.0346 0.0319 0.0337
n2 4278 4278 4278
µ2 0.4480 0.4508 0.4547
σ2 0.0164 0.0139 0.0133
d′ 1.3711 1.3316 1.5559

EER 24.24% 24.47% 20.52%
Desempeño 75.76% 75.53% 79.48%

CAR(FAR = 0%) 17.00% 15.00% 21.21%
FRR(FAR = 0%) 83.00% 85.00% 78.79%

Comparación de desempeño entre ambos extractores de características

A continuación evaluamos el desempeño obtenido por cada uno de los modelos utilizados (wavelet
Gabor y transformada Hermite), con respecto a la base de datos de imágenes de iris CASIAv1 [14].
Para cada uno de los modelos seleccionamos los parámetros del código y del filtro que otorgaron los
mejores desempeños.
Para ambos modelos se encontró que el mejor desempeño se obtenía dividiendo la región de interés

en 8 bandas de análisis y formando códigos o plantillas biométricas de 2048 bits. Con respecto al
modelo de la wavelet Gabor, los mejores resultados se obtuvieron con filtros cuyo ancho de banda
fue de Bθ = π/6 (tabla 4.10). Para el modelo de la transformada Hermite, los mejores resultados se
obtuvieron con filtros cuyo tamaño de ventana fue de N = 8 (tabla 4.13).
A partir de las gráficas en la figura 4.5 y comparando las tablas 4.10 y 4.13, es posible observar que

la distancia de separación entre clases (intra-clase e inter-clase) fue mayor usando la transformada
Hermite (d′ = 3.0567, tabla 4.13) con respecto a la wavelet Gabor (d′ = 2.7520, tabla 4.10). Así
mismo, el desempeño de accesos correctos de la transformada Hermite (CAR = 79.52%) fue mejor
con respecto al de la wavelet Gabor (CAR = 69.65%) cuando se restringe a 0% la tasa de acceso
incorrecto a impostores (FAR). El desempeño general del sistema observado en la gráfica (f) de
la figura 4.5, usando la wavelet Gabor, fue de aproximadamente 95.4%, mientras que el desempeño
general del sistema usando la transformada Hermite fue de 96.01%. El área bajo la curva ROC1

fue de 0.985809, mientras que el área bajo la curva ROC2 fue de 0.990085, lo cual coincide con los
resultados de mejor desempeño obtenidos para la transformada Hermite.
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4.4 Resultados usando la base de datos de imágenes de iris CASIA
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Figura 4.5: Evaluación del desempeño entre ambos extractores de caracterís-
ticas para la base de datos de imágenes de iris CASIA. Wavelet Gabor: (a)
distribuciones intra-clase e inter-clase y (b) tasas de falso acceso (FAR) y
falso rechazo (FRR). Transformada Hermite: (c) Distribuciones intra-clase
e inter-clase y (d) tasas de falso acceso (FAR) y falso rechazo (FRR). (e)
Comparación de curvas ROC: ROC1 usando wavelet Gabor, ROC2 usando la
transformada Hermite. (f) Versión de (e) con acercamiento.
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4 Análisis de resultados

4.5. Discusión de resultados

Para el caso en que se utilizó nuestra propia base de datos de imágenes de iris, se logró observar un
mejor desempeño del sistema de reconocimiento de iris usando la transformada Hermite con respecto
a los resultados obtenidos con la wavelet Gabor. De igual manera, aunque con menor diferencia de
desempeño entre ambos extractores de características, se pudo observar un mejor desempeño usando
la transformada Hermite para el caso en que la base de datos de imágenes de iris es la proveniente de
CASIA [14].
A partir de los resultados obtenidos usando la transformada Hermite sobre nuestra propia base de

datos de imágenes de iris, se obtuvo una tasa de accesos correctos CAR = 90.74% y una tasa de error
de falsos rechazos FRR = 9.26% cuando se restringe la tasa de error de falso acceso a impostores a
FAR = 0%. La tasa de error igual obtenida fue EER = 1.91%. La distancia de separación entre las
clases intra-clase e inter-clase obtenida en este caso fue de d′ = 3.3043. Cuando se utilizó la base de
datos de imágenes de iris CASIA, se obtuvo una tasa de accesos correctos CAR = 79.52% de usuarios
correctamente aceptados contra una tasa de usuarios incorrectamente rechazados de FRR = 20.48%
bajo un criterio de decisión estricto en el cual se restringe la tasa de acceso a impostores FAR = 0%.
La tasa de error igual fue EER = 3.99% y la distancia de separación entre clases intra-clase e
inter-clase fue de d′ = 3.0567.
Uno de los factores por el cual las tasas de error de falsos rechazos FRR fueron diferentes entre

las bases de datos usadas, y que para el caso de la base de datos de imágenes de iris CASIA fue
mucho mayor que el obtenido para la base de datos imágenes de iris de nuestra propiedad, se debe a
la calidad de las imágenes de iris. Mientras que para nuestra base de datos de imágenes de iris, éstas
fueron adquiridas con alta resolución, la base de datos de imágenes de iris CASIA fueron capturadas
con baja resolución.
Otro factor que desafortunadamente ayuda a aumentar las tasas de error de falsos rechazos FRR

se debe a una localización del iris y eliminación incorrectas de párpados y pestañas dentro de la
imagen. Las imágenes de iris provenientes de la base de datos CASIA están altamente obstruidas
por párpados y pestañas, lo que dificulta la tarea de localización del iris. Cuando una imagen
está demasiado obstruida por estos artefactos, la localización del iris resulta incorrecta e induce
el incremento de la tasa de error de falso rechazo (FRR). En algunos sistemas de reconocimiento de
iris, después de la etapa de localización se seleccionan (comúnmente en forma manual) únicamente
aquellas imágenes de iris que fueron correctamente localizadas, permitiendo que la tasa de FRR
disminuya considerablemente. Sin embargo, este no fue el caso para el sistema propuesto, aunque el
algoritmo es capaz de detectar y descartar algunas imágenes que localizan incorrectamente la región
del iris, no se inspeccionan en forma manual para comprobarlo.
Podemos comparar los resultados obtenidos usando ambas bases de datos de imágenes de iris con

algunos de los métodos de extracción de características reportados en la literatura. En la tabla 4.16
se condensan algunos resultados obtenidos por otros autores.
Usando filtros log-Gabor, Zhang et al., [86] reporta para una base de datos de imágenes de iris de

su propiedad, en el mejor de los casos colocando la tasa de error de falso acceso en FAR = 0%, una
tasa de error de falso rechazo de FRR = 10%.
Shinyoung-Lim et al., [48] obtienen para una base de datos de imágenes de iris de su propiedad,

con selección previa de aquellas imágenes cuyo iris fue localizado correctamente, para una tasa de
error de falso acceso FAR = 0% una tasa de error de falso rechazo FRR = 17.75% usando una
descomposición con la wavelet Haar.
Por otro lado, Chen et al., [13] reporta para la base de datos de imágenes de iris CASIA, usando

la modulación delta de la dirección del gradiente, en el mejor de los casos una tasa de error igual
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4.5 Discusión de resultados

Tabla 4.16: Comparación de los resultados obtenidos con los reportados por
otros autores.

Autor Extractor FAR (%) FRR (%) EER (%) d′ Base de datos

Propuesto Hermite 0.0 9.26 1.91 3.3043 Propietario
Propuesto Hermite 0.0 20.48 3.99 3.0567 CASIA
Zhang et al.,
[86] log-Gabor 0.0 10.0 − − Propietario

Shinyoung-
Lim et al.,
[48]

Haar 0.0 17.75 2.9 − Propietario

Chen et al.,
[13]

Modulación
delta de la
dirección del
gradiente

0.0 8.13 3.79 − CASIA

Poursaberi et
al., [62] Daubechies 2 0.001 2.98 0.2687 − CASIA

Sanchez-
Avila et al.,
[67]

Gabor 0.0 4.0 3.3 − Propietario

Daugman [22] Gabor 0.001 0.12 0.11 − NIST (ICE-1)

cercana a EER = 3.79% y una tasa de falso rechazo de FRR = 8.13% para una tasa de error de
falso acceso FAR = 0%. En este caso, durante las pruebas experimentales seleccionan de manera
subjetiva la precisión de las fronteras del iris en la etapa de localización.
En Poursaberi et al., [62] usando la wavelet Daubechies 2, reporta una tasa de error igual cercana

al EER = 0.2687% y una tasa de falso rechazo de FRR = 2.98% para una tasa de error de falso
acceso FAR = 0.001%, usando únicamente la mitad de la la región del iris con imágenes provenientes
de la base de datos CASIA.
Usando una base de datos de imágenes de iris de su propiedad, Sanchez-Avila et al., [67] obtuvieron

una tasa de error de falso rechazo cercana al FRR = 4.0% cuando la tasa de error de falso acceso fue
fijada en FAR = 0%. El sistema en general otorgó una tasa de error igual de EER = 3.3%.
El algoritmo presentado por Daugman [19] es de los pocos algoritmos que posee bajas tasas de

error (FRR y FAR) y un desempeño alto en términos de alta seguridad. Recientemente, Daugman
[22] ha reportado para la base de datos de imágenes de iris (ICE-1) perteneciente al NIST 2, una
tasa de error igual cercana a EER = 0.11% y una tasa de falso rechazo de FRR = 0.12% para una
tasa de error de falso acceso FAR = 0.001%. En otros artículos del mismo autor [20][21], también
ha reportado una distancia de separación entre las distribuciones intra-clase e inter-clase de d′ = 7.3,
pero no menciona nada respecto a las tasas de error.
Comparando nuestros resultados con los obtenidos por Daugman [22], quien ha utilizado bases de

datos de imágenes de iris grandes (alrededor de 600,000 códigos de iris diferentes [22]), y aunque para
el caso en que se utilizó la wavelet Gabor se obtenga un menor desempeño con nuestra interpretación
de los algoritmos reportados por Daugman, no es posible decir aún que la transformada Hermite es

2NIST, por sus siglas en inglés “National Institute of Standards and Technology”, agencia de la Administración de
Tecnología del Departamento de Comercio de los Estados Unidos de América.
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mejor que la wavelet Gabor en esta tarea en particular, así como tampoco es posible decir lo contrario,
pues existen etapas a lo largo de todo el proceso de extracción de características (como la localización
del iris), cuyos errores influyen finalmente en las tasas de falso rechazo (FRR), degradando a la vez
las tasas de error igual EER. Sin embargo, si podemos decir que nuestros resultados son competitivos
con los resultados de otros autores, quienes reportan en la literatura el uso de diversos extractores de
características. Esto se debe a que la forma de generación de los códigos de iris no es clara todavía,
pues este proceso se encuentra protegido aún por una patente propiedad de Iridian Technologies, Inc
[42]. Por esta razón, es necesario realizar nuevas propuestas de generación de códigos característicos
que permitan obtener una mayor separación entre las texturas de iris que pertenecen a una misma
clase y una baja variabilidad para aquellas que pertenecen a clases distintas.

80



5 Conclusiones y perspectivas

La viabilidad del uso de la transformada Hermite, como una herramienta alternativa a las wavelets
Gabor para la extracción de características de textura, fue demostrada por los resultados obtenidos
en este proyecto de investigación. El tipo de texturas que fueron analizadas corresponden a texturas
de imágenes de iris. Para ello, se desarrolló satisfactoriamente un sistema de reconocimiento de iris.
La capacidad de extracción de patrones significativos de texturas de iris a través de la transformada
Hermite, se ve reflejada en los niveles de confianza que se lograron obtener.
Se desarrollaron todas las etapas comúnmente encontradas en los sistemas de reconocimiento de

iris. Se observó también que todas las etapas que conforman un sistema de reconocimiento de iris
son sumamente importantes, ya que la capacidad de discriminación inter-clase y la disminución de
variabilidad intra-clase, se puede ver afectada por cualquiera de ellas que no realice adecuadamente
su tarea. En el caso del sistema desarrollado en este trabajo, cada etapa o módulo puede ser mejorada
por separado sin afectar a las demás, creando oportunidades de futuras implementaciones que mejoren
el desempeño del sistema en cada una de dichas etapas.
Con respecto a la etapa de adquisición de imágenes de iris, a pesar de que ésta no funciona en

tiempo real, para propósitos de investigación las imágenes capturadas son aceptables y forman parte
de una base de datos de imágenes de iris, la cual deberá incrementar el número de usuarios registrados
gradualmente. La automatización de esta etapa para su funcionamiento en tiempo real, requiere de
lentes controlados por hardware y software para lograr enfocar de forma adecuada las imágenes de
iris (autofocus).
Se utilizaron dos bases de datos de imágenes de iris, una obtenida a través del módulo de adquisición

y otra proveniente de un un grupo de investigación en China, llamada CASIA. Al comparar los
resultados obtenidos con ambas bases de datos de imágenes de iris, se pudo observar que la variabilidad
intra-clase se ve afectada por la resolución de las imágenes usada. Las imágenes capturadas con una
resolución alta permitieron un mejor desempeño del sistema de reconocimiento de iris.
El sistema de reconocimiento de iris demostró un desempeño aceptable y resultados competitivos

comparado con reportes encontrados en la literatura, a pesar de no obtener los resultados que han sido
reportados por Daugman [21], quien es uno de los pioneros de los mejores sistemas de reconocimiento
de iris que existen. Cabe señalar que el proceso de generación de los códigos de iris usados por
Daugman no es clara aún ya que se encuentra protegido por una patente, por lo que esta desventaja
hace difícil comparar únicamente los dos modelos de representación y extracción de características. Es
por eso que surge la necesidad de realizar nuevas propuestas de generación de códigos característicos
que permitan obtener una mayor separación entre las texturas de iris que pertenecen a una misma
clase y aquellas que pertenecen a distintas clases.
Con estos resultados, también se confirmó la capacidad que puede ofrecer un órgano interno y

bien protegido, como lo es el iris, para su utilización como un identificador biométrico robusto,
en situaciones que demanden alta confiabilidad como el control de acceso a áreas restringidas o
identificación de criminales por citar algunos ejemplos.
En trabajos futuros se prevé mejorar la etapa de localización del iris para lograr obtener una mayor

precisión en la definición de las fronteras que delimitan al iris del resto de la zona del ojo, así como
también de la rapidez con la cual se lleva a cabo esta localización. Para el caso de la etapa de

81



5 Conclusiones y perspectivas

codificación, es necesario realizar una mayor investigación y proponer una nueva forma de agrupar
los atributos característicos de la textura del iris, cumpliendo con que sea invariante a la rotación, de
forma tal que sea posible mejorar la separación o discriminación entre las distribuciones intra-clase e
inter-clase.
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A Polinomios de Hermite

La ecuación de Hermite tiene la forma siguiente:

y′′ − 2xy′ + 2ny = 0 (A.1)

donde n puede ser cualquier número real aunque casi siempre toma valores enteros en aplicaciones físi-
cas. La ecuación de Hermite aparece en la descripción de la ecuación de onda del oscilador harmónico
cuántico. Las soluciones a la ecuación anterior son los llamados polinomios de Hermite. Los polino-
mios de Hermite y las funciones derivadas de ellos son importantes en el análisis del comportamiento
de algunos sistemas físicos en la mecánica cuántica.

Fórmula de Rodrigues

La fórmula de Rodrigues para los polinomios de Hermite asociados a la solución de la ecuación A.1
está dada por:

Hn(x) = (−1)nex
2 dne−x

2

dxn
(A.2)

La demostración de que A.2 es solución a A.1 se da a continuación.

Prueba: sea u = e−x
2 y sea un = dne−x

2

dxn la derivada n-ésima de u con respecto a x. Obteniendo la
primera derivada de u con respecto a x tenemos:

u′ = −2xe−x
2

⇒u′ + 2xe−x
2

= 0

Si diferenciamos esta ecuación n+ 1 veces usando el teorema de Leibnitz entonces resulta:

un+2 + 2xun+1 + 2(n+ 1)un = 0

Realizando un cambio de variable con v = (−1)nun donde un = dne−x
2

dxn obtenemos:

v′′ + 2xv′ + 2(n+ 1)v = 0 (A.3)

Ahora bien, sea y = ex
2
v. Podemos escribir a las derivadas de v con respecto de x como:

v = e−x
2
y,

v′ = e−x
2
(y′ − 2xy),

v′′ = e−x
2
(y′′ − 4xy′ + 4x2y − 2y).

Sustituyendo estas últimas expresiones en la ecuación A.3 y dividiendo por e−x2 nos queda:

y′′ − 2xy′ + 2ny = 0 �

lo que indica que y = (−1)nex
2 dne−x

2

dxn .
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A Polinomios de Hermite

Los polinomios de Hermite tienen la siguiente propiedad:

Hn(−x) = (−1)nHn(x)

lo que implica que el polinomio Hn es par si n es par y viceversa.
La forma explícita de los primeros ordenes de los polinomios de Hermite es:

H0(x) = 1
H1(x) = 2x

H2(x) = 4x2 − 2 = 22x2 − 2

H3(x) = 8x3 − 12x = 23x3 − 12x

H4(x) = 16x4 − 48x2 + 12 = 24x4 − 48x2 + 12

H5(x) = 32x5 − 160x3 + 120x = 25x5 − 160x3 + 120x

calculando las derivadas n = 0, 1, 2..., 5 para cada uno de los polinomios anteriores, podemos ver que
los términos, cuyo orden es menor al orden n, no contribuyen en el resultado final del cálculo de dicha
derivada:

D0H0(x) = D01 = 1

D1H1(x) = D1(2x) = 2

D2H2(x) = D2(22x2 − 2) = 22D1(2x) = 22 · 2
D3H3(x) = D3(23x3 − 12x) = 23 · 3 ·D2(x2) = 23 · 3 · 2 ·D1(x) = 23 · 6
D4H4(x) = D4(24x4 − 48x2 + 12) = 24 · 4 ·D3(x3) = 24 · 4 · 3 ·D2(x2) = 24 · 24

D5H5(x) = D5(25x5 − 160x3 + 120x) = 25 · 5 ·D4(x4) = 25 · 5 · 4 ·D3(x5) = 25 · 120

donde es posible observar que
DnHn(x) = 2nn! (A.4)

Ortogonalidad

Los polinomios de Hermite están definidos como polinomios ortogonales con respecto a un producto
de peso escalar e−x2 en el intervalo −∞ < x <∞:∫ ∞

−∞
Hm(x)Hn(x)e−x

2
dx =

{
0, m 6= n
2nn!
√
π, m = n

(A.5)

Podemos demostrar el resultado anterior de la siguiente manera. Sean Hn y Hm dos polinomios de
Hermite de grado n y m respectivamente.

Prueba: empezamos con la ecuación de Hermite, renombrando a y por Hn ya que son equivalentes
como se demostró en el desarrollo de la fórmula de Rodrigues:

H ′′n(x)− 2xH ′n(x) + 2nHn(x) = 0

introducimos el factor e−x2 :

H ′′n(x)e−x
2 − 2xe−x

2
H ′n(x) = −2ne−x

2
Hn(x)
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cuyo lado izquierdo, siguiendo la regla de la cadena de la derivada de un producto de dos
funciones, podemos escribir como:

d

dx

(
e−x

2
H ′n(x)

)
= −2ne−x

2
Hn(x)

d

dx

(
e−x

2 d

dx
Hn(x)

)
= −2ne−x

2
Hn(x) (A.6)

multiplicamos esta ecuación por Hm:

Hm(x)
d

dx

(
e−x

2
H ′n(x)

)
= −Hm(x)2ne−x

2
Hn(x) (A.7)

De la misma manera que fue generada esta ecuación para un polinomio de grado n, generamos
otra a partir de la ecuación A.6 para un polinomio de grado m y multiplicamos a ambos lados
por Hn:

Hn(x)
d

dx

(
e−x

2
H ′m(x)

)
= −Hn(x)2me−x

2
Hm(x) (A.8)

restando estas últimas dos ecuaciones, A.7 y A.8 nos queda:

Hm(x)
d

dx

(
e−x

2
H ′n(x)

)
−Hn(x)

d

dx

(
e−x

2
H ′m(x)

)
= −Hm(x)2ne−x

2
Hn(x)+Hn(x)2me−x

2
Hm(x)

integrando sobre x de −∞ a ∞; los términos de la izquierda se integran por partes (
∫
udv =

uv −
∫
vdu). Para el primer término de la izquierda tenemos:

um = Hm(x); dum =
d

dx
Hm(x)

dvm =
d

dx

(
e−x

2
H ′n(x)

)
; vm = e−x

2 d

dx
Hn(x)∫ ∞

−∞
Hm(x)

d

dx

(
e−x

2
H ′n(x)

)
dx = Hm(x)e−x

2 d

dx
Hn(x)|∞−∞ −

∫ ∞
−∞

d

dx
Hm(x)e−x

2 d

dx
Hn(x)dx

y para el segundo término tenemos:

−
∫ ∞
−∞

Hn(x)
d

dx

(
e−x

2
H ′m(x)

)
dx = −Hn(x)e−x

2 d

dx
Hm(x)|∞−∞+

∫ ∞
−∞

d

dx
Hn(x)e−x

2 d

dx
Hm(x)dx

Los términos de las dos integrales son simétricos y se cancelan al sumar. Los términos restantes
son simétricos entonces desaparecen a ambos límites si m 6= n. La integral de la izquierda
resulta cero. Integrando la parte derecha

0 = 2(m− n)
∫ ∞
−∞

Hm(x)Hn(x)e−x
2
dx

⇒
∫ ∞
−∞

Hm(x)Hn(x)e−x
2
dx = 0 �

es la constante obtenida al integrar la parte izquierda.

Ahora deseamos probar el caso en que n = m:∫ ∞
−∞

Hn(x)Hn(x)e−x
2
dx = 2nn!

√
π
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A Polinomios de Hermite

Prueba: Sustituyendo la definición de la fórmula de Rodrigues (ecuación A.2) tenemos:

Inn =
∫ ∞
−∞

Hn(x)Hn(x)e−x
2
dx = (−1)n

∫ ∞
−∞

Hn(x)
dne−x

2

dxn
dx

integrando por partes (
∫
udv = uv −

∫
vdu) n veces con u = Hn(x), dnu = dnHn(x), dnv =

dne−x
2
dx, v = e−x

2 y tomando en cuenta que los términos frontera desaparecen tenemos:

Inn =
∫ ∞
−∞

dnHn(x)
dxn

e−x
2
dx

sustituyendo la ecuación A.4 en la ecuación anterior nos queda:

Inn = 2nn!
∫ ∞
−∞

e−x
2
dx = 2nn!

√
π �

Usando el factor de normalización Inn = 2nn!
√
π podemos reescribir la ecuación A.5 para cualquier

n y m como: ∫ ∞
−∞

Hn(x)Hm(x)e−x
2
dx = δnm2nn!

√
π

donde δnm es la delta de Kronecker (δnm = 0 si n 6= m y δnm = 1 si n = m). Reescribiendo la
ecuación anterior tenemos: ∫ ∞

−∞

e−x
2

√
π

Hn(x)√
2nn!

· Hm(x)√
2mm!

dx = δnm

evaluando la ecuación anterior en x = u
σ :∫ ∞

−∞

1
σ
√
π
e−

u2

σ2
Hn

(
u
σ

)
√

2nn!
·
Hm

(
u
σ

)
√

2mm!
du = δnm

donde dx = 1
σdu.
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B Normalización L1 y L2 de la función
Gaussiana

Una Gaussiana tiene la siguiente forma general [57]:

G0 = N(a)e−ax
2

(B.1)

N es una constante de normalización que depende de a pero no de x. Hay muchas posibilidades
para el coeficiente a en el exponente: (1) La forma estándar es a = (2σ2)−1 donde σ es la desviación
estándar. (2) En la transformada Hermite la ventana cuadrada Gaussiana al igual que los polinomios
de Hermite a = (σ2)−1. (3) En la teoría espacio-escala el parámetro natural de escala s está dado
por a = (4s)−1.
La constante de normalización puede ser tal que L1(G0) = 1(N1)o bien L2(G0) = 1(N2). L2 es

interesante especialmente si se necesita realizar reconstrucción como es el caso de la transformada
Hermite. L1 también es considerada ya que a veces es preferible cuando se desea la interpretación de
las respuestas.
La integral de una Gaussiana [57] como la definida en la ecuación B.1 es:∫ ∞

0
e−ax

2
dx =

√
π

2
√
a

(B.2)

por lo que podemos calcular L2:

(L2(G0))2 = 2
∫ ∞

0
(N2)2e−2ax2

dx

= (N2)2
√
π√
2a

⇒N2 = (2a)1/4(π)−1/4 (B.3)

y de la misma manera L1:

L1(G0) = 2
∫ ∞

0
N1e

−ax2
dx

= N1

√
π√
a

⇒N1 =
√
a√
π

(B.4)

La función ventana usada en la obtención de las funciones filtro en la transformada Hermite está
normalizada usando L2 y el coeficiente es a = (2σ2)−1. Entonces sustituimos en B.3 a = (2σ2)−1:

N2 = σ−1/2π−1/4 =
1√√
πσ
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B Normalización L1 y L2 de la función Gaussiana

Por lo que podemos escribir dicha función ventana sustituyendo N = N2 y a = (2σ2)−1en la ecuación
general B.1:

G0 = N2e
− x2

2σ2

=
1√√
πσ

e−
x2

2σ2 (B.5)
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C Obtención de las derivadas de Gaussianas
como filtros de análisis de la transformada
Hermite

La función Gaussiana G0 definida en la ecuación B.5 bajo la norma L2 es:

G0(x)L2 =
1√√
πσ

e−
x2

2σ2

donde σ es la desviación estándar de la función Gaussiana.
La definición de derivadas de Gaussianas sin considerar la constante de normalización y una des-

viación estándar σ = 1 es:

Gn(x) =
dne−x

2

dxn
(C.1)

Introduciendo la constante de normalización L2, podemos escribir a las Gn en términos de G0 como:

Gn(x)L2 =
dnG0(x)L2

dxn
=

1√√
πσ

dne−
x2

2σ2

dxn
(C.2)

La función ventana V utilizada en la obtención de los filtros de análisis (funciones filtro) de la
transformada Hermite son iguales a la función Gaussiana G0 en L2:

V (x) = G0(x)L2 =
1√√
πσ

e−
x2

2σ2 (C.3)

las funciones filtro en la transformada Hermite están definidas como:

Dn(x) = (−1)n ·H
(x
σ

)
· V 2(x) (C.4)

sustituyendo la ecuación C.3 en C.4:

Dn(x) = (−1)n ·H
(x
σ

)
·

[
1√√
πσ

e−
x2

2σ2

]2

= (−1)n ·H
(x
σ

)
· 1√

πσ
e−

x2

σ2 (C.5)

pero

H
(x
σ

)
=

(−1)n√
2nn!

· e
x2

σ2 · d
ne−

x2

σ2

dxn
(C.6)
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C Obtención de las derivadas de Gaussianas como filtros de análisis de la transformada Hermite

sustituyendo esta última ecuación en C.5 obtenemos:

Dn(x) =
(−1)2n√

2nn!
· e

x2

σ2 · d
ne−

x2

σ2

dxn
· 1√

πσ
e−

x2

σ2

Dn(x) =
1√

2nn!
· 1√

πσ
· d

ne−
x2

σ2

dxn
(C.7)

Donde es posible notar que, excepto por el factor (1/
√

2nn!, la ecuación anterior corresponde al
cuadrado de la ecuación de derivadas de Gaussiana con L2 definidas en la ecuación C.2. Entonces
podemos escribir a Dn(x) como [57]:

Dn(x) =
1√

2nn!
· [Gn(x)L2 ]2 (C.8)

Con este resultado se puede observar también que las funciones de análisis o funciones filtro se pueden
obtener a partir de derivadas de Gaussiana no normalizadas como las de la ecuación C.1 evaluadas
en x = x

σ , pero multiplicadas por una constante de normalización L2 [55]:

Dn(x) =
1√

2nn!
· 1√

πσ
Gn

(x
σ

)
(C.9)
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D Obtención de las funciones patrón como
filtros de síntesis de la transformada
Hermite

Las funciones patrón están definidas como:

Pn(x) = Hn

(x
σ

)
V (x)/W (x) (D.1)

donde V (x) es la ventana de la función Gaussiana definida en C.3 usando L2:

V (x) =
1√√
πσ

e−
x2

2σ2 (D.2)

La función de peso W (x) está dada por:

W (x) =

√
2
√
πσ

T
w(x) (D.3)

donde

w(x) = 1 + 2
∞∑
k=1

exp

[
−1

2

(
k

2πσ
T

)2
]
· cos

(
k

2πx
T

)
Entonces podemos escribir las funciones patrón como en función de D.2 y de D.3 como:

Pn(x) = Hn

(x
σ

)
· 1√√

πσ
e−

x2

2σ2 · T√
2
√
πσ

/w(x)

=
T

σ
√

2π
·Hn

(x
σ

)
e−

x2

2σ2 /w(x)

=
T

σ
√

2π
· (−1)n√

2nn!
· e

x2

2σ2
dne−

x2

σ2

dxn
/w(x)
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E Algoritmos de la transformada Hough

Algoritmo E.1 TransformadaHough parte 1. El algoritmo encuentra y acumula los posibles centros
de los círculos.
1: CA[x, y]← 0
2: for h = 0 to ImHeight do
3: for w = 0 to ImWidth do
4: V alue←M [w, h] {M es el mapa de bordes binario}
5: if V alue > 0 then
6: Angle← GradientOr[w, h]
7: if (((Angle ≥ −ConeWidth) and (Angle ≤ ConeWidth)) or ((Angle ≥ pi−ConeWidth)

or (Angle ≤ −π + ConeWidth))) then
8: Px← −cos(Angle); Py ← −sin(Angle)
9: for Radio = rmin to rmax do

10: Pxx← round(Radio× Px); Pyy ← round(Radio× Py)
11: {Verificamos que las coordenadas esten dentro de la imagen}
12: if InsideImage(w + Pxx,h+ Pyy) then
13: Pxx← w + Pxx; Pyy ← h+ Pyy
14: CA[Pxx, Pyy]← CA[Pxx, Pyy] + 1
15: end if
16: end for
17: end if
18: end if
19: end for
20: end for

Algoritmo E.2 TransformadaHough parte 2. El algoritmo selecciona las coordenadas del centro
(x0, y0) que recibió la mayor cantidad de votos.
1: Max← 0
2: for h = 0 to ImHeight do
3: for w = 0 to ImWidth do
4: if CA[w, h] > Max then
5: Max← CA[w, h]
6: x0 ← w; y0 ← h
7: end if
8: end for
9: end for
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E Algoritmos de la transformada Hough

Algoritmo E.3 TransformadaHough parte 3. El algoritmo acumula los radios posibles del círculo.
1: RA[r]← 0
2: RadIndex← 0
3: Max← 0
4: for r = rmin to rmax do
5: for Angle = −ConeWidth to ConeWidth do
6: Pxx←round(r × cos(Angle)); Pyy ←round(r × sin(Angle))
7: {Verificamos que las coordenadas esten dentro de la imagen}
8: if InsideImage(x0 + Pxx,y0 + Pyy) then
9: V alue←M [x0 + Pxx, y0 + Pyy]

10: if V alue > 0 then
11: RA[RadIndex]← RA[RadIndex] + 1
12: end if
13: end if
14: Pxx← −round(r × cos(Angle))
15: {Verificamos que las coordenadas esten dentro de la imagen}
16: if InsideImage(x0 + Pxx,y0 + Pyy) then
17: V alue←M [x0 + Pxx, y0 + Pyy]
18: if V alue > 0 then
19: RA[RadIndex]← RA[RadIndex] + 1
20: end if
21: end if
22: RadIndex← RadIndex+ 1
23: end for
24: end for

Algoritmo E.4 TransformadaHough parte 4. El algoritmo selecciona el radio del círculo R0 que
recibió la mayor cantidad de votos.
1: Radii = rmax − rmin
2: Max← 0
3: for r = 0 to Radii do
4: if RA[r] > Max then
5: Max← RA[r]
6: R0 ← r + rmin
7: end if
8: end for
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