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Capitulo 1

Introduccion

La brecha laboral de género es un tema de alcance mundial; segiin la Organizacién
Internacional del Trabajo (OIT), las mujeres son quienes mas problemas tienen para
conseguir empleos y cuando trabajan son las mas propensas a tener puestos con baja
categoria y realizar actividades en condiciones de vulnerabilidad, (22).

Durante 2018, en México las tasas de desempleo para ambos sexos fueron muy
parecidas (3.6 % para mujeres y 3.5 % para hombres), mientras que los indices de par-
ticipacién para mujeres y hombres correspondian al 44.1 % y 79 % respectivamente, lo
cual se traduce en una brecha de 34.9 puntos porcentuales (21). Asimismo, en 2019 la
tasa de desocupacién de personas identificadas como hombres fue de 3.98 % mientras
que la de las mujeres fue 4.54 %; una brecha de 0.56 puntos porcentuales.

Desempleo, (% de participacién en la fuerza laboral, México)

—o—Mujeres  —@—Hombres

mmmmmmmmmmmmmmmmmmmmmmmmmmmmm
NNNNNNNNNNNNNNNNNNNNNNNNNNNNN

Figura 1.1: Cifras historicas del Banco Mundial desde 1991 a 2019, de la proporcién de la
poblacién femenina y masculina mexicana activa que no tiene trabajo pero lo busca y esta

disponible para realizarlo (20).

Aunque la diferencia en la tasa de desempleo de hombres y mujeres ha disminuido a
través de los anos, como se dijo anteriormente, existe una brecha salarial entre hombres
y mujeres, ademas de diferencia en las condiciones de trabajo. Una cuestion interesante
es cuales son las caracteristicas sociales y econdmicas de las mujeres empleadas y des-
empleadas: jHay similitudes?, ;jHay factores puntuales que las diferencien?, ;Cémo se
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relacionan dichos factores?

1.1. Estudios de la ocupaciéon laboral con perspectiva de

género

En 2004 se realizaron modelos de regresién y modelos dinamicos para analizar el
problema en paises de la OCDE, Azmat et al. (3). Se encontré que la brecha laboral de
género tendia a ser mas grande para las mujeres jévenes, casadas o con hijos pequenos.
Se observo ademads que si bien las mujeres pasan del empleo al desempleo con una tasa
mayor que la de los hombres, la variable “responsabilidades domésticas” no influia de
manera significativa en esta transicion.

Los resultados de Livanos et al. (19) sugieren que atributos como el estado civil, el
lugar en la familia, la educacién, regién de residencia y edad son factores que influyen
significativamente en estar desempleado tanto en Grecia como en Reino Unido, aunque
de manera distinta. Se encontré también que la brecha de desempleo no pudo ser explica-
da por las caracteristicas distintas de hombres y mujeres, es decir, una explicaciéon para
la situacién desfavorable de las mujeres es simplemente la discriminacién del mercado
laboral y no las caracteristicas o habilidades que éstas poseen.

Landivar (17) encontré que el desempleo en Estados Unidos durante la recesién
econémica del 2008 no afecté por igual a hombres y mujeres debido a la “divisién”
existente entre el campo laboral para hombres y mujeres; de esta manera los sectores
usualmente ocupados por mujeres, por tratarse mayormente de educacién y salud, no
sufrieron grandes danos, por lo que concluye que en ambientes de incertidumbre econémi-
co las mujeres son quienes menos despidos sufren. Encontré también relacién entre la
probabilidad de que una mujer se emplee y el sector econdmico para el que su pareja
trabaja; especificamente las esposas de hombres que se dedican a la agricultura o cons-
truccion sufren més desempleo que quienes son parejas de hombres dedicados a la salud,
ayuda social o educacion. También encontré una relacion inversa entre el desempleo de
las mujeres y las ganancias de su pareja masculina.

Baussola et al. (5) senalan que mientras en Italia la brecha de género de desempleo
es significativa y constante, en los paises anglosajones y del norte de Europa éste no pa-
rece ser un problema importante. Concluye también que durante la recesién econémica
de 2008 aunque la brecha laboral de Italia disminuyd, no fue porque la situacion de las
mujeres haya mejorado. Para Reino Unido también destaca que abandonar el estado de
inactividad resulta mas dificil para las mujeres que para los hombres. Belloc and Tilli
(6) por su parte, muestran que la brecha laboral en Italia se reduce o persiste con el
tiempo dependiendo de la regién que se tome en cuenta.

En 2015 Koutentakis (16) realiz6 un analisis para 9 economias avanzadas europeas
y Estados Unidos, obteniendo que en la mayoria de los paises las oportunidades de em-
pleo no eran muy distintas por género, sin embargo, las mujeres se suman a la poblacién
desempleada a una tasa mayor que los hombres.
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Las referencias anteriores dan idea de que los factores sociales y econémicos son
importantes para el estado ocupacional de las personas. En especifico para las mujeres
de esas distintas regiones se puede decir que los factores importantes para determinar el
estado ocupacional fueron el nimero de hijos, estado civil, edad y educacion.

1.2. Poblacion objetivo y herramientas

El interés de este proyecto es encontrar el conjunto de caracteristicas sociales y
econdmicas principales de las mujeres mexiquenses empleadas y desempleadas, asi como
definir en qué medida estos factores impactan en dicha situacién. Se utilizan variables
socio-econdmicas, debido a su relacién con los roles de género asociados a las mujeres
mexicanas; tales como ser cuidadoras, amas de casa, subordinadas a su pareja, etc. (12).
Lo anterior bajo la hipétesis de que dichos roles y estereotipos sociales colaboran a la
brecha de empleabilidad de las mujeres mexicanas, dado que en los estudios previos
senalados en la Seccion 1.1 dichas variables fueron de importancia para determinar el
estado ocupacional de las personas.

Buscamos en literatura de los tdltimos 5 afios (con respecto al 2020) y no encon-
tramos algin estudio reciente con tal objetivo, pero los datos que el Instituto Nacional
de Estadistica y Geografia (INEGI) proporciona son suficientes para realizarlo. Para es-
te trabajo se utiliza la base de datos de la Encuesta Nacional de Ocupacion y Empleo
(ENOE), poblacion de 15 anos y mds edad del INEGI del primer trimestre correspon-
diente al 2019; se eligié dicho conjunto de datos porque se requiere datos recientes, que
no tengan influencia de la pandemia de SARS-CoV-2, ya que naturalmente la ocupacion
y empleo se han transformado y, a la fecha de inicio del proyecto, las consecuencias de
este fendmeno y su estabilidad no son claras. Se trabaja con el primer trimestre, ya que
es este cuando se utiliza el cuestionario de ocupacion y empleo ampliado, que propor-
ciona mas datos que el cuestionario basico; especificamente este cuestionario contiene
variables asociadas al tiempo que las personas dedican a actividades del hogar.

La poblacién a estudiar son las mujeres con 18 anos o mas pertenecientes a la po-
blaciéon del Estado de México, se elige el minimo de edad ya que es a partir de los 18
anos que es legal trabajar para cualquier persona en México, sin restricciones de acuer-
do a la edad (18). Es preciso mencionar que el INEGI, hasta la encuesta de 2019 no
provee informacion sobre la identidad de género de las personas, y que tampoco ofrece
mas opciones que clasificar a las personas que con el sexo hombre o mugjer. Por lo ante-
rior, en este trabajo se hace referencia tnicamente a esos dos términos, pero contar con
una encuesta que aborde la identidad de género seria mucho mas interesante y completo.

Algunos analisis de indole econémica utilizan modelos de regresion para analizar la
importancia de las caracteristicas socio-econémicas en un hecho o ente. En este trabajo
se experimenta un andlisis utilizando un modelo grafico probabilistico, en particular, una
red bayesiana. Se ha elegido dicho modelo, ya que como se verda més adelante, las redes
bayesianas permiten visualizar relaciones entre caracteristicas, calcular algunas proba-
bilidades asociadas e incluso inferir consultas complejas.
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Los modelos graficos probabilisticos son herramientas estadisticas frecuentemente
utilizadas en estudios o biolégicos; definen una familia de distribuciones de probabilidad
y permiten la representacion de las mismas en una gréfica (2). En este trabajo se intenta
llevar esta herramienta al campo econdémico para encontrar relaciones entre las carac-
teristicas de las mexiquenses mayores de edad y su estado ocupacional, asi como inferir
algunas probabilidades.

Lo anterior, resulta en la conclusion de que el tratamiento de los datos juega un
papel clave en el proyecto; el niimero de hijos y estado conyugal de las mujeres son los
factores mas influyentes en el perfil socio-econémico de los mujeres; el estado ocupacional
esta directamente relacionado con la asistencia o no a la escuela de la poblacion objetivo,
asi como las horas dedicadas al hogar y su necesidad de trabajar.

1.3. Objetivos del proyecto

El objetivo general de este proyecto es encontrar relaciones entre el empleo/de-
sempleo y distintas variables socio-econémicas con el fin de proporcionar informacién
adecuada para el mejoramiento de oportunidades laborales para las mujeres del Estado
de México.

Los objetivos especificos de esta tesis son:

= La investigacién y entendimiento del modelo de Redes Bayesianas; asi como las
bases probabilisticas, estadisticas y algoritmicas de este.

= Adaptar las herramientas necesarias para la construccién de la red bayesiana a los
datos de la Encuesta Nacional de Ocupacion y Empleo.

= Obtener relaciones relevantes entre variables sociales y econdmicas de las mexi-
quenses e identificar posibles factores de influencia en su condicién de ocupacion.

Para alcanzar los objetivos antes mencionados se modelara el fenémeno socio-econémi-
co del desempleo de mujeres en el Estado de México con una Red Bayesiana. Lo anterior
utilizando la Encuesta Nacional de Ocupacién y Empleo (ENOE) del INEGI. Con lo
que se espera obtener un grafo matemaético direccionado y aciclico, que relacione las
diferentes variables econémicas y se esboce algunas probabilidades entre ellas.
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Redes Bayesianas

El Aprendizaje Estadistico es un campo cuyo objetivo es modelar y analizar con-
juntos de datos de diferentes disciplinas, tales como Medicina, Finanzas, Economia,
Astronomia, Industria, etc. Este campo ha tenido un gran auge durante los dltimos anos
y su naturaleza no sdlo es estadistica, también es computacional.

Los problemas de aprendizaje pueden dividirse en dos categorias: aprendizaje super-
visado y aprendizaje no supervisado. En el primero de éstos, el problema se compone de
variables que explican el problema (input) y una variable de salida o variable respuesta
(output), que es el objeto de estudio y frecuentemente el fin es predecirla con tanta exac-
titud como se pueda. En el segundo, el problema sélo considera un conjunto de variables
o caracteristicas (input) y lo que se busca es describir la asociacién o patrones entre
éstas (James et al. (13)).

Existen diversas herramientas para la realizacién de tales tareas, desde métodos ya
bien conocidos como la regresion lineal hasta los mas recientes como lo son las redes
neuronales. Este trabajo aborda una herramienta generalmente utilizada en la bisqueda
de relaciones de dependencia y causalidad en un modelo con varias variables; asi como
de facil interpretacién por su naturaleza grafica: las redes bayesianas, que son un tipo
de modelo grafico probabilistico.

2.1. Modelos Graficos Probabilisticos

Los modelos graficos probabilisticos son una rama del aprendizaje de maquina, cuyo
objetivo es modelar fenémenos de diferente indole a través de distribuciones de proba-
bilidad, para que la incertidumbre que pueda existir en dicho fenémeno, sea tomada en
cuenta.

Un problema de interés puede ser identificar si un subconjunto de variables aleatorias
es independiente de otro subconjunto, mas aun, identificar si un subconjunto de variables
aleatorias es independiente de otro dado que se conoce a un tercer subconjunto. Estas
preguntas pueden contestarse si se cuenta con la funcién de probabilidad conjunta del
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vector de variables aleatorias (X1, Xa, ..., Xp):

P(X1=z1,..Xn =xp) (2.1)

En el caso de las variables aleatorias discretas, que son las de interés en este tra-
bajo, se puede obtener una representacién de su densidad conjunta como una tabla n-
dimensional. Si cada variable X; puede tomar r valores, esto quiere decir que se tendrian
que calcular ™ probabilidades; en el mejor de los casos, si r = 2, se necesitarian 2"
ntumeros, lo cual es muy costoso de obtener y representa un problema para representar
funciones de probabilidad conjuntas de fenémenos reales; asi, una manera de manipular
dichas probabilidades es simplificando su representacién con suposiciones sobre los da-
tos. La simplificacién sugerida en el enunciado anterior es el fundamento de los modelos
graficos probabilisticos.

Recientemente, los modelos graficos probabilisticos (MGP) se han convertido en una
herramienta del Aprendizaje Estadistico muy popular para el analisis de datos. Se trata
de modelos que representan de manera compacta e intuitiva la distribuciéon conjunta de
variables aleatorias y las relaciones entre éstas mediante grafos.

Un MGP define una familia de distribuciones de probabilidad que pueden ser repre-
sentadas en términos de una grafica. Los nodos son variables aleatorias y la estructura
se traduce en dependencias estadisticas entre las variables; esto puede conducir al calcu-
lo de probabilidades marginales, condicionales o conjuntas que sean de interés de una
manera menos costosa que la antes mencionada.

Las variables aleatorias pueden ser usadas para expresar la variabilidad de una can-
tidad observada o bien, para especificar factores que, aunque no se pueden observar,
afectan al resultado. Las aristas del grafo especifican cudles factores afectan a otros,
mientras que los pardmetros correspondientes a las distribuciones de las variables alea-
torias completan la informacién, (2).

Un modelo grafico probabilistico (MGP) puede caracterizarse utilizando dos com-
ponentes, (24):

» Una grafica G(V, E), que define la estructura del modelo. Donde V' y E son un
conjunto de vértices y un conjunto de aristas, respectivamente.

» Un conjunto de funciones f(X;) que definen los pardmetros del modelo.

Estos dos elementos son la base de los dos principales pilares en la construccién de
los MGP’s: Inferencia y Aprendizaje. El primero se refiere a la obtencién de informacién
dado que se cuenta con un MPG, en otras palabras, realizar consultas sobre probabili-
dades marginales o condicionales de eventos o variables de interés. El segundo pilar es
la estimacién de pardmetros y estructura de la red dado que se conoce un conjunto de
datos; que es ajustar un MPG a los datos.

Este tipo de modelos resalta por su facil interpretacion, eficiencia y por su versati-
lidad en la construccién de la misma, puesto que puede construirse con ayuda de datos
o de algun experto en el drea de estudio correspondiente.
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Existen distintos tipos de modelos graficos probabilisticos dependiendo de su fin y lo
que se pretenda modelar (dirigidos o no dirigidos; estéticos o dindmicos; probabilisticos o
de decisién). En este trabajo se abordaran las Redes Bayesianas estéticas y se aplicardan
a la problematica de desempleo de mujeres en el Estado de México.

2.2. Teoria de Probabilidad

La probabilidad es, en pocas palabras, el estudio de la incertidumbre. En esta seccién
se proveen los conceptos y propiedades concernientes a la Teoria de Probabilidad, que
serdn utiles en la definicién y desarrollo de las Redes Bayesianas.

2.2.1. Conceptos basicos

Debido a que es del interés de esta tesis trabajar con mas de una variable aleatoria,
se recuerda que dado un conjunto de variables aleatorias Xi, Xs,...X, con dominios
X1, ..., Xn, respectivamente, podemos denotar su funcion de distribuciéon conjunta

como P(Xjy,...,X,) y cumple las siguientes propiedades:
» P(X1,.,X,)>0

DY Z&P(Xl,..,Xn) =1
més aun, se define la funcién de distribucién acumulada F(Xj, ..., X,,) como:

F(X1, 000 Xn) = P(X1 < 21,400, Xy < )

asimismo puede definirse la funcién de probabilidad condicional de la variable
X1 dado que se conocen los valores de las variables X, ..., X, (X1]|X2,..., X,), como
sigue:

P(X1 = CL‘l,XQ = T2, ...,Xn = IEn)

PXi=n1|Xo=22,... X =) = P(Xy — 22 X, =)
- MRRAS] n — n

del mismo modo, es importante recordar que un conjunto de variables aleatorias
X1,...X, son independientes (X; 1 X5...X,,) si y solo si:

P(X1=21,Xo=29,....,X,, =x,) = P(X1 =21)P(X2 = 22), ..., P(X;, = xp)

para todos los valores posibles de X1, ..., X;,, a saber: Xy, ..., X,,, respectivamente.
Maés aun, la independencia de dos o mads variables aleatorias puede verse también en
términos de la probabilidad condicional, pues si X;.L{Xj, ..., X,,}, entonces:

P(X1 = 21| X2 = 22, ..., Xpy = 2p) = P(X1 = 21)

cuya interpretacién es que cuando X es independiente de {Xo, ..., X;,}, el conocer
qué valor toman estas dltimas variables, no nos brinda informacién acerca de Xj.
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Para finalizar este apartado, se enuncia una propiedad crucial en la definicién y
desarrollo del modelo de Redes Bayesianas, a saber, la regla de la cadena, resultado
de la definicién de probabilidad condicional:

P(X1,..X,) = P(Xn| X1, oy Xn_1)P(X1, ..., Xn1)
= P(Xn|X1, e, X 1) P(Xn_1| X1, ooy Xn—2) P(X1, s Xn2)

n
= P(X1)HP(XHX1, ey Xio1)
i=2
Este resultado es aplicado en la interpretacion de las redes bayesianas, de hecho,
mas adelante se verd que debido a las propiedades de éstas, no es necesario calcular todo
el producto de las probabilidades condicionales, sino unos cuantos factores.

2.2.2. Independencia condicional

El concepto matematico de Independencia Condicional juega un papel muy impor-
tante en la definicién y uso de una Red Bayesiana, pues es gracias a esta que se puede
extraer informacién de interés de ciertos datos sin tener que conocer todos los valores
posibles de las variables a estudiar, como mas a delante se vera.

Definicién 2.1 (Independencia condicional (version 1)). Sea U un conjunto discreto de
valores, sea P(-) una funcién de probabilidad conjunta sobre las variables en U, y sean
X, Y y Z cualesquiera tres subconjuntos de variables en U. Se dice que X es condicio-

nalmente independiente de Y dado Z si

PX=zx|Y=yZ=2)=P(X =2z|Z=2) (2.2)

con P(Y =y|Z =z) > 0.

La intuicion detras de este concepto es que dado que se sabe que un evento Z ocurre,
el conocimiento adicional de que Y también ha ocurrido no cambia la probabilidad del
evento X, es decir, Y no aporta mas informacién de la que ya se tenfa conociendo Z.
Un ejemplo seria: si X es el nimero de palabras que un nifio conoce, Y es la estatura
del nifio y Z es la edad del nino, entonces note que si Y es grande, muy probablemente
X lo es también, esa es la informacién que podria obtener de X dado que conozco Y.
Por otro lado, si se conoce también a Z, aunque las tres variables estén relacionadas, el
conocer la edad del nino hace irrelevante su estatura para saber el niimero de palabras
que el nino conoce; Y no aporta a X informacién extra (y viceversa, como més adelante
se verd), Y ya no cambia la probabilidad de X porque el factor que “unia” o creaba
dependencia entre estas dos variables era la edad, entonces X e Y son condicionalmente
independientes dado Z.

Otra definicién de independencia condicional es la que sigue.

10
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Definicién 2.2 (Independencia condicional (versién 2)). Sea U un conjunto discreto de
valores, sea P(-) una funcion de probabilidad conjunta sobre las variables en U, y sean
X,Y y Z cualesquiera tres subconjuntos de variables en U. Se dice que X es condicio-

nalmente independiente de Y dado Z si

PX=xz,Y=ylZ=2)=PX=2x|Z=2))PY =ylZ==2) (2.3)

para cualquier P(Z = z) > 0.

Esta segunda definicién puede resultar mas familiar y facil de recordar, debido a su
similitud con la definicién de independencia simple.

Proposicion 1. Las definiciones de Independencia condicional version 1 y version 2

son equivalentes.

Demostracion. Versién 1 implica versiéon 2.
P(X.,Y,Z)
P(Z)
_ PX|Y, Z)P(Y, Z)
B P(Z)

= P(X|2)P(Y|Z)

P(X,Y|Z) =

La ultima igualdad se cumple dada la primera definicién de independencia condi-

cional. Falta ver que la versién 2 implica la version 1.

P(X,Y,Z)
P(Y, Z)
_ P(X,Y|2)P(Z)
N P(Y,Z)
_ PX|2)P(Y|2)P(Z)
- P(Y|2)P(2)

= P(X|Z)

P(X|Y,Z) =

En lo que sigue se usaré la notacién:

(X 1LY Z)ePX=zY =y, Z=2)=P(X =z|Z =2) (2.4)

11
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para decir que la variable X es independiente de Y dado que se conoce Z.

La relacién central entre la estructura de la red y este tipo de independencia, es que
la estructura de la red bayesiana debe corresponder con las relaciones de independencia
condicional dadas por la distribucién de probabilidad conjunta y viceversa. Este resul-
tado se discutird mas adelante.

Si P es un modelo probabilistico y se cumple que “X es independiente de Y da-
do que conocemos Z”, la relacién de independencia condicional (I) satisface algunas
propiedades. Esto se enuncia de manera formal en el siguiente teorema.

Teorema 2.1 (Pearl 1988). Sean X,Y y Z tres subconjuntos de variables disjuntos de
un congunto U. Si se cumple (X 1L Y|Z) “X es independiente de Y dado Z” en algin
modelo probabilistico P, entonces la relacion I debe satisfacer las siguientes condiciones

independientes.

Simetria

(X 1LY|Z) < (Y 1L X|2)

Descomposicion

(X ULYUW|Z)= (X LY|Z2)&(X L W|Z)
Union débil

(XULYUW|Z)= (X LLY|ZUW)

Contraccion

(X WL Y|2)&(X ILW|ZUY) = (X LY UW|Z)

Si P es estrictamente positiva, entonces se satisface también:

n Interseccion

(X LY[ZUW)&(X L W|ZUY) = (X LY UW|Z)

La interpretacién de la propiedad de Simetria es que si conociendo un evento Z, el
evento Y no es relevante para otro X, tampoco X sera relevante para Y si se conoce
a Z. La Descomposicién asegura que si dos eventos W,Y en combinacién son irrelevan-
tes para otro X, dado un evento Z; serdn también irrelevantes para X por separado.
La Unién débil y la Contraccién afirman que la informacion irrelevante para un evento
no cambia la relevancia de otros eventos. La propiedad de Interseccién establece que
cuando una variable Y no afecta a X cuando se conoce W y al mismo tiempo W no
afecta a X cuando se conoce Y, entonces ni Y, ni W, ni su combinacién pueden afectar X.

Las propiedades anteriores son llamadas Aziomas de grafoides (23). La razén por
la que se usa Independencia condicional en el desarrollo de las redes bayesianas es la
siguiente conjetura:

12
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Teorema 2.2 (Conjetura de completitud (Pearl y Paz, 1985)). El conjunto de las pri-
meras cuatro propiedades listadas en el Teorema 2.1 es un sistema de ariomas completo
cuando I se interpreta como la relacion de independencia condicional. En otras palabras,
para toda relacion que satisfaga estas propiedades, existe un modelo de probabilidad P

tal que:

P(X|Y,Z) = P(X|Z) & (X 1L Y|2);

Ademas, si se cumple la propiedad de interseccion, decimos que P es positiva.

Esta conjetura nos dice que la tinica manera en la que se cumplen las propiedades
antes expuestas es que la relacién en juego sea la de independencia condicional.

2.3. Teoria de Graficas

Como ya se ha mencionado antes, en los modelos de Redes Bayesianas (y en general
en los modelos gréficos proabilisticos), los nodos de una grafica representan variables
aleatorias y las aristas, cierta relacion entre ellas. Por esta razon, es importante recordar
conceptos basicos de gréficas, que juegan un papel importante en la concepcién de redes
bayesianas.

Sea G = (V, E) una grafica no vacia, donde V' es el conjunto de vértices (o nodos)
y E es el conjunto de aristas. Si las aristas de G son dirigidas, entonces se trata de una
grafica dirigida, también llamada digrafica; mas aun a dichas aristas pueden nom-
brarse arcos.

Dentro de un grafo, pueden encontrarse distintos tipos de secuencias de aristas o
vértices. Un camino en una grafica es una secuencia de aristas tal que cada arista
comienza con el vértice “final”’de la arista anterior. Si ademads se tiene que el camino
respeta la direcciéon de cada arista (en el caso de digréficas), entonces es un camino
dirigido. A un camino dirigido cerrado se le llama ciclo dirigido, y si una grafica
dirigida G no cuenta con ningin ciclo dirigido, entonces es aciclica. Conociendo lo
anterior, a continuacién define el tipo de grafica con el que se trabaja en las Redes
Bayesianas.

Definicién 2.3 (Grafica Aciclica Dirigida). Grdfica cuyas aristas son dirigidas y no
contiene ciclos dirigidos.

Adicionalmente se define para cada nodo su conjunto de padres y se hace visible la
relacion padre-hijo entre nodos que se conectan directamente.

Definicién 2.4 (Padre/Hijo). En una grdfica G = (V, E), si existe un arco dirigido del
nodo A al B (A — B), A es padre de B y B es hijo de A.

13
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Al conjunto de nodos padre de un nodo A, se le denota de aqui en adelante como
PA(A). Siguiendo la légica anterior también se definen los ancestros y descendientes de
un nodo.

Definicién 2.5 (Ancestro/Descendiente). Decimos que el nodo A es ancestro de B en
una grifica G = (V,E) y B es descendiente de A si existe un camino dirigido Ay, ..., Ay

tal que Ay = A y A, = B.

La relevancia de estos conceptos recae en el rol que las gréaficas tienen a la hora de
proveer una representacion de las variables que son relevantes para otro conjunto de ellas.

Hasta ahora, se han definido las graficas aciclicas no dirigidas y se ha hablado de la
independencia condicional y porqué es esta la relacién usada en las redes bayesianas. Es
momento de introducir el puente de unién entre la topologia de una grafica y la relacion
de independencia condicional.

2.4. Representacion

En esta seccion se realiza la conexién entre la Teoria de Probabilidad y la Teoria
de Graéficas, pues las redes bayesianas son modelos de gréficas aciclicas dirigidas (DAG,
por sus siglas en inglés), que como se verd méas adelante, representan la funcién de pro-
babilidad conjunta de ciertas variables aleatorias. Varios autores afirman que una red
bayesiana queda definida (al igual que otros modelos probabilisticos) por su estructura
(S) y sus parametros (P), de tal modo que usan la notacién RB(S, P) para definir una
red bayesiana.

La importancia de estos modelos recae en que para representar una funcién de dis-
tribucién conjunta para un modelo con variables discretas es necesario construir una
tabla de probabilidades que tendra n dimensiones; suponiendo que cada variable es bi-
naria, la complejidad computacional de obtener dicha informacién serd O(2"), lo cual es
muy costoso o hasta infactible dependiendo del niimero de variables. Las redes bayesia-
nas ofrecen una solucién simple a esta problemédtica basada en restringir las relaciones
entre las variables y de dicha manera, reducir los calculos; de tal manera que permiten
representar y expresar relaciones de independencia entre los datos.

Asi, en una red bayesiana, dada una DAG las variables del modelo son representadas
como los nodos de la grafica, mientras que los arcos denotan la existencia de influencia
entre estas. De este modo, si existe un arco del nodo A al nodo B en la grafica, esto
se traduciria en una influencia causal o una dependencia directa (la interpretacién varia
dependiendo del problema) de la variable representada por el nodo A hacia la variable
representada por el nodo B. La intensidad de esta influencia es expresada mediante un
conjunto de probabilidades condicionales asociadas a la red.

En la Figura 2.1 se muestra un ejemplo de red bayesiana con cinco variables, recu-
perada del libro de Sucar (24). La interpretacién seria que Fiebre depende de Tifoidea
y Gripe, pero no existe dependencia directa entre Fiebre e ingerir Alimentos contamina-
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dos dado que ya se tiene gripe o tifoidea. Por su parte, Tifoidea y Gripe podrian estar
relacionados dependiendo de si se conoce o no el valor de Fiebre.

" Alimentos
| contaminados /.“

| Tifeidea . Gripe

Dolor de cuerpo |

( Fiebre -

Figura 2.1: Ejemplo de red bayesiana.

Para enlazar las graficas y la probabilidad en términos del razonamiento bayesiano,
es necesaria la invenciéon de un concepto de “independencia” en las graficas, a saber: el
criterio de d-separacion.

2.4.1. D-separacién

Las redes bayesianas tienen dos componentes fundamentales: la estructura de la
red y las relaciones de probabilidad ligadas a esta. Anteriormente se mencionaba que
la relacién de independencia condicional serd la base para calcular probabilidades, pero
.De qué manera se puede relacionar esto con una red? El criterio de d-separacion (por
directed separation), permite determinar por inspeccién cuales conjuntos de variables
son consideradas independientes dado un tercer conjunto.

Antes de definir dicho criterio, es necesario notar que dados dos arcos y tres variables
a modo de nodos en una red bayesiana, se pueden definir tres estructuras basicas para
el nodo Y:

= Secuencial:

- , TN - ,

| X > Y » Z |

S N~ S
= Divergente:

Pl TN Pl

| X = { Y | » Z |

N NS N
= Convergente:

Pl TN Pl

X > Y |« Z |

AN / A AN /
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Aclarado esto, el criterio de d-separacion establece que dos subconjuntos de nodos
estan d-separados si dado un tercer conjunto, para toda trayectoria en los dos princi-
pales sucede que: si un nodo es convergente, ni éste ni sus descendientes pertenecen al
subconjunto sobre el que se condiciona; o no es convergente pero si pertenece al conjunto
sobre el que se condiciona. Formalmente:

Definicién 2.6 (Criterio d-separacién). Si X, Y y Z son subconjuntos de nodos dis-
juntos en una DAG, entonces Z d-separa a X de Y si a través de cualquier trayectoria

entre un nodo en X y otro en Y |, existe un nodo w que satisface alguna de las dos

siguientes condiciones:

= w es convergente y ni w nt sus descendientes estan en Z.

= w no es convergente y w estd en Z.

Ejemplo. En la Figura 2.1 el nodo 1 d-separa a los nodos 2 y 3, pues Z = {1}
no es convergente y es claro que 1 € Z. Por otro lado, 2 y 3 no estan d-separados por
Z = {4} debido a que éste ultimo es un nodo convergente y claramente pertenece al
conjunto Z.

Figura 2.2: Ejemplo de gréfica aciclica dirigida

El criterio de d-separacion es a una DAG, lo que la Independencia Condicional a un
conjunto de variables aleatorias. En otras palabras, hay equivalencia entre las relaciones
de independencia condicional entre las variables del modelo y la d-separabilidad dada la
estructura de la red.

Para ilustrar esta ultima idea, nos auxiliaremos del Algoritmo de la bola de
Bayes, que es una manera simple de aplicar la d-separacion a una grafica.

Si se considera una grafica G dirigida y conexa, con nodos X, Y y Z, tal como se
muestra a continuacién. Y se considera una bolita que puede moverse entre los nodos de
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G, entonces las reglas del algoritmo son las siguientes:

Reglas del Algoritmo de la bola de Bayes

1. SiY es secuencial o divergente y no estd sombreado, la bola puede pasar.

2. Si Y es secuencial o divergente y estd sombreado, la bola no puede pasar (estd
bloqueada).

3. SiY es convergente y no estd sombreado, la bola se bloquea.

4. SiY es convergente y estd sombreado, la bola pasa.

Hay que mencionar que entenderemos a los nodos X, Y y Z como variables alea-
torias. Si un nodo es sombreado, es porque la variable asociada a él es conocida y si la
bola puede pasar de un nodo a otro, estos nodos son condicionalmente dependientes. De
este modo, se tienen tres casos basicos en el andlisis de independencia condicional de
tres variables.

Caso 1. (Y es secuencial) La bola va de X a Y, pero si Y estd sombreado, no
pasa a Z, lo que nos dirfa que X 1l Z|Y. Similarmente si la bola va de Z a Y, no puede
pasar a X. Por el contrario, si Y no estd sombreado, la bola si puede pasar libremente
y concluirfamos que X I Z|Y.

OnOnONOR, =m0

Figura 2.3: Algoritmo cuando Y es secuencial

Como un ejemplo concreto para este caso podemos tomar X como el pasado, Y el
presente y Z el futuro; por lo que la interpretacién seria que dado que conocemos el
presente, el futuro no depende del pasado (la propiedad de Markov).

Caso 2. (Y es convergente) Si Y estd sombreado, la bola no pasa de X a Z. Si
no estd sombreada, si puede pasar.
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AN

Figura 2.4: Algoritmo cuando Y es convergente.

En este caso, tomemos a X como la medida de zapato de un individuo, Z la canti-
dad de canas y Y la edad. Sabemos que X y Z dependen fuertemente una de otra, pero
cuando se conoce la edad Y, la medida de zapato X ya no aporta nueva informacién a
la cantidad de canas Z que el individuo pueda tener, y viceversa; por lo que se vuelven
independientes condicionalmente.

Caso 3. (Y divergente) Siguiendo las reglas, si Y esta sombreada y considerando
que es un vértice divergente, la bola esta bloqueada. Si Y no estd sombreada, entonces

® & O O
O O

Figura 2.5: Algoritmo cuando Y es divergente

Este caso es especialmente interesante, pues nos presenta un escenario en el que dos
variables X y Z son independientes, pero cuando conocemos la informacion de Y, se
vuelven dependientes.

Si por ejemplo, un sujeto Kevin quedd de reunirse con Gema a las 12:00pm, lla-
memos “tarde = si” al evento de que Gema llegue tarde a la reuniéon. Una expli-
cacion al evento de que Gema llegue tarde podria ser que Gema fue secuestrada por
aliens miestras venia. Utilizando el teorema de Bayes, Kevin descubrié que la proba-
bilidad de que los aliens hayan secuestrado a Gema aumenta dado que Gema no ha

llegado, P(aliens = si) < P(aliens = si|tarde = si). Sea “reloj = no” el evento
de que Kevin olvidé retrasar su reloj por el cambio de horario de verano. Entonces
Kevin ahora calcula P(aliens = si|tarde = si,reloj = no) y encontré ademds que

P(aliens = si|tarde = si) > P(aliens = si|tarde = si,reloj = no). Como estas dos
dltimas probabilidades son diferentes, podemos concluir que aliens y reloj son depen-
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dientes dado el hecho de que Gema llegue o no tarde.

El 1ltimo caso da en el clavo a un tipo de eventos de dependencia condicional que
aunque no son tan intuitivos graficamente, pueden llegar a presentarse dentro de un
modelo; eventos que por si solos son independientes, pero cuando se conoce el resultado
de un tercer evento, esta nueva informacién los hace dependientes.

2.4.2. Relacion DAG-Modelo

Teniendo el problema de expresar la funcién conjunta de n variables discretas, asi
como poder obtener funciones marginales, en esta seccion se relaciona al modelo proba-
bilistico con una estructura de grafo. El propésito es ligar una D AG con una distribucién
de probabilidad, que ademas contiene suposiciones sobre independencia entre las varia-
bles.

Dada una funciéon de probabilidad P definida sobre n variables y suponiendo un
orden o en éstas; X1, Xo,..., X,. Sabemos que la regla de la cadena para probabilidad
nos permite expresar la distribucién conjunta de la siguiente manera:

P(X1 =T, ...,Xn = JIn) = HP(X] = :IZ]‘|X1 =1, ...,Xj_l = a;j_l)
J

Si ademds se tiene que para una variable X, existe un subconjunto PA; de X =
{X1,..., Xp}, tal que una vez que los valores de PA; son conocidos, cualquier otro ante-
cesor ya no tiene influencia en Xj, i.e. PA; hace condicionalmente independiente a X
de las otras variables; entonces, podemos escribir:

P(X;[X1, -, Xj_1) = P(X,|PA(X;))

Esta igualdad simplifica el calculo de la probabilidad condicional requerida a través
de la regla de la cadena, pues al tener independencias condicionales entre las variables, el
producto a calcular se reduce. Al conjunto PA(X;) = PA; se le conoce como los padres
markovianos de X, dicho conjunto también puede ser denotado como ;.

La existencia de un conjunto PA; de variables que hagan que X; sea independiente
de otros ancestros en el orden o de X; puede ser ambigua, en el sentido de que puede
agregarse mas variables y seguir formando un conjunto que hace condicionalmente in-
dependiente a X; de otros ancestros; en incluso puede ser tan grande como el conjunto
original de variables, X. Por dicha razén se define al conjunto minimal de variables como
Padres Markovianos.

Definicién 2.7 (Padres Markovianos). Sea X = {X1,..., X} un conjunto de variables
con un orden o y sea P(X) la probabilidad conjunta de estas variables. Se dice que un
conjunto PA; es el conjunto de padres markovianos de X; si PA; es el conjunto minimal
de predecesores tal que hace que X; sea independiente de sus otros predecesores. En otras

palabras, PA; cumple que:
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P(X;|PA(X;)) = P(X;| X1, ..., Xj-1)

y no existe subconjunto propio de PA; que también cumpla esta condicion.

el conjunto de padres markovianos de una variable X; nos permite no considerar
a los antecesores que no aportan nueva informacién en el célculo de la probabilidad de X ;.

Este concepto se generaliza, de manera que permite no sélo separar los ancestros de
X que no aporten informacién extra a la variable en cuestion, sino también considerar
a los descendientes de dicha variable, y asi, definir un conjunto de variables que si son
conocidas, permitan independizar condicionalmente a X; de las restantes. Esta genera-
lizacién del conjunto se llama Manta de Markov.

Definicién 2.8 (Manta de Markov). Sea G una DAG con nodos X, ...., Xy, la manta
de Markov de un nodo X;, MB(Xj), es el conjunto de nodos en G tales que hacen X;

es independiente de todos los otros nodos en G. Esto es:

P(X;| X1, ..., Xj—1, Xjs1,...Xpn) = P(X;|MB(Xj))

La Manta de Markov de un nodo X, para una red bayesiana es:

Yendo algunos pasos adelante, dada una distribucién P de X y su representacién
grafica GG, existe una relacién de correspondencia entre la independencia condicional en
P y en G. La siguiente definicién marca la relaciéon entre el criterio de d-separacion en
una DAG y la independencia condicional en un modelo.

Definicién 2.9 (I-mapa). Una grdfica aciclica dirigida, D, es un I-mapa de un modelo
M si toda d-separacion en D corresponde a una relacion de independencia condicional
valida en M. Una DAG es un I-mapa minimal si al borrar alguno de sus arcos, ya no

es I — mapa.
En un I-mapa todas las relaciones de independencia condional en la grafica G son
ciertas para la distribucién de probabilidad P (pero no al revés). De este modo queda

bien definido el conjunto de independencias asociadas a una distribucién P y con ello se
define formalmente a una red bayesiana.

Definicién 2.10 (Red bayesiana). Dada una distribucion de probabilidad P sobre un

conjunto de variables U una DAG D = (U, E), donde E es un conjunto de arcos, es
una red bayesiana de P si y sélo si es un I — mapa minimal de P.
Cualquier nodo X de la red es condicionalmente independiente de todos los nodos

en la gréfica G' que no se encuentren en la manta de Markov de X;, mds atin, es condicio-
nalmente independiente de todos aquellos nodos de los que se pueda d-separar. Aunque
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no siempre es posible obtener un “mapeo” perfecto de las relaciones de independencia
entre la grafica G y la distribucién P, basta con encontrar un I-mapa minimal.

Pearl (23) expone resultados importantes para la construccién de una red bayesiana,
algunos se enuncian aqui.

Proposicién 2. Sea una distribucion de probabilidad P(Xy,...,X,) y o cualquier or-
denamiento de las variables. La DAG obtenida de asignar como nodos padres de X; a

algun conjunto minimal Ilx, de predecesores que satisfacen:

P(.’E1|HXZ) = P(XZ|X1, ...,Xifl),HXi g Xl, ...,XZ',1 (25)

es una red Bayesiana de P. Si P es estrictamente positiva entonces todos los con-

Juntos de padres son unicos y la red bayesiana es unica dado el ordenamiento o.

Esta proposicién ofrece una caracterizacién de las redes bayesianas a través de la
construccién de padres markovianos de las variables y su representacién como nodos
padres de los nodos correspondientes en la red.

Por ultimo, cabe mencionar que el criterio de d-separacion determina la Manta de
Markov para cualquier nodo X de una red bayesiana, pues ésta queda completamente
definida con los descendientes y padres directos de X, asi como los padres de sus des-
cendientes directos.

En (23) y (15) se desarrollan a profundidad las bases matematicas necesarias para
la construccién y uso de las redes bayesianas.

2.5. Aprendizaje de la estructura de la red bayesiana

Las redes bayesianas se componen de su estructura y sus parametros, que seran
denotados como Bg y Bp. Algo caracteristico de estos modelos es que la estructura de
la red puede ser disenada por expertos en el campo del problema que se quiere modelar;
pero algunas veces realizar este diseno no es asequible (por la complejidad del problema,
porque no hay una persona experta que pueda ayudar, etc.); en ese caso, la manera de
definir la estructura de la red es aprendiéndola mediante los datos.

La tarea de generar la estructura a través del conjunto de datos es un problema
NP-dificil ' (24). Existen algoritmos con este objetivo, siendo uno de los més populares
el Algoritmo K2, introducido por Gregory E. Cooper y Edward Herskovits en 1992 que
se detalla en la seccion siguiente.

'Un problema NP-dificil se distingue por ser al menos tan dificil como cualquier problema del

conjunto NP o mas dificil.
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2.5.1. Algoritmo K2

El objetivo del Algoritmo K2 es encontrar la estructura de la grafica cuya probabi-
lidad sea maxima, en otras palabras, encontrar la estructura que se ajusta mejor a los
datos.

Sea D un conjunto de datos y Bg, la red bayesiana con la estructura S;, se interpreta
P(Bg,|D) como la probabilidad de que la red tenga la estructura Bg, dada la informacién
del conjunto de datos D. Asi, se busca que P(Bg,|D) se maximice para alguna estructura
S;. Cabe mencionar que Bg, contiene sélo a las variables de la base de datos D. Cooper
and Herskovits (7) proponen una metodologia para obtener P(Bg, D) tras suponer lo
siguiente:

a) Las variables de D son discretas.

b) Las observaciones en D son independientes dado el modelo de red bayesiana.

)
¢) No hay datos faltantes en D.
)

d) Todas las estructuras S; son igualmente probables si no se conocen los datos D.

Bajo las premisas anteriores, se calcula P(Bg, D):

P(357D): P(BS7D7BP)dP
Bp

= P(D|Bs, Bp)P(Bg, Bp)dP (2.6)
Bp

= | P(DIBs. By) £(BelBs) P(Bs)aP

donde Bp es un vector que representa los valores condicionales asociados a la es-
tructura Bg. Ademads, dada la suposicién a), se asume que P(D|Bg, Bp) es una funcién
de masa.

De la segunda suposicién, donde se especifica que ya que se conoce la red bayesiana,
las observaciones son independientes (independencia condicional entre las observaciones,
dada la red); se obtiene la siguiente expresion:

P(D|Bs, Bp) :H (Ch|Bs, Bp) (2.7)

donde C}, es la observacion o caso h-ésimo del conjunto de datos D; y m el niimero
de observaciones.La expresién de P(Bg, D) se modifica de la siguiente forma:

H&ﬂb/'HPaw&&nwwmm&w2 (2.8)
Phl

El desarrollo posterior de la ecuacién (2.6) se lleva a cabo en el Apéndice de Cooper
and Herskovits (7); llegando a la expresion:

PBs.D) = P[] w T;Tf_ 5 H Ni! (2.9)

i=1j= 1
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Donde r; es el nimero de valores que la variable X; puede tomar, N;j;, es el nimero
de observaciones en la base de datos tales que la variable X; toma el valor especifico v
y el conjunto de padres estd instanciado como w;j; considerando que X; puede tomar
los valores v;1, ..., Vir;; q; s el numero de instancias posibles para el conjunto de padres
de X; y Njj es el niimero de casos en la base de datos donde PA(X; = j).

Como consecuencia de asumir que las estructuras Bg son equiprobables, es decir
P(Bg) = ¢, entonces puede expresarse P(Bg, D) como:

P(Bg,D) = CHH . T+:« = H Niji! (2.10)

21]1

Se hace hincapié en el hecho de que el “pardmetro”que se puede optimizar es el
numero de padres en cada nodo, por lo que basta que para maximizar P(Bg, D) se
maximice el segundo producto, es decir:

r%aXP Bg,D) = chaXH o Tji—_rl Y l_INmg (2.11)

recordando que 7; es una forma de denotar a los nodos padre de la variable X;.

Con el desarrollo anterior y los supuestos antes especificados, se construye el algorit-
mo K2, cuyo procedimiento general es recibir el conjunto de datos con un cierto orden, y
encontrar la red bayesiana més probable para este conjunto. Se comienza asumiendo que
ningtin nodo tiene padres y éstos se van anadiendo gradualmente, eligiendo aquellos con
los que la red resultante alcance su mayor probabilidad. El pseudocédigo del algoritmo
se muestra a continuacion.

Dado que este algoritmo da por hecho que se tiene un ordenamiento preestablecido
de los nodos, Pred(X;) se define como el conjunto de nodos predecesores (o variables
predecesoras) de la variable X; en dicho ordenamiento.
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Pseudocdédigo del Algoritmo K2, Cooper 1992

Input: Un conjunto de n nodos ordenados, un limite superior, u, es el nimero de
padres que un nodo puede tener. Una base de datos con m registros.
Output: El conjunto de padres para cada nodo.

1 Se iniciai=1

2 for ¢ =1ando

3 | mi={}

4 Ponterior = 9(27 7Ti)

5 bandera = True

6 while bandera y |m;| < u do

7 sea z un nodo en Pred(X;)— m; que maximiza g¢(i,m; U 2)
8 Poveve = g(% m; U z)

9 if Pnueva > Panterior then

10 Ponterior = Prueva
11 m=m Uz

12 else

13 ‘ bandera = False
14 end

15 asignar m; al nodo x;
16 end

En este procedimiento la funcién g() se define en Cooper and Herskovits (7) como:

qi

. T —
1,m;) = N 2.12
g3, m) jfllww_l,ﬂ g (212
Para el caso especifico de este trabajo, es necesario realizar ligeras modificaciones

al algoritmo, para tomar en cuenta al Factor de Expansién de la ENOE (FAC), se cual
se abordara a detalle en el Capitulo 3. Se definen

M = {Observaciones donde X; = ky PA(X;) =j}

A = {Observaciones en el conjunto de datos, donde PA(X;) = j}.
De modo que el célculo de N;j;, se realiza:
Niji, = Z FAC,
pneM

Y de forma similar:

Nij = FAC)
AEA

Para concluir esta seccién, queda decir que el algoritmo K2 es sumamente depen-
diente y sensible al orden de los nodos que recibe; es decir, no es robusto ante el orden
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de las variables. El orden (o) puede ser dado por alguna persona especializada en el te-
ma; pero cuando se tiene un gran nimero de variables esto no es asequible y se utilizan
algoritmos computacionales.

2.5.2. Orden de variables a través de la Entropia

Como se menciona en la seccién anterior, el algoritmo de aprendizaje de la red K2,
depende del orden en el que sean introducidos los nodos; ya que con cada ordenamiento
distinto, la topologia de la red sera distinta también.

Aghdam et al. (1) experimentan con algunos de estos algoritmos, llegando a la con-
clusién empirica de que los mejores fueron los basados en la entropia de las variables.
A continuacidon se exponen brevemente los conceptos de Entropia y Entropia Condicional.

El concepto de entropia, que inicié como un desarrollo de la termodindmica, se lleva
al campo de la probabilidad y estadistica gracias a E.C. Shannon, caracterizada como
la cantidad de informacién procesada en una fuente estocastica de datos.

Definicién 2.11 (Entropia). La entropia de una variable aleatoria discreta X y con

soporte X, se define como:

H(X) == 3 pla) logp(x) (2.13)

reX
lo que es equivalente a:
H(X) = Bllog 5] = ~Elog(r(x)) (214)

y refleja la incertidumbre, en promedio, de que la variable X tome uno u otro valor
de su soporte X.

La demostracién de la ecuacién (2.14) se sigue del siguiente teorema de probabi-
lidad, informalmente nombrado en muchas ocasiones como el Teorema del estadistico
inconsciente:

Teorema 2.3. Sea X una variable aleatoria discreta y sea f(X) una variable aleatoria

con esperanza finita, entonces:

E(f(z) = Y p(z)f(z) (2.15)
Si se toma en cuenta que f(x) = log(p(x)), entonces se comprueba que:

E[f(x)] = ) p(z)log(p(x)) = —H(X)

zeX
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Ejemplo.
Si X es una variable aleatoria tal que:

Y 1 con probabilidad p
| 0 con probabilidad 1-—p

entonces la entropia se calcula de la forma:

H(X) = —(plogp+ (1 —p)log(l —p))

Hay que hacer notar que la entropia depende tinicamente de la distribucién de pro-
babilidad de la variable X, y no de los valores que toma. Ademads es no negativa, pues
p(zx) € [0, 1] para cualquier valor que tome x; por lo anterior la desigualdad log(p(x)) < 0
se cumple siempre.

El concepto anterior se extiende a dos variables aleatorias.

Definicién 2.12 (Entropia conjunta). la entropia conjunta de dos variables X,Y con

soportes X e Y, respectivamente, se define como:

HX,Y)==> > plx,y)log(p(z,y)) (2.16)

reX yeYy

que puede verse también como:

H(X,Y) = —E[p(z,y)log(p(z,y))] (2.17)

y representa la incertidumbre de las variables X e Y de manera conjunta.

Finalmente, se define la entropia condicional de una variable dada otra de la si-
guiente forma.

Definicién 2.13 (Entropia condicional). Para dos variables aleatorias X e Y con so-

portes X e Y, respectivamente, la entropia condicional es:

HXY)==> Y p(zly)logp(z|y), (2.18)

reX yeY

que es equivalente a:

H(X|Y) = —E[log(p(z[y))];

esto puede demostrarse con un procedimiento similar al de la demostracion para
una variable. Mas aun, la entropia condicional cumple también la siguiente equivalencia:

H(X|Y)=H(X,Y) - H(X) (2.19)

que se puede generalizar a la siguiente proposicién:
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Proposicién 3. Sean X1, ..., X,, variables aleatorias, se define X ¢ como {X; Yie{l,..n}—{i}

y se denota a {X1,..., Xn} como X*; entonces:

H(X;|X™") = H(X*) - H(X ™)

Demostracion:
HXX =) > - ZP ) log(P(X;| X))
Xn Xno1

_ o LX)

= Z ZP )[log P(X*) —log P(X %) (220)

Z ZPX*logP Z ZP )log P(X ™)

en la segunda igualdad se utiliza la definicién de probabilidad condicional, mientras
que la tercera igualdad resulta de aplicar una propiedad del logaritmo; la tltima igualdad
se justifica con la propiedad distributiva de los ntimeros reales.

Por otro lado, desarrollando el segundo sumando:

_Z ZP )log P(X Z DD IR Zlog(P(X_i))ZP(X*)

Xit1 Xi—1 X1 Xi
— _Z. .. Z Z ...Zlog(P(X_i))P(X—i)
Xn Xit1 Xi—1 X3

=H(X

Dado lo anterior, y de acuerdo con la tdltima igualdad de (2.20), se obtiene que:

H(X| X)) =H(X*) — HX™).

La entropia condicional mide cuanta incertidumbre hay sobre la variable X una vez
que ya se conoce el valor de la variable Y.

Aghdam et al. (1) hacen uso de diferentes métricas para obtener un orden de varia-
bles para el algoritmo K2, uno de los més efectivos para sus experimentos fue la entropia
condicional.

Se calcula H(X;) para cada i € {1,...,n} y el punto inicial serd la i para la cual la
entropia sea menor, supongamos H (X;). En cada paso posterior se condiciona sobre las
variables elegidas anteriormente (en conjunto). Y se va eligiendo siempre la variable cuya
entropia condicional sea menor. El orden en el que se vayan seleccionando las variables,
sera el ordenamiento deseado que se introducira a K2.

Cabe mencionar que en la programacién del algoritmo de ordenamiento, se utilizo
(2.19); ademas, el logaritmo fue tomado en base 2. Por iltimo, el Factor de Expansién de
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la ENOE fue considerado en los célculos de las entropias marginal, condicional y conjun-
ta. Con lo anterior, se describe el algoritmo de este trabajo en el siguiente pseudocddigo.

Pseudocddigo de ordenamiento de variables usando entropia condicional

Input: Conjunto de datos D con n variables.
Output: Lista de variables [ ordenadas.

ordenamiento = ],

entropias = ||,

vars = {1,...,n}

for ¢ in vars do

‘ entropias = entropias.add(H(X;))

end

ind_min = index (min(entropias))

ordenamiento = [indyy]

vars = vars — {indmin }

while |vars| > 1 do

entropias = ||

for 7 in vars do
H _conjunta = H(ordenamiento, X;)
entropias = entropias.add(H _conjunta — H(Xj;))

end

ind_min = indice(min(entropias))

ordenamiento = ordenamiento.add (ind_min)

vars = vars — {ind_min}

end

return ordenamiento
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Una vez obtenido el orden o de las variables { X7, ..., X;;} puede llevarse a cabo el
algoritmo K2.

2.6. Aprendizaje de parametros en la red bayesiana

Recordando la idea de que una red bayesiana se define a través de su estructura y
sus parametros, y dado que en la seccién se abordd cémo construir la estructura de la
red, en esta seccién se plantean las formas m&s comunes de aprender los pardmetros de
la red bayesiana y se ahonda en el uso de la maximo-verosimilitud.

El aprendizaje de los parametros de la red se refiere a la obtencién de la tabla de
probabilidades condicionales de cada variable de la red (nodo) dado que se conocen sus
padres, a esta tabla cominmente se le llama CPT (Conditional Probability Table) y
guarda la informacion de las relaciones entre las variables, siempre que estas sean dis-
cretas.

Zhiwei, et al (14) abordan los métodos de aprendizaje de redes desde dos perspec-
tivas: los métodos para datos completos y para datos incompletos. Para los datos com-
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pletos algunas técnicas conocidas son la estimacién con Maximo-Verosimilitud (MLE) y
el Método Bayesiano; mientras que para los datos incompletos se tienen la estimacion
con método Monte-Carlo, EM (Expectation-maximization), entre otros (14).

En este trabajo son de interés los métodos para datos completos, debido a que el
tema de datos faltantes se resuelve con la imputacion de datos MICE; mencionada en el
Apéndice B.

2.6.1. Aprendizaje de parametros con Maximo-Verosimilitud

Suponer que se tienen datos completos significa dar por hecho que no falta informa-
cién en el conjunto de datos que se estd utilizando y que no existen variables latentes. A
continuacién se presenta el método para aprender los pardmetros de una red bayesiana
basado en la Maximo-Verosimilitud.

La funciéon de verosimilitud es la probabilidad de algiin evento aleatorio dado un
parametro 6. Dada una muestra que se asume proveniente de un evento aleatorio; y
suponiendo que dicha muestra sigue alguna distribucién, se buscan los parametros con
los cuales la distribucién hipétesis se ajusta mejor a los datos, o dicho de otra manera;
se maximice la probabilidad de que la muestra tome una forma como la de hipétesis.
Por lo anterior, el objetivo al ajustar una distribucion de probabilidad es maximizar la
verosimilitud.

El uso de la verosimilitud es llevado al estudio y construccién de redes bayesianas,
ademas de ser uno de los métodos mas comunes y simples de ejecutar.

En el entendido de que se tiene el conjunto de nodos X = {X1, Xs,..., X,,} y se tiene
al conjunto D = {d;,d>,...,d,,} de observaciones, donde d; = {z1;, 2, ..., Tn;} indica la
i-ésima muestra de las variables; la verosimilitud sera denotada como:

L(6; D) = P(D|¢) := P(D)

La siguiente proposicién establece que en realidad, la Maxima-Verosimilitud para
los parametros de una Red Bayesiana se alcanza utilizando como pardmetros (probabi-
lidades) las frecuencias relativas de los datos.

Proposicién 4. P(D) es mdxima si y sélo si:

Pyaly) = {d € Dldx = x,dpax) = y}| (2.21)
X [{d € Dldpacx) =y} '

suponiendo que existe d € D tal que dpaxy = y. En otro caso, puede elegirse

Px(zly) arbitrariamente, ya que P(D) no depende de ello.

Demostracion. Se sigue de la independencia de las observaciones en D. Primero,

P(D) = ] P(a);

deD
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por la propiedad de factorizaciéon de redes bayesianas:

P(D) = 1T II Px(dlapamy)

deD XeX

=1 I ~Ex@

XeX deDix pa(x)}

De manera que el conjunto en el que puede estar d se restringe a X y sus padres.
La dltima igualdad se maximiza si el producto [y x HdGD{x,pA(X)} Px (d) se maximiza

para toda X € X. Entonces, se puede ver al producto a maximizar como:

Px(X):=]] I  Px@

XeX deDix pa(x)y

- H H Px (X =z|PA(X) = y)nD(x,y)
zedom(X) yedom(PA(X))

donde dom(X) y dom(PA(X)) son los conjuntos de valores que X y los padres de

X pueden tomar, respectivamente. Ademas se define:

np(z,y) := [{d € Dld|x=z,dpax) = y}|.

Dado que los conjuntos dom(X) y dom(PA(X)) son finitos:

PX(D) = H H Px(X:x’PA(X):y)”D(%y).
yedom(PA(X)) zedom(X)

Asf, se puede maximizar Py (D) maximizando [],cgomx) Px(X = z|PA(X) =
y)"P(®Y) | para toda y € dom(PA(X)). Por cuestiones practicas se denota:
Px(X = z|PA(X) = y) =: Px(x[y)
Por otro lado, se tienen las restricciones:
- PX(x’y) S [07 1]
" ZwEdom(X) PX($|y) =1

Utilizando la segunda restriccion, se puede descomponer:
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H Px(zly) = H Px(w‘y)"D(zvy) *[1— Z PX(w‘y)}nD(xo,y)

zedom(X) xedom(X) xedom(X)
TH#x0 TH#x0

Para algtin valor x( arbitrario. Calculando la funcién logaritmo en ambos lados
de la ecuacién anterior y aplicando las propiedades de exponente y descomposiciéon de

producto de logaritmo, se obtiene la log-verosimilitud:

log| ] PRly) ] = D np(zy)log[Px(xly)]

xedom(X) zedom(X)
TH#TQ

+np(zo,y)logll — > Px(xly)]

zedom(X)
TF#x0

Sea dom(X) := {xo, z1,...xn} y denotamos p; = pz, (x;|y) y ni = np(zi,y), entonces

se puede escribir:

L(p) = an log(pi) + nolog (1 — Zpl>
i=1 i=1

Para obtener el maximo de L(p), se deriva con respecto al parametro p;

oL 1 1
oL _ b Lt
op;  pj 1= pi

Igualando a cero y despejando p;:

p; = ”g 1= p) (2.22)

n -
=1

Sumando sobre i = {1,2,...,n} y desarrollando la ecuacién:

n

>op=3 G0 m)
=1 i=1

i=1
_ D M
no + Y iy N

Asi, sustituyendo en (2.22), se obtiene que:
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O

Asi, para estimar la probabilidad de que una variable tome un valor determinado,
dado que sus padres tienen un conjunto de valores especificos, puede calcularse la fre-
cuencia relativa de los eventos y esa es la forma més verosimil.

Un punto a remarcar especifico de este trabajo es el Factor de Expansion de la ENOE
en la estimacion de probabilidades; pues como anteriormente se senald, dicho factor fue
tomado en cuenta en el calculo de las frecuencias relativas mas adelante expuestas.
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Capitulo 3

Datos: ENOE, analisis y tratamiento

En este apartado se habla sobre la composicién de la base de datos de la ENOE, en
la que se basa este trabajo: detalles de su realizacion, las tablas que la componen, etc. Se
avanza hacia la justificacién de la seleccion de variables, los diferentes tipos de datos fal-
tantes, asi como su tratamiento. Finalmente se realiza un andlisis descriptivo de los datos.

En adelante, en ocasiones se usara el término semana de referencia para denotar a
la semana anterior en la que se entrevista a la persona muestra en la ENOE.

3.1. Encuesta Nacional de Ocupacién y Empleo (ENOE)

La Encuesta Nacional de Ocupacién y Empleo (ENOE) es el referente mas impor-
tante sobre el mercado laboral en México, proporciona datos mensuales y trimestrales
de la fuerza de trabajo, la ocupacion, la informalidad laboral, la subocupacién y la des-
ocupacién (INEGI). Uno de sus objetivos principales es el de proporcionar informacién
estadistica sociodemogréfica que permita complementar y profundizar el analisis de las
caracteristicas ocupacionales de la poblacién mexicana (11); en este trabajo, nos enfo-
caremos en la poblaciéon femenina mayor de edad que habita en el Estado de México.
Nuestro objetivo es encontrar las posibles relaciones entre las variables socio-econémicas
que estén influyendo en el estado ocupacional de este sector de la poblacién.

3.1.1. Segmentacion de la poblacién

La encuesta divide a la poblacién en dos sectores principales: la Poblacién Econémi-
camente Activa (PEA) y la Poblacién No Econémicamente Activa (PNEA); y se consi-
dera variedad de factores para clasificar a las personas dentro de estas categorias, que
ademas cuentan con subcategorias, como veremos a continuacién.

De acuerdo al INEGI (11), la Poblacién Econémicamente Activa se compone
de las personas que ofrecen servicios laborales; sea que alguien demande sus servicios
actualmente, o que estén ejerciendo presién en el mercado laboral para conseguir un tra-
bajo. Es asi que esta poblacién se subdivide en otras dos categorias: Poblacién Ocupada
y Poblacién Desocupada.
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La Poblacién Ocupada son los y las trabajadoras, ya sea independientes o asala-
riadas. Es decir, toda persona que se involucre en procesos de transacciones bilaterales;
en la semana de referencia realizaron alguna actividad econémica durante al menos una
hora. Incluye a las personas ocupadas que tenian trabajo, pero no lo desempeniaron tem-
poralmente por alguna razén, sin que por ello perdieran el vinculo laboral con este; asi
como a quienes ayudaron en alguna actividad econdémica sin recibir un sueldo o salario.
Por otro lado, la Poblacién Desocupada incluye a personas que no cuentan con un
trabajo, pero se encuentran realizando acciones concretas de busqueda para participar
en el &mbito de las transacciones.

La Poblacién No Econémicamente Activa se refiere a las personas cuya subsis-
tencia en la semana de referencia se basa en la transferencia de ingresos monetarios o no
monetarios realizada por un familiar o terceras partes; y que ademds no estan buscando
involucrarse en el mercado laboral ni realizando actividades econémicas. Esta categoria
también tiene dos subdivisiones: la Poblacién Disponible y la Poblacion No Dis-
ponible. La primera hace referencia al grupo de personas que aunque al momento de la
encuesta no ha ejercido acciones para conseguir trabajo, si esta interesada en trabajar y
no hay impedimentos fisicos o sociales que le detengan. La segunda incluye a las perso-
nas que no tienen interés en trabajar y/o estdn impedidas de manera permanente para
hacerlo.

En el diagrama de la Figura 3.1 se muestran las categorias antes senialadas.

7 w
% \ Poblacién Ocupada |
Poblacién Econémicamente
Activa (PEA) /—
]

Poblacion Desocupadaw
% /
( y h
L Poblacién Disponible |
' Poblacién No Econémicamente et
Activa (PNEA) S —
/ / \
| Poblacién No Disponible |
—

Figura 3.1: Segmentacién de la poblacién en categorias de ocupacién de acuerdo a la ENOE 2019.

Dicho lo anterior, es importante notar que en la base de datos utilizada para la
creacion de la red bayesiana se incluyen mujeres provenientes de todas las clasificaciones
laborales senaladas anteriormente, debido a que se considera importante analizar dife-
rencias y similitudes de las caracteristicas econémicas y sociales de la poblacién femenina
respecto a su estatus laboral, sin importar a cudl pertenecen.
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3.1.2. Factor de Expansién

Los datos de la encuesta incluyen un Factor de Expansién para cada observacién,
que de acuerdo al INEGI, es un coeficiente que otorga determinado peso en cada ele-
mento de la muestra en funcién de su representatividad de otros tantos casos similares
a €], tomando en cuenta el estrato socio-econémico y lugar de residencia (10). En otras
palabras, el Factor de Expansién es un niimero que indica cuantas viviendas son repre-
sentadas por la vivienda que aparece seleccionada en la muestra, y todos los datos que
proporcionan los habitantes dentro de esta vivienda se multiplican por ese niimero. Los
detalles sobre cémo se construye este ponderador pueden consultarse directamente en el
manual “Cémo se hace la ENOE. Métodos y procedimientos” (11).

Por ltimo, cabe resaltar que este nimero es considerado en todos los andlisis,
algoritmos y modelos aqui presentados; desde la programacion hasta la interpretacién.

3.1.3. Cobertura Geografica de la ENOE

Poblacion de la ENOE (1° trimestre del 2019), por entidad federativa

MW Edo. de México
M Ciudad de México
M Veracruz
MW jalisco
Puebla
B Guanajuato
M Nuevo Ledn
Chiapas
Michoacan
Daxaca
Chihuahua
Tamaulipas
Baja California
] Guerrero
Puebla : 4 Sinaloa
5.00% Hidalgo
Coahuila
Sonora
San Luis Potosi
Tabasco
W vucatin
B Querétaro
W Morelos
) W Durango
C;I:;;S ‘&\‘5 e:s;‘,:‘,”b%!"% B Quintana Roo
$§F % o % g’"@o B Zacatecas
oy - é“ =l B - ‘.‘:‘7_’9, B Tlaxcala
E‘_\? 535 :g %% Y 3% W Aguascalientes
Sa j:-::: £ 3 #0 M Nayarit
2 4 . W Campeche
M Baja California Sur
W Colima

Figura 3.2: Gréfica de pastel de divisién de la poblacién de la encuesta.

La ENOE tiene 3 dominios de estudio: 39 ciudades autorrepresentadas ! (ciuda-
des elegidas segun su importancia en la entidad donde se localizan; segin el INEGI,

'Para formar parte de la ENOE en cada una de las 32 entidades federativas se ha elegido una o

mas ciudades segin su importancia, cada una de estas ciudades se considera autorrepresentada por
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representan el 45.7 % de la poblacién del pais), el complemento urbano de alta densidad
(formado por ciudades que no son autorrepresentadas y localidades de 2,500 a 99,999
habitantes; son el 31.2 % de la poblacién) y el dominio rural (localidades de 2499 o menos
habitantes, representando al 23.1 % de la poblacién).

Estado de México

20.25

20.00

19.75

19.50

Latitud

19.25

19.00

18.75

18.50

—100.50 -100.25 -100.00 -99.75 -99.50 -99.25 -99.00 -98.75 -98.50
Longitud

Figura 3.3: Distribucion geografica de los municipios del Estado de México contemplados

en la ENOE.

Los criterios utilizados para clasificar las ciudades y localidades en cada una de las
categorias anteriores estan dados por la ENOE y son especificados con mayor detalle en
el manual “Cdmo se hace la ENOE. Métodos y procedimientos” (11).

En este proyecto se trabaja con la muestra proveniente del Estado de México, que
representa el 14.5 % de la poblacién (mujeres de 18 anos o més) nacional de la encuesta.
Asimismo, cuenta con 2 ciudades autorrepresentadas (Ciudad de México y Toluca); asf
como 31 % del complemento urbano y 3% de las viviendas rurales a nivel nacional (11).

La distribucion de las observaciones por entidad federativa se muestra en la Figura
3.2.Y en la Figura 3.3 se senalan los municipios contemplados en la encuesta, de acuerdo
a la guia de Métodos y Procedimientos de la ENOE (11). Los nombres de los municipios
correspondientes se encuentran en el Apéndice A.

lo que se le calcula un tamano de muestra minimo para poder dar resultados de manera independiente.
Los criterios para elegir una ciudad como autorrepresentada en la ENOE son el politico, el de desarrollo
econémico, su tasa de crecimiento medio anual y su desarrollo urbano, ademas de la clasificaciéon segin

el Sistema Urbano Nacional (11).
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3.2. Eleccién de variables y limpieza de datos

En este trabajo se utilizan los datos de la ENOE correspondientes al primer trimes-
tre del 2019; esto porque se busca que la base de datos sea reciente y que el estudio se
lleve a cabo bajo condiciones de salud publica estables, dada la actual pandemia por
SARS-CoV-2.

En el primer trimestre de cada ano se utiliza el Cuestionario de Ocupacién y Empleo
Ampliado, que proporciona mas datos de Ocupacién que el Cuestionario Bésico (reali-
zado el resto de los trimestres), especificamente es en el primer trimestre que se tienen
mas preguntas sobre las horas que dedican las personas a las obligaciones y tareas del
hogar.

A su vez, la ENOE se compone de 5 tablas de datos, a saber: Sociodemogréafico, Ho-
gar, Vivienda y dos Cuestionarios de Ocupaciéon y Empleo. En este trabajo tinicamente
se consideran las tablas Sociodemogréfico y las dos de Ocupacion y Empleo.

Aunque la poblacién objetivo de la ENOE son hombres y mujeres de 15 anos o mas,
la muestra con la que se trabaja de aqui en adelante son las mujeres de 18 afios 0 maés.
No se considera en este proyecto a las mujeres menores de 18 anos; porque aunque la Ley
Federal del Trabajo les permite unirse al campo laboral, esto puede suceder inicamente
bajo ciertas condiciones que restringen las oportunidades de esta poblacién (18); por lo
que los resultados obtenidos de estos datos podrian verse afectados.

Cabe recordar que se contemplan mujeres pertenecientes tanto a la Poblacién Econémi-
camente Activa, como a la Poblacién No Econémicamente Activa.

Para la selecciéon se consideraron primero las variables que describieran mejor la
situacién social, econémica y de vivienda de cada mujer: la edad, desarrollo urbano de
su localidad, nivel de estudios, nimero de hijos, clasificacion por actividad e inactividad,
asistencia actual a la escuela, estado conyugal y antecedentes laborales.

Se anadieron también algunas de las variables de ocupacién con enfoque de género
de la ENOE (9), que consisten en el conteo de horas dedicadas a diferentes actividades
durante la semana anterior a la de referencia (cuando la persona es encuestada). Las
que se toman en cuenta son: tiempo dedicado a cuidar a ninos y/o ancianos, tramites y
seguridad del hogar, llevar a algtin miembro del hogar al médico o escuela, asi como el
tiempo destinado a realizar quehaceres del hogar.

Es bueno recordar que las variables socio-econdmicas mencionadas anteriormente se
eligieron como parte de la base de datos debido a la hipdtesis de que se relacionan con
el estado ocupacional de las personas; tal como se mencioné en la introduccion.

Finalmente, se obtuvo una base de datos con 13 variables categéricas y 6,613 regis-
tros. Las variables son listadas en las Tablas 3.1, 3.2, 3.3 y 3.4.

Como informacién adicional, para definir mejor la variable T_LOC, ésta comprende a
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cuatro grandes areas de poblacion: Areas més urbanizadas: de 100,000 y mas habitantes.
Urbano medio: de 15,000 a 99,999 habitantes. Urbano bajo: de 2,500 a 14,999 habitantes.
Rural: de menos de 2,500 habitantes (INEGI).

Variables Socio-econémicas

NOMBRE DESCRIPCION RANGO VALORES

1 | Poblacién ocupada

Condicién de actividad de Poblacién desocupada
CLASE2 (1,4)

segunda categoria

Disponibles

=~ W N

No disponibles

De 18 a 19 afos !

—_

De 20 a 29 anos

De 30 a 39 anos
De 40 a 49 anos
De 50 a 59 anos

EDAT7C Intervalo de edad (1,7)

De 60 anos y mas

N O | O | W N

Edad no especificado

—_

Urbano alto

Urbano medio
T_LOC Tamano de localidad (1,4)

Urbano bajo
Rural

=W N

—_

Sin hijos

Clasificacién de la poblacién De 1 a 2 hijos

De 3 a 5 hijos

HIJ5C femenina de 15 afnos y mas | (1,5)

por numero de hijos De 6 hijos y mas

T | W | N

No especificado

'Este campo originalmente comprende el rango de edad 15 a 19 afios, pero dada las restricciones de

este trabajo, se modifica al valor de la tabla.

Tabla 3.1: Variables seleccionadas de la ENOE (Cuestionario ampliado) para el modelo.
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Variables Socio-econémicas
NOMBRE DESCRIPCION RANGO VALORES
0 | Ninguno
1 | Preescolar
2 | Primaria
3 | Secundaria
4 Preparatoria o
bachillerato
(Hasta qué grado aprobé | (0,9),
CSP13_1 5 | Normal
en la escuela? 99
6 | Carrera técnica
7 | Profesional
8 | Maestria
9 | Doctorado
99 | No sabe
1 |Si
lAsiste a la escuela (1,2),
CS_P17 2 | No
actualmente? 9
9 | No sabe
) Vive con su pareja
en union libre
2 | Estd separado(a)
3 | Estd divorciado(a)
(1’6)’
E_CON Estado conyugal 4 | Estd viudo(a)
9
5 | Esté casado(a)
6 | Estd soltero(a)
9 | No sabe
0 | No aplica
) Perdié o termino su
empleo anterior
5 Insatisfaccion con el
empleo anterior
Clasificacion de los Dejo o cerro un
D_CEXP_EST (1,4) 3
antecedentes laborales negocio propio
4 | Otro

Tabla 3.2: Variables seleccionadas de la ENOE (Cuestionario ampliado) para el modelo.
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Variables de Ocupacién y Empleo
NOMBRE DESCRIPCION RANGO VALORES
0 No aplica
1 Si tiene necesidad
de trabajar
Sélo tiene deseos de
P2F Tiene necesidad de trabajar | (1,3),9 | 2
trabajar
5 No tiene ni necesidad
ni deseos de trabajar
9 No sabe
Horas que dedicé a cuidar Ntumero
00-97
o atender sin pago, de manera | 00-97, de horas dedicadas
exclusiva a ninos, ancianos, 98, Realizé la actividad pero
P11_H2 98
enfermos o discapacitados, 99, no sabe cuanto tiempo
durante la semana anterior a | blanco 99 No sabe si realizo la
la de referencia actividad
Blanco | No aplica
Ntumero
00-97
Horas que dedicé a realizar de horas dedicadas
compras, llevar cuentas 00-97, Realizé la actividad
o realizar tramites para el 98, 98 pero no sabe cuanto
P11 .H3
hogar o encargarse de la 99, tiempo
seguridad, durante la semana | blanco 9 No sabe si realizo
anterior a la de referencia la actividad
Blanco | No aplica
Ntumero
00-97
Horas que dedicé a llevar a de horas dedicadas
algiin miembro del hogar a 00-97, Realizé actividad,
la escuela, cita médica, 98, 98 pero no sabe cuanto
P11_H4
u otra actividad, durante la 99, tiempo
semana anterior a la de blanco 99 No sabe si realizé
referencia la actividad
Blanco | No aplica

Tabla 3.3: Variables seleccionadas de la ENOE (Cuestionario ampliado) para el modelo.
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Variables de Ocupacién y Empleo
NOMBRE DESCRIPCION RANGO VALORES
Ntmero

00-97

Horas que dedicé a realizar de horas dedicadas

los quehaceres de su hogar | 00-97, Realizé actividad,

(lavar, planchar, preparar y 98, 98 pero no sabe cuanto

P11_H7
servir alimentos, barrer), 99, tiempo
durante la semana anterior | blanco 9 No sabe si realizé
a la de referencia la actividad

Blanco | No aplica

Tabla 3.4: Variables seleccionadas de la ENOE (Cuestionario ampliado) para el modelo.

3.2.1. Variables P11

De aqui en adelante se denominard como “variables P11” al grupo de variables de
ocupacion y empleo cuya codificacion en la Tablas 3.3 y 3.4 comienza con “P11”. Dichas
variables indican el nimero de horas dedicadas a alguna actividad especifica.

Se hizo una modificacién importante a este conjunto de variables. Originalmente,
en la base de datos de la ENOE se tienen dos columnas para la caracteristica de tiempo:
“Numero de horas que la persona dedicé a la actividad...” y “Numero de minutos que la
persona dedicé a la actividad...”; para comprimir esta informacién en una sola variable,
se sumaron los minutos a la variable de horas. El resultado de lo anterior es que las
variables P11 indican el tiempo total destinado a una actividad concreta, tomando las
horas como unidad, pero sin redondear (es decir, se consideran también los minutos).

También hay que remarcar que posterior al proceso de imputacién (que se describe
en el Apéndice B), las variables en cuestion fueron agrupadas para facilitar el anélisis
estadistico de los datos, concretamente para agilizar los algoritmos utilizados en la cons-
truccion de la red bayesiana; pues, como se vera mas adelante, el tiempo de ejecucion de
dichos métodos dependen del nimero de variables y la cantidad de categorias que cada
una de éstas posee.

Los grupos para la variable P11_H2 son de 15 horas comenzando en 0 y terminando
en “60 en adelante”. Para la variable P171_H7 son de 15 horas, comenzando en 0 y
terminando en “45 en adelante”. Finalmente, para las variables P11_H3 y P11_H4, los
grupos son de 4 horas comenzando en cero y terminan ambas en “12 en adelante”, tal
como se muestra en la Tabla 3.5.
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Variable | Valor asignado | Intervalo de tiempo (min)
-1 No aplica
1 [0-15)
2 [15-30)
P11_H2
3 [30-45)
4 [45-60)
) 60 o mas
-1 No aplica
1 [0-4)
P11_H3 2 [4-8)
3 8-12)
4 12 o0 mas
-1 No aplica
1 [0-4)
P11_H4 2 [4-8)
3 8-12)
4 12 0 mas
-1 No aplica
1 [0-15)
P11_H7 2 [15-30)
3 [30-45)
4 45 o0 mas

Tabla 3.5: Discretizacién de variables de tiempo.

3.2.2. Datos faltantes e imputacién

Dentro de las categorias que conforman las respuestas de la encuesta, existen op-
ciones que dan lugar a datos faltantes o menos informativos que las categorias restantes
de acuerdo a la informacién que se requiere en este trabajo. En las siguientes lineas se
explica y justifica el trato que se le da a cada una de los tres casos de respuestas a tratar.

= Respuestas no aplicables

La primera categoria es la correspondiente a la opcién No Aplica de la encuesta,
que estd presente en las variables de Ocupacién y Empleo de género (horas que se
dedicaron a ciertas actividades, codificadas comenzando por P11), asi como en las
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variables D_CEXP_EST y P2F. De acuerdo al INEGI, los No aplica, se asignan
cuando la pregunta del cuestionario no debe aplicarse, ya sea por la edad de la
persona en cuestion o alguna otra circunstancia.

Estos valores se trataron como una categoria mas de las variables que la tienen,
puesto que aunque no dan una clasificacién particular, si brindan informacién so-
bre la observacién, ya que estan indicando que existe alguna razén por la que la
realizacién de la actividad por parte de la mujer en cuestiéon no es aplicable; es
decir, no es factible o logico preguntarle.

De hecho, para algunas variables de empleo (las variables P11) estas respuestas
representan un gran porcentaje de las observaciones; llegando a ser hasta el 84 %
de éstas, por ejemplo para la variable P11_H/ (horas dedicadas a estudiar o tomar
cursos de capacitacién). Por otro lado, tampoco es informacién faltante, ya que no
es que la persona entrevistada no haya sabido la respuesta, sino que ni siquiera se le
pregunté debido a ciertas condiciones de la persona, por lo tanto no se consideran
datos faltantes.

De forma similar, la pregunta correspondiente a la variable D_CEXP_EST (clasifi-
caci6én de antecedentes laborales) sélo fue aplicada a las mujeres Desocupadas, asi
que todas las observaciones correspondientes a mujeres Ocupadas, Disponibles y
No Disponibles tienen un No aplica en esa variable. Para estos ultimos registros,
No aplica no significa nada mas que “la mujer en cuestién no pertenece a la Po-
blacién Desocupada’”. En otras palabras, el No Aplica fuera del grupo de mujeres
desocupadas no sucede bajo condiciones que no sean que la mujer en cuestiéon no
pertenece a esa seleccion de la poblacién, y dado que no hay una razén mas allda
de eso para utilizar “No aplica”, no hay més interpretacién que esa.

La situacién anterior (D_CEXP_EST) difiere de las otras variables que contienen
“No Aplica” en que para éstas ultimas no se sabe la razén particular por la cual
este valor fue asignado; puede deberse a cualquier situacion social, econémica, fisi-
ca o cualquier otro motivo que haga de la pregunta algo incongruente o no factible
para la persona en cuestién.

Datos faltantes

La segunda categoria de datos a imputar son los valores que sirven para senalar
que no se tiene informacién sobre la respuesta de la pregunta en cuestién, éstos son
adjudicados a respuestas en la encuesta como “No sabe” o “No especificado”; por
ejemplo, en la variable P11_H7 (horas dedicadas a realizar quehaceres del hogar)
la categoria 99 corresponde a las respuesta: “No sabe si realizé la actividad”. Tam-
bién ocurre esto para las variables socio-econémicas, como es el caso de C'S_P17
(; Asiste a la escuela actualmente?), cuyo valor 9 se traduce en la respuesta “No
sabe”por parte de la persona entrevistada.

Este tipo de respuestas se encuentran tanto en variables socio-econémicas como de
ocupacién y empleo; lo importante es senalar que fueron tratados como datos fal-
tantes, y fue asi porque aunque la pregunta correspondiente a la variable si se hizo
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a la persona entrevistada, la persona no conoce la respuesta; pero eso no quiere
decir que la pregunta no sea aplicable, s6lo no hay tal informacién.

= Datos faltantes informativos

El tercer tipo de respuesta que se trata en este andlisis s6lo aplica para las pregun-
tas de ocupacién y empleo, especificamente las variables P11, y son las respuestas
del tipo “Realizé la actividad, pero no sabe cuanto tiempo le dedic6”.

Dichas categorias son datos faltantes, pero no son iguales a los explicados en el
primer punto, debido a que éstos brindan un poco de informacién al indicar que
efectivamente se realizé la actividad de referencia, de este modo lo que se desconoce
es Unicamente el nimero de horas que se destinaron.

Los datos faltantes fueron imputados con ayuda de la paqueteria MICE en R, este
método y el procedimiento general de preparacion de los datos se describen en el Apéndi-
ce B.1.

Los datos faltantes informativos también fueron imputados con la libreria MICE
de R, pero se creé una variable auxiliar para cada variable del tipo P11 que diferencia
entre los datos faltantes y los datos faltantes informativos. De esta manera, cada variable
auxiliar contiene 4 valores, cada uno de ellos se describen en la Tabla 3.6.

Las variables auxiliares introducidas al modelo, se anaden para que MICE contemple
la informacién que dan los datos faltantes del tercer tipo; lo anterior bajo la premisa
de que MICE es un método que hace uso de otras variables para imputar una variable
especifica del conjunto de datos. Nuevamente, este procedimiento se explica con mas
detalle en el Apéndice B.1.

P11_HX auxiliar

-3 No aplica Primera categoria

-2 No sabe si realizo la actividad Segunda categoria

Realiz6 la actividad, pero no )
-1 Tercera categoria

sabe cuanto tiempo

Respondid con el tiempo dedicado

a la actividad

Tabla 3.6: Codificacién de las categorias de las variables auxiliares de tipo“P11_HX"

Resumiendo lo anterior, los valores “No aplica” fueron tratados como otra categoria;
los valores “No sabe” o “No especificado” se imputaron de manera normal; y los valores
“Realizé la actividad, pero no sabe cudnto tiempo”, se imputaron utilizando variables
auxiliares que reflejan la informacién de que efectivamente se hizo la actividad que este
tipo de dato brinda. Por tultimo, es importante mencionar que para la imputacién no
se tomaron en cuenta los factores de expansién de las observaciones, debido a que la
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paqueteria de software utilizada no considera este caso; aunado a que trabajar con los
datos desagregados no es factible debido al tamano de la base que se genera y la memoria
del equipo de cémputo utilizado.

En la Tabla 3.7 se desglosa el ntimero de observaciones con el que contaba cada
variable de cada uno de los tipos de dato faltante detallados anteriormente. Vale la pena
mencionar que el nimero de observaciones finales; después de filtrar por Sexo, Edad y
Entidad Federativa, tal como se mencioné al principio de la seccién; es 6,613 sin tomar
en cuenta el Factor de Expansién (FAC). Tomando en cuenta el FAC, la muestra repre-
senta a 6,691,900 mujeres en el Estado de México.

Nueva categoria Imputados
Realiz6 la actividad,
. . No sabe/No
Variable No aplica pero no sabe cuanto
especificado
tiempo dedicé
EDAT7C 0 3 0
CS_P13.1 0 3 0
E_CON 0 1 0
D_CEXP_EST 6,507 0 0
P2F 2,988 0 0
P11_H2 4,880 0 3
P11_H3 1,171 0 0
P11_H4 5,554 0 4
P11_H7 232 0 9

Tabla 3.7: Ndmero de observaciones de datos faltantes por tipo para cada variable.

Las variables no mostradas en la Tabla 3.7 no tienen observaciones con los valores
senalados. Es decir, todos los renglones son cero.

3.3. Analisis descriptivo de los datos

Como ya se dijo anteriormente, se trabaja con un conjunto de datos de 6,613 ob-
servaciones y 13 variables categoricas. La proporcién de mujeres segin su estado de
ocupacion se indica en la gréifica de la Figura 3.4. Vale la pena mencionar que los por-
centajes presentados en la grafica consideran el Factor de Expansién de la ENOE, y en
todos las graficas y andlisis estadisticos siguientes asi serd, a menos que se indique lo
contrario; ademads, este andlisis descriptivo se realizé a los datos filtrados y sin imputar,
por lo que las conclusiones que de aqui salgan seran aplicables sélo a esta muestra.
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Proporcién de cada grupo ocupacional

isponibles

Ocupadas
43.2%

48 8%
No disponibles

21%

Desocupadas

Figura 3.4: Proporcién de mujeres segiin su estado de ocupacién. Se toma en cuenta el Factor de

Expansion.

Puede verse que la mayor parte de la muestra estd condensada en las mujeres Ocu-
padas y No disponibles. Las mujeres Desocupadas son la poblacién méas pequena de la
muestra.

Hay que mencionar que los grupos de edad no estan equitativamente repartidos,
pues la categoria de 15 a 19 anos sélo cuenta a las personas de 18 a 19 anos (ya que co-
mo se menciond en la Seccién 3.2, sélo se toman en cuenta las mujeres mayores de edad)
mientras que las demas categorias son de un rango de 10 anos. Lo anterior se refleja en
el histograma de la Figura 3.5(b); pues es la categoria en cuestién la que cuenta con
menos registros. Asimismo, la mayor parte de la muestra es proveniente de localidades
consideradas como Areas més urbanizadas, seguidas por localidades del tipo Urbano
bajo; tal como se muestra en la Figura 3.5(a).

En el histograma de la Figura 3.5(c) se puede notar que las mujeres de la muestra
tienen mas cominmente de 1 a 2 hijos. Aunado a lo anterior, acorde con la Figura 3.6(b)
se puede decir que las mujeres casadas encabezan a la mayor parte del estado civil de
las encuestadas.

Por otro lado, de acuerdo a la Figura 3.6(a), la mayoria de las mujeres encuestadas
no asisten a la escuela actualmente, més aun el nivel maximo de estudios m&ds comun
entre la muestra es la Escuela Secundaria (Figura 3.5(d)).

Del histograma de la Figura 3.6(c) debe recordarse que esta variable sélo es para
las mujeres Desocupadas, es asi que puede concluirse del grifico que la mayoria de las
mujeres Desocupadas dejo su trabajo anterior porque se encontraba insatisfecha con él.

De la grafica en la Figura 3.6(d) puede verse que las mujeres Ocupadas y Desocu-
padas son las que tienen necesidad de trabajar; y ocurre de la misma manera, con que
el hecho de que tengan deseos de trabajar.

Las gréficas de pastel de las variables tipo P11_HX se realizaron tomando en cuenta
las observaciones no aplicables, mientras que las graficas de barras correspondientes, no
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toman en cuenta las observaciones con valores “No aplica”.

En el caso de los graficos en las Figuras 3.6(e) y 3.6(f) ocurre que la mayoria de
ellos son valores No aplica, pero los que no lo son se agrupan mayormente en la clase de
0 a 15 horas a la semana dedicadas a cuidar o atender sin pago de manera exclusiva a
ninos, ancianos, enfermos o discapacitados.

Las gréficas 3.7(a) y 3.7(b) reflejan que la pregunta de si las mujeres realizan cuentas
o tramites del hogar, asi como encargarse de la seguridad; si es aplicable a la mayoria
de ellas, y mas conminmente dedican de 4 a 8 horas a la semana a ello.

De acuerdo a las Figuras 3.7(c) y 3.7(d); la pregunta sobre el tiempo que las mujeres
dedican a llevar algin miembro del hogar a la escuela, cita médica,etc. No es aplicable
para la mayoria de ellas, y para quienes aplica, la mayoria no dedica mas de 4 horas
semanales a dichas actividades.

Por tltimo, puede verse en las Figuras 3.7(e) y 3.7(f) que con mucha diferencia a
las preguntas anteriores (de tipo P11_HX), a la mayoria de las mujeres les fue aplicable
la pregunta sobre las horas dedicadas a realizar los quehaceres del hogar. Mas atin, que
la mayoria de ellas dedican de 15 a 30 horas semanales a esta actividad.
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Figura 3.5: Distribucién de la muestra para variables de localidad (T_-LOC), edad
(EDAT7C), ntmero de hijos (HIJ5C) y nivel escolar maximo (CS_P13_1); divididas por estado

de ocupacién.
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Figura 3.6: Distribucién de la muestra para variables de asistencia a la escuela (CS_P17),

estado conyugal (E_CON), antecedentes laborales (D_CEXP_EST), deseos de trabajar (P2F)

y horas dedicadas a trasladar a miembros del hogar (P11_H2); divididas por estado de

ocupacién.
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Figura 3.7: Distribucién de la muestra para variables de niimero de horas dedicadas a: rea-
lizar compras y cuentas (P11_H3); cuidar o atender a otros (P11_H4); y realizar quehaceres

del hogar (P11_H7); divididas por estado de ocupacién.
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Capitulo 4

Resultados y analisis

Con el conjunto de datos generado a partir de la ENOE del primer trimestre del
2019 y utilizando los conceptos y algoritmos presentados en el Capitulo 2, a continuacion
se presentan los resultados obtenidos.

Cabe recordar que debido al método utilizado para la imputacién de los datos, MI-
CE, expuesto en el Apéndice B.1; todos los algoritmos fueron aplicados a cinco conjuntos
de datos. Mds aun, ya que los resultados fueron idénticos para los cinco conjuntos de
datos no fue necesario hacer un pool de los modelos.

4.1. Ordenamiento con entropia condicional

El ordenamiento de variables que se obtuvo del algoritmo de entropia condicional,
y que posteriormente fue utilizado en el algoritmo K2, es el siguiente:

1. D_CEXP_EST (DC): Clasificacién de los antecedentes laborales.
2. CS_P17 (CS): Si asiste actualmente a la escuela.

3. P11 H4 (P4): Horas que dedicé a llevar a algin miembro del hogar a la escuela,
cita médica, u otra actividad, durante la semana anterior a la de referencia.

4. CLASE2 (C'L): Condicién de actividad de segunda categoria.
5. P2F (PF): Si tiene necesidad de trabajar.

6. P11 H2 (P2): Horas que dedic6 a atender sin pago, de manera exclusiva a nifos,
ancianos, enfermos o discapacitados, durante la semana anterior a la de referencia.

7. HIJ5C (H): Clasificacién de la poblacién femenina por nimero de hijos.
8. T_LOC (L): Tamano de localidad.
9. ELCON (CN) : Estado conyugal.

10. P11.H7 (P7): Horas que dedicé a realizar los quehaceres de su hogar (lavar, plan-
char, preparar y servir alimentos, barrer) en la semana anterior a la de referencia.
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11. P11_H3 (P3): Horas que dedicé a realizar compras, llevar cuentas o realizar tramites
para el hogar, o encargarse de la seguridad, durante la semana anterior a la de
referencia.

12. EDA7C (E): Intervalo de edad.

13. CS_P13_1 (C13): Grado hasta el que aprobé la escuela.

Teniendo en cuenta lo que significa la entropia condicional, se puede decir que cada
variable en el orden de la lista anterior presentd la maxima certidumbre bajo la condi-
ciéon de que se conocen las variables anteriores. Asi, D_CEXP_EST es la variable con més
certidumbre del conjunto de datos; CS_P17 presento la mayor certidumbre condicionando
al hecho de que se conoce la clasificacién de antecedentes laborales; asi sucesivamente.

4.2. Estructura de la red

P11 HT PH H3
CLASE2
P11 H2
D CEXP_EST CS P17 EJ'CON
P2F HIJSC
P11 H4 EDATC
T_LOC CS P13 1

Figura 4.1: Red bayesiana obtenida del primer trimestre de la ENOE 2019.

La estructura de la red fue construida siguiendo el algoritmo K2, usando el ordena-
miento antes senalado. Se limité el nimero de padres de cada nodo a maximo 2. La red
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obtenida se muestra en la Figura 4.1.

El andlisis se centrard en la variable CLASE2, ya que es de interés saber cémo se
relaciona con las otras variables. El conjunto de padres de CLASE2 se conforma:

PAcpasgs = {CS_P17,D.CEXP_EST}

recordando que el nimero de padres de cada variable se limité a 2 en el algoritmo
K2. De modo similar, los descendientes directos de CLASFE2 fueron definidos por los
algoritmos como:

DESCepasgs = {P11_HT, P2F}

Ahora, veamos las independencias reflejadas por la estructura de la red, concernien-
tes a la variable de interés, para lo cual se usa el criterio de d-separacion.

4.2.1. Independencias reflejadas por la estructura

A continuacién se exponen algunas de las relaciones de dependencia encontradas en
la red de la Figura 4.1.

1. Clasificacion de los antecedentes laborales (D_-CEXP_EST).

Se tienen dos relaciones a simple vista. La primera corresponde a una relacién padre
e hijo y la segunda es que D_CEXP_EST es ancestro de CLASE2 (aunque no directo,
como en el primer caso). Por el primer caso puede concluirse que estas dos variables son
dependientes, incluso si se conoce el valor de CS_P17 (asistencia ala escuela), pues las
variables estdn conectadas de manera directa.

e ~ ~ p .

D_cEXP EST———————>( cLasEz | [_cExp_EsT| | cLasez |

\ cs_r17 \ ID CEXP_I E.STI—H CLASE2 ‘\ | cs_r17 \
() (b) (©)

Figura 4.2: Principales relaciones de D_CEXP_EST con CLASE2

2. Si asiste actualmente a la escuela (CS-P17).

Como en el caso anterior, dada la existencia de una relacién de ancestro/descen-
diente directos, hay dependencia directa entre las variables CS_P17 y CLASE2 (el estado
ocupacional), independientemente de si se condiciona sobre un conjunto Z de variables
0 no.
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[ cspim ————»{ cLasEz |

Figura 4.3: Principales relaciones de CS_P17 con CLASE2

3. Horas que dedico a llevar a algin miembro del hogar a la escuela, cita médica, u
otra actividad, durante la semana anterior a la de referencia (P11_-H}Y), Figura 4.4.

En este caso son visibles dos relaciones. La primera es a través de un camino de
causa comun; en donde la causa comin es CS_P17, por lo cual P11_H4 puede influenciar
CLASE2 (y viceversa) inicamente si CS_P17 no es una variable observada. La segunda
relacién es mediante un camino de efecto comun respecto a la variable P2F (si se tiene
necesidad de trabajar), asi, CLASE2 y P11 _H4 son condicionalmente dependientes si se
conoce el valor de P2F; influencidndose en el caso en que P2F o alguno de sus ancestros
es observado; ademas también dependen condicionalmente de si, cuando CS_P17 no se
conoce.

[ csprr | [

| cLasez | | Puma | | crasez | [ Pomg |

(a) (b)

Figura 4.4: Principales relaciones de P11_H4 con CLASE2

4. Si tiene necesidad de trabajar(P2F).
Como en los casos anteriores, como los nodos estan conectadas directamente, no
existe d-separacion entre ellos y dichas variables se influencian mutuamente.

Figura 4.5: Principales relaciones de P2F con CLASE2

5. Horas que dedico a atender sin pago, de manera exclusiva a ninos, ancianos,
enfermos o discapacitados, durante la semana anterior a la de referencia (P11_HZ2).

De acuerdo al Algoritmo de Bayes, y como los nodos P11_H2 (horas semanales de-
dicadas a atender a terceros), HIJ5C (nimero de hijos) y CS_P17 forman una estructura
de V, P11_H2 y CS_P17 no estan d-separados. A su vez, CLASE2 depende directamente
de CS_P17, por lo que podemos concluir de la Figura 4.6 que CLASE2 depende condi-
cionalmente de P11_H2 dado Z = {HIJ5C,CS_P17}.
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Figura 4.6: Principales relaciones de P11_H2 con CLASE2

6. Clasificacion de la poblacion femenina por nimero de hijos (HIJ5C).

Como notamos en la Figura 4.7(a), existe una relacién de padre comin entre HIJ5C
y CLASE2 directa, por lo que son condicionalmente dependientes dada CS_P17. Ademas,
es preciso notar que también existe una estructura (aunque no directa) de causa comun,
que involucra también a la variable P2F.

@ CLASEZ r@

(a) (b)

Figura 4.7: Principales relaciones de HIJ5C con CLASE2

7. Tamano de localidad (T-LOC).

En la Figura 4.8, se muestra una de las relaciones de CLASE2 con T_LOC, originada
por una estructura secuencial con P2F, por lo que se puede decir que CLASE2 y T_LOC
son condicionalmente independientes dado P2F.

Figura 4.8: Principales relaciones de T_LOC con CLASE2

8. Estado conyugal (E_CON).

Una de las relaciones més visibles es con respecto a la variable P11_H17 (horas sema-
nales dedicadas a quehaceres del hogar), pues hay una estructura de efecto comin, por lo
que de acuerdo a la red obtenida, las variables CLASE2 y E_CON son condicionalmente
dependientes dada P11_HT.
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Figura 4.9: Principales relaciones de E.CON con CLASE2

9. Horas que dedicé a realizar los quehaceres de su hogar (lavar, planchar, preparar
y servir alimentos, barrer) en la semana anterior a la de referencia (P11_H7).

Dado que se tiene una relacién directa entre los nodos, Figura 4.10, la dependencia
es entre dichas dos variables es verdadera sin importar sobre qué conjunto se condicione.

Figura 4.10: Principales relaciones de P11_H7 con CLASE2

10. Horas que dedicé a realizar compras, llevar cuentas o realizar tramites para
el hogar, o encargarse de la sequridad, durante la semana anterior a la de referencia
(P11_H3).

De acuerdo a las Figuras 4.11(a) y 4.11(b), se tienen relaciones secuenciales que invo-
lucran a las variables P11_H7, P2F (necesidad de trabajar) y E.CON (estado conyugal).
De este modo se afirma que la variable de interés y P11_H3 dependen condicionalmente
de P11_H7 y el conjunto de variables Z = {P2F, E_CON}.

(a)

CLASE2 ‘-‘@ ‘;@ * P11_H3

(b)

Figura 4.11: Principales relaciones de P11_H3 con CLASE2

11. Intervalo de edad (EDA7C).

Para la variable de edad la relacién de dependencia condicional se da a través de las
variables escuela e hijos, CS_P17 (si asiste actualmente a la escuela) y HIJ5C (ndmero
de hijos), respectivamente a partir de una estructura de causa comun, Figura 4.12(a).
Por otro lado, se tiene una estructura secuencial dada por las variables P2F y E_CON,
Figura 4.12(b).
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(a)

(b)

Figura 4.12: Principales relaciones de EDA7C con CLASE2

12. Grado hasta el que aprobd la escuela (CS_-P13_1).

Se tiene una estructura de causa comun, mediante las variables HIJ5C y CS_P17,
Figura 4.13, por lo que se afirma la dependencia condicional de CS_P13_1 y CLASE2.

Figura 4.13: Principales relaciones de CS_P13_1 con CLASE2

De manera general, se encontraron dependencias condicionales desde la variable
CLASE2 (estado de ocupacién) con todas las restantes; mas atn las dependencias di-
rectas fueron dadas por los nodos correspondientes a la asistencia actual a la escuela,
antecedentes laborales, la necesidad de trabajar y las horas dedicadas a los quehaceres
del hogar, es decir, los conjuntos de padres e hijos PAcr vy DESCer..

Hasta el momento, las principales relaciones encontradas han sido las dependencias
directas mencionadas anteriormente, ademas de que las variables correspondientes al
numero de hijos y al estado conyugal de las encuestadas son las que més se relacionaron
con otras variables de la red; tal como puede verse en 4.1 cada una con 5 relaciones de
padre o hijo con las demas.

Otro descubrimiento hasta el momento, es que relacién directa de D_CEXP_EST
con CLASE2 se da a pesar de la restriccién de que esta variable sélo es aplicable a la
poblacion desocupada. De forma similar, la variable CS_P17 forma parte de los padres
de CLASE2, pese al desbalance en las clases que la conforman.
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4.3. Parametros de la red

En esta seccién se calculan algunas de las probabilidades ligadas a la Red Bayesiana
obtenida de los datos. Se consideran casos especificos con el fin de resaltar las relaciones
mas relevantes a los fines de esta tesis y mostrar el procedimiento general de la estima-
cién; aunque se recuerda a la persona lectora que puede seguirse este andlisis hasta la
exhaustividad.

Primeramente se calculan probabilidades condicionales para la variable de interés
CLASE2; remarcando el hecho de que uno de sus nodos padres en la red es D_.CEXP_EST
(antecedentes laborales), variable no aplicable para cualquier observacién que no perte-
nezca a la poblacion desocupada.

4.3.1. Analisis a variable CLASE2

Se calcula la probabilidad condicional de algunos valores de clasificaciéon de ocupa-
cién dado que se conoce al conjunto PAcrase, las instancias obtenidas se dividen en
casos. Los primeros casos abordados se derivan de considerar D_CEXP_EST como no
aplicable (valor cero), como veremos a continuacion.

1. Probabilidad de que una mujer pertenezca a la poblacién Ocupada, dado que
asiste actualmente a la escuela y no le fue aplicable la pregunta sobre antecedentes
laborales.

P(CLASE2 =1|D.CEXP_EST =0,CS_P17=1) = 0.23 (4.1)

2. Probabilidad de que una mujer pertenezca a la poblacién No disponible, dado
que asiste actualmente a la escuela y no le fue aplicable la pregunta sobre antecedentes
laborales.

P(CLASE2 = 4|D_.CEXP_EST = 0,CS_P17 = 1) = 0.62 (4.2)

3. Probabilidad de que una mujer pertenezca a la poblacion Ocupada, dado que
no asiste actualmente a la escuela y no le fue aplicable la pregunta sobre antecedentes
laborales.

P(CLASE2 =1|D_.CEXP_EST = 0,CS_P17 = 2) = 0.46 (4.3)

4. Probabilidad de que una mujer pertenezca a la poblaciéon No disponible, dado que
no asiste actualmente a la escuela y no le fue aplicable la pregunta sobre antecedentes
laborales.

P(CLASE2 = 4|D_.CEXP_EST = 0,CS_P17 = 2) = 0.49 (4.4)

Las anteriores son algunos ejemplos en donde, de acuerdo a los datos, existe més
de un valor posible para CLASE2 dadas las instancias de sus padres. También se dan
situaciones en las que para una instancia de padres (X1 = 1, X2 = x2) s6lo hay un valor
posible de la variable de interés, en este caso CLASE2. Por lo anterior, existen instancias
de una variable y sus padres que tienen probabilidad 1. A saber,
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P(CLASE2 =2|D.CEXP_EST =1,CS_P17T=1)=1 (1)
P(CLASE2 =2|D.CEXP_EST =1,CS_P17=2) =1 (2)
P(CLASE2 =2|D.CEXP_EST =2,CS_P17T=1)=1 (3)
P(CLASE2 =2|D.CEXP_EST =2,CS_P17=2) =1 (4)
P(CLASE2 =2|D.CEXP_EST =3,CS_P17=2) =1 (5)

Las ecuaciones anteriores representan las probabilidades de que una mujer pertenez-
ca a la poblacién desocupada dado que: (1) perdié o terminé su empleo anterior y asiste
a la escuela actualmente; (2) perdié o terminé su empleo anterior y no asiste actual-
mente a la escuela; (3) hubo insatisfaccién con el empleo anterior y asiste actualmente
a la escuela; (4) hubo insatisfaccién con el empleo anterior y no asiste actualmente a la
escuela; (5) dejé o cerré un negocio propio y no asiste actualmente a la escuela.

Con la informacién anterior, puede decirse que sabiendo que una mujer asiste a la
escuela y no pertenece a poblacién desocupada; es 2.7 veces més probable que pertenezca
a la poblacion no disponible que a la ocupada. Por otro lado, si la condicién es que no
asista actualmente a la escuela, la probabilidad de que esté no disponible, es apenas
0.06 veces mayor. Ademads, debido a que la variable D_.CEXP_EST sélo toma valores
dentro de la clase de mujeres ocupadas, no es posible obtener informacién acerca de las
probabilidades cuando el calculo se centra en esta poblacion.

10

Asistancia a la escuela

ocupadas desocupadas disponibles ne
disponibles
Clase ocupacional

Figura 4.14: Mapa de calor de probabilidades de CS_P17 y CLASE2.

FEn la Figura 4.14 se muestra con colores el tamano de la probabilidad asociada a
las posibles combinaciones de variables CS_P17 y CLASE2, cuando se fija D_.CEXP_EST
al valor No aplica. Se puede inferir que generalmente es més probable que una mujer
no asista a la escuela, en cualquiera de sus estados ocupacionales. Ademads, quienes
mas probabilidad tienen de hacerlo son las mujeres no disponibles ocupacionalmente. Lo
anterior, relativo a que no apliquen para ella antecedentes laborales.
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4.3.2. Analisis a variable P11 _H7

Al igual que en el caso anterior, se calculan algunas probabilidades condicionales de
la variable P11_H7 (horas semanalaes dedicadas a tareas del hogar ), que se relaciona
estrechamente con la variable de interés.

De este modo, se calcula:

1. Probabilidad de que una mujer gaste de 0 a 15 horas en los quehaceres del hogar,
dado que esta casada y pertenece a la poblacién ocupada.

P(P11_H7 = 1|E.CON = 5,CLASE2 = 1) = 0.31 (4.5)

2. Probabilidad de que una mujer gaste de 0 a 15 horas en los quehaceres del hogar,
dado que estd casada y se clasifica ocupacionalmente como No disponible.

P(P11_H7 = 1|E_.CON = 5,CLASE2 = 3) = 0.06 (4.6)

3. Probabilidad de que una mujer gaste de 0 a 15 horas en los quehaceres del hogar,
dado que esta soltera y pertenece a la poblacién ocupada.

P(P11_H7 = 1|E_.CON = 6,CLASE2 = 1) = 0.65 (4.7)

4. Probabilidad de que una mujer gaste de 30 a 45 horas en los quehaceres del hogar,
dado que esta casada y pertenece a la poblacién ocupada.

P(P11_H7 = 3|E.CON =5,CLASE2 = 1) = 0.14 (4.8)

5. Probabilidad de que una mujer gaste de 30 a 45 horas en los quehaceres del hogar,
dado que esta soltera y pertenece a la poblacién ocupada.

P(P11_H7 = 3|E.CON = 6,CLASE2 = 1) = 0.04 (4.9)

En primer lugar, las ecuaciones (4.5) y (4.6) muestran que la probabilidad de que
una mujer gaste de 0 a 15 horas (que representa el menor tiempo posible, de acuerdo a
las clasificaciones) a los quehaceres del hogar, aumenta hasta 5.2 veces cuando la perso-
na en cuestion pertenece a la poblacién ocupada, que cuando es no disponible; méas atin
este aumento se duplica cuando en vez de considerar el estado conyugal como casada se
considera a la mujer como soltera (4.7).

Aunado a lo anterior, las probabilidades calculadas en (4.8) y (4.9) dejan ver que si
se considera a las mujeres ocupadas; la probabilidad de que dediquen de 30 a 45 horas
a la semana en tareas del hogar, es 3 veces mayor cuando su estado conyugal es casada
que cuando es soltera.

Se calcularon las probabilidades para mostrar graficamente la distribucién de las
frecuencias de valores entre E_.CON y P11_H7, fijando en cada caso a la variable CLA-
SE2, Figura 4.15.

De acuerdo a la Figura 4.15, puede verse de manera general que las mujeres solteras,
divorciadas y separadas dedican menos horas al hogar que las mujeres en unioén libre o
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casadas. Estas iltimas son las que mas altas probabilidades tienen de dedicar mas de 15
horas a los quehaceres del hogar, incluso perteneciendo a la clase Ocupada.

Asimismo, es més probable que las mujeres Ocupadas dediquen de 0 a 30 horas a los
quehaceres del hogar; las Desocupadas pueden dedicar casi con igual probabilidad de 0 a
45 horas; las Disponibles pueden dedicar casi igualmente cualquier ntimero de horas de
acuerdo a los rangos, aunque las casadas Disponibles tienen ligeramente mas probabilidad
en dedicar 45 horas o mas. Finalmente, las no disponibles tienen mas probabilidad de
30 a 45 horas en la semana a los quehaceres del hogar.
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Figura 4.15: Mapas de calor de probabilidades de CLASE2 y E_CON fijando P11_H7.
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4.3.3. Analisis a variable P2F

Por tltimo, se calculan algunos ejemplos de pardmetros para la variable descendien-
te directa de CLASE2, P2F, que representa la necesidad o no necesidad de empleo de las
encuestadas. En este caso, otra variable a tomar en cuenta es P11 _H4 (horas dedicadas
a otro miembro del hogar), pues pertenece al conjunto de padres de P2F.

1. Probabilidad de que una mujer tenga necesidad de trabajar, dado que dedicé de
0 a 4 horas (en la semana anterior a la de referencia) a llevar a algiin miembro del hogar
a la escuela, cita médica u otra actividad; y pertenece a la clase ocupacional disponible.

P(P2F = 1|P11_H4 = 1,CLASE2 = 3) = 0.8 (4.10)

2. Probabilidad de que una mujer tenga necesidad de trabajar, dado que dedico de 8
a 12 horas (en la semana anterior a la de referencia) a llevar a algtiin miembro del hogar
a la escuela, cita médica u otra actividad; y pertenece a la clase ocupacional Disponible.

P(P2F = 1|P11_H4 = 3,CLASE2 = 3) = 0.67 (4.11)

3. Probabilidad de que una mujer no tenga necesidad de trabajar, dado que dedicé
de 0 a 4 horas (en la semana anterior a la de referencia) a llevar algin miembro del hogar
a la escuela, cita médica u otra actividad; y pertenece a la clase ocupacional Disponible.

P(P2F = 2|P11_H4 = 1,CLASE2 = 3) = 0.17 (4.12)

4. Probabilidad de que una mujer no tenga necesidad de trabajar, dado que dedicé
de 8 a 12 horas (en la semana anterior a la de referencia) a llevar algin miembro del hogar
a la escuela, cita médica u otra actividad; y pertenece a la clase ocupacional Disponible.

P(P2F = 2|P11_H4 = 3,CLASE2 = 3) = 0.33 (4.13)

De acuerdo a lo anterior, es més probable que una mujer tenga mayor probabilidad
de tener necesidad de trabajar, dado que se encuentra disponible para trabajar, cuando
dedica de 0-4 horas a algin miembro del hogar, que cuando dedica de 8 a 12 horas. La
diferencia es del 19 %.

El caso anterior es al revés cuando el evento de interés es que la persona en cuestién
no tenga necesidad de trabajar, como se esperaria después del resultado de arriba.

La Figura 4.16(a) muestra que la pregunta no es aplicable en mayor medida a
las mujeres que ya tienen un trabajo, resultado esperado de la encuesta. A su vez, la
Figura 4.16(b) muestra que es mas probable que las mujeres que gastan menos horas
en llevar a miembros del hogar a escuela, cita médica o cualquier otro lugar son las
que méas probablemente tienen necesidad de trabajar, junto con las que no se les aplica
la pregunta de acompanar miembros del hogar. Adema&s las mujeres disponibles y no
disponibles tienen probabilidades parecidas de necesitar trabajar, excepto las muestras
de No aplica.
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Figura 4.16: Mapas de calor de probabilidades de CLASE2 y P11_H4 fijando P2F.
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De acuerdo con la Figura 4.16(c). Las mujeres disponibles y no disponibles que dedi-
can de 0 a 8 horas a acompanar a los miembros del hogar son las que mayor probabilidad
tienen de no necesitar trabajar. Finalmente, vemos en la Figura 4.16(d) que las mujeres
No disponibles son las mas probables a tener deseos de trabajar, sin importar el tiempo
que dediquen a los miembros de su hogar.

Los parrafos anteriores son ejemplos especificos de la estimacién de parametros y
su interpretacién grosso modo. El andlisis puede ser extendido, pero no es el objetivo
de este proyecto. Puede realizarse también un andlisis usando diferentes consultas de
probabilidad donde las variables no necesariamente tienen una relacién padre-hijo, las
ideas generales de ese tipo de inferencia son plasmadas en el Apéndice C, ya que dicho
trabajo es un proyecto a futuro de esta tesis.
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Discusion

Conociendo los resultados anteriores, a continuacién se habla de algunos puntos
importantes a discutir de este proyecto.

El tratamiento de los datos fue clave en el ordenamiento de las variables a ingresar
en el algoritmo K2, y por tanto en la construccion de la red. Las primeras dos variables
del ordenamiento fueron las de menor variabilidad de acuerdo a los valores que tomaron;
pues la variable de Clasificacion de antecedentes laborales (D_CEXP_EST) solo toma los
valores 1, 2 y 3 en la minoria de los casos (poblacién desocupada) y “no aplica” en la
mayoria de los datos (alrededor del 98 %).

Este ejemplo deja claro que el método de ordenamiento basandose en la entropia
condicional es sensible a las muestras desbalanceadas; ya que D_CEXP_EST variable ex-
tremadamente desbalanceada logré tener la menor entropia gracias a que en la mayoria
de los casos toma el mismo valor.

La variable de Asistencia actualmente a la escuela (CS_P17) es un caso similar al
anterior, pues debido a que la mayoria de las mujeres de la muestra no asiste actualmen-
te a la escuela, la variable en cuestién toma el valor “No” en el 91.3% de la muestra.
Por consiguiente, dicha caracteristica carece de incertidumbre respecto a las demas, y es
candidata a ser de las primeras en el ordenamiento con entropia condicional.

A su vez, como ya habia sido sefialado en (1), el ordenamiento jugd un papel cru-
cial en la formacién de la estructura de la red. En este caso, las variables con menos
incertidumbre mencionadas arriba fueron los nodos padre de la variable del Estado Ocu-
pacional, CLASE2; ademds de haberse convertido en ancestros de la mayoria de los nodos
restantes.

El algoritmo K2 fue asequible para ser usado con las variables y los datos selecciona-
dos; su ejecucién es lenta cuando se utilizan variables con muchas categorias; asi mismo,
el ordenamiento de variables con entropia condicional es sensible a clases desbalanceadas.

Como mejora en el experimento, podria asignarse las variables con clases desbalan-
ceadas al final de orden introducido en K2, o en un nivel méas bajo de las variables de
mas interés; ya que al menos en este proyecto las variables desbalanceadas bloquearon
en algunos casos la posibilidad de realizar un mejor andlisis de la red, tener variables
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balanceadas o sin la categoria “No aplica” hubiera aportado mas informacién sobre lo
que se queria investigar.
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Conclusiones

En este trabajo se plantea la construccion de una red bayesiana con datos del primer
trimestre de la ENOE 2019, con el objetivo de analizar algunas relaciones entre las va-
riables socio-demograficas de las mujeres mexiquenses mayores de 18 afios y sus estados
ocupacionales. Obteniendo una red bayesiana de 13 nodos y 21 arcos; a partir de utilizar
el algoritmo K2 para la construccion de la estructura de la red y el Estimador Méximo
Verosimil para calcular algunos de sus parametros.

Podemos afirmar que se alcanzdé el objetivo de investigar y entender las Redes Baye-
sianas. Mds adn, se logré adaptar dicho modelo a los datos de la ENOE dando posibles
mejoras al procedimiento.

De los resultados de este proyecto, se concluye que las variable correspondientes al
nimero de hijos y el estado conyugal de las encuestadas, fueron las que mas relaciones
directas tuvieron en toda la red. Cada una con 5 relaciones de padre o hijo con las demas.
Lo anterior puede interpretarse como que dichos factores son los que mas impactan o
son impactadas (directamente) por las demds caracteristicas econémicas consideradas
en este trabajo, tales como: la necesidad de trabajar; el niimero de horas dedicada a
atender sin pago a ninos, ancianos, enfermos, etc.; la edad; grado hasta el que aprobd
en la escuela; las horas dedicadas a realizar compras o tramites para el hogar; asistencia
actual a la escuela y las horas dedicadas a realizar quehaceres del hogar.

La variable de ocupacién es directamente influenciada por los antecedentes labora-
les, la asistencia a la escuela, las horas dedicadas a los quehaceres del hogar y la necesidad
de trabajar. En términos generales puede existir alguna relacién de dependencia condi-
cional entre la variable de ocupacién y cualquier otra en el experimento; dependiendo de
si algunas otras caracteristicas son valores conocidos o no.

De manera mas especifica, se hallé que para las mujeres mexiquenses mayores de 18
anos de edad:

» Independientemente del tiempo dedicado a los miembros del hogar, la poblacién
no disponibles tiene alta probabilidad de querer trabajar.

= Las mujeres disponibles y no disponibles tienen probabilidad parecida de necesitar
un trabajo.
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= Las mujeres casadas y en union libre dedican més tiempo a los quehaceres del
hogar con més alta probabilidad que las solteras, divorciadas y viudas; incluso si
son Ocupadas.

Como comentario final sobre los datos del 1° trimestre de la ENOE 2019, fue com-
plicado realizar el anélisis tomando en cuenta los valores No aplica; ya que a pesar de
ser datos faltantes no aleatorios, no proporcionan informacién sobre los casoso en los
que se presentan; en la documentaciéon de la ENOE no estd claro cudl es su significado
o de qué manera son asignados.

A modo de cierre, se puede aseverar que se cumplié con el objetivo inicial de la
tesis respecto a obtener relaciones importantes entre variables sociales y econémicas de
las mexiquenses, ademads de identificar algunos factores de influencia en su condicién de
ocupacion.
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Apéndice A

Municipios y Localidades muestra

Municipio Localidad

Clave Nombre Clave | Nombre

0001 | Acolman de Nezahualcdyotl

0005 | San Bartolo

002 Acolman
0012 | Santa Catarina
0015 | Tepexpan
0001 | San Salvador Atenco
0002 | San Cristobal Nexquipayac
0004 | Santa Isabel Ixtapan
011 Atenco

0013 | Nueva Santa Rosa

Granjas Ampliacién Santa
0029

Rosa

013 Atizapan de Zaragoza 0001 | Ciudad Lopez Mateos

020 Coacalco de Berriozdabal | 0001 San Francisco Coacalco

023 Coyotepec 0001 | Coyotepec

0001 Cuautitlan

024 Cuautitlan 0088 | San Mateo Ixtacalco

0111 | Galaxia Cuautitlan

024 Cuautitldn 0124 | La Providencia

0001 Chalco de Diaz Covarrubias

025 Chalco 0010 | San Juan Tezompa

0013 | San Marcos Huixtoco
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Municipio Localidad

Clave Nombre Clave | Nombre

0001 | Chiautla

0004 | Ocopulco

028 Chiautla
Santiago Chimalpa
0006
(Chimalpa)
029 Chicoloapan 0001 | Chicoloapan de Juarez
030 Chiconcuac 0001 | Chiconcuac de Juarez
031 Chimalhuacén 0001 | Chimalhuacéan

033 Ecatepec de Morelos | 0001 | Ecatepec de Morelos

0001 | Huixquilucan de Degollado
0005 | Dos Rios
0009 | Jesus del Monte

0021 | San Francisco Ayotuzco

037 Huixquilucan
0023 | San Juan Yautepec
0025 | Santiago Yancuitlalpan
0026 | Zacamulpa
0071 | Naucalpan de Juarez
0001 | Ixtapaluca
0003 | San Buenaventura

039 Ixtapaluca
0012 | San Francisco Acuautla
0064 | Jorge Jiménez Cantu
0001 | Jaltenco

044 Jaltenco
0020 | Alborada Jaltenco
0001 | Melchor Ocampo

053 Melchor Ocampo

0005 | San Francisco Tenopalco

057 Naucalpan de Juarez | 0001 | Naucalpan de Juarez

Ejido de San Francisco

0267
Chimalpa
058 Nezahualcéyotl 0001 | Ciudad Nezahualcoyotl
059 Nextlalpan 0001 | Santa Ana Nextlalpan
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Municipio Localidad

Clave Nombre Clave | Nombre

0001 | Villa Nicolds Romero

060 Nicolas Romero | 0016 | Progreso Industrial
0082 | Veintidos de Febrero

069 Papalotla 0001 | Papalotla

0001 | Los Reyes Acaquilpan

0005 | La Magdalena Atlicpac
0008 | San Sebastian Chimalpa
0009 | Tecamachalco

0013 | Emiliano Zapata

Profesor Carlos Hank

0017
Gonzalez
0019 | El Pino
070 La Paz 0036 | Arenal

0037 | Bosques de la Magdalena

0038 | Lomas de San Sebastian
0039 | Lomas de Altavista
0040 | San Isidro

0041 | San José las Palmas

0042 | Techachaltitla

0043 | Unidad Acaquilpan

Tecamac de Felipe
0001
Villanueva

0009 | San Pablo Tecalco

0019 | Ojo de Agua

081 Tecamac
0025 | San Martin Azcatepec
Fracc. Social Progresivo
0098
San. Tomas Chiconautla
0001 | Teoloyucan
091 Teoloyucan

0010 | San Bartolo
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Municipio Localidad
Clave Nombre Clave | Nombre
0001 | Teotihuacdn de Arista
092 Teotihuacan 0002 | Atlatongo
0019 | San Lorenzo Tlalmimilolpan
0001 | Tepetlaoxtoc de Hidalgo
093 Tepetlaoxtoc
0003 | Concepcién Jolalpan
0001 | Tepotzotlan
0021 | San Mateo Xoloc
095 Tepotzotlan 0026 | Santiago Cuautlalpan
0073 | Santa Cruz del Monte
0074 | Ejido de Coyotepec
0001 | Texcoco de Mora
0012 | Montecillo
0016 | La Purificacion Tepetitla
0020 | San Bernardino
0025 | San Joaquin Coapango
099 Texcoco
0029 | San Miguel Coatlinchan
0030 | San Miguel Tlaixpédn
0042 | Santiago Cuautlalpan
0045 | Santa Maria Tulantongo
0048 | Xocotlan
0001 | Tezoyuca
100 Tezoyuca 0002 | Tequisistlan
0007 | Ejido de Tequisistlan Primero
0001 | Tlalnepantla
104 Tlalnepantla de Baz
0105 | Puerto Escondido (Tepeolulco Puerto Escondido)
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Municipio Localidad

Clave Nombre Clave | Nombre

0001 | Tultepec

108 Tultepec 0014 | Santiago Teyahualco

0063 | Fraccionamiento Paseos de Tultepec 11

Tultitlan de Mariano
0001

Escobedo

0003 | Buenavista

0025 | San Pablo de las Salinas

0068 | Fuentes del Valle

109 Tultitldn Ampliacién San Mateo
0069
(Colonia Solidaridad)

Colonia Lazaro Cardenas

0072
(Los Hornos)

0001 | Zumpango de Ocampo

120 Zumpango
0054 | San Sebastian

0001 | Cuautitlan Izcalli

121 Cuautitlan Izcalli
0020 | Huilango

122 Valle de Chalco Solidaridad | 0001 | Xico

125 Tonanitla 0001 | Santa Maria Tonanitla

005 Almoloya de Juérez 0032 | San Francisco Tlalcilalcalpan

0006 | San Lorenzo Cuauhtenco
018 Calimaya

0008 | Santa Maria Nativitas

0001 Lerma de Villada

051 Lerma 0024 | San Pedro Tultepec

0086 | Colonia los Cedros
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Municipio Localidad

Clave Nombre Clave | Nombre

0001 | Metepec

0032 | San Bartolomé Tlaltelulco

0034 | San Francisco Coaxusco

0035 | San Gaspar Tlahuelilpan

0037 | San Jerénimo Chicahualco

0038 | San Jorge Pueblo Nuevo

San Lorenzo Coacalco (San

0041
Lorenzo)
054 Metepec San Lucas Tunco (San
0043
Lucas)

0047 | San Miguel Totocuitlapilco

0049 | San Salvador Tizatlalli

0052 | San Sebastidn

Santa Maria Magdalena
0055

Ocotitlan

055 Mexicaltzingo 0001 | San Mateo Mexicaltzingo

0005 | Colonia Guadalupe Victoria
0050 | Ejido de la Y Seccién Siete A Revoluciéon

067 Otzolotepec

0001 | San Mateo Atenco
076 San Mateo Atenco

0012 | Santa Maria la Asuncion

0001 Toluca de Lerdo

0043 | Cacalomacan

0044 | Calixtlahuaca

0050 | El Cerrillo Vista Hermosa

0051 | La Constitucién Toltepec

0055 | Jicaltepec Cuexcontitldn

0062 | San Andrés Cuexcontitlén

0063 | San Antonio Buenavista

San Diego de los Padres
0068

Cuexcontitlan
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Municipio Localidad

Clave Nombre Clave | Nombre

0070 | San Felipe Tlalmimilolpan

San José Guadalupe

0072
Otzacatipan
San Marcos
0077
106 Toluca Yachihuacaltepec

0079 | San Mateo Otzacatipan

0082 | San Nicolas Tolentino
0083 | San Pablo Autopan
0084 | San Pedro Totoltepec

0088 | Santa Cruz Otzacatipan

0112 | San Miguel Totoltepec

0127 | Jicaltepec Autopan

San Diego los Padres
0155

Cuexcontitldn Seccion 5B

0194 | Barrio Santa Cruz

0001 | San Miguel Zinacantepec

0053 | San Antonio Acahualco

0058 | San Juan de las Huertas

Ejido San Lorenzo
118 | Zinacantepec | 0059
Cuauhtenco

0064 | Santa Cruz Cuauhtenco

0075 | Tejalpa
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Apéndice B

Imputacion de datos

B.1. Imputacion Multiple

La imputacién de datos es el proceso de identificar datos faltantes y sustituirlos por
algin valor. Desarrollada en los anos 70’s por Donald B. Rubin para resolver un proble-
ma de encuestas, la Imputacion Multiple es un método que crea varias imputaciones y
refleja la incertidumbre de los datos faltantes.

El procedimiento general es crear m > 1 conjuntos de datos completos, utilizando
métodos de simulacion Monte Carlo. Vale la pena mencionar que este tipo de métodos
asumen que los datos faltantes pueden ser MAR (Missing at Random: datos faltantes
aleatorios que pueden tener diferencia con los valores observados, pero esta diferencia
puede ser explicada completamente por los datos observados) o MCAR (Missing Com-
pletely at Random: datos faltantes completamente aleatorios; no hay diferencia con datos
observados).

La imputacion comienza con un conjunto de datos incompleto. Primero se generan
m conjuntos de datos a partir del original pero con los datos faltantes imputados, estas
imputaciones no necesariamente son iguales en cada uno. De esta forma, los m conjuntos
de datos obtenidos se diferenciaran inicamente en las observaciones imputadas.

El siguiente paso es ajustar los pardametros de interés para cada uno de los data-
sets generados. Hay que tener en cuenta que los ajustes para cada uno seran diferentes,
puesto que las observaciones imputadas lo son.

La tultima parte serd presentar una sola estimacion a partir de los m parametros
ajustados y calcular su varianza. Idealmente la estimacion final sera insesgada, van Buu-
ren (25). Las etapas se muestran de manera grafica para m = 3 en el diagrama siguiente.

Debido a que se crean varios conjuntos de datos imputados, con este método puede
medirse la incertidumbre de los valores imputados. Esta es una de las mejores carac-
teristicas de la Imputacion Multiple.
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CAPITULO B. IMPUTACION DE DATOS

b T
d z

Datos incompletos ~ Datos imputados ~ An4lisis de datos Datos consolidados

Figura B.1: Proceso de imputacion de datos multiple.

B.1.1. Meétodo de imputacién MICE

MICE (Multivariate Imputation by Chained Equation) es una forma particular de
realizar el método de Imputacién Multiple; este procedimiento se basa en ecuaciones
en cadena; y sirve para datos continuos, binarios y categéricos (tanto ordenados como
desordenados).

Para cualquier modelo cientifico de interés, @), si se tienen p variables incompletas,
con j =1,...,p, denotamos a X = (X1, X, ..., X;,). Se denota como:
b b b b
X% = (X7, X897, ., Xp7%)

al conjunto de variables observadas y como

mis __ mes mes mis
X - (Xl ’XQ 7"'7Xp )

al conjunto de variables con datos faltantes. Finalmente, X_; denota a todo el con-
junto de variables X menos la variable j-ésima.

El modelo de ecuaciones en cadena permite que las columnas del dataset sean impu-
tadas una a la vez y de forma separada. La hipétesis de este algoritmo es que X es una
muestra de la distribucién multivariada P(X|0), que estd completamente determinada
por el vector de parametros desconocidos 6.

El procedimiento MICE estima la distribucién a posteriori de # mediante el muestreo
iterativo de distribuciones condicionales:

P(X1]X_1,61)
P(X2|X _2,00)

P(Xp|X—p, bp)

Cada uno de los parametros 6; es especifico respecto a su densidad condicional. Em-
pezando de una distribuciéon marginal observada, la t-ésima iteracién de las ecuaciones
de cadena es un muestreo de Gibbs de la forma:
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01" ~ P(OnXE" X5 X
X7~ PO X XS L X 07

050 ~ P(0,| X2, X1, ..., XE)
X3 ~ P(Xp| X5, X1, X5, 050

donde X](.t) = (X ]Qbs , X;(t)) es la j-ésima variable imputada en el tiempo t.
Azur et al. (4) explican el procedimiento general MICE en 6 pasos:

1. Se realiza una imputacién simple a todos los datos faltantes del conjunto de datos
(utilizando media, moda, etc.)

2. Para una variable X; se eliminan los datos que fueron imputados en el paso anterior.

3. Se ajusta un modelo tomando como variable respuesta a X; y usando inicamente
las observaciones para las cuales X; no tiene valores faltantes.

4. Las observaciones faltantes de X; se rellenan con predicciones del modelo generado
en el paso anterior. Cuando la variable X; es usada posteriormente como predictora
de otra, se utilizan los valores imputados como observados.

5. Los pasos 2-4 se repiten hasta que todas las variables con valores faltantes sean
imputadas. Una vez cumplido este cometido, se dice que que se ha completado un
ciclo.

6. Los pasos 2-4 se imputan por cierto nimero de ciclos actualizando los valores
imputados en cada iteracién.

A continuacion se muestra el procedimiento MICE con un ejemplo simple. La tabla
de datos a imputar, D, es de la siguiente forma:

Xi | Xo | X3
1 2

3 1
2 3 1
1 1 3

Tabla B.1: Tabla de datos D

En el primer paso del algoritmo se imputan valores de acuerdo a una medida como
la moda, por ejemplo:
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X1 | Xo | X3
1121
1|31
2 | 3|1
1111 3

Tabla B.2: Tabla de datos D,

utilizando el conjunto D; sin el segundo renglén; ya que es ahi donde se encuentra
la observacién que se quiere imputar; se ajusta un modelo con pardmetro estimado 0
(puede ser un vector). Con este modelo se predice el valor (o valores faltantes para X7),
supongamos que:

X1 =2

por lo que se tiene un segundo conjunto de datos, Dy de la forma:

X1 | Xo | X3
2 1 2|1
1 3] 1
2 | 3|1
1 1] 3

Tabla B.3: Tabla de datos ﬁg

posteriormente, se sigue el procedimiento para X3. Se elimina el renglon de la observacion
imputada para esta variable, que en este caso es el primero. Quedando el conjunto de
datos de la forma:

X1 | Xo | X3
1 3] 1
2 | 3|1
1|11 3

Tabla B.4: Tabla de datos 152 sin primera observacién

Y nuevamente se ajusta un modelo, pero ahora la variable respuesta serda X3. Hecho
lo anterior, se predice el valor faltante, supongamos que de acuerdo al modelo obtenido:

A

Xy=1

por lo que la tabla, se veria de la forma:
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X1 | Xo | X3
2 1 2|1
1|31
2 | 3|1
1111 3

Tabla B.5: Tabla de datos Ds

El procedimiento anterior fue un ciclo en la imputacion, deben hacerse tantos como
sean necesarios para que la cadena de valores estimados converja. Después del primer
ciclo ya no se generan valores iniciales de las observaciones faltantes, pues se usa el valor
estimado del ciclo anterior.

De acuerdo con observaciones empiricas de van Buuren and Groothuis-Oudshoorn
(26), la convergencia puede darse desde la veinteava iteracion. Ademas, los autores men-
cionan que MICE puede ser aplicado a datos del tipo MNAR (aunque no es el caso
general de los métodos de imputaciéon miltiple); pero en dicho caso se debe realizar un
analisis de sensibilidad de la imputacion.

B.1.2. MICE en los datos

Primeramente, todo el proceso de imputacién se hace bajo la suposicion de que los
datos faltantes son del tipo MAR.

Se generaron cinco conjuntos de datos imputados, lo que quiere decir que se hicieron
cinco cadenas de valores para cada variable imputada. En las Figuras B.2 y B.3 se mues-
tran las trazas correspondientes a la imputacién en cada ejercicio de cada variable. Cada
color representa un ejercicio. Lo ideal es que las trazas sean aleatorias y sin tendencia.

Puede observarse en las Figuras B.2 y B.3 que exceptuando a la gréafica de la variable
E_CON, las trazas tienen el comportamiento deseado; es decir, no siguen algin patrén
definido o tendencia. Por lo que se concluye que se alcanzé una convergencia suficiente en
las cadenas generadas. Respecto a las trazas de la variable E_.CON (Estado conyugal de
la persona), cuyos valores posibles son: 1, 2, 3, 4, 5 y 6; para las respuestas Unidn libre,
Separada, Divorciada, Viuda, Casada y Soltera; respectivamente; la desviacién de los
valores no tiene sentido, ya que se tiene sélo una observacién. Se decidié no prestar aten-
cién en este suceso, ya que para esta variable solamente debe imputarse una observacion.

Es importante mencionar el hecho de que la paqueteria en R donde se implementa
MICE, permite designar las variables del conjunto de datos que se usaran para imputar
alguna otra variable del conjunto. Dado lo anterior, se anadieron variables auxiliares
para P11_H2, P11_H3 y P11_H7 y dichas auxiliares se tomaron en cuenta Unicamente
para imputar a sus correspondientes; es decir, no se condicioné a otra variable diferente
de P11_HX sobre P11_HX auziliar. Lo que se traduce en que estas variables auxiliares

81



CAPITULO B. IMPUTACION DE DATOS

no tienen efecto en la imputacién de las que no sean la que le corresponde.

|
EDA7C

3 Oy ] SRy
1 e ) il

T RO A
DA

Figura B.2: Trazas de muestreos para las variables Edad, Clasificaciéon por grados aproba-

Iteration

dos en la escuela y Estado conyugal.

| 1 |

I |
P11 _H2 P11 _H2
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Iteration

Figura B.3: Trazas de muestreos para las variables: Horas dedicadas a atender sin pago,
de manera exclusiva a ninos, ancianos, personas enfermas o con discapacitacién; Horas que
dedicé a realizar compras, llevar cuentas o realizar tramites para el hogar, o encargarse de

la seguridad; asi como Horas que dedico a realizar los quehaceres del hogar.
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Apéndice C

Inferencia Probabilistica

En este apartado se introduce al concepto de inferencia en las redes bayesianas y
se habla brevemente del problema principal que conlleva dicho procedimiento, asi como
algunas de sus soluciones.

Si se asume que se conoce la estructura de la red y suponiendo que X es un con-
junto de variables de la red {X;, Xo,...X;} y a su vez E es un conjunto de variables
{E, ..., Ej} que toma los valores {ey, ..., e;}; uno puede focalizarse en realizar consultas
del tipo: P(X|E = e) a la red bayesiana, es decir, consultas sobre independencia condi-
cional (15). En palabras de Sucar (24), la Inferencia Probabilistica consiste en propagar
los efectos de cierta evidencia en una red bayesiana para estimar su efecto en variables
desconocidas.

Puede originarse dos casos de inferencia, dependiendo del conjunto X. El caso en
que |X| =1, es nombrado “una sola consulta”; mientras que en el caso en que |X| > 1, se
nombra muchas veces como “consulta de inferencia conjunta”. En teoria puede usarse la
misma red bayesiana para realizar las consultas antes mencionadas, pero en la préctica
dicha tarea resulta en un problema que en el peor caso es NP-dificil (15), resultado de los
calculos para obtener las probabilidades conjuntas; e incluso con pocas variables, puede
volverse un problema intratable (24).

Dado lo anterior, existen diversas formas de enfrentarse al problema de realizar
consultas a la red, entre las que se destacan:

= Condicionamiento
s Eliminacién de variables

» Simulacién estocastica

El condicionamiento se basa en la idea de simplificar la consulta, a través de conocer
los valores de ciertas variables en ella. La eliminacién de variables se enfoca en calcular
las distribuciones conjuntas de adentro hacia afuera, usando propiedades de los factores
para evitar cdlculos innecesarios. Por ultimo, la simulacién estocédstica consiste en simular
varias veces la red bayesiana, con el fin de obtener en cada simulacién una muestra de
los valores que las variables no observadas pueden tomar; tras repetir la simulacién un
cierto nimero de veces, se tendra un estimado de la probabilidad posterior.
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