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Resumen

En la actualidad, los robots y vehículos autónomos han tenido un gran desarrollo debi-

do al auge en nuevas tecnologías como son las cámaras digitales. Algunas de estas cuentan

con excelente resolución y velocidad de captura, además del avance en nuevos métodos

de aprendizaje de máquina. Ahora resulta más fácil tener acceso a sistemas electrónicos

de gran calidad para desarrollar aplicaciones de visión por computadora, junto con la

gran innovación que se lleva a cabo desde hace dos décadas en sistemas de aprendizaje

profundo. Esto brinda la capacidad para interpretar la información proveniente de los

sensores generando una descripción útil del ambiente, solamente utilizando imágenes

digitales. Uno de estos casos es el utilizar sistemas de visión basados en redes neurona-

les convolucionales aplicadas a distintos sistemas de visión artificial con el objetivo de

filtrar, segmentar, describir y clasificar contenido visual de interés para los sistemas de

percepción y navegación en robots móviles autónomos.

Un ejemplo de estos sistemas de visión aplicados a la navegación, es el uso del apren-

dizaje reforzado como mecanismo de inferencia para encontrar políticas de ejecución de

acciones en un robot que requiere moverse en su entorno de trabajo. La utilización ex-

clusivamente de imágenes como entradas a los sistemas, impone desafíos técnicos, como

es la eficiencia en el uso de los datos. Una manera de solventar este problema es utilizar

representaciones digitales del entorno, en conjunto con un motor de física.Lo que permite

la interacción de un modelo digital de un robot y su ambiente de manera más realista. A

estos sistemas se les conoce como simuladores fotorrealistas.
En este trabajo se describe un nuevo sistema de navegación visual utilizando imágenes

digitales obtenidas por un simulador fotorrealista, aprendizaje reforzado y una memoria

topológica visual basada en similitud estadística. La finalidad es dotar a un robot móvil,

con procedimientos para ejecutar acciones de navegación utilizando solo imágenes digita-

les. Este sistema ha sido probado en un sistema de simulación, con cinemática y dinámica

incorporadas con el fin de facilitar su adaptación a agentes reales.



Abstract

Nowadays, autonomous robots and vehicles have had a great development due to the

increase in new technologies such as digital cameras. Some of these have excellent re-

solution and capture speed, as well as advances in new machine learning methods. It is

now easier to have access to high-quality electronic systems to develop computer vision

applications, along with the great innovation that has been carried out for two decades

in deep learning systems. This provides the ability to interpret the information coming

from the sensors showing a useful description of the environment, using only digital ima-

ges. One of these cases is to use vision systems based on convolutional neural networks

applied to different artificial vision systems with the aim of filtering, segmenting, descri-

bing and classifying visual content of interest for the perception and navigation systems

in autonomous mobile robots.

An example of these vision systems applied to navigation is the use of reinforcement

learning as an inference mechanism to find action execution policies in a robot that re-

quires movement in its work environment. The exclusive use of images as inputs to the

systems imposes technical challenges, such as the efficiency in the use of data. One way

to get around this problem is to use digital representations of the environment, in con-

junction with a physics engine. This allows the interaction of a digital model of a robot

and its environment in a more realistic way. These systems are known as photorealistic
simulators.

In this work, a new visual navigation system is described using digital images obtai-

ned by a photorealistic simulator, reinforcement learning and a visual topological me-

mory based on in statistical similarity. The purpose is to provide a mobile robot with

procedures to execute navigation actions using only digital images. This system has been

tested in a simulation system, with kinematics and dynamics incorporated in order to

facilitate its adaptation to real agents.
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Capítulo 1

Introducción

En la última década los robots han comenzado a ser aplicados fuera del ramo in-

dustrial en donde han sido extensamente utilizados para tareas altamente estructuradas.

En la actualidad se pretende que desarrollen trabajos más comunes y menos específicos,

como fue el ensamblaje y transporte de componentes. La expansión de su campo de apli-

cación a dado lugar a una nueva rama de la robótica llamada robótica de servicio [1]. Esto

se debe a que las tareas más genéricas son por mucho más complicadas de resolver que

las tareas repetitivas en la industria. La federación internacional de robótica plantea el

concepto robot de servicio como:

“Un robot que opera de manera automática o semiautomática para realizar servicios

útiles al bienestar de los humanos o a su equipamiento, excluyendo las operaciones de

fabricación.”

En la actualidad hay pocos ejemplos de robots de servicio completamente funciona-

les, pero existen lugares donde se realiza investigación alrededor del mundo dedicados

a la robótica de servicio como son universidades en Estados Unidos, Europa, y algunos

laboratorios especializados en la automatización de sistemas. En un futuro se espera que

se desarrolle un mercado de consumo personal para este tipo de robots.

Los robot de servicio son todos aquellos diseñados con capacidades de convivir con

personas y de ejecutar tareas comunes que realizan las mismas. Algunos tipos de robots

de servicio son los robots domésticos o robots de vigilancia, robots de limpieza y ordena-

miento de espacios, entre otros.

Un robot de servicio doméstico debe realizar sus tareas sin intervención de las per-

sonas excepto durante su programación [2]. Otras funciones requeridas en el compor-

tamiento de un robot doméstico son la manipulación de objetos como platos, vasos y

utensilios que se encuentran en el hogar. También el ordenar espacios y estantes. Dichos

1
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robots aún no existen de manera comercial, aunque en algunos centros de investigación

se está trabajando en su desarrollo como es el Laboratorio de Biorrobótica pertenciente al

Posgrado de Ingeniería, en la UNAM.

1.1. Motivación

La presente investigación surge de la necesidad de crear robots de servicio más eficien-

tes, que se asemejen en su comportamiento a un ser humano. Es decir, que sean capaces

de tomar desiciones y de desplazarse en un entorno real con la información que reciben

de su sistema de visión. Además, la constante mejora en sistemas de imágenes digita-

les y su bajo costo hace posible el llevar a cabo experimentos rápidamente y con calidad

utilizando simulaciones de última generación.

Los robots de servicio en la actualidad son una área de desarrollo en continuo creci-

miento, por lo que la mejora de los sistemas incorporados en estos robots, eventualmente

permitirá su aplicación real en tareas cotidianas. La investigación en esta área de conoci-

miento resulta muy atractiva e incluso es aplicable a otras ramas de la ciencia fuera de la

robótica de servicio.

En el libro [3] se define que la navegación está compuesta por dos procesos: la búsqueda
del camino y la locomoción. La búsqueda de un camino resuelve problemas de orientación

y toma de decisiones, se procura elegir la ruta más apropiada hacia un lugar con caracte-

rísticas bien definidas. La locomoción coordina los movimientos usando información del

sistema sensorial y del sistema de locomoción.

En el diseño de robots móviles se han utilizado múltiples clases de sensores pero en

particular se han desarrollado sistemas basados en visión artificial usando cámaras digi-

tales de distintos tipos, como son a colores, en escala de grises, cámaras de visión nocturna

entre otras, según la aplicación para la que se haya diseñado el robot.

Los sistemas de visión resultan adecuados ya que la percepción visual ofrece mucha

información útil del entorno y aumenta el alcance de las aplicaciones. Un ejemplo es el

que un robot puede ser capaz de navegar, detectar y manipular objetos, reconocer perso-

nas y lugares, con tan solo la información proveniente de su sistema de visión.

Se define el problema de localización como la estimación de la posición de un robot

móvil, dicha posición puede ser relativa o local respecto de las mediciones. De manera

global si se tiene un sistema de referencia como un mapa del entorno. O de manera es-

tadística, local o gloabal, generando una probabilidad de estar en un lugar determinado.

El problema de localización es la parte fundamental de los sistemas de navegación en un
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robot autónomo. Debido a la naturaleza dinámica del ambiente estos sistemas deben ser

robustos a perturbaciones, variaciones del entorno y oclusiones, además ser capaces de

actualizar los registros de las locaciones que han visitado.

Los sistemas de localización pueden clasificarse como sistemas globales o sistemas

locales.

La localización local estima la posición del robot basada en las lecturas de los senso-

res y se hace una predicción en el momento. Se limita a rastrear la posición hasta el

punto donde el robot comenzó a operar.

La localización global es más complicada. Este tipo de localización aproxima la po-

sición actual del robot respecto al entorno completo usando solo las observaciones

actuales.

Un problema fundamental de la localización global es la de inicializar los sistemas

cuando se enciende al robot sin tener información de donde ha estado anteriormen-

te, usando solo la información que recibe de sus sensores.

Por otra parte, el concepto de navegación se define como la planeación de las accio-

nes para lograr llegar un lugar determinado en el ambiente. Para esto, es fundamental

el realizar una primera estimación de la localización, establecer el destino, crear un plan

de movimiento y ejecutarlo. Todo de manera autónoma y considerando cambios en el en-

torno. El problema de navegación es complicado de resolver ya que involucra muchos ti-

pos de subsistemas como son sistemas sensoriales, reconocimiento de objetos, sistemas de

control de movimiento, odometría, mapeo, sistemas de evasión de obstáculos, etc. Estos

subsistemas deben estar integrados compartiendo la capacidad de cómputo y el sistema

de distribución de energía del robot.

Los sistemas de navegación pueden clasificarse en dos grandes clases: sistemas de

navegación en espacion interiores y sistemas para navegación en espacios exteriores. Cada

uno a su vez, tiene subclases que se listan a continuación:

Navegación en interiores.

• Navegación basada en mapas. Son los sistemas de navegación con una des-

cripción previa del entorno nombrada comúnmente como un mapa. Este mapa

puede ser una representación geométrica como un conjunto de polígonos, o

un grupo de celdas ocupadas y libres, o un mapa que representa la relación

en el espacio de las características que se han observado, conocido como mapa

topológico.
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• Navegación basada en construcción de mapas. En este tipo de navegación el

robot es capaz de dezplazarse por el entorno mientras construye una represen-

tación del mismo. Una técnica popular es la localización y mapeo simultáneos
(LMS).

• Navegación sin mapas. En este tipo de navegación el robot no cuenta con un

mapa, solo tiene disponible la información sensorial en el momento. Algunas

técnicas son el flujo óptico [4] y la búsqueda de correspondencias basada en

apariencia [5].

Navegación en exteriores.

• Navegación en ambientes estructurados. Esta es la navegación en ambientes

abiertos pero con algún tipo de estructura como la pintura para indicar la sepa-

ración de los carriles en las carreteras o la apariencia de un sendero en caminos

de terracería. Esta técnica es popularmente conocida como seguir el camino.

• Navegación en ambientes no estructurados. Estos sistemas de navegación son

los más demandantes ya que no existe algún tipo de estructura o patrón cons-

tante que el robot pueda rastrear, por lo que debe explorar el entorno para

construir un mapa con las mediciones de algún sistema de percepción y utili-

zar los datos que ha recolectado por sí mismo.

Navegación visual.

• Con las definiciones anteriores podemos definir la navegación visual. La na-
vegación visual es la tarea de planeación de acciones para llegar a un objetivo

o un lugar utilizando únicamente sensores de imágenes. Igualmente pueden

aplicarse todas las subcategorias mencionadas extendiendo está definición pa-

ra ambientes estructurados, no estructurados, interiores o exteriores.

En la actualidad, la mayoría de sistemas de navegación utilizan sistemas basados en

la localización y mapeo simultáneo (LMS) de puntos característicos en imágenes digita-

les. Este problema se define en la ecuación 2.2, en el capítulo 2. De manera breve pode-

mos mencionar que este tipo de planteamiento requiere de algoritmos complejos para el

cálculo de rotaciones y traslaciones sobre los puntos detectados en distintos sistemas de

coordenadas, con el objetivo de construir un mapa tridimensional del ambiente. Este pro-

blema puede abordarse utilizando aprendizaje reforzado y la disponibilidad de ambientes

y agentes simulados, lo que resulta una ventaja en el desarrollo de nuevos algoritmos de

navegación visual.
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Además, el uso de sistemas entrada-salida reduce la complejidad de los sistemas en

un robot, pero también puede aportar robustez a los sistemas ya utilizados incorporando

la experiencia explorada durante el proceso de entrenamiento. Otra ventaja, es que las re-

des neuronales profundas pueden utilizar información de distintas fuentes y esta puede

ser fusionada mediante concatenación de vectores, para su posterior uso como entradas.

Este proceso es más difícil de llevar a cabo en sistemas LMS ya que el proceso de ópti-

mización es meramente geométrico. Por lo que nuevas fuentes de información requieren

otro tratamiento.

1.2. Planteamiento del problema

Este trabajo escrito expone la implementación de un sistema de navegación visual

para el caso de uso de un robot virtual de servicio. Este sistema está basado en el uso

de sensores de información visual, utilizando aprendizaje reforzado como mecanismo de

inferencia. Este tipo de sistemas ha comenzado ha desarrollarse debido a la disponibilidad

de los sensores de imágenes y con el propósito de utilizar herramientas emergentes como

plataformas de desarrollo de videojuegos que se pueden aplicar al ciclo de desarrollo de

aplicaciones en robots de servicio.

Para el caso de sistemas basados en aprendizaje reforzado, es una problemática en

investigación el integrar información del ambiente de manera global o local para obtener

un sistema de tipo entrada-salida en donde se logre encontrar una política de ejecución de

acciones. Lo anterior, con la menor cantidad de datos de exploración o únicamente con

imágenes como entrada al sistema.

Este problema se aborda utilizando una memoria auxiliar construida a partir de imá-

genes capturadas previamente en el ambiente. Después, suministrando esta información

global al sistema y de manera permanente se pretende reducir la cantidad de imágenes

requeridas para el entrenamiento. Además de mejorar la ejecución de acciones de movi-

miento.

1.3. Hipótesis

El problema de navegación utilizando imágenes da lugar a las siguientes hipótesis:

La navegación en un robot móvil puede llevarse a cabo solamente utilizando técni-

cas de aprendizaje profundo para imágenes, aprendizaje por refuerzo e información
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topológica por similitud visual. Dando lugar a diseñar un sistema con memoria au-

xiliar visual del ambiente y navegación.

Se puede construir una memoria visual auxiliar usando dos métodos de clasificación

probabilística para entrenar un sistema basado en aprendizaje por refuerzo con me-

jor desempeño. Los métodos son modelos ocultos de Markov (MOM) y hash sensible

a la localidad (HSL), ya que ambos métodos establecen un modelo probabilístico del

contenido en las imágenes agregando robustez al sistema.

1.4. Contribuciones y trabajos publicados

Las contribuciones de este trabajo son:

Un método de clasificación de imágenes utilizando modelos ocultos de Markov.

Aplicación de métodos probalísticos para la búsqueda de imágenes semejantes.

Un método de navegación visual incorporando una memoría topológica visual del

ambiente y aprendizaje reforzado.

Resultado directo de este trabajo de tesis son las siguientes publicaciones:

Comparison of Two Objects Classification Techniques using Hidden Markov Models and
Convolutional Neural Networks. Sarmiento Carlos, Savage Jesus. Informatics and Au-

tomation (SPIIRAS Proceedings 2020). Vol 19. No 6. Diciembre 2020.

https://doi.org/10.15622/ia.2020.19.6.4

(Indexado en Scopus).

Feature detection using Hidden Markov Models for 3D-visual recognition. Carlos Sar-

miento, J. Savage, et al. IEEE International Conference on Autonomous Robot Sys-

tems and Competitions (ICARSC2019).

https://doi.org/10.1109/ICARSC.2019.8733651

(Indexado en Scopus).

1.5. Estructura de la tesis

En el capítulo 2, se hace una revisión de qué es el problema de navegación visual y

como lograr que un sistema robótico navegue a un objetivo en el ambiente. Se aborda
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la problemática desde el punto de vista basado en visión por computadora, aprendizaje

profundo y aprendizaje por refuerzo. En el capítulo 3, se hace un resumen de los con-

ceptos fundamentales del aprendizaje por refuerzo y como es posible aplicar las teorías y

algoritmos a la planeación de ejecución de acciones de movimiento.

Dentro del capítulo 4 y en el capítulo 5 se desarrollan los métodos utilizados en este

trabajo, repectivamente son los modelos ocultos de Markov (MOM) y el hash sensible a la

localidad (HSL). El capítulo 6 expone como se utilizan estos métodos para construir una

memoria del ambiente.

El capítulo 7 describe como se utiliza aprendizaje reforzado y la memoria visual por

apariencia para resolver el problema de navegación visual y objetivos visuales.

En el capítulo 8 se presenta la metodología y las herramientas de software usadas para

desarrollar el sistema de navegación, además de los distintos resultados obtenidos de la

propuesta.

Por último, en el capítulo 9 se exponen las conclusiones de la investigación y las posi-

bles mejoras al sistema de navegación visual propuesto.



Capítulo 2

Antecedentes

En este capítulo se resume la literatura relacionada con la navegación visual aplicada

a robots autónomos, se recopilan ejemplos de investigación realizada en sistemas robóti-

cos simulados y con robots reales. Estos trabajos se han realizado utilizando como fuente

principal de información las imágenes capturadas por una cámara digital, real o simula-

da.

Los avances relacionados con la navegación visual utilizando aprendizaje por refuerzo

se describe en la sección 2.1. En la sección 2.2 se hace una comparación de la tarea de que

un robot pueda navegar en un entorno usando únicamente imágenes y las dificultades de

estos sistemas.

2.1. Sistemas basados en aprendizaje profundo

Los sistemas de navegación visual han cobrado relevancia debido al gran aumento

en la producción de los sensores en cámaras digitales y de la necesidad de bajar los cos-

tos en sistemas de percepción. Por esto, es una tendencia la construcción de sistemas de

visión por computadora cada vez más complejos, tanto en la academia como en el área

industrial.

Los sistemas de navegación visual con mayor uso en sistemas robóticos autónomos,

están basados en localización y mapeo simultáneos (LMS). A su vez, una variante que utiliza

una cámara como sensor principal se denomina LMS visual. Con las imágenes capturadas

de los sensores se crea una representación geométrica del ambiente [6]. En comparación

con sensores del tipo luz láser, las imágenes retienen información semántica del ambiente

que puede ser rastreada en el tiempo, con el propósito de construir, optimizar y localizarse

en un mapa.

8
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El problema principal que se plantea en sistemas de localización y mapeo simultá-

neos, es estimar la localización del sistema de referencia local de la cámara utilizando un

modelo matemático que relaciona los valores de los píxeles con coordenadas en un siste-

ma de referencia global. Esto se logra sabiendo los parámetros de la óptica del sensor para

calcular en que coordenadas en la imagen digital serán proyectados puntos en el mundo

real, lo cual requiere un proceso de calibración previo. Después, mediante el desplaza-

miento y rotación de la cámara es posible predecir el cambio de posición de los píxeles en

una secuencia de imágenes, lo que da lugar a inferir la posición de dichos puntos en el sis-

tema de referencia global. Este proceso se describe matemáticamente como un problema

de minimización en la proyección de un conjunto de puntos de un sistema coordenado a

otro [7], es decir:

{R,t} = arg minR,t

∑
i∈χ

ρ
(
‖ xi( · ) −π( · )(RXi + t) ‖2Σ

)
(2.1)

Donde ρ es una función de costo como es la función de Huber [8], utilizada para eli-

minar valores atípicos. La matriz Σ es una matriz de covariancia asociada a la escala para

detectar puntos característicos. Las matrices R,X,t son respectivamente la rotación, los

puntos característicos ubicados en un sistema de referencia global, y el vector de trasla-

ción para encontrar los puntos xi( · ) en la imágen asociada. Finalmente, π( · ) es el modelo

de la cámara que se utiliza para proyectar los puntos en el modelo espacial de la imagen

digital.

Adicionalmente, para construir el mapa del entorno de manera simultánea se requiere

la optimización constante de una plantilla inicial, por lo que se debe agregar este proce-

so de reestimación a todos los cálculos anteriores. Incluyendo las latencias de todos los

subsistemas y su sensibilidad a estas.

El problema de construcción de un mapa de manera simultánea se define como sigue:

sean PL todos los puntos de las tomas KL covisibles; sean KF las tomas restantes y no en KL,

y todo el conjunto de punto detectados entre imágenes χk ∈ PL, siendo k una toma clave
seleccionada por algún mecanismo de búsqueda para eliminar redundancia. Entonces

tenemos:

{Xi ,Rl ,tl | i ∈ PL, l ∈ KL} = arg minXi ,Rl ,tl

∑
k∈KL∪KF

∑
j∈χk

ρ(Ek,j ) (2.2)

Con Ek,j definido como:
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Ek,j =‖ xj( · ) −π( · )(RXj + t) ‖2Σ (2.3)

El problema en la ecuación 2.2 suele requerir implementaciones muy sofisticadas

y que requieren muchos procesos de ejecución en procesadores con muy baja latencia.

Sin embargo es la norma en sistemas de navegación, si se cuenta con buenos sensores y

computadoras capaces.

En el trabajo de Klein y otros [9] se propone el rastreo en paralelo de puntos de interés

en el ambiente para su mapeo, denomidado rastreo y mapeo en paralelo (RMP). El méto-

do RMP resuelve el problema planteado en la ecuación 2.2 pero con una mejora, dicha

ecuación requiere de la captura y selección de las tomas, la extracción de puntos caracte-

rísticos, su comparación y adición al modelo geométrico para su posterior optimización,

todo con el objetivo de disminuir el error de reproyección. RMP desacopla el proceso de

obtención de características visuales y el proceso de comparación y estimación usando

predicciones sobre los píxeles ya observados, esto utilizando procesos en paralelo en el

procesador que ejecuta el sistema. La idea general es que un proceso principal calcula el

error de la posición de la cámara según un sistema de referencia en movimiento, mientras

que otro proceso construye un mapa en tres dimensiones con los puntos localizados. Estos

procesos tienen a su vez subprocesos ejecutándose. Para poder lograr la convergencia se

utilizan estimaciones locales más frecuentes y una estimación global en un periodo más

grande, evitando la solución global de la ecuación 2.2 en cada ciclo.

Mur-Artal [10] propone una mejora a RMP, utilizando nuevas caracterísitcas visuales

con invariancia a rotación y de fácil obtención, en lo que se conoce como el descriptor

ORB (siglas del inglés Oriented and fast robust local feature detector and Rotated Binary
robust independent features). El resultado final de este proceso se muestra en la figura 2.1.

Algunos métodos de LMS son capaces de procesar la textura en las imágenes de ma-

nera directa como describe el autor Engel en [11], utilizando la diferencia de valores entre

imágenes de profundidad a gran escala con fines de navegación en ambientes exteriores.

Este método incorpora mejoras en la velocidad de cálculo al evitar calcular descriptores

en cada nueva imagen procesada, además de usar odometría visual.

Los sistemas de localización y mapeo basados en LMS, mayormente requieren un mo-

delo del movimiento del sensor o de la óptica del mismo, para poder reconstruir la posi-

ción en un sistema de referencia para cada píxel. Este problema requiere modelos comple-

jos y algunos supuestos sobre como es el ruido y la aplicación específica del sistema. Otra

desventaja, es la de requerir extracción de características o algoritmos complejos, con pro-

cesamiento paralelo para obtener resultados prácticos. También es importante mencionar
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Figura 2.1: Ejemplo de estimación de posición usando localización y mapeo simultáneos con
imágenes. Los polígonos azules representan el sistema de referencia de la cámara respecto de un
sistema global de coordenadas. Los puntos coloreados son píxeles reproyectados en el sistema
global de coordenadas (imagen tomada de [10]).

que estos sistemas únicamente construyen la representación del ambiente y localizan la

posición del sensor de donde se extrae la información. Para poder tener un sistema de

navegación completo es necesario tener en cuenta la integración de la posición a sistemas

de navegación, la planeación y su ejecución.

En la actualidad, hay una línea de investigación en constante avance para utilizar

aprendizaje profundo para ejecutar tareas de extracción de características visuales o de

navegación visual, incorporando la percepción, planeación y navegación en un solo siste-

ma de aprendizaje. A continuación se exponen algunos trabajos basados en aprendizaje

profundo para realizar la tarea de navegación visual.

Vlad Mnih y otros [12], en la empresa DeepMind en el año 2013 (propiedad de Google

en el 2014) retoman investigaciones anteriores, ya establecidas desde la década de 1990

[13] en la aplicación de sistemas de aprendizaje de máquina, usando una señal de recom-

pensa como condicionamiento de un programa a un objetivo. Además, con el aumento

de la capacidad de cómputo y el surgimiento del mercado de tarjetas gráficas, viejos al-

goritmos de aprendizaje (principalmente basados en búsquedas dentro de tablas), ahora

pueden implementarse usando redes neuronales. Mnih describe el mecanismo de entre-

namiento de un agente diseñado para jugar un conjunto de viejos juegos de la consola

Atari. La principal aportación fué el uso de una red convolucional profunda, entrenada

usando un algoritmo desarrollado con base en la ecuación 3.14 y la ecuación 3.15. La

figura 2.2 muestra la arquitectura utilizada.

La red neuronal convolucional se compone de varios niveles denominados capas ocul-
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Figura 2.2: Arquitectura propuesta por Mnih para jugar videojuegos de la consola Atari (imagen
tomada de [12]).

tas. Estas utilizan un conjunto de filtros y mediante su aplicación se detectan caracterís-

ticas visuales. La primera capa implementa 16 filtros de 8x8x4 con un salto de 4 píxeles

por ventana. La segunda capa implementa 32 filtros de 4x4x16 y un salto de 2 píxeles,

esta capa genera un vector de salida de 256 valores. Dichos valores se alimentan a una

capa completamente conectada con 4 a 18 neuronas de salida según el videojuego a en-

trenar. Cada capa además ejecuta una función de activación. Las funciones de activación

son de la forma rectificador lineal excepto en la capa de salida, la cual es una función de

activación lineal. La función Q de la figura 2.2, asocia una acción predeterminada con el

mayor valor de activación dado el estado actual st, representado por las imágenes en la

entrada.

El sistema aprende a ejecutar acciones mapeando una representación de estados, y

los estados se modelan como características visuales obtenidas por la red convolucional.

Durante el primer millón de acciones, el agente utiliza una técnica de entrenamiento

denominada política voraz.

El agente es condicionado obteniendo una recompensa positiva si ejecuta una acción

que incrementa su marcador. Si no incrementa su marcador se le penaliza. Se hacen eje-

cuciones de entrenamiento que finalizan cuando el agente pierde. Después se reinicia el

juego y se continúa con el entrenamiento. A esto se le conoce como entrenamiento por

episodios.

La aportación de este método fue que se puede implementar un sistema entrada-salida,

en donde las entradas son observaciones directas del ambiente y las salidas son valores

que se asocian a la mejor acción a ejecutar, dado un objetivo.

Usando gradiente descendente, los bancos de filtros se entrenan de manera automáti-

ca, al igual que la capa de neuronas que selecciona las acciones, maximizando el valor de

la función Q. La fragilidad de este sistema es que viola la propiedad de Markov de primer
orden ya que se usan tres imágenes anteriores a la actual, dicha propiedad solo permite
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un estado anterior como memoria. Este problema es atenuado entrenando indirectamente

las observaciones, mediante el uso de almacenamiento temporal en lo que se denomina

memoria de repetición [14]. Esta memoria almacena 4-tuplas de imágenes, posteriormente

cada tupla es elegida aleatoriamente para romper su correlación temporal. Otra desven-

taja, es que si hay ruido en las imágenes las acciones ejecutadas se vuelven de naturaleza

aleatoria ya que no se tiene ningún mecanismo de regularización o de inmunidad al rui-

do. Dicho problema se resuelve usando una etapa de extracción de características más

robusta al ruido, a cambios de iluminación y perspectiva, lo que implica entrenarla fuera

de linea. Incluso existen métodos que proponen agregar perturbaciones a los coeficientes

de la red lo que favorece la convergencia y robustez [15].

En el año 2019, Wang y otros [16] proponen usar aprendizaje por refuerzo para en-

trenar un agente que cumpla con la tarea de navegar a un objetivo visual, usando una

representación de estados que se obtienen a través de tres mecanismos principales: el

primero es usar una red convolucional denominada ResNet-50 [17] para extraer caracte-

rísticas visuales; el segundo es suministrar una palabra que describa el objetivo que se

desea alcanzar, como puede ser la palabra televisor, cafetera, mesa, etcétera. Y esa palabra

es transformada en un vector mediante la biblioteca fastText [18]; el tercero es usar infor-

mación semántica del ambiente. Esto mediante la construcción de un grafo que contiene

entre sus nodos los objetos en un determinado entorno, y en las aristas la relación semán-

tica entre los objetos, como puede ser arriba, debajo, a la izquierda, etc. Esto se hace usando

las clases en el conjunto de datos VisualGenome [19]. La figura 2.3 muestra la arquitectura

para dicho trabajo.

Este enfoque resulta novedoso ya que propone la fusión de información del ambiente,

aprendizaje reforzado implementado de manera asíncrona y el uso de un simulador co-

mo mecanismo de entrenamiento, el cual fue desarrollado usando Unity (un entorno de

desarrollo de videojuegos).

El simulador utilizado es nombrado THOR (siglas del inglés The House Of inteRactions)
y es desarrollado por el Instituto de Allen para la inteligencia artificial, en Washington

[20]. Dicho simulador es uno de los entornos actualmente mejor implementado para el

entrenamiento de agentes basados en visión, ya que incorpora un motor de física, inter-

acciones sobre los objetos y una apariencia fotorrealista, lo que facilita la adecuación de

los modelos entrenados a una plataforma real. En este simulador se condiciona al agente

con una recompensa de valor r = 10 si se llega al objetivo, o r = −0.1 si falla. Se usa entre-

namiento por episodios, por lo que el simulador se reinicia cuando: el agente colisiona; se

llega al objetivo en el ambiente; o se alcanza un número de iteraciones como condición de
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Figura 2.3: Ejemplo de sistema basado en objetivos visuales, texto e información semántica (ima-
gen de [16]).

paro por episodio.

La principal desventaja es que este trabajo no reporta el equipo de cómputo utiliza-

do, pero al observar el diagrama de la arquitectura se concluye que es un sistema que

requiere mucho espacio de memoria ya que requiere de tres etapas de extracción de ca-

racterísticas, además de ejecutar instancias del simulador en paralelo. Otra desventaja es

que la información semántica de las escenas se obtiene al preprocesar la información en

el simulador fuera de línea para generar los grafos.

En 2017 Mirowski y Pascanu [21] proponen utilizar navegación basada en un objetivo

usando aprendizaje reforzado, utilizando un simulador de ambientes tipo laberinto, en el

cual existen algunos obstáculos dinámicos. Algunas escenas se muestran en la figura 2.4.

Figura 2.4: Escenas capturadas en el simulador tipo laberinto. El recuadro rojo indica el objetivo
en el ambiente. Los puntos verdes indican un error en la estimación del lugar ya visitado. Los
puntos azules indican la posición del agente (imagen tomada de [21]).



Capítulo 2. Antecedentes 15

El objetivo de este trabajo es probar distintas tareas auxiliares para obtener informa-

ción del ambiente, e integrarlas al aprendizaje en un agente que tiene por objetivo navegar

a un lugar determinado. Estas tareas auxiliares son detectar que ya se ha visitado un lugar,

agregar un módulo de predicción de la profundidad del ambiente, estimar la velocidad

relativa. Todo esto con el fin de dar más información al sistema de aprendizaje sobre las

consecuencias de ejecutar cierto tipo de acciones de movimiento.

Se utilizó un mecanismo de inferencia denominado A3C (del inglés Asynchronous Ad-
vantage Actor-Critic) el cual entrena un agente utilizando muchos hilos de ejecución para

recolectar observaciones simultáneamente. Dicho método se basa en optimizar la proba-

bilidad de una secuencia completa de transiciones entre estados.

Las arquitecturas propuestas se muestran en la figura 2.5. A continuación se listan las

variaciones que describen los autores:

Figura 2.5: Ejemplo de arquitecturas usadas en [21]. La palabra enc se usa como abreviación en
inglés de encoder. El símbolo de flecha con forma circular indica un bloque recurrente (imagen
tomada de [21]).

1. FF-A3C como referencia (figura 2.5, el inciso a significa una capa convolucional para

extraer características (enc como abreviación del inglés encoder) y un perceptrón

multicapa para el cálculo de una función V y π. Para el caso de V se estima el valor

de recompensa en promedio observando un numero finito de imágenes, y para π la

probabilidad de ejecutar una acción a, dado un estado s.

2. LSTM+A3C, que es el mecanismo del número anterior, pero incluye un método de

recurrencia denominado unidades LSTM (siglas del inglés Long Short-Term Memory)

[22] (véase la figura 2.6) con el objetivo de incorporar dependencia temporal en el

agente (figura 2.5, inciso b).
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Figura 2.6: Celda LSTM (siglas del inglés Long Short-Term Memory). Es un tipo de celda
que incorpora dependencia a corto y largo plazo mediante el uso de funciones no lineales
como compuertas (imagen de tomada de [23]).

3. Nav A3C, que es una variación con celdas LSTM consecutivas, pero también incor-

pora la recompensa acumulada anterior rt−1, la acción anterior ejecutada at−1 y la

velocidad relativa actual vt del agente (figura 2.5, inciso c).

4. Nav A3C+D1D2L en una extensión del inciso anterior pero D1 se refiere a la predic-

ción de profundidad a partir de la red convolucional. Para D2 se hace lo mismo pero

a partir de las salidas de las celdas LSTM. L es la estimación de estar en un lugar ya

visitado usando la posición actual (figura 2.5, inciso d).

Otro trabajo relevante es el del año 2018 por Zhou [24]. En este se plantea entrenar

dos sistemas de navegación, un planeador local y uno global, ambos usando aprendizaje

reforzado.

El planeador global es construido usando la arquitectura de la figura 2.7, y su me-

canismo de entrenamiento es A3C. Se usa una representación del destino con un vector

de 1×4 dimensiones, con ‘0′ y en sus entradas excepto en la que representa la clase de

habitación a navegar, la cual tiene el valor ‘1′. Como observaciones del ambiente se usan

imágenes de color con dimensión de 60×60 píxeles. Las imágenes se alimentan a una red

convolucional nombrada VGG-16 [25]. La captura de cada paso en el ambiente como la

imagen del destino son procesadas con la red convolucional. Sus características se conca-

tenan junto con un vector que representa la clase destino. Esto forma un vector de estado

que se alimenta a un sistema de aprendizaje por refuerzo. Las salidas son las acciones a

ejecutar predefinidas como: adelante, izquierda, y derecha.

El planeador global es entrenado bajo supervisión, mediante entrenamiento de se-

cuencias de imágenes etiquetadas por un operador en ambientes estáticos (alrededor de

18 mil imágenes formando distintas trayectorias, dirigidas hacia cuatro habitaciones y



Capítulo 2. Antecedentes 17

usando un mapa de celdas de ocupación). Cabe notar que los autores no anotan la rota-

ción ni el avance de manera exacta, solo de manera semántica.

Para el caso del navegador local (ver figura 2.8), se entrena en un simulador nombrado

Gazebo usando como entradas 36 lecturas de un sensor láser modelado. Dentro del simu-

lador se modelan obstáculos dinámicos y se usa un método de aprendizaje por refuerzo

denominado aprendizaje Q. Se entrena la ejecución de acciones como son: avanzar 0.03

m; girar izquierda o derecha en 60◦; girar izquierda o derecha en 30◦. El robot obtiene

una recompensa de r = 0.1 en cualquier ejecución sin colisión, si colisiona se le da una

recompensa negativa igual a r = −20, tanto para el planeador local como el global.

Figura 2.7: Navegador global (imagen tomada de [24]).

Figura 2.8: Navegador local (imagen tomada de [24]).

Al final, se combina el planeador global y el planeador local para la ejecución de la

navegación en paralelo. Si los sensores láser detectan un obstáculo a cierta distancia se

intercambia el planeador global por el local. Este enfoque resulta novedoso ya que es
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posible entrenar un sistema de navegación de alto nivel y combinarlo con uno más espe-

cializado con control de bajo nivel. La principal desventaja es que los autores entrenan

a su sistema de navegación global de manera completamente supervisada, limitando la

cantidad de experiencia que puede obtener el robot, además el método A3C no incor-

pora ningún mecanismo de interpolación entre estados, ya que no fue diseñado con el

enfoque de hacer a lo que se denomina aprendizaje reforzado inverso. A3C fue creado para

desacoplar el entrenamiento entre varias instancias simuladas.

En la siguiente sección se comparan las características de los sistemas explicados an-

teriormente, con la finalidad de exponer la ventaja del sistema planteado en el capítulo 1

como propuesta de esta investigación.

2.2. Discusión

Anteriormente se describió como es posible usar localización y mapeo simultáneo

(LMS) para estimar la posición de una cámara digital. También se describió como sis-

temas basados en aprendizaje por refuerzo (AR) pueden usar aprendizaje profundo para

obtener un sistema completo de navegación.

En el caso de querer utilizar sistemas localización y mapeo simultáneo como solución,

es necesario el incoporar estos sistemas como parte de sistemas más grandes en el control

de un agente robótico. Un ejemplo de estos sistemas se muestra en [26] denomidado VIR-
BOT, el cual es una propuesta de arquitectura de los sistemas para controlar un agente

robótico de servicio. En particular, la figura 2.9 muestra en la sección coloreada con co-

lor azul y color verde la conexión entre módulos, los de planeación y la navegación y los

de control motriz respectivamente. Dicha conexión implica gran complejidad y una alta

dependencia entre sistemas. Este problema de complejidad puede abordarse integrando

sistemas de entrada-salida como es una red neuronal profunda que ejecuta tareas de de-

tección o una red neuronal profunda que ejecute una política de ejecución de acciones

directamente de sus entradas, como pueden ser imágenes del ambiente en el que se en-

cuentra el agente. Este mecanismo no reemplaza sistemas tradicionales como planeación

en celdas o en una representación de grafos, sin embargo se puede aportar un mecanismo

de robustez e incluso ejecutarse de manera descentralizada mediante acceso a GPUs re-

motos o GPUs de propósito específico abordo del robot. Actualmente los sistemas basados

en navegación utilizan sistemas LMS visuales revisados en [27].

Para aportar nuevos métodos de control de la ejecución de acciones en agentes ro-

bóticos, se han desarrollado avances en la optimización, eficiencia de datos y distintos
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Figura 2.9: Arquitectura VIRBOT. Arquitectura propuesta en [26] para operar un robot de servi-
cio. (imagen tomada de [26]).

tipos de fusión de información para utilizar aprendizaje reforzado como mecanismo pa-

ra encontrar una secuencia de acciones para realizar la navegación. Algunos trabajos de

investigación utilizan simuladores como sistemas de pruebas tanto para la evaluación de

nuevos métodos de aprendizaje reforzado o nuevas arquitecturas, como para preentrena-

miento para la posterior transferencia a robots reales. Muestra de estos dos enfoques son

los trabajos de Mirowski [21] en el caso de evaluación de arquitecturas, como el trabajo de

Zhou [24] para el caso de un robot real, con entrenamiento semi supervisado y por refuer-

zo. El trabajo de Wang y otros en [16] está más enfocado en la integración de información

semántica y fotorrealista para futuros trabajos en la transferencia de modelos a agentes

reales.

Es un hecho que la investigación en sistemas de visualización y el uso de nuevos pro-

cesadores de gráficos, que incluso recientemente ya incorporan procesadores de trazado

de rayos, ha podido dar vida a entornos de desarrollo de videojuegos como son Unity.

Este entorno de desarrollo incopora física avanzada y gráficos realistas usando trazado

de rayos en hardware, para la creación de efectos de iluminación más reales. Por esto,

en la actualidad ya es posible integrar estas herramientas para buscar nuevas soluciones

al problema de navegación sin necesidad de tener un robot real para pruebas. Este es el
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enfoque de este trabajo de investigación doctoral.

El sistema propuesto se muestra brevemente en la figura 2.10, pero se desarrolla a

detalle en el capítulo 7. La propuesta está basada en el uso de imágenes fotorrealistas ob-

tenidas dentro de un simulador para establecer el estado actual de un robot y su destino.

Posteriormente se integra una memoria visual del ambiente en forma de grafo, como se

hace en sistemas de navegación tradicionales pero sin el requerimiento de ser una repre-

sentación densa y geométrica, que requiere mecanismos de óptimizacion complejos de

resolver. Esta memoria solo captura la apariencia visual del entorno en un número re-

ducido de tomas y se mostrará más adelante que mejora la obtención de una política de

navegación más eficiente.

-
Aprendizaje
reforzado

ResNet

 a
t

Memoria por similitud

ResNet

Destino

Actual

ResNet
Actual

Figura 2.10: Diagrama de bloques del sistema propuesto.

Finalmente podemos resumir las ventajas de la propuesta, en los siguientes puntos:

Sistema entrada-salida basado en aprendizaje reforzado.

En comparación con sistemas localización y mapeo simultáneo (LMS) o rastreo y

mapeo en paralelo (RMP) se sustituye la deteccion de puntos y sus rastreo, y todos

los subsistemas por técnicas de aprendizaje profundo en un solo sistema.

Sistema basado en la exploración del ambiente y condicionado visualmente.

En sustitución de un mapa, se utiliza una red profunda como mecanismo de reten-

ción de experiencia y a su vez esta, puede seleccionar un conjunto de acciones de

navegación. Esto evita la construcción de subsistemas de planeación que dependen

de módulos LMS o RMP.

El mecanismo de entrenamiento permite la fusión de fuentes de información. Per-

mitiendo la incorporación, actualización o la expansión de su funcionalidad.
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En el caso de sistemas LMS o RMP debe replantearse el como agregar información

semántica o de otros tipos de sensores.

En el capítulo 3 se presenta la teoría para poder aplicar aprendizaje por refuerzo para

resolver la tarea de navegación, utilizando solo imágenes.



Capítulo 3

Procesos de Decisión de Markov

En este capítulo se describe la teoría relacionada con el aprendizaje por refuerzo (AR) y

como se aplica a sistemas utilizando un enfoque de aprendizaje por ensayo y error. Si se

tiene un sistema robótico que interactúa con un ambiente real o simulado es posible infe-

rir una secuencia de acciones con mayor utilidad en un periodo de tiempo, esto permite

establecer relaciones entre una señal de recompensa acumulada, obtenida de un conjunto

de acciones y estados observados en el ambiente.

La sección 3.1 y la 3.2 establece los elementos teóricos de un proceso de decisión de Mar-
kov (PDM), la sección 3.4 describe la herramienta matemática para resolver este problema

mediante interacciones secuenciales con el ambiente.

3.1. Procesos de Markov

Un proceso de Markov (PM) es un proceso estocástico en el cual una secuencia aleatoria

de estados {st=1, st=2, ..., st=T } cumple con la propiedad Markoviana. Esto es que, dado el

par {S,P} donde S es un conjunto finito de T estados. Y P una matriz con la probabilidad

de transición entre pares (si=t , sj=t+1) se define la probabilidad Pss′ entre estados como:

Pss′ = p(st+1 = s′ | st = s) (3.1)

Este proceso estocástico es conocido como una cadena de Markov de primer orden. El or-

den indica la dependencia temporal de los estados anteriores. En este caso, solo el estado

anterior.

Esta propiedad se muestra en la figura 3.1.

22
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Figura 3.1: Esquema de la propiedad de Markov. Las flechas representan la probabilidad de ob-
servar el estado sj , dado que se observa el estado anterior si .

Si se desea modelar la ejecución de acciones sobre estados observados secuencialmente

en el tiempo, y bajo la restricción de un criterio de selección, debemos extender la defini-

ción del PM agregando un conjunto finito para la acciones posibles. Además, se requiere

una función de evaluación sobre las acciones ejecutadas.

En la siguiente sección se describe dicha esta extensión matemática de los procesos de

Markov.

3.2. Procesos de decisión de Markov

Un proceso de decisión de Markov (PDM) se define como la 5-tupla {S,A,P,R,γ}. En

donde S y A son conjuntos finitos. Un estado st ∈ S es un estado en un ambiente que se

puede medir, y at ∈ A es una acción posible. La matriz P es una matriz con probabilidades

de transición entre estados. El valor rt+1 ∈ R es un valor de recompensa estimado por

alguna función al ejecutar una acción at. Cabe notar que st y at pueden ser discretos o

continuos. Finalmente, el parámetro γ ∈ [0,1) es un factor de penalización temporal para

garantizar la convergencia cuando t− >∞.

La dinámica en un PDM se define por la probabilidad de transitar a un estado siguien-

te, dada la configuración de estado anterior y la acción ejecutada. Esto se define como:

P ass′r = p(st+1 = s′ , rt+1 = r | st = s,at = a) (3.2)

La distribución de probabilidad para cada estado s, s′ ∈ S y cada acción posible a ∈ A
cumple que:

∑
s′∈S

∑
r∈R

p(s′ , r | s,a) = 1 (3.3)

La ecuación 3.3 nos muestra que si conocemos la probabilidad para todos los valores

de s′ y r, dados s y a, entonces podemos plantear cualquier relación de transición en el

ambiente. Por ejemplo, podemos definir la probabilidad de transición entre estados solo
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en función de la acción ejecutada. Esto es:

P ass′ = p(st+1 = s′ | st = s,at = a) =
∑
r∈R

p(s′ , r | s,a) (3.4)

También podemos definir el valor esperado de la recompensa para cada par estado-

acción como una función r(s,a), esto es:

r(s,a) = E[rt+1 | st = s,at = a] =
∑
r∈R

∑
s′∈S

p(s′ , r | s,a) (3.5)

La figura 3.2 muestra la dependencia de probabilidades para transitar a estados si-

guientes st+1, dada una acción at. En particular, se muestra expresada la probabilidad

p(at | st) como una función πθ(at | st) que es una parametrización sobre los valores θ. En

la siguiente sección se explicará como solucionar este problema sin conocer directamente

las probabilidades de transición.
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Figura 3.2: Modelo gráfico para un PDM. La función πθ(at | st) es una parametrización común.

Un PDM modela el problema de la interacción con un medio ambiente, en el cual es

posible estimar el cambio entre estados conforme el tiempo avanza.

Se define a un agente como un proceso en el cual se asocia una representación de

estados con un valor de salida mediante una acción sobre el entorno, el valor de salida

permite seleccionar una acción que se desea ejecutar al siguiente periodo de tiempo. El

ambiente es cualquier sistema con el que se interactúa y se toma una medición [13]. Esta

relación entre un agente y un ambiente se muestra en la figura 3.3 .
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Figura 3.3: Interacción agente-ambiente en un PDM. El agente es representado por el robot Lo-
coBot [28].

El agente y el ambiente interactúan secuencialmente, el agente selecciona una acción

y la ejecuta, modificando el estado actual. Después, el ambiente es observado y se obtiene

un valor de recompensa que el agente trata de maximizar sobre un periodo de tiempo.

Para el caso de este trabajo, el tiempo es una secuencia discreta de pasos, t = 0,1,2, ...,

en los cuales el agente recibe una representación st y ejecuta una acción at, posteriormente

recibe una recompensa rt+1. Esto lleva al agente a una nueva configuración representada

por st+1.

El PDM y el agente dan lugar a una secuencia o trayectoria de la forma:

{s0, a0, r1, s1, a1, r2, s2, a2, r3, ...} (3.6)

Si expresamos las recompensas recibidas por el agente después de un periodo de tiem-

po como rt+1, rt+2, rt+3, ..., entonces es factible maximizar esta secuencia de valores me-

diante una función. La forma más simple de definir una función es usando la suma de las

recompensas por cada acción ejecutada, en un horizonte temporal T . Esto es:

gt = rt+1 + rt+2 + rt+3 + ...+ rT (3.7)

El valor gt se conoce como recompensa acumulada. La valor de la variable T indica

que se ha terminado la ejecución alcanzando un estado terminal sT . El número T es una

variable aleatoria ya que no se sabe cuando el agente alcanzará un objetivo o terminará la

ejecución en estados no deseados (colisión o una acción no útil).

En ciertos casos, no es posible determinar un estado terminal por lo que se puede ge-

neralizar a gt haciendo T =∞ (usando una notación matemática no estricta), y agregando
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una constante γ < 1 para establecer un valor de recompensa acumulado finito. Esto es:

gt = rt+1 +γrt+2 +γ2rt+3 +γ3rt+4 + ... =
T=∞∑
k=0

γkrt+k+1 (3.8)

Podemos notar de la ecuación 3.8 lo siguiente:

gt = rt+1 +γ(rt+2 +γrt+3 +γ2rt+4 + ...) (3.9)

Por lo que al reescribir dicha ecuación como una función recurrente, toma la forma:

gt = rt+1 +γgt+1 (3.10)

Y en términos de las recompensas rt, se tiene la forma:

gt = rt+1 +
T=∞∑
k=1

γkrt+k+1 (3.11)

La recompensa acumulada ahora se nombra como recompensa acumulada con descuen-
to, y toma un valor mínimo si γ = 0 y se selecciona el menor valor rt+1 ∈ R en cada instante;

es máxima si 0 < γ < 1 y se selecciona el mayor valor rt+1 ∈ R en cada tiempo. Esto acota

los valores posibles de recompensa aún en episodios sin fin. Esto es:

2 mı́n{R;γ = 0} ≤ gt ≤
1

1−γ
máx{R;0 < γ < 1} (3.12)

En la práctica, se restringe el aprendizaje a episodios finitos debido a límites de alma-

cenamiento y cómputo, por lo que la ecuación 3.8 se reescribe para un tiempo finito T

como:

gt = rt+1 +
T∑
k=1

γkrt+k+1 (3.13)

3.3. Solución a un proceso de decisión de Markov.

Para resolver el problema de seleccionar la mejor acción a ejecutar sobre un proceso de

decisión de Markov (PDM), debemos encontrar una función que mapea el estado actual

sobre cada posible acción. Esta función de mapeo se conoce como política de acción o por

brevedad solo política. Se denota como una función π( ).
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Si π(s) = a genera un único valor para cada s, entonces se dice que π es una política de-
terminística. Si π es una función de probabilidad de la forma π(a | s) entonces es una polí-
tica estocástica, la cual se supone una distribución estacionaria. Esto es a ∼ π(at | st),∀t > 0.

Es común definir funciones auxiliares para estimar cantidades útiles sobre el PDM.

Se define una función valor-estado vπ( ) como el valor esperado de recompensa dado un

estado s y una política π. Esto se expresa como:

vπ(s) = Eπ [gt | st = s] = Eπ

 T∑
k=0

γkrt+k+1 | st = s

 ,∀s ∈ S (3.14)

Similarmente, se puede definir una función valor-acción qπ( ) que regrese el valor es-

perado de recompensa al ejecutar una acción a, con una política de acción π. Es decir:

qπ(s,a) = Eπ [gt | st = s,at = a] = Eπ

 T∑
k=0

γkrt+k+1 | st = s,at = a

 (3.15)

En la siguiente sección se explicará como aplicar las ecuaciones 3.14 y 3.15 al proble-

ma de aprendizaje reforzado usando métodos de aproximación iterativos.

3.4. Aprendizaje Reforzado

El aprendizaje reforzado (AR) se refiere a un tipo de algoritmo de aprendizaje de má-

quina en el que un agente recibe una recompensa acumulada, con un retardo temporal

respecto del momento en que se ejecutó una acción o comando. Esto es debido a que se re-

quiere de una secuencia de ejecuciones sobre un ambiente y después deben ser evaluadas

usando una política de acción. La política puede ser ajustada en cada instante o después

de un periodo de tiempo.

También, se requiere de un medio ambiente con el que se pueda interactuar, y que

sea posible observar cambios en él a través de mediciones (medir transiciones de estados).

Este método se enfoca en un desempeño general sobre un objetivo, balanceando acciones

de exploración y su incorporación a una modelo de conocimiento.

Para resolver el problema de AR, dado un PDM, se establece el conjunto {S,A,Pπ.Rπ,γ}.
En donde ahora P y R tienen dependencia del criterio de acción en cada estado π.

Ya que existen muchas maneras de seleccionar acciones, dada una configuración ac-

tual del ambiente s, debemos establecer una política óptima denotada como π∗. La política

óptima debe maximizar el valor de recompensa vπ(s) sobre cualquier acción ejecutada,

y esto se logra seleccionando las transiciones de estados que regresan el mayor valor
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rt+1 ∈ Rπ. Esto a su vez implica maximizar qπ(s,a), por lo que a π se le nombra como

una política voraz. Con este fin, definimos las funciones auxiliares de valor-estado vπ(s)

y valor-acción qπ(s,a) dada una política π, como óptimas si regresan el mayor valor de

recompensa acumulada.

Se define a una función óptima valor-estado v∗(s) como:

v∗π(s) =Maxπ [vπ(s)] (3.16)

Similarmente, se define una función óptima valor-acción q∗(s,a) como:

q∗π(s,a) =Maxπ [qπ(s,a)] (3.17)

Supongamos que tenemos un par ordenado de políticas π y π′ y se sabe que π obtiene

mejores valores rt+1 que π′, entonces:

π ≥ π′ si vπ(s) ≥ v′π(s),∀s (3.18)

Entonces existe una política óptima π∗ si:

π∗ ≥ π,∀π (3.19)

Lo que lleva a la conclusión de que π∗ alcanza valores-estado óptimos v∗π(s) en donde:

v∗π(s) ≥ vπ(s), ∀π (3.20)

Esto se extiende a valores-acción óptimos q∗π con:

q∗π(s,a) ≥ qπ(s,a), ∀π (3.21)

En el caso de requerir una política óptima estocástica π∗(a | s), se puede obtener me-

diante la ecuación siguiente:

π∗(a | s) =

 1, a = Argmáx[q∗(s,a)]

0, en otro caso
(3.22)

Si se conoce q∗π(s,a) en cada tiempo, entonces se conoce v∗π(s), lo que determina la

política óptima. Entonces el PDM esta resuelto con π∗ entrenada, y se puede decidir que

acción ejecutar en cualquier momento.
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3.4.1. Métodos de solución para aprendizaje reforzado.

A continuación se enlistan los cuatro enfoques más comunes para resolver un PDM

usando AR:

Soluciones basadas en muestreo.

Dado un conjunto de entrenamiento D = {(s,a, r, s′)t}Nt=1 recolectado del ambiente

con N interacciones, se puede aplicar lo siguiente:

• AR basado en modelo.

◦ Se establece y refina un modelo para P (s′ | s,a) y r(s,a)

mediante v(s). Al final se obtiene π∗ restringida a la ecuación 3.3.

• AR sin modelo.

◦ Se estima una función vπ(s) por aprendizaje, codificando una política pa-

rametrizada que cumple πθ ≈ π∗.

◦ Se optimiza directamente una política parametrizada πθ iterando sobre D.

Soluciones basadas en demostraciones.

Dado un conjunto de entrenamiento D = {(s0:T , a0:T )d}nd=1

con n ejemplos:

• Aprendizaje por imitación.

◦ Se aprende π(s) directamente.

• AR inverso.

◦ Se aprende una función r(s,a) latente (es decir, supervisada) y

al estimar vπ(s) se obtiene π(s).

En este trabajo se aborda la aplicación de aprendizaje reforzado sin modelo. En la si-

guiente sección se explicarán los detalles de este método de solución, aplicado a la nave-

gación visual de un agente.

3.4.2. Un enfoque sin modelo. Método de diferencias temporales.

Existen distintos métodos de solución para obtener las transiciones en un PDM usando

AR. Un resumen para todas las variaciones de solución se discute en [13], usando modelos
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para P ass′ y métodos iterativos sin modelo. En esta sección solo se expone la solución sin

modelo, por el método de diferencias temporales.

Primeramente, redefinamos la función valor-estado vπ(s) (ecuación 3.14) sujeta a una

política π de manera recurrente. Esto es:

vπ(s) = Eπ
[
rt+1 +γvπ(st+1 = s′) | st = s)

]
(3.23)

Igualmente para la función de valor-acción qπ(s,a) (ecuación 3.15), se tiene:

qπ(s,a) = Eπ
[
rt+1 +γqπ(st+1 = s′ , at+1 = a′) | st = s,at = a)

]
(3.24)

El método establece aproximar π∗ iterativamente observando secuencias {s,a, r, s′ , a′}.
Además, se puede considerar una política estocástica πθ(s) con parámetros θ, que apro-

xime la distribución de P ass′ . Para esto, se propone que la función de valor-estado sea

vπ(s) ≈ v̂π(s), en la cual se actualiza v̂π(s) en función de valores temporales anteriores

y de una actualización progresiva, usando una constante de aprendizaje α ∈ (0,1) 1 [13].

La aproximación se define como:

v̂π,i+1(s)← (1−α)v̂π,i(s) +α
[
r +γv̂π,i(s

′)
]

(3.25)

La ecuación 3.25 se conoce como el método TD (del inglés Temporal Difference). Si

tomamos la acción óptima en un conjunto de transiciones, dicha ecuación se transforma

como:

v̂π,i+1(s)← (1−α)v̂π,i(s) +α
[
r +γmáx

s′∈S

{
v̂π,i(s

′)
}]

(3.26)

Para la función valor-acción, se aplica el mismo razonamiento, lo que da lugar a la

recursión de qπ(s,a) ≈ q̂π,i(s,a), esto se expresa de la forma:

q̂π,i+1(s,a)← (1−α)q̂π,i(s,a) +α
[
r +γq̂π,i(s

′ , a′)
]

(3.27)

La ecuación 3.27 se conoce como el método SARSA, debido a la secuencia {s,a, r, s′ , a′}
que debe ser almacenada para evaluar q̂π. También se le denomina como un método de

política en linea (una acepción del inglés on-policy) ya que se usa la misma política durante

la actualización 2.

Si se aplica el criterio de maximizar la recompensa en la ecuación anterior, y se agrega

1v̂π→ v∗, si {s,a, r, s′ , a′}nt=1 y n→∞.
2q̂π,i (s,a) y q̂π,i (s′ , a′) son la misma función con distintos valores de entrada en la iteración i.
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una política estocástica πθ, se obtiene:

q̂∗π,i+1(s,a)← (1−α) q̂∗π,i(s,a) +α
[
r +γmáx

a′∈A

{
q̂∗π,i(s

′ ,πθ(s′))
}]

(3.28)

La ecuación 3.28 se conoce como el método aprendizaje Q [12]. Dado que la política πθ
puede ser cualquier tipo de selección, y el criterio de máxima recompensa elige la mejor

política para actualizar q̂∗π, a este método se le denomina como una política fuera de linea.

Es una práctica común usar una política estocástica definida como:

πθ(a | s) =
efθ(s,a)∑

a′∈A
efθ(s,a′)

(3.29)

Donde fθ es una función no lineal con parámetros θi ∈ θ.

3.4.3. Aprendizaje reforzado usando aprendizaje profundo.

En la actualidad es una práctica común parametrizar a la función valor-estado v̂π(s)

como una función fθv (s) para facilitar su optimización. También es común usar técnicas

de gradiente descendente. La regla de actualización para fθv (s), para cada parámetro θi
usando gradiente descendente se define como:

θv,i+1← θv,i +α
[
r +γfθv (s

′)− fθv (s))
]
∇v,θi fθv (s) (3.30)

Para encontrar q̂π(s,a), se sigue el mismo procedimiento que con v̂π(s) pero sobre una

función fθq (s,a). Esto se expresa como:

θq,i+1← θq,i +α
[
r +γmáx

a′∈A

[
fθq (s

′ , a′)
]
− fθq (s,a))

]
∇q,θi fθq (s,a) (3.31)

En donde α,γ ∈ (0,1) para la ecuaciones 3.30 y 3.31.

Si fθv y fθq son funciones no lineales obtenidas al usar un perceptrón multicapa, en-

tonces este método es una mezcla de aprendizaje profundo y aprendizaje reforzado. Esta

mezcla es una práctica común para encontrar políticas de acción en problemas de nave-

gación autónoma.

3.4.4. Políticas basadas en gradientes.

Es posible optimizar el valor esperado de recompensa, dada una secuencia temporal

de transiciones entre estados, con su respectiva recompensa rt.
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Sea τ = {s0, a0, s1, a1, ..., st−1, at−1, st , at}, entonces la probabilidad p(st , at) , dada πθ(at |
st) y p(st | st−1, at−1) es (véase la figura 3.2):

p(st , at | τ) = p(s0)
t−1∏
i=1

πθ(ai | si−1)p(si | si−1, ai−1) (3.32)

Se aplica la función logaritmo natural a ambos lados de la ecuación anterior y se tiene:

log[p(st , at | τ)] = log[p(s0)] +
t−1∑
i=1

log[πθ(ai | si−1)] +
t−1∑
i=1

log[p(si | si−1, ai−1)] (3.33)

Y el gradiente de log[p(st , at | τ)] respecto del parámetro θ es:

∇θ log[p(st , at | τ)] =
t−1∑
i=1

∇θ log[πθ(ai | si−1)] (3.34)

Ahora, se pretende optimizar una red neuronal con parámetros θ que implementa la

política πθ y que optimice el valor acumulado de recompensa. Entonces su función de

perdida queda definida como:

J(θ) = E[
T−1∑
t=0

rt+1 | πθ] =
T−1∑
t=0

p(st , at | τ)rt+1 (3.35)

Por lo que el gradiente ∇θJ(θ) es:

∇θJ(θ) =
T−1∑
t=0

rt+1∇θp(st , at | τ) =
T−1∑
t=0

rt+1(
t−1∑
i=1

∇θ log[πθ(ai | si−1)]) (3.36)

∇θJ(θ) = gt
t−1∑
i=1

∇θ log[πθ(ai | si−1)] ,∀s ∈ S (3.37)

Con πθ diferenciable.

Si no se conoce el número total de estados y acciones como es el caso en el que estos

son de naturaleza continua, el gradiente anterior no se conoce exactamente, entonces ∇θJ
es una muestra del gradiente real. Por lo que se comporta como un estimador insesgado

de la ecuación 3.37. Es decir:

∇θJ(θ) ≈ gt
t−1∑
i=1

∇θ log[πθ(ai | si−1)] (3.38)
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Un método para mantener la convergencia del gradiente es usar un factor de descuen-

to temporal sobre gt mediante una constante γ ∈ (0,1), y restarle alguna función b(t).

Esta función es un promedio móvil de recompensas, en algún intervalo con k muestras

[29, 30]. Esto es:

∇θJ(θ) ≈

k−1∑
t=0

γ irt+i − b(t)

 t−1∑
i=1

∇θlog [πθ(ai | si−1)] (3.39)

b(t) =
1
k

k−1∑
t=0

rt (3.40)

La política ahora considera todas las transiciones entre estados, por lo que al tener

muchos episodios de entrenamiento el gradiente se acerca a una política óptima de acción.

3.5. Navegación como un proceso de Markov

En este capítulo se expusó la teoría relacionada para resolver un proceso de decisión

de Markov (PDM) condicionado a una señal de recompensa. Esta teoría permite modelar

el problema de navegar en un ambiente como el encontrar una función que estime la se-

cuencia de estados, acciones y recompensas {s0, a0, r1, s1, a1, r2, s2, a2, r3, ...} en cada instante

que se ejecute dicha función. Se ha desmostrado que este problema puede resolverse uti-

lizando redes neuronales artificiales como estimadores de la función que aproxima una

política de acción. Esto se describió matemáticamente en la ecuación 3.30, la ecuación

3.31, o en las ecuaciones 3.39 y 3.40. Para obtener resultados útiles se requiere de muchos

episodios, debido a limitantes actuales en los métodos de optimización sin un modelo

previo del ambiente o de la dinámica en el mismo. Esto justamente es la mayor ventaja de

la teoría descrita en las secciones de este capítulo, no se requiere de un modelo de transi-

ciones entre estados observados, pero trae consigo dificultades técnicas en la recopilación

de suficientes imágenes para obtener la política de ejecución de acciones.

En el siguiente capítulo se presenta la teoría matemática para representar imágenes

con un modelo probabilístico llamado modelo oculto de Markov, este modelo permite com-

parar imágenes respecto de una representación visual del ambiente y esto permite asociar

imágenes no observadas a una representación del ambiente contruida previamente. A esta

representación se le denomina memoria visual por similitud estadística y se usará como un

mecanismo auxiliar para entrenar un agente mediante aprendizaje reforzado en la tarea

de navegación visual.



Capítulo 4

Modelos Ocultos de Markov

En este capítulo se describe el primero de dos métodos utilizados para construir una

memoria visual topológica, utilizando un modelo estadístico de la apariencia en dos imá-

genes distintas. El segundo método se describirá en el capítulo 5 y se describirá en el

capítulo 6 el como se construye un grafo como una base de datos de similitud entre imá-

genes. El objetivo de usar un método estadístico es saber cual es la imagen más semejante

a una de consulta, para poder agregar aristas nuevas a un vértice. Para esto, se utiliza un

modelo probabilístico denominado modelo oculto de Markov (MOM).

4.1. Definición de un modelo oculto de Markov

Un modelo oculto de Markov (MOM) es un modelo de un proceso estocástico que se plan-

tea como un proceso estocástico doble, en el cual las realizaciones de un primer proceso

llamado proceso oculto, dan origen a un segundo proceso llamado proceso observado, los dos

procesos estocásticos se logran caracterizar usando sólo el proceso que se puede observar

(medir). El principal atributo de los modelos ocultos de Markov es que son modelos que

asignan probabilidades de aparición a secuencias de símbolos, se dice que son procesos
generativos ya que las probabilidades de ocurrencia para cada símbolo, se definen por una

serie de pasos que incrementalmente producen la secuencia observada. Este tipo de pro-

ceso estocástico se le describe mediante un conjunto de unidades llamadas estados que son

el mecanismo de emisión de los símbolos. Los estados tienen probabilidades de transición

asociadas a los cambios internos del sistema durante la generación de los símbolos.

34
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4.2. Arquitectura de un modelo oculto de Markov

Un modelo oculto de Markov (MOM) es un proceso estocástico que consta de un proceso

de Markov no observado S = {St}, y un proceso observado O = {Ot}, con estados depen-

dientes de los estados no observados [31]. Un MOM, discreto, de primer orden se define

como λ = (V ,S,A,B,Π) donde:

V = {v1,v2, ...,vM} es un alfabeto finito con M símbolos.

S = {S1,S2, ...,SN } es un conjunto finito de N estados, con el estado al tiempo t deno-

tado como qt.

A = [aij ]N×N es una matriz de probabilidades de transición donde el elemento aij es

la probabilidad de transición del estado i al estado j.

aij = P (qt+1 = Sj | qt = Si) para todo 1 ≤ i, j ≤N .

B = [bj(k)]N×M es la matriz de probabilidad de emisiónes, esto es que bj(k) = P (Vk en t |
qt = Si).

Π = [πi]1×N es la matriz de probabilidades iniciales donde πi = P (q1 = Si) con 1 ≤
i ≤N .

Además O = {O1,O2, ...,OT } es la única secuencia que es posible observar, tiene longi-

tud T y cada elementoOt es un símbolo de los posibles en el conjunto V . Por conveniencia,

se usa la notación compacta λ = (A,B,Π) para referirse a un modelo oculto de Markov.

Un modelo oculto de Markov se representa como un grafo dirigido de transiciones

y emisiones. La arquitectura que permita modelar de la mejor forma posible las pro-

piedades observadas, depende en gran medida de las características del problema. Las

arquitecturas más usadas son:

Ergódicas o completamente conectadas. En estas cada estado del modelo puede ser

alcanzado desde cualquier otro estado en un número finito de pasos. Un ejemplo se

muestra en la figura 4.1.

Izquierda-derecha, hacia adelante o Bakis. Estas tienen la propiedad de que en la

medida de que el tiempo crece, se avanza en la secuencia de observación asociadaO.

En reconocimiento de la voz estas arquitecturas modelan bien la relación temporal

entre los sonidos. Un ejemplo se muestra en la figura 4.2
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Izquierda-derecha paralelas. Estas son dos arquitecturas izquierda-derecha conecta-

das entre sí (ver figura 4.3).

S1 S2 S3 S4

Figura 4.1: Ejemplo de modelo ergódico para cuatro estados.

S1 S2 S3 S4

a12

a11

a13

a23

a22

a24

a33

a34

a44

Figura 4.2: Ejemplo de modelo izquierda-derecha con cuatro estados.

S1

S2

S3

S4

S5

S6a11

a12

a13

a24

a22

a25 a34

a35

a33

a46

a44

a56

a55

a66

Figura 4.3: Ejemplo de modelo paralelo con seis estados.

4.3. Los tres problemas fundamentales

Existen tres problemas fundamentales que deben resolverse antes de poder aplicar

los modelos ocultos de Markov en sistemas de reconocimiento de secuencias [31]. A con-

tinuación se enumeran:
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1. Calcular la probabilidad de una secuencia observada O, se calcula P (O | λ).

Dada una secuencia de observaciones O = {O1,O2, ...,OT } y un modelo λ = (A,B,Π).

2. Calcular la secuencia óptima de estados que genera las observaciones.

Dada una secuencia de observaciones O = {O1,O2, ...,OT } y un modelo λ = (A,B,Π),

encontrar Q = {q1,q2, ...,qT } óptima para generar O.

3. El aprendizaje del modelo.

Ajustar los parámetros A, B y Π para maximizar P (O | λk) ∀ ∈ λk .

4.3.1. Solución al problema de la evaluación

Se supone que se tiene la secuencia fija de estados Q = {q1,q2, ...,qT } con q1 el estado

inicial. Entonces la probabilidad de que la secuencia O sea emitida por Q y un modelo

oculto de Markov λ se expresa como

P (O |Q,λ) =
T∏
t=1

P (Ot | qt ,λ) (4.1)

Asumiendo independencia entre las observaciones tenemos:

P (O |Q,λ) =
T∏
t=1

bqt (Ot) (4.2)

Así, la secuencia de estados Q se expresa como:

P (Q | λ) = πq1

T∏
t=2

aqt−1qt (4.3)

Y la probabilidad conjunta de que O y Q ocurran es:

P (O,Q | λ) = P (Q | λ)P (O |Q,λ) = πq1

T∏
t=2

aqt−1qt

T∏
t=1

bqt (Ot) (4.4)

Si se consideran todas las secuencias de estados posibles se tiene que

P (O | λ) =
∑
∀qi

πq1
bq1O1

T∏
t=2

aqt−1qtbqtOt (4.5)

La ecuación 4.5 se conoce como evaluación por fuerza bruta, ya que para cada observa-

ción hay N posibles estados para transitar y si tenemos {1,2, ...,T } observaciones tenemos
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N ×N × ...×N , T veces por lo que la cantidad de operaciones es NT y aproximadamente

2T productos en cada operación. Esta cantidad de operaciones no es factible de realizar,

por ejemplo: para 10 estados ocultos y una simple secuencia de 100 símbolos habría que

calcular 2 × 100 × (10100) operaciones; el número de átomos de hidrógeno en el universo

se estima en cerca de 1080 átomos, por dar un ejemplo.

Para resolver el problema de la evaluación de manera eficiente se propone el procedi-

miento conocido como procedimiento adelante-atrás (del inglés Forward-Backward procedu-
re) definiendo la variable hacia adelante αt(i) como

αt(i) = P (O1,O2, ...,Ot ,qt = Si | λ) (4.6)

Y es posible encontrar una solución recurrente como sigue:

1. Inicialización:

α1(i) = πibi(O1), 1 ≤ i ≤N (4.7)

2. Inducción:

αt+1(j) =

 N∑
j=1

αt(i)aij

bj(Ot+1), 1 ≤ t ≤ T − 1, 1 ≤ i ≤N (4.8)

3. Terminación:

P (O | λ) =
N∑
t=1

αt(i) (4.9)

Con el procedimiento anterior, en la ecuación 4.8 se observa que se necesitan N pro-

ductos para N estados posibles y T posibles observaciones, con lo que la cantidad de

operaciones es igual a N2T . Para el caso de N = 10 estados ocultos y T = 100 símbolos

emitidos la cantidad de operaciones es 102(100) = 1003 operaciones, que es razonable-

mente computable en un tiempo determinado.

La variable hacia atrás no es necesaria para resolver el problema de evaluación, pero

resulta de utilidad para desarrollar el problema de aprendizaje de un modelo sobre las

observaciones obtenidas. Se define βt(i) como

βt(i) = P (O1,O2, ...,Ot | qt = Si ,λ) (4.10)

Y la solución recurrente se define como:
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1. Inicialización:

βT (i) = 1, 1 ≤ i ≤N (4.11)

2. Inducción:

βt(i) =
N∑
j=1

aijbj(Ot+1)βt+1(j), t = T − i, 1 ≤ i ≤N (4.12)

4.3.2. Estimar la secuencia óptima de estados

La ruta más probable en un modelo oculto de Markov es útil para el aprendizaje y

para el alineamiento de secuencias con el modelo. La ruta más probable Q = {q1,q2, ...,qT }
para la secuencia de observación O = {O1,O2, ...,OT } puede ser calculada utilizando el

algoritmo de Viterbi [31].

Se define el valor

δt(i) = maxq1,q2,...,qt−1
[P (q1,q2, ...,qt = i,O1,O2, ...,Ot | λ)] (4.13)

La ecuación anterior busca la mejor probabilidad para toda la observación O. Puede

deducirse que se debe rastrear la mejor probabilidad en cada trayectoria posible en el

tiempo t tomando en cuenta las trayectorias anteriores. Así se tiene que:

δt+1(i) =
[
maxi(δt(i)aij )

]
bj(Ot+1) (4.14)

El procedimiento completo se lista a continuación:

1. Inicialización:

δ1(i) = πibi(O1), 1 ≤ i ≤N (4.15a)

ψ1(i) = 0 (4.15b)

2. Recursión:

δt(j) = max1≤i≤N [(δt−1(i)aij )bij ], 2 ≤ t ≤N 1 ≤ j ≤N (4.16a)

ψt(j) = arg max1≤i≤N [δt−1aij ], 2 ≤ t ≤N 1 ≤ j ≤N (4.16b)
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3. Teminación:

P ∗ = max1≤i≤N (δT (i)) (4.17a)

q∗T = arg max1≤i≤N (δT (i)) (4.17b)

4. Rastreo hacia atrás de la secuencia:

q∗t = ψt+1(q∗t+1), t = T − 1,T − 2, ...,1 (4.18)

4.3.3. El problema de aprendizaje del modelo

El problema más difícil de los los modelos ocultos de Markov es determinar un mé-

todo para ajustar los parámetros A, B y Π del modelo para satisfacer los criterios de op-

timización. No se conoce una forma analítica para fijar los parámetros que maximicen la

probabilidad de la secuencia de observación. Existen varios algoritmos disponibles para

el entrenamiento de un modelo oculto de Markov, entre ellos, el algoritmo Baum-Welch

que es un método iterativo [31].

Se define la variable ξt(i, j) como:

ξt(i, j) = P (qt = Si ,qt+1 = Sj |O,λ) (4.19)

De las definiciones de αt(i) y βt(i) en las ecuaciones 4.6 y 4.10 se tiene la probabilidad

condicional

ξt(i, j) =
P (qt = Si ,qt+1 = Sj |O,λ)

P (O | λ)
=
αt(i)aijbj(ot+1)βt+1(j)

P (O | λ)
=

αt(i)aijbj(ot+1)βt+1(j)∑N
i=1

∑N
j=1αt(i)aijbj(ot+1)βt+1(j)

(4.20)

Se define γt(i)

γt(i) = P (qt = Si |O,λ) (4.21)

Y nuevamente se expresa en términos de las variables αt(i) y βt(i) como

γt(i) =
αt(i)βt(i)
P (O | λ)

=
αt(i)βt(i)∑N
i=1αt(i)βt(i)

(4.22)
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Y γt(i) se relaciona con ξt(i) de la forma

γt(i) =
N∑
j=1

ξt(i, j) (4.23)

La suma en la ecuación 4.23 puede interpretarse como el número esperado de veces

que se pasa por el estado Si o el número de transiciones de Si dada O, excluyendo el

tiempo t = T . Similarmente la suma en la ecuación 4.20, desde t = 1 hasta t = T − 1 se

interpreta como el número esperado de transiciones del estado Si al estado Sj .

De forma breve tenemos:

T−1∑
t=1

γt(i) = Número esperado de transiciones por Si en O (4.24)

T−1∑
t=1

ξt(i) = Número esperado de transiciones de Si a Sj (4.25)

Así, el procedimiento para actualizar los parámetros de un modelo oculto de Markov

se realiza simplemente contando la ocurrencia de transiciones. Lo que genera el procedi-

miento de estimación mostrado a continuación:

π̂i = Frecuencia en el estado Si en t igual a 1 = γ1(i) (4.26)

âij =
Número de transiciones de Si a Sj

Número esperado de transiciones por Si
=

∑T−1
t=1 ξt(i)∑T−1
t=1 γt(i)

(4.27)

b̂j(k) =
Número de veces en Sj observando vk

Número de veces en Sj
=

∑T
Num.Ot=vk

γt(i)∑T
t=1γt(i)

(4.28)

Existen adicionalmente tres problemas técnicos en la implementación en un modelo

oculto de Markov, todos estos se tratan a detalle en [31] con su respectiva solución. Los

tres problemas son:

El Reescalamiento de las probabilidades en cada iteración durante la ejecución de

los algoritmos.

El tratamiento de observaciones con más de un solo símbolo (vectores de símbolos).

Inestabilidad en la representación númerica. Al multiplicar recursivamente valores

en el intervalo [0,1].
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Finalmente, con la estimación de la secuencia óptima de estados y la evaluación de una

secuencia, el problema de estimar un modelo queda resuelto, ya que se pueden optimizar

los parámetros para obtener la mayor probabilidad dada la secuencia actual de símbolos,

comparada con su transición de estados óptima. Con esto, es posible entrenar modelos

probabilísticos para representar clases de imágenes con contenido visual similar. Por lo

que se puede obtener una memoria visual de un ambiente. Para ello, se deben entrenar

los modelos correspondientes y consultarlos, como por ejemplo: construir un grafo de

imágenes en base a su similitud visual. Si dos imágenes son semejantes se pueden agregar

en un grafo como dos aristas unidas por un vertice.

Con lo anterior es posible crear una memoria auxiliar para mejorar el desempeño

de un sistema de aprendizaje por refuerzo utilizando solo información visual. Esta idea

tambien se plantea en el siguiente capítulo utilizando hash sensible a la localidad (HSL).



Capítulo 5

Hash Sensible a la Localidad

En este capítulo se describe el segundo método probabilístico para poder indexar imá-

genes similares en el ambiente. El objetivo de este es poder crear una representación que

funcione como una memoria auxiliar. Para este caso se trata de un grafo formado con

imágenes. Este grafo funciona como una memoria visual para agilizar la convergencia del

aprendizaje reforzado, como mecanismo de atención en el ambiente facilitando la conver-

gencia en el entrenamiento.

La sección 5.1 describe cómo es posible utilizar funciones hash para indexar imágenes,

respetando la similitud entre ellas. Para esto se construye un modelo probabilístico basa-

do en similitud de descriptores binarios y este se usa como criterio para agregar vértices

a un grafo.

5.1. Agrupamiento con hash sensible a la localidad

Una tabla hash o una tabla fragmentada es una estructura de datos que asocia valo-

res de entrada a un índice. Después índice es usado para acceder al valor que se desea

consultar en esta estructura. Este mecanismo es denomindado acceso clave-valor y suele

utilizarse en sistemas de búsqueda de datos que tienen una especificación de tiempo de

acceso muy eficiente. Típicamente, el tiempo de acceso es diseñado para ser de tiempo

constante O(1) [32].

El hash sensible a la localidad (HSL) es una técnica que aplica el hash de elementos de

entrada similares en los mismos bloques de una tabla hash. El hash sensible a la locali-

dad es una técnica de indexación que permite buscar de manera eficiente los vecinos más

cercanos entre grandes colecciones de elementos, donde cada elemento está representado

por un vector de entrada xd = {x1,x2, ...,xd}, para algún número de dimensiones d. El algo-
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ritmo es aproximado, pero ofrece garantías probabilísticas. Es decir, con la configuración

de parámetros correcta, los resultados aproximan a realizar una búsqueda de fuerza bruta

en toda la colección de datos pero con un tiempo de consulta más eficiente [33].

Sea un vector de entrada xd ∈ d, y una función de hash h( ), la salida i se define como:

i = h(xd) (5.1)

En un sentido general se busca conseguir un tiempo de acceso constante al índice i

o a una dirección de memoria, pero puede diseñarse una función h que maximize las

colisiones en las entradas de la tabla en lugar de minimizarlas. La figura 5.1 ilustra esta

idea.
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Figura 5.1: Diferencia entre hash sensible a la localidad y hash común. a) Hash para acceso
eficiente. b) Hash sensible a similitud o localidad.

El hash sensible a la localidad se basa en el concepto de similitud entre dos conjuntos.

Dados A y B dos conjuntos, una medida de similitud común de usar es la denominada

similitud de Jaccard, que se define como:

J(A,B) =
| A∩B |
| A∪B |

(5.2)

Por ejemplo, sean los conjuntos A = {1,2,3} y B = {3}. La similitud de Jaccard es

J(A,B) = |{3}|
|{1,2,3}| =

1
3 .

Igualmente podemos representar conjuntos de números binarios con el propósito de

explotar las operaciones binarias de una computadora. Un ejemplo es Ab = {1,1,0}, Bb =

{0,1,0} y Cb = {1,1,1}. Tenemos que J(Ab,Bb) se define como:

J(Ab,Bb) =
M11

M10 +M01 +M11
(5.3)
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Donde M11 es la cantidad de símbolos ‘1′ en ambos conjuntos. Para el valor M10 es la

cantidad de símbolos ‘1′ en A y ‘0′ en B. Finalmente, M01 es la cantidad de símbolos ‘0′

en A y ‘1′ en B.

Por lo que J(Ab,Bb) = 1
1+0+1 = 1

2 y J(Ab,Cb) = 2
0+1+2 = 2

3 .

También puede establecerse una métrica en un espacio de vectores. Esta se define

como:

JD(S,A) = 1− | A∩B |
| A∪B |

(5.4)

Y para el caso de vectores binarios tenemos:

JDb (Ab,Bb) = 1− M11

M10 +M01 +M11
(5.5)

Ahora supongamos que Ab, Bb y Cc son una permutación aleatoria de algún conjunto

binario con tres elementos. Entonces se define a la función hmin( ) como la primera po-

sición donde ocurre el primer valor ‘1′. Formalmente, se define una permutación de los

elementos de un conjunto S a cualquier otro conjunto distinto:

h : S− >N (5.6)

Entonces hmin define una función hash h donde se regresa el valor hash menor de los

elementos de S:

hmin(S) =min({h(x) | x ∈ S)}) (5.7)

Por ejemplo: hmin(Ab) = 1, hmin(Bb) = 2 y hmin(Cb) = 1.

Se ha demostrado en [34] que se puede establecer la relación para comparar la simili-

tud en conjuntos de la forma:

p[hmin(A) = hmin(B)] = J(A,B) (5.8)

Donde la probabilidad p[hmin(A) = hmin(B)] es establecida por la similitud entre los

valores hash de A y B.

La manera de describir un conjunto H = {h1,h2, ...,hk} de funciones hash, a las que se

dice son (R,cR,p1,p2)− sensibles respecto a una función de similitud o distancia d(x,y), es

que si para cada h ∈H , se cumple que:

Si d(x,y) ≤ R, entonces pH [h(x) = h(y)] ≥ p1 (5.9)
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Si d(x,y) ≥ cR, entonces pH [h(x) = h(y)] ≤ p2 (5.10)

Las probabilidades p1 y p2 son conocidas como probabilidades de colisión para dos

elementos de entrada x e y. La figura 5.2 ilustra esta idea.

X

R

cR

Figura 5.2: Similitud entre elementos con funciones H , (R,cR,p1,p2)− sensibles.

Por lo que una tabla hash sensible a la localidad (HSL), usada para clasificar vectores

tendrá la estructura mostrada en la figura 5.3. La figura ilustra las colisiones para ele-

mentos semejantes en base a la clase de los elementos. Esto se representa como el color, y

cada bloque de la tabla solo contiene elementos semejantes según la métrica d(x,y) o con

probabilidad semejante según su código hash.

El tiempo de consulta de una tabla HSL es comúnmente O(mkd + búsqueda lineal)
donde m es un número de muestreo para establecer la relación hi(x) = hi(y), ∀i ∈ m. A

veces denominado mapeo por m-grama para encontrar funciones hash adecuadas, donde

k ≤ d [35]. El número k es la cantidad de funciones {hi} . Y el valor d es la dimensión de

los datos a almacenar. Una vez obtenido el código hash, solo se hace una búsqueda lineal

en ese bloque.
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Figura 5.3: Tabla hash sensible a la localidad o similitud. Las colisiones se muestran según el
color o la clase de los elementos.

Por lo anterior, puede usarse hash sensible a la localidad con funciones h ∈ H que

cumplan la propiedad en la ecuación 5.8, para comparar imágenes digitales previamente

transformadas en secuencias binarias. Lo que genera colisiones en los bloques de la tabla,

según su similitud.

Un método para aplicar tablas HSL es el denominado partición de b bandas. Este mé-

todo consiste en particionar los descriptores binarios que representan cada imágen en

bloques de renglones para su posterior asignación. Primero se convierten los descriptores

binarios en una matriz formando un arreglo de (b × r) ×N descriptores. Con cada des-

criptor Ii , de tamaño (b × r) × 1. La figura 5.4 ilustra este procedimiento para valores de

r = 3.

Los rectangulos de colores indican la colisión por banda, para imágenes distintas. En

la figura se aprecia en color rojo una colisión para I4 e IN en la banda 1 En color verde una

colisión para I1 e I2 en la banda 2. Y en color azul una colisión para I4 e IN en la banda

1. Entre más bandas sean indexadas al mismo bloque de cada tabla HSL la similitud de

Jaccard será mayor.

Entonces podemos estimar la probabilidad de que la firma de una banda, tenga el

mismo valor entre imágenes distintas. Para esto definimos lo siguiente:

Sea p1 = pr la probabilidad p de que los renglones sean iguales entre imágenes en

una sola banda de tamaño r.

Sea p2 = 1−pr la probabilidad p de que los renglones no sean iguales entre imágenes

en una sola banda.

Sea p3 = (1− pr )b la probabilidad p de que ningún renglón en cada banda, sea igual

para todas las bandas b.



Capítulo 5. Hash Sensible a la Localidad 48

I
1

I
2

I
3

I
4

... I
N

r
1

1 0 1 1 ... 1

r
2

0 1 1 0 ... 0

r
3

1 1 0 0 ... 0

r
4

1 1 0 1 ... 1

r
5

0 0 0 0 ... 1

r
6

0 0 0 1 ... 1

r
7

1 0 0 1 ... 1

r
8

1 1 0 0 ... 0

r
9

0 1 0 1 ... 1

r
10

1 0 1 1 ... 1

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.
r

b*r
1 0 1 1 ... 0

banda 3

banda 2

banda 1

banda b

Figura 5.4: Ejemplo de construcción de bandas.

Se define la probabilidad de que al menos una banda de todas, para todas las imá-

genes Ii , ∀i ∈N coincida entre dos imágenes distintas como:

P = 1− [(1− pr )b] (5.11)

Donde p es la similitud de Jaccard entre los códigos binarios de las imágenes:

p = [h(Ii) = h(Ij )] = J(Ii , Ij )

La figura 5.5 muestra un ejemplo de la relación entre la probabilidad de colisión P

entre firmas de imágenes divididas en bandas y la similitud de Jacccard. Esta simili-

tud está parametriza en p, que es el umbral de decisión que podemos elegir. Depen-

diendo del número de bits en las bandas y el número de ellas, es posible aumentar

o disminuir la precisión de la similitud entre imágenes. La figura 5.5 muestra la

relación P [J(Ii , Ij );r,b] contra J(Ii , Ij ) para r = 8 y b = 32 formando 256 renglones

binarios. Para un umbral p ≥ 0.7 es posbile garantizar una probabilidad de simili-

tud P ≥ 0.85. Para un umbral p ≥ 0.75, es posible garantizar una probabilidad de
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similitud P ≥ 0.95.

0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0
p = J(Ii, Ij)

0.0
0.1
0.2
0.3
0.4
0.5
0.6
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P
=

1
[(1

pr )b ]

Probabilidad de similitud entre Ii e Ij

Figura 5.5: Relación P y J(Ii , Ij ) para r = 8 y b = 32.

En el siguiente capítulo se describe el propósito de utilizar una representación de

grafo para las imágenes del ambiente, con el fin de brindar información topológica visual

al sistema de navegación entrenado con aprendizaje reforzado. Este grafo es construido

uttilizando métodos estadísticos para representar las imágenes y su similitud.



Capítulo 6

Memoria Visual por Similitud
Estadística

En este capítulo se describe el uso de una memoría visual como subsistema del siste-

ma de aprendizaje por refuerzo, está memoria tiene el objetivo de proveer información

topológica en forma de una abstracción visual para mejorar el entrenamiento. En la sec-

ción 6.1, se presenta una introducción al problema de buscar imágenes semejantes en un

base de datos. En la sección 6.2 se expone el como utilizar modelos ocultos de Markov

(MOM) como herramienta para buscar similitudes entre imágenes. En la sección 6.3 se

aborda el mismo problema pero utilizando hash sensible a la localidad (HSL). Finalmen-

te, la sección 6.4 explica como se construye la memoria visual.

6.1. Memoria visual por similitud estadística

En la actualidad, con el gran aumento de dispositivos móviles de comunicación, su

conexión a internet y su bajo costo. Las bases de datos de imágenes requieren de mecanis-

mos eficientes de consulta y actualización, por lo que se ha incrementado la investigación

en el area de recuperación de imágenes basada en contenido [36]. En esta sección se describe

como realizar esta tarea con el objetivo de mejorar el desempeño de un sistema basado en

aprendizaje por refuerzo, ya que este requiere de la exploración del ambiente de manera

extensiva.

Con el objetivo de buscar el contenido visual de una imagen en una base de datos

de forma rápida, robusta y eficiente, es necesario examinar el contenido en cada imagen

para transformarlo en una representación que sea útil en presencia de cambios de escala,

iluminación y rotación. Para lograr esto, es necesario asignar una firma o descriptor a

50
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cada imágen y después establecer una estructura de datos que nos permita realizar una

consulta.

La estructura general de un sistema de búsqueda por contenido visual se muestra en

la figura 6.1. Dado un conjunto de datos construido previamente y almacenado, se con-

sulta una imagen aplicándole una etapa de preprocesamiento, extracción y descripción

de su contenido. Los descriptores son ultilizados para representar a la imagen en un do-

minio predeterminado. Este dominio puede ser un espacio vectorial continuo o discreto.

Al final, el sistema establece un criterio de similitud y de búsqueda para dar como salida

los índices de las imágenes más semejantes. Si la base de datos no es estática, es posible

reevaluar su estructura para mejorar su consulta a través de un módulo de evaluación de

las salidas.

Preprocesamiento

Base de
datos

Descripción del 
contenido

Representación Búsqueda y 
similitud

Evaluación

Figura 6.1: Diagrama de bloques de un sistema de recuperación de imágenes.

Para obtener una firma única de cada imagen, y la posterior construcción de una base

de datos con dichas representaciones, se suele establecerse una jerarquía en el contenido

visual, en tres niveles: contenido de bajo nivel; contenido de nivel medio; y contenido de

alto nivel.

Contenido de bajo nivel. Son las llamadas características primitivas de la imagen

como son el color, textura, forma y posición.

Contenido de nivel medio. Son características obtenidas de grupos de píxeles como

son los objetos, contornos o bordes.
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Contenido de alto nivel. Suelen ser construcciones con el uso de detectores de alto

nivel como detección de escenas, rostros o emociones.

Conforme más alto es el nivel del contenido visual en la lista anterior, tienden a au-

mentar los requerimentos de cómputo y de latencia para su construcción (ver figura 6.2).

Bajo nivel

Color, textura,
posición

Nivel intermedio

Detección de 
objetos

Alto nivel

Detección de 
escenas

Tres personas
 sonriendo, edificios en

al fondo

Figura 6.2: Escalas de contenido visual en una imagen [37] (imágenes procesadas con [38]).

Para representar el contenido es común dar una representación de tipo vectorial, ya

sea de manera global o local. Para una representación global se construye un solo vector

para cada imagen. Para el caso local, se suele dividir la imagen en secciones conservando

alguna relación local o de grupo entre los pixeles. Los vectores pueden contener entra-

das con valores discretos o valores continuos, típicamente los valores discretos son más

compactos en su representación y tienen mayor velocidad de lectura.

Algunos métodos de clasificación de los descriptores son las máquinas de soporte de

vectores, n-vecinos más cercanos, técnicas de agrupamiento no supervisado o técnicas de

acceso y búsqueda con árboles. Algunos métodos actuales se revisan en [39].

En el caso de este trabajo de investigación, se ha seleccionado la descripción de bajo

nivel para las imágenes debido a la velocidad para buscar en miles de imágenes y poder

generar un grafo topológico. El objetivo es el de mejorar el aprendizaje por refuerzo en

un sistema de navegación visual, esto se discute más a detalle en la sección 7.



Capítulo 6. Memoria Visual por Similitud Estadística 53

6.2. Memoria topológica comparando modelos ocultos de Mar-

kov

El capítulo 4 presentó la teoría matemática de los modelos ocultos de Markov (MOM).

Esta teoría permite utilizar un modelo probabilístico gráfico para detectar secuencias. Di-

chas secuencias pueden ser vectores, símbolos, series de tiempo e incluso secuencias de

imágenes. En esta sección se describe cómo se utilizar este método para buscar probabi-

lísticamente el contenido visual en imágenes capturadas en un entorno virtual, utilizado

por un robot simulado.

Para poder utilizar un MOM como detector probabilístico de imágenes, es necesario

construir secuencias de símbolos. En este trabajo de investigación, los símbolos son vec-

tores obtenidos a partir de construir secciones uniformes sobre las imágenes de entrena-

miento. La figura 6.3 muestra cómo se hacen estas regiones. Cada region es transformada

al espacio de color CIE Lab y se forman vectores de dimensión 3 × (n ×m) donde n y m

son las dimensiones del segmento y el número 3 corresponde a los canales del espacio de

color CIE L, a, b.

Figura 6.3: Regiones para construir símbolos [40]. Cada rectángulo forma un vector. Se contruyen
modelos para 3 estados, 6 estados y 9 estados.

Para el entrenamiento se usan tres modelos paralelos para 3, 6 y 9 estados. Esta idea

fue publicada en Comparison of two objects classification techniques using hidden markov
models and convolutional neural networks [40].

Las imágenes son capturadas cada 5 grados en un punto en el ambiente simulado.

El espacio es seleccionado cuantizando el espacio navegable en el simulador usando k-

medias. Esto se puede apreciar para una escena simulada, en la figura 6.4 donde se marca

con circulos rojos las coordenadas de la captura de las imágenes.

Cada MOM se contruye representando la imagen que se capturó a 15 grados de ro-

tación, a partir de 0 grados en el sistema de referencia del simulador en la coordenada
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Figura 6.4: Los puntos rojos muestran en donde se ha capturado el contenido visual de una escena
de ejemplo.

seleccionada en el proceso de cuantizar el espacio libre.

Posteriormente, se construye un grafo. En este grafo las aristas representan las cone-

xiones con las cinco imágenes más parecidas respecto una imágen tomada cada 15 grados.

Se evalúa cada modelo para saber cuales son las 5 imágenes más semejantes y en caso de

serlo, se conectan al vertice. La detección es ejecutada como se muestra en la figura 6.5.

Se compara cada MOM que representa las imágenes tomadas a 15 grados. El modelo más

probable será la imagen más parecida a la que se consulta.

Figura 6.5: Sistema de detección con MOM.
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Al final, se obtiene un grafo de similitud visual que se usará como información adi-

cional para el entrenamiento del sistema basado en aprendizaje por refuerzo.

6.3. Memoria topológica usando hash sensible a la localidad

La sección 6.3 expusó la idea para utilizar hash sensible a la localidad (HSL). El pro-

cedimiento utilizado en este trabajo para construir la memoria visual es el siguiente:

Primeramente, se selecciona un tamaño de firma binaria. Típicamente k2, en donde k

debe ser potencia de 2 para explotar la simetría en los registros en el CPU de una compu-

tadora, los cuales suelen ser de 32 bits para operaciones de precisión simple. De 64 bits

para instrucciones de precisión doble, o de 256 bits en bibliotecas compiladas para ins-

trucciones denominadas AVX2. Este es el caso de este trabajo en el que se usa la bilbioteca

NumPy [41] y FALCONN [33] entre otras. Además, k está relacionada con el número de

bandas, esto es k2 = b × r .

Después se convierte cada imagen a escala de grises, por lo que se tiene una imagen

de intensidad, con tamaño (k+ 1)×k píxeles como se ve en la figura 6.6. Se crea una firma

binaria comparando el valor de cada píxel con el siguiente. De arriba abajo y de izquierda

a derecha. Si el valor del pixel siguiente es menor que el anterior, se asigna el símbolo ‘0′,

si es mayor o igual se asigna ‘1′.

Figura 6.6: Conversión a escala de grises. Tamaño de 17× 16, para k = 16.

La figura 6.7 muestra un ejemplo de firma binaria.

Por último, se construyen tablas HSL de búsqueda usando los códigos binarios y el

método de hashing sensible a localidad, cada tabla aloja a cada banda.
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Figura 6.7: Conversión a código binario. k2 = 256 bits.

6.4. Grafo topológico por similitud visual

En las dos secciones anteriores se mencionó el procedimiento para identificar corres-

pondecias por similitud visual entre imágenes. El objetivo de esto es el formar una re-

presentación visual del entorno para mejorar un sistema de navegación por aprendizaje

reforzado. Esta memoria se construye formando un grafo G(V ,A), donde el conjunto {V }
representa los vértices y el conjunto {A} las aristas en cada vertice. Para una imagen con-

sultada Ii , se construye una función F que regresa como salida una arista del grafo G, es

decir:

ai = F[Ii ,G(V ,A)], ∀i ∈ {A} (6.1)

El grafo G se construye utilizando todos los MOM construidos para algunos puntos

muestreados en el ambiente, y también utilizando tablas HSL generando dos casos dis-

tintos:

1. Para el caso de los MOM. Se toma una imagen de consulta Ii , se crean secuencias de

vectores requeridos por el método y se consultan los 5 modelos λk más probables

(se ensamblan 3 modelos por imágen para 3, 6 y 9 estados).

Posteriormente, se genera un diccionario para formar el grafo y almacenar en cada

identificador de arista un descriptor de la imágen y sus 5 vertices asignados a las

imágenes más probables. La figura 6.8 muestra un ejemplo de como se conectan los

vertices capturando la relación visual entre imagenes.

2. Para el caso de la tabla HSL. Se toma una imagen de consulta Ii , se crean una se-

cuencia binaria requerida por el método y se consultan las 5 imágenes con mayor
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similitud visual.

Posteriormente, se genera un diccionario para formar el grafo y almacenar en cada

identificador de arista un descriptor de la imágen, su firma binaria y sus 5 vertices

asignados a las imágenes más probables.

En el siguiente capítulo se detalla que el descriptor utilizado es algunos de los si-

guientes: la firma binaria para HSL de tamaño 1×256 enteros; un descriptor ResNet-

18 de tamaño 1 × 512 flotantes; o un descriptor ResNet-50 de tamaño 1 × 2048 flo-

tantes.

3. Finalmente, teniendo el grafo G(V ,A) para los dos métodos se construye un nuevo

diccionario, para poder localizar una imagen de consulta con la arista más parecida

y el descriptor contenido en esa posición. Esto con el fin de extraer el descriptor

para alimentar un sistema de aprendizaje reforzado.
. . .

. . .

. .
 .

. . .

. .
 .

. . .

. . .
. . .

. . . . . .

Figura 6.8: Grafo de similitud visual.



Capítulo 7

Navegación Visual Usando Memoria
Topológica y Objetivos

En esta sección se describe el sistema de navegación visual planteado en este trabajo

de investigación. La idea principal se basa en utilizar únicamente imágenes junto con una

memoría auxiliar del ambiente, contruida a partir de ellas, para aprender comportamien-

tos de navegación en espacios interiores. Con este propósito, se plantea un sistema de

navegación condicionado a un objetivo en el ambiente. La intención de usar este enfoque,

es aumentar la información que se introduce en el sistema mejorando el aprendizaje de

una política de acción.

La sección 7.1 contiene un resumen de la arquitectura propuesta. La sección 7.2 des-

cribe las herramientas de simulación de ambientes interiores utilizada.

7.1. Arquitectura

La principal aportación de este trabajo de investigación es la incorporación de una me-

moria auxiliar, suministrada al sistema en forma de grafo. Esta memoria tiene el objetivo

de acelerar la convergencia del sistema basado en aprendizaje por refuerzo, suministran-

do dos tipos de objetivos visuales.

El primer tipo de objetivo es una imágen del destino en el ambiente, este condiciona

la tarea de navegación de manera global hacia algún lugar.

El segundo tipo, es un objetivo visual local dado el estado actual en el ambiente.
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En el caso del sistema de navegación, es entrenado utilizando aprendizaje por refuer-

zo. De forma que, al explorar ambientes simulados foto realistas el programa explora

la ejecución de acciones de navegación. Esto puede ser de manera secuencial o utilizan-

do la paralelización para una misma política de acción. Esto posibilita el entrenamiento

mediante experiencia, en presencia de errores creados artificialmente como son de des-

plazamiento y ruido en las imágenes, explotando la capacidad de poder extraer cientos

de imágenes por segundo y por cada instancia del sistema. Esto es un práctica común

en sistemas de aprendizaje profundo en conjunto con aprendizaje por refuerzo [42] en

conjunto con aprendizaje profundo.

La figura 7.1 ilustra el sistema de navegación de manera general. La imagen capturada

en algun tiempo t de exploración del ambiente y la imagen objetivo.

Se extraen características visuales mediante la inferencia de una red neuronal pro-

funda denomida ResNet [17], a la cual se le han removido las capas de clasificación. La

diferencia de las características visuales del estado y del objetivo encontradas en la me-

moria, se normalizan y se concatenan para formar un vector que contiene información del

estado actual y del objetivo visual. Finalmente, con los vectores concatenados, se alimenta

un sistema de aprendizaje por refuerzo el cual es simplemente un perceptrón multicapa

y con unidades recurrentes.

-
Aprendizaje
reforzado

ResNet

 a
t

Memoria por similitud

ResNet

Destino

Actual

ResNet
Actual

Figura 7.1: Diagrama de bloques del sistema propuesto.

La arquitectura en detalle se muestra en la figura 7.2. El sistema se compone de tres

bloques principales: un bloque de extracción de características y representación del am-

biente; una memoria topológica; y un sistema de aprendizaje por refuerzo con observa-

ciones locales y un objetivo visual global.
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Extracción de objetivos y características. En este módulo se obtiene el objetivo vi-

sual al que se navegará. Esto tiene el objetivo de reducir la complejidad de la tarea

de navegación, para eso se construyó una memoria topológica de manera previa en

el ambiente. Se utiliza la red neuronal profunda ResNet-18 como base (esta red está

preentrenada en la base de datos ImageNet[43]).

Con las características visuales obtenidas, estas se concatenan para describir de ma-

nera conjunta el lugar a donde llegar y el estado actual. También se calcula la dife-

rencia entre las características que coinciden en la memoria, se normalizan y se usan

para poder representar que tan lejos se encuentra el robot el objetivo final conforme

se desplaza.

Memoria por apariencia visual. Este módulo se construye utilizando los métodos

estadísticos descritos en el capítulo 6. Se utilizan los modelos ocultos de Markov

para representar cada imagen y poder determinar cuál es la imagen más probable

que esté en la memoria, respecto al estado actual. De manera semejante se usa hash

sensible la localidad.

Con lo anterior es posible construir un grafo de imágenes únicamente utilizando

la apariencia visual de bajo nivel. Esto es, utilizando los píxeles para formar un

descriptor y almacenarlo en una base de datos junto con un un grafo que representa

el ambiente.

Sistema de ejecución de acciones. Este módulo utiliza aprendizaje por refuerzo, que

es un mecanismo de aprendizaje de una función para ejecutar acciones en base a las

observaciones actuales. La parte mostrada en líneas punteadas azules en la 7.2 es

una red neuronal, que utiliza las características visuales para optimizar una política

de acción que da a su salida acciones asociadas a la rotación, al avance o al detener

la ejecución.
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Figura 7.2: Detalle de la arquitectura propuesta.

7.2. Herramientas de desarrollo y simulación fotorrealista

Actualmente, se ha vuelto un método común simular el comportamiento de un agente

inteligente usando software de simulación para videojuegos como es el entorno Unity o

Unreal Engine. Unreal Engine fue desarrollado desde la década de 1990 en lenguaje C y

C++ con el objetivo de desarrollar videojuegos en 3D en con física realista. Para el caso

de Unity, este fue desarrollado en el año 2000 por los creadores de OpenGL, y ahora es

el motor de videojuegos más utilizado. Por esto, estos entornos de desarrollo cuentan con

una física muy optimizada debido a su éxito comercial. En el caso de Unity, provee una

interfaz de desarrollo en lenguaje C# actualmente. Por otra parte, Unreal Engine está

completamente desarrollado en C++ y las bibliotecas están suministradas en el mismo

lenguaje. Finalmente, debido al auge del lenguaje python, ahora existen motores de física

como PyBullet creados en lenguaje C++, pero encapsulados usando la biblioteca Cython
para brindar una interfaz más ágil de desarrollo.

A partir del año 2020, la mayoría de las grandes universidades han comenzado a desa-

rrollar sistemas de simulación robustos para facilitar el desarrollo de agentes con cuerpos

mecatrónicos. Se pretende evitar problemas en la transferencia de aprendizaje a sistemas

robóticos y facilitar el desarrollo de sistemas inteligentes. Algunas empresas y universida-

des de Estados Unidos que encabezan esta tendencia son Google, Facebook, Stanford, MIT,
AI2 (del inglés Allen Institute for Artifical Inteligence) entre otros.
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El instituto Allen, Standford y Facebook proveen los simuladores más desarrollados

los cuales respectivamente son AI2-THOR [20], iGibson [44] y Habitat[45]. AI2-THOR y

Habitat ya cuentan con sus propias bibliotecas de software para agentes autónomos, ade-

más de las funciones de operación de los simuladores. iGibson aún depende de paquetes

y versiones específicas de ROS. Todos incorporan cinemática y dinámica para algunos

robots como Roomba, Fetch, Locobot entre otros.

AI2-THOR está equipado con escenas de alta calidad totalmente interactivas, ade-

más de cientos de grandes escenas en 3D. Algunas de las características que se incluyen

son la aleatorización de dominios, la integración con planificadores de movimiento y he-

rramientas para recopilar datos. Con estas escenas y características, AI2-THOR permite

evaluar agentes robóticos que usan señales visuales para resolver tareas de navegación y

manipulación. Como son abrir puertas, recoger y colocar objetos o buscar en gabinetes.

La figura 7.3 muestra las imágenes generadas por el simulador y su motor de visuali-

zación.

(a) (b)

(c)

Figura 7.3: Ejemplo de imágenes generadas por el simulador AI2-THOR [20]. a) Vista en el robot
(textura fotorrealista). b) Mapa de profundidad. c) Vista auxiliar de planta (textura fotorrealista).
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Pruebas y Resultados

En este capítulo se describe el protocolo de pruebas utilizado y los resultados del

sistema completo. El protocolo de pruebas se comenta en la sección 8.1, utilizando un

ambiente virtual para recolectar conocimiento del ambiente. Después, en la sección 8.2

se hace un resumen de los resultados de la investigación para la búsqueda de imágenes

similares y los resultados de navegación condicionados a objetivos visuales.

8.1. Protocolo de pruebas

Como se describió en la sección 3.4. Los sistemas de aprendizaje por refuerzo requie-

ren de una señal de recompensa generada por el ambiente y de la interacción con el en-

torno para maximizar una función. Esta función aproxima una estimación de la secuencia

de acciones para obtener un recompensa máxima, a partir del estado actual. Debido a es-

to, la aplicación de aprendizaje reforzado requiere de un ambiente con el cual interactuar,

mecanismos de percepción del ambiente y de generar una señal de recompensa. Es una

práctica común utilizar ambientes simulados con este propósito, ya que se tienen ven-

tajas respecto al tener sistemas con componentes reales. La mayor utilidad es la de no

hacer pruebas destructivas en robots reales, probar el desempeño de los algoritmos antes

de transferirlos a un agente real y de ser posible, explotar la paralelización del ambiente

simulado. Lo que permite agilizar el entrenamiento de sistemas que tienen el objetivo de

ejecutar tareas de manipulación de objetos o de navegación.

En el caso de este trabajo de investigación, se ha utilizado el simulador AI2-THOR

[20]. Este simulador es un software desarrollado con el fin de proporcionar un entorno

integrado para pruebas de manipulación, navegación visual e integración de percepción

visual en sistemas inteligentes.
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El simulador es una implementación en el motor de videjuegos Unity [46] con una

interfaz de software desarrollada en python. El software se distribuye como una biblio-

teca que se instala mediante cualquier gestor de paquetes de un entorno de ejecución de

lenguaje python. La arquitectura del simulador se muestra en la figura 8.1.

Figura 8.1: Arquitectura del simulador THOR [20] (imagen tomada de [20]).

El simulador incluye 120 escenas como datos de entrenamiento en total, las cuales

incluyen información sobre los objetos. Como son sus coordenadas y segmentación se-

mántica, mapas de ocupación además de los modelos virtuales para interacción. Este es

el caso de algunos muebles, gabinetes y electrodomésticos. Este simulador incluye infor-

mación para realizar pruebas de rendimiento como coordenadas donde colocar objetos,

regiones de llegada para probar sistemas de navegación, y las funciones de recompensa

para poder utilizar sistemas de aprendizaje reforzado con el simulador. Por último, este

simulador incluye dos modelos de robots virtuales los cuales son un modelo genérico y

una replica en Unity del robot LocoBot [28]. Esto tiene el fin de tener la opción de exportar

los comportamientos para pruebas reales. Una vista de dicho robot se muestra en la figura

8.2.

El sistema de navegación se evalúa tomando en cuenta la longitud de las trayectorias

recorridas, el número de ellas y un punto de destino con un radio definido para obtener

una región de tolerancia para el arribo. Existen dos métricas principales para evaluar la

navegación de un robot. La primera métrica es el valor de tasa de éxito (TE) y se define

como:
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(a) (b) (c)

Figura 8.2: Robot LocoBot [28] (a)Robot real. (b) Modelo virtual incluido en el simulador AI2-
THOR. (c) Modelo virtual genérico.

T E =
1
N

N∑
i=1

Si (8.1)

Donde i ∈ N , con N el número de ejecuciones o trayectorias de prueba. La variable Si
es un número binario que indica el éxito del recorrido i, esta variable es determinada por

el simulador o se puede calcular usando el mapa de ocupación.

La segunda métrica es el valor de éxito ponderado por la longitud (EPL) definida como:

EP L =
1
N

N∑
i=1

Si
li

max{pi , li}
(8.2)

Donde el valor de li es la longitud más corta entre el inicio y el objetivo en un episodio.

Esta trayectoria es provista en el conjunto de datos como una secuencia de puntos junto

con su longitud, o se puede calcular usando un mapa de ocupación. El valor pi es la

longitud de la trayectoria que se evalúa. El ńumero Si es una variable binaria que indica

el éxito del recorrido i, este es un valor ‘0′ o ‘1′ que calcula el simulador.

Finalmente, EP L ∈ [0,1] son los valores posibles para la métrica.

Se establece utilizar acciones de salida discretas las cuales son: girar 30 grados; avan-

zar 0.25 m; un radio de tolerancia entorno al destino de 0.2 m. Adicionalmente el simu-

lador calcula si el robot está orientado hacia el destino.
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La señal de recompensa utilizada se fija con los siguientes valores: r = −0.01 para una

acción no exitosa; y r = 10 si se llega al objetivo al menos a 0.2 m de distancia radial

además de estar en el campo visual del robot simulado.

El simulador provee 120 escenas como datos. Estas escenas se dividen en 80 escenas de

entrenamiento con un total de 12,000 objetivos visuales. Para las pruebas se seleccionan

40 escenas con un total de 2,400 objetivos. Los objetivos incluyen objetos de interés como

en escenas son electrodomésticos, muebles, electrónicos, puertas de entrada o salida, y

lugares de útiles para colocar o buscar objetos como mesas o anaqueles.

(a) (b)

(c)

Figura 8.3: Ejemplo de escena simulada en el simulador AI2-THOR[20]. (a) Imagen de origen. (b)
Imagen de destino. (c) Toma de planta.
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8.2. Resultados

En las siguientes dos secciones se enlistan los resultados obtenidos como parte de este

trabajo de investigación. Para la sección 8.2.1 son los resultados de búsqueda de imáge-

nes en los dos tipos de memoria construidos. Para la sección 8.2.2 son los resultados del

sistema completo, utilizando aprendizaje por refuerzo.

8.2.1. Precisión de búsqueda en imágenes

Para medir la funcionalidad de la memoría por similitud visual se construyó la me-

moria en las 120 escenas disponibles en el simulador. Usando 256 puntos obtenidos de

cada mapa, a partir del mapa de ocupación. Cada punto recolecta imágenes cada 5 gra-

dos de rotación, pero solo se usan las imágenes tomadas cada 15 grados para construir la

memoria por similitud visual.

Una vez construida la memoria de similitud visual como un grafo, y usando imágenes

no entrenadas para la memoria, se hacen pruebas de correspondencia. Los resultados se

muestran en la tabla 8.1.

Método
Número de
imágenes
(5 grados)

Imágenes
entrenadas
(15 grados)

Imágenes de
prueba

Precisión
de consulta

Recuperación
de consulta

Modelo oculto de
Markov

2211840 737280 221160 0.94 0.93

Tabla HSL 2211840 737280 221160 0.98 0.98

Tabla 8.1: Precisión en la búsqueda dentro de la memoria por similitud visual.

El primer renglón en la tabla 8.1 muestra la precisión para detectar la imágen correcta

en el grafo, para el caso de utilizar modelos ocultos de Markov (MOM) para describir el

contenido visual. El segundo renglón muestra la precisión usando códigos binarios de

256 bits y tablas hash sensibles a la localidad (HSL). Estos dos métodos de construcción

del grafo de similitud visual se probaron en un sistema de aprendizaje por refuerzo. Este

método se desdcribe en la siguiente sección.

8.2.2. Resultados de navegación visual

Se realizarón pruebas con la arquitectura de la figura 7.2 con tres variantes: la primera

variación es utilizar ResNet-18 como extractor de características; la segunda variante es
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usar ResNet-50; la tercera es usar la firma binaria de 256 bits usada para crear el método

de hash sensible a la localidad. A estas variaciones se les probó con el método de cons-

trucción de memoria usando modelos ocultos de Markov (MOM) y usando hash sensible

a la localidad (HSL).

Se utiliza la optimización de políticas próximas (OPP) como método de entrenamiento.

Este método es utilizado debido a su rápida convergencia respecto otros métodos y fun-

ciona para acciones de salida discretas o continuas. Además, este método permite utilizar

varios simuladores de manera concurrente haciendo instancias de la arquitectura para

recolectar más pasos de exploración del ambiente.

Óptimización de políticas próximas se define como sigue [47]:

θk+1 = arg maxθ Es,a∼πθk
[L(s,a,θk ,θ)] (8.3)

L(s,a,θk ,θ) = min
{
πθ(a | s)
πθk (a | s)

Aπθk (s,a), g
[
ε,Aπθk (s,a)

]}

g(ε,A) =

 (1 + ε)A, A ≥ 0

(1− ε)A, A < 0

Y se usa la aproximación definida de la siguiente manera:

Aπθk (st , at) ≈ Â(st;θv) (8.4)

Â(st;θv) =
T−1∑
i=0

γ irt+1 +γ iV (st+i ;θv)−V (st;θv)

Se estableció una recompensa positiva en r=10 y negativa en r=-0.01. El entrenamien-

to se limita a 6x106 imágenes. La tasa de aprendizaje varia desde el valor 0.01 hasta 0.0001

con decaimiento lineal. El método de óptimización es AdaGrad[48] para OPP. Se usan 8

procesos para simular las interacciones en paralelo.

Las acciones utilizadas son discretas: avanzar 0.25 m; girar 30 grados a la izquierda o

derecha; retroceder 0.25 m y detenerse.

Se agrega ruido gaussiano en las acciones de desplazamiento con parámetros µ = 0 y

σ =0.02 m y rotación con parámetros µr = 0 y σr=0.5 grados.
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La tabla 8.2 muestra el consumo de memoria de GPU por cada método basado en

ResNet utilizando hasta 8 procesos simultáneos del simulador, para el caso de ResNet-18.

En el caso de ResNet-50, hay que disminuir este valor para poder alojar el entrenamiento.

ResNet-18 ResNet-50

Número de
parámetros

11.4x106 27.5x106

Memoria GPU
1 agente

83.5 MB 209.8 MB

Memoria GPU
1 agente
2048 imágenes

1.23 GB 3.75GB

Memoria GPU
8 agentes
2048 imágenes por/agente

10.84 GB *

Tabla 8.2: Consumo de recursos en GPU (*sin memoria suficiente).

EL GPU utilizado es el modelo RTX 2080 Ti con 11.2 GB de memoria para alojar datos.

El equipo utilizado es una estación de trabajo con 64 GB de memoria RAM y procesador

central Ryzen 5950x de 32 hilos de ejecución.

La tabla 8.3 muestra el consumo de recursos de memoria. Para describir una imágen

y agregarla a una tabla HSL se requiere calcular la firma binaria, esto se muestra en el

primer reglón.

Para aplicar el método publicado en [40], es necesario describir las imágenes en el

espacio de color CIE Lab y hacer los vectores de entrada para 3 clasificadores en conjunto.

El segundo renglón muestra el consumo de memoria para procesar 106 imágenes, debido

a que el método es muy compacto en memoria es posible crear tablas HSL de gran tamaño.

La memoria visual creada por escenas, captura imágenes cada 15 grados de rotación y

para 256 puntos muestreados del mapa de ocupación de dicha escena. Esto es 256× 24 =

6144 imágenes por escena. Se crean 5 aristas por cada imágen según su probabilidad de

similitud dando un total de 6114x5 = 30720 aristas en cada grafo.

En el caso del sistema de aprendizaje reforzado, se utilizan tres indicadores de la con-

vergencia del sistema: distancia promedio de todos los objetivos entrenados; tasa de éxito

o valor TE, que son los conteos en los cuales el agente simulado llega a su objetivo; la

recompensa acumulada durante el entrenamiento.

La figura 8.4 muestra la distancia promedio a los objetivos entrenados para la arqui-
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Memoria
con HSL

Memoria
con MOM

Firma para
2048 imágenes

64 KB

k2 = 256 bits

9.2GB

3,6,9 estados
por imagen

Tabla HSL
106 imágenes

42.7 GB *

Tabla HSL
200x103 imágenes

8.3 GB *

Tabla 8.3: Consumo de memoria del sistema por método (*sin memoria suficiente).

tectura basada en ResNet-18 y memoria visual construida con el método HSL. El compor-

tamiento esperado, es que la distancia promedio tienda al promedio de todas las trayec-

torias más cortas.
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Figura 8.4: Distancia promedio a los objetivos entrenados. Arquitectura basada en ResNet-18 y
memoria construida con HSL.

La figura 8.5 muestra la distancia promedio a los objetivos entrenados para la arqui-

tectura basada en ResNet-50 y memoria visual construida con el método HSL.

La figura 8.6 muestra la tasa de éxito promedio a los objetivos entrenados para la ar-

quitectura basada en ResNet-18 y memoria visual construida con el método HSL. El com-

portamiento esperado es que la tasa de éxito, tienda al promedio de todas las trayectorias

que llegan al objetivo visual.
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Figura 8.5: Distancia promedio a los objetivos entrenados. Arquitectura basada en ResNet-50 y
memoria construida con HSL.
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Figura 8.6: Valor de tasa de éxito. Arquitectura basada en ResNet-18 y memoria construida con
HSL.
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La figura 8.7 muestra la tasa de éxito promedio a los objetivos entrenados, para la

arquitectura basada en ResNet-50 y memoria visual construida con el método HSL.
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Figura 8.7: Valor de tasa de éxito. Arquitectura basada en ResNet-50 y memoria construida con
HSL.

El último indicador es la recompensa acumulada, que es la suma de recompensas

por episodio. En este trabajo un episodio corresponde a una trayectoria hacia el objetivo.

Conforme el agente simulado aprende a ejecutar acciones, este valor tiende al promedio

de recompensas acumuladas posibles.

La figura 8.8 muestra la recompensa acumulada para la arquitectura basada en ResNet-

18. Conforme el sistema aumenta la cantidad de acciones ejecutadas y recolecta imágenes

nuevas, el sistema mejora el aprendizaje de la política de acción. Este comportamiento se

observa como una función siempre creciente por lo que se establece una condición de pa-

ro en el entrenamiento con la cantidad total de imágenes procesadas, por cada instancia

de un agente simulado.
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Figura 8.8: Recompensa acumulada. Arquitectura basada en ResNet-18 y memoria construida
con HSL.

La figura 8.9 muestra la recompensa acumulada promedio para la arquitectura entre-

nada con ResNet-50. Se observa con respecto a la figura 8.8, que solo tiene un tendencia

hacia un valor menor de 8, cerca de los 2 millones de imágenes. En cambio la arquitectura

basada en ResNet-18 rebasa ese valor cerca de los 2 millones de imágenes.
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Figura 8.9: Recompensa acumulada. Arquitectura basada en ResNet-18 y memoria construida
con HSL.

Las dos principales métricas para medir el desempeño de un sistema de navegación

visual es el valor TE y el valor EPL. TE es el promedio de trayectorias en las que se logra
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llegar al objetivo, sin embargo este valor no determina que tan larga es la longitud eje-

cutada. Por esto, el valor EPL incopora la longitud de una trayectoria óptima calculada

internamente por el simulador y un planeador basado en el algoritmo Dijkstra [49].

La tabla 8.4 muestra la evaluación del conjunto de entrenamiento, para todas las va-

riaciones probadas. Para el caso de la memoria construida con tablas HSL se indica con las

letras m1. Para el caso del uso de la memoria construida con modelos ocultos de Markov

(MOM) se escribe m2 para indicarlo.

Modelo TE EPL
ResNet-18, m1 0.923 0.834
ResNet-18, m2 0.852 0.764
ResNet-50, m1 0.842 0.723
ResNet-50, m2 0.788 0.642
Firma binaria, m1 0.653 0.568
Firma binaria, m2 0.564 0.533

Tabla 8.4: Métricas obtenidas para el conjunto de entrenamiento. Memoria construida con
tablas HSL se indica con las letras m1. Memoria construida con MOM se indica con las
letras m2.

La tabla 8.5 muestra la evaluación del conjunto de pruebas para todas las variaciones.

Para el caso del uso de la memoria construida con modelos ocultos de Markov (MOM) se

escribe m1 para indicarlo. Para el caso de la memoria construida con tablas HSL se indica

con las letras m2.

Modelo TE EPL
ResNet-18, m1 0.624 0.203
ResNet-18, m2 0.571 0.193
ResNet-50, m1 0.562 0.182
ResNet-50, m2 0.564 0.156
Firma binaria, m1 0.532 0.142
Firma binaria, m2 0.524 0.108

Tabla 8.5: Métricas obtenidas para el conjunto de pruebas. Memoria construida con tablas
HSL se indica con las letrasm1. Memoria construida con MOM se indica con las letrasm2.

En la tabla 8.5 correspondiente a los resultados del conjunto de pruebas. Se observa

en el primer renglón que el sistema basado en ResNet-18 con la memoria construida con

tablas HSL, tiene el mejor desempeño obteniendo un valor TE de 0.624 y un EPL de 0.203.

La segunda variante es utilizando la construcción de memoria con modelos ocultos de

Markov. Este resultado muestra que el uso de una memoria auxiliar mejora el aprendizaje
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de políticas de navegación, utilizando ResNet-18 como extractor de características visua-

les. Para el caso de ResNet-50, se observa un comportamiento similar para la memoria de

tipo m1, aunque el desempeño es menor en las métricas.

Tambien, se probó el utilizar la firma binaria directamente como entrada al sistema de

navegación. Pero se obtienen resultados inferiores al de la arquitectura propuesta como

se muestra en los dos últimos renglones de la tabla 8.2 y la tabla 8.3.



Capítulo 9

Conclusiones y Trabajo Futuro

En este trabajo de investigación se desarrolló un sistema de navegación visual utili-

zando el simulador AI2-THOR para realizar pruebas en un robot simulado. El objetivo

fue el de incoporar una memoria del ambiente a un arquitectura basada en aprendizaje

reforzado. Usando redes neuronales convolucionales como extractores de características

visuales fue posible describir información para representar el estado del ambiente. Se

probaron seis tipos distintos de entradas con características visuales, para una arquitec-

tura definida que implementó el aprendizaje por refuerzo.

Se comprobaron las hipótesis planteadas al inicio de la sección 1.3 las cuales son:

Para la hipótesis: “La navegación en un robot móvil puede llevarse a cabo solamente
utilizando técnicas de aprendizaje profundo para imágenes, aprendizaje por refuerzo e
información topológica por similitud visual. Dando lugar a diseñar un sistema con me-
moria auxiliar visual del ambiente y navegación”, se comprobó que dicha propuesta

resulta en un desempeño mejor junto con la arquitectura basada en ResNet-18. Es-

to es una ventaja, ya que la eficiencia del uso de datos es un problema común en

sistemas basados en redes neuronales convolucionales. De los resultados obtenidos

es posible concluir que el sistema que utilizó una memoria del ambiente y ResNet-

18 como extractor de características visuales obtuvó el mejor rendimiento en las

métricas TE y EPL.

Para la hipótesis: “Se puede construir una memoria visual auxiliar usando dos méto-
dos de clasificación probabilística para entrenar un sistema basado en aprendizaje por
refuerzo con mejor desempeño. Los métodos son modelos ocultos de Markov (MOM) y
hash sensible a la localidad (HSL), ya que ambos métodos establecen un modelo probabi-
lístico del contenido en las imágenes agregando robustez al sistema”, se comprueba que

76
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es posible realizar una memoria por similitud visual, que representa información

topológica del ambiente e insertar dicha memoria como componente de un sistema

de aprendizaje por refuerzo con redes neuronales. Es comparación para el mismo

tipo de construcción de la memoría, y el mismo método de óptimización, se obtie-

ne un mejor desempeño para el caso de tablas HSL. Siendo mejor en el caso de la

arquitectura que usa ResNet-18.

Para el caso de ResNet-50 y el mismo tipo de memoria, en comparación con las prue-

bas de ResNet-18. Se observa un rendimiento menor según se reportó en las tabla 8.2 y la

tabla 8.3. Esto lleva a la conclusión de que igualmente la dimensión de las características

visuales de entrada al sistema de aprendizaje por refuerzo tienen un impacto en la veloci-

dad de convergencia y los valores TE y EPL obtenidos. Esto resultados pueden asociarse a

las variaciones en las trayectorias generadas con estas arquitectura como se observa en la

figura 8.4 y la figura 8.5, en donde la segunda figura tiene valores más amplios en la dis-

tancia promedio a sus objetivos. Este efecto tambien es apreciable en las figuras 8.6 y 8.7,

esta última con un crecimiento más lento en comparación con la arquitectura ResNet-18.

También es posible justificar el uso de información topológica en una forma no pa-

ramétrica, aliviando el incremento de parámetros en el sistema mediante un módulo ex-

terno de software y utilizando el sistema de mapeo interno del simulador o utilizando

alguno otro si fuera posible su integración.

Finalmente, los trabajos académicos siguientes fueron desarrollados y publicados co-

mo consecuencia del enfoque de usar una memoria no paramétrica para integrar infor-

mación del ambiente.

Comparison of Two Objects Classification Techniques using Hidden Markov Models and
Convolutional Neural Networks. Sarmiento Carlos, Savage Jesus. Informatics and Au-

tomation (SPIIRAS Proceedings 2020). Vol 19. No 6. Diciembre 2020.

https://doi.org/10.15622/ia.2020.19.6.4

(Indexado en Scopus).

Feature detection using Hidden Markov Models for 3D-visual recognition. Carlos Sar-

miento, J. Savage, et al. IEEE International Conference on Autonomous Robot Sys-

tems and Competitions (ICARSC2019).

https://doi.org/10.1109/ICARSC.2019.8733651

(Indexado en Scopus).

El sistema final que se ha documentado en este trabajo presenta algunas ventajas sobre

sistemas basados en localización y mapeo simultáneo (LMS), estas son:
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Un sistema entrada-salida para navegación visual.

En comparación con sistemas localización y mapeo simultáneo (LMS) o rastreo y

mapeo en paralelo (RMP) se sustituye la deteccion de puntos y su rastreo, junto con

todos los subsistemas por técnicas de aprendizaje profundo en un solo sistema.

Sistema basado en exploración y un objetivo visual.

En sustitución de un mapa, se utiliza una red profunda como mecanismo de reten-

ción de experiencia y a su vez, esta ejecuta una política de selección de acciones. Esto

evita la construcción de subsistemas de planeación dependientes de LMS o RMP.

El mecanismo de entrenamiento permite la fusión de fuentes de información como

es el estado actual y el destino. Por lo que el sistema puede ser expandido a nuevos

tipos de sensores o entradas. Para el caso de LMS o RMP es necesario replantear el

problema de optimización.

9.1. Trabajo futuro

Las pruebas realizadas fueron hechas en un modelo de robot no disponible en el la-

boratorio conocido como LocoBot, pero uno de los objetivos de los sistemas virtuales que

incluyen cinemática y dinámica, es el de transferir las políticas de navegación a un agente

real para pruebas. Como parte del trabajo futuro, se plantea la incoporación de modelos

de robots disponibles en el Laboratorio de Biorrobótica. Dos de estos modelos son del

robot Justina y el robot HSR de la empresa Toyota. Estos dos modelos de robots son desa-

rrollados para el simulador Gazebo, pero se sabe que Gazebo es una herramienta commpu-

tacionalmente demandante. En simulaciones típicas, resulta poco común poder obtener

un factor de tiempo igual a 1, lo que significa una simulación en tiempo real. Esto se debe

a que el simulador debe resolver sistemas de ecuaciones diferenciales varias veces por se-

gundo y actualizar el estado de todos los modelos. En comparación el motor de física de

Unity está altamente optimizado, ya que incorpora tecnología patentada no disponible en

el motor Bullet, con el que se desarrollan algunos componentes de simulación de Gazebo.

Respecto al sistema simulación, actualmente no se cuenta con un ambiente fotorrea-

lista del laboratorio, por lo que esto puede ser una mejora para probar el sistema aquí

desarrollado en un sistema virtual lo más realista posible. Una manera de realizar esto

es utilizar bibliotecas de fotogrametría como son las incorporadas en el softwareBlender.

Que es un software de modelado en 3D, pero sus bibliotecas pueden conectarse y operar-

se mediante código en lenguaje python. Lo que resulta en la posibilidad de realizar una
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reconstrucción 3D de un ambiente fotografiado. Para obtener un modelo de polígonos y

ser incorporado en el motor de simulación de AI2-THOR.

En el caso de querer aplicar este sistema de navegación en un ambiente competitivo,

como puede ser un entorno en torneos de robótica, ya no sería de manera simple utilizar

el entrenamiento virtual. Para esto, sería necesario recurrir a una capa de extracción de

información semántica como es un detector de objetos o personas y reemplazar las en-

tradas por las coordenadas de los objetos detectados o las personas, estas coordenadas

pueden estar concantendas o ser usadas de manera independiente. Esto sería una mejora

potencial, la cual aún requiere de recolectar imágenes en el ambiente. También es posible

reemplazar las entradas por una nube de puntos segmentada a un rango fijo de distancia,

o el usar detectores en nubes de puntos con redes convolucionales, ya que estos incoporan

permutaciones de las entradas aportando robustez en un escenario real.

Dado un entrenamiento en un sistema virtual con cientos de distintos ambientes, es

una opción de investigación el construir una digitalización de un ambiente real como

una arena de pruebas o el laboratorio actual. Para transferir y reentrenar el sistema de

navegación visual a este ambiente específico. Con esto se reduciría la brecha entre un

sistema entrenado virtualmente y uno real.

Otra mejoras para el sistema de aprendizaje reforzado pueden ser utilizar GPUs dis-

tribuidos en dos equipos de trabajo, ya que los resultados expuestos en este trabajo solo

consideran el uso de GPUs accesibles en la estación de trabajo. Pruebas con distintos

métodos de gradiente descendiente u métodos distribuidos puede resultar en una conver-

gencia aún más ágil.

Finalmente es posible portar este sistema a hardware de propósito específico como

son los procesadores Jetson AGX®, Jetson nano® y de la familia de productos de NVIDIA®

para la industria. En el caso de computadores personales existen soluciones de la empresa

Intel®, como OpenVINO® que son coprocesadores tensoriales con conexión USB 3.0.
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