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R E S U M E N

En el presente trabajo se describe una metodología basada en algo-
ritmos genéticos y redes neuronales (neuroevolución) para crear com-
portamientos capaces de proporcionarle la habilidad a un robot de a)
explorar un ambiente desconocido delimitado y b) navegar hacia un
objetivo en un ambiente desconocido, con obstáculos en ambos casos.
Se describen distintas arquitecturas de redes neuronales estructural-
mente diferentes que son el mecanismo de control central del robot.
Se utiliza el algoritmo genético ecléctico como el método de aprendi-
zaje no supervisado para obtener los pesos de las redes neuronales.
La función de aptitud para los individuos del algoritmo obtiene medi-
das de una simulación del robot con la red neuronal representada por
la codificación del individuo actual como su mecanismo de control.
Estas medidas indican la capacidad de cada individuo para llegar a
una meta, evadir obstáculos y explorar el ambiente. Un análisis cuan-
titativo de las distintas arquitecturas evaluadas en un ambiente repre-
sentativo de la dificultad de la tarea de navegación se presenta, con
el fin de encontrar la arquitectura que muestre el mejor desempeño
global, mitigando la tendencia adaptativa de los algoritmos genéticos
al posicionar distintas metas en el ambiente (en el caso de la tarea de
navegación). De las arquitecturas de redes neuronales evaluadas, una
emerge como la más apta en ambas tareas por un margen significati-
vo.

A B S T R A C T

This thesis introduces a methodology based on genetic algorithms
and neural networks (neuroevolution) for creating behaviors capable
of providing a robot the ability of a) exploring a delimited unknown
environment and b) navigating towards a goal in an unknown en-
vironment, with obstacles in both cases. Structurally different neu-
ral network architectures acting as the central control mechanism of
the robot are presented. The eclectic genetic algorithm is used as the
unsupervised learning method to obtain the weights of the neural
networks. The fitness function for the individuals in the genetic algo-
rithm is a simulation of the robot with the neural network represented
by the bit string of the current individual as its control mechanism,
measured by exploration, obstacle evasion and distance to a goal cri-
teria. A qualitative analysis of the different architectures evaluated
in an environment representative of the navigation task’s difficulty is
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presented, aimed at finding the neural net architecture that displays
the best global performance, mitigating the adaptive tendency of ge-
netic algorithms by positioning different goals in an environment (in
the case of the navigation task). One of the neural network architec-
tures emerges as the fittest in both tasks by a meaningful margin.
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Doing science, particularly the synthesis of disparate
ideas, is not as arcane as it is often made out to be.

Discipline and taste play a vital role, but the activity is
familiar to anyone who has made some effort to be creative.

— John Henry Holland
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1
I N T R O D U C C I Ó N

1.1 presentación

Actualmente los robots móviles son campo de investigación en don-
de existe un enfoque considerable. Casi en cualquier universidad im-
portante se tienen uno o más grupos dedicados al desarrollo de tecno-
logía para robots móviles. Existen varios ejemplos de robots móviles,
desde robots que simulan a un insecto volador hasta automóviles
equipados con sensores y computadoras que navegan sin piloto en el
desierto. Si estos robots se mueven de forma autónoma (sin que un
ser humano decida la ruta que seguirá), entonces deben resolver un
problema fundamental para el campo de la robótica móvil, la planifi-
cación de movimiento.

Concretamente, el problema a resolver es planear movimientos li-
bres de colisiones para cuerpos complejos desde una posición inicial
hasta una posición meta entre una colección de objetos estáticos. Ex-
tensiones de esta formulación toman en cuenta problemas adiciona-
les causados por limitaciones sensitivas y móviles de robots reales
como son la incertidumbre, la retroalimentación y restricciones dife-
renciales, que complican aun más el desarrollo de planeadores de
movimiento automatizados.

Algunos algoritmos modernos han sido considerablemente exito-
sos en afrontar instancias difíciles del problema geométrico básico
y se ha invertido mucho esfuerzo en extender sus capacidades para
abordar instancias más complicadas. Estos algoritmos han tenido éxi-
to abundante en áreas distintas a la robótica, como la animación, la
realidad virtual y la biología computacional. Existen varios libros y
compilaciones que cubren aplicaciones y técnicas modernas de plani-
ficación de movimiento [13, 31, 47, 77].

En la formulación de la planificación de movimiento, se trabaja úni-
camente sobre una representación computacional interna del mundo
externo al robot; sin embargo, en la mayoría de los casos, un modelo
completo del ambiente en donde interactúa el robot no está disponi-
ble y un control perfecto de las estructuras mecánicas, a través de las
cuales actúa el robot, nunca es una suposición realista.

El sensado y la estimación son los medios por los cuales compen-
samos esta falta de información completa. Su rol es proporcionar in-

3



4 introducción

formación acerca del estado del ambiente y del estado del sistema
robótico como una base para el control, las decisiones e interacciones
con otros agentes en el ambiente, como los humanos. Una diferen-
ciación importante en el sensado y la estimación es la “propiocepción”
y “exterocepción”. La propiocepción busca recuperar el estado del robot
mismo, mientras que la exterocepción busca recuperar el estado del
mundo externo. En la práctica, muchos de los robots utilizan la pro-
piocepción para estimar y controlar su propio estado físico. Por otro
lado, recuperar el estado del mundo de los datos sensoriales es un
problema más complejo.

En los trabajos iniciales de percepción computacional para la ro-
bótica se asumía que era posible recuperar un modelo de propósito
general completo del ambiente, y usar ese modelo para tomar deci-
siones y actuar. Rápidamente se volvió aparente que tal enfoque no
es realista. El sensado y la estimación pueden ser considerados co-
mo los procesos por los cuales se transforma una cantidad física a
una representación computacional que puede ser utilizada en otros
algoritmos.

Un sistema de navegación para robots móviles que planifique los
movimientos en un ambiente donde inicialmente solo se conoce la
meta, deberá descubrir el entorno en el que navega mediante el uso
de sus sensores y la información de su posición, y decidir sus mo-
vimientos a partir de esta información. El sistema podrá decidir el
siguiente movimiento solamente a partir de la información de sensa-
do y posición actual, como lo hacen los sistemas reactivos, o podrá
basar su decisión en la secuencia de sensado, posiciones y acciones ge-
nerada a lo largo del tiempo mediante la interacción del robot móvil
con el ambiente, pudiendo crear una representación interna o mapa
del ambiente.

En el presente trabajo, se describe la construcción de un sistema
para la navegación de ambientes desconocidos y no estructurados,
utilizando técnicas de robótica evolutiva, teniendo a una red neuronal
como la unidad central de control.

1.1.1 Objetivos

Esta investigación se enfoca en el desarrollo de un agente de na-
vegación reactiva para robots móviles en espacios no estructurados y
desconocidos.

Los objetivos generales que guiarán la construcción del sistema son
los siguientes:

Explorar el problema de la navegación para robots móviles au-
tónomos.

Comparar los métodos deliberativos y los reactivos.
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Explorar la utilidad de las redes neuronales recurrentes como
sistemas de navegación para robots móviles.

Contrastar distintas arquitecturas de redes neuronales recurren-
tes.

Construir un método de aprendizaje basado en algoritmos ge-
néticos y simulación que encuentre redes neuronales candidatas
con capacidades satisfactorias.

Preprocesar los datos sensoriales para disminuir el espacio de
búsqueda para el algoritmo genético, manteniendo la informa-
ción necesaria para que el robot actúe efectivamente en el am-
biente.

1.2 motivación del trabajo de tesis

En contraste con los robots autónomos móviles, los robots indus-
triales realizan tareas definidas precisamente, utilizando métodos que
están bien definidos a bajo nivel. Por ejemplo, un robot industrial
usualmente es representado por un modelo dinámico, y la tarea que
se espera que realice puede ser lograda por un método o procedimien-
to bien definido. A menudo, la tarea misma puede ser descrita por un
modelo dinámico. Llegar a una descripción matemática de una estra-
tegia de control óptima o casi óptima para la tarea se convierte en un
problema de optimización matemática o a veces heurística de proce-
dimientos bien definidos.

La situación es muy distinta para robots autónomos que deben in-
teractuar dinámicamente con ambientes complejos. Mientras la tarea
puede permanecer bien definida en el alto nivel, un algoritmo de so-
lución efectivo usualmente no está bien definido. La mayoría de las
tareas no triviales para robots autónomos no pueden ser descritas
adecuadamente por modelos dinámicos.

Los sistemas de control para robots autónomos son a menudo pro-
gramados directamente por los investigadores o diseñadores, y pue-
den llegar a ser sumamente complejos. Los investigadores deben an-
ticipar que habilidades un robot dado necesitará, y después conden-
sarlas en un programa o jerarquía de control. Muchos investigadores
en el área de control de robots autónomos dependen de arquitecturas
de control complejas para facilitar el diseño del control del robot en
general [65, 66].

A medida que aumenta la complejidad de un ambiente y una tarea
para un robot autónomo dado, la dificultad de diseñar un sistema
de control adecuado a mano se convierte en un factor limitante en
el grado de complejidad funcional que puede ser lograda. Una solu-
ción potencial a este problema es generar métodos que permitan a
los robots aprender cómo realizar tareas complejas automáticamente.



6 introducción

Desarrollar métodos de aprendizaje de máquinas para uso en siste-
mas robóticos se ha convertido en un enfoque importante para la
investigación contemporánea de robots autónomos. Algunos de estos
métodos, como la robótica evolutiva, se concentran en el aprendizaje
de sistemas de control completos.

Aprender control inteligente para agentes de robots autónomos es,
de cierta forma, muy diferente a otras formas de aprendizaje de má-
quinas u optimización. En particular, a menudo no es posible gene-
rar un conjunto de datos de entrenamiento que pueda ser utilizado
para entrenar controlador utilizando métodos como el algoritmo de
retropropagación. Definir estados discretos para ambientes y robots au-
tónomos complejos es también problemático y métodos tradicionales
de diferencia temporal tal como Q-learning no son fácilmente aplica-
dos a problemas de aprendizaje de control para robots autónomos en
ambientes continuos y dinámicos.

La robótica evolutiva aborda el problema del control inteligente
aplicando una evolución artificial basada en la población para evolu-
cionar sistemas de control directamente. Este proceso evolutivo repre-
senta una forma de aprendizaje de máquinas que no necesariamente
requiere conocimiento completo del ambiente, morfología del robot
ni dinámica de la tarea.

Las redes neuronales son aptas para ser entrenadas con métodos
evolutivos computacionales porque pueden ser representadas por un
conjunto conciso de parámetros ajustables. Una amplia gama de redes
neuronales puede ser utilizada. Las arquitecturas más comunes son
las redes feed-forward y recurrentes.

Dado que el problema de la navegación en ambientes desconocidos
para robots móviles es altamente dinámico y su solución no ha sido
bien definida, se presta a ser trabajado con la metodología planteada
por la robótica evolutiva. Evaluando distintas contribuciones al cam-
po de la robótica evolutiva, el presente trabajo pretende generar una
metodología para crear sistemas de control robustos para la tarea de
la navegación en ambientes desconocidos.

1.3 organización de la tesis

1.3.1 Parte 1 - La navegación en la robótica

La primera parte presenta la navegación de un ambiente en la ro-
bótica y el problema de la representación de este ambiente dentro
del robot para tomar decisiones de acción correspondientes a la di-
rección del movimiento con el fin de alcanzar un objetivo, y evitar
los obstáculos entre el robot y dicho objetivo. Presenta el problema
de diseñar sistemas de control para robots a mano y lo contrasta con
los métodos de aprendizaje de máquinas, que representan una alter-
nativa viable y con beneficios significativos. Dentro de estos métodos
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se encuentra la robótica evolutiva, y esta parte termina describiendo
brevemente cómo es que este método aborda el problema del control
para robots móviles.

1.3.2 Parte 2 - Antecedentes

La parte de antecedentes busca proporcionar los antecedentes ne-
cesarios para justificar y crear el contexto de la investigación en el
campo de la robótica evolutiva. Se da una revisión general del control
en la robótica para ubicar a los sistemas de control generados con mé-
todos evolutivos. Después, se presenta el mecanismo de control más
utilizado en el área de la robótica evolutiva, las redes neuronales. Una
breve introducción a sus propiedades matemáticas y sus virtudes es
proporcionada, presentando al final la relevancia de la inclusión de
la recurrencia en la arquitectura de la red. A continuación se descri-
ben los algoritmos genéticos que son el mecanismo de optimización
central para generar los pesos de las redes neuronales, orientando los
algoritmos genéticos a distintos objetivos.

1.3.3 Parte 3 - Estado del Arte

Con el fin de mostrar contribuciones relevantes a la robótica evoluti-
va, se presentan dos algoritmos que han inspirado a distintos grupos
de investigación a realizar un número considerable de experimentos
nuevos. El primero es el algoritmo NEAT, que incluye la evolución de
la topología de la red neuronal a partir de un número mínimo de
conexiones y neuronas, intentando aumentar el espacio de búsqueda
solo si este aumento resulta también en un aumento en la aptitud
del individuo. El segundo algoritmo trata la búsqueda de novedad, que
presenta una manera radical de búsqueda (abandonar todo objetivo)
con el fin de evitar los mínimos locales y explorar el espacio de los
comportamientos, favoreciendo a la novedad.

1.3.4 Parte 4 - La Búsqueda del Mejor Individuo

Finalmente, se describen todos los componentes del sistema expe-
rimental a detalle, incluyendo la simulación, funciones de aptitud, al-
goritmo genético, construcción del controlador y el preprocesamiento
sensorial. También se presentan los resultados experimentales obteni-
dos a partir de la ejecución del sistema y las conclusiones de todo el
proceso. Aunque los resultados obtenidos son alentadores, aún hay
varias áreas donde el sistema podría mejorar y se propone trabajo
futuro para hacer más eficiente el funcionamiento del algoritmo y
refinar los resultados que encuentra.





Parte II

A N T E C E D E N T E S





2
E N F O Q U E S D E C O N T R O L E N L A R O B Ó T I C A

La robótica situada trabaja en el dominio de las máquinas con un
cuerpo físico en ambientes dinámicamente cambiantes, que a la vez
son complejos y difíciles de tratar. Estar situado se refiere entonces a
existir en un ambiente complejo, y tener un comportamiento afectado
en gran medida por este ambiente. En contraste, los robots que exis-
ten en ambientes estáticos y no cambiantes se consideran como no
situados. Estos ambientes incluyen robots de ensamblado operando
en ambientes complejos pero altamente estructurados, fijos, controla-
bles y predecibles. La predictibilidad y estabilidad del ambiente tiene
un impacto directo en la complejidad que el robot debe sobreponer
para realizar una tarea determinada; por lo tanto los robots situados
presentan un reto significativo para el diseñador.

El control robótico, también conocido como arquitectura computacio-
nal robótica, es el proceso de tomar información acerca del ambiente
a través de los sensores del robot, procesándola como un elemento
necesario para tomar decisiones para actuar y ejecutar acciones en
el ambiente. La complejidad del ambiente tiene un impacto directo
en la complejidad del control, que a su vez, está relacionada directa-
mente con la tarea robótica. Mientras que hay un número infinito de
maneras de programar al robot, existen cuatro clases fundamentales
de métodos de control robótico.

2.1 deliberativo - pensar , después actuar

En el control deliberativo, el robot usa toda la información sen-
sorial disponible, y todo el conocimiento interno almacenado, para
razonar acerca de cuales acciones realizar. El sistema de control es-
tá usualmente organizando utilizando una descomposición funcional
de los procesos de toma de decisiones, los cuales están compuestos
por un módulo de procesamiento sensorial, un módulo de modelado,
un módulo de planificación, un módulo de evaluación de valores, y
un módulo de ejecución [4]. Tal descomposición funcional permite
que operaciones complejas se realicen, pero implica una independen-
cia secuencial fuerte entre los modelos de toma de decisiones.

Razonar en sistemas deliberativos se presenta típicamente en la for-
ma de planificación, requiriendo una búsqueda de posibles secuen-
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cias de estado-acción y sus consecuencias. Es bien sabido que la pla-
nificación, un componente importante de la inteligencia artificial, es
un proceso computacionalmente complejo. El proceso requiere que el
robot realice una secuencia de pasos de sensado, deliberación y ac-
ción (por ejemplo, combinar los datos sensoriales en un mapa del mundo,
utilizar el planificador para encontrar una ruta en el mapa y enviar los pa-
sos del plan a las llantas del robot) [26, 46, 57]. El robot debe construir y
después potencialmente evaluar todos los posibles planes hasta que
encuentre el que le permita alcanzar su meta, resolver la tarea, o deci-
dir una trayectoria a ser ejecutada. Shakey, uno de los primeros robots
móviles que utilizaba Strips, un planificador general, es un ejemplo
de este tipo de sistemas aplicado al problema de evitar obstáculos y
navegar basado en información visual [61].

La planificación requiere de la existencia de una representación in-
terna y simbólica del mundo, la cual permite al robot ver al futuro y
predecir los resultados de acciones posibles en varios estados, con el
fin de generar planes. Por lo tanto, el modelo interno se debe mante-
ner preciso y actualizado. Cuando hay suficiente tiempo para generar
un plan y el modelo del mundo es preciso, este enfoque permite al
robot actuar de manera estratégica, seleccionando la mejor secuencia
de acciones para una situación dada. Sin embargo, estar situado en
un mundo ruidoso y dinámico provoca que esto sea imposible [9, 71].
Hoy en día casi ningún robot situado es puramente deliberativo. El
desarrollo de arquitecturas alternativas fue provocado por la nece-
sidad de acciones más rápidas pero apropiadas en respuesta a los
requisitos de ambientes dinámicos y cambiantes del mundo real.

2.2 reactivo - no pensar , reaccionar

El control reactivo es una técnica para acoplar directamente las en-
tradas sensoriales y las salidas de los actuadores, donde típicamente
no inerviene ningún razonamiento [10] para que el robot responda rá-
pidamente a ambientes cambiantes y no estructurados [8]. El control
reactivo está inspirado en la noción biológica de estímulo-respuesta; no
requiere la adquisición ni mantenimiento de modelos del mundo, ya
que no depende los procesos de razonamiento complejo del control
deliberativo. En vez de la deliberación, métodos relacionados una can-
tidad mínima de computación, y ninguna representación interna ni
conocimiento del mundo son usados típicamente. Los sistemas reac-
tivos logran respuestas en tiempo real construyendo el controlador
del robot con una colección de reglas de condición-acción preprogra-
madas, concurrentes y con un estado interno mínimo (por ejemplo,
si choca, detenerse; si se detiene, retroceder) [2, 10]. Esto hace al control
reactivo especialmente apto para ambientes dinámicos y no estructu-
rados donde tener acceso a un modelo del mundo no es una opción
realista. Además, la cantidad mínima de cómputo requerida por los
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sistemas reactivos les permite responder inmediatamente a ambientes
que cambian rápidamente.

El control reactivo es un método poderoso y efectivo que abunda
en la naturaleza; los insectos, que superan a los vertebrados en nú-
mero, son reactivos en gran medida. Sin embargo, las limitaciones
de la reactividad pura incluyen la incapacidad de almacenar infor-
mación, tener memoria o representaciones del mundo [7], y por lo
tanto la incapacidad de aprender y mejorar con el tiempo. El control
reactivo intercambia la complejidad del razonamiento por tiempos de
reacción rápidos. El análisis formal ha demostrado que, para ambien-
tes y tareas que pueden ser caracterizados a priori, los controladores
reactivos pueden ser muy poderosos, y si son estructurados adecua-
damente, capaces de rendimiento óptimo en clases particulares de
problemas [3, 76]. En otros tipos de ambientes y tareas, donde los
modelos internos, la memoria y el aprendizaje son requeridos, el con-
trol reactivo no es suficiente.

2.3 híbrido - pensar y actuar concurrentemente

El control híbrido pretende combinar los mejores aspectos del con-
trol reactivo y deliberativo: la respuesta en tiempo real de la reacción,
y la racionalidad y optimalidad de la deliberación. Como resultado,
los sistemas de control híbrido contienen dos componentes diferen-
tes, las reglas de condición-acción reactivas y las deliberativas, que
deben interactuar con el fin de producir salidas coherentes. Esto es
complicado porque el componente reactivo lidia con las necesidades
inmediatas del robot, como es moverse mientras se evitan obstáculos,
y por lo tanto opera en una escala de tiempo muy rápida, utilizando
datos sensoriales externos directamente. En contraste, el componen-
te deliberativo utiliza representaciones del mundo internas altamente
abstractas y simbólicas, y opera sobre ellas en una escala de tiempo
más larga, por ejemplo, para realizar planificación global de rutas o
planificar para toma de decisiones de alto nivel.

Mientras las salidas de los dos componentes no entren el conflicto,
el sistema no requiere de más coordinación. Sin embargo, las dos par-
tes del sistema deben interactuar si se espera que se beneficien una
de la otra. Como consecuencia, el sistema reactivo debe sobreponerse
al deliberativo si el mundo presenta un reto inesperado e inmedia-
to. De forma análoga, el componente deliberativo debe informar al
reactivo para guiar al robot hacia trayectorias y metas más eficien-
tes y cercanas al óptimo. La interacción de los dos componentes del
sistema requiere un componente intermedio, que reconcilie las dife-
rentes representaciones utilizadas por los otros y cualquier conflicto
entre sus salidas. La construcción de este componente intermedio es
típicamente el mayor reto en el diseño de sistemas híbridos.
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Los sistemas híbridos son conocidos también como arquitecturas de
tres capas, por su estructura, la cual consiste en la capa reactiva (de
ejecución), la capa intermedia (de coordinación), y la deliberativa (de
organización/planificación), las cuales se organizan de acuerdo con
el principio del aumento en precisión de control en las capas de ba-
jo nivel con un decremento en inteligencia [73]. Una gran cantidad
de investigación ha sido invertida para diseñar estos componentes y
sus interacciones [6, 16, 19, 23, 24, 26, 52, 67]. Las arquitecturas de
tres capas buscan obtener lo mejor del control reactivo en la forma
de control dinámico, concurrente y responsivo, y lo mejor del con-
trol deliberativo, en la forma de acciones globalmente eficientes a lo
largo de escalas de tiempo amplias. Sin embargo, hay problemas com-
plejos relacionados con las interfaces entre estos componentes funda-
mentalmente diferentes y la forma en que su funcionalidad debe ser
particionada aún no es entendida por completo [73].

2.4 control basado en comportamientos - pensar como

actuar

El control basado en comportamientos emplea un conjunto de mó-
dulos distribuidos que interactúan entre sí llamados comportamientos,
que colectivamente logran el comportamiento deseado a nivel de sis-
tema. Para un observador externo, los comportamientos son patrones
de la actividad del robot emergiendo de interacciones entre el robot
y su ambiente. Para un programador, los comportamientos son mó-
dulos de control que agrupan conjuntos de restricciones para lograr
y mantener una meta [5, 54]. Cada comportamiento recibe entradas
de los sensores y/o otros comportamientos en el sistema, y propor-
ciona salidas a los actuadores del robot o a otros comportamientos.
Por lo tanto, un controlador basado en comportamientos es una red
estructurada de comportamientos que interactúan entre sí, sin repre-
sentación centralizada del mundo. En vez de esta representación, los
comportamientos individuales y las redes de comportamiento man-
tienen cualquier información de estado y modelos.

Sistemas bien diseñados basados en comportamientos se aprove-
chan de la dinámica de la interacción entre los comportamientos mis-
mos, y entre los comportamientos y el ambiente. Se puede decir que
la funcionalidad de los sistemas basados en comportamientos emerge
de esas interacciones y por lo tanto no es una propiedad del robot ni
del ambiente aislado, sino un resultado de la interacción entre ellos
[5]. Al contrario del control reactivo, que utiliza colecciones de reglas
reactivas con poca o ninguna representación del estado, el control
basado en comportamientos utiliza colecciones de comportamientos,
que no tienen tales restricciones; los comportamientos sí tienen estado
y pueden ser utilizados para construir representaciones, permitiendo
entonces el razonamiento, la planificación y el aprendizaje.



3
R E D E S N E U R O N A L E S A RT I F I C I A L E S

El trabajo en redes neuronales artificiales (Artificial Neural Network
(ANN)) ha sido motivado desde su creación por la observación de que
el cerebro humano realiza cómputo de una manera completamente
diferente a la computadora digital convencional. El cerebro es un sis-
tema de procesamiento de información altamente complejo, no lineal y
paralelo. Tiene la capacidad de organizar sus componentes estructura-
les, conocidos como neuronas, con el fin de realizar ciertos procesos
computacionales (reconocimiento de patrones, percepción y control
motor), muchas veces más rápido que la computadora digital más
rápida hoy en día.

Al nacer, el cerebro tiene una estructura bien definida y la habi-
lidad de construir sus propias reglas a través de la experiencia. Esta
experiencia aumenta con el tiempo, teniendo el desarrollo más dra-
mático en los primeros dos años desde el nacimiento.

Una neurona en desarrollo es sinónimo de un cerebro plástico: La
plasticidad le permite al sistema nervioso en desarrollo adaptarse a
su ambiente. Tal como la plasticidad parece ser esencial para el fun-
cionamiento de las neuronas como unidades de procesamiento de
información en el cerebro humano, también lo es para redes neuro-
nales compuestas de neuronas artificiales. En su forma más general,
una red neuronal es una máquina diseñada para modelar la forma en
que el cerebro realiza una tarea en particular o función de interés; la
red se implementa usualmente utilizando componentes electrónicos
o se simula como software en una computadora digital. Para lograr
buen rendimiento, las ANNs emplean una interconexión masiva de
componentes simples llamados neuronas o unidades de procesamiento.
A partir de lo anterior se puede ofrecer la siguiente definición de una
red neuronal vista como una máquina adaptativa [36]:

red neuronal artificial : procesador distribuido masivamente
paralelo compuesto de unidades simples de procesamiento, las
cuales tienen una capacidad natural de almacenar conocimiento
experimental y de hacer este conocimiento disponible para ser
usado. Es similar al cerebro en dos aspectos:

1. El conocimiento es adquirido por la red a partir de su am-
biente a través de un proceso de aprendizaje.
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2. Las fuerzas de las conexiones interneuronales, conocidas
como pesos sinápticos, son utilizadas para almacenar el
conocimiento adquirido.

El procedimiento utilizado para realizar este proceso de aprendiza-
je es llamado un algoritmo de aprendizaje, el cual tiene como fin modi-
ficar los pesos sinápticos de la red neuronal para obtener el objetivo
de diseño deseado.

3.1 beneficios de las redes neuronales

Una ANN deriva su poder a través de su estructura distribuida ma-
sivamente paralela y su habilidad de aprender, y por lo tanto, gene-
ralizar. La generalización se refiere a la capacidad de la ANN de produ-
cir salidas razonables para entradas no encontradas durante el entre-
namiento (aprendizaje). Estas dos capacidades de procesamiento de
información hacen posible que las ANNs resuelvan problemas com-
plejos. Sin embargo, es importante reconocer que estamos muy lejos
de construir una arquitectura computacional que imite a un cerebro
humano.

El uso de redes neuronales ofrece las siguientes propiedades y ca-
pacidades:

1. No linealidad. Una neurona artificial puede ser lineal (función
polinomial de grado cero o uno) o no lineal. Una ANN, cons-
truida con una interconexión de neuronas no lineales, es en sí
no lineal. Además, esta no linealidad es de un tipo especial en
el sentido en que está distribuida en la red. La no linealidad es
una propiedad muy importante, particularmente si el mecanis-
mo físico responsable de la generación de la señal de entrada es
inherentemente no lineal.

2. Mapeo de entrada-salida. Un paradigma popular del aprendizaje
llamado aprender con un maestro o aprendizaje supervisado involu-
cra la modificación de los pesos sinápticos de una red neuronal
aplicando un conjunto de muestras de entrenamiento o ejemplos de
la tarea etiquetados. Cada ejemplo consiste en una señal de en-
trada única y una respuesta deseada correspondiente. La ANN es
presentada con un ejemplo elegido aleatoriamente del conjunto,
y los pesos sinápticos (parámetros libres) de la ANN son modifi-
cados para minimizar la diferencia entre la respuesta deseada y
la respuesta producida por la ANN a partir de la señal de entra-
da de acuerdo con un criterio estadístico. El entrenamiento de la
red es repetido con muchos ejemplos del conjunto hasta que la
red alcanza un estado estable donde no hay más cambios signi-
ficativos en los pesos sinápticos. De esta manera, la red aprende
de los ejemplos construyendo un mapeo de entrada-salida para
el problema actual.
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3. Adaptabilidad. Las ANNs tienen la capacidad inherente de adaptar
sus pesos sinápticos a cambios en el ambiente que las rodea. En
particular, una red neuronal entrenada para operar en ambien-
tes específicos puede ser entrenada nuevamente fácilmente para
adaptarse a cambios menores en las condiciones de operación
del ambiente. Además, cuando están operando en un ambien-
te no estacionario, una red neuronal puede ser entrenada para
cambiar sus pesos sinápticos en tiempo real. Como una regla
general, se puede decir que entre más adaptativo sea un siste-
ma, asegurando que en todo momento el sistema se mantenga
estable, más robusto será su rendimiento cuando se requiera
que el sistema opere en un ambiente no estacionario. Sin em-
bargo, se debe enfatizar que la adaptabilidad no siempre lleva
a que un sistema sea robusto, lo opuesto podría ocurrir [33].

4. Respuesta evidencial. En el contexto de la clasificación de patro-
nes, una ANN puede ser diseñada para proporcionar informa-
ción no sólo de cuál patrón en particular se selecciona, sino
también de la confianza de la decisión tomada. Esta información
puede ser usada para rechazar patrones ambiguos, si es que se
presentan, mejorando el rendimiento de la clasificación de la
red.

5. Información contextual. El conocimiento está representado por la
estructura misma y el estado de activación de una ANN. Cada
neurona en la red está afectada potencialmente por la actividad
global de todas las demás neuronas en la red. Consecuentemen-
te, la información contextual es tratada naturalmente por una
ANN.

3.2 modelo de una neurona

Una neurona es una unidad de procesamiento de información que
es fundamental para la operación de una ANN. El diagrama de blo-
ques de la Figura 3.1 muestra el modelo de una neurona, el cual forma
la base para el diseño de las ANNs. Podemos identificar tres elementos
básicos del modelo neuronal:

1. Un conjunto de sinapsis o vínculos, en donde cada uno es carac-
terizado por un peso o una fuerza de conexión. Específicamente,
una señal xi en la entrada de la sinapsis j conectada a una neu-
rona k es multiplicada por el peso wkj. Es importante hacer
una nota de la manera en que los subíndices del peso wkj son
escritos. El primer subíndice se refiere a la neurona en cuestión
y el segundo subíndice se refiere a la entrada de esta sinapsis.
A diferencia de una sinapsis en el cerebro, el peso sináptico de
una neurona artificial puede estar en un rango que incluye tanto
valores positivos como negativos.
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Figura 3.1: Modelo no lineal de una neurona.

2. Un sumador para sumar las señales de entrada, ponderadas por
las sinapsis respectivas de la neurona; la operación descrita aquí,
constituye un combinador lineal.

3. Una función de activación para limitar el rango de amplitud per-
misible de la señal de salida de una neurona a un valor finito.
Típicamente, el rango de amplitud normalizado de la salida de
una neurona es escrito como el intervalo unitario cerrado [0, 1]
o alternativamente [−1, 1].

El modelo neuronal en la Figura 3.1 también incluye un sesgo (bias),
denotado por bk. El sesgo tiene el efecto de incrementar o decremen-
tar el total de la entrada de la función de activación, dependiendo de
si es positivo o negativo, respectivamente.

En términos matemáticos, podemos describir una neurona k escri-
biendo el siguiente par de ecuaciones:

uk =

m∑
j=1

wkjxj (3.1)

yk = ϕ (uk + bk) (3.2)

donde x1, x2, . . . , xn son las señales de entrada; wk1,wk2, . . . ,wkm
son los pesos sinápticos de la neurona k; uk es la salida del combinador
lineal producido por las señales de entrada; bk es el sesgo; ϕ (·) es
la función de activación; y yk es la señal de salida de la neurona. El
uso del sesgo bk tiene el efecto de aplicar una transformación afín a la
salida uk del combinador lineal del modelo en la Figura 3.1.

A menos de que especifique lo contrario, la función de activación
que se adoptará en esta tesis para todas las neuronas será la tangente

1 
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hiperbólica [87], una función sigmoide cuya amplitud se encuentra aco-
tada en el intervalo cerrado [−1, 1], lo cual se puede apreciar en la
Figura 3.2. La tangente hiperbólica está definida por:

ϕ (u) = tanh (u) =
e2u − 1

e2u + 1
(3.3)
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Figura 3.2: La tangente hiperbólica.

3.3 red neuronal acíclica

En general, podemos identificar dos clases de arquitecturas de ANN:
las redes neuronales acíclicas (Feed-forward Artificial Neural Network
(FANN)) y las redes neuronales recurrentes (RANN). Si representamos a
las FANNs como un grafo, podemos apreciar que siempre forman un
grafo acíclico dirigido, lo cual les da su nombre. Para ambas clases,
normalmente se crean grupos de neuronas llamados capas, en donde
todas las neuronas de una capa tienen el mismo vector de entrada,
como se puede apreciar en la Figura 3.3.

Una distinción importante entre las ANNs ocurre cuando se tienen
una o más capas ocultas, cuyos nodos de cómputo son llamados neu-
ronas ocultas. La función de las neuronas ocultas es mediar entre las
entradas externas y la salida de la ANN de alguna manera que resulte
útil. Al agregar una o más capas ocultas, se le permite a la red extraer
estadísticas de alto orden. En un sentido más vago, la red adquiere
una perspectiva global a pesar de su regla de conectividad local de-
bido al conjunto extra de conexiones sinápticas y la dimensión extra
de las interacciones neuronales [14]. La habilidad de las neuronas de
extraer estadísticas de alto orden es particularmente valioso cuando
el tamaño de la capa de entrada es grande.

Los nodos fuente en la capa de entrada proporcionan los elemen-
tos del patrón de activación (vector de entrada), el cual constituye las
señales de entrada aplicadas a las neuronas (nodos de cómputo) en
la segunda capa (la primer capa oculta). Las señales de salida de la
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Figura 3.3: Red neuronal acíclica con una capa oculta.

segunda capa son utilizadas como entradas a la tercera capa, conti-
nuando de la misma manera para el resto de la red. Típicamente las
neuronas en cada capa de la red tienen como sus entradas las señales
de salida de la capa anterior solamente. El conjunto de señales de sali-
da de las neuronas en la capa de salida (final) de la red constituyen la
respuesta de la red ante un patrón de activación proporcionado por
los nodos de entrada de la primera capa. El grafo en la Figura 3.3 ilus-
tra la composición de una FANN multicapa para el caso de una sola
capa oculta. Se dice que ANN en la Figura 3.3 es completamente conexa,
ya que cada nodo en cada capa de la red está conectado a cada nodo
en la capa frontal adyacente. Si algunos de los enlaces sinápticos no
están presentes en la red, decimos que la red es parcialmente conexa.

3.4 redes neuronales recurrentes

Una red neuronal artificial recurrente (RANN) se distingue de una
FANN en que tiene por lo menos un enlace sináptico retroalimentado.
La presencia de este tipo de enlaces tiene un impacto profundo en la
capacidad de aprendizaje de la red y en su rendimiento. Los enlaces
de retroalimentación utilizan conexiones particulares compuestas de
elementos con retardo unitario (denotadas por z−1), que resultan en un
comportamiento no lineal y dinámico, asumiendo que la red neuronal
contiene unidades no lineales. A diferencia de las FANNs, las RANNs
pueden manejar sucesiones de entradas arbitrarias en vez de datos
de entrada estáticos. Esto, combinado con la habilidad de memorizar
eventos relevantes a lo largo del tiempo, hace que las redes neurona-
les recurrentes sean más poderosas en términos computacionales que
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las FANNs. El conjunto de aplicaciones potenciales es enorme: cual-
quier tarea que requiera aprender como utilizar la memoria es una
tarea potencial para las RANNs.

Dada una FANN multicapa como el elemento de construcción bási-
co, la aplicación de retroalimentación global puede tomar una varie-
dad de formas. Podemos tener retroalimentación de las neuronas de
salida de la FANN multicapa a la capa de entrada. Otra forma posible
de retroalimentación global es de las neuronas ocultas de la red a la
capa de entrada. Cuando la FANN multicapa tiene dos o más capas
ocultas, las formas de retroalimentación global se expanden aún más.
El punto es que las RANN tienen un repertorio extenso de configura-
ciones para sus arquitecturas.

Básicamente, hay dos usos funcionales de las RANNs:

Memorias asociativas

Redes de mapeo entrada-salida variable en el tiempo

Esta tesis se concentra en las capacidades de mapeo de entrada-
salida variable en el tiempo de las RANNs. Para este tipo de aplicación,
una RANN responde temporalmente a una señal de entrada aplicada ex-
ternamente. Además, la aplicación de retroalimentación le permite a
las RANNs adquirir representaciones de estado, lo cual las hace ap-
tas para para aplicaciones diversas como predicción y modelado no
lineal, ecualización adaptativa de canales de comunicación, procesa-
miento de voz, control de plantas y diagnóstico de motores de auto-
móvil. Esta habilidad de mapear sucesiones de entrada en los reales a
salidas también en los reales, haciendo uso de su estado interno para
incorporar contexto pasado en su procesamiento actual, las convierte
en una herramienta de procesamiento de sucesiones impresionante-
mente general.





4
A L G O R I T M O S G E N É T I C O S

Los algoritmos genéticos son métodos de optimización numérica
inspirados en la selección natural y la genética. El método es general y
capaz de ser aplicado a un rango extremadamente amplio de proble-
mas. Están basados en el concepto de que la evolución, la cual, empe-
zando a partir de algo que era poco más que una mezcla aleatoria de
químicos, generó toda la biodiversidad que hoy en día vemos alrede-
dor de nosotros, es un paradigma poderoso e increíble para resolver
cualquier problema complejo. Concretamente, presentan un método
robusto para búsqueda de soluciones de diferentes problemas de opti-
mización prácticos. Un algoritmo genético típico está compuesto por
los siguientes componentes:

1. Una población con soluciones candidatas a un problema.

2. Una manera de calcular qué tan bien o qué tan mal una solución
generada a partir de un individuo de la población es.

3. Un método para combinar fragmentos de las mejores soluciones
para generar otras nuevas y potencialmente mejores.

4. Un operador de mutación para evitar la pérdida permanente de
diversidad dentro de las soluciones.

En una búsqueda numérica o problema de optimización, una lista
(posiblemente de longitud infinita) de soluciones posibles se busca
en orden para localizar la solución que mejor describe el problema
actual. Un ejemplo puede ser intentar buscar los mejores valores para
un conjunto de parámetros ajustables (o variables) que, cuando se in-
cluyen en un modelo matemático, maximizan el impulso l generado
por el ala de un aeroplano. Si hubiera sólo dos de estos parámetros
ajustables, a y b, uno podría probar un número grande de combina-
ciones, calcular el impulso generado por cada combinación y produ-
cir una gráfica de la superficie con a, b y l graficados en los ejes x, y
y z respectivamente. Tal gráfica sería una representación del espacio
de búsqueda del problema. Para problemas más complejos, con más
de dos variables, la situación se vuelve más difícil de visualizar. Sin
embargo, el concepto de un espacio de búsqueda es válido siempre
que alguna medida de distancia entre soluciones pueda ser definida
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y a cada solución se le pueda asignar una medida de éxito, o aptitud,
dentro del problema. Las soluciones con mejor rendimiento ocuparán
las crestas (o valles si es que se está buscando un mínimo óptimo) den-
tro del espacio de soluciones. Tales espacios de soluciones pueden ser
de topografía sorprendentemente compleja. Inclusive para problemas
simples, pueden existir numerosas crestas de alturas variables, sepa-
rados entre si por valles en múltiples escalas. Un claro ejemplo de
esta situación puede ser apreciado en la Figura 4.1, correspondiente
al espacio de búsqueda de la función de Hansen cuando n = 2:

f(2, x) =
4∑
i=0

(i+ 1)cos(ix0 + i+ 1)

4∑
j=0

(j+ 1)cos((j+ 2)x1 + j+ 1)

10

5

0

5
10

5

0

5

-176.36

-134.94

-93.52

-52.11

-10.69

30.73

72.15

113.57

154.99

196.41

Figura 4.1: Función de Hansen para n = 2. Se pueden apreciar gran canti-
dad de crestas y valles en el espacio de búsqueda generado por
la función, al igual que un número aun mayor de mínimos y
máximos locales.

A la cresta de mayor altura se le conoce a menudo como el máximo
global u óptimo global, y las crestas de menor altura como máximo local
u óptimo local. Para la mayoría de los problemas de búsqueda la me-
ta es la identificación precisa del óptimo global, pero esto puede no
ser siempre cierto. En algunas situaciones, por ejemplo en control de
tiempo real, la identificación de cualquier punto sobre un cierto valor
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de aptitud puede ser aceptable. Para otros problemas, por ejemplo,
en diseño de arquitecturas para edificios, la identificación de un con-
junto grande de soluciones cercanas al óptimo, pero distantes entre sí
en el espacio de soluciones (diseños), puede ser requerido.

En vez de comenzar a partir de un solo punto en el espacio de
búsqueda, los algoritmos genéticos se inicializan con una población de
puntos. Estos son a menudo aleatorios y serán esparcidos a lo largo
del espacio de búsqueda. Un algoritmo típico usará después tres ope-
radores, selección, cruza y mutación (elegidos en parte por su analogía
con el proceso natural) para dirigir la población (a lo largo de una
serie de pasos temporales o generaciones) hacia la convergencia en el
óptimo global. Típicamente, estos puntos iniciales en el espacio de
búsqueda se mantienen en la memoria como codificaciones binarias
(o cadenas) de las variables verdaderas, aunque también es posible
utilizar codificaciones con los números reales (base 10) directamen-
te, o codificaciones que imiten de alguna forma la estructura natural
del problema. Esta población inicial es después procesada por tres
operadores principales.

La selección intenta aplicar presión sobre la población de una mane-
ra similar a la selección natural encontrada en los sistemas biológicos.
Los individuos con rendimiento subóptimo son descartados e indivi-
duos más aptos tienen mayor probabilidad de propagar la informa-
ción que contienen a la siguiente generación.

La cruza permite a las soluciones intercambiar información de una
manera similar a la utilizada por un organismo natural en la repro-
ducción sexual. Un método es escoger pares de individuos promo-
vidos por el operador de selección, escoger aleatoriamente un solo
punto dentro de las cadenas binarias e intercambiar toda la informa-
ción a la derecha de este punto entre los dos individuos.

La mutación es utilizada para cambiar aleatoriamente el valor de
uno solo de los bits dentro de la cadena binaria de un individuo. La
mutación se utiliza en pequeñas cantidades muy a menudo.

Después de que la selección, cruza y mutación han sido aplicadas
a la población inicial, una nueva población habrá sido generada y el
contador generacional es incrementado en uno. Este proceso de selec-
ción, cruza y mutación es continuado hasta que un número fijo de
generaciones ha sido alcanzado o algún tipo de criterio de convergen-
cia se ha cumplido.

A primera vista no es para nada evidente que este proceso será ca-
paz de encontrar un óptimo global en algún momento, y mucho me-
nos formar la base de un algoritmo de búsqueda general y altamente
efectivo. Sin embargo, la aplicación de esta técnica a numerosos pro-
blemas a lo largo de una amplia gama de campos ha mostrado que
logra exactamente lo anterior. Posiblemente la prueba máxima de la
utilidad de este enfoque descanse en el éxito demostrado de las for-
mas de vida en el planeta Tierra.





Parte III

E S TA D O D E L A RT E





5
A L G O R I T M O N E AT

En enfoques tradicionales de neuroevolución, una topología es ele-
gida para las redes que serán evolucionadas antes de que el experi-
mento comience. Usualmente, la topología de la red es una sola capa
oculta de neuronas, con cada neurona oculta conectada a cada entra-
da de la red y cada neurona de salida. La evolución busca el espacio
de los pesos de conexión de esta topología completamente conexa
permitiendo que las redes con alto rendimiento se reproduzcan. El
espacio de pesos es explorado a través de la cruza de vectores de pe-
sos y la mutación de los pesos de la población. Entonces, la meta de
la neuroevolución es optimizar los pesos de conexión que determi-
nan la funcionalidad de la red. Sin embargo, los pesos de conexión
no son el único aspecto de las redes neuronales que contribuyen a
su comportamiento. La topología o estructura, de las redes neurona-
les también afecta su funcionalidad. Modificar la estructura de la red
ha sido efectivo como parte del entrenamiento supervisado [25]. La
pregunta básica es la siguiente: ¿Puede la evolución de la topología
junto con los pesos de la red proporcionar una ventaja sobre evolu-
cionar solo los pesos en una topología fija?

Un argumento persuasivo a favor de hacer evolucionar la topología
y los pesos de la red fue presentado por Gruau et al. [34], argumen-
tando que al hacer evolucionar la estructura se ahorra tiempo gastado
por los humanos en decidir y experimentar entre diferentes topolo-
gías para un problema en particular. Aunque casi todos los sistemas
de neuroevolución utilizan una capa oculta completamente conexa,
decidir cuantos nodos ocultos son necesarios es un proceso de prue-
ba y error. Gruau et al. soportaron su argumento haciendo evolucio-
nar una topología y los pesos de una ANN que resolvía el problema
de balanceo de poste más difícil en su momento. Sin embargo, los
resultados posteriores demostraron que la evolución de la topología
no era necesaria para resolver el problema. Un método de topología
fija llamado Enforced Subpopulations (ESP) [28] fue capaz de resolver
el mismo problema cinco veces más rápido con una solución simple,
reiniciando el algoritmo con un número aleatorio de neuronas ocultas
cada vez que el algoritmo dejaba de mejorar sus soluciones.

El algoritmo NEAT [83] intenta demostrar lo contrario: si se hace de
forma correcta, hacer evolucionar una estructura junto con los pesos
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de conexión puede mejorar significativamente el rendimiento de la
neuroevolución. Está diseñado específicamente para aprovecharse de
la estructura de una red como una manera de minimizar la dimen-
sionalidad del espacio de búsqueda de los pesos de conexión. Si la
estructura se hace evolucionar de tal forma que las topologías se mi-
nimicen y crezcan incrementalmente, ganancias considerables en la
velocidad de aprendizaje son obtenidas. NEAT es un algoritmo único
porque las estructuras se vuelven incrementalmente más complejas a
medida que se van acercando más al óptimo en términos de la tarea,
fortaleciendo la analogía entre los algoritmos genéticos y la evolución
natural.

La evolución incremental de la estructura de la red presenta varios
retos técnicos:

1. ¿Existe una representación genética que permita la cruza de to-
pologías distintas de una forma significativa?

2. ¿Cómo puede una innovación topológica que necesita unas cuan-
tas generaciones para ser optimizada ser protegida de tal forma
que no desaparezca de la población de forma prematura?

3. ¿Cómo pueden ser minimizadas en tamaño las topologías a lo
largo de la evolución sin la necesidad de afectar a la función de
aptitud con una métrica de complejidad?

5.1 codificación genética

La codificación genética de NEAT está diseñada para permitir ali-
near a los genes con cierta correspondencia cuando dos genomas se
cruzan durante la reproducción. Los genomas son representaciones
lineales de la conectividad de la red (Figura 5.1). Cada genoma inclu-
ye una lista de genes de conexión, cada uno de los cuales se refiere a
dos genes de nodo. Los genes de nodo proporcionan una lista de entra-
das, nodos ocultos y salidas que pueden ser conectados. Cada gen de
conexión especifica el nodo de entrada, el nodo de salida, el peso de
la conexión, si la conexión se expresa o no (bit de habilitación), y un
número de innovación, que permite encontrar genes correspondientes.

La mutación en NEAT puede cambiar los pesos de conexión y las
estructuras de la red. Los pesos de conexión mutan de la misma ma-
nera que lo hacen en los sistemas evolutivos tradicionalmente. Las
mutaciones estructurales suceden de dos maneras (Figura 5.2). Ca-
da mutación expande el tamaño del genoma agregando genes. En
la mutación de agregar conexión, un solo gen de conexión nuevo con
un peso aleatorio es agregado conectando dos nodos no conectados
previamente. En la mutación de agregar nodo, una conexión existen-
te es separada y el nuevo nodo es posicionado donde la conexión
anterior solía estar. La conexión vieja es deshabilitada y dos conexio-
nes nuevas son agregadas al genoma. La nueva conexión que lleva
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Figura 5.1: Un ejemplo del mapeo de genotipo a fenotipo. Hay tres nodos
de entrada, uno oculto, un nodo de salida, y siete definiciones
de conexión, una de las cuales es recurrente. El segundo gen es
deshabilitado, de tal forma que la conexión que especifica (entre
los nodos 2 y 4) no se expresa en el fenotipo.

al nuevo nodo recibe un peso de 1, y la nueva conexión que sale del
nuevo nodo recibe el mismo peso que la conexión vieja. Este método
de agregar nodos fue elegido con el fin de minimizar el efecto ini-
cial de la mutación. La nueva no linealidad en la conexión cambia la
función ligeramente, pero nuevos nodos pueden ser integrados inme-
diatamente en la red. De esta forma, gracias a la especiación, la red
tendrá tiempo de optimizar y hacer uso de su nueva estructura.

A través de la mutación, los genomas en NEAT crecerán gradual-
mente. Genomas de tamaños variables resultarán, a veces con cone-
xiones diferentes en las mismas posiciones. ¿Cómo puede el algo-
ritmo cruzar genomas de diferente tamaño de forma razonable? La
siguiente sección explica como NEAT aborda este problema.

5.2 rastrear genes con marcas históricas

Hay información no explotada en la evolución que nos dice exac-
tamente cuáles genes se alinean con otros genes entre cualquier par
de individuos en una población topológicamente diversa. Esta infor-
mación es el origen histórico de cada gen. Dos genes con el mismo
origen histórico deben representar la misma estructura (aunque po-
siblemente con pesos diferentes), ya que ambos están derivados del
mismo gen ancestral en algún punto en el pasado. Por lo tanto, todo
lo que el sistema necesita hacer para saber cómo alinear los genes es
mantener un registro del origen histórico de cada gen en el sistema.

Rastrear el origen histórico requiere muy poca computación. Cada
vez que un nuevo gen aparece (a través de la mutación estructural),
un número de innovación global es incrementado y asignado a ese gen.
Los números de innovación representan una cronología de la apari-
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Figura 5.2: Los dos tipos de mutación estructural en NEAT. Ambos tipos,
agregar conexión y agregar nodo, están ilustrados con los ge-
nes de conexión de una red sobre sus fenotipos correspondiente.
El número superior de cada genoma es el número de innovación
de ese gen. Los números de innovación son marcadores histó-
ricos que identifican el ancestro original de cada gen. A nuevos
genes se les asignan nuevos números incrementalmente. Cuando
se agrega un nuevo nodo, el gen de conexión que es separado se
deshabilita y dos nuevos genes de conexión se agregan a al final
del genoma. El nuevo nodo estará entre las dos nuevas conexio-
nes. Un nuevo gen de nodo es agregado al genoma también.

ción de cada gen en el sistema. Por ejemplo, digamos las dos mutacio-
nes en la Figura 5.2 ocurrieron una después de la otra en el sistema.
Al nuevo gen de conexión creado en la primera mutación se le asigna
el número 7 y a los dos nuevos genes de conexión agregados durante
la nueva mutación del nodo se les asignan los números 8 y 9. En el
futuro, cuando estos genes se reproduzcan, los hijos heredarán los
mismos números de innovación en cada gen; los números de innova-
ción nunca se cambian. Entonces, el origen histórico de cada gen en
el sistema se conoce a través de la evolución.

Un problema posible es que la misma innovación estructural va a
recibir números de innovación distintos en la misma generación si
ocurre más de dos veces. Sin embargo, si se mantiene una lista de
las innovaciones que ocurrieron en la generación actual, es posible
asegurar que cuando la misma estructura emerge más de una vez a
través de mutaciones independientes en la misma generación, cada
mutación idéntica se le asigna el mismo número de innovación. Por
lo tanto, no hay una explosión resultante de números de innovación.
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Las marcaciones históricas le dan a NEAT una capacidad nueva muy
poderosa. El sistema ahora sabe exactamente cómo embonar los ge-
nes (Figura 5.3). Cuando se realiza la cruza, los genes en los dos geno-
mas con los mismos números de innovación se alinean. Estos genes
se llaman genes empatados. Los genes que no empatan, son disjuntos
o exceso, dependiendo de si ocurren dentro o fuera del rango de los
números de innovación del otro padre. Representan la estructura que
no está presente en el otro genoma. En la composición de la descen-
dencia de dos individuos, los genes son elegidos aleatoriamente de
cualquiera de los dos padres cuando empatan, mientras que todos
los genes de exceso o disjuntos del padre más apto siempre se inclu-
yen. De esta manera, las marcaciones históricas le permiten a NEAT

realizar cruzas utilizando genomas almacenados en arreglos unidi-
mensionales sin la necesidad de realizar análisis topológico costoso
computacionalmente.

Agregando nuevos genes a la población y reproduciendo genomas
que representan diferentes estructuras, el sistema puede formar una
población de topologías diversas. Sin embargo, resulta que esta po-
blación por sí sola no puede mantener las innovaciones topológicas.
Esto se debe a que las estructuras más pequeñas se optimizan más rá-
pidamente que las estructuras grandes, y agregar nodos y conexiones
usualmente decrementa la aptitud de la red inicialmente. Entonces,
las estructuras que fueron aumentadas recientemente tienen pocas
esperanzas de sobrevivir más de una generación aunque las innova-
ciones que representan puedan ser cruciales para resolver la tarea a la
larga. La solución es proteger la innovación a través de la especiación
de la población, lo cual se explica en la siguiente sección.

5.3 protegiendo la innovación a través de la especia-
ción

Separar la población en especies le permite a los organismos com-
petir dentro de sus propios nichos en vez de competir con toda la po-
blación. De esta manera, las innovaciones topológicas son protegidas
en un nuevo nicho en donde tendrán tiempo de optimizar su estruc-
tura a través de la competencia dentro del nicho. La idea es dividir
la población en especies tales que las topologías similares estén en la
misma especie. Esta tarea parece ser un problema de agrupamiento
de topologías. Sin embargo, nuevamente resulta que las marcaciones
históricas ofrecen una solución eficiente.

El número de genes de exceso y disjuntos entre un par de geno-
mas es una medida natural de su distancia de compatibilidad. Entre
más disjuntos los dos genomas estén, menor será la historia evolutiva
que compartan, y por lo tanto serán menos compatibles. Es por eso
que podemos medir la distancia de compatibilidad δ de diferentes es-
tructuras en NEAT con una simple combinación lineal del número de
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Figura 5.3: Empatamiento de genomas para topologías de red diferentes uti-
lizando números de innovación. Aunque el padre 1 y el 2 se ven
diferentes, sus números de innovación nos dicen cuáles genes
empatan con cuáles. Sin necesidad de realizar análisis topológico,
una nueva estructura que combina las partes que se traslapan de
los dos padres al igual que sus partes distintas puede ser creada.
Los genes que empatan son heredados aleatoriamente, todos los
demás son heredados del padre más apto. En este caso, aptitudes
iguales son asumidas, entonces los genes disjuntos y de exceso
también son heredados aleatoriamente. Los genes deshabilitados
pueden habilitarse nuevamente en generaciones futuras.

genes de exceso E y disjuntos D, al igual que diferencias promedio
entre los pesos que empatan W, incluyendo los genes deshabilitados:

δ =
c1E

N
+
c2D

N
+ c3 ·W (5.1)

Los coeficientes c1, c2, y c3 nos permiten ajustar la importancia de
los tres factores, y el factor N, el número de genes en un genoma más
grande, normaliza el tamaño del genoma (N puede ser establecido
como 1 si los dos genomas son pequeños, por ejemplo, constan de
menos de 20 nodos).

La medida de distancia δ nos permite dividir en especies utilizan-
do un umbral de compatibilidad δt. Una lista ordenada de especies
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es mantenida. En cada generación, los genomas son secuencialmente
posicionados en especies. Cada especie existente es representada por
un genoma aleatorio dentro de las especies de la generación previa. Un
genoma g dado en la generación actual es posicionado en las prime-
ras especies en donde g es compatible con el genoma representativo
de esa especie. De esta manera, las especies no se traslapan. Si g no
es compatible con alguna especie existente, una nueva especie se crea
con g como su representante.

NEAT utiliza como método de reproducción explicit fitness sharing
[27], donde los organismos de la misma especie deben compartir la
aptitud de su nicho. Por lo tanto, aunque sus individuos tengan buen
rendimiento, el número de individuos de una especie no puede vol-
verse muy grande. Es por eso que es poco probable que una especie
domine la población completa, lo cual es crucial para que la evolu-
ción con especies funcione. La función de aptitud ajustada f ′i para
un organismo i es calculada de acuerdo con su distancia δ con cada
organismo j en la población:

f ′i =
fi∑n

j=1 sh (δ(i, j))
(5.2)

la función sh se establece como 0 cuando la distancia δ(i, j) está
sobre el umbral δt, de lo contrario, δ(i, j) se establece como 1 [80].
De esta manera

∑n
j=1 sh (δ(i, j)) se reduce al número de organismos

en la misma especie que el organismo i. Esta reducción es natural
porque las especies ya se encuentran agrupadas por compatibilidad
utilizando el umbral δt. A cada especie se le asigna un número po-
tencialmente diferente de descendencia en proporción a la suma de
aptitudes ajustadas f ′i de los individuos que las componen. Después
de esto, las especies se reproducen eliminando los individuos con
peor rendimiento de la población. La población completa es después
reemplazada por la descendencia de los individuos remanentes de
cada especie.

El efecto resultante deseado de separar la población en especies es
proteger la innovación topológica. La meta final del sistema, es reali-
zar la búsqueda de una solución de la manera más eficiente posible.
Esta meta es lograda a partir de la minimización de la dimensionali-
dad del espacio de búsqueda.

5.4 minimización de la dimensionalidad

NEAT favorece la búsqueda de espacios de dimensionalidad mínima
comenzando por una población uniforme de redes con cero neuronas
ocultas (todas las entradas están conectadas a las salidas). Nuevas
estructuras se introducen incrementalmente a medida que las muta-
ciones estructurales ocurren, y sólo las estructuras que son útiles a
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través de la evaluación de aptitud sobreviven. En otras palabras, los
aumentos estructurales que ocurren en NEAT siempre están justifica-
dos. Esta minimización de dimensionalidad le da a NEAT una ventaja
de rendimiento comparada con los métodos de arquitectura fija.



6
B Ú S Q U E D A D E N O V E D A D

El concepto de función objetivo, que recompensa moverse más cer-
ca a una meta, es universal en el aprendizaje de máquinas [56]. La
intuición detrás de esta idea de la función objetivo, que es aceptada
ampliamente, es que la mejor manera de mejorar el rendimiento es re-
compensar mejorar con respecto al objetivo. En el cómputo evolutivo,
esta medida de rendimiento es llamada función de aptitud, la cual es
una metáfora de la presión para adaptarse en la naturaleza. Aunque
es el método estándar de búsqueda, sufre de la patología del óptimo
local (callejones sin salida en el espacio de búsqueda con respecto a
incrementar el valor de la función objetivo). De esta manera, las su-
perficies inducidas por las funciones objetivo son a menudo engañosas.
El problema es que la función objetivo no necesariamente recompen-
sa el camino adecuado en el espacio de búsqueda que finalmente llevan
al objetivo global.

En contraste con el énfasis de la optimización de un objetivo en el
aprendizaje de máquinas y el cómputo evolutivo, los investigadores
en el área de la vida artificial a menudo estudian sistemas sin objetivos
explícitos, como la evolución abierta [12, 53]. Una meta ambiciosa de
esta investigación es reproducir la innovación no acotada de la evolu-
ción natural. Un enfoque típico es crear un mundo artificial complejo
en donde no existe un objetivo final más que la supervivencia y la
replicación [1, 12]. Estos modelos asumen que la evolución biológica
puede soportar una dinámica abierta que lleva a complejidad incre-
mental y no acotada.

Sin embargo, una teoría que está ganando terreno aunque algo con-
troversial en la biología es que lo que lleva a la complejidad en la
evolución natural es una fuerza pasiva (no es llevada por la selección)
[32]. De hecho, en esta teoría, el camino hacia la complejidad natural
en la evolución puede ser inhibido por la presión de la selección. Si la
presión de la selección es demasiado alta, entonces cualquier desvia-
ción de un comportamiento localmente óptimo será descartada por la
selección. Entonces, en esta visión de la evolución, en vez de ser un
producto lateral de la selección, tal vez la acumulación de la comple-
jidad se explica mejor por una característica distinta de la evolución
natural y de los sistemas evolutivos abiertos en general: Estos conti-
nuamente producen formas de vida nuevas [82].

37
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Esta perspectiva inspira la idea principal detrás de la búsqueda de
novedad [49]: En vez de modelar la evolución natural con la esperan-
za de que individuos novedosos sean continuamente descubiertos,
es posible crear una dinámica abierta buscando la novedad directa-
mente. La idea principal es buscar sin ningún objetivo más que el de
buscar continuamente comportamientos novedosos en el espacio de
búsqueda. Porque hay un número finito de comportamientos en el
ambiente, algunos de los cuales deben ser más complejos que otros
[32], la fuerza pasiva que lleva al incremento de la complejidad se
acelera buscando novedad en el comportamiento de los individuos.

La conclusión es que al abstraer el proceso a través del cual la evo-
lución natural descubre la novedad, es posible derivar un algoritmo
de búsqueda que opera sin la presión de un objetivo final. La bús-
queda de novedad es inmune a los problemas de óptimos locales
inherentes en la optimización de objetivos porque ignora el objeti-
vo completamente, sugiriendo la conclusión contraintuitiva de que
ignorar el objetivo de esta manera puede a menudo beneficiar la bús-
queda del objetivo. Aunque la búsqueda de novedad no es para nada
una panacea, el punto más importante es que la búsqueda basada
en un objetivo (estandar en los algoritmos evolutivos) claramente no
siempre funciona bien. La implicación es que mientras parece natural
culpar al algoritmo de búsqueda cuando falla en alcanzar un objetivo,
el problema puede descansar en la búsqueda del objetivo mismo.

6.1 implementación

Los algoritmos genéticos son aptos para la búsqueda de novedad
porque la población de genomas que es central a tales algoritmos cu-
bre de forma natural una amplia gama de comportamientos. De he-
cho, rastrear la novedad requiere un cambio muy pequeño a cualquier
algoritmo evolutivo además de reemplazar la función de aptitud con
una métrica de novedad.

La métrica de novedad mide qué tan nuevo es el comportamiento
de un individuo, creando una presión constante por hacer algo único.
La idea clave es que en vez de recompensar el rendimiento basado
en un objetivo, la búsqueda de novedad recompensa la divergencia
de los comportamientos pasados. Por lo tanto, la novedad necesita
ser medida. Hay muchas maneras potenciales para medir la novedad
analizando y cuantificando comportamientos para caracterizar sus di-
ferencias. Al igual que la función de aptitud, esta función debe ser
ajustada al dominio del problema.

La novedad de un individuo recién generado es calculada con res-
pecto a los comportamientos de un historial de individuos pasados cu-
yos comportamientos fueron altamente novedosos cuando fueron ori-
ginados. La novedad es medida en relación a otros individuos en
la evolución; es llevada por una dinámica coevolutiva. Además, si
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el algoritmo evolutivo está en un estado estable (un individuo es
reemplazado a la vez) entonces la población actual también puede
sumplementar el historial representando los puntos visitados más re-
cientemente.

El punto es caracterizar qué tan lejos están los nuevos individuos
con respecto al resto de la población y de sus predecesores en el espa-
cio de comportamientos. Una buena métrica es calcular qué tan disperso
es un punto en el espacio de comportamientos de acuerdo con el
historial. Las áreas con agrupamientos (clusters) densos de puntos
visitados son menos novedosos y por lo tanto obtienen una medida
peor.

Una métrica simple de la dispersión en un punto es la distancia
promedio a los k vecinos más cercanos de ese punto, donde k es un
parámetro fijo que es determinado experimentalmente. Si la distan-
cia promedio a los vecinos de un punto es grande, entonces está en
un área dispersa, será una región densa si la distancia promedio es
pequeña. La dispersión ρ a un punto x está dada por:

ρ(x) =
1

x

k∑
i=0

dist (x,µi) (6.1)

donde µi es el i-ésimo vecino más cercano de x con respecto a la
métrica de distancia dist, que es una métrica dependiente del do-
minio de la diferencia de comportamiento entre dos individuos en
el espacio de búsqueda. El cálculo de los vecinos más cercanos de-
be considerar individuos de la población actual y del historial per-
manente de individuos novedosos. Los candidatos de regiones más
dispersas de este espacio de comportamientos reciben entonces califi-
caciones de novedad más altas. Es importante notar que este espacio
de comportamientos no puede ser explorado de manera informada;
no se conoce a priori como entrar a áreas de baja densidad, de la mis-
ma manera que no se conoce cómo construir una solución cercana
al objetivo. Por lo tanto, moverse en el espacio de comportamientos
novedosos requiere exploración.

Si la novedad es suficientemente alta en la ubicación de un nuevo
individuo (sobre un umbral ρmin), entonces el individuo se agrega
al historial permanente que caracteriza la distribución de soluciones
previas en el espacio de comportamientos, similar a enfoques basa-
dos en historiales en la coevolución [39]. La generación actual más el
archivo dan una muestra comprensiva de dónde ha estado la búsque-
da y dónde está actualmente; de esta manera, al intentar maximizar
la métrica de novedad, el enfoque de la búsqueda es simplemente ha-
cia lo que es nuevo, sin un objetivo explícito. Aunque la búsqueda de
novedad no busca un objetivo directamente, saber cuándo para el pro-
ceso es necesario. Esto sucede cuando un individuo de la población
cumple con un criterio meta.
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7
I M P L E M E N TA C I Ó N E X P E R I M E N TA L

7.1 procedimiento general

La robótica evolutiva consiste en repetir ciclos de evaluación y se-
lección con base en la aptitud de los controladores. Estos ciclos son
análogos a las generaciones en la evolución natural. Durante cada
ciclo o generación, se usan controladores individuales tomados de
una población grande de controladores que intentan realizar una ta-
rea durante un período de evaluación. Esto involucra instanciar cada
controlador en un robot (real o simulado) y permitirle al robot in-
teractuar con su ambiente (que puede incluir otros agentes) por un
período de tiempo. Al terminar este período, el rendimiento de cada
controlador robótico es evaluado con base en una función de aptitud
(también llamada función objetivo). El algoritmo evolutivo usa infor-
mación generada por la función de aptitud para seleccionar y propa-
gar los individuos más aptos en la población actual de controladores
a la población de la próxima generación. Durante la propagación de
individuos entre poblaciones, los controladores son alterados utili-
zando operadores genéticos estocásticos tal como es la mutación y la
cruza para producir los descendientes que conformarán la siguiente
generación de controladores. Estos ciclos se repiten por muchas ge-
neraciones para entrenar poblaciones de controladores robóticos que
realizan una tarea dada, y la evolución se termina cuando cierta con-
dición se cumple.

Red
Neuronal
(Control)

Algoritmo
Genético

reducción

acción

Mapa de
KohonenEnvironment

aptitud

observación

AmbienteAmbiente

Figura 7.1: Proceso general para la búsqueda de individuos aptos. En esta
figura se puede apreciar el rol del mapa de Kohonen para reducir
la dimensionalidad de las observaciones del ambiente.
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Como se ha mencionado anteriormente, el procedimiento experi-
mental a seguir tiene como fin generar sistemas de control robótico
para la navegación de forma automática. La robótica evolutiva descri-
be los pasos generales para lograr este objetivo, pero muchos detalles
deben ser proporcionados por el investigador. Con base en la des-
cripción general anterior, podemos extraer los puntos principales del
proceso que deben ser detallados:

Simulación

Función de aptitud/objetivo

Algoritmo Genético

Controlador

Las siguientes secciones se enfocan en dar una descripción de los
detalles de implementación y la fundamentación teórica que soporta
su elección.

7.2 simulación

El resultado final del proceso de la robótica evolutiva es tener un
controlador que pueda ser instanciado en un robot físico. Sin embar-
go, durante el proceso de la búsqueda de dicho controlador, es difícil
tener un robot físico disponible debido a que la evaluación de cada
controlador generado por el algoritmo genético puede ser considera-
blemente tardada y varios controladores subóptimos tienen que ser
evaluados primero para llegar a candidatos prometedores, lo cual pre-
senta un riesgo de daño para la plataforma robótica que está siendo
usada para el experimento. Otra dificultad de utilizar un robot físico
para la búsqueda de controladores es la extracción de las métricas
para la evaluación del comportamiento del robot; el investigador ten-
dría que percibir el robot interactuando con un ambiente controlado
a través de sensores de contacto o una cámara, y después procesar
la señal para hacer sentido de ella. Muy posiblemente sea necesario
reiniciar el estado del ambiente de evaluación a una configuración
inicial, lo cual puede requerir de la intervención de un humano. A
pesar de todas las desventajas técnicas que presenta esta forma de
evaluación, existe una importante ventaja, y esta es que los controla-
dores se adaptan directamente a su contenedor final y al ambiente en
el que fueron entrenados; todas las limitaciones físicas, y errores de
sensado y movimiento ya fueron considerados en la evaluación del
controlador. No es necesario hacer un esfuerzo de transferencia como
se requiere en la simulación, cuando el proceso evolutivo termina, el
controlador final ya está situado en la realidad física del robot.

Una alternativa más conveniente al enfoque anterior es evaluar a
los controladores en una simulación del robot interactuando en un
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ambiente que representa una simplificación de la realidad, pero cap-
tura los aspectos físicos más importantes de ella. El objetivo principal
de la simulación es que el comportamiento que es resultado del pro-
ceso evolutivo evaluado en la simulación debe suceder de manera
idéntica a como lo hace una vez que el controlador responsable del
comportamiento a sido instanciado en el robot físico. Esto significa
que el robot simulado debe tener los mismos mecanismos de percep-
ción y acción que el robot real. Sin embargo, es bien sabido que los
programas que funcionan bien en simulación pueden no funcionar
bien en el mundo real por diferencias en el sensado, actuación y las
interacciones dinámicas entre el robot y su ambiente.

Este espacio con la realidad es aún más evidente en los enfoques adap-
tativos, como la robótica evolutiva, donde el sistema de control es refi-
nado gradualmente a través de interacciones repetidas entre el robot
y el ambiente. Por lo tanto, los robots evolucionarán para ajustarse
a las especificidades de la simulación, que difieren del mundo real.
Con el fin de evitar que el robot se adapte y dependa de estas especi-
ficidades, es posible agregar ruido independiente a los valores de los
sensores proporcionados por el modelo y a la posición final del robot
calculada por el simulador [58]. Esta técnica es adoptada en el presen-
te trabajo y contemplada en el simulador utilizado para la evolución
de los controladores.

Aunque estos problemas descartan cualquier simulación basada en
mundos de bloques o cinemática pura, a lo largo de los últimos 15

años las técnicas de simulación han mejorado impresionantemente y
han resultado en bibliotecas de software que modelan con suficiente
precisión y velocidad propiedades dinámicas como la fricción, coli-
siones, masa, gravedad, inercia, etc. Estas herramientas de software
permiten simular robots de morfologías variables y su ambiente más
rápido que en tiempo real en una computadora. Hoy en día, estas
simulaciones basadas en física son utilizadas por la mayoría de los
investigadores en el área de la robótica evolutiva. El proceso gene-
ral que llevan a cabo estos simuladores por lo normal ocurre de la
siguiente manera:

1. Se crea un espacio vacío en donde los objetos interactuarán y se
le asigna una fuerza de gravedad.

2. Los objetos y las interacciones entre ellos se agregan al espacio.

3. Se establece la diferencia de tiempo entre cada paso de simula-
ción. Entre más pequeño sea el paso de simulación mayor cali-
dad tendrá la simulación.

4. Los objetos del espacio se simulan avanzando en el tiempo en
incrementos pequeños. Cada paso cambia el estado del espacio.

5. Después de cada paso de simulación, se obtiene nueva informa-
ción del estado del espacio que puede ser utilizada para repre-
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sentar el espacio o alterar alguna propiedad del espacio en el
siguiente paso de simulación.

El aspecto de la rapidez es sumamente importante en el contexto
de la robótica evolutiva, porque múltiples evaluaciones deben de ser
realizadas para determinar la aptitud de los individuos. Para lograr
esta rapidez, se optó por utilizar un simulador en dos dimensiones,
aunque los simuladores en tercera dimensión pueden representar de
manera más real las interacciones físicas de un robot. En el contex-
to de las tareas de navegación, es posible prescindir de este nivel de
detalle ya que las interacciones entre los cuerpos pueden ser repre-
sentados por una vista aérea del espacio en dos dimensiones.

Se consideraron distintos simuladores de dos dimensiones, consi-
derando principalmente su velocidad, calidad de la simulación, ca-
lidad de la documentación, facilidad de desarrollo e integración, y
lenguaje de programación. Al final, la biblioteca de simulador que
mejor satisfacía estas características (en orden de importancia) fue
Chipmunk2D [50]. Este simulador de física es usado en cientos de vi-
deojuegos en distintas plataformas, pero es particularmente popular
en las aplicaciones para celulares debido a su portabilidad y veloci-
dad. Está escrito en C, por lo que es fácil de acoplarlo con el resto de
los componentes de la plataforma.

Aunque desarrollar una plataforma de investigación experimental
capaz de soportar el entrenamiento evolutivo de robots autónomos
sigue siendo una tarea no trivial, muchas de las preocupaciones ini-
ciales y críticas con respecto a la transferencia de robots simulados
a reales han sido atendidas. Existen suficientes ejemplos de platafor-
mas de investigación para robótica evolutiva que han demostrado
exitosamente la producción de controladores útiles en robots reales
[38, 62, 20, 86]. También, hay varios ejemplos de evolución de con-
troladores exitosos en simulación con la transferencia a robots reales
[63, 64, 59, 29, 74].

La simulación está basada en las propiedades físicas del robot Turtle-
Bot. Este robot es conveniente porque posee una forma circular, la
cual puede ser representada fácilmente como un círculo en el simula-
dor de física. Las especificaciones del robot real son las siguientes:

computadora : Asus Netbook

max . velocidad lineal : ±0.5 m/s

max . velocidad angular : ±3.0 rad/s

ángulo de visibilidad del láser : 180
◦

lecturas del láser : 510

velocidad del láser : 10hz

diámetro del robot : 335mm
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Figura 7.2: El robot TurtleBot, costruido por Willow Garage Inc.

El robot simulado tiene exactamente las mismas características que
el robot real excepto por las siguientes:

max . velocidad lineal : ±0.5 m/s

max . velocidad angular : ±2.5 rad/s. Decrementado para au-
mentar la estabilidad del robot físico.

lecturas del laser : 180. Decrementado para la velocidad de la
simulación.

diámetro del robot : 350mm Incrementado para contemplar las
conexiones USB salientes de la computadora.

velocidad de simulación : 30 hz

El simulador nos proporciona un mecanismo para detectar las in-
teracciones de contacto entre distintos cuerpos o colisiones. Como se
puede apreciar en la Figura 7.3, la longitud de ciertos rayos del láser
del robot se ve acortada por sus interacciones con otros dos obstácu-
los que se encuentran unidos. La consulta de esta información es útil
para la simulación del láser, ya que nos permite saber el punto de
contacto del láser con cualquier otro obstáculo y por lo tanto, la lon-
gitud de cada rayo del láser. Esta longitud será alimentada después al
control del robot para que este tenga información perceptual acerca
del ambiente y genere la siguiente acción.

Otro uso importante de las colisiones en el presente trabajo es la de-
terminación del tiempo de vida del individuo, o bien, el número de
pasos que durará la simulación. Un individuo que interactúa de for-
ma negativa con el ambiente, colisionando con obstáculos, representa
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Figura 7.3: Robot simulado en un ambiente básico. Se puede apreciar la si-
mulación del error en la lectura de los lasers y su interacción con
el ambiente.

un individuo poco apto en términos de la tarea de navegación. Si este
individuo no es deseable o útil en términos de la tarea de navega-
ción, entonces no es necesario dedicarle más ciclos de simulación. El
criterio para el decremento del tiempo de simulación es el siguiente:
El individuo inicia con 90 segundos de simulación; por cada colisión
del cuerpo con los obstáculos del ambiente, el individuo perderá un
segundo de simulación. Cabe notar que la detección de colisiones y el
decremento del tiempo de simulación ocurren en cada paso de simu-
lación, no en cada segundo. Dado que cada segundo simulado son 30

pasos de simulación, un individuo que colisiona frecuentemente en
el ambiente, pierde rápidamente su tiempo de simulación.

7.3 funciones de aptitud

La evolución exitosa de controladores para robots autónomos in-
teligentes depende, en gran medida, de la formulación de funciones
de aptitud adecuadas que sean capaces de seleccionar los compor-
tamientos exitosos sin especificar los detalles de implementación a
bajo nivel para esos comportamientos; es la respuesta a la pregunta



7.3 funciones de aptitud 49

de ¿Qué tiene que hacer el robot?, sin especificar el ¿Cómo lo tiene que
hacer el robot?. La función de aptitud es el centro de una aplicación
de cómputo evolutivo. Es responsable de determinar que soluciones
dentro de una población son mejores para resolver un problema parti-
cular. En la práctica, al intentar evolucionar controladores para robots
autónomos capaces de realizar tareas complejas, la función de aptitud
es a menudo el factor limitante en la calidad de controladores que se
pueden obtener. Este límite es usualmente manifestado por una mese-
ta en la evaluación de aptitud en generaciones subsecuentes, e indica
que la función de aptitud no es capaz de detectar diferencias de apti-
tud entre individuos en la población que está siendo evolucionada.

Para entender cómo es que el comportamiento de un individuo es
más apto que el de otro, primero hay que definir precisamente lo que
es un comportamiento. Dado un período de simulación de duración
T y un conjunto de pasos discretos de tiempo S = {t0, t1, t2, . . . , tT }
podemos definir:

sucesión perceptual : Conjunto ordenado de vectores de infor-
mación generados por los sensores del robot en un tiempo de
la simulación. P = {p0,p1,p2, . . . ,pT }

sucesión de acciones : Conjunto ordenado de vectores de infor-
mación que especifican una acción del robot en un tiempo de la
simulación. A = {a0,a1,a2, . . . ,aT }

Un comportamiento es entonces la sucesión de acciones generada
por el controlador robótico dada una sucesión perceptual. Esto no sig-
nifica que un comportamiento es un mapeo del espacio de vectores
perceptuales al espacio de vectores de acción, ya que el siguiente vec-
tor perceptual en la sucesión depende de la acción actual del robot.
Un comportamiento se exhibe a lo largo de varios pasos de simula-
ción y cobra sentido en términos de la tarea. Por lo tanto, la función
de aptitud mide el rendimiento de un comportamiento en términos
de la tarea. Esta métrica es independiente de cómo se producen las
acciones a partir de la información sensible por el control interno del
robot, es decir, esta métrica debería servir para medir el rendimiento
de cualquier arquitectura de control. Entre mayor sea la independencia
de la función de aptitud con respecto a la implementación, mayores
serán las oportunidades de que el algoritmo genético encuentre com-
portamientos sumamente aptos por sí solo.

La acción del robot en cualquier momento toma sentido no sólo
a partir de la información perceptual actual, sino de la sucesión de
percepciones y acciones anteriores.

Como se mencionó anteriormente, dos tareas de navegación deben
ser caracterizadas por la función objetivo:

exploración : El robot debe explorar su ambiente, cubriendo la
mayor cantidad de área posible. Esta meta puede ser medida
por la cantidad de celdas visitadas en una cuadrícula.
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navegación a una meta : Iniciando desde una posición inicial, el
robot debe alcanzar una posición objetivo en su ambiente (goal
homming).

7.3.1 Exploración

La tarea que se desea lograr es la de explorar un ambiente descono-
cido por el robot, intentando cubrir la mayor cantidad de área posible
en este mundo, evitando tener colisiones con distintos obstáculos. El
robot se encuentra en una búsqueda constante de espacio nuevo (no
alcanzado físicamente por el robot anteriormente).

Las capacidades necesarias o útiles que pueden ser exhibidas por
la arquitectura de control para que el robot logre realizar esta tarea
son:

Noción de dirección y orientación.

Noción de posición actual.

Noción de velocidad lineal y angular actual.

Detección de obstáculos y noción de su posición.

Reconocimiento de espacios navegables.

Reconocimiento de áreas ya visitadas y desconocidas (Memoria
a largo plazo).

La función de aptitud correspondiente a esta tarea es:

f(I) = −o−
1

1+ c
(7.1)

donde o es la cantidad de celdas visitadas por el centro del robot de
una malla donde las celdas cuadradas tienen un tamaño del diámetro
del robot (Figura 7.4), y c es el número de pasos de la simulación
donde el robot está colisionando con algún obstáculo del ambiente al
final de la simulación.

7.3.2 Navegación hacia una meta

Las capacidades necesarias o útiles que pueden ser exhibidas por
la arquitectura de control para que el robot logre realizar esta tarea
son:

Noción de dirección y orientación.

Noción de posición actual.

Noción de velocidad lineal y angular actual.
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Figura 7.4: Malla del espacio ocupado por el robot a lo largo de la simu-
lación. Cada celda nueva visitada por el robot a lo largo de la
simulación aumenta su aptitud.

Detección de obstáculos y noción de su posición.

Alineamiento de la dirección de movimiento con la dirección de
la meta.

Capacidad de abandonar la meta para evadir un obstáculo.

Negociación efectiva entre alcanzar la meta actual y evadir a un
obstáculo.

La función de aptitud correspondiente a esta tarea es:

f(I) = d− rg (7.2)

donde d es la distancia a la meta actual, r es una constante que
representa una recompensa por alcanzar una meta y g es el número
de metas alcanzadas.

7.3.3 Tipos de funciones de aptitud

Como se describe en [60], las funciones de aptitud pueden ser cla-
sificadas por el grado de conocimiento a priori que reflejan. La jus-
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Figura 7.5: Ambiente con 6 metas. El robot tendrá que navegar en orden de
ascendencia hacia cada meta antes de que termine el tiempo que
tiene disponible, intentando minimizar el número de colisiones
que tiene con los obstáculos presentes en el ambiente. Sólo una
meta puede emitir su señal al robot en cualquier momento de
la simulación. Cuando el robot alcanza una meta, la siguiente
meta en la sucesión se convierte en el objetivo actual del robot y
produce la nueva sucesión de entradas de navegación (con excep-
ción de los lasers) del control del robot, hasta el momento que es
alcanzada y cambia nuevamente.

tificación para utilizar este conocimiento a priori como base para la
clasificación y organización de la investigación es que refleja el nivel
de aprendizaje novedoso que ha sido logrado. Hay claramente otros
medios por los cuales los diseñadores introducen su propio conoci-
miento a priori de la solución de una tarea en el diseño de los siste-
mas experimentales pensados para estudiar la evolución y el apren-
dizaje en robots autónomos. Estos incluyen la selección de sensores y
actuadores apropiados, diseño de ambientes de entrenamiento, y la
elección de condiciones iniciales. Aunque estas otras formas de cono-
cimiento a priori introducido son también importantes, es la función
de aptitud que contiene el conocimiento de la solución de una tarea
de manera más explícita.
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Los tipos más contrastantes de funciones de aptitud son las funcio-
nes de aptitud con datos de entrenamiento y las funciones de aptitud acumu-
lativas, que incorporan la mayor y menor cantidad de conocimiento a
priori respectivamente.

Las funciones de aptitud con datos de entrenamiento son utiliza-
das en métodos de entrenamiento basados en descenso de gradiente,
tal como la retropropagación de error para el entrenamiento de re-
des neuronales, y varios métodos numéricos y de ajuste de curvas.
En estas funciones la aptitud se maximiza siempre que el sistema en
cuestión produce un error de salida mínimo cuando se le presenta
un conjunto dado de entradas asociado con un conjunto conocido
de salidas óptimo. Para un problema dado, un conjunto de datos de
entrenamiento debe incluir suficientes ejemplos de tal forma que el
sistema de aprendizaje pueda extrapolar una ley de control generali-
zable y válida. Por lo tanto, un conjunto de datos de entrenamiento
ideal contiene conocimiento de todas las características del problema
de control en cuestión. El uso principal de estas funciones de apti-
tud en aprendizaje de control autónomo es en el área de aprendizaje
mimético, en donde un sistema robótico aprende a imitar el compor-
tamiento generado por un humano u otro entrenador. Consecuente-
mente, el comportamiento que el robot exhibirá está completamente
determinado y básicamente buscará duplicar un conjunto conocido a
priori de entradas y salidas del sistema.

Por el contrario, las funciones de aptitud acumulativas evalúan so-
lamente el éxito o fracaso al intentar completar una tarea, ignorando
completamente cómo es que la tarea fue completada. Este tipo de
función reduce la influencia del sesgo que el humano introduce al
sistema evolutivo acumulando la evaluación del beneficio o déficit
de todos los comportamientos del robot en un solo término de eva-
luación. Estas funciones favorecen la evolución de comportamientos
inteligentes y novedosos, y evitan caer en la optimización de estra-
tegias diseñadas por humanos para el controlador. Las funciones de
aptitud planteadas en el presente trabajo buscan ser de este tipo.

7.4 algoritmo genético

El algoritmo genético es posiblemente el componente más impor-
tante de la robótica evolutiva. Es esencial para la generación evoluti-
va de individuos aptos en el dominio de la tarea, ya que se encarga
de realizar la búsqueda de individuos prometedores en el espacio
de controladores posibles guiado por un principio de optimalidad.
Concretamente, esta búsqueda se realiza evaluando distintas configu-
raciones de los pesos de una arquitectura de red neuronal (elegida a
priori) que permanece fija a lo largo de toda la ejecución del algorit-
mo genético. En realidad, el algoritmo genético estará buscando en el
espacio de los pesos de una red neuronal.
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Existen distintos algoritmos genéticos con diferencias estructurales
importantes que radican principalmente en el uso de los operadores
genéticos y de la codificación de los individuos. Afortunadamente,
un estudio previo se ha encargado de comparar el rendimiento de
estos algoritmos en el espacio de todos los problemas numéricos [44].
El algoritmo que presentó el mejor rendimiento de acuerdo con un
muestreo estadístico de posibles funciones fue el Algoritmo Ecléctico
(Apéndice D) [45]. El rendimiento de un algoritmo genético es medido
generalmente por la calidad de las soluciones encontradas y el núme-
ro de generaciones necesarias para encontrarlas. Es por esto que la
búsqueda de controladores se realizará con este algoritmo.

Experimentos recientes apuntan a que las técnicas que presentan
algún mecanismo para preservar la diversidad de la población a ni-
vel del comportamiento a menudo encuentran soluciones de mucho
mejor calidad que el algoritmo genético clásico. De hecho, existen en-
foques en donde los objetivos de la tarea se abandonan por completo
y la única métrica de aptitud que existe es la novedad de los compor-
tamientos, de tal manera que si el comportamiento que se presenta
es más novedoso, entonces es más apto (Capítulo 6). El algoritmo
ecléctico presenta un mecanismo que implícitamente intenta mante-
ner la diversidad fenotípica de la población a través de la selección
de individuos con aptitudes muy distintas entre sí.

Se ha demostrado previamente [11] que la consideración conjunta
de distintos objetivos en la evolución de los individuos proporcionan
mejores resultados en ciertas instancias que realizar una combinación
lineal (o de monomios) de las distintas consideraciones que se bus-
can expresar a través de minimización (o maximización) de métricas
específicas. Esto parece ser cierto para la optimización de objetivos
múltiples en general.

¿Cómo es que una tarea robótica puede ser expresada como un pro-
blema de optimización múltiple? ¿Cuál es la utilidad de expresarlo de
esta manera? Tomemos como ejemplo la tarea de la navegación hacia
un objetivo. En principio, queremos que el robot navegue en dirección
al objetivo y lo alcance. Al mismo tiempo, podríamos también querer
que este robot logre realizar movimientos minimizando el número de
colisiones que tiene con los obstáculos en su ambiente. Lo que suce-
de en términos del algoritmo de optimización es que se busca una
solución que al mismo tiempo maximice la efectividad del robot para
alcanzar objetivos y minimice las colisiones del robot del ambiente.
El enfoque tradicional intentaba relacionar los dos objetivos dentro
de alguna función matemática. Esto presenta varios problemas; a me-
nudo las unidades en las que se expresan los distintos objetivos no
tienen una relación directa y por lo tanto no son directamente com-
parables. Puede suceder también que las unidades se encuentren en
escalas muy distintas, es posible que un objetivo se mida en miles y
otro en milésimas de alguna unidad. Tal vez el problema más serio es
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que el implementador debe darle una ponderación a cada uno de los
objetivos, la cual expresará preferencia por alguno de ellos. En el ca-
so del presente trabajo, uno tendría que responder a la pregunta: ¿En
qué medida es preferible que el robot alcance su objetivo compara-
do con la evasión de colisiones, o viceversa? En una implementación
multiobjetivo, los distintos objetivos se consideran de forma aislada
con respecto al resto, es decir, los individuos son comparados en cada
uno de los objetivos para determinar su ordenamiento.

Lamentablemente, el algoritmo ecléctico no está diseñado para tra-
bajar con objetivos múltiples, por lo que otro algoritmo debe ser con-
siderado. El algoritmo multiobjetivo mejor conocido, gracias a su ren-
dimiento y relativa facilidad de implementación, es Nondominatied
Sorting Genetic Algorithm II (NSGA-II) [17]. Cabe resaltar que, tanto
NSGA-II como el algoritmo ecléctico se distinguen por tener un meca-
nismo de preservación de diversidad como un elemento central del
proceso de búsqueda. Ambos reportan excelente rendimiento y su
programación resulta sencilla al compararse con otras opciones. La
pregunta que uno podría hacerse ahora es, ¿Pueden estos dos algo-
ritmos combinarse? Pues bien, si uno analiza la estructura de NSGA-II

podrá entonces darse cuenta de que este algoritmo está dedicado casi
por completo a crear un ordenamiento de individuos con múltiples
objetivos basado en la dominancia de Pareto y en la diversidad con
respecto a sus vecinos, es decir, convierte un problema de múltiples
objetivos en un problema con un solo objetivo, el de lograr un ordena-
miento óptimo. Después de realizar este ordenamiento, el algoritmo
prosigue como un algoritmo genético básico con selección de torneo.
Es en este momento donde podemos hacer la sustitución de estos
operadores tradicionales por los del algoritmo ecléctico y tener la ca-
racterística particular de una élite del tamaño de la población. Esto
resulta en la ejecución del algoritmo ecléctico teniendo como función
objetivo directa el ordenamiento de NSGA-II. La combinación de estos
dos algoritmos es utilizada para la evolución de los controladores en
el presente trabajo.

7.5 controlador neuronal

7.5.1 Preprocesamiento sensorial

La selección cuidadosa y el preprocesamiento correcto de la infor-
mación obtenida del ambiente es esencial para que el controlador
realice una deliberación correcta. Esta información deberá contener
los elementos necesarios para componer una acción sensata en térmi-
nos de los objetivos de evasión de obstáculos, exploración y navega-
ción hacia una meta.

Como se mencionó anteriormente, tanto el sensor simulado como
el real son capaces de entregar por lo menos 180 lecturas de distancia,
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las cuales proporcionarán la información de entrada al controlador
para poder deliberar acerca del ambiente en la vecindad del robot, lo
cual es esencial para la percepción y evasión de los obstáculos. Sin
embargo, podemos asumir que estas lecturas tienen un nivel bastan-
te alto de redundancia y que la información relevante para las deci-
siones que debe tomar el controlador es sólo una fracción del total.
Además, el espacio de búsqueda del algoritmo genético crece consi-
derablemente por cada nuevo valor de entrada en la capa de entrada
de al red neuronal. Como se describe en [84], se emplea un método
de cuantificación vectorial llamado red neuronal de Kohonen [41] para
reducir la dimensionalidad de esta información, y a través de esta
reducción, disminuir también los pesos que existen entre la capa de
entrada y la siguiente capa en la red neuronal de control. Esta re-
ducción de los pesos hace que el espacio de búsqueda del algoritmo
genético se reduzca drásticamente, facilitando la obtención de com-
portamientos altamente aptos para todo el proceso, y también hace
que la información sensorial utilizada para el rastreo del objetivo ten-
ga una cantidad de entradas en la red neuronal igual a las utilizadas
para proporcionar la información de los sensores de distancia. La red
neuronal de Kohonen utilizada en el presente trabajo consiste en un
enrejado l-dimensional con m nodos en cada dimensión, donde l = 3
y m = 10.

El proceso, ilustrado en la Figura 7.6, consiste en tomar un vector
de lecturas de distancia como entrada a la red y encontrar la unidad
del cubo que más se active, la unidad ganadora. La dirección de esta
unidad ganadora es la salida de la red neuronal de Kohonen. Esta
metodología hace una reducción de R20 a N3. La ventaja de esta
estrategia es que la estructura topológica original del espacio de en-
trada está bien preservada en el espacio de salida, lo cual asegura la
generalidad de la transformación porque el vector de salida es una
función del vector de entrada que varía suavemente. Aunque las lec-
turas reales exhiben su distribución estocástica, la red de Kohonen es
capaz de agrupar esta información ruidosa de distancia en un mapa
que preserva la topología y es auto-organizado.

El conjunto de vectores de entrenamiento se obtiene directamente
de las lecturas de láser del simulador. El robot simulado se maneja
alrededor del ambiente, acumulando los distintos vectores de lectu-
ras percibidos a través de su sensor simulado. Para cada vector de
lecturas, se realiza una reducción del número total de lecturas de 180
a 20. Esta reducción funciona simplemente tomando la lectura más
pequeña de cada uno de los segmentos angulares de 9◦, ya que es
la más cercana al robot. El conjunto de vectores de entrenamiento
inicial consta de 8,400 vectores reducidos; sin embargo, existe mucha
redundancia en la información que contiene; varias lecturas del láser
se encuentran en el mismo espacio sensorial y pueden ocasionar que
el agrupamiento no se realice adecuadamente en el mapa.
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Figura 7.6: Procedimiento de reducción del espacio sensorial a través de un
mapa de Kohonen cúbico. Se encuentra el vector más cercano a
los distintos centroides del cubo, y se utilizan las coordenadas
del centroide como entradas para la red neuronal del robot.

Para mitigar este problema, podemos generar un subconjunto de
vectores sensoriales en donde cada vector sensorial guarde una dis-
tancia euclidiana de por lo menos un umbral h del resto de los vecto-
res en el subconjunto. Estableciendo h = 0.3 se logra una reducción
de 8, 500 a aproximadamente 5, 400 vectores, o bien del 36%.

En cuanto a las entradas que proporcionan la información de la me-
ta actual del robot, se considera la orientación y la distancia actuales
del robot con respecto a la meta. Sea g = {gx,gy} la coordenada carte-
siana de la meta actual y p = {px,py} la coordenada cartesiana de la
posición actual del robot, podemos procesar las entradas perceptuales
de la meta de la siguiente manera:

orientación : Sea F = {Fx, Fy}, |F| = 1 el vector unitario de la orien-
tación frontal del robot y D = {gx − px,gy − py}, podemos ob-
tener el ángulo Oθ que existe entre F y D despejándolo del pro-
ducto punto de F y D:

F ·D = FxDx + FyDy

F ·D = |F||D|cos(Oθ)

Oθ = arccos

(
FxDx + FyDy

|F||D|

)
(7.3)

Finalmente, debido a que si sólo se alimentara el valor del ángu-
lo a la red neuronal, existiría un cambio numérico muy abrupto
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entre 359◦ y 0◦, los cuales representan orientaciones muy simi-
lares. Es por eso que se calcula el vector unitario O de Oθ y se
alimentan dos entradas a la red neuronal, Ox y Oy. Debido a
que se trata de un vector unitario, los valores pueden ser intro-
ducidos directamente a la red neuronal por encontrarse en el
intervalo adecuado.

distancia : Representa simplemente la distancia que existe entre p
y g. Sin embargo, es necesario acotar los valores posibles entre
el intervalo [−1, 1] para que sean procesados por la red neuro-
nal. Esto implica que existen ciertos valores grandes de la dis-
tancia para los cuales no va ser posible tener una entrada en
la red neuronal. Es necesario entonces establecer un umbral de
sensibilidad o de visibilidad, buscando que la entrada se active
para valores de distancia que se encuentren sólo dentro de este
umbral. Podemos lograr aplastar el valor de la distancia (poten-
cialmente infinita) en el intervalo [0, 1] y mantener un umbral de
sensibilidad de aproximadamente tres metros con la siguiente
función (Figura 7.7):

s = 1−
1

1+ e−3dist+5
(7.4)

Figura 7.7: Función de estímulo por cercanía a la meta. Los ejes x y y repre-
sentan los componentes de la distancia entre el robot y su meta.
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7.5.2 Procesamiento neuronal

Una vez que se tienen los valores de entrada correspondientes
acotados y escalados en el intervalo [−1, 1], la red neuronal co-
mienza su trabajo. El objetivo de la red neuronal es generar a
partir de los valores de entrada correspondientes a su tarea ac-
tual los valores de control que generarán las acciones del robot.
Concretamente, todas las redes neuronales tendrán dos salidas
en el intervalo [−1, 1] que corresponden a la velocidad lineal y
agular del robot, las cuales serán escaladas a los límites estable-
cidos anteriormente (7.3) antes de ser aplicadas.

Las entradas para la tarea de exploración son las tres coordena-
das de la percepción actual de los lasers después de ser procesa-
das por el mapa de Kohonen (Figura 7.8). Las entradas para la
tarea de navegación tienen los tres valores adicionales de orien-
tación (Ecuación 7.3) y distancia a la meta (Figura 7.9):

kx : Componente x de la ubicación de la neurona en el mapa
de Kohonen.

ky : Componente y de la ubicación de la neurona en el mapa
de Kohonen.

kz : Componente z de la ubicación de la neurona en el mapa de
Kohonen.

ox : Componente x del vector unitario de orientación hacia la
menta.

oy : Componente y del vector unitario de orientación hacia la
menta.

s : Estímulo por cercanía a la meta (Ecuación 7.4).

Red Neuronal

vθ

vkx

ky

kz

de Exploración

Figura 7.8: Entradas y salidas de la red neuronal para la tarea de exploración.

7.5.3 Arquitecturas de redes neuronales

Las distintas arquitecturas de redes neuronales que serán uti-
lizadas con el fin de evaluar su rendimiento en las dos tareas
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Red Neuronal

vθ

v

kx

ky

kz

de Navegaciónox
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s

Figura 7.9: Entradas y salidas de la red neuronal para la tarea de navegación.

planteadas anteriormente presentan diferencias estructurales im-
portantes que las llevarán a realizar cómputo interno de una
manera particular. Se optó por evaluar las siguientes arquitectu-
ras:

Red Neuronal Recurrente Simple (SRN). Los detalles de es-
ta red se encuentran en el Apéndice A.

Red Secuencial en Cascada con Unidad de Decisión (ESCN).
Los detalles de esta red se encuentran en el Apéndice B.

Long Short-Term Memory (LSTM). Los detalles de esta red
se encuentran en el Apéndice C.

La vasta mayoría de redes neuronales recurrentes utilizadas pa-
ra aprendizaje y control de robots y agentes autónomos [88]
hacen uso de retroalimentación de primer orden. Esto significa que
ciertos valores de activación son retroalimentados y usados co-
mo entradas extra a algunas de las neuronas (típicamente en la
capa de entrada) en un paso de tiempo subsecuente (normal-
mente el siguiente). La retroalimentación de segundo orden, por
otro lado, modula o adapta los pesos de conexión y los sesgos.
A diferencia de otras áreas, como el reconocimiento de lengua-
jes formales, hay muy pocos casos donde las redes neuronales de
segundo orden (Apéndice B) han sido usadas como arquitecturas
para el control de robots. Se debe señalar que las redes neuro-
nales de primer y segundo orden son equivalentes computacio-
nalmente [79, 78]. Esto significa que cada tarea que puede ser
resuelta por un a red neuronal de segundo orden también po-
drá ser resuelta por una red de primer orden. Sin embargo, la
equivalencia computacional de las arquitecturas de redes neu-
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ronales no dice mucho acerca de qué tan apropiadas son para
resolver tareas particulares en la práctica. Lo anterior será inves-
tigado experimentalmente en esta tesis.





8
P R U E B A S Y R E S U LTA D O S

8.1 rendimiento de las arquitecturas

Al comparar los resultados del uso del algoritmo genético ecléc-
tico contra los resultados de NSGA-II con operadores genéticos del
algoritmo ecléctico se encontró que el uso de NSGA-II generaba indi-
viduos con capacidades de navegación relevantes de manera mucho
más lenta que el algoritmo genético ecléctico, en todas las instancias
de prueba. Probablemente esto se deba a que en realidad los objetivos
de navegación y el de minimización de colisiones ya están relaciona-
dos en el simulador. Un individuo que tiene muchas colisiones con el
ambiente reduce el tiempo de vida que tiene disponible en el ambien-
te de simulación, y entre menor tiempo de simulación tenga, menor
será su oportunidad de generar un buen puntaje en la tarea de nave-
gación actual. Un individuo que tenga sólo un segundo de simulación
no podrá alcanzar ninguno de sus objetivos y tampoco podrá explo-
rar espacios nuevos en su ambiente, no le da tiempo. Los individuos
que tienen pocas colisiones con el ambiente tienen la oportunidad de
lograr mejor puntaje en ambas tareas.

Debido a que las simulaciones son sumamente costosas compu-
tacionalmente, el primer paso experimental es determinar cuál de las
arquitecturas es más prometedora para cada tarea. Podemos mues-
trear estadísticamente su rendimiento eligiendo un tamaño de pobla-
ción y un número de generaciones que consuman un tiempo razona-
ble por cada ejecución del EGA. También es necesario establecer un
número de neuronas proporcional para cada una de las arquitectu-
ras que serán evaluadas, y que este número no presente un espacio
de búsqueda muy grande para el EGA. Los siguientes parámetros se
establecieron para esta ronda de experimentos:

población : 100 individuos

generaciones : 100

neuronas en la capa oculta : 4

neuronas de contexto/memoria : 2

intervalo de valores posibles para los pesos : (−2, 2) para
LSTM y ESCN, (−1, 1) para SRN.
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bits por peso : 8 bits en representación de punto fijo. 1 bit de signo,
1 bit entero y 6 bits decimales.

ejecuciones de ega por cada ann : 20

Resultados experimentales iniciales mostaron que intentar entrenar
una SRN con pesos en el intervalo (−2, 2) generaban individuos ines-
tables inicialmente, y el algoritmo tomaba tiempo considerable en
encontrar individuos aptos. El cambio al intervalo (−1, 1) favorece la
estabilidad de la red neuronal y rinde mejores resultados en un lapso
menor de tiempo.

8.1.1 Resultados de navegación

A
pt

it
ud

Generaciones

Aptitud promedio de SRN

Figura 8.1: Rendimiento promediado de 20 ejecuciones del EGA del mejor
individuo (verde), el peor individuo (rojo) y el promedio global
de la población (azul), para SRN en la tarea de navegación.

Como se puede apreciar al comparar las gráficas de aptitud de las
distintas redes neuronales (Figura 8.1, Figura 8.3 y Figura 8.2), en pro-
medio ESCN alcanza valores de aptitud más altos al final de 100 gene-
raciones de evolución. Es importante recordar que EGA está buscando
minimizar los valores de aptitud de los individuos, es decir, entre me-
nor sea el valor de evaluación, más apto resulta el individuo evaluado.
También parece tener una diversidad mayor en términos del compor-
tamiento que exhibe la población, a pesar de que comparte el mismo
objetivo que las otras redes. En segundo lugar en rendimiento le per-
tenece a LSTM, y el tercero a SRN. Una observación interesante es que
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Aptitud promedio de LSTM

Generaciones

Figura 8.2: Rendimiento promediado de 20 ejecuciones del EGA del mejor
individuo (verde), el peor individuo (rojo) y el promedio global
de la población (azul), para LSTM en la tarea de navegación.
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Aptitud promedio de ESCN

Figura 8.3: Rendimiento promediado de 20 ejecuciones del EGA del mejor
individuo (verde), el peor individuo (rojo) y el promedio global
de la población (azul), para ESCN en la tarea de navegación.

la diferencia entre el individuo más apto y el menos apto en cada
generación es proporcional a la aptitud de esa arquitectura. Esto pue-
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de ser validado visualmente, observando que la gráfica de aptitud de
ESCN tiene un área azul mayor a las otras, y la gráfica de LSTM tiene
un área azul mayor a la de SRN.

Arquitectura Aptitud Metas alcanzadas

SRN −299.619 3

ESCN −394.78 4

LSTM −394.509 4

Tabla 8.1: Los mejores valores de aptitud obtenidos durante las 20 simula-
ciones por cada red neuronal para la tarea de navegación. ESCN y
LSTM presentan el mismo potencial para resolver la tarea logrando
generar un individuo que alcanza 4 objetivos sucesivamente en el
ambiente, mientras que SRN logra un individuo que sólo alcanza
3.

Lamentablemente, ninguno de los tres individuos más aptos de las
diferentes arquitecturas demostró tener un rendimiento satisfactorio
para la tarea de navegación, pero el más apto para ella parece ser el
de ESCN, por lo que una ejecución más extensa en cuanto a plobla-
ción y generaciones de EGA se realizará para esta arquitectura, con
una población de 2,000 individuos durante 300 generaciones. Con el
fin de refinar los resultados de la búsqueda lo más posible, al final
de la ejecución de EGA, utilizaremos el algoritmo Random Mutation
Hill-Climber (RMH), (Apéndice E), pero en vez de tener un individuo
inicializado aleatoriamente al principio del algoritmo, utilizaremos el
mejor indiviuo encontrado por la ejecución anterior de EGA.

Como se puede observar en la Figura 8.4, el individuo más apto se
encuentra relativamente pronto en la ejecución del algoritmo. Sin em-
bargo, este individuo alcanza una meta más que el mejor individuo
encontrado anteriormente. Afortunadamente, la ejecución posterior
de RMH logra hacer una sola mejora en la aptitud de este individuo
después de 104,711 iteraciones de RMH, equivalentes a aproximada-
mente 52 generaciones de EGA. Esta mejora aumenta la aptitud de
−497.453 a −594.227 y significa que el individuo generado logra al-
canzar el último objetivo en el ambiente. Esto se confirma al realizar
la simulación en el ambiente gráfico del programa, trazando la ruta
seguida para lograr la tarea, como se muestra en la figura Figura 8.5.
Un resultado de este tipo es interesante (por lo menos para el au-
tor), ya que el código genético de este individuo en particular tiene
una longitud de 1,128 bits, y por lo tanto el tamaño del espacio de
búsqueda en donde operan EGA y RMH es de 21128, un número de
combinaciones posibles mayor al estimado de átomos en todo el uni-
verso observable.
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Aptitud de ESCN en 300 Generaciones

Generaciones
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Figura 8.4: Rendimiento a lo largo de 300 generaciones de una sola ejecución
de EGA. Se muestra la aptitud del mejor individuo (verde), el
peor individuo (rojo) y el promedio de la población (azul). El
algoritmo encuentra su aptitud más alta en la generación 55 y
continúa sin progresar el resto de las generaciones.

8.1.1.1 Evaluación de la ruta

Se ha logrado encontrar un comportamiento capaz de generar una
ruta que alcanza todos las metas de ambiente y evita las colisiones
con obstáculos fijos. Podemos medir la distancia total recorrida por
el robot acumulando la distancia recorrida en cada paso de simula-
ción para determinar que tan eficiente es el comportamiento. Una
ruta más larga implica mayor tiempo de navegación y utilización de
energía, por lo que un robot eficiente en la construcción de su ruta de
navegación tiene la capacidad de realizar más acciones en el ambien-
te.

Podemos construir una evaluación de cualquier ruta generada por
un comportamiento al compararla con una ruta creada por un ex-
perto. La ruta del experto es construida con conocimiento completo
del ambiente y de sus propiedades geométricas. En contraste, la ruta
generada por el comportamiento es determinada a partir de la infor-
mación obtenida dinámicamente de los sensores del robot, sin existir
alguna representación interna del ambiente en el controlador al inicio
de la simulación. Otra desventaja que el controlador del robot debe
de superar es que la simulación induce errores de sensado y actua-
ción, por lo que seguir una trayectoria bien definida es poco factible.
Al considerar lo anterior, es sensato esperar que la ruta dada por el
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Figura 8.5: Ruta seguida por el individuo más apto para llegar a los seis
objetivos en el ambiente. Podemos observar como el individuo
logra negociar entre su objetivo actual (alcanzar la meta), y evitar
los obstáculos en el ambiente que se encuentran en su camino.

experto sea más cercana al óptimo que las rutas generadas por lo
comportamientos.

A partir del ambiente de entrenamiento, las dos rutas son genera-
das (Figura 8.6). Las longitud total de cada ruta es la siguiente:

ruta del experto : 39.97 metros

ruta del comportamiento : 43.47 metros

Esto quiere decir que la ruta generada por el comportamiento del
mejor individuo tiene un error de 8.76 % con respecto a la ruta del
experto.

8.1.2 Evaluación estadística de un controlador

Es importante validar que el ambiente utilizado para el entrena-
miento del controlador sea representativo de las posibles configura-
ciones de obstáculos y metas a los que el controlador puede ser some-
tido. Uno podría generar a mano algunos ambientes configurados de
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Figura 8.6: Comparación entre la ruta del experto (linea punteada amarilla)
y la ruta generada por el comportamiento del mejor individuo
encontrado (linea blanca).

manera distinta al de entrenamiento y simular el controlador dentro
de ellos. Pero al obtener las métricas de evaluación resultantes, no po-
dría decirse mucho acerca del rendimiento esperado del controlador
en general. Además, estos ambientes estarían sesgados por criterios
subjetivos del diseñador y no serían muy grandes en número.

Una mejor estrategia es generar ambientes donde las configuracio-
nes de los obstáculos y las metas son alimentadas aleatoriamente a
partir de valores reales de una distribución uniforme, es decir, todas
las configuraciones del espacio de los posibles ambientes pueden ser
generadas con igual probabilidad. Si generamos suficientes ambien-
tes aleatorios, estaremos obteniendo una muestra representativa del
espacio de ambientes a partir de la cual podemos obtener métricas
que nos permitirán realizar conclusiones generales del controlador.

8.1.3 Resultados de exploración

Nuevamente, la ventaja de ESCN sobre las otras arquitecturas se
puede verificar en las gráficas de aptitud de las distintas redes neuro-
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Aptitud promedio de SRN
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Figura 8.7: Rendimiento promediado de 20 ejecuciones del EGA del mejor
individuo (verde), el peor individuo (rojo) y el promedio global
de la población (azul), para SRN en la tarea de exploración.

Aptitud promedio de LSTM
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Figura 8.8: Rendimiento promediado de 20 ejecuciones del EGA del mejor
individuo (verde), el peor individuo (rojo) y el promedio global
de la población (azul), para LSTM en la tarea de exploración.

nales (Figura 8.7, Figura 8.9 y Figura 8.8). De hecho, el mismo ordena-
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Aptitud promedio de ESRANN
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Figura 8.9: Rendimiento promediado de 20 ejecuciones del EGA del mejor
individuo (verde), el peor individuo (rojo) y el promedio global
de la población (azul), para ESCN en la tarea de exploración.

miento de aptitud obtenido en la tarea de navegación se preserva, al
igual que la diferencia entre el individuo más apto y el menos apto.

Para la tarea de exploración, el individuo más apto encontrado en
las 20 ejecuciones de EGA para ESCN realiza la tarea de exploración
de manera efectiva en el ambiente (Figura 8.10), por lo que no es
necesario realizar una búsqueda exhaustiva como la que se realizó en
la tarea anterior.



72 pruebas y resultados

A) Aptitud Media

B) Aptitud Alta

Figura 8.10: Comportamiento de dos individuos en el ambiente, ilustrado
por la trayectoria seguida durante cinco minutos de simulación
de ambos. El individuo B tiene mayor aptitud que el individuo
A porque explora una mayor catindad del espacio del ambiente.



9
C O N C L U S I O N E S Y T R A B A J O A F U T U R O

El presente trabajo expone la relevancia de las RANNs para el apren-
dizaje y control robótico, y una forma práctica en que pueden ser uti-
lizadas para construir sistemas de procesamiento sensorial y acción
reactiva. Particularmente, se enfoca en que los robots controlados por
RANNs tienen la capacidad de crear estructuras de control y represen-
taciones internas al interactuar con un ambiente. Estas propiedades
fueron expuestas y analizadas experimentalmente, comparando tres
diferentes arquitecturas de control neuronal recurrentes en dos tareas
que requieren que el robot exhiba comportamientos dependientes del
contexto. Los resultados cuantitativos mostraron que el mejor rendi-
miento en ambas tareas fue lograda por la arquitectura ESCN, una
variación de la SCN de Pollack. Sin embargo, el hecho de que esta
arquitectura sea más apta para el control robótico no puede ser esta-
blecido por completo, ya que esta suposición se debe completamente
a los detalles de la configuración experimental y al procedimiento de
entrenamiento evolutivo, y sólo puede ser determinada con un grado
mayor de certeza con más experimentación extensiva.

En cuanto a la apreciación cualitativa del comportamiento de las
arquitecturas de control a través del ambiente gráfico, parece ser que
que las estructuras internas de la red no mapean las estructuras am-
bientales; más bien son responsables de generar un comportamiento
funcionalmente adecuado que es desencadenado y modulado por el
ambiente, y determinado por la estructura interna de los pesos si-
nápticos. Este comportamiento es el resultado de procesos adaptati-
vos, y estos son los que han cambiado la arquitectura a lo largo de
las generaciones de tal manera que su estructura física establezca las
propiedades dinámicas para mantener un estado de equilibrio que le
permite actuar efectivamente.

El método general de la robótica evolutiva presenta retos interesan-
tes para los cuales técnicas particulares han sido desarrolladas ante-
riormente en la literatura, y otras propuestas en el presente trabajo.
Tal vez el problema más frecuentemente enfrentado por los practican-
tes del área sea el de el balance entre el poder computacional nece-
sario para resolver la tarea efectivamente (el cual está directamente
relacionado con el tamaño de la red) y el considerable incremento del
espacio de búsqueda que este aumento de la red presenta, afectan-
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do la capacidad para encontrar una solución factible del algoritmo
genético. Las formas de mitigar este problema expuestas en la tesis
son:

1. Reducir la dimensionalidad de la información sensorial (com-
primir).

2. Aumentar gradualmente la complejidad topológica de la red
neuronal.

3. Reducir adaptativamente el tiempo de simulación de indivi-
duos poco aptos con el fin de acelerar el proceso de búsqueda, y
aumentar las generaciones y población del algoritmo genético.

Aunque se lograron encontrar individuos con comportamientos úti-
les para hacer frente a las distintas tareas, aún es posible mejorar su
rendimiento, principalmente en la evasión de obstáculos, en la veloci-
dad de solución de la tarea y en las capacidades sensoriales del robot.
En este capítulo se proponen ciertas extensiones al procedimiento que
pueden ayudar a mejorar el rendimiento en los aspectos anteriores.
También se contempla trabajo que no ha sido tratado en la literatura
de la robótica evolutiva y podría representar una contribución valiosa
si se llegara a un resultado relevante.

9.1 algoritmo neat con conexiones de segundo orden

Como se demostró en el capítulo de resultados (Capítulo 8), las ar-
quitecturas que incorporan retroalimentación de segundo orden pre-
sentan una clara ventaja sobre las que utilizan retroalimentación sim-
ple en ambas tareas de navegación.

Sería interesante incorporar la habilidad de crear conexiones que
permitan la retroalimentación de segundo orden a través del aumen-
to de la estructura de la red. De esta forma, se aumenta la comple-
jidad de la red con un mecanismo que puede resultar más benéfico
para la capacidad de los individuos de resolver el problema que una
conexión retroalimentada simple. También es posible mantener la ca-
pacidad del algoritmo de realizar una mutación de conexión para los
dos tipos de retroalimentación, buscando observar la composición de
conexiones del individuo más apto encontrado al final del algoritmo,
respondiendo a las siguientes preguntas:

¿Qué proporción del total de las conexiones son conexiones de
primer orden?

¿Qué proporción del total de las conexiones son conexiones de
segundo orden?

El resultado más importante de este trabajo sería poder demostrar
que agregar la capacidad de crear conexiones de segundo orden au-



9.2 adición de la novedad como objetivo del algoritmo 75

menta (o no) considerablemente la aptitud de los individuos genera-
dos, a través de pruebas estadísticas extensivas.

9.2 adición de la novedad como objetivo del algoritmo

Lamentablemente, NSGA-II no logró producir resultados significati-
vamente mejores al considerar los objetivos de manera separada, po-
siblemente porque existía ya cierta correlación entre ellos. Pero, ¿qué
pasaría si agregamos a la innovación como un objetivo adicional al
objetivo principal? Hipotéticamente, al ordenar los distintos frentes
de Pareto, los individuos más aptos serían los de mayor innovación,
y dentro de estos, los más aptos sería los que mejor satisfacen al obje-
tivo principal. Esto resulta útil porque cuando la búsqueda del objeti-
vo principal se queda atascada en un mínimo local, eventualmente el
archivo de novedad saturará esa región de comportamientos y la bús-
queda de novedad favorecerá a otros individuos que proporcionen
innovaciones en su comportamiento. Si estos individuos con compor-
tamiento novedoso resultan ser mejores para resolver el objetivo de
búsqueda principal que los que estaban en el mínimo local anterior,
habremos desatorado al algoritmo de búsqueda principal.

9.3 esquema distinto de compresión sensorial

A pesar de que los algoritmos de búsqueda lograban encontrar un
individuo que manifestaba un comportamiento útil para la tarea, es-
porádicamente tenían colisiones indeseadas con los obstáculos en el
ambiente, a pesar de que los sensores proporcionaban información
suficiente para evitarlos. Es probable que la compresión sensorial rea-
lizada con el mapa de Kohonen no representara adecuadamente la
información actual de los sensores al momento de la colisión. Ade-
más, la obtención de las coordenadas de un vector sensorial en el
mapa de Kohonen resulta ser bastante costosa computacionalmente,
ya que requiere un cálculo de distancia euclidiana entre dos vectores
de 20 valores de punto flotante por cada centroide del mapa. En el
trabajo presente el mapa de Kohonen consta de 1,000 centroides.

En un trabajo relacionado con este problema [42], se propone utili-
zar redes neuronales convolucionales (Convolution Neural Network
(CNN)) [22, 48] como un mecanismo de compresión sensorial para re-
ducir el espacio de búsqueda de un algoritmo neuroevolutivo. Las
CNNs son redes jerárquicas profundas que recientemente se han con-
vertido el estado del arte en reconocimiento de patrones y procesa-
miento de imágenes debido a implementaciones en multiprocesado-
res de gráficos (GPUs).

Las CNNs tienen dos partes:

1. Un detector de características profundo que consiste en capas al-
ternantes de convolución y submuestreo.
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2. Un clasificador que recibe la salida de la capa final del detector
de características.

Cada capa convolucional `, tiene un banco de m` × n` filtros, F`,
donde m` es el número de mapas de entrada (imágenes), I`, a la
capa, y n` es el número de mapas de salida (entradas a la siguiente
capa). Cada mapa de salida es calculado por:

I`+1i = σ

m`∑
j=1

I`j ∗ F`ij

 , i = 1 . . . n`, ` = 1, 3, 5 . . .

donde ∗ es el operador de convolución, F`ij es el i-ésimo filtro para
el j-ésimo mapa y σ es la función sigmoide en el intervalo (0, 1). Se
debe notar que ` siempre es impar por las capas de submuestreo entre
cada una de las capas convolucionales.

Las capas de submuestreo reducen la resolución de cada mapa. Ca-
da mapa es particionado en bloques que no se traslapan y un va-
lor de cada bloque es utilizado en el mapa de salida. La operación
de max-pooling es utilizada en este paso, ya que submuestrea el ma-
pa simplemente tomando el máximo valor en el bloque como la sa-
lida, convirtiendo estas redes en Max-Pooling Convolution Neural
Networks (MPCNN) [15, 75].

Las capas alternantes transforman la entrada representaciones abs-
tractas que reducen su dimensionalidad progresivamente, y que des-
pués son clasificadas típicamente utilizando una FANN, que tiene una
neurona de salida por cada clase. La red completa es usualmente en-
trenada utilizando el algoritmo de retropropagación. Por supuesto,
esto requiere conocimiento a priori de etiquetado para el conjunto de
entrenamiento, y en este contexto, no tenemos esa información. En
vez de eso, la MPCNN se evoluciona sin utilizar un conjunto de entrena-
miento etiquetado. Un conjunto de k vectores sensoriales se recolecta
del ambiente, y luego las MPCNNs son evolucionadas para maximizar
la función de aptitud:

fkernels = min(D) +mean(D)

donde D es una lista de todas las distancias euclidianas,

di,j =
∥∥fi − fj∥∥ , ∀i > j

entre los k vectores de características normalizados {f1 . . . fk} que
se generaron a partir de los k vectores sensoriales en el conjunto de
entrenamiento por la MPCNN codificada en el genoma.

Esta función de aptitud obliga a las MPCNNs que están haciéndose
evolucionar a generar vectores de características que estén dispersos
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en el espacio de características, de tal manera que cuando la mejor
MPCNN encontrada al final del algoritmo genético procese imágenes
para los controladores evolucionados, proporcione suficiente poder
discriminatorio para permitirles tomar las acciones correctas.





Parte V

A P É N D I C E S





A
R E D N E U R O N A L R E C U R R E N T E S I M P L E

Las redes neuronales recurrentes de primer orden (First-order Recurrent
Artificial Neural Network (FRANN)) son básicamente FANNs con con-
junto de conexiones retroalimentadas de algunos nodos en la capa oculta
a los nodos en la capa de entrada (Figura A.1). Después de su entre-
namiento, típicamente los pesos permanecen fijos. La red neuronal de
primer orden que será considerada en el presente trabajo es una SRN

[18], también llamada red de Elman, al igual que su inventor. Los no-
dos ocultos que se copian a la capa de entrada se conocen como nodos
de contexto. La activación de los nodos de contexto en el tiempo t será
parte de la entrada en el tiempo t+ 1 . De esta manera, las neuronas
ocultas tienen un registro de sus activaciones previas, lo cual le per-
mite a la red realizar tareas de aprendizaje que se extienden a lo largo
del tiempo. Las neuronas ocultas también alimentan las neuronas de
salida que reportan la respuesta de la red al estímulo aplicado exter-
namente. Fuera de la conexión de los nodos de contexto a la entrada,
la operación de cada nodo en la red es exactamente como los nodos
en las FANNs. Debido a la naturaleza de la retroalimentación hacia
las neuronas ocultas, estas neuronas pueden continuar reciclando in-
formación en la red a lo largo de varios pasos de tiempo, y por lo
tanto descubrir representaciones abstractas en el tiempo. Por lo tanto,
la SRN no es meramente un registro simple de los datos pasados.

Elman [18] describe el uso de la red neuronal simple para descu-
brir los límites de las palabras en una fuente continua de fonemas
sin ningún límite en la representación. La entrada a la red neuronal
representa el fonema actual. La salida representa un intento de adivi-
nar cuál es el siguiente fonema de la secuencia. El rol de las unidades
de contexto es proveer a la red de memoria dinámica para codificar la
información contenida en la secuencia de fonemas, que es relevante
para la predicción.
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Figura A.1: Red neuronal recurrente simple con dos neuronas de contexto.



B
R E D S E C U E N C I A L E N C A S C A D A C O N U N I D A D D E
D E C I S I Ó N

En las redes neuronales recurrentes de segundo orden (Second-order
Recurrent Artificial Neural Network (SRANN)), algunos de los pesos
son una función de valores de activación previos. Estos pesos serán
llamados pesos dinámicos. Esto significa que la función de la red será
cambiada en cada paso de tiempo. La SRANN que será considerada
en este proyecto será la SCN de Pollack [68]. Se puede pensar que la
SCN está compuesta por dos subredes:

Una red funcional que calcula la activación de las neuronas de
salida.

Una red de contexto que calcula algunos (o todos) los pesos de
la red funcional. En el presente trabajo, los pesos de la capa de
salida permanecen fijos, es decir, no son calculados por la red
de contexto en cada paso de tiempo.

Los pesos de la red de contexto se llamarán pesos de segundo orden
y permanecen fijos en la evaluación de la red. Para entender mejor
la SCN tal vez sea mejor considerar una versión no recurrente de una
red de segundo orden, por ejemplo, una que resuelva el problema
XOR. El problema XOR consiste en aprender la función XOR(x1, x2)
donde x1 y x2 son 0 o 1 y XOR(x1, x2) = 1 si x1 6= x2, de lo contrario
XOR(x1, x2) = 0. En la Figura B.1 se muestra una red neuronal simple
no recurrente de segundo orden que resuelve el problema XOR (des-
crita originalmente en [68]). Esta red neuronal resuelve el problema
con solo 4 pesos fijos en vez de 7, que son los necesarios para resolver
el problema en una red neuronal de primer orden (incluyendo los
pesos de sesgo). También se reporta en [68] que la SCN aprendió a
resolver el problema XOR con aproximadamente cinco veces menos
épocas típicamente.

Una red neuronal de segundo orden recurrente cambia sus pesos
dinámicos de acuerdo con el estado interno (la activación de los no-
dos de contexto). Las neuronas que son la entrada a la red de contexto
se llamarán neuronas de contexto. La activación de las neuronas de con-
texto actualiza los pesos de la red funcional en cada paso de tiempo,
a través de los pesos en la red de contexto. La Figura B.2 describe una
topología simplificada de las SCNs.
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Red de Contexto

3

3

-6

-1.5

Entrada 1

Entrada 2
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Bias

Salida

Red Funcional

Figura B.1: Una red neuronal no recurrente de segundo orden que resuelve
el problema XOR. Los diamantes representan unidades lineales
donde el valor resultante es copiado, sin aplicarle ninguna fun-
ción de escalamiento. Las conexiones con líneas punteadas indi-
can que la activación de las unidades lineales es copiada a los
pesos de la red funcional. Los nodos negros son unidades cons-
tantemente activas y los pesos de la conexiones a partir de ellos
corresponden a los sesgos.

Los pesos dinámicos son determinados por:

Wix(t) = c1(t−1)Wc1Wix
+c2(t−1)Wc2Wix

+ . . .+cm(t−1)WcmWix
+WbWix

(B.1)

para un peso de una neurona de entrada i a una neurona de con-
texto o de salida x. La activación x de cualquier neurona de contexto
o salida en la arquitectura de la Figura B.2 en el tiempo t está deter-
minada por:

x(t) = f(c1(t− 1)(i1(t)Wc1Wi1x
+ i2(t)Wc1Wi2x

+ . . .+ in(t)Wc1Winx
+Wc1Wbx

)+

c2(t− 1)(i1(t)Wc2Wi1x
+ i2(t)Wc2Wi2x

+ . . .+ in(t)Wc2Winx
+Wc2Wbx

)+
...

cm(t− 1)(i1(t)WcmWi1x
+ i2(t)WcmWi2x

+ . . .+ in(t)WcmWinx
+WcmWbx

)+

i1(t)WbWi1x
+ i2(t)WbWi2x

+ . . .+ in(t)WbWinx
+WbWbx

)

(B.2)

donde WαWβx
es el peso de segundo orden del nodo de contexto α

al peso dinámico entre la neurona de entrada β y x. b es el sesgo, que
siempre tiene una activación de 1,0.

Como se puede apreciar en la Ecuación B.2, la activación provenien-
te de la entrada y los nodos de contexto no sólo se suma, si no que se
multiplica, por lo que podemos decir que la SCN tiene una activación
multiplicativa.
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Red de 
Contexto

Contexto(t-1)

Red
Funcional

cmc
1c

mc

Salida

i2 ini i43i1

oo1 p1

Contexto(t)

Entrada

Figura B.2: Una SCN, como fue propuesta en [68]. La activación de la unida-
des de contexto en el tiempo t es la entrada de la red de contexto
en el tiempo t+ 1. Los sesgos han sido excluidos en esta figura,
y también las unidades lineales que están presentes para cada
peso en la red funcional. Esta figura carece de generalidad ya
que pueden existir más capas en la red de contexto y la red fun-
cional.

Una característica sumamente importante de las SRANNs es que
son utilizadas para representar y aprender autómatas determinísticos
de estado finito [85], es por eso que las SCNs han sido usadas para
tareas de adquisición del lenguaje en [68, 69, 70, 35].

b.1 unidad de decisión

En vez de utilizar directamente una SCN, se optó por usar un mo-
delo llamado ESCN por su autor [88] que incorpora una unidad de de-
cisión, la cual en cada paso de tiempo determina si se aplicará la red
de contexto para recalcular el valor de los pesos de la red funcional.
Esta unidad de decisión es una neurona que tiene como entradas las
salidas de las neuronas de contexto. La idea detrás de esta extensión
es que el robot sea capaz de decidir selectivamente cuando cambiar
su mapeo sensor-motor, en vez de restablecer la red funcional en ca-
da paso de tiempo. La red de contexto se usa para adaptar la red
funcional sólo cuando la activación de la unidad de decisión exce-
de cierto umbral (0.5 para la función logística, cero para la tangente
hiperbólica).
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C
L O N G S H O RT- T E R M M E M O RY

La unidad básica en la capa oculta de una red LSTM es el bloque
de memoria; reemplaza las unidades ocultas en una RANN tradicional
(Figura C.1). Un bloque de memoria contiene una o más celdas de
memoria y tres compuertas adaptativas y multiplicativas, dos de las
cuales regulan la entrada y la salida de todas las celdas en el bloque
de memoria, y una llamada compuerta de olvido (forget gate), que resta-
blece la memoria interna de la celda. Cada celda de memoria tiene en
su núcleo una unidad lineal conectada recurrentemente a si misma
llamada CEC, cuya activación llamamos el estado de la celda. Cuando
las compuertas de entrada y salida están cerradas (activación alrede-
dor de cero), las entradas irrelevantes y el ruido no entran en la celda,
y el estado de la celda no perturba el resto de la red. La Figura C.2
muestra un bloque de memoria con una sola celda.

InIn

Out OutSalida

Comp. Salida

Bloque de
Memoria

Entrada

Capa Oculta

Comp. Entrada

Comp. Olvido

Figura C.1: Izquierda: RANN con una capa oculta completamente recurrente.
Derecha: Red LSTM con bloques de memoria en la capa oculta
(sólo se muestra uno).

Hochreiter y Schmidhuber (1997) [37] demostraron que LSTM pue-
de resolver númerosas tareas que no podían ser resueltas por algo-
ritmos previos para las RANNs. Sin embargo, el modelo original de
LSTM (sin la compuerta de olvido) fallaba al intentar aprender a pro-
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88 long short-term memory

cesar correctamente ciertas series de tiempo muy largas o continuas
que no habían sido segmentadas a priori en subsecuencias de entrena-
miento apropiadas con comienzos y finales bien definidos en donde
el estado interno de la red pudiera ser restablecido. El problema es
que una fuente de entrada continua puede eventualmente causar que
los valores internos de la celda crezcan sin control, aunque la natu-
raleza repetitiva del problema sugiera que deben ser restablecidos
ocasionalmente.

yc

wh yout yout

regulación de salida
outnetout

sch( )escalamiento
de salida

wg yin

wc

cnet

netg( )c

w

iny
compuerta de entrada

in
netin

cc

ins = s y + g y yϕ

compuerta de olvido

ϕnetϕ

ϕ

compuerta de salida

regulación de entrada

memorizando y olvidando

escalamiento 
de entrada

Figura C.2: Una celda LSTM tiene una unidad lineal con una conexión re-
currente a si misma con un peso de 1,0 (CEC). Las compuertas
de entrada y salida regulan el acceso de lectura y escritura a la
celda cuyo estado es denotado por sc. La compuerta del olvido
multiplicativa puede restablecer el estado interno de la celda. La
función g escala la entrada de la celda, mientras que la función
h escala la salida de la celda.

LSTM ha sido utilizada para reconocer caracteres escritos a mano
en línea, en donde un conjunto de coordenadas ordenadas en el tiem-
po representan el movimiento de la punta de la pluma. Un sistema
basado en LSTM actualmente tiene el mejor rendimiento alcanzado pa-
ra esta tarea, con una tasa de reconocimiento de palabras del 74,0%,
comparado con el mejor rendimiento previo de 65,4% obtenido por
un sistema basado en modelos ocultos de markov [51]. De hecho, ha si-
do demostrado que es posible aprender LSTMs para afrontar Partially
Observable Markov Decision Process (POMDP)s utilizando métodos
evolutivos para el aprendizaje [30].
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c.1 evaluación de la red

El estado de la celda, sc, se actualiza basado en su estado actual
y cuatro fuentes de entrada: netc es la entrada misma de la celda,
mientras que netin, netout y netϕ son las entradas a las compuertas
de entrada, salida y olvido. Consideramos pasos de tiempo discre-
tos t = 1, 2, . . .. Un solo paso involucra la actualización de todas las
unidades (evaluación). La activación de las compuertas de entrada,
salida y olvido (yin, yout y yϕ respectivamente) se calculan de la
siguiente manera:

netoutj(t) =
∑
m

woutjmy
m(t− 1) ; youtj(t) = foutj(netoutj(t))

netinj(t) =
∑
m

winjmy
m(t− 1) ; yinj(t) = finj(netinj(t))

netϕj(t) =
∑
m

wϕjmy
m(t− 1) ; yϕj(t) = fϕj(netϕj(t))

En esta sección j indexará los bloques de memoria; v indexará las
celdas de memoria en el bloque j (con Sj celdas), tal que cvj denota
la v-ésima celda del j-ésimo bloque; vlm es el peso en la conexión de
la unidad m a la unidad l. El índice m indexa todas las unidades de
origen, como se especifica en la topología de la red (si la activación
de una unidad fuente ym(t− 1) se refiere a una unidad de entrada,
la entrada externa actual ym(t) es usada). Para las compuertas, f es
la sigmoide logística (en el intervalo [0, 1]):

f(x) =
1

1+ e−x

La entrada a la celda es

netcvj (t) =
∑
m

wcvjmy
m(t− 1)

que es escalada por g, una función logística centrada acotada en el
intervalo cerrado [−2, 2]:

g(x) =
4

1+ e−x
− 2

El estado interno de la celda de memoria sc(t) es calculado suman-
do la entrada regulada (multiplicada) por la compuerta de entrada
al estado en el paso de tiempo anterior sc(t − 1), regulado por la
compuerta de olvido:
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scvj (0) = 0

scvj (t) = y
ϕjscvj (t− 1) + y

inj(t)g(netcvj (t)) para t > 0

La salida de la celda yc es calculada escalando el estado interno
sc a través de la función h, y luego es regulada (multiplicada) por la
activación de la compuerta de salida yout:

yc
v
j (t) = youtj(t)h(scvj (t))

h es una sigmoide centrada en el intervalo cerrado [−1, 1]:

h(x) =
2

1+ e−x
− 1

Finalmente, asumiendo una topología de la red con una capa están-
dar de entrada, una capa oculta que consiste de bloques de memoria,
y una capa de salida estándar, las ecuaciones para las unidades de
salida k son:

netk(t) =
∑
m

wkmy
m(t− 1), yk(t) = hk(netk(t))

donde m indexa todas las unidades que alimentan a las unidades
de salida (típicamente todas las celdas de la capa oculta, pero no
las compuertas del bloque de memoria). Como función sigmoide hk
utilizamos nuevamente la función h.



D
A L G O R I T M O G E N É T I C O E C L É C T I C O

Este algoritmo utiliza selección determinista, cruzamiento anular,
mutación uniforme y elitismo del tamaño de la población. La natura-
leza probabilística de EGA está restringida a los parámetros de proba-
bilidad de cruza y probabilidad de mutación. En EGA la evasión de
convergencia prematura es lograda por una estrategia de dos compo-
nentes. Primero, los 2n individuos de las dos últimas generaciones
son ordenados del mejor al menor y sólo a los mejores n se les permi-
te sobrevivir. Luego los individuos son elegidos determinísticamente
para cruzar el mejor con el peor (1 con n), el segundo mejor con el
segundo peor (2 con n − 1), etc. De esta manera, se generan n in-
dividuos nuevos. Por lo tanto, los mejores esquemas encontrados se
retienen en todo momento, mientras que los esquemas que aparecen
constantemente se mezclan con los que son más diferentes a ellos. A
medida que el algoritmo progresa, los individuos que sobreviven se
convierten en la élite de tamaño n de todo el proceso. La cruza anular
(equivalente a la cruza en dos puntos) se prefiere sobre los esquemas
de cruza uniforme o de un solo punto porque es menos disruptiva
que la cruza uniforme, mientras que al mismo tiempo hace al pro-
ceso menos dependiente de una codificación específica que la cruza
de un solo punto. Este algoritmo fue reportado por primera vez en
[45] e incluía autoadaptación y mutación cataclísmica periódica. Sin
embargo, estudios posteriores [43] mostraron que ninguno de los dos
mecanismos era necesario en la vasta mayoría de los casos y han si-
do abandonados por razones prácticas. EGA es relativamente simple,
rápido y fácil de programar.

d.1 pseudocódigo de ega

[Número de mutaciones esperado por generación] B2M← dnL · PMe
Generar una población aleatoria
[Evaluar la población]
for i = 1 to G

[Duplicar la población]
for j = 1 to n

I(n+ j)← I(j)

aptitud(n+ j)← aptitud(j)
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92 algoritmo genético ecléctico

[Selección determinística para cruza anular]
for j = 1 to n2

Generar un número aleatorio 0 6 ρ 6 1
if ρ 6 Pc

Generar un número aleatorio 0 6 ρ 6 L
2

Intercambiar el segmento en ρ entre I(j) y I(n− j− 1)

[Mutación]
for j = 1 to B2M

Generar un números aleatorios uniformes 0 6 ρ1, ρ2 6 1
Mutar bit dρ2Le de I (dρ1ne)

[Evaluar los nuevos individuos]
Calcular aptitud(xi) para i = 1, . . . ,n
[Selección µ+ λ]
Ordenar los 2n individuos por su aptitud, en forma ascendente

Donde:
G ≡ número de generaciones
n ≡ número de individuos
I(n) ≡ el n-esimo individuo
L ≡ longitud del cromosoma
PC ≡ probabilidad de cruza
PM ≡ probabilidad de mutación



E
R A N D O M M U TAT I O N H I L L - C L I M B E R

RMH es un algoritmo de optimización estocástico y local (en con-
traste con la optimización global). Es una extensión de algoritmos de
ascenso determinísticos tal como Simple Hill Climbing (first-best neigh-
bor), Steepest-Ascent Hill Climbing (best neighbor), y padre de técnicas
como Parallel Hill Climbing y Random-Restart Hill Climbing. La estra-
tegia de RMH es iterar el proceso de elegir aleatoriamente un vecino
para una solución candidato y sólo aceptarla si resulta en una mejora.
Este método fue propuesto para sobreponerse a las limitaciones de as-
censo determinínisticas que tenían una alta probabilidad de atorarse
en óptimos locales debido a su aceptación avara de candidatos veci-
nos. Se ha reportado [55] que RMH ha tenido mejor rendimiento que
el algoritmo genético canónico elitista en algunas funciones (llama-
das Royal Roads) diseñadas para exhibir algunas de las características
más favorables del algoritmo genético canónico elitista.

e.1 pseudocódigo de rmh

actual← SolucionAleatoria(L)

for j = 1 to G ·n
candidato← VecinoAleatorio(actual)

if aptitud(candidato) < aptitud(actual)

actual← candidato

retornar actual

Donde:
G ≡ número de generaciones
n ≡ número de individuos
L ≡ longitud del cromosoma
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F
N O N D O M I N AT I E D S O RT I N G G E N E T I C
A L G O R I T H M I I

La presencia de objetivos múltiples en un problema permite la crea-
ción de un conjunto de soluciones óptimas (conocido como solucio-
nes óptimas de Pareto), en vez de una sola solución óptima. En la
auscencia de más información, no es posible decidir si una de esta
soluciones óptimas de Pareto es mejor que otra. Esto obliga al usua-
rio a encontrar tantas soluciones óptimas de Pareto como sea posible.
A lo largo de las últimas dos décadas, algunos algoritmos evolutivos
multiobjetivo han sido sugeridos para afrontar este problema. Estos
algoritmos tienen la habilidad de encontrar varias soluciones óptimas
de Pareto en una sola ejecución. Debido a que los algoritmos evoluti-
vos trabajan con una población de soluciones, un algoritmo evolutivo
puede ser extendido para mantener un conjunto diverso de solucio-
nes. Nondominatied Sorting Genetic Algorithm (NSGA), propuesto en
[81], fue uno de los primeros de este tipo de algoritmos evolutivos.
Las críticas principales al método de NSGA han sido las siguientes:

alta complejidad computacional para el ordenamiento :
El algoritmo de ordenamiento no dominado tiene una comple-
jidad de O(MN3) (donde M es el número de objetivos y N es
el tamaño de la población). Esto vuelve a NSGA computacional-
mente caro para tamaños de población grandes.

falta de elitismo : Algunos resultados recientes [90, 72] muestran
que el elitismo puede acelerar el rendimiento del algoritmo ge-
nético considerablemente, y también puede ayudar a prevenir
la pérdida de buenas soluciones una vez que son encontradas.

necesidad de especificar el parámetro σshare : Los mecanis-
mos tradicionales para asegurar la diversidad en una población
con el fin de obtener una variedad amplia de soluciones equi-
valentes han dependido en su mayoría del concepto de sharing.
Aunque existen trabajos para determinación dinámica del tama-
ño del parámetro de sharing [21], un mecanismo de preservación
de la diversidad sin parámetros es deseable.

NSGA-II busca antender a todos estas críticas y proponer una ver-
sión mejorada de NSGA. Este nuevo algoritmo muestra mejor rendi-
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96 nondominatied sorting genetic algorithm ii

miento que dos algoritmos genéticos multiobjetivo contemporaneos
[17], Pareto-Archived Evolution Strategy (PAES) [40] y Strength Pareto
Evolutionary Algorithm (SPEA) [89].

f.1 ordenamiento no dominado

La manera ingenua de abordar el problema del ordenamiento, para
identificar soluciones del primer frente no dominado en una pobla-
ción de tamaño N, es comparar cada solución con cada otra solución
en la población para averiguar si es dominada. Esto requiere O(MN)

comparaciones para cada solución, donde M es el número de objeti-
vos. Cuando este proceso se continua para encontrar todos los miem-
bros del primer frente no dominado en la población, la complejidad
total es O(MN2). En esta etapa del algoritmo, todos los individuos
en el primer frente no dominado son encontrados. Para encontrar los
individuos en el siguiente frente no dominado, las soluciones del pri-
mer frente se descartan temporalmente y el proceso anterior se repite.
En el peor de los casos, la tarea de encontrar el segundo frente tam-
bién requiere tiempo O(MN2), particularmente cuando un número
O(N) de las soluciones pertenecen a los siguientes frentes no domi-
nados. De esta manera, podemos observar que el peor caso es cuando
hay N frentes y existe solo una solución en cada frente. Este proce-
so de ordenamiento requiere tiempo O(MN3) en total. Debe hacerse
notar que O(N) espacio de almacenamiento es requerido para este
procedimiento. A continuación se describe un algoritmo de ordena-
miento rápido, que requiere tiempo O(MN2).

Primero, por cada solución se calculan dos entidades:

1. La cuenta de dominación np, que es el número de soluciones que
dominan a la solución p.

2. El conjunto de soluciones Sp que la solución p domina. Obtener
este conjunto requiere O(MN2) comparaciones.

Todas las soluciones en el primer frente no dominado tienen su
cuenta de dominación establecida como cero. Por cada solución p con
np = 0, visitamos cada miembro q de su conjunto Sp y reducimos su
cuenta de dominación en uno. Al hacer lo anterior, si la cuenta de do-
minación para cualquier miembro q se vuelve cero, lo agregamos a
una lista Q. Estos miembros pertenecen al segundo frente no domina-
do. El proceso anterior se repite para cada miembro de Q, logrando
identificar el tercer frente. El proceso continua de esta manera hasta
que todos los frentes son identificados.

Para cada solución p que no esté en el primer frente, la cuenta de
dominación np puede ser a lo más N− 1. Por lo tanto, cada solución
p será visitada a lo más N− 1 veces antes de que su cuenta de domi-
nación sea cero. En este punto, se le asigna a la solución un nivel de
no dominación y nunca será visitada nuevamente. Debido a que hay
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a lo más N− 1 de estas soluciones, la complejidad total es O(N2), y
la complejidad de todo el procedimiento es O(MN2). Es importante
notar que aunque la complejidad del algoritmo rápido se ha reducido
con respecto al algoritmo ingenuo, el espacio de almacenamiento ha
aumentado a O(N2).

El pseudocódigo para algoritmo rápido de ordenamiento no domi-
nado es el siguiente:

for each p ∈ P
Sp = ∅
np = 0

for each q ∈ P
if p ≺ q
Sp = Sp ∪ {q}

else if q ≺ p
np = np + 1

if np == 0

prank = 1

F1 = F1 ∪ {p}
i = 1

whileFi 6= ∅
Q = ∅
for each p ∈ Fi
for each q ∈ Sp
nq = nq − 1

if nq == 0

qrank = i+ 1

Q = Q∪ {q}
i = i+ 1

Fi = Q

Donde:
P ≡ población de soluciones
Sp ≡ conjunto de soluciones dominadas por p
np ≡ número de soluciones que dominan a p
prank ≡ frente en donde se encuentra p
Fi ≡ conjunto de soluciones que pertenecen al frente i
Q ≡ conjunto que almacena las soluciones del siguiente frente

f.2 preservación de la diversidad

NSGA-II utiliza la métrica de crowding, que no requiere que el usua-
rio defina algún parámetro para mantener la diversidad entre los
miembros de la población, y también tiene mejor complejidad compu-
tacional que el método utilizado en NSGA. Para describir este enfoque,
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primero se define una métrica de estimación de densidad y después
se presenta el operador de comparación de crowding.

estimación de densidad : Para obtener un estimado de la den-
sidad de las soluciones que rodean una solución en particular,
calculamos la distancia promedio entre los dos puntos en cada
lado del punto actual a lo largo de cada objetivo. La cantidad
idist sirve como un estimado del perímetro del cuboide forma-
do al usar los vecinos más cercanos como los vértices (llamada
distancia de crowding). En la (fig 1), la distancia de crowding de
la i-ésima solución en su frente (designada con círculos sólidos)
es el promedio de la longitud de los lados del cuboide (ilustrado
en una caja punteada).

El cálculo de la distancia del crowding requiere ordenar la pobla-
ción de acuerdo con el valor de cada función objetivo en orden
ascendente de magnitud. Por lo tanto, las soluciones que están
en el límite (soluciones con los valores más grades o más pe-
queños) se les asigna un valor de distancia infinito por cada
función objetivo. A todas las demás soluciones intermedias se
les asigna un valor de distancia igual a la diferencia absoluta
normalizada en los valores de la función de dos soluciones ad-
yacentes. Este cálculo se continua con otras funciones objetivos.
El valor global de la distancia de crowding se calcula como la su-
ma de los valores individuales de distancia que corresponden
a cada objetivo. Cada función objetivo es normalizada antes de
calcular la distancia crowding. La complejidad de este procedi-
miento está gobernada por el algoritmo de ordenamiento. Dado
que M ordenamientos independientes de a lo más N soluciones
(cuando todos los miembros de la población están en el mismo
frente I) están involucrados, el algoritmo tiene una complejidad
de O(MN log n). A continuación se presenta el pseudocódigo
para la asignación de la distancia de crowding:

l = |I|

for each i, set I [i]dist = 0

for each objectivem

I = sort(I,m)

I [1]dist = I [l]dist = ∞
for i = 2 to (l− 1)

I [i]dist = I [i]dist+(I [i+ 1] .m− I [i− 1] .m)/(fmaxm − fminm )

Después de que todos los miembros de la población en el con-
junto I tienen una métrica de distancia asignada, es posible com-
parar dos soluciones por su proximidad a otras soluciones. Una
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solución con un valor menos en su métrica de distancia está
más atestado por otras soluciones. Esto es exactamente lo que se
compara en el operador de comparación de crowding propuesto
a continuación.

operador de comparación de crowding : El operador de com-
paración de crowding (≺n) guía el proceso de selección en las di-
ferentes etapas del algoritmo hacia un frente óptimo de Pareto
uniformemente distribuido. Se presupone que cada individuo i
en la población tiene dos atributos:

1. rango de no dominación (irank)

2. distancia de crowding (idistance)

A partir de estos atributos, definimos un ordenamiento parcial
≺n como:

i ≺n j if(irank < jrank)

or ((irank == jrank)

and (idist > jdist))

Es decir, entre dos soluciones con diferentes rangos de no domi-
nación, preferimos la solución con el rango menor (mejor). De
lo contrario, si ambas soluciones pertenecen al mismo frente,
entonces preferimos la solución que está ubicada en una región
menos poblada. Una vez que se tiene el ordenamiento anterior,
podemos usar cualquier algoritmo genético para optimizar las
soluciones en los distintos frentes de Pareto.
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