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Introducción

Datos relacionados con el mercado financiero o el área de economı́a
tienen en común que se cuentan con registros periódicos, por ejemplo, las
tasas de interés semanales, mensuales y anuales, el precio diario de accio-
nes de apertura o cierre, los precios mensuales de ı́ndices bursátiles, etc.
Esta caracterı́stica no es propiamente de estas áreas, también podemos en-
contrarlos en el área de meteorologı́a, agricultura, geologı́a, etc. Este tipo
de cifras se pueden modelar con series de tiempo. El principal propósito
de las series de tiempo es explicar, describir y modelar el comportamien-
to que tienen estos datos ası́ como predecir valores futuros a partir de la
historia de la serie, es decir, datos del presente y pasado.

Usualmente en finanzas la varianza condicional de los rendimientos es
considerada como un medida de riesgo para el activo en estudio. Ésta es
una parte importante para la valuación de un activo financiero y el cálculo
del valor en riesgo (VaR por sus siglas en inglés).

Problemas recientes en el área de finanzas han motivado al estudio
de la variabilidad, comúnmente llamada volatilidad. Un problema muy
común en el área económico financiera es el de predecir la volatilidad.
Además de los modelos como los autorregresivos de media móvil (AR-
MA) que suponen una varianza constante, existen otros modelos que se
desarrollaron para el manejo de este problema debido a que estos repre-
sentan a la volatilidad de mejor manera. Otro tipo de modelos menos
conocido pero de gran eficiencia son los modelos como los autoregresi-
vos con heteroscedasticidad condicional (ARCH), presentados por Engle
(1982)1, la generalización de estos (GARCH, modelo que será de interés
para este trabajo), por Bollerslev (1986)2 y otras generalizaciones como

1Engle, R.F. Autoregressive conditional heteroscedasticity with estimates of the variance of
United Kindom inflations. Econometrica 50:987-1007.

2Bollerslev, T. Generalized autoregressive conditional heteroskedasticity. Journal of Econo-
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IV INTRODUCCIÓN

IGARCH, EGARCH, TARCH, entre otros. Recientemente modelos de vo-
latilidad estocástica han sido de mucho interés por ser modelos de espacio-
estado, estos modelos son similares a los ARCH pero con la diferencia de
que tienen una variable de ruido estocástico, véase [10].

Usaremos modelos de heteroscedasticidad condicional y no los llama-
dos modelos de volatilidad estocástica (véase [10] capı́tulo 6) pues una de
las razones es que los modelos ARCH tienen un proceso generador de da-
tos diferente que los hace más adecuados para ciertos objetivos, como el
agrupamiento de la volatilidad, estacionariedad, etc. Otra razón es que, si
bien estos modelos pueden aplicarse a diversos problemas estadı́sticos de
series temporales, estos tienen una mejor aplicación a series financieras,
por ejemplo a la relación que se tiene entre riesgo y rendimiento. Además,
algunas caracterı́sticas que tienen los rendimientos, como la presencia de
valores atı́picos, es que son impredecibles, y una caracterı́stica muy pe-
culiar es que tanto los periodos de más agitación como lo más tranquilos
están agrupados en el tiempo. Estas mismas caracterı́sticas son las que se
modelan con modelos ARCH. Cuando la volatilidad es alta (baja), lo más
seguro es que permanezca elevada (baja), además estos periodos son limi-
tados y, bajo ciertas caracterı́sticas, la predicción de la volatilidad tenderá
a la varianza de los rendimientos, es decir, será menos extrema, véase [5].
Un proceso ARCH produce un mayor número de valores extremos de lo
que se esperarı́a de una distribución normal estándar, ya que los valores
extremos durante el periodo de alta volatilidad son mayores de los que se
habrı́an podido anticipar con un proceso de volatilidad constante.

El ı́ndice de volatilidad de un mercado financiero ha empezado a ser
un instrumento financiero. El ı́ndice VIX de volatilidad se clasificó por
el Consejo de Cambio de Opciones de Chicago (CBOE por sus siglas en
inglés) que empezó el intercambio de futuros en Marzo del 2004.

Los modelos con heteroscedasticidad condicional pueden ser clasifica-
dos en dos categorı́as. Aquellos que son de la primera, usan una función
exacta para la evolución de la volatilidad, mientras que los de la segun-
da usan una ecuación estocástica para describir el comportamiento de la
volatilidad. Los modelos GARCH pertenecen a la primera categorı́a y los
modelos de volatilidad estocástica pertenecen a la segunda.

En este trabajo nos enfocaremos en la modelación de la volatilidad de
un ı́ndice bursátil, en este caso el Standard & Poor’s 500(S&P 500). La im-

metrics 31:307-327.
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portancia de este ı́ndice es la representatividad de la situación real del mer-
cado, incluso expresa mejor al mercado accionario y de bonos que muchos
otros ı́ndices.

En el capı́tulo 1 daremos a conocer los rendimientos de una serie y pro-
piamente los log-rendimientos de la misma. Se darán bases probabilı́sticas
necesarias para el estudio y estimación de los datos presentados. Para po-
der presentar los modelos ARCH necesitamos dar a concer otro tipo de
modelos de series de tiempo y sus herramientas que serán de ayuda para
el análisis deseado, esto lo veremos en el capı́tulo 2, para después intro-
ducir, en el siguiente capı́tulo, los modelos ARCH y su generalización,
GARCH, ası́ como dar una descripción más a fondo su aplicación. Tam-
bién se presentarán contrastes de estructura y bondad de ajuste, herra-
mientas útiles y necesarias para la comparación y, finalmente en el capı́tulo
4, veremos una aplicación analizando una serie de datos reales, a los que
les ajustaremos los diferentes modelos sugeridos por las herramientas vis-
tas en los capı́tulos anteriores.
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Capı́tulo 1

Series de Tiempo en Finanzas y
sus Caracterı́sticas

En este capı́tulo definiremos los rendimientos de un activo que son la
base para el estudio y análisis financiero, ası́ como su función de distribu-
ción de probabilidades (Fr(.)) para poder calcular la función de verosimi-
litud, necesaria para la estimación de los parámetros de Fr(.) y menciona-
remos otro tipo de procesos que también son de interés en ésta área.

La importancia de fijar el estudio de una serie en los rendimientos es
que estos son más representativos pues modelan el cambio de precio que
sufre un activo de un dı́a a otro.

1.1. Rendimiento de los Activos

Por la gran representación que tienen los rendimientos, muchos estu-
dios financieros los toman en cuenta en lugar de utilizar el precio de los
activos. Campbell, Lo y MacKinlay (1997), véase [3] para mayor detalle,
dan dos razones por las cuales utilizar rendimientos:

Para el promedio de los inversionistas, los rendimientos poseen in-
formación completa y un resumen libre de la escala de oportunida-
des de inversión.

Los rendimientos son más fáciles de manejar que los precios y sus
propiedades estadı́sticas, como la estacionariedad, son más intere-
santes .
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2CAPÍTULO 1. SERIES DE TIEMPO EN FINANZAS Y SUS CARACTERÍSTICAS

Para un mejor entendimiento en relación a los rendimientos de un ac-
tivo supongamos que éstos no pagan dividendos y denotaremos como Pt
al precio del mismo a tiempo t, donde t ≥ 0.

Hay que hacer notar que las observaciones de Pt pueden ser tanto a
tiempo continuo como discreto, esto depende de cómo se defina el con-
junto en donde vive t, i.e., si t ∈ T con T un conjunto numerable diremos
que Pt es a tiempo discreto y en caso contrario diremos que es a tiempo
continuo. Para este trabajo, tomaremos el caso discreto que es el que ana-
lizaremos de ahora en adelante.

Rendimiento Simple (un periodo)

Este tipo de rendimiento se refiere a tener el precio del activo del tiem-
po t − 1 a t con t ∈ N. Entonces el rendimiento simple lo definiremos
como:

Rt =
Pt

Pt−1
− 1 =

Pt − Pt−1

Pt−1
, (1.1)

el rendimiento simple lo podemos ver como uno mas el rendimiento neto
(1 + Rt).

Rendimiento Simple (multiperiodo)

Por un rendimiento múltiple de periodo k nos referimos a tener un
activo por k-periodos entre t − k y t lo denotamos como 1 + Rt(k) que es
simplemente el producto de k rendimientos simples de t − k + 1 a t, i.e.

1 + Rt(k) =
Pt

Pt−k

=
Pt

Pt−1

Pt−1

Pt−2
...

Pt−k+1

Pt−k

= (1 + Rt)(1 + Rt−1)...(1 + Rt−k+1)

=
k

∏
j=1

(1 + Rt−j). (1.2)

A estos rendimientos con multiperiodo se les llama rendimiento compues-
to.
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La dificultad de tratar con la media geométrica para los rendimien-
tos anualizados motiva otro tipo de rendimientos compuestos como los
rendimientos compuestos continuos, o mayormente conocidos como log-
rendimientos (rt).

Al logaritmo natural del rendimiento neto simple de un activo normal-
mente se le dice log-rendimiento y está dado por

rt = ln(1 + Rt) = ln
Pt

Pt−1
= pt − pt−1, (1.3)

donde pt = ln(Pt).
Los rendimientos compuestos continuos rt tienen algunas ventajas so-

bre los rendimientos netos simples Rt. Primero

rt(k) = ln(1 + Rt(k))
= ln[(1 + Rt)(1 + Rt−1)...(1 + Rt−k+1)]

= ln(1 + Rt) + ln(1 + Rt−1) + ... + ln(1 + Rt−k+1)

= rt + rt−1 + ... + rt−k+1. (1.4)

Esto nos dice que el rendimiento compuesto continuo es la suma de los
rendimientos de un periodo.

Y segundo, las propiedades estadı́sticas de los log-rendimientos son
más manejables puesto que en el área de series de tiempo es más cómodo
trabajar con un proceso aditivo que con un proceso multiplicativo.

1.2. Otros procesos en consideración

Además de los rendimientos, también se toman en cuenta otro tipo de
procesos como la volatilidad y el comportamiento de rendimientos extre-
mos. La volatilidad está relacionada con la dispersión de los rendimien-
tos, ésta puede ser medida usando la desviación estándar o la varianza
entre los rendimientos del mismo activo, comúnmente entre más volatili-
dad mayor el riesgo. Ésta se utiliza y juega un papel muy importante en la
valuación de opciones y administración de riesgos.

Por valores extremos nos referimos a los rendimientos muy positivos
o negativos. Por este tipo de valores hacemos alusión a la diferencia que
se tiene entre los rendimientos del activo en estudio contra un activo de
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referencia, usualmente este activo de referencia no tiene tanto riesgo y por
lo general es un activo de corto tiempo, véase ([8]). Normalmente se to-
man como activos de referencia a los bonos gubernamentales. Los valores
extremos de rendimientos negativos son importantes en la administración
de riesgos mientras que los positivos son de gran riesgo si se tiene una
posición corta, véase ([8]). En diferentes análisis financieros se utilizan las
propiedades y aplicaciones de los valores extremos para el estudio del im-
pacto de variables económicas, la frecuencia de ocurrencia, entre otras.
Otro tipo de series financieras consideradas son las tasas de interés, el tipo
de cambio y el rendimiento de los bonos (gubernamentales o coorporati-
vos).

En la figura (1.2) ponemos ejemplos de este tipo de procesos antes men-
cionados. El rendimiento de un ı́ndice bursátil (Standard and Poor’s, S&P
500), rendimiento de una acción (America Móvil, AMX) y tipo de cambio
(euro-dólar) respectivamente. Algo que es muy notorio y hay que resaltar
en las gráficas de los rendimientos son los grandes saltos que se tienen,
además de que los rendimientos, por lo general, están alrededor del cero.
Estos saltos se dan por los grandes cambios en los precios debido a dife-
rentes razones económicas, en el caso del S&P 500, tiene una gran caı́da en
el 2008 debido a la última crisis económica mundial.
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Figura 1.1: La gráfica del lado izquiero representa el precio y la gráfica del
lado derecho los lLog-rendimientos del ı́ndice S&P 500, la acción AMX, y
el tipo de cambio euro-dólar respectivamente.
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Capı́tulo 2

Modelos Lineales y Aplicación

En esta sección nos enfocaremos principalmente a la parte teórica en
donde se darán definiciones y conceptos necesarios para poder realizar el
análisis deseado a series financieras con series de tiempo. Se introducirán
conceptos como el de proceso estocástico, estacionariedad de una serie en-
tre otros. Utilizaremos procesos autorregresivos (AR) y de medias móviles
(MA) y daremos a conocer su versión más sencilla, AR(1) y MA(1), pa-
ra después generalizarlos. En base a estos dos modelos definiremos a los
procesos ARMA, autorregresivos de medias móviles; éste tipo de proce-
sos nos serán de ayuda para analizar otros modelos que veremos en el
capı́tulo 3.

2.1. Propiedades y Definiciones

Algunas ramas de estudio en donde podemos encontrar series de tiem-
po son la Economı́a, Fı́sica, Ingenierı́a, Sociologı́a y Telecomunicación, por
ejemplo:

Precios de divisas.

Índice de precios.

Energı́a solar.

Censos de Población.

Análisis y procesamiento de señales.

7



8 CAPÍTULO 2. MODELOS LINEALES Y APLICACIÓN

La idea general en el estudio de series de tiempo es que, una vez que se
tienen los datos, lo que se desea hacer es inferencia sobre los parámetros
deseados. Para lograr esto se debe tener o dar uno o varios modelos hi-
potéticos para poder representar los datos de la forma más adecuada. Una
vez dado el/los modelo(s) se hace estimación sobre los parámetros y se
realiza una prueba de bondad de ajuste para verificar qué modelo sirve,
posteriormente se seleccionan los modelos. Una vez escogido el mejor mo-
delo, éste se utiliza para mejorar nuestro entendimiento acerca de las va-
riables que se tienen. Dado que ya se tomó un modelo apropiado se puede
utilizar para diferentes propósitos, esto dependiendo el área de aplicación,
la predicción de valores futuros y el control de los mismos. A esta meto-
dologı́a se le conoce como la de Box-Jenkins.

2.1.1. Procesos Estocásticos

Un proceso estocástico es una colección de variables aleatorias, esto es,
para cada t ∈ T, Xt es una variable aleatoria. Generalmente tomamos a
t como tiempo y Xt es el proceso al tiempo t. Si T es un ı́ndice de con-
juntos numerable, entonces llamaremos al proceso Xt como un proceso
estocástico a tiempo discreto y, si T es continuo, lo llamaremos proceso
estocástico a tiempo continuo.

Una serie de tiempo de n datos la pensaremos como una realización
de un vector de n variables aleatorias {Xt1 , ..., Xtn} que forman un proceso
estocástico.

Definición 2.1.1 (Proceso estocástico).
Un proceso estocástico es una colección de variables aleatorias {Xt}t∈T indexa-
das a un conjunto de ı́ndices T definida sobre el mismo espacio de probabilidad
(Ω, F, P) y toma valores en (R, B(R)), donde T es el conjunto de ı́ndices y B(R)
es la sigma álgebra de Borel.

El conjunto de ı́ndices T normalmente es de la forma {1, 2, 3, ...}, [0, ∞),
(−∞, ∞). En nuestro caso tomaremos a T como NU{0}

2.1.2. Estacionariedad

Definición 2.1.2 (Función de autocovarianza).
Si el proceso {Xt}t∈T tiene Var(Xt) < ∞ entonces la función de autocovarianza
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γx(., .) del proceso está dada por

γt1,t2 = COV(Xt1 , Xt2) = E[(Xt1 −µt1)(Xt2 −µt2)], para cualesquiera t1, t2 ∈ T

La correlación entre dos variables X y Y definida como

COV(X, Y)/
√

VAR(X)VAR(Y),

donde VAR(.) es la varianza, juega un papel muy importante en el estudio
de los modelos que se definirán más adelante, en particular, correlaciones
entre la variable de interés y sus valores pasados. A estas correlaciones se
les conoce como autocorrelaciones.

Definición 2.1.3 (Proceso estacionario).
El proceso {Xt} es estacionario si

E|Xt|2 < ∞ para toda t,

E(Xt) = m para toda t,

γX(r, s) = γX(r + t, s + t) para toda r, s ∈ Z.

El último punto se refiere a que la función de autocovarianza es inde-
pendiente para cada t.

Definición 2.1.4 (Función de autocorrelación (ACF)).
La función de autocorrelación, ρX(.), del proceso {Xt}t∈T con ventana de tiempo
h (lag h) está dada por

ρX(h) =
γX(h)
γX(0)

= Corr(Xt+h, Xt).

En la literatura, a la definición dada se le conoce como “estacionariedad
débil”. Si un proceso {Xt} es estacionario entonces γX(r, s) = γX(r − s, 0)
para toda r, s ∈ Z. Por esto es conveniente redefinir la función de autoco-
varianza de un proceso estacionario como la función de una sola variable.

γX(h) = γX(h, 0) = COV(Xt+h, Xt) para toda h ∈ Z.

Entonces la función γX(.) está referida a la función de autocovarianza
de {Xt} y γX(h) es su valor con lag h. La ACF de {Xt} la podemos ver
como la función con lag h como

ρX(h) = γX(h)/γX(0) = CORR(Xt+h, Xt) para toda h ∈ Z.



10 CAPÍTULO 2. MODELOS LINEALES Y APLICACIÓN

Definición 2.1.5 (Proceso estrictamente estacionario).
El proceso {Xt}t∈T es estrictamente estacionario si para cualquier τ > 0 y
ti, ti+τ ∈ T, i ∈ {1, ..., n}, entonces (Xt1 , ..., Xtn) y (Xt1+τ, ..., Xtn+τ) tiene la
misma distribución conjunta, es decir:

FXt1 ,Xt2 ,...,Xtn
(a1, a2, ..., an) = P(Xt1 ≤ a1, Xt2 ≤ a2, ..., Xtn ≤ an)

= P(Xt1+τ ≤ a1, Xt2+τ ≤ a2, ..., Xtn+τ ≤ an)

= FXt1+τ ,Xt2+τ ,...,Xtn+τ(a1, a2, ..., an)

Al inicio del capı́tulo se mencionó la idea general para el estudio de
series de tiempo, para lograr esto, el primer paso en el análisis consiste en
graficar la serie. La inspección de la gráfica puede sugerir la posibilidad
de representar los datos como una realización de un proceso que puede
tener todos o alguno de los siguientes componentes:

Xt = f (mt, st, Yt) =

{
mt + st + Yt, modelo aditivo
mt ∗ st ∗ Yt, modelo multiplicativo,

donde mt es el componente de tendencia, st es el componente estacional de
periodo d, donde st = st+d = st+2d = .... y Yt es el componente aleatorio.
Obsérvese que al modelo multiplicativo lo podemos llevar al aditivo con
solo aplicarle logaritmo.

2.1.3. Estimación y eliminación de tendencia y componen-
te estacional

A continuación veremos algunos métodos que se han propuesto para
identificar y describir los componentes de tendencia y la parte estacional
o cı́clica de la serie de tiempo.

Método1

Si tenemos una serie que tiene solo la parte de tendencia Xt = mt + Yt,
una manera de estimar mt serı́a vı́a mı́nimos cuadrados. Es decir, procede-
remos a estimar la tendencia de una familia de funciones de la forma

mt = a0 + a1t + a2t2,
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y escogeremos los a0, a1, a2 que minimizen ∑ (Xt − mt)2. Ası́ se obtendrá

m̂t = â0 + â1t + â2t2.

Una vez estimada la tendencia podemos estimar la parte aleatoria de
la siguiente manera:

Ŷt = Xt − m̂t, t ∈ {1, ...n}.

Método2

Suavizamiento de la media vı́a promedios móviles. Sea q un entero no
negativo y consideremos el promedio móvil de dos lados como

m̂t =
q

∑
j=−q

ajXt+j para t ∈ {q + 1, q + 2, ..., n − q},

donde ∑
q
j=−q aj = 1.

Un caso particular de este tipo de ajuste de la tendencia es si supone-
mos que aj =

1
2q+1 , es decir

m̂t =
1

2q + 1

q

∑
−q

Xt+j, t ∈ {q + 1, q + 2, ..., n − q}.

Antes de describir el último método introduciremos los operadores de
retraso y diferencia.

Definición 2.1.6 (Operador de retraso).
Detonamos por B al operador retraso que actúa sobre el tiempo de la siguiente
manera:

BXt = Xt−1

B2Xt = B(BXt) = BXt−1 = Xt−2
...

BjXt = Xt−j.
(2.1)

Por convención tomaremos a B0Xt = Xt.
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Definición 2.1.7 (Operador de diferencia).
A partir del operador de retraso definimos el operador diferencia como

∇Xt = (1 − B)Xt = Xt − Xt−1.

El operador de diferencia se puede manejar como si fuera un polino-
mio, es decir

∇2Xt = (1 − B)(1 − B)Xt = Xt − 2Xt−1 + Xt−2.

Entonces si se desea diferenciar un proceso j veces se tiene

∇jXt = (1 − B)jXt

=
n

∑
k=0

(
j
k

)
(−1)kXt−k.

(2.2)

Método3

Cuando la serie de tiempo {Xt} tiene una tendencia lineal, mt = at +
b, al aplicar el operador diferencia ∇ obtenemos ∇mt = a. De la misma
forma, si tenemos una serie de tiempo Xt = mt + Yt donde la tendencia es
polinomial de grado k, mt = ∑k

j=0 ajtj, al aplicar el operador diferencia a
la tendencia, tenemos que ∇kmt = k!ak y por lo tanto tenemos que

∇kXt = k!ak +∇kYt.

Lo que se pretende ahora es quitar la tendencia y la parte estacional en
un modelo general

Xt = mt + st + Yt,

donde E[Yt] = 0, st = st+d y ∑d
j=1 sj = 0.

Definición 2.1.8.
Un proceso de ruido blanco denotado por {ϵt}t ∈ T, es un proceso estocástico
formado por variables aleatorias independientes e idénticamente distribuidas, no
correlacionadas de media cero y varianza constante σ2

ϵ
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Por lo tanto

γ0 = σ2
ϵ ,

γh = 0, h ̸= 0

y
ρh =

γh
γ0

para h ̸= 0.

Para el ruido blanco, todas las ACF son cero.

2.1.4. Procesos lineales

Un proceso {Xt} es lineal si para todo t ∈ N se puede escribir:

Xt = µ +
∞

∑
i=0

ψiϵt−i, (2.3)

donde µ es la media de Xt, ψ0 = 1 con ∑∞
j=0 |ψj| < ∞ y {ϵt} es un proceso

de ruido blanco. A las ψ se les conoce como los pesos de Xt. Como {Xt}
es estacionario, entonces podemos obtener fácilmente su media y varianza
usando la independencia de {ϵt} como

E(Xt) = µ

Var(Xt) = σ2
ϵ

∞

∑
i=0

ψ2
i , (2.4)

donde σ2
ϵ es la varianza de ϵ.

La función de autocovarianza con lag l para el proceso {Xt} es

γl = Cov(Xt, Xt−l) = E

[(
∞

∑
i=0

ψiϵt−i

)(
∞

∑
j=0

ψjϵt−l−j

)]

= E

(
∞

∑
i,j=0

ψiψjϵt−iϵt−l−j

)

=
∞

∑
j=0

ψj+lψjE(ϵ2
t−l−j)

1

= σ2
ϵ

∞

∑
j=0

ψjψj+l. (2.5)
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Ası́ mismo, la función de autocorrelación queda

ρl =
γl
γ0

=
∑∞

i=0 ψiψi+l

1 + ∑∞
i=1 ψ2

i
, l ≥ 0. (2.6)

En este tipo de modelos se estudia la estacionariedad, la dependencia,
la función de autocorrelación, la simulación y la tendencia. Los modelos
que tienen este tipo de caracterı́sticas y los que veremos en este trabajo
son:

Modelos Autorregresivos(AR).

Modelos de Promedios Móviles (MA).

ARMA.

2.2. Modelo Autorregresivo (AR)

Los modelos autorregresivos pueden describirse como aquellos en los
que una variable o conjunto de variables se explican, al menos en parte,
en función de los valores pasados de esa misma variable o conjunto de
variables. Estos modelos han cobrado gran importancia en el campo de la
econometrı́a y la economı́a. Se ha demostrado que modelos sencillos de
este tipo, con un pequeño número de variables y parámetros, compiten,
incluso con ventaja, en su capacidad de predicción y simulación con gran-
des modelos macroeconométricos.

Definición 2.2.1.
El proceso {Xt} es un autorregresivo de orden p, AR(p), si para p ≥ 1 un entero
y ϕ1, ..., ϕp constantes reales tenemos que

Xt = ϕ1Xt−1 + ... + ϕpXt−p + ϵt, (2.7)

donde ϵt es ruido blanco con media 0 y varianza σ2
ϵ .

Para el proceso {rt}, mencionado en el primer capı́tulo, un AR(1) tendrá
la forma

rt = ϕ0 + ϕ1rt−1 + ϵt. (2.8)

Una vez definido un AR(1) para el proceso {rt} continuaremos con
propiedades de estos modelos en base a los log-rendimientos.
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2.2.1. Propiedades

Suponiendo que el proceso {rt} es débilmente estacionario tenemos
que E(rt) = µ, Var(rt) = γ0 y Cov(rt, rt−j) = γj, donde µ, γ0 son cons-
tantes y γj es una función de j. El cálculo de la esperanza y varianza del
proceso es sumamente fácil y de esto resulta

E(rt) = ϕ0 + ϕ1E(rt−1),

y bajo la condición de estacionariedad, E(rt) = E(rt−1), la esperanza que-
da

E(rt) = µ =
ϕ0

1 − ϕ1
.

Es importante notar que la E(rt) existe si ϕ1 ̸= 1 y que ésta es cero si y
sólo si ϕ0 = 0. Si despejamos ϕ0 de la esperanza y lo sustituimos en (2.8)
el modelo AR(1) queda

rt − µ = ϕ1(rt−1 − µ) + ϵt. (2.9)

Si volvemos a hacer el mismo método repetidas veces, entonces la ecua-
ción anterior queda

rt − µ = ϵt + ϕ1ϵt−1 + ϕ2
1ϵt−2 + ...

=
∞

∑
i=0

ϕi
1ϵt−i. (2.10)

Si al resultado anterior lo elevamos al cuadrado y le sacamos esperanza
(bajo el supuesto de estacionariedad), entonces obtenemos la varianza del
proceso

Var(rt) =
σ2

ϵ

1 − ϕ2
1

. (2.11)

Una condición necesaria y suficiente para que un AR(1) sea débilmente
estacionario es |ϕ1| < 1.

AR(1)

Multiplicando (2.9) por ϵt, usando la independencia de ϵt y rt−1 y to-
mando la esperanza obtenemos

E[ϵt(rt − µ)] = σ2
ϵ .
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Multiplicando (2.9) por (rt−l − µ), usando el resultado anterior y to-
mando la esperanza se tiene que la ACF de {rt} satisface

γl =

{
ϕ1γ1 + σ2

ϵ , si l = 0
ϕ1γl−1, si l > 0;

Luego la ACF para {rt} es

ρl = ϕ1ρl−1, para l > 0.

Como ρ0 = 1, tenemos que ρl = ϕl
1. Esto indica que la ACF de un AR(1)

decae exponencialmente.

AR(2)

Realizando los mismos cálculos que con AR(1), obtenemos

E(rt) = µ =
ϕ0

1 − ϕ1 − ϕ2
.

Siguiendo con los mismos pasos hechos con el modelo AR(1), sustitui-
mos ϕ0 de la ecuación anterior, multiplicamos ésta por (rt−l − µ) y toman-
do la esperanza, considerando que E[(rt−l − µ)ϵt], se obtiene

γl = ϕ1γl−1 + ϕ2γl−2, para l > 0.

Dividiendo lo último por γ0 obtendremos la ACF para rt:

ρl = ϕ1ρl−1 + ϕ2ρl−2, para l > 0, (2.12)

Este resultado de la ACF satisface una ecuación en diferencias de se-
gundo orden

(1 − ϕ1B − ϕ2B2) = 0,

donde B es el operador de retraso.
El polinomio de segundo orden asociado a la ecuación en diferencias

anterior es
1 − ϕ1x − ϕ2x2 = 0, (2.13)
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las soluciones para esta ecuación en diferencias son

x =
ϕ1 ±

√
ϕ2

1 + 4ϕ2

−2ϕ2
.

Si ϕ2
1 + 4ϕ2 < 0, entonces las soluciones para (2.13) serán complejas. En

áreas de aplicación las raı́ces complejas son de suma importancia ya que
dan pie a ciclos.

A continuación se muestra la simulación de un proceso con raı́ces com-
plejas, donde se observá claramente la formación de ciclos. Para poder
verlo de forma más clara, las lı́neas punteadas marcan estos ciclos.

Figura 2.1: Simulación de un AR(2) con ϕ1 = 1.5 y ϕ2 = −.75



18 CAPÍTULO 2. MODELOS LINEALES Y APLICACIÓN

Estacionariedad

La condición para que un AR(2) sea estacionario es que sus raı́ces sean
en módulo menor que la unidad. Bajo esta condición, la ecuación en dife-
rencias (2.12) asegura que la ACF del modelo converge a cero cuando se
incrementa el “lag”.

AR(p)

Es fácil generalizar a partir los resultados de AR(1) y AR(2) que la es-
peranza para un modelo autorregresivo de orden p está dada por

E(rt) =
ϕ0

1 − ϕ1 − ... − ϕp

y que su polinomio asociado al modelo es

1 − ϕ1x − ϕ1x2 − ... − ϕpxp = 0.

La ecuación en diferencias dada por la ACF será

(1 − ϕ1B − ϕ2B2 − ... − ϕpBp)ρl = 0, l > 0.

2.2.2. Identificar un AR

La función de autocorrelación parcial (PACF) es una herramienta que
nos ayuda a identificar de forma sencilla el orden p de un proceso AR,
puesto que, en general, no es fácil detectar el orden p usando sólo la fun-
ción de autocorrelación (muestral).

Función de autocorrelación parcial (PACF)

La PACF de una serie de tiempo es una función de su ACF. Una ma-
nera simple, pero efectiva, de representar a la PACF es considerando los
siguientes modelos AR:



2.2. MODELO AUTORREGRESIVO (AR) 19

rt = ϕ0,1 + ϕ1,1rt−1 + e1t

rt = ϕ0,2 + ϕ1,2rt−1 + ϕ2,2rt−2 + e2t

rt = ϕ0,3 + ϕ1,3rt−1 + ϕ2,3rt−2 + ϕ3,3rt−3 + e3t

rt = ϕ0,4 + ϕ1,3rt−1 + ϕ2,4rt−2 + ϕ3,4rt−3 ++ϕ4,4rt−4 + e4t

...
...

donde ϕ0,j, ϕi,j y ejt son una constante, el coeficiente de rt−i y el error de
un AR(j) respectivamente y ϕk,k es el coeficiente de correlación parcial de
orden k que es una medida de relación lineal entre las observaciones se-
paradas por k periodos, eliminando el efecto de las variables intermedias.
Luego para el cálculo de la PACF tenemos que ϕ1,1 = ρ1 y para k > 0

ϕ2,2 =

∣∣∣∣ 1 ρ1
ρ1 ρ2

∣∣∣∣∣∣∣∣ 1 ρ1
ρ1 1

∣∣∣∣ , ϕ3,3 =

∣∣∣∣∣∣
1 ρ1 ρ1
ρ1 1 ρ2
ρ2 ρ1 ρ3

∣∣∣∣∣∣∣∣∣∣∣∣
1 ρ1 ρ2
ρ1 1 ρ1
ρ2 ρ1 1

∣∣∣∣∣∣
, ..., ϕk,k =

∣∣∣∣∣∣∣∣∣∣∣

1 ρ1 ... ρk−2 ρ1
ρ1 1 ... ρk−3 ρ2
...

... . . . ...
...

ρk−2 ρk−3 ... 1 ρk−1
ρk−1 ρk−2 ... ρ1 ρk

∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣

1 ρ1 ... ρk−2 ρk−1
ρ1 1 ... ρk−3 ρk−2
...

... . . . ...
...

ρk−2 ρk−3 ... 1 ρ1
ρk−1 ρk−2 ... ρ1 1

∣∣∣∣∣∣∣∣∣∣∣

.

Con un proceso estacionario {Xt} con PACF {ϕk,k : k = 1, 2, 3, ....} ob-
tendrémos el estimador de ϕk,k, denotado por ϕ̂k,k, como
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ϕ̂1,1 = ρ̂1, ϕ̂k,k =

∣∣∣∣∣∣∣∣∣∣∣

1 ρ̂1 ... ρ̂k−2 ρ̂1
ρ̂1 1 ... ρ̂k−3 ρ̂2
...

... . . . ...
...

ρ̂k−2 ρ̂k−3 ... 1 ρ̂k−1
ρ̂k−1 ρ̂k−2 ... ρ̂1 ρ̂k

∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣

1 ρ̂1 ... ρ̂k−2 ρ̂k−1
ρ̂1 1 ... ρ̂k−3 ρ̂k−2
...

... . . . ...
...

ρ̂k−2 ρ̂k−3 ... 1 ρ̂1
ρ̂k−1 ρ̂k−2 ... ρ̂1 1

∣∣∣∣∣∣∣∣∣∣∣

.

Si se tiene un proceso estacionario, se puede demostrar que la PACF
muestral tiene las siguientes propiedades:

ϕ̂p,p converge a ϕp si el tamaño de la muestra crece a infinito.

ϕ̂i,i converge a cero para toda i > p.

La varianza asintótica de ϕ̂i,i es 1/T para i > p.

Como podemos observar en las figuras (2.2) y (2.3) no se puede de-
terminar bien el orden de un modelo AR con la ACF, sin embargo, al fi-
jarnos en la PACF es más fácil observar qué orden podrı́a tener la serie.
Fijándonos en las primeras 3 gráficas que corresponden a un AR(3), es cla-
ro que la ACF no nos ayuda a saber el orden de este modelo, sin embargo,
como ya lo mencionamos, para la PACF a partir del “lag 3” las autocorre-
laciones ya no son significativas.
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Figura 2.2: Simulación de un AR(3) y AR(2) con sus ACF’s y PACF’s res-
pectivamente
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Figura 2.3: Simulación de un AR(2) y sus respectivas ACF’s y PACF’s
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2.3. Modelo de Promedios Móviles (MA)

Los procesos de medias o promedios móviles de orden q, denotado
por MA(q), se utilizan generalmente para medir el impulso y definir las
áreas de apoyo posible y la resistencia. Frecuentemente es un indicador
utilizado en el análisis técnico que muestra el valor promedio del precio
de un valor en un perı́odo determinado.

Se dice que algunos corredores tienen la creencia de que el precio de
ciertos bienes financieros (commodities) tienden a repetir valores fijos. Es-
to es, cuando el precio actual es menor que ese valor, el precio tiende a
incrementarse y, cuando el precio es más grande, el precio decrece; a este
fenómeno se le conoce como regreso a la media.

Definición 2.3.1.
Diremos que el proceso {rt} es un proceso de promedios móviles de orden q,
MA(q), si para q un entero mayor a 1 y θ1, ..., θq, µ son constantes reales tales
que ∀ t ∈ T tenemos

rt = µ + ϵt + θ1ϵt−1 + ... + θqϵt−q

= µ + (1 + θ1B + ... + θqBq)ϵt

= µ + θq(B)ϵt (2.14)

donde ϵt es ruido blanco y θq(B) será el polinomio de media móvil dado por 1 +
θ1B + ... + θqBq.

2.3.1. Propiedades

Al igual que con los modelos AR, nos fijaremos en los MA(1) y MA(2)
para después generalizar.

Estacionariedad

Tomando la esperanza y varianza a un MA(1) tenemos que

E(rt) = c0

Var(rt) = (1 + θ2
1)σ

2
ϵ ,

son invariantes en el tiempo. Este resultado se puede generalizar a un
MA(q) en donde podemos observar dos propiedades: la primera, que la
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constante c0 es la media del proceso (µ en la ecuación 2.14) y, la segunda,
que la varianza para un MA(q) está dada por

Var(rt) = (1 + θ2
1 + θ2

2 + ... + θ2
q)σ

2
ϵ

2.3.2. Identificar un MA

A diferencia de los AR que utilizan la PACF para obtener el orden,
veremos que la ACF es una herramienta útil para calcular el orden de un
MA.

ACF

Supongamos que para un MA(1) c0 = 0, al Multiplicarlo por rt−l y
tomando esperanza obtenemos

γ1 = −θ1σ2
ϵ

γl = 0 para l > 1

y a partir de este resultado se obtiene

ρ0 = 1,

ρ1 =
−θ1

1 + θ2
1

,

ρl = 0 para l > 1

Para un MA(2) los coeficientes de autocorrelación son

ρ1 =
−θ1 + θ1θ2

1 + θ2
1 + θ2

2
,

ρ2 =
−θ2

1 + θ2
1 + θ2

2
ρl = 0 para l > 2

Observemos que en ambos casos, el MA(1) y MA(2), la ACF es cero
a partir de lag1 y lag2 respectivamente, entonces para un MA(q) su ACF
será cero a partir de lagq, es decir ρl = 0 para l > q. De esta propiedad
podemos decir que un MA(q) es un modelo con memoria finita ya que está
linealmente relacionado con sus primeros q valores.
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Para ejemplificar lo antes dicho, véase la figura (2.4) donde se muestran
dos modelos de promedios móviles. El primero corresponde a un MA(3)
porque si nos fijamos en su ACF, de ésta sobresalen 3 autocorrelaciones. Si
nos fijamos en el lag 4, también sobre sale, sin embargo las bandas que se
pintan en la ACF son al 95 % y, si quisieramos ser más estrictos, entonces
podemos hacer las bandas al 99 % y ésta observación ya no será significa-
tiva. Las bandas de confianza al 95 % están dadas por ±1.96/

√
n, donde n

es el tamaño de la muestra. Esto se debe gracias al hecho de que la estima-
ción de la ρi tiende a ser una N(ρi, 1/

√
n), (ρ̂i

n→∞→ N(ρi, 1/
√

n)). Para ver
este resultado más a fondo, véase [2].
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Figura 2.4: Simulación de un MA(3) y MA(4) con su ACF respectivamente

~ ~ ~ 
L,--~-'----~----'-----r-----~ 

o 100 200 400 500 

Time 

Series yt. 

o 5 10 15 20 25 

Lag 

~ : ~ lilM Mil\W I 
~ ~-----r-----r-----'----'-----~ 

"­o 

"" 

o 200 400 600 800 1000 

Time 

Series yt 

: ~ .~L l" .. m uu uu uu uu uu r u_.m uu , ) 
O -:- - - - - - - -j- - ---- ¡; 1- "J -,_ .. -¡:: 1-" "'- -----------1- ---- ----

o 5 10 15 20 25 30 

Lag 



2.4. MODELOS ARMA 27

2.4. Modelos ARMA

En algunas aplicaciones los modelos AR y MA pueden no resultar muy
convenientes pues uno puede necesitar un orden muy grande y por ello
tendrá muchos parámetros para poder ajustarse a los datos. Una posible
solución a esto es combinar estos modelos para obtener una generalización
de los procesos anteriores, a estos nuevos procesos se les conoce como
modelos autorregresivos de promedios móviles (ARMA).

En el área de finanzas, para el caso de los rendimientos de activos, este
modelo no se ocupa con frecuencia. Sin embargo, para la modelación de
volatilidad es un modelo relevante. En esta sección veremos sólo el caso
para un ARMA(1,1).

Un ARMA(1,1) está dado como

rt − ϕ1rt−1 = ϵt − θ1ϵt−1. (2.15)

Para que este modelo tenga sentido es necesario que ϕ1 ̸= θ1, de no ser
ası́, lo que obtendrı́amos de esto serı́a solo ruido blanco.

2.4.1. Propiedades de un ARMA(1,1)

Las propiedades de un ARMA(1,1) son generalizaciones de un AR(1)
con algunas modificaciones por el impacto del MA(1). Haciendo un pro-
cedimiento parecido al realizado con AR y MA y, suponiendo que ϕ0 = 0,
tenemos

E(rt) = µ =
ϕ0

1 − ϕ1
,

Var(rt) =
(1 − 2ϕ1θ1 + ϕ2

1)σ
2
ϵ

1 − ϕ2
1

,

lo que nos indica que la serie es débilmente estacionaria.
Para que este proceso sea estacionario debe cumplir |ϕ1| < 1, propie-

dad que también tiene el AR(1).
Las funciones de autocovarianza y autocorrelación están dadas por:

γl − ϕ1γl−1 = 0 l > 1,

ρ1 = ϕ1 −
θ1σ2

ϵ

γ0
,

ρl = ϕ1ρl−1; l > 1.
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La ACF de un ARMA(1,1) estacionario decae exponencialmente a par-
tir de lag2, por lo que la ACF no es de utilidad para saber el orden de un
ARMA. Se puede demostrar que la PACF de un ARMA(1,1) no se anula
después de un lag finito.

Un ARMA(p,q) está representado como

rt = ϕ0 +
p

∑
i=1

ϕ1rt−i + ϵt −
q

∑
i=1

θiϵt−i.

Usando el operador de retraso (B), podemos escribir el modelo como

(1 − ϕ1B − ... − ϕpBp)rt = ϕ0 + (1 − θ1B − ... − θqBq)ϵt. (2.16)

Para esta representación de un ARMA(p,q) tenemos que el ARMA(1,1)
está dado por (2.15). Si todas las soluciones de la ecuación

1 − ϕ1y − ... − ϕpyp = 0

1 − θ1x − ... − θqxq = 0

son en modulo menores que la unidad, entonces el modelo ARMA(1,1)
es débilmente estacionario.

Identificar un ARMA

Como mencionamos anteriormente la ACF y la PACF pueden ser he-
rramientas no tan útiles para determinar el orden de un ARMA o bien
un tanto complicadas para determinar el orden, aunque muy utilizadas.
Sin embargo, Tsay y Tiao (1984) propusieron la función de autocorrelación
extendida (EACF) para determinar el orden de un ARMA. En términos
simples la idea de la eacf es muy sencilla, la salida de la EACF es una ta-
bla donde las filas corresponden al orden p de un AR y las columnas al
orden q de un MA. En estas se ven O’s y X’s y el orden estará determinado
en donde se forme un triángulo de O’s en la parte superior izquierda, i.e.,
el triángulo de O’s debe tener el vértice superior izquierdo en la posición
(p,q).

En seguida mostramos la gráfica de un ARMA en la figura 2.5 y, si nos
fijamos tanto en su ACF como en su PACF, no es posible saber el orden de
este modelo. Una vez visto esto, como se mencionó para poder determinar
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el orden de este tipo de procesos nos fijamos en la EACF dada por la tabla
2.1 en donde se puede ver que en la entrada (1,1) empiezan las “O’s”.

La tabla se construye de la siguiente manera:

El valor absoluto correspondiente a la EACF que es mayor o igual
que 2/

√
N se denota como X.

La O corresponde a los valores absolutos de la EACF que son meno-
res a 2/

√
N.

Figura 2.5: Simulacion de un proceso ARMA(1,1) con n = 200, ϕ1 = 0.8 y
θ1 = 2
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AR\MA 0 1 2 3 4 5 6 7 8 9 10 11 12 13

0 x x x o o o o o x x x x x x

1 x o o o o o o o o x o o o o

2 x x o o x o o o o o o o o o

3 x x x o o o o o o o o o o o

4 x x x o o x o o o o o o o o

5 o x x x o o o o o o o o o o

6 o x x x o x o o o o o o o o

7 x x x x o x x o x o o o o o

Tabla 2.1: EACF de un ARMA(1,1)



Capı́tulo 3

Modelos no Lineales y Aplicación

En este capı́tulo nos apoyaremos de modelos econométricos y métodos
estadı́sticos para la modelación de la volatilidad del rendimiento de un
activo. A este tipo de modelos se les conoce como modelos con heterosce-
dasticidad condicional.

La volatilidad es un factor muy importante para la valuación de opcio-
nes. A ésta la podemos ver como la desviación estándar condicional del
rendimiento de un activo. Una de las aplicaciones al modelar la volatili-
dad es que da un enfoque para el cálculo del VaR en la administración de
riesgos. También ayuda a la eficiencia en la estimación de parámetros y a
la precisión en los intervalos de predicción.

Series Financieras

Para comenzar daremos una introducción mencionando las propieda-
des de las series financieras y la volatilidad para después enfocarnos a los
modelos que nos servirán para el modelado de la volatilidad.

El modelado de series financieras no es un problema sencillo de resol-
ver. Esta complejidad no sólo se debe a la gran variedad de series que se
utilizan hoy en dı́a (acciones, tipos de cambio, tasas de interés, etc), a la im-
portancia con la que se observan las frecuencias en las observaciones o a la
disposición que se tiene de la información de datos, se debe mayormente
a las regularidades estadı́sticas que son comunes en un gran número de
series financieras y difı́ciles de reproducir con modelos estocásticos. Estas
regularidades estadı́sticas se introdujeron por primera vez en Mandelbrot
(1963) y desde entonces diversos autores han aportado información nueva.

31
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A continuación daremos algunas propiedades bien conocidas en la li-
teratura financiera.

No estacionariedad en el precio. Las trayectorias de los precios gene-
ralmente son parecidas a caminatas aleatorias sin intercepto. Sin em-
bargo, las trayectorias de los rendimientos generalmente son com-
patibles con los supuestos de los procesos estacionarios de segundo
orden.

En la variación de los rendimientos no hay autocorrelación. Estas va-
riaciones suelen ser muy pequeñas e incluso parecidas a ruido blan-
co.

Autocorrrelación del cuadrado de los rendimientos (r2
t ). Estos rendi-

mientos suelen estar altamente correlacionados.

Agrupamiento de volatilidad. Periodos con altas perturbaciones les
siguen periodos tranquilos (alta volatilidad seguida de baja volati-
lidad). Estos periodos suelen ser recurrentes pero no aparecen por
periodos, esto puede contradecir a la estacionariedad.

Colas pesadas. Diferentes estudios indican que la distribución de los
rendimientos no es normal. Esta suele tener colas más pesadas y di-
ferente kurtosis, a este efecto se le conoce como leptocúrtica y se
mide con el coeficiente de curtosis. Asintóticamente este es 3 para
muestras independientes e idénticamente distribuidas (iid) norma-
les estándar pero este resulta ser mucho mayor a 3.

Efecto de apalancamiento. Black (1976) fue quien lo notó, consiste
en la asimetrı́a del impacto de valores pasados tanto positivos como
negativos que afectan a la volatilidad actual.

Temporalidad. Hay que tener en cuenta el efecto de las fechas o el ca-
lendario, por ejemplo, dı́as feriados, vacaciones, etc. ya que pueden
tener efectos significativos en los rendimientos.

Caracterı́sticas de la Volatilidad

Aunque la volatilidad no es observable, ésta tiene ciertas caracterı́sticas:

Puede ser alta o baja por periodos (agrupamiento de volatilidad).
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Los saltos son impredecibles.

No diverge a infinito.

Apalancamiento (diferente reacción a precios altos que a bajos).

3.1. ARCH

Los rendimientos son prácticamente impredecibles, tienen una gran
cantidad de valores extremos y tanto los periodos de más agitación como
los más tranquilos están agrupados en el tiempo. A estas caracterı́sticas se
les suele conocer como impredecibilidad, exceso de curtosis o colas pesa-
das y agrupamiento de la volatilidad. Un proceso ARCH produce patrones
dinámicos de vuelta a la media que se pueden predecir, también produ-
ce más valores extremos de lo que se espera de una distribución normal
estándar ya que estos valores durante el periodo de alta volatilidad son
mayores de los que se pueden esperar con un proceso de volatilidad cons-
tante.

Para presentar este tema de una forma clara y no complicada segui-
remos la dinámica que hemos venido haciendo a lo largo de este trabajo
presentando un ARCH(1).

ARCH(1)

Un ARCH(1) está representado como,

at = σtϵt

σ2
t = α0 + α1a2

t−1, (3.1)

dondeα0 > 0 y αi ≥ 0, ∀i > 0 y ϵt es una variable aleatoria iid con me-
dia cero y varianza 1, que comunmente se distribuye como una normal
estándar o una t de Student, en este caso supondremos que es Normal.

Los modelos ARCH nacieron para poder interpretar los ciclos económicos
que se pensaba eran debido al carácter impredecible de la inflación. Fried-
man(1977) planteó la hipótesis de que el problema no era el nivel de infla-
ción por sı́ mismo, sino que la incertidumbre sobre los costes y los precios
futuros eran lo que desanimaba a los inversionistas y llevaba a una rece-
sión. Ésto solo era posible si la incertidumbre cambiaba con el tiempo, a
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esto se le conoce como heteroscedasticidad. En otras palabras, que la va-
rianza no sea constante.

En esencia el modelo ARCH describe la predicción de la varianza en
función de variables actuales observables, si el residual del rendimiento es
grande, nuestra predicción para el siguiente periodo de volatilidad condi-
cional también será grande. El modelo ARCH propone usar medias pon-
deradas de los cuadrados de los errores de predicción del pasado, esto se
puede ver como una varianza ponderada.

Para ver al modelo ARCH(1), (3.1), como un AR(1) solo hay que to-
mar a2

t y restarlo a σ2
t . Dado esto, con 0 < α < 1 y con la propiedad de

causalidad para un ARMA entonces, a2
t es un proceso AR(1) causal con la

función de autocorrelación dada por ρa2 = αh
1, véase [2], propiedad que ya

habı́amos visto en el capı́tulo anterior.

3.1.1. Propiedades

Sea Gt−1 la información que se tiene al tiempo t − 1, es decir, Gu =
{ru, ru−1, ..., r0}. De la representación de un ARCH(1), (3.1), se tiene lo si-
guiente,

E(at) = E[E(at|Gt−1)] = E[σtE(ϵt)] = 0.

Cov(at+h, at) = E(at+hat) = 0

Var(at) = α0/(1 − α1), 0 ≤ α1 ≤ 1.

E(a4
t ) = m4 =

3α2
0(1+α1)

(1−α1)(1−3α2
1)

.

De los últimos dos puntos se puede obtener el valor estacionario de la
curtosis

E(a4
t )

(Var(at))2 = 3
1 − α2

1
1 − 3α2

1
,

donde 0 < α1 < 1/
√

3, el cual es mayor o igual a 3, lo que significa que
la densidad de las variables at tiene colas más pesadas que la distribución
normal cuyo valor es 3.
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3.1.2. Desventajas

La suposición de que el cambio positivo y negativo en la información
al tiempo t afecta de misma manera a la volatilidad. Sin embargo, se
ha comprobado que en la práctica el precio de un activo financiero
responde de manera diferente.

El modelo no brinda nueva interpretación a la variación de una serie
financiera. Este solo nos da una forma de describir el comportamien-
to de la dinámica de la varianza condicional.

Suele sobrepredecir la volatilidad,

véase [11] o [5].

Identificar un ARCH

Como mostramos anteriormente, un modelo ARCH(1) se puede ver
como un AR(1) y entonces la ACF de a2

t es la misma ACF que para un AR.
Sin embargo, como se mostro el capı́tulo anterior, la PACF es una mejor
forma de determinar el orden de un AR, por lo que la PACF nos ayudará
obtener el orden de un ARCH.

3.1.3. Efecto ARCH

Al elevar al cuadrado a at, nos ayudará para revisar la heteroscedasti-
cidad condicional, a lo que se le conoce como efecto ARCH.

Para poder comprobar los efectos ARCH existen dos pruebas o tests.
El primero se refiere a la estadı́stica Q de Ljung-Box aplicada a a2

t de un
ARMA(p, q). La hipótesis nula para ésta estadı́stica es que los primeros
m lag de la ACF de a2

t son cero. Q(m) es asintóticamente una Ji-cuadrada
con m − p − q grados de libertad y ésta es equivalente al test de los mul-
tiplicadores de Lagrange. Ésta estadı́stica la presentaremos en la sección
3.3. La segunda prueba para la heteroscedasticidad condicional es la prue-
ba de los multiplicadores de Lagrange. Esta prueba es la equivalente a la
estadı́stica F para la regresión lineal,

a2
t = α0 + α1a2

t−1 + ... + αma2
t−m + et, t = m + 1, ..., T,
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donde et es el error, que prueba, bajo la hipótesis nula, que los coeficientes
son cero, i.e., H0 : α1 = α2 = ... = αm = 0. La estadı́stica F está dada por

F =
(SSR0 − SSR1)/m

SSR1/(T − 2m − 1)
,

donde SSR0 = ∑T
t=m+1(a2

t − ā2
t )

2 y SSR1 = ∑T
t=m+1 êt

2 donde êt son los
residuales de la regresión lineal. Ésta F, bajo la hipótesis nula, se distribuye
asintóticamente como un Ji-cuadrada con m grados de libertad. La regla de
desición será rechazar H0 si F > χ2

m(α).

3.2. GARCH

Como resultado del éxito de los modelos ARCH y sus modificacio-
nes en la descripción de algunas caracterı́sticas “no comunes” de los log-
rendimientos, como colas pesadas, Bollerslev (1986) generalizó el proceso
ARCH (GARCH) como una forma análoga a la generalización de los pro-
cesos AR a los ARMA.

Este modelo resulta muy útil para describir la dinámica de volatilidad
de casi todas las series de rendimientos financieros. Este sirve para las
acciones negociadas en la mayorı́a de los mercados desarrollados, la ma-
yorı́a de las acciones que se negocian en mercados emergentes y para la
mayorı́a de los ı́ndices de los mercados de valores. También se utiliza en
tipos de cambio, rendimientos de los commodities o bienes primarios y en
el rendimiento de obligaciones.

3.2.1. Propiedades

El modelo GARCH(p,q) del proceso at es

at = σtϵt,

σ2
t = α0 +

p

∑
i=1

αia2
t−i +

q

∑
j=1

β jσ
2
t−j (3.2)

donde {ϵt} es una sucesión de variables aleatorias iid con media cero y
varianza 1. α0 > 0, αi ≥ 0, β j ≥ 0.
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Una de las principales ventajas de los modelos GARCH sobre los ARCH
es que los ordenes de los procesos GARCH(p, q) no necesitan ser grandes
como en ocasiones es el orden p en el caso del proceso ARCH(p), en donde
p frecuentemente está muy por encima de p y q.

El modelo GARCH para a2
t se puede ver como un ARMA si hacemos

ηt = a2
t − σ2

t . Bajo esta observación se tiene

E(a2
t ) = σ2 =

α0

1 − ∑
max(p,q)
i=1 (αi + βi)

,

véase [11], donde ∑
max(p,q)
i=1 (αi + βi) < 1.

GARCH(1,1)

La representación de un GARCH está dada por una ponderación de
tres predicciones diferentes de la varianza. Una de ellas es una varianza
constante que corresponde a la media de largo plazo, la segunda es la pre-
dicción que se realizó en el periodo anterior y la tercera está relacionada
con la nueva información que no estaba disponible cuando se hizo la se-
gunda predicción.

Se ha observado que el GARCH(1,1) es un buen modelo para muchas
series financieras, por esto vamos a analizar sus caracterı́sticas.

El GARCH(1,1) está dado por:

at = σtϵt,
σ2

t = α0 + α1a2
t−1 + β1σ2

t−1. (3.3)

Para valores muy grandes de a2
t−1 se tiene valores grandes para σ2

t dan-
do lugar al agrupamiento de volatilidad en las series financieras. Para el
proceso GARCH(1,1) se puede ver que la curtosis está dada por

E(a4
t )

[E(a2
t )]

2
=

3[1 − (α1 + β1)
2]

1 − β2
1 − 2α1β1 − 3α2

1
> 3,

donde α1 + β1 < 1, que al igual que el modelo ARCH, el GARCH tiene
colas más pesada que la normal.

La predicción de la volatilidad en l pasos está dada por

σ2
h(l) =

α0[1 − (α1 + β1)
l−1]

1 − α1 − β1
+ (α1 + β1)

l−1σ2
h(1), (3.4)
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donde σ2
h(1) está dado por α0 + α1a2

h + β1σ2
h .

Se puede demostrar que, si se hace tender l a infinto, σ2
h (l) converge a

la varianza de at.
Anteriormente mencionamos que se puede ver que si {rt} es un proce-

so GARCH, entonces {r2
t } es un proceso ARMA, y para poder calcular el

orden de un proceso GARCH esta propiedad nos será de ayuda. A pesar
de esta observación es de gran utilidad, la obtención del orden para un mo-
delo GARCH no es sencilla. En muchas aplicaciones se suelen utilizar mo-
delos con orden bajo como el GARCH(1,1), GARCH(2,1) y GARCH(1,2).

Gracias a la observación antes mencionada podemos asegurar que las
ACF’s serán positivas.
Si rt es un proceso GARCH(p,q) y el cuarto momento existe, entonces

γr2
t
(h) ≥ 0, ∀h.

Más aún, si α1 > 0, entonces

γr2
t
(h) > 0 ∀h.

Para un GARCH(1,1) se tiene que γr2
t
(h) está dada por

γr2
t
(h) = ρr2

t
(1)(α1 + β1)

h−1, h ≥ 1, (3.5)

donde

ρr2
t
(1) =

α1[1 − β1(α1 + β1)]

1 − (α1 + β1)2 + α2
1

(3.6)

Analizaremos un ejemplo con los rendimientos del NYSE (New York
Stock Exchange) ajustándole un modelo GARCH(1,1). Al analizar las gráficas
de la figura 3.2 podemos suponer que la distribución de los residuales no
esta lejos de ser Normal.
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Figura 3.1: Log-rendimientos ACF de la serie NYSE y sus residuales en
una ventana de 6 años(2004-2010).

rend.nyse 

2004 2005 2006 2007 2008 2009 2010 

Time 

Residuals 

2004 2005 2006 2007 2008 2009 201 0 

Time 

ACF 01 Squared rend.nyse 

~ : [..l .............. F .............. F .... .......... F .............. F .......... 
1 

0.00 0.02 0.04 0.06 0.08 

Lag 

ACF of Squared Residuals 

~ : [..l .......................................................................... 1 

6------ · . , ---------1----------------1----------------1----------------1-----------

000 002 0.04 006 008 

Lag 
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Figura 3.2: Histograma y QQ-plot de la serie NYSE y de los residuales
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Para ver las predicciones del modelo GARCH aplicadas al ejemplo an-
terior, las calculamos como lag = 1, es decir, la ventana de tiempo fue de
un dı́a antes que se supiera el valor. Los resultados para los lı́mites inferior
y superior son 1.96 ± σ̂t que son las lı́neas punteadas en la figura 3.3. Para
poder ver más a detalle estas bandas se hicieron dos gráficas, la primera
muestra el “zoom” de la ventana completa a diferencia de la segunda que
es toda la ventana de tiempo.

Figura 3.3: Predicción del modelo GARCH(1,1) ajustado a la serie NYSE
en una ventana de tiempo de los últimos 100 datos.
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Figura 3.4: Predicción del modelo GARCH(1,1) ajustado a la serie NYSE.

El modelo GARCH también tiene defectos y por ello se han propues-
to varias generalizaciones para sobrellevar estas desventajas. Por ejem-
plo, el modelo exponencial GARCH (EGARCH) se puede utilizar cuando
los rendimientos son asimétricos. Para el caso en que la volatilidad sufre
cambios accidentales o eventuales se utiliza el modelo GARCH integra-
do (IGARCH). Ası́ como este tipo de modelos existen otros pero para este
trabajo solo nos enfocaremos en los GARCH.

3.3. Constrastes de Estructura y Bondad de Ajus-
te

Box y Pierce, Portmanteau Test

La aplicación de estos modelos requiere realizar una comparación entre
la correlación de rt y cero. Box y Pierce (1970) propusieron la estadı́stica de
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Portmanteau

Q∗(m) = T
m

∑
i=1

ρ̂i
2

para contrastar las hipótesis H0 : ρ1 = ... = ρm = 0 vs Ha : ρi ̸= 0 para
alguna i ∈ {1, ..., m}. Se puede demostrar que ésta estadı́stica se distribuye
como una Ji-cuadrada con m grados de libertad.

Ljung y Box

Ljung y Box (1978) modificaron la estadı́stica de Box y Pierce para in-
crementar la prueba en muestras finitas como

Q(m) = T(T + 2)
m

∑
i=1

ρ̂i
2(a2

t )

T − i
.

La regla de decisión para esta estadı́stica es rechazar H0 si Q(m) >
χ2
(m,100(1−α)%). La elección de m en base a estudios realizados es m ≈ ln(T),

sin embargo, no hay una decisión que sea la correcta aún. Como dijimos
en la sección 3.1 la Q nos ayudará a checar heteroscedasticidad.

Jarque-Bera

Jarque y Bera (1987) propusieron una estadı́stica para probar normali-
dad en los residuos, rt, conn la hipótesis nula como curtosis y sesgo igual
a cero. La estadı́stica propuesta es

JB =
Ŝ2(r)
6/T

+
(K̂(r)− 3)2

24/T

que se distribuye asintóticamente como una Ji-cuadrada con 2 grados de
libertad.

Criterio de Akaike (AIC)

Akaike (1973) definido como

AIC =
−2
T

ln(verosimilitud) +
2
T
(p).
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El primer término del AIC corresponde a la bondad de ajuste para un
AR(p) y el segundo ajusta el modelo de acuerdo a cuántos parámetros se
usaron. Simulaciones bajo el método de Monte Carlos sugiere que para el
ajuste de modelos autorregresivos, el AIC tiende a sobre estimar a p.

Este criterio nos ayudará a la decisión entre uno o más modelos pro-
puestos. Nos servirá para rechazar un modelo con más variables explica-
tivas que otro cuando la incorporación de más variables no haga que el
error disminuya. En general, siempre se tomará el modelo que tenga el
menor AIC.

BIC

Este criterio trata de corregir la sobre estimación del AIC. Para un pro-
ceso ARMA(p,q) con media cero, causal e invertible se define el BIC como

BIC = (T − p − q) ln[
Tσ̂2

T − p − q
] + T(1 + ln

√
2π) +

+ (p + q) ln

[(
T

∑
i=1

r2
t − Tσ̂ϵ

2

)
/(p + q)

]
,

donde σ̂ϵ
2 es la estimación máximo verosı́mil del ruido blanco.

Una propiedad del BIC es que, si las observaciones en verdad son AR-
MA(p,q) y los órdenes estimados minimizando el BIC, entonces p̂ → p y
q̂ → q cuando n → ∞. Esta propiedad la cumple el AIC pero solo para
procesos AR.
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Aplicación

A continuación, para ejemplificar el uso de los modelos ARCH usa-
remos el ı́ndice Standard & Poor’s (S&P500) y le ajustaremos un modelo
GARCH verificando sus supuestos y haciendo una predicción del mismo.
Todo esto se hará utilizando el programa estadı́stico R.

Se escogió éste ı́ndice porque es uno de los más importantes en el mer-
cado de valores de Estados Unidos y se le considera el más representativo
de la situación real del mercado, incluso expresa mejor al mercado accio-
nario y de bonos que el Dow Jones y el Nasdaq. Se examinarán los precios
diarios al cierre desde enero de 1980 a mayo del 2010, ası́ se tendrá una
ventana de tiempo bastante amplia, de 30 años, para poder ver algunas
caraterı́sticas como las crisis financieras. En la figura 4.1 vemos la historia
del S&P500 y es fácil ver algunos puntos importantes como las crisis de
1987, 2001 y 2008.

Siguiendo con un análisis puramente gráfico, en la figura 4.2 podemos
ver solo a los log-rendimientos de la serie en estudio. Lo que podemos
observar son las ”agrupaciones“ que se tienen, esto se debe a que grandes
(pequeños) cambios que son seguidos por cambios de misma magnitud o
parecida. A este efecto se le conoce como agrupamiento de la volatilidad
y es justo uno de los propósitos de los modelos tipo ARCH que son los
encargados de cuantificar este efecto.
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Figura 4.1: Histórico de S&P 500

Figura 4.2: Rendimiento del S&P 500
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Podemos empezar haciendo un pequeño análisis “económico” fijándonos
en los rendimientos y el histórico de los precios, esto en la figura 4.3. De
las primeras cosas a observar es el crecimiento del precio hasta el comien-
zo del nuevo milenio. Estos rendimientos están centrados en cero aunque
a veces tienen variaciones más fuertes que otras, por ejemplo, hay dos pe-
riodos que sobresalen, uno es debido a la crisis de 1987 conocida como el
“crash de 1987” o “lunes negro” y el otro periodo es la última crisis del
2008 conocida como “la crisis de las hipotecas subprime”. En la figura de
la comparación del rendimiento contra el precio podemos observar que la
volatilidad es alta cuando los precios bajan o van en caı́da, a esto se le co-
noce como mercado bull, con tendencia a la baja. Aquı́ la volatilidad tiende
a ser superior. Este efecto (volatilidad asimétrica), como mencionamos an-
tes, es modelado con el EGARCH.

Figura 4.3: Comparativo entre el rendimiento y el precio delS&P 500

Veamos que podemos analizar esta serie con modelos tipo ARCH. En
la figura que se muestra a continuación tenemos la ACF y PACF de los log-
rendimientos de la serie original y los log-rendimietos al cuadrado respec-
tivamente. Las correlaciones nos serán de mucha utilidad ya que las que
sean significativas nos pueden dar una señal de que la serie es predeci-
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ble mientras que las autocorrelaciones significativas de los rendimientos
al cuadrado presentan la existencia de agrupamiento de volatilidad. En
la gráfica a) de la figura 4.4 observamos que hay correlaciónes que son
significativas al 95 % (lı́nea azul), aunque al 99 % (lı́nea roja) existe menos
significacncia de las correlaciones, mientras que en la gráfica b) hay obser-
vaciones muy significativas, esto indica que los cambios en el precio no
son independientes e idénticamente distribuibles y que hay presencia de
efectos ARCH.

Figura 4.4: a) ACF de los log-rendimientos de la serie original. b) PACF de
los log-rendiminetos al cuadrado.

A pesar de que las gráficas siempre nos ayudarán de forma visual a ver
ciertos aspectos del modelo para hacer inferencia existen pruebas formales
que realizaremos más adelante.
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Siguiendo con el análisis para revisar qué modelo GARCH le podemos
ajustar a los datos, recordemos que, tomando los residuales al cuadrado
de un GARCH(p,q), tenemos un ARMA(p,q). Entonces podemos aplicar el
método antes mencionado, sección 2.4.1 de la EACF para modelos ARMA.

Figura 4.5: EACF de los residuales al cuadrado

La figura 4.5 nos sugiere que podemos ajustar un GARCH(1,2), GARCH(2,1)
y GARCH(2,2) a los datos del S&P 500.

Siguiendo con el análisis en la siguiente tabla, 4.1, mostraremos algu-
nas estadı́sticas con respecto a lo que se ha hablado anteriormente.

A continuación los histogramas de los residuales para ver que en efecto
estos presentan picos (leptocúrtica) y colas más pesadas:
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Tabla 4.1: Tabla de estadı́sticas de rendimientos y residuales del S&P 500.
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Figura 4.6: Histograma de los residuales. a) de un GARCH(1,2), b)
GARCH(2,1) y c) GARCH(2,2).
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En base a la tabla 4.1 no podemos suponer normalidad y antes de hacer
una prueba formal hay más cuestiones que se puede analizar gráficamente.
En seguida se muestran las gráficas de qqplot, los cuantiles de la muestra
contra los de una normal, tomando en cuenta a la muestra como los resi-
duales de los modelos ajustados. En los tres ajustes podemos ver que en
el centro se ajustan bien a una lı́nea recta, sin embargo, en los extremos
no pasa esto lo que reafirma el hecho de colas pesadas, en este caso cola
pesada izquierda para los tres modelos. Donde a), b) y c) son los cuantiles
de los residuales de un GARCH(1,2), GARCH(2,1) y GARCH(2,2) respec-
tivamente.

Figura 4.7: Cuantiles de los rendimientos del S&P 500 vs los de una nor-
mal.
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En las gráficas de la función de autocorrelación simple (acf) de la fi-
gura 4.9 observamos que existe una correlación poco significativa para
los residuales de la serie, mientras que los residuales al cuadrado ya se
comportan como ruido blanco, i.e., son no correlacionados. En cambio la
correlación es muy pobre entre los rendimientos de la serie, sin embar-
go, existe correlación entre los rendimientos al cuadrado. Esta correlación
suele ser casi siempre positiva, con valores que no son muy grandes, pero
estadı́sticamente significativos y que decrecen de forma lenta hacia cero.
Esto es debido al agrupamiento que se produce en la volatilidad (lo que
indica la presencia de heteroscedasticidad condicional en las series de ren-
dimientos).
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Figura 4.8: ACF de los residuales para los diferentes ajustes y log-
rendimientos del S&P 500.
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Figura 4.9: ACF de los residuales para los diferentes ajustes y log-
rendimientos del S&P 500.
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A continuación presentamos una tabla para los modelos ajustados en
donde veremos sus estimaciones. Además se realizarán dos pruebas for-
males: La Jarque-Bera y la prueba de Box-Ljung. Como mencionamos en
el capı́tulo anterior la Jarque-Bera sirve para probar normalidad. También
se puede realizar la prueba de Shapiro-Wilk, que es más potente, para ver
normalidad en los residuos. La prueba Q de Box-Ljung es para revisar la
no correlación en los residuales y la presencia de heteroscedasticidad con-
dicional.

Parámetro GARCH(1,2) GARCH(2,1) GARCH(2,2)

α0 1.336e-06 1.244e-06 1.336e-06

α1 0.0817 0.0750 0.0817

α2 NA 1.000e-08 1.000e-08

β1 0.7873 0.9162 0.7873

β2 0.1217 NA 0.1217

Tabla 4.2: Tabla de los parámetros estimados para los diferentes ajustes.

Veamos ahora las salidas presentadas en las figuras (4.10-4.12). Anali-
zaremos solo la salida 4.10.

Podemos observar que todos los coeficientes son significativos a excep-
ción del β1. Además tenemos diferentes pruebas tanto para la normalidad
como para la correlación y la heteroscedasticidad. Antes de seguir con el
análisis hay que resaltar el ”NA“ que se tiene en la prueba de Shapiro-
Wilk y el 0 en la Jarque-Bera. Como mencionamos anteriormente, todo el
análisis se realizó en el paquete estadı́stico R y éste, para la prueba de
Sharpio-Wilk, solo puede tomar cierto número de valores. Tomando los
valores necesarios para realizar la prueba se vio que el p-value es dema-
siado chico, entonces para más valores R pone por default el ”NA“. El caso
de la prueba Jarque-Bera es similar.

Continuando con el análisis, si tomamos un nivel de significancia al 5 %
no rechazaramos muchas pruebas a excepción de la de normalidad que es
algo que ya habı́amos hecho con los histogramas y el qqplot. Si nos fija-
mos en la prueba de Ljung-Box, para m = 10, 15 tenemos estadı́sticas muy
grandes, por lo que se rechazarı́a la hipótesis nula. La prueba de Ljung-
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Box con los residuales al cuadrado es equivalente a la Mcleod-Li para pro-
bar heteroscedasticidad condicional. Esto se comprueba con la figura 4.13
en donde podemos observar claramente que no hay heteroscedasticidad
condicional en los residuales. Esto hace que el modelo parezca adecuado.
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Figura 4.10: Resumen del modelo GARCH(1,2) con sus pruebas de norma-
lidad y heteroscedasticidad.

Ti tle: 
<ARCH Modelling 

call : 
garchFit(forllUla = -<jarch(l, 2), data = rend .s p, t race = F, gamma = O) 

Mean and Vari ance Equati on : 
data - garch(l, 2) 

<en"i ronment: OxOooOoooo14206610> 
[data = rend .s p] 

conditional Ois t ribu t ion : 
nOrll 

Coeffi ci ent (s) : 
mu omega 

5 . B81e -04 l. B61e - 06 
beta2 

a lph a1 
8 . 1706e - 02 

be ta1 
7 . 8728e -0 1 

1. 2166e -01 

std. Errors: 
based on Hessi an 

Err or Analysis : 
Estimate 

"" 5 . B8e -04 
omega l.B6e -06 
al pha1 8 .171e -02 
beta1 7 . 873e -01 
beta2 1. 217e -01 

std. Err or 
9 . 488e - 05 
2 . 393e - 07 
9 .005e - 03 
1.32ge - 01 
1. 257e - 01 

, value Pr(> l t l) 
5 .626 1.85e -08 ••• 
5 . 584 2 . 35e -08 ••• 
9 . 073 • 2e - 16 ... 
5.922 3 .18e -09 ••• 
0 . 968 0 . 3B 

Signif. cooes : o '***' 0 . 001 '**' 0 .01 '*' 0 .05 
, , 

Log Likelihood : 
24823 . 94 norm alized : 3 . 24284 

Oescrip t ion : 
Tllu May 21 14:41:14 2013 by user : A.inis t rador 

Standar di sed Residuals Tests: 
Statistic p -Val ue 

Jarque - Bera Test , chi ~2 6875.601 O 
Shapiro-Wilk Tes t , , 

" " Ljung-Box Test , Q(10) 17 . 2232 0 .06956883 
Ljung - Box Test , Q(1 5) 28 . 89723 0 .01658177 
qung - Box Test , Q(20) 31 . 86102 0 .04480189 
qung -Box Test '" Q(10) 3 . 399977 0 .9703859 
L]un9- Box Test '" Q(lS) 5 . 213338 0 . 9901608 
Ljung-Box Test '" Q(20) 8 . 594364 0 . 9871471 
LM Arch Test , TR~2 4 . 25144 0 .9784599 

Inf ormat ion Criterion Statistics: 
AIC BIC SIC ftQIC 

- 6.484374 -6.479839 - 6.484375 - 6.482818 

0 .1 ' , 1 
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Figura 4.11: Resumen del modelo GARCH(2,1) con sus pruebas de norma-
lidad y heteroscedasticidad.

Ti tle: 
<ARCH Modelling 

call : 
garchFit(for llU l a = -<jarch(2, 1) , data = rend .s p, t race = F) 

Mean and Vari ance Equati on : 
data - garch(2, 1) 

<en vironment: OxOOOOOOOO13cf6670> 
[data = rend .s p] 

conditional Dis t ribu t ion : 
nOrll 

Coeffi ci ent ( s ) : 
mu omega 

S . 1421e -04 1. 244Se - 0 6 
be ta1 

alph a1 
7 . S081e - 02 

al pha 2 
1. DOOOe -08 

'l .1624e -0 1 

std. Errors: 
based on Hessi an 

Err or Analysis : 
Esti mate 

"" S. 142e -04 
omega 1. 244e -0 6 
al pha1 7 . S08e -02 
alpha2 1. DOOe -08 
betal 'l .16 2e -0 1 

Std. Err or 
'l .4 77e - OS 
2 . 307 e - 07 
1. 0SS e - 02 
1. 36Se - 02 
8 . 3'l3e - 03 

, val ue Pr (> l t l) 
5 .6 37 1. ?le -08 ••• 
S. 394 6. 'lOe -08 ••• 
7 .118 1. O'le - 12 ••• 
0 . 000 , 

109 .16 9 • 2e - 16 ••• 
Signif. codes : O '***' 0 . 001 '* * ' 0 .01 ' * ' 0 .05 

Log Like l ihood : 
24823 . 5 normalized : 3 . 242783 

Descrip t ion : 
Tll u May 21 13 : 18 : 26 2013 by user: A.inis t rador 

Standar di sed Residuals Tests: 
Statistic p -Val ue 

Jarque - Bera Test , chi ~2 7201. 639 O 
Shapiro-Wi lk Test , , 

" " Lj un g-Box Test , Q(10) 17 .18603 0 .0703477 
Ljun g - Box Test , Q(l S) 28 . 81084 0 .0170107 
qung - Box Test , Q(20) 31. 78126 0 .045 68562 
qung -Box Test '" Q(10) 1 . 865924 0 .9 511927 
L] ung - Box Test '" Q(lS) 5 . 704878 0 . 'l842'l01 
Lj un g-Box Test '" Q(20) 9 . 17 1329 0 . 'l80836S 
LM Arch Test , TR~2 4 . 733238 0 . 9663007 

Inf ormat ion Criterion Statistics: 
AIC BIC SIC ftQIC 

- 6.484259 -6.47 9724 - 6.484260 - 6.482703 

0 .1 ' , 1 
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Figura 4.12: Resumen del modelo GARCH(2,2) con sus pruebas de norma-
lidad y heteroscedasticidad.

Ti t l e: 
<ARCH Modelling 

call : 
garchFi t ( f orllUla = -<JMch(2, 2), data = rend . sp, t race = F) 

Mean and Vari ance Equati on : 
data - garch(2, 2) 

<en vironment: OxOOOOOOOO13b44f 80> 
[data = rend . sp] 

conditional Dis t ribu t ion : 
nOrll 

Coeffi ci ent (s) : 

"" 5 . 3380e -04 
betal 

7 . 8728e -Ol 

omega 
1. 1161e - 06 

beta2 
1.2166e - 01 

std. Errors: 
based on Hessi an 

Error Analysis : 
Esti mate 

alphal 
8 . 1706e - 02 

alpha2 
1. OOOOe -08 

"" omega 
5 . H8e -04 
1. H6e -06 
8 .171e -02 
1. OOOe -08 
7 . 871e -01 
1. 217e -Ol 

std. Error 
9 . 493e - 05 
9 . 712e - 07 
1. 6SSe - 02 
7 .196e - 02 
7 . 267e - Ol 
6 . 621e - Ol 

t va lue 
5 . 623 
1.371 
4 . 936 
0 . 000 
1. 083 
0 .184 

Pr(> l t l) 
1.87e -08 

0 .170 
••• 

alphal 
al pha 2 
betal 
bet a2 

7 . 97e -07 
1. 000 
0 . 279 
0 . 854 

••• 

Signif. cooes : o '*** ' 0 . 001 '* * ' 0 .01 ' * ' 0 .05 
, , 

Log Likelihood : 
24823 . 94 normalized : 3 . 24284 

Descrip t ion : 
T11u Ma y 21 13 :17: 14 2013 by use r : Aminis t rador 

Standardised Residuals Tes t s : 
Statistic p -Value 

Jarque - Bera Test , chi "2 6875 . 599 O 
Shapiro-Wi lk Tes t , , 

" " Ljung-Box Test , Q(lD) 17 . 22319 0 .06956889 
Ljung-Box Test , Q(lS) 28 . 89723 0 .01658 178 
qung -Box Test , Q(20) 31 . 86102 0 .04480194 
L]ung- Box Test '" Q(lD) 3 . 399972 0 .9703861 
Ljung -Box Test '" Q(15) 5 . 21H12 0 .99D1609 
L]ung-Box Test '" Q(20) 8 . 594359 0 . 9871472 
LM Arch Test , TR"2 4 . 251435 0 .97846 

Inf ormat i on Criteri on Statisti es : 
AIC BIC SIC HQIC 

- 6 . 48411 3 - 6 .478671 - 6 . 48411 4 - 6 . 482246 

0 . 1 ' , 1 
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Figura 4.13: Prueba de McLeod-Li para los residuales al caudrado.

Como se puede observar el AIC y el BIC de los 3 modelos no cambia
mucho. Sin embargo, de los 3 modelos el más pequeño es el modelo3 por
lo que podemos escoger a este como el mejor modelo.

El ajuste del mejor modelo a la serie se presenta en la figura 4.14 el cual
se ajusta bastante bien.

Entonces, para poder realizar la predicción de las varianzas condicio-
nales para 2 ≤ t ≤ n de la serie en cuestión se debe de tomar en cuenta
el valor inicial (σ2

1 ), este lo podemos proponer como la varianza no con-
dicional de un proceso estacionario dada por σ2 = α̂0

1−α̂1−β̂1
y tomando los

rendimientos al cuadrado podemos usar la ecuación (3.4). Luego, los in-
tervalos de predicción de un paso adelante para la serie analizada están
dados en la figura 4.15.
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Figura 4.14: Ajuste del modelo 3 a la serie S&P500.

Figura 4.15: Intervalos de predicción para la serie S&P 500.



Conclusiones

En este trabajo se analizó principalmente el modelo GARCH con dife-
rentes parámetros. Los modelos no diferı́an mucho uno de otro, en cuanto
al AIC. Se observó que, a pesar de la sugerencia para la elección de mo-
delos bajo la eacf, algunos parámetros no eran significativos por lo que
la sugerencia de que el GARCH(1,1), véase [6], es un modelo óptimo. Por
otro lado cada uno de los modelos propuestos cumplió con los supues-
tos establecidos, excepto el de normalidad, mostrando que estos modelos
tienen un buen ajuste.

El supuesto de normalidad siempre es difı́cil de que se cumpla, y más
en este caso por las caracterı́sticas de los rendimientos financieros. Debido
a esto, han habido diferentes estudios, como el de Eberlein y Keller (1995),1

en el que hacen un estudio para ver que distribución se ajusta mejor a
los rendimientos. En base a esto, hay que resaltar las colas pesadas que
tienen este tipo de series, resaltando que la distribución normal para los
rendimientos no es la más adecuada.

Gracias a estos modelos podemos hacer predicciones fijándonos en su
historia y ası́ tener una idea de que es lo que podrı́a pasar con el activo
en cuestión e incluso para carteras de inversión. El análisis de predicción
que se realizó en este trabajo fue de un paso adelante el cual nos da una
buena representación de los log-rendimientos de la serie. Estos análisis
demuestran que a pesar del supuesto de normalidad, los modelos GARCH
son buenos para la predicción de un paso.

1Eberlein, E. and Keller, U. (1995) Hyperbolic Distributions in Finance, Bernoulli Vol.1
no.3, 281-99.
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