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Resumen 
 
 
 La presente investigación tiene como objetivo el análisis de un problema de 

optimización combinatoria para la resolución de un proceso de inclusión de redundancias 

y mejoría de la confiabilidad individual y global de un proceso de producción, con el 

objetivo de encontrar la mejor configuración de máquinas, escenario de operación, que 

maximice la confiabilidad global y minimice los costos de mantenimiento y de operación 

de una línea de producción automatizada trabajando 24 horas diarias. Tales líneas son, 

en la mayoría de los casos, son caracterizadas por una grande interrelación de sistemas 

neumáticos, hidráulicos, microelectrónicos y eléctricos. Por estas características estos 

sistemas son muy complejos y presentan modos de fallas de diversos tipos con distintos 

grados de intensidad o impacto a lo largo de toda vida útil o tiempo de operación del 

sistema. Debido a la integración de sistemas de naturaleza distintas y aliado al 

comportamiento estocástico la modelación matemática de estos sistemas es 

extremamente compleja y en algunos casos casi imposible sin el uso de simplificaciones. 

Tales simplificaciones pueden ser de diversas naturalezas como por ejemplo: considerar 

el sistema en el régimen continuo no tomando en consideración el régimen transitorio, 

simplificaciones matemáticas o suposiciones estadísticas como la existencia de datos 

distribuidos normalmente y que el funcionamiento de los equipos y sus respectivos modo 

de fallas sean  estadísticamente independientes de entre otras.  Delante de estas 

características se propone una estructura de simulación/optimización por medio de un 

simulador orientado a eventos discretos, Rockwell ARENA 11, conjugado a un algoritmo 

elitista multiobjetivo, NSGA II para la resolución del problema de optimización mencionado 

anteriormente.  

El texto se organiza de la siguiente forma. En el capítulo 1 presentase los 

encaminamientos teóricos de la investigación como: definición y delimitación del tema, 

definición del problema de investigación y las preguntas que lo traducen y de objetivos y 

metodología empleada.  En el capítulo 2 se presenta el marco teórico dividido en cuatro 

partes principales. La primera parte con algunas definiciones preliminares relacionadas la 

estructura simulación/optimización a través de la revisión de las referencias del trabajo 

culminando con la clasificación de tales referencias en cinco dominios distintos: de los 

métodos; de las estrategias y tácticas; de la interfaz; de los informes y de las aplicaciones 

en los paquetes comerciales. Se destaca también la definición de un entorno de 
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simulación y por fin se presenta, de forma sintética, las metodologías de 

simulación/optimización y los modelos básicos de optimización basados en simulación. En 

la segunda parte iniciase con la definición de la optimización multiobjetivo, multicriterio o 

vectorial y su importancia en el trato de los conflictos existentes en los problemas de 

optimización reales donde los objetivos compiten entre sí por los mismos presupuestos, 

materias primas, espacio entre otros. Destacase también puntos especiales propios de la 

optimización multiobjetivo, enumerase algunos métodos clásicos y se presenta una 

clasificación. En la tercera parte hablase de la optimización multiobjetivo a través de los 

algoritmos evolutivos o heurísticos, sus principios, a importante definición de dominancia y 

frente o frontera de Pareto y destacase también algunas características del algoritmo 

NSGAII, presentando al final un tabla que contiene un resumen cronológico del desarrollo 

de los principales algoritmo genéticos multiobjetivos utilizados. En el capítulo 3 

encontrase el diseño metodológico donde se presentan los aspectos generales del 

modelo de simulación/optimización como la descripción del enlace ARENA 11 y NSGA II, 

de los archivos de entrada y salida involucrados no proceso de comunicación entre 

simulador y genético, de las características del proceso de producción simulado; como 

también presentase una descripción de las variables de entrada y salida, de la cantidad 

de variables utilizada en los experimentos. Presentase la formulación de los costos 

relacionados con el proceso de optimización de la confiabilidad considerando la inclusión 

de equipos redundantes y sus reflejos en los costos totales de mantenimiento y operación 

del sistema y al final la declaración del problema tanto en su forma mono-objetivo cuanto 

en su forma multiobjetivo. En el capítulo 4 presentase algunos detalles acerca de los 

experimentos desarrollados para el cumplimiento del objetivo principal del trabajo. En el 

capítulo 5  presentase un análisis sobre la convergencia de los algoritmos genéticos; el 

análisis sobre los resultados de cada uno de los experimentos donde fueran analizados 

los mejores individuos encontrados, las mejores configuraciones de máquinas 

encontradas y presentadas diversas gráficas y tablas con las mejores soluciones como 

también un análisis estadístico .En el capítulo 6  la conclusión general, presentase y un 

análisis comentando aspectos generales a cerca de los principales alcances y limitaciones 

de la investigación. 

  
 
 
 
 



6 
 

 

 Tabla de contenidos  

1. DEFINICIÓN DEL TEMA ............................................................................................... 8 

1.1 DELIMITACIÓN DEL TEMA - OPTIMIZACIÓN DE LA CONFIABILIDAD DE SISTEMAS................................................... 8 
1.2 PLANTEAMIENTO DEL PROBLEMA ...................................................................................................... 11 
1.3 OBJETIVOS .............................................................................................................................. 15 
1.3.1 OBJETIVO GENERAL ................................................................................................................... 15 
1.3.2 OBJETIVOS ESPECÍFICOS.............................................................................................................. 15 
1. DESARROLLAR UN MODELO PETRI DEL PROCESO DE PRODUCCIÓN; ............................................................... 15 
1.4 CARACTERIZACIÓN DEL PROCESO: ................................................................................................... 16 

2. ANTECEDENTES: MARCO TEÓRICO, CONCEPTUAL Y DE REFERENCIA ............................. 19 

2.1 CONSIDERACIONES A CERCA DE LA ESTRUCTURA SIMULACIÓN/OPTIMIZACIÓN ................................................... 19 
2.2 CLASIFICACIÓN DE LAS REFERENCIAS DEL TRABAJO: ............................................................................... 19 
2.3 CATEGORIZACIÓN DE LA ESTRUCTURA DE SIMULACIÓN/OPTIMIZACIÓN ........................................................... 22 
2.4 PROCESO DE OPTIMIZACIÓN MULTIOBJETIVO (OM) A TRAVÉS DE ALGORITMOS EVOLUTIVOS .................................. 25 
2.4.1 DEFINICIONES ......................................................................................................................... 25 
2.4.2 LOS MÉTODOS DE OPTIMIZACIÓN MULTIOBJETIVO – VISIÓN GENERAL .............................................................. 26 

3. LOS PROBLEMAS DE ASIGNACIÓN DE REDUNDANCIAS (PAR) ....................................... 34 

4. DISEÑO METODOLÓGICO ......................................................................................... 38 

4.1 DEFINICIÓN DE LOS MODELOS CONCEPTUAL Y DE SIMULACIÓN DEL PROCESO DE PRODUCCIÓN: ............................... 38 
4.2 FORMULACIÓN DE LAS VARIABLES, OBJETIVOS Y RESTRICCIONES DEL MODELO COMPLETO (SIMULACIÓN/OPTIMIZACIÓN) .. 41 
4.3 EL PROCESO DE INTERACCIÓN ENTRE EL SIMULADOR Y EL OPTIMIZADOR ......................................................... 46 
4.4 ELECCIÓN DEL MEJOR ESCENARIO DE OPERACIÓN ................................................................................... 50 
4.5 DECLARACIÓN DEL MODELO DE PRUEBA NO LINEAL, MONO-OBJETIVO Y NO ESTOCÁSTICO ...................................... 50 

5. EXPERIMENTOS ....................................................................................................... 54 

6. RESULTADOS: ANÁLISIS Y DISCUSIÓN ...................................................................... 55 

6.1 EXPERIMENTO 1 MONO OBJETIVO ..................................................................................................... 56 
6.2 ESTUDIOS DE CONVERGENCIA ......................................................................................................... 56 
6.3 ANÁLISIS DE LOS RESULTADOS DE LOS EXPERIMENTOS – MULTIOBJETIVO Y MONO OBJETIVO .................................. 66 
6.3.1 CONSIDERACIONES ACERCA DEL MODELO MONO OBJETIVO ...................................................................... 66 
6.3.2 – CONSIDERACIONES SOBRE LA ESTRUCTURA SIMOPT ........................................................................ 69 
6.3.3 ESPECULACIONES ACERCA DE LAS FUNCIONES DE AJUSTE ESTADÍSTICO: ...................................................... 74 

7. CONCLUSIÓN .......................................................................................................... 84 

8. REFERENCIAS PRINCIPALES: .................................................................................... 86 

ANEXO 1 – MODELO PETRI DIAGRAMA Y TABLAS RESUMEN ............................................. 97 

ANEXO 2 RESUMEN DE LOS ARTICULOS CONTENIDOS EN LAS REFERENCIAS. .................... 99 

ANEXO 3   A FAST AND ELITIST MULTIOBJECTIVE GENETIC ALGORITHM:     NSGA II ....... 105 



7 
 

 

ANEXO 4 GRÁFICAS DE LAS FRONTERAS ....................................................................... 121 

 
 
 ÍNDICES DE GRÁFICAS 
Gráfica 1 Distribución de las referencias entre los dominios ............................................. 21 
Gráfica 2 Comparación entre los objetivos 1, 2 ,3 y 4 720 horas simuladas – 50 
generaciones ..................................................................................................................... 57 
Gráfica 3 Comparación entre los objetivos 1, 2,3, y 4 para 720 horas simuladas - 100 
generaciones ..................................................................................................................... 57 
Gráfica 4 Comparación entre los objetivos 1,2, 3 y 4 para 150 generaciones y 720 horas 
simuladas - 150 generaciones ........................................................................................... 58 
Gráfica 5 Comparación entre los objetivos 1, 2,3 y 4 para 1440 horas simuladas ............ 64 

Gráfica 6 Comparación entre los objetivos 1, 2,3 y 4 para 2160 horas simuladas ............ 64 
Gráfica 7 Comparación entre los experimentos mono y multiobjetivos - 720 horas - 50 
generaciones ..................................................................................................................... 67 

Gráfica 8 Comparación entre los experimentos mono y multiobjetivos - 1440 horas - 50 
generaciones ..................................................................................................................... 67 
Gráfica 9 Comparación entre os experimentos mono y multiobjetivo - 2160 horas - 50 
generaciones ..................................................................................................................... 68 

 
ÍNDICES DE TABLAS  
 
Tabla 1 - Metodologías de simulación optimización .......................................................... 22 
Tabla 2 Desarrollo de los AG multiobjetivo ........................................................................ 32 

Tabla 3 Desarrollo de los AG multiobjetivo segunda generación ....................................... 33 
Tabla 4 Distribuciones de falla y reparación y los tiempos de inspección.......................... 40 

Tabla 5 Resultados de los experimentos (1, 2 y 3) mono objetivo ..................................... 56 
Tabla 6 Comparación entre los experimentos (1,2 y 3) mono y multiobjetivo - Objetivo 2 - 
Confiabilidad global del sistema ........................................................................................ 68 
Tabla 7 Mejores escenarios del experimento 4 720 horas 50 generaciones ..................... 69 
Tabla 8 Mejores escenarios del experimento 5 - 1440 horas - 50 generaciones ............... 70 
Tabla 9 Mejores escenarios del experimento 6 - 2160 horas - 50 generaciones ............... 70 

Tabla 10 - Mejores escenarios experimento 7 720 horas - 100 generaciones ................... 70 
Tabla 11 Mejores escenarios experimento 8 720 horas 150 generaciones ....................... 71 
Tabla 12 Mejores escenarios hallados después de la agregación de información ............ 72 

Tabla 13 - Tabla de resumen estadístico del experimento 4 ............................................. 75 
Tabla 14 Coeficiente de simetría de Pearson de todos los experimentos ......................... 75 
Tabla 15 Tabla de puntuación del teste de Kruskal-Wallis – proba del factor exógeno ..... 79 
Tabla 16 - Tabla de resumen estadístico para el Objetivo 1 720 horas - 50, 100 y 150 
generaciones ..................................................................................................................... 82 
Tabla 17 - Tabla de puntuación para el teste de Kruskal-Wallis del factor endógeno ....... 82 
Tabla 18 Protocolo de análisis estadístico para experimentos de computación evolutiva . 83 
Tabla 19 Descripción de las operaciones del sistema ....................................................... 97 
Tabla 20 Descripción de los nodos lugar de la RED de PETRI ......................................... 97 

 



8 
 

 

 

1. Definición del Tema  

 

La presente investigación analiza un problema de optimización da confiabilidad de 

sistemas que dado el conflicto de los objetivos, una grande cantidad de relaciones 

sistémicas, la presencia de aleatoriedades y un elevado número de combinaciones de 

respuestas exige un tratamiento optimizatorio no clásico.  Entre los muchos métodos no 

clásicos existentes, ver [1-2], se opta por la utilización de una técnica de 

simulación/optimización que es propia para la analice de sistemas donde su complejidad 

inherente impide la construcción de funciones matemáticas que lo representen. Todo el 

proceso objetiva la maximización de la confiabilidad global del sistema, minimización de 

los costos de operación/ mantenimiento y minimización del número de mantenedores 

necesarios para el área de mantenimiento del proceso productivo analizado. 

1.1 Delimitación del tema - Optimización de la confiabilidad de sistemas 

  

 Confiabilidad de un sistema representa la probabilidad que él no falle en el 

cumplimiento de sus funciones o en la realización de una misión en un tiempo y 

condiciones de operación determinados.  

 El análisis de confiabilidad de los sistemas, particularmente los industriales, puede 

ser considerada a partir de dos enfoques: el clásico, enfoque binario, que considera que el 

sistema sujeto a fallas puede asumir dos estados distintos, entre la total paralización (cero 

- 0) y el completo funcionamiento (uno – 1) y el enfoque multiestado que considera que el 

sistema puede asumir diversos estados entre el completo funcionamiento y la total falla [3 

-4]. 

 El enfoque multiestado caracteriza mejor los sistemas reales, pues estos están 

sujetos a una seria de factores que producen la disminución de su vida útil [3]. La 

ocurrencia de fallas en estos sistemas puede no determinar necesariamente la 

paralización da actividad, a pesar de producir una tendencia creciente a esta paralización.  

 Delante de esta realidad se emplean políticas de mantenimiento preventivo y 

predictivo. Estas políticas visan minimizar los efectos de la degradación natural o da 

forzada por la presencia de fallas indeseables. Fallas disminuyen la capacidad de los 
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sistemas en desempeñar sus actividades principales y aumentan sus costos de operación 

y de mantenimiento.  

 Sea binario o multiestado el enfoque adoptado para el analice y optimización de la 

confiabilidad de uno sistema, esto no interfiere en la elección de la técnica para la 

optimización de la confiabilidad del sistema que usualmente es realizada según uno de los 

métodos en la secuela [5-6]: 

 Asignación de redundancias – Donde las variables de decisión son los números de 

redundancias.  

 Asignación de confiabilidades – Donde las variables de decisión son las 

confiabilidades de las componentes o subsistemas.  

 Asignación de redundancias/confiabilidad- Donde las variables de decisión son una 

combinación del número de redundancias y de la confiabilidad de las componentes 

o subsistemas.  

 Asignación de componentes o subsistemas - Donde la configuración del sistema 

(arreglo de componentes) representa la variable de decisión.  

 

 Un problema de asignación de redundancias consiste en inserir en el sistema una 

cantidad “x” de componentes que debidamente asociadas en paralelo con la componente 

original, proporcionan la mejoría de la confiabilidad del sistema o del subsistema donde 

será inserida. En otras palabras el objetivo es asignar cierta cantidad de componentes 

alternativas los cuales serón asociados en paralelo a las componentes originales, 

proporcionando, así, mejoría de la confiabilidad global del sistema. 

 Agregado a este procedimiento se debe considerar concomitantemente que la 

elección de una determinada componente está condicionada también a factores de 

desempeño individuales como: los menores costos de instalación y de mantenimiento, la 

confiabilidad individual, peso y volumen de entre otras características. Así un 

procedimiento de asignación de redundancias al sistema es un problema de optimización 

de naturaleza eminentemente combinatoria. 

 Esto aspecto combinatorio de los problemas de asignación de 

redundancias/confiabilidades implica elevados tiempos de computación (NP-duro) [5-6] 

Sin embargo, para el caso de problemas reales eso refleja apenas una de las facetas del 

proceso de modelado/simulación. Problemas reales demandan la observancia de la 

relación coste/beneficio cuando se busca mejorías en la confiabilidad sistémica. 
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 Convencionalmente, el tratamiento de esta clase de problemas es componencial y 

simplifica torio involucrando la maximización de una función de confiabilidad [2]. Esta 

función depende de la estructura del sistema, además de los costos, masas y volúmenes 

asociados cuando da asignación de las componentes alternativas. En esto casos 

(modelos de baja complexidad) es posible verificar el comportamiento de las fallas del 

sistema a través de una simulación Monte Carlo. [4] 

 El enfoque componencial simplifica el analice de la confiabilidad, pues, en la 

mayoría de los caso, considera que las componentes asignadas en el sistema son 

idénticas (forma, función y confiabilidad) y normalmente es empleado para sistemas no 

reparables de baja complexidad. Luego, desconsidera relaciones más complejas 

generadas cuando, al revés de componentes, se está asignando subsistemas al sistema 

original. 

 Así a la medida que desease explorar problemas reales y consecuentemente un 

complejidad más grande de las inter relaciones del sistema, se debe abandonar el 

enfoque componencial. La dificultad en el tratamiento de estos problemas está 

relacionada no apenas a las inter relaciones, mas también a la cuantidad de objetivos a 

ser optimizados concomitantemente. Así, al revés de la simulación Monte Carlo, se debe 

optar por métodos de simulación más sofisticados.  

 La idea de la presente investigación es, por lo tanto, considerar problemas de 

complejidad superior, más próximos de la realidad. El modelado de estos problemas 

considera concomitantemente diversos tipos de variables (reales, binarias, estocásticas y 

no estocásticas), además de más de uno objetivo a ser optimizado. Dada la elevada 

dimensión/complejidad de los sistemas y de la imposibilidad de su representación 

analítica optase por un proceso esencialmente simula torio asociado a otro evolutivo 

optimiza torio.   

 Esto proceso, en esta investigación, fue aplicado a uno caso idealizado, ítem 1.2, 

delante a las inherentes ventajas del punto de vista académico y de control de las 

variables coyunturales del sistema. (p.ej. paralizaciones debido a huelgas y falta de 

insumos). Así, el aspecto práctico esperado es demonstrar la viabilidad del proceso al 

revés de un ejemplo de implementación empírica. El resultado es una metodología 

pragmática, aplicable a la realidad industrial, particularmente a los ambientes 

automatizados. 
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1.2 Planteamiento del problema   

 Sistemas reales, particularmente automatizados, son caracterizados por una 

grande interrelación de subsistemas, como, por ejemplo, neumáticos, hidráulicos, 

microelectrónicos y eléctricos. De esta manera, poden ser entendidos como conjuntos 

complejos de baja interferencia humana (automatizados). Debido a esta complejidad, 

presentan fallas de tipos variados (electrónicas, mecánicas, etc.) con tasas aleatorias. 

Tales fallas ocasionan la pérdida parcial o mismo total de actividad del sistema.  

 Considerando, todavía la elevada productividad de estos sistemas, la mitigación de 

sus fallas tornase una actividad importante, justificando así el uso de operaciones 

redundantes. Un conjunto de redundancias debidamente insertado puede asegurar la 

disponibilidad y los niveles de confiabilidad sistémicos. 

 En esta investigación, considerase un sistema automatizado, representado por uno 

proceso de producción genérico y sin interrupción. El proceso puede contener hasta 45 

operaciones, de las cuales 9 constituyen el conjunto básico para el funcionamiento del 

sistema. Existe también dos almacenes, uno de partes para la producción (izquierda) y 

otro para almacenamiento de los productos acabados (derecha), figura 1. Existe, todavía, 

una banda interconectando el sistema y uno conjunto de robots.  

 Cada máquina en el sistema corresponde a una operación distinta, a cual debe ser 

realizada dentro de una secuencia específica, en el caso, frezado, erosión, ensamble y 

ajuste. Ya los robots realizan las operaciones de transferencia/almacenamiento de las 

partes/productos. El sistema completo (máquinas y robots) realiza 9 operaciones, figura 2. 
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Figura 1 Representación del sistema 

 

 

 

 

 

 

 

 

 

 

 
 
Figura 2 Diagrama de operaciones del sistema 

 
 
 
 Esquemáticamente, el sistema puede ser representado por uno conjunto de etapas 

en serie, nueve al todo, correspondiendo a las nueve operaciones básicas del sistema, de 

acuerdo con figura 2. Cada etapa es ejecutada por hasta 5 máquinas con características 
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propias de operación. Considerase que apenas una de las 5 sea necesaria para el 

funcionamiento básico del sistema. Las otras constituyen las redundancias. Es justamente 

por la utilización/inserción de estas redundancias que es posible incrementar la 

disponibilidad del sistema. A pesar de la configuración mínima del sistema ser apenas 9 

máquinas, el conjunto máximo de 45 posibilita un expresivo número de combinaciones, 

que necesitaría ser evaluado, figura 3 
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Figura 3 Diagrama esquemático del sistema 
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mantenimiento. 
Aumento de la velocidad de proceso. 
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 Asociado a cada configuración de máquinas/robots, existe un número de 

mantenedores, los respectivos costos unitarios de operación y fijos de mantenimiento, 

además de las confiabilidades individuales.  A esto conjunto denominase escenario de 

operación. Es importante observar que escenarios de operación con las mismas 

características difieren unos de los otros debido la presencia de eventos aleatorios como, 

por ejemplo, las fallas. 

 Delante de las consideraciones anteriores el problema aquí abordado puede ser 

traducido en la cuestión: 

 

¿Cuál será el escenario óptimo de operación para o casa idealizado en cuestión, o sea, 

aquello que maximiza la confiabilidad total del sistema y concomitantemente minimiza el 

empleo de mantenedores y los costos de mantenimiento/operación? 

 

 La estructura de optimización/simulación propuesta consiste en una técnica de 

optimización evolutiva multiobjetivo basada en simulación, a través del acoplamiento de 

un entorno de simulación orientado a eventos discretos, en esto caso ARENA 11, a un 

algoritmo genético multiobjetivo de segunda generación, el NSGA II. Paralelamente al 

problema de optimización/simulación propuesto se investiga también las características 

de convergencia y el proceso de optimización de esto sale dos otras cuestiones de 

investigación: 

 ¿El proceso de optimización funcionará adecuadamente? 

 ¿El algoritmo genético convergirá al óptimo global? 
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1.3 Objetivos 

 
 

1.3.1 Objetivo general 

 

 Investigar experimentalmente el desempeño de una técnica de 

optimización/simulación multiobjetivo para resolución de un problema combinatorio 

complejo de asignación de redundancias objetivando la maximización de la confiabilidad 

global del sistema, minimización de los costos de operación/mantenimiento y 

minimización del número de mantenedores necesarios para el área de mantenimiento del 

proceso productivo analizado 

1.3.2 Objetivos específicos 

1. Desarroll

ar un modelo PETRI del proceso de producción; 

2. Definir el algoritmo genético a ser utilizado; 

3. Definir el entorno de simulación a ser utilizado; 

4. Definir las variables y los parámetros del algoritmo genético; 

5. Definir las variables del proceso simulado; 

6. Establecer y programar la interfaz de comunicación entre el algoritmo genético y el 

simulador; 

7. Definir el emulador LINUX para Windows; 

8. Establecer un modelo lineal para obtener cotas de comparación y verificación; 

9. Establecer las simulaciones; 

10. Almacenar los resultados en archivos debidamente identificados; 

11. Hacer el análisis estadístico para los experimentos; 

12. Hacer la evaluación de los resultados; 

13. Escribir un artículo con los principales resultados; 

14. Escribir la tesis final; 

15. Examen de grado; 
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1.4 Caracterización del proceso: 

 

 El caso idealizado en cuestión presupone la existencia de un sistema automatizado 

caracterizado por uno escenario de operación (configuración, mantenedores, costos y 

confiabilidades). Visando la obtención del escenario óptimo y considerando las inherentes 

dificultades analíticas, aleatoriedades y múltiplos objetivos en conflicto que deben ser 

alcanzados, se propone un proceso de simulación asociado a otro de optimización.  

 Este proceso haz uso intenso de la computadora, pudiendo ser definido como una 

técnica iterativa-estocástica. La técnica genera múltiples escenarios de operación, de 

entre los cuales son elegidos los que mejor satisfagan los objetivos y restricciones del 

problema. A cada iteración, un conjunto de escenarios/soluciones del problema será 

elegido de entre una grande cantidad de combinaciones posibles. El proceso de 

evaluación tiene su inicio en el simulador. Para el sistema automatizado idealizado en 

cuestión, un sistema discreto complejo, son observadas las relaciones en la secuela: 

 

 Relaciones no lineales 

 Relaciones que contienen bucles de realimentación 

 Relaciones de intercambio(entradas/salidas) con el medio; 

 Relaciones de dependencia del estado anterior; 

 Relaciones concatenadas; y 

 Relaciones contiendo variables de naturalezas distintas. 

 

 El modelado de uno sistema de esta naturaleza exige un simulador/entorno 

apropiado. De entre las diversas opciones existentes en el mercado, se eligió el entorno 

de simulación comercial orientado a eventos discretos ARENA. En este trabajo, adoptase 

una variante del proceso de simulación/optimización donde el simulador es el corazón del 

proceso [7-13]. Debido a la elevada dimensión/complejidad del sistema es virtualmente 

imposible su representación en la forma de una única función de optimización (caso 

convencional). El modelo de simulación ven, por lo tanto, viabilizar la representación de 

estas complejas relaciones del sistema. 
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 En esta variante del proceso de simulación/optimización el desempeño del sistema 

es verificado a través de indicadores/variables que vienen del modelo de simulación. De 

esta manera, el simulador produce para el otimizador los subsidios que vendrán nortear la 

elección de los escenarios (soluciones) más adecuados a los objetivos y restricciones del 

problema. 

 De entre los diferentes optimizadores disponibles, se destacan los algoritmos 

evolutivos. Estos algoritmos manipulan conjuntos de soluciones simultáneamente, 

posibilitando así la captura de múltiples soluciones en una única iteración. De entre los 

algoritmos evolutivos, por su vez, se destacan los algoritmos genéticos elitistas (AGE). 

Esto algoritmos crean una población aleatoria, que evoluciona mediante la aplicación 

iterativa de operadores de reproducción en la secuela: 

 Recombinaciones de los individuos (cruzamiento) y 

 Modificaciones aleatorias (mutaciones). 

 La evolución es guiada por una estrategia de selección que elige los individuos mas 

adaptados a la resolución del problema, o sea, aquellos que mejor satisfagan las 

restricciones y objetivos del problema. Nótese que la tarea de producir la variabilidad de 

los escenarios de operación es de responsabilidad del AGE y que esta tarea es realizada 

de manera automática vía cruzamiento, mutación y selección.  

 La creación de una generación de individuos/soluciones en el AGE es un proceso 

estocástico y, por lo tanto, cualquier generación es independiente de las otras. De esta 

manera, el proceso en cuestión puede ser caracterizado como una secuencia de eventos 

discretos independientes, o sea, una cadena de Markov, cuya convergencia global es 

garantizada. De hecho, esta convergencia es garantizada mismo en el caso multiobjetivo, 

que haz de los AGEs opción robusta y general para los problemas de optimización [14-

15]. 

 Cabe resaltar que el tiempo de optimización es aquí utilizado en un sentido más 

amplio, común a las ciencias de la computación. En esto sentido, optimización puede ser 

definida como un proceso iterativo de búsqueda global donde el óptimo es aproximado vía 

procesos estocásticos. 

 El AGE multiobjetivo elegido para esta investigación fue el NSGA II (Non-

dominated Sorting Genetic Algorithm II) cuyo principio de ordenación es basado en el 

concepto de dominancia de Pareto [16-17]. En esto algoritmo, el proceso de simulación 

optimización cerraría con la obtención del conjunto de soluciones optimas de Pareto. 
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 A partir del conjunto óptimo de Pareto, sin embargo, se haz necesario un 

procedimiento de agregación de información, tanto cuantitativa cuanto cualitativa, para la 

tomada de decisión final, o sea, para determinación de la mejor solución. Las 

informaciones del tipo cualitativo normalmente expresan opiniones de los expertos 

involucrados en la operación y mantenimiento del sistema. Ya las informaciones 

cuantitativas son provenientes de las especificaciones técnicas y administrativas. 
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2. Antecedentes: marco teórico, conceptual y de referencia 

 

  2.1 Consideraciones acerca de la estructura simulación/optimización 

 

 El proceso de simulación/optimización es una técnica iterativa y estocástica para 

generación de múltiples escenarios de optimización donde el proceso de optimización 

ocurre simultáneamente con la simulación del sistema en análisis. De una manera general 

existen dos enfoques de simulación/optimización el primero presenta la simulación como 

herramienta de validación o prueba de la efectividad de alguno método de optimización 

como podemos ver en [18-26] El segundo presenta un proceso de optimización a través 

de la simulación aplicado a la resolución de un determinado problema como podemos ver 

en los textos [7-13].  El proceso todo puede ser resumido en dos preguntas: ¿Qué pasa 

sí?, pertinente a simulación el análisis de múltiples posibilidades. ¿Cómo hago para?, 

pertinente a la optimización, donde podemos maximizar o minimizar criterios o objetivos 

importantes para racionalizar la efectividad del sistema.  

2.2 Clasificación de las referencias del trabajo: 

 Considerando el rescate hecho por Bowden & Hall [8] de los requerimientos de 

Smith para un proceso automático de simulación y optimización, el área de simulación 

optimización clasificase en seis dominios:  

1. La formulación del problema;  

2. Los métodos;  

3. La clasificación de los métodos;  

4. Las estrategias y tácticas;  

5. La inteligencia y  

6. La interfaz.  

Reclasificando los criterios arriba, los 6 dominios, y los aglutinando de otra manera: La 

clasificación, formulación del problema y inteligencia en un nuevo dominio llamado de 

Informes (“Surveys”) que contiene las revisiones de la materia y presentan en la mayoría 

de los casos resumen de los tres dominios comentados arriba.  

Crease también un nuevo dominio llamado aplicación en softwares comerciales: que 

trata de la incorporación de los nuevos desarrollos científicos en las áreas de simulación y 
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optimización a los paquetes comerciales. El abordaje de los dominios, considerando las 

modificaciones, estará así dividido: 

 

1. De los métodos; 

2. De las estrategias y tácticas; 

3. De la interfaz; 

4. De los informes 

5. De las aplicaciones en los paquetes comerciales 

 

 Actualmente están disponibles una serie de softwares comerciales que incorporan 

las últimas tendencias en términos de algoritmos de optimización y procesos de 

modelado. Son verdaderos entornos de simulación que facilitan el uso de la simulación en 

la fase de programación del modelo. En la opinión de Guasch, Piera & otros [27] los 

entornos de simulación actuales ofrecen la misma flexibilidad que los lenguajes de 

programación, puesto que incorporan bloques que pueden ser programados desde 

lenguajes de alto nivel como C o Visual Basic. La diferencia en cuanto a presentaciones, 

capacidades y limitaciones entre simuladores y lenguajes de simulación está 

prácticamente desapareciendo. Se concluye que la mayoría de las referencias se 

distribuyen entre los dominios:  

 Estrategias y tácticas; y  

 Métodos.  

 Pero existe un límite muy estrecho entre una estrategia y un método o metodología.  

Pues este último concepto es más amplio que puede contener una o más de una 

estrategia para la resolución de un determinado problema. Así haciendo un análisis 

cuantitativo de la tabla del anexo 2 las referencias fueran así distribuidas: 

 

 

a. 45% - Están clasificadas dentro del dominio de los Métodos, [28-50] ; 

b. 25% - Están clasificadas dentro del dominio de las Estrategias y tácticas, [51-65]; 

c. 8% - Están clasificadas dentro del dominio de la interfaz, [66-70]; 

d. 15%- Están clasificadas dentro del dominio de los informes, [7-13] 

e.  7%-Están clasificadas dentro del dominio de las aplicaciones en softwares 

comerciales, [73-.78] 
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                     Gráfica 1 Distribución de las referencias entre los dominios 

A partir del dominio de los informes se consideró que la estructura de simulación 

optimización, en los últimos 10 años ha evolucionado mucho en la dirección de los 

métodos estocásticos de búsqueda global1como también en la dirección de las estrategias 

híbridas que incorporan el potencial de los algoritmos de búsqueda global a los de 

búsqueda local.  

Hay adaptaciones de métodos de optimización de variables continuas a las 

variables discretas. Diversos paquetes comerciales de simulación de eventos discretos 

adoptaran algoritmos de búsqueda global para el proceso de optimización, de acuerdo 

con [13] y [7], como PROMODEL y SimRunner, AUTOMODS, AUTOSCHED y AutoStat 

usan algoritmos genéticos. SIMUL8´s Optimiz usa redes neuronales. OptQuest usa 

búsqueda tabú, redes neuronales y búsqueda dispersa (scatter search) empleado por los 

entornos ARENA, CRYSTAL BALL.  La razón o razones para eso, según [11], son 

indudablemente múltiples, pues las propiedades de convergencia tales como 

convergencia asintótica tienen una relevancia limitada en la práctica, y los meta 

heurísticos son generalmente rápidos, robustos y generan múltiples soluciones 

alternativas mientras están enfocados en la búsqueda de una solución óptima. Pero, la 

aseveración de que la combinación, de tales métodos meta heurísticos y su característica 

de robustez, con otros métodos que garantizan el desempeño son valiosas y serán parte 

integral de futuras prácticas de simulación y optimización. 

 

                                            
1
 Los meta heurísticos: recocido simulado, algoritmos genéticos, búsqueda tabú. 
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 2.3 Categorización de la estructura de simulación/optimización 

 

  Ampliando la categorización hecha por [7] de los métodos empleados por la 

simulación/optimización2 y considerando las contribuciones de [9-13] y [70] la tabla 1 fue 

hecha y presentada en la secuela:  

 
Tabla 1 - Metodologías de simulación optimización 

Tipo de 
variable de 
entrada 

Categorías 

  V
A

R
IA

B
L
E

S
 C

O
N

T
ÍN

U
A

S
 

           

 

 
Métodos basados en la estimación 
del gradiente 
( Gradient base Search) Carson & 
Maria[18] 
 
 

 

 Estimación De las diferencias finitas(Finite difference Estimation) 

 Estimadores proporcionales de probabilidad o funciones de 
tanteo(Likelihood ratio estimators or score functions) 

 Análisis de perturbación (Pertubation Analysis) 

 Experimentos en el dominio de la frecuencia o análisis harmónica 
(Frequency Domain Experiments or harmonics analysis) 

 
 Métodos  de no  gradiente (No 

gradient based 
methods)Swishwer[23] 

 Neider-Mead Simples 

 Hooke & Jeeves 

 Camino de muestreo(Sample path method) 

 Simulación reversa (Reverse-simulation) 

 Dilatación de eventos en el tiempo(event Tiempo dilation) 
 

Aproximación estocástica (Stochastic Approximation) 

Método de las superficies de respuesta (Response surface methodology) 

 V
A

R
IA

B
L
E

S
 D

IS
C

R
E

T
A

S
 

     D
IS

C
R

E
T

O
S

 

            

Meta heurísticos (Heuristics 
methods) 
o estrategias generales de 
búsqueda el cambio para meta 
heurístico es más contemporáneo 

 Recocido simulado(Simulated annealing) 

 Algoritmos genéticos(Genetic algorithms) 

 Estrategia evolutiva(Evolutionary strategies) 

 Búsqueda Tabu (Tabu search) 

 Búsqueda Simplex (Simplex search) 

Métodos estadísticos (Statistical 
methods) 

Para un número 
pequeño de 
soluciones 
factibles 

 Selección y tanteo (Ranking and 
selection R&S) 

 Procedimientos de comparación múltiple 
(Multiple comparison procedures) 

 Optimización retrospectiva 
(Retrospective optimization) 

Grande número 
de soluciones 
Factibles 

 Optimización ordinal (ordinal 
optimización) 

 Estrategias generales de búsqueda – 
meta heurísticos 

 Búsqueda randómica (Random 
Search)  

Métodos de optimización no para métrica. Estos métodos son empleados cuando, debido a cambios estructurales 
en el sistema, la función objetivo cambia a cada iteración. Algoritmos genéticos fueran usados con éxito en tales 
aplicaciones. 

Equipos Asíncronas  (A Teams-asynchronous team)  Es un proceso que involucra una combinación de varias 
estrategias de resolución de problemas en una única herramienta. Por ejemplo algoritmos de búsqueda global 
añadidos con algoritmos de búsqueda local. 

*Según Tompkins & Azadivar [20]: 

                                            
2  Las seis categorías: Métodos de búsqueda basado en el gradiente, Optimización Estocástica, 
Metodología de la superficie de respuesta, Métodos heurísticos, A-Teams  y Métodos Estadísticos  
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 “Los métodos continuos intentan estimar (o usar la estimación) del gradiente de las medidas del 

desempeño con respecto a las variables de decisión. Ya el termino búsqueda directa implica que ninguna 

información concerniente a la forma analítica de la función es explotada. En general, los métodos de 

búsqueda directa no usan la información derivada, ellos requieren solamente el valor de función objetivo 

para un dado conjunto de valores asignados a las variables de decisión”. 

 
Los problemas de simulación/optimización pueden ser formulados a través de dos 

caminos alternativos: el primero tratase de un problema de maximización o minimización 

del valor esperado de la función objetivo de un sistema; el segundo representa maximizar 

o minimizar la dispersión de la respuesta al revés de su valor esperado [9-10].  En [12] se 

define una función real que combina todas las variables de salida del simulador dentro de 

una única variable de salida estocástica el objetivo entonces seria optimizar la función de 

simulación de respuesta. 

 La naturaleza estocástica de la salida del proceso de simulación añade complejidad 

al problema de optimización. Para Carson & María [7] un modelo general comprende n 

variables de entrada (x1, x2,… xn) y m variables de salida (f1(x), 2(x),….fm(x)) o (y1,y2,…,ym), 

figura 4: 

  

Figura 4 Un modelo de simulación y el diagrama básico de optimización basad en simulación según Carson 
& Maria [18] 

 
 La figura 5 presenta la compilación de las formulaciones mencionadas 
anteriormente. 
 

 
 
 
Modelo de simulación 

x1 

x2 

xn 

y1 

y2 

yn 

Modelo de 
simulación 

Estrategia de 
optimización 

Retroalimentación en 
progreso 

Entrada 
Salida 
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Figura 5 Diagrama del proceso de simulación/optimización considerando las formulaciones presentadas 

 
 
 
 
 
 
 
 
 

Algoritmo de 
optimización 

Modelo de 
simulación 

Variables de decisión o 
parámetros de entrada 

  ( 1, 2,…, p) 

Variables de salida o 
respuestas de salida 

Y (Y1,Y2,….,Yq) 

E[f( 1, 2,…, p)) o 

E[C(Y( ))]  F( ) 

C(Y) o f(Y) 

 
Combinan las q 
variables de salida 
dentro de una única 
variable de salida 
estocástica. 

 
También puede ser 
escrita como: 

 
Yp = f(Yq) 

 

MAX (MIN) F( ) 

Sujeto a 

 
Limite inferior ≤ Yi≤ limite superior p/i=1,2,…,q 
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2.4 Proceso de optimización multiobjetivo (OM) a través de algoritmos evolutivos 

 

2.4.1 Definiciones 

 
Los modelos de optimización multiobjetivo han ganado múltiples aplicaciones en las 

últimas décadas en diversas áreas de la ingeniería [21], [24], [32], [33], [65] y [78].  

Considerando que la mayoría de los problemas en ingeniería son de naturaleza conflictiva 

donde los múltiples objetivos compiten por los mismos presupuestos, mismos recursos 

como máquinas e instalaciones, mismos operadores o mantenedores y por la misma 

estructura del sistema. Así la tarea de maximizar la disponibilidad del sistema, de acuerdo 

con el caso estudiado en esto trabajo, podrá indicar en algunos casos, el aumento de los 

costos de operación que tan poco son deseados por los analistas del sistema.  

Así como un problema de optimización multiobjetivo propone la optimización 

(minimización o maximización) de un conjunto de funciones, habitualmente en conflicto 

entre sí, la existencia de múltiples funciones objetivo sugiere la diferencia fundamental 

entre este tipo de optimización y la optimización mono objetivo: no existirá una única 

solución al problema, sino un conjunto de soluciones que invocaran diferentes 

compromisos entre los valores de las funciones a optimizar. La formulación de un 

problema de optimización multiobjetivo y su formulación podrá ser visto en detalles en   

Nemaschnow [14]. 

 En la secuela presentase un resumen de algunos puntos especiales a cerca de la 

optimización multiobjetivo: 

 El sentido usual de “optimal” no se emplea en el caso de objetivos múltiples debido 

a que una solución en la que se busque optimizar todos los objetivos 

simultáneamente, en general, no existe. Al revés, la búsqueda de una solución 

factible procura el mejor comprometimiento (mejor solución que satisfaga la 

mayoría de los objetivos) con los objetivos dentro de un conjunto llamado 

soluciones eficientes ( Pareto optimal, non dominated); 

 La identificación de la mejor solución comprometida requiere  que la preferencia del 

decisor sea expresada siempre considerando: 

 Los múltiples objetivos encontrados en los problemas de la vida real pueden 

frecuentemente ser expresados como funciones matemáticas de varias formas. O 
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mejor dicho, no solamente nos confrontaremos con objetivos en conflicto sino con 

objetivos de diversas estructuras. 

 Los múltiples objetivos añaden más dificultades a los problemas de optimización 

combinatoria y son muy difíciles de resolverse exactamente aun cuando sean 

derivados de problemas simples de optimización con un solo objetivo. 

2.4.2 Los métodos de optimización multiobjetivo – visión general 

 

 Los métodos clásicos para la optimización multiobjetivo según Gen [15] [78] y Deb 

[16] [79] se dividen en dos categorías: 

 1. Métodos de enumeración 

 2. Métodos basados en preferencia 

En el primero se presenta todo el conjunto de soluciones no dominadas al decisor 

para que el elija la solución que mejor contemple los objetivos. El segundo está basado en 

una elección de una solución del conjunto de soluciones no dominadas que represente el 

mejor compromiso y este compromiso es expresado a través de funciones analíticas que 

van componer los objetivos basados en un determinado grado de preferencia.  Deb [16] 

[79] presenta también otra clasificación o de grano más fino: 

1. Métodos de no preferencia 

2. Métodos de selección a posteriori 

3. Métodos de selección a priori 

4. Métodos interactivos. 

 En realidad la segunda clasificación extiende los métodos basados en preferencia 

en tres otras sub-categorías. De los métodos basados en preferencia destacamos los 

métodos: 

a. Método de la suma pesada; 

b. Método de la función de utilidades; 

c. Método de la restricción-Є;(dónde el є representa el límite superior de la 

función de escenarios metida como  restricción del problema); 

d. Métodos de las métricas pesadas; 

e. Método de Benson; 

f. Método de la función valor; 

g. Método de programación por metas; 

h. Método de Pareto; 
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i. Método lexicográfico 

 Una descripción más detalladas de estos métodos se encuentra en Deb [78] y Gen 

[79]. Así la complejidad inherente a los problemas de optimización multiobjetivo plantea un 

difícil reto para resolución mediante algoritmos exactos determinísticos a medida que 

crece la dimensión del espacio de soluciones. De este modo, las técnicas clásicas 

enumeradas anteriormente, como también los algoritmos enumerativos o los métodos 

exactos de búsqueda local, basado en gradientes o que utilizan las técnicas estándar de 

programación determinísticas – métodos algoritmo glotón (greedy), técnicas de 

ramificación y acotamiento etc. [14] [80] 

Una estrategia que ha ganado muchos adeptos en los últimos años es el uso de 

algoritmos evolutivos (AEs) que se han popularizado como métodos robustos y efectivos 

para la resolución de problemas de optimización tanto con uno como para múltiples 

objetivos.   

Los AEs basan su funcionamiento en la simulación del proceso de evolución natural 

[15]. Consisten en una técnica iterativa que aplica operadores estocásticos sobre un 

conjunto de individuos (la población) con el propósito de mejorar su grado de adaptación 

al problema, o desempeño o su fitness, una medida, que en la mayoría de las 

aplicaciones, está relacionada con la función objetivo del problema en cuestión.  

Cada individuo de la población representa una solución potencial del problema, 

codificada de acuerdo a un esquema de representación, generalmente basado en 

números binarios, reales o ambos en las formulaciones de acuerdo con los algoritmos 

más contemporáneos.  

Así el proceso evolutivo inicia con la creación de una población aleatoria y luego 

evoluciona mediante la aplicación iterativa de interacciones denominadas operadores de 

reproducción que incluyen recombinaciones de individuos (cruzamientos) y 

modificaciones aleatorias (mutaciones). Esta evolución es guiada por una estrategia de 

selección de los individuos más adaptados a la resolución del problema, de acuerdo a sus 

valores de desempeño ( fitness) [14][80]. 

Ahora los algoritmos evolutivos multiobjetivo, AEMO tienen la potencialidad de tratar 

problemas con objetivos múltiples, ya que trabajan en paralelo sobre un conjunto de 

soluciones, hallando en cada ejecución un conjunto de soluciones aproximadas a la 

frontera o frente de Pareto. Tal característica permite a los AEMOs abordar problemas 

con espacio de soluciones de grande dimensión.  
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La frontera de Pareto representa las soluciones que están en las orillas del espacio 

de soluciones entre los objetivos y su determinación, está basada en la importante 

definición de dominancia complementando lo dicho anteriormente. 

 Dice que una solución x(1) domina otra x(2) cuando: 

1. La solución x(1) no es peor do que x(2) en todos los objetivos, o  

para todo j=1,2,...,M. 

2. La solución x(1) es estrictamente mejor do que x(2) en por lo menos un objetivo o  

, para por lo menos un   . 

Sí cualquier una de las condiciones arriba es violada, La solución x(1) no domina la 

solución x(2). Sí x(1) domina la solución x(2) (o matemáticamente ), acostumbrase 

también escribirla en cualquier una de las formas siguientes: 

 x(2) es dominada por x(1); 

 x(1) no es dominada por x(2), o; 

 x(1) es no inferior a x(2) 

Mayores detalles buscar en Deb [6] [16]. La figura 6 siguiente presenta la frontera de 

Pareto o frente de Pareto que contiene las soluciones no dominadas. 

 

 

 

 

 

 

 
 
 
 

 
 

Para Nemaschnow [80], un AEMO posee dos operadores especiales que no 

aparecen en la estructura genérica de un AE. Tales operadores son:  

A. El operador de diversidad aplica una técnica para evitar la convergencia 

prematura a un sector de la frontera de Pareto (nichos,” fitness” ” sharing”, “crowding”, 

etc.). 

Objetivo Q(x) 

Soluciones 
Dominadas 
(Punto interior) 

Soluciones No-dominadas 
(Puntos de la frontera del Pareto) 

Frente de 
Pareto 

O
b
je

ti
v
o
 T

(x
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Figura 3 Identificación de la Frontera de Pareto 
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B. El operador de asignación de “fitness” orientado a brindar mayor chance de 

perpetuarse a aquellos individuos con mejores características, considerando los valores 

de las funciones objetivo y los resultados de la métrica para evaluar la diversidad.  

Para este trabajo fue elegido el algoritmo genético multiobjetivo de segunda 

generación llamado NSGA II.  

Non-dominated sorting genetic algorithm II (NSGA-II) es la sigla de uno de los más 

populares códigos genéticos producidos en los últimos 10 años. Primeramente codificado 

por Deb, Kalyanmoy y otros en 2002 [16].  

Tratase de un algoritmo genético elitista multiobjetivo con complejidad O(mn2) que 

proporciona una frontera de soluciones no dominadas, conjunto óptimo de Pareto como 

visto anteriormente, en una única generación de la población de tamaño n y m funciones 

objetivo. Tanto el NSGA-II cuanto el SPEA-II [81]  (Strength Pareto Evolutionary Algorithm 

II) son exponentes del enfoque basado en el concepto de dominancia de Pareto  o 

abordaje basada en  el conjunto óptimo de Pareto que, computacionalmente hablando, 

ocurre por la formación de una lista de clasificación y/o ordenación o de “fitness” de los 

individuos o soluciones por medio de sucesivas comparaciones considerando que la 

solución mejor comprometida con todos los objetivos simultáneamente va estar en la 

cumbre de tal lista.  

NSGA-II he estado en el foco de inúmeros trabajos en diversas áreas da ingeniería, 

como por ejemplo en [82-89]. Otros trabajos exploran desde la más simple comparación 

de desempeño con otros algoritmos como sus contemporáneos SPEA-2 [108] e o µGA2 

[90] como también con algoritmos contiendo mejoramientos que lo rebasan en algún 

aspecto [91-98]. Además de muchas otras propuestas de modificación o hibridización [99-

103]. Como por ejemplo en el trabajo Ishibuchi y Narukawa donde al NSGA-II es 

incorporado un conjunto de informaciones tipo cualitativas para la disminución del 

esfuerzo computacional en la búsqueda del mejor conjunto de soluciones [104]. O como 

en Deb y Tushar donde realizase la fusión del NSGA-II con un algoritmo escalador como 

mecanismo de búsqueda local [105].  En Pawan y Deb NSGA-II es integrado a una red 

neuronal [106]. 

 Alteraciones para funcionamiento en paralelo como en Nemaschnow [14] y mejorías 

de sus operadores de selección, cruce y mutación [107-110] que en muchas veces están 

enfocados en mejorías marginales sacrificando, en algunos casos, la simplicidad de su 

código [111].  
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Pero la popularidad del NSGA-II no está solamente basada en la disponibilidad 

publica de su código en la internet, más también a su enorme eficiencia pues actúa 

eficientemente en la manera como establece un orden total en la población y tal orden es 

uno de los aspectos llaves para lograrse la eficiencia algorítmica principalmente cuando 

tratase de optimización multiobjetivo [111].  

Y por esto que NSGA-II fue, por un largo periodo, considerado el estado del arte en 

el área de optimización evolutiva multiobjetivo. 

Se puede verlo incorporado al Open Beagle (Beagle – Engine is an Advanced 

Genetic Learning Environment) que representa un ambiente de alto nivel o estructura 

genérica de computación evolutiva destinado a la exploración de la programación 

genética [112]. Como también el Paradiseo (Parallel and Distributed Evolutionary 

Computation framework) que se trata de una estructura abierta orientada a objetos y 

dedicada al diseño de metaheurísticos basados en soluciones o basados en 

poblaciones3[113].  NSGA-II inspiró la creación del SSMO (Scatter Search algorithm for 

multiobjective optimization) incorporado en la plataforma DEME (DistributEd 

MEtaheuristics)[114] dedicada al estudio de problemas de optimización multiobjetivo 

desarrollada por el personal del NEO (Networking and Emerging Optimization) de la 

Universidad de Málaga España. Figura también en el desarrollo de Sastry como motor de 

optimización multiobjetivo para el SIMGAT++ (Single and Multiobjective Genetic Algorithm 

Toolbox in C++) [115]. Y también es utilizado en aplicaciones comerciales diversas como 

por ejemplo la OptinGen library que se trata de una interfaz de programación orientada a 

objetos que incorpora muchas técnicas de optimización [116]. 

NSGA II utiliza un mecanismo de preservación de la diversidad muy explícito 

llamado operador de “crowding”, que no requiere parámetros, en vez de usar nichos. 

Utiliza también un esquema de selección dónde la población de padres se compara con la 

población de hijos. Además de contar con el uso de elitismo es mucho más eficiente, 

computacionalmente hablando, que su antecesor NSGA y es un algoritmo altamente 

competitivo en convergencia a la frontera de Pareto.  

Las características principales del algoritmo NSGAII son [14]: 

                                            
3
 Metaheurísticos basados en soluciones corresponden a la familia de algoritmos de búsqueda local que a 

partir de una solución inicial, generada randómicamente por otro método de optimización, buscan encontrar 
la mejor solución al problema postulado. Metaheurísticos basados en población corresponden a la familia de 
algoritmos de búsqueda global que inician su proceso a partir da generación de una población de soluciones 
candidatas y por medio de operadores especiales evolucionan la población original hasta encontraren la 
solución mejor adaptada al problema.  
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1. El ordenamiento no-dominado elitista mediante una técnica de comparación que 

utiliza un sub-población auxiliar, que le permite disminuir la complejidad de los 

chequeos de dominancia de O (MP3) a O (MP2), donde M es el número de 

funciones objetivo y P el tamaño de la población utilizada. 

2. La preservación de diversidad mediante una técnica de “crowding” que no 

necesita especificar parámetros adicionales. 

3. La asignación de valores de “fitness “en base a los niveles o rangos de no 

dominancia se hereda del NSGA original, aunque se considera en el 

procedimiento de asignación de los valores de distancia “crowding” utilizados 

para evaluar la diversidad de las soluciones. 

 Para el procedimiento completo del NSGAII ver el artículo en el anexo. 

 

 Las tablas 3 y 4, compiladas de [17], en la secuela sitúan cronológicamente el 

desarrollo de los principales algoritmo genéticos empleados a la optimización multiobjetivo 

en relación al NSGA II: 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



32 
 

 

Tabla 2 Desarrollo de los AG multiobjetivo 

Nombre de los autor(es) y 
fecha 

Nombre de la sigla 
en Ingles 

Comentarios 

VEGA – Schaffer/1985 Primero 
meta heurístico utilizado 

Vector Evaluated 
Genetic Algorithm 
(VEGA) 

Fue una extensión del programa Grefenstette´s 
GENESIS. VEGA selecciona los mejores individuos que 
satisfagan las condiciones de uno de los objetivos sin 
mirar para los otros. Esto implica que otros individuos 
que tengan un mejor desempeño en relación a los otros 
objetivos podrán no sobrevivir debido a este mecanismo 
de selección.  

MOGA93 por Fonseca y 
Fleming 1993 

Multiple Objective 
Genetic 
Algorithm(MOGA93
) 

En su proceso de “rank” la posición de uno individuo es 
igual al número de soluciones que dominan o están 
relacionadas a este mismo individuo. 

NSGA por Srinivas y Deb - 
1994 

Non-dominated 
Sorting Genetic 
Algorithm NSGA 

El NSGA implementa el proceso de selección de 
Goldberg en lo cual el “fitness” de un individuo es igual a 
su área o capa de dominio computado por el “fitness” de 

la población en la base del dominio. 
NPGA por Horn, Nafpliotis y 
Goldeberg, 1994 

Niched Pareto 
Genetic Algorithm 
(NPGA) 

NPGA combina los principios de la dominancia y del 
torneo de Pareto donde dos individuos competidores y 
un conjunto de individuos son comparados para 
determinar el vencedor del torneo. 

MOGA por Murata y Ishibuchi, 
1995 

Multiple Objective 
Genetic Algorithm 
(MOGA) 

Este método no está basado en el principio del ranking 
de Pareto, sino en la suma pesada de las funciones 
objetivo combinándolas dentro de una función 
escaladora de “fitness” que usa un generador de valores 
pesados en cada interacción. Después, los autores 
acoplaron una búsqueda local con un algoritmo genético, 
introduciendo el principio del algoritmo “mimético” para 
problemas multiobjetivos 

MGK por Morita, Gandibleux y 
Katoh, 1998 

Method of Morita, 
Gandibleux and 
Katon (MGK) 

El método distribuye soluciones igualmente voraces o 
eficientemente soportadas, dentro de una población 
inicial de tal manera que el algoritmo se inicialice con 
una buena información genética. El problema de la 
mochila con dos objetivos fue usado para validar el 
principio. Este método se transformó en el algoritmo 
mimético cuando una búsqueda local fue aplicada en 
cada una de las soluciones potencialmente eficientes. 

SPEA por Zitzler y Thiele, 1998 Strength Pareto 
Evolutionary 
Algorithm (SPEA) 

SPEA toma las mejores características de optimización 
multiobjetivo de los algoritmos evolutivos y las combina 
para crear uno único algoritmo. Un problema de la 
mochila multiobjetivo y con múltiples restricciones fue 
usado como benchmark para evaluar el método. 

PAES por Knowles y Corne, 
1999 

Pareto Archived 
Evolution Strategy 
(PAES) 

PAES es una estrategia evolutiva que emplea una 
búsqueda local para generar una nueva solución 
candidata y uno archivo de referencia para computar la 
calidad de la solución 

MOGLS por Jaszkiewicz, 2001 Multiple Objective 
Genetic Local 
Search (MOGLS) 

Este método combina un algoritmo exacto con 
heurísticos de búsqueda local. Uno escalador aleatorio 
es empleado para seleccionar las soluciones y después 
las re combina y el producto de la recombinación es 
mejorado usando un heurístico. 

MOGTS por Barichar y Hao, 
2002 

Multiple Objective 
Genetic Tabu 
Search (MOGTS) 

Este método es un híbrido en el cual un algoritmo 
genético es acoplado a una búsqueda Tabú. MOGTS fue 
evaluado por un problema de la mochila con múltiples 
restricciones 
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Algoritmos de segunda generación 
 
Tabla 3 Desarrollo de los AG multiobjetivo segunda generación 

Nombre de los autor(es) y 
fecha 

Nombre de la 
sigla en Ingles 

Comentarios 

NSGA II Non-dominated 
Sorting Genetic 
Algorithm 
NSGA. 2000 

Nueva versión basada en el NSGA que es más 
eficiente, computacionalmente hablando, usa elitismo 
y un operador de comparación saturado que 
mantiene la diversidad sin la especificación de 
parámetros adicionales. 

SPEA II Strength Pareto 
Evolutionary 
Algorithm 
(SPEA).2001 

Tiene tres diferencias principales del SPEA: 

 Incorpora una estrategia de “fitness” con 
ajuste fino (“finegrained fitness assignment 
strategy” ) que lleva en cuenta, para cada 
individuo: el número de individuos que lo 
domina y el número de individuos que son 
dominados por él. 

 Usa una técnica de estimación de densidad 
por vecindad más cercana que, a su vez, 
guía la búsqueda más eficientemente. 

 Tiene un método mejorado de corte del 
archivo que preserva las soluciones de 
fronteras 

μGA2 Toscano y Coello 
2001 

Micro Genetic 
Algorithm 2 - 
μGA2 

Tratase de una versión revisada del algoritmo μGA 
que no requiere ningún parámetro para ajuste fino y 
propone un esquema dinámico de selección a través 
de lo cual el algoritmo decide cuál es el mejor 
operador de cruzamiento a ser usado en cualquier 
tiempo. 
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3. Los Problemas de Asignación de Redundancias (PAR) 

Los problemas de asignación de redundancias (PAR) están básicamente 

relacionados con la búsqueda de una determinada combinación de componentes 

alternativas que, debidamente asociadas a las componentes cuya confiabilidad desease 

mejorar, proporcionan la mejoría de la confiabilidad global del sistema. Así, son de 

naturaleza eminentemente combinatoria que pueden ser considerados como un caso 

especial de la programación entera y, como tal han sido resueltos con métodos 

tradicionales de corte o de búsqueda o una combinación de ambos como se puede ver en 

[121],[122] o como problemas de programación no lineal entera-mista en ambos los casos 

con y sin restricciones. Los PAR son tradicionalmente resueltos en las formulaciones 

mono o multiobjetivo y más recientemente observase la exploración de los PAR multinivel 

y multiestado como se puede ver en [123], [124], [125], que agregan un grado aún más 

grande de complejidad a los PAR tradicionales estudiados y es en esta dirección que los 

trabajos futuros en el área de los PAR camina (multinivel y/o multiestado). 

Para la resolución de un PAR observase el creciente uso de procesos de 

hibridación de algoritmos combinando métodos heurísticos, redes neuronales, técnicas 

difusas y algún método de búsqueda local con todos los tipos de meta heurísticos para 

mejorar la eficiencia computacional o con métodos exactos para reducir el espacio de 

búsqueda además de la posibilidad de combinarse dos meta heurísticos como los 

algoritmos genéticos(AG) y el recosido simulado como se puede observar en 

[126],[127],[128],[129],[130],[131],[132] y [6]. 

Destacase en esto punto que los algoritmos evolutivos congregan características 

interesantes que los hacen capaces de manejar los PAR tanto en formulación de uno 

como de múltiples objetivos y/o multiestado, pues, pueden manejar espacios no 

continuos, no convexos y/o no lineales tanto cuanto las funciones objetivo que no son 

explícitamente conocidas.  Por lo tanto, los métodos actuales  para la resolución de los 

PAR siguen en la dirección de la aplicación de los algoritmos evolutivos diferentes dos 

conocidos AG, a pesar de la elevada frecuencia de su aplicación a los PAR, como por 

ejemplo en [133],[134],[135], y [136].  

Observase que en los muchos artículos verificados anteriormente en este ítem que 

para la prueba de los algoritmos aplicados a  la resolución de un PAR multiobjetivo 

utilizase la formulación general donde se busca maximizar la confiabilidad del sistema, 
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minimizar os costos asociados a la asignación de componentes como también minimizar 

la masa (weight) e el volumen del sistema sujeto a restricciones de costo,  volumen, masa 

y de los limites relacionados con la cantidad de componentes que se hacen necesarias 

como también de los límites de la confiabilidad del sistema. Matemáticamente esta 

formulación puede ser vista en la secuela: 

 

 

 

 

 

 

 

 

Donde 

 

m –  número total de subsistemas o etapa 

i –  índice do subsistema, i=1, 2,..., m 

j – índice de las componentes en cada subsistema, j=1, 2,..., n 

rij – confiabilidad de la componente j en el subsistema i 

cij – costo de la componente j  en el subsistema i 

wij – masa de la componente j  en el subsistema i 

Rs – confiabilidad total del sistema paralelo-serie 

Cs – costo total del sistema paralelo-serie 

Ws – masa total de sistema paralelo-serie 
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Co – costo permitido para o sistema  

Wo – masa permitida para el sistema  

ai – número de escoja (posibilidad) de componentes para el subsistema i 

xij – cantidad de componentes j usadas en el subsistemas i 

ni – Número total de componentes que pueden estar en paralelo 

nmax – Número máximo de componentes que pueden estar en paralelo 

nmin – Número mínimo de componentes que pueden estar en paralelo.  

 

Los PAR pueden ser clasificados cuanto al tipo de redundancias: como de 

componente pasivo en espera (cold standby), como componente activo en espera (warm 

standby) y como componente siempre activo (hot stanby) o redundancia en paralelo 

(parallel or active redundancy). Cuanto al tipo de componente a ser asignado: como de 

componentes idénticas o de componentes no idénticas siendo los últimos más complejos 

y más próximos de los sistemas reales. A partir del nivel de redundancia de la 

componente como: redundancia de componente (en nivel de componente individual), 

redundancia modular  (en nivel de subsistema) o redundancia en nivel de sistema 

(redundancia de sistema). Y, a partir del estado de funcionamiento de la componente 

como: binario donde la componente puede asumir solamente uno de dos estados 

posibles, cero para la total falla o uno para el total funcionamiento o multiestado donde 

entre la total falla y el total funcionamiento el sistema puede asumir múltiples estados. Y 

por fin también clasifícalos a partir de la naturaleza del sistema: como reparable o no 

reparable. 

 Para efecto de este trabajo considerase aún el enfoque donde todas las 

componentes son idénticas que puede ser considerado como componencial básico pues 

básicamente las componentes son descritas solamente en termos de tres atributos: masa, 

volumen y confiabilidad individual. 

 Cuando además de los tres atributos básicos agregase a las componentes 

otros atributos como: distribuciones de fallas y de reparación, inspecciones, velocidad de 

proceso y etc. Así se tiene el enfoque componencial complejo. Que agrega un grado de 

complejidad más grande al problema, de acuerdo con los esfuerzos computacionales 

requeridos. Tanto el enfoque componencial básico como en el complejo buscase 

encontrar un valor más adecuado para la confiabilidad individual de la componente que 

coyuntamente con los otras componentes asignadas proporcionarán el valor total final de 
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la confiabilidad del sistema, valor esto que depende de la estructura del sistema. En la 

mayoría de los ejemplos observados los analices fueran hechos debajo una estructura 

clásica paralela-serie, [6], cuya expresión general para su representación es dada por las 

ecuaciones: 

  , la confiabilidad del sistema es dada por  

Donde 

Ri  – confiabilidad de uno subsistema i 

rij – es la confiabilidad de una componente j,  del subsistema i 

ni –  componentes en paralelo 

k – subsistemas en serie  

Si agregamos las dos expresiones tenemos 

  , y la confiabilidad del sistema es dada por 

 

Donde 

Ri  – confiabilidad de un subsistema i 

rij – é a confiabilidad de uno componente j,  do subsistema i 

ni – componentes en paralelo 

k – subsistemas en serie  

Si agregamos las dos expresiones tenemos: 

 

 

Más, como el valor de la confiabilidad solo asume su sentido completo cuando es 

asociado a un determinado intervalo de tiempo, observase en la revisión de los artículos 

que este aspecto es poco comentado y es en este contexto que  la presente investigación 

esta inserida pues al considerar el enfoque componencial complejo lleva en consideración 

la influencia del tiempo pues los valores de la confiabilidad ahora son evaluados en 

función del tiempo de funcionamiento del sistema. Ahora tratase de una componente que 

en realidad es un subsistema (máquina o equipo) cuyos atributos principales no están 

solamente relacionados con la masa, el volumen y la confiabilidad individual. Y tal 

subsistema representa una máquina de proceso que ejecuta una determinada tarea 

dentro de una línea de producción y, que es caracterizada pelos atributos en la secuela: 
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a) Velocidad de operación; 

b) Tiempo de reparación; 

c) Costo de producción; 

d) Confiabilidad individual y; 

e) Capacidad de producción 

Así, la presente investigación trata de la asignación de redundancias considerando 

que al revés de componentes simples considerase subsistemas complejos con atributos 

distintos de las triviales (masa, volumen, confiabilidad) encontrados en las resoluciones de 

este tipo de problema combinatorio. 

 

4. Diseño metodológico 

 

4.1 Definición de los modelos conceptual y de simulación del proceso de 

producción: 

 
 El sistema automatizado adoptado es representado pelo caso idealizado en 

cuestión y es de tipo a eventos discretos. Este tipo de sistema requiere para su 

tratamiento lenguajes y herramientas de modelaje específicas. En esta investigación 

adoptaran se las red de Petri para la especificación del modelo conceptual del proceso de 

producción. 

 El modelo conceptual Petri permitió el planteamiento de todas las operaciones 

involucradas, estableciendo claramente las transiciones y operaciones del sistema. 

Permitió también de manera facilitada y visual cambios en el modelo de simulación, asi 

como la jerarquización de las secuencias de operaciones. 

 La ventaja de esta metodología delante las diversas lenguajes existentes es que su 

formalismo basase en una modelaje grafica simplificada con pocas reglas sintácticas 

[117-120]. Otra característica de interese es que el desarrollo lógico de un modelo Petri se 

asemeja a lógica de programación orientada a bloques de los entornos de simulación 

actuales como: ARENA, PROMODEL e o SIMUL8.  

 El modelo conceptual norteó la construcción del modelo de simulación lo cual en su 

forma final contiene cerca de 500 variables y: 



39 
 

 

 9 subsistemas correspondientes a cada una de las operaciones del modelo, de 

acuerdo con el ítem 1.2, totalizando - 45 módulos básico de proceso; 135 módulos de 

decisión; 90 módulos de asignación de valores a las variables del proceso. 

 9 módulos de asignación de valores de las variables globales del sistema que son: 

el número total de fallas del sistema; tiempo total de paralización del sistema; 

disponibilidad total del sistema; índice de pérdida de calidad del producto; los costos 

globales (CMODC, CPPROS, CGM, CMANS) y sus correspondientes a nivel de 

subsistemas (cmodcij, cppprosij, cgmij y cmansij) 

 Vale resaltar todavía la característica estocástica del modelo de simulación. Eso 

está en el fundamento del argumento principal de esta investigación debido la 

imposibilidad de la construcción de una función que represente todas las relaciones del 

sistema. Destacase también en el modelo de simulación los diversos aspectos aleatorios 

que concurren en el proceso simulado como, por ejemplo: el proceso de falla y reparación 

de acuerdo con la tabla 4; la degradación de la velocidad de producción de una máquina a 

partir de la ocurrencia de un determinado número de fallas, además del proceso de colas 

producidas en las máquinas regido pelas variables: tiempo de operación de la máquina, 

tiempo de espera por una pieza, tiempo de espera por otra operación y el tiempo de falla. 

 Ya los modelos estocásticos de falla/reparación son atribuidos distintamente a la 

cada máquina/robot, tabla 4. En lo que concierne a las fallas/reparación de cada 

máquina/robot fueran distribuidos exponencialmente con promedios distintos, tabla 4. En 

esta tabla se enseña también las distribuciones de los tiempos de inspección de 

mantenimiento preventivo programados. Estos tiempos varían de acuerdo con el tipo de 

inspección que en su vez dependen del número de piezas producidas. 

 Es importante observar que tanto la topología cuanto la asignación de valores en el 

modelo de simulación es una tarea mucho dependiente de la experiencia del modelador. 

Como consecuencia, la descripción más pormenorizada del modelo de simulación de esta 

investigación seria además de largo también impropio.  En el anexo 1 se presentan el 

diagrama Petri con las tablas de definición de las operaciones y transiciones del sistema. 
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  Tabla 4 Distribuciones de falla y reparación y los tiempos de inspección 

Fallas Tipo Distribución 
de falla 

unidades Basado en 
tiempo 

Tiempo de  
reparación 

unidad
es 

Falla 1 Tiempo EXPO( 350 ) Horas EXPO( 350 ) EXPO( 1.5) Horas 

Falla 2 Tiempo EXPO(400 ) Horas EXPO(400 ) EXPO( 1.0 ) Horas 

Falla 3 Tiempo EXPO( 450 ) Horas EXPO( 450 ) EXPO( 0.85 ) Horas 

Falla 4 Tiempo EXPO( 550 ) Horas EXPO( 550 ) EXPO(0.65 ) Horas 

Falla 5 Tiempo EXPO( 650 ) Horas EXPO( 650 ) EXPO(0.50 ) Horas 

Falla 6 
inspección 1 

Basado en 
tiempo 

1.0 Horas 100000 EXPO(0.25) Horas 

Falla 7 
inspección 2 

Basado en 
tiempo 

1.0 Horas 150000 EXPO( 0.50 ) Horas 

Falla 8 
inspección 3 

Basado en 
tiempo 

1.0 Horas 250000 EXPO(1.0 ) Horas 

Falla 9 
inspección 4 

Basado en 
tiempo 

1.0 Horas 300000 EXPO( 0.65 ) Horas 

Falla 10 
inspección 5 

Basado en 
tiempo 

1.0 Horas 350000 EXPO( 0.85) Horas 

Falla 11 Tiempo EXPO( 650) Horas EXPO( 650) EXPO( 1.25 ) Horas 

Falla 12 Tiempo EXPO( 850 ) Horas EXPO( 850 ) EXPO( 1.0) Horas 

Falla 13 Tiempo EXPO( 1050 ) Horas EXPO( 1050 ) EXPO( 0.75) Horas 

Falla 14 Tiempo EXPO( 1250 ) Horas EXPO( 1250 ) EXPO( 0.50 ) Horas 

Falla 15 Tiempo EXPO( 1450 ) Horas EXPO( 1450 ) EXPO( 0.25) Horas 

Falla 16 Tiempo EXPO( 850 ) Horas EXPO( 850 ) EXPO( 1.25 ) Horas 

Falla 17 Tiempo EXPO(1050 ) Horas EXPO(1050 ) EXPO( 1.0) Horas 

Falla 18 Tiempo EXPO( 1250 ) Horas EXPO( 1250 ) EXPO( 0.75 ) Horas 

Falla 19 Tiempo EXPO(1450 ) Horas EXPO(1450 ) EXPO( 0.50 ) Horas 

Falla 20 Tiempo EXPO( 1650 ) Horas EXPO( 1650 ) EXPO( 0.25 ) Horas 

Falla 21 Tiempo EXPO( 300 ) Horas EXPO( 300 ) EXPO(1.5 ) Horas 

Falla 22 Tiempo EXPO(350) Horas EXPO(350) EXPO( 1.0 ) Horas 

Falla 23 Tiempo EXPO( 400) Horas EXPO( 400) EXPO( 0.85 ) Horas 

Falla 24 Tiempo EXPO(450 ) Horas EXPO(450 ) EXPO( 0.75 ) Horas 

Falla 25 Tiempo EXPO( 500 ) Horas EXPO( 500 ) EXPO( 0.50 ) Horas 

Falla 26 Tiempo EXPO( 500 ) Horas EXPO( 500 ) EXPO( 1.5 ) Horas 

Falla 27 Tiempo EXPO( 550 ) Horas EXPO( 550 ) EXPO( 1.0) Horas 

Falla 28 Tiempo EXPO( 600 ) Horas EXPO( 600 ) EXPO(0.85 ) Horas 

Falla 29 Tiempo EXPO( 650 ) Horas EXPO( 650 ) EXPO( 0.65) Horas 

Falla 30 Tiempo EXPO(700 ) Horas EXPO(700 ) EXPO( 0.50) Horas 
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4.2 Formulación de las variables, objetivos y restricciones del modelo completo 

(simulación/optimización) 

 
 
 Las variables del proceso de simulación optimización pueden ser clasificadas como 

exógenas y endógenas al código principal, o sea, al algoritmo genético elitista AGE. Las 

variables exógenas son aquellas procesadas en el interior del simulador a partir de un 

determinado escenario de operación. Los elementos de cada escenario (configuración, 

mantenedores, costos y confiabilidades) son representados en el modelo, por un conjunto 

de variables endógenas generadas en el AGE. 

 Los objetivos de optimización, en su vez, son calculados con contribución de los 

dos tipos de variables. Para el caso idealizado en cuestión, son utilizados 4 objetivos en 

conflicto, los cuales deben ser optimizados concomitantemente en la secuela: 

 Costo total de mantenimiento del sistema (minimizar) 

 Confiabilidad total del sistema (maximizar) 

 Costo total de operación del sistema (minimizar) 

 Número de mantenedores (minimizar)  

 El cálculo de estos 4 objetivos está condicionado a uno respectivo escenario de 

operación. Cada escenario, o sea, cada individuo del AGE es generado aleatoriamente y 

constituido por las variables endógenas en la secuela: 

o Número de mantenedores – variable entera  

o Asignación de máquinas/robots – variable binaria  

o Confiabilidades esperadas de cada máquina asignadas o no en el sistema – 

variable real entre 0 y 1; 

o Las 4 componentes del costo total de operación del sistema – variables 

reales  

o  cmapa – Costo de la materia prima aplicada en el sistema  

o  cmoop  - Costo de la mano de obra para la operación del sistema  

o cenerg   Costo de la electricidad y otros combustibles  

o cenalt – Costo del empaque, almacenamiento y transporte  ,  

o CFTM – Costo fijo total de mantenimiento – variable real 
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 Es importante tener en cuenta que algunas de estas variables hacen parte de los 

objetivos de optimización o mismo representan el propio objetivo de optimización, como 

en el caso de las variables CFTM y numan respectivamente. Vale todavía destacar que la 

variable  representa la asignación de una maquina/robot i en la etapa j del sistema. 

Esta variable juega un papel primordial en la producción de la variabilidad de los 

escenarios de operación, pudiendo ser declarada según: 

 

       (1) 

 La tarea de optimizar la confiabilidad de uno sistema siempre implica en el 

consumo de recursos, sean ellos humanos, estructurales o financieros. Tales recursos 

están representados en el modelo por otro subgrupo de variables exógenas, las cuales 

representan costos directamente asociados a la asignación de redundancias en la 

secuela: 

  

 cmttpmij – costo de utilización de herramientas, partes y mano de obra para 
 mantenimiento de la máquina j en el subsistema i. 
 
 cinstij – costo de instalación de una maquina j en el subsistema i . 
 
 cppmij  -  costo por la pérdida de producción de la máquina j en el subsistema i 
 debido a una parada por ocurrencia de una falla. 
 
 Costo general de administración (CGA) del mantenimiento correspondiendo 10% de 
la  suma de los costos cmttpmij,  cinstij e cppmij.  

 
             (1) 
 
 Estos costos hacen parte de las dos funciones de costo principales del modelo: el 

costo total de mantenimiento y el costo total de operación del sistema. Tales funciones 

acaban en su vez se convirtiendo en dos de los objetivos de optimización (objetivos 1 y 3). 

 El costo total de mantenimiento (CMANS) posee dos componentes: el costo fijo total 

de mantenimiento CFTM (variable endógena) el costo variable total de mantenimiento 

(CVTM) (variable exógena). En la expresión del costo variable total de mantenimiento 

entran todavía más tres variables reales exógenas: 

 CMODC – Variable costo/hora de la mano de obra directa 
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 CPPROS –  Costo por la pérdida de producción debido a no operación 

 DTS       -  Disponibilidad total del sistema 

 

La variable CMODC es exponencialmente dependiente del tiempo total de paralización, 

termo   y dada por: 

  

            (2) 
Dónde: 

 - tiempo de paralización de máquina i en el subsistema j; 

 Costo de la mano de obra especializada por el mantenimiento de la máquina i en 

el subsistema j; 

 - Tiempo de operación de la máquina i en el subsistema j; 

  Cada vez que una máquina/robot entra en el periodo de no operación resultante de 

una falla, uno costo estimado es asociado. Así, el costo total por la pérdida de producción 

del sistema CPPROS es una variable real exógena definida por las expresiones 

 

        (3) 

         (4) 

Onde: 

 comij   costo de operación de la maquina i en el subsistema j 

 ppmij   productos producidos por la máquina i en el subsistema j 

 npepmij   número de productos esperados producidos sin falla por la máquina i en el 

subsistema j 

 trij  tiempo de reparación de la máquina i en el subsistema j 

 

Por lo tanto el costo variable total de mantenimiento, CVTM (variable real) es representado 

por la expresión: 

 

  

             (5) 
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La composición final de la función del costo total de mantenimiento del sistema, CTMS es 

dad por: 

 

             (6) 

 
 El costo total de operación del sistema CTOP( variable real) es el resultado de la 

suma de los costos relacionados con la aplicación de recursos e insumos expresos por las 

variables endógenas reales cmapa, cmoop, cenerg y cenalt con limites pre-establecidos, y el 

costo variable total de mantenimiento  

 

 
             (7) 
Donde 
 

 cmapa – Costo de la materia prima aplicada en el sistema  

 cmoop  - Costo de la mano de obra para la operación del sistema  

 cenerg   Costo de la electricidad y otros combustibles  

 cenalt – Costo del empaque, almacenamiento y transporte   

 TPPS -  Número total de productos producidos por el sistema 

 

 Finalmente, la confiabilidad total del sistema (Rs) es una variable real limitada entre 

0 – 1 y fue calculada de acuerdo con la estructura del sistema, paralelo/serie, con 

posibilitad de asignación de máquinas/robots redundantes no idénticos: 

 

     (8) 

 
 

 Además de las variables descritas anteriormente, el proceso de simulación 

suministra otras variables exógenas estocásticas que dependen exclusivamente del 

modelo de simulación y que, por lo tanto, dependen del desempeño del sistema para uno 

determinado escenario de operación: 

 

 NTFS – número total de fallas del sistema; 

 TPBPS – número total de productos buenos producidos por el sistema. Es una 

 variable que identifica los productos que fueran producidos si ninguna alteración 

 o considerados buenos. 

  DTS – disponibilidad total del sistema 
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 Así, la tarea de evaluar la adecuación de uno escenario de operación (individuo) ha 

uso, directo o indirecto, de ambos los tipos de variables del proceso (endógenas y 

exógenas). En esto sentido cabe a las restricciones del problema la fundamental tarea de 

balizar el proceso de determinación de la adecuación de cada solución/escenario de 

operación. 

 En el proceso de evaluación verificase la pertinencia o no del valor de las variables 

de las restricciones a los límites predeterminados por el analista (LI límite inferior – LS – 

límite superior). Las doce restricciones citadas, existe cuatro relacionadas a los costos. 

Estos costos tienen su valor directamente relacionado al proceso de asignación de 

redundancias, siendo totalizados en el simulador a través de variables exógenas globales 

identificadas por letras mayúsculas así definidas: 

 Costo total de utilización de herramientas, partes y mano de obra para el 

mantenimiento de las máquinas (variable exógena) 

 

CMTTPM =       (9) 

 

 Costo total de instalación de máquinas (variable exógena) 
 

 
             (10) 
 

 Costo total pierda de producción de las máquinas debido a una paralización por 
ocurrencia de una falla (variable exógena) 

 
 

 
             (11) 

 Costo general de administración del mantenimiento correspondiendo a 10% de la 
suma de los costos cmttpmij,  cinstij e cppmij (variable exógena) 

 

  

            (12) 

 El segundo conjunto de restricciones está relacionado con las variables de los 
objetivos principales siendo así definidas: 
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 Confiabilidad total del sistema (Variable exógena )     

 
 Costo total de operación del sistema  (Composición de variables – 

endógenas y exógenas) 

 
 Costo total de mantenimiento del sistema  (Composición de variables – 

endógenas y exógenas) 

 
 Número de mantenedores (Variable endógena) 

 

 Costo fijo total de mantenimiento del sistema (Variable endógena) 

 

El tercer y último conjunto de restricciones está relacionado con las tres variables 

exógenas estocásticas oriundas exclusivamente del proceso de simulación y ya 

mencionadas: 

 Tiempo total de paralización del 

sistema   

 Número total de fallas del 

sistema  

 Disponibilidad total del sistema

  

 De esta manera el funcionamiento de todo el proceso está basado en la correcta 

definición de los límites de las restricciones. Tal tarea depende mucho del grado de 

familiaridad del analista con el sistema, pues, sin este conocimiento difícilmente se 

establecerán los límites adecuados al proceso. En otras palabras los límites representan 

los horizontes de los espacios de soluciones y de variables del problema que mantendrán 

el proceso de búsqueda en la dirección deseada.  

 

4.3 El proceso de interacción entre el simulador y el optimizador 

 
 
 Diferentemente del proceso de optimización tradicional basado en la construcción 

de funciones objetivo, se tiene aquí un proceso de optimización que no las utiliza de 

manera usual. Todo el proceso es representado por uno conjunto de variables que son 
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definidas tanto en el AGE como en el simulador. Algunas son incorporadas a las 

restricciones y otras se convierten en los propios objetivos d optimización como se podrá 

ver en la secuela. 

 El proceso de simulación optimización aquí empleado haz uso de dos herramientas 

computacionales, el entorno de simulación ARENA (simulador) y el algoritmo genético 

NSGA II (optimizador). El simulador produce las variables que serán utilizadas por el AGE 

en la determinación de la adecuación de la solución del problema. 

 La interfaz entre estas herramientas constituyese básicamente en una función 

insertada en el código del AGE, que coordina el proceso de lectura y cambio de variables 

endógenas y exógenas entre los programas. Todo el proceso simulacional ocurre de 

forma única, o sea, coordenado dentro de la rutina principal del AGE. El modelo de 

simulación entonces desempeña un papel importante en la tarea de verificación de la 

adecuación del escenario de operación, pues, contribuye con las variables que 

representan la dinámica y la aleatoriedad del proceso.  

 El simulador genera subsidios parciales para la evaluación del escenario, o sea, él 

no debe ser entendido como una función de adecuación solamente. El criterio de parada 

introducido en el modelo de simulación es el tiempo de funcionamiento del sistema 

automatizado, o sea, el número horas/días/meses que el sistema debe funcionar durante 

la simulación. 

 La posición del simulador en el flujo grama general del optimizador (NSGA II) es de 

fundamental importancia para el proceso de simulación empleado. Como enseñado en la 

figura 8, cabe a lo AGE producir secuencialmente los escenarios de operación. El 

simulador recibe un escenario de cada vez y simula su operación, tan realísticamente 

cuanto más detallado sea su respectivo modelo. Cabe a lo AGE, en la etapa posterior, 

evaluar la adecuación del escenario según el criterio de no dominancia mencionado 

anteriormente. 
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Figura 4 Flujo grama de la estructura simulación/optimización  

 Cuando un escenario de operación es creado y enviado al simulador, archivo 

entradaArena.txt, se establece la configuración de las máquinas que serán accionadas en 

el proceso, y a medida que el sistema avanza en el tiempo son calculadas las variables 

exógenas del sistema: Rs, CGA, CINST, CMTTPM, CMODC, NFTS, TPPS, TPBPS, DTS, CPPM 

y el CVTM. 

 Como visto anteriormente parte de estas variables entra en el cálculo de los 

objetivos que serán optimizados, otras caracterizan aspectos de la eficiencia del sistema 

para la configuración de máquinas establecida en el escenario de operación. Todas, sin 
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embargo, sea directa o indirectamente, son incorporadas a la rutina del AGE de 

verificación de las restricciones del problema. 

 En esta rutina, el valor de las variables exógenas, así como de las variables 

endógenas (supra-definidas), es comparado, en las restricciones del problema, a límites 

pre-establecidos por el analista. Es justamente la satisfacción de estos límites que 

determina a adecuación del escenario en cuestión. El escenario será desechado en el 

caso de una o más de estas restricciones sea violada y, acepto, casa hay satisfecho a 

todas las restricciones, así como a todos los objetivos de optimización. 

 Determinada la adecuación del escenario, el proceso de simulación reanudase con 

un nuevo individuo/escenario de operación (generado anteriormente en el AGE). El 

criterio de parada global del proceso es el número de generaciones, donde cada 

generación es constituida por un conjunto de individuos/escenarios de operación. Vale 

resaltar que el AGE manipula una generación de cada vez, en cuanto que el simulador 

manipula apenas un individuo/escenario de operación a la vez. Esta característica 

demanda la inclusión de un mecanismo de espera en el AGE, permitiendo al simulador 

realizar la simulación de todos los individuos/escenarios de operación. 

Para facilitar la lectura de los datos de salida del simulador fue generado un archivo 

llamado saidaArena_g”X”.txt para   dónde N es el número total de 

generaciones, los datos de cada archivo saidaArena.txt son escritos en forma de línea no 

en columna como fueran originalmente hechos en los archivos saidaArena_g”x”_i”y”.txt 

así vamos tener para N=50 cincuenta archivos contiendo 20 líneas cada que corresponde 

a cada uno de los veinte individuos de la generación de los experimentos, 2 a 4, de 50 

generaciones.  

Al final de todo el proceso evolutivo el archivo, generado por el AGE, best_pop.out 

contiene las mejores soluciones de las “N” generaciones elegidas anteriormente. Las 

soluciones son presentadas en forma de una tabla donde las tres primeras columnas 

presentan los mejores resultados para cada uno de los “M” objetivos del problema. En la 

secuela viene las “z” columnas correspondientes al resultado obtenido en el cálculo de 

cada una de las restricciones, después vienen las columnas de las variables reales “xreal”  

del problema, después las columnas de las variables binarias “xbin” del problema y las 

tres columnas finales que corresponden a la violación de las restricciones, rango y 

“crowding distance”.  
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Cada archivo entradaArena.txt que corresponde a un escenario de operación es 

salvo en la forma entradaArena_g”x”_i”y”.txt donde el “g” corresponde al número de la 

generación y el “y” al número del escenario. 

4.4 Elección del mejor escenario de operación 

 
 Tratándose de optimización multiobjetivo, lo que se espera de los algoritmos 

empleados en esta clase de problemas es que presenten un conjunto de soluciones que 

estén compro misadas con todos los objetivos. Sin embargo, la elección final de una 

solución, dado que no se tiene una única solución y si un conjunto de ellas,   se da por el 

empleo de un procedimiento de agregación de información que puede ser realizado a 

priori, mientras o a posteriori del proceso.  

 En a priori los criterios son establecidos antes del proceso ser ejecutado y 

nortearan la construcción del conjunto óptimo de Pareto. 

 En mientras los criterios son insertados mientras el desarrollo del proceso que, 

pueden ser variables resultantes de iteraciones anteriores o insertadas por el usuario. 

 Y, por fin en a posteriori el proceso se desarrolla sin interferencia del tomador de 

decisiones y al final sobre el conjunto de Pareto encontrado se agrega la información 

necesaria para la selección de una solución. 

 Un procedimiento de agregación de información puede ser de naturaleza técnica o 

cuantitativa y no técnica o cualitativa. La primera se relaciona con datos técnicos como 

especificaciones y variables de proceso relacionadas con el ajuste del sistema como un 

todo. La segunda expresa la opinión del personal involucrado con el proceso de decisión. 

 En esta investigación optase por el proceso a posteriori dado que al término de 

todos los experimentos los conjuntos de Pareto resultantes fueran preparados para la 

aplicación de los criterios de elección, tablas 7-12  

4.5 Declaración del modelo de prueba no lineal, mono-objetivo y no estocástico 

 

 Adicionalmente al problema multiobjetivo pretendiese también producir una 

simplificación para su resolución.  Tratase del desarrollo de un modelo mono objetivo 

determinista y estático sin la influencia de las variables estocásticas, para esto un modelo 

basado en la abordaje Є restricción (Є-constraint methods or approach) Deb [79].  
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 Con los resultados del modelo simplificado se hará una comparación con la 

estructura de simulación/optimización. 

 Entonces, el problema multiobjetivo original, descripto anteriormente, con cuatro 

objetivos fue convertido en un modelo mono-objetivo no estocástico. Fueran fijados los 

índices de confiabilidad individuales de cada máquina. 

 Los valores de los costos de utilización de herramientas, partes y mano de obra 

para el mantenimiento de la maquina j en el sub-sistema i (CMTTPMIJ),  del costo de 

instalación de una máquina j en el subsistema i (CINSTIJ),  del costo asociado a la pérdida 

de producción de máquina j en el subsistema i debido a una paralización por ocurrencia 

de una falla (CPPMIJ), fueran prefijados y suministrados tanto cuanto la cantidad de 

productos producidos (Tpps) para cada tiempo de funcionamiento del sistema, 720, 1440 

y 2160 horas.  No fueran consideradas las tasas de fallas de las maquinas como 

también las tasas de reparación de las mismas. La disponibilidad total del sistema (DTS) 

fue considerada 0.90 para cada uno de los tiempos de funcionamiento simulados. El 

modelo garantiza que por lo menos habrá una máquina asignada en cada una de las 

etapas o subsistemas. 

 El segundo y tercero objetivos de optimización, que representan el costo total de 

mantenimiento del sistema y el costo total de operación respectivamente, fueran 

convertidos en restricciones del problema. Y el cuarto objetivo siguió siendo una variable 

. 

 La constante A que aparece dentro de la ecuación de la primera restricción es un 

valor fijo que representa el costo CMODC que, en la versión multiobjetivo, es una variable 

aleatoria que depende del tiempo de paralización del sistema. Así el valor de la constante 

A, que representa un valor fijo del costo: 

 

             (14) 

  Y tiene su valor de 3973,99, 7959,12 y 11989,40 (U.M.) para 720, 1440 y 2160 

horas respectivamente. 

 El modelo fue programado en lenguaje AMPL e fue utilizado o “solver” KNITRO 

6.0 versión estudiantil debido al número reducido de variables empleado. Fueran 

utilizadas 45 variables binarias y 5 variables enteras con 17 restricciones lineales. Así la 

declaración del problema mono-objetivo se presenta en la secuela: 
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Datos: 
 
 e, conjunto de etapas o subsistemas; 
 
m, conjunto de máquinas que podrán actuar en el sistema 
 
n,  número máximo de máquinas; 
 
k,  número máximo de subsistemas o etapas 
 
Cmttpmij – costo de utilización de herramientas, partes y mano de obra para 
mantenimiento de la máquina j en el subsistema i. 
 
Cinstij – costo de instalación de una maquina j en el subsistema i . 
 
Cppmlij  -  costo por la pérdida de producción de la máquina j en el subsistema i debido a 
una parada por ocurrencia de una falla. 
 
tpps, número máximo de productos producidos por el sistema. 
 
DTS, disponibilidad total del sistema 
Y 
rij  - índices de confiabilidad de la máquina j en el subsistema i 
 
Define: 
 
Variable de asignación de maquinas 
 
xbinij – i Є e, j Є m – variable de asignación de  asume: 
 
1, para máquina asignada  xbin[0]..........xbin[49] 
0, para máquina no asignada 
 
 
 

  Variable número de mantenedores del sistema 
 

– 
 

 
 

 
 

 
 
Variable costo fijo total de mantenimiento del sistema considerando la 
configuración óptima del sistema 
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Maximizar 

 
 
Sujeto a: 
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5. Experimentos 

 
 Fueran realizados 6 experimentos al todo: 

 

 Experimentos 1, 2 y 3 mono-objetivo  constituido por 3 corridas para 720, 1440 y 

2160 horas simuladas 

 Experimentos 4, 5 y 6 de 720, 1440 y 2160 horas simuladas con 50 generaciones 

de 20 individuos(1000 individuos generados por corrida) respectivamente 

 Experimento 7 de 720 horas simuladas con 100 generaciones de 20 individuos 

(2000 individuos generados) 

 Experimento 8 de 720 horas simuladas con 150 generaciones de 20 individuos 

(3000 individuos) 

 

 Cabe recordar que cada individuo corresponde a un escenario de operación y que 

cada conjunto de 720 horas corresponde a un mes de operación sin interrupción del 

sistema. Estos individuos fueran sometidos al proceso de evolución del AGE lo cual, de 

acuerdo con el ya discutido, es guiado por los operadores de reproducción. Las 

probabilidades de ocurrencia de estos operadores fueran: 

 0.7 para el cruzamiento y 0,02 para la mutación – para las variables reales; 

 0.7 para el cruzamiento y 0.022 para la mutación – para las variables binarias; 

 Estos operadores, que son responsables por la amplitud y diversidad de la 

búsqueda, tuvieran sus probabilidades de ocurrencia mantenidas constantes para 

garantizar una cierta homogeneidad de búsqueda entre los experimentos multiobjetivos. 

De esta manera, se evitaran oscilaciones muy grandes dos resultados entre los 5 

experimentos multiobjetivos.  

 Los experimentos produjeran una grande cantidad de dados agrupados por 

generaciones. Cada generación tuvo calculada su promedio, desviación estándar y 

variancia. 
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6. Resultados: análisis y discusión   

 

 El análisis de los resultados organizase en tres sub ítems: el primero presenta los 

resultados para los objetivos principales del experimento mono objetivo; el segundo haz 

una larga discusión acerca de la convergencia del AGE; el tercer discute y compara los 

resultados obtenidos en todos los experimentos. En este último buscase también 

responder la pregunta del final del ítem 1.2: 

 

¿Cuál el escenario óptimo de operación para el caso idealizado en cuestión, o sea, 

aquello que maximiza la confiabilidad total del sistema y concomitantemente minimiza o 

empelo de mantenedores y los costos de operación y mantenimiento? 

 

 En todos los experimentos son evaluados 4 objetivos. En esta evaluación haz uso 

de índices de confiabilidad, costos y el número de mantenedores. Los índices de 

confiabilidad varían entre 0 y 1. Ya costos y el número de mantenedores pueden asumir 

valores cualesquiera, a pesar de los mantenedores sean una variable entera. De manera 

a poder comparar estos objetivos de naturaleza distinta, son necesarios ajustes. Por lo 

tanto, adoptase el procedimiento de normalización en la secuela: 

 

 

 

             (15) 

 

Donde 

 

xn – valor de un punto normalizado 

 -  valor de um individuo promedio de la generación i con i =1.…….. n 

n – número total de generaciones 

         N – orden de la matriz 
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6.1 Experimento 1 mono objetivo 

 Una vez realizadas las simulaciones los resultados obtenidos fueran para los 

objetivos: 

 Objetivo 1 – Minimización del costo total de mantenimiento del sistema (CTMS) 

 Objetivo 2 – Maximización del confiabilidad del sistema Rs 

 Objetivo 3 – Minimización del costo total de operación del sistema (CTOS) 

 Objetivo 4 – Minimización del número de mantenedores del sistema 

 
Tabla 5 Resultados de los experimentos (1, 2 y 3) mono objetivo 

Horas 
simuladas Objetivo 1 Objetivo 2 Objetivo 3 Objetivo 4 Asignación 

720 horas 2522403,22 0,888 4123482 6 18 

1440 horas 2700065,36 0,888 5902222 6 18 

2160 horas 2930878,79 0,787 7734114 7 17 

 

6.2 Estudios de convergencia  

 
 En los experimentos multiobjetivos realizados observase que existe una tendencia 

a la disminución de la desviación estándar y variancia de la generaciones con la evolución 

del proceso y a medida que el AGE acercase de su criterio de parada. Como será 

discutido en la secuela en AGE puede ser caracterizado, entonces, como una secuencia 

de eventos discretos independientes, o sea, una cadena de Markov. De esta manera el 

proceso tiene convergencia asegurada. Las gráficas 2-6 enseñan esta convergencia del 

proceso para todos los 4 objetivos para un mismo tiempo de simulación (720 horas), pero, 

con el número de generaciones variable, respectivamente 50, 100 y 150 generaciones. 

Las gráficas presentan los promedios de los objetivos en cada generación. 
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Gráfica 2 Comparación entre los objetivos 1, 2 ,3 y 4 720 horas simuladas – 50 generaciones 

 

 

 
 

 
 
Gráfica 3 Comparación entre los objetivos 1, 2,3, y 4 para 720 horas simuladas - 100 generaciones 
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Gráfica 4 Comparación entre los objetivos 1,2, 3 y 4 para 150 generaciones y 720 horas simuladas - 150 
generaciones 

Se evidenció también que a pesar de la tendencia de disminución de la dispersión, 

el algoritmo sigue oscilando indicando que su proceso de búsqueda continúa hasta que 

encuentre el número de generaciones especificado. La convergencia de algoritmo 

entonces puede ser explicada a través de un modelo de Markov.  

 El abordaje de Markov se aplica a la descripción del comportamiento aleatorio de 

un sistema que varía discretamente o continuamente con respeto al tiempo y espacio.  Sí 

son discretos se llaman cadenas de Markov. Sí son continuos se llaman procesos de 

Markov.   Para un proceso básico de Markov ser aplicable el comportamiento del sistema 

debe ser caracterizado por: 

1. La falta de memoria. Esto significa que los futuros estados del sistema son 

independientes de todos los estados pasados excepto por el estado inmediatamente 

anterior. Sin embargo un comportamiento aleatorio futuro del sistema solamente depende 

de donde este en el presente y no donde estaba en el pasado y ni como el llego en su 

presente posición.  

2. El proceso debe ser estacionario u homogéneo. En un proceso estacionario la 

probabilidad de que haga una transición de un dado estado al otro es la misma por todos 

los tiempos pasados o futuros.  

Entonces considerando esta pequeña introducción para que un algoritmo genético 

pueda ser analizado a través de una cadena de Markov él debe representar un proceso 

estacionario, sin memoria y que todos los estados puedan ser identificados o sea finito. 

Según Rudolph [138] [15] “la secuencia de mejores individuos encontrados en el tiempo 

por un algoritmo genético simple es una cadena de Markov irreducible en el espacio de 
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estados {0, 1, 2,…...n} la cual no converge aunque la esperanza lo hace” [14] [15]. Pero 

esta situación cambia cuando se incorpora al algoritmo genético un mecanismo de 

elitismo.  

El elitismos representa la capacidad del AG en identificar y guardar el mejor 

individuo j hallado en una determinada generación n que es insertado en la próxima 

generación hasta que sea remplazado por un nuevo individuo k mejor adaptado. Tal 

característica asegura la convergencia del algoritmo porque ahora no se corre el riesgo de 

perder la mejor solución una vez que sea encontrada.  

Como visto en las gráficas anteriores un algoritmo genético sigue oscilando o 

explorando el espacio de búsqueda infinitamente hasta encontrar algún criterio que le 

ordene a parar. Por esto el algoritmo genético simple (no elitista) va encontrar o visitar el 

óptimo y lo perder infinitamente porque los operadores de cruce y mutación lo estarán 

impulsando continuamente a otro punto de la vecindad dentro del espacio de búsqueda. 

Tradicionalmente las probabilidades de cruce y mutación son muy pequeñas para evitar 

oscilaciones muy largas que tornarían el proceso de búsqueda más oneroso tanto del  

punto de vista computacional como del proceso de convergencia del algoritmo. 

Las cadenas de Markov se caracterizan mediante un vector π y una matriz de 

transición P. El vector π representa la probabilidad de que la cadena se encuentre 

inicialmente en un estado determinado. Cada elemento (i, j) de P representa la 

probabilidad de pasar del estado “i” al estado j en una única transición. πP  es un vector 

fila en el que cada componente es la probabilidad de estar en cada estado después de  

una transición.  πPk es un vector fila en el que cada componente es la probabilidad de 

estar en cada estado después de k transiciones. Dos estados “i” y “j” se comunican si al 

menos hay un camino de i a j y viceversa. Se dice que un estado es absorbente si no se 

comunica con ningún otro estado. Se dice que una cadena de Markov es irreductible si 

todos los estados se comunican entre sí.  La ilustración 11 en la secuela presenta una 

representación gráfica de un sistema de tres estados. La transición del estado “i” (círculo 

superior de la derecha) para el estado “j” (círculo inferior de la izquierda) pasando por el 

estado “int” (círculo en el centro). Las setas representan transiciones tanto ascendientes 

como descendientes y a cada transición se asocia una probabilidad. Percibiese también 

que existe una probabilidad de no transición de uno estado para el otro o de permanencia 

en el estado actual representada por la seta pequeña. 
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Figura 5 Diagrama de transición de estados Markov 

 

Así para el análisis de los Algoritmos genéticos mediante una cadena de Markov se 

considera que un estado representa una determinada población. Y el conjunto de todos 

los estados es el conjunto de todas las posibles poblaciones [15]. Es claro que para casos 

realistas la cantidad de estados posibles es muy grande.  A pesar de tener una dimensión 

muy alta, el espacio de estados es finito, por lo cual cumple que la cadena de Markov es 

finita. [94]  Se puede representar a la matriz de transición como un grafo, donde un vértice 

corresponde a un estado y un enlace orientado del vértice i al vértice j  una probabilidad 

de transición Pij de i a j cuando  ésta sea diferente de cero. En el caso estudiando cada 

individuo representa un vector de 95 variables de las cuales 45 son binarias (0,1) y 50 

reales (float). Considerando 32 bits para cada una de las variables reales y un bit para las 

binarias la longitud “  “de un individuo será: 

 

 

 

Así en conjunto de todas las posibles poblaciones de tamaño n corresponde al 

conjunto de todos los estados de la matriz de transición.  Y nuestra matriz de transición  

tendrá la siguiente dimensión: 

 

Donde 

n- tamaño de la población 

l – longitud del individuo 

 

 

 

 

 
 

 

 

 

Estado 

Probabilidad de cambio de estado 

Probabilidad de no cambio de estado 
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Las columnas de la matriz de transición en la ilustración abajo corresponderán a 

una determinada población x. El valor de un elemento pij de la matriz corresponderá a la 

frecuencia de surgimiento de una combinación z de bits de un individuo. Cada línea 

corresponderá entonces a un vector que representa el número de apariciones de una 

determinada combinación de bits z en todas las poblaciones. Y la probabilidad de cambio 

de estado o surgimiento de la cadena z en la próxima población está representada pelo 

efecto conjunto de los operadores de mutación, cruce y selección.  

 

    Población 0 hasta la población N 

    0 1     2………….N  

 

 

P= combinación de bits z 0 hasta la n 

 

 

Un algoritmo genético que solo contenga selección y cruce no es irreductible ya 

que tiene estados absorbentes. Un estado absorbente para el AG representa que todos 

sus miembros o de una población son exactamente iguales. Los estados no absorbentes 

son considerados transitorios. Se ha demostrado que para un número suficientemente 

grande de generaciones, la cadena llega con probabilidad 1 a un estado absorbente 

(después de n pasos).  [121-125] 

 Pero, existe una probabilidad no nula de que el estado absorbente al que se 

converja no sea óptimo(o no contenga al individuo óptimo). Si utilizamos un operador de 

mutación, los estados considerados como absorbentes se transforman en transitorios. Si 

la probabilidad de mutación es muy baja predomina el efecto del operador de cruzamiento 

sobre el de mutación. Bajo estas hipótesis el conjunto de estados generados será muy 

parecido al conjunto de estados originalmente planteados. Entonces, el operador de 

mutación es importantísimo, pues servirá para evitar la pérdida de información que puede 

impedir que se alcance la solución óptima.  Incorporando el elitismo, que conserva la 

mejor solución encontrada a través de las generaciones, es posible demostrar que los AG 

elitistas convergen con probabilidad 1 a la solución óptima sin llevar en consideración su 

población inicial [14-15]. Y adicionalmente si el método de selección es aplicado tanto a 

Ilustración 12 Matriz de transición 
  1

 2
.... 2

n
-1
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padres como a hijos el AG convergerá al óptimo global sin considerar su población inicial. 

Entonces según Kuri [15]: 

1. Los AGs son una estrategia cuasi óptima para atacar problemas dinámicos. 

2 Los AGs elitistas garantizan convergencia global en problemas estáticos. 

 Las consideraciones anteriores son válidas para los algoritmos genéticos 

multiobjetivos de acuerdo con Agapie [138]. Pero  en esto caso la convergencia 

estocástica al conjunto finito de elementos óptimos debe llevar en consideración una 

determinada métrica que mida la distancia entre puntos dentro de  esto mismo conjunto, 

que en nuestro caso es representada pelo operador “crowding”.  Así de acuerdo con 

Agapie [138] 

“Considerando At como la población de algún algoritmo evolutivo a cada iteración t ≥0 y Ft= f (At) 

asociado al conjunto imagen. Se dice que el algoritmo evolutivo converge con probabilidad 1 para todo el 

conjunto de elementos mínimos sí d(Ft, F*)→ 0 con probabilidad 1 con t→  de hecho converge con 

probabilidad 1 al conjunto de elementos mínimos sí F*(Ft) → 0 con probabilidad 1 con t →  

Aquí F* denota el conjunto de elementos mínimos” 

Está claro que d (Ft, F*) → 0 implica F*(Ft) → 0. Mas en el primero caso el tamaño 

de la población que eventualmente crecerá por lo menos al tamaño del conjunto F*.  Sí 

( , )F  es una cadena entonces ( *) 1F  (para un único objetivo).  

Más sí ( , )F no es una cadena entonces (múltiples objetivos) entonces ( *)F  

puede ser casi tan grande como el espacio de búsqueda, y como consecuencia, el 

tamaño de la población debe ser manejable y con un tamaño máximo. 

Desafortunadamente, este requerimiento hace con que los procedimientos de selección 

sean más complejos. Las demostraciones se encuentran en Agapie [139].  

Como conclusión, la convergencia de un algoritmo genético elitista está asegurada 

aunque que el espacio de soluciones sea extremamente grande (p.ej. n*21645 donde n es 

el número total de individuos) pero finito. Y la velocidad de convergencia está 

condicionada a un determinado número de generaciones y de individuos, considerando 

valores pequeños para las probabilidades de cruce y mutación [138], [139].  

Así cuanto más grande sea este número más se acerca al “optimun” pero como 

consecuencia habrá más tiempo de cómputo. En las aplicaciones de ingeniería donde el 

“optimun optimorum” no es una condición sine qua non  se puede aceptar buenas 

aproximaciones.  



63 
 

 

 Al mantenerse constante el número de generaciones con tiempos de simulación 

diferentes observase una oscilación más grande de los valores de los objetivos en los 

experimentos de 1440 y 2160 horas en relación al experimento de 720 horas,  graficas 5 y 

6 respectivamente. Esto ocurrió debido a la presencia de más eventos estocásticos 

indeseados, como por ejemplo fallas, que provocaron una alteración en la disponibilidad 

promedia del sistema entre las simulaciones. Esta oscilación era esperada, considerando 

que algunos modos de fallas fueron definidos a través de modelos exponenciales con 

promedios por encima de 1000 horas (ver tabla 4). Sin embargo, en el caso investigado, 

para percibir la presencia de más eventos aleatorios, el sistema debe ser sometido a un 

tiempo más grande de simulación. 

 El tiempo de cómputo para todos los experimentos fue: 

 720 horas/50 generaciones – 14 horas 26 min. 

 1440 horas/50 generaciones – 21 horas 46 min. 

 2160 horas/50 generaciones - 23 horas20 min. 

 720 horas /100 generaciones - 26 horas 58 

min  

 720 horas /150 generaciones - 51 horas 44 

min  

 Estos resultados enseñan que, por lo tanto, la importancia del dimensionamiento 

adecuado de los tiempos de simulación de los sistemas sujetos a eventos estocásticos. 

Tiempos de simulación relativamente grandes propician una posibilidad más grande de 

ocurrencia de fallas que vengan interferir en el desempeño global del sistema. Ya tiempos 

relativamente cortos pueden no capturar esas mismas aleatoriedades. 

 Los resultados enseñan también la importancia del número de generaciones del 

experimento. Como esperado para procesos estocásticos, cuanto más grande es el 

número de simulaciones más grande es la posibilidad del AGE hallar soluciones más 

próximas del optimo global.   

 Además del anteriormente dicho, los tiempos de cómputo de los experimentos 

fueron muy largos sería importante probarlos con una computadora con mejores 

características de “hardware”. 
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Gráfica 5 Comparación entre los objetivos 1, 2,3 y 4 para 1440 horas simuladas 

 

 

Gráfica 6 Comparación entre los objetivos 1, 2,3 y 4 para 2160 horas simuladas 

 

 Pero el algoritmo genético sigue siempre mejorando las soluciones a medida que 

se le da más tiempo. Implementaciones más contemporáneas consideran, de acuerdo con 

[142], otros criterios de parada del AGE que podrían  ser probados para alcanzarse un 

proceso de convergencia con tiempo de cómputo más pequeño. Estos criterios de parada 

son: 

1. La variancia del desempeño “fitness” – En esta opción el AG se detiene una vez que la 

variancia del “fitness” de la población este debajo de un valor pre-determinado. 

2. El mejor desempeño “fitness” – Esta opción el AG se detiene cuando el “fitness” del 

mejor individuo en una población rebasa un valor pre-determinado. 
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3. El desempeño “fitness” promedio- En esta opción el AG se detiene cuando el fitness 

promedio de la población rebasa un valor pre-determinado. 

4. Cambio en el mejor desempeño “fitness” – En esta opción el AG se detiene cuando un 

cambio en el desempeño “fitness” de una población comparado a de una generación 

anterior este debajo de un valor especificado. 

5. Cambio en el desempeño “fitness” promedio – En esta opción el AG se detiene cuando 

un cambio en el desempeño promedio “fitness” de una población comparado a de una 

generación anterior este debajo de un valor especificado. 

6. Cambio en la variancia del desempeño “fitness” – En esta opción el AG se detiene 

cuando un cambio en la variancia del desempeño “fitness” de una población comparado a 

de una generación anterior este debajo de un valor especificado. 

7. Cambio en el mejor objetivo – En esta opción el AG se detiene cuando el cambio en el 

valor del objetivo del mejor individuo de la población, en relación a generación anterior, 

este debajo de un valor especificado. 

8. Cambio en el objetivo promedio - En esta opción el AG se detiene cuando el cambio en 

el valor del individuo promedio de la población, en relación a la generación anterior, este 

abajo del valor especificado. 

9. Criterios relacionados con el número de fronteras, número de individuos en la primera 

frontera y cambios en las fronteras estos últimos para algoritmo basados en los conceptos 

de dominancia y fronteras de Pareto 
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6.3 Análisis de los resultados de los experimentos – multiobjetivo y mono objetivo 

 

6.3.1 Consideraciones acerca del modelo mono objetivo 

 
  Un modelo simplificado a pesar de ser resuelto más fácilmente, no significa que 

sea menos complejo. No obstante, se el desarrollo de esto modelo implicar en muchas 

simplificaciones comprometiese la acuidad de sus respuestas y, entonces no servirá al 

propósito. 

 La consistencia del modelo simplificado presentado, ítem 3.5, está basada en la 

apropiación de las mismas formulaciones de los costos que fueran aplicadas en el modelo 

de simulación, pero, sin la influencia de toda coyuntura estocástica cuya representación 

simulacional buscase emular. 

 Los costos del proceso en cuestión son originados a partir de una determinada 

configuración de máquinas que por su vez haz parte de un escenario de operación 

definido anteriormente.  

 Esto está basado en la formulación clásica de los modelos de optimización de la 

confiabilidad considerando el proceso de asignación de redundancias/confiabilidades que 

puede ser así definido [5-6]: 

 
Sujeto a 

 

 

 
 

 Vamos a denotar rj y xj como la confiabilidad del componente y el número de 

redundancias en la etapa j, respectivamente. Sea la función f (x1,... xn , r1... rn) que 

representa la confiabilidad del sistema correspondiente. Supóngase que hay m recursos y 

la cantidad disponible del recurso i es bi para i = 1,..., m.  Y que gij (xj, rj) denotan el 

consumo de recurso i en la fase j para el nivel de confiabilidad del componente y nivel de 

redundancia rj y xj respectivamente. 

 En otras palabras, como se puede verificar en la formulación clásica de Kuo [5-6], 

la asignación de redundancias/confiabilidades determina un acrecimos en el consumo de 
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recursos tanto humanos, estructurales como de costos denotados por gij (xj, rj) limitados 

por una cantidad bi. 

 Las gráficas en la secuela, 7-9, enseñan la comparación de los resultados 

obtenidos en la estructura simulación/optimización – SIMOPT – y el modelo simplificado 

mono objetivo (MSMO). De un modo general la estructura SIMOPT superó el modelo 

MSMO en todos los objetivos. 

 

 

Gráfica 7 Comparación entre los experimentos mono y multiobjetivos - 720 horas - 50 generaciones 

 

Gráfica 8 Comparación entre los experimentos mono y multiobjetivos - 1440 horas - 50 generaciones 
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Gráfica 9 Comparación entre os experimentos mono y multiobjetivo - 2160 horas - 50 generaciones 

 En la tabla 6, fue hecha una comparación del objetivo 2 (Confiabilidad global del 

sistema). La columna Promedio representa el promedio de todas las generaciones de las 

corridas de los experimentos hechos en la SIMOPT. 

 

 

Tabla 6 Comparación entre los experimentos (1,2 y 3) mono y multiobjetivo - Objetivo 2 - Confiabilidad 
global del sistema 

  SIMOPT   MSMO   

    Promedio* 720/1440 horas 2160 horas 

Objetivo 2 720/50 0.871855091 0.88 0.78 

  1440/50 0.863537541 0.88 0.78 

  2160/50 0.75215673 0.78 0.78 

  
  

720/100 
720/150 

0.853693481 
0.910970067 

0.88 
0.88 

0.78 
0.78 

 

 Dado la imposibilidad del modelo MSMO representar las características 

estocásticas inherentes del modelo idealizado en el trabajo él fue superado por la 

estructura SIMOPT, por lo tanto, a pesar de suministrar resultados de confiabilidad 

próximos de los promedios de las de las generaciones de individuos hallados en las 

corridas de la SIMOPT, esta comparación es inmaterial por dos motivos: uno que los 

promedios de la poblaciones son obtenidos de un conjunto de dados cuyos sus mejores 

individuos aparecen a partir de un determinado tiempo de ejecución del proceso, en otras 

palabras, estos promedios son obtenidos de un proceso que demora a estabilizar; otro 
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motivo es que los valores promedios de la SIMOPT no indican las mejores soluciones del 

proceso como se puede ver en las tablas 7-11. 

 

6.3.2 – Consideraciones sobre la estructura SIMOPT 

 

 Fueran realizadas 8000 simulaciones. De todos los 8000 individuos generados, el 

AGE seleccionó 40 escenarios de operación distintos, que satisfacían todos los objetivos 

y restricciones del problema, tablas 7-11. Estos escenarios seleccionados fueran 

inicialmente agrupados según el número de máquinas asignadas en el proceso. De 

acuerdo con esto criterio, observase que el número mínimo de asignaciones fue 15 y el 

máximo de 42, para un universo variando de 9 a 45 máquinas. Aisladamente, sin 

embargo, esto criterio no permite una elección satisfactoria del escenario de operación. 

 Otro criterio que puede ser considerado, entonces, es la confiabilidad del 

escenario. La confiabilidad de los escenarios seleccionados presentase levemente 

oscilante con una tendencia de mejora con el aumento del número de máquinas 

asignadas (aumento de la redundancia). Es importante resaltar, sin embargo, que todos 

los escenarios seleccionados presentaron confiabilidades elevadas 9arriba de 0.98) que 

de un punto de vista práctico haz este criterio también insuficiente para la toma de 

decisiones. 

  

Tabla 7 Mejores escenarios del experimento 4 720 horas 50 generaciones 

 Experimento 4 (Corrida 4)  720 horas  -50 generaciones 
Objetivo 1 – Costo total de mantenimiento del sistema 
Objetivo 2 – Confiabilidad total del sistema 
Objetivo 3 – Costo de operación total del sistema 
Objetivo 4 – Número total de mantenedores del sistema 

Escenario de operación Objetivo 1 Objetivo  2 Objetivo 3 Objetivo 4 Asignación de  
maquinas 

Escenario de operación 

1 2820206 0.998928 3624749 16 35 6.45 

2 2792698 0.998885 3709403 16 35 5.92 

3 1959979 0.997946 2079463 16 35 8.23 

4 1606541 0.985626 1622457 5 31 9.76 

5 1733869 0.987398 1676912 16 31 10.39 

6 1809541 0.996716 1770991 16 32 11.19 

7 1786686 0.996919 1775866 16 33 10.11 

8 2468443 0.998576 3081645 16 34 6.69 

9 2585959 0.998631 3326377 16 35 6.28 

Promedios 
2167227.2 0.995818 2481908 12 33.5 

8.33 
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Tabla 8 Mejores escenarios del experimento 5 - 1440 horas - 50 generaciones 

Experimento 
5  (Corrida 5) 

1440 horas  - 50 generaciones 
  
  

 

Escenario de 
operación 

Objetivo 1 Objetivo  2 Objetivo 3 Objetivo 4 Asignación de  
máquinas 

Costo/producto 

1 2914198 0.9993065 3147688 6 27 5.81 

2 2043527 0.9985866 2074511 7 27 6.81 

3 2742798 0.9987716 2901673 6 27 6.13 

4 1669170 0.9797631 1641688 6 20 7.11 

5 1992993 0.9837161 2040098 15 21 6.30 

6 2010620 0.9800117 1993446 7 20 7.19 

7 2863146 0.9991417 3064383 6 29 5.83 

8 2771984 0.9990900 2931642 6 28 6.18 

9 2896160 0.9993100 3130280 6 29 5.77 

10 2788534 0.9988900 2915434 6 27 7.10 

Promedios 2469313 0.9936590 2584084 7.1 25.50 6,42 

 

 
Tabla 9 Mejores escenarios del experimento 6 - 2160 horas - 50 generaciones 

Experimento 3 
(Corrida 3)) 

2160 horas  - 50 generaciones  

  

 

Escenario de 
operación 

Objetivo 1 Objetivo  2 Objetivo 3 Objetivo 4 Asignación 
de maquinas 

Escenario 
de 
operación 

1 1658352 0.981308 162341
7 

6 23 10.11 

2 1923583 0.985386 189956
0 

6 20 11.15 

3 2157052 0.993085 228798
2 

6 24 7.84 

4 1965154 0.989701 205874
0 

6 21 7.91 

5 2217531 0.994180 239966
9 

6 25 7.24 

6 2405210 0.995831 272651
5 

6 25 6.10 

7 2145893 0.993032 228796
0 

6 24 7.56 

8 2031733 0.991144 211996
7 

6 22 8.29 

9 2239416 0.994185 241899
5 

6 25 7.30 

10 2404594 0.995893 272804
8 

6 25 6.10 

Promedios 2114856 0.991330 225505
8 

6 23.4 7.96 

Tabla 10 - Mejores escenarios experimento 7 720 horas - 100 generaciones 
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Experimento 7 (Corrida 7) 720 horas – 100 generaciones 
  

 

Escenario de operación Objetivo 1 Objetivo  2 Objetivo 3 Objetivo 
4 

Asignación 
de  

Escenario de 
operación 

1 1967423 0.999746 2162364 6 36 6.23 

2 1641490 0.999063 1801222 5 35 5.65 

3 1744774 0.999701 1955186 6 36 5.40 

4 1696361 0.999691 1893462 6 36 5.40 

5 1691796 0.999581 1885273 6 36 5.42 

6 2014479 0.999761 2166809 6 35 7.00 

Promedios 1792721 0.999591 1977386 
 

6 35.6 5,85 
 

 
Tabla 11 Mejores escenarios experimento 8 720 horas 150 generaciones 

Experimento 8 (Corrida 8) 720 horas – 150 generaciones 
  

 

Escenario de operación Objetivo 1 Objetivo  2 Objetivo 3 Objetivo 
4 

Asignación 
de  

Escenario de 
operación 

1 1972618 0.993765 1986444 6 31 7,53 

2 1929498 0.998884 2103543 6 34 8,31 

3 1919545 0.997096 1991977 6 32 8.18 

4 1729870 0.984319 1814671 15 30 9,38 

5 2274398 0.999943 2396470 6 42 9,09 

Promedios 1965186 0.994803 2042621 7.8 33.8 8.50 
 

 Delante del expuesto, el tomador de decisión puede considerar otras 

variables de interese como el costo/producto, costo de mantenimiento (Objetivo 1) y los 

costos de operación (Objetivo 3). Con este nuevo criterio observase que el costo mínimo 

encontrado fue de 5. 4 (U.M.) (experimento 7 720/100/3 y 720/100/4) tabla 10 y el máximo 

de 11.19 U.M. (experimento 1 720/50/6) tabla 7, correspondiendo a 36 y 32 máquinas 

asignadas respectivamente.4. Para la asignación de 36 máquinas el número de 

mantenedores encontrado fue 6 contra 16 de la asignación de 32 máquinas, por ejemplo. 

 Y, agregando a esto criterio que el número de mantenedores más pequeño 

deseado sea inferior a 7 con costo/producto inferiores a 6.0 U.M. Con esto y las 

soluciones presentadas en las tablas 7-11. Y procurando responde la pregunta dejada en 

el ítem 1.2 llegase a conclusión que los escenarios más apropiados (óptimos) para el caso 

idealizado en cuestión serían los escenarios de operación de la tabla 12 en la secuela: 

 

 

 

                                            
4
 U.M. = unidades monetarias 
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Tabla 12 Mejores escenarios hallados después de la agregación de información 

Tiempo de 
Simulación
/generació
n 

Número del 
escenario de 
operación 

Objetivo 1 Objetivo  2 Objetivo 3 Objetivo 4 Asignación de 
máquinas 

Costo/producto 

720/100 2 1641490 0.999063 1801222 5 35 5.65 

720/100 3 1744774 0.999701 1955186 6 36 5.40 

720/100 4 1696361 0.999691 1893462 6 36 5.40 

720/100 5 1691796 0.999581 1885273 6 36 5.42 

1440/50 1 2914198 0.9993065 3147688 6 27 5.81 

1440/50 7 2863146 0.999142 3064383 6 29 5.83 

1440/50 9 2896160 0.999310 3130280 6 29 5.77 

 
 Cabe observar que, para números de asignaciones de máquinas muy 

próximos, ocurrió una diferencia entre sus costos. Esto evidencia una característica 

interesante del proceso que no solamente la cantidad de máquinas asignadas fue tomada 

en cuestión como también la posición de cada una de ellas en el sistema. Esto produce 

alteraciones en la producción y expone el sistema a la presencia de fallas que pueden 

causar, por ejemplo, un tiempo más grande de paralización de una operación. En estos 

casos, a pesar de cuantitativamente muy próximas, la combinación de máquinas es 

diferente y, consecuentemente, el desempeño también. Como ilustración fueron dibujadas 

las configuraciones de máquinas A, B, C, D, E y F correspondiente a los escenarios 2, 3, 

4,7 y 9 respectivamente de la tabla 12.  Considerar los cuadrados negros como máquinas 

asignadas y los cuadrados blancos como máquinas no asignadas. 
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A Escenario de operación 2 – 720 horas 100 generaciones B – Escenario de operación 3 – 720 horas 100 generaciones 

C –Escenario de operación 4 720 horas – 100 generaciones 
D – Escenario de operación 5 – 720 horas 100 generaciones 

E – Escenario de operación 1 – 1440 horas 50 generaciones F – Escenario de operación 7 – 1440 horas 50 generaciones 

G – Escenario de operación 9  – 1440 horas 50 generaciones 

Figura 6 Demonstración grafica de la tabla 12 
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6.3.3 Especulaciones acerca de las funciones de ajuste estadístico: 

 

 Considerando los experimentos multiobjetivos realizados, como mencionado no 

capítulo 4, en la secuela: 

 Experimentos 4, 5 y 6 de 720, 1440 y 2160 horas simuladas con 50 generaciones 

de 20 individuos(1000 individuos generados por corrida) respectivamente 

 Experimento 7 de 720 horas simuladas con 100 generaciones de 20 individuos 

(2000 individuos generados) 

 Experimento 8 de 720 horas simuladas con 150 generaciones de 20 individuos 

(3000 individuos) 

 Cabe recordar que cada individuo corresponde a un escenario de operación y que 

cada conjunto de 720 horas corresponde a un mes de operación sin interrupción del 

sistema. Estos individuos fueran sometidos al proceso de evolución del AGE lo cual, de 

acuerdo con el ya discutido, es guiado por los operadores de reproducción.  

 Estos operadores son responsables por la amplitud y diversidad de la búsqueda y 

tuvieran sus probabilidades de ocurrencia mantenidas constantes para garantizar una 

cierta homogeneidad de búsqueda entre los experimentos multiobjetivos. De esta manera, 

se evitaran oscilaciones muy grandes dos resultados entre los 5 experimentos 

multiobjetivos. Los experimentos produjeran una grande cantidad de dados agrupados por 

generaciones.  

 Como discutido anteriormente el AGE sigue siempre mejorando las soluciones a 

medida que se le da más tiempo y su convergencia está condicionada a un determinado 

número de generaciones, de individuos por generación, a las probabilidades de los 

operadores de reproducción y método de selección empleado. Así la convergencia está 

asegurada aunque que el espacio de soluciones sea extremamente grande pero finito.  

 El análisis estadístico empieza con la extracción de una tabla de resumen 

estadístico para cada experimento. Se observa en esta tabla las estadísticas descriptivas 

que representan: el desempeño promedio o “fitness” promedio; una medida del error típico 

del desempeño promedio; la mediana y variancia del desempeño; el error estándar, el 

desempeño máximo y mínimo; el rayo del intervalo de confianza para el desempeño 

promedio suponiendo población normal de varianza desconocida; y el coeficiente de 

asimetría y la medida de curtosis o apuntamiento. Esperase que estos últimos estén 

dentro del intervalo [-2,2] para verificar si efectivamente la población es normal.  
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 La tabla 13, presenta un ejemplo de la tabla de resumen estadístico del 

experimento 4 50 generaciones y 720 horas de simulación: 

 

720 horas - 50 generaciones 
  

  Objetivo 1 Objetivo 2 Objetivo 3 Objetivo 4 

Promedio 0,644696851 0,868702328 0,53914213 0,60324149 

Error típico 0,004462557 0,00927578 0,00544317 0,00755577 

Mediana 0,584664281 0,987294675 0,46536145 0,80132596 

Moda 0,523552234 0 0,41033134 0,80301174 

Desviación estándar 0,141118438 0,29332593 0,17212804 0,23893447 

Varianza de la muestra 0,019914413 0,086040101 0,02962806 0,05708968 

Curtosis 0,586779017 4,611334655 0,35816402 -1,6336841 

Coeficiente de asimetría 0,735529362 -2,5094529 0,99968533 -0,4461652 

Rango 0,907358567 1 0,99999985 0,74208176 

Suma 644,696851 868,7023277 539,14213 603,241492 

Cuenta 1000 1000 1000 1000 

Mayor(1) 1 1 1 1 

Menor(1) 0,092641433 0 1,468E-07 0,25791824 

Nivel de confianza 
(95,0%) 0,00875706 0,018202248 0,01068135 0,014827 

          

Coeficiente de Pearson 0,425405574 -0,4043023 0,42863836 -0,8290326 
Tabla 13 - Tabla de resumen estadístico del experimento 4 

 Verificase en la tabla 13 que las distribuciones de los desempeños de todos los 

objetivos no son simétricas y por lo tanto invalida el uso de métodos paramétricos como t-

estudiante, ANOVA, etc. asumiendo que x1, x2,…, xn muestras representan una secuencia 

de valores independientes e idénticamente distribuidos [143]. Este suceso fue identificado 

en todos los experimentos de acuerdo con la tabla 14, utilizando el coeficiente de simetría 

de Pearson en la secuela: 

Experimento Objetivo 1 Objetivo 2 Objetivo 3 Objetivo 4 

4 -720 horas 50  
generaciones 0,42540557 -0,40430230 0,42863836 -0,82903261 

5-1440 horas 50  
generaciones 0,30704225 -0,21197779 0,27868393 0,72475183 

6-2160 horas 50  
generaciones 0,28537810 -0,32405147 0,13513543 0,07178890 

7-720 horas 100  
generaciones 0,52096536 -0,47444772 0,50979017 0,26978468 

8-720 horas 150  
generaciones 0,21856782 -0,32311888 0,26588966 -0,14976595 
Tabla 14 Coeficiente de simetría de Pearson de todos los experimentos 
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  Observase también en la tabla 14 que el grado de asimetría sigue el mismo 

estándar para todos los experimentos, o sea, las corridas con asimetría a derecha siguen 

con la misma tendencia, mismo variando el número de generaciones o tiempo de 

simulación. 

 Entonces dado que no se puede tratar los datos con métodos paramétricos se 

propone una combinación de un abordaje de análisis exploratoria de datos, en particular 

las gráficas de caja y extensión, con un simple teste no paramétrico como por ejemplo el 

Kruskal_Wallis [142]. 

 Una gráfica de caja y extensión encierra el rango intercuartil de los datos en una 

caja que tiene la mediana dibujada dentro. El rango intercuartil de los datos tiene como 

extremos el percentil 75 (cuartil superior) y el percentil 25 (cuartil inferior). Las extensiones 

que indican observaciones extremas son indicadas por las líneas que están abajo o 

encima de la caja (no caso del rango de datos estar representado en el eje Y). Con esta 

grafica se puede identificar el despliegue de datos en relación al centro de localización 

(mediana), la variabilidad y el grado de asimetría. [142] 

 La prueba de Kruskal_Wallis es una generalización de la prueba de la suma de 

rangos para el caso de k>2 muestras. Se utiliza para probar la hipótesis nula Ho de que k 

muestras independientes son de poblaciones idénticas. Tratase de un procedimiento no 

paramétrico para probar la igualdad de promedios o medianas en el análisis de variancia 

de un factor cuando el experimentador desea desechar la suposición que las muestras se 

seleccionaron de poblaciones normales. [142] 

 Tratándose del proceso de convergencia del AGE fueran probados dos factores 

distintos de influencia en el proceso: uno influenciando las variables exógenas de los 

experimentos y otro las variables endógenas. El primero fue el tiempo de simulación 

diferente, factor exógeno, para experimentos con un mismo número de generaciones; el 

segundo fue el número de generaciones del AGE, factor endógeno, para experimentos 

con un mismo número de horas de simulación. En ambos se consideraron constantes, el 

número de individuos por generación y las probabilidades de ocurrencia de los 

operadores genéticos. 

 Evaluando el primero factor exógeno a través de las gráficas de caja y extensión 

fue evidenciada la influencia de él en la dispersión de las respuestas y por la 

característica acentuada de asimetría para los tiempos de simulación más grandes. Esto 

comprueba la aseveración anterior de que sometiéndose el sistema a un tiempo más 
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grande de simulación fue posible la percepción de factores estocásticos indeseables 

como por ejemplo las fallas. Las gráficas fueron generadas a partir de todos los 

desempeños de los objetivos generados en el experimento para 50 generaciones, 1,000 

en el total. Por ejemplo, las gráficas en las figuras 7, 8 y 9 enseñan los resultados del 

desempeño del objetivo 2, maximización de la confiabilidad del sistema, para 50 

generaciones, 720, 1440 y 2160 horas respectivamente en la secuela: 

Generaciones

494745434139373533312927252321191715131197531

s
7
2
0

1,0000000

0,8000000

0,6000000

0,4000000

0,2000000

0,0000000

 

Figura 7 - Grafica de cajas y extensión - Objetivo 2 720 horas 50 generaciones 
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Generaciones

494745434139373533312927252321191715131197531

s
1
4
4
0

1,0000000

0,8000000

0,6000000

0,4000000

0,2000000

0,0000000

 

Figura 8 Grafica de caja y extensión para el Objetivo 2 - 1440 horas - 50 generaciones 

 

Generaciones

494745434139373533312927252321191715131197531

s
2
1
6
0

1,0000000

0,8000000

0,6000000

0,4000000

0,2000000

0,0000000

 

Figura 9 Grafica de caja y extensión para el Objetivo 2 - 2160 horas - 50 generaciones 
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 Y para aplicar el teste de Kruskal-Wallis fueron hechas las consideraciones en la 

secuela: 

1 Hipótesis 

H0: M1=M2=M3 (Las medianas de las amuestras son iguales) 

Ha: Las medianas son diferentes 

2. Nivel de significancia α= 0.05 

3. Región de no aceptación 

 Rechazar la hipótesis nula si p-value ≤ 0.05 

De acuerdo las tablas XXX y VVV en la secuela: 

 Test Estadísticas (a,b) 
 

  s720 s1440 s2160 
Chi-Square 444,359 136,199 88,293 
df 49 49 49 
Asymp. Sig. ,000 ,000 ,000 

Tabla 15 Tabla de puntuación del teste de Kruskal-Wallis – proba del factor exógeno 

a  Kruskal Wallis Test 
b  Grouping Variable: Generaciones 
 

Y como el p-value=0.00 ≤ 0.05 la hipótesis nula es rechazada.  

 Se pudo afirmar que con el nivel de significancia α=0.05 existe evidencias 

suficientes para concluir que existe una diferencia significativa entre los tres tiempos de 

simulación basado en la tabla 15 de puntuación. 

 Evaluando el segundo factor endógeno la influencia del número generaciones 

observase la tendencia de disminución de la dispersión del desempeño de los objetivos 

en los experimentos con número de generaciones más grande de acuerdo con las 

gráficas de caja y extensión en las figuras 10 – 12, para el desempeño del objetivo 1, 

minimización del costo total de mantenimiento del sistema, para 720 horas y 50, 100 y 

150 generaciones respectivamente, en la secuela: 
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Generaciones

49,0046,0043,0040,0037,0034,0031,0028,0025,0022,0019,0016,0013,0010,007,004,001,00

g
5
0

1,0000000

0,8000000

0,6000000

0,4000000

0,2000000

0,0000000

 

Figura 10 Grafica de caja y extensión para el objetivo 1 720 horas - 50 generaciones 

 

Generaciones

96,0091,0086,0081,0076,0071,0066,0061,0056,0051,0046,0041,0036,0031,0026,0021,0016,0011,006,001,00

g
1
0
0

1,0000000

0,8000000

0,6000000

0,4000000

0,2000000

0,0000000

 

Figura 11 Grafica de caja y extensión para el objetivo 1 720 horas - 100 generaciones 
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Generaciones

141,00131,00121,00111,00101,0091,0081,0071,0061,0051,0041,0031,0021,0011,001,00

g
1

5
0

1,0000000

0,8000000

0,6000000

0,4000000

0,2000000

0,0000000

 

Figura 12 - Grafica de caja y extensión para el Objetivo 1 - 720 horas - 150 generaciones 

  Considerando la tabla de resumen estadístico para las tres poblaciones 

correspondiendo al desempeño del objetivo 1 para 50, 100 y 150 generaciones observase 

que además del grado de asimetría comprobado las variancias son diferentes y 

posiblemente indicando que se está en una condición de heterocedasticidad, pero con 

son más de dos experimentos el analice con las gráficas caja y extensión y la tabla de 

resumen estadístico complementados con el teste de Kruskal_Wallis sigue siendo 

empleado.  

 Así aplicando el teste de Kruskal-Wallis para verificar si hay influencia del número 

de generaciones en los experimentos se concluye que con el nivel de significancia α=0.05 

existe evidencias suficientes para concluir que existe una diferencia significativa entre los 

tres tamaños de generación basado en las tablas de resumen estadístico y de puntuación 

del teste de Kruskal-Wallis tabla 16 y 17 respectivamente. Y con esto el número de 

generaciones influencia el proceso de convergencia. 
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Generaciones 

 Estadisticas   g50 g100 g150 

N Estadística 1000 2000 3000 

Rango Estadística .9073586 .9071227 .9099224 

Mínimo Estadística .0926414 .0928773 .0900776 

Máximo Estadística 1.0000000 1.0000000 1.0000000 

Suma Estadística 644.6968509 1234.6971491 2066.1347429 

Promedio Estadística .644696851 .617348575 .688711581 

  Error estándar .0044625568 .0030737265 .0022240204 

Desviación estándar Estadística 

.1411184375 .1374612260 .1218146119 

Variancia Estadística .020 .019 .015 

asimetría Estadística .736 1.103 .665 

  Error estándar .077 .055 .045 

Kurtosis Estadística .587 .678 .842 

  Error estándar .155 .109 .089 

Tabla 16 - Tabla de resumen estadístico para el Objetivo 1 720 horas - 50, 100 y 150 generaciones 

 Teste estadístico (a,b) 
 

  g50 g100 g150 
Chi-Square 69,121 152,801 66,700 
df 49 99 149 
Asymp. Sig. ,031 ,000 1,000 

Tabla 17 - Tabla de puntuación para el teste de Kruskal-Wallis del factor endógeno 

a  Kruskal Wallis Test 
b  Grouping Variable: Generaciones 
 

 Y concluyendo existe influencia del número de generaciones en la convergencia del 

proceso de simulación/optimización. 

 Las gráficas, 2-6, de los desempeños promedios de los objetivos proporcionaron un 

análisis sencillo del proceso de convergencia del AGE. Y específicamente para el caso 

estudiado el modelo de optimización mono-objetivo proporcionó algunas cotas de 

comparación, mismo con sus debilidades. El analice de convergencia fue complementada 

con un analice no paramétrico concluyendo que el AGE siempre convergirá  a un valor de 

desempeño mejor adaptado y factores como el tiempo de simulación y número de 

generaciones influencian tanto en la calidad de las soluciones como también en el tiempo 

de computo necesario. 

  Todos los experimentos, 4 -8, presentaran el mismo estándar y respondieron de la 

misma manera a la aplicación de los factores endógeno y exógeno. Pequeñas variaciones 

ocurrirán pero en general presentaran el mismo comportamiento estadístico.  
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 Ciertamente ajustes estadísticos que llevan en cuenta la característica estadística 

muy particular de los datos generados por algoritmos evolutivos son necesarios. La razón 

para esto está en la forma peculiar como el proceso de selección de los individuos de una 

generación para otra es realizado resultando en datos que acaban sesgados, asimétricos 

y no normalmente distribuidos [143].  Concluyendo esto imposibilita la aplicación de 

métodos paramétricos de analice estadístico. Lahoz-Beltra y Perales-Gravan [143] 

proponen tratar estas características de los experimentos con algoritmo evolutivos a 

través de un protocolo estadístico sintetizado en la tabla 18: 

 

 

Tabla 18 Protocolo de análisis estadístico para experimentos de computación evolutiva 

Evaluación del desempeño 

 

Graficas robustas de desempeño y tabla de resumen 
estadístico 
 

 

 

 

 

 

 

 

 

 
 
 
Ke=2 experimentos 
 
 

Graficas 
múltiples de 
caja y 
extensión 
 
 
 
 
Tabla de 
resumen 
estadístico 
 
 
 

σi=σj 
 
Prueba de Mann-

Whitney 

(Wilcoxon) 

σi≠σj 
 
Prueba de 
Wilcoxon 
estudentizada 
 

 
Ke>2 experimentos 

 
Graficas múltiples de caja y 

extensión 

Tabla de resumen estadístico 

Prueba de Kruskal-Wallis  

Prueba de Dunn 

 Fuente – Lahoz-Beltra y Perales-Gravan [127] 
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7. Conclusión 

 
 Esto trabajo trató de un problema de asignación de redundancias y confiabilidades 

en uno sistema de producción automatizado. El objetivo es mejorar la confiabilidad global 

del sistema asignando componentes alternativas (redundancias) asociadas en paralelo a 

cada componente original y, al mismo tiempo, minimizar el empleo de mantenedores y 

costos de mantenimiento/operación asociados. 

 El proceso de simulación/optimización utilizado haz uso de un modelo construido 

en términos de variables y restricciones. No existe, como en los problemas de 

optimización convencionales, una función (o conjunto de funciones) representando el 

sistema. De esta manera, el modelo puede asumir el grado cualquiera de complejidad, 

pudiendo, sin embargo, representar fidedignamente situaciones reales industriales. 

 De esta manera, la metodología empleada está íntimamente ligada a las 

restricciones impuestas al modelo, las cuales son fruto del juicio del modelador. Así 

siendo, el proceso no solamente beneficiase, más de facto depende de la corrección 

(cualidad) y del trabajo del modelador. 

 Del universo de simulaciones realizadas (8,000) fueran seleccionadas por el 

proceso genético solamente 40 escenarios de operación factibles. Así, el abordaje 

propuesto permite la generación de un conjunto reducido y exequible de soluciones 

(bastando alterar los límites de las restricciones), minimizando la cantidad de escenarios 

de operación y consecuentemente facilitando la toma de decisiones. 

 La metodología empleada fue eficaz en el sentido de encontrar soluciones factibles, 

a pesar de la existencia de múltiples objetivos en conflicto, restricciones, inter relaciones 

sistémicas y aleatoriedades. Delante de esto y considerando todavía el altísimo grado de 

confiabilidad de las soluciones atingidas (>0.98) y el grado de generalidad del modelo 

desarrollado, puede-se afirmar que la metodología propuesta tiene amplia posibilidad de 

aplicación en situaciones reales industriales. 

 A pesar de las respuestas encontradas sean satisfactorias delante de las 

restricciones empleadas, el proceso/modelo desarrollado permite análisis más 

profundizados. Esto está relacionado con las múltiples posibilidades que las variables más 

específicas, que pueden ser asignadas en el modelo, posibilitarían analizar. 
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 Como desdoblamientos futuros de esto trabajo se puede considerar la utilización de 

sistemas de producción con estructura más compleja, además de la utilización de otros 

objetivos como: 

 Optimización del inventario de partes para el mantenimiento; 

 Optimización del número de inspecciones de mantenimiento con el objetivo de 

reducir los tiempos de paralización del sistema; 

 Optimización de la calendarización de tareas(job shop problem) ; y 

 Optimización de los parámetros de operación con el objetivo de atender a las 

alteraciones de los niveles de productividad. 
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ANEXO 1 – Modelo PETRI diagrama y tablas resumen 

 

Tabla 19 Descripción de las operaciones del sistema 

ítem Transición Descripción 

01 T1 Inicio de la operación de transporte 1 de la pieza de S1 a M1 

02 T2 Fin de la operación de transporte 1 e inicio del proceso de la máquina 
M1 – operación 1 

03 T3 Fin de proceso de la máquina M1 -  operación 1 

04 T4 Inicio del proceso de erosión por la máquina M2 – operación 2 

05 T5 Fin del proceso de erosión – operación 2 

06 T6 Inicio de la operación de transporte 2 de la pieza de M2 a M3  

07 T7 Fin de la operación de transporte 2 e inicio del proceso de ensamble – 
operación 3 

08 T8 Fin del proceso de ensamble – operación 3 

09 T9 Inicio de la operación de transporte 3 de la pieza de M3 a M5 

10 T10 Fin de la operación de transporte e inicio del proceso de ajuste por la 
máquina M5 – operación 4 

11 T11 Fin del proceso de ajuste – operación 4 

12 T12 Inicio de la operación de transporte 4 de la pieza de M5 a S2(almacén 
final) 

13 T13 Fin de la operación de transporte 4 

14 T14 Inicio de la operación de transporte 5 de la pieza de M2 a M4  

15 T15 Fin de la operación de transporte 2 e inicio del proceso de ensamble – 
operación 5 

16 T16 Fin del proceso de ensamble – operación 5 

17 T17 Inicio de la operación de transporte 6 de la pieza de M4 a M6 

18 T18 Fin de la operación de transporte e inicio del proceso de ajuste por la 
máquina M6 – operación 6 

19 T19 Fin del proceso de ajuste – operación 6 

20 T20 Inicio de la operación de transporte 7 de la pieza de M6 a S2(almacén 
final) 

21 T21 Fin de la operación de transporte 7 

 
Tabla 20 Descripción de los nodos lugar de la RED de PETRI 

Ítem Lugar Descripción 

01 P1 Máquina M1  libre (Fresado) 

02 P2 Robot R1 transportando pieza de S1(almacén) a M1 

03 P3 Robot R1 libre 

04 P4 Máquina M1 procesando 

05 P5 Máquina M1 ocupada con pieza ya procesada 

06 P6 Máquina M2 (Erosión) libre 

07 P7 Máquina M2 procesando 

08 P8 Máquina M2 ocupada con pieza ya procesada 

09 P9 Almacén S1: número de piezas en el stock de materia prima 

10 P10 Máquina M3 libre (Ensamble A) 

11 P11 Robot R2 libre 

12 P12 Robot R2 transportando pieza de M2 para M3  

13 P13 Máquina M3 procesando 

14 P14 Máquina M3 ocupada con pieza ya procesada 

15 P15 Máquina M5 libre 

16 P16 Robot R2 transportando pieza de M3 para M5 

17 P17 Máquina M5 procesando (Ajuste A) 
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18 P18 Robot R3 libre 

19 P19 Máquina M5 ocupada con pieza ya procesada 

20 P20 Robot R3 transportando pieza de M5 para almacén S2 

21 P21 Almacén S2:número de piezas en el stock de producto final 

22 P22 Robot R2 transportando pieza de M2 para M4 

23 P23 Máquina M4 procesando(Ensamble B) 

   

24 P24 Máquina M4 ocupada con pieza ya procesada 

25 P25 Máquina M6 libre 

26 P26 Robot R2 transportando pieza de M4 para M6 

27 P27 Máquina M6 procesando (Ajuste B) 

28 P28 Máquina M6 ocupada con pieza ya procesada 

29 P29 Robot R3 transportando pieza de M6 para almacén S2 

 

 
 
Figura 13 Rede de Petri para el modelo conceptual del sistema 
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ANEXO 2 RESUMEN DE LOS ARTICULOS CONTENIDOS EN LAS REFERENCIAS. 

 
Clasificación general de las referencias, basada en Smith según Bowden & Hall [19]. Para leer este anexo  
Primeramente se presenta los artículos numerados su posición en la referencia y agrupados por dominio en 
la secuela se presentan comentarios acerca de cada uno de los artículos listados 
 

A. Dominio: Método 
1. Multicriteria design of manufacturing systems through simulation optimization  
2. An approach for multiple criteria simulation with application to turning operation  
3. Using genetic algorithms to optimize controller parameters for HVAC 
4. Simulation and evaluation of  optimization problem solutions in distributed energy management 

systems  
5. Simulation based optimization using simulated annealing with ranking and selection  
6. An FE simulation and optimization approach for the forging of aero engine components  
7. A simulation optimization based control policy for Falla one machine, two product manufacturing  
8. Airfield simulation with optimization via decomposition  
9. Simulation and optimization approaches to scenario tree generation 
10. Solving a multiresponse simulation/optimization problem with discrete variables using a multiple-

attribute decision making method  
11. An improved simulate annealing simulation optimization method for discrete parameter stochastic 

systems  
12. Simulation based sequencing and lot size optimization for a production and inventory system with 

multiple items  
13. Solving simulation optimization problems on grid computing systems  
14.  Numerical simulation and optimization of worm gear cutting  
15.  A simulation optimization method that considers uncertainty and multiple performance measures  
16. Advanced numerical simulation of liquid composite molding for process analysis and optimization  
17.  Dynamics of an activated sludge process with nitrification and denitrification. Star-up simulation and 

optimization using evolutionary algorithm  
18.  Simulation and optimization of a novel solar-powered absorption refrigeration module  
19. Simulation modeling of repairable multi-component deteriorating systems for “on condition” 

maintenance optimization  
20. A multiobjective optimization model for exploring multiprocessor mappings of process networks  
21.  Genetic algorithms in optimizing simulated systems  
22. Theory and algorithm of local refinement based 

Optimization with application to device and 
Interconnect sizing 

23. A four step methodology for using simulation and 
Optimization technologies in strategic supply chain 

24. Planning  
25. Parameter optimization technique using the  

    response surface methodology  
26. Interactive optimization and simulation of 

     barge traffic on an inland waterway  
27. Application of an ordinal optimization algorithm  

    to the testing process  
A.1 Comentarios acerca de los artículos clasificados en el dominio del método 

1. Presentan la técnica de optimización multicriterio llamada método STEP. Fue usado como ejemplo un 
sistema da manufactura 

2. Fue desarrollado un eficiente algoritmo multicriterio basado en la superficie de corte  usando la 
metodología de la superficie de respuesta(RSM –Response Surface Methodology) para variables 
continuas 

3. Aplicación de la simulación/optimización para controlar el desempeño de un controlador PID de un 
sistema Calentamiento, ventilación y Aire acondicionado(HVAC en inglés) 

4. Aplicación de simulación optimización al gestión de sistemas de energía 
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5. Presenta un método que combina recocido simulado con selección y tanteo para la resolución de 
problemas de optimización estocásticos. 

6. Presenta un proceso de simulación basado en un método de elementos finitos y optimización aplicado 
a un proceso de fundición de componentes de turbinas de aviones 

7. Una aplicación de la simulación optimización a un problema de escoja de las tasas de producción que 
minimizan los costos esperados del inventario sobre un horizonte infinito para un sistema de 
producción que contiene una máquina y dos productos. 

8. El estudio describe el desarrollo y uso de un modelo computacional que analiza las complejas 
actividades que ocurren en un campo de aviación militar de manera a que permite que los campos de 
aviación tengan la habilidad de soportar muchos tipos de misiones para sus aeronaves.  El simulador 
BRACE(Base Resource and Capabilities Estimator) fue acoplado al algoritmo optimizador basado en 
la metodología de descomposición. 

9. El artículo presenta tres enfoques para la generación de árboles de escenarios para tres problemas de 
portafolios financieros a través de simulación/optimización basado en aproximación estocástica.  

10. Propone un abordaje para la resolución de problemas no lineales y estocásticos pertinentes a los 
sistemas de producción resaltando que los problemas prácticos involucran muchas características de 
los problemas de optimización de múltiple respuesta y para la resolución de tales problemas proponen 
un métodos de toma de decisiones de múltiples atributos que es una técnica para ordenar 
preferencias por similitud a las soluciones ideales(TOPSIS del inglés technique for order preferente by 
similarity to ideal solutions) El método asume que los factores de control tienen valores discretos y que 
cada factor de control tiene exactamente tres niveles de control. Funciones de pérdida de calidad de 
Taguchi fueran adaptadas al modelado del factor promedio y a los efectos de la variancia. Así se trata 
de una propuesta híbrida de los métodos de Taguchi y TOPSIS. 

11. Los autores proponen un método de simulación optimización basado en el algoritmo recocido 
simulado desarrollado para mejorar el desempeño del recocido simulado para la simulación 
optimización de variables discretas, el método acopla la técnica de las superficie de respuesta al 
algoritmo recocido simulado 

12.  Un problema de decisión fue investigado considerando un sistema de manufactura como objeto de 
estudio y la necesidad de definirse políticas para el funcionamiento óptimo del sistema. Fue analizado 
el problema de definición de cual política de manufactura o las normas de secuenciación y las normas 
para el tamaño de lote las cuales maximizan las ganancias esperadas por unidad de tiempo. Una vez 
que el problema es muy complejo para las soluciones analíticas, los autores acotaran la búsqueda por 
una óptima política para simplificar la estructura de políticas, que puede ser descrita por pocos 
parámetros. Para encontrar los valores óptimos de los parámetros utilizaran simulación optimización 
dónde el simulador del sistema fue combinado con un algoritmo genético optimizador. 

13.  La óptima asignación de amarraderos y de grúas para los servicios marítimos es un problema 
logístico crucial para los modernos terminales de contenedores y deben ser formulados para tener en 
cuenta su naturaleza estocástica. Los autores usaran una rejilla computacional para resolver uno de 
los mayores problemas de los puertos a través del enfoque de optimización basado alrededor de un 
modelo de colas en red del proceso logístico de interese. Fue utilizado el algoritmo SARP que es una 
combinación del recocido simulado con el procedimiento de Rinotts para la selección de las soluciones 
generadas acoplada a un simulador de modelos de cola. 

14.  La fabricación de un mecanismo de tornillo sin fin requiere numerosos ajustes y los estándar de 
contacto son frecuentemente usados para validar la calidad del acoplamiento del mecanismo de 
tornillo sin fin. El articulo presenta una herramienta numérica que fue desarrollada para simular el 
acoplamiento del mecanismo y computar el error quine matico y los patrones de no contacto. La 
herramienta numérica es entonces usada para estudiar la influencia de un conjunto de parámetros de 
acoplamiento y formular un procedimiento de optimización de la producción antes de cualquier 
operación en la planta. 

15.  El amago de esta investigación es la incorporación a la simulación las preferencias de los usuarios 
finales de encuentro a los riscos e incertidumbres dentro del proceso de búsqueda de la mejor 
alternativa de decisión. Los autores llegan a la conclusión que para eso es necesario automatizar la 
optimización acoplada a la simulación a través de dos métodos de simulación optimización que 
contienen estrategias determinísticas de toma de decisiones múltiple criterio. 

16.  Los procesos de manufactura de compuestos basados en el moldeado de compuestos líquidos (LCM  
en inglés) he avanzado mucho en los recientes años. Enfocado en las etapas de llenado y cura 
durante el LCM; el trabajo presenta una suma de contribuciones en términos de los procesos de 
simulación y optimización que pueden ser concebidos para mejorar la eficiencia de la creación del 
prototipo virtual del molde. 
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17.  El artículo presenta el modelado dinámico y el uso de la simulación del sistema de manera a 
establecer el modo de operación continua (steady state) de ambos los sistemas de nitrificación y 
desnitrificación. El sistema ASM3 fue aplicado para el modelado de los procesos microbiológicos en la 
aeración del tanque y modelo de 10 capas de decantación es adaptado al tanque de decantación. 
Entonces, el problema de optimización es llevado por el algoritmo genético, y la óptima secuencia de 
aeración es determinada para del mínimo consumo de energía. El manoseo de las restricciones es 
alcanzado por tres métodos de comparativos usando el rechazo de infactibilidades, la penalización de 
infactibilidades y la selección por ruleta sin cualquier parámetro de penalización. 

18.  Un modelo matemático fue desarrollado para simular optimizar el desempeño del módulo de 
refrigeración y absorción energizado por el sol que contiene dos tipos de sólidos de absorción 
domésticos el carbón y el metanol. 

19.  El trabajo presenta el modelado de un sistema degenerativo monitoreado continuamente por el uso 
de simulación Monte Carlo regido por un esquema de optimización del mantenimiento basado en la 
condición cuya finalidad es minimizar el costo total esperado del sistema para una dado tiempo de 
misión. El modelo de simulación es primeramente introducido por la consideración de una  única 
componente no reparable sujeta a una degradación estocástica. El modelado es generalizado para un 
sistema reparable de múltiple componentes. Para encontrar los límites óptimos de degradación de una  
intervención del mantenimiento, el procedimiento de optimización del costo es hecho a través de una 
búsqueda simple en el espacio de los límites del mantenimiento (Método heurístico de optimización). 

20.  En el contexto del proyecto Artemis fue desarrollado el programa SESAME, que se trata de una 
estructura que provee métodos de simulación y modelado y herramientas para el diseño eficiente de la 
exploración de espacios de sistemas heterogéneos embebidos de mulTiempodia acoplada a un 
algoritmo de optimización multiobjetivo llamado SPEA(descripción rápida en el anexo). 

21.  Este artículo es el prototipo de otros artículos de los autores en la área de optimización simulación 
destacan que muchas decisiones en el diseño involucran la escoja de políticas alternativas y 
frecuentemente las variables usadas para representar tales alternativas no son solamente discretas 
más cualitativas. Los autores presentan una metodología de simulación optimización que puede 
operar con variables cualitativas. Para eso proponen la junción de un algoritmo genético con un 
generador de modelos de simulación orientados por objetos. Los diseños del sistema recomendados 
por el AG son convertidos en modelos de simulación y ejecutados. 

22. Aplicación en el área de desempeño de circuitos electrónicos. Tratase de un experimento que conjuga 
el método de optimización propuesto por Cong-He (Programa CH) y el algoritmo de computación 
acotada (bound computación) para la búsqueda de layout óptimo de un circuito. 

23. Proponen una estrategia constituida de 4 etapas.- optimización-simulación-simulación/optimización 
para optimizar las actividades de planeación y 

24. toma de decisiones en los sistemas de cadenas de suministro. 
25. El articulo propone una técnica de  optimización por el uso de la metodología de la superficie de 

respuesta(e Response Surface  Methodology (RSM)) para la simulación exacta de células biológicas 
que calcula el comportamiento de la célula por integración numérica de la ecuación diferencial y 
genera acciones potenciales, transitorio celular Ca, contracción y consumo intracelular de ATP por el 
uso  de los mayores valores de los parámetros de permeabilidad iónica y amplitud de la dependencia 
de Ko.  Debido que el parámetro de espacio los autores no puede ser aproximado por una única 
superficie cuadrática polinomial, los autores adoptaran una técnica de subdivisión recursiva y el uso de 
coeficientes de múltiples determinaciones para representar la superficie de respuesta en cada sub-
espacio para un dado criterio de subdivisión.  

26. Proceso de simulación y optimización usando la combinación de un algoritmo recocido simulado + el 
heurísticos de Nawaz,  Enscore & Ham, NEH acoplados a el simulador RAO(recursos, acciones, 
operaciones) para la resolución de un problema de asignación de una secuencia de fabricación sujeta 
a restricciones de mantenimiento. 

27. El Hooke & Jeeves algoritmo (HJ) es un es un procedimiento estándar de búsqueda usado para 
optimizar funciones no lineales que no necesariamente son continuas y diferenciables. El algoritmo 
desempeña repetidamente dos tipos de rutinas de búsquedas: una búsqueda exploratoria y una 
búsqueda estándar. El algoritmo HJ requiere una evaluación determinística de la función a ser 
optimizada. Los autores consideraran situaciones dónde la función objetivo es estocástica y puede ser 
evaluada solamente a través de una simulación Monte Carlo. Para superar el problema del uso de 
extensivas evaluaciones por la simulación Monte Carlo la técnica de extrapolación del desempeño de 
la proporción de probabilidad.(LRPE en inglés). Ellos hicieron la extrapolación del desempeño medido 
para diferentes valores de los parámetros de decisión mientras simulaban un camino simple de 
muestreo del sistema fundamental. Su algoritmo modificado Hooke & Jeeves usó la extrapolación del 
desempeño de la proporción de probabilidad en el proceso de simulación y optimización. 
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B. Dominio de las Estrategias y tácticas 
 

1. Simulated annealing for discrete optimization with estimation 
2. Simulation optimization of stochastic systems with integer variables by sequential linearization 
3. A framework for response surface methodology simulation optimization  
4. On constrained simulation and optimization by Metropolis chains  
5. Fuzzy controlled simulation optimization  
6. Simulation and evolutionary optimization of electron-beam lithography with genetic and simplex. downhill 

algorithms  
7. Integrating simulation and optimization to schedule a hybrid flow shop with maintenance constraints  
8. A sequential-design metamodeling strategy for simulation optimization  
9. Efficient optimization procedures for stochastic simulation systems  
10. Machine learning approach for determining feasible plans of a remanufacturing system.  
11. A hybrid genetic algorithm-neural network strategy for simulation  
12. Modeling simulation and optimization of a beer pasteurization tunnel  
13.  A modified Hooke and Jeeves algorithm with likelihood ratio performance extrapolation for simulation 

optimization  
14. Multi-response simulation optimization using genetic algorithm within desirability function framework  
15. Multi-response simulation optimization using stochastic genetic search within a goal programming 

framework  
 
B.1 Comentarios acerca del dominio de las estrategias y tácticas 
 
1. Presentan el algoritmo recocido simulado modificado para un contexto optimización estocástica dónde 

los cálculos de la función objetivo son perturbados por un ruido estocástico. 
2. Fue desarrollada una estrategia de optimización basada en una serie de sub-problemas de 

aproximación lineal. Cada sub-problema es construido a partir del modelo de simulación para la 
resolución de problemas en los sistemas de manufactura caracterizados por unas funciones objetivo y 
de restricciones cuyos valores esperados son funciones estocásticas. 

3. Desarrollo de una estructura automática para optimización de modelos de simulación estocásticos a 
través del método de superficies de respuesta, que según los autores es frecuentemente utilizada para 
la optimización de modelos de simulación estocástica de forma no automatizada.  

4. Aplicación de cadenas de Metrópolis no homogéneas para simular o minimizar bajo algunas 
restricciones. 

5. Presenta una estrategia de optimización que depende de un controlador fuzzy guiado por un conjunto 
de reglas derivadas de conceptos estadísticos, modelos de superficie de respuesta, y conocimiento de 
expertos para ilustrar la aplicaran en un sistema de manufactura.  

6. Programación lineal es usada como técnica de optimización conjugada a un modelo echo en el 
software ARENA. Es una técnica iterativa que fue aplicada a la optimización del tráfico de barcazas en 
un canal. 

7. Un abordaje híbrido usando un algoritmo genético para la búsqueda global y un algoritmo simples-
downhill para una posible búsqueda local mejoro drásticamente la estructura optimizada solamente 
por el algoritmo genético. La estrategia fue aplicada a un cañón de electrones litografica para la 
fabricación de circuitos electrónicos de microondas 

8. El articulo presenta la factibilidad y robustez de una estrategia secuencial de simulación/optimización 
usando un metamodelo no paramétrico, incorporando las nociones avanzadas de estadística no 
paramétrica en la literatura, utilizan el método “thin-plate spline sequential procedure” 

9. Aplicación de la técnica de optimización enjambre de partículas (particle swarm optimization PSO) al 
modelo de simulación HKCONSIN al revés de  un mecanismo convencional de simulación  
optimización  (constante & promedio) aplican un proceso no constante y estocástico usando PSO lo 
comparan con un algoritmo genético. 

10.  Para la resolución de los problemas de planeación de las actividades de remanufactura a través de 
una nueva metodología basado en un enfoque de aprendizaje de máquina para predecir el plan 
requerido de viabilidad en aplicaciones prácticas. Por la aplicación de la teoría de los conjuntos 
aproximados para predecir las reglas que son obtenidas o aprendidas de un conjunto de datos de 
entrenamiento generado por el simulador. El simulador es acoplado a una estructura de optimización 
ordinal [33] y un nuevo método de optimización ordinal restringido fue desarrollado para la planeación 
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de re manufactura. La planeación de recursos de sistemas complejos de re manufactura es 
generalmente extremamente difícil en términos del tamaño del problema y sus incertidumbres, y, en 
muchos casos, un enfoque de simulación es único camino disponible. Pero la determinación previa  de 
un plan factible mejoraría en mucho la eficiencia de la simulación y provee un poderosa herramienta 
para futuros desarrollos de métodos de simulación para la optimización de la planeación de 
operaciones. El artículo presenta un problema de un sistema de re manufactura que fue formulado 
como un problema estocástico de optimización discreta con complicadas restricciones probabilísticas.  

11. Fue presentada una técnica híbrida empleando un algoritmo genético acoplado a una red neuronal 
para la resolución del problema de optimización. El buen desempeño de aproximación de la red 
neuronal  y la efectiva y robusta búsqueda evolutiva de los algoritmos genéticos son aplicadas en 
sentido híbrido  dónde la red neuronal es empleada en la predicción del valor de lo objetivo y el AG es 
adoptado en la búsqueda del diseño óptimo basado en los valores de aptitud(fitness) pronosticado.  
Una simulación numérica fue hecha para probar el método del bien conocido problema de proyecto de 
la vasija de presión , 

12.  Para un problema de optimización estocástica para encontrar los valores limites que reducen las 
excesivas perdidas bajo a niveles de reprueba tolerables en lo proceso de prueba de galletas. Según 
los autores es un problema de duro de optimización con un largo espacio de soluciones. Proponen 
entonces una teoría de optimización ordinal basada en un algoritmo de dos niveles para la resolución 
del vector de los valores de los límites suficientemente buenos y compara con los obtenidos por otros 
métodos usando un conjunto de 521 galletas de una prueba real. 

13. Los autores introducen un modelo experimental de un túnel de pasteurización de cervezas que puede 
ser aplicado a cualquier túnel de la industria de alimentos. Un modelo matemático para simular 
computacional mente el comportamiento energético de túnel de pasteurización fue acoplado a un 
procedimiento de optimización que según los autores lograran con el método una combinación de la 
efectividad numérica con un bajo tiempo computacional. 

14.   El trabajo presenta una nueva metodología para resolver problemas de optimización estadística de 
múltiples respuestas. La metodología integra funciones deseables y el enfoque de simulación con un 
algoritmo genético. Las funciones deseables son responsables por el modelado del problema 
estadístico de múltiples respuestas, el enfoque de simulación genera los datos requeridos de entrada 
a partir del modelo del sistema para que finalmente el genético algoritmo intente optimizar el modelo. 
Esta metodología incluye 4 métodos. Cada método difiere uno del otro en el control de la aleatoriedad 
del problema. En el primero y segundo métodos, las replicaciones controlan esta aleatoriedad en el 
tercero y cuarto métodos ellos controlaran la variación por pruebas estadísticas. 

15.  El presenta, según sus autores, un nuevo enfoque para solución de problemas de múltiples 
respuestas de optimización y simulación por la integración de un modelo de simulación con un 
algoritmo genético y un modelo de programación por metas u objetivo (goal). El algoritmo genético 
ofrece una herramienta muy flexible y confiable para la búsqueda en un contexto global. Este método 
fue modificado para realizar una búsqueda considerando el promedio y la variancia de las respuestas. 
En esto camino, la búsqueda es realizada estocástica mente y no deterministicamente como en la 
mayoría de los enfoques reportados en la literatura de acuerdo con los autores. 
 

C. Dominio de la Interfaz 
 

1. Optimization models and algorithms: an emerging technology for the motor carrier industry  
2.  An integrated simulation and optimization modeling environment for decision support  
3. Optimization a new tool in simulation program system for power networks  
4. An integrated architecture for simulation 
5. A simulation based multiobjective genetic algorithm approach for networked enterprises optimization   
 
C1 – Comentarios acerca del dominio de la interfaz 
 

1. El artículo está enfocado en el problema de optimización cargamento en tiempo real de camiones de 
compañías trasportadoras. Presentan el sistema grafico iterativo de simulación      MIDAS que fue 
desarrollado para demostrar los métodos de optimización permitiendo al usuario recorrer diversos modelos 
de optimización en una estructura de tiempo real.  

2. Desarrollo de un entorno de simulación basado en una estructura de orientada a objeto. 
3. Presenta el entorno de simulación optimización NETMAC formulado a través de una lenguaje de 
simulación orientada a bloques 

4. Propone una arquitectura de simulación/optimización que usa como interfaz un banco de datos. 
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5. Presentan una herramienta de simulación optimización basada en un algoritmo genético 
multiobjetivo acoplada a un simulador de eventos discretos. La herramienta se llamó ONE (Optimization 
methodologies for Networke enterprises) .Su arquitectura es compuesta por cuatro módulos principales: 
Módulo de red, Módulo de optimización; Módulo de minería de datos y el módulo de simulación. 
 

D. Dominio de los Informes,(dominios: Inteligencia, Clasificación Formulación del problema) 
 

1. Simulation Optimization: Methods and applications  
2. Simulation optimization research and development  
3. Simulation optimization with qualitative variables and structural model changes: A genetic algorithm  
4. Simulation Optimization Methodologies  
5. A survey of simulation optimization techniques and procedures  
6. Towards a framework for black box simulation optimization  
7. Simulation Optimization  
8. Integration of simulation and optimization for solving complex decision making problems  
9. Simulation and optimization as effective DFSS tools  
 
D1 Relación de los años de publicación de los estudios de tendencias 
 
1. 1997 
2. 1998 
3. 1999 
4. 1999 
5. 2000 
6. 2001 
7. 2002 
8. 2003 
9. 2005 

 
E. Aplicación a software comerciales* 

 
1. Simulation modeling and optimization using Promodel  
2. New advances for wedding optimization and simulation  
3. Global search strategies for simulation optimization  
4. The power of using automatic device optimization, based on iterative device-simulations, in design of high 

performance devices  
1. Describe las características del paquete   SimRunner 
2. Introducción sobre simulación/Optimización y presenta el paquete Optquest 
3. Describe la aplicación del algoritmo de optimización “swarm optimization” utilizado en el paquete Simul8 
4. Aplicación de un proceso iterativo de simulación optimización al proyecto de equipos industriales con una 

demostración de la utilidad del método y una comparación entre diferentes topologías de equipos. Uso 
de MATLAB 

 
 
 



ANEXO 3   A FAST AND ELITIST MULTIOBJECTIVE GENETIC ALGORITHM:     NSGA 
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ANEXO 4 GRÁFICAS DE LAS FRONTERAS 
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