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Estimación de Probabilidades de Cruce de Nivel
Desde una Perspectiva Bayesiana y de Grandes

Desviaciones.

César Almenara Martı́nez.

Resumen

Este trabajo no pretende ser una revisión exhaustiva de las tres grandes teorı́as
que aquı́ se encuentran: Estadı́stica Bayesiana no Paramétrica, Grandes Desviaciones
y Teorı́a de Riesgo. Se trata, más bien, de ejemplificar el uso de las mismas para la
solución de un problema especı́fico: estimar las probabilidades de cruce de nivel
de un cierto proceso estocástico real-valuado que comienza en cero, en un contexto
no paramétrico.

Tratamos con el problema de estimar la ley de una sucesión de variables alea-
torias {Xk}, que toma valores en un espacio compacto Ω, mediante los Procesos Di-
richlet. Que son procesos ampliamente estudiados y utilizados para la solución de
problemas no paramétricos en la Estadı́stica Bayesiana. Estos procesos resultan ser
una familia conjugada de distribuciones apriori, cuya sucesión de distribuciones
posteriores satisface el Principio de Grandes Desviaciones. Analizando las propie-
dades asintóticas de dicho proceso encontramos una expresión explı́cita para su
función tasa y utilizamos estos resultados para resolver nuestro problema central
aprovechándonos de algunos resultados procedentes de la Teorı́a de riesgo.

1 Introducción.

El estudio de probabilidades de cruce de nivel se ha convertido en un tema de
gran relevancia en distintos campos, en particular en la Teorı́a de Riesgo. En lengua an-
glosajona, “Theory of Risk”es sinónimo de “Non-Life Insurance Mathematics”y abarca el
estudio de la dinámica de portafolios de seguros homogéneos, es decir, contratos o
pólizas cuyo riesgo es similar, como los seguros para autos, robo hogar, entreo otros,
en donde surge el interés natural de preguntarse ¿cuál es la probabilidad de que una
compañı́a de seguros (de daños) se aruine?, es decir, cuál es la probabilidad de que el
proceso que modela el balance entre los ingresos y egresos de la compañı́a asegura-
dora sea menor que un cierto nivel positivo que puede representar, por ejemplo, su
capital inicial. En dicho caso se dice que la compañı́a se ha aruinado o ha alcanzado la
ruina. Este tipo de fenómenos son eventos de baja ocurrencia, es decir, eventos cuya
probabilidad es pequeña, razón por la que se pueden modelar con la teorı́a de Grandes
Desviaciones, teorı́a que estudia el comportamiento asintótico de sistemas estocásticos



con función generadora de momentos. En este documento presentamos estimaciones
asintóticas de probabilidades de cruce de nivel desde una perspectiva Bayesiana y de
Grandes Desviaciones.

Existen dos propiedades deseables para una distribución apriori para problemas
en la Estadı́stica Bayesiana no paramétrica:

(I) El soporte de la distribución apriori debe ser grande con respecto a alguna topo-
logı́a adecuada en el espacio de distribuciones de probabilidad.

(II) Las distribuciones posteriores dada una muestra de observaciones a partir de la
verdadera distribución de probabilidades deben ser manipulables analı́ticamen-
te.

Estas propiedades son antagónicas en el sentido de que una se puede obtener a
expensas de la otra. Thomas S. Ferguson [Fer73] presenta una clase de distribuciónes
apriori, llamada Procesos Dirichlet, basada en el sentido de (I), para la cual (II) se
cumple y además tiene la ventaja de que para muchos problemas de la estadı́stica no
paramétrica es aplicable y proporciona resultados satisfactorios [como se expone en
las secciones 2 y 3].

Estos procesos tienen la propiedad de ser consistentes con la teorı́a de Grandes Des-
viaciones, de modo que si las distribuciones apriori son un Proceso Dirichlet, entonces
la sucesión de distribuciones posteriores satisface un Principio de Grandes Desvia-
ciones y podemos encontrar una expresión explı́cita para la función tasa [Sección 4].
Aprovechando la relación existente entre los Porcesos Dirichlet y las Grandes Desvia-
ciones, presentamos aproximaciones asintóticas para las probabilidades de cruce de
nivel en un contexto Bayesiano [Sección 5].

La principal referencia de este trabajo es el artı́culo de C. Macci y L. Petrella [MP06],
en el que se basa la exposición de la sección 5. La parte de los Procesos Dirichlet presen-
tada en las secciones 2 y 3, está fundamentada en [Fer73], mientras que la sección 4, se
basa en [GO00].

2 Distribución Dirichlet

El contenido de esta sección es un campo ampliamente estudiado, sin embargo la
definición de la Distribución Dirichlet establecida por T. S. Ferguson en [Fer73] es ligera-
mente más general que la usual y de suma importancia para este documento, ya que
parte del desarrollo del mismo se basa en esta definición y en las propiedades estable-
cidas en esta sección. Para mayor referencia sobre el tema, el lector interesado puede
revisar por ejemplo el libro de S.S Wilks [Wil62].

La Distribución Dirichlet es conocida por los Bayesianos como la conjugada apriori
para los parámetros de una distribución multinomial [Goo65].
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Denotemos por Gama(⋅∣a, β) a la distribución gama con parámetro de forma a ≥ 0
y parámetro de escala β > 0. Para a = 0 esta distribución es degenerada en el origen,
y para a > 0 tiene densidad con respecto a la medida de Lebesgue en la lı́nea real dada
por

f(z∣a, β) =
1

Γ(a)βa
za−1βe−z/βI{0,∞}(z), (1)

La pequeña generalización que Ferguson presenta en su definición permite que al-
gunas de las variables involucradas sean degeneradas en cero, como podemos ver a
continuación.

Definición 1. Sean Z1, Z2, . . . , Zk variables aleatorias idénticamente distribuidas, con distri-
bución Gama(⋅∣aj,1) donde aj ≥ 0 para todo j, y aj > 0 para alguna j, j = 1,2, . . . , k. La
Distribución Dirichlet con parámetros (a1, . . . , ak), denotada por D(a1, . . . , ak), está defini-
da como la distribución conjunta de (Y1, . . . , Yk) con

Yj =
Zj

∑
k
i=1Zi

, j = 1,2, . . . , k. (2)

Esta distribución siempre es singular con respecto a la medida de Lebesgue en un
espacio k-dimensional, pues Y1 + Y2 + ⋯ + Yk = 1. Adicionalmente, si para algún j con
j = 1, . . . , k, aj = 0, entonces la correspondiente Yj es degenerada en el origen. No
obstante, si aj > 0 para todo j, la distribución (k − 1)-dimensional del vector aleatorio
(Y1, . . . , Yk−1) es absolutamente continua con densidad

f(y1, . . . , yk−1∣a1, . . . , ak) =
Γ(a1 +⋯ + ak)

Γ(a1)⋯Γ(ak)
(
k−1

∏
j=1

yak−1
j )(1 −

k−1

∑
j=1

yj)

ak−1

IS(y1, . . . , yk−1), (3)

donde S = {(y1, . . . , yk−1)∣ yj ≥ 0, ∑
k−1
j=1 yj ≤ 1}.

Para k = 2 , (3) se reduce a la distribución beta con parámetros a1 y a2 denotada
por Beta(⋅∣a1, a2).

A continuación enunciaremos algunas propiedades de la Distribución Dirichlet, po-
niendo especial énfasis en la primera de ellas.

1. Si (Y1, . . . , Yk) ∼ D(a1, . . . , ak) y r1, . . . , rl son enteros tales que 0 < r1 < ⋯ < rl = k,
entonces

(
r1

∑
i=1

Yi,
r2

∑
i=r1+1

Yi, . . . ,
rl

∑
i=rl−1+1

Yi) ∼ D(
r1

∑
i=1

ai,
r2

∑
i=r1+1

ai, . . . ,
rl

∑
i=rl−1+1

ai).

Este hecho se sigue directamente de la definición de la Distribución Dirichlet y
la propiedad de aditividad para variables aleatorias gama independientes con
mismo parámetro de escala. En particular bajo estas condiciones, la distribución
marginal de cada Yj es Beta(Yj ∣aj, (∑k

i=1 ai) − aj).
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2. Si (Y1, . . . , Yk) ∼ D(a1, . . . , ak) entonces

E[Yi] =
ai
a

E[Y 2
i ] =

ai(ai + 1)

a(a + 1)

E[YiYj] =
aiaj

a(a + 1)
, para i ≠ j,

donde a = ∑k
i=1 ai.

3. La siguiente propiedad de la Distribución Dirichlet está apliamente relacionada
con el Teorema de Bayes. Si la distribución apriori del vector aleatorio (Y1, . . . , Yk)
es D(a1, . . . , ak) y si P{X = j∣Y1, . . . , Yk} = Yj casi seguramente bajo P para j =

1, . . . , k, entonces la distribución posterior del vector (Y1, . . . , Yk) dado X = j es
D(a

(j)
1 , . . . , a

(j)
k ) donde

a
(j)
i = {

aj si i ≠ j
aj + 1 si i = j

Denotemos a la función de distribución Dirichlet de parámetros a1, . . . , ak, como
D(y1, . . . , yk∣a1, . . . , ak). Entonces la igualdad

P{X = j, Y1 ≤ z1, . . . , Yk ≤ zk} = P{X = j}P{Y1 ≤ z1, . . . , Yk ≤ zk∣X = j}, (4)

puede escribirse en términos de la función Dirichlet (utilizando las propiedades 2 y 3)
como sigue

∫

z1

0
⋯∫

zk

0
yjdD(y1, . . . , yk∣a1, . . . , ak) =

aj
a
D(z1, . . . , zk∣a

(j)
1 , . . . , a

(j)
k ). (5)

Es importante hacer notar que (5) sigue valiendo aún cuando aj = 0.

3 El Proceso Dirichlet.

El Proceso Dirichlet introducido por Ferguson en 1973 [Fer73] posteriormente trata-
do por Blackwell y MacQueen [BM73] en ese mismo año es la base de la variedad más
amplia de modelos utilizados en la estadı́stica Bayesiana no paramétrica, principal-
mente debido a la actual disponibilidad de técnicas computacionales eficientes, pero
también, por la gran diversidad en las aplicaciones de estas técnicas no parámetricas
en distintas disciplinas como las finanzas, genética, medicina entre muchas otras.

Definamos el espacioM, como el conjunto de todas las medidas µ en R+ tales que
µ(0) = 0 y µ(t) <∞ para toda t ∈ R+ y sea B(M) la σ-álgebra de Borel enM.

Definición 2. Sea (Ω,F ,P) un espacio de probabilidad. Si P ∶ (Ω,F ,P) z→ (M,B(M))

es un mapeo medible, entonces decimos que P es una medida aleatoria. Si además P es una
medida de probabilidad, diremos que P es una medida de probabilidad aleatoria.

4



De aquı́ en adelante, salvo cualquier otra especificación, sea X un conjunto cual-
quiera no vacı́o y A una σ-álgebra de subconjuntos de X .

Definición 3. Sea α una medida no nula y finita en (X ,A). Diremos que una medida de
probailidad aleatoria P , es un Proceso Dirichlet en (X ,A) con parámetro α, si para cada k =
1,2, . . . y para toda partición medible1 (B1, . . . ,Bk) deX , la distribución de (P (B1), . . . , P (Bk))

es Dirichlet, D(α(B1), . . . , α(Bk)).

Las condiciones de medibilidad y consistencia de este proceso se encuentran de-
mostradas y estudiadas en [Fer73]. Las siguientes tres proposiciones muestran la rela-
ción existente entre las propiedades del proceso y las propiedades de su parámetro.

Proposición 1. Sean P un Proceso Dirichlet en (X ,A) con parámetro α yA ∈ A. Si α(A) =

0, entonces P (A) = 0 casi seguramente. Y si α(A) > 0, entonces P (A) > 0 con probabilidad 1.
Aún más

E[P (A)] =
α(A)

α(X )
.

Demostración.

Tomemos la partición medible (A,Ac), entonces (P (A), P (Ac)) se distribuye Diri-
chlet, D(α(A), α(Ac)). Como consecuencia inmediata de la propiedad (3) de la distri-
bución Dirichlet, P (A) tiene distribución beta de parámetros α(A) y α(Ac), de modo
que si α(A) = 0 casi seguramente, entonces P (A) es degenerada en cero y por lo tanto
P (A) = 0. Analogamente si α(A) > 0 casi seguramente, tenemos que P (A) > 0 con
probabilidad 1. Dado que P (A) ∼ Beta(P (A)∣α(A), α(Ac)), podemos concluir además
que

E[P (A)] =
α(A)

α(A) + α(Ac)
=
α(A)

α(X )

◇

Esta proposición puede ser un poco engañosa ya que aparentemente α y P tienen
los mismos conjuntos nulos, es decir que son mutuamente absolutamente continuas.
Sin embargo, esto es falso ya que como se muestra en [Fer73] y se explica brevemente
en la siguiente sección, P es esencialmente una distribución discreta. Entonces α y
P podrı́an ser mutuamente singulares. Para evitar este tipo de problemas y quitar la
limitante de asignar probabilidad uno al espacio de distribuciones discretas, se han
desarrollado generalizaciones como la presentada por Antoniak [Ant74]. Sin embargo,
este tipo de modelos van más allá de las necesidades de este documento.

Proposición 2. Sea P un Proceso Dirichlet en (X ,A) con parámetro α. Si α es σ-aditiva,
entonces P también lo es, en el sentido de que para una sucesión fija decreciente de conjuntos
medibles An ↘ ∅, entonces P (An)→ 0 con probabilidad 1.

1(B1, . . . ,Bk) es una partición medible de X si Bi ∈ A para todo i, Bi ∩Bj = ∅ para i ≠ j y además
⋃kj=1Bj = X .
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Demostración.

Como An ↘ ∅ y α es σ-aditiva, An ⊃ An+1 ∀n ≥ 1 , ⋂n∈NAn = ∅ y entonces α(An)→ 0
cuando n tiende a infinito. De modo que existe una sub-sucesión {nj} tal que∑∞

j=1α(Anj) <
∞, por lo tanto para un ε > 0 la desigualdad de Markov aplicada a P (Anj), junto con el
resultado de la propiedad 1, nos lleva a concluir que

∞
∑
j=1

P{P (Anj) > ε} ≤
∞
∑
j=1

E[P (Anj)]

ε
=

1

ε

∞
∑
j=1

α(Anj)

α(X )
<∞.

Al aplicar la primera parte del lema de Borel-Cantelli tenemos que

P{ĺım sup
j→∞

P (Anj) > ε} = 0,

lo que prueba que P (Anj) → 0, con probabilidad uno. Por último sólo basta recalcar
que P (An) > P (An+1) para toda n ≥ 1 de manera casi segura, y entonces P (A1) >

P (A2) > ⋯ casi seguramente, con lo que se concluye el resultado.

◇

Proposición 3. Sea P un Proceso Dirichlet en (X ,A) con parámetro α y sea Q una medida
de probabilidad fija en (X ,A) tal que Q ≪ α. Entonces para cualquier entero positivo m y
cualesquiera conjuntos medibles A1, . . . ,Am, se cumple que

P{∣P (Ai) −Q(Ai)∣ < ε para i = 1,2, . . . ,m} > 0 ∀ε > 0.

Demostración.

Tomemos m y A1, . . . ,Am como en el enunciado y definamos Bν1,...,νm para cada
νj = 0 o 1 como sigue:

Bν1,...,νm ∶=
m

⋂
j=1

A
νj
j , (6)

dondeA1
j es interpretado comoAj yA0

j comoAcj . Es decir que (6) forma los 2m conjun-
tos obtenidos al tomar intersecciones de los Ai y sus complementos. Claramente cada
uno de estos conjuntos Bν1,...,νm pertenece a A, además los 2m conjuntos resultantes
son disjuntos. De modo que al unirlos obtenemos X . Por lo tanto {Bν1,...,νm} forma una
partición medible de X .

Ahora, notemos que

P{∣P (Ai) −Q(Ai)∣ < ε para i = 1,2, . . . ,m} ≥

P{∑ν1,...,νm∣νi=1∣P (Bν1,...,νm) −Q(Bν1,...,νm)∣ < ε para i = 1, . . . ,m},
(7)

ya que

Ai = ⋃
ν1,...,νm∣νi=1

Bν1,...,νm ∀ i = 1, . . . ,m,
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entonces

P (Ai) = ∑ν1,...,νm∣νi=1P (Bν1,...,νm) y Q(Ai) = ∑ν1,...,νm∣νi=1Q(Bν1,...,νm),

lo que implica la validez de (7) al utilizar la desigualdad del triángulo y la monotonı́a
de P. Por lo tanto, es suficiente demostrar que

P{∣P (Bν1,...,νm) −Q(Bν1,...,νm)∣ <
ε

2m
∀ (ν1, . . . , νm)} > 0,

pues al sumar sobre los 2m ı́ndices distintos (ν1, . . . , νm), se obtiene que la parte dere-
cha de la ecuación (7) es estrictamente positiva y de este modo habremos probado el
resultado propuesto.

Con esto en mente, como Q ≪ α, si α(Bν1,...,νm) = 0, entonces Q(Bν1,...,νm) = 0. Uti-
lizando la primera parte de la proposición 1, P (Bν1,...,νm) = 0 con probabilidad uno, lo
que nos permite concluir que ∣P (Bν1,...,νm)−Q(Bν1,...,νm)∣ = 0 casi seguramente; mientras
que para aquellos ı́ndices (ν1, . . . , νm) para los que α(Bν1,...,νm) > 0 la distribución del
correspondiente P (Bν1,...,νm) otorga peso positivo a todos los conjuntos abiertos en el
conjunto ∑ν1,...,νm∣α(Bν1,...,νm)>0P (Bν1,...,νm) = 1, con lo que se concluye la prueba.

◇

Definición 4. Sea P una medida de probabilidad aleatoria en (X ,A). Decimos queX1, . . . ,Xn

es una muestra de tamaño n tomada de P , si para cualquier m = 1,2, . . . y cualesquiera con-
juntos medibles A1, . . . ,Am , C1, . . . ,Cn ,

P{X1 ∈ C1, . . . ,Xn ∈ Cn∣P (A1), . . . , P (Am), P (C1), . . . , P (Cn)} =
n

∏
j=1

P (Cj) c.s. (8)

Estrictamente hablando, X1, . . . ,Xn es una muestra de tamaño n tomada de P , si
dados P (C1), . . . , P (Cn), los eventos {X1 ∈ C1}, . . . ,{Xn ∈ Cn} son independientes del
resto del proceso y son independientes entre si, con P{Xj ∈ Cj ∣P (C1), . . . , P (Cn)} =

P (Cj) casi seguramente para j = 1, . . . , n.

Esta definición determina la distribución conjunta deX1, . . . ,Xn, P (A1), . . . , P (Am),
una vez que la distribución del proceso está dada, ya que

P{X1 ∈ C1, . . . ,Xn ∈ Cn, P (A1) ≤ y1, . . . , P (Am) ≤ ym}, (9)

puede obtenerse al integrar la ecuación (8) con respecto a la distribución conjunta de
P (A1), . . . , P (Am), P (C1), . . . , P (Cn) sobre el conjunto [0, y1] ×⋯× [0, ym] × [0,1] ×⋯×

[0,1].

Proposición 4. Sea P un Proceso Dirichlet en (X ,A) con parámetro α y seaX una muestra
de tamaño 1 tomada de P . Entonces para A ∈ A ,

P{X ∈ A} =
α(A)

α(X )
.
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Demostración.

P{X ∈ A} = E[E[I{X∈A}∣P (A)]]

= E[P{X ∈ A∣P (A)}]

= E[P (A)]

=
α(A)

α(X )
,

donde la tercer igualdad es válida ya que X es una muestra de tamaño 1 tomada de
P , y por lo tanto P{X ∈ A∣P (A)} = P (A) casi seguramente, mientras que la última
igualdad se sigue de la propiedad 1.

◇

Proposición 5. Sea P un Proceso Dirichlet en (X ,A) con parámetro α y seaX una muestra
de tamaño 1 tomada de P . Además sean (B1, . . . ,Bk) una partición medible de X y A ∈ A.
Entonces

P{X ∈ A,P (B1) ≤ y1, . . . , P (Bk) ≤ yk} =
k

∑
j=1

α(Bj ∩A)

α(X )
D(y1, . . . , yk∣α

(j)
1 , . . . , α

(j)
k ), (10)

donde D(y1, . . . , yk∣α1, . . . , αk) es la función de distribución de la Distribución Dirichlet
D(α1, . . . , αk) y

α
(j)
i = {

α(Bi) si i ≠ j
α(Bj) + 1 si i = j

Demostración.

Definamos primero los siguientes conjuntos, Bj,1 = Bj ∩ A y Bj,0 = Bj ∩ Ac para
j = 1, . . . , k. Sea Yj,ν = P (Bj,ν) para j = 1, . . . , k y ν = 0 o 1. Entonces, aplicando (8)
tenemos que

P{X ∈ A∣Yj,ν con j = 1, . . . , k y ν = 0,1} = P (A) = P(
k

⋃
j=1

Bj ∩A)

=
k

∑
j=1

P (Bj ∩A) =
k

∑
j=1

P (Bj,1)

=
k

∑
j=1

Yj,1, c.s.

(11)

De modo que para yj,ν ∈ [0,1] arbitrarios con j = 1, . . . , k y ν = 0,1

P{X ∈ A,Yj,ν ≤ yj,ν para j = 1, . . . , k y ν = 0,1},

se encuentra integrando (11) con respecto a la distribución de Yj,ν sobre el conjunto
{Yj,ν ≤ yj,ν , j = 1, . . . , k y ν = 0,1}. Utilizando las ecuaciones (4) y (5) obtenemos que el
resultado de esta integral es
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α(A)

α(X )
D(y∣α(j)) =

k

∑
j=1

α(Bj,1)

α(X )
D(y∣α(j)),

en donde y = (y1,0, . . . , yk,0, y1,1, . . . , yk,1) , α(j) = (α
(j)
1,0 , . . . , α

(j)
k,0, α

(j)
1,1 , . . . , α

(j)
k,1) y

α
(j)
i,ν = {

α(Bi,ν) si i ≠ j
α(Bj,ν) + 1 si i = j

Por último notemos que P (Bj) = Yj,0 + Yj,1 casi seguramente, entonces al utilizar
la propiedad (1) de la Distribución Dirichlet y el hecho de que el proceso de encontrar
distribuciones marginales de variables aleatorias es lineal, podemos afirmar que la
ecuación (10) es válida y concluir la prueba.

◇

La proposición anterior nos da las herramientas necesarias para calcular la distri-
bución conjunta de un Proceso Dirichlet P , dada una muestra X1, . . . ,Xn tomada de
P .

Para x ∈ X , sea δx la medida en (X ,A) que da masa uno al punto x (delta de Dirac).

δx = {
1 si x ∈ A
0 si x ∉ A

Teorema 1. Sea P un Proceso Dirichlet en (X ,A) con parámetro α, y sea X1, . . . ,Xn una
muestra de tamaño n tomada de P . Entonces la distribución condicional de P dada la muestra
X1, . . . ,Xn, es la de un Proceso Dirichlet con parámetro α +∑n

i=1 δXi .

Demostración.

Para verificar este resultado es suficiente demostrar el teorema para n = 1, ya que
para n > 1 el resultado se sigue inmediatamente por inducción bajo la repetida apli-
cación del caso n = 1. Tomemos (B1, . . . ,Bk) una partición medible de X y sea A ∈ A.
El objetivo es demostrar que la distribución condicional de P (B1), . . . , P (Bk) dado X ,
una muestra de tamaño 1 tomada de P , tiene función de distribución igual a

D(y1, . . . , yk∣α(B1) + δx(B1), . . . , α(Bk) + δx(Bk)). (12)

Para lograr esto, integramos (12) con respecto a la distribución marginal de X
sobre A.

∫
A
D(y1, . . . , yk∣α(B1) + δx(B1), . . . , α(Bk) + δx(Bk))

dα(x)

α(X )

=
k

∑
j=1
∫
Bj∩A

D(y1, . . . , yk∣α
(j)
1 , . . . , α

(j)
k )

dα(x)

α(X )

=
k

∑
j=1

α(Bj ∩A)

α(X )
D(y1, . . . , yk∣α

(j)
1 , . . . , α

(j)
k ),

donde la primer igualdad hace uso de los siguientes hechos
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k

⋃
j=1

Bj ∩A = A, α
(j)
i = {

α(Bi) si i ≠ j
α(Bj) + 1 si i = j , i, j = 1, . . . , k

δx(Bi) = {
1 si x ∈ Bi

0 si x ∉ Bi
,

junto con la linealidad de la integral, mientras que la segunda igualdad se sigue bajo
simple integración.

Por lo tanto la distribución condicional de P (B1), . . . , P (Bk) dado X tiene función
de distribución igual a (12).

◇

3.1 Una Definición Alternativa del Proceso Dirichlet.

A continuación se da la difinición de una medida de probabilidad que resulta ser
un Proceso Dirichlet en (X ,A) con parámetro α y con probabilidad 1 es una medida de
probabilidad discreta en (X ,A).

La idea básica es que dada la definición de la Distribución Dirichlet expuesta en
(2) como la distribución conjunta de un conjunto de variables aleatorias con distribu-
ción gama independientes entre si y divididas entre la suma de las mismas, podemos
pensar en definir el Proceso Dirichlet como un proceso gama2 con incrementos inde-
pendientes divididos por su suma. Utilizando una representación de un proceso con
incrementos independientes como una suma de un número numerable de saltos de
altura aleatoria en un número numerable de puntos aleatorios y dividir por el total de
alturas de los saltos, obteniendo ası́ una medida de probabilidad discreta, que debe
distribuirse como un Proceso Dirichlet (ver [FK72] para mayores detalles sobre el como
se obtiene la medida de probabilidad discreta).

La distribución gama, Gama(X ∣α,1) con α > 0, tiene función caracterı́stica (ver
Gnedenko y Kolmogorov [BK54] pp 86-87)

ϕ(t) = (1 − it)−α = exp{∫

∞

0
(eitx − 1)dN(x)}, (13)

donde
N(x) = −α∫

∞

x
e−yy−1dy, 0 < x <∞. (14)

Definimos la distribución de las variables aleatorias J1, J2, . . . (los saltos) como si-
gue

P{J1 ≤ x1} = e
N(x1), para x1 > 0, (15)

y para j = 2,3, . . .

P{Jj ≤ xj ∣Jj−1 = xj−1, . . . , J1 = x1} = exp{N(xj) −N(xj−1)}, para 0 < xj < xj−1. (16)

2Un proceso gama es un proceso estocástico con incrementos independientes de distribución gama
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De modo que la distribución de J1 es exp{N(x1)} y para j = 2,3, . . . la distribución
de Jj dados Jj−1, . . . , J1, es la misma que la distribución de J1 truncada por arriba en
Jj−1.

El siguiente teorema está basado en el teorema principal de [FK72].

Teorema 2. Sea G(t) una función de distribución en [0,1]. Definamos

Zt =
∞
∑
j=1

JjI[0,G(t))(Uj), (17)

donde

(i) La distribución de J1, J2, . . . está dada como en (15) y (16).

(ii) U1, U2, . . . son variables aleatorias independientes e idénticamente distribuidas, con dis-
tribución uniforme en [0,1] e independientes de J1, J2, . . .. Entonces con probabilidad
uno, Zt converge para toda t ∈ [0,1] y es un proceso gama con incrementos independien-
tes, con Zt ∼ Gama(⋅∣αG(t),1).

La demostración del teorema anterior será referida a [FK72], donde se establece la
generalización del resultado mencionado arriba y cuya prueba se basa en el desarrollo
de cuatro lemas demostrados a lo largo de todo el artı́culo.

Al analizar el resultado del teorema anterior, nos damos cuenta de que en particular
Z1 = ∑

∞
j=1 Jj converge con probabilidad uno y además Z1 ∼ Gama(Z ∣α,1). De tal modo

que si definimos

Pj ∶=
Jj
Z1

(18)

entonces Pj ≥ 0 y ∑∞
j=1Pj = 1 casi seguramente.

Basados en lo anterior, definimos el Proceso Dirichlet como sigue. Tomemos de nue-
vo (X ,A) un espacio medible, α(⋅) una medida finita no nula en A y sea V1, V2, . . .
una sucesión de variables aleatorias independientes e idénticamente distribuidas con
valores en X y con medida de probabilidad Q, donde Q(A) ∶=

α(A)
α(X) .

Identifiquemos el α de las fórmulas (13) y (14) con α(X ), y definamos la medida
de probabilidad aleatoria P , en (X ,A) como

P (A) ∶=
∞
∑
j=1

PjδVj(A). (19)

Teorema 3. La medida de probabilidad aleatoria definida en (19) es un Proceso Dirichlet en
(X ,A) con parámetro α.

Demostración.

Sea (B1, . . . ,Bk) una partición medible de X . Entonces dada la definición de la
ecuación (19) tenemos que

(P (B1), . . . , P (Bk)) =
1

Z1

∞
∑
j=1

Jj(δVj(B1), . . . , δVj(Bk)).
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Como por hipótesis V1, V2, . . . es una sucesión de variables aleatorias independien-
tes e idénticamente distribuidas, entonces

Mj ∶= (δVj(B1), . . . , δVj(Bk)),

son vectores aleatorios independientes e idénticamente distribuidos con distribución
mulltinomial y vector de probabilidades (Q(B1), . . . ,Q(Bk)). Por lo tanto, la distribu-
ción de ∑∞

j=1 JjMj debe tener, según el resultado del teorema 2, la misma distribución
que

(Z 1
k
, Z 2

k
−Z 1

k
, . . . , Z1 −Z k−1

k
),

donde Zt es el proceso gama definido por (17), tomando G(t) como

G(
j

k
) −G(

j − 1

k
) = Q(Bj), j = 1, . . . , k.

Lo que implica que ∑∞
j=1 JjδVj(Bi) son variables aleatorias independientes con dis-

tribución Gama(⋅∣α(Bi),1), para i = 1, . . . , k (resultado del teorema 2). Por otro lado,
como Z1 es la suma de estas variables aleatorias gama, entonces (P (B1), . . . , P (Bk)) ∼

D(α(B1), . . . , α(Bk)) según nuestra definición de la Distribución Dirichlet. Por lo tanto,
P satisface la definición de un Proceso Dirichlet.

◇

Con la finalidad de enfatizar la relación existente entre α y la medida de probabili-
dad aleatoria P , exponemos el siguiente resultado.

Teorema 4. Sea P el Proceso Dirichlet definido en (19), y sea Z una función real valuada
medible definida en (X ,A). Si ∫ ∣Z ∣dα <∞, entonces ∫ ∣Z ∣dP <∞ con probabilidad uno y

E[∫ ZdP] = ∫ ZdE[P ] = α(X )−1
∫ Zdα.

Demostración.

De la definición dada en (19)

∫ ∣Z ∣dP =
∞
∑
j=1

∣Z(Vj)∣Pj. (20)

Entonces utilizando el Teorema de Convergencia Monótona y la independencia entre
Vj y Pj , al sacar la esperanza de la ecuación anterior tenemos que
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E[∫ ∣Z ∣dP] = E[
∞
∑
j=1

∣Z(Vj)∣Pj]

T.C.M.
=

∞
∑
j=1

E[∣Z(Vj)∣Pj]

=
∞
∑
j=1

E[∣Z(Vj)∣]E[Pj]

= α(X )−1
∫ ∣Z ∣dα

∞
∑
j=1

E[Pj]

= α(X )−1
∫ ∣Z ∣dα,

en donde para la última igualdad hacemos uso del hecho de que para todo j ≥ 1, Pj ≥ 0
y ∑∞

j=1Pj = 1, con lo que el intercambio entre suma y el operador esperanza es válido.
Entonces, ∫ ∣Z ∣dP es finita con probabilidad uno pues ∫ ∣Z ∣dα lo es y α es una medida
finita. Por lo tanto

∫ ZdP =
∞
∑
j=1

Z(Vj)Pj,

converge absolutamente de manera casi segura. Para concluir la prueba, sólo falta no-
tar que esta última serie está acotada por (20), la cual es integrable, y entonces uti-
lizando el Teorema de Convergencia Dominada y desarrollando de manera análoga a lo
hecho en la primera parte de esta prueba, tenemos que

E[∫ ZdP] =
∞
∑
j=1

E[Z(Vj)]E[Pj]

= α(X )−1
∫ Zdα.

◇

Este resultado implica en particular que si (X ,A) fuera el espacio medible formado
por la recta real y los borelianos de R, y además α tuviera k-ésimo momento finito,
entonces con probabilidad uno, P tendrı́a k-ésimo momento finito.

3.2 Aplicación.

Para fines de este documento, hablaremos y desarrollaremos una de las varias apli-
caciones existentes en la estadı́stica no paramétrica desde el punto de vista Bayesiano
con las herramientas mostradas previamente, nos referimos a la estimación de una
función de distribución.

Se recomienda ampliamente la lectura de la sección 5 del artı́culo de Ferguson
[Fer73], al lector interesado en conocer a detalle aplicaciones que van desde la esti-
mación de la media de una distribución, hasta el contraste de hipótesis desde el punto
de vista de la estadı́stica Bayesiana no paramétrica.

A lo largo de esta sección, tomaremos α como una medida finita σ-aditiva no nula
en (X ,A). Escribiremos P ∈ D(α) para denotar la frase “P es un Proceso Dirichlet en
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(X ,A) con parámetro, el argumento entre paréntesis”. B denotará la σ-álgebra de
Borel en R.

El problema de decisión de la estadı́stica Bayesiana no paramétrica que conside-
raremos, se describe como sigue. El espacio parametral es el conjunto de todas las
medidas de probabilidad P en (X ,A). Se elige una acción a en algún espacio (espa-
cio de acciones posibles) de modo que se incurra en la pérdida, L(P, a) y existe una
muestra X1, . . . ,Xn tomada de P sobre la cual se basa la elección de la acción a. Poste-
riormente, se busca una regla de Bayes con respecto a la distribución apriori, P ∈ D(α).
Con tal distribución apriori, la distribución posterior de P dadas las observaciones es
D(α +∑

n
i=1 δXi), donde δx denota la medida que otorga masa 1 al punto x. Entonces,

si podemos encontrar una regla de Bayes para el problema con n = 0 (“no-sample pro-
blem”), la regla de Bayes para el problema general puede encontrarse reemplazando α
con α+∑n

i=1 δXi . En el siguiente desarrollo primero encontramos la ragla de Bayes para
n = 0 y posteriormente establecemos la regla de Bayes para el problema general.

3.2.1 Estimación de una Función de Distribución.

Sea (X ,A) = (R,B) y tomemos como espacio de acciones posibles, el espacio de
todas las funciones de distribución en R. Definamos a la función de pérdida como
sigue

L(P, F̂ ) ∶= ∫ (F (t) − F̂ (t))2dW (t),

donde W es una medida finita dada en (R,B) (función de pesos) y F (t) = P ((−∞, t]).
Si P ∈ D(α), entonces F (t) ∼ Beta(⋅∣α((−∞, t]), α((t,∞)) para cada t. La función de
riesgo para el problema sin muestra (n = 0) es

E[L(P, F̂ )] = ∫ E[(F (t) − F̂ (t))2]dW (t),

que se minimiza si y sólo si para cada t se minimiza E[(F (t)−F̂ (t))2], lo cual se logra al
tomar F̂ (t) = E[F (t)]. Por lo tanto, el problema de Bayes para el problema sin muestra
es

F̂ (t) = E[F (t)] =
α((−∞, t])

α(R)
=∶ F0(t),

que representa nuestra suposición apriori de la forma de F (t).
Para una muestra de tamaño n, la regla de Bayes implica actualizar con la informa-

ción observada, lo que nos lleva a

F̂n(t∣X1, . . . ,Xn) =
α((−∞, t]) +∑

n
i=1 δXi((−∞, t])

α(R) + n

= pnF0(t) + (1 − pn)Fn(t∣X1, . . . ,Xn),

(21)

con

pn =
α(R)

α(R) + n
y Fn(t∣X1, . . . ,Xn) =

1

n

n

∑
i=1

δXi((−∞, t]]),
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la función de distribución empı́rica de la muestra.

La regla de Bayes (21) es una mezcla de nuestra suposición apriori de F y de la
función de distribución empı́rica con pesos pn y (1 − pn) respectivamente. Si α(R) es
grande en comparación con n, entonces estamos otorgando poco peso a las observa-
ciones. Si α(R) es pequeño comparado con n, implica que se está dando poco peso a
la suposición apriori de F . Uno puede interpretar α(R) como una medida de fé en la
suposición apriori de F , medida en unidades de número de observaciones. Conforme
α(R) tiende a cero (la Distribución Dirichlet apriori “no informativa”), la estimación de
Bayes converge a la función de distribución empı́rica.

Cabe resaltar que sin importar cual sea la verdadera función de distribución, la
estimación de Bayes (21) converge casi seguramente de manera uniforme. Esto puede
verificarse aplicando el teorema de Glivenko-Cantelli y notando que pn → 0 conforme
n→∞.

El resultado para estimar una función de distribución k-dimensional, es completa-
mente análogo.

4 Principio de Grandes Desviaciones para Distribucio-
nes Posteriores Dirichlet.

Las Grandes Desviaciones son basicamente un conjunto de resultados asintóticos a
eventos de baja ocurrencia denominados “eventos raros”ası́ como el conjunto de méto-
dos para derivar dichos resultados. Su surgimiento se atribuye a actuarios escandi-
navos interesados en el análisis del riesgo en la industria aseguradora [Ess32]. En el
apéndice A, se encuentran enunciados algunos resultados importantes de la Teorı́a de
Grandes Desviaciones que son utilizados a lo largo del resto de este documento. Para
una revisión introductoria al tema, se recomienda ampliamente la lectura del articulo
de Varadhan [Var08], mientras que para el lector interesado en una revisión más com-
pleta se recomienda [DZ93].

El Principio de Grandes Desviaciones caracteriza la conducta lı́mite de una familia de
medidas de probabilidad sobre un cierto espacio en términos de una Función Tasa al
encontrar cotas (inferior y superior) exponenciales asintóticas. Los Procesos Dirichlet
son una familia conjugada de distribuciones apriori en la inferencia estadistica Baye-
siana no paramétrica, cuya sucesión de distribuciones posteriores cumple un Principio
de Grandes Desviaciones. En esta sección demostraremos que si la distribución apriori
es Dirichlet, entonces la sucesión de distribuciones posteriores satisface un Principio de
Grandes Desviaciones, y daremos una expresión explı́cita para su Función Tasa. Enton-
ces, si modelamos nuestra incertidumbre mediante Procesos Dirichlet apriori, podemos
asegurar la conducta lı́mite de sus distribuciones posteriores.

La exposición de esta sección se basa en el trabajo de A.J. Ganesh y N. O’conell
[GO00], quienes además aplican estos resultados para obtener una fórmula asintóti-
ca para la probabilidad de ruina en el problema clásico de la ruina del jugador.
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Sea X un espacio de Hausdorff con σ-álgebra de Borel BX y sea µn una sucesión de
medidas de probabilidad en (X ,BX ).

Definición 5. Una Función Tasa es una función en X que es no negativa y semicontinua por
abajo.

Definición 6. Se dice que la sucesión µn satisface el Principio de Grandes Desviaciones
(LDP por sus siglas en inglés) con función tasa I , si para todo B ∈ BX ,

− ı́nf
x∈B○

I(x) ≤ ĺım inf
n→∞

1

n
ln (µn(B)) ≤ ĺım sup

n→∞

1

n
ln (µn(B)) ≤ − ı́nf

x∈B̄
I(x).

Sea Ω un espacio polaco (espacio métrico completo y separable) y denotemos por
M1(Ω) al espacio de medidas de probabilidad en Ω. Consideremos una sucesión de
variables aleatorias independientes {X}k≥1 que toman valores en Ω con ley común
µ ∈M1(Ω) y denotemos con Ln a la medida empı́rica correspondiente a las primeras
n observaciones

Ln ∶=
1

n

n

∑
k=1

δXk ,

y sea L(Ln) la ley de Ln. Para ν ∈ M1(Ω) se define la distancia de Kullback-Leibler o
Entropı́a Relativa (relativa a µ) como

H(ν∣µ) = {
∫Ω

dν
dµ ln (dν

dµ
)dµ ν ≪ µ

∞ c.o.c

El postulado del Teorema de Sanov dice que la sucesión L(Ln) satisface un LDP en
M1(Ω) equipado con la topologı́a τ (topologı́a más fina o fuerte que la débil), con fun-
ción tasa H(⋅∣µ) (ver Dembo y Zeitouni [DZ93], Teorema 6.2.10). A.J. Ganesh y N. O’conell
[GO99], prueban un inverso a este resultado que aparece naturalmente en el contexto
Bayesiano para conjuntos finitos, en donde el papel de los argumentos de la distancia
de Kullback-Leibler o Entropı́a Relativa se invierte en comparación con el Teorema de Sa-
nov.

A continuación se prueba un LDP para el caso de Procesos Dirichlet como distribu-
ciones apriori en un espacio métrico y compacto.

Sabemos que si P es un Proceso Dirichlet (dsitribución apriori), entonces dadas las
observacionesX1, . . . ,Xn, la distribución posterior es también un Proceso Dirichlet pero
con parámetro α +∑n

i=1 δXi , es decir que los Procesos Dirichlet son una familia conjuga-
da. Esta propiedad facilita sustancialmente el cálculo de la distribución posterior y es
muy útil para el trabajo analı́tico.

El siguiente teorema establece un LDP para la sucesión de distribuciones poste-
riores {D(α + ∑

n
i=1 δXi), n = 1,2, . . .}. Tomemos ahora a Ω como un espacio métrico y

compacto con σ-álgebra de Borel BΩ. SeaM1(Ω) el espacio de las medidas de proba-
bilidad en (Ω,BΩ), y B(M1(Ω)) la σ-álgebra de Borel inducida por la topologı́a débil
enM1(Ω).
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Teorema 5. Sea α una medida finita no negativa en (Ω,BΩ) con soporte Ω. Sea µ una medida
de probabilidad en (Ω,BΩ), y {Xi}i≥1 una sucesión Ω-valuada tal que

1

n

n

∑
i=1

δXi
n→∞
Ð→ µ, débilmente.

Entonces la sucesión de medidas de probabilidad D(α + ∑
n
i=1 δXi), satisface un LDP en

M1(Ω) equipado con su topologı́a débil y con función tasa I(⋅) dada por

I(ν) =H(µ∣ν),

donde H(µ∣ν) denota la entropı́a relativa de µ con respecto a ν.

La prueba del resultado anterior se basa en los siguientes tres lemas. La siguiente
definición nos ayudará a establecer el primero de ellos.

Sea µn un elemento de M1(Ω) con distribución D(α + ∑
n
i=1 δXi). Para funciones

acotadas y medibles definimos

Λn(f) ∶= lnE[ exp{∫
Ω
fdµn}] (22)

Lema 1. Sea (A1, . . . ,Ak) una partición medible de Ω y supongamos que el interior de Ai es
no-vacı́o para cada i = 1, . . . , k. Sea f una función acotada y medible con respecto a σ(A1, . . . ,Ak),
la σ-álgebra generada por los conjuntos A1, . . . ,Ak. Entonces,

Λ(f) ∶= ĺım
n→∞

1

n
Λn(nf), (23)

existe, es finito y esta dado por

Λ(f) = sup
ν∈M1(Ω)

{∫
Ω
fdν −H(µ∣ν)}. (24)

Demostración.

Tomemos (A1, . . . ,Ak) como en el enunciado y adicionalmente al supuesto del
interior no vacı́o de cada Ai, supongamos que Ai es un conjunto de µ-continuidad
(i.e. µ(∂Ai) = 0) para cada i = 1, . . . , k.

Sea f como se especifica en el lema, entonces podemos escribir

f =
k

∑
i=1

ciI{Ai}, (25)

para algunas constantes ci.
Según (22) tenemos que

Λn(f) = lnE[ exp{
k

∑
i=1

ciµn(Ai)}]. (26)

Por lo tanto, como cada Ai tiene interior no vacı́o y ya que α tiene soporte igual a
Ω, podemos definir
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αn(Aj) ∶= α(Aj) +
n

∑
i=1

δXi(Aj) > 0, ∀n ∈ N y j = 1, . . . , k. (27)

De la definición de la Distribución Dirichlet, sabemos que

(µn(A1), . . . , µn(Ak)) ∼
⎛

⎝

Z1
n

∑
k
i=1Z

i
n

, . . . ,
Zk
n

∑
k
i=1Z

i
n

⎞

⎠
,

en donde para i = 1, . . . , k, las variables aleatorias Zi
n son independientes y con distri-

bución gama, tales que

Zj
n ∼ Gama(⋅∣αn(Aj),1),

y αn está definida como en (27). Al evaluar el logaritmo de la función generadora de
momentos de Zj

n, obtenemos

λjn(θ) ∶= lnE[ exp{θZj
n}] = ln [(

1

1 − θ
)
αn(Aj)

] = {
−αn(Aj) ln(1 − θ) si θ < 1
∞ c.o.c

Como por hipótesis (Teorema 5)

1

n

n

∑
i=1

δXi(Aj)
n→∞
Ð→ µ(Aj), débilmente,

y α(Aj)/n
n→∞
Ð→ 0 ya que α es una medida finita, implica que al sustituir (27) en λjn(θ)

obtenemos

λj(θ) ∶= ĺım
n→∞

1

n
λjn(θ) = {

−µ(Aj) ln(1 − θ) si θ < 1
∞ c.o.c

,

y por el teorema de Gärthner-Ellis (ver apéndice A o Teorema 2.3.6 [DZ93]), la sucesión
de variables aleatorias Zj

n/n satisface un LDP en R con función tasa λ∗j , la cual es el
dual convexo de λj , es decir

λ∗j (x) = sup
θ∈R

{θx − λj(θ)} = {
x − µ(Aj) + µ(Aj) ln [

µ(Aj)
x

] si x > 0
∞ c.o.c

(28)

Como {Zj
n, j = 1, . . . , k} son variables independientes, entonces {Zj

n/n, j = 1, . . . , k}
satisface de manera conjunta un LDP en Rk con función tasa λ∗(x) = ∑k

j=1 λ
∗
j (xj), don-

de x = (x1, . . . , xk) y λ∗j está dada por (28).
Definamos

Y j
n ∶=

Zj
n

∑
k
i=1Z

i
n

,

y ya que ∑k
i=1Z

i
n es estrictamente positiva con probabilidad 1, los mapeos

(Z1
n, . . . , Z

k
n)↦ (Y 1

n , . . . , Y
k
n ),
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son continuos casi seguramente para cada n. Se sigue del Principio de Contracción (Teore-
ma 4.2.1 de [DZ93] o Apéndice A) que la sucesión {Y j

n , j = 1, . . . , k} satisface de manera
conjunta un LDP, con función tasa I dada por

I(y1, . . . , yk) = ı́nf {
k

∑
j=1

λ∗j (zj) ∶ yj =
zj

∑
k
i=1 zi

, j = 1, . . . , k}. (29)

Si yj < 0 para algún j, implica que cualquier z incluido en el ı́nfimo en (29) debe
tener un zi < 0 para algún i y entonces por (28), I(y) =∞. Por otro lado, si yj = 0 para
todo j o si ∑n

i=1 yi ≠ 1, entonces no existe z ∈ Rk tal que

yj =
zj

∑
k
i=1 zi

,

para toda j = 1, . . . , k, y por lo tanto nuevamente I(y) =∞, al ser el ı́nfimo de un con-
junto vacı́o.

A partir de este punto confinaremos nuestra atención a los y ∈ Rk tales que y ≥ 0 y
∑
k
i=1 yi = 1. Si z ∈ Rk es tal que

yj =
zj

∑
k
i=1 zi

, ∀ j = 1, . . . , k,

entonces podemos escribir z = βy para algún β > 0. De este modo (29) queda como

I(y1, . . . , yk) = ı́nf
β>0

k

∑
j=1

λ∗j (βyj). (30)

Al derivar la suma del lado derecho con respecto a β e igualar a cero obtenemos

0 =
k

∑
j=1

(yj −
µ(Aj)

β
) = 1 −

1

β
,

donde para obtener la última igualdad hemos usado que∑k
j=1 yj = 1 y que∑k

j=1 µ(Aj) =
1 pues µ es una distribución de probabilidad y A1, . . . ,Ak es una partición medible de
Ω.

Como cada λ∗j es una función convexa (lema 2.2.5 de [DZ93]), entonces al resolver
la última ecuación para β tenemos que el ı́nfimo de (30) se alcanza en β = 1, además

I(y) =
k

∑
j=1

λ∗j (yj) =
k

∑
j=1

yj − µ(Aj) + µ(Aj) ln [
µ(Aj)

yj
]

=
k

∑
j=1

µ(Aj) ln [
µ(Aj)

yj
].

La segunda igualdad se sigue de (28) y para la tercera se utiliza el hecho de que
tanto y como µ son distribuciones de probabilidad y por lo tanto suman 1.

De lo anterior se sigue que la sucesión de vectores aleatorios (µn(A1), . . . , µn(Ak))
satisface un LDP en Rk con función tasa
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I(y) = {
∑
k
j=1 µ(Aj) ln [

µ(Aj)
yj

] si y ∈ Rk
+ y ∑k

i=1 yi = 1

∞ c.o.c
(31)

Observemos que de (25) se cumple que

∣∫ fdµ∣ = ∣∫

k

∑
i=1

ciI{Ai}∣ ≤ máx
i∈{1,...,k}

∣ci∣,

ya que µn es una distribución de probabilidad. Por lo tanto, por el lema de Varadhan
(Apéndice A o [DZ93] Teorema 4.3.1) y del LDP para (µn(A1), . . . , µn(Ak)) se tiene que

Λ(f) ∶= ĺım
n→∞

1

n
Λn(nf) = sup

y∈Rk
{

k

∑
i=1

ciyi − I(y)}.

Utilizando (31), podemos reescribir Λ(f) como

Λ(f) = sup
ν∈M1(Ω)

{
k

∑
i=1

ciν(Ai) −
k

∑
i=1

µ(Ai) ln [
µ(Ai)

ν(Ai)
]}

= sup
ν∈M1(Ω)

{∫
Ω
fdν −Hk(µ∣ν)},

(32)

donde

Hk(µ∣ν) ∶=
nk

∑
i=1

µ(Aki ) ln [
µ(Aki )

ν(Aki )
].

A continuación mostraremos que se puede reemplazarHk(µ∣ν) porH(µ∣ν) en (32).
Sea ν ∈M1(Ω) arbitraria. Si µ(Ai) > 0 y ν(Ai) = 0 para algún Ai, entonces µ È ν y por
lo tanto H(µ∣ν) y Hk(µ∣ν) son ambas infinito. Entonces sin pérdida de generalidad
podemos suponer que µ(Ai) = 0 siempre que ν(Ai) = 0.

Definamos λ ∈M1(Ω) somo sigue. Fijemos λ ≡ ν en Ai si µ(Ai) = 0, y si µ(Ai) > 0,
tomemos λ absolutamente continua con respecto a µ en Ai, con derivada de Radon-
Nikodym

dλ

dµ
≡
ν(Ai)

µ(Ai)
> 0

De este modo µ es absolutamente continua con respecto a λ y entonces

H(µ∣λ) = ∫
Ω

dµ

dλ
ln [

dµ

dλ
]dλ = ∫

Ω
dµ ln [

dµ

dλ
]

= ∑
i∶µ(Ai)>0

∫
Ai

dµ ln [
dµ

dλ
] = ∑

i∶µ(Ai)>0

µ(Ai) ln [
µ(Ai)

ν(Ai)
]

=Hk(µ∣ν).

(33)

Por supuesto,

∫
Ω
fdν =

k

∑
i=1

ciν(Ai) =
k

∑
i=1

ciλ(Ai) = ∫
Ω
fdλ. (34)

20



Como ν ∈M1(Ω) fue arbitraria, de (33) y (34) podemos concluir que

sup
ν∈M1(Ω)

{∫
Ω
fdν −Hk(µ∣ν)} ≤ sup

λ∈M1(Ω)
{∫

Ω
fdλ −H(µ∣λ)},

mientras que la desigualdad inversa es consecuencia de (34) y el hecho de queHk(µ∣ν) ≤
H(µ∣ν) para toda ν ∈M1(Ω), puesto que el mapeo x z→ x lnx es convexo en [0,∞) (o
como consecuencia del Lema 2, que veremos más adelante). Por lo tanto

sup
ν∈M1(Ω)

{∫
Ω
fdν −Hk(µ∣ν)} = sup

λ∈M1(Ω)
{∫

Ω
fdλ −H(µ∣λ)},

con lo que se concluye la prueba del lema afirmando la ecuación (24).

◇

Lema 2. SeaAk = (Ak1, . . . ,A
k
nk

) con k ∈ N una sucesión de particiones medibles de Ω tales que
las correspondientes σ-álgebras, σ(Ak) crecen a B(Ω), la σ-álgebra de Borel en Ω. Entonces
para todo ν ∈M1(Ω), tenemos

H(µ∣ν) = sup
k≥1

Hk(µ∣ν) = ĺım
k→∞

Hk(µ∣ν),

con

Hk(µ∣ν) ∶=
nk

∑
i=1

µ(Aki ) ln [
µ(Aki )

ν(Aki )
].

Demostración.

Comenzaremos por enfatizar el hecho de que H(µ∣ν) es una función creciente de
σ(Ak) (ver prop. 15.5 [Gor88]). De modo que se cumple que

H(µ∣ν) ≥ sup
k≥1

Hk(µ∣ν) = ĺım
k→∞

Hk(µ∣ν),

donde H(µ∣ν) se toma sobre B(Ω), y cada Hk(µ∣ν) es tomada sobre σ(Ak) para cada
k ≥ 1. Entonces la desigualdad de arriba se sigue de inmediato ya que σ(Ak)↗B(Ω),
y ésta última es la σ-álgebra más pequeña que contiene a todas las σ(Ak).

Denotemos a el ĺımk→∞Hk(µ∣ν) por C, una constante que supondremos finita, pues
de otro modo tendremos que µ ≤ ν y entonces ambos lados de la ecuación que que-
remos probar son infinito y entonces no hay nada que hacer. Por lo tanto, lo que nos
resta por demostrar es que

H(µ∣ν) ≤ C, C <∞.

Como C es finita, implica que µ es ν-continua en cada σ(Ak) y entonces existe una
sucesión de funciones {fk}k≥1 positivas que son σ(Ak)-medibles tales que µ = fkν en
σ(Ak).

21



A continuación se muestra que {fk}k≥1 converge en la norma L 1(ν) a alguna fun-
ción f ≥ 0, B(Ω)-medible. Primero notemos que {fk}k≥1 es una sucesión uniforme-
mente ν-integrable pues para r > 1

0 ≤ ν(fkI{fk≥r}) ≤ (ln r)−1ν(fk ln fkI{fk≥r}),

ya que

ln fk
ln r

≥ 1,

si la función indicadora dentro de las integrales de arriba no se anula. Por otro lado

(ln r)−1ν(fk ln fkI{fk≥r}) ≤ (ln r)−1( sup
k≥1

Hk(µ∣ν) + 1) = (ln r)−1(C + 1) <∞,

utilizando que x lnx ≥ −1, x ≥ 0 y la definición de Hk(µ∣ν). Entonces

ν(fkI{fk≥r}) ≤ (ln r)−1(C + 1).

Por lo tanto, el lado derecho de ésta desigualdad tiende a cero conforme r tiende a
infinito.

De hecho, la sucesión también es de Cauchy en L 1(ν). Para probar ésto último,
supongamos lo contrario. Entonces existe un ε > 0 y una sucesión creciente {αn}n≥1

de números naturales tales que ν(∣fαn+1 − fαn ∣) ≥ ε, para toda n ≥ 1. Sin embargo, ésto
es imposible ya que {fαn}n≥1 es uniformemente integrable y por lo tanto converge en
L 1(ν), por lo tanto la sucesión es de Cauchy.

De este modo, como L 1(ν) es un espacio completo concluimos que existe una
función B(Ω)-medible f ≥ 0, tal que ĺımk→∞ ν(∣fk − f ∣) = 0. Evidentemente µ = fν en
B(Ω), con lo que afirmamos que H(µ∣ν) ≤ C ya que al tomar algún entero positivo
N y considerar las funciones g = N ∧ (f ln f) y gk = N ∧ (fk ln fk). Como fk converge
en probabilidad a f por ser convergente en norma L 1(ν). Implica que gk converge en
probabilidad a g conforme −1 ≤ gk, g ≤ N . Lo que nos dice que ĺımk→∞ ν(∣gk − g∣) = 0, y
por lo tanto

ν(g) = ĺım
k→∞

ν(gk) ≤ ĺım
k→∞

Hk(µ∣ν) = C,

y haciendo tender N a infinito obtenemos que H(µ∣ν) ≤ C.

◇

Lema 3. Para toda función f ∶ Ω ↦ R continua y acotada, el lı́mite en (23) existe y es finito.
El mapeo Λ ∶ Cb(Ω)z→ R es convexo y continuo. Además

Λ(f) = sup
ν∈M1(Ω)

[∫ fdν −H(µ∣ν)].

Cb(Ω), denota el espacio de todas las funciones continuas y acotadas que van de Ω a R,
equipado con la norma supremo ∥f∥∞ = supx∈Ω ∣f(x)∣.
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Demostración.

Sea ε > 0, y f ∶ Ω ↦ R continua y acotada. Entonces dada la definición de f , po-
demos encontrar k > 0 y g = ∑

k
i=1 ciI{Ai} simple, tal que ∥f − g∥∞ < ε. De hecho por la

continuidad de f podemos elegir los conjuntos Ai como conjuntos de µ-continuidad
con interior no vacı́o.

Por (22) y el hecho de que cada µn es una distribución de probabilidad,

Λ(nf) = lnE[ exp{∫
Ω
nfdµn}] ≤ lnE[ exp{∫

Ω
ngdµn + nε}] = nε +Λn(ng),

de modo que utilizando (23) tenemos que

ĺım sup
n→∞

1

n
Λn(nf) ≤ Λ(g) + ε.

De igual manera

ĺım inf
n→∞

1

n
Λn(nf) ≥ Λ(g) − ε.

Como ε > 0 es arbitraria, se sigue que

Λ(f) ∶= ĺım
n→∞

1

n
Λn(nf)

Existe y es finito para todas las funciones f ∶ Ω ↦ R continuas y acotadas. De lo
anterior, también podemos concluir que Λ ∶ Cb(Ω)z→ R es continua, con ∣Λ(f)−Λ(g)∣ ≤
∥f − g∥∞.

Para f ∈ L ∞(Ω). Definamos

H∗(f) = sup
ν∈M1(Ω)

[∫
Ω
fdν −H(µ∣ν)], (35)

es decir que H∗ es el conjugado convexo de H(µ∣⋅).

Como ∣ ∫ fdν∣ ≤ ∥f∥∞ para toda ν ∈M1(Ω) y H(µ∣⋅) es no negativa con H(µ∣µ) = 0,
entonces ∣H∗(f)∣ ≤ ∥f∥∞. Ya que H∗ es una función convexa con dominio L ∞(Ω), el
cual es acotado en la vecindad abierta {f ∶ ∥f∥∞ < 1}, tenemos que H∗ es continua en
el interior de su dominio (Teorema 8. [Roc74]), el cual es todo L ∞(Ω).

Por último, del Lema 1 tenemos que H∗ y Λ concuerdan en funciones de la forma
f = ∑

n
i=1 ciIAi , donde la partición {Ai}ki=1 de Ω tiene a cada Ai como conjunto de µ-

continuidad con interior no vacı́o. Tales funciones son densas en Cb(Ω). Previamente
hemos demostrado que Λ es continua en Cb(Ω) y que H∗ es continua en L ∞(Ω) ⊇

Cb(Ω) de donde se sigue que Λ = H∗ en Cb(Ω) y consecuentemente se tiene que Λ es
convexa.

◇
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Una vez demostrados los tres lemas previamente expuestos, nos encontramos en
condiciones de poder probar el Teorema principal de ésta sección.

Demostración. (Teorema 5 sección 4)

Del Lema 3 tenemos que Λ es el conjugado convexo de H(µ∣⋅), pero H(µ∣⋅) es a su
vez convexa y semi-continua por abajo en la topologı́a débil (Lema 1.4.3 de [DR97]),
además sabemos queM1(Ω) es un espacio polaco ya que Ω lo es por hipótesis. Enton-
ces, H(µ∣⋅) y Λ(⋅) son duales convexos uno del otro.

La cota superior de las grandes desviaciones para subconjuntos compactos deM1(Ω)

se sigue del Teorema 4.5.3 de [DZ93], pero Ω es un espacio compacto por hipótesis, en-
toncesM1(Ω) también es compacto en la topologı́a débil, por lo tanto la cota superior
de las grandes desviaciones se tiene para todo conjunto cerrado enM1(Ω).

A continuación probaremos la cota inferior de las grandes desviaciones. La topo-
logı́a débil enM1(Ω) está generada por los conjuntos

Uφ,x,δ = {ν ∈M1(Ω) ∶ ∣∫
Ω
φdν − x∣ < δ}, φ ∈ Cb(Ω), x ∈ R, δ > 0.

Dado este conjunto y ε > 0, podemos encontrar una sucesión de particiones medi-
blesAk = (Ak1, . . . ,A

k
nk

) de Ω, y una sucesión de funciones simples φk que sean medibles
con respecto a σ(Ak), con las siguientes propiedades:

Las σ-álgebras σ(Ak) crecen a B(Ω), la σ-álgebra de Borel en Ω.

Para toda k y toda i ∈ {1, . . . , nk} es un conjunto de µ-continuidad con interior no
vacı́o.

Para algún K > 0 y todo k >K , ∥φk − φ∥∞ < ε.

Por cuestiones estéticas de la prueba, supondremos que ε < δ/3. De modo que

P{µn ∈ Uφ,x,δ} ≥ P{∣∫
Ω
φkdµn − x∣ < δ − ε}, ∀ k <K, (36)

dada la monotonı́a de la medida de probabilidad P.

Sea φk = ∑nk
i=1 c

k
i IAki , entonces ∫Ω φkdµn = ∑

nk
i=1 c

k
i µn(A

k
i ). En la prueba del Lema 1 (ver

Ecuación (31)), se muestra que la sucesión (µn(Ak1), . . . , µn(A
k
nk

))n≥0 satisface un LDP
con función Ik dada por

Ik(y1, . . . , ynk) =

⎧⎪⎪
⎨
⎪⎪⎩

∑
nk
j=1 µ(Aj) ln [

µ(Aj)
yj

] si y ∈ Rnk
+ y ∑nk

i=1 yi = 1

+∞ c.o.c

Del principio de contracción (Teorema 4.2.1 de [DZ93] o Apéndice A) se sigue que
∑
nk
i=1 c

k
i µn(A

k
i ) satisface un LDP con función tasa Jk dada por

Jk(x) = ı́nf{Ik(y) ∶
nk

∑
i=1

cki yi = x}

= ı́nf {Hk(µ∣ν) ∶ ν ∈M1(Ω),∫
Ω
φkdν = x}.
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En particular, se garantiza la obtención de la siguiente cota inferior

ĺım inf
n→∞

1

n
lnP{∣∫

Ω
φkdµn − x∣ < δ − ε} ≥ − ı́nf{Jk(y) ∶ ∣y − x∣ < δ − ε}

= − ı́nf {Hk(µ∣ν) ∶ ν ∈M1(Ω), ∣∫
Ω
φkdν − x∣ < δ − ε}.

(37)
Notando que ∥φ − φk∥∞ < ε para todo k > K, entonces para toda ν ∈M1(Ω) se tiene

que

∣∫
Ω
φdν − x∣ < δ − 2ε ⇒ ∣∫

Ω
φkdν − x∣ < δ − ε ∀ k >K.

Tomando esto último en cuanta y utilizando las ecuaciones (36) y (37), afirmamos
que

ĺım inf
n→∞

1

n
lnP{µn ∈ Uφ,x,δ} ≥ − ı́nf {Hk(µ∣ν) ∶ ∣∫

Ω
φdν − x∣ < δ − 2ε}.

Por lo tanto, utilizando el Lema 2 se tiene

ĺım inf
n→∞

1

n
lnP{µn ∈ Uφ,x,δ} ≥ − ı́nf {H(µ∣ν) ∶ ∣∫

Ω
φdν − x∣ < δ − 2ε},

y ya que ε > 0 es arbitraria, entonces al hacer tender ε a cero obtenemos que

ĺım inf
n→∞

1

n
lnP{µn ∈ Uφ,x,δ} ≥ − ı́nf {H(µ∣ν) ∶ ∣∫

Ω
φdν − x∣ < δ},

que es la cota inferior de las grandes desviaciones deseada para el conjunto Uφ,x,δ, con
función tasa H(µ∣⋅).

Por lo tanto se ha establecido la cota inferior de las grandes desviaciones para una
base de la topologı́a débil enM1(Ω), y en consecuencia para todos los conjuntos abier-
tos en ésta topologı́a. Al combinar éste último resultado con la cota superior encontra-
da con anterioridad, se concluye el resultado de Teorema.

◇

Notemos que no hay pérdida de generalidad en el supuesto de que el soporte de
α sea Ω. De hecho, si el soporte de la medida apriori α fuera algún subconjunto Ω1

más pequeño, entonces ya que la medida posterior asigna masa cero fuera de Ω1, im-
plica que nos podemos confinar al conjunto cerrado Ω1, el cual es también un espacio
métrico y compacto.
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5 Mezclas de Distribuciones Apriori Conjugadas y Gran-
des Desviaciones para Probabilidades de Cruce de Ni-
vel.

La estiamación de probabilidades de cruce de nivel se ha convertido en un tema
de gran relevancia en muchos campos de la Teorı́a de Riesgo conectada con problemas
de seguros, teorı́a de colas entre muchos otros. Esta sección está enfocada en mostrar
estimaciones de la probabilidad de que un proceso estocástico real-valuado cruce un
cierto nivel positivo en un contexto Bayesiano basado en el principio de grandes des-
viaciones.

Para el análisis Bayesiano elegimos una mezcla finita de distribuciones apriori con-
jugadas para modelar la incertidumbre que se tiene sobre los parámetros desconocidos
de un Proceso Poisson Compuesto con saltos hacia arriba y deriba negativa. Las estima-
ciones de probabilidades de cruce de nivel tratadas en este documento son derivadas
como consecuencia del principio de grandes desviaciones para distribuciones poste-
riores. Esta es la idea de C. Macci y L. Petrella [MP06], quienes además presentan el
análisis para el Movimiento Browniano con deriva real y precisión positiva. Posterior-
mente, en 2010 C. Macci [Mac10] extiende un poco estos resultados con aplicaciones a
la Teorı́a de Riesgo.

Comencemos por conocer el problema de manera formal. Supongamos que Zθ
t es

un proceso estocástico real-valuado que comienza en cero y tiene un parámetro des-
conocido θ ∈ Θ y definamos a τQ(θ) como el primer tiempo en el cual el proceso Zθ

t

alcanza un cierto nivel positivo Q, es decir

τQ(θ) = ı́nf{t ≥ 0 ∶ Zθ
t ≥ Q}.

Como el verdadero valor de θ es desconocido, uno puede desear fijar la probabi-
lidad de cruzar un cierto nivel positivo basados en la experiencia histórica. Esto nos
lleva a conciderar lo que comunmente se denomina como Probabilidad de Cruce de Nivel
Predictiva.

∫
Θ
p(Q,θ)π(dθ ∣ [datos]n), (38)

donde p(Q,θ) = P{τQ(θ) <∞} es la probabilidad de que el proceso con parámetro θ ∈ Θ
cruce el nivel positivo Q y π(⋅ ∣ [datos]n) representa la distribución posterior de θ dada
una muestra aleatoria de Zθ

t .

Para estimar (38) se elige una mezcla finita de distribuciones apriori conjugadas
para modelar la incertidumbre sobre el parámetro desconocido θ de nuestro proceso
estocástico Zθ

t . Este enfoque nos puede llevar a un análisis estadı́stico completo captu-
rando toda la incertidumbre relacionada con la estimación de la probabilidad de cruce
de nivel.3.

3Otras aproximaciones basadas en estimaciones de p(Q, θ̂), dode θ̂ es una estimación de θ, pueden
llevar a inferencias muy erradas [GGOP98]
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En la Teorı́a de Riesgo, el proceso Poisson Compuesto con saltos hacia arriba y deri-
va negativa, es el proceso que describe el exceso de reclamaciones para el modelo de
Cramér-Lundberg (ver [EKM97] o [Asm00]). Este último tiene sus orı́genes en la tesis
doctoral de Filip Lundberg con la que se funda la Teorı́a de Riesgo Actuarial. Posterior-
mente Harald Cramér retoma las ideas originales de Lundberg y las pone en el contexto
de los procesos estocásticos estableciendo lo que hasta nuestros dı́as se conoce formal-
mente como Teorı́a de Riesgo. Para mayores detalles sobre esta teorı́a se recomiendan
los textos de Asmussen [Asm00] y Embrechts et al. [EKM97].

El objetivo de esta sección es presentar un análisis Bayesiano asintótico para proba-
bilidades de cruce nivel basado en las grandes desviaciones. En particular se muestra
un principio de grandes desviaciones para las distribuciones posteriores conforme n
tiende a infinito bajo el supuesto de convergencia de alguna estadı́stica suficiente ade-
cuada hacia algún valor lı́mite.

Haremos referencia al teorema principal de la sección anterior (recopilado de [GO00]),
cuando tratemos con el proceso Poisson Compuesto y elijamos un proceso Dirichlet
apriori [Fer73] para la ley común (desconocida) de los saltos. Para la parte relacionada
con la Teorı́a de Riesgo haremos referencia a los textos de Asmussen [Asm00] y Embrechts
et al. [EKM97].

Partiendo de un principio de grandes desviaciones para las distribuciones poste-
riores, se derivarán dos tipos de estimaciones de las probabilidades de cruce de nivel
predictivas utilizando el Lema de Varadhan (apéndice A o [DZ93]). Una de ellas, pa-
ra cuando el nivel nivel Q se va a infinito fijando p(Q,θ) = p(qn, θ) para algún q > 0
fija. La otra, se inspira en lo que se conoce como “Slow Markov Limit”(Asmussen y Niel-
sen Ejemplo 1 y Teorema 2 [AN95]) fijando p(Q,θ) = p(q, θ(n)) para alguna q > 0 fija
y θ(n) elegida de manera adecuada. El “Slow Markov Limit”para el proceso Poisson
Compuesto, consiste en que la intensidad del proceso Poisson subyacente diverja a la
misma tasa a la que los saltos se van a cero.

Retomando la notación utilizada en la sección anterior, diremos que una función
tasa I es “buena”, si todos los conjuntos de nivel

{ω ∈ Ω ∶ I(ω) ≤ ϑ}, ϑ > 0

son conjuntos compactos.
Utilizando la definición de entropı́a relativa o distancia de Kullback-Leibler expues-

ta con anterioridad, es inmediato calcular la entropı́a relativa de dos distribuciones
gama, Gα,β1 ∶= Gama(⋅∣α,β1) y Gα,β2 ∶= Gama(⋅∣α,β2),

H(Gα,β1 ∣Gα,β2) = ∫

∞

0
ln

⎛

⎝

βα1
Γ(α)θ

α−1e−β1θ

βα2
Γ(α)θ

α−1e−β2θ

⎞

⎠

βα1
Γ(α)

θα−1e−β1θdθ

= α
⎛

⎝

β2

β1

− 1 − ln [
β2

β1

]
⎞

⎠
,

y la entropı́a relativa de dos distribuciones Poisson, Pλ1 ∶= Poisson(⋅∣λ1) y Pλ2 ∶=

Poisson(⋅∣λ2),
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H(Pλ1 ∣Pλ2) =∑
k≥0

ln
⎛

⎝

λk1
k! e

−λ1

λk2
k! e

−λ2

⎞

⎠

λk1
k!
e−λ1

= λ1 ln [
λ1

λ2

] − λ1 + λ2

Las siguientes dos ecuaciones serán de gran utilidad para el desarrollo de esta sec-
ción4.La primera de ellas relaciona la entropı́a relativa de dos distribuciones gama con
la de dos distribuciones Poisson.

H(Pλ̂∣Pλ) = λ̂H(G1,λ̂∣G1,λ), λ̂, λ > 0. (39)

Mientras que la segunda, servirá cuando se aplique el Teorema de Gärtner Ellis a las
distribuciones gama.

sup
γ<β

{γθ − α ln [
β

β − γ
]} =

⎧⎪⎪
⎨
⎪⎪⎩

α(β θ
α − 1 − ln [β θ

α
]) =H(Gα.α

β
∣Gα,θ) Si θ > 0

∞ Si θ ≤ 0
, (40)

donde α,β > 0 y γ = β − α
θ maximiza el lado izquierdo de la ecuación.

5.1 Elección de la Distribución Apriori para los Parámetros Desco-
nocidos.

La elección de una mezcla de distribuciones apriori conjugadas para modelar la
incertidumbre sobre el parámetro θ del proceso {Zθ

t }, se basa en que éstas son lo su-
ficientemente flexibles para representar una amplia variedad de supuestos apriori so-
bre nuestro parámetro en cuestión. De hecho Diaconis y Ylvisaker [DY85] y Dalab y Hall
[DH83] prueban que dicha mezcla puede aproximar cualquier distribución de manera
arbitraria en función de la exactitud deseada. No obstante, dicha exactitud puede re-
querir de muchas distribuciones en la mezcla. Por otro lado, un pequeño número de
ellas puede capturar una amplia variedad de formas y caracterı́sticas de los supuestos
apriori.

Sea θ el parámetro desconocido del proceso Zθ
t . Consideremos a π como la distri-

bución apriori de θ, la cual puede escribirse como una mezcla finita de distribuciones
apriori conjugadas πi,

π =
k

∑
i=1

piπi, k un entero positivo

donde p1, . . . , pk ≥ 0 y tales que ∑k
i=1 pi = 1 son pesos conocidos.

4Su importancia radı́ca en la sencillez del algebra que debe realizarse para obtener las relaciones
mostradas.
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La implementación del teorema de Gärtner Ellis para derivar el principio de gran-
des desviaciones para las distribuciones posteriores, se preserva bajo mezclas finitas
de distribuciones apriori. Este resultado es consecuencia del siguiente lema, el cual
se prueba como un resultado más general que involucra cualquier muestra finita de
distribuciones apriori que pueden ser no conjugadas.

Lema 4. Sean k ≥ 1, p1, . . . , pk ≥ 0, tales que ∑k
i=1 pi = 1, cualesquiera distribuciones apriori

π1, . . . , πk y su mezcla π = ∑
k
i=1 piπi. Denotemos a las distribuciones posteriores correspon-

dientes a π1, . . . , πk, π como π1(⋅∣[datos]n), . . . , πk(⋅∣[datos]n), π(⋅∣[datos]n) respectivamente.
Aún más, sea f una función medible y supongamos que existe el lı́mite

Λ(f) ∶= ĺım
n→∞

1

n
ln∫ enf(θ)πi(dθ∣[datos]n),

con Λ(f) ∈ (−∞,∞] la cual no depende de i ∈ {1, . . . , k}. Entonces

Λ(f) ∶= ĺım
n→∞

1

n
ln∫ enf(θ)π(dθ∣[datos]n), (41)

Demostración.

Utilizando el hecho de que la distribución podterior π(⋅∣[datos]n) puede exprezarse
como mezcla finita adecuada de las distribuciones π1(⋅∣[datos]n), . . . , πk(⋅∣[datos]n) (ver
O’Hagan y Foster [OF04]) con pesos que dependen de p1, . . . , pk y los datos [datos]n. De
manera más precisa

π(⋅∣[datos]n) =
k

∑
i=1

pi([datos]n)πi(⋅∣[datos]n),

donde pi([datos]n) ≥ 0 para i = 1, . . . , k, y tales que ∑k
i=1 pi([datos]n) = 1. Entonces

∫ enf(θ)π(dθ∣[datos]n) =
k

∑
i=1

pi([datos]n)∫ enf(θ)π(dθ∣[datos]n).

Consideremos los dos posibles casos por separado. El primero de ellos cuando
Λ(f) <∞. Para toda ε > 0 existe un N ∈ N tal que para toda n ≥ N se tiene que

en(Λ(f)−ε) < ∫ enf(θ)πi(dθ∣[datos]n) < e
n(Λ(f)+ε) i ∈ {1, . . . , k}.

Entonces, al multiplicar por pi([datos]n) y tomar la suma sobre i ∈ {1, . . . , k} obte-
nemos

en(Λ(f)−ε) < ∫ enf(θ)π(dθ∣[datos]n) < e
n(Λ(f)+ε).

Por lo tanto la ecuación (41) se cumple.

Si Λ(f) = ∞, entonces para todo M > 0 existe N ∈ N, tal que para todo n ≥ N se
cumple que

∫ enf(θ)πi(dθ∣[datos]n) > e
nM , ∀ i ∈ {1, . . . , k}
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de modo que al multiplicar por pi([datos]n) y sumar sobre i ∈ {1, . . . , k} obtenemos

∫ enf(θ)π(dθ∣[datos]n) > e
nM , ∀ i ∈ {1, . . . , k}

y por lo tanto (41) se cumple.

◇

5.2 Análisis Bayesiano para el Proceso Poisson Compuesto en el con-
texto de Teorı́a de Riesgo.

Sea Zθ
t un proceso Poisson Compuesto con saltos hacia arriba y deriba negativa,

de manera más precisa escribamos Zθ
t = ∑

Nt
k=1Bk − ct, donde Nt es un proceso Poisson5

Compuesto con intensidad λ. {Bk}k≥1 es una sucesión de variables aleatorias indepen-
dientes e idénticamente distribuidas, positivas e independientes del proceso Nt; c > 0
es una constante. Omitimos el caso trivial en que c ≤ 0, ya que Zθ

t cruza cualquier nivel
positivo con probabilidad 1.

La ley y función generadora de momentos en común de las variables aleatorias
Bk, k ≥ 1. Serán denotadas por ` y M` respectivamente. Aún más, representaremos Nt

como Nt = ∑k≥1 I{T1+⋯+Tk≤t}, donde {Tk}k≥1 es una sucesión de variables aleatorias in-
dependientes e idénticamente distribuidas con distribución exponencial con tasa λ.

El parámetro θ desconocido es θ = (λ, `) y abusando un poco de la notación, deno-
temos como 1

n` a ala ley de las variables aleatorias {
Bk
n }k≥1 y elijamos θ(n) = (nλ, 1

n`)
para el “Slow Markov Walk Limit” [AN95].

Antes de mostrar el LDP para las distribuciones posteriores y evaluar la correspon-
diente probabilidad de cruce de nivel observamos lo siguiente.

Si definimos w(λ, `) como

w(λ, `) = sup{γ ≥ 0 ∶ λ(M`(γ) − 1) − cγ ≤ 0},

que no es otra cosa más, que el máximo sobre los valores posibles de γ ≥ 0 (coeficiente
de ajuste) de la Ecuación de Lundberg (λ(M`(γ) − 1) − cγ ≤ 0, ver [Asm00] o [EKM97]
para más detalle) .

Una identidad útil y de inmediata verificación dada la definición de w(λ, `) es:

w(nλ,
1

n
`) = nw(λ, `) (42)

En las siguientes secciones nos enfocaremos en hacer una estimación de la proba-
bilidad de cruce de nivel cuando la ley ` está concentrada en [0,M] para alguna M > 0

finita. Haremos lo mismo para cuando `
D
= exp(⋅∣β), es decir que ` es la distribución

exponencial con tasa β. En todos los casos a estudiar, afirmaremos que se cumple la
Desigualdad de Lundberg.

P{τQ(λ, `) <∞} ≤ e−w(λ,`)Q (43)
5Proceso Poisson Homogeneo.
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(ver Asmussen, [Asm00].)

Cuando ` está concentrada en [0,M], podemos considerar un refinamiento de la
Desigualdad de Lundberg de la siguiente manera

e−w(λ,`)(Q+M) ≤ P{τQ(λ, `) <∞} ≤ e−w(λ,`)Q (44)

Utilizando esta última ecuación y (43), tenemos que

e−nw(λ,`)(q+M
n

) ≤ P{τnq(λ, `) <∞},P{τq(nλ,
1

n
`) <∞} ≤ e−nw(λ,`)q,

la cual es trivial para P{τnq(λ, `) <∞}, mientras que para P{τq(nλ, 1
n`) <∞} tomamos

en cuenta (43) y (44) con 1
n` y M

n en lugar de ` y M respectivamente.
Por lo tanto, para toda ε > 0, existe nε ≥ 1 tal que para toda n ≥ nε

e−nw(λ,`)(q+ε) ≤ P{τnq(λ, `) <∞},P{τq(nλ,
1

n
`) <∞} ≤ e−nw(λ,`)q, (45)

Es importante remarcar que si ` no está concentrada en un conjunto acotado, las
cotas inferiores de (44) y (44) no se tienen.

Para el caso ` D= exp(⋅∣β) es fácil probar que

w(λ, exp{β}) =
máx{βc − λ,0}

c
=
−mı́n{λ − βc,0}

c
,

y entonces se tiene la fórmula cerrada

P{τQ(λ, exp{β}) <∞} = (1 −
w(λ, exp{β})

β
)e−w(λ,exp{β})Q (46)

(Embrechts et al., [EKM97]).
En la siguiente sección se prueba el LDP para las distribuciones posteriores de θ y

se evalua la probabilidad de cruce de nivel predictiva para los siguientes casos:

La distribución ` es desconocida y concentrada en [0,M], para algún M > 0.

La distribución ` es conocida y concentrada en [0,M], para algún M > 0.

La distribución ` D= exp(⋅∣β) con β = kλ, donde λ es desconocida y k > 0 conocida.

5.3 Distribución ` Desconocida y Concentrada en [0,M], con M > 0.

Sea Z(λ,`)
t el proceso Poisson Compuesto descrito anteriormente y supongamos que

` es la distribución común de las variables aleatorias {Bk}k≥1 y que se concentra en
[0,M]. Denotaremos a la familia de todas las medidas de probabilidad en [0,M] por
M1([0,M]), donde supondremos que M1([0,M]) está equipada con la topologı́a de
convergencia débil y denotaremos porM+([0,M]) a la familia de medidas positivas
en [0,M].
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Elijamos a π ⊗D(µ) como la distribución apriori para θ = (λ, `), donde

π =
k

∑
i=1

piGα(i),β(i),

es una mezcla finita de distribuciones gama conjugadas apriori para λ y D(µ) el pro-
ceso Dirichlet apriori para ` con parámetro µ ∈M+([0,M]).

El soporte de D(µ) se denotará como supp(D(µ)). Para el análisis Bayesiano del
principio de grandes desviaciones tomaremos una muestra de tamaño n

[datos]n = ((B1, T1), . . . , (Bn, Tn)),

y la estadı́stica suficiente formada por la media empı́rica de {T1, . . . , Tn} y la ley empı́ri-
ca de {B1, . . . ,Bn},

(¯̀
n, T̄n) ∶= (

1

n

n

∑
k=1

δBk ,
1

n

n

∑
k=1

Tk).

El sigueinte lema proporciona el LDP para las distribuciones posteriores sobre el
parámetro θ.

Lema 5. Sean k ≥ 1 y p1, . . . , pk ≥ 0 tales que ∑k
i=1 pi. Consideremos a π ⊗ D(µ) como la

distribución apriori sobre (λ, `), donde π = ∑
k
i=1 piGα(i),β(i). Supongamos también que T̄n → 1

λ̂

y ¯̀
n → ˆ̀∈ supp(D(µ)) conforme n →∞. Entonces π ⊗Dµ(⋅∣[datos]n)6 satisface el LDP con

función tasa buena

Iλ̂,ˆ̀(λ, `) ∶= {
H(G1,λ̂∣G1,λ) +H(ˆ̀∣`) si λ > 0 y ` ∈ supp(Dµ)

∞ c.o.c

Demostración.

Como las sucesiones {Bk}k≥1 y {Tk}k≥1 son independientes una de la otra, tenemos
que π ⊗Dµ(⋅∣[datos]n) es la medida producto entre π(⋅∣T1, . . . , Tn) y Dµ(⋅∣[datos]n). Por
otro lado, sabemos que Dµ(⋅∣B1, . . . ,Bn) =∶ Dµn , donde µn = µ + nˆ̀

n (ver sección 3,
Teorema 1. o bien [Fer73]).

Aún más, sabemos que el proceso Dµn satisface un LDP con función tasa buena

J
(2)
ˆ̀ (`) = {

H(ˆ̀∣`) si ` ∈ supp(Dµ)

∞ c.o.c

(sección 4, Teorema 5. o bien [GO00]).
De tal modo que para completar la prueba, debemos demostrar que π(⋅∣T1, . . . , Tn)

satisface un LDP con función tasa buena dada por

J
(1)
λ̂

(λ) = {
H(G1,λ̂∣G1,λ) si λ > 0

∞ si λ ≤ 0

6Donde redefinimos a D(µ) como Dµ por conveniencia para nuestra notación en lo subsecuente.
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De hecho, si este es el caso, podremos concluir que π⊗Dµ(⋅∣[datos]n) = π(⋅∣T1, . . . , Tn)⊗
Dµ(⋅∣B1, . . . ,Bn) satisface el LDP con función tasa buena

Iλ̂,ˆ̀(λ, `) ∶= J
(1)
λ̂

(λ) + J
(2)
ˆ̀ (`).

Para probar un LDP de π(⋅∣T1, . . . , Tn), recordemos que al elegir a Gα,β como la
conjugada apriori para λ, entonces Gα,β(⋅∣T1, . . . , Tn) =∶ Gαn,βn donde αn = α + n, βn =

β + nT̄n (ver [DeG70]). Por lo tanto

Λλ̂(γ) = ĺım
n→∞

1

n
ln∫

∞

0
enγλGα,β(dλ∣T1, . . . , Tn)

= ĺım
n→∞

{
αn
n ln [

βn
βn−nγ ] si nγ < βn

∞ si nγ ≥ βn

=

⎧⎪⎪
⎨
⎪⎪⎩

ln [
1

λ̂
1

λ̂
−γ ] si γ < 1

λ̂

∞ si γ ≥ 1

λ̂

Utilizando el Lema 4, podemos afirmar que

ĺım
n→∞

1

n
ln∫

∞

0
enγλπ(dλ∣T1, . . . , Tn) = Λλ̂(γ).

Entonces, por el Teorema de Gärtner Ellis. Sabemos que π(⋅∣T1, . . . , Tn) satisface un
LDP con función tasa buena J(1)

λ̂
= Λ∗

λ̂
definida por

Λ∗
λ̂
(λ) ∶= sup

λ∈R
{γλ −Λλ̂(γ)} = {

H(G1,λ̂∣G1,λ) si λ > 0

∞ si λ ≤ 0

donde la última igualdad se sigue directamente de (40) con α = 1 y β = 1

λ̂
.

◇

Para evaluar las probabilidades de cruce de nivel predictivas de grandes desvia-
ciones, necesitaremos primero establecer el siguiente resultado.

Lema 6. Las función (λ, `)z→ w(λ, `) es continua.

Demostración.

Para probar el Lema, demostraremos que para cualquier pareja (λ, `) = (0,∞) ×

M1([0,M]), el ĺımn→∞w(λn, `n) = w(λ, `) para cualquier sucesión {(λn, `n)}n≥1 tal que
ĺımn→∞(λn, `n) = (λ, `). Por conveniencia, escribiremos simplemente wn para denotar
w(λn, `n) para n ≥ 1. Consideraremos las funciones H(γ) y {Hn(γ)}n≥1 definidas como
sigue

H(γ) = λ(M`(γ) − 1) − cγ y Hn(γ) = λn(M`n(γ) − 1) − cγ.

Como {`n}n≥ ⊂M1([0,M]) y [0,M] es un conjunto compacto, entonces para cual-
quier γ ∈ R se cumple que ĺımn→∞M`n(γ) = M`(γ) y en consecuencia ĺımn→∞Hn(γ) =
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H(γ). De hecho Hn(wn) = 0 para cualquier n ≥ 1, y es claro que cada función Hn es
continua, supone valores finitos7 y Hn(0) = 0.

Dada la definición de w(λ, `) antes expuesta, podemos decir que existen a, b ∈ R
tales que a < w(λ, `) < b, donde a y b no dependen de λ y `, pero cumplen que H(a) < 0
y H(b) > 0. Por lo tanto, existe N ≥ 1 tal que a ≤ wn ≤ b para toda n ≥ N . De hecho existe
una subsucesión {wnk}k≥1 , de {wn}n≥1 tal que el ĺımk→∞wnk = η para alguna η ∈ [a, b]
(Teorema de Bolzano-Waiestrass).

Si η < w(λ, `) entonces existe η− ∈ (η,w(λ, `)) tal que wnk < η− eventualmente y con
esto tenemos que

0 = Hnk(wnk) < Hnk(η−)
k→∞
Ð→ H(η−) < H(w(λ, `)) = 0,

lo que es una contradicción.

De forma similar si η > w(λ, `), existe η+ ∈ (w(λ, `), η) tal que wnk > η+ eventualmen-
te, y entonces

0 = Hnk(wnk) > Hnk(η+)
k→∞
Ð→ H(η+) > H(w(λ, `)) = 0,

lo cual es imosible. Por lo tanto, concluimos que cualquier subsucesión de {wn}n≥1

converge a w(λ, `), con lo que termina la prueba. De hecho, si ĺımn→∞wn = w(λ, `)
no se cumple, entonces existe ε0 > 0 y una subsucesión {wnk}k≥1 de {wn}n≥1 tal que
∣wnk − w(λ, `)∣ ≥ ε0. Tal subsucesión tiene a su vez una subsucesión convergente, pues
{wnk} ⊂ [α,β] (Teorema de Bolzano-Waiestrass) y entonces {wnk} converge a w(λ, `) por
el mismo razonamiento expuesto arriba y de aquı́ se tiene nuevamente una contradic-
ción, por lo tanto ĺımn→∞wn = w(λ, `).

◇

Proposición 6. Sean k ≥ 1, p1, . . . , pk ≥ 0 tales que ∑k
i=1 pi = 1 y consideremos la distribución

apriori π ⊗ Dµ sobre (λ, `) como en el Lema anterior. Supongamos también que T̄n → 1

λ̂
y

¯̀
n → ˆ̀∈ supp(Dµ) conforme n→∞. Entonces para toda q > 0, tenemos

ĺım
n→∞

1

n
ln∫

(0,∞)×M1([0,M])
P{τqn(λ, `) <∞}π ⊗Dµ(dλ,d`∣[datos]n) = −[w̄(λ̂, ˆ̀)](q),

y

ĺım
n→∞

1

n
ln∫

(0,∞)×M1([0,M])
P{τq(nλ,

1

n
`) <∞}π ⊗Dµ(dλ,d`∣[datos]n) = −[w̄(λ̂, ˆ̀)](q),

donde
−[w̄(λ̂, ˆ̀)](q) = sup

λ>0,`∈supp(Dµ)
{−qw(λ, `) − [H(G1,λ̂∣G1,λ) +H(ˆ̀∣`)]}.

7M`(γ) <∞ por hipótesis.

34



Demostración.

Al principio de ésta sección establecimos que para toda ε > 0, existe nε ≥ 1 tal
que (45) se cumple para toda n ≥ nε. Entonces, por el Lema 5 y el Lema de Varadhan
aplicado a la función continua (λ, `)z→ w(λ, `) obtenemos que

− [w̄(λ̂, ˆ̀)](q + ε)

≤ ĺım inf
n→∞

1

n
ln∫

(0,∞)×M1([0,M])
P{τqn(λ, `) <∞}π ⊗Dµ(dλ,d`∣[datos]n)

≤ ĺım sup
n→∞

1

n
ln∫

(0,∞)×M1([0,M])
P{τqn(λ, `) <∞}π ⊗Dµ(dλ,d`∣[datos]n)

≤ −[w̄(λ̂, ˆ̀)](q)

y
− [w̄(λ̂, ˆ̀)](q + ε)

≤ ĺım inf
n→∞

1

n
ln∫

(0,∞)×M1([0,M])
P{τq(nλ,

1

n
`) <∞}π ⊗Dµ(dλ,d`∣[datos]n)

≤ ĺım sup
n→∞

1

n
ln∫

(0,∞)×M1([0,M])
P{τq(nλ,

1

n
`) <∞}π ⊗Dµ(dλ,d`∣[datos]n)

≤ −[w̄(λ̂, ˆ̀)](q)

Para conconcluir la prueba, basta con argumentar que −[w̄(λ̂, ˆ̀)](q) es una función
continua de q > 0. Este hecho se sigue facilmente al darnos cuenta de que también
es una función convexa, propiedad heredada de la entroı́a relativa. De hecho es una
función que toma valores finitos ya que 0 ≥ −[w̄(λ̂, ˆ̀)](q) ≥ −qw(λ̂, ˆ̀) para toda q > 0

y por lo tanto la continuidad de −[w̄(λ̂, ˆ̀)](q) se sigue del hecho de que una función
convexa en un intervalo abierto, es continua en ese mismo intervalo (ver [Rud86]).

◇

5.4 Distribución ` Concida y Concentrada en [0,M], con M > 0.

En ésta sección se presentan resultados para la probabilidad predictiva de cruce de
nivel, en el caso particular en que ` es conocida y concentrada en [0,M], tomaremos
a λ desconocida y a la muestra de tamaño n, [datos]n = (T1, . . . , Tn). Supondremos
adicionalmente que π es la distribución apriori de λ, tal y como en la sección pasada.

Adaptando la prueba de la Proposición 6 y considerando la función (que depende
de q > 0)

−[w̄`(λ̂)](q) = sup
λ>0

{−qw(λ, `) −H(G1,λ̂∣G1,λ)}

Afirmamos que

ĺım
n→∞

1

n
ln∫

∞

0
P{τqn(λ, `) <∞}π(dλ∣[datos]n) = −[w̄

`(λ̂)](q)

y

ĺım
n→∞

1

n
ln∫

∞

0
P{τq(nλ,

1

n
`) <∞}π(dλ∣[datos]n) = −[w̄

`(λ̂)](q),
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pues bajo el mismo argumento expuesto para demostrar la Proposición 6, sabemos
que para toda ε > 0 existe nε ≥ 1 tal que (45) se cumple para toda n ≥ nε. Por lo tanto
aplicando el Lema 5 junto con el Lema de Varadhan a la función continua λ↦ w(λ) con

w(λ) ∶= sup{γ ≥ 0 ∶ λ(M`(γ) − 1) − cγ ≤ 0},

obtenemos que

− [w̄`(λ̂)](q + ε)

≤ ĺım inf
n→∞

1

n
ln∫

∞

0
P{τqn(λ, `) <∞}π(dλ∣[datos]n)

≤ ĺım sup
n→∞

1

n
ln∫

∞

0
P{τqn(λ, `) <∞}π(dλ∣[datos]n)

≤ −[w̄`(λ̂)](q)

y
− [w̄`(λ̂)](q + ε)

≤ ĺım inf
n→∞

1

n
ln∫

∞

0
P{τq(nλ,

1

n
`) <∞}π(dλ∣[datos]n)

≤ ĺım sup
n→∞

1

n
ln∫

∞

0
P{τq(nλ,

1

n
`) <∞}π(dλ∣[datos]n)

≤ −[w̄`(λ̂)](q),

concluyendo además que −[w̄`(λ̂)](q) es continua bajo el mismo argumento de conve-
xidad de la sección anterior [Rud86].

◇

Por otro lado, si en lugar de los datos, [datos]n, tomamos en cuenta la muestra de
tamaño n

[datos alternativos]n = [N1,N2 −N1, . . . ,Nn −Nn−1),

(como en [Mac04]), donde Nt = ∑k≥1 I{T1+⋯+Tk≤t}. Considerando ahora a la función (de
q > 0)

−[w̄`(λ̂)](q) = sup
λ>0

{−qw(λ, `) −H(Pλ̂∣Pλ)},

donde H(Pλ̂∣Pλ) es la entropı́a relativa entre dos distribuciones Poisson Pλ̂ y Pλ pre-
sentada al inicio de la sección 5.

Entonces podemos extender la prueba de la Proposición 3 de [Mac04], donde la ley
` coincide con la ley δ1 de la variable aleatoria constante igual a 1. Aquı́ ` está con-
centrada en un conjunto acotado y la distribución apriori de λ es una mezcla finita de
distribuciones gama π = ∑

k
i=1 piGα(i),β(i). De este modo

ĺım
n→∞

1

n
ln∫

∞

0
P{τqn(λ, `) <∞}π(dλ∣[datos alternativos]n) = −[w̄`(λ̂)](q)

36



y

ĺım
n→∞

1

n
ln∫

∞

0
P{τq(nλ,

1

n
`) <∞}π(dλ∣[datos alternativos]n) = −[w̄`(λ̂)](q),

conforme Nn
n tiende a λ̂ cuando n tiende a ∞.

Finalmente es interesante comparar −[w̄`(λ̂)](q) con −[w̄`(λ̂)](q). Para este fin, ha-
gamos uso de (39) para darnos cuenta de que

−[w̄`(λ̂)](q) = sup
λ>0

{−qw(λ, `) − λ̂H(G1,λ̂∣G1,λ)},

de modo que −[w̄`(λ̂)](q) y −[w̄`(λ̂)](q) coinciden cuando λ̂ = 1. De hecho, −[w̄`(λ̂)](q) ≤
−[w̄`(λ̂)](q) para λ̂ ≥ 1 y −[w̄`(λ̂)](q) ≥ −[w̄`(λ̂)](q) para λ̂ ≤ 1.

5.5 Distribución exp(⋅∣β).

Supongamos que ` D= exp(⋅∣β), es decir que ` es la distribución exponencial con tasa
de fallo igual a β. En éste caso los saltos no son acotados por una constante positiva
M y por lo tanto no podemos adaptar las técnicas presentadas en la prueba de la
Proposición 6.

De manera más precisa, si (π(⋅∣[datos]n) satisface un LDP, de la desigualdad de
Lunberg (43) podemos derivar cotas superiores para

ĺım sup
n→∞

1

n
ln∫

(0,∞)×M1([0,∞))
P{τqn(λ, `) <∞}π(dλ,d`∣[datos]n),

y

ĺım sup
n→∞

1

n
ln∫

(0,∞)×M1([0,∞))
P{τq(nλ,

1

n
`) <∞}π(dλ,d`∣[datos]n)

vı́a el Lema de Varadhan y el Principio de Contracción. Sin embargo, no podemos derivar
cotas inferiores para

ĺım inf
n→∞

1

n
ln∫

(0,∞)×M1([0,∞))
P{τqn(λ, `) <∞}π(dλ,d`∣[datos]n),

y

ĺım inf
n→∞

1

n
ln∫

(0,∞)×M1([0,∞))
P{τq(nλ,

1

n
`) <∞}π(dλ,d`∣[datos]n).

Recordemos que (46) provee una expresión en forma cerrada para la probabilidad
de ruina P{τQ(λ, `) < ∞} cuando `

D
= exp(⋅∣β), por otro lado, cuando no es posible

encontrar una constante M̃ > 0 tal que

1 −
w(λ, exp(⋅∣β))

β
≥ M̃, ∀ (λ,β),

en un conjunto de probabilidad 1 con respecto a la distribución apriori, las cotas infe-
riores no pueden encontrarse.

De momento, la elección (conjugada) natural de productos de distribuciones gama
en (λ,β), tiene soporte en (0,∞) × (0,∞) pero no resuleve el problema, pues
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ĺım
β→∞

w(λ, exp(⋅∣β))

β
= 1,

para cada λ > 0 fija, y

ĺım
λ→∞

w(λ, exp(⋅∣β))

β
= 1,

para cada β > 0 fija.

Una manera de abordar el problema, es suponer que β = kλ para algún k > 0, de tal
forma que

1 −
w(λ, exp(⋅∣β))

β
= 1 −

w(λ, exp(⋅∣kλ))

kλ
= mı́n{

1

kc
,1} > 0,

que no depende de λ. Entonces la desigualdad

1 −
w(λ, exp(⋅∣β))

β
≥ M̃,

se cumple, con la igualdad cuando M̃ = mı́n{ 1
kc ,1}.

Si suponemos que k > 0 es conocida, λ se convierte en el único parámetro descono-
cido. Considerando la muestra de tamaño n, dada por

[datos]n = ((B1, T1), . . . , (Bn, Tn)),

implica que la verosimilitud es

L(λ∣[datos]n) = kλ
−kλB1λe−λTn⋯kλ−kλBnλe−λTn = knλ2neλn[kB̄n+T̄n],

donde B̄n = 1
n ∑

n
k=1Bk y T̄n = 1

n ∑
n
k=1 Tk son las medias empı́ricas de {B1, . . . ,Bn} y

{T1, . . . , Tn} respectivamente. Por lo tanto, kB̄n + T̄n es una estadı́stica suficiente.
Con la distribución apriori conjugada para λ, Gα,β , tenemos que la distribución

posterior es

Gα,β(⋅∣[datos]n) = Gαn,βn ,

donde αn = α + 2n y βn = β + n(kB̄n + T̄n).

A continuación probaremos un LDP para las distribuciones posteriores.

Lema 7. Sean k ≥ 1, p1, . . . , pn ≥ 0 tales que ∑k
i=1 pi = 1 y consideremos la distribución apriori

π = ∑
k
i=1 piGα(i),β(i) para λ. Supongamos que kB̄n + T̄n Ð→

2

λ̂
conforme n → ∞. Entonces

π(⋅∣[datos]n) satisface un principio de gandes desviaciones con función tasa buena Iλ̂ definida
por

I∗
λ̂
(λ) = sup

γ∈R
{γλ −Λλ̂(γ)} = {

H(G2,λ̂∣G2,λ) si λ > 0

∞ si λ ≤ 0
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Demostración.

Sea γ ∈ R arbitrario y fijo. Como kB̄n + T̄n →
2

λ̂
conforme n →∞, tenemos que para

cualquier distribución apriori conjugada Gα,β

Λλ̂(γ) = ĺım
n→∞

1

n
ln∫

∞

0
enγλGα,β(dλ∣[datos]n)

= ĺım
n→∞

⎧⎪⎪
⎨
⎪⎪⎩

α+2n
n ln (

β+n(kB̄n+T̄n)
β+n(kB̄n+T̄n)−nγ) si nγ < β + n(kB̄n + T̄n)

∞ si nγ ≥ β + n(kB̄n + T̄n)

=

⎧⎪⎪
⎨
⎪⎪⎩

2(
2

λ̂
2

λ̂
−γ) si γ < 2

λ̂

∞ si γ ≥ 2

λ̂

de hecho como

ĺım
n→∞

1

n
ln∫

∞

0
enγλπ(dλ∣[datos]n) = Λλ̂(γ)

se cumple por el Lema 4. Entonces utilizando el Teorema de Gärtner Ellis, sabemos que
π(⋅∣[datos]n) satisface un LDP con función tasa buena Iλ̂ = Λ∗

λ̂
definida por

Λ∗
λ̂
(λ) ∶= sup

γ∈R
{γλ −Λλ̂(γ)} = {

H(G2,λ̂∣G2,λ) si λ > 0

∞ si λ ≤ 0

donde la última igualdad se sigue de (40) con α = 2 y β = 2

λ̂
.

◇

Para concluir esta sección, estimaremos las probabilidades de cruce de nivel para
las cuales, la siguiente función (de q > 0) es útil.

−[w̄(λ̂, exp(⋅∣kλ̂))](q) = sup
λ>0

{−qw(λ, exp(⋅∣kλ)) −H(G2,λ̂∣G2,λ)}.

Proposición 7. Sean k ≥ 1, p1, . . . , pn ≥ 0 tales que ∑k
i=1 pi = 1 y consideremos la distribución

apriori π = ∑
k
i=1 piGα(i),β(i) para λ. Supongamos que kB̄n + T̄n Ð→

2

λ̂
conforme n → ∞.

Entonces, para toda q > 0 tenemos que

ĺım
n→∞

1

n
ln∫

∞

0
P{τqn(λ, exp(⋅∣kλ)) <∞}π(dλ∣[datos]n) = −[w̄(λ̂, exp(⋅∣kλ̂))](q),

y

ĺım
n→∞

1

n
ln∫

∞

0
P{τq(nλ, exp(⋅∣nkλ)) <∞}π(dλ∣[datos]n) = −[w̄(λ̂, exp(⋅∣kλ̂))](q).

Demostración.

Fijemos M̃ = mı́n{ 1
kc ,1} y sea n ≥ 1 fija y arbitraria. Entonces por (46), tenemos que

M̃e−w(λ,exp(⋅∣kλ))qn ≤ P{τqn(λ, exp(⋅∣kλ)) <∞} ≤ e−w(λ,exp(⋅∣kλ))qn
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y
M̃e−w(λ,exp(⋅∣kλ))qn ≤ P{τq(nλ, exp(⋅∣nkλ)) <∞} ≤ e−w(λ,exp(⋅∣kλ))qn,

en donde para estas últimas desigualdades utilizamos quew(nλ, exp(⋅∣nkλ)) = nw(λ, exp(⋅∣kλ)).

Por lo tanto

− [w̄(λ̂, exp(⋅∣kλ̂))](q)

≤ ĺım inf
n→∞

1

n
ln∫

∞

0
P{τqn(λ, exp(⋅∣kλ)) <∞}π(dλ∣[datos]n)

≤ ĺım sup
n→∞

1

n
ln∫

∞

0
P{τqn(λ, exp(⋅∣kλ)) <∞}π(dλ∣[datos]n)

≤ −[w̄(λ̂, exp(⋅∣kλ̂))](q)

y
− [w̄(λ̂, exp(⋅∣kλ̂))](q)

≤ ĺım inf
n→∞

1

n
ln∫

∞

0
P{τq(nλ, exp(⋅∣nkλ)) <∞}π(dλ∣[datos]n)

≤ ĺım sup
n→∞

1

n
ln∫

∞

0
P{τn(nλ, exp(⋅∣nkλ)) <∞}π(dλ∣[datos]n)

≤ −[w̄(λ̂, exp(⋅∣kλ̂))](q),

por el Lema anterior y el Lema de Varhadan aplicado a la función continua λ z→
w(λ, exp(⋅∣kλ)).

◇

6 Algunas consideraciones sobre el enfoque Frecuentis-
ta y el enfoque Bayesiano.

A continuación mencionaremos algunas caracterı́sticas que distinguen el enfoque
Bayesiano del Frecuentista para los resultados en donde se involucran un LDP y estima-
ciones de probabilidades de cruce de nivel.

Una primera observación que es importante hacer, es que a partir del LDP las fun-
ciones tasa para las distribuciones posteriores, se pueden expresar en términos de la
misma entropı́a relativa H(⋅∣⋅) utilizada para la función tasa correspondiente a una
sucesión adecuada de estadı́sticas suficientes (Tn([datos]n)). No obstante, en este últi-
mo caso, el papel jugado por los argumentos de H(⋅∣⋅) es intercambiado. Este hecho
puede explicarse dada la diferencia entre los papeles adoptados por el parámetro θ
y los datos, en las perspectivas Bayesiana y Frecuentista con respecto a un modelo es-
tadı́stico (X,BX , (F (θ) ∶ θ ∈ Θ)). De hecho, para el LDP de la estadı́stica suficiente,
nos preguntamos cuan probable es para la estadı́stica suficiente estar cerca de un va-
lor θ̂ cuando el verdadero valor del parámetro es θ y la función tasa es de la forma
θ̂ ↦ Iθ(θ̂) =H(F (θ̂)∣F (θ)). Mientras que por otro lado, en el LDP de las distribuciones
posteriores, nos preguntamos cuan probable es para el valor verdadero del parámetro
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estar cerca de θ dado que observamos la estadı́stica suficiente cerca de algún θ̂ y la
función tasa es de la forma θ ↦ Iθ̂(θ) =H(F (θ̂)∣F (θ)).

Sean C○ y C̄, el interior y la cerradura de C respectivamente. Entonces

ĺım
n→∞

Pθ{Tn([datos]) ∈ C} = 0, si θ ∉ C̄,

donde Pθ es la medida de probabilidad correspondiente a la función de distribución
F (θ) y

ĺım
n→∞

π(C ∣[datosn]) = 0 si θ̂ ∉ C̄.

Por el LDP de la estadı́stica suficiente y el LDP de las distribuciones posteriores,
podemos decir que Pθ{Tn([datos]) ∈ C} y π(C ∣[datosn]) decrecen a cero exponencial-
mente conforme n tiende a infinito, bajo las siguientes hipótesis.

Supongamos que Iθ(C) = ı́nf θ̂∈C Iθ(θ̂) y Iθ(C) = Iθ(C○) = Iθ(C̄) ∈ (0,∞).8 Enton-
ces, para toda ε > 0, existe nε ≥ 1 tal que para toda n ≥ nε.

e−n(Iθ(C)+ε) < Pθ{τn([datos]n) ∈ C} < e−n(Iθ(C)−ε).

Supongamos que Iθ̂(C) = ı́nfθ∈C Iθ̂(θ) y Iθ̂(C) = Iθ̂(C
○) = Iθ̂(C̄) ∈ (0,∞).9 Enton-

ces, para toda ε > 0, existe nε ≥ 1 tal que para toda n ≥ nε.

e−n(Iθ̂(C)+ε) < π(C ∣[datos]n) < e
−n(I

θ̂
(C)−ε).

La segunda diferencia, está relacionada con las estimaciones de probabilidades de
cruce de nivel. Para ver esto, es importante recordar los siguientes lı́mites conforme n
tiende a infinito necesarios para describir las estimaciones Frecuentistas de las proba-
bilidades de cruce de nivel.

Sea q > 0, entonces

Para el proceso Poisson Compuesto con saltos hacia arriba y deriva negativa, con
` concentrada en [0,M] para M > 0 tenemos

ĺım
n→∞

1

n
lnP{τqn(λ, `) <∞} = ĺım

n→∞

1

n
lnP{τq(nλ,

1

n
`) <∞} = −qw(λ, `),

por (45), ya que es ε > 0 es arbitrario.

Para el proceso Poisson Compuesto con saltos hacia arriba y deriva negativa, con
` igual a la distribución exponencial de tasa β tenemos

ĺım
n→∞

1

n
lnP{τqn(λ, exp(⋅∣β)) <∞} = ĺım

n→∞

1

n
lnP{τq(nλ, exp(⋅∣nβ)) <∞} = −qw(λ, exp(⋅∣β)),

por (46), donde para el segundo lı́mite utilizamos la identidad

w(nλ, exp(⋅∣nkλ)) = nw(nλ, exp(⋅∣nkλ)).

8Notemos que Iθ(C) > 0 pues θ ∉ C̄.
9Notemos que Iθ̂(C) > 0 pues θ̂ ∉ C̄.
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Es importante notar que en todos los casos considerados, los lı́mites tienen la mis-
ma forma, −qw(θ), con

w(θ) = sup{γ ≥ 0 ∶ lnE[eγZ
θ
1 ] ≤ 0},

siendo una función lineal de q > 0 para cada valor posible fijo del parámetro θ ∈ Θ.

Las estimaciones frecuentistas de los lı́mites expuestos arriba, son −qw(θ̂) donde es
el lı́mite casi seguro de la estadı́stica suficiente. En el contexto Bayesiano considerado
en la secciones anteriores, las estimaciones son

−[w̄(θ̂)](q) = sup
θ∈Θ

{−qw(θ) −H(F (θ̂)∣F (θ))}, (47)

donde (X,BX , (F (θ) ∶ θ ∈ Θ)) es el modelo estadı́stico expuesto arriba.
Al comparar −[w̄(θ̂)](q) con −qw(θ̂) , podemos darnos cuenta facilmente por (47),

que la diferencia −[w̄(θ̂)](q) − (−qw(θ̂)) es no negativa y utilizando la proposición 8
del apéndice B podemos afirmar que es una función no decreciente de q > 0. Estas
consideraciones señalan que las estimaciones Bayesianas de probabilidades de cruce
de nivel expuestas en este trabajo son más conservativas a un grado que se vuelve más
pronuciado conforme q crece.
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7 Apendice A.

En esta sección enunciaremos algunos resultados clásicos de la teorı́a de Grandes
Desviaciones utilizados a lo largo de este documento. Las demostraciones de todos los
resultados enunciados aquı́, serán referidas al libro de A. Dembo y O. Zeitouni [DZ93].

Teorema 6. Principio de Contracción. Sean X y Y dos espacios topológicos de Hausdorff
y f ∶ X z→ Y una función continua. Consideremos una función tasa buena I ∶ X z→ [0,∞].

(a) Para cada y ∈ Y , si definimos

I ′(y) ∶= ı́nf{I(x) ∶ x ∈ X , y = f(x)}.

Entonces I ′ es una función tasa buena en Y . 10

(b) Si I controla el LDP asociado con una familia de medidas de probabilidad {µn} en X ,
entonces I ′ controla el LDP asociado con la familia de medidas de probabilidad {µn○f−1}

en Y .

Definición 7. Sea Λ ∶ Rm z→ (−∞,∞] una función convexa y sea

DΛ = {γ ∈ Rm ∶ Λ(γ) <∞},

con interior D○Λ. Entonces, Λ es una función esencialmente suave si:

(i) D○Λ es no vacı́o.

(ii) Λ es diferenciable en todo D○Λ y es tal que ĺımn→∞ ∣∇Λ(γn)∣ = ∞, siempre que γn en D○Λ
converga a un punto frontera de D○Λ.

Sea Ω un espacio topológico de Hausdorff con σ-álgebra de Borel BΩ y sea {νn} una
sucesión de medidas de probabilidad en (Ω,BΩ).

Teorema 7. Gärtner −Ellis. Consideremos (Ω,BΩ) = (Rm,BRm) y supongamos que para
toda γ ∈ Rm, el lı́mite

Λ(γ) = ĺım
n→∞

1

n
ln∫

Rm
enγ

′xνn(dx),

existe como un real extendido. Si Λ es una función esencialmente suave y semicontinua por
abajo, entonces se cumple el LDP con función tasa buena Λ∗ ∶ Rm z→ (−∞,∞] definida por

Λ∗(x) = sup
γ∈Rm

{γ′x −Λ(γ)}.

10Como siempre, el ı́nfimo sobre un conjunto vacı́o se define como infinito.
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Lema 8. Lema de Varadhan. Supongamos que {νn} satisface el LDP con función tasa bue-
na I ∶ Ω z→ [0,∞] y sea φ ∶ Ω ↦ R una función continua. Supongamos además cualquiera de
las siguientes dos condiciones

ĺım
M→∞

ĺım sup
n→∞

1

n
ln∫

Ω
enφ(w)I{φ(w)≥M}νn(dw) = −∞,

o la condición de momentos.

ĺım sup
n→∞

1

n
ln∫

Ω
eγnφ(w)νn(dw) <∞,

para algún γ > 1. Entonces

ĺım
n→∞

1

n
ln∫

Ω
enφ(w)νn(dw) = sup

w∈Ω
{φ(w) − I(w)}.

Sea Ω un espacio polaco, M1(Ω) al espacio de medidas de probabilidad en Ω,
{X}k≥1 una sucesión de variables aleatorias independientes con valores en Ω y ley
común µ ∈ M1(Ω). Denotemos con Ln a la medida empı́rica correspondiente a las
primeras n observaciones

Ln ∶=
1

n

n

∑
k=1

δXk ,

y sea L(Ln) la ley de Ln. Para ν ∈ M1(Ω) se define la distancia de Kullback-Leibler o
Entropı́a Relativa (relativa a µ) como

H(ν∣µ) = {
∫Ω

dν
dµ ln (dν

dµ
)dµ ν ≪ µ

∞ c.o.c

Teorema 8. Sanov. La sucesión de medidas empı́ricas Ln satisface el LDP enM1(Ω) equi-
pado con la topologı́a τ , con función tasa buena convexa H(⋅∣µ).

8 Apendice B.

Proposición 8. Sea f ∶ [0,∞)z→ R una función convexa, tal que

0 ≥ f(q) ≥ −qm,

para toda q ∈ [0,∞) y alguna m > 0. Entonces la función g definida por

g(q) ∶= f(q) − (−qm),

en no decreciente.

Demostración.

Consideremos 0 < x < y y fijemos t = x
y . Entonces

f(x) = f(ty + (1 − t)0) ≤ tf(y) + (1 − t)f(0) = tf(y),
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puesto que x = ty + (1 − t)0, t ∈ (0,1) y f es una función convexa. De hecho

(1 − t)f(x) = f(x) − tf(x) ≤ tf(y) − tf(x) = t(f(y) − f(x)),

de donde

f(y) − f(x) ≥
1 − t

t
f(x) ≥

1 − t

t
(−xm) = −

x

t
m + xm = −ym + xm,

que es equivalente a g(y) ≥ g(x).

◇
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