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Prefacio  
 

Esta Tesina describe el Modelo de Poisson no Homogéneo aplicado a la 
Estimación de la Contaminación Atmosférica, tema de gran interés y relación 
con la salud de los habitantes de la ciudad de México y Área Metropolitana.  

 

Con esta Tesina se cumple el trabajo escrito para el requisito de la opción de 
seminario de titulación en la licenciatura en Actuaría bajo la dirección de la 
Doctora Eliane R. Rodrigues. 

 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 



 

 

Sumario 
 

El objetivo de esta tesina es estudiar la aplicación del modelo Poisson no 
homogéneo a la estimación de la contaminación atmosférica. En el primer 
capítulo hay definiciones básicas de Procesos Estocásticos, la construcción del 
Proceso Poisson y el planteamiento del modelo Poisson homogéneo y el no-
homogéneo con sus respectivas definiciones así como las demostraciones de 
las mismas. 

  
En el capítulo 2, se encuentra la introducción a la estadística Bayesiana 

definiciones de la función de verosimilitud, distribución a priori y posteriori, la 

demostración de que para el parámetro � (conocido y desconocido) hay una 
distribución ���������|�
 a priori. Se describe el algoritmo de muestreo de Gibbs 

con la definición y origen de éste además de un ejemplo, se realiza la 
construcción de la función de verosimilitud del modelo Poisson para el caso 
homogéneo y no homogéneo. 
 

En el capítulo 3, se presenta el desarrollo del modelo Bayesiano cuya función 
de verosimilitud sigue el modelo Poisson no homogéneo con la función de 

intensidad ���
, � 
 0 Weibull-exponenciada que depende de parámetros por 
calcular. Se plantea la distribución a priori y se hace el planteamiento y 
obtención de las distribuciones a posteriori marginales condicionales completas 

que se necesitan para generar los valores �, � y � en el algoritmo del Muestreo 
de Gibbs.  

  
En el capítulo 4, se describe la aplicación de las mediciones de ozono en la 

ciudad de México y se describen los resultados que se obtuvieron en el articulo 
(Achcar et al. 2008) para los años de 1998 a 2004. Se describe las condiciones 
(cantidad de datos, valores en las distribuciones, número de pasos, Criterio de 
información Desviada entre otros) que tomaron para las simulaciones que se 
realizaron por el programa Winbugs. Se analizan los diferentes valores límite y 
zonas (incluyendo el caso del AMCM). Por último con los valores obtenidos se 
plantean de cómo se obtienen las probabilidades y con ello se puede prever el 
número de días en donde el límite de la NOM es sobrepasado. Finalmente se 

         presentan conclusiones del trabajo. 
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Introducción 
 
     
La contaminación atmosférica y los altos niveles de ozono son problemas que 
afectan a los habitantes de las grandes y medianas ciudades de todo el mundo. 
Cuando la concentración de ozono está por encima del límite 0.11ppm (ppm=partes 
por millón), durante un periodo prolongado de tiempo, los individuos expuestos a la 
contaminación podrían experimentar serios problemas de salud. Por lo tanto es muy 
importante predecir cuando podrían ocurrir estos episodios. El nivel de 
concentración o límites permitidos considerados pueden variar de ciudad en ciudad 
dependiendo las autoridades ambientales. El nivel de concentración de ozono 
permitido en el aire de México es de 0.11ppm y un individuo no debería estar 
expuesto a esta concentración por más de 1 hora (Norma Oficial Mexicana NOM, 
2002). Sin embargo, en la Ciudad de México el nivel usado para declarar una alerta 
ambiental es de 0.22ppm.   
 
Existen varios estudios que se enfocan a predecir episodios alarmantes de 

contaminación ambiental como los de: Roberts (1979a, b). Horowitz (1980) y Smith 
(1989) que utilizan teoría de valores extremos; Flaum (1996) quien utilizó análisis de 
series de tiempo; Guardani (1999) redes neuronales y Guardani (2003) a través del 
análisis multivariado; Huerta y Sansó (2005) desarrollaron un análisis considerando 
medidas máximas de ozono de la ciudad de México.     
   
 En las últimas décadas algunos autores han observado la posibilidad de utilizar 

cadenas de Markov, para predecir la ocurrencia de niveles de ozono perjudiciales. El 
supuesto más importante es que los intervalos que contienen sucesivos máximos 
diarios de ozono siguen una cadena de Markov. Algunos autores que utilizan este 
supuesto son por ejemplo Austin y Tran (1999) y Larsen (1990). La característica 
común de su trabajo es que supusieron que el orden de la cadena de Markov es 
conocido (e igual a 1) y calcularon la probabilidad de transición utilizando el método 
de la función de máxima verosimilitud. En el trabajo de (Álvarez et al. 2005) también 
se utilizó el modelo de cadenas de Markov. La diferencia en este es que el orden de 
la cadena de Markov es considerado como una variable aleatoria y se calcula 
utilizando el método de máximo a posteriori.  
 
Cuando el objetivo es calcular el número de veces que se rebasa los limites 

permitidos de calidad atmosférica, Javits (1980) utilizó modelos Bernoulli y Poisson 
homogéneo y Raftery (1989) utilizó una combinación de modelos Poisson 
homogéneo. No obstante en todos los casos tenemos modelos homogéneos en el 
tiempo y la homogeneidad en el tiempo no es una propiedad de una sucesión de 
mediciones de ozono. 
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Capítulo 1 
 

Procesos de Poisson  
En este capitulo se describen los conceptos básicos del Proceso Poisson. El 

contenido de lo presentado aquí se tomó de (Ross, 1996 Tudor, 2002).  

 

1.1    Proceso Estocástico  
 

Definición 1: Un proceso estocástico en tiempo continuo � � ����
, � 
 0� es 
llamado puntual o de conteo si ���
 representa el número de veces que un evento  

de interés ocurre hasta el tiempo �. De tal forma,  � debe satisfacer. 
 

i)  ���
 
 0, 
ii)  ���
 es entero, 
iii)   Si  � � �, entonces  ���
  ���
 
 0, es igual al número de eventos que  

      ocurre en el intervalo �!�, �"!. 
 
 

Definición 2: Un proceso  de conteo se dice de incrementos independientes si el 
número de veces que un evento de interés ocurre en intervalos de tiempo disjuntos 

son independientes, es decir, el número de sucesos ���#
  ���$
 en el intervalo ��$, �#
, es independiente del número de sucesos ���%
  ���&
 en ��&, �%
 , para todo �$, �#, �&, �% 
 0 tal que ��$, �#
 ' ��&, �%
 � (. 
 
 
Definición 3: Un proceso de conteo se dice de incrementos estacionarios si la 
distribución del número de eventos que ocurren en un intervalo de tiempo sólo 

depende del tamaño del intervalo, es decir, el número de sucesos ���# ) �
  ���$ ) �
 que ocurren en el intervalo ��$ ) �, �# ) �
, tiene la misma distribución 

que el número de sucesos ���#
  ���$
 en ��$, �#
, para todo  �$, �# 
 0,  �$ � �#  y  � 
 0.  (Ross, 1996). 
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1.2   Construcción del Proceso Poisson  
 

Considere una medida de probabilidad *  y una sucesión +� de variables aleatorias 
independientes exponenciales con parámetro �,   , � 1,2, … .Tome +0 � 0 y suponga 
que +� representa el tiempo entre la realización de �,  1
   ésimo y el ,   ésimo 
evento , � 1,2, … . Sea 45 el tiempo de ocurrencia del 6  ésimo evento, 6 � 1,2, …, 
entonces 45 � ∑ +�5�8$  . 

 
Note que por hipótesis se tiene que *�+� 9 �
 � :;<=,  � 9 0, 

 

por lo tanto 45  tiene una distribución Gamma ��, 6
, es decir, si  >=?��
  es la 
función de densidad de 45, entonces  >=?��
 � <?�5;$
! �5;$:;<=   ,  � 9 0  . 

 

Sea ���
 el número de eventos que ocurren en el intervalo de tiempo !A0, �!
. 
Entonces, se tiene que  

 ����
 � 6� � �45 B �,  45C$ 9 �  ��           � 
 0. 
 

 
 

Por lo consiguiente, para una 6 D E se tiene  
 *����
 � 6� � *�45 B �, 45C$ 9 �  �� � *�45C$ 
 �  �|45 B ��*�45 B ��. 
 

 
 

Dado que *�45 B �� � F >=?��
G0 H�  se tiene que  
 

                   *����
 � 6� � F *�45C$ 9 �  �| 45 � � �G0 >=?��
H� 
                 � I �5�6  1
!G

0  �5;$:;<=:;<�G;=
H� 
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             �  �5�6  1
! I �5;$G
0 :;<=:;<GC<=H� 

  

                                                �  <?�5;$
! F  �5;$G0  :;<G  H�  �    <?�5;$
! :;<G F �5;$G0  H� 
                                                

                                                � <?�5;$
! :;<G    !=?5       0
      G J � <?�5;$
! :;<G  KG?5  0?5 L                

 

                                                 � <?�5;$
! :;<G G?5    �   �MN
OO! P;MN  .  
 

Por lo tanto se concluye que el número de eventos en un intervalo A0,!!�
, cuyos 
tiempos entre ocurrencias tienen distribución Poisson (Tudor, 2002). 

 

1.3   Proceso Poisson Homogéneo  
 
Definición 4: Un proceso de conteo � � ����
, � 
 0� es un proceso de Poisson 

con tasa, � 9 0 si  
 

i) ��0
 � 0. 
ii) El proceso tiene incrementos independientes y estacionarios. 

iii) *A��� ) �
  ���
 � Q" � :;<G  �<G
RS!  , Q D E   T   �, � 
 0. 
 

Observación: Así, el número medio de sucesos hasta el instante � es:  UA���
" � UA��� ) 0
  ��0
" � �� 
 

esto se debe a que ��� ) 0
  ��0
 tiene distribución Poisson con parámetro �� y 
por lo tanto  

UA���
" � V Q���
S:;<GQ!W
S80   �   :;<G���
 V ���
S;$�Q  1
!W

S8$  

� :;<G���
 V ���
SQ!W
S80   �   :;<G���
 :<G �   �� . 

 
Definición 5: Una función >�Y
 es Z�[
 si  lim]^0 >�[
[ � 0  . 
 

Por ejemplo >�[
 � [# es Z�[
 dado que lim]^0 _�]
] � lim]^0  [  � 0,  pero para >�[
 � [ no lo es ya que lim]^0 _�]
] � 1  (Ross, 1996). 



 
1No hay ocurrencia de eventos de ` a N ni de N a N ) a. 
2Por incrementos independientes.  
3Por incrementos estacionarios  *A��[ ) �
  ��[
 � 0" � *A��[
 � 0". 
4Por definición, es decir. *A��[
 � 0" � 1  *A��[
 � 1"  *A��[
 
 2".  
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Definición 6: Un proceso de conteo � � ����
, � 
 0� se dice que es un proceso de 
Poisson homogéneo con tasa � 9 0 si: 

 

i) ��0
 � 0. 
ii) � tiene incrementos independientes y estacionarios.  

iii) *A��[
 � 1" � �[ ) Z   �[
. 
iv) *A��[
 
 2" � Z   �[
. 

 
     Teorema 1. Las definiciones 4 y 6 son equivalentes.  

 
Demostración: Primero se demostrará que la Definición 6 implica en la Definición 

4.  Defina *S��
 � *A���
 � Q". 
 

Se derivará una ecuación diferencial para *0��
 de la siguiente manera: 
 

               *0�� ) [
 � *A��� ) [
 � 0 "   = 1*A���
 � 0, � �� ) [
  ���
 � 0" 
                     =2*A���
 � 0"*A��� ) [
  ���
 � 0"=3*A���
 � 0"*A��[
 � 0" 
                     =4*0��
A1  �[ ) Z   �[
". 
 
Por lo tanto,  se tiene que   
 *0�� ) [
 � *0��
  �[*0��
 ) Z   �[
*0��
. 
 

 Note que  Z   �[
*0��
 � Z   �[
, de esta forma se puede escribir  
 *0�� ) [
  *0��
 �  �[*0��
 ) Z   �[
 
 
     y por lo tanto  *0�� ) [
  *0��
[ �  �*0��
 ) Z   �[
. 
 

 

Haciendo [   ^ 0, se obtiene que  
 *0b��
 �  �*0��
, 

 
 
              y por lo tanto  *0b��
*0��
 �  � . 
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Integrando en ambos lados de la igualdad, se tienen que   
 I *0b��
*0��
G

0 H�  �  I �G
0 H�  . 

De esta forma,   
 log *0��
 �  �� ) d        o        *0��
 � e:;<G . 

 
Note que *0��
 �  *0A��0
 � 0" � 1  así se tiene que   

 1 � *0�0
 � e:;<f0 
 
  y  por tanto  e � 1. De esta forma, se obtiene que  
 

                                                  *0��
 � :;<G.                                             (1.3.1) 
 

Similarmente para Q 
 1, se tiene que  
 

               *S�� ) [
 � *A��� ) [
 � Q " 
                      � *A���
 � Q, ��� ) [ 
  ���
 � 0 " 
                      ) *A���
 � Q  1, ��� ) [ 
  ���
 � 1 " 
                      ) *A��� ) [
 � Q, ��� ) [ 
  ���
 
 2 ". 
 

 
Ejemplificando gráficamente  
 

  
               

De esta forma, se puede escribir   
 *S�� ) [
 � *S��
*0�[
 ) *S;$��
*$�[
 ) Z�[
, 

 
           y por los incisos ,,
, ,,,
 y ,g
 de la Definición 6, se tiene   

 *S�� ) [
 � *S��
*0�[
 ) *S;$��
*$�[
 ) Z�[
 
 
                                          � *S��
�1  �[
 ) *S;$��
�[ ) Z�[
, 
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y por lo tanto  

 *S�� ) [
  *S��
[ �  �*S��
 ) �*S;$��
 ) Z�[
. 
 

Haciendo [   ^ 0 se obtiene que  
 *Sb��
 �  �*S��
 ) �*S;$��
. 
 
Reacomodando los términos de la ecuación y multiplicando por el factor de 

integración :<G se obtiene que  
  :<GA*Sb��
 ) �*S��
" � �:<G*S;$��
. 
Por lo tanto   
 

                                 
hhG i:<G !!*S��
" � �:<G*S;$��
.                                (1.3.2) 

 

Se usará inducción matemática en Q para demostrar que ,,,
 de la Definición 4 es 
verdadera. 

 

Primero se verificará que vale para Q � 1. Integrando (1.3.2) con respecto a � se 
tiene  I HH� i:<G !!*$��
"H� � I �:<G*0��
H�. 
 

Sustituimos el valor de *0��
, dado por (1.3.1) se tiene que  :<G*$��
  ) d$ � I �:<G:;<GH� �  I � H� �  �� ) d#  . 
Por lo tanto,  *$��
 � :;<G��� ) d
 . 

 
Note que vale  *$�0
 � 0 (por el inciso  ,
 de la Definición 6).  
 
De esta forma, se tiene que  

 *$�0
 � :;<f0�� f 0 ) d
 � 0 
 

  de donde se obtiene que d � 0. Entonces,  *$��
 � :;<G��. 
 

Demostraremos que se cumple para *S��
 � :;<G �<G
RS! . Por inducción matemática 

suponga que vale para Q  1. 
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Sustituimos *S;$��
 � :;<G �<G
Rjk�S;$
!   en  (1.3.2) se obtiene que  
 

     
hhG i:<G*S��
l � �:��*Q 1��
 � �:<G:;<G �<G
Rjk�S;$
!  �  �<G
Rjk�S;$
!  .              (1.3.3) 

 
Integrando (1.3.3) con respecto a � se tiene que  

 I HH� i:<G*S��
lH� � I ��S;$ �S;$�Q  1
! H� . 
Por consiguiente   

 :<G*S��
 )  d$ � �S I �S;$�Q  1
! H� ) d � �S �SQ! ) d �  ���
SQ! ) d . 
 

Dado que *S�0
 � 0, para Q m 0 se tiene que  0 � :<G*S�0
 � �� f 0
SQ! ) d, 
 

De esta manera  d � 0  y el resultado sigue (Ross, 1996). 
  
Se demostrará ahora que la Definición 4 implica la Definición 6.  

 
Por la Definición 4 se tiene que el número de eventos que ocurren en un intervalo 

de longitud � es una variable aleatoria con distribución Poisson ��
. 
Sea A0, �" el intervalo considerado y ���
 el número de eventos que ocurren en ese 

intervalo. Se divide el intervalo A0, �" en Q subintervalos disjuntos, cada uno de 
longitud 

GS . 

 
Tome  una 6 B Q, y considere la siguiente partición: 
 

A:  6 subintervalos que contienen exactamente 1 evento y los otros Q  6 no      
    contienen ninguno. 
B: Al menos un subintervalo contiene 2 o más eventos.  
 
Entonces     

        *A���
 � 6 " � *A����
 � 6
 ' n " ) *A����
 � 6
 ' o ".                     (1.3.4) 
                      

Primero se obtendrá una expresión para *A����
 � 6
 ' o ". Sea p� el suceso “el ,  ésimo subintervalo contiene 2 o más eventos”,  entonces. 
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*A����
 � 6
 ' o " B *�o
 B * qr p�
S

�8$ s.                                        �1.3.5
 
Sin embargo, note que  

 

* qr p�
S

�8$ s B V *S
�8$ �p�
  � V Z v�Qw � Q  Z v�Qw � �  Z x�Qy�Q

S
�80 . 

 

Cuando Q ^ ∞  se tiene que  
GS ^ 0  entonces  �x{Ry{R ^ 0 . Por lo tanto        

limS^W * qr p�
S

�8$ s � 0, 
 

 y por �1.3.5
 se tiene que *A����
 � 6
 ' o " � 0. Por otro lado *A����
 � 6
 ' n " 
tiene una distribución Binomial con  Q subintervalos, � éxitos y con una probabilidad 
de éxito de  | � K��Q ) Z x�QyL. De esta forma,   

 
 

                  *A����
 � 6
 ' n " � *�n
 � }S5~ K<GS ) Z xGSyL5 K1  <GS  Z xGSyLS;5
 

 
 
 
 

 
 
 
 
 
 
 
 
 
 

Cuando Q ^ ∞ en la ecuación � � 
  se tiene que  
 limQ^∞

Q�Q  1
 … �Q  6 ) 1
Q56!  

     � limQ^∞
Q�Q  1
 … }Q  �6  1
~Q Q Q Q . . Q 6!  

 

                                     � limQ^∞ $5! x1  $Sy x1  #Sy … x1  5;$S y � $5! . 
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Para la ecuación ���
 se obtiene  
limQ^∞ ��� ) � �x{Ry{R �5 � ���
5 . 

 
Para la ecuación ����
 se tiene que     
 

limQ^∞ ��1  ��Q  Z v�Qw�SG �G � limQ^∞ ��
��1  �Q�  �Q Z x�Qy�Q �

SG
��
�G

� limQ^∞ ��
��1  �Q�  �Q Z x�Qy�Q �

SG
��
�G
 

                                 � :;<G. 
 
En la ecuación ���
 se tiene que   limQ^∞ K1  <GS  Z xGSyL;5 � 1 . 

 
 

De esta manera, sustituyendo los valores obtenidos anteriormente en � � 
, ���
, ����
 y ���
 en la ecuación (1.3.4) se tiene que  
 *A���
 � 6 " � 16! ���
5:;<G1 ) 0 � ���
56! :;<G . 
 

Por consiguiente se concluye que las Definiciones 4 y 6 son equivalentes. 
 

1.4   Proceso Poisson No-Homogéneo  
 

Definición 7: Un proceso de conteo � � ����
, � 
 0� es un proceso de Poisson 
no-homogéneo con tasa o función de intensidad ���
 
 0 donde � 
 0 si  

 
i) ��0
 � 0. 
ii) ����
, � 
 0�  tiene incrementos independientes.   
iii) *A��� ) [
  ���
 
 2" � Z�[
. 
iv) *A��� ) [
  ���
 � 1" � ���
[ ) Z�[
. 
(Ross, 1996). 
 

Teorema 2: Si denotamos ���
 � F ���
H�G0  se tiene que 
 *A��� ) �
  ���
 � Q" � :;A��GC=
;��G
" A��GC=
;��G
"RS! ,       Q 
 0,   
 

es decir, ��� ) �
  ���
, tiene una distribución de Poisson con parámetro        ��� ) �
  ���
. A  ���
 se le llama función de valor medio de �.              
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Demostración: Se utilizará inducción matemática. Defina *S��
 � *A��� ) �
  ���
 � Q". 
 
Tome Q � 0, entonces,  
 

              *0�� ) [
 � *A��� ) � ) [
  ���
 � 0" 
                             � *A0 eventos en ��, � ) �
, 0 eventos en �� ) �, � ) � ) [
 " 
                             � *A0 eventos en ��, � ) �
"*A0 eventos en �� ) �, � ) � ) [
 " 
                                � *0��
A1  ��� ) �
[ ) Z�[
" . 

 
De esta forma   

                          *0�� ) [
 � *0��
  ��� ) �
[*0��
 ) Z�[
, 
 
y por lo tanto  

                          *0�� ) [
  *0��
 �  ��� ) �
[*0��
 ) Z�[
, 
 
o de igual forma    
                          *0�� ) [
  *0��
[ �  ��� ) �
*0��
 ) Z�[
.                                             �1.4.1
 
 

Tomando el límite en �1.4.1
 cuando [ ^ 0 se tiene que  *0b��
 �  ��� ) �
*0��
, 
 o de forma equivalente   
                                                            *0b��
*0��
 �  ��� ) �
.                                                            �1.4.2
 
 
Integrando los dos lados de la igualdad �1.4.2
 se tiene que  
 I *0b��
*0��
=

0 H� �  I ��� ) �
H�=
0 , 

 
o igualmente, que   
 �Z� *0��
  �   I ��� ) �
H�  .=

0  

Por lo tanto,  

                *0��
 � :; F <�GC�
h���   =  :; F <��
h�{��{ � :;KF <��
h�;F <��
h�{�{��� L. 
 
De esta forma, se tiene que  *0��
 � :;A��GC=
;��G
". 

 
 
 
Por lo tanto se cumple que,  
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*0��
 � *A��� ) [
  ���
 � 0" � :;A��GC=
;��G
" A��� ) �
  ���
"00!  

                 � :;A��GC=
;��G
". 
 
Ahora se demostrará para Q 
 1, es decir, se demostrará que 
 *S��
 � *A��� ) �
  ���
 � Q" � :;A��GC=
;��G
" A��� ) �
  ���
"SQ!  . 
 
De esta forma 
  

                 *S�� ) [
 � *A��� ) � ) [
  ���
 � Q" 
                                � *AQ eventos en ��, � ) �
, 0 eventos en �� ) �, � ) � ) [
" 

                   ) *A1 evento en ��, � ) �
, Q  1 eventos en �� ) �, � ) � ) [
" 
                   ) ∑ *AQ  6 eventos en ��, � ) �
, 6 eventos en �� ) �, � ) � ) [
"S;#58# . 
 
Usando la propiedad de incrementos independientes se tiene que  

 
    *S�� ) [
 � *A��� ) �
  ���
 � Q"*A��� ) � ) [
  ��� ) �
 � 0" 
                    )*A��� ) �
  ���
 � Q  1"*A��� ) � ) [
  ��� ) �
 � 1" 
                    ) ∑ *A��� ) �
 � Q  6"*A��� ) � ) [
  ��� ) �
 � 6"S;#58# . 
 

 Para 6 
 2, *A��� ) �
 � Q  6"*A��� ) � ) [
  ��� ) �
 � 6" � Z�[
  entonces  
 
   *S�� ) [
 � *A��� ) �
  ���
 � Q"*A��� ) � ) [
  ��� ) �
 � 0" 
                  ) *A��� ) �
  ���
 � Q  1"*A��� ) � ) [
  ��� ) �
 � 1" ) Z�[
. 
 
Por la Definición 7 se tiene que  

 *S�� ) [
 � *S��
A1  ��� ) �
[" ) *S;$��
A��� ) �
[" ) Z�[
 
 
                            � *S��
  *S��
��� ) �
[ ) *S;$��
��� ) �
[ ) Z�[
 
y por lo tanto,   
         *S�� ) [
  *S��
[ �  ��� ) �
*S��
 ) ��� ) �
*S;$��
 ) Z�[
.                        �1.4.3
 
 
Tomando el límite en �1.4.3
 cuando [ ^ 0 se tiene que  
 *Sb��
 �  ��� ) �
*S��
 ) *S;$��
��� ) �
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o de igual forma, que  
 
                           *Sb��
 ) ��� ) �
*S��
 � *S;$��
��� ) �
. 
 
Multiplicamos ambos lados de la igualdad por el factor de integración :; F <�GC�
h���  se obtiene que  
   :F <�GC�
h��� A*Sb��
 ) ��� ) �
*S��
" � :F <�GC�
h��� A*S;$��
��� ) �
".          �1.4.4
     
 
Note que  
    HH� K:F <�GC�
h��� *S��
L � :F <�GC�
h��� A*Sb��
 ) ��� ) �
*S��
". 
Esto se debe a lo siguiente:  
 

 
hh= K:F <�GC�
h��� *S��
L � :F <�GC�
h��� *Sb��
 ) *S��
 hh= K:F <�GC�
h��� L 
 

                                � :F <�GC�
h��� *Sb��
 ) *S��
:F <�GC�
h��� hh= iF ��� ) �
H�=0 l 
 

                                � :F <�GC�
h��� *Sb��
 ) *S��
:F <�GC�
h��� ��� ) �
 
 

     � :F <�GC�
h��� A*Sb��
 ) ��� ) �
*S��
". 
 

Por lo tanto �1.4.4
 equivale a  
 hh= K:F <�GC�
h��� *S��
L � :F <�GC�
h��� A*S;$��
��� ) �
", 

 
Integrando en ambos lados de la desigualdad se tiene que    

 I HHg K:F <�GC�
h��� *S�g
L=
0 Hg � I :F <�GC�
h��� A*S;$�g
��� ) g
"=

0 Hg 
 

y por lo tanto  
 :F <�GC�
h��� *S��
 � I :F <�GC�
h��� A*S;$�g
��� ) g
"=

0 Hg.                                  �1.4.5
 
 

Suponga que el teorema vale para Q  1, es decir,  
 
                              *S;$��
 � *A��� ) [
  ���
 � Q  1" 
                  

                                         � :;A��GC=
;��G
" A��GC=
;��G
"Rjk�S;$
!  .                        �1.4.6
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Sustituyendo �1.4.6
 en �1.4.5
 y se tiene que 
 :F <�GC�
h��� *S��
 � I :F <�GC�
h��� ��� ) g
=

0 :;A��GC=
;��G
" A��� ) �
  ���
"S;$�Q  1
! Hg. �1.4.7
 
 

Sabemos que :F <�GC�
h��� � :A��GC=
;��G
". De esta forma �1.4.7
 equivalente a    
:A��GC=
;��G
"*S��
 � I :A��GC=
;��G
"��� ) g
:;A��GC=
;��G
" A��� ) g
  ���
"S;$�Q  1
!=

0 Hg    
                          � F ��� ) g
=0 A��GC�
;��G
"Rjk�S;$
!  Hg  
                          � $�S;$
! F ��� ) g
=0 A��� ) g
  ���
"S;$ Hg . 
 

 

Sean  � � ��� ) �
  ���
   y    Hg �  ��� ) g
Hg. Note que  
 

                                         ,
   hh� A��� ) g
  ���
" � ��� ) g
 
                                         ,,
  Cuando g � 0 se tiene que � � ��� ) g
  ���
 � 0 y            
                                                  cuando g � �, entonces  � � ��� ) �
  ���
. 
          

Por lo tanto, se puede escribir  
 

:A��GC=
;��G
"*S��
 � 1�Q  1
! I �S;$��GC=
;��G

0 H� 

 

                     :A��GC=
;��G
"*S��
 � $�S;$
!   �RS  

 

                                                     � �RS!         
                                                    

                                                              �   A��GC=
;��G
"RS! , 
 
y por lo tanto   *S��
 � :;A��GC=
;��G
"   A��� ) �
  ���
"SQ! , 
 
y el resultado se sigue. 
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Capítulo 2 
 
Introducción a la Estadística Bayesiana  

 
En este capítulo se describirán algunos conceptos básicos de la estadística 

Bayesiana, como los son: la función de verosimilitud y las distribuciones a priori y a 
posteriori. También se presentará la forma de la función de verosimilitud en el caso 
de modelos de Poisson tanto en el caso homogéneo como en el no-homogéneo. Lo 
presentado aquí se tomó de Reyes (2008), López (2005) y varios otros trabajos que 
se mencionan más adelante. 

 
Antes de presentar las definiciones de interés, damos algunos conceptos 

preliminares (Reyes, 2008).   
 
Definición 8: Considere un experimento que puede ser descrito mediante un 

modelo matemático (estocástico o no). La variable que determina dicho modelo se 
llama parámetro y se denotará por �. Un experimento es llamado aleatorio, si se 
puede especificar los posibles resultados del mismo pero no se puede decir de 
antemano cual será el resultado en cada realización del experimento.    

 
Definición 9: El conjunto de posibles valores que el parámetro de un modelo 

puede tomar se llama espacio parametral y se denotará por Θ. En el espacio 
parametral se específica una familia de funciones de densidad, es decir, se especifica 

 ¡ � �>�Y, �
; � D Θ�, 
 

donde >�Y, �
 es una función de densidad con parámetro � D Θ y Y es un elemento 
del espacio donde > toma valores. 

 
En este trabajo se considerara que � es una variable aletoria a la que se le puede 

asignar una función de probabilidad. 
 
Definición 10: Suponga que se efectúan � repeticiones de un experimento 

aleatorio. Al conjunto de valores Y � �Y$, Y#, … , Y£� obtenidos a partir de las 
variables aleatorias idénticamente distribuidas ¤$, ¤#, … , ¤£, donde ¤�, , � 1,2, … , � 
registra el resultado de la ,  ésima repetición del experimento aleatorio, se le llama 
muestra aleatoria.  

 
 Se supondrá que los experimentos son realizados independientemente, es decir, 

la muestra aleatoria mencionada estará compuesta de valores obtenidos 
independientemente. 

 
Ahora podemos enunciar las definiciones básicas de la estadística Bayesiana.  
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2.1    Función de verosimilitud  
 

Definición 11: Sea Y � �Y$, Y#, … , Y£
 una muestra aleatoria y � D Θ el parámetro 
desconocido del modelo que produjo Y. La función que describe el modelo que 
produjo Y vista como función de � es llamada función de verosimilitud que se 
denotará por ¦�Y|�
. En el caso de que Q es tomada independientemente e 
idénticamente distribuidas >�· |�
 se tiene que la función de verosimilitud es dada 
por  

¦�Y|�
 ¨ © > �Y,|�
.�
,�1  

Observaciones: 
 
a) La función de verosimilitud resume la información del modelo contenida en 

los datos y toda inferencia acerca del parámetro debe hacerse tomando en 
cuenta dicha función. 
 

b) Lo primordial de la función de verosimilitud establece que si para dos 
experimentos distintos se obtienen funciones de verosimilitud 
proporcionales, entonces las inferencias obtenidas de ella son las mismas. 

 
 
 

2.2     Distribución a priori 
 
En este apartado se presentará la definición de la distribución a priori y se 

planteará la necesidad de considerar estas distribuciones mencionadas al realizar 
inferencias. 

 
Definición 12: Sea Y � �Y$, Y#, … , Y£
 una muestra aleatoria obtenida de la 

realización de un experimento aleatorio, � D Θ el parámetro desconocido del modelo 

que describe el experimento que produjo la muestra Y. La distribución a priori de � 
es la distribución del parámetro � que se le asigna sin tener en cuenta la muestra 

obtenida del experimento y se denotará por ���������
. 
 
 
Nota: Las distribuciones a priori son especificadas por intuición, por medio de 

estudios previos o de opiniones de expertos en el área, pero si no se tiene intuición 
o información alguna generalmente se usa una distribución aleatoria uniforme sobre 
un espacio muestral suficientemente grande. 
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Se ejemplificará la necesidad de tomar en cuenta la información previa en el 

momento de hacer inferencias, considerar lo siguiente (Reyes, 2008). 
 

1) Un músico afirma que puede saber si una página de una obra musical pertenece a 
una obra de Hayden o una de Mozart. Imagine que el músico clasificó 
correctamente diez páginas. 
 

2) Una mujer ebria afirma que es capaz de saber, con un solo trago, la manera en que 
un café con leche fue preparado: si la leche fue agregada antes o después del café. 
Imagine que la mujer acertó en diez tazas de dicha bebida. 

Tomar en cuenta las siguientes variables aleatorias  
 ¤ � Número de páginas seleccionadas correctamente por el músico. ª � Número de aciertos de la mujer.  
 
Por lo que se tiene *�¤|10, �
 y *�ª|10, �
 son Binomial �10, �
 donde � es la 

probabilidad de éxito en cada experimento. Como la mujer y el músico acertaron las 

diez veces que intentaron sus experimentos se infiere que, � 9 $# , para los dos casos, 
aunque el grado de creencia para la mujer ebria es muy bajo y para el músico es 
medianamente alto. Así, tomando en cuenta la información personal y los datos 
observados a la hora de inferir se evitarán tales subjetividades. 

 
En algunas ocasiones será difícil encontrar una distribución a priori para el 

parámetro desconocido basándose solamente en la muestra, ya sea porque la 
información sobre él no es muy confiable o porque no es suficiente. En otras 
ocasiones se deberá hacer inferencia sólo tomando en cuenta la muestra, para no 
interferir en la información proporcionada por los datos. En estos casos es necesario 
encontrar una distribución a priori que aporte poca información o no favorezca a 
ningún valor. 

 

Definición 13: Sea Y � �Y$, Y#, … , Y£
 una muestra aleatoria y � D Θ el parámetro 

del modelo que produjo la muestra Y. Se dice que una distribución a priori es no 
informativa para � si no favorece a algún valor de � sobre otros. 

 
Observación: En general, las distribuciones no informativas son impropias, es 

decir, V ���������
«D¬ � ∞, 
cuando Θ es discreto, o  

I ���������
¬ � ∞, 
 

cuando Θ es continúo. Sin embargo, muchas veces son tomadas distribuciones 
uniformes definidas en un conjunto suficientemente grande. 
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2.3     Distribución a posteriori  
 
En esta sección se definirán, entre otros conceptos, la distribución a posteriori. 
 

Definición 14: Sea Y � �Y$, Y#, … , Y£
 una muestra aleatoria y � D Θ el parámetro 

el modelo que produjo la muestra ¤, ���������
 la función a priori de � y ¦�Y|�
 la 
función de verosimilitud. La distribución a posteriori es la distribución del 

parámetro � cuando se toma en cuenta la información producida por la muestra 

obtenida, es decir, es *��|Y
. 
 
Observación: A veces las distribuciones a priori dependen de otros parámetros 

que pueden ser conocidos o desconocidos y que son llamados hiperparámetros. 
Cuando son desconocidos pueden tratarse de dos formas: 

 
1) El método propiamente Bayesiano consiste en asignarle al hiperparámetro una 

distribución a priori (también llamado hiperpriori) y a partir de ella encontrar 
la distribución a posteriori. Por otro lado, la distribución hiperpriori podría 
depender de una colección de parámetros desconocidos, a la especificación de 
un modelo sobre varios niveles se le llama modelo jerárquico, en donde cada 
nueva distribución forma un nivel de la jerarquía. 
 

2) El segundo método llamado análisis empírico de Bayes consiste en encontrar 

un valor � que maximice la distribución de *��|Y
 pero visto como función de �. Si � � �̂ fuera dicho valor entonces la distribución a posteriori que se 
trabajará será *��|Y, �̂
. La expresión para *��|Y, �
 puede obtenerse 

sustituyendo �̂ en la expresión (1) dada a continuación.  
Teorema 3: Sean Y � �Y$, Y#, … , Y£
 una muestra de un experimento aleatorio, � D Θ el parámetro del modelo que produjo la muestra Y y ���������|�
 la 

distribución a priori que depende de un hiperparámetro �. 
 

a) Si � es conocido la distribución a posteriori es   
                   *��|Y, �
 � *�®|«
¯°±²³±²�«|´
∑ *�®|µ
¯°±²³±²�µ|´
¶D·  .                                 �1
 
 

b) Si � es desconocido la distribución a posteriori es  
                  *��|Y
 � ∑ *�®|«
¯°±²³±²�«|´
¶D· ¯°±²³±²�´
∑ ∑ *�®|µ
¯°±²³±²�µ|´
¶D·¸ ¯°±²³±²�´
                                �2




      
Demostración inciso a)  
1
 Por definición de probabilidad condicional  

2
 Propiedad *��, Y, �
 � *�Y|�, �
*��, �
  

3
 Por  *�Y|�
 � *�®,¹
*�¹
 , |º»º *�T
 9 0  

4
 Por probabilidad total en divisor *�Y|�
 � ∑  *�Y, ¼|�
µD«   

5
 Por definición *�¼|�
 � �½¾¿À¾¿�¼|�
 en dividendo y divisor 

 

inciso b)  
6
 Por definición de probabilidad condicional  

7
 Por probabilidad total  *��, Y
 � ∑ *��, Y, �
´  y en el divisor   

 *�Y
 � ∑ *�Y, �
µD«  
8
 Por probabilidad condicional en el dividendo  ∑ *��, Y, �
´ � ∑ *�Y|�, �
*��, �
´  y 

por probabilidad total en el divisor ∑ *�Y, ¼
µD« � ∑ ∑ *�Y, ¼, �
µD«´   
9
 Probabilidad condicional en divisor y divisor 

10
 Por función a priori en el dividendo  ∑ *�Y|�, �
´ *��|�
 � ∑ *�Y|�
´ ���������|�
 y  *��
 � ���������
 y en el divisor ∑ *�Y|¼, �
µD¬ � ∑ *�Y|¼
��������¼|�
µD¬  y *�¼, �
 � ���������
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Demostración   
 
a) Note que  

                                       *��|Y, �
  1= *�«,®,´
*�®,´
   
 

                                                        2� *�®|«,´
*�«,´
*�®,´
   *�´
*�´
 
 

                                                        3� *�®|«,´
*�«|´
*�®|´
    
 

                                                                      4� *�®|«,´
*�«|´
∑ *�®,µ|´
¶D·  

 

                                                       � *�®|«
*�«|´
∑ *�®|µ,´
*�µ|´
¶D·  

 

                                                        5� *�®|«
¯°±²³±²�«|´
∑ *�®|µ
¯°±²³±²�µ|´
¶D·  

 
 
 
 
b) Si  � es desconocido, también se le asignará una distribución a priori ���������
. 
 

                                                 *��|Y
   6� *�«,®
*�®
  
 

                                                               7� ∑ *�«,®,´
¸∑ *�®,µ
¶D·  

 

                                                                      8 � ∑ *�®|«,´
¸ *�«,´
∑ ∑ *�®,µ,´
¶D·¸  

 
 

                                                                      9� ∑ *�®|«,´
¸ *�«|´
*�´
∑ ∑ *�®|µ,´
¶D·¸ *�µ,´
 
 
 

                                                                      10� ∑ *�®|«
¸ ¯°±²³±²�«|´
¯°±²³±²�´
∑ ∑ *�®|µ
¯°±²³±²�µ|´
¯°±²³±²�´
¶D·¸   . 
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Observación: Tomando a � como conocido no es necesario escribirla en la 
distribución a posteriori, y como el denominador en la expresión (1) ya no depende 
de � entonces se puede simplificar y se obtiene   

 

                                          *��|Y
 ¨ ¦�Y|�
���������
,                                       �2.3.1
 
 

donde ¦�Y|�
 es la función de verosimilitud del modelo y la constante de 
proporcionalidad, que sólo depende de Y, hará que *��|Y
 integre o sume uno. 
 
 

 2.4    Muestreo de Gibbs  
 
  Dada la función de densidad >�Y$, Y#, … YÁ
 una forma de obtener información al 

respecto, por ejemplo, de la media o de la varianza es realizar los cálculos 
correspondientes, ya sea analíticamente o numéricamente. Sin embargo  eso puede 
ser complicado. Una forma de obtener una estimación sobre la esperanza, es 

obtener una muestra de tamaño � a partir de la distribución cuya densidad es > y 
utilizar la Ley de los Grandes Números. Otras cantidades de interés como varianza, 
moda, percentiles pueden ser estimadas,  a través de una muestra obtenida a partir 

de la distribución con densidad > (López, 2005). 
 
El muestreo de Gibbs o muestreador de Gibbs es un algoritmo iterativo el cual 

tiene una funcionalidad y estructura muy simple ya que simplifica dificultades 
técnicas con los cálculos de distribuciones multivariadas complejas. La idea 
principal consiste en utilizar distribuciones condicionales univariadas  (más fáciles 
de simular que la distribución conjunta). Por lo tanto, el método transforma un 
problema de simulación de vectores aleatorios en un problema de simulación 
unidimensional.  
 
Este método recibe su nombre del físico Willard Gibbs en referencia a sus trabajos 

en física estadística, aunque fue introducido formalmente por los hermanos Stuart y 
Donald Geman en 1984, en un artículo sobre el estudio de restauración de imágenes, 
ochenta años después de la muerte de Gibbs.  
 
El muestreo de Gibbs (Geman y Geman, 1984; Gelfand y Smith, 1990; Casella y 

Edward, 1992; Stephens y Dellaportas, 1992), nos permite simular una cadena de 
Markov a partir de cualquier valor inicial Θ�0
. Se genera valores sucesivos de esa 
cadena de Markov hasta que alcanza la estacionaridad, digamos en el paso �. Los 
siguientes valores generados  ÂΘ�¿
; i 9  mÃ pueden constituir una muestra. 
 
Sea Θ � �Θ$, Θ#, … . , ΘK
 el vector paramétrico y sean Å�Θ$|Θ#, … , ΘK
, Å�Θ#|Θ&, … , ΘK
,…, Å�ΘK|Θ$, … , ΘK;$
, las distribuciones condicionales completas 

obtenidas a partir de la distribución Å�Θ
. Partiendo de un punto inicial               Θ�0
 � �Θ$�0
, Θ#�0
, … , ΘK�0

 se genera Θ$�$

 a partir de Å�Θ$|Θ#�0
, … , ΘK�0

, Θ#�$


 a partir 

de Å�Θ#|Θ$�$
, Θ&�0
 … , ΘK�0

, y así hasta ΘK�$

, generado a partir de Å�ΘK|Θ$�$
, … , ΘK;$�$
 
, 

con lo que se obtiene Θ�$
 � xΘ$�$
, Θ#�$
, … , ΘK�$
y y así sucesivamente. Bajo 

condiciones generales, la sucesión ÂΘ�¿
Ã es una realización de una cadena de Markov 
con la distribución final Å�Θ
 como distribución estacionaria (Gelfand y Smith, 
1990). 
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A continuación se ejemplifica el muestreo de Gibbs. Sea Θ�Æ
 � xΘ$�Æ
, Θ#�Æ
, Θ&�Æ
, Θ%�Æ
y � XÆ y sea la distribución final Å�Θ|Datos
, queremos 

obtener el vector Θ�ÆC$
 � xΘ$�ÆC$
, Θ#�ÆC$
, … , ΘK�ÆC$
y � XÆC$ a través del muestreo de 

Gibbs. Se considerará el caso donde K � 4. 
 

Se utiliza Å�Θ|Datos
 para muestrear el primer valor Θ$�ÆC$
 a partir de Å xΘ$|Θ#�Æ
, Θ&�Æ
, Θ%�Æ
y .  Por lo que se obtiene  xΘ$�ÆC$
, Θ#�Æ
, Θ&�Æ
, Θ%�Æ
y se simula  Θ#�ÆC$
 a partir de Å xΘ#|Θ$�ÆC$
, Θ&�Æ
, Θ%�Æ
y. Se obtiene xΘ$�ÆC$
, Θ#�ÆC$
, Θ&�Æ
, Θ%�Æ
y se 
simula Θ&�ÆC$


 a partir de Å xΘ&|Θ$�ÆC$
, Θ#�ÆC$
, Θ%�Æ
y. Se obtiene xΘ$�ÆC$
, Θ#�ÆC$
, Θ&�ÆC$
, Θ%�Æ
y se simula Θ%�ÆC$
 a partir Å xΘ%|Θ1�n)1
, Θ2�n)1
, Θ3�n)1
y. Por lo 
tanto, Θ�ÆC$
 � xΘ$�ÆC$
, Θ#�ÆC$
, … , ΘK�ÆC$
y � XÆC$ . 
 

 

2.5    Construcción de la función de verosimilitud   
         para un modelo de Poisson. 
 
Sean H$, H#, … , HÁ el tiempo de ocurrencia de un determinado evento. Suponga 

que ¤$, ¤#, … , los tiempos entre las ocurrencias, sean independientes y con 
distribución exponencial, entonces podemos describir el modelo que cuenta el 
número de eventos en un determinado intervalo tiempo por un modelo de Poisson.  

 
Para la construcción de la función de verosimilitud nos basamos en la siguiente 

ilustración donde se observa la no ocurrencia de un evento al término del intervalo y 
de interés, es decir,  

 
 

 
 

Note que por definición de proceso de Poisson se tiene   
 *�¤� 9 ��
 � :;<G² ,              T             >���
 �  HH�� *�¤� 9 ��
 �  �:;<G² . 
 
 
Caso Homogéneo  
 
Sea ¤ � �¤$, ¤#, … , ¤Á
 una muestra aleatoria producida por variables aleatorias 

exponenciales  ¤�,  , � 1,2, … , e, con   0 � ¤� � ∞    y    0 � � � ∞, es decir,   
 *�¤� 9 ��|�
 � :;<G² . 
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Tomando la función de densidad con la partición presentada en la ¡,��»º 1, se 

tiene que   HHH�  *�¤, 9 H,  H, 1|¤, 1 � H, 1  H, 2; � 
 �  �: ��H, H, 1
 . 
  
Para obtenerse la función de verosimilitud note que se tiene  
               ¦ �H$, H#, … , HÁ|�
 ¨ >�H$
 ∏  >�H�  H�;$|H�;$  H�;#; � 
Á�8# .                          �2.5.1
 
 
Sustituyendo la función de densidad para los ¤� , � 1,2, … , e y simplificando la 

expresión �2.5.1
 se obtiene 
       ¦ �H$, H#, … , HÁ|�
 ¨ �:;<hk ∏  >�H�  H�;$|H�;$; � 
Á�8#  
 

=}�:;<hk~}�:;<hËC<hk~ … }�:;<hÌC<hÌjk~ � �e: �He .     �2.5.2
 
                                       
 
 

Caso No-Homogéneo 
 

Se desarrolla de manera análoga que para el caso  homogéneo pero tomaremos la 
definición del proceso Poisson no homogéneo. De esta forma se tiene que por 
definición vale   

 

   *S��
 � *A��� ) [
  ���
 � Q"   �   :;A��GC=
;��G
" A��GC=
;��G
"RS! ,       Q � 0,1,2, … . 

Note que por definición se tiene que   *�¤1 9 H1
 � *���H1
 � 0
 � : A��H1
" A��H1
"00! � : A��H1
" . 
 
 
Por lo tanto  la función de densidad es  >�H$
 �  HHH$ *�¤1 9 H1
 � q HHH$ ��H1
s  : A��H1
"  . 
Entonces,   
 >�H$
 � ��H1
: A��H1
"  . 
 
Para el caso de dos o más observaciones se tiene que   
 
          *�¤# 9 H#  H$|¤$ � H$; � 
 �  *A��H#
  ��H$
 � 0" 
 

                                                  � :;A��hË
;��hk
"   A��hË
;��hk
"�0!  

 
                                                  � :;A��hË
;��hk
"  . 

 
Por lo tanto, la función de densidad es  

                >�H#  H$|H$
 �  hhhË *�¤# 9 H#  H$|¤$ � H$
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                                           � x hhhË A��H#
  ��H$
"y :;A��hË
;��hk
" 
 

                                                    � ��H#
  :;A��hË
;��hk
". 
 
Para el caso general se tiene  
 >�H�  H�;$|H�;$  H�;#
 �  HHH� *�¤, 9 H�  H�;$|¤, 1 � H�;$
 
                                            
                                                      � ��H,
   :;A��H,
 ��H, 1
". 
 
De esta forma la función de verosimilitud esta dada por  

¦�H$, H#, … , H5|�
  ¨  >�H$
 ©  >�H�  H�;$|H�;$  H�;#; � 
Á
�8#  

                                          �    >�H$
 ©  }��H�
   :;A��h²
;��h²jk
"~Á
�8#  

                                       �   }��H$
:;��hk
~ q© ��H�
Á
�8# s x :; ∑ ��h²
Ì²ÍË C∑ ��h²jk
Ì²ÍË y  . 

 
Note que vale lo siguiente, 
 :;��hk
:; ∑ ��h²
Ì²ÍË C∑ ��h²jk
Ì²ÍË   �   :;��hÌ
. 
 
 
Esto se debe a que podemos expresar  ∑ ��H�
Á�8#  como   ∑ ��H�
  Á;$�8# ��HÁ
. 

Además de que podemos expresar  ∑ ��H�;$
Á�8#   como   ��H$
 ) ∑ ��H�
Á;$�8#  . De 
esta forma, 

         :;��hk
:; ∑ ��h²
Ì²ÍË C∑ ��h²jk
Ì²ÍË � :;��hk
:; ∑ ��h²
Ìjk²ÍË ;��hÌ
C��hk
C∑ ��h²
Ìjk²ÍË  
 
                                                      � :;��hÌ
. 
 
Por lo tanto,  

¦�H$, H#, … , HÁ|�
   ¨   © ��H�
   : ��He
Á
�8$  
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Capítulo 3 
Modelo Bayesiano  
 

En este capítulo se presenta la formulación del modelo Bayesiano cuya función de 
verosimilitud sigue el modelo Poisson no homogéneo con función de intensidad 

Weibull exponenciada ���
, dada por:   
 

���
 � �� �1  :;xGÎyÏ�Ð;$ x��yÑ;$ :;xGÎyÏ

� Ò1  Ó1  :;xGÎyÏÔÐÕ .           0 � � � ∞                       �3.1
 
 
 donde � 9 0 y  � 9 0 parámetros de forma  y  � 9 0 parámetro de dispersión.  
 

La descripción del modelo Bayesiano es la siguiente: Sea K 9 0 un número natural. 

Suponga que existen e días en donde la NOM ambiental de ozono ha sido 

sobrepasado. Sean H$, H#, … , HÁ los días que este suceso ocurrió. Indique por Ö � �H$, H#, … , HÁ� el conjunto de datos observados. Dada la relación entre la 
distribución a posteriori y a priori y la función de verosimilitud del modelo (ver 
ecuación 2.3.1) se tiene que, 
  ���|Ö
 � ���, �, �|Ö
 ¨ ¦�Ö|�, �, �
���
���
���
,                              �3.2
 

 

donde ���|Ö
 es la distribución a posteriori de � � ��, �, �
 dado el conjunto de 
datos Ö ; ���
, ���
  y ���
 son las distribuciones a priori de �, � y � 
respectivamente; y ¦�Ö|�, �, �
 es la función de verosimilitud. Los componentes de 

la ecuación �3.2
 se dan a continuación. 
 
Observación: Note que se supone que los parámetros son independientes a 

priori. 
 
1.- La función de verosimilitud. Dado que por hipótesis tenemos un modelo 

Poisson no-homogéneo se tiene que la función de verosimilitud tomará la forma (ver 
Cox y Lewis, 1966). 

 

¦�Ö|�, �, �
 � ¦�×Ø×Ù, … , ×Ú|�, �, �
 � Ò© ��H�
Á
�8$ Õ exp} ��HÁ
~.                     �3.3
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Dado que ���
 �3.1
 y la media ���
 �  �Z�A1  ¡��
", cuya función de 
distribución acumulativa Weibull exponenciada  ¡��
 � v1  :;x{ÝyÏwÐ

 donde 0 � � � ∞   y   � 9 0,  � 9 0  y � 9 0,  se tiene lo siguiente.  
 
 

Teorema 3: La función de verosimilitud con  ���
 dada por (3.1) toma la siguiente 
forma,  

¦�Ö|�, �, �
 � ���
e �∏ H,� 1e,�1 : vH,� w� Ó1  : vH,� w�Ô� 1�
��e �∏ Þ1  �1  : vH,� w���ße 1,�1 �  .                             �3.4
 

 

Demostración: Primero se obtiene la expresión para ∏ ��H�
Á�8$  tomando la 

ecuación �3.1
. De esta forma,   
    

© ��H�
Á
�8$ � ���
e �∏ Ó1  : vH,� w�Ô� 1e,�1 � �∏ vH,� w� 1e,�1 � �∏ : vH,� w�e,�1 �

�e �∏ Þ1  �1  : vH,� w���ße,�1 �   . 
 

Para exp� ��HÁ
� se tiene   
 

exp� ��HÁ
� � exp �— � �Z� Ò1  Ó1  :;xhÌÎ yÏÔÐÕ�� � Ò1  Ó1  :;xhÌÎ yÏÔÐÕ. 
 

 

Sustituyendo en ¦�×Ø×Ù, … , ×Ú|�, �, �
 � i∏ ��H�
Á�8$ l exp} ��HÁ
~  se tiene  
 

¦�×Ø×Ù, … , ×Ú|�, �, �
 � 

á
ââã

�ÑÐ
Ìä∏ Þ$;åjvæ²Ý wÏßçjkÌ²Ík è�∏ xæ²Ý yÏjkÌ²Ík ��∏ åjvæ²Ý wÏÌ²Ík �
ÎÌä∏ é$;�$;åjvæ²Ý wÏ�çêÌ²Ík è ë

ììí �1  v1  : xHe� y�w��, 
 
y por lo tanto,  
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¦�×Ø×Ù, … , ×Ú|�, �, �
 � 

á
ââã

�ÑÐ
Ìä∏ Þ$;åjvæ²Ý wÏßçjkÌ²Ík è�∏ xæ²Ý yÏjkÌ²Ík ��∏ åjvæ²Ý wÏÌ²Ík �
ÎÌä∏ é$;�$;åjvæ²Ý wÏ�çêÌjk²Ík è ë

ììí.   ��
 
 
  Note que 
 

© vH�� wÑ;$Á
�8$ � ∏ H�Ñ;$Á�8$∏ �Ñ;$Á�8$ � ∏ H�Ñ;$Á�8$�Á�Ñ;$
   . 

 
Sustituyendo en ��
 se tiene que  

 

    ¦�×Ø×Ù, … , ×Ú|�, �, �
 � 

�ÑÐ
Ìä∏ Þ$;åjvæ²Ý wÏßçjkÌ²Ík èi∏ h²ÏjkÌ²Ík l�åj ∑ væ²Ý wÏÌ²Ík �
ÎÌä∏ é$;�$;åjvæ²Ý wÏ�çêÌjk²Ík èÎÏÌjÌ

 

                                     � 

�ÑÐ
Ìä∏ Þ$;åjvæ²Ý wÏßçjkÌ²Ík è�∏ h²Ïjkåjvæ²Ý wÏÌ²Ík �
ÎÏÌä∏ é$;�$;åjvæ²Ý wÏ�çêÌjk²Ík è

 . 
 

Por lo tanto llegamos a la ecuación �3.4
.                                 
    î 

  
2.- La distribución a priori: Debido a la falta de información más precisa sobre el 

comportamiento de los parámetros �, � y �,  se considera lo siguiente:  
 

a) En un primer caso se considera a � � 1 y también que � y � son 
uniformemente distribuidos. 
  

b) En el segundo caso, se hace uso de la información proporcionada por el 

primer caso (cuando � � 1) para obtener distribuciones a priori con mas  

información para los parámetros  �, � y �. Por lo que se tiene la siguiente 
selección.  

i) �  ~  Gamma �º$, ñ$
 
ii) �  ~  Gamma �º#, ñ#
 iii
 �  ~  Uniforme�º&, ñ&
  º& � ñ&, º&, ñ& 
 0, 
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donde los hiperparámetros º$, º#, º&, ñ$, ñ# y ñ& son cantidades conocidas y serán 
especificadas posteriormente. 

 

La selección de valores de los hiperparámetros de la distribución a priori para � y � en el segundo caso se basan en los resultados obtenidos del primer análisis 
(cuando se tiene � � 1).  

 
A continuación se realiza el planteamiento para la obtención de las distribuciones 

a posteriori marginales condicionales completas. 
  

Note que la distribución Gamma ��, �
 de una variable aleatoria ¤, tiene la 
siguiente expresión. 

  >�Y
 � <�Γ��
 Y�;$:;<®  para  x > 0 
 

donde  Γ��
 � F :;¹TÑ;$HTW0    y  �, � 9 0 
 

y es tal que  U�¤
 � �<  y    �º»�¤
 � �<Ë . 
 
 

Así  i)  � ~ Gamma �º$, ñ$
   
 >��
 � õkökΓ�º1
 �÷k;$:;õkÑ,  para  º$, ñ$ > 0   
 
 

ii) � ~ Gamma �º2, ñ2
   
 >��
 � õËöËΓ�º2
 �÷Ë;$:;õËÎ ,    para  º#, ñ# > 0   
 
 

iii) �  ~  Uniforme �º&, ñ&
.  
 
 
Teorema 4: La función a posteriori del modelo esta dada por:   
 

���|ø
  ¨  �÷k;$�Á�÷Ë;$�;ÑÁ:;�ÑõkCÎõË
�Á ∏ ÒH�Ñ;$:;xh²Î yÏ Ó1  :;xh²Î yÏÔÐ;$ÕÁ�8$
∏ q1  �1  :;xh²Î yÏ�ÐsÁ;$�8$

 . 
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Demostración: Utilizando la fórmula (3.2) se tiene que  
 ���|ø
   ¨  ���
���
���
¦�ø|�, �, �
 

¨   �÷k;$�Á�÷Ë;$�;ÑÁ:;�ÑõkCÎõË
�Á ∏ ÒH�Ñ;$:;xh²Î yÏ Ó1  :;xh²Î yÏÔÐ;$ÕÁ�8$
∏ q1  �1  :;xh²Î yÏ�ÐsÁ;$�8$

                 
 

�   �÷kCÁ;$�÷Ë;ÑÁ;$�Á:;�ÑõkCÎõË
 ∏ ÒH�Ñ;$:;xh²Î yÏ Ó1  :;xh²Î yÏÔÐ;$ÕÁ�8$
∏ q1  �1  :;xh²Î yÏ�ÐsÁ;$�8$

  .            �3.5
 
 

Observación: Cuando se supone � conocida e igual a 1, con � y � uniformemente 
distribuidas se tiene que  

���|ø
  ¨  ¦�ø|�, �, �
 � ∏ �H�Ñ;$:; ∑ xh²Î yÏÌ²Ík �Á�8$
∏ Ó:;xh²Î yÏÔÁ;$�8$

�  ∏ H�Ñ;$ :; ∑ xh²Î yÏÌ²Ík  Á�8$ :; ∑ xh²Î yÏÌjk²Ík  

                                                 � }∏ H�Ñ;$ Á�8$ ~ :;xæÌÝ yÏ
                                 �3.6
 

 
Teorema 5: Las distribuciones a posteriori marginales condicionales completas 

están dadas por:  

 
  ���|�, �, ø
 ¨ �÷k;$ :;Ñõk >#��, �, �
,  
  ���|�, �, ø
 ¨  �÷Ë;$:;ÎõË  >&��, �, �
    
  y  ���|�, �, ø
 ¨ :Á ù�ú  Ð >$��, �, �
.  
 

Las funciones >$��, �, �
,  >#��, �, �
  y  >&��, �, �
, se explican en la demostración.  
 
Demostración: Para obtener las distribuciones a posteriori marginales 

condicionales completas se usará una forma alternativa de (3.5). De esta forma, 
 

log ���|ø
 � log
ûüü
üüý�÷kCÁ;$�÷Ë;ÑÁ;$�Á:;�ÑõkCÎõË
 ∏ äh²Ïjkåjvæ²Ý wÏÞ$;åjvæ²Ý wÏßçjkèÌ²Ík

∏ é$;�$;åjvæ²Ý wÏ�çêÌjk²Ík þ��
�
�
� . 

 
 
Por lo tanto, 
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logA���|�, �, ø
"    ¨   log �÷k;$  �ñ$ ) e log��
  e�log��
 ) V��  1
log�H�
Á
�8$  

                      V vH�� wÑÁ
�8$ ) ��  1
log Ó1  :;xh²Î yÏÔ  V log q1  �1  :;xh²Î yÏ�ÐsÁ;$

�8$  

 
Aplicando la función exponencial   ���|�, �, ø
  ¨  �÷k;$ :;Ñõk:Á �À��Ñ
;ÁÑ�À��Î
  exp x∑ ��  1
log�H�
Á�8$  ∑ xh²Î yÑÁ�8$ !  

!             ) ��  1
log Ó1  :;xæ²Ý yÏÔ  ∑ log q1  �1  :;xæ²Ý yÏ�ÐsÁ;$�8$ s . 
 

Esta expresión se simplifica quedando de la siguiente manera:  

 
���|�,�, Ö
   ¨    �	Ø;Ø P;�
Ø �Ù��,�,�
 

donde  >#��, �, �
 � expAelog��
  elog��
"  >$��, �, �
 
y 

 

>$��, �, �
 � exp qV��  1
log�H�
Á
�8$ !  V vH�� wÑÁ

�8$ ) ��  1
log Ó1  :;xh²Î yÏÔ           
                                          ! V log q1  �1  :;xh²Î yÏ�ÐsÁ;$

�8$ s . 
 

 

Para obtener ���|�, �, ø
 se toma en cuenta que  � ~ �º��º�º#, ñ#
.   
 

���|�,�, Ö
 ¨  �	Ù;ØP;�
Ù  �
��,�,�
 
donde    

 >&��, �, �
 � :;Á�À��Î
>$��, �, �
 . 
 

Finalmente para obtener ���|�, �, ø
 se toma en cuenta solamente que � ~Uniforme�º&, ñ&
, º&, ñ& 
 0, º& � ñ& y los parámetros º&,ñ&, por lo tanto, 
  ���|�, �, ø
  ¨  log  �Á  log >$��, �, �
 � e log � log >$��, �, �
 . 

 
              Aplicando la función exponencial  

���|�,�, Ö
  ¨   PÚ ���  � �Ø��,�,�
 . 
 

Estas son las distribuciones a posteriori marginales condicionales completas, que 

se utilizan para generar los valores �, �  y  � en el algoritmo del Muestreo de Gibbs 
que esta implementado en el software WinBugs. 



   * Sistema de Monitoreo Atmosférico de la ciudad de México www.sma.df.gob.mx/simat2 
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Capítulo 4 
Aplicación de las mediciones de Ozono 
en la Ciudad de México 

 
En este capítulo se describirán los resultados obtenidos en el artículo (Achcar et 

al. 2008) para las mediciones de los niveles de ozono en el Área Metropolitana de la 
Ciudad de México (AMCM). Las autoridades ambientales de la ciudad de México 
declaran situaciones de emergencia a nivel local debido a que el comportamiento de 
los contaminantes varían de una zona a otra de la ciudad, de tal manera que el Área 
Metropolitana la dividen en cinco zonas: Noreste (NE), Noroeste (NO), Centro (CE), 
Sureste (SE) y Suroeste (SO) y las estaciones de monitoreo de ozono están ubicadas 
por toda la ciudad. Cuando el límite ambiental establecido es sobrepasado en una ó 
más zonas, la emergencia se declara de manera local. Las medidas preventivas son 
tomadas solo en estas zonas en vez de hacerse en toda la ciudad de México. 

 
Los datos que se utilizaron en el análisis se pueden descargar en la pagina de la 

Secretaria del Medio Ambiente* que corresponden a los años de 1998 al 2004, de las 
mediciones máximas diarias de ozono en cada zona y de toda la ciudad. Las 
mediciones se obtienen minuto a minuto y se promedian cada hora y estos 
resultados se reportan a cada estación de monitoreo de ozono. La medición máxima 
diaria para una zona es el valor máximo obtenido de todos los valores reportados, 
hora por hora durante un periodo de 24 horas por cada estación en cada zona. En el 
caso del AMCM, las mediciones máximas diarias se obtienen tomando el valor 
máximo diario proporcionado por las zonas NE, NO, CE, SE y SO. El promedio de las 

mediciones de los siete años, en las zonas de NE, NO, CE, SE y SO son 0.097, 0.121,0.126, 0.143  y 0.12, respectivamente con las desviaciones estándar 0.035, 0.049,0.046, 0.052  y 0.042. Para el AMCM se tiene una medición promedio de 0.154 con 
una desviación estándar de 0.05. Si se toma en cuenta las mediciones dadas por la 
AMCM durante el periodo 1998-2004, se observa que el valor de la NOM de ozono en  

México, que es de 0.11ppm (0.11 partes por millón), fue sobrepasado en 2063 días y 
los picos diarios sobrepasaron el valor 0.22ppm durante 237 días. 

 

Los autores consideran que los límites son � � 0.11ppm, 0.17ppm y 0.22ppm �donde ppm � partes por millón
. El primer valor es el que representa la NOM de 
ozono. El último se utiliza porque es el doble del valor de la NOM además de que 
� � 0.22ppm es para cuando se declara emergencia en la ciudad de México y el valor 

� � 0.17ppm es un valor intermedio entre los otros dos valores. El análisis se realizó 
para cada valor límite y zona (incluyendo el caso del AMCM) de forma separada.     
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Las simulaciones se realizaron utilizando el software WingBugs. Cuando se 
considera a cualquiera de los límites � � 0.11ppm, 0.17ppm, 0.22ppm se toma en 

cuenta lo siguiente: para el primer caso de simulación, se toma a � � 1 y la 
distribución a priori de � y � se toma como uniforme en los intervalos �0,2
 y �0,100
, respectivamente. 

 
 

En el segundo caso �  tiene una distribución Uniforme definida en el intervalo �0,100
. Los parámetros de las distribuciones a priori Gamma de � y � varían de 
acuerdo a la zona y al limite considerado. En el caso de la distribución a priori de � 
se considera lo siguiente: cuando el límite � � 0.11ppm, se tiene º$ � 0.09 para todas 
las zonas excepto la zona Noreste (NE) donde º$ � 0.08. Si el límite es � � 0.17ppm, 

se tiene º$ � 0.06 para el Noroeste (NO),  Sureste (SE) y Suroeste (S0), y º$ � 0.07 
para las zonas Centro (CE) y el  AMCM,  para la zona del Noreste se obtiene º$ �0.04. Para todos los casos se tiene ñ$ � 0.1. Cuando se considera el caso de la 
distribución a priori de � se tiene ñ# � 0.1 en todos los casos excepto cuando 
� � 0.22ppm y cuando se considera la zona Noreste (NE), los valores para el 

parámetro º# se describen a continuación. 
 

Tabla 1. Valores de º# para las distribución a priori de las cantidades variables de � 
utilizados en el segundo caso de la simulación para cada región y límite.    

        

0.11ppm 0.17ppm 0.22ppm 

NO 0.06 0.02 0.25 

NE 0.05 0.12 0.57 

CE 0.08 0.05 0.7 

SO 0.08 0.04 0.09 

SE 0.07 0.04 0.6 

AMCM 0.08 0.03 0.027 
 

La muestra utilizada para estimar los parámetros fue tomada cada 30 valores 
generados. Cuando se toma el límite � � 0.11ppm, se tiene que el periodo de 
calentamiento del algoritmo del muestreo de Gibbs, es de 1000 pasos para la zona 
del Suroeste (SO) y 3000 pasos para cualquier otra zona. En el segundo caso, el 
periodo de calentamiento fue de 1000 pasos en el AMCM y 2000 pasos en cualquier 

otra zona. La estimación de la distribución a posteriori de �, � y � (siempre que el 
último dato sea una cantidad aleatoria) se realiza utilizando una muestra de 2000 
datos, en el primer caso para las regiones Suroeste (SO), Noroeste (NO) y el AMCM y 
en el segundo caso para las regiones: Sureste (SE), Noreste (NO) y Centro (CE), el 
tamaño de la muestra fue de 3000 datos. Finalmente, en el segundo caso la muestra 
para la zona Noroeste (NO) fue de 4000 datos  y para el caso del AMCM fue de 2308 
datos. Con el límite � � 0.17ppm se tiene que en el periodo de calentamiento para el 
primer caso de la simulación fueron 3000 pasos y en el segundo caso de la 
simulación fueron 2000 pasos. 
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En el caso del límite � � 0.22ppm una muestra de tamaño 2000 datos se tomo 
para todas las zonas y casos, exceptuando para el segundo caso la zona del 
Noroeste (NO), donde se tomo una muestra de 1756 datos. Cuando el límite es 

� � 0.22ppm, el primer periodo de calentamiento para el primer caso fue de 5000 
pasos para las zonas Suroeste (SO), Sureste (SE) y AMCM y 3000 pasos para las 
zonas del Noroeste (NO), Noreste (NE) y Centro (CE). En el segundo caso de periodo 
de calentamiento fue de 5000 pasos para las zonas del Suroeste (SO) y Sureste (SE) y 
para las otras zonas fueron 3000 pasos. En el segundo caso para la zona Suroeste 
(SO) se tomo una muestra de 2000 datos y de 3000 datos para cualquier otra zona. 

 
Para seleccionar el mejor modelo de cada caso (límites y zonas) se utilizo el 

“Criterio de Información Desviada (CID)” (Spiegelhalter et al., 2002) donde se ocupan 
subrutinas internas del programa WinBugs y una modificación en la fórmula del 
“Criterio de Información de Bayes” (CIB) dado por  

 

CIB � 2E�logA¦�ø|�
"
  dlog�Q
 ,                                            �4.1
                          
 

donde d es el número de parámetros en el modelo y n es el tamaño de la muestra 
(Carlin y Louis, 2000). Las mejores estimaciones de valores en la simulación del 
algoritmo de muestreo de Gibbs en el CID y en el CIB fueron: 3434.5 (NE), 4464.5 
(NO), 4717.1 (CE), 4998.6 (SO), 4661.8 (SE) y 5000.2 (AMCM) del límite � � 0.11ppm y 

para el modelo � � 1.  
 
Como ejemplo de los resultados obtenidos, consideramos las zonas del centro 

(CE) y Suroeste (SO) de la ciudad de México, donde la importancia radica en la 
dirección que toma el viento en la ciudad (de Noreste (NE) al Suroeste (SO)) y en que 
algunos precursores de ozono se ubican en el Noroeste (NE) que son llevados por el 
viento de las zonas centro (CE) y Suroeste (SO). 

 
Tabla 2. Media a posteriori para los parámetros α, β y σ. 

  Media  

    0.11 ppm 0.17 ppm 0.22 ppm 

CE   

α 0.91 0.7 0.65 

σ 0.79 0.47 6.72 

β   1 1 1 

SO   

α 0.93 0.76 0.64 

σ 0.82 0.42 0.93 

β   1 1 1 

 

Tomando en cuenta los primeros 25 días de Enero de 2005 si se quiere obtener 
las probabilidades de tener 5, 10, 15 y 20 días o menos, donde se sobrepasa el valor 
de la NOM de ozono, se utiliza la distribución Poisson con función de intensidad ���
, � 
 0 Weibull exponenciada donde los parámetros � y � en ���
 son las medias 
de la Tabla 2 de las zonas Centro (CE) y Suroeste (SO) tomados.  
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Las probabilidades para los límites � � 0.11ppm, 0.17ppm y 0.22ppm, en la zona  
Suroeste (SO) cuando K B 5 son: 0.001, 0.52 y 1,  cuando K B 10 son: 0.073, 0.97 y 1, 
cuando K B 15 son: 0.453, 1 y 1 y para el valor K B 20 son:  0.86, 1 y 1. Para la zona 
del centro (CE) cuando K B 5 son: 0.006, 0.93 y 1,  cuando K B 10 son: 0.182, 1 y 1, 
cuando K B 15 son: 0.678, 1 y 1 y para el valor K B 20 son: 0.65, 1 y 1. 

 

 
 

El procedimiento para obtener estas probabilidades es el siguiente:  *A��� ) � 
  ���
 B Q" � :;A��GC=
;��G
" A��� ) �
  ���
"SQ!  

con 

���
 �  �Z� �1  q1  exp Ó v��wÑÔsÐ� 
 
Sustituyendo los valores para la zona Suroeste (SO) en el caso de K B 5, para el 

límite de 17ppm se tiene,   

*A��2557 ) 25 
–��25
 B 5" � V exp �v25820.42 w0.��  v25570.42 w0.����

S80
�x25820.42 y0.��   x25570.42 y0.���S

Q!  

              *i��2582 
–��25
 B 5l �0.52, 

 
 

donde � � 2557   y   Q � 25. 
 

Cuando se toma la zona Centro (CE) en el caso de K B 5, para el límite de 17ppm.   

*A��2557 ) 25 
–��25
 B 5" � V  �

S80 exp �v25820.47 w0.�   v25570.47 w0.�� �x25820.47 y0.�  x25570.47 y0.��S
Q!  

                 *i��2582 
–��25
 B 5l �0.93. 

 
Para calcular las otras probabilidades de las zonas suroeste (SO) y centro (CE) con 

los diferentes límites se realiza el mismo procedimiento. 
 

 
Nota: Para calcular estas probabilidades los autores utilizaron el programa 

Mathematica. 
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Conclusiones  
 
 
Los autores utilizan métodos Bayesianos empíricos, así que se toma el caso mas 

sencillo, primero (� � 1) y con la información obtenida de este paso se utilizan 
simulaciones con el modelo mas general, sin embargo el modelo seleccionado es el 
mas sencillo.  

 
Al considerar los primero 25 días del año 2005, el límite de � � 0.11ppm se rebasa 

en 14 días para la zona Centro (CE) y 20 días para la zona Suroeste (SO). La 
probabilidad de que en un intervalo de 10 a 20 días se sobrepase el límite � � 0.11, 
es de 0.8 en cambio la probabilidad de que en cinco o menos días se rebase el límite 
es de 0.001. De tal manera que hay mayor probabilidad de que existan más número 
de días en donde se supere el límite � � 0.11ppm. 

 
Un factor importante a considerar es la dirección del viento en la ciudad de 

México que va de Noreste (NE) a Suroeste (SO) y la producción de ozono que se 
origina en las zonas Noroeste (NO) y Centro (CE). Para la zona Centro (CE) en ningún 
día se supero el límite � � 0.22ppm y en la zona Suroeste (SO) solamente en un día. 

La probabilidad de que se sobrepase el límite � � 0.22ppm en un intervalo de 5 a 10 
días para los primeros 25 días del año 2005 es de cero, sin embargo hay una 
probabilidad de uno, de que haya menos de 5 días en donde se sobrepase el límite 
� � 0.22ppm, si la cantidad de datos aumenta, los resultados obtenidos para el 
análisis de la estadística Bayesiana mejorarían. Es importante puntualizar que el 
ajuste del modelo Poisson no homogéneo con la función de intensidad Weibull-
Exponenciada aplicada al incumplimiento de los niveles de ozono en la ciudad de 
México fue muy satisfactorio, especialmente en las muestras grandes.  
 

Los valores acumulados y esperados de incumplimiento contra el tiempo para el 
caso del límite � � 0.11ppm para las zonas Noroeste (NO), Suroeste (SO), Centro (CE), 
y AMCM resultaron con similitudes muy aceptables y para las zonas Noreste (NE) y 
Sureste (SE) hay pequeñas desviaciones pero aún así el ajuste es muy satisfactorio. 
En el caso del límite � � 0.17ppm el ajuste es razonable pero cabe la posibilidad de 
mejorar si se considera la distribución a priori informativa para los parámetros así 
como también tomar en cuenta otra fórmula paramétrica para la función de 
intensidad o tasa del modelo Poisson no homogéneo. Para el límite � � 0.22ppm los 
valores esperados aparecen por muy debajo de los valores acumulados por lo que en 
este caso no es aceptable el ajuste. Es importante señalar que la cantidad de datos 
para este caso fue limitado en especial para las zonas: Centro (CE) y Suroeste (SE) 
donde hubo 38 y 57 días donde se rebaso el límite. 
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