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INTRODUCCIÓN 

Fenómenos multivariados 1 son todos aquellos que aparecen en el tiempo y en el 

espacio, en los que se manifiestan relaciones determinadas por /as categorias que 

resultan de la medición de múltiples atributos2 que poseen los objetos, elementos o 

unidades sujetos a estudio. Este tipo de fenómenos aparecen en todas las ramas de la 

ciencia, desde psicología hasta biología, y desde la matemática hasta la política. Los 

métodos para analizar fenómenos multivariados constituyen un área joven, importante y 

creciente de la estadística. 

La particularidad del análisis multivariado es la consideración de un grupo de N objetos, 

de los cuales se tienen valores observados sobre n1 variables. El grupo de objetos 

puede ser completo o una muestra de una población. A su vez los objetos poseen varios 

atributos o variables de medición, los cuales tienen su propio espacio muestra! finito o 

infinito, continuo o discreto, y pueden ser también un subconjunto de otro conjunto más 

grande de variables. Estos tipos de fenómenos por tener, en general, un número grande 

de objetos y éstos a su vez poder ser medidos en una gran cantidad de variables, 

resultan ser fenómenos de un comportamiento muy complejo y dificil de manejar así 

como de obtener. Es por eso que se requieren estudios con distintos propósitos, de los 

cuales los más importantes son: 

1) Simplificación estructural. El objetivo aquí es "ver el bosque por los árboles", es 

decir, examinar los datos mediante varias transformaciones. Hay formas simples 

de representar la complejidad del fenómeno, por ejemplo, transformar un 

conjunto de variables interdependientes en variables independientes o reducir la 

dimensionalidad de lo complejo. 

I Definición tomad.1 del IJICCJONAR/0 FltO.\'OFJCO. Agustín Ezcurdia y Pedro Chá\'cz Calderón. 1996. 
púg. ').1 
~ A1nb1110· C:1d:1 una de las cualidades o propiedades de un objeto. Enciclopedia S.-f/,l :-1T J)/('C/O,\:-IR/0. 
Ton10 2. p:ig . .141. 
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2) Clasificación. En este tipo de estudio las preguntas a las que se desea dar 

respuesta son, ¿los objetos forman o pertenecen a grupos (conglomerados) 

mediante los cuales pueden ser distinguidos y clasificados?, o ¿cómo están 

esparcidos casualmente sobre el territorio de variación?. 

3) Agrupación de variables. Ya que la clasificación es tomada como la agrupación 

de objetos, también en algunos estudios interesa saber si las variables caen de 

la misma forma dentro de grupos semejantes. 

4) Análisis de interdependencia lineal. El objetivo es examinar la interdependencia 

(dependencia recíproca) entre variables o sea, las posibilidades de que las 

variables sean linealmente independientes o tengan una colinearidad, es decir, 

una situación en la cual una variable es una función lineal de otras o dado el 

caso no lo sea. 

5) Análisis de dependencia. En el análisis de interdependencia lineal las variables 

son consideradas todas fijas, en bases semejantes, de esta manera son 

afectadas sobre sus relaciones mutuas. Por el contrario, en el análisis de 

dependencia una o más variables son tomadas para realizar el examen de sus 

dependencias sobre las demás como en análisis de regresión y en análisis de 

correlación. 

6) Construcción de hipótesis y pruebas de hipótesis. En este caso el propósito es 

hacer una afirmación o suposición en base a las evidencias, señales o 

características que presentan los datos multivariados. 

El método de Análisis Discriminante (AD) pertenece al tipo de propósito del análisis de 

interdependencia lineal y sus raíces surgen por los años 1920's. El estadístico inglés 

Kar1 Pearson propuso un coeficiente que interpretaba la distancia entre grupos 

indexados (Coeficiente de semejanza racial), es decir, un coeficiente que indica qué 

tanto está un grupo separado de otro, o se puede considerar como la distancia entre dos 

grupos. Este tipo de coeficiente fue estudiado extensivamente por G. M. Morant en los 

años 1920's. Por esos mismos años en la India hubo otros estudios sobre distancias 
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entre grupos de datos que fueron formalizados por P. C. Mahalanobis en los 1930's, y 

en esa misma década la idea de la distancia intergrupal multivariada fue traducida a una 

combinación lineal de variables derivadas para el propósito de discriminación entre 

grupos por R. A. Fisher. Los escritos acerca del AD aparecieron en las primeras tres o 

cuatro décadas y fueron enfocados en la predicción de miembros de grupos (Análisis 

Discriminante Predictivo, ADP), pero hasta la década de los 1960's la combinación lineal 

de variables se consideró para propósitos de interpretar efectos relevados por un 

análisis multivariado de varianza (MANOVA), y este aspecto del AD es llamado Análisis 

Discriminante Descriptivo (ADD). El ADD tiene como principal interés describir los 

diferentes efectos que se producen en los objetos mediante diferentes agrupaciones de 

variables. En cambio en el AOP el interés básico es predecir los miembros de grupos de 

acuerdo a la agrupación de las variables que puede existir. 

El AD es una técnica mediante la cual se obtiene un resultado por el que se puede 

describir el comportamiento de un fenómeno objeto (variable dependiente) por medio de 

varios supuestos (variable independiente). Si la variable dependiente que se desea 

describir es dicótoma (por ejemplo, macho - hembra) o multicótoma (por ejemplo. alta -

media - baja) y por lo tanto no es un dato métrico3
, entonces la técnica multivariada AD 

es la apropiada para analizar a esta variable. El AD es útil en situaciones donde la 

muestra total puede ser dividida en grupos basados sobre una variable dependiente que 

tiene distintas ciases conocidas. Los objetivos primarios de este análisis de 

interdependencia lineal son el entender las diferencias de grupos y predecir la 

probabilidad de que una entidad (individuo u objeto) pertenecerá a una clase particular o 

grupo basado sobre distintos datos métricos o variables independientes. Este método es 

de aplicación universal, incluso en muchas situaciones, el objetivo primario es identificar 

el grupo al cual un objeto pertenece. En cada instancia, los fenómenos se encuentran 

en grupos y pueden, esto es lo esperado, ser predichos. descritos o explicados, por un 

conjunto de variables independientes seleccionadas mediante el análisis señalado. 

' Dato ;\tétrico: Son datos cuanlitativos. mediciones usadas para identificar o describir objetos. no solmnente 
en las bases del tipo. sino lambién por el valor o grado para el cual el objelo puede ser can1ctcri1.ado por un 
a1rib1110 particular. 
Dato l\o MC1rico: Son cfatos cualitativos. atribulas, caracteristicas o propiedades calegóricas que pueden ser 
usadas p;1m identificar o describir un objelo. Ejemplo. ocupación (Fisico. Doctor. Profesor. ele.). Tmnbién 
conocidos corno datos 1101ninalcs u ordinales. Hair. Joseph F .. MUl.11VARIATE IJA7>1 .·INAl.rSIS with 
Read111,l!.s. l 'JR7. pág. 2 
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Por otro lado, el Análisis de Conglomerados (AC) es un método analítico que sintetiza la 

información de la población de objetos, por medio de la clasificación de los mismos en 

un cierto número de grupos que se pueden considerar como poblaciones en miniatura, 

puesto que cada grupo conserva las mismas propiedades de la población total pero con 

un menor número de objetos, los mas representativos y significantes. 

Específicamente. el objetivo es el clasificar una muestra de objetos (unidades o 

individuos) en un número pequeño de grupos mutuamente exclusivos, basados sobre 

las similaridades entre las entidades. En el AC a diferencia del AD, los grupos no están 

predefinidos. En el AD se supone que los objetos o unidades a analizar pertenecen ya a 

un grupo predefinido, pero en el AC los grupos todavía no están preasignados. De esa 

forma el AC toma la preferencia sobre el AD de ser el primer paso de un análisis con tal 

de definir los grupos de objetos. El AC usualmente inicia con la etapa en que se obtiene 

un tipo de medición en baSe a las variables independientes, que de alguna forma nos 

indica la proximidad o asociación entre las entidades en orden para determinar si varios 

grupos realmente existen en la muestra, y después perfila los objetos en orden para 

determinar la agrupación que puedan tener. Este paso podría ser peñeccionado al 

aplicarse el AD a los grupos identificados por el AC. 

El AC es un método que clasifica los objetos en grupos que son homogéneos en si 

mismos y heterogéneos entre ellos y esta clasificación es realizada con el conjunto 

completo de variables, pero ¿es necesario usar todo el conjunto de variables, para 

clasificar a los objetos correctamente? o ¿podría ser menor el número de variables que 

mejor clasifican a los objetos?. 

Los grupos de datos están compuestos de mediciones de diferentes variables que 

describen a cada objeto del grupo, es por eso que al realizar un análisis a estos datos 

es apropiado considerar de manera simultánea todas las variables (AOP) sin olvidar a 

los objetos (AC). 

5 
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¿HAY CONJUNTO DE VARIABLES "PREDICTORAS" Y• CRITERIO"? 

Ml:TOOOS DE DEPENDENCIA Ml:TODOS DE INDEPENDENCIA 

¿CUANTAS VARIABLES CRITERIO? ¿SON DE ENTRADAS MÉTRICAS. 

VARIAS si NO 

REGRESIÓN/ ANA LISIS ANÁLISIS ANÁLISIS ANÁLISIS ESCALA 
ESCALA 

CORRELACIÓN DISCRIMINANT MUL TIVARIAOO DE DE Ml:TRICA NO 
MÚLTIPLE PREDICTIVO DE VARIANZA FACTOR CONGLQ. MULTI- Ml:TRJCA 

(ADP) o MERADOS OIMENSIQ. 
COVARIANZA NAL 

ANÁLISIS REGRESIÓN/ 
DISCRIMINANTE CORRELACIÓN 

DESCRIPTIVO CANÓNICA 
AOO 

Figura 1. Clasificación de Métodos Multivariados 

Para poder tener una mejor idea de qué lugar ocupan los métodos de AD y de AC en la 

Estadística Multivariada, y qué tan relacionados están ambos métodos, se muestra un 

organigrama (Figura 1) basado en los casos en que es apropiado aplicar un análisis 

multivariado. En este esquema se presentan claramente las condiciones para aplicar los 

distintos métodos de la estadística multivariada. 

El AD y el AC son dos tipos de análisis completamente diferentes y con distintos fines, 

pero en estos dos métodos sus objetivos básicos son respecto a las dos partes 

fundamentales de la estadística multívariada (objetos y variables predictoras), entonces 

se puede pensar que los dos métodos podrían formar un sólo método que defina a los 

mejores grupos en los que se pueden clasificar a los objetos basándose en /as variables 

predictoras que mejor los describen, o como un método que encuentra el grupo de 

variables predictoras que mejor describen a cada grupo predefinido de objetos. 

(, 
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El AC obtiene varios grupos de objetos, los cuales son homogéneos en su interior, pero 

muy heterogéneos en su exterior, estos grupos (conglomerados) puede ser que no 

estén compuestos por las variables que de mejor manera predicen su comportamiento 

con respecto al fenómeno del que surgen y pertenecen, entonces ¿qué variables 

predictoras son tas que mejor influyen en el objetivo del análisis de conglomerados?. 

Como se nota en la figura 1, entre los métodos de análisis estadístico multivariado AD y 

AC no se aprecian claramente las relaciones que interactúan entre el funcionamiento de 

ambos métodos. Estas relaciones son difíciles de identificar, por no encontrarse de una 

manera supeñicial, sino por estar en el interior del desarrollo de ambos métodos. Al 

considerar estos tipos de relaciones que unen a los dos métodos de análisis, surgen 

ciertas preguntas que generan el objetivo del trabajo: 

• Si se tienen variables para un grupo predefinido de objetos, 

¿es aceptable aplicar primero el AD para asegurar que ese es el grupo adecuado 

de variables que describen al fenómeno? 

• ¿Qué son el AD y AC de si mismos 

comprobantes de validez de sus resultados? 

refuerzos de sus resultados? 

• ¿Existe una relación conceptual entre ambos métodos de análisis? o ¿El AD y el 

AC son complementarios de si mismos? 

Las respuestas a cada una de las preguntas puede ser que estén basadas en los 

supuestos de cada uno de los dos métodos o en los conceptos de cualquiera de sus 

procedimientos, o tal vez en los efectos de los resultados, es por eso que en el 

documento se desarrolla un estudio de manera conjunta de los métodos de análisis de 

conglomerados y de análisis discriminante predictivo examinando los principios teóricos 

matemáticos en los que subyace el principio de proximidad, para establecer a través de 

éste ¿cuáles serían las k agrupaciones, si las hay, que se podrian dar entre los objetos 

de un proceso de producción de calidad?, así como para predecir ¿cuál sería la 

agrupación de variables que podría darse o existir en dicho proceso, que proporcionara 

una mejor clasificación de objetos y en consecuencia un mejor control y descripción de 

7 
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la calidad del producto? 

Para dar respuesta a estas preguntas se requiere de una síntesis de los fundamentos 

teóricos y metodológicos del ADP y del AC, que facilitará la realización de un estudio de 

la pertinencia, agrupación y selección que se puede hacer con un conjunto de datos 

sobre las variables de los objetos en términos de semejanza o distancia, que puede 

conducir al mejoramiento del proceso de un producto para maximizar su calidad. 

Para poder desarrollar el estudio de una manera adecuada, en el Capítulo 1: Análisis 

de Conglomerados, se muestran los principales conceptos básicos para conformar et 

entendimiento teórico y práctico del AC, esto con el propósito de poder distinguir, los 

conceptos de sus procedimientos y etapas, así como sus supuestos y efectos, que se 

desarrollan en este método de análisis estadístico multivariado. Se muestran las etapas 

del método teniendo un subcapítu/o de las principales medidas de proximidad que 

pueden ser usadas por el método, así como las mejores formas de transformar las 

variables no-métricas a métricas. Después se muestran los distintos procesos de 

conglomeración (jerárquicos y no-jerárquicos) a usarse, dependiendo del caso a 

analizar, y sus maneras de interpretar los resultados obtenidos. 

Al igual que en el capítulo anterior, mostrando los principales conceptos básicos para 

obtener un entendimiento teórico y práctico pero ahora con respecto al Análisis 

Discriminante en el Capitulo 2, se muestran las etapas del ADP, presentando como 

subcapítulos, cada uno de los procesos para perfilar las variables y asi poder desarrollar 

y validar la función discriminante, y obtener los resultados que caracterizan al método. 

El Capítulo 3: Clasificación y Discriminación, es la parte práctica del texto, en el cual 

se muestra la aplicación de los métodos de ADP y AC a un mismo caso, que tiene las 

condiciones necesarias para poderse aplicar de una manera conjunta los 

procedimientos de los métodos de clasificación y discriminación; y así poderse 

comprobar los resultados supuestos y deseados, por los que se podrá conjuntar la parte 

teórica con la práctica y de esta forma responder las preguntas antes hechas y así 

corroborar los supuestos que se han planteado. 

• 
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Lo anterior es posible aplicando el análisis de conglomerados al grupo de datos de un 

periodo mensual de producción de llantas, para establecer las k agrupaciones que se 

pueden dar entre los objetos (llantas). Y como siguiente paso aplicar el análisis 

discriminante predictivo con las k agrupaciones definidas anteriormente para predecir 

cual es el subconjunto de variables que puede existir y que proporcione la mejor 

descripción de los objetos. 

El procedimiento de la fase practica se hace en 3 etapas, mediante el programa 

estadístico SPSS (Statístical Package for Social Sciences), con el fin de mostrar que no 

es exclusivo para ciencias sociales: 

1) Se hace un AC con las 11, variables originales, obteniendose k conglomerados, de 

los N objetos. 

2) Se realiza un ADP a los N objetos clasificados en los k conglomerados en base a 

las n, variables originales, y se obtendré una función lineal discriminante 

compuesta por las h variables (h :5 m) que mejor describen al fenómeno. 

3) Se aplica el AC a los objetos medidos con las h variables que se obtuvieron en la 

etapa anterior. 

- ¿ Se obtendrán los mismos k conglomerados que se obtuvieron en la etapa 1? 

- ¿ Se obtendrán otros conglomerados mejor definidos para el objetivo del 

análisis ? 

• Si se obtienen los mismos conglomerados que se obtuvieron en la primera etapa, 

entonces se puede decir que, el ADP sirvió como una prueba de validez para el 

AC. 

• Si se obtienen otros conglomerados distintos a los de la primera etapa, pero mejor 

apegados al objetivo del análisis, entonces, el ADP es como un complemento para 

mejorar los resultados del AC. 

• Si se obtienen otros conglomerados distintos a los de la primera etapa, sin apegarse 

al objetivo del análisis, entonces, e/ ADP no es un complemento y no se relaciona 

9 
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de una forma conjunta con el AC. 

Con el propósito de que el lector cuente con un esquema para poderse auxiliar y 

conocer el lugar en que se ubican cada uno de los componentes que forman a los datos 

multivanados, y asi entender mejor la manera en que operan cada una de las funciones 

de proximidad en el AC y las reglas de clasificación en el ADP, el que sustenta este 

trabajo preparó la siguiente matriz objetos-variables. 

Yg1 

o 
B Yg, 

J 
E 
T 
o Yg, 

s 

donde 

VARIABLES 

X1 X2 Xi Xm 

Xgll Xg12 Xglj XgJm 

Xg21 Xg22 Xg2j Xg2m 

Xgil Xgi2 Xgij Xgim 

Xgn,j 

Xg,J es el dato (crudo o estandarizado) del objeto i del conglomerado 

g medido en la variable J 

K= 1, 2, ... , k 

i = 1, 2, ... ' "11 

j= 1, 2, ... , m 

(número de conglomerados) 

(cantidad de objetos en el conglomerado g) 

(número de variables independientes •predictoras") 

111 
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ANÁLISIS DE 

CONGLOMERADOS 
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1.1 ESTANDARIZACIÓN 

En muchos análisis de datos, las mediciones que se tienen de los objetos (que son las 

variables que los describen desde distintos puntos de vista) que serán analizados, no 

son medidas con las mismas unidades. En efecto, pueden ser variables de diferentes 

tipos, como categóricas, ordinales, nominales, cuantitativas, binarias, etc. Por ejemplo, 

hay ocasiones en que las variables pueden describir al objeto con varias unidades 

métricas tales como, libras, pulgadas, gramos, etc., pero a veces en distintas categorías 

(multicótoma) como bajo, medio, alto, macho, hemt5ra. etc. De aquí surge el problema de 

cómo considerar los distintos tipos de mediciones de un objeto, cuando se pretende 

obtener un coeficiente que indique la cercanía que hay de un objeto con otro, sin ignorar 

las relaciones que haya entre las variables que los describen. La solución que más se 

sugiere para este tipo de problema, es la estandarización de los datos (al ser 

estandarizados tendrán una distribución normal con media cero y varianza de unidad, 

N(0,1) ). esto se hace utilizando la desviación estándar y la media, calculadas del grupo 

completo de observaciones de una variable que describe a los objetos a ser 

conglomerados, haciéndose de la siguiente manera, 

donde 

x,. -X 
X=-'--' 
' ª, 

X" es el dato estandarizado del i-ésimo objeto medido 

con la j-ésima variable 

x" es el dato crudo1 a estandarizar del i-ésimo objeto 

medido con laj-ésima variable 

X
1 

es la media de la muestra de la j-ésima variable 

a 
I 

es la desviación estándar de la j-ésima variable 

1 Se le llama d;ito cn1do. a los dalos originales. que son aquellos que permanecen de l:1 mancrn como se 
ohtnHcron inic1almcn1c. (n. a.) 
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Pero esto no es una solución completa y definitiva para este problema. ya que se ha 

mostrado que la estandarización de datos puede traer serias desventajas, y diluir 

diferencias entre grupos sobre las variables, las cuales son las mejores que distinguen y 

diferencian los objetos a tratar (Fleiss y Zubin (1969)). Una de las desventajas es que al 

estandarizar cada objeto separadamente, se ignora a las posibles correlaciones entre las 

variables. 

Cuando las variables medidas son de diferentes tipos, varias sugestiones se han hecho 

para saber cómo pueden ser usadas en forma conjunta, y así no ignorar las relaciones 

que pueden existir entre ellas. Una de esas sugestiones es el de obtener un coeficiente 

que indique el nivel de similitud de un objeto con otro, utilizando todas las mediciones de 

los dos objetos; a este coeficiente se le conoce como coeficiente de proximidaci. Una 

manera sencilla es el hacer binarios a los objetos, esta conversión tiene la ventaja de ser 

muy sencilla, pero tiene la desventaja de sacrificar mucha información útil. Una mejor 

alternativa es el de usar un coeficiente de proximidad, el cual puede incorporar 

infonnación de diferentes tipos de variables en un modo sensible. 

1.2 MEDIDAS DE PROXIMIDAD 

Los coeficientes de proximidad se usan para indicar dos tipos de semejanzas entre los 

objetos, los cuales son: 

similan·dad s" indica la similitud que hay del objeto i con el objeto j, donde 

un valor pequeño indica que dos objetos no son tan similares y un 

valor grande indica que dos objetos son muy similares. 

disimilaridad d" es el concepto de la distancia entre el objeto i con el objeto j. 

donde un valor pequeño indica que dos objetos son muy cercanos 

y un valor grande indica que dos objetos están muy lejanos el uno 

con el otro. 

En el contexto se hablará de ambas medidas de proximidad, pero esto no es ningún 

Scmcjan/,:1 o analogia de 1111:1 variable con otr.1. Everi/1, /1.S.CI.U,\'Tl!.1? ANAlYS/.\', p.íg. )7. 
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problema. porque las medidas de disimilan·dad pueden ser transformadas en medidas de 

sim#aridad mediante la siguiente fórmula 

s,, ; 1/ (1 + d,,) 

pero es recomendable establecer desde un principio el tipo de proximidad con el que se 

llevaré a cabo el análisis. 

Un coeficiente de proximidad indica la fuerza de la relación entre dos objetos, dados 10s 

valores de un conjunto de m variables comunes para ambos. La similaridad entre los 

objetos , y .J , es una función de sus valores observados, es decir, 

SIJ = /( 1 1 , 11 ) 

donde x', = [x, 1. x 12 .... , x1 m] y x', = [x1 1, x,2, ... , x1 m] son los valores de las 

variables observadas para los objetos i y J. Muchas funciones han sido propuestas 

dependiendo del tipo de las variables tratadas (cuantitativas, categóricas, binarias, 

ordinales, etc.) y particularmente del tipo de objeto. 

Hay distintos tipos de medidas de similaridad, usualmente se consideran como una 

relación simétrica s,1 = s.,, , por eso la mayoría de los coeficientes de similaridad no son 

negativos y tienen un límite superior que es la unidad, aunque algunos se comportan con 

una naturaleza correlaciona!, así que en ocasiones ciertas medidas de similaridad tienen 

un rango de un coeficiente de correlación 

-15..vlJS1 

Asociada con cada medida de similaridad y limitada por cero y uno. es una disimilaridad 

d,1 = 1 .. ,·,1 , la cual es simétrica y no negativa. Con esta medida, el grado de similaridad 

entre dos objetos se incrementa con slJ y se decrementa con el incremento de d,,, y de 

esta manera un objeto tiene su máximo grado de similaridad con sí mismo, respetando 

ambas medidas de proximidad, así s,, = 1 y d,. = O. 
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Si ~ es el conjunto de objetos a clasificar, entonces un coeficiente de disimilaridad es 

una función definida de la siguiente manera: 

d. c; X c; => R tal que 

o sd!I s 1 'r/ ÍJ E S 
d,, = o 'r/ i E S 
d, = 0, V iJ E S 

Asl la disimilaridad (distancia) del objeto i y el objeto j toma como máximo valor el uno y 

como mínimo valor el cero. La disimilaridad de un objeto con sí mismo es nula, y la 

disimilaridad del objeto i al objeto J es la misma que la del objeto J al objeto i. 

1.2.1 DISIMILARIOADES PARA DATOS CUANTITATIVOS 

Existe un gran número de tipos de disimilaridades, dependiendo del tipo de variables con 

las que se esté tratando, por ejemplo, si todas las variables son cuantitativas, hay 

medidas de proximidad exclusivas para este caso, pero sólo se pueden usar si todas las 

variables son de este tipo. Para este tipo de variables una disimilaridad tiene la idea de 

una distancia que hay entre un objeto de otro, esa es la razón por la que muchas 

medidas de disimilaridad tienen como base el concepto fundamental sobre las distancias 

entre dos puntos, que es la distancia mediante el Teorema de Pi/ágoras, que 

comúnmente se conoce como la Distancia Euclidiana3
. 

A continuación se mostrarán las disimilaridades más comunes en los análisis de 

conglomerados. Supongamos que existe una muestra de N objetos, y cada uno es 

medido en 111 variables; se usarán los subíndices i, j para indicar objetos, y el subindice k 

para indicar variables en las fónnulas siguientes. El valor numérico x,.1: es una 

observación de la k-ésima variable sobre el i-ésimo objeto en la muestra y d!I es la 

I Se Je conoce como Dislancia Euclidiana. por el hecho de tener como clave de su contprobac1ón las 47 
proposiciones de Euclides. W. M. Jackson. ENCICLOPEDIA PRA('TJC:1 .IACA:soN Con11mto de 
( ·,moctmientos para In For11,ación Autodidáctica, To1no VIII, pág. 191. 
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disimilaridad entre el objeto i y el objeto J. 

(1) Distancia Euclidiana cuadrada: 

Es la distancia euclidiana al cuadrado entre dos objetos, que se obtiene al sumar 

las diferencias cuadradas entre los valores de las variables. 

(2) Distancia Euclidiana: 

m 

d,, = I: <x,, - x,, i' 
.t=I 

Es la disimilaridad mediante el teorema de Pitágoras, que es la raíz cuadrada de 

la suma de las diferencias al cuadrado, entre los valores de las variables de los 

objetos a conglomerar. 

(3) Distancia Euclidiana Escalada: 

para algún peso conveniente 1v" , el cual puede ser cualquiera de 

11·.1: = (desviación estandar de la k-ésima variable}*1 

O ll'.1- : (rango de la k-ésima variab1er1 

el efecto de ambas selecciones es el igualar la importancia de cada variable en la 

muestra. 

(4) City-8/ock: 

De esta aproximación es aconsejable su uso cuando los objetos no están 

correlacionados y sus unidades de medición son compatibles. 

m 

d,i = Llx,1 -xi.ti 

' ' 

)(, 



(5) Métrico de Minkowski: 

Esta disimilaridad es la generalización de la distancia Euclidiana y ta de City-Block 

: . }y, 
d,, =1~),,, -x,,I' '. ' para algún entero A ~ 1 

Donde A es la cantidad que se considera para aumentar la relatividad de los 

objetos; para el caso de J.=1 se da la medida de similaridad C1ty-8/ock, mientras 

que en el caso de 1=2 da la distancia euclidiana. Mientras A se incremente, se 

está aumentando la consideración de la mayoría de los objetos relativos a las que 

son similares. 

(6) Métrico de Gamberra: 

(7) Coeficiente de Czekanowski: 

(8) Distancia de Mahafanobis 

. 
2¿mi11(x,t ,x Jl) 

d. = 1-~"~'----., . 
L<x,t +x1t) 
.1-~1 

Todas las disimilaridades anteriores tienen el inconveniente de resultar 

sustancialmente afectadas por cambios de unidad de medición en las variables, lo 

que lógicamente conduce a agrupaciones diferentes de los objetos de la muestra. 

En cambio la distancia de Mahalanobis elimina los problemas de dimensionalidad 

al ser invariante respecto a cambios de origen y escala, y se define como: 

d,, =[(X,-X,)' s-'(X,-X,)]'n 

donde X, y X, son los vectores de observaciones de los objetos , y J 

respectivamente, y s·1 es la inversa de la matriz de covarianza de las m variables 
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que caracterizan a cada uno de los N objetos que se desean clasificar {ver 

secciones 2.2 y 2 3). 

1.2.2 MEDIDAS DE PROXIMIDAD PARA DATOS BINARIOS 

Puede haber ocasiones en que todas las variables tengan solamente dos valores 

(dicótomas), ya sean valores de categorías o clases, o que representen la presencia o 

ausencia de algún atributo. Como se comentó anteriormente, existen medidas de 

proximidad para este tipo de variables siempre y cuando todas sean del mismo tipo. Los 

coeficientes de similaridad que se usan para este tipo de variables son los más simples y 

más comúnmente usados. En algunos casos los valores de las variables pueden 

relacionarse a (1) como la presencia o (O) ausencia de alguna cualidad, en otros 

simplemente a las dos alternativas equivalentes, alta I baja, áspero/ liso, etc. 

Tales datos para los dos objetos, i y j pueden ser acomodados en una tabla de 2x2 

(como se muestra a continuación), donde a, h, e y d son el número de veces en que se 

presentan las diferentes formas de combinacion de los valores de los objetos y p = 

u, h I e:· d. Esta tabla de 2x2 indica la suma de los valores para cada combinación de 

valores de dos objetos. pero no muestra el porcentaje con respecto a los mismos valores 

como indica una tabla de contingencia, es por eso por lo que no deben ser confundidas 

estos dos tipos de tablas. 

Contadores de variables binarias para dos objetos. 

objeto J 

o 
Total 

objeto , 
1 O 

a h a+h 

e d c+d 
a+c h+d p 

Muchos coeficientes de proximidad han sido propuestos al combinar las cantidades de a, 

h, e y d. Las tres medidas más comunes son las siguientes: 
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(8) ' 
. .. . a+d 

= (simple coeflc,ente de ser ,gua()= -
p 

y su disimilaridad relativa es 

a+d h+c , .. 
d,, = 1 - s,1 = 1 - -- = -- . As, la disim1landad entre las dos unidades es 

p p 

medida como la proporción de variables que muestra desacuerdo en sus valores 

registrados entre las dos unidades, y ésta es una medida muy aceptable en la 

mayoria de los estudios. 

(9) Coeficiente de Jaccard: " si)---
a+h+c 

y su disimilaridad relativa es 

h+<.· 
d,, = . Este coeficiente es particularmente apropiado cuando los dos 

a+h+c 

valores 1 y O de la dicotomía representan respectívamente presencia y ausencia 

de un atributo. En este caso, uno puede frecuentemente sostener que la ausencia 

de un atributo en ambas unidades no debería contribuir en sus grados de 

igualdad. En tales casos, el divisor a + h + e es más apropiado que el divisor¡, = 

a•h•c+d dado en (8). 

(10) Coeficiente de Czekanowski: 
2a 

sij = y su respectiva disimilaridad es 
2a+h+c 

d,, = 
2

ah++hc+ e. Este está en el mismo sentido que (9), pero cada marca de 1 1 

es dada como un peso extra para compensar todas las marcas de O O dejadas. 

Los diferentes coeficientes de similaridad pueden tener valores muy diferentes para el 

mismo grupo de datos. Supongamos por ejemplo, a dos objetos que tienen las siguientes 

marcas sobre diez variables binarias. 

Objeto 

Objeto 

1 

2 

Variable 

1 2 3 4 5 6 7 8 9 10 

10001100 o 
0000100110 
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La correspondiente tabla 2x2 es 

Objeto 1 

1 o 
Ob1eto 2 2 1 3 

o 2 5 7 

4 6 10 

Los valores tomados por los diferentes coeficientes de similaridad mencionados son 

(8) 0.70, (9) 0.40, (10) 0.57. Estos coeficientes toman diferentes valores para el mismo 

par de objetos, sería relativamente sin importancia si los coeficientes fueran 

conjuntamente monotómicos, en el sentido que si todos los valores para diferentes pares 

de objetos sobre un coeficiente fueran ordenados, así que ellos formaran una serie 

monotómica (que es una serie por la cual cualquier incremento o decremento esta por 

toda su longitud), y los correspondientes valores para otros coeficientes fueran 

similarmente ordenados. Esto es fácilmente demostrado al introducir otro objeto a la 

tabla de objetos 

Variable 

2 3 4 5 6 7 8 9 10 

Objetos 3 O O O O O O O 1 O O 

Los valores por los primeros dos coeficientes, para los tres pares de objetos son 

Simple coeficiente Coeficiente de 

de ser Igual Jaccard 

s, 1 =0.70 s,1 = 0.40 

s, J = O.SO s, J = 0.00 

.\)3 = 0.80 S13 = 0.33 

Los coeficientes no son conjuntamente monotómicos, así los datos categóricos donde 

las variables tienen más de dos niveles podrían ser repartidos con un camino similar al 

de datos binarios, con cada nivel de una variable siendo considerada como simple 
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variable binaria. Esta no es una aproximación atractiva, simplemente porque un numero 

grande de marcas negativas (sin el atributo) inevitablemente serían confusas. 

Un método que soluciona lo anterior es el asignar una marca sl}.t de cero o uno. a cada 

variable k, dependiendo si los dos objetos i y j son iguales en la variable. Las marcas 

para todas las variables son simplemente promediadas para dar el coeficiente de 

similaridad requerido. 

. 
Ls,,k 

\" :=H-
• IJ n1 

1.2.3 MEDIDAS DE SIMILARIDAD PARA VARIABLES DE TIPO MIXTO 

Como los objetos pueden ser tomados desde varios puntos de vista, es decir, pueden 

ser medidos en varios tipos de variables ya sean binarias, nominales, cuantitativas, etc., 

no se puede evitar enfrentarse al problema de tener varios tipos de variables, y el tener 

que buscar un coeficiente de proximidad para objetos que son medidos con distintas 

variables. 

Un coeficiente de proximidad para estos casos, debe ser una fórmula que tome en 

cuenta las propiedades de cada uno de los diferentes tipos de variables, para poder asi 

tener un coeficiente que mantenga todas las relaciones que haya entre las distintas 

mediciones de los dos objetos que se toman. 

Un coeficiente de similaridad para el problema de los conjuntos de datos que contienen 

una variedad de tipos de variables como las mencionadas anteriormente, fue sugerido 

por Gower (1971), el cual es definido como 

(1.1) 

En este coeficiente, s,,, es la similaridad entre los individuos i-ésimo y .fésimo medidos 
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por la k-ésima variable. y w,,, es 1 o O dependiendo sobre "si6 o unan la comparación es 

considerada válida para la k-ésima variable. Las marcas de O son asignadas cuando la 

variable k es desconocida para uno o ambos objetos, o para variables binarias, donde 

éste es requerido para excluir marcas negativas (i.e., falta del atributo). Para datos 

categóricos los componentes de similaridades, slj,. toman el valor 1 cuando los dos 

objetos tienen el mismo valor y O en otro caso. Para variables cuantitativas los 

componentes de similaridad son dados por 

donde x,.1, y x11 son tos valores de los dos objetos para la variable k, y Rt es el rango de la 

variable k, usualmente en el conjunto de objetos a ser conglomerados. 

Para ilustrar el uso del coeficiente de Gower se toma como un ejemplo los siguientes 

datos para pacientes malos psiquiátricamente. 

Peso Nivel de ¿Presenta ¿Presenta Edad 

(libras) ansiedad Depresión? Alucinación? 

Paciente 1 120 Pacifico No No Joven 

Paciente 2 150 Moderado Si No Medio 

Paciente 3 110 Severo Si Si Viejo 

Paciente 4 145 Pacifico No Si Viejo 

Paciente 5 120 Pacífico No Si Joven 

En este caso supongamos que en el estudio se desea excluir marcas negativas sobre la 

Depresión y Alucinaciones del cálculo de la similaridad entre pacientes. Los valores de 

las medidas de similaridad de Gower para cada par de pacientes es calculada de (1.1), 

por ejemplo para el par de pacientes 1 y 2 

SI]= 1 X (1 • (30/40)) + 1 X O+ 1 X O+ 0 X 1 + 1 X O = 0.0625 

1 + 1 + 1 + O + 1 
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Los valores para cada par de pacientes son desplegados en la siguiente matriz de 

similaridades S. 

2 3 4 5 

(1000 

2 '0.062 1.000 

S= 3 l 0.150 0.200 1.000 

4 0.344 0.175 0.425 1.000 

5 0.750 0.005 0.350 0.475 1.000 

En tratar de seleccionar una medida de distancia particular, el analista debería recordar 

los siguientes conceptos. En la mayoría de las situaciones, diferentes medidas de 

distancias conducen a diferentes soluciones de conglomerados. De este modo es 

conveniente usar distintas medidas y comparar los resultados a lo teórico o conocer 

modelos. También cuando las variables son medidas en diferentes unidades, uno 

debería estandarizar los datos antes de seguir con el análisis de conglomerados. La 

estandarización es particularmente recomendable cuando el rango de una variable es 

mucho más grande que las otras. 

1.3 ALGORITMOS DE CONGLOMERACIÓN 

Las medidas de proximidad para saber la distancia o la semejanza de un objeto con otro 

es el primer paso del análisis de conglomerados, y al tener concluido este paso dá el 

permiso para poder comenzar la siguiente etapa del método, que es el clasificar los 

objetos de acuerdo a sus proximidades. De esta manera los objetos más homogéneos 

entre ellos {que son los objetos con una similaridad más grande o una disimilaridad más 

pequeña) formaran grupos o conjuntos, los cuales son lo suficientemente heterogéneos4
• 

con cualquier otro grupo que sea formado. 

A estos grupos o conjuntos de objetos se les conoce como conglomerados y su 

principal característica que los distingue de cualquier tipo de grupos o conjuntos de 

I Heterogéneo: Término que indica que los objetos o cosas son diferentes enlre si. ENC'/CLOPEDIA S. lll '.·IT 
/Jtcc,onarto. Tomo 6. pag. 1674 
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elementos. es que son muy homogéneos entre si, pero muy heterogéneos entre ellos, es 

decir. todos los objetos que los forman son muy semejantes entre ellos pero muy 

diferentes con los objetos de los otros grupos, y asi cada conglomerado tiene una 

definición muy particular con los objetos que los forman. 

Pero de ¿ qué manera o proceso debe ser seguido para formar conglomerados y 

clasificar los objetos dentro de éstos? 

Los algoritmos de conglomeración más comúnmente usados pueden ser dasificados en 

dos categorías generales: (1) jerárquicos, y (2) no jerárquicos. 

1.3.1 ALGORITMOS DE CONGLOMERACIÓN JERÁRQUICOS 

A estos tipos de procedimientos se les considera jerárquicos por el hecho de crear una 

estructura arbólica que puede ser tomada como una estructura con diferentes jerarquías. 

Hay básicamente dos tipos de procedimientos de conglomeración jerárquicos que son 

los aglomerativos y los divisivos. 

En los métodos de conglomeración aglome.rativos, cada objeto inicia siendo como su 

propio conglomerado. En subsecuentes pasos, los dos conglomerados más estrechos 

son combinados en un nuevo conglomerado agregado, y de este modo reduciéndose el 

número de conglomerados, hasta que todos los individuos están agrupados dentro de un 

conglomerado más grande y significante. 

Los métodos de conglomeración divisivos son procedimientos que proceden en la 

dirección opuesta de los métodos aglomerativos, es decir, en vez de iniciar con N 

conglomerados (el número de objetos) se inicia con un sólo conglomerado formado por 

todos los objetos. En consecutivos pasos los objetos que son más diferentes son 

divididos y cambiados en conglomerados más pequeños. Este proceso continúa hasta 

que hay N (número de objetos) conglomerados de un sólo miembro. 

Los métodos de conglomeración aglomerativos son mucho más populares que los 

métodos divisivos, es por eso que los métodos divisivos no son muy usados y conocidos. 
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Con tales métodos las divisiones o uniones una vez hechas son irrevocables, así que 

cuando un algoritmo aglomerativo ha juntado dos individuos. éstos no pueden ser 

subsecuentemente separados, y cuando un algoritmo divisivo ha hecho una partitura 

ésta no puede ser reunida. Kaufman y Rousseeuw (1990) comentaron que un método 

aglomerativo sufre del defecto de que éste nunca puede reparar /o que fue hecho en 

pasos anteriores. 

Las clasificaciones jerárquicas pueden ser representadas por un diagrama de dimensión 

dos llamado dendograma5
, el cual ilustra sobre un eje a todos los objetos y los 

conglomerados que se van formando de acuerdo a uniones o divisiones hechas en las 

estrategias sucesivas del análisis, y sobre el otro eje la distancia entre cada 

conglomeración combinada. 

Los métodos de conglomeración jerárquicos más comúnmente usados para desarrollar 

conglomerados en un análisis son: (1) Método de Ugaje Simple, (2) Método de Ligaje 

Completo, (3) Método de Ligaje en Promedio, (4) Conglomeración con Centroides, (5) 

Método de la Mediana, y (6) Método de Waro. 

1.3.1.1 MÉTODO DE LIGAJE SIMPLE 

El método de Ligaje Simple es una de las técnicas más sencillas para desarrollar 

conglomerados, también es conocido como la técnica del vecino más cercano. El método 

fue descnto por Florek (1951) y después por Sneath (1957) y Johnson (1967). La 

principal característica del método es que la distancia entre los grupos es definida como 

el par más estrecho de objetos, donde los pares solamente consisten de un objeto de 

cada grupo que es considerado. 

El procedimiento de ligaje simple está basado sobre la distancia mínima. Este encuentra 

los dos objetos que estén separados por la distancia más corta y los coloca en el primer 

conglomerado. Entonces la próxima distancia más corta es encontrada y puede ser un 

tercer objeto junto a los primeros dos para formar un nuevo conglomerado de tres 

elementos o un nuevo conglomerado de dos objetos es formado. Este proceso continúa 

'Dcndrogram. (n. a.) 
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hasta que todos los objetos forman un conglomerado. La distancia entre dos 

conglomerados es la distancia más corta de algún punto de un conglomerado a un punto 

en el segundo conglomerado. Dos conglomerados son fusionados por alguna estrategia 

en la simple liga más corta entre ellos. Este método tiene problemas, los cuales suelen 

ocurrir cuando los conglomerados son pobremente delineados. En tales casos, los 

procedimientos del ligaje simple fonman largas cadenas serpentinas (figura 1.1), y 

eventualmente todos los objetos (ya sean objetos o conglomerados pequeños) son 

colocados en una cadena, y de ese modo los objetos que se encuentran en los extremos 

finales de la cadena pueden ser muy diferentes. 

Con&lom~r:ado 
1 

Figura 1.1. Puntos A y B no muy similares 

Como un ejemplo de este método y para conocer sus operaciones de técnicas 

aglomerativas jerárquicas, el método será aplicado a la siguiente matriz de 

disimilaridades, la cual es calculada por la medida de disimilaridad más adecuada, 

dependiendo del tipo de variables con que son medidos los objetos, la matriz es de 

disimilaridades ya que la diagonal principal de ésta es O, lo cual es una propiedad de las 

disimilaridades, donde la disimilaridad entre el mismo objeto es O (d
11 

= O). 

1 2 3 4 5 

1 O.O 

2 2.0 O.O 

D1= 3 6.0 5.0 O.O 

4 JO.O 9.0 4.0 O.O 

5 9.0 80 5.0 3.0 O.O 
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La entrada más pequeña en la matriz, es de los objetos 1 y 2, consecuentemente éstos 

son reunidos para formar un conglomerado de dos miembros. Las distancias entre este 

conglomerado y los otros tres objetos se obtuvieron como 

d,,,,, = min [d13 , dn ) = dn = 5.0 

d,,,,, = min [d,., d,.] = d,. = 9.0 

d,12,, = min [d,. . d25 J = d25 = 8.0 

(1.2) 

Una nueva matriz es ahora construida donde las entradas son las distancias entre 

objetos y los valores del conglomerado-objeto. 

(12) 3 4 5 

(12) 

[ºº .J 
J 5.0 O.O 

D2 = 
4 9.0 4.0 O.O 

5 8.0 5.0 3.0 

La entrada más pequeña en 0 2 es de los objetos 4 y 5, así de esta manera éstos forman 

un segundo conglomerado de dos miembros, y un nuevo conjunto de distancias es 

encontrado 

d¡12)J = 5.0 como antes 

d<t2)("45J = min [d,.. , d,s , di.,. , d2s] = d2s = B.O 

d,,.,, = min [ d,. . d35 J = d34 = 4.0 

Y todas estas distancias pueden ser acomodadas para formar la matriz 0 3 

(12) 

D, = J 

(45) 

(12) 3 (45) 

[

O.O 

5.0 

8.0 

O.O 

4.0 OJ 

(1.3) 
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La entrada más pequeña es ahora d<'-SJJ y así el objeto 3 es añadido al conglomerado 

que contiene los objetos 4 y 5. Finalmente los conglomerados que contienen los objetos 

1, 2 y 3. 4. 5 son combinados en un solo conglomerado. Las particiones que se hicieron 

en cada estrategia fueron las siguientes: 

Estrategia Conglomerados 

P, [1], [2], [3], [4], [5] 

P, [1 2], [3], [4], [5] 

P, [1 2], [3], [4 5] 

P, [1 2], [3 4 5] 

P, [1 2 3 4 5] 

El dendograma correspondiente es el que se muestra en la figura 1.2. 

~ 

o 1.0 

Distancia 

2.0 J.O 

'1-------, 
•1------' 

4.0 5.0 

i3'J1---------' 
2,---..... 

Figura 1.2. Dendograma del Llgaje Simple 

Un punto importante acerca de la conglomeración hecha jerárquicamente, es que un 

conglomerado es obtenido cada vez mediante las combinaciones de conglomerados de 

previas estrategias. 

1.3.1.2 MÉTODO DE LIGAJE COMPLETO 

El método de conglomeración de Ugaje Completo o Vecino más lejano es la oposición 
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del método de ligaje simple, en el sentido de que la distancia entre los grupos 

(conglomerados) esta ahora definida como el par de individuos más distante, siendo uno 

de cada conglomerado. Esta medida en comparación con la del ligaje simple es 

mostrada en la figura 1.3. El procedimiento del ligaje completo es similar al ligaje simple 

excepto que el criterio de conglomerado esta basado en distancias máximas. Por esta 

razón también es conocido como el método del vecino más lejano. El método es llamado 

ligaje completo por que todos los objetos (individuos) en un conglomerado están ligados 

con cada otro por alguna distancia máxima o por la mínima similaridad. Se puede decir 

que la similaridad dentro del grupo es igual al diámetro del grupo, por el hecho de ser la 

distancia más grande que hay dentro del grupo, así la máxima distancia entre dos puntos . 

es igual a la máxima distancia entre dos puntos del perímetro de un circulo, lo cual es el 

diámetro. Así esta técnica elimina el problema serpentino identificado con el método del 

ligaje simple. 

El problema de medir la distancia entre grupos sin embargo, todavía se presenta. La 

figura 1.3 muestra como las distancias más cortas y más largas no pueden representar la 

verdadera similaridad entre grupos. El uso de la distancia más corta indica que los dos 

grupos son muy similares, mientras que el uso de la distancia más larga indica que son 

muy diferentes. 

Usando este método sobre la matriz D1 de la sección anterior, la primera estrategia es 

de nuevo la fusión de los objetos 1 y 2. Las distancias entre este grupo y los tres objetos 

restantes son 

d11213 = max [d., . d23 J = d13 = 6.0 

d<n>4 = max [d, ... d2 .. ] = d, .. = 10.0 

dc12¡s = max [d1s , d2s] = d,s = 9.0 

Los resultados de las siguientes estrategias son 

(1.4) 
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o,= 

• • • 

(12) 

3 

4 

5 

Ligajc 
Simple 

• • ••• 
• 

(12) 3 

('" 6.0 O.O 

10.0 4.0 

9.0 5.0 

4 

O.O 

3.0 

5 

J 
Liga je 

Completo 

Anáhsa de conxlr11111.'radus 

Figura 1.3. Comparación de las medidas de distancia del Ligaje Simple y el Ligaje Completo. 

La entrada más pequeña es la de los objetos 4 y 5, y sus correspondientes distancias 

con los demás objetos son 

d(12¡J = 6.0 como antes 

d1.csic121 = max (d14, d,s, d2.c, d25] = d,.c = 10.0 

J,.,,, = max [ d,., d,. J = d,. = 5.0 

Y se forma la matriz DJ 

(12) 

D,= 3 
(45) 

(12) 3 (45) 

(

O.O 

6.0 

10.0 

o.o 
5.0 OJ 

(1.5) 

Y se junta el objeto 3 al conglomerado que conUene los objetos 4 y 5, por ser la entrada 

más pequeña de la matriz. El dendograma que se obtiene de la aplicación del método de 
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ligaje completo a la matriz D, se muestra en la figura 1.4. 

" 2.0 

2 

Distancia 
.a.o 6.o 8.0 111.11 

Anáh.,·1s de congh111n·rad,i\ 

Figura 1.4. Dendograma del Ligaje Completo 

1.3.1.3 MÉTODO DE LIGAJE EN PROMEDIO 

El método de Ligaje en Promedio se inicia de la misma manera que el Jigaje simple y 

el ligaje completo, pero el criterio de conglomerar es el promedio de las distancias de 

objetos de un conglomerado a los objetos de otro conglomerado. 

Tal técnica no usa los valores extremos, como el ligaje simple o el ligaje completo, y su 

partición está basada sobre todos los miembros de los conglomerados y no sobre un 

simple par de miembros extremos. 

La aproximación del ligaje en promedio tiende a combinar conglomerados con varianzas 

pequeñas: y estos conglomerados tienden a estar sesgados hacia la producción de 

conglomerados con la misma varianza aproximadamente. 

Como se mencionó la distancia entre dos conglomerados está definida como el promedio 

de las distancias entre todos los pares de objetos, que son compuestos de un objeto de 

cada grupo. Tal medida es ilustrada en la figura 1.5. 
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Conglomerado 
A 

4 

''"''~º:~-~ AO 
le~5 

2.-
d.,B = ( d1J + dJ4 + dil + d2, + d2< + di, ) / 6 

Figura 1.5. Distancia del Método de la Mediana 

Aplicando el método a la misma matriz 0 1 que se utilizó en las secciones anteriores, la 

primera estrategia, como lo es con el ligaje simple y completo, es la formación de un 

conglomerado que contiene a los objetos 1 y 2 por tener la entrada más pequeña de la 

matriz. Asi un nuevo conjunto de distancias es encontrado de 

d,,,,, = (d., + d,, )( Y,) = 5.5 

d,12¡• = (d1.- + dz4 )( % ) = 9.5 

d,,,,. = (d,s + <Í,s )( Y, ) = 8.5 

Y acomodando las distancias en una matriz 0 2 se obtiene 

(12) 3 4 5 

(12) 

['° .J 
3 5.5 O.O 

Dz= 
9.5 4.0 O.O 4 

5 8.5 5.0 3.0 

(1.6) 

La entrada mas pequeña es d,.5 y así un segundo conglomerado es formado por los 

objetos 4 y 5. La distancia promedio entre los dos conglomerados (formados por dos

miembros) está dada por 
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J(12)(45) = (d14 + d,s + d24 + d2s )(1/4) = 9.0 

"'"" = (d,, + d,,)(112) = 5.5 

"'"" = (d.,+ d,,)(1/2) = 4.5 

Y se forma la matriz 03 

(12) 

D, = 3 

(45) 

(12) 3 (45) 

(

O.O 

5.5 O.O 

9.0 4.5 OJ 

Análisis Je c:ong!on1eradus 

(1. 7) 

Y se junta el objeto 3 al conglomerado fonnado por los objetos 4 y 5, por ser la entrada 

más pequeña de la matriz. Y el procedimiento continúa como se ha descrito en las 

secciones anteriores. 

1.3.1.4 CONGLOMERACIÓN CON CENTROIDES 

Los tres métodos descritos hasta ahora, operan directamente con los datos de la matriz 

de proximidades, y no les es necesario manejar los valores originales de las variables de 

los objetos (individuos). Un método el cual requiere los datos originales es el de 

Conglomeración con Cenfroides. 

En el método de conglomeración con centroides la distancia entre dos conglomerados es 

ta distancia (típicamente Eudidiana) entre sus centroides6
. En este método, cada vez 

que unos objetos son agrupados y forman un conglomerado o son agrupados a un 

conglomerado ya creado, un nuevo centroide es calculado del conglomerado que se 

haya formado. Los centroides de conglomerados toman lugar como conglomerados 

fusionados. En otras palabras, hay un cambio en el centroide de un conglomerado cada 

vez que un nuevo objeto o grupo de objetos es añadido a un conglomerado existente. 

" Ccntroidc Es el cenlro de gravedad del conjunto de variables con que se tienen los valores de lodos los 
objetos que form:1n la población. Este veclor es una medida que reprcscnla el centro de !odas las 1ncdic1ones 
que se tienen de la población que representa. Mood. Alexandcr Al, INTRODllCTJON TO TI/E TI/J:"<JR) OF 
.,-,: IT/STI< ·.•,;_ 1983. p:íg. 58. 65. 
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Este método frecuentemente provoca confusiones, esto ocurre por reversiones, cuando 

la distancia entre los centroides de un par puede ser menor que la distancia entre los 

centroides de otro par fusionado en un tiempo anterior. La ventaja de este método es 

que se afecta menos por las salidas (resultados de estrategias) como en otros métodos 

jerárquicos. 

Los métodos de centroides son métodos que requieren de datos métricos, los cuales 

pueden severamente limitar su aplicación a ciencias sociales. Y otros métodos de ligaje 

no tienen este requerimiento. 

Con este método, los grupos una vez formados son representados por sus valores 

medios para cada variable, que es su vector de medias, y la distancia entre grupos esta 

ahora definida en términos de la distancia entre dos vectores de medias. El uso de una 

media implica estrictamente, que las variables están sobre un intervalo escala7• 

Para ilustrar cómo opera la conglomeración con centroides, será aplicado al siguiente 

conjunto de datos bivariados. 

Objetos Variable 1 Variable 2 

1.0 1.0 

2 1.0 2.0 

3 6.0 3.0 

4 a.o 2.0 

5 a.o O.O 

Mediante la distancia Euclidiana se obtuvo la siguiente matriz de distancias 

lnlervalo escala: Por ejemplo. la altitud de una montaña, la cual es determinada solamente de una posición 
cstúndar (rnvel del 1nar) y en términos de una unidad estándar (fi, pies) 
Han1g:1n. John A .. C'l(!.\7J~RlA'GALGOIUTHi\f.'l', 1975, pág. 9 
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2 3 4 5 

1 0.00 

2 1.00 0.00 

D,= 3 539 5.10 0.00 

4 7.07 7.00 2.24 0.00 

5 707 7.28 3.61 2.00 0.00 

La matriz O, nos muestra que d,2 es la entrada más pequeña y los objetos 1 y 2 son 

fusionados para formar un grupo. El vector media del grupo es calculado, (1.0, 1.5) y se 

obtendrá una nueva matriz de los datos siguientes 

Objetos Variable 1 Variable 2 

(12) 1.0 1.5 

3 6.0 3.0 

4 8.0 2.0 

5 8.0 O.O 

(12) 3 4 5 

(12) 

["00 J 3 5.22 0.00 
D, = 

7.02 2.24 000 4 

5 7.16 3.61 2.00 

La entrada más pequeña en 0 2 es d45 y los objetos 4 y 5 por lo tanto son fusionados para 

formar un segundo grupo, y siendo calculado el vector media de este grupo dá (8.0, 1.0), 

y se obtiene ahora la matriz 0 3 con los datos siguientes 

Objeto Variable 1 Variable 2 

(1 2) 1.0 1.5 

3 6.0 3.0 

(4 5) 8.0 1.0 
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(12) 3 (45) 

( 12) [ººº 
ººJ 

D, = 3 522 0.00 

(45) 702 2.83 

En la matriz 03 la entrada más pequeña es d<•Sl3 y así los objetos 3, 4 y 5 son fusionados 

en un conglomerado de tres miembros. La estrategia final consiste de fusionar los dos 

grupos restantes en un solo grupo. El dendograma resultante se muestra en la figura 1.6. 

Distan da 

" 1.0 2.0 3.0 4.0 5.0 6.0 

~ 

• 
. =., 
o 3 

2 

Figura 1.6. Dendograma de Conglomeración con Centroides 

1.3.1.5 MÉTODO DE LA MEDIANA 

Una desventaja del método de centroides es que si los tamaños de los dos grupos que 

son fusionados son muy diferentes, entonces el centroide del nuevo grupo será muy 

estrecho (cercano) al grupo más grande y puede permanecer dentro del grupo y de ésta 

manera las propiedades de las características de el grupo más pequeño virtualmente se 

pierden. La estrategia puede ser hecha independiente del tamaño del grupo, asumiendo 

que los grupos a fusionar son de igual tamaño, la posición aparente del nuevo grupo 

siempre estará entre los dos grupos a ser fusionados. Además si los centroides de los 

grupos a ser fusionados son representados por ( i ) y ( j ), entonces la distancia del 

centroide de un tercer grupo ( h ) del grupo formado por la fusión de ( i ) y ( j ) está 

situada a lo largo de la media del triángulo definido por ( i ), (.i ) y ( h ). Es por esta razón 
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que Gower (1967), fue quien sugirió primero la estrategia, y le propuso el nombre de la 

Mediana. 

Aunque este método podria ser hecho conveniente para medidas de similaridad y 

distancia. Lance y Williams (1967) sugirieron que el método deberia ser considerado 

inapropiado para medidas tales como coeficientes de correlación, ya que la 

interpretación en un sentido geométrico no es posible. 

1.3.1.6 MÉTODODEWARD 

Ward (1963) propuso un procedimiento de conglomeración buscando el formar 

particiones P,· , P.,.1 ..... P1 en una manera que minimice las pérdidas de información 

asociadas con cada grupo, y el cuantificar pérdidas en una forma que es fácilmente 

interpretable. En cada paso del análisis, la unión de cada posible par de conglomerados 

es considerada y los dos conglomerados de quien la fusión resulta con el mínimo 

incremento en información perdida, son combinados. La información perdida es definida 

por Ward en términos de un criterio de suma de errores al cuadrado, ES,..\"8 . 

En este método la distancia entre dos conglomerados es la suma de ESS entre los dos 

conglomerados sumados sobre todas las variables, que es la suma de errores al 

cuadrado de cada variable con que son medidos los objetos que componen a /os 

conglomerados que se combinan. En cada etapa del procedimiento de conglomeración, 

la suma de errores al cuadrado (ESS) en un conglomerado es minimizada sobre todas las 

particiones (el conjunto completo de divisiones o conglomerados separados) que se 

pueden obtener al combinar dos conglomerados en la etapa previa. El procedimiento 

tiende a combinar conglomerados con un pequeño número de observaciones, 

ocasionando que se obtengan conglomerados con varianzas iguales y aproximadamente 

con el mismo número de observaciones. 

El criterio del método de Ward puede ser ilustrado simplemente con considerar los 

siguientes datos univariados, supongamos por ejemplo, 10 individuos (objetos) que 

" Error Swn of Squarcs. (n. a.) 
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tienen los valores de 2, 6, 5, 6, 2, 2, 2, O, O, O, sobre alguna variable particular. La 

pérdida de 1nformac16n que resultaría de tratar los diez valores como un grupo con una 

media de 2.5 es representada por /:.'SS dado por, 

N 

l,X~ = ¿(x, -:;:)' (1.8) 
, , 

Para este ejemplo 

J;.\'S "''""° = (2 - 2.5)2 + (6 - 2.5)
2 

+ ... +(O - 2.5)
2 = 50.5 (1.9) 

Similarmente si tos diez individuos son clasificados acotando sus valores dentro de 

cuatro conjuntos, 

{ O, O, O), (2, 2, 2, 2), (5), (6, 6) 

la ¡.;ss puede ser evaluada como la suma de cuatro separadas sumas de errores al 

cuadrado 

(1.10) 

Finalmente el método de Ward combina los conglomerados que resulten con el minimo 

incremento en las sumas de los errores al cuadrado dentro de las distancias de los 

conglomerados. 

El método de conglomeración jerárquico de Ward está basado sobre las sumas F:SS 

dentro de los grupos en vez de ligar grupos y así un algoritmo aglomerativo es usado. 

Para cada etapa el número de grupos es reducido por uno. al combinar los dos grupos 

con el más pequeño incremento posible en el total de la suma de errores al cuadrado 

dentro de los grupos; de hecho, cuando se inicia con N grupos de un individuo, el total 

de la suma de cuadrados dentro de los grupos es cero (es decir, no hay pérdida de 

información). 
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1.3.2 ALGORITMOS DE CONGLOMERACIÓN NO JERÁRQUICOS 

En contraste a los métodos jerárquicos, los procedimientos de conglomeración no 

jerárquicos no involucran el proceso de construcción arbólico. En vez de eso, el primer 

paso es el seleccionar un conglomerado centro o semilla, y todos los objetos (individuos) 

dentro de una distancia comienzo preespecificada son incluidos en el conglomerado 

resultante. 

Las técnicas de conglomeración no jerárquicas son más conocidas como los métodos de 

partición y típicamente usan una de las siguientes tres aproximaciones. El 

Procedimiento de Comienzo Secuencial, el cual inicia por seleccionar un 

conglomerado semilla, y todos los objetos dentro de una distancia preespecificada son 

incluidos. Cuando todos los objetos están incJuidos dentro de la distancia, un segundo 

conglomerado semilla es seleecionado, y todos los objetos dentro de la distancia 

preespecificada son incluidos. Entonces una tercera semilla es seleccionada, y el 

proceso continúa como se mencionó. Cuando un objeto es conglomerado con una 

semilla, ya no es considerado por subsecuentes semillas. En contraste, el 

Procedimiento de Comienzo Paralelo, selecciona varias semillas simultáneamente en 

el principio, y los objetos dentro de la distancia comienzo son asignados a la semilla más 

cercana. Como el proceso involucra distancias iniciales pueden ser ajustados a incluir 

menos o más objetos en los conglomerados. También en algunos métodos, los objetos 

pueden quedar fuera de los conglomerados si ellos están afuera de la distancia inicial 

preespecificada de algún conglomerado semilla. El tercer procedimiento, es el de 

Optimización, es similar a los otros dos, excepto que éste permite el reasignamiento de 

objetos a otro conglomerado del original sobre las bases de algún criterio global de 

optimización. 

El principal problema visto en todos los procedimientos de conglomeración no 

jerárquicos, es el cómo seleccionar el conglomerado semilla o semillas. Por ejemplo, con 

un Comienzo Paralelo, el conglomerado inicial y probablemente el final resulta 

dependiendo de los ordenes de las observaciones en el conjunto de datos, y al arrastrar 

el orden es posible el afectar los resultados. Específicamente los conglomerados 

semillas iniciales con el procedimiento de comienzo paralelo pueden reducir este 
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problema. Pero al seleccionar el proceso para semillas (es decir, diferentes puntos 

semíllas aleatorios) pueden todavia afectar los resultados y de este modo permanece el 

problema. 

1 3.2.1 MÉTODOS DIVISIVOS 

Las técnicas de conglomeración divisivas son esencialmente de dos tipos, monotéticas 

tas cuales dividen los datos sobre las bases de la posesión o de otra manera de un 

simple atributo especificado, y politéticas donde las divisiones están basadas sobre los 

valores tomados por todos los atributos. 

El más factible de los métodos politéticos divisivos es el descrito por McNaughton-Smith 

(1964). En este método un grupo de sobras es acumulado por una adición secuencial del 

objeto de quien la total disimilaridad con el resto menos su disimilaridad total con el 

grupo de sobras, es un máximo. 

Cuando esta diferencia llega a ser negativa el proceso es repetido sobre los dos sub

grupos. La medida usual de disimilaridad a usarse es el promedio de la distancia 

Eudidiana entre cada objeto y los otros objetos en el grupo. 

1.3.2.2 MÉTODOS DE PARTICIÓN 

La mayoría de los métodos de partición comienzan con el procedimiento de Comienzo 

Paralelo, es decir, inician tomando k semillas que serán los k conglomerados finales. 

Un método de partición construye k conglomerados, en el que se ciasifican los datos, los 

k conglomerados resultantes juntos satisfacen los requerimientos de una partición: 

Cada grupo debe contener por lo menos un objeto. 

Cada objeto debe pertenecer exactamente a un grupo. 

Estas condiciones implican que puede haber tantos conglomerados como el número de 

objetos, 
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La segunda condición indica que dos conglomerados diferentes no pueden tener alglln 

objeto en común, y que los k conglomerados componen a todo el grupo de datos. 

El valor de k es un número dado por el analista, y así el algoritmo construirá una partición 

con la cantidad de conglomerados que se desee. 

Es conveniente correr el algoritmo varias veces con diferentes valores de k, ya que hay 

ocasiones en que el valor de k no lleva a una conglomeración natural. Y la mejor forma 

de seleccionar el valor correcto de k es de acuerdo a ciertas características o señales de 

las gráficas, o retener la conglomeración que dé la interpretación más significante de 

acuerdo a algún criterio numérico. La idea de los métodos de partición es el obtener un 

número fijo de k conglomerados. 

En el proceso de conglomeración para obtener k conglomerados, se seleccionan k 

objetos (los cuales son llamados objetos representativos) en el conjunto de datos. 

Los conglomerados correspondientes son entonces obtenidos al asignar cada objeto al 

objeto representativo más cercano. Los objetos representativos deben ser seleccionados 

de manera que estén centralmente localizados en los conglomerados que definen. Para 

ser exactos, la distancia promedio (o disimilaridad promedio) del objeto representativo a 

todos los otros objetos del mismo conglomerado es minimizada. 

A tal objeto representativo óptimo se le conoce como centro de su conglomerado y el 

método de partición alrededor de centros es conocido como el método de k-centros. 

Hay otro método con una gran semejanza con el método anterior, el cuál minimiza el 

promedio de las distancias cuadradas, dando así los llamados centroides, y el método es 

llamado el método de k-medias. 

El procedimiento de conglomeración del método de k-medias comienza por usar los 
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valores de los primeros k objetos del conjunto de datos, como estimaciones temporales 

de los puntos medios de los k conglomerados, donde k es el número de conglomerados 

especificado por el analista. Los puntos medios iniciales de los conglomerados están 

formados al asignar a cada objeto en tumo al conglomerado con el punto medio más 

cercano a éste. y entonces se vuelve a calcular el centroide. Y asi mediante un proceso 

iterativo se encuentran los puntos medios de los conglomerados finales. Este proceso 

continúa hasta que no ocurran cambios más escandalosos en los centroides o hasta que 

un número máximo de iteraciones es alcanzado. 

El método de k·centros es de mayor aplicación, debido a que es más robusto con 

respecto a los outliers (ver sección 2.10), y por que este método no solamente trata con 

coeficientes de disimilaridad sino también con mediciones de intervalo escala. Pero el 

procedimiento del análisis de conglomerados de k-medias es útil cuando se tiene un 

número grande de objetos. 

1.4 MÉTODOS DE OPTIMIZACIÓN 

Estas técnicas de conglomeración producen una partición de los objetos para un número 

particular de grupos, para minimizar o maximizar algún criterio numérico. En estos 

métodos se asume que el número de grupos ha sido fijado por el investigador. 

La idea básica de estos métodos es asociar un índice _f{N,k) con cada partición de los N 

objetos dentro del número requerido de k grupos, su valor es indicador de la calidad de 

esta particular conglomeración. 

El criterio de conglomeración más comúnmente usado surge de considerar las siguientes 

tres matrices, las cuales son calculadas de una partición de los datos. 

I t ", 

T=-''(r -i')(x -x)' N.t.....~ ·,, . IJ 
, 1 J 1 

I J,: "• 

W=--¿¿(x-x)(x -x)' 
N-k ,.1 }"'• ,, i ,, , 

(1.11) 

' 
B = ¿11,(.i', - .f)(.i', - .i')' 

'' 
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Estas matrices son del orden de 111xn1 (donde m es el número de variables), y la matriz T 

representa la total dispersión, W la dispersión dentro de grupos. y 8 la dispersión entre 

grupos, y satisfacen la siguiente ecuación: 

T=W+ B (1.12) 

1.4.1 CRITERIO DE MINIMIZACIÓN DE LA TRAZA DE W 

Si los datos que se tienen son mulüvariados, un buen criterio de conglomeración es el 

criterio de minimizar la suma de cuadrados dentro de los grupos. De esta manera el 

criterio toma en cuenta todas las variables para llevar a minimizar la traza(W)9
. Como se 

menciona en la otra sección W es la matriz de dispersión al interior de los grupos, y al 

minimizar su traza se obtiene una de las ideas básicas de la conglomeración, que es el 

de obtener grupos que sean muy homogéneos en el interior de ellos, pero al ser 

minimizada la traza(W) se maximiza la traza(B) y asi se llega a la otra idea básica de la 

conglomeración, que los grupos sean más heterogéneos entre ellos, formando estas dos 

ideas lo fundamental de la conglomeración, es decir, obtener grupos o conglomerados 

muy homogéneos en su interior pero muy heterogéneos entre ellos. 

1.4.2 CRITERIO DE MINIMIZACIÓN DEL DETERMINANTE DE W 

En el análisis multivariado de varianza, una de las formas para saber si hay diferencias 

entre vectores de medias se basa en la razón de los determinantes de las matrices de 

dispersión dentro (W) y el total (T) de los grupos. En el análisis de conglomerados, los 

vectores de medias son los vectores compuestos por las medias de cada una de las n, 
variables con que son formados los conglomerados. Valores grandes del cociente 

del (T) I det (W) (1.13) 

indican que los vectores de medias de conglomerados se diferencian. Estas 

'' Tra:1 .. a(A) es la suma de los elementos de la diagonal principal de la matriz A 
Chalficld. C .. Collins. A. J .. INTRODUC'TJON TO MlJLT/'VARJATEANAL}'SJS. pág. 11 
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consideraciones dichas por Friedman y Rubin (1967) fueron tomadas como un cnterio de 

conglomeración. que es el minimizar el det( W ), y de esta manera maximizar (1.13) 

1.4.3 CRITERIO DE MAXIMIZACIÓN DE LA TRAZA DE ( BW ·1 ) 

Otro criterio que sugirieron Friedman y Rubin (1967) es el de maximizar la traza de la 

matriz que se obtiene del producto de la inversa de la matriz de dispersión dentro de los 

grupos (W ·
1 

) y la matriz de dispersión entre los grupos ( B ). 

traza( BW ·1 
) (1.14) 

Los criterios de la traza( BW ·
1 

) y del( T ) I det( W ) pueden ser expresados en términos 

de los eigenvalores. A.i de la matriz BW ·1 ,de la siguiente forma, 

. 
traza(BW ·1 

) = L -<, (1.15) 
•=I 

(det( T) /det(W )] = Ji(1 +-<,) (1.16) 
•=1 

Este criterio de conglomeración es muy conveniente para datos con variables continuas. 

1.5 PARTICIONES DE UNA JERARQUÍA 

Frecuentemente en algunos estudios no se está interesado en la jerarquía completa 

dentro del análisis, sino en una o dos particiones obtenidas de ésta misma. En la 

conglomeración jerárquica, las particiones son logradas por cortar un dendograma o una 

selección de la solución de la secuencia de conglomerados que comprenden las 

jerarquías. En aplicaciones particulares se tiene el interés de saber y determinar cuál de 

todas las posibles particiones produce el mejor ajuste de los datos; esencialmente ésto 

significa conocer el apropiado número de conglomerados para los datos. Un método 

informal el cual es frecuentemente usado para este propósito es el de examinar las 
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diferencias entre niveles de fusiones en el dendograma. Grandes cambios o saltos en el 

dendograma, son tomados para indicar un número particular de conglomerados. Como 

ejemplo, el dendograma mostrado en la figura 1.6, muestra una grande diferencia en el 

nivel entre dos grupos y la estrategia final en el cual todos los objetos están en un sólo 

grupo (conglomerado). Esto indica tomar como evidencia el considerar la solución de dos 

conglomerados. 

Duda y Hart (1973), propusieron una razón criterio, E(2) / E(1), donde E(2) es la suma de 

errores al cuadrado (ver sección 1.3.1.6) en los conglomerados cuando los datos son 

particionados en dos conglomerados, y E(1) da los errores al cuadrado cuando 

solamente un conglomerado se presenta. La hipótesis de un simple conglomerado es 

rechazada si la razón es más pequeña que un valor crítico especificado. 

Calinski y Harabasz (1974) también sugirieron un indicador para el número de grupos 

basado en términos de la suma de cuadrados, que son la traza de la matrices que 

representan en forma resumida los conglomerados, como se muestra 

traza( B l I (g- 1) 

traza( W) I (N-g) 

(1.17) 

donde B y W son el producto cruzado de matrices de la suma de cuadrados entre y 

dentro de conglomerados, y g es el número de grupos. El máximo valor del indicador en 

la jerarquía es tomado para indicar el correcto número de grupos. 

1.6 ESTIMACIÓN DEL NÚMERO DE GRUPOS 

En la mayoría de las aplicaciones de los métodos de optimización del análisis de 

conglomerados, se debe estimar el número de conglomerados que es más adecuado en 

los datos. La mayoría de los métodos de estimación son relativamente informales e 

involucran esencialmente trazar el valor del criterio de conglomeración contra el número 

de grupos. 

Beale (1969) sugirió un método formal, el cual es por medio de una prueba F, y se usa 
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para probar si una subdivisión g 2 dentro de los conglomerados es significativamente 

meJor que una subdivisión >:1 dentro de algún número más pequeño de conglomerados. 

El estadistico de prueba está definido como sigue: 

donde 

F(~, ,Ki) = ~ __ ,_- ~ g 2 -1 R., -R -/[{N- }( )Y,, ] 
R,, N g, g, 

U1:2 = (n-x)S,/ 

.\~ 
2 es la varianza de los conglomerados centros en la muestra 

l'1 = p(g2 • g, ) 

,;=p(N-g,) 

(1.18) 

Un resultado significante indica que una subdivisión de g2 dentro de los conglomerados 

es mejor que una subdivisión g 1 en un número más pequeño. Este procedimiento es 

recomendado sólo si los conglomerados están completamente separados. 

Calinski y Harabasz (1974) sugirieron un método en el que se toma el valor de la K que 

dé el máximo valor de C, donde C es: 

C = [ traza( B) I (g- 1) JI [ traza( W) I (N - g) J (1.19) 

1.7 COMPARACIÓN DE RESULTADOS 

Frecuentemente cuando se lleva a cabo un análisis de conglomerados de un conjunto de 

datos multivariados. puede ser necesario que se comparen dos o más conglomeraciones 

del mismo conjunto de objetos. Las soluciones a ser comparadas pueden ser hechas de 

diferentes métodos de conglomeración sobre el mismo conjunto de datos, o del mismo 

metodo de conglomeración aplicado a diferentes matrices de similaridad o distancia de 
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los datos crudos (sin estandarizar). Otra forma de obtener diferentes soluciones es por 

medio de aplicar el mismo procedimiento de conglomeración a la misma matriz de 

proximidad derivada de grupos de datos de diferentes fuentes. También se pueden 

hacer comparaciones informalmente, ésto puede ser simplemente con inspeccionar las 

conglomeraciones para determinar los conglomerados más importantes y/o examinar los 

dendogramas y señalar donde los conglomerados son más parecidos y donde son más 

diferentes. 
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1.- UNA PEQUEÑA HISTORIA 

Los primeros escritos sobre el Análisis Discriminante en las primeras cuatro décadas se 

enfocaron en la predicción de miembros de grupos (Análisis Discriminante Predictivo1 

, ADP). R. A. Fisher {1930's), fue quien consideró a la discriminación de grupos de 

variables, como la idea de la distancia entre grupos multivariados de una combinación 

lineal de variables {Funciones Lineales Discriminantes, LDF's 2 
). con el propósito de 

distinguir a los objetos que más se apegan al conjunto de variables; no fue hasta la 

década de los 1960's en que las LDF's se consideraron seriamente para propósitos de 

interpretar efectos reveladores de un análisis multivariado de varianza (MANOVA). Este 

aspecto del análisis discriminante es conocido como Análisis Discriminante 

Descriptivo' (ADD). 

Las ideas de la distancia y la combinación de variables fueron presentadas a priori en un 

documento de Fisher en 1936 CUThe use of mu/tiple measurements in taxonomic 

prob/ems", el cual apareció en Anna/s of Eugenics). Muchas ampliaciones y 

refinamientos de las ideas de Fisher aparecieron en los 1940 · s desarrollados por 

metodologistas de la academia de la Universidad de Harvard. 

Este interés ocasionó que se escribieran textos que abarcaban el análisis discriminante 

en varias perspectivas. Algunos de esos libros escritos antes de 1970 con una 

perspectiva aplicada fueron escritos por: Rao (1952), Tatsuoka-Tiedeman (1954-1969). 

Kendall (1957), Cooley and Lohnes (1962), y Rulon et al. (1967). 

Cuando grupos de objetos son conocidos y el propósito del investigador es el describir 

diferencias de grupos o el predecir los miembros de grupos sobre las bases de las 

mediciones de variables respuestas, en general las técnicas del análisis discriminante 

son las apropiadas. 

11.- ANÁLISIS DISCRIMINANTE PREDICTIVO 

I 
Prcdicti\"c Discriminan! Anal)-·sis. (n. a.) 

: Linear Discriminan! Funclions. (n. a.) 
I 

Dcscrip1n·c Discriminan! Analysis. (n. a.) 
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En la mayoría de las actividades de hoy en día, se tiene el interés de realizar la 

predicción de los posibles miembros de las subpoblaciones que conforman los 

fenómenos socioeconómicos administrativos de la actualidad. Por ejemplo, en la mayoria 

de tos sectores académicos se tiene el interés de realizar la predicción de los alumnos de 

nuevo ingreso en el instituto, en predecir el dominio de la inteligencia, en identificar a 

aquellos estudiantes que llegarán a la cima de los estudios en la academia, o en 

identificar a aquellos contribuyentes que llevan en forma correcta sus impuestos. En 

cada uno de los objetos (alumnos de nuevo ingreso) hay una o más variables predictoras 

(explicatorias} con una variable criterio. 

En algunas instancias la caracteristica principal que distingue a cada uno de los objetos 

(variable criterio) es medida en escalas ordinales, pero en otras instancias el criterio es 

categórico y medido en una escala nominal. Este tipo de situaciones con un criterio 

categórico, es en el que el Análisis Discriminante Predictivo (ADP) es aplicable. 

En el análisis discriminante predictivo la regla de predicción es desarrollada con una 

combinación lineal de las variables predictoras, sin embargo, la regla consiste de tantas 

combinaciones lineales como el número de categorías (grupos) que se consideran en el 

estudio. Tal regla hace capaz al investigador de predecir los miembros (objetos) de las 

categorias, y determinar el grupo de variables con el cual las categorías son mejor 

identificadas 

111.- ANÁLISIS DISCRIMINANTE DESCRIPTIVO 

Como se notó en el análisis discriminante predictivo, las variables de respuestas 

múltiples juegan un papel de variables predictoras, en cambio, en el Análisis 

Discriminante Descriptivo {ADD) son vistas como simples resultados de mediciones sin 

tener un papel significante, es decir, variables resultados que cuando son agrupadas 

toman un especial papel en el método; y cada agrupación de éstas son las variables 

explicatorias. Por lo tanto, en el ADD la pregunta básica de interés pertenece a la 

agrupación de los efectos de variables explicatorias en base a las variables de respuesta 

múltiples, o mas específicamente a la diferencia de grupos con respecto a las variables 
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de respuesta múltiple. 

PREDICCIÓN 

2.1 ANALOGÍA DE LA REGRESIÓN Y EL ANÁLISIS DISCRIMINANTE 

(Ideas básicas de clasificación) 

Una solución comúnmente usada para hacer predicciones empíricas o estadísticas es la 

Regresión Múltiple. Las técnicas de regresión múltiple son apropiadas en una situación 

en la que se tiene de un lado un conjunto de m variables predictoras (aleatorias o fijas) 

X, , X, , ... , Xm , y del otro lado una simple variable criterio (aleatoria) r. Hay que tomar 

en cuenta que en estas técnicas se trata con un solo grupo de N objetos (unidades) 

experimentales, para cada uno de los cuales se tienen m+1 medidas•. Una meta del 

análisis de regresión múltiple es el crear una regla basada en una matriz de datos del 

orden Nx(n,+1), para usarse en predecir (o estimar) una medida de variable criterio que 

dará valores a los predictores. Esto detennina un conjunto de cargas de regresión h1 , h2 

•... , hn1 correspondientes a un conjunto dado de medidas de n, variables predictoras, 

para obtener el valor de un compuesto lineal (combinación lineal), el cual es un valor 

predictivo para el criterio. La medida del criterio predictivo para el objeto 11 (Y.) puede ser 

representada como: 

donde ho es la constante de regresión. El compuesto puede ser también expresado como 

donde h' es el vector renglón (1xm) de cargas de regresión y X,, es el vector columna 

(n,x 1) de medidas de variables predictoras para el objeto u. 

I Mcdid;1: Expresión de una cantidad o dimensión con relación a una unidad dc1crnlinada 
/'.·.,·, J< '/.( )/'H/JIA .'i:1/,/ :4T Diccionario, Tomo 8, pág. 2178. 
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En cambio el ADD involucra la combinación lineal de las dos (o más) variables 

independientes que se distinguen mejor entre los grupos definidos con anterioridad. 

La combinación lineal para un ADD son derivados de una ecuación que toma la siguiente 

forma: 

donde 

Z = W, X1 + W2 X2 + W3 X3 + · · · + W,, X,, 

Z = La marca discriminante 

W = Peso discriminante 

X= Variable independiente 

Otra aproximación usada en hacer predicciones empíricas, que involucra el aspecto del 

análisis discriminante del maximizar la varianza relativa entre los grupos para la varianza 

dentro de un grupo, pero sin utilizar una combinación lineal, es el tipo de análisis 

conocido como Análisis Discriminante Predictivo (ADP). 

Las técnicas del ADP son apropiadas en un conjunto de grupos múltiples en los cuales 

se tienen 111 medidas para cada objeto que pertenece a uno de los k grupos. Los k 

grupos de 11, (K=1, ... ,k) objetos representan k poblaciones significantes. Y la variable 

criterio es una agrupación de variables dicótomas o multicótomas. Unas de las metas del 

ADP es el crear una regla basada en k matrices de datos de orden nx x n,, que 

predeciran la población a la que pertenece un objeto en la que sus miembros son 

desconocidos. 

Una regla de clasificación en el ADP puede tomar 3 diferentes formas: 

1) Un compuesto de las variables predictoras. 

2) Una probabilidad de los miembros de la población. 

3) Una distancia entre dos puntos. 
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2.2 LA NOCIÓN DE LA DISTANCIA 

En un espacio bivariado (X, , X 2 ) se representa la distancia d.~ 11 entre dos puntos como 

A: (X,,, , X,.;) y B: ( X,.B, X ,.e) por el teorema de Pitágoras (usualmente conocido como 

la distancia euclidiana) como se muestra 

,f,a = (X,,, -X ,.e)'+ (X2,1 -X'·" )2 

Note que ,f ... H puede ser expresado como 

[X, • Xa] ' [X, - Xa] 

donde XA y Xn son vectores columnas del orden (2x1) de cantidades y XA - Xu es un 

vector columna (2x1) de diferencias. Esto es apropiado sólo si se cumplen dos 

condiciones: 

1) Las medidas de X..t y X8 están incorrelacionadas (es decir, PA 8 :: .005); y 

2) Las medidas de X, y X8 tienen varianza de unidad. 

Extendiendo la idea de la distancia euclidiana a un espacio general n,-variado, se puede 

escribir como 

d',a = [X, - Xa] ' [X, - Xa] 

donde X..s y XB son vectores (n, x 1). La última expresión de el es un vector renglón de 111 

diferencias multiplicadas por un vector columna de las mismas m diferencias. En el 

mismo caso que el bivariado, ésto se basa en las suposiciones de que se tienen 

variables incorrelacionadas y de varianza de unidad, así la matriz de covarianza :E de 

orden (n1 x 111), para las m variables, es una matriz identidad. 

\ Se dice que se licnc un grado de interdependencia alto entre dos conjunlos de números si el ,·alar de su 
cocfic1entc de correlación r es cercano a I o -1. Y es bajo o incorrelacionado si es cero 
W;ilpolc. Ronald E .. l'ROJJA/JILJDAD Y E.\T.ADISTI(:,1. pág. 410. 
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cr' P1~ª1ª2 , ...... ] [' o 

¡] 
' 

P:1ª:ª1 a; P,.];ª· = I 1 
1: = 

p..,1a,,,a 1 p,,, 2a,,.a1 o 

Se toma como un caso especial cuando las varianzas de las medidas (variables) de los 

objetos son iguales. Sí éste no es el caso, las varianzas distintas deben ser tomadas en 

consideración. 

Un indicador de la distancia (cuadrada) entre dos puntos (A y B) que tome en 

consideración el caso en que las varianzas de las variables son distintas de uno y sus 

intercorrelaciones diferentes de cero, es 

tl 2AH = [XA -Xs J' r' [XA-Xe] (2.1) 

en el que los puntos A y IJ son definidos por los vectores columnas XA y X8 

respectivamente. En la expresión (2.1) 1: es la matriz de covarianza de la población, y 

!!J.2A11 es una distancia generalizada que es atribuida al investigador estadístico P. C. 

Mahalanobis (1893 - 1972). 

2.3 DISTANCIA Y CLASIFICACIÓN 

El indicador de distancia !l.2 entre dos puntos representados por dos vectores de n, 
observaciones cada uno (que es el perfil de dos unidades experimentales) es de un 

particular interés en el análisis de conglomerados, por que los conglomerados de los 

objetos experimentales se determinan mediante valores que muestran la misma función, 

que es el de indicar la distancia que hay entre un objeto y un conglomerado, en el que 

valores de distancias entre dos puntos, como !l. 2, son vistos en el análisis de 

conglomerados como medidas de proximidad (disimilaridad y similaridad). 

Hay dos tipos de distancias Mahalanobis, que son muy importantes en el análisis 

discriminante. El primero es el indicador de la distancia entre dos puntos, donde cada 
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punto es un vector de medias de las m variables. El vector de medias es llamado 

centroide, por ejemplo, el centroide de la población ges denotado por 

JÍg =[µ,,,µ,,, ... ,µ ... ] 

donde ¡.1,x es la media de la variable i en la población g. La distancia entre dos 

poblaciones, 1 y 2, es la distancia entre sus centroides, y es 

l112 = [(µ, - µ,) ' ¡;·• (µ, - µ,)J'n 

El segundo tipo de distancia Mahalanobis, es la distancia entre un objeto (unidad) y una 

población, ésto es la distancia entre dos puntos, donde un punto es un vector de 111 

observaciones de un objeto experimental, y el otro punto es el centroide de una 

población. Por ejemplo, supongamos que se tienen k poblaciones, y se quiere tener la 

distancia entre el objeto II y la población g, esto es la distancia entre X,. (vector de 

observaciones del objeto 11) yµ,, (centroide de la población g). 

Si tenemos un vector de observaciones para un objeto experimental II y una población g, 

entonces 

(2.2) 

donde r"' es la matriz de covarianza de la población g, y así se indica el cuadrado de la 

distancia del punto Xu a el punto que representa el centroide de la población g. 

Esta última distancia es de gran interés en los análisis de clasificación (Análisis de 

Conglomerados). por que su principal objetivo es el clasificar un objeto en la población a 

la que se encuentre más cercana. 

2.4 REGLAS DE CLASIFICACIÓN EN GENERAL 

El propósito básico del ADP es el crear una regla de clasificación, mediante la cual se 
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puedan clasificar objetos en una de las k poblaciones que se tienen. Esto basándose en 

la matnz de datos del orden N x n,, donde N = r.11K, y llx (.g = 1, ... , k) es el número de 

objetos que hay en la población g, y cada objeto debe tener n1 mediciones. 

Las reglas de clasificación o decisión comúnmente usadas, se basan en el principio de 

máxima probabilidad que es: Asignar un objeto a la población en la cual su vector de 

observaciones tenga la más grande probabilidad de ocurrencia. 

Supongamos que .f, y .ti son las funciones de densidad para las poblaciones 1 y 2; la 

probabilidad de una observación X=a en la población 1 esj,(a). Aplicando el principio de 

máxima probabilidad, se llega a la regla de asignar un objeto X o:ca a la población 1 si 

j,(a) > f,(a), que es la probabilidad de una observación X~a en la población 1 más 

grande que en la población 2, de otro modo se asigna el objeto a la población 2. 

En términos múltiples se tiene que la regla de máxima probabilidad es, asignar el objeto 

II a la población g, si la probabilidad del vector de observaciones X., , es más grande para 

el grupo¡: que para algún otro grupo; pero en el caso de que la probabilidad más grande 

del vector de observaciones X., , sea igual en dos o más grupos, se asigna el objeto II al 

grupo que tenga el mayor número de elementos en ese instante. 

Al ser_fla función de densidad, entonces la regla de máxima probabilidad es: asignar la 

unidad u a la población g si la probabilidad del vector de observaciones X,. es de más 

valor para el grupo g que para algún otro grupo, y la regla queda establecida como 

Asignar u a la población g si 

J(X, 1 g) > J(X,, 1 g'J 

para g' "g 

donde f(X .. !() es el valor de la función de densidad de X., dado que se tiene una 

población g. En términos probabilísticos una probabilidad es denotada como JJ(X .. lg), 

que es la probabilidad del vector de observaciones X .. dado que se tiene la población g. 
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La regla puede ser interpretada de mejor forma en términos de probabilidad inversa al 

intercambiar los parámetros, y de esa manera establecer como el evento del que se tiene 

evidencia al vector de observaciones de la unidad u, X .. . y así, una probabilidad es 

denotada como l'(g X,J que es la probabilidad del objeto II dado que está en la población 

x; considerando ahora la probabilidad de que la unidad II pertenezca a la población ¡:. 

11(¡: X,J es llamada la probabilidad posterior 6 de los miembros en la población ¡:, 

posterior en el sentido de que es la probabilidad de los miembros de la población !? con 

la condición de que el vector x;, es conocido. 

La probabilidad de que el objeto II pertenezca a la población g, es igual a la razón de la 

probabilidad del vector de observaciones de u (Xi) en la población g, respecto a la suma 

de las probabilidades del mismo vector asociadas con todas las k poblaciones. 

P(gjX.) = /CX.lg) 
¿P(X.lg') 
g'=I 

Y la regla es interpretada como 

Asignar u a la población g si 

P(g IX.)> P (g'I X.) 

para g · ;,, g , donde P(glX.J es definida de (2.3) 

(2.3) 

Los valores estimados de las probabilidades P(X,. ! g), g = 1, 2, ... , k, están basados en 

las k muestras, y por lo tanto dependen del tamaño de las mismas. Es por eso por to que 

deben ser tomados en cuenta los tamaños de las k muestras. 

Sea ll"...: la proporción de unidades en el universo total {es decir, el conjunto de las k 

'· Probabilidad Posterior. es la probabilidad condicional P(AIB) de un evcnlo A dado que ya se licne el gr.ido 
de crccnci;i del evento B que puede suceder. (n. a.) 
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distribución son conocidos). los parámetros que usualmente son desconocidos son r y 

p, entonces para poder usar las reglas deben ser estimados. 

Hay varias formas de estimar los parámetros, y asi poder construir una regla de 

clasificación que los use. La más comúnmente usada es cuando se especifica un modelo 

de distribución de probabilidad teórica, suponiendo que los datos se ajustan al modelo, y 

asi estimar los parámetros del modelo tomando los datos para construir una regla 

usando las estimaciones. Otra manera de estimar es, usando la anterior forma de 

estimación y además estimar los valores de densidad directamente de los datos con un 

modelo de especificación no priori, y así construir una regla de especificación usando 

estas estimaciones. 

Con este tipo de aproximaciones, en el que se tienen valores adicionales conocidos (las 

estimaciones de los parámetros de la función de densidad) se obtendrá una regla de 

clasificación del tipo bayesiano, por el simple hecho de usar valores adicionales 

conocidos y así obtener la regla de clasificación óptima. 

La familia de las funciones de densidad probabilística normal univariada está definida por 

f(Xlg) 1 [ J ( X - µ, )'] exp , rz;g 2 a; (2.6) 

donde JI,: y u 1 ~ son la media y varianza, de la población g. 

Pero como casi nunca se conocen los valores de 14 y u 1
,: , entonces es necesario usar 

estimaciones basadas en la muestra de datos y así obtener una estimación de f (X]K) 

• 1 [ 1 ( X - x,)'] f(Xlg) = r.. G exp 
2 

, 
...;21r-..¡·\ S'g 
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donde T = _I__, .1· 
,· L" 

"..: 1, 

y • 1 ' - ' \ = --L. (X, - X,)· 
11_,: -1 .. 

La generalización de (2.6) a el caso multivariado puede ser hecha por analogía para 

llegar a las funciones de densidad de probabilidad normal ni-variada, la cual es definida 

por 

f(X¡:) -~ ./if:I exp[ - y, ( X - µ,)' r.;' (X - µ, )] (2.7) 
(21')" II,I 

La generalización de a 1x es la matriz de covarianza de la población g, I:K de orden 

(mxm), y el vector de medias de orden (mx1) µ, es la generalización de p,; el 

determinante de L..: , que es IL.i:1 , es llamada la varianza generalizada del conjunto de n1 

variables. Análogos al caso univariado, ta especificación de 14 y I:.i: complétamente 

determinan la función de densidad normal para la población g. 

Pero en el análisis de datos rara vez son conocidos los valores de estos parámetros, 

entonces es necesario determinar estimadores para /(XI g). 

Esto se hace insertando estimaciones de µ, y r., en la expresión (2. 7), el vector }',, es 

estimado por Xx el cual es el vector de medias (n1x1} de la muestra g, y Lg puede ser 

estimado por.\~ que es la matriz de covarianza (n1xm) para la muestra g. Sustituyendo 

en la expresión (2. 7) queda como 

j(X][() = ~ JfsJ exp [-Y, (X- f,)' ~~-, (X- x,)] (2.8) 
(2,r)" ,~~, 

donde .f.: es el vector de medias n,x1 de la muestra g, y ~~ es la matriz de covarianza 

111XJ11 para la muestra J,!. Los elementos de la diagonal principal de ~~ son las n1 varianzas 

definidas por 
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S'"' = -
1-I( X'''- X''')' .: n~ -1 u u g 

y los elementos que no están en la diagonal principal son covarianzas definidas por 

S'"' = -
1-¿ (X''' - X''')(X'''' - x•n¡ ,: ,,J: - 1 M M g M g 

Asila distancia Mahalanobis (2.2), que indica el cuadrado de la distancia entre un vector 

de observaciones del objeto II y el centroide para la muestra g, puede ser escrita como: 

y la expresión (2.8) puede ser expresada como 

j(X.Jg) = (2,r)-,;·JS,J-Y, exp (· Y..IY,,) (2.9) 

2.6 REGLAS DE CLASIFICACIÓN BASADAS EN NORMALIDAD 

Como la regla de clasificación se basa en probabilidades posteriores, éstas seran dadas 

por (2.4). pero como se trabaja con estimadores dados por (2.9) entonces queda de la 

forma 

P(gJX.) = /· -i(X,Jg) 

¿q,. · j(X.Jg') , .... 

Sustituyendo (2.9) en (2.10) y simplificando queda como 

(2.10) 
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q -IS IY, exp(- 1 D') 
i'(i:IX,)= , ' ' ' "-' 

...... -11· ,-,v, ( 1 IJ' ) L,lf,· • , exp - , ;,. 

(2.11) 

de esta manera se llega a la siguiente regla de clasificación para un caso normal 

,u-variado 

Asignar u a la población g si 

P(glX,) > P(g'IX.) 

para g ;,,g ·, dondeP(glX,) está definido por (2.11) 

(2.12) 

Considerando el caso especial donde las k matrices de covarianzas de las poblaciones 

son iguales 

= r, = r (2.13) 

sólo es necesario estimar una matriz de covarianza (mxm) :E por S. 

La distancia cuadrada del objeto 11 al centroide de la población ges expresada por 

/) '2 ,v - ) 's·I ,v - ) ui:""1n 11 -X6 1n11-Xg 

y asi la probabilidad estimada de (2.9) es 

Sustituyendo en (2.10) y simplificando queda como 

• q, -exp(-tD:) 
P( ~~X, ) = ~,-'-'----'----''--"'-- (2.14) 

L 'l ,- · exp( - l D :;. ) 
x·=• 
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Y se obtiene una regla de máxima probabilidad para el caso normal n,-variado, bajo la 

condición (2.13) 

Asignar II a la población g si 

P(glX.) > P(g'IX.) 

para¡:"'¡(, donde P(glXJ está definido por (2.14) 

2.7 FUNCIONES DE CLASIFICACIÓN 

(2.15) 

Las reglas (2.12) y (2.15) pueden ser establecidas en términos de los numeradores, y de 

esta forma maximizar el numerador. 

Asi para (2.11) la regla queda en maximizar 

(2.16) 

El numerador de la expresión (2.11) siempre será positivo, pero el máximo valor que 

puede alcanzar es 1. Aunque ese valor nunca será alcanzado, ya que si se obtuviera se 

estaría calculando la distancia de un punto con sí mismo, que es un caso sin sentido en 

este tipo de análisis. Las probabilidades posteriores (2.11) y (2.14) son creadas en base 

al criterio de maximizar la varianza relativa entre los grupos con respecto a la varianza 

del grupo al cual es asignado el objeto que se pretende clasificar; una expresión más 

sencilla pero con estas mismas propiedades, las cuales siguen siendo respetadas por 

(2.16), es el logaritmo natural de éste mismo, que es 

º"" - /11 q, - V, /11 1 s. 1 - V, D' ... (2.17) 

(2.17) es una expresión en la que intervienen los dos puntos específicos de los que se 

pretende encontrar una probabilidad posterior, es por eso por lo que el maximizar (2.16) 

es equivalente a maximizar su logaritmo natural. De esta manera la regla para el caso 

normal 111-variado puede ser expresada como 
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Q,,g > Q.,,,:' 

para 1( >'g, donde Q., es definida por (2.17) 

Anál,s1.\· discri111111an1e 

(2.18) 

Es el mismo caso, para cuando se trata con la condición (2.13), que sería el obtener el 

máximo valor del logaritmo natural del numerador de (2.14) que es 

y la regla queda como 

Asignar u a la población g si 

lug > lug• 

para g * g, donde L., es definida por (2.19) 

(2.19) 

(2.20) 

(2.17) en términos de X,, es una expresión cuadrática (ver anexo 1) y es llamada Función 

de Clasificación Cuadrática (QCF, Quadratic Classification Function) y la regla (2.18) es 

conocida como Regla de Clasificación Cuadrática; (2.19) viene siendo una expresión 

lineal en términos de X,, (ver anexo 1) y es por eso por lo que se le llama Función de 

Clasificación Lineal (LCF, Linear Classification Function) y la regla (2.20) es conocida 

como Regla de Clasificación Lineal. 

Refiriéndonos a la función QCF (2.17), el maximizar Qug es equivalente a minimizar 

d.,= -2Q., = /11 JS, J+D' .,.- 2111 q, (2.21) 

Así la máxima probabilidad es igual a encontrar la distancia mínima, y la regla puede ser 

expresada como 
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Asignar II a la población g si 

(2.22) 

para g ;e g', donde d.,. es definida por (2.21) 

Cuando todas las matrices de covarianza son iguales, y esta condición es considerada, 

entonces el maximizar L,.x es equivalente a minimizar 

(2.23) 

Y la regla de máxima probabilidad (o mínima distancia) para el caso de matrices de 

covarianza iguales, puede ser expresada como 

Asignar u a la población g si 

tÍ"" < ti.,· 

para g "g ', donde tÍ.,, es definida por (2.23) 

(2.24) 

El considerar o saber que las matrices de covarianza de las k poblaciones sean iguales 

L1=L2= ... =Lk 

es tomado como un caso especial para poder establecer con mayor precisión la regla de 

clasificación a usar. Pero también debe ser vista con la misma importancia el caso de 

cuando las k probabilidades a priori ;rg , g = 1, 2, .... k son iguales, ésto es generado sólo 

cuando el tamaño de las k poblaciones es el mismo 

C/1 "' C/} = • • • ce C/li 

al considerar esta condición, la expresión (2.11) que define la regla (2.12) queda como 
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' . 1.1'.I" exp(-)IJ;,) 
/'( xi X,.) = -,--"'----'----=--

¿ l .l' ,. I Y: exp(-) D;,.) 
(2.25) 

,.;'--1 

y para el caso en el que las k matrices de covarianza son iguales la expresión (2.14) que 

define la regla (2.15) se expresa como 

• exp(-\IJ;;i 
/'(xi x. l = -,-. -~--"-- (2.26) 

¿exp(- l D;;J 
,,(-1 

Al ser igual el tamaño de las k poblaciones ocasiona que las probabilidades a priori sean 

también iguales, así la función de clasificación cuadratica (2.17) queda simplificada como 

(2.27) 

y en términos de distancia es 

(2.28) 

Y para la función de clasificación lineal (2.19) queda como 

(2.29) 

y en términos de distancia es 

-2 L,,x -= v·2 ux (2.30) 

En la siguiente tabla se muestran todas las reglas de predicción, junto con las 

condiciones que las caracterizan para su aplicación correcta: 
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PROBABILIDES MATRICES DE COVARIANZA 
A PRIORI DIFERENTES IGUALES 

Í'(gjX.)= "' .,s,(Yi exp(-+n;.) P<glX.) = 
q,,·exp(-{D:,) 

DIFERENTES • • 
Las k poblaciones ¿q,.·IS,P' exp(-tn: •. ) I '1 .. q,. -exp(- =- J,.;.) 

son de distinto 
tamaño 

IGUALES 
El tamaño de las k 
poblaciones es el 

mismo 

Nota: 

i'•I 

Reglas Cuadráticas 

Q .. ,: =In {Jg ·~ In(.',~¡ • ~ IY .. g 

d.,=1111~~ 1 + D'"' -2 /11 q, 
,,, 

i>(¡:¡X.)= 
1s,1-Y, exp(-!D~) 
• Y, ¿ISJ' exp(-JcD~.) 

r'=I 

Reglas Cuadráticas 

Q .. g = • 'l2 In I Sx I · ~ IY .. g 

d.,= -2Q,,, = /11¡S, l+D'..,. (•) 

ri., = (X •• X
8
J • s,·1 (X .. - X

8
J 

n·~ ... = e,.· .. - XgJ 'S' (X .. - X
8
J 

,·,1 

Reglas Lineales 

lug= In 'h:. 1! n·1,,g 

<Í11x:o=D
01

1« • 2 In l/1: (•) 

l;(glX.) = 
cxp(-tD:!) 
• ¿ cxp(- \ D,;;.) 

···1 

Reglas Lineales 

L., = • V: D
01

.,x 

dug = n·1 
.. g (•) 

c~J Por propósitos de clasificación, el máximo de k valores es considerado, excepto para éstos cuatro, 
donde el mimmo es considerado, por estar en términos de distancias. 

Tabla 1. Tabla de clasificación de las reglas de clasltlcaclón. 
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Para hacer una selección exacta de la regla de predicción a usar. se deben considerar 

dos conceptos básicos, que son 

1) La igualdad de las matrices de covarianza de las k poblaciones. 

2) La igualdad del tamaño de las k poblaciones (probabilidades a priori). 

Pero hay una condición fundamental que no debe ser descartada para poder usar las 

reglas de predicción de manera correcta. Esta condición es el saber si los vectores de 

observaciones de las m variables predictoras en los k grupos poseen una distribución 

normal, es decir, si cada población de la que surgen las distintas mediciones para los 

objetos tienen distribución normal. Esta condición debe ser tomada en cuenta por el 

hecho de que todas las reglas son creadas con el supuesto de que tos datos tienen una 

distribución normal multivariada. 

Si no se conociera la distribución de las poblaciones de las m variables predictoras, hay 

varias técnicas gráficas y empíricas, para poder saber si los datos poseen una 

distribución normal multivariada. 

Pero, ¿es necesario saber esta condición para poder usar las reglas de clasificación? Si 

se desea hacer un análisis desde su inicio de la forma más estricta, la respuesta es "sin, 

pero si se crearan las reglas con datos no-normales y se aplicaran, se estaría haciendo 

un "análisis a ciegas", y no seria extraño el obtener resultados ilógicos o erróneos y no 

apegados a la realidad, sin descartar el caso de obtener resultados correctos, que 

expliquen el fenómeno que se analizó. 

2.8 HIT RA TE (Porcentaje Correcto) 

Los resultados finales de un ADP son frecuentemente presentados de manera resumida 

en una tabla de clasificación, en esta tabla se muestran los números de objetos de cada 

grupo que son asignados a cada uno de los otros grupos. 
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Gruoos oredecidos 
1 2 3 

Grupo 1 1111 1112 1113 

actual 2 1121 1122 1123 

3 1131 n,, 1'33 

Total 11 ., ,, ·2 11 , 

Tabla 2. Tabla de los resultados de clasificación, para el caso de 
k = 3 ( 3 conglomerados). 

Total 

"' 
"' 
"' N 

Por ejemplo en la Tabla 2, la celda llgg· (g "'g') indica el número de objetos del grupo g 

que fueron asignados (predecidos) a estar en el grupo g'. El porcentaje de los objetos 

que son clasificados correctamente por las reglas de clasificación, se le conoce como hit 

rafe. El hit rafe para el grupo g está dado por ngg lng y el hit rafe con respecto a la 

cantidad total de objetos es D1gg /N. 

Hay tres tipos de probabilidades, las cuales pueden ser consideradas como buenos 

estimadores de la proporción de clasificación correcta (hit rate). Una es el hit rate 

óptimo denotado como P"1
• Este es el hit rafe obtenido cuando se es aplicada a la 

población una regla de clasificación basada con parámetros conocidos {es decir, los k 

vectores de medias de las subpoblaciones y la matriz comün de covarianza). La segunda 

es el hit rate actual (a veces llamado el hit rafe incondicionaf) denotado como Pª1• Este 

hit rate es obtenido cuando se aplica a futuras muestras {subpoblaciones, tomadas de la 

misma población) una regla de clasificación basada en una muestra (subpoblación) 

particular. Pª1 puede ser vista como la proporción esperada de clasificaciones correctas 

sobre muestras futuras dadas por una regla basada en estadísticos de una muestra 

particular. El tercer hit rafe a considerar es el hit rate actual esperado denotado como 

P"\ que es la proporción de clasificaciones correctas que surge al aplicar la regla de 

clasificación, basada en una muestra particular en la población de tamaño N = r ni: , g = 
1, ... , k (es decir, sobre las k subpoblaciones), como el pe> es aplicado en la población 

completa, entonces, pe> = E(Pª1
). Este hit rafe es de interés especial antes de que 

alguna muestra de objetos sea clasificada. 

Los resultados de clasificación así como sus respectivos hit rafes pueden ser obtenidos 
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mediante dos tipos de procesos: 

Análisis Interno o Análisis Externo. 

2 8.1 ANÁLISIS INTERNO 

Un análisis de clasificación interno es cuando las muestras son clasificadas en base a la 

regla de clasificación con los parámetros estimados a partir de ellas mismas (los k 

vectores de medias de las subpoblaciones, µx, la matriz com\Jn de covarianza, I:, la 

proporción de objetos en la población total, lfg , etc.). 

2.8.2 ANÁLISIS EXTERNO 

Mientras que en el análisis interno los objetos clasificados son los mismos de los que se 

obtuvieron los parámetros para la regla de clasificación, en un análisis de clasificación 

externo la regla de clasificación es determinada de un conjunto particular de objetos, y 

entonces usada para clasificar otros conjuntos de objetos. 

Hay tres métodos para poder llevar a cabo un análisis externo: 

2.8.2.1 MÉTODO EXTENDIDO 

Una forma de llevar a cabo una clasificación externa es por medio de una partición de la 

muestra en dos submuestras: (1) una muestra diseñadora, y (2} una muestra de prueba. 

La regla de clasificación es determinada usando los datos de la muestra diseñadora y 

entonces es aplicada a los datos de la muestra de prueba. Este método es llamado el 

método extendido. Su hit rate estimado es la proporción de los objetos de la muestra de 

prueba que son correctamente clasificados (usando la regla desarrollada sobre la 

muestra diseñadora). 

2 8.2 2 MÉTODO Dejar - uno - fuera 
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Una segunda manera de llevar a cabo un análisis externo es mediante el método 

llamado método dejar-uno-fuera (método que P. A. Lachenbruch dió a conocer en 1967). 

El método involucra un proceso de dos pasos. En el primero, se borra un objeto y (por 

considerar que las matrices de covarianza son iguales) las funciones de clasificación 

lineal son determinadas en base a los N-1 objetos sobrantes. Entonces las LCF's 

(funciones lineales de clasificación) son usadas para clasificar el objeto borrado en uno 

de los k grupos criterio. Este proceso se lleva a cabo N veces borrando en cada 

iteración un objeto hasta tener un solo elemento en la muestra diseñadora, y las 

proporciones de clasificación correcta de los objetos borrados son usadas como un 

estimador del hit rafe de la clasificación correcta. 

Para cada clasificación, se puede considerar a la muestra de los objetos sobrantes como 

la muestra diseñadora, y a la muestra de los objetos borrados como la muestra de 

prueba. 

2.8.2.3 MÉTODO DE LA PROBABILIDAD POSTERIOR MÁXIMA (P. P. M.) 

La razón del uso del término Máxima es implicada por la definición de un estimador para 

P/"' y es explícita en la definición de un estimador para PªJ. El estimador de P.P.M. para 

P,./"', es simplemente una "media" de las probabilidades posteriores estimadas para 

objetos de todos los grupos asignados a la población g por la regla de clasificación 

usada. La suma de estas estimaciones es dividida por Ni/1-: y de ese modo se obtiene el 

hit rafe. 

¡;:'' = _l_±{t[ proh. Pº-''.· 
N · CJi,: .\(=' .,,, 1 el grupo g 

El valor de I""' puede ser estimado usando 

para todos 

afoignado al 
X, en u]} 
grupo e-o 

¡;,,, _ ~ ¡;,., _ 1 ~ ,P(IIX,), 
- L,l/ - -.t..,,m ~ 

,., ' ' N •• , /'(¡¡IX.), 
?(21~.). ·] 
.. ., P(klX,) 

(2.31) 

(2.32) 
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El estimado de !"'" se calcula de la media de las máximas probabilidades posteriores 

para cada objeto. 

Las probabilidades posteriores P(g[X.) de (2.32) pueden ser calculadas mediante 

cualquiera de los análisis internos y externos. 

2.9 SELECCIÓN DE VARIABLES PREDICTORAS 

En el análisis de clasificación, un incremento en el número de variables predictoras 

afecta los resultados. A diferencia de regresión cuando m (número de variables 

predictoras) es aumentada, los hit rates (de grupos separados y/o grupo total) se 

decrementan; ésto sucede si las variables a ser añadidas no contribuyen 

substancialmente a las diferencias entre grupos, y similar a regresión como m aumente, 

el sesgo positivo del hit rate interno se incrementa. 

Una meta del análisis de clasificación es el crear una regla con alto grado de precisión 

para ser usada con muestras subsecuentes. Si esta propuesta no descarta mejorar el 

grado de exactitud para predecir de un subconjunto de variables predictoras, entonces 

es apropiado borrar las variables predictoras que menos influyan en el objetivo de la 

regla, y con ésto se reduce la complejidad de la clasificación. Como esta regla será 

usada con muestras subsecuentes, el número de predictoras debe ser relativamente 

menor al tamaño de la muestra {Huberty, C. J.), y las variables predictoras deben ser 

ordenadas con respecto a su contribución de la dasificación corréctamente obtenida. 

Modelos de un análisis discriminante predictivo con pocas variables predictoras, relativas 

a .V (N= Di,: , K = 1, ... , k) dejan relativamente más exactitud (es decir, menos sesgo) y 

estimadores más precisos (ver, Hora y Wilcox, 1982). 

Los dos métodos más populares y conocidos para seleccionar y ordenar a las variables 

predictoras más significativas en el proceso de predicción son: 
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2.9.1 MÉTODO SIMULTÁNEO 

Este método obtiene la función discriminante considerando a todas las variables 

predictoras concurrentemente. Asi la función o funciones discriminantes a ser calculadas 

se basan en el conjunto de todas las variables predictoras considerando a éstas con el 

mismo poder discriminante 8
• El método es apropiado cuando por razones teóricas del 

fenómeno, el analista necesita incluir todas las variables predictoras en el análisis, y no 

se interesa por ver los resultados intermedios basados solamente en la mayoría de las 

variables predictoras. 

2.9.2 MÉTODO Stepwise 

Este método involucra las variables predictoras en la función discriminante en base a los 

poderes discriminantes de cada variable. Este método fue sugerido por Smith (1984) y 

comienza por escoger a la mejor variable predictora mediante su poder discn·minante. 

utilizando el método de análisis externo Dejar-uno-fuera como se describe a 

continuación: 

1.- Hacer n, AOP's univariados, con cada variable predictora y obtener el hit 

rafe de interés por medio del análisis externo Dejar-uno-fuera, entonces el 

mejor subconjunto de tamaño 1 será el de aquella variable predictora que 

dé el más alto de los hit rafes. Supongamos que la variable V1 es la que 

dio el mayor hit rafe. 

2.- Hacer ,,,.1 ADP's bivariados con todos los subcojuntos de 2 variables 

(incluida V1), que son V1 y V2, V1 y V3, ... , V1 y Vm, y obtener el hit 

rate de interés para cada par (usando Dejar-uno-fuera). El mejor 

subconjunto de tamaño 2 (dado que V1 está incluida) consiste del par, 

supongamos que es V1 y V2, que da el más alto de los m-1 hit rafes. 

3.- Hacer m-2 AOP's de tres variables, usando todos los subconjuntos de 

,.. L.1 ta7~1 real .. hit rate ... es considerada como el poder discriminanle. (n. a.) 
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3.1 INTRODUCCIÓN AL CASO DE APLICACIÓN 

Hoy en dia la calidad1 es el factor más importante para el crecimiento de una empresa. 

Todos los procedimientos en el desarrollo y producción de un producto son partes 

fundamentales de la calidad que finalmente definirá el valor del producto. Todos los 

procedimientos por los que pasa un producto. desde los procesos de llegada de la 

materia prima con que se producen, hasta el proceso de almacenamiento del producto 

terminado, forman parte de la calidad con que éste termina. 

La planta de México de una Compañía Hulera Transnacional, la cual puede producir 

más de 100 tipos de llantas radiales2 para carro y camioneta (de distinto tamaño y 

diseño), y de ese modo considerada como la planta de América Latina con la más amplia 

variedad en producción de llantas radiales, enfrenta el problema de tener una gran 

cantidad de procedimientos en la producción de llantas; es por eso que la Compañia 

Hu/era desea tener un mayor control de los procedimientos de desarrollo y producción de 

las llantas para poder aumentar su calidad. 

Por tener la planta información multivariada se consideró a la Estadistica Multivariada 

como la herramienta adecuada para poder encontrar la solución a este tipo de problema. 

El análisis de conglomerados es una buena técnica de análisis exploratorio para usarse 

cuando se desea saber si existen agrupaciones de objetos (en este caso las llantas), con 

un gran parecido o semejanza entre ellos (homogéneos), pero con una gran diferencia 

(heterogéneos) con las llantas de las demás agrupaciones, y así obtener grupos de 

llantas (conglomerados) con una gran semejanza en sus procedimientos de desarrollo y 

producción que darán facilidad al manejo del control de calidad de las mismas cuando 

esten en producción. 

Para esto se requieren de los dos factores fundamentales de la estadística multivariada, 

I Calidad: Estado de una cosa, su na1urale1.a, sus circunstancias y condiciones que se requieren par.1 tener 
una gr.in importancia y gr.1vcdad. 
/~'.\'( ·u 'J.(JPHUJA SAJ.l-í1T JJiccionario, Tomo 3. p.ig. 618 
~ Llanlas r.1di.ilcs: Llantas en que las cuerdas de sus capas tienen la misma dirección del radio de la ll.1nta. 
(n_a.) (\"Cr ClllCXO 2) 
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que son los ob¡etos a analizar y sus atributos o variables en que serán medidos. A cada 

tipo de llanta se le considera un objeto (caso) el cual tiene asignado un número como 

etiqueta para su 1dent1ficac1ón. 

3.2 ESTABLECIMIENTO DE LAS VARIABLES 

Hoy en dia los clientes están solicitando cada vez más llantas con alto rendimiento y 

desempeño, y de esa manera más sensibles al manejo, es por eso por lo que se desea 

clasificar a las llantas en distintos grupos mediante los cuales se puedan establecer 

proced1m1entos especiales para el mejoramiento de su calidad; para eso se especificó 

como pnnc,pal factor de los grupos (conglomerados), el desempeño de las llantas, pero 

como en la planta hay una gran variedad de llantas en medidas y diseños, también es 

necesario que los grupos tengan un factor que distinga a las llantas y otro que 

especifique su volumen de producción. 

La Uniformidad es el principal indicador de calidad sobre el cual se mide el desempeño 

de las llantas. Uniformidad significa obtener y mantener un proceso estable, es decir, sin 

variaciones. ésto es fabricar un producto dentro de especificaciones de calidad, con las 

mismas características de operación y materiales con que fue producido ayer y se 

producirá mañana. 

La uniformidad en una llanta es un conjunto de características las cuales provocan un 

rodaJe agradable, sin vibraciones, trepidaciones3 o inestabilidad en un vehículo, dando 

una sensación de confort y seguridad para el conductor y sus ocupantes. 

Los parámetros de uniformidad que solicitan los dientes en una llanta son: 

- El que se considera como una condición en la cual un auto está rodando en un 

pavimento plano, pero al recibir carga y presión, el auto brinca hacia arriba y 

hacia abajo como si estuviera en un camino de terraceria; a esta condición se le 

llama Fuerza Radial, el cuál es causado por las llantas que no son perfectamente 

redondas (ver Figura 3.1 ). 

'Trepidar lcmbbr. lllubcar. {n. n.) 
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BIIUOfECA 

Figura 3.1. Condición de la Fuerza Radial. 

- El que se considera como una condición en la cual el auto se va de un lado 

hacia el otro al mismo tiempo que vibra, a esta condición se le llama Fuena 

Lateral, la cual puede definirse como una condición que hace que el vehículo 

viaje bamboleándose de lado a lado (ver Figura 3.2). 

Figura 3.2. Condición de la Fuerza Lateral. 

- Hay un parámetro muy especial en el desempeño de las llantas, al cual se le 

llama Primera Armónica, este parámetro es obtenido mediante una 

descomposición (matemática) de la variación de tuerza radial en una serie infinita 

de ondas periódicas senoidales, de las cuales la 1ra. armónica es aquella que 

tiene una periodicidad de 3600 y nonnalmente tiene una magnitud del 60º/o al 80% 

del total de variación de la fuerza radial, y es medida como la variación de pico a 

pico en la curva sinusoidar4 que mejor se apega a la curva total de la variación de 

la fuerza radial (ver Figura 3.3). 

I Gniíic:1 de la función de seno que se apega a una gráfica de variación de manen1 que la suaviza. (n. a.) 
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Figura 3.3. Gráfica de la Primera Armónica. 

- Uno que es la condición que hace que la llanta desvie al auto hacia un lado, el 

cual es llamado Conicidad. Una sección cónica se comporta de la misma manera 

que una llanta con conicidad alta, de aquí el término conicidad. Si el auto se va 

hacia la izquierda se dice que su conicidad es negativa, y si se va hacia la 

derecha es positiva (ver Figura 3.4). 

Figura 3.4. Condición del ParAmetro 4. 

Los cuatro parámetros de uniformidad mencionados, son mediciones de carga y presión 

{fuerza) de las llantas, pero en el estudio serán tomadas las mediciones con que son 

dados a conocer a los clientes, que es el porcentaje de llantas de una producción 

mensual que respetan los límites (establecidos por la compañía) de cada parámetro. 

La uniformidad total es medida con un indicador llamado Desempeño. que son los 

límites establecidos por la Compañía Hulera para cada parámetro de uniformidad. El 

indicador Desempeño es el porcentaje de llantas que respetan tos parámetros de 

calidad en forma simultánea, por ejemplo, se puede decir que un tipo de llanta tiene 65º/o 
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de desempeño, cuando el 65o/o de su producción cumple con los cuatro parámetros de 

uniformidad simultáneamente (Fuerza radial, Fuerza lateral, 1ra. Armónica y 

Conicidad). 

De esa manera se establecen como las variables predictoras con el factor de calidad, a 

los 5 parámetros de uniformidad. 

El otro factor de los grupos es la distinción de las llantas, todas las llantas son diferentes 

en tamaño, compuestos, peso, y diseño, entonces cualquier variable de las anteriores se 

pudo haber tomado como la variable que diferenciará a las llantas, pero por ser el Peso 

de la llanta (en Kilogramos), una variable sencilla y clara para distinguir los tipos de 

llantas, se tomó como la variable predictora que especifica la diferencia (distinción) entre 

las llantas. 

Como el volumen de producción de las llantas es muy grande, la uniformidad se obtiene 

mediante muestras relacionadas con su cantidad de producción, es por eso que se 

agregó una variable predictora que considere el volumen de producción de cada llanta, 

esta variable es la Cantidad Muestra/ con que se obtuvo la uniformidad mensual de la 

llanta. 

De esta forma quedan establecidas las siguientes n1=7 variables predictoras con que se 

realizará el análisis: 

X, Cantidad Muestra! 

X, Desempeño 

X, Fuerza Radial 

x. Fuerza Lateral 

X, Primera Armónica 

X, Conicidad 

X, Peso 

Este conjunto de variables considera, la calidad, especificación y volumen de producción 

de las llantas, que son ras características con que se desean obtener los conglomerados. 
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3.3 ANÁLISIS 

El anál1s1s de conglomerados es un análisis que inicia con una sola población, de la cual 

se trata de encontrar todas las agrupaciones definidas de objetos (conglomerados) que 

puedan existir en la población inicial. Las agrupaciones son definidas por el hecho de 

tener cada una caracteristicas de distinción muy particulares. En cambio el análisis 

discnminante comienza con los objetos ya dasificados en varios grupos (poblaciones) 

definidos. 

De este modo, la población con la que se inicia el análisis exploratorio es el grupo de las 

N=41 principales llantas más solicitadas en el mercado, de la categoría carros y 

camionetas radiales. de la cual se obtendrán los grupos donde puedan ser clasificadas 

las llantas en base a las características particulares que distingan a cada grupo a partir 

de las 111=7 variables predictoras establecidas en la sección anterior. 

Para hacer posible esto, el análisis se divide en 3 etapas, donde la Etapa 1, es la primera 

aplicación del análisis de conglomerados tomando en cuenta las nr=7 variables 

predictoras establecidas (ver sección anterior), con el fin de tener los conglomerados que 

de mejor manera distinguen a las llantas, los cuales son los resultados base para llevar a 

cabo el análisis. 

La Etapa 2, es la aplicación del análisis discriminante predictivo, que es la parte del 

análisis donde se obtienen las bases para aumentar el grado de precisión de la regla de 

clasificación del análisis de conglomerados. Esto mediante la selección de las variables 

predictoras que más y mejor influyen en el objetivo de la regla de clasificación, por medio 

del análisis discriminante predictivo. 

En la Etapa 3, se aplica por segunda vez el análisis de conglomerados, a las mismas 

N=41 llantas (objetos). pero en esta ocasión con una regla de dasificación con alto grado 

de precisión; al considerar el subconjunto de variables que se obtuvo en la etapa 

anterior. 
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3.3.1 ETAPA 1: PRIMER ANÁLISIS DE CONGLOMERADOS 

Este primer análisis de conglomerados, en el que se toman a las n1=7 variables 

predictoras establecidas, se hace con el fin de tener unos resultados base (ver sección 

anterior), los cuales serán perfeccionados en la tercera etapa {considerando los 

resultados de la etapa 2). 

Se tienen N=41 objetos {principales llantas productivas} que son medidos con las 111=7 

variables predictoras. Las distintas mediciones que se tienen de los N==41 objetos se 

tienen hechas en distintas unidades, la variable X, Cantidad Muestra/ es medida en 

unidades (cantidades de llantas), las variables X, Desempeño, X3 Fuerza Radial, X, 

Fuerza Lateral, X5 Primera Armónica y X11 Conicidad, son medidas en porcentajes de 

llantas que respetan los límites de cada variable, en cambio la variable X1 Peso tiene 

como unidad el peso en kilogramos de cada llanta, ocasionando ésto que los datos estén 

a diferentes escalas. Con el fin de tener un mejor manejo de los datos, se llevó a cabo la 

estandarización de los datos, el cual es un cálculo para transformar o re~expresar todas 

las variables en una misma escala. 

Todos los datos son del mismo tipo, que es el cuantitativo, así como también hay 

variables muy correlacionadas entre si, las cuales son X, Fuerza Radial y X5 Primera 

Armónica por ser Xs consecuencia de X3 (ver sección 3.2). Por estas razones se 

seleccionó una medida de disimilaridad exclusiva para datos cuantitativos que tome en 

forma simultánea a todas las variables (es decir, si los dos objetos son muy similares lo 

son con respecto a todas las variables), esta medida es la Distancia euclidiana al 

cuadrado, que es la más adecuada para datos cuantitativos correlacionados; de la cual 

su expresión matemática es la siguiente 

. 
d,1 = L<x,t -x11:)2 

1: .. 1 
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donde d,, es la disimilaridad o distancia que hay entre el objeto i y el objeto.1 

111 es el número de variables predictoras 

x,,. es la medición de la k-ésima variable predictora en el objeto,. 

Por ser este tipo de análisis del tipo exploratorio, es decir, un análisis con el que se inicia 

en blanco con respecto a conocimientos del tipo de comportamiento que influye entre los 

datos, y de esta manera se pretende descubrir el comportamiento de la información, es 

necesario hacer la comparación de varias conglomeraciones con el mismo grupo de 

datos, ya que no existe un método de conglomeración óptimo con el que se puedan 

obtener los conglomerados mejor definidos para el grupo de objetos que se tiene. 

De esa manera se realizaron cinco análisis de conglomerados por medio del paquete 

estadístico SPSS (Statistical Package for Social Sciences) Base 7.5 far Windows, con los 

mismos datos estandarizados y con la misma medida de disimilaridad (Distancia 

Euclidiana al cuadrado), pero con distintos métodos de conglomeración jerárquicos, los 

cuales fueron: 

Método de Ligaje Simple 

Método de Ligaje Completo 

Método de Centroides 

Método de Mediana 

Método de Ward 

Se seleccionaron métodos de conglomeración jerárquicos por no tener una solución 

base, es decir, no tener un número específico de conglomerados adecuado con que se 

desee contar. 

Se compararon los resultados de cada método, inspeccionando sus procedimientos de 

conglomeración mediante los dendogramas (ver anexos 3-6) y con criterios de expertos 

en calidad de llantas: de todos los resultados que se obtuvieron de los cinco análisis, los 

resultados del Método de Ward son los que mostraron, con mayor claridad y sentido, la 

definición de cada conglomerado final en que quedaron clasificadas las llantas, ésto por 

ser el método de Ward un método que minimiza las pérdidas de información de las 
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mediciones de las variables de calidad y producción de cada llanta. Y asi obtener los 

conglomerados con la mayor información posible sobre la calidad y producción de las 

llantas. 

La Tabla 3 es el Historial de Conglomeración, que muestra en forma resumida los 

resultados de cada etapa del procedimiento de conglomeración del método de Ward. 

mostrando para cada etapa del procedimiento el tipo de combinación (conjunción) que 

sucedió en la misma, la cuál puede ser la unión de un objeto con otro objeto, un objeto 

con un conglomerado o un conglomerado con otro conglomerado. La tabla muestra el 

coeficiente de cada etapa con el que se hizo la combinación y de esa manera se sabe 

qué tan homogéneos son los conglomerados que se combinan. Los coeficientes 

pequeños indican que los conglomerados que se juntaron son completamente 

homogéneos, mientras que los coeficientes grandes indican que los miembros de los 

conglomerados son muy distantes (disimilares). 

Como se ve en el historial de conglomeración (Tabla 3), en la etapa 1, el objeto 20 (llanta 

"20") es combinado con el objeto 26 (llanta "26") con un coeficiente de 0.027 y de esa 

manera el conglomerado resultante es (20, 26), se señala que la próxima etapa en la que 

vuelve a tomar parte de una combinación es en la etapa 12, donde el conglomerado (20, 

26) se combina con el objeto 21 resultando el conglomerado (20, 21, 26) el cual en la 

etapa 25 se combina con el conglomerado (13, 14, 18, 23, 24) con un coeficiente de 

12.831. 

En la etapa final del historial de conglomeración, al ver la diferencia de los coeficientes 

entre dos etapas adyacentes, si hay un salto brusco en el tamaño de su diferencia, se 

debe considerar que una solución es alcanzada. Así el coeficiente de la etapa 40 indica 

una solución de 2 conglomerados; se puede ver que la diferencia de los coeficientes de 

las etapas 37 y 36 es grande, y esto hace considerar una solución de 5 o 6 

conglomerados respectivamente. 

De acuerdo a lo indicado por la tabla 3, se consideró un rango de soluciones de 3 a 6 

conglomerados, esto por tener los coeficientes de las etapas 36, 37, 38 y 39, las 

diferencias más grandes entre las etapas adyacentes de todos los coeficientes del 
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procedimiento de conglomeración. 

La Tabla 4 muestra los miembros resultantes para las soluciones tomadas, que son de la 

solucion de 3 hasta la solución de 6 conglomerados. Esta tabla es llamada Lista de 

Miembros donde la primera columna muestra los objetos (llantas) junto con el número 

que son 1dent1ficados. en la siguiente columna se muestra la lista de miembros para la 

solución de 6 conglomerados y después es mostrada la lista de miembros para las 

soluciones de 5, 4 y 3 conglomerados. En cada una de las listas de las soluciones se 

tiene 1dentif1cado el conglomerado al que cada objeto pertenece. 

Una gran ayuda visual para saber qué tan homogéneos son los conglomerados 

resultantes. es el dendograma (Figura 3.5) o Arbo/ de Conglomerados, este diagrama es 

una buena imagen del historial de conglomeración, pero con la desventaja de que no 

muestra los coeficientes con que se combinan los objetos y los conglomerados, ya que 

su escala es diferente a la que tienen los coeficientes que muestra el historial de 

conglomeración. El dendograma que se muestra (Figura 3.5) es el resultante del 

procedimiento de conglomeracion, método de Ward. 

El dendograma muestra claramente la formación de los conglomerados, y su principal 

ventaJa es el saber qué tan homogéneos y heterogéneos son los conglomerados que 

forman la solución con el método de conglomeración seleccionado. Pero las desventajas 

del dendograma son el no poder saber con que coeficientes se combinaron los 

conglomerados, ni saber su orden de formación. 
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Tabla 3. Historial de Conglomeración del Método de Ward. 
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Con ,tfn tfo .¡,,. 
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Tabla 4. Lista de Miembros. 
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OBJETO 
Label Hum 

"20" 
"26" 
"21" 
"13" 
"14" 
"18" 
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"23" 
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" l" 
" 7" 
"10'' 
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.. 4" 

" 5" 
3" 
9" 
6" 

8" 
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"35" 
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"33" 
"31" 
"34" 
"41" 

o 
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Figura 3.5. Dendograma usando el Método de Ward. 

El análisis proporcionó las soluciones de 3 hasta 6 conglomerados, y de acuerdo a 

opiniones y puntos de vistas de personal experto en llantas, se tomó la solución de k=6 

conglomerados por haber sido la que mejor distingue a cada conglomerado de acuerdo a 

las llantas clasificadas en ellos, y los 6 conglomerados resultantes son presentados en la 
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Tabla 5. 

IG7f.º'I 
GRUP02 GRUPOJ GRUP04 GRUPOS 

,G~~~?6j "?" .,,. .,.. "'"" .•. .... ••n• . ,. . ... .. .. . ..... 
•<· •<e• ••n• •oo• 
•s• "17" .•.. . ... 
e;,. •rn• .... M"l!.I~ 

•n• M')')" .... ••<• .. ,. ·-· .... 
"?7" . .,. .•.. .... 

••n• 
•.a• 

Tabla 5. Lista de miembros de los conglomerados resultantes de la etapa 1. 

Y los estadisticos descriptivos de cada grupo (conglomerado) son presentados en la 

Tabla 6. 

Estadísticos del grupo (Ward Method) 

Mec1a1 --Uesv. l 
Est. 

?:Jo. de M1;:1Jla1 ~~· I ~o. c1e 

X1: C. Muestra! 5023.3 4380.1 3 X1: C. Muestra! 3762.7 4960.0 7 
X"' Desem 2 31 147 3 3.30 2.34 7 
X3: Fuerza Radial 3 34 1 82 3 X3: Fuerza Radial 9.45 5.56 7 

1 1"4: Fuerza Lateral 82 62 9.44 3 2 X4: Fuerza lateral 49.36 14.60 7 
X5: Ira. Armónica 19.44 10.30 3 X5: 1 ra. Armónica 26.50 7.93 7 
X6: Conicidad 92.71 5.36 3 X6: Conicidad 64.18 12.38 7 
"'J:l· Peso 18.93 0.54 3 X7: Pe .... 1535 2.58 7 

X1: C. Muestral 2792 O 2427.1 10 X1: c. Muestraf 3508.3 2475.0 8 ..•. 14.28 4.23 10 . - 26.85 4.75 8 
X3: Fuerza Radial 2119 850 10 X3: Fuerza Radial 32.05 6.14 8 

3 X4: Fuerza Lateral 88 04 7 89 10 4 X4: Fuerza Lateral 9697 3.40 8 
X5: Ira. Armónica 37 97 11 55 10 XS: 1 ra. Armónica 54.51 6.95 8 
X6: Conicidad 83.78 838 10 X6: Conicidad 93.37 2.45 8 
X7: Peso 10.91 1.95 10 X7: Peso 9.69 1.27 8 

XI: C. Muestra! 8915 42 9247.2 12 X1: C. Muestra! &n3S.O 1 
54 05 6 44 12 54.20 1 

X3: Fuerza Radial 71 53 8 97 12 X3: Fuerza Radial 63.40 1 

5 X4: Fuerza lateral 9502 4.39 12 6 X4: Fuerza lateral 9820 1 
XS: 1ra. Armónica 69 31 7 61 12 XS: 1 ra. Annónk:a 69.40 1 
X6: Conicidad 9025 7 31 12 X6:Conlcldad 94.50 1 
X7: Peso 687 0.80 12 8.41 1 

Tabla 6. Estadísticos de los grupos de la etapa 1. 

La Tabla 6, nos muestra los principales indicadores estadísticos, (media y desviación 
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estándar) para saber qué comportamiento es el que presentan las variables en cada uno 

de los 6 diferentes grupos. Y de esa forma saber las diferencias que existen en los 

grupos. Los cuales son identificados de la siguiente manera: 

GRUPO 1 · Grupo de llantas grandes, por que contiene a las llantas de mayor 

tamaño y peso. 

GRUPO 2: Grupo de llantas complejas, por mostrar un bajo porcentaje en uniformidad. 

ya que su procedimiento de desarrollo es complejo. 

GRUPO J: Grupo de llantas indecisas, ya que muestran porcentajes bajos y altos en los 

parámetros de uniformidad. 

GRUPO 4: Grupo de llantas sencillas, por contener llantas que son muy simples en su 

procedimiento de construcción y de esa manera tener alto porcentaje en uniformidad. 

GRUPO 5: Grupo de llantas productivas, ya que la mayoría de las llantas que contiene 

son de un volumen grande en producción y de un porcentaje alto en uniformidad. 

GRUPO 6: Grupo de llanta especial, por representar esta llanta el 40% de la producción 

actual de la planta, y ser la más productiva y experimentada. 

Pero ¿es buena la clasificación de las llantas en los distintos grupos? y ¿son necesarias 

las 7 variables predictoras para una clasificación correcta de las llantas? 
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3.3.2 ETAPA 2: ANÁLISIS DISCRIMINANTE PREDICTIVO 

En esta etapa se obtendrán las bases que elevaran el grado de precisión de la regla de 

clasificación del análisis de conglomerados, con el fin de perfeccionar la clasificación de 

las llantas en los grupos que muestren una mejor definición de los diferentes 

procedimientos de desarrollo y producción de las llantas. En la etapa anterior se realizó 

el análisis de conglomerados considerando al conjunto completo de las n1=7 variables 

predictoras establecidas, pero debido al tiempo y costo en que se lleva tomar cada 

variable surge la pregunta, ¿es necesario considerar a todas las variables?. Si la regla de 

clasificación es hecha con las variables que realmente tienen sentido para el objetivo del 

análisis, entonces su grado de precisión es alto, es por eso que en ocasiones no es 

necesario realizar el análisis con todas las variables predictoras que se disponen, por 

que puede ser que no todas influyan de la manera adecuada en la regla de clasificación, 

y asi habrá variables innecesarias para la dasificación de los objetos, y por lo tanto 

afectan el grado de precisión de la regla de clasificación. Entonces. la regla de 

clasificación tendrá una mayor exactitud en su función si es creada con las variables 

predictoras que en verdad tienen peso en la dasificación de los objetos, y de esa 

manera lo correcto será no tomar en cuenta las variables innecesarias para el objetivo. 

Pero, ¿cuáles son las variables que mejor influyen en la regla de clasificación del análisis 

de conglomerados?, la mejor manera de obtener la respuesta es mediante el análisis 

discriminante predictivo (ADP}, con el cual se obtendrá (si existe) el subconjunto de 

variables que mejor influyen y definen a los conglomerados en los que pueden ser 

diferenciados los procedimientos de desarrollo y producción de las llantas. 

Por medio de la etapa anterior (primer análisis de conglomerados) se obtuvo la variable 

de agrupación, que divide a la población en /r-6 conglomerados (subpoblaciones), y de 

esta manera se tienen las condiciones necesarias y suficientes para ser aplicado el 

análisis discriminante predictivo (ADP). 

El ADP tiene varios supuestos para tos datos con que se realizará el análisis. esto por el 

hecho de que sus reglas de clasificación son creadas en base a principios de ta 

distríbución normal multivarlada. 
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Los supuestos son: 

• Las observaciones de las variables predictoras provienen de una población con una 

distribución normal multivariada. 

• Las matrices de covarianza intra-grupos deben ser iguales. 

Se asume que la pertenencia de los objetos a los grupos sea: 

• Exclusiva {es decir, ningún objeto pertenece a más de un grupo). 

• Exhaustiva de modo colectivo (es decir, todos los objetos son miembros de un grupo). 

Es necesario saber si para el análisis se respetan las suposiciones anteriormente 

señaladas, por ser puntos importantes para su diseño. 

Con respecto al supuesto de que todas las variables predictoras deben tener una 

distribución normal multivariada en el análisis, en este estudio no todas las m=7 variables 

predictoras pueden tener una distribución normal multivariada, ya que las variables 

predictoras, X, Cantidad Muestra/ y X1 Peso, tienen la función de diferenciar y especificar 

a cada llanta de las 40 llantas restantes, es decir, funcionan como variables categóricas 

por el hecho de diferenciar a las llantas por medio de su nivel de producción y tamaño 

respectivamente. 

Pero las 5 variables restantes (X2 Desempeño, X3 Fuerza Radial, X4 Fuerza Lateral, X5 

Primera Armónica y X& Conicidad) que son las variables que indican calidad, son las 

variables predictoras que puede ser que respeten el supuesto de la distribución normal 

multivariada, para saberlo se realizaron varias pruebas de hipótesis, y así saber si se 

tiene la suficiente evidencia de que las variables de calidad provienen de una población 

con distribución normal multivariada. 

Se utilizó el paquete estadístico SPSS (Statistica/ Package far Social Sciences) Base 7.5 

for Windows, para elaborar las pruebas de normalidad, y el paquete estadistico 
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STATGRAPHICS (Stalislical Graphics System) versión 7 DOS, para la obtención de Ja 

ayuda visual de los histogramas de frecuencia con la curva normal. 

En la tabla 7 se muestran los resultados de las pruebas de hipótesis de normalidad, que 

fueron las pruebas de Kolmogorov-Smimov y la de Shapiro-Wilk (para las muestras con 

50 o menos observaciones) como alternativas más poderosas a la prueba de bondad de 

ajuste ji-cuadrada, con un nivel de significancia de O.OS. La hipótesis nula a probar es 

H0 : Los datos no constituyen una muestra aleatoria de una población con distribución 

normal multivariada. 

X2 Desempeño 
X1 Fuerza Radial 
x. Fuerza Lateral 

Xs 1ra. Armónica 
X, Conicidad 

Pruebas de normalidad 
Kolmogorov-Smirnov Shaplro-Wilk 

Estadlstlco gl Sig. Estadístico gl Sig. 

0.151 41 0.019 o.an 41 0.010 

0.177 41 0.002 0.886 41 0.010 

O 242 41 0.000 0.750 41 0.010 

O 129 41 o 0"6 0.946 41 0.075 

O 191 41 0001 0.864 41 0.010 

.. Este es un límite superior de la significación verdadera. 
a Corrección de la significación de Lilllefors 

Tabla 7. Pruebas de Normalidad de Kolmogorov-Smirnov y Shapiro-Wilk. 

De acuerdo al criterio de rechazo5 de H0 , la variable X5 1ra. Annónica es la única que 

tiene la suficiente evidencia para decir que posee una distribución normal multivariada. 

Lo cual puede confirmarse al ver los histogramas de frecuencia de la figura 3.6, en los 

que se nota claramente que la variable predictora que más se apega a la campana de la 

distribución normal, es la variable predictora Xs 1ra. Armónica. 

El otro supuesto a probar, es si las matrices de covarianza intra-grupos son iguales en 

los k=6 grupos. Esta comprobación se realizó con la prueba de M-Box6, el cual es un 

contraste sobre la igualdad de las matrices de covarianza de los grupos. La prueba se 

'Si la significancia de Kolmogorov-Smirnov y Shapiro-Wilk es> 0.05 se rechaza Hn. 
S}',\'S{9 /Ja.,e i 5. lpplica/,ons Guule. p:íg. 53. 200. 
,. El esladístico de M-Box puede ser aícc1ado por el tain.iílo de los 6 grupos (si difieren 1nucho) o cuando la 
suposición de la normalidad mullivariada es violada. 
Sl'SS@ /Jn.w: 7 5. fpplnalmn.\· (iuule. pág. 231-232 
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realizó con el SPSS Base 7.5 far Windows. 

En la tabla 8, se muestran los resultados de la prueba de M-Box, en donde los valores de 

los Logaritmos de los determinantes proveen una indicación de qué matrices de 

covarianza son mas diferentes. De acuerdo a los estadísticos descriptivos presentados 

en la tabla 6. las dispersiones (desv. estándar) de los grupos 2, 3, 4 y 5 son muy 

similares, por esa razon los logaritmos de los determinantes de sus respectivas matrices 

de covarianza tienen unos valores similares. 

........ ~ .. 

................ 

~" Prtd>c:10<~ x, Dncrnpo~o 
k1~109ra~1a dt F,,c ... nc:lll 

,, 
vor Prc,d1ctora ll, Fuera Llleral 

H1~t09r;1me do Frecu..,Clll 

ve, PredlClon X.. Fueiu R1d,a1 
H1,;t,:,,grilffl1 de FrocuollCla 

Vu.Prodlc1ola X.Prt..,. .. Ann...,lc:a 
Histograma de F•••uo.nc:1.1 

:.;1¡ o ~e 
V:,, Prcdlc:lora X. c .... 1eldacl 

H1stogr.irn1 de FrttuUICII 

:'<• ,;,, 

Figura 3.6. Histogramas de Frecuencia de las variables predlctoras. 

95 



Logaritmo de los determinantes 

Ra-o 
logmritmo CMI 
d-;• ni• 

Ward • .b 

Method .. 24.142021 
A 23.517314 .. 19470656 .. 23 769656 
.e .b 

lntra-g~pos 4 25.520329 

Los rangos y logaritmos na!W'llles de los determinantes impresos 

son los de las matm;as de covarianza de los grupos 

••_. .... a .. 

F 

a Rango< 3 

b Muy pocos casos para no ser singular 

e Rango< 1 

J-•- . 

95.66905 
Anrox. 2.410861 
al1 30 
al2 2131.666 
Sin. 2.97E.05 

Clas(ficac:uín y discrinlinac:ián 

Contrasta la hipótesis nula de que las matrices de covarianza poblaclonales son iguales. 

a. Algunas matrices de covarianza son singulares y el procedimiento ordinario no es válido. 

Los grupos no singulares se probar.in sobre sus propias matrices de covananza intra.grupo combinadas 

El logaritmo de su delennmante es 25. 756. 

Tabla 8. Prueba de M-Box. 

Si el nivel de significancia del estadístico M - Box es muy cercano o igual a cero 

entonces, se rechaza la hipótesis nula de que las matrices de covarianza son iguales. En 

este caso es rechazada la hipótesis nula, por ser el nivel de significancia menor a 

0.0005, el cual es un valor muy cercano a cero, indicando que no se tiene la suficiente 

evidencia de que las k=6 matrices covarianza intra-grupos sean iguales. 

De esa manera con el AOP se obtuvieron las reglas de clasificación que respetan las 

condiciones de que las matrices de covarianza son diferentes y que los tamaños de los 

k=6 grupos no son iguales. 

El método de selección de variables Stepwise (ver sección 2.9.2) y la Regla Cuadrática 

(ver Tabla 1) para matrices de covarianza y tamaños de grupos diferentes, fueron los 

controladores de entradas y salidas de variables del paquete estadístico SPSS Base 7.5 

for Wtndows. y asi se obtuvo como resultado el subconjunto de las variables predictoras 
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que más y mejor influyen en la regla de clasificación del análisis de conglomerados. 

El método Stepwise se basa en el poder discriminante de las variables predictoras. 

combinandolas hasta formar el grupo con el mayor poder discriminante (ver anexos 7 y 

8), es así como se obtiene el subconjunto de variables predictoras que más y mejor 

influyen en la regla de clasificación del análisis de conglomerados, y de esa manera 

aumentando su grado de precisión. El subconjunto es formado por las siguientes h=4 

variables predictoras: 

X,: Cantidad Muestra! 

X,: Desempeño 

X,: Fuerza Lateral 

X,: Peso 

El subconjunto de variables predictoras indica que las variables de calidad ~\'2: 

Desempeño y x.: Fuerza Lateral son las necesarias para mostrar el factor de calidad en 

los conglomerados, ya que la variable X2 es la variable global que toma en cuenta en 

forma simultánea los cuatro parámetros de uniformidad, y la variable X4 es parte del 

subconjunto por ser una condición muy particular en las llantas (ver sección 3.2). En 

cambio las variables X 1 y X7 forman parte del subconjunto por ser las variables 

predictoras que dan indicación sobre el volumen de producción y especificación de las 

llantas respectivamente. Obviamente estas dos últimas variables son parte del 

subconjunto por tener la función de diferenciar las llantas que componen a cada 

conglomerado mediante su volumen de producción y tamaño. 

Así el número de variables predictoras que mejor influyen en la regla de clasificación es 

menor (h=4) al número de variables predictoras con el que se inició (n,=7} el análisis. De 

esa manera estas variables predictoras, disminuirán el sesgo del hit ,ate de la regla de 

clasificación del análisis de conglomerados. 
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3.3.3 ETAPA 3: SEGUNDO ANÁLISIS DE CONGLOMERADOS 

Esta etapa es el último paso del análisis y es donde se acompleta el objetivo principal del 

trabajo. En esta sección es donde se sabrá el tipo de relación que existe entre el análisis 

de conglomerados y el análisis discriminante predictivo, y de esta manera saber si los 

dos métodos son complementarios uno del otro o si no tienen nada que ver entre si. 

En la etapa 1, se realizó el análisis de conglomerados considerando las 7 variables 

predictoras establecidas para el análisis, 

X,: Cantidad Muestra! 

X2: Desempeño 

X,: Fuerza Radial 

x .. : Fuerza Lateral 

Xs: Primera Armónica 

X6: Conicidad 

X1: Peso 

En esta sección es realizada una segunda aplicación del análisis de conglomerados, 

considerando como variables predictoras el subconjunto de variables que el análisis 

discriminante predictivo (etapa 2) propone como las variables que aumentan el grado de 

precisión de la regla de clasificación del análisis de conglomerados. 

Las variables predictoras que componen el subgrupo resultante del análisis discriminante 

predictivo son: 

X,: Cantidad Muestra! 

X2: Desempeño 

X4: Fuerza Lateral 

X,: Peso 

Esta segunda aplicación del análisis de conglomerados, es una comprobación para 

saber si en realidad el subconjunto de las variables predictoras propuestas por el análisis 
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discriminante predictivo, mejoran la clasificación de las llantas en los distintos grupos que 

mejor diferencien los procedimientos de producción y desarrollo de éstas mismas, y de 

esa manera tener un mejor control de su calidad. 

Para que se pueda saber si en realidad el subconjunto de las h=4 variables predictoras 

aumenta el grado de precisión de la regla de clasificación del análisis de conglomerados, 

se debe contar con las mismas condiciones con que se aplicó por primera vez, es decir, 

es necesario que el diseño del análisis de conglomerados sea el mismo con el que se 

realizó el de la etapa 1. El diseño del análisis debe ser el mismo en las dos etapas (etapa 

1 y 3), el cual tiene como principales factores de diseño los que a continuación se 

muestran: 

- Los datos son estandarizados con respecto a las variables. 

- Método de Ward, como procedimiento de conglomeración. 

- Distancia euclidiana cuadrada, como medida de disimilaridad. 

- Rango de soluciones de 3 a 6 conglomerados. 

La tabla 9, es el Historial de Conglomeración desarrollado mediante el método de Ward, 

al considerar las h=4 variables predictoras mencionadas anteriormente. Como se explicó 

en la sección 3.3.1, el historial de conglomeración indica que debe ser considerada una 

solución de 6 conglomerados, por tener la etapa 36 del historial el último salto brusco en 

las diferencias entre los coeficientes de etapas adyacentes. 

En el dendograma (Figura 3. 7) se ve claramente una mejor distinción de los /r-6 

conglomerados propuestos como solución, distinguiéndose con una mejor claridad la 

cantidad de conglomerados señalada mediante la tabla 9, en cambio en el dendograma 

de la etapa 1 (Figura 3.5) no se tiene una clara distinción del número de conglomerados 

que el historial de conglomeración respectivo ofrece como solución. 

Así para poder saber si el subconjunto de las h=4 variables predictoras, aumenta el 

grado de precisión de la regla de clasificación del análisis de conglomerados, es 
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necesario obtener el mismo número de conglomerados (k=6) que en la etapa 1 se 

obtuvieron. 

En la tabla 10 se muestran los k=6 conglomerados que se obtienen al considerar como 

vanables predictoras el subconjunto de variables predictoras que aumentan el grado de 

precisión de la regla de clasificación del análisis de conglomerados. 

Historia I de co 11,1Jil21llllll:aciión, 

Congll)merado 
Ebp11911laque .. 

1-----<°"lilllomentdo a,-rec:a 

__ _zp 26 ~Jlº~---º ---- 0 ______ 10 _ 
_ 22_ _ 2e__ ___ o.on__ _o _ ___ o 16 

.aJ _______ J6 ___ , ____ o.oaz. .. ________ o___ o _ _ 8 _ 
_ ___¡q___ 31 o 15L._ll ___ o __ J_L 

3_5 __ -- __ 40_ • _ .0.225 O -- O 25 
.JJL._27 o 30JL ___ o ______ o 20 
_J _ _J _ ____lUIL~--- _ o__ 29 

33 34 . M58__ 3 o 13 
_13 14. O_.S4!__ ___ 0 ___ O _____ 20 __ _ 
20. 2L_ 0.631 .. 1 O 27 
18 ____ 23 .. ,_...l!.124 ___ Q___ O _ 14 
12 15 O 839 Q____Q __ 22_ 
.33 -· _35 -- ___ Q,954__ .6... O 28 

_18 24 1076 11 0 ___ 25 __ 
_ ..3_Q __ n_.-1.21JL. __ 4.._ _____ o 24_ 
__ 22__2ó..__:_~_2_ O. . 26 

O 30 
-~-~----ª-- 22_ 

~~-~-~!---,~~'!---~----,º--- 31 
20 27 

____ 3 __ 8 ____ --3.222.. ____ o ______ .o.. 32 

~!-t-~-~!--·~~~---c'º--1.5-- _28 __ 
18 __ 38 -- _A.065 ______ 14_ 5 34 

_J_L_22-------.A.56_J___Q ___ t6_ _ 31_. 
__ 12.__2q___-_uoz.----22__ 10 33 

29 • _33_ ___ 5_,879_ 24 13 34 
1 10 6652 7 -º--- 37. _____ 2 ____ ~ ______ uzz _____ 1~---------º--- 35 
11._ __ 11 ___ _ti!l_L_2J . 26 33 

__ 3 ____ 6 _ ______JJ.27J ___ 2L ____ J8. 35 
11 12 13.63"1 31 27 39 
Jl!___29 _ _J_6.980_.25 __ _26 __ 36 

__ 2 _________ 3_ ______ 2a.a51_ ____ 30 _____ 32 _ 37 
16 _37 . _ 2UD9 __ H 17 36 

__ J __ -2 36124 29 _35 ___ 40 __ 
---18 41 61 263 36 __ Q __ . _3_9. 

11 _JB -2Q.9I2.._ __ 33 38 40 
1 11 160.000 37 39 O 

Tabla 9. Historial de Conglomeración, de la Etapa 3 

(considerando el subconjunto de h=4 variables predictoras, de la etapa 2). 
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OBJETO 
Label Num 

"20" 
"26" 
"21" 
"12" 
"15" 
"16" 
"27" 
"13" 
"14" 
"11" 
"19" 
"22" 
"28" 
"25" 
"17" 
"37" 
"39" 

"38" 
"40" 
"18" 
"23" 
"24" 
"33" 
"36" 

"34" 
"35" 
"30" 
"31" 
"32" 
"29" 
"41" 
"l" 
" 7" 
"10" 
" 2" 
" 4" 
" 5" 
" 6" 
" 9" 

" 3" 
" 8" 

o ,5 ~o 1.5 

' ' ' 

r 
-

1-

.... 
.... 

1 
J 

l- ----
~ 

Figura 3.7. Oendograma de la etapa 3 

(~/as~/icacián y di.w:r11n1nac:1011 

2,0 ~ 

' ' 

(considerando el subconjunto de h .. 4 variables, resultante de la etapa 2). 
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Tabla 10. Lista de los miembros clasificados en los conglomerados resultantes de la etapa 3. 

La tabla 11 muestra la descripción, mediante los estadísticos descriptivos, de los grupos 

que cambiaron en comparación con los de la etapa 1, los cuales son los grupos 3, 4 y 5: 

Estadísticos del grupo (Ward Method) 

Mea1a I i.:::~· 1 . r,o. ae ,vi,;;ula J 'é"sj~· 1 ~o. de 

XI: C. Muestra! 2629.7 2104.2 15 X1: C. Muestra! 5235.7 2704 7 13 
iv-,. Desem-M 17.35 5.65 15 1v": n-sem-oo 4834 10 78 13 
X3: Fuerza Radia\ 23.40 7.60 15 X3: Fuerza R11dfal 64 73 16 76 13 

3 X4: Fuerza Lateral 90.63 7.87 15 4 X4: Fuerza Lateral 9549 4.42 13 
XS: 1 ra. Armónica 43.91 13.38 15 XS: 1 ra. Armónica 65 27 1062 13 

xe: Conicidad 87.01 8.39 15 X6: Conicidad 89.79 6.44 13 

X7: Peso 10.66 1.75 15 X7: Pt>so 7.27 1.- 13 

X1: C. Muestra! 27730.5 4349.4 2 
,v •. 58.75 \.48 2 
X3: Fuerza Radial 67.10 6.51 2 

5 X4: Fuerza Lateral 97.75 2.62 2 
XS: 1ra. Armónica 70.20 0.42 2 

xe: Conicidad 97.70 \.84 2 
X7· P•sn 7.?9 0.17 ? 

Tabla 11. Estadísticos descriptivos de los grupos resultantes de la etapa 3. 

De acuerdo a los datos descriptivos de la tabla 11, claramente se nota que las llantas del 

grupo 5 son productivas, las del grupo 4 son sencillas en el procedimiento de producción 

y las del grupo 3 muestran altos y bajos porcentajes en los parámetros de uniformidad, y 

asi los grupos 3, 4 y 5 quedan identificados con la misma nomenclatura que se les dió 

en la etapa 1 (ver sección 3.3.1). 

I02 



( '/a.\·~ficacuin y discnm1nac:irin 

3.4 CONJUNCIÓN DE RESULTADOS 

En la tabla 12, se muestra la clasificación resultante de los miembros en cada uno de los 

6 conglomerados que se obtuvieron al considerar las n1=7 variables predictoras iniciales 

(etapa 1). y al considerar el subconjunto de h=4 variables predictoras (etapa 3). 

.. .. .. • • 
7 w, Cvar 7var , var 7w, ,w, ,_ ·- 1w, ·- 7m • ·-. ,. ., . ., . • 2. ·11· ·11· ·13· ·1a· .,.. "3T 1 .,,. 1 ·41· .,. • 7" . , . ., . ·12· ·,r ·14- "23" "30" "39" ., .. . ,,. ., . .,. ·15· .,,. "18" "24" .,,. .,. ., . ., .. ·14· "20" "29" -,r .,. .,. •,r ., .. .,,. "30" "33" ... .,. ·19· . , .. "23" .,, . .,. . 

. ,. .,. "22" ·,r .,, . "3r •35• 
"25" .,,. "26" "33" "36" 
"2T "20" .,.. "3T 

....2L .,, . "35" "38" 
-,r "36" "39" 
"25" .,... .... 
"26" .... 
"2T 

..2!:.... 

Tabla 12. Comparación de la clasificación de los objetos en los conglomerados resultantes al 

considerar las nr-7 variables (etapa 1) y al considerar el subconjunto de las h=4 variables (etapa 3). 

1 

Al comparar los conglomerados resultantes de la etapa 1 y de la etapa 3, los 

conglomerados 1, 2 y 6 resultan con los mismos objetos en las dos aplicaciones del 

anélisis de conglomerados, mientras que los conglomerados 3, 4 y 5, tienen diferentes 

objetos clasificados en las dos etapas (1 y 3). 

Un caso muy especial es el conglomerado 5, el cual en la etapa 1 contiene 12 objetos, y 

en la etapa 3 resulta con sólo 2 objetos, estos dos objetos son las llantas "37• y "39·. El 

conglomerado 4 de la etapa 3 contiene los 10 objetos restantes que contenía el 

conglomerado 5 de la etapa 1. Y el conglomerado 3 de la etapa 3 contiene 5 objetos que 

el conglomerado 4 de la etapa 1 contenía 

Una gran ayuda visual para saber cuél puede ser el motivo por el que en la etapa 3 se 

obtiene este cambio en la clasificación de los objetos, es mediante la gráfica de 

dispersión bidimensional de las variables predictoras más significantes (ver anexos 9-
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CONCLUSIONES 

Al examinar los principios teóricos matemáticos del análisis de conglomerados se 

constató que el principio de la distancia, la cual es establecida como la proximidad 

{similaridad o disimilaridad} entre dos puntos, es la base para determinar las diferentes 

agrupaciones en las que pueden ser clasificados los objetos. En cambio los principios 

teórico matemáticos del análisis discriminante predictivo muestran que el principio de la 

distancia es el factor fundamental de la función de clasificación, la cual decreta la regla 

de clasificación que predice la población (conglomerado) a la que un objeto podría 

pertenecer o estar más apegado. Y de acuerdo a la exactitud de lo predicho se 

determina el subconjunto de variables predictoras que más influyen para alcanzar el 

objetivo de la regla de clasificación del análisis de conglomerados. 

Al detallar cada una de las etapas de los procesos de desarrollo del análisis de 

conglomerados y del análisis discriminante predictivo, se obtuvo una síntesis de los 

fundamentos teóricos y metodológicos de ambos métodos, mediante la cual se 

determinó que el concepto de distancia es el factor que se comparte en los dos métodos, 

y que explica la razón de obtener una regla de clasificación con alto grado de precisión, 

sin descartar el grado de exactitud en la proyección de las variables predictoras. 

De esta manera, el análisis de conglomerados y el análisis discriminante predictivo, 

mantienen a la distancia como el factor clave para la clasificación de los objetos en los 

conglomerados que son logrados a partir de la combinación de las variables predictoras 

que ofrecen el máximo grado de precisión de la regla de clasificación. 

Todo lo anterior se confirmó, al haber obtenido la mejor clasificación y distinción de las 

N=41 llantas en los k=6 grupos (conglomerados) resultantes del análisis de 

conglomerados, al considerar el subconjunto de las h;:,4 variables predictoras 

proporcionadas por el análisis discriminante predictivo, las cuales mostraron una mejor 

definición de los conglomerados, en comparación con los que se obtuvieron a partir del 
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grupo de las ,,,;;.7 variables predictoras establecidas al inicio del estudio. Lo cual hace 

concluir con certeza que el análisis discriminante predictivo enriquece el resultado del 

análisis de conglomerados; determinando asi que .el análisis discriminante predictivo 

puede ser tomado como una etapa más para el desarrollo de un análisis de 

conglomerados de mayor precisión. 

Cuando una llanta especifica esté en producción, y se requiera .hacer un cambio en su 

proceso de desarrollo, que afecte de manera significativa a uno o varios de los 

parámetros de uniformidad, se puede tener la seguridad de que el cambio afectará de la 

misma manera al proceso de desarrollo de todas y cada una de las llantas que 

pertenezcan al mismo conglomerado en el que se encuentra clasificada la llanta 

seleccionada. De esta manera, los conglomerados pueden ser una gran herramienta, 

para tomar decisiones con el fin de aumentar la calidad en fonna simultánea, de las 

llantas clasificadas en un mismo grupo. 

Los obJetivos y resultados fueron logrados por medio del software estadistico SPSS, que 

como su nombre lo indica (Statistica/ Package for Social Sciences) es un programa 

estadistico diseñado para el manejo y análisis de infonnación de aspectos sociales, pero 

de acuerdo al estudio realizado sobre la calidad de las llantas, se manejó infonnación 

técnica de la rama industrial, con la que se obtuvieron resultados lo suficientemente 

apegados a la realidad y lógica de la calidad de las llantas, demostrando así que el 

SPSS no es un programa para un uso exdusivo en ciencias sociales, sino que puede ser 

muy bien aplicado en la ingeniería y otras ramas de la ciencia, por poseer un gran 

dominio para el control y manejo de todo tipo de datos, así como un gran número de 

alternativas para analizarlos. 

El estudio conjuntivo fue realizado de manera que el análisis de conglomerados es la 

base para mostrar la relación existente entre éste y el análisis discriminante predictivo, 

ya que proporciona los resultados por medio de los cuales, se comprueba que el análisis 

discriminante predictivo aumenta el grado de precisión de la regla de dasificación del 

análisis de conglomerados, pero por el hecho de no haber reglas que indiquen la forma 

en que debe ser realizado el estudio conjuntivo, existen varias maneras con las que se 

puede demostrar que el análisis discriminante predictivo junto con el análisis de 
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conglomerados forman un método de clasificación con un alto grado de precisión. Por 

ejemplo, puede ser tomado como primer paso la aplicación del análisis discriminante 

predictivo al grupo establecido de variables predictoras, y de esa manera 8segurarse si 

el grupo de variables predictoras es el adecuado para obtener una correcta clasificación 

de los objetos a tratar, y por lo tanto satisfacer el objetivo del estudio. 

Con el resultado del trabajo se puede afirmar, hoy en día, que la estadística multivariada 

es una gran herramienta para coadyuvar a encontrar alternativas de solución a los 

problemas de manufactura, cuya importancia es sustantiva en los procesos de 

planeación y control de la producción de un determinado bien. 
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ANEXO 1 

Regla de clasificación lineal 

I -1 _l.D"' -1 -l(X -X ¡·s-•(x -x-¡ ·u.,: - nq_,: ~ 11g - nq!l 2 11 g II g 

-1 1x·,·•x 1x·s-•x- 1x-·s-•x 1x-·s-•x-- n l/.1( - 1 ... } .. + 2 .. a + 1 r .. - : s: x 

donde x:s- 1 X .. para un objeto u sería comun en todas las g y puede ser ignorado 

' 1-· -. l 
por propósitos de clasificación. Por ser S simétrica ::::::) x .. s- x.~ = .rxs- .Y., 

=> L.,_,= X~s· 1x .. -!X~s-1.Xg +lnqg 

donde 

Regla de clasificación cuadrática 

U .. x = lnq>I - ¡1nlsxl-tD;x == lnq8 -tlnlssl- t( X .. - Xa} s; 1
( x .. - .\\) 

= lnqg -t1nlsx1-+x:s;1 x .. +tx:s;1X, +tX~s;'x .. -tX~s;•xg 

donde X~s;' X., es la forma cuadrática1 de X,, 

Por ser ,\~-: simétrica ;;, x:s;• X~ = X~s;• X,. 

Tomando a la forma cuadrática como x; , entonces Q118 en términos de X., puede ser 

escrita como una ecuación cuadrática 

donde a=-t 

e =In<• -llnlS 1-1xs-•x 
.11 tx 2 g 2 Jt s s 

I MATRICES. Frank Ayrc;ir. p.131 



ANEXO 2 

Corte representativo de una Llanta Radial 

Cuerdas de la capa, con 
la misma dirección del 
radio. 

BREAKERS 
(cinturones 
de acero) 



ANEXO 3 

Dendograma resultante del Método de Ligaje Simple considerando las 

m=7 variables predictoras iniciales 

C:BJETO 

Label Nurn 

"20" 

"26" 

"21" 
"13" 
"14" 
"18" 
"24" 
"23" 
"12" 

"16" 
"38" 
"40" 

"35" 
"36" 
"32" 

"33" 
"31" 
"34" 

"29" 
"30" 
"11" 
''15" 

"22" 
"28'' 
"27" 
"25" 
"19" 
"17" 
.. l" 
" .., .. 
"10" 

" 6" 
"37" 

"39" 
3" 

9" 
2" 
4" 
5" 
8" 

"41" 

o 

~ 

~ 

r 
r 
r_ 
}-
>--
>--
>--

....._ 

eJ-
~ 

LJ 

_J 

___¡ 

,5 10 L5 2,0 2,5 
1 1 1 1 1 

1-



ANEXO 4 

Dendograma resultante del Método de Ligaje Completo considerando las 

m;.7 variables predictoras iniciales. 

OBJETO o s o 5 20 25 
La bel Num 

"20" 
"26" 
"21" 
"13" 
"14" 
"18" 
"24" 
"23" 
"22" 
"28" 
"27" 
"17" 
"25" 
"12" 
"16" 

"15" 
"11" 
"19" 
" 1" 
" 7" 

"10" 
2" 
4" 
6" 
5" 
3" 
9" 
8" 

"37" 
"39" 
"29" 
"30" 

"38" 
"40" 
"35" 
"36" 
"32" 
"33" 
"31" 
"34" 
"41" 



ANEXO 5 

Dendograma resultante del Método de Conglomeración con Centroides 

considerando las m=7 variables predictoras iniciales. 

OBJETO 
Label Num 

"20" 
"26" 
"21" 
"13" 
"14" 
"18" 
"24" 
"23" 
"12" 

"16" 
"15" 
"11" 
"17" 
"22" 
"28" 
"27" 
"25" 
" l" 
" 7" 
"19" 
"10" 
"37" 
"39" 

"29" 
"30" 
"38" 
"40" 
"35" 
"36" 
"32" 

"33" 
"31" 
"34" 

" 3" 
" 9" 
" 2" 
.. 4" 
.. 5" 
,, 6" 

" 8" 
"41" 

o 

f-

,----

r-

r 
..... 
J 

r 

.... 

,----
r--

J 
r--
r--

.5 1,0 J,5 2.0 2,5 
• • • • • 

-

,___ 



ANEXO 6 

Dendograma usando el Método de la Mediana considerando las 

,n=7 variables predictoras iniciales. 

CBJETO 
Label Nu:r, 

"20" 

"26" 
"21" 
"13" 

"14" 
"18" 

"24" 
"23" 
"12" 
"16" 
"15" 
"11" 
"19" 
"22" 
"28" 
"27" 

"25" 
"17" 
.. l" 
.. 7" 

"10" 
3" 

" 9" 
2" , .. 
s· 
6" 
8" 

"37" 

"39" 
"29" 
"30" 

"38'' 
"40" 
"35" 
"36" 

"32" 
"33" 

"31" 

"34" 
"41" 

o 

.... 

.... 
~ 

r-
1-
1-

r 
1-

1-
1-

J 
1-
1-

tr 
J 

.... 

,s ~o LS 2.0 

' • l ' 
25 

' 



ANEXO 7 

La variable que tenga la distancia Mahalanobis cuadrada más grande en cada paso, será 

la que pase al grupo de variables en el análisis (anexo 8). Por ejemplo: en el paso O, la 

variable X, F. Radial tiene la distancia d más grande entre los conglomerados 1 y 2. 

Paso 

• 

2 

3 

• 

5 

• 
1 

8 

Xl - C. Muestral 

X2: Desempefto 

X3: F. Radlal 

X4: F. Lateral 

XS: 1ra. Armónica 

X6: Conicidad 

X7: Peso 
X1: C. Muestra! 

X2: Oesempel\o 

X4: F. Lateral 

XS: 1ra. Annónlca 

X6: Conicidad 

XJ: Peso 

X1: C. Muestra! 

X2: Oesempefto 

X4: F. Lateral 

XS: 1ra. Armónica 

X6: Conicidad 

X1: C. Muestra! 

X4: F. Lateral 

xs: 1ra. Armónica 

X6: Conicidad 

X1: C. Muestra! 

X3: F. Radial 

X4: F. lateral 

XS: 1 ra. Armónica 

X6: Conlddld 

X3: F. Radial 

X4: F. Lateral 

X5: 1 ra. Armónica 

X6: Conicidad 

X3: F. Radlal 

X4: F. Lateral 

X5: 1 ra. Armónica 

X3: F. Radial 

XS: 1 ra. Atmóntca 

XJ: F. Radial 

XS: 1ra. Armónica 

X6: Conicidad 

Variables no incluidas en el análisis 

• 

1 

¡rolerancla I 
Tolerancia mln F que ,1 Mn. O I Entre 

Introducir cuadrado aruRfts 
1 1 23.403 0.002 2y4 
1 1 145.368 0.001 Sy6 
1 1 92.616 0.655 1 y 2 
1 1 34.387 0.023 4y6 
1 1 32.747 0000 Sy6 
1 1 13.159 0.007 1 y 4 
1 1 40.899 0.557 "4 

0.996 0.996 19.834 0.662 1 y 2 
0.463 0.463 6.795 0.977 1 y 2 
0.998 0.998 22.068 1.274 Sy6 
0.778 o.na 3.195 0.874 1 ,, 

0.902 0.902 12.107 1.203 Sy6 
0.960 0.960 9.734 1.714 s,s 
0.972 0.937 19.777 2.309 3y4 
0.454 0.454 5.902 3.472 Sy6 
0.976 0.939 17.607 1.918 Sy6 
0.766 0.737 2.599 1.970 Sy6 
0.663 0.852 11.092 1.813 s,s 
0.809 0.378 19.228 5.735 1 y 2 
0.904 0.421 14.034 3.461 Sy6 
0.767 0.398 2.282 3.n1 Sy6 
0.701 0.327 6.911 3.575 s,s 
0.935 0.698 18.630 5.136 1 y 2 
0.463 0.454 2.032 3.472 Sy6 
0.965 0.925 16.928 1.203 Sy6 
0.893 0.840 1.393 0.970 Sy6 
0.992 0.939 8.175 1.308 s,s 
0.401 0.378 2.368 5.735 1 y 2 
0.950 0.888 16.764 7.664 3y4 
0.690 0.799 1.327 6.022 1 y 2 
0.903 0.650 9.208 8.615 3'4 
0.306 0.306 1.079 8.788 3y4 
0.713 O.f:íl7 4.87(1 8.639 3y4 
0.759 0.759 2.374 11.429 3y4 
0306 0.306 0.989 8.815 3y4 
0.746 0.623 2.302 11.573 3,4 
0.381 0.357 1.151 8.327 3y4 
0.811 0.767 1.999 9.521 3y4 
0.677 O.f:fl7 1.259 8639 3,4 



ANEXO 8 

Las variables que en cada paso salen de la tabla anterior (anexo 7) son las que entran en 

la siguiente tabla, y de ésta manera se obtiene el subgrupo de las variables predictoras 

que más influyen en la regla de clasificación del análisis de conglomerados, 

aumentando el grado de precisión de la regla de clasificación. 

Variables en el anlillsis 

Paso Tolerancla l F que I Mn. D I Entre 
eliminar cuadrado arupos 

X3: F. Radial 1 92.616 
2 X3: F. Radllll 0.960 27.586 0.557 3y4 

X7: Peso 0.960 9.734 0.655 1, 2 
3 X3: F. Radial 0.463 2.032 0.963 Sy6 

X7: Peso 0.940 8.605 o.9n 1 y 2 
X2: Desempel\o 0.454 5.902 1.714 5y6 

• X7: Peso 0.9-42 8.857 0.001 Sy6 
X2: Oesempefto 0.942 43.004 0.557 3v4 

• X7: Peso 0.934 8.185 0.116 1 y2 
X2: Oesempel'\o 0.898 37.265 0.558 3y4 
XI: C. Muestra! 0.935 18.630 0.9"3 Sy6 

• X7: Peso 0.934 7.875 8.260 1 y 3 
X2: Oesempel'lo 0.897 34.388 1.998 3y4 
X1: c. Mueslral 0.850 20.252 t.308 Sy6 
X6: Conicidad 0.903 9.208 5.136 1, 2 

7 X7: Peso 0.927 6.031 8.626 3y4 

X2: Oesempe:fto 0.884 33.848 2.223 3y4 
X1: C. Muestn1I 0.849 19.259 1.357 Sy6 
X6: Conicidad o.sn 1.259 7664 3y4 
X4: F. Lateral 0.713 4.870 8.615 3V4 

• X7: Peso 0.927 6.968 7.345 1 y3 
X2: Oesernpeflo 0.888 35.028 1.573 3y4 
X1: C. Muestra! 0.920 18.439 1 203 Sy6 
X4: F. Lateral 0.950 16.764 S.136 1, 2 



ANEXO 9 

Gréificas de dispersión, de las variables predictoras 

X,: Cantidad Muestra! vs. X,: Fuerza Lateral 
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ANEXO 10 

Gráficas de dispersión, de las variables predictoras 

Xi: Desempeño vs. x.: Fuerza Lateral 
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ANEXO 11 

Gráficas de dispersión, de las variables predictoras 

Xf Desempeño vs. X1: Peso 

70 

60 
Cooglome1ado$ 
de~nldOs 

Gpo 6 mediante 
lasm•7 

50 
'"""'" ~-... 

40 

x1 e Muestral 

30 X2 Desempello 
XJFRodol 
X4 F laleral 

20 X5 1 • Harmonica 
X6 Conmad 

o Xl Peso 
•Z 10 
w 
Q. 
::¡ o w 
en Gpo. 2 _ Gpo.1 
w 

-10 o 
4 6 8 10 12 14 16 18 20 

PESO 

70 

60 
Conglomerados 

"''""" mediante 

50 !ash=4 

""'-ptedlmras 

40 

X1 e t.t.iestral 

30 
X2 °"""""" X4 F la!eral 
X7 Peso 

20 Gpo. 3 

o 
•Z 10 
w 
Q. 
::¡ o w 
en Gpo.2 

Gpo w -10 o 
4 6 8 10 12 14 16 18 20 

PESO 



...J 

~ 
w 

~ 
;5 
Q'. 
w 
:::, 
\L 

...J 

~ 
w 

~ 
;5 
Q'. 
w 
:::, 
\L 

100 

80 

60 

ANEXO 12 

Gráficas de dispersión, de las variables predictoras 

X4: Fuerza Lateral vs. X 7: Peso 
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