
UNIVERSIDAD NACIONAL AUTÓNOMA DE MÉXICO
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Facultad de Ciencias
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Resumen

En los últimos años, el uso de algoritmos de Machine Learning ha experimen-
tado un crecimiento significativo, impulsado por su diversidad de aplicaciones, lo
que ha planteado nuevos desaf́ıos. En particular, en el ámbito del análisis de da-
tos multidimensionales, el objetivo central radica en transformar la representación
de conjuntos de datos caracterizados por una alta dimensionalidad, reduciendo la
cantidad de variables. Este proceso tiene como meta mejorar el rendimiento de los
modelos predictivos. Sin embargo, surge el problema de la dimensionalidad. En
este contexto, la distancia Euclideana, ampliamente utilizada, muestra sus limita-
ciones, ya que en espacios de alta dimensión, los puntos de un conjunto de datos
tienden a estar a distancias similares, lo que dificulta la diferenciación entre ellos.
Además, los enfoques tradicionales tienden a fracasar cuando el conjunto de datos
está inmerso en estructuras no lineales. Diversos estudios previos han abordado
este desaf́ıo desde la perspectiva de considerar tanto la densidad como la geometŕıa
de los datos, intentando equilibrar dos objetivos aparentemente opuestos: reducir
la dimensionalidad sin perder información significativa.

En este contexto, este trabajo abarca desde los fundamentos de la noción
de distancia hasta la aplicación de distancias innovadoras, como la distancia de
Hausdorff-Fermat, en el análisis de datos complejos en estructuras no lineales.

En el primer caṕıtulo, sentamos las bases al introducir la noción de distancia
y profundizar en la conocida Distancia de Hausdorff. Esta distancia sirve para
cuantificar la similitud entre conjuntos. Esto ha tenido una gran cantidad de apli-
caciones en la época moderna, desde la detención de caras hasta segmentación de
imágenes. Este caṕıtulo establece el escenario para comprender cómo las distancias
pueden ser poderosas herramientas en la resolución de problemas reales.

En el segundo caṕıtulo se presenta la Distancia Power-Weighted Shortest-Path
y algunos teoremas que aseguran convergencia en ciertos contextos Además, intro-
ducimos la Distancia de Fermat, que se convierte en un componente fundamental
en nuestro enfoque. Ambas distancias tienen como objetivo principal alcanzar un
equilibrio que permita capturar tanto la densidad de los datos como la estructura
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de su soporte, superando las limitaciones de las distancias tradicionales.
El tercer caṕıtulo mostramos aplicaciones prácticas de la Distancia de Fermat,

con un énfasis especial en algoritmos de clusterización. Posteriormente definimos
la Hausdorff-Fermat, una variante que incorpora la densidad de los datos. A través
de ejemplos simples pero reveladores, exploramos el potencial de esta distancia en
la segmentación de imágenes, especialmente en el campo de la medicina.

Agradezco al proyecto PAPIIT-DGAPA IN102822 por el apoyo en infraestruc-
tura y condiciones de trabajo que permitieron realizar esta tesis.
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Caṕıtulo 1

Distancia de Hausdorff

La noción de distancia es algo que surge naturalmente desde los animales que
tienen la intuición de cercańıa o lejańıa para conseguir alimentos y/o modificar
su lugar de estancia dependiendo del clima de una región. En la humanidad, el
concepto de distancia ha sido de vital importancia para transporte de recursos.
Para dar un ejemplo simple, los vuelos siguen trayectorias geodésicas para ir de un
poblado a otro que no son necesariamente una ĺınea recta.

En las Matemáticas se ha axiomatizado el concepto de distancia. Esto ayuda
a tener un formalismo para obtener resultados interesantes al respecto. En este
caṕıtulo presentamos este concepto matemático y algunas consecuencias básicas.
También daremos la definición de la distancia de Hausdoff y algunas de sus apli-
caciones. A lo largo de este caṕıtulo seguiremos las exposiciones del libro [1].

1.1. Introducción

Definición 1.1 (Distancia) Una función d : X × X → R+ es considerada una

distancia o métrica en un conjunto X si para cualesquiera dos elementos p, q ∈ X

se cumple lo siguiente:

1. d(p, q) > 0 si p 6= q; y d(p, p) = 0.

2. d(p, q) = d(q, p).

3. d(p, q) ≤ d(p, r) + d(r, q) para cualquier r ∈ X.

Además, el conjunto X que cumple con lo anterior es considerado espacio métrico.
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1. DISTANCIA DE HAUSDORFF

Por ejemplo, una distancia posible en el conjunto R es el valor absoluto de la
diferencia entre dos elementos, es decir,

d(p, q) = |p− q| ∀ p, q ∈ R.

También es posible definir una distancia entre nodos de una gráfica, por ejemplo
la conocida distancia del taxi [2]. En este caso, el espacio X es la gráfica, y la
distancia entre dos nodos se define como el mı́nimo número de segmentos que
tienen que ser recorridos para ir de un nodo a otro.

Es posible definir una distancia en diferentes espacios, como la distancia entre
gráficas, entre matrices, entre funciones o entre conjuntos. Profundizaremos en este
último caso más adelante.

Una de las distancias más importantes en el espacio Rk es la distancia Eucli-

deana.

Definición 1.2 (Distancia Euclideana) Sean p, q ∈ Rk, con p = (p1, . . . , pk) y

q = (q1, . . . , qk), la distancia Euclideana está definida como

d(p, q) =

√√√√ k∑
i=1

(pi − qi)2. (1.1)

A pesar de que cumple las condiciones de ser una distancia, no siempre es la
mejor manera de medir, porque medir depende del problema y del espacio con el
que se esté tratando. Por ejemplo, podemos pensar en la superficie de la tierra
siendo un subconjunto de R3. Cuando queremos medir la distancia entre dos ciu-
dades distintas, no ocupamos la distancia Euclidiana, ya que estaŕıamos midiendo
con una ĺınea recta, es decir, como si pasáramos por un túnel a través de la tierra.
Lo que se hace realmente es medir el camino más corto entre las ciudades con la
restricción que todos los puntos de la trayectoria se encuentren sobre la superficie
de la tierra. Entonces, podemos definir la distancia entre dos puntos p, q sobre la
superficie S como

dS(p, q) = mı́n
γ⊂S

longitud(γ), (1.2)

donde γ es cualquier trayectoria que inicia en p y termina q, tal que γ ⊂ S. De aqúı
es importante observar que todo subconjunto Y ⊂ X de un espacio métrico X,
es por śı mismo un espacio métrico, pues la función d restringida al subconjunto
Y × Y sigue satisfaciendo las propiedades requeridas.
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1.2 Distancia de Hausdorff

1.2. Distancia de Hausdorff

Una cuestión que surge es cómo definir una distancia entre conjuntos, es decir,
cuantificar la similitud entre dos conjuntos. Una de las soluciones más conocidas es
la distancia de Hausdorff [3]. Primero daremos unas definiciones que nos ayudarán
a entender mejor los conceptos de esta sección.

Definición 1.3 Consideremos un espacio métrico (X, d). Sea p ∈ X y r > 0. La

bola abierta centrada en p con radio r es definida por Bp(r) = {x ∈ X : d(x, p) <

r}.

Definición 1.4 Un conjunto E ⊆ X es acotado en (X, d) si existen p ∈ X y

M > 0 tales que E ⊆ Bp(M).

Definición 1.5 Una sucesión {xn} es una sucesión de Cauchy si para cada ε > 0

existe un entero positivo N tal que d(xn, xm) < ε para todo m,n ≥ N .

Definición 1.6 Un espacio métrico (X, d) es un espacio métrico completo si toda

sucesión de Cauchy en (X, d) converge a un punto en X.

Definición 1.7 Un conjunto E ⊆ X es compacto en (X, d) si cada sucesión en E

tiene una subsucesión que converge a un punto en E.

Consideremos un espacio métrico completo (X, d). Y consideremos M(X) el
conjunto de todos los subconjuntos compactos no vaćıos de X. Consideremos un
elemento A ∈M(X) y definimos la r-expansión de A, denotada por A(r), como

A(r) =
⋃
x∈A

Bx(r) =
⋃
x∈A

{y ∈ X : d(x, y) ≤ r}. (1.3)

Definición 1.8 (Distancia de Hausdorff) Sea (X, d) un espacio métrico com-

pleto. Definimos la distancia de Hausdorff entre A,B ∈M(X) como

dH(A,B) = ı́nf{r > 0 : B ⊂ A(r) y A ⊂ B(r)}, (1.4)
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1. DISTANCIA DE HAUSDORFF

con la convención de que el ı́nfimo del conjunto vaćıo es ∞.

Entonces, la distancia de Hausdorff es el menor valor de r para el cual la r-
expansión de A contiene a B y la r-expansión de B contiene a A.

Una definición equivalente puede ser construida. Consideremos un elemento
p ∈ X y A ∈M(X), definimos la distancia de un punto p a un conjunto A por

d(p,A) = ı́nf
y∈A

d(p, y). (1.5)

Definición 1.9 La distancia de Hausdorff está definida como

dH(A,B) = máx

{
sup
p∈A

d(p,B), sup
q∈B

d(q, A)

}
. (1.6)

Entonces, la distancia de Hausdorff es la distancia más alejada de cualquier
punto de B al conjunto A o la distancia de cualquier punto de A al conjunto B;
la que sea mayor.

Proposición 1.1 Las definiciones 1.8 y 1.9 son equivalentes.

Demostración. Para fines prácticos denotemos a la distancia de la Definición 1.8
como d1 y a la de la Definición 1.9 como d2.

Sea r = d2(A,B). Por definición se tiene que A ⊂ B(r), entonces d(a,B) ≤ r
para toda a ∈ A, por lo que sup

a∈A
d(a,B) ≤ r. De igual manera se tiene que B ⊂ A(r),

entonces d(b, A) ≤ r para toda b ∈ B, por lo tanto sup
b∈B

d(b, A) ≤ r. Entonces,

d1(A,B) = máx

{
sup
a∈A

d(a,B), sup
b∈B

d(b, A)

}
≤ r = d2(A,B).

Ahora, consideremos d1(A,B) = r, entonces d(a,B) ≤ r para toda a ∈ A,
por lo que A ⊂ B(r). También, por definición, tenemos que d(b, A) ≤ r para toda
b ∈ B, entonces B ∈ A(r). Aśı obtenemos que

d2(A,B) ≤ d1(A,B).
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1.2 Distancia de Hausdorff

Notemos que d2(A,B) = ∞ es equivalente a que para toda r ≥ 0 ocurre que
A 6⊂ B(r) o B 6⊂ A(r) esto ocurre si y solamente si existe a ∈ A tal que d(a,B) ≥ r
o b ∈ B tal que d(b, A) ≥ r. A su vez, esto es equivalente a que d1(A,B) ≥ r y
como es válido para toda r ≥ 0 entonces d1(A,B) =∞. Se concluye que d1 = d2.

�

Proposición 1.2 Sea (X, d) un espacio métrico completo. Entonces dH(·) induce

una distancia en el conjunto M(X).

Demostración. A continuación mostramos que se cumplen las tres propiedades de
la Definición 1.1.

1. Por definición y considerando que d(·) es una función no negativa, es claro
que dH(A,B) ≥ 0.

Por otro lado, si A = B entonces d(p,B) = 0 = d(q, A) para toda p ∈ A y
q ∈ B, entonces dH(A,B) = 0. Ahora, supongamos que dH(A,B) = 0 lo cual
implica que sup

p∈A
d(p,B) = 0, entonces, d(p,B) = 0 para todo p ∈ A. Por lo

que A ⊆ B. De manera similar obtenemos que B ⊆ A. Por lo tanto A = B.

2. La simetŕıa se cumple por definición,

dH(A,B) = máx

{
sup
p∈A

d(p,B), sup
q∈B

d(q, A)

}
= dH(B,A).

3. Consideremos A,B,C ∈ M(X). Ya que A,B,C son compactos podemos
garantizar que para cada a ∈ A existe ca ∈ C tal que d(a, C) = d(a, ac).
Entonces,

d(a,B) = ı́nf{d(a, b) : b ∈ B} ≤ ı́nf{d(a, ca) + d(ca, b) : b ∈ B}
= d(a, ca) + ı́nf{d(ca, b) : b ∈ B} = d(a, ca) + d(ca, B)

≤ d(a, C) + d(ca, B).

Entonces,
sup
a∈A

d(a,B) ≤ sup
a∈A

d(a, C) + sup
c∈C

d(c, B) (1.7)

De manera análoga a la anterior, podemos probar que

sup
b∈B

d(b, A) ≤ sup
b∈C

d(b, C) + sup
c∈C

d(c, A) (1.8)
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1. DISTANCIA DE HAUSDORFF

Con los resultados de las ecuaciones (1.7) y (1.8), obtenemos que

dH(A,B) = máx

{
sup
a∈A

d(a,B), sup
b∈B

d(b, A)

}
≤ máx

{
sup
a∈A

d(a, C), sup
c∈C

d(c, A)

}
+ máx

{
sup
b∈B

d(b, C), sup
c∈C

d(c, B)

}
= dH(A,C) + dH(C,B).

Se concluye que dH(A,B) ≤ dH(A,C) + dH(C,B).

Por lo tanto, dH(·) induce una distancia en M(X).
�

Cabe mencionar que comúnmente la literatura se refiere a la distancia de Haus-
dorff cuando d(·) es la norma Euclideana. Sin embargo, como hemos visto, puede
definirse para cualquier espacio métrico completo (X, d).

1.2.1. Aplicaciones

Como hemos mencionado antes, la distancia de Hausdorff sirve para cuantificar
la similitud entre conjuntos. Esto ha tenido una gran cantidad de aplicaciones
en la época moderna. Desde de la década de los noventa múltiples trabajos se
han enfocado en implementar la distancia de Hausdorff para comparar imágenes
bidimensionales y tridimensionales. Sin embargo consideran ciertas restricciones a
la imagen, como la identificación de un objeto sólo si éste está escalado [4, 5].

A pesar de que teóricamente la implementación es directa, de manera compu-
tacional puede llegar a causar inconvenientes debido a la cantidad de información
que se tiene que evaluar. Es por ello que diferentes variaciones de la distancia de
Hausdorff han sido implementadas con el fin de ser más eficientes numéricamente.
Su principal uso ha sido en la detección de caras [6–8]. También ha tenido gran
importancia en el ámbito de la medicina, donde es utilizada para segmentación
de imágenes con el objetivo de aislar el área de interés para visualización o un
posterior análisis, por ejemplo, en la detección de zonas canceŕıgenas [9].

En la siguiente figura se muestra un ejemplo del uso de la distancia de Hausdorff
para encontrar un figura objetivo en una imagen.
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1.2 Distancia de Hausdorff

Figura 1.1: En el panel (a) se muestra el objeto a buscar en la imagen mostrada
en el panel (b). En el panel (c) se muestra la imagen tras un procesamiento para
resaltar los bordes encontrados. En el panel (d) se muestra en que parte de la imagen
se encontró el objeto a buscar. Imagen tomada de [10].

Actualmente, las distintas variaciones y mejoras computacionales han permiti-
do obtener una cuantificación robusta ante errores en la posición de los puntos de
la imagen, aśı como ante la presencia de outliers y puntos faltantes [10].
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Caṕıtulo 2

Distancias de trayectoria óptima

El problema de la trayectoria más corta entre dos puntos es un problema muy
interesante, tanto teóricamente como en aplicaciones, ya que surge naturalmente
en problemas de optimización. En este caṕıtulo definiremos una distancia en un
conjunto de puntos aleatorios Qn = {q1, . . . , qn} muestreados de una densidad
f con soporte en una variedad Riemaniana M ⊆ Rd, con la intención de que
la definición de la distancia nos dé un balance que logre capturar la estructura
geométrica de M y la densidad f .

En este caṕıtulo presentaremos la distancia PWSP (Power-Weighted Shortest-
Path) y la distancia de Fermat. Empezaremos mostrando pruebas de convergencia
para el caso donde el soporte de los datos es Rd. Posteriormente iremos extendiendo
los resultados al caso de variedades. Por último, daremos una breve descripción
de la complejidad computacional de las distancias. Este aspecto nos brindará una
comprensión más profunda de las implicaciones prácticas y los posibles desaf́ıos en
la implementación y aplicaciones de estas distancias en entornos reales.

2.1. Motivación

En los últimos años el uso de algoritmos de Machine Learning ha aumentado
debido a su amplia variedad de aplicaciones y con esto nuevos retos han surgido.
En el caso de análisis de datos multidimensionales se trata de ocupar la mayor
cantidad de variables para hacer modelos más complejos que tengan un mejor des-
empeño, por ejemplo, en algoritmos de clusterización o en calibración de modelos
estad́ısticos. Sin embargo, surge el problema de la dimensionalidad que consiste en
que la distancia Euclideana no es buena opción debido a que en espacios de alta
dimensión los puntos de un conjunto grande de datos están a una distancia similar
[11]. Existen enfoques clásicos como análisis de componentes principales (PCA) o
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2.1 Motivación

escalamiento multidimensional (MDS) que dan buenos resultados cuando los datos
se encuentran en un subespacio lineal de un espacio de dimensión más alta [12].
Esto hace posible cambiar la representación del conjunto de datos, que se encuen-
tra en términos de un gran número de variables, a una descripción que requiera
menos variables. Sin embargo, estos métodos sólo funcionan cuando el subespacio
es aproximadamente lineal. Cuando el conjunto de datos está contenido en estruc-
turas no lineales, los métodos de PCA y MDS fallan. Por ejemplo consideremos el
conjunto de imágenes de un mismo objeto tomadas de diferentes ángulos bajo la
misma condición de iluminación, como se muestra en la Fig. 2.1. Si una imagen
puede representarse como una malla de ṕıxeles de n×n en escalas de grises, donde
cada ṕıxel guarda la intensidad de luminosidad, entonces, cada posible imagen es
un punto en Rn2

. Sin embargo, el espacio de todas las imágenes del mismo objeto
tiene una estructura no lineal, esto causa que ambos métodos fallen [12].

Figura 2.1: Un ejemplo de reducción de dimensión. Los datos corresponden a 698
imágenes, de 64× 64 ṕıxeles, de una cara desde diferentes ángulos. Imagen tomada
de [12].

Existen diferentes métodos donde cada dato multidimensional es mapeado a
un espacio bidimensional o tridimensional, de manera que sea más fácil ver algu-
nas similitudes entre los datos [12–15]. Sin embargo, algunas veces estos métodos
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2. DISTANCIAS DE TRAYECTORIA ÓPTIMA

fracasan al tratar de preservar la estructura local de los clusters y la geometŕıa
global de los datos [16]. Otro posible camino para resolver el problema consiste
en elegir una distancia de manera adecuada. Diferentes trabajos se han basado
en considerar la densidad y la geometŕıa de los datos, tratando de equilibrar dos
objetivos opuestos [17–22]. Estos últimos trabajos mencionados son en los que se
basa la definición de distancia que se estudia en este trabajo.

Notación Definición

Xn Xn = {X1, . . . , Xn} ⊂ Rd, conjunto finito de datos.

(M, g) Variedad Riemaniana con tensor métrico asociado

Dα(x, y) Distancia PWSP, véase ecuación (2.1).

d̂α(x, y;Xn) Distancia muestral PWSP dado Xn, véase ecuación (2.3).

Tx,y Trayectoria asociada a d̂α(x, y;Xn).

µ Constante de tiempo de percolación

Hλ Proceso Poisson Homogéneo de intensidad λ.

B(z;R) Bola de radio R respecto a la distancia especificada.

(qi, qj) Trayectoria geodésica entre qi y qj.

(q1, q2, . . . , qn) Unión de segmentos de trayectorias geodésicas consecutivas.

(qi, qj) Recta entre qi y qj.

(q1, q2, . . . , qn) Unión de segmentos de trayectorias rectas consecutivas.

Tabla 2.1: Notaciones usadas en este trabajo.

2.2. Distancia PWSP

A continuación daremos algunas notaciones y supuestos que serán usados a lo
largo de este caṕıtulo. Consideremos M una variedad Riemaniana suave compacta
d-dimensional sin frontera con tensor métrico g para d > 1. También, considere-
mos el espacio de probabilidad (M,B(M),P) donde P es la ley de la distribución
sobre los conjuntos de Borel B(M) del espacio M. Asumamos que la ley de distri-
bución tiene densidad de probabilidad f . Consideremos Xn = {X1, . . . , Xn} una
colección de variables aleatorias (v.a.) independientes idénticamente distribuidas
(i.i.d.) sobre M con función de densidad f . Por último, consideraremos α ≥ 1.
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2.2 Distancia PWSP

Definición 2.1 (Distancia PWSP) Sea f como anteriormente descrita, x, y ∈

M. Definimos la distancia PWSP (Power-Weighted Shortest-Path) por sus siglas

en ingles de x a y como

Dα(x, y) = ı́nf
γ

∫ 1

0

f(γt)
(1−α)/d

√
g(γ′t, γ

′
t)dt, (2.1)

donde el ı́nfimo es tomado sobre todas las curvas contenidas en M, γ : [0, 1]→M,

que empiezan en γ0 = x y terminan en γ1 = y. Cuando una curva alcanza el ı́nfimo,

la denominamos curva Dα-geodésica.

Notemos que cuando α = 1 el factor de la densidad desaparece y se obtiene
la longitud de la curva geodésica clásica entre dos puntos. De cierta manera, el
parámetro α es un equilibrio entre las trayectorias que pasan por regiones de alta
densidad y entre las trayectorias que no se “desv́ıan” tanto de la curva geodésica
clásica. Además, podemos asegurar que el ı́nfimo se alcanza debido a que M es
compacto.

Para el caso 0 < α < 1, la trayectoria prefiere pasar por regiones de baja
densidad incluso si eso implica grandes deformaciones, dando lugar a resultados
contraintuitivos. Lo cual es opuesto a lo que se requiere en aplicaciones, principal-
mente de Machine Learning [23]. Cuando α→∞, la trayectoria óptima es aquella
que tenga el mı́nimo sobre el segmento más largo de las trayectorias. Este caso ha
sido utilizado y ha demostrado tener gran precisión en algoritmos de clusterización,
principalmente para mezcla de modelos no paramétricos [24].

Ahora, supongamos que no conocemos la función de densidad f y sólo tenemos
una muestra de n observaciones. Una forma de estimar la ecuación (2.1) es de la
siguiente forma.

Definición 2.2 (Distancia muestral PWSP) Sea un conjunto no vaćıo X ⊂

M. Para x, y ∈M, definimos la distancia muestral PWSP como

d̂α(x, y;X) = ı́nf

{
k−1∑
i=1

D1(ai, ai+1)
α :ai ∈ X ∪ {x, y},

(a1, . . . , ak) una trayectoria de x a y

}
.

(2.2)
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2. DISTANCIAS DE TRAYECTORIA ÓPTIMA

Notamos que la distancia muestral PWSP busca la trayectoria de menor costo
que pase por los puntos ai ∈ Xn, (véase Fig. 2.2), donde el costo de cada segmento
es la distancia geodésica entre ai y ai+1 elevada a la α-potencia. En este caso se está
ignorando de manera directa la influencia de la función de densidad, sin embargo,
su relevancia está impĺıcita en la muestra Xn. Denotamos por Tx,y a la trayectoria

entre x y y que alcanza el valor d̂α(x, y;Xn).

Figura 2.2: Representación esquemática de la trayectoria más corta, respecto a
d̂α, entre x1 y xN . Como se muestra, la trayectoria entre xi y xi+1 no es una ĺınea
recta necesariamente, sino la geodésica entre xi y xi+1 que está determinada por la
estructura M.

Proposición 2.1 La distancia muestral PWSP es una distancia en Xn.

Demostración. Probemos que la distancia muestral PWSP cumple las propiedades
de la Def. 1.1.

1. Dados x, y ∈ Xn ⊂ M, x 6= y, existe una trayectoria (qk1 , . . . , qkl), con

qki 6= qkj , qk1 = x, qkl = y, tal que d̂α(x, y;X) =
l−1∑
i=1

Dα(qki , qki+1
) > 0. Por lo

12



2.3 Constante del tiempo de percolación

tanto, d̂α(x, y;X) > 0.

Por otro lado, consideremos x, y tales que d̂α(x, y;X) = 0. Esto es equivalente
a que exista una trayectoria (qk1 , . . . , qkl) tal que Dα(qki , qki+1

) = 0 para todo
i, que a su vez es equivalente a qki = qki+1

. Por lo que x = y.

2. La igualdad d̂α(x, y;X) = d̂α(y, x;X) se cumple trivialmente debido a la
simetŕıa de Dα.

3. Consideremos d̂α(x, y;X) y d̂α(y, z;X) y sus respectivas trayectorias (qk1 , . . . , qkl)
y (qj1 , . . . , qjm). Ya que x = qk1 , y = qkl = qj1 , z = qjm , existe una trayectoria

(qk1 , . . . , qkn , qj1 , . . . , qjm) de x a z de longitud d̂α(x, y;X) + d̂α(y, z;X). Por

lo tanto, d̂α(x, z;X) ≤ d̂α(x, y;X) + d̂α(y, z;X).

Aśı, mostramos que cumple con la definición de distancia.
�

Notemos que dado Xn, d̂α(·) no cumple con la definición de distancia en M.
Por ejemplo, consideremos M = R, Xn = {0, 1} y α ≥ 2. Tomemos el punto
z = 0.5. Veamos que d̂α(0, 1;Xn) = 1 y d̂α(0, 0.5;Xn)+d̂α(0.5, 1;Xn) = 2(0.5)α < 1.
Entonces, la desigualdad del triangulo no se cumple. En general, no se cumple para
todo punto z ∈ (0, 1). Por lo tanto, no cumple con la definición de distancias para
todo R.

2.3. Constante del tiempo de percolación

A continuación enunciaremos un teorema de convergencia cuando Xn es un
Proceso Poisson homogéneo y M = Rd, cuya prueba puede consultarse en [25, 26].

Denotemos por Hλ a un proceso homogéneo Poisson en Rd de intensidad con-
tante λ > 0. Sea ê1 = (1, 0, . . . , 0) ∈ Rd un vector unitario. Por la invarianza trasla-
cional y rotacional del proceso homogéneo Poisson, tenemos que para x, y ∈ Rd la
distribución de d̂α(x, y;Hλ) es igual a la distribución d̂α(0, tê1;Hλ) con t = |x− y|
[27].

Teorema 2.1 Sea H1 un proceso homogéneo Poisson en Rd con intensidad λ = 1.

Entonces,

ĺım
t→∞

E

[
d̂α(0, tê1;H1)

t

]
= µ, (2.3)

donde µ = µ(d, α) es una constante positiva que depende de sólo de d y α.

13



2. DISTANCIAS DE TRAYECTORIA ÓPTIMA

Teorema 2.2 Bajo las mismas condiciones del teorema anterior,

ĺım
t→∞

d̂α(0, tê1;H1)

t
= µ, casi seguramente. (2.4)

Los teoremas anteriores pueden ser extendidos al caso donde el proceso Poisson
está definido en un conjunto abierto convexo S ⊂ Rd, aplicando un reescalamiento
[28].

Teorema 2.3 Sea S ⊂ Rd un conjunto abierto convexo y Hn un proceso Poisson

con intensidad n dividida por el volumen de S. Entonces existe µ = µ(d, α) tal

que para toda x, y ∈ S, se tiene que

ĺım
n→∞

d̂α(x, y;Hn)

n(1−α)/d|x− y|
= µ casi seguramente. (2.5)

Más aún, dados b > 0 y ε > 0, existen constantes positivas θ1, β tales que si

|x− y| > b, entonces

P

(∣∣∣∣∣ d̂α(x, y;Hn)

n(1−α)/d|x− y|
− µ

∣∣∣∣∣ ≥ ε

)
≤ exp

(
−θ1nβ

)
, (2.6)

para toda n ≥ 1.

La constante µ es conocida como constante del tiempo de percolación de primer
pasaje [29, 30]. En tal contexto, se tiene una malla de nodos en donde cada arista
entre los nodos tiene asociada una variable aleatoria que representa el tiempo que
toma ir de un nodo a otro. Entonces, µt caracteriza el tiempo asintótico más rápido
posible que toma ir de un nodo a otro cuando están a distancia t. En nuestro caso,
el peso entre los nodos está determinado por la distancia. Sin embargo, el esquema
de estudio tiene cierta analoǵıa.

2.4. Resultados de convergencia local

En esta sección mostraremos algunos resultados para el caso M = Rd, que
después se extenderán para el caso de variedades Riemanianas. Notemos que para
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2.4 Resultados de convergencia local

este caso, D1(x, y) = |x− y| donde | · | es la norma Euclideana. A lo largo de esta
sección, ocuparemos la notación

B(z;R) = {x ∈ Rd : |x− y| < R}, β =
1

d+ 2α
. (2.7)

Empezaremos acotando la probabilidad de la distancia mı́nima entre los ele-
mentos de Xn.

Lema 2.1 Sea Hλ un proceso Poisson en un conjunto conexo S ⊂ Rd y Xn una

muestra. Sea (X1, . . . , Xki) una trayectoria minimizante. Dado δ > 0, existe una

constante positiva θ1 > tal que

P
(

máx
j<ki
|Xj+1 −Xj| > δ

)
≤ exp(−θ1n).

Demostración. Definamos la función h(Xi, Xj; ·) : S → R,

h(Xj, Xj+1;u) = |Xj − u|α + |Xj+1 − u|α − |Xj −Xj+1|α, (2.8)

y consideremos θ(Xj, Xj+1) = {u ∈ S : h(Xj, Xj+1;u) < 0}, es decir, θ(Xj, Xj+1)
es el conjunto de puntos u tal que que la trayectoria (Xj, u,Xj+1) es más corta
que (Xj, Xj+1), (véase Fig. 2.3). Entonces, existe una constante θ′1 = θ′1(d, α) >
0 tal que existe existe un conjunto C de volumen θ′1|Xj − Xj+1|d contenido en
θ(Xj, Xj+1). La probabilidad que no haya un punto contenido en C está acotada
por exp(−cn) con c > 0. Si máx

j<ki
|Xj+1 −Xj| > δ, entonces

P
(

máx
j<ki
|Xj+1 −Xj| > δ

)
≤ exp(−θ1n).

�
A continuación enunciamos una variación del lema anterior cuya demostración

es similar y se dejará de lado.

Lema 2.2 Sea z ∈ Rd y R > 0. Supongamos que Xn es una muestra en Rd

con función de densidad f y que fm = ı́nf{f(u) : u ∈ B(z;R)} es estrictamente

positivo. Sea b > 0. Para cada par 1 ≤ i < j ≤ n, definamos el evento Hn(i, j)

como la intersección de los siguientes eventos:
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2. DISTANCIAS DE TRAYECTORIA ÓPTIMA

Figura 2.3: Ejemplo bidimensional donde X1 = (−1,−1) (punto color verde) y
X2 = (1, 1) (punto color púrpura), donde la región θ(X1, X2) está sombreada de
color gris. Para valores de α cercanos a 1, la región es “delgada”. Conforme α
aumenta, la región se va ensanchando hasta alcanzar la intersección de los ćırculos
centrados en X1, X2, respectivamente, con radio |X1 −X2|.

G.1: Xi y Xj están en B(z;R),

G.2: |Xi −Xj| > bβ(nfm)(β−1)/d,

G.3: la trayectoria más cercana de Xi a Xj sobre Xn respecto a d̂α no contiene

a algún otro punto de Xn.

Sea Fn =
⋂
i,j

Hn(i, j)c. Entonces, existe una constante θ1 > 0 tal que

1− P(Fn) ≤ exp
(
−θ1nβ

)
. (2.9)

Notemos que la condición de la cota inferior, |Xi−Xj| > bβ(nfm)(β−1)/d, decrece
en función de n. Entonces, la expresión 1 − P(Fn) ≤ exp(−θ1nβ) nos dice que
conforme n crece, la probabilidad de que haya un segmento de trayectoria “ largo”
también decrece exponencialmente.

A continuación enunciaremos dos lemas cuya demostración puede consultarse
en [21, 25], donde se ocupa la teoŕıa y resultados del Proceso Poisson [27]. Daremos
dichos resultados por verdaderos para demostraciones posteriores. Además, en todo
este trabajo, µ denotará a la constante del tiempo de percolación de primer pasaje.

Lema 2.3 Sean z ∈ Rd, R2 > R1 > 0. Suponga que la función de probabilidad f

es uniforme en B(z;R2), pero no necesariamente en el resto del soporte. Sean ε > 0
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2.4 Resultados de convergencia local

y b ∈ (0, 2R1). Entonces, existe n0 > 0 tal que para toda n ≥ n0 y x, y ∈ B(z;R1)

con |x− y| ≥ b, se tiene que

∣∣∣∣∣∣
E
[
d̂α(x, y;Xn ∩B(z;R2))

]
(nf(z))(1−α)/d|x− y|

− µ

∣∣∣∣∣∣ < ε. (2.10)

Lema 2.4 Sean z ∈ Rd, R2 > R1 > 0. Suponga que la función de probabilidad f

es uniforme en B(z;R2), pero no necesariamente en el resto del soporte. Sean ε > 0

y b ∈ (0, 2R1). Entonces, existe una constante θ3 > 0 tal que para n suficientemente

grande y para toda x, y ∈ B(z;R1) con |x− y| ≥ b, se tiene que

P

(∣∣∣∣∣ d̂α(x, y;Xn ∩B(z;R2))

(nf(z))(1−α)/d|x− y|
− µ

∣∣∣∣∣ > ε

)
≤ exp (−θ3nα) . (2.11)

Los Lemas 2.3 y 2.4 nos indican convergencia en media y en probabilidad,
respectivamente. Lo que nos indica es que si tenemos una región donde la probabi-
lidad es uniforme, podemos asegurar que la distancia PWSP, entre cualquiera dos
puntos x, y, escalada por un factor (nf(z))(1−α)/d|x− y| converge a una constante
µ que sólo depende de la dimensión de la región y α. De cierta manera, dichos
resultados son una extensión de los Teoremas 2.1, 2.2 y 2.3.

A continuación enunciamos un lema que nos da una cota para la diferencia de

las distancias entre elementos contenidos en una bola de radio R. Dicha cota será

usada más adelante.

Lema 2.5 Sea z ∈ Rd, R > 0 y b ∈ (0, R/2). Suponga que la función de proba-

bilidad f es uniforme en B(z;R), pero no necesariamente en el resto del soporte.

Sea ε > 0 lo suficientemente pequeña para que (µ + ε)/2 < (µ − ε)5/8, es decir,

9ε < µ. Sea v, u, x, y ∈ B(z;R). Si los siguientes eventos ocurren,

A.1: el evento Fn del Lema 2.2,

A.2: |x− u| y |y − v| es menor que bβ(nf(z))(β−1)/d,
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2. DISTANCIAS DE TRAYECTORIA ÓPTIMA

A.3: |x− y| ≥ b,

A.4:
d̂α(u, v;Xn ∩B(z;R))

(nf(z))(1−α)/d|u− v|
≤ µ+ ε, (2.12)

entonces, existe n0 > 0 tal que∣∣∣∣∣ d̂α(x, y;Xn ∩B(z;R))

(nf(z))(1−α)/d|x− y|
− d̂α(u, v;Xn ∩B(z;R))

(nf(z))(1−α)/d|u− v|

∣∣∣∣∣ < ε/2. (2.13)

Demostración.
Por la desigualdad del triángulo podemos acotar el lado izquierdo de la ecuación
(2.13) por ∣∣∣∣∣ d̂α(x, y;Xn ∩B(z;R))

(nf(z))(1−α)/d|x− y|
− d̂α(u, v;Xn ∩B(z;R))

(nf(z))(1−α)/d|x− y|

∣∣∣∣∣
+

∣∣∣∣∣ d̂α(u, v;Xn ∩B(z;R))

(nf(z))(1−α)/d|x− y|
− d̂α(u, v;Xn ∩B(z;R))

(nf(z))(1−α)/d|u− v|

∣∣∣∣∣ .
(2.14)

Por A.1 tenemos que cada segmento en la trayectoria más corta es de longitud a
lo más bβ(nf(z))(β−1)/d. Aunado a la condición A.2, tenemos que

|d̂α(x, y;Xn ∩B(z;R))− d̂α(u, v;Xn ∩B(z;R))| ≤ 2(bβ)α(nf(z))(β−1)α/d. (2.15)

Y usando A.3 tenemos que∣∣∣∣∣ d̂α(x, y;Xn ∩B(z;R))

(nf(z))(1−α)/d|x− y|
− d̂α(u, v;Xn ∩B(z;R))

(nf(z))(1−α)/d|x− y|

∣∣∣∣∣ ≤ 2bαβ(nf(z))(αβ−1)/d

b
. (2.16)

Ya que (αβ−1) < 0, existe n1 tal que la ecuación anterior es acotada por ε/4 para
toda n ≥ n1.

Por otro lado, de A.2 tenemos que ||u− v| − |x− y|| < 2bβ(nf(z))(β−1)/d, y
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2.4 Resultados de convergencia local

junto con A.4, el segundo término de (2.14) es acotado por∣∣∣∣∣ d̂α(u, v;Xn ∩B(z;R))

(nf(z))(1−α)/d|x− y|
− d̂α(u, v;Xn ∩B(z;R))

(nf(z))(1−α)/d|u− v|

∣∣∣∣∣
≤ d̂α(u, v;Xn ∩B(z;R))

(nf(z))(1−α)/d|u− v|

∣∣∣∣ |u− v| − |x− y||x− y|

∣∣∣∣
≤ (µ+ ε)

2bβ(nf(z))(β−1)/d

b
.

(2.17)

Ya que (β − 1) < 0, existe n2 tal que la ecuación de arriba puede ser acotada por
ε/4 para toda n ≥ n2.

En conclusión, la ecuación (2.13) se cumple tomando n0 = máx{n1, n2}.
�

A continuación enunciaremos un lema, el cual asegura que con muy alta pro-

babilidad para n suficientemente grande, la trayectoria entre dos elementos x, y ∈

B(z;R/4) no se sale de B(z;R).

Lema 2.6 Sea z ∈ Rd, R > 0 y b ∈ (0, R/2). Suponga que la función de proba-

bilidad f es uniforme en B(z;R), pero no necesariamente en el resto del soporte.

Definamos los eventos:

En(ε) al evento tal que para toda x ∈ B(z;R/4) y u 6∈ B(z;R),

d̂α(x, u;Xn)

(nf(z))(1−α)/d
> (µ− ε)5

8
R. (2.18)

E ′n(ε) al evento tal que para toda x, y ∈ B(z;R/4) con |x − y| ≥ b se tiene

que

d̂α(x, y;Xn) = d̂α(x, y;Xn ∩B(z;R)) (2.19)

y ∣∣∣∣∣ d̂α(x, y;Xn)

(nf(z))(1−α)/d|x− y|
− µ

∣∣∣∣∣ ≤ ε. (2.20)
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Sea ε > 0 lo suficientemente pequeño para que (µ+ε)/2 < (µ−ε)5/8, es decir,

9ε < µ. Entonces, existe θ4 > 0 tal que

1− P(En(ε) ∩ E ′n(ε)) ≤ exp(−θ4nβ). (2.21)

Demostración.
Definamos ξn = bβ(nf(z))(β−1)/d. Para un conjunto de puntos {wi}mi=1 ∈ Rd, sea
{B(wi; ξn) : wi ∈ B(z;R/4), 1 ≤ i ≤ m} una cubierta abierta finita de B(z;R/4)
con m del orden de n, m = O(n). De igual manera, para un conjunto de puntos
{vk}lk=1 ∈ Rd, sea {B(vk; ξn) : vk ∈ B(z; 7R/8), 1 ≤ k ≤ l} una cubierta abierta
finita abierta de la frontera de B(z; 7R/8) con l = O(n).

Definamos los supuestos:

B.1: el evento Fn, del Lema 2.2, ocurre.

B.2: para toda wi, vk se tiene que∣∣∣∣∣ d̂α(wi, vk;Xn ∩B(z;R))

(nf(z))(1−α)/d|wi − vk|
− µ

∣∣∣∣∣ ≤ ε/2. (2.22)

B.3: ∣∣∣∣∣ d̂α(wi, wj;Xn ∩B(z;R))

(nf(z))(1−α)/d|wi − wj|
− µ

∣∣∣∣∣ ≤ ε/2. (2.23)

Afirmamos que el evento En(ε), ecuación (2.18), ocurre bajo los supuestos B.1
y B.2.

Sea r > 0. Denotemos por d̂α(x;Xn; r) a la distancia mı́nima, respecto a d̂α, de
x a la frontera de B(z; r), es decir,

d̂α(x;Xn; r) = mı́n
|z−y|=r

d̂α(x, y;Xn). (2.24)

Notemos que para x ∈ B(z;R/4) y u 6∈ B(z;R) se tiene que d̂α(x, u;Xn) ≥
d̂α(x;Xn; 7R/8). Entonces, para asegurar que se cumple la ecuación (2.18) es sufi-
ciente con mostrar que

d̂α(x;Xn; 7R/8)

(nf(z)(1−α)/d
≥ (µ− ε)5R/8, (2.25)
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Además, notemos que d̂α(x;Xn; 7R/8) = d̂α(x;Xn ∩ B(z;R); 7R/8), ya que si la
trayectoria más corta a la frontera saliera de B(z;R), la trayectoria ya habŕıa
pasado por la frontera, lo cual es una contradicción.

Para toda x ∈ B(z;R/4), existe wi tal que |x − wi| < ξn, y para toda q en la
frontera de B(z; 7R/8), existe vk tal que |q − vk| < ξn. Notemos que se cumplen
las hipótesis del Lema 2.5, entonces tenemos que

−ε
4

+
d̂α(wi, wk;Xn ∩B(z;R))

(nf(z))(1−α)/d|wi − vk|
≤ d̂α(x, q;Xn ∩B(z;R))

(nf(z))(1−α)/d|x− q|
. (2.26)

Junto con el supuesto B.2, obtenemos que para n suficientemente grande

d̂α(x, q;Xn ∩B(z;R))

(nf(z))(1−α)/d|x− q|
≥ µ− ε, (2.27)

para toda x ∈ B(z;R/4) y para toda q que satisfaga |z− q| = 7R/8. Aśı, teniendo
en cuenta que |x − q| ≥ 5R/8, afirmamos que el evento En(ε), ecuación (2.18),
ocurre bajo los supuestos B.1 y B.2.

Ahora, mostraremos por contradicción que el evento E ′n(ε) se cumple bajo las
condiciones B.1, B.2 y B.3.

Sea x, y ∈ B(z;R/4) y |x− y| ≥ b. Entonces existen wi, wj tales que |wi−x| <
ξn y |wj − y| < ξn. Supongamos que la ecuación (2.19) no se cumple, es decir,

d̂α(x, y;Xn) 6= d̂α(x, y;Xn ∩B(z;R)). Esto implica que la trayectoria entre x, y ha
cruzado la frontera de B(z; 7R/8), se sigue que d̂α(x;Xn; 7R/8) ≤ d̂α(x, y;Xn). Por
la ecuación (2.25) se tendŕıa que

(µ− ε)5R/8 ≤ d̂α(x;Xn; 7R/8)

(nf(z))(1−α)/d
≤ d̂α(x, y;Xn)

(nf(z))(1−α)/d
. (2.28)

Pero por el otro lado, por Lema 2.5, tenemos que

d̂α(x, y;Xn ∩B(z;R))

(nf(z))(1−α)/d|x− y|
≤ d̂α(wi, wj;Xn ∩B(z;R))

(nf(z))(1−α)/d|wi − wj|
+ ε/2, (2.29)

y por B.3 tenemos que

d̂α(wi, wj;Xn ∩B(z;R))

(nf(z))(1−α)/d|wi − wj|
≤ µ+ ε/2. (2.30)
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Además, teniendo en cuenta que |x− y| < R/2, da a lugar

d̂α(x, y;Xn)

(nf(z))(1−α)/d
≤ d̂α(x, y;Xn ∩B(z;R))

(nf(z))(1−α)/d
≤ (µ+ ε)R/2. (2.31)

Sin embargo, recordemos que ε fue elegido lo suficientemente pequeño para ase-
gurar que (µ + ε)/2 < (µ − ε)5/8. Entonces, por las ecuaciones (2.28) y (2.31)
obtenemos una contradicción. Concluimos que las condiciones B.1, B.2 y B.3 im-
plican la ecuación (2.19).

Ahora, consideremos∣∣∣∣∣ d̂α(x, y;Xn)

(nf(z))(1−α)/d|x− y|
− µ

∣∣∣∣∣
≤

∣∣∣∣∣ d̂α(x, y;Xn)

(nf(z))(1−α)/d|x− y|
− d̂α(wi, wj;Xn)

(nf(z))(1−α)/d|wi − wj|

∣∣∣∣∣
+

∣∣∣∣∣ d̂α(wi, wj;Xn)

(nf(z))(1−α)/d|wi − wj|
− µ

∣∣∣∣∣
≤ ε/2 + ε/2 = ε,

(2.32)

donde hemos ocupado la condición de la ecuación (2.19), el Lema 2.5 para acotar
el primer término y la condición B.3 para el segundo término. Aśı obtenemos que
también se cumple la ecuación (2.20).

Por lo tanto, las condiciones B.1, B.2 y B.3 implican que se cumplen los eventos
En(ε) y E ′n(ε). Entonces,

1− P(En(ε) ∩ E ′n(ε)) ≤ (1− P(Fb))

+
∑
wi,vk

P

(∣∣∣∣∣ d̂α(wi, vk;Xn ∩B(z;R))

(nf(z))(1−α)/d|wi − vk|
− µ

∣∣∣∣∣ > ε/2

)

+
∑
wi,wj

P

(∣∣∣∣∣ d̂α(wi, wj;Xn ∩B(z;R))

(nf(z))(1−α)/d|wi − wj|
− µ

∣∣∣∣∣ > ε/2

)
.

(2.33)

El primer término puede ser acotado por el Lema 2.2. Ambas sumas son de orden
polinomial y cada término puede ser acotado por el Lema 2.4. De esta manera,
obtenemos que

1− P(En(ε) ∩ E ′n(ε)) ≤ exp(−θ4nβ). (2.34)
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2.4 Resultados de convergencia local

�
Los resultados anteriores dan paso a un lema donde la condición de uniformidad

en B(z;R) es relajada. Este resultado será usado para el caso en donde el soporte
es una variedad.

Lema 2.7 Suponga que f es continua en z ∈ Rd y f(z) > 0. Sea ε > 0 lo

suficientemente pequeña para que se cumpla que (µ+ ε)/2 < (µ− ε)5/8, es decir,

9ε < µ. Para R > 0 y b ∈ (0, R/2) definimos Hn = Hn(z,R, ε, b) al evento que

cumple ∣∣∣∣∣ d̂α(x, y;Xn)

(nf(z))(1−α)/d|x− y|
− µ

∣∣∣∣∣ ≤ ε (2.35)

para toda x, y ∈ B(z;R/4) con |x− y| ≥ b, y simultáneamente

d̂α(x, u;Xn)

(nf(z))(1−α)/d
≥ (µ− ε)5

8
R (2.36)

para toda x ∈ B(z;R/4) y u 6∈ B(z;R). Entonces existe R = R(z) > 0 tal que

para toda b ∈ (0, R/2) se cumple que

1− P(Hn(z,R, ε, b)) ≤ exp(−θ5nα), (2.37)

con θ5 > 0 para n suficientemente grande.

Demostración.
Sean

fm = ı́nf
q∈B(z;R)

f(q) y fM = sup
q∈B(z;R)

f(q). (2.38)

Ya que f es continua en z podemos elegir a R lo suficientemente pequeña para que
fm y fM sean valores cercanos a f(z) para asegurar que se cumplen las siguientes
desigualdades (

µ+
ε

2

)(f(z)

fm

)(α−1)/(d)

≤ µ+ ε, (2.39)

(
µ− ε

2

)(f(z)

fM

)(α−1)/(d)

≥ µ− ε, (2.40)
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2. DISTANCIAS DE TRAYECTORIA ÓPTIMA

fMVdR
d ≤ 1, (2.41)

donde Vd denota el volumen de una bola unitaria d-dimensional.
Para cada Xi ∈ Xn, sea Yi un punto arbitrario fuera de B(z;R), y sea Zi una

v.a. Bernoulli con probabilidad de éxito fm/f(Xi). Definamos una nueva v.a.

Xm
i =

{
Xi if Xi 6∈ B(z;R),

XiZi + Yi(1− Zi) if Xi ∈ B(z;R).
(2.42)

Aśı Xm
n = {Xm

1 , . . . , X
m
n } es una muestra que restringida a B(z;R) es uniforme

con intensidad fm.
Por otro lado, para Xi ∈ Xn, definimos otra nueva v.a. XM

i como sigue. Sea
σ =

∫
(fM −f(u))du donde la integral es sobre B(z;R). Por (2.41), 0 ≤ σ ≤ 1. Sea

Ỹi un punto aleatorio dentro de B(z;R) con función de densidad (fM − f(u))/σ
para u ∈ B(z;R), y sea Z̃i una v.a. Bernoulli con P(Z̃i = 1) = 1− σ. Definamos

XM
i =

{
Xi si Xi ∈ B(z;R),

XiZ̃i + Ỹi(1− Z̃i) si Xi 6∈ B(z;R).
(2.43)

Aśı XM
n = {XM

1 , . . . , X
M
n } es una muestra que restringida a B(z;R) es uniforme

con intensidad fM .
Definamos los eventos

C.1: los eventos En(ε/2) y E ′n(ε/2) ocurren para Xm
n ,

C.2: los eventos En(ε/2) y E ′n(ε/2) ocurren para XM
n .

Consideremos que C.1 ocurre. Sean x, y ∈ B(z;R/4) con |x − y| ≥ b. Ya que
(Xm

n ∩B(z;R)) ⊂ (Xn ∩B(z;R)), tenemos que

d̂α(x, y;Xn) ≤ d̂α(x, y;Xn ∩B(z;R)) ≤ d̂α(x, y;Xm
n ∩B(z;R)). (2.44)

Entonces, por (2.19), tenemos que d̂α(x, y;Xn) ≤ d̂α(x, y;Xm
n ), lo que nos lleva a

d̂α(x, y;Xn)

(nf(z))(1−α)/d|x− y|
≤ d̂α(x, y;Xm

n )

(nfm)(1−α)/d|x− y|

(
f(z)

fm

)α−1
d

. (2.45)
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2.4 Resultados de convergencia local

Por (2.20) y (2.39) tenemos que

d̂α(x, y;Xm
n )

(nfm)(1−α)/d|x− y|
≤ µ+ ε/2,

(
f(z)

fm

)α−1
d

≤ µ+ ε

µ+ ε/2
. (2.46)

Entonces, de (2.45) obtenemos

d̂α(x, y;Xn)

(nf(z))(1−α)/d|x− y|
≤ µ+ ε. (2.47)

Lo que nos da la cota superior de la ecuación (2.35).
Ahora, supongamos que el evento C.2 ocurre. Sean x ∈ B(z;R/4) y

v = arg mı́n
y:|z−y|=R

d̂α(x, y;Xn). (2.48)

Entonces, d̂α(x, v;Xn) = d̂α(x, v;Xn∩B(z;R)). De otra manera la trayectoria más
cercana de x a v pasaŕıa a través de otro punto en la frontera de B(z;R), y esto
contradice la elección de v. Ya que (Xn ∩B(z;R)) ⊂

(
XM
n ∩B(z;R)

)
,

d̂α(x, v;Xn) = d̂α(x, v;Xn ∩B(z;R)) ≥ d̂α(x, v;XM
n ∩B(z;R)) = d̂α(x, v;XM

n ),
(2.49)

entonces
d̂α(x, y;Xn)

(nf(z))(1−α)/d
≥ d̂α(x, y;XM

n )

(nfM)(1−α)/d

(
f(z)

fM

)α−1
d

. (2.50)

Debido a que v 6∈ B(z;R), se sigue de la ecuación (2.18) que

d̂α(x, y;Xn)

(nf(z))(1−α)/d
≥ (µ− ε/2)

5

8
R

(
f(z)

fM

)α−1
d

(2.51)

y por (2.40)

d̂α(x, y;Xn)

(nf(z))(1−α)/d
≥ (µ− ε)5

8
R. (2.52)

Ahora, si u 6∈ B(z;R), la trayectoria d̂α(x, u;Xn) cruza la frontera de B(z;R)
en algún punto u′, entonces d̂α(x, u;Xn) ≥ dα(x, u′;Xn) ≥ d̂α(x, v;Xn) por la
minimalidad de v y recordemos que x ∈ B(z;R/4). Lo que implica la ecuación
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2. DISTANCIAS DE TRAYECTORIA ÓPTIMA

(2.36) bajo la suposición de que el evento C.2 ocurre.
Ahora, mostraremos que la ecuación (2.35) se cumple bajo C.1 y C.2. Sean

x, y ∈ B(z;R/4). Entonces d̂α(x, y;Xn) = d̂α(x, y;Xn∩B(z;R)). De otra manera, si
d̂α(x, y;Xn) alcanza algún punto u 6∈ B(z;R), entonces d̂α(x, u;Xn) ≤ d̂α(x, y;Xn),
debido a que |x− y| < R/2, por la ecuación (2.47) tendŕıamos que

d̂α(x, u;Xn)

R/2(nf(z))(1−α)/d
≤ d̂α(x, u;Xn)

R/2(nf(z))(1−α)/d
≤ d̂α(x, u;Xn)

|x− y|(nf(z))(1−α)/d
≤ µ+ ε, (2.53)

y por la condición (µ+ ε)/2 < (µ− ε)5/8, se tendŕıa que

d̂α(x, u;Xn)

R/2(nf(z))(1−α)/d
< (µ− ε)5

8
R, (2.54)

lo cual entra en contradicción con la ecuación (2.36).
Ahora, podemos repetir un argumento similar usado para obtener (2.47) y

mostrar que

d̂α(x, y;Xn)

(nf(z))(1−α)/d|x− y|
≥ d̂α(x, y;XM

n )

(nfM)(1−α)/d|x− y|

(
f(z)

fM

)α−1
d

≥ (µ− ε). (2.55)

Entonces, con (2.47) y (2.55), obtenemos (2.35). Aśı, mostramos que la ocurrencia
de los eventos C.1 y C.2 asegura las condiciones necesarias enunciadas en el Lema
2.7. Las muestras Xm

n y a XM
n son independientes entre śı. Aplicando Lema 2.6 a

cada una de las muestras, obtenemos que

1− P(Hn(z,R, ε, b)) ≤ exp(−θ5nα), (2.56)

con θ5 > 0 para n suficientemente grande, lo cual establece el Lema 2.7.
�

2.5. Resultados en variedades

En esta sección extendemos los resultados de la sección pasada al caso donde
el soporte de la función es una variedad Riemaniana suave compacta. Para z ∈M
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y R > 0 consideramos

B(z;R) = {u ∈M : D1(z, u) < R}, (2.57)

donde D1(·) es la distancia geodésica descrita en la ecuación (2.1).

Lema 2.8 Sea (M, g1) una variedad Riemanniana con tensor métrico g1. Sean

z ∈ M y ε > 0. Suponga que f(z) > 0 y que f es continua en z. Para R > 0 y

b ∈ (0, 2R), denotamos por Jn(B(z;R), ε, b) al evento que cumple

D.1: Si la trayectoria más corta pasa a través de B(z;R) entonces los segmen-

tos de trayectoria enB(z;R), ponderados porD1, miden a lo más bβ(nf(z))(β−1)/d.

D.2: para cualesquiera x, y ∈ B(z;R) con D1(x, y) ≥ b se cumple que∣∣∣∣∣ d̂α(x, y;Xn)

n(1−α)/dDα(x, y)
− µ

∣∣∣∣∣ ≤ ε (2.58)

Entonces, para n suficientemente grande, existe R = R(z) > 0 tal que para toda

b ∈ (0, 2R) existe θ6 > 0 tal que

1− P(Jn(B(z;R), ε, b) ≤ exp(−θ6nβ). (2.59)

Demostración.
Demostraremos el lema, mostrando que la probabilidad de que ocurra cada una
de las dos condiciones anteriores está acotada de manera exponencial como en la
ecuación (2.59). Acotar la probabilidad de la primera condición es muy similar al
argumento dado en la prueba del Lema 2.2. La diferencia es que en vez de tomar
la distancia Euclideana, tomamos la distancia D1(·).

Para acotar la probabilidad de la segunda condición elijamos δ > 0 lo suficien-
temente pequeña para asegurar que

2(1 + δ)α ≤ 5

2
(1− δ)α, (2.60)

27



2. DISTANCIAS DE TRAYECTORIA ÓPTIMA

(
1 + δ

1− δ

)α
(µ+ ε/2) ≤ µ+ ε, (2.61)

(
1− δ
1 + δ

)α
(µ− ε/2) ≥ µ− ε. (2.62)

Definamos U = B(z; 4R). Ya que f es continua, podemos elegir R > 0 lo suficiente-
mente pequeña para asegurar que existe una transformación φ : U ⊂M→ V ⊂ Rd

tal que el evento Hn(φ(z), 4R, ε/2, b/(1 + δ)), definido por las ecuaciones (2.35) y
(2.36), satisface la ecuación (2.37) y además satisface que

(1− δ)d sup
U
f ≤ f(z) = f(φ(z)) ≤ (1 + δ)d ı́nf

U
f, (2.63)

1− δ ≤ D1(u, v)

|φ(u)− φ(v)|
≤ 1 + δ, (2.64)

para todo u, v ∈ U , con u 6= v [31]. Afirmamos que Hn(φ(z), 4R, ε/2, b/(1 + δ))
implica D.2.

Sean x, y ∈ B(z;R) ⊂ U . Por la desigualdad del triángulo tendremos que
D1(x, y) ≤ D1(x, z) + D1(z, y) ≤ 2R por lo que la curva D1-geodésica está conte-
nida en U . Entonces, tendremos que

Dα(x, y) ≤ D1(x, y)
(́

ınf
U
f
)(1−α)/d

. (2.65)

Además, notemos que la curva Dα-geodésica está contenida en U por lo que

Dα(x, y) ≥ D1(x, y)

(
sup
U
f

)(1−α)/d

. (2.66)

Supongamos ahora que la curva Dα-geodésica no está contenida en U . Entonces,

la distancia Dα(x, y) es al menos 3R

(
sup
U
f

)(1−α)/d

ya que x, y ∈ B(z;R) y U =

B(z; 4R). Sin embargo, recordemos que D1(x, y) ≤ 2R y por la ecuación (2.63),
tenemos que

Dα(x, y) ≤ D1(x, y)
(́

ınf
U
f
)(1−α)/d

≤ 2R

(
1 + δ

1− δ

)α−1(
sup
U
f

)(1−α)/d

, (2.67)
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y usando el resultado de la ecuación (2.60) obtenemos que

Dα(x, y) ≤ 5

2
R

(
sup
U
f

)(1−α)/d

, (2.68)

lo cual entra en contradicción con la suposición de que la curva Dα-geodésica se
sale de U .

Ahora mostraremos que d̂α(x, y;Xn) = d̂α(x, y;Xn∩ U), es decir, la trayectoria
más corta entre x, y ∈ B(z;R) está contenida en U cuando Hn(φ(z), 4R, ε/2, b/(a+
δ) ocurre. Para este argumento, denotemos por d̂α a la distancia en U y por d̂′α a
la distancia en V .

Por contradicción, supongamos que la trayectoria d̂α(x, y;Xn) sale de U . En-
tonces la trayectoria correspondiente en V empieza en φ(x) y sale de V , entonces
por la ecuación (2.36) tenemos que

d̂′α(φ(x), φ(y);φ(Xn))

(nf(z))(1−α)/d
≥ (µ− ε)5R/2, (2.69)

y usando el resultado la condición (2.64) tenemos que

d̂α(x, y;Xn)

(nf(z))(1−α)/d
≥ (µ− ε)(1− δ)α5R/2. (2.70)

Por otro lado, recordemos que φ(x), φ(y) ∈ B(φ(z);R) ⊂ V , lo que implica |φ(x)−
φ(y)| < 2R. Entonces, por la ecuación (2.35) tenemos que

d̂′α(φ(x), φ(y);φ(Xn ∩ U))

(nf(φ(z)))(1−α)/d
≤ (µ+ ε)2R, (2.71)

y usando la ecuación (2.64) obtenemos

d̂α(x, y;Xn ∩ U)

(nf(z))(1−α)/d
≤ (µ+ ε)(1 + δ)α2R. (2.72)
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Entonces, por las ecuaciones (2.70) y (2.72) tenemos que

(µ− ε)(1− δ)α5R/2 ≤ d̂α(x, y;Xn)

(nf(z))(1−α)/d
<
d̂α(x, y;Xn ∩ U)

(nf(z))(1−α)/d
≤ (µ+ ε)(1 + δ)α2R.

(2.73)
Sin embargo, la ecuación anterior entra en contradicción con la condición impuesta
en la ecuación (2.60). Por lo tanto, concluimos que d̂α(x, y;Xn) = d̂α(x, y;Xn ∩ U)
para toda x, y ∈ B(z;R).

Ahora, queremos mostrar Hn(φ(z), 4R, ε/2, b/(1 + δ)) implica D.3, es decir,
que se cumple la ecuación (2.58). Veamos que por los resultados de las ecuaciones
(2.65), (2.64), (2.63) tenemos que

d̂α(x, y;Xn)

n(1−α)/dDα(x, y)
≥ d̂α(x, y;Xn)

(n supU f)(1−α)/dD1(x, y)

≥ d̂α(x, y;Xn)

(1 + δ)α |φ(x)− φ(y)| (nf(φ(z)))(1−α)/d
.

(2.74)

Utilizamos el resultado de la ecuación (2.64) para relacionar la distancia d̂α(x, y;Xn∩
U) en U y d̂α(φ(x), φ(y);φ(Xn ∩U)) en V . Además, por la definición de Hn, ecua-
ción (2.35), y la condición (2.62) obtenemos

d̂α(x, y;Xn)

(1 + δ)α |φ(x)− φ(y)| (nf(φ(z)))(1−α)/d
≥
(

1− δ
1 + δ

)α
d̂α(φ(x), φ(y);φ(Xn ∩ U))

(nf(φ(z)))(1−α)/d|φ(x)− φ(y)|

≥
(

1− δ
1 + δ

)α
(µ− ε/2) ≥ µ− ε.

(2.75)

Por lo tanto, d̂α(x, y;Xn)/n(1−α)/dDα(x, y) ≥ µ − ε. Para la cota superior el pro-
cedimiento es análogo. De esta manera, aseguramos que Hn implica D.2 y por lo
tanto se cumple la cota de la ecuación (2.59).

�

A continuación mostraremos que si el resultado del Lema 2.8 se cumple lo-

calmente para cada punto en M, entonces se tiene una convergencia global de la

longitud de la curva.

Teorema 2.4 Suponga que M es compacto, y f es una función continua con
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ı́nf
M
f > 0. Sea b > 0, x, y ∈ M tal que D1(x, y) ≥ b, y ε > 0. Entonces, existen

constantes µ = µ(d, α) > 0 y θ0 > 0 que satisfacen lo siguiente

P

(
sup
x,y

∣∣∣∣∣ d̂α(x, y;Xn)

n(1−α)/dDα(x, y)
− µ

∣∣∣∣∣
)
≤ exp

(
−θ0n1/(d+2α)

)
, (2.76)

para n suficientemente grande, donde el supremo es tomado respecto a los elemen-

tos de M con D1(x, y) ≥ b.

Demostración.
Para cada w ∈ M puede ser asociada una R(w) > 0 y V (w) = B(w; 3R(w)) tal
que el evento Jn(V (w), ε/2, b), definido en el Lema 2.8, cumple la ecuación (2.59).

Por compacidad, existe una colección finita {wi ∈ M}mi=1 tal que
m⋃
i=1

B(wi;R(wi))

es una cubierta finita de M. Definamos Ri = R(wi), Ui = B(wi;Ri) y Vi = V (wi)
, i = 1, . . . ,m.

Consideremos x, y ∈M y la trayectoria asociada a d̂α(x, y;Xn) la cual denota-
mos por Tx,y. Recordemos que Tx,y es una unión de segmentos de D1-geodésicas.
Sin pérdida de generalidad, consideremos x ∈ U1 y definamos z1 = x. Si la trayec-
toria sale de V1, entonces un punto z2 ∈ Tx,y puede ser elegido tal que z2 6∈ U1 y
D1(z1, z2) ≥ R1. De igual, manera, si la trayectoria sale de V2, existe z3 ∈ Tx,y tal
que z3 6∈ U2 y D1(z2, z3) > R2. Repetimos el mismo proceso hasta que la trayecto-
ria termine en y ∈ Vk, y = zk+1. Entonces la trayectoria (z1, . . . , zk) cumple que el
segmento (zi, zi+1) ∈ Vi y D1(zi, zi+1) > Ri para toda i = 1, ..., k− 1. El valor de k
es finito pues estamos considerando una cubierta finita por lo que k ≤ m. Además,
notemos que los puntos zi’s no necesariamente pertenecen al conjunto Xn.

Definamos R∗ = mı́n{R1, . . . , Rk}. Ya que estamos suponiendo que el evento
Jn(Vi, ε/2, b) ocurre, podemos ocupar el resultado de la ecuación (2.58),

(µ− ε)Dα(zi, zi+1) ≤
d̂α(zi, zi+1;Xn)

n(1−α)/d i = 1, ..., k − 1, (2.77)
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de manera que

(µ− ε)Dα(x, y) ≤ (µ− ε)
k−1∑
i=1

Dα(zi, zi+1)

≤
k−1∑
i=1

d̂α(zi, zi+1;Xn)

n(1−α)/d

≤ d̂α(x, y;Xn)

n(1−α)/d ,

(2.78)

donde hemos ocupado que Dα cumple la desigualdad del triángulo, el resultado de
la ecuación (2.77), y que aα + bα ≤ (a + b)α para la primera, segunda y tercera
desigualdad, respectivamente. Los eventos Jn(Vi, ε/2, b) satisfacen (2.59) para toda
i = 1, . . . , k, por lo tanto

1− P

(
ı́nf
x,y

d̂α(x, y;Xn)

n(1−α)/dDα(x, y)
− µ ≥ −ε

)
≤ k exp

(
−θ6nβ

)
. (2.79)

Ahora calculemos la probabilidad de la cota inferior. Recordemos los puntos zi
no pertenecen a Xn y estamos considerando que zi ∈ Tx,y. Por lo que en general∑k

i=1 d̂α(zi, zi+1;Xn) ≤ d̂α(x, y;Xn). Pero notemos que a partir de los caminos
más cortos de zi−1 a zi y de zi a zi+1 se puede crear un camino entre zi−1 a zi+1

quitando el punto zi. Esto puede ser aplicado múltiples veces y seguir obteniendo
una trayectoria de x a y. Ya que el Lema (2.8) aplica en cada Vi, la D1-distancia
de zi a zi+1 es a lo más de bβ(n ı́nf f)(β−1)/d. De manera que cada “recorte” de la
trayectoria puede tener un costo adicional de a lo más (2bβ)α(n ı́nf f)(β−1)α/d. De
manera que

d̂α(x, y;Xn) ≤
k∑
i=1

(
d̂α(zi, zi+1;Xn)

)
+ k(2bβ)α(n ı́nf f)(β−1)α/d. (2.80)

Si el evento Jn(Vi, ε/2,mı́n{R∗, b}) sucede para cada Vi entonces

n(α−1)/dd̂α(x, y;Xn) ≤ Dα(x, y)(µ+ ε/2) + k(2bβ)αn(α−1)/d(n ı́nf f)(β−1)α/d. (2.81)
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2.5 Resultados en variedades

Para n suficientemente grande, tenemos que

d̂α(x, y;Xn)

n(1−α)/dDα(x, y
− µ ≤ ε. (2.82)

De manera que el resultado del teorema se cumple al aplicar el Lema 2.8 a cada
Vi.

�
A continuación mostramos un resultado análogo al Teo. 2.3 en el cual consi-

derábamos que la muestra proveńıa de un proceso Poisson Homogéneo. En el caso
de una variedad tenemos que considerar Dα(x, y) en vez de |x− y|. Sin embargo,
en ambos obtenemos convergencia casi segura.

Teorema 2.5 Suponga que M es completo y que f es continua con f(z) > 0 para

toda z ∈M. Sea x, y ∈M. Entonces,

ĺım
n→∞

d̂α(x, y;Xn)

n(1−α)/dDα(x, y)
= µ casi seguramente. (2.83)

Demostración.
Consideremos el conjunto

A = {u ∈M : (µ− ε)Dα(x, u) ≤ (µ− ε)Dα(x, y)} . (2.84)

De igual manera, definamos Ri = R(wi), Ui = B(wi;Ri) y Vi = V (wi) , i =

1, . . . ,m. Existe una colección finita {wi ∈ A}mi=1 tal que
m⋃
i=1

B(wi;Ri) es una cu-

bierta finita de A y los eventos Jn(Vi, ε/2, b), definido en el Lema 2.8, cumple la
ecuación (2.59). Por los mismos argumentos del Teorema anterior, para n suficien-
temente grande tenemos que

n(α−1)/dd̂α(x, y;Xn) ≤ (µ+ ε)Dα(x, y), (2.85)

y si la trayectoria asociada Tx,y a d̂α(x, y;Xn) no sale de A, entonces

n(α−1)/dd̂α(x, y;Xn) ≥ (µ− ε)Dα(x, y). (2.86)

A continuación argumentaremos por que la trayectoria Tx,y no sale de A, por
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2. DISTANCIAS DE TRAYECTORIA ÓPTIMA

contradicción, sea u = arg mı́n
u′

d̂α(x, u′;Xn) donde el mı́nimo es tomado sobre la

frontera de A. Ya que la trayectoria se sale de A, tenemos que d̂α(x, y;Xn) >
d̂α(x, u;Xn). Además, la trayectoria Tx,u está contenida en A, entonces cumple con
la ecuación (2.86) y con la igualdad (µ−ε)Dα(x, u) = (µ+ε)Dα(x, y). Considerando
la ecuación (2.85), tenemos que

(µ+ ε)Dα(x, y) ≥ d̂α(x, y;Xn)

n(1−α)/d

>
d̂α(x, y;Xn)

n(1−α)/d

≥ (µ− ε)Dα(x, u)

= (µ+ ε)Dα(x, y).

(2.87)

Lo cual es una contradicción.
Por lo tanto, usando el Lema 2.8 y el Lema de Borel-Cantelli, obtenemos el

resultado de la ecuación (2.83).
�

2.6. Distancia de Fermat

Como mencionamos al principio del caṕıtulo, diferentes trabajos se han basado
en considerar la densidad y la geometŕıa de los datos. En esta sección detallaremos
los resultados de [28, 32], en donde las distancias estudiadas son muy similares a
las presentadas en este caṕıtulo salvo pequeños detalles. Estos trabajos, proponen
la distancia de Fermat y la distancia muestral de Fermat, las cuales denotaremos
por D′α y d̂′α , respectivamente. En el caso donde M = Rd, la distancia de Fermat
es la misma que la usada en este trabajo.

El nombre de la “distancia de Fermat” surge del principio de Fermat en óptica,
el cual dice que la luz siempre elige la trayectoria que le permite llegar más rápido
entre dos puntos que no necesariamente es una ĺınea recta. En el contexto de la
clusterización de datos, la distancia de Fermat busca la rutas más cortas para
conectar puntos, tratando de pasar por zonas de mayor densidad.

Definición 2.3 (Distancia muestral de Fermat) Sean α ≥ 1, X un conjunto
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2.6 Distancia de Fermat

no vaćıo y x, y ∈ Rd, definimos la distancia muestral de Fermat como

d̂′α(x, y;X) = ı́nf

{
k−1∑
i=1

|ai+1 − ai|α :ai ∈ X ∪ {x, y},

(a1, . . . , ak) una trayectoria de x a y

}
.

(2.88)

La diferencia es en el peso que le damos a los segmentos de trayectoria. En este
trabajo consideramos el peso D1(ai, ai+1) y en la caso de la Definición 2.3, el peso
asignado es la norma Euclideana |ai+1 − ai|α. Sin embargo, se obtienen resultados
similares de convergencia, siguiendo pruebas análogas.

Figura 2.4: Ejemplo de la distancia de Fermat. Tomemos de referencia los puntos
p1 = (−.3, .23) (verde), p2 = (−2, 0) (morado) y p3 = (.33,−.21) (rojo). Respec-
to a la distancia Euclideana, p1 está más cerca de p3 que de p2. Sin embargo, si
consideramos la distancia de Fermat con α = 2, tenemos que d̂α(p1, p3) = .39 (tra-
yectoria roja), mientras que d̂α(p1, p2) = .25 (trayectoria morada). Esto se debe a
que la región entre p1 y p3 es muy poco densa, mientras que para ir a p2 se tiene lo
contrario.
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2. DISTANCIAS DE TRAYECTORIA ÓPTIMA

Teorema 2.6 Sea M ⊂ Rd una variedad compacta. Sean f : M → [mf ,Mf ] una

función continua de densidad y Xn una muestra de f . Dados x, y ∈ M y ε > 0,

existen constantes µ, c1, c2, n0 tales que

P

(∣∣∣∣∣ d̂′α(x, y;Xn)

n(1−α)/dD′α(x, y)
− µ

∣∣∣∣∣ > ε

)
≤ e−c1n

c2 , (2.89)

para toda n ≥ n0. Además,

ĺım
n→∞

d̂′α(x, y;Xn)

n(1−α)/dD′α(x, y)
= µ casi seguramente. (2.90)

2.6.1. Complejidad

Un aspecto importante a tomar en cuenta es la complejidad temporal del al-
goritmo la cual definimos como la cantidad de tiempo que le toma al algoritmo
finalizar en función de la cantidad de datos. Es una de las posibilidades para definir
la complejidad computacional, y será a la que nos referiremos en este trabajo.

En el caso discreto calcular la distancia muestral de Fermat es equivalente a
encontrar el camino más corto entre dos nodos de una gráfica pesada donde el
peso de la arista entre dos nodos es justo la distancia Euclideana elevada a la
potencia α. Este problema ha sido extensamente estudiado y existen algoritmos
como Floyd-Warshall o Dijkstra cuya complejidad es O(n3) y O(n2) [33], lo cual
podŕıa no ser deseable cuando se tiene una cantidad grande de datos. Una forma
de simplificar este problema es restringir la búsqueda a trayectorias en donde cada
punto qi+1 de la trayectoria satisface ser uno de los k-vecinos más cercanos de qi,
considerando k ≈ log(n) [28]. Además, con alta probabilidad la distancia muestral
de Fermat coincide con la trayectoria restringida. Sin embargo, es importante tener
en cuenta que el k elegido asegure que la gráfica generada sea conexa. Ya que si
la densidad es muy bajas en algunas zonas y elegimos un k pequeño, puede que se
generen subgráficas disconexas, lo cual llevaŕıa a resultados erróneos.

Definición 2.4 Sean α ≥ 1, X un conjunto no vaćıo y x, y ∈ Rd. Dado 1 ≤ k ≤ n

con k ∈ N, q ∈ X, definamos al conjunto de los k-vecinos más cercanos de q por la
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2.6 Distancia de Fermat

recursión:

q(1) = arg mı́n
q′∈X\{q}

|q′ − q| q(k) = arg mı́n
q′∈X\{q,q(1),...,q(k−1)}

|q′ − q|. (2.91)

Entonces, q(1) es el vecino más cercano a q, q(2) es el segundo vecino más cercano a
q y aśı sucesivamente. Notemos que debido a la recursión los empates también son
considerados. En caso de que haya empate con el q(k) consideramos sólo uno. Deno-
tamos al conjunto de los k-vecinos más cercanos de q como Nk(q) = {q(1), . . . , q(k)}.

Definición 2.5 (Distancia muestral de Fermat restringida) Para x, y ∈ X,

α ≥ 1 y k ∈ N, definimos la distancia muestral de Fermat restringida, a los k

vecinos más cercanos, por

d̂k
′

α (x, y;X) = mı́n

{
k−1∑
i=1

|qi+1 − qi|α : q1 = x, qk = y, qi+1 ∈ Nk(qi)

}
. (2.92)

Proposición 2.2 Consideremos de nuevo las condiciones del enunciado del Teore-

ma 2.6. Dada ε > 0, existen constantes positivas c4, c5 tales que si k > c4 log (n/ε)+

c5 ocurre que

P
(
d̂k
′

α (x, y;X) = d̂′α(x, y;X)
)
> 1− ε. (2.93)

La demostración de la proposición anterior se encuentra en [28]. De esta manera, la
forma de encontrar la trayectoria restringida más corta entre cualquiera dos puntos
tiene una complejidad de O(n2 log2(n)) y con probabilidad 1 − ε la trayectoria
restringida coincide con la trayectoria sin restricción.
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Caṕıtulo 3

Aplicaciones

En este caṕıtulo, exploraremos algunas de las aplicaciones de la distancia de
Fermat, y su impacto en el campo de los algoritmos. Investigaremos cómo esta dis-
tancia influye en la creación de grupos coherentes y discutiremos posibles mejoras
comparativas con métodos existentes. Además, consideraremos una innovadora
propuesta: la distancia de Hausdorff-Fermat. Esta nueva distancia combina los
principios de la distancia de Fermat con la robustez de la distancia de Hausdorff,
y discutiremos algunas posibles aplicaciones.

3.1. Clusterización

Como hemos mencionado al principio del Caṕıtulo 2, los enfoques clásicos co-
mo análisis de componentes principales (PCA) o escalamiento multidimensional
(MDS) dan buenos resultados cuando los datos se encuentran en un subespacio
lineal de un espacio de dimensión más alta [12]. La elección del algoritmo ade-
cuado y la distancia correcta son esenciales para obtener resultados precisos. Un
ejemplo de ello, es el algoritmo K-means [34]. Una componente fundamental en
el funcionamiento de algoritmos de clusterización es la definición de la distancia
utilizada para medir la similitud entre puntos. A continuación presentaremos un
ejemplo ilustrativo en el que la distancia Euclideana falla mientras que la distancia
de Fermat destaca en la eficacia para el algoritmo K-means.
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3.2 Distancia de Hausdorff-Fermat

Figura 3.1: En la gráfica se muestra un ejemplo de clusterización con el algorit-
mo k-means. En el primer panel se ilustra los clusters obtenidos con la distancia
Euclideana. En el segundo y tercer panel se muestra los clusters identificados para
α = 2, 5, respectivamente. Debido a que las regiones de los clusters no son lineales,
se obtienen resultados poco óptimos con la distancia Euclideana. Este ejemplo des-
taca la ventaja de ocupar la distancia de Fermat en la clusterización de datos con
estructuras geométricas complejas.

3.2. Distancia de Hausdorff-Fermat

Como vimos en el primer caṕıtulo, la distancia de Hausdorff definida en 1.8
funciona con cualquier distancia inducida. La más común y como normalmente se
le conoce a la distancia es la distancia Euclideana. Entonces, podremos ocupar la
distancia de Fermat para inducir la distancia de Hausdorff a lo cual llamaremos la
distancia de Haussdorff-Fermat (HF) d̂HF,α(·).

Definimos la distancia de Fermat de un punto p a un conjunto A como

d̂′α(p,A) = ı́nf
y∈A

d̂′α(x, y). (3.1)

Definición 3.1 La distancia de Hausdorff-Fermat está definida como

d̂HF,α(A,B) = máx

{
sup
p∈A

d̂′α(p,B), sup
q∈B

d̂′α(q, A)

}
. (3.2)

Por la Proposición 1.2, podemos asegurar que la distancia de HF cumple con ser
distancia.
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3. APLICACIONES

A continuación presentamos un ejemplo de la distancia de Hausdorff-Fermat.
Recordemos que para α = 1 la distancia de Hausdorff-Fermat se reduce a la dis-
tancia de Hausdorff clásica con la distancia Euclideana. Para mostrar la diferencia,
presentamos tres imágenes con diferentes valores de parámetro α = 1, 2, 5. Con-
sideramos tres conjuntos distintos a los cuales denotamos por P1 (puntos color
verde), P2 (puntos color rojo) y P3 (puntos color cian). A continuación mostramos
un resumen de las distancias obtenidas y gráfico de dichos conjuntos.

α = 1 α = 2 α = 5

d̂HF,α(P1, P2) 1.6511 0.576 0.0133

d̂HF,α(P2, P3) 3.1331 1.0764 0.0414

d̂HF,α(P3, P1) 2.5657 0.5598 0.0105

Tabla 3.1: Tabla de la distancia Hausdorff-Fermat entre los conjuntos P1, P2 y P3.

Figura 3.2: En la gráfica se muestran tres conjuntos distintoss: P1 (puntos color
verde), P2 (puntos color rojo) y P3 (puntos color cian). También se muestran las
trayectorias asociadas a las distancias de HF: d̂HF,α(P1, P2) (color gris), d̂HF,α(P2, P3)

(color azul), y d̂HF,α(P3, P1) (color magenta).

Recordemos que las variaciones en la densidad están impĺıcitamente dentro de
la distancia HF. Entonces, es de esperarse que para conjuntos provenientes de una
densidad uniforme no se obtenga información relevante. A continuación mostramos
la distancia HF para dos conjuntos, P4 y P5, muestreados de una densidad uniforme
con el mismo soporte y la gráfica de dichos datos. Como es de esperarse realmente
no hay alguna diferencia significativa ni en la distancia ni en la trayectoria que
corresponde a dicha distancia.
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3.2 Distancia de Hausdorff-Fermat

α = 1 α = 2 α = 5

d̂HF,α(P4, P5) 0.43 0.16 0.01

Tabla 3.2: Tabla de la distancia Hausdorff-Fermat entre los conjuntos P4 y P5.

Figura 3.3: En la gráfica se muestran dos conjuntos distintoss: P4 (puntos color
negro) y P5 (puntos color cian). También se muestran las trayectorias asociadas a
las distancias de HF (color magenta).

Donde esperamos que tenga una aplicación tangible es en la segmentación de
imágenes. Una tarea crucial en el diagnóstico y tratamiento de enfermedades es la
segmentación de tumores en imágenes médicas como resonancias magnéticas (RM)
o tomograf́ıas computarizadas (TC). La distancia de Hausdorff es una herramienta
fundamental utilizada en varios algoritmos para lograr esta segmentación precisa.
Uno de los enfoques comunes es el uso de la distancia de Hausdorff como medida
de similitud entre las regiones tumorales predichas por el algoritmo y las regio-
nes tumorales reales en la imagen original [9, 35]. A continuación, se presenta el
procedimiento de manera general de cómo se usa la distancia de Hausdorff en la
segmentación de tumores:

1. Preprocesamiento de imágenes: se comienza con la imagen médica que con-
tiene el tumor a segmentar, como una RM o una TC. Se aplican técnicas
de preprocesamiento para mejorar el contraste, reducir el ruido y realzar las
caracteŕısticas relevantes.

2. Umbralización inicial: se aplica un umbral inicial para separar la región de
interés, que en este caso es el tumor, del fondo y otros tejidos circundantes.
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3. APLICACIONES

3. Algoritmo de segmentación: se aplica un algoritmo de segmentación para
identificar la región aproximada del tumor en la imagen. Algunos algoritmos
comunes utilizados en este paso son la segmentación basada en crecimiento
de regiones [36] y métodos de contorno activo [37], entre otros.

4. Generación de máscara: a partir de la región estimada del tumor, se crea
una máscara binaria que representa la ubicación aproximada del tumor en
la imagen.

5. Evaluación con distancia de Hausdorff: se compara la máscara binaria gene-
rada con una máscara de referencia que contiene la ubicación real del tumor
en la imagen original. La distancia de Hausdorff se calcula entre los bordes de
las dos máscaras para medir la discrepancia entre las regiones segmentadas
y las reales.

6. Ajuste y refinamiento: basándose en la distancia de Hausdorff calculada,
el algoritmo ajusta y refina la segmentación. Puede expandir o contraer la
región estimada del tumor para que se ajuste mejor a la ubicación real del
tumor.

7. Iteraciones y convergencia: los pasos 3 a 6 se pueden repetir iterativamen-
te para lograr una segmentación cada vez más precisa. El algoritmo puede
converger cuando la distancia de Hausdorff entre las regiones segmentadas y
reales es suficientemente baja.

En resumen, la distancia de Hausdorff se utiliza como una medida de similitud
para guiar y ajustar la segmentación de tumores en imágenes médicas. Esto ayuda
a mejorar la precisión de los algoritmos de aprendizaje. Sin embargo, en el caso
clásico de la distancia de Hausdorff no se toma en cuenta la densidad del conjunto.

En la Fig. 3.4 se muestran dos casos distintos de conjuntos. En las gráficas del
primer panel mostramos los conjuntos P6 (puntos negros) y P7(puntos azules). En
las gráficas del segundo panel mostramos los conjuntos P8 (puntos negros) y P9

(puntos azules). En ambos casos, el par de conjuntos están distribuidos en el mismo
soporte, pero con densidades diferentes. En el primer caso, los puntos P6 tienden a
estar mayormente distribuidos en el extremo derecho, mientras que hay más puntos
del conjunto P7 en el extremo izquierdo. En el segundo caso, si consideramos la
parametrización clásica del circulo con θ refiriéndose al ángulo, notamos que el
conjunto P8 tiene mayor densidad para valores de θ ∈ [0, π) mientras que el P9

para los valores θ ∈ [π, 2π). Sin embargo, en ambos casos notamos que tenemos
puntos distribuidos sobre toda la “dona”.

En los dos pares de conjuntos mencionados anteriormente calculamos la dis-
tancia HF para los valores α = 1, 2 y 5 presentados en la Tab. 3.3. Recordemos
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3.2 Distancia de Hausdorff-Fermat

que α = 1 corresponde al caso clásico de Hausdorff. En ambos casos obtenemos
una distancia alta cuando se considera α = 1 y se va reduciendo para α = 2, 5.

Tomando como ejemplo d̂HF,α(P6, P7) (primer panel de la Fig. 3.4). Para todos
los casos, los puntos asociados a la distancia HF son: el punto azul más extremo a
la derecha p con el punto negro q más extremo a la derecha inferior. La trayectoria
se muestra en color magenta. En el caso α = 1 vemos que se obtiene un valor de 2.1,
mientras que para α = 2, 5 se obtiene 1.2 y 1.0, respectivamente. Esto se debe que
al considerar la densidad, es decir, considerar que hay una cantidad significativa
de puntos entre p y q lo cual reduce la distancia HF. Con este en mente, creemos
que la distancia HF puede ser ocupada en segmentación de imágenes cuando la
densidad no es tan relevante y cuando se tiene cierta tolerancia a la densidad que
en el caso de imágenes se traduciŕıa a intensidad de los ṕıxeles. Por ejemplo, si
quisiéramos segmentar el área de un tumor canceŕıgeno, quisiéramos detectar toda
el área posible. En ese caso no importaŕıa tanto la densidad, solo nos interesa si
hemos pasado cierto umbral para considerar esa área como afectada.

α = 1 α = 2 α = 5

d̂HF,α(P6, P7) 2.1571 1.2277 1.0281

d̂HF,α(P8, P9) 0.7417 0.2314 0.0097

Tabla 3.3: Valores de la distancia HF entre los conjuntos P6 y P7, P8 y P9.
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Figura 3.4: En los paneles del primer renglón se muestra P6 (puntos color negro), P7

(puntos color cian) y sus trayectorias asociadas a la distancias HF (color magenta).
En los paneles del segundo renglón tenemos lo mismo pero para los conjuntos P8 y
P9.

Otra forma en la cual creemos que pueda servir la distancia HF es en dar un
valor cualitativo de si un conjunto ha sido “desprendido” de otro. De igual manera,
lo hacemos pensando en un caso médico. En caso de tener una región con múltiples
áreas canceŕıgenas, un aspecto importante es dar una medida que cuantifique si
un área ha sido “desprendida” de otra. En este caso, se tendŕıa un indicador de
posible metástasis. En este caso, a menor distancia le asignamos más posibilidad
de desprendimiento.

En la Fig. 3.5 consideramos los conjuntos P10 (puntos negros) y P11 (puntos
cian) y en la Tab 3.4 se muestran los valores obtenidos para α = 1, 2, 5. Debido a la
forma del soporte de P10 hace que la distancia de Hausdorff considere la distancia
entre los extremos superiores de ambos conjuntos, generando un valor alto, lo cual
indicaŕıa un sentido de lejańıa. Sin embargo, cuando se considera α ≥ 2, notamos
que entra en juego el funcionamiento de la densidad. Esto se puede notar en el
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3.2 Distancia de Hausdorff-Fermat

segundo panel y tercer panel, donde lo trayectoria pasa primero por la parte más
densa de P10 hasta que encuentra una zona la longitude del “salto” de un conjunto
a otro no sea tan grande.

α = 1 α = 2 α = 5

d̂HF,α(P10, P11) 2.9363 0.8387 0.07501

Tabla 3.4: Valores de la distancia HF entre los conjuntos P10 y P11.

Figura 3.5: En la gráfica se muestran dos conjuntos distintos: P10 (puntos color
negro) y P11 (puntos color cian). También se muestran las trayectorias asociadas a
las distancias de HF (color magenta).

Por último, el hecho de que la distancia HF tome en cuenta la densidad de
puntos, hace que sirva de mejor manera para medir la similitud entre muestras
aleatorias de funciones de densidad, particularmente en densidades de colas pesa-
das. En la Fig. 3.6 se muestran dos conjuntos de puntos que marginalmente en el
eje horizontal se distribuyen como una t-Student. Recordemos que la función de
densidad está dada por

f(x; ν, µ, σ) =
Γ(ν+1

2
)

σ
√
πνΓ(ν/2)

(
1 +

(x− µ)2

νσ2

)− ν+1
2

,

donde ν son los grados de libertad, σ el parámetro de escalamiento, µ el parámetro
de locación. El conjunto P12 (puntos negros) ha sido con µ = 2.8 y el conjunto P13

(puntos cian) con µ = 4.2. En ambos casos se considero σ = 0.5 y ν = 15.
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El problema de ocupar el distancia de Hausdorff como medida de similitud para
variables aleatorias es que tiende a ocupar los puntos más extremos. En el caso de
densidades de colas pesadas, da grandes problemas ya que tiende dar valores muy
grandes. Sin embargo, con la distancia HF, no necesariamente se mide la distancia
entre los extremos ya que es ah́ı donde el papel de la densidad entra en juego.
A mayor cantidad de puntos “en medio” de los extremos, menor el valor de la
distancia HF, lo cual indicaŕıa un nivel de similitud mayor.

α = 1 α = 2 α = 5

d̂HF,α(P12, P13) 2.1837 1.1531 0.7168

Tabla 3.5: Valores de la distancia HF entre los conjuntos P12 y P13.

Figura 3.6: En la gráfica se muestran dos conjuntos distintoss: P12 (puntos color
negro) y P13 (puntos color cian). También se muestran las trayectorias asociadas a
las distancias HF (color magenta). Ambos conjuntos se distribuyen marginalmente
en el eje horizontal con una distribución t-Student.
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Caṕıtulo 4

Conclusiones

En este trabajo hemos explorado y analizado los conceptos fundamentales en
torno a la distancia de Hausdorff, distancia PWSP y la distancia de Fermat, aśı
como su aplicación en el ámbito computacional. Los resultados obtenidos por dis-
tintos autores y presentados en este trabajo han enriquecido la comprensión de
estas distancias y han planteado posibles nuevas perspectivas en el campo de la
análisis de datos.

En el primer caṕıtulo, se ha desarrollado una introducción a la distancia de
Hausdorff y se han discutido las aplicaciones computacionales que esta distancia
ofrece. Al comprender su significado y utilidad en la comparación de conjuntos y la
evaluación de similitudes, se ha sentado una base sólida para explorar su potencial
en problemas del mundo real.

En el segundo caṕıtulo, nos enfocamos en demostrar resultados de convergencia
que dan una amplia perspectiva sobre el comportamiento de la distancia PWSP y
la distancia de Fermat. Estos resultados revelan que a medida que aumentamos la
cantidad de muestras o datos, la distancia muestral PWSP converge a la distancia
PWSP salvo una constante, donde dicha constante es la constante del tiempo de
percolación. Este resultado es de gran interés para la aplicación de análisis de
datos, principalmente en la medida de similitud entre objetos.

En el tercer caṕıtulo introdujimos un nuevo concepto al proponer la distancia
de Hausdorff-Fermat. Aunque se presentaron ejemplos simplificados para ilustrar
su potencial de aplicación, estos casos sencillos sirven como cimiento para futuras
exploraciones más complejas. La distancia de Hausdorff-Fermat, al considerar la
densidad de conjuntos, resulta ser más robusta en términos de las densidades de
los datos, es decir, menos dependiente de datos at́ıpicos. Por ello, tiene el potencial
de aportar nueva perspectiva en la segmentación de imágenes y otros campos.

En resumen, el presente trabajo pretende mejorar la comprensión de la distan-
cia de Hausdorff y Fermat, y hacer una propuesta nueva mediante la distancia de
Hausfdorff-Fermat, inspirada dentro del contexto de análisis de datos.
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