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Resumen

Este trabajo presenta una propuesta para la extracción de características especícas

de datos obtenidos de imágenes mediante software de visión por computadora, con el objetivo

de realizar aprendizaje automático sin depender de grandes conjuntos de datos, centrándose

en la clasicación de gestos de la mano. Se emplearon herramientas como curvas Bezier,

explorando sus propiedades de curvatura, rotación y longitud para esta extracción.

La propuesta fue evaluada mediante dos entrenamientos de modelos de aprendizaje

automático. En el primero, donde se consideraron conjuntos de gestos con características

similares, se logró una precisión promedio del 75%. En el segundo, que adoptó un enfoque

uno a uno para cada gesto, la precisión fue desde el 60% hasta el 100% en casos especícos.

Este estudio plantea la posibilidad de explorar nuevas herramientas para la extracción

de características, con el n de mejorar la precisión del aprendizaje automático sin depender

exclusivamente de grandes conjuntos de datos.
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Capítulo 1

Introducción

La interacción persona-computadora, que abarca el estudio, diseño, implementación

y análisis de hardware y software que facilitan la comunicación entre los usuarios nales y

los sistemas informáticos, ha experimentado avances signicativos desde su concepción en la

década de 1980. Una de las principales áreas de investigación es el reconocimiento de gestos

de la mano, un campo que tiene aplicaciones signicativas en la interpretación del lenguaje

de señas y el control de dispositivos a distancia. Esta tesis tiene como objetivo profundizar

en este campo, especícamente en la caracterización analítica de la estructura morfológica

de la mano para el aprendizaje automático.

La motivación de este estudio surge del deseo de superar los desafíos inherentes al

modelado computacional del cuerpo humano, especícamente la mano. La mano representa

un modelo complejo debido a su estructura intrincada y la gran variedad de gestos que puede

realizar. A pesar de los avances en tecnología, la precisión en la detección y reconocimiento

de los gestos de la mano sigue siendo un obstáculo importante, especialmente en el contexto

de los traductores del lenguaje de señas.

El objetivo general de esta tesis es desarrollar y validar una metodología para

la caracterización analítica de la estructura morfológica de la mano utilizando objetos
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1. INTRODUCCIÓN

matemáticos, como matrices, triángulos y curvas Bézier. Los objetivos especícos incluyen

la extracción de características distintivas de estos objetos matemáticos que representan

una mano, el entrenamiento de una red neuronal para la clasicación de gestos de la mano

y la evaluación de la precisión y ecacia de esta metodología en diferentes contextos.

Nuestra hipótesis de investigación es que un enfoque basado en objetos matemáticos

para el modelado de la mano permitirá una identicación de gestos más precisa y eciente,

mejorando la interacción persona-computadora, especialmente en el contexto del lenguaje

de señas.

La metodología de este trabajo combina la utilización de herramientas de procesa-

miento de imágenes y técnicas de extracción de características. Las imágenes de los gestos

de la mano se procesarán utilizando el software MediaPipe para la identicación de la mano,

y las características extraídas se utilizarán para entrenar una red neuronal. Las técnicas

de aprendizaje automático se aplicarán para el modelado de la mano y la identicación de

gestos.

La tesis está organizada de la siguiente manera: en primer lugar, se presenta una

revisión del estado del arte sobre el reconocimiento de gestos de la mano. A continuación,

se detalla la metodología de investigación propuesta, desde la recolección de datos hasta

el análisis y la interpretación. Posteriormente, se exponen y discuten los hallazgos de la

investigación, subrayando su relevancia en el campo del reconocimiento de gestos de la mano.

Finalmente, se presentan las conclusiones del estudio, seguidas de recomendaciones para

investigaciones futuras en este campo.

Así, este estudio ofrece un enfoque innovador para el modelado de la mano y el

reconocimiento de gestos, lo que se espera que tenga implicaciones signicativas en la mejora
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de la interacción persona-computadora, en particular para la comunidad de personas sordas

y con discapacidades auditivas.
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Capítulo 2

Antecedentes

La comunicación no verbal, como los gestos, juega un papel crucial en nuestras inter-

acciones, representando alrededor del 65% de nuestros mensajes. Los gestos pueden ser de

mano, cabeza, rostro y cuerpo. La interacción humano-computadora (HCI) efectiva requiere

sistemas de reconocimiento de gestos robustos y precisos, que se usan como alternativa a

los dispositivos de HCI comunes, como mouse y teclados. Los sistemas de reconocimiento

automático, como el reconocimiento de gestos con la mano, son áreas de investigación muy

activas y signicativas para la HCI [1].

Las técnicas de reconocimiento de gestos se basan en capturar la imagen del gesto

de la mano humana mediante ordenador, lo que puede realizarse mediante reconocimiento

basado en visión, utilizando cámaras web o de profundidad, y no requiere dispositivos

especiales. También se pueden utilizar herramientas especiales como guantes alámbricos o

inalámbricos que detectan los movimientos de la mano del usuario, y dispositivos de entrada

de detección de movimiento (Microsoft Kinect, Leap Motion, etc.) que capturan los gestos y
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2. ANTECEDENTES

movimientos de la mano [2].

Adicionalmente existen otras técnicas de reconocimiento de gestos basadas en la

visión para extraer imágenes [3-5]. Otros estudios han implementado el uso de guantes con

sensores de exión para reconocer gestos [6-8]. Se ha demostrado que Leap Motion Controller

tiene un alto potencial para aplicaciones de tipo dedo suave y ha sido utilizado para la

captura de gestos [9-11].

El seguimiento de la mano (tracking) es una técnica que permite a la computadora

rastrear la mano del usuario y separarla del fondo y de los objetos circundantes [2]. Los

métodos de extracción de características se utilizan para extraer información útil de las

imágenes que ayuda en el proceso de reconocimiento de gestos.

Diversos trabajos aplican métodos variados para esta tarea. Haitham, Alaa y Sabah

[12] aplicaron la extracción de características de un contorno de la mano con fondo complejo.

Weiguo et al. [3] usaron la Transformada de Fourier Discreta (DFT), Salunke y Bharkad

[13] procesaron imágenes y extrajeron un histograma de gradientes de las mismas. Himadri

et al. [14] se enfocó en la segmentación de las manos usando aproximación de polígonos y

descomposición convexa aproximada.

Entre otras técnicas de extracción de características, Qingrui et al. [15] usaron el

algoritmo de extracción de objetos salientes basado en Contraste Regional (RC), Hari et

al. [16] aplicaron un algoritmo de detección de gestos, y Chenyang, Yingli y Matt [17]

implementaron cinco estrategias de extracción de características diferentes. Jose et al. [18]

usaron técnicas de procesamiento de imágenes digitales para eliminar el ruido y mejorar el

contraste.

Las características extraídas cambian de una aplicación a otra. Algunas de las
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características que podrían considerarse son: estado de los dedos, estado del pulgar, color

de la piel, alineaciones de los dedos, y la posición de la palma [2]. Se han considerado y

extraído varias características de los gestos de la mano que son altamente dependientes de

la aplicación.

Cabe destacar que la extracción de características permite la clasicación y el

reconocimiento de los gestos de la mano en una amplia gama de aplicaciones. Esto se

logra utilizando una variedad de métodos que se adaptan a las necesidades especícas de

cada aplicación, y que son capaces de identicar características únicas de la mano y los gestos

que realiza. La elección del método y las características a extraer dependen del contexto y

del objetivo de la aplicación.

Por otro lado, se tiene que el desarrollo de sistemas de reconocimiento de gestos de

la mano, como las aplicaciones de lenguaje de señas, es extremadamente importante para

superar las barreras de comunicación con personas no familiarizadas con este lenguaje. La

tecnología que traduce automáticamente los movimientos de la mano en texto o habla audible

puede ayudar a reducir esta barrera. Los sistemas de reconocimiento de gestos basados

en visión tienen una amplia gama de aplicaciones, incluyendo comunicación, educación y

rehabilitación, y pueden ser especialmente útiles en situaciones donde no se cuenta con un

intérprete humano para el lenguaje de señas.

El reconocimiento de gestos de la mano es una aplicación que transforma los gestos de

la mano del lenguaje de señas en salidas como texto o voz. Esta tecnología puede dividirse

en sistemas basados en visión (donde los gestos son capturados por una o más cámaras) y

sistemas basados en dispositivos (donde se utiliza un dispositivo de medida directa, como

guantes electrónicos equipados con sensores)[19].
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2. ANTECEDENTES

A pesar de que los sistemas basados en dispositivos son ecientes, su uso práctico es

limitado debido a la necesidad de llevar un dispositivo engorroso para interactuar con el

sistema. Este problema no se presenta en los sistemas basados en visión, que permiten una

interacción más natural y tienen una amplia aplicación en escenarios al aire libre.

El reto para los sistemas basados en visión radica en cómo manejan conjuntos de

datos compuestos por gestos manuales dinámicos en lenguaje de señas, como signos aislados

y continuos. Muchos trabajos existentes se centran en reconocer gestos aislados, limitando

su uso en aplicaciones del mundo real. Además, el desarrollo de reconocimiento de gestos

manuales con sistemas basados en visión requiere el uso de métodos de extracción de

características y discriminación más potentes[1].

Existen dos principales enfoques para los sistemas de reconocimiento de gestos de la

mano: el basado en hardware y software especializado que interpreta la forma y el movimiento

de las manos [20, 21], y el basado en el procesamiento de imágenes [22, 23]. Ambos se

centran en extraer características de los gestos, ya sean rasgos estáticos o dinámicos, para

luego realizar una clasicación [24, 25].

Los sistemas de traducción del lenguaje de señas también se dividen en dos grupos.

El primero incluye sistemas que emplean hardware externo montado en un guante para

detectar los rasgos de interés [26, 27]. Este hardware puede variar desde sensores de velocidad,

unidades de movimiento inercial, hasta el uso de electromiografía en algunos casos [28].

Estos sistemas buscan determinar la posición y los movimientos que los usuarios de lenguaje

de señas hacen para cada palabra, permitiendo así capturar los rasgos característicos de las

mismas.

El segundo grupo de sistemas se centra en el análisis automatizado de imágenes y
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tiene dos vertientes. La primer vertiente se basa en la detección de gestos estáticos donde

no hay movimiento de las manos y la forma de estas es el rasgo principal para distinguir un

gesto de otro [29, 30]. La segunda vertiente se enfoca en gestos dinámicos, donde el tipo de

movimiento es una característica clave para la clasicación correcta de cada palabra.

Un factor común en ambos grupos de sistemas de traducción es la técnica de aprendi-

zaje automático que utilizan. El objetivo principal es la correcta extracción de características

de la mano, ya que una vez que se tiene una forma eciente de procesar dichas características,

se pueden generar grandes volúmenes de datos para su clasicación supervisada. Un área de

desarrollo prometedora para estos sistemas es el uso de aprendizaje no supervisado a través de

la extracción de características [31, 32] y la identicación de patrones morfológico-espaciales

de la mano.

Finalmente, los sistemas de control de dispositivos a distancia se han vuelto cada

vez más relevantes en los últimos años, aportando análisis y herramientas valiosas para la

identicación de gestos. Estos sistemas se han implementado en una variedad de contextos,

desde el control de dispositivos domésticos tradicionales [33], hasta su integración en sistemas

avanzados de automóviles [34], e incluso en entornos médicos para minimizar el contacto

físico con los instrumentos en un quirófano [35].
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Capítulo 3

Trabajo Relacionado

En este capítulo se ofrece una breve descripción de los métodos y resultados más

recientes relacionados con las técnicas de reconocimiento de los gestos de la mano. Aquí se

presentan diferentes métodos y enfoques para el reconocimiento de los gestos de la mano y

se discuten los principales problemas en esta área.

La interacción con máquinas basada en los gestos de las manos es una técnica natural

de comunicación que las personas han adoptado en su vida cotidiana. En la actualidad,

muchos investigadores del mundo académico y de la industria están estudiando diversas

aplicaciones para hacer que las interacciones basadas en RGM sean más fáciles, naturales

y cómodas sin necesidad de llevar ningún dispositivo adicional. Las aplicaciones de RGM

van desde el control de juegos hasta el control de robots mediante visión por computadora,

desde la realidad virtual hasta los sistemas domésticos inteligentes, desde los sistemas de

seguridad hasta los sistemas de formación, y en muchos otros ámbitos[33-35].

El reconocimiento de gestos es una disciplina especializada que se encuentra en la

intersección de la visión por computadora y la interpretación de imágenes. Su objetivo es

traducir una imagen o una secuencia de imágenes, es decir, un video, en una descripción

que posea un signicado interpretativo.
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3. TRABAJO RELACIONADO

Este capítulo explora a fondo el estado actual de las diversas técnicas empleadas en

el reconocimiento de gestos de la mano. En particular, se enfoca en los enfoques avanzados

que integran métodos sustentados en el aprendizaje automático, como las redes neuronales

articiales y la lógica difusa, entre otros.

Además, se presentan los métodos de preprocesamiento de imágenes que se utilizan

para la segmentación de regiones de interés. Un ejemplo de esto es el delineado del contorno

de la mano, que es esencial para la creación de la imagen de la mano.

3.1. Enfoque basado en apariencia

El enfoque basado en la apariencia explora la utilización de técnicas de visión por

computadora para capturar y analizar imágenes o videos de las manos. Los trabajos de

investigación han utilizado técnicas como la segmentación de la piel, la detección de contornos

y la extracción de características visuales para interpretar los gestos. Estos métodos son

menos dependientes del contexto y se centran principalmente en los atributos visibles, como

la forma, la orientación y la posición de la mano.

Luca Ballan et al. [36] proponen utilizar puntos salientes aprendidos de forma

discriminatoria en los dedos y estimar las asociaciones dedo-punto saliente simultáneamente

con la estimación de la pose de la mano. Introducen una función objetivo diferenciable

que también tiene en cuenta los bordes, el ujo óptico y las colisiones. Las evaluaciones

cualitativas y cuantitativas muestran que el enfoque propuesto consigue resultados muy

precisos en varias secuencias difíciles que contienen manos y objetos en acción.

C Nolker et al. [37] describen en su articulo un reconocimiento de gestos basado en

las puntas de los dedos (GREFIT, por sus siglas en ingles, Gesture REcognition based on
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FInger Tips), un sistema que reconoce posturas continuas de la mano a partir de imágenes de

vídeo de nivel de gris (captura de posturas). El enfoque permite una identicación completa

de todos los ángulos de las articulaciones de los dedos (haciendo, sin embargo, algunas

suposiciones sobre los acoplamientos de las articulaciones para simplicar los cálculos).

Esto permite una reconstrucción completa de la forma tridimensional (3-D) de la mano,

utilizando un modelo de mano articulada con 16 segmentos y 20 ángulos de articulación.

Este modelo se diseña de acuerdo con las dimensiones y posibilidades de movimiento de una

mano humana natural. La mano virtual imita la mano del usuario con una precisión notable

y puede seguir posturas a partir de imágenes en escala de grises a una frecuencia de imagen

de 10 Hz.

Ambos trabajos anteriores se basan en la detección de la punta de los dedos para la

construcción de imágenes de la mano.

Chengde Wan et al. [38] presentan un marco de regresión jerárquica para estimar las

posiciones de las articulaciones de la mano a partir de imágenes de profundidad individuales

basadas en las normales locales de la supercie. La regresión jerárquica sigue la topología

arbórea de la mano desde la muñeca hasta la punta de los dedos. Proponen un bosque de

regresión condicional que utiliza una nueva característica de diferencia normal. En cada

etapa de la regresión, el marco de referencia se establece a partir de la normal local de la

supercie o de las articulaciones de la mano estimadas previamente.

I. Oikonomidis et al. [39] en un primer trabajo presentan un enfoque en el cual tratan

el problema como un problema de optimización, por un lado proponen un método que se basa

en observaciones visuales sin marcadores para seguir la articulación completa de dos manos

que interactúan entre sí de forma compleja y sin restricciones. En un segundo trabajo [40]

presentan una solución novedosa de recuperar y rastrear la posición 3D, la orientación y la
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articulación completa de una mano humana a partir de observaciones visuales sin marcadores

obtenidas por un sensor Kinect, buscando los parámetros del modelo de mano que minimicen

la discrepancia entre la apariencia y la estructura 3D de las instancias hipotéticas de un

modelo de mano y las observaciones reales de la mano.

3.2. Enfoque basado en la extracción de características

En los últimos años la extracción de características ha tenido un gran impacto en los

trabajos de reconocimiento de gestos de la mano sobresaliendo el análisis de componentes

principales (PCA), desde esta perspectiva el objetivo del reconocimiento de gestos de la

mano es clasicar los datos de los gestos de la mano representados por algunas características

en un número predeterminado de clases de gestos.

El trabajo de Ansar et al. [41] presenta un novedoso método de reconocimiento de los

gestos de la mano para los electrodomésticos inteligentes utilizando sensores de imagen. El

modelo propuesto se divide en seis pasos. En primer lugar, se realiza un preprocesamiento

para eliminar el ruido de los fotogramas de vídeo y redimensionar cada fotograma a una

dimensión especíca. En segundo lugar, se detecta la mano mediante un modelo de red

neuronal de convolución basado en un detector de disparo único (SSD-CNN, por sus siglas

en ingles, Single Shot Detector-based Convolution Neural Network model). En tercer lugar,

se localizan puntos de referencia en la mano mediante el método del esqueleto. En cuarto

lugar, se extraen características basadas en trayectorias de puntos, diferenciación de cuadros,

histogramas de orientación y nubes de puntos 3D. En quinto lugar, las características se

optimizan mediante lógica difusa y, por último, se utiliza el clasicador H-Hash para la

clasicación de los gestos de la mano. El sistema se ha probado en dos conjuntos de datos

de referencia, a saber, el conjunto de datos de manos IPN y el conjunto de datos Jester. La
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precisión del reconocimiento en el conjunto de datos de manos IPN es del 88,46% y en el

conjunto de datos Jester es del 87,69%. Los usuarios pueden controlar sus electrodomésticos

inteligentes, como la televisión, la radio, el aire acondicionado y la aspiradora, utilizando el

sistema propuesto.

Jalal et al. [42] proponen un novedoso sistema de estimación de la pose humana (HPE,

por sus siglas en ingles, human pose estimation) y de clasicación de eventos sostenibles (SEC,

por sus siglas en ingles, sustainable event classication) para el que han diseñado un modelo

de palo pseudo-2D. Para extraer las características de la silueta humana de cuerpo entero,

se proponen varias características como la energía, el seno, los movimientos de las distintas

partes del cuerpo y una vista cartesiana 3D de gradientes de suavizado características. Las

características extraídas para representar los puntos clave de la postura humana incluyen la

apariencia 2D rica punto angular, y autocorrelación multipunto. Tras la extracción de los

puntos clave, aplican una clasicación jerárquica y un modelo de optimización mediante la

optimización de rayos y un algoritmo K-ary tree hashing.

A. Kapitanov et al. [43] presentan un enorme conjunto de datos HaGRID (por sus

siglas en ingles, HAnd Gesture Recognition Image Dataset) para sistemas de reconocimiento

de gestos con las manos (HGR). Este conjunto de datos contiene 552.992 muestras divididas

en 18 clases de gestos. Las anotaciones consisten en cuadros delimitadores de las manos con

etiquetas de gestos y marcas de las manos protagonistas. El conjunto de datos propuesto

permite construir sistemas HGR, que pueden utilizarse en servicios de videoconferencia,

sistemas de domótica, el sector de la automoción, servicios para personas con deciencias

auditivas y del habla, etc. Nos centramos especialmente en la interacción con dispositivos

para manejarlos. Además, proponen las líneas de base para las tareas de detección de manos

y clasicación de gestos.
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D. Kumar et al. [44] proponen un sistema basado en visión para el reconocimiento del

gesto estático de la mano. Permite reconocer el gesto en variación de iluminación, rotación,

posición y tamaño de las imágenes gestuales. El sistema propuesto consta de tres fases:

preprocesamiento, extracción de características y clasicación. La fase de preprocesamiento

implica un proceso de mejora, segmentación, rotación y ltrado de la imagen. Para obte-

ner una imagen gestual invariante de la rotación, en este trabajo proponen una técnica

novedosa que consiste en hacer coincidir la 1ª componente principal de los gestos de la

mano segmentados con ejes verticales. En la fase de extracción de características, este

trabajo extrae secuencias de contorno localizadas y características basadas en bloques y

propone una novedosa mezcla de características (o características combinadas) para una

mejor representación del gesto estático de la mano. Las características combinadas se aplican

como entrada al clasicador de máquina de soporte vectorial multiclase para reconocer el

gesto estático de la mano.

Jing Li et al. [45] proponen un sistema de reconocimiento de gestos estáticos que

combina información de profundidad y datos de esqueleto para clasicar los gestos. A través

de la fusión de características, los gestos de los dígitos de la mano del 0 al 9 pueden ser

reconocidos con precisión y eciencia. Según los resultados experimentales, el sistema de

reconocimiento de gestos propuesto es ecaz y robusto, y es invariable ante fondos complejos,

cambios de iluminación, inversión, distorsión estructural, rotación, etc.

Haitham et al. [46] exploran la utilidad de dos métodos de extracción de características,

el contorno de la mano y el algoritmo de momentos complejos, para resolver el problema del

reconocimiento de gestos de la mano, identicando las principales ventajas y desventajas

de cada método. Construyen una red neuronal articial con el n de clasicar mediante el

algoritmo de aprendizaje de retropropagación. El sistema propuesto presenta un algoritmo
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de reconocimiento para reconocer un conjunto de seis gestos estáticos especícos de la mano:

Abrir, Cerrar, Cortar, Pegar, Maximizar y Minimizar. La imagen del gesto de la mano

pasa por tres etapas, preprocesamiento, extracción de características y clasicación. En

la etapa de preprocesamiento se aplican algunas operaciones para extraer el gesto de la

mano de su fondo y preparar la imagen del gesto de la mano para la etapa de extracción de

características y posteriormente la clasicación.

Chahid et al. [47] proponen un método de extracción de características basado en

la matriz de pesos de posición para la clasicación multiclase, con el n de mejorar la

interpretación de las señales biomédicas. Este método se valida en el reconocimiento de

señales de electromiograma de supercie (sEMG, por sus siglas en ingles) para ocho gestos

diferentes de la mano. El conjunto de datos CapgMyo [48] utilizado consiste en señales

sEMG de alta densidad a través de 128 canales adquiridos de 9 sujetos intactos.

3.3. Enfoque basado en modelos

Este método se basa en la utilización de un sistema de marcadores, cuyo objetivo

es adaptar un modelo tridimensional de una mano a estos marcadores detectados para

obtener una representación de la postura. Es necesario subrayar que estos modelos sirven

como entrada para un algoritmo de aprendizaje automático, diferenciándose de la creación

de un modelo de mano en sí mismo. A pesar de que a menudo es necesario limpiar los

datos, debido a errores en las lecturas cuando la mano se oculta o se mueve rápidamente,

este enfoque tiene la ventaja de requerir escaso entrenamiento, lo que lo hace ecaz para

identicar posturas desconocidas. No obstante, debido a que gran parte del procesamiento

ocurre en tiempo de ejecución, puede resultar demasiado demandante para aplicaciones en

tiempo real [49].
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James M. Rehg y Takeo Kanade [50] describen un sistema de seguimiento de manos

basado en modelos, denominado DigitEyes, que puede recuperar el estado de un modelo de

mano de 27 grados de libertad a partir de imágenes ordinarias en escala de grises a velocidades

de hasta 10 Hz. La detección pasiva del movimiento de la mano y las extremidades humanas

es importante para una amplia gama de aplicaciones, desde la interacción persona-ordenador

hasta la medición del rendimiento deportivo. Los mecanismos articulados de alto grado de

libertad, como la mano humana, son difíciles de rastrear debido a su amplio espacio de

estados y a la compleja apariencia de su imagen.

Tagliasacchi et al. [28] proponen un sistema de rastreo de la mano en tiempo real

utilizando una cámara RGBD (Color y profundidad) como entrada, usando una optimización

basada en el algoritmo ICP (Iterative Closest Point) en conjunto con una base de datos de

poses de manos posibles. EL modelo que utilizan para representar la mano consiste en una

serie de cilindros optimizados con 26 grados de libertad.

Fan Shang et al [51] proponen un algoritmo con el cual detectan 21 puntos claves en la

mano para su representación y modelado. Su algoritmo se divide en dos partes: la detección

de la mano utilizando una imagen con la palma orientada a la cámara, y el modelado y

mapeo de 21 puntos colocados en la imagen recortada de la mano obtenida en el punto

anterior.

En la siguiente sección mencionaremos algunos trabajos relacionados respecto a como

las redes neuronales pueden identicar una mano o un gesto de una mano, mediante algunos

de los modelos de los trabajos previamente mencionados que sirven como entrada a estos

sistemas que utilizan redes neuronales.
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3.4. Redes neuronales articiales

Una red neuronal articial (RNA) está compuesta por una serie de elementos de

procesamiento altamente interconectados (también llamados neuronas) que operan con-

juntamente para resolver problemas especícos [52]. Las RNA pueden congurarse para

resolver problemas como el reconocimiento de patrones o la extracción de datos mediante

modelos basados en el aprendizaje. Las RNA también tienen capacidades como el aprendizaje

adaptativo, la autoorganización y las operaciones en tiempo real mediante un hardware

especial.

Nolker [37] utiliza un enfoque por capas basado en RNA para detectar las puntas de

los dedos. Los vectores de las puntas de los dedos se obtienen y se transforman en ángulos

de las articulaciones de los dedos en un modelo de mano articulada. Para cada dedo, se

entrena una red distinta con los mismos vectores de características. La entrada de cada red

es un vector de tamaño 35, mientras que la salida es sólo bidimensional. Lee [53] utiliza el

modelo de Markov oculto (HMM) para el reconocimiento de gestos utilizando características

de forma. El estado del gesto se determina tras estabilizar el componente de la imagen como

dedos abiertos en fotogramas consecutivos.

Wang [54] propuso un potente enfoque basado en el ujo óptico para el reconocimiento

de la acción humana utilizando modelos de aprendizaje. En este enfoque de ujo óptico,

las partes ocultas de la imagen también se etiquetan. Este algoritmo basado en el margen

máximo puede aplicarse al reconocimiento de gestos.

Zhan [55] propone un algoritmo para el reconocimiento de gestos de la mano en

tiempo real utilizando redes neuronales convolucionales (CNN). La CNN propuesta alcanza

una precisión media del 98,76% en el conjunto de datos que comprende 9 gestos de la mano

19



3. TRABAJO RELACIONADO

y 500 imágenes para cada gesto.

Jimin y Shangbo [56] proponen un método de reconocimiento basado en una estrategia

que combina las redes neuronales convolucionales 2D con la fusión de características. Los

fotogramas clave originales y los fotogramas clave de ujo óptico se utilizan para representar

las características espaciales y temporales respectivamente, que luego se envían a la red

neuronal convolucional 2D para la fusión de características y el reconocimiento nal. Para

garantizar la calidad del gráco de ujo óptico extraído sin aumentar la complejidad de la red,

utilizan el método de orden fraccionario para extraer el gráco de ujo óptico, combinando

el cálculo fraccionario y el aprendizaje profundo.

Jhaung et al. [57] propone un sistema dinámico de gestos de la mano basado en un

radar FMCW de 60 GHz que puede utilizarse para el control de dispositivos sin contacto;

reciben las señales de radar de los gestos de la mano y las transforman en dominios

comprensibles para el ser humano, como el alcance, la velocidad y el ángulo. Con estos datos,

personalizan el sistema a diferentes escenarios. Proponen un modelo de aprendizaje profundo

de extremo a extremo (red neuronal y memoria a corto plazo), que extrae las señales de

radar transformadas en características y clasica las características extraídas en etiquetas de

gestos de la mano. Dentro de su esfuerzo de recopilación de datos de entrenamiento, utilizan

una cámara solo para apoyar el etiquetado de datos de gestos de la mano. La precisión del

modelo puede alcanzar el 98%.

3.5. Propuestas de traductores del lenguaje de señas

Una gran motivación detrás del reconocimiento de los gestos de la mano es la

traducción del lenguaje de señas, existen múltiples trabajos que proponen diferentes técnicas

20



3.5 Propuestas de traductores del lenguaje de señas

de aprendizaje, detección, clasicación, etc., en torno al lenguaje de señas. Estos trabajos

van en torno al apoyo de la comunidad para mejorar la comunicación entre las personas.

Daniel Hernandez en su tesis [58] aborda la detección de algunas palabras en la lengua

de señas mexicana sin el uso de dispositivos adicionales como guantes. Los experimentos

llevados acabo en ese trabajo muestran que es posible la detección de algunos gestos o

palabras del lenguaje de señas, y que se necesitan características especícas de manos, brazos,

cara y cuerpo.

Zheng et al. [59] proponen dos adaptaciones a los modelos neurales tradicionales de

LS (Lenguaje de Señas) utilizando módulos optimizados relacionados con la tokenización. En

primer lugar, introducen un algoritmo de compresión de la densidad del ujo de fotogramas

(FSDC, por sus siglas en inglés, Frame Stream Density Compression) para detectar y reducir

los fotogramas similares redundantes, lo que acorta ecazmente las frases de signos largas

sin perder información. Después sustituyen el codicador tradicional en un módulo de

traducción automática neural (NMT, por sus siglas en inglés, Neural Machine Translation)

por una arquitectura mejorada, que incorpora una unidad de convolución temporal (T-

Conv) y una unidad GRU (por sus siglas en inglés, Gated Recurrent Unit) bidireccional

jerárquica dinámica (DH-BiGRU) de forma secuencial. El componente mejorado tiene en

cuenta la información de tokenización temporal para extraer información más profunda

con un consumo de recursos razonable. Los experimentos con el conjunto de datos RWTH-

PHOENIX-Weather 2014T muestran que el modelo propuesto supera a la línea de base del

estado del arte hasta una ganancia de puntuación de 1,5+ BLEU-4.

Junfu et al. [60], proponen una red de alineación con optimización iterativa para el

reconocimiento de la lenguaje de señas continua débilmente supervisada. El marco consta

de dos módulos: una red residual convolucional 3D (3D-ResNet) para el aprendizaje de
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características y una red codicadora-decodicadora con clasicación temporal conexionista

(CTC) para el modelado de secuencias. Los dos módulos anteriores se optimizan de forma

alternativa. En la red de aprendizaje de secuencias con codicador-decodicador se incluyen

dos decodicadores, el decodicador LSTM (por sus siglas en inglés, Long Short-Term Me-

mory) y el decodicador CTC. Ambos decodicadores se entrenan conjuntamente mediante

el criterio de máxima verosimilitud con una restricción de alineación dinámica temporal

suave (soft-DTW). La ruta de deformación, que indica la posible alineación entre los clips

de vídeo de entrada y las palabras de signo, se utiliza para anar la 3D-ResNet como

etiquetas de entrenamiento con pérdida de clasicación. Tras el ajuste no, se extraen las

características mejoradas para la optimización de la red de aprendizaje de secuencias de

codicador-decodicador en la siguiente iteración. El algoritmo propuesto se evalúa en dos

puntos de referencia de reconocimiento del lenguaje de signos continuo a gran escala.

Prasad et al. [61] proponen una metodología innovadora que fusiona conceptos de

visión por computadora y aprendizaje automático para desarrollar una aplicación capaz

de predecir con precisión el equivalente textual de las señales en lengua de signos. En

su estudio, exploraron el uso de máquinas de soporte vectorial (SVM, por sus siglas en

inglés Support Vector Machine), un algoritmo de aprendizaje automático supervisado para

clasicar patrones de señas. Utilizaron el sensor de la cámara Kinect de Microsoft Xbox

360 para capturar el lenguaje de señas con alta resolución y mayor profundidad de píxeles.

Mediante un conjunto de ejemplos de entrenamiento, cada uno etiquetado con el valor

textual correspondiente a la señal, evaluaron cómo el algoritmo SVM construye un modelo

capaz de clasicar nuevos ejemplos no incluidos en el entrenamiento. Además, analizaron

la ecacia del algoritmo de reconocimiento de patrones en la transformación escalar de

características invariantes (SIFT, por sus siglas en inglés Scalar Invariant Feature Transform)

y evaluaron la precisión de la clasicación realizada por la SVM.
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Wang et al. [62] nos dicen que para utilizar la dinámica a largo plazo sobre una

secuencia de signos aislada, proponen una representación basada en la matriz de covarianza

para fusionar de forma natural la información procedente de fuentes multimodales. Para

abordar el inconveniente inducido por la métrica riemanniana comúnmente utilizada, la

proximidad de las matrices de covarianza se mide en la variedad de Grassmann. Sin embargo,

la métrica de Grassmann inherente no puede aplicarse directamente a la matriz de covarianza.

Resuelven este problema evaluando y seleccionando los vectores singulares más signicativos

de las matrices de covarianza de las secuencias de signos. La representación compacta

resultante se denomina matriz de covarianza de Grassmann. Finalmente, la métrica de

Grassmann se utiliza como kernel para la máquina de vectores de soporte, lo que permite

el aprendizaje de los signos de forma discriminativa. Para validar el método propuesto,

recopilaron tres conjuntos de datos sobre el lenguaje de signos, en los que las evaluaciones

muestran que el método propuesto supera a los métodos del estado del arte tanto en precisión

como en coste computacional.

Muneer Al-Hammadi et al. [63] proponen un sistema novedoso para el reconocimiento

dinámico de gestos de la mano utilizando múltiples arquitecturas de aprendizaje profundo

para la segmentación de la mano, las representaciones de características locales y globales, y

la globalización y el reconocimiento de características de la secuencia. El sistema propuesto

se evalúa en un conjunto de datos, que consiste en 40 gestos dinámicos de la mano realizados

por 40 sujetos en un entorno no controlado.
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Capítulo 4

Composición, modelado y detección de la
mano

En los últimos años, la investigación en visión por computadora ha experimentado una

expansión rápida y exitosa. Este éxito se ha logrado gracias a dos factores principales. Por

un lado, se ha producido una adopción y adaptación de métodos de aprendizaje automático,

lo cual ha contribuido signicativamente a los avances en el campo [64]. Por otro lado, se

ha dedicado un esfuerzo considerable al desarrollo de nuevas representaciones y modelos

especícos para abordar los desafíos de la visión por computadora, lo que ha llevado al

diseño de soluciones ecaces.

Entre los avances destacados, se ha logrado un progreso signicativo en la detección

de objetos, donde se han desarrollado algoritmos capaces de identicar y localizar objetos

con una precisión cada vez mayor [65]. Además, la segmentación semántica ha avanzado

notablemente, permitiendo la identicación y clasicación precisa de diferentes regiones en

una imagen. Otra área de avance ha sido el reconocimiento facial, donde los sistemas de

visión por computadora han alcanzado niveles de precisión cercanos al rendimiento humano.

También se han realizado avances en la detección y seguimiento de personas en vídeos, lo

que ha permitido aplicaciones como la vigilancia inteligente y la conducción autónoma [55].
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Dado un conjunto de clases de objetos, la detección de objetos consiste en determinar

la ubicación y la escala de todas las instancias de objetos, si las hay, que están presentes en

una imagen. Así, el objetivo de un detector de objetos es encontrar todas las instancias de

objetos de una o más clases de objetos dadas, independientemente de la escala, la ubicación,

la pose, la vista con respecto a la cámara, las oclusiones parciales y las condiciones de

iluminación.

En muchos sistemas de visión por computadora, la detección de objetos es la primera

tarea que se realiza, ya que permite obtener más información sobre el objeto detectado

y sobre la escena. Una vez que se ha detectado una instancia de objeto (por ejemplo, un

rostro), es posible obtener más información, incluyendo: reconocer la instancia especíca

(por ejemplo, identicar el rostro del sujeto), rastrear el objeto en una secuencia de imágenes

(por ejemplo, rastrear el rostro en un vídeo), y extraer más información sobre el objeto

(por ejemplo, para determinar el sexo del sujeto), mientras que también es posible inferir la

presencia o la ubicación de otros objetos en la escena (por ejemplo, una mano puede estar

cerca de una cara y a una escala similar) y estimar mejor otra información sobre la escena

(por ejemplo, el tipo de escena, interior o exterior, etc.), entre otra información contextual.

La detección de objetos se ha utilizado en muchas aplicaciones, siendo las más

populares: la interacción persona-computadora (HCI), la robótica (por ejemplo, los robots

de servicio), la electrónica de consumo (por ejemplo, los teléfonos inteligentes), la seguridad

(por ejemplo, el reconocimiento, el seguimiento), la recuperación (por ejemplo, los motores

de búsqueda, la gestión de fotos), y el transporte (por ejemplo, la conducción autónoma

y asistida). Cada una de estas aplicaciones tiene diferentes requisitos, entre ellos: tiempo

de procesamiento (fuera de línea, en línea o en tiempo real), robustez a las oclusiones,

invariabilidad a las rotaciones (por ejemplo, rotaciones en el plano) y detección bajo cambios
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de pose. Mientras que muchas aplicaciones consideran la detección de una sola clase de

objeto (por ejemplo, caras) y desde una sola vista (por ejemplo, caras frontales), otras

requieren la detección de múltiples clases de objetos (humanos, vehículos, etc.), o de una sola

clase desde múltiples vistas (por ejemplo, vista lateral y frontal de vehículos). En general,

la mayoría de los sistemas sólo pueden detectar una única clase de objeto a partir de un

conjunto restringido de vistas y poses.

Dentro del área de estudio de la interacción persona-computadora, un tema que ha

tenido un gran impacto en los últimos años es poder identicar partes del cuerpo humano

dentro de una imagen, existen algunas bibliotecas de software que hacen esta identicación

posible y con gran precisión como son: OpenPose [66], MediaPipe [20], Lens Studio [21],

Banuba [67], entre otros. En este trabajo para la detección de la mano utilizaremos el

software de MediaPipe.

4.1. Detección e identicación de la mano con MediaPipe

La capacidad de percibir la forma y el movimiento de las manos puede ser un

componente vital para mejorar la experiencia del usuario en diversos ámbitos y plataformas

tecnológicas. Por ejemplo, puede constituir la base para la comprensión del lenguaje de

signos y el control de los gestos de la mano, y también puede permitir la superposición de

contenidos e información digital sobre el mundo físico en la realidad aumentada. Si bien es

algo natural para las personas, la percepción robusta de las manos en tiempo real es una

tarea de visión por computadora decididamente desaante, ya que las manos a menudo se

ocluyen 1 a sí mismas o entre sí (por ejemplo, oclusiones de dedos/palmas y apretones de

1La oclusión es la situación en la cual una parte de la mano u objeto bloquea o cubre parcialmente otra
parte de la mano, ocurre cuando una parte de la mano se encuentra detrás o bloqueada por otra parte de la
misma mano, lo que diculta su detección y seguimiento preciso.
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manos) y carecen de patrones de alto contraste.

MediaPipe Hands es una solución de seguimiento de manos y dedos de alta delidad.

Emplea el aprendizaje automático (ML) para inferir 21 puntos de referencia 3D de una mano

a partir de un solo fotograma. Mientras que los enfoques actuales dependen principalmente

de potentes entornos de escritorio para la inferencia, éste método logra un rendimiento en

tiempo real en un teléfono móvil, e incluso se adapta a múltiples manos [20, 51, 68, 69].

MediaPipe Hands utiliza un ujo de procesamiento de ML que consiste en múltiples

modelos que trabajan juntos: Un modelo de detección de la palma de la mano que opera

sobre la imagen completa y devuelve un cuadro delimitador de la mano orientado. Un

modelo de referencia de la mano que opera en la región de la imagen recortada denida por

el detector de la palma y devuelve puntos clave de la mano en 3D de alta delidad.

Al proporcionar la imagen de la mano recortada con precisión al modelo de puntos

de referencia de la mano, se reduce drásticamente la necesidad de aumentar los datos (por

ejemplo, rotaciones, traslación y escala) y, en su lugar, la red neuronal articial puede dedicar

la mayor parte de su capacidad a la precisión de la predicción de coordenadas. Además,

los recortes también pueden generarse basándose en los puntos de referencia de la mano

identicados en el fotograma anterior, y sólo cuando el modelo de puntos de referencia ya

no puede identicar la presencia de la mano se invoca la detección de la palma para volver

a localizar la mano.

La funcionalidad de la línea de construcción se lleva a cabo a través de una gráca

de MediaPipe. Esta gráca emplea una subgráca especializada para el seguimiento de los

puntos de referencia de la mano provenientes del módulo de puntos de referencia especíco

para este n. Además, se encarga de la representación visual utilizando una subgráca
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exclusiva para el renderizado de la mano.

Dentro de la subgráca de seguimiento de la mano, se hace uso interno de otra

subgráca que contiene información de referencia para la mano, proveniente del mismo

módulo, y también de una subgráca de detección de la palma suministrada por el módulo

de detección de la palma.

4.1.1. Modo de detección de la palma de la mano

Para detectar la ubicación inicial de las manos, el modelo consiste en la detección

de una sola toma optimizado para usos móviles en tiempo real. La detección de manos es

una tarea decididamente compleja, la falta de características en las manos hace que sea

comparativamente difícil detectarlas de forma able a partir de sus características visuales

únicamente. En cambio, proporcionar un contexto adicional, como las características del

brazo, del cuerpo o de la persona, ayuda a la localización precisa de la mano.

En primer lugar, entrenaron un detector de palmas en lugar de un detector de manos,

ya que la estimación de los recuadros delimitadores de objetos rígidos como las palmas y

los puños es mucho más sencilla que la detección de manos con dedos articulados. Además,

como las palmas son objetos más pequeños, el algoritmo de supresión no máxima funciona

bien incluso para los casos de auto-oclusión de dos manos, como los apretones de manos. Por

otra parte, las palmas pueden modelarse utilizando cajas delimitadoras cuadradas (anclas en

la terminología de ML), ignorando otras relaciones de aspecto, y reduciendo así el número

de anclas en un factor de 3 a 5. En segundo lugar, se utiliza un extractor de características

codicador-decodicador para obtener un mayor conocimiento del contexto de la escena

incluso para los objetos pequeños (de forma similar al enfoque de RetinaNet [70]). Por

último, minimizamos la pérdida focal durante el entrenamiento para soportar una gran
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cantidad de anclajes resultantes de la alta varianza de escala.

4.1.2. Modelo de puntos de referencia de la mano

Tras la detección de la palma de la mano en toda la imagen, el modelo de puntos de

referencia de la mano realiza una localización precisa de las coordenadas de 21 puntos de

la mano en 3D dentro de las regiones de la mano detectadas mediante regresión, es decir,

predicción directa de coordenadas. El modelo aprende una representación interna consistente

de la postura de la mano y es robusto incluso con las manos parcialmente visibles y las

auto-oclusiones.

Con el propósito de abarcar una gama más amplia de posiciones de la mano y ofrecer

una supervisión más detallada de la estructura geométrica de la misma, se utiliza como base

un modelo sintético de alta calidad de la mano. Este modelo se representa en diversos fondos

mediante un proceso de renderizado que asigna las coordenadas 3D correspondientes. La

gura 4.1 muestra los 21 puntos denidos por MediaPipe para la representación de la mano.

Fig. 4.1: Puntos de la mano obtenidos utilizando MediaPipe [20].
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4.2. Modelado de la mano

Para poder profundizar en el sistema de gestos, es necesario distinguir primero entre

el signicado de una postura y de un gesto, la postura es una sola imagen que representa

una sola orden como la señal de alto, mientras que el gesto es una secuencia de posturas

que se reeren a un signicado único cuando se combinan esas posturas juntas como mover

la mano en una dirección especíca para cambiar el volumen de una radio o televisión [32].

La mano debe ser modelada en el sistema para ser procesada correctamente. La

aplicación exigente tiene un impacto signicativo en la selección del modelo empleado [71].

El modelo de la mano puede ser temporal (movimiento) o espacial (forma) [71], se han

construido reconocedores especiales para realizar un seguimiento del modelado temporal

como el modelo oculto de markov (HMM) [72], la red neuronal (NN), el modelo basado en

reglas y la máquina de estado nito, el modelado especial puede dividirse en modelo basado

en la apariencia y modelo basado en 3D [32].

El modelo basado en la apariencia también se denomina modelo 2D o modelo basado en

la vista. El modelo basado en la apariencia puede estar formado por plantillas, características

de representación de la forma, vectores propios, las características de representación de la

forma pueden ser geométricas o no geométricas, las características geométricas se consideran

características vivas ya que pueden ser procesadas por separado como la ubicación de la

punta del dedo y la ubicación de la palma, por el contrario, las características no geométricas

se consideran características ciegas ya que no pueden ser vistas individualmente y se requiere

un procesamiento colectivo.

El modelo 3D describe la forma de la mano y puede dividirse en modelos volumétricos

y modelos esqueléticos, los modelos volumétricos son complejos de llevar a cabo especialmente
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en aplicaciones en tiempo real en las que el factor de velocidad es muy crítico, por lo que,

otros modelos geométricos como los cilindros y las esferas se consideran como alternativas a

dicho modelo para la aproximación de la forma de la mano.

El otro tipo de modelo es el modelo esquelético, que captura la estructura de

la mano mediante una representación en 3D con un conjunto reducido de parámetros en

comparación con el modelo anterior. Al aplicar un modelo volumétrico a uno basado en la

apariencia, el resultado se vuelve complejo y requiere un tiempo considerable para calcular

los parámetros. Este enfoque se puede denominar, en el presente contexto, análisis por

síntesis.

Esta clasicación se lleva a cabo a través de distintas categorías basadas en la

interacción del movimiento de la mano, que puede manifestarse en dos tipos: manipulación

directa y gestos simbólicos. En la manipulación directa, la ubicación actual de la mano se

interpreta como el siguiente comando, mientras que en los gestos simbólicos, la acción se

deriva del movimiento del objeto.

Sin embargo, aunque el modelado 3D resuelve el problema de la auto-oclusión, no

resulta práctico para aplicaciones en tiempo real, dado que el tiempo es un factor limitante

en este tipo de modelado.

La gura 4.2 muestra una taxonomía de los distintos modelos de la mano, clasicados

según diversas categorías que se basan en la interacción del movimiento de la mano. No

obstante, el modelado en 3D soluciona el problema de la auto-oclusión.
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Fig. 4.2: Taxonomía de los distintos modelos de la mano [32].

En este trabajo vamos a utilizar el modelo 3D de esqueleto el cual nos lo genera

MediaPipe, para hacer posteriormente un análisis sobre el modelo de esqueleto y proponer

un sistema de reconocimiento de gestos basado en la extracción de características.

4.2.1. Composición Morfológica

La mano humana es considerada como un objeto articulado con 27 huesos que forman

la estructura de la mano y su capacidad para capturar, sostener, agarrar y soltar objetos

sin problemas, cinco dedos están en la mano humana, cuatro dedos que son el meñique, el

anular, el medio y el índice están alineados juntos y unidos a los huesos de la muñeca en un

lazo, el pulgar tiene cierta distancia de ellos.
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Los 27 huesos se distribuyen como 8 huesos en el área de la muñeca, y 19 huesos

para los dedos desde el extremo de la uña hasta el área de la muñeca como se ve en la

siguiente imagen. Sin embargo, las articulaciones de la mano tienen los siguientes nombres,

inspirados en su ubicación: interfalángica distal (DIP) e interfalángica proximal (PIP),

utilizadas para formar un solo dedo, excepto el pulgar, que no tiene ni distal ni proximal,

ya que el número de sus huesos es menor que el de los demás dedos, por lo que sólo tiene

interfalángica (IP), la articulación de conexión entre los dedos y los huesos metacarpianos

se denomina Metacarpofalángica (MCP) que son cinco una por cada dedo, nalmente, la

articulación de conexión entre los huesos metacarpianos y los huesos del carpo (muñeca)

se denominan Trapeciometacarpianos (TM) o también Carpometacarpianos (CMC), estas

diferentes formas de conexiones tienen un DoF 2 diferente como sigue: Las DIP tienen 4 DoF,

las PIP tienen 4 DoF, una para las IP, el total es de 9 hasta ahora, las MCP tienen 2 DoF

cada una, esto hará que la suma sea de 19 DoF, dos DoF más para la articulación TM para

el dedo pulgar solamente y 6 DoF para la muñeca, por lo tanto, 27 DoF son proporcionadas

por esta misteriosa criatura, fuera de toda duda, y sobresaliente mano humana, la gura 4.3

muestra las DoF de la mano.

2Degree of Freedom, DoF, por sus siglas en ingles, se reere a la cantidad de movimientos independientes
que pueden realizar las diferentes articulaciones de la mano.
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a) Los huesos de la mano b) Las articulaciones de la mano

Fig. 4.3: Composición morfológica de la mano [32].

Para entender el signicado de DoF, considere el plano xyz, si el objeto puede

cambiar su dirección sólo en una dirección permanentemente, se llama tiene un DoF como

el ferrocarril que decide la dirección del tren en un curso todo el tiempo, para dos DoFs,

el objeto puede moverse a través de dos coordenadas diferentes permanentemente, como

un coche de conducción que puede ir en el plano xy en cualquier momento, por lo que, con

respecto a los dedos, cada articulación que tiene un DoF puede realizar un movimiento

de dirección en dos formas hacia adelante y hacia atrás que son la exión y la expansión,

para dos DoFs, el dedo puede realizar la abducción y la aducción, así como la exión y la

expansión, y así sucesivamente.

4.3. Visualización gráca de MediaPipe

Partiendo de un pequeño set de datos, se utilizó Plotly 3, una biblioteca interactiva de

código abierto, para poder observar con mayor detalle el comportamiento y la representación

3Plotly es una biblioteca de visualización interactiva que permite crear grácos y visualizaciones de
datos de alta calidad. Ofrece una amplia gama de tipos de grácos y funciones interactivas, como zoom y
selección de datos.
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de la mano que nos ofrece MediaPipe, 21 coordenadas en xyz.

La visualización desempeña un papel esencial en el estudio de la solución de detección

propuesta por MediaPipe, así como en el análisis y comprensión de cómo las coordenadas

de la mano varían en función de su posición. La utilización de Plotly como herramienta de

visualización interactiva resultó invaluable en este proceso. Al proporcionar una represen-

tación en tres dimensiones, Plotly permitió una exploración más profunda del modelo de

la mano y brindó la exibilidad de realizar modicaciones o agregar elementos al mismo,

mejorando así nuestra comprensión del sistema.

Adicionalmente, para obtener una perspectiva comparativa, también realizamos una

visualización adicional en dos dimensiones utilizando la biblioteca Matplotlib. Esto nos

permitió evaluar cómo se ve afectada la información y la representación de la mano al reducir

la dimensión de visualización. Al realizar esta comparación entre las visualizaciones en dos y

tres dimensiones, pudimos identicar posibles pérdidas de información y comprender mejor

la importancia de la visualización tridimensional en la representación de la mano.

En la gura 4.6 podemos observar la imagen de la mano, su representación en dos

dimensiones con Matplotlib y en tres dimensiones con Plotly.

La combinación de herramientas de visualización como Plotly y Matplotlib fue

fundamental para el análisis, comprensión y mejora del modelado de la mano proporcionado

por MediaPipe. Estas herramientas nos permitieron explorar en detalle el comportamiento

de las coordenadas de la mano, comprender su relación con la posición de la mano y evaluar

la inuencia de la representación en dos y tres dimensiones en la información visualizada.
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Fig. 4.6: Visualización de MediaPipe utilizando Plotly y Matplotlib
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4.4. Conjunto de Datos HaGRID

Para llevar a cabo este trabajo, se utilizará el conjunto de datos HaGRID (Hand

Gesture Recognition Image Dataset, por sus siglas en inglés) [43], el cual contiene 18 gestos

de la mano distintos. Este conjunto de datos es extremadamente rico y diverso, ya que incluye

aproximadamente 30 mil imágenes por gesto, cada una de las cuales presenta una serie

de características diferentes, como diferentes fondos, perspectivas, resoluciones, formatos,

calidad, tamaño, entre otras.

Es importante destacar que este conjunto de datos, aunque no es muy común en

trabajos relacionados debido a su reciente publicación en el año 2022, proporciona una

excelente base para la tarea que nos ocupa. En muchos casos, la entrada del programa o las

imágenes a procesar no siempre serán óptimas para su detección y reconocimiento. Gracias

al software de MediaPipe, que homologa la salida a partir de 21 puntos, podemos hacer

un modelado independientemente de la entrada, lo que es de gran ayuda para lograr una

detección y reconocimiento precisos.

El uso de este conjunto de datos nos permitirá realizar un análisis exhaustivo de

los gestos de la mano y sus correspondientes características, lo que nos permitirá crear un

modelo altamente preciso y eciente. En las guras 4.7 y 4.8 se pueden observar los gestos

del dataset el cual incluye algunas de las señas más comunes que se utilizan en el día a

día, y también se pueden observar algunos ejemplos del dataset como son los gestos desde

distintas distancias, con diferente luz, posición, etc.
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Fig. 4.7: Los 18 gestos distintos del dataset [43].

Fig. 4.8: Algunas imágenes del dataset [43].
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Capítulo 5

Extracción de características

Las técnicas de extracción de características (FE, por sus siglas en inglés, feature

extraction) se han convertido en una necesidad evidente en muchos procesos que tienen

mucho que ver con la visión por computadora, la detección y localización de objetos, el

procesamiento de imágenes, la recuperación de imágenes, el reconocimiento de voz (SR), la

minería de datos, el reconocimiento de patrones, el aprendizaje automático y la bioinformática.

Se utiliza para extraer las características más distintivas presentes en un conjunto de datos

(imagen, texto, voz) que se utilizan para representar y describir los datos. Los datos son

una colección de varias características destacadas. Por otro lado, el procesamiento digital

de imágenes es un método de procesamiento que se ocupa de imágenes en color, imágenes

binarias e imágenes en escala de grises utilizando una computadora.

La computadora tiene la capacidad de recuperar imágenes de una base de datos

correspondiente a un dominio especíco, ya sea que estas imágenes tengan o no textura.

Este proceso se conoce como recuperación de imágenes (IR, por sus siglas en inglés). La IR

se lleva a cabo con el objetivo de encontrar imágenes que compartan características similares

o distintas en términos de su espacio de características. Esta tarea se realiza mediante la

búsqueda, navegación o recuperación de imágenes en una extensa base de datos compuesta
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por diversas imágenes.

El procesamiento de imágenes y la visión por computadora se utilizan para seleccionar

características de contenido de una imagen. La extracción de características se divide en dos

partes: ltros y envolturas. Los ltros no utilizan aprendizaje automático, mientras que los

envoltorios utilizan técnicas de agrupación, clasicación o reconocimiento [73].

Las características desempeñan un papel importante en el ámbito de la visión por

computadora o el procesamiento de imágenes para la identicación de información rele-

vante. Antes de extraer las características de la imagen, se realizan varias técnicas de

preprocesamiento de imágenes, como normalización, umbralización, binarización, cambio de

tamaño, etc., en la imagen constituyente. Las características se clasican a grandes rasgos

en características generales (GF, por sus siglas en inglés, general features) y características

especícas del dominio (DSF). Las GF son características autónomas de la aplicación, como

el color, la forma y la textura [74], mientras que las DSF dependen de la aplicación e incluyen

características conceptuales.

El tema central en este trabajo es crear una propuesta de extracción de características

a partir de un modelo de curvas que parte del modelo esquelético de la mano. Este modelo

de curvas consiste en utilizar un tipo de curva muy especíco que son las curvas bézier, las

cuales nos van a ayudar, a partir de sus propiedades, a obtener datos cuantitativos bastante

precisos respecto a la forma, posición, orientación, etc.

La propuesta respecto al modelo surgió a partir del trabajo de Ansar et al. [41]

en donde en su trabajo utilizan las curvas bézier para hacer el rastreo de una mano en

movimiento, donde una curva representa la trayectoria que sigue un punto de la mano

respecto a un tiempo determinado. En el trabajo de Ansar et al. también realizan la
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construcción de un vector de características en el cual las propiedades y características de

las curvas generadas por la trayectoria son añadidas a este vector y sirven como parámetro

para distinguir ciertas trayectorias de la mano, eso en conjunto con las otras características

como la nube de puntos o el modelado a partir de rombos obtuvieron un modelo bastante

preciso.

Gracias al trabajo de Ansar et al. se obtuvo la idea de utilizar las curvas bézier pero

no para seguir la trayectoria de un punto, sino como una forma de ver la mano utilizando

curvas bézier, es decir, para el caso de los dedos podríamos decir que un dedo es una curva

bézier la cual a diferencia de segmentos completamente rectos divididos en ciertos puntos

de unión del dedo, trabajar con una curva completa puede llegar a tener ciertas ventajas

respecto a su suavidad y aproximación. Esta idea empezó a tener mayor fuerza cuando se

observó que además de generar curvas por cada dedo podríamos generar curvas entre puntos

de los dedos del mismo nivel, por ejemplo, generar una curva con la punta de cada uno de

los dedos; solo en conjunto con estás dos propuestas podríamos precisar mejor respecto a un

gesto, sobre qué tanta curvatura tiene un dedo o una curva, y cómo se modica una curva

respecto a los demás dedos.

Para poder obtener este modelo de curvas se deben realizar tres etapas de preproce-

samiento las cuales además de ser muy simples tienen una gran utilidad y pueden llegar a

darnos rasgos signicativos de la mano con los cuales podemos extraer características que se

pueden adicionar al modelado de curvas.

En el proceso de extracción de características, atravesamos tres etapas distintas. En

primer lugar, se adquiere una imagen de la mano realizando un gesto especíco. Luego, en

la segunda etapa, se emplea la biblioteca de MediaPipe para procesar esta imagen y obtener

21 puntos en coordenadas (x, y, z), los cuales constituyen una representación del modelo
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esquelético de la mano al unir estos puntos para formar su estructura básica. Finalmente, en

el tercer y último paso, se genera un modelo de curvas a partir de estos mismos 21 puntos,

utilizando como base el modelado esquelético previamente obtenido.

La etapa 2 se conoce como preprocesamiento, mientras que la etapa 3 se reere a la

obtención del vector de características, que implica un procesamiento más exhaustivo basado

en el modelado esquelético de la mano. Ambas etapas permiten obtener características

signicativas; sin embargo, en la tercera etapa, el enfoque se centra especícamente en

el modelado de curvas. Estas curvas implican un análisis más profundo y complejo en

comparación con la etapa 2.

5.1. Preprocesamiento

En el siguiente diagrama podemos observar cómo el software de MediaPipe identica

la mano y obtenemos 21 puntos en un plano de 3 dimensiones junto con la relación de los

puntos de los dedos y la palma. Las grácas se desarrollaron utilizando las bibliotecas de

Matplotlib para la gráca en 2 dimensiones y Plotly para las grácas en 3 dimensiones, a

partir de la implementación visual de MediaPipe podemos observar con mayor claridad

como es que MediaPipe posiciona los puntos y la orientación de los mismos.

En la gura 5.1 se puede observar como es la representación visual de MediaPipe

utilizando el gracador Plotly desde diferentes perspectivas con el cual se puede observar

la profundidad que MediaPipe detecta respecto a la imagen de una mano de palma que se

utilizó como entrada; adicionalmente podemos observar la gráca generada por Matplotlib

en únicamente dos dimensiones.
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5.1 Preprocesamiento

Fig. 5.1: Diferentes perspectivas de la mano utilizando Plotly.

El primer paso del proceso de preprocesamiento implica una transformación lineal

simple. El objetivo es ubicar el punto cero, denotado como p0, que representa la base de la

palma de la mano, en el origen de los ejes cartesianos, es decir, en el punto (0, 0, 0). A partir

de esta transformación, todos los demás puntos se desplazan y ajustan en consecuencia.

Esta transformación lineal es fundamental para establecer un marco de referencia

común y consistente en el análisis. Al posicionar el punto cero en el origen de los ejes, se

crea un punto de referencia jo desde el cual se pueden medir y calcular las coordenadas de

los demás puntos de la mano. Esto es especialmente relevante para lograr una representación

adecuada y precisa de la geometría de la mano.

Al realizar esta transformación lineal, se asegura que todos los puntos de interés

relacionados con la mano se ajusten adecuadamente en relación con la base de la palma.

Esto facilita la posterior extracción de características y el modelo de curvas para el análisis
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de la mano.

Es importante destacar que esta transformación lineal se lleva a cabo de manera

sistemática y repetible, lo que garantiza la consistencia en los resultados obtenidos.

Además, como parte de esta transformación lineal, se realiza un proceso individual

para cada punto pi de la mano. Se aplica la siguiente operación:

pi = (xi − x0, yi − y0, zi − z0)

Donde (xi, yi, zi) son las coordenadas originales del punto pi, y (x0, y0, z0) representa

las coordenadas del punto cero, es decir, la base de la palma de la mano ubicada en el origen

de los ejes.

Esta operación permite ajustar cada punto pi en relación a la posición del punto cero.

Al restar las coordenadas del punto cero de las coordenadas originales de cada punto, se

logra un desplazamiento relativo desde el punto cero, lo que resulta en nuevas coordenadas

relativas (x′i, y
′
i, z

′
i) para cada punto.

Este proceso garantiza que todos los puntos de la mano se ubiquen correctamente

en relación al punto cero, lo que facilita su posterior procesamiento y análisis. Al expresar

las coordenadas de los puntos de la mano de forma relativa al punto cero, se establece un

sistema de referencia consistente y coherente para todos los puntos, lo que es esencial para

realizar cálculos y modelar con precisión las características de la mano.

El segundo paso del preprocesamiento consiste en multiplicar todos los puntos por

−1, para que la orientación de la mano tuviera una semejanza mayor a como la vemos, es

decir si la mano se encuentra abierta de palma, entonces para todos los puntos se cumple
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que para todo pi, yi ≥ 0, entonces tenemos que pi = (xi ×−1, yi ×−1, zi ×−1).

Una vez terminado el preprocesamiento tenemos un punto base como referencia que

es el (0, 0, 0), con esto podemos saber si por cada pi, yi > 0 entonces los dedos y la palma

se encuentran sobre el punto base como en la imagen, si zi > 0 entonces existe una alta

posibilidad que la mano se encuentra de palma, y utilizando xi podemos también apoyarnos

respecto a la orientación de la mano, es decir, siempre el punto p4 va a pertenecer al dedo

pulgar, y el punto p20 siempre va a pertenecer al dedo meñique, entonces se pueden hacer

algunas evaluaciones respecto a si x4 > x20 y con esto obtener información respecto a su

orientación, incluyendo los yi y zi.

Desde esta etapa temprana de preprocesamiento, podemos obtener ciertas caracte-

risticas de los puntos dados por media pipe, esta información aunque sea muy simple de

observar y calcular nos va a ayudar para el aprendizaje de máquina y así poder diferenciar

ciertos gestos o por el contrario relacionarlos.

En la siguiente sección, se brindará una explicación exhaustiva acerca de las curvas

Bézier y su relevancia en el contexto de la extracción de características y el modelado de la

mano.

Las curvas Bézier, denominadas así en honor al matemático francés Pierre Bézier, son

una herramienta fundamental en el campo del modelado y la representación gráca. Estas

curvas se caracterizan por su capacidad de describir formas suaves y precisas mediante el

control de puntos de anclaje y puntos de control. La exibilidad y versatilidad de las curvas

Bézier las convierten en un recurso idóneo para representar geometrías complejas, como las

estructuras anatómicas de la mano.

En el contexto especíco del análisis de la mano, las curvas Bézier desempeñan un
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papel fundamental en la extracción de características relevantes. Mediante su utilización, es

posible capturar y representar con precisión la curvatura, formas y rotaciones características

de la mano. Estas curvas permiten modelar de manera analítica y cuantitativa las diferentes

articulaciones y segmentos de la mano, lo que facilita la identicación y el análisis de patrones

especícos.

La extracción de características a partir de las curvas Bézier implica la identicación

y el cálculo de parámetros relevantes, como la curvatura, la longitud o las rotaciones de la

mano. Estos parámetros proporcionan información cuantitativa que puede ser utilizada para

distinguir entre diferentes gestos o posturas realizadas por la mano.

Además, el modelado de la mano mediante curvas Bézier permite una representación

precisa y compacta de la estructura anatómica de la mano. Estas curvas pueden capturar la

forma general de la mano, así como los detalles especícos de cada articulación y dedo.

5.2. Curvas Bézier

Una curva de Bézier es una representación matemática de una curva suave denida

por un conjunto de puntos de control. Debe su nombre a Pierre Bézier, un ingeniero francés

que la desarrolló en los años 60 mientras trabajaba para el fabricante de automóviles Renault

[75].

La curva se construye conectando una serie de puntos de control con líneas rectas y,

a continuación, curvando esas líneas mediante funciones matemáticas para crear una curva

suave que pase por esos puntos. La forma de la curva viene determinada por la posición y el

número de puntos de control utilizados.
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De manera más formal las curvas Bézier son splines que permiten al usuario controlar

las pendientes en los nudos. A cambio de esta libertad adicional, ya no se garantiza la

suavidad de la primera y segunda derivadas a través del nudo, que son características

automáticas de las splines cúbicas. Las splines de Bézier son apropiados para los casos en que

ocasionalmente se necesitan esquinas (primeras derivadas discontinuas) y cambios bruscos

de curvatura (segundas derivadas discontinuas) [76].

Una curva bézier esta formada por un punto de inicio, un punto nal, y n puntos de

control, en este trabajo nos vamos a enfocar en las curvas bézier cúbicas en 3 dimensiones,

esto quiere decir que la curva bézier consta de 4 puntos, un punto de inicio, un punto nal,

y 2 puntos de control, donde cada punto se encuentra en el plano xyz. Un punto importante

a considerar es que la curva bézier no tiene que pasar necesariamente por los puntos de

control, idealmente no debería de pasar por algún punto de control.

La forma paramétrica de una curva bézier cúbica se dene como:

B(t) = (1− t)3P0 + 3t(1− t)2P1 + 3t2(1− t)P2 + t3P3, t ∈ [0, 1]

En la gura 5.2 se pueden observar dos curvas bézier cúbicas, las cuales consisten en

un punto de inicio, un punto nal y dos puntos de control, los cuales afectan la trayectoria

de la curva.
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Fig. 5.2: Ejemplo de curvas bézier cubicas [77].

Para entender mejor que es una curva bézier, en la siguiente sección explicaré que

son las splines, en que consisten y para qué se utilizan.

5.2.1. Splines

Las splines representan un enfoque alternativo a la interpolación de datos. En la

interpolación polinómica, se utiliza una única fórmula, dada por un polinomio, para pasar

por todos los puntos de datos. La idea de las splines es utilizar varias fórmulas, cada una de

ellas un polinomio de bajo grado, para pasar por los puntos de datos.

El ejemplo más sencillo de spline es un spline lineal, en el que se ”conectan los

puntos” con segmentos rectilíneos. Supongamos que tenemos un conjunto de puntos de datos

(x1, y1), . . . , (xn, yn) con x1 < · · · < xn. Un spline lineal consiste en n− 1 segmentos de línea

que se dibujan entre pares de puntos vecinos.

El spline lineal interpola con éxito un conjunto arbitrario de n puntos de datos. Sin

embargo, las splines lineales carecen de suavidad. Las splines cúbicos están pensados para

solventar esta deciencia de las splines lineales.
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Una spline cúbica es una spline construida con polinomios de tercer orden por partes

que pasan por un conjunto de m puntos de control. La segunda derivada de cada polinomio

se suele poner a cero en los puntos nales, ya que esto proporciona una condición de contorno

que completa el sistema de m− 2 ecuaciones. Se obtiene así un spline cúbico ’natural’ y un

sistema tridiagonal sencillo que puede resolverse fácilmente para obtener los coecientes de

los polinomios.

En la siguiente imagen podemos ver una spline lineal, una spline cúbica y ambas en

una misma gráca. Podemos observar que la spline cúbica, tiene cierta curvatura respecto

a los puntos, pero al igual que la spline lineal sigue pasando por lo puntos; esa es una

característica de las splines cúbicas que tendremos en cuenta y compararemos con las curvas

bézier [76].

En la gura 5.3 se pueden observar dos tipos de Splines que son la Spline Lineal y la

Spline Cúbica, se puede observar la suavidad de la curva de la Spline Cúbica a comparación

con las lineas rectas de la Spline Lineal; en ambos casos la Spline pasa por todos los puntos.

a) Spline Lineal b) Spline Cúbica
c) Diferencia entre una Spline Lineal y
Cúbica

Fig. 5.3: Ejemplos de Splines.
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5.2.2. B-Splines

Las splines son polinomios por partes que se conectan suavemente entre sí. Los puntos

de unión de los polinomios se llaman nudos. Para un spline de grado n, cada segmento es un

polinomio de grado n, lo que sugeriría que necesitamos n+1 coecientes para describir cada

trozo. Sin embargo, existe una restricción de suavidad adicional que impone la continuidad

del spline y sus derivadas hasta el orden n− 1 en los nudos, de modo que, efectivamente,

sólo hay un grado de libertad por segmento. Este tipo de splines se caracterizan de forma

única en términos de una expansión B-spline.[78]

s(x) =


k∈Z c(k)βn(x− k)

Esta denición implica que los desplazamientos enteros de la B-spline central de

grado n denotada por βn(x); los parámetros del modelo son los coecientes de la B-spline

c(k). Las B-splines, denidas a continuación, son funciones simétricas en forma de campana

construidas a partir de la convolución (n+ 1)− fold de un pulso rectangular β0

β0(x) =





1, −1
2 < x < 1

2

1
2 , x = 1

2

0 else

βn(x) = β0 · β0 · · ·β0(x) (n+ 1 veces)

Dado que el modelo B-spline es lineal, el estudio de las propiedades básicas puede

decirnos mucho sobre las splines en general. Gracias a esta representación, cada spline se
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caracteriza inequívocamente por su secuencia de coecientes B-spline c(k) , que tiene la

conveniente estructura de una señal discreta, aunque el modelo subyacente sea continuo

(representación discreta/continua). Una B-spline es simplemente una generalización de una

curva de Bézier.

En la gura 5.4 se puede observar un ejemplo de una B-spline la cual es una curva

que es afectada por 4 puntos de control, únicamente pasando por el punto de inicio y n.

Fig. 5.4: Ejemplo de B-spline [79].

5.2.3. Curvatura

Una curva espacial denida paramétricamente en tres dimensiones dada en coordena-

das cartesianas por γ(t) = (x(t), y(t), z(t)), la curvatura se dene como:

κ =

√
(z′′y′−y′′z′)2+(x′′z′−z′′x′)2+(y′′x′−x′′y′)2

((x′)2+(y′)2)
3
2

donde la comilla denota la derivada con respecto al parámetro t. Para obtener la curvatura

de una curva bézier cúbica en 3 dimensiones simplemente debemos de denir la γ(t) como

B(t).
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κ mide la desviación directa de la curva, es decir, la magnitud de κ es la medida de

cuánto se desvía de la tangente en un punto de la curva. Sea θ el ángulo entre la tangente

en el punto P de la curva y el eje x. La curvatura de la curva es el valor absoluto del cambio

de θ a lo largo del arco unitario.

En la gura 5.5 se puede observar grácamente la denición de la curvatura de una

curva la cual es el ángulo entre la tangente y en este caso el eje x, respecto a un punto de la

curva.

Fig. 5.5: La curvatura de una curva [80].

La curvatura de una curva Bézier se presenta como una característica fundamental en

el proceso de identicación y diferenciación de gestos. En esta sección se ha proporcionado

una visión general de cómo obtener la curvatura de una curva, particularmente en el caso

de las curvas Bézier. Ahora, se explorará cómo esta información puede ser aplicada al vector

de características.

La curvatura de una curva Bézier es una medida cuantitativa que describe la tendencia

de la curva a curvarse en cada punto a lo largo de su trayectoria. Esta característica es

especialmente valiosa en el análisis de gestos, ya que proporciona información relevante

sobre la forma de la mano.
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Al incorporar la curvatura como una característica en el vector de características, se

obtiene un enfoque más completo y detallado en el modelado de la mano. Esto permite una

mayor capacidad de discriminación entre diferentes gestos, ya que la curvatura puede variar

signicativamente entre distintos movimientos. Por ejemplo, un gesto con una curvatura más

pronunciada puede indicar una posición especíca de la mano, mientras que una curvatura

más suave puede representar otro tipo de gesto.

Una vez obtenida la curvatura en cada punto, esta información puede ser incorporada

al vector de características junto con otras medidas, como las coordenadas de los puntos y

el ángulo de rotación.

5.2.4. Ángulo de rotación

Denimos el ángulo de rotación de una curva bézier como el ángulo de su vector

tangente en un punto t ∈ [0, 1] respecto a cada uno de los ejes en R3.

Primero denimos los ejes de la siguiente forma:

e1 = (1, 0, 0)

e2 = (0, 1, 0)

e3 = (0, 0, 1)

También denimos la curva bézier como una función paramétrica B(t) y su derivada

como B′(t).

Ahora utilizaremos la ecuación del ángulo entre dos vectores para obtener el ángulo
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de rotación respecto a cada uno de los ejes, entonces tenemos que para el eje x:

cos(θ1) =
B′(t) · e1

B′(t) · e1
=

(x′(t), y′(t), z′(t)) · (1, 0, 0)
x′(t)2 + y′(t)2 + z′(t)2

=
x′(t)

x′(t)2 + y′(t)2 + z′(t)2

θ1 = arc cos(
x′(t)

x′(t)2 + y′(t)2 + z′(t)2
)

Y para los ejes y y z, tenemos que:

θ2 = arc cos(
y′(t)

x′(t)2 + y′(t)2 + z′(t)2
)

θ3 = arc cos(
z′(t)

x′(t)2 + y′(t)2 + z′(t)2
)

Por cada punto en t de la curva bézier B′(t) tenemos los 3 ángulos de la curva

respecto a cada uno de los ejes.

5.2.5. Triangulo de Bézier

Un triángulo de Bézier es un tipo especial de supercie de Bézier que se crea por

interpolación (lineal, cuadrática, cúbica o de grado superior) de puntos de control. Vamos a

denir un triángulo de Bézier como un mapeo desde el triangulo unitario en R2 hacia un

triángulo en una dimensión arbitraria. Utilizamos coordenadas baricéntricas

λ1 = 1− s− t,λ2 = s,λ3 = t

para los puntos del triángulo unitario (s, t)0 ≤ s, t, s + t ≤ 1. Utilizando estos

pesos obtenemos combinaciones convexas de puntos vi,j,k en algún espacio vectorial:

B(λ1,λ2,λ3) =


i+j+k=d


d
ijk


λi
1λ

j
2λ

k
3 · vi,j,k
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Con orden lineal (n = 1), el triángulo de Bézier resultante es en realidad un triángulo

plano regular, con los vértices del triángulo iguales a los tres puntos de control. Un triángulo

de Bézier cuadrático (n = 2) presenta 6 puntos de control, todos ellos situados en las aristas.

El triángulo de Bézier cúbico (n = 3) está denido por 10 puntos de control y es el triángulo

de Bézier de orden más bajo que tiene un punto de control interno, no situado en las aristas.

En todos los casos, las aristas del triángulo serán curvas de Bézier del mismo grado.

Un triángulo cúbico de Bézier puede expresarse de una forma más general:

p(s, t, u) =


i+j+k=3,i,j,k≥0


3
ijk


sitjukαiβjγk =


i+j+k=3,i,j,k≥0

6
i!j!k!s

itjukαiβjγk

de acuerdo con la formulación del § triángulo de Bézier de enésimo orden.

Los vértices del triángulo son los puntos α3, β3 y γ3. Las aristas del triángulo son a

su vez curvas de Bézier, con los mismos puntos de control que el triángulo de Bézier.

Al eliminar el término γu, se obtiene una curva de Bézier regular. Además, aunque no

es muy útil para la visualización en una pantalla física de computadora, añadiendo términos

adicionales se obtiene un tetraedro de Bézier o un politopo de Bézier.

Debido a la naturaleza de la ecuación, todo el triángulo estará contenido dentro del

volumen rodeado por los puntos de control, y las transformaciones anes de los puntos de

control transformarán correctamente todo el triángulo de la misma manera.

En la gura 5.6 se puede observar grácamente el comportamiento del triangulo de

bézier el cual genera una curvatura respecto a puntos de control, como es con las curvas

bézier.
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Fig. 5.6: Ejemplo del triangulo de bézier [81].

El ángulo de rotación de una curva Bézier es una característica esencial en la

identicación y diferenciación de gestos. Su inclusión en el vector de características permite

un modelado más completo y detallado de la mano. El cálculo y registro de los ángulos

de rotación en cada punto de la curva posibilita capturar la orientación y la postura de la

mano, mejorando así la capacidad de discriminación entre diferentes gestos en el análisis.

5.3. Modelado de la mano

El objetivo de este trabajo es proponer una nueva forma de modelar la mano a partir

de curvas bézier, triángulos de bézier, además del ángulo de rotación y curvatura, etc. y así

tener una forma mucho más precisa para diferenciar un gesto de otro.

Una primera parte del modelado de la mano consiste en crear curvas bézier a partir de

los dedos de la mano, cada dedo esta conformado por 4 puntos en 3 dimensiones, suponiendo

que el punto de inicio es la base del dedo, el punto nal la punta del dedo, y los otros dos

puntos los puntos de control, crearíamos un curva bézier por cada dedo.
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Por otro lado también vamos a crear curvas bézier de forma ’horizontal’ esto quiere

decir que los puntos de la curva bézier van a estar conformados por el nivel de cada uno de

los dedos índice, dedo medio, anular y meñique; esto es por ejemplo un curva se conforma

por la punta de los dedos índice, dedo medio, anular y meñique, donde el punto de inicio

es la punta del dedo meñique, el punto nal es la punta del dedo índice, y los puntos de

control son la punta del dedo medio y el anular, este modelado se maneja por los niveles de

los dedos.

Por último, para cubrir toda la mano como una supercie, utilizaremos el triángulo

de bézier para el cual los puntos que forman el triángulo son la base de la palma, es decir

el origen (0, 0, 0), y cada uno de los puntos de las puntas de los dedos. Recordemos que el

orden de los puntos en las curvas y en el triangulo de bézier es importante por lo que el

orden de los puntos de las puntas de los dedos será del meñique hasta el pulgar, siendo el

punto de inicio la base de la palma y el punto nal la punta del dedo pulgar.

En resumen, la propuesta del modelado de la mano a partir de curvas bézier consiste

en 5 curvas bézier ’verticales’ una por cada dedo, 4 curvas bézier horizontales, y 1 triangulo de

bézier que cubre toda la mano. Con este simple modelado de 10 elementos matemáticos, a cada

uno de ellos se les va a extraer ciertos parámetros discutidos anteriormente para alimentar

un vector de características el cual posteriormente se utilizara para hacer aprendizaje de

maquina supervisado.

En la gura 5.8 se pueden observar las grácas de dos gestos de la mano distintos y

sus diferentes curvas bézier, el primer gesto es una mano abierta de palma a la cuál se le

pueden observar las curvas bézier por cada uno de los dedos y las curvas bézier horizontales

por cada nivel de cada dedo. El segundo gesto es una mano haciendo la seña de ’rock’ o

’cuernos’ el cual a diferencia del gesto anterior es que el dedo anular y el dedo mayor se
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encuentran doblados hacia la palma, el cambio de estos dos dedos afectaron completamente

las curvas bézier horizontales a comparación de las curvas bézier horizontales del gesto de

palma, lo cual es lo esperado.

Fig. 5.8: Representación de la mano utilizando curvas bézier.

5.4. Vector de Características

El vector de características que se va a utilizar para hacer aprendizaje automático

está conformado por: las coordenadas (x, y, z) de cada uno de los 21 puntos, la curvatura de

las curvas bézier, la longitud de las curvas bézier, el ángulo de rotación respecto a cada uno

de los ejes (x, y, z) en algún punto de la curva y el área formada por el triangulo de bézier,

rotando el orden de los puntos.

Cada una de las coordenadas de los 21 puntos de la mano las agregamos al vector

de características, pero cada coordenada de cada punto de manera independiente, es decir,

[x1, y1, z1, x2, y2, z2, . . . ].
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La curvatura de las curvas bézier de la mano, denidas previamente, son 9 curvas

en total, de cada curva obtenemos la curvatura en varios puntos de la curva, estos puntos

los denimos respecto al parámetro t, donde recordemos que t ∈ [0, 1], para nes de este

trabajo utilizaremos 20 valores que pertenecen a [0, 1], si se requiere mayor precisión es

posible aumentar el conjunto de valores para obtener más puntos de curvatura a lo largo de

la misma.

Así mismo con la longitud de cada una de las curvas, las agregamos al vector de

características.

El ángulo de rotación respecto a cada una de la curvas se dene con los mismos 20

valores que van de [0, 1] para el parámetro, debido a que así como en la curvatura, el ángulo

de rotación depende en que punto de la curva te encuentres. Además el ángulo de rotación

es respecto al eje x, y, y z.

Por último al vector de características agregamos el área formada por los 6 puntos

extremos en la mano, es decir, la punta de cada uno de los dedos y la base de la mano.

El triangulo de bézier depende fuertemente del orden de los puntos debido a los puntos

de inicio, n y de control; por lo que para mantener la estructura de la mano se rotan los

puntos sobre el mismo orden.

Las características más signicativas dentro del vector son: las coordenadas de los

puntos, la curvatura y el ángulo de rotación. Estas características permiten cubrir la

posición espacial de la mano, la forma de la mano y su orientación. Estos elementos resultan

fundamentales para distinguir gestos en función del contexto de entrenamiento y los objetivos

del programa.

La exibilidad de ajustar las características del vector es de suma importancia para
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adaptarse a las necesidades especícas. Por ejemplo, si la orientación de la mano no es

relevante, pero se desea mantener la misma forma, se puede omitir el ángulo de las curvas en

relación con cada uno de los ejes en el vector de características. De esta manera, es posible

analizar y contextualizar el uso del vector de características de acuerdo a los requerimientos

del sistema.

Al seleccionar las características más relevantes y ajustar su inclusión en el vector, se

logra un enfoque más preciso y especíco para el análisis de gestos y la identicación de

patrones de la mano. Estas características clave permiten capturar de manera efectiva la

información necesaria para la clasicación y reconocimiento de gestos.

Las otras características funcionan como complemento a las características que son

más signicativas, a partir de estos ’complementos’ es como se pueden llegar a diferenciar

ciertas entradas que son muy parecidas y por lo mismo ayuda a la precisión del modelo.

Cabe destacar que en volumen de datos en el vector es mucho menor que las características

que son más signicativas.

El enfoque central de esta investigación se centra en la propuesta de un vector de

características como método para abordar el modelado analítico de la mano. Este enfoque

utiliza objetos matemáticos que poseen propiedades y características que pueden ser extraídas,

lo que permite un preprocesamiento exhaustivo de los datos de entrada. El objetivo principal

es proporcionar una alternativa al uso de imágenes de gestos de la mano en el entrenamiento

de algoritmos de aprendizaje supervisado o no supervisado.

El vector de características utilizado en este enfoque permite evitar la necesidad de

depender exclusivamente de imágenes de gestos de la mano para el entrenamiento. En lugar

de ello, se enfoca en analizar y controlar las características del vector. Esto evita el concepto
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de ’caja negra’ en el campo de la inteligencia articial, donde los patrones utilizados por los

algoritmos para hacer predicciones sobre los datos son desconocidos.

La propuesta se centra en identicar patrones y formas de modelar la mano utilizando

herramientas analíticas y controlables. Al construir características explícitas y detalladas, se

busca lograr un modelado más preciso y adecuado de la mano. Estas características pueden

ser analizadas y ajustadas de manera sistemática, permitiendo un mayor control sobre el

proceso de entrenamiento de los algoritmos de aprendizaje automático.

63





Capítulo 6

Aprendizaje automático

En este capítulo, se lleva a cabo la evaluación de la propuesta para el modelado de

la mano, empleando el aprendizaje automático, más concretamente, mediante el uso de

redes neuronales. El objetivo principal de esta prueba consiste en demostrar la ecacia y

viabilidad de dicha propuesta.

El enfoque adoptado en esta investigación implica el aprovechamiento de técnicas

avanzadas de aprendizaje automático, especícamente el uso de redes neuronales, para

capturar y representar de manera precisa la compleja estructura de la mano humana.

Mediante este proceso, se busca proporcionar un enfoque innovador y efectivo para el

modelado de la mano.

La relevancia de esta investigación radica en la búsqueda de soluciones que superen las

limitaciones de los métodos tradicionales de modelado de la mano. En contraste, el enfoque

basado en redes neuronales ofrece la promesa de una mayor exibilidad y adaptabilidad,

permitiendo una representación más el de la anatomía y movimientos de la mano. A

continuación se da una breve explicación sobre qué es el aprendizaje automático, las redes

neuronales y cómo está conformado el entrenamiento con el cual se va a hacer la evaluación

de la propuesta.
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El aprendizaje automático es una rama en evolución de los algoritmos computacionales

que están diseñados para emular la inteligencia humana aprendiendo del entorno circundante.

Las técnicas basadas en el aprendizaje automático se han aplicado con éxito en diversos

campos que van desde el reconocimiento de patrones, la visión por ordenador, la ingeniería

de naves espaciales, las nanzas, el entretenimiento y la biología computacional hasta las

aplicaciones biomédicas y médicas.

Un algoritmo de aprendizaje automático es un proceso computacional que utiliza

datos de entrada para lograr una tarea deseada sin ser programado literalmente (es decir,

”codicado” de forma rígida) para producir un resultado especíco. Estos algoritmos están, en

cierto sentido, ”codicados de forma exible” ya que automáticamente modican o adaptan su

arquitectura a través de la repetición (es decir, la experiencia) para volverse cada vez mejores

en la realización de la tarea deseada. El proceso de adaptación se llama entrenamiento, en

el cual se proporcionan muestras de datos de entrada junto con los resultados deseados.

Luego, el algoritmo se congura óptimamente para no solo producir el resultado deseado

cuando se le presentan las entradas de entrenamiento, sino también generalizar y producir el

resultado deseado a partir de nuevos datos no vistos anteriormente. Este entrenamiento es la

parte de ”aprendizaje” del aprendizaje automático. El entrenamiento no tiene que limitarse

a una adaptación inicial durante un intervalo nito. Al igual que los seres humanos, un buen

algoritmo puede practicar el aprendizaje ”de por vida” a medida que procesa nuevos datos y

aprende de sus errores.[82]

Existen muchas formas en las que un algoritmo computacional puede adaptarse en

respuesta al entrenamiento. Los datos de entrada pueden ser seleccionados y ponderados

para proporcionar resultados más decisivos. El algoritmo puede tener parámetros numéricos

variables que se ajustan mediante una optimización iterativa. Puede tener una red de
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posibles trayectorias computacionales que se organizan para obtener resultados óptimos.

Puede determinar distribuciones de probabilidad a partir de los datos de entrada y utilizarlas

para predecir resultados.

El ideal del aprendizaje automático es emular la forma en que los seres humanos

(y otras criaturas conscientes) aprenden a procesar señales sensoriales (de entrada) para

lograr un objetivo. Imaginemos una tarea de reconocimiento de patrones en la que queremos

enseñar a una máquina a distinguir entre ores de diferentes especies. Cada or es única

en su apariencia, pero podemos aprender a diferenciarlas. En lugar de programar a la

máquina con múltiples representaciones exactas de cada especie de or, podemos entrenarla

mediante ejemplos reales. Este enfoque se conoce como aprendizaje supervisado, donde

proporcionamos a la máquina muestras de entrenamiento con características como color,

forma y tamaño, junto con la etiqueta de la especie correspondiente. De esta manera, la

máquina aprende a reconocer las similitudes y diferencias entre las ores, incluso cuando

presentan propiedades variables dentro de cada especie, pero mantienen características

fundamentales que las identican. Lo más importante es que una máquina bien entrenada

debería ser capaz de reconocer una or de una especie nunca antes vista.
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Fig. 6.1: Categorías de algoritmos de aprendizaje automático [82].

El segundo tipo de aprendizaje automático es el aprendizaje no supervisado, que se

utiliza para abordar diversos desafíos. Un ejemplo para comprenderlo mejor es imaginar que

queremos lanzar un dardo al centro de una diana. En este caso, el dispositivo o incluso una

persona puede tener una variedad de grados de libertad en el mecanismo que controla la

trayectoria del dardo.

En el aprendizaje automático no supervisado, a diferencia del supervisado, no conta-

mos con ejemplos etiquetados para guiar el proceso. En lugar de eso, el algoritmo busca

patrones y estructuras dentro de los datos sin que se le indique explícitamente qué buscar.

Es como si el sistema tuviera que descubrir por sí mismo la mejor forma de acertar en el

centro de la diana sin recibir instrucciones precisas sobre cómo hacerlo.
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Los algoritmos no supervisados pueden ser de gran utilidad en situaciones donde no

tenemos información previa o etiquetas para entrenar al modelo. Son capaces de explorar y

descubrir relaciones ocultas dentro de los datos, lo que los convierte en una herramienta

valiosa para la detección de anomalías, agrupación de elementos similares y reducción de

dimensiones en conjuntos de datos complejos.

Un tercer tipo de aprendizaje automático es el aprendizaje semisupervisado, donde

parte de los datos están etiquetados y otras partes no lo están. En este escenario, la parte

etiquetada se puede utilizar para ayudar en el aprendizaje de la parte no etiquetada. Este

tipo de escenario se asemeja más a los procesos de la naturaleza y emula de manera más

cercana cómo los seres humanos desarrollan sus habilidades. En la gura 6.1 se pueden

observar los distintos tipos de aprendizaje automático con su respectivo conjunto de datos

de entrenamiento.

El término ”redes neuronales” se reere históricamente a las redes de neuronas en

el cerebro de los mamíferos. Las neuronas son las unidades fundamentales de cálculo y se

conectan entre sí en redes para procesar datos. Esto puede ser una tarea muy compleja. La

dinámica de estas redes neuronales en respuesta a estímulos externos a menudo es bastante

intrincada. Las entradas y salidas de cada neurona varían en forma de trenes de impulsos

a lo largo del tiempo, pero también la red misma cambia con el tiempo: aprendemos y

mejoramos nuestras capacidades de procesamiento de datos estableciendo nuevas conexiones

entre neuronas. En la gura 6.2 podemos observar un esquema simplicado de una neurona

y sus componentes principales que son el núcleo, el axon, la sinapsis, las dendritas y el

cuerpo de la célula.

Los algoritmos de redes neuronales para el aprendizaje automático se inspiran en la

arquitectura y la dinámica de las redes de neuronas en el cerebro. Los algoritmos utilizan
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modelos de neuronas altamente idealizados. Sin embargo, el principio fundamental es el

mismo: las redes neuronales articiales aprenden al cambiar las conexiones entre sus neuronas.

Estas redes pueden realizar una multitud de tareas de procesamiento de información.[83]

Por ejemplo, las redes neuronales pueden aprender a reconocer estructuras en un

conjunto de datos y, hasta cierto punto, generalizar lo que han aprendido. Un conjunto de

entrenamiento contiene una lista de patrones de entrada junto con una lista de etiquetas

correspondientes, o valores objetivo, que codican las propiedades de los patrones de entrada

que se supone que la red debe aprender. Las redes neuronales articiales pueden entrenarse

para clasicar estos datos de manera muy precisa ajustando las fuerzas de conexión entre sus

neuronas, y pueden aprender a generalizar los resultados a otros conjuntos de datos, siempre

y cuando los nuevos datos no sean demasiado diferentes de los datos de entrenamiento. Un

ejemplo destacado de un problema de este tipo es el reconocimiento de objetos en imágenes,

por ejemplo, en una secuencia de imágenes capturadas por un automóvil autónomo.

Fig. 6.2: Esquema de una neurona [84]

El interés reciente en el aprendizaje automático con redes neuronales se debe en parte

al éxito de las redes neuronales en el reconocimiento visual de objetos.
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En este trabajo, se utilizarán las redes neuronales como métrica y tipo de aprendizaje

automático para evaluar la eciencia, precisión y usabilidad del vector de características en

la distinción de diferentes gestos de la mano. La red neuronal tomará como entrada datos

cuantitativos numéricos, aproximadamente 450 valores por imagen, que corresponden a

métricas de las curvas Bezier, como la curvatura, la rotación, las distancias entre los puntos

y las coordenadas de los puntos, entre otros.

6.1. Redes Neuronales Articiales

Las redes neuronales articiales es el nombre que se le da a una rama de investigación

de inteligencia articial que tiene como objetivo simular el comportamiento inteligente

imitando la forma en que funcionan las redes neuronales biológicas. Mientras que la mayoría

de los métodos de inteligencia articial buscan reproducir la inteligencia humana imitando

lo que hacemos, las redes neuronales articiales buscan reproducirla imitando la forma en

que lo hacemos. Los orígenes de las redes neuronales articiales preceden a la existencia de

las computadoras por varias décadas, pero no fue hasta que las computadoras se volvieron

ampliamente disponibles que se pudo lograr un verdadero progreso en el desarrollo de

estos métodos. Hubo un breve periodo de estancamiento de aproximadamente una década

después de la publicación de un libro que criticaba fuertemente la posibilidad de que las

redes neuronales articiales se desarrollaran en algo útil; sin embargo, desde entonces, ha

habido un progreso espectacular y estas herramientas han pasado de ser rarezas utilizadas

por especialistas a algoritmos de propósito general para el análisis de datos y tareas de

reconocimiento de patrones.[85]

Una red neuronal articial puede ser una máquina comparable producida para

funcionar de la misma manera en que el cerebro humano realiza una tarea de interés. El
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cerebro humano es como una máquina de procesamiento de información que tiene una

variedad de operaciones de computación de señales complejas, que pueden coordinarse

fácilmente para realizar una tarea. El elemento principal de este cerebro es el diseño único de

su capacidad de procesamiento de información. Consta de muchas “neuronas” interconectadas

de forma compleja que trabajan juntas para resolver problemas especícos a diario. Un

ejemplo típico de la función de una red neuronal es el cerebro humano, que está conectado

para enviar y recibir señales para la acción humana.[86]

El aprendizaje en el cerebro humano requiere ajustes en la relación sináptica entre y

entre las neuronas, de manera similar al aprendizaje en las redes neuronales articiales. En

general, una red neuronal articial funciona como una imitación del cerebro humano.

En la gura 6.3 podemos observar un esquema de una red neuronal de alimentación,

donde la capa de entrada tiene cuatro unidades, la capa oculta tiene tres unidades y la capa

de salida tiene solo una unidad; el número de unidades y el número de capas ocultas varia

respecto a como esté estructurada la red neuronal y a los datos de entrada.
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Fig. 6.3: Red neuronal de alimentación [86].

En la gura 6.4 podemos observar el esquema de una red neuronal de retroalimentación,

donde a diferencia de una red neuronal de alimentación, se repite el entrenamiento entre

las mismas capas, es decir, la información procesada en la capa c tiene una salida p, y p

vuelve a ser procesada por c para producir la salida q. Debido a la gran variedad de capas

y unidades dentro de la red la retroalimentación varia dependiendo sobre que capa y que

unidad se hace la retroalimentación del aprendizaje.
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Fig. 6.4: Red neuronal de retroalimentación [87].

Las capas de la red neuronal son independientes entre sí, es decir, una capa especíca

puede tener un número arbitrario de nodos. Este número arbitrario de nodos se llama nodo

de sesgo. Los nodos de sesgo siempre se establecen en uno, una función principal del sesgo es

proporcionar a los nodos un valor constante que se puede entrenar, además de las entradas

normales que recibe el nodo de la red. Es importante destacar que un valor de sesgo permite

mover la función de activación hacia la derecha o hacia la izquierda, lo cual puede ser

analíticamente importante para el éxito del entrenamiento de una red neuronal articial.

Cuando se utiliza la red neuronal como clasicador, los nodos de entrada y salida coincidirán

con las características de entrada y las clases de salida.

6.1.1. Clasicación de redes neuronales articiales

Una red neuronal de alimentación directa es un algoritmo de clasicación de aprendi-

zaje automático compuesto por unidades de procesamiento organizadas en capas similares a

las neuronas humanas; cada unidad en una capa se relaciona con todas las demás unidades
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en las capas. Estas conexiones entre capas y unidades no son todas iguales, ya que cada

conexión puede tener un peso o fuerza diferente. Los pesos de las conexiones de la red miden

la cantidad potencial de conocimiento de la red. Además, las unidades de la red neuronal se

conocen como nodos.

El procesamiento de información en la red implica la entrada de datos desde las

unidades de entrada y pasa a través de la red, uyendo de una capa a otra hasta llegar a las

unidades de salida. Cuando la red neuronal actúa como clasicador, no hay retroalimentación

entre las capas. En una red neuronal de alimentación directa, la información se transmite

solo en una dirección, es decir, desde los nodos de entrada, a los nodos ocultos, si los hay,

y luego a los nodos de salida. Con este comportamiento, se les llama redes neuronales de

alimentación directa. Ejemplos de redes neuronales de alimentación directa son el perceptrón

de una sola capa y el perceptrón multicapa.

En la gura 6.5 se puede observar un diagrama con la clasicación de las redes

neuronales, donde se dividen en dos, las redes neuronales de alimentación y las redes de

retroalimentación. Más adelante se hará un énfasis en las redes neuronales de alimentación

principalmente con el perceptrón multicapa.
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Fig. 6.5: Clasicación de las redes neuronales articiales [86].

Es evidente que una capa solo se conecta a la capa anterior. Las aplicaciones de

redes neuronales de alimentación directa se clasican en dos categorías, como el control

de sistemas dinámicos y los espacios donde se aplican técnicas clásicas de aprendizaje

automático. Las redes neuronales con dos o más capas ocultas se llaman redes profundas

porque la red se vuelve más compleja con más de una capa oculta. A diferencia de la red

neuronal de alimentación directa, la red neuronal de retroalimentación puede utilizar un

estado interno "memoria"(almacenar información) para procesar secuencias de entradas

de datos. Las aplicaciones de la red neuronal de retroalimentación incluyen tareas como

dessegmentación y reconocimiento de patrones.

En las redes neuronales de retroalimentación, las conexiones entre los nodos generan

una gráca coordinada en secuencia. Esta gráca coordinada en secuencia permite que las

redes neuronales de retroalimentación demuestren un comportamiento terrestre dinámico en

una secuencia temporal. Ejemplos de esto son el mapa autoorganizado de Kohonen y la red

neuronal recurrente. La red neuronal recurrente se reere a un tipo estándar de red neuronal
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que se extiende a lo largo del tiempo, con conexiones que se alimentan en el siguiente paso

de tiempo en lugar de alimentarse en la siguiente capa concurrente en el tiempo.

6.2. Entrenamiento

Para el entrenamiento de la red neuronal sobre el vector de características, se

utilizó una red neuronal de perceptrón multicapa. Adicionalmente para simular mejor el

comportamiento de un cerebro humano, se adicionaron cuatro capas de eliminación entre

las capas ocultas para eliminar rasgos o información demasiado especica que en la realidad

una persona no puede recordar y re-aprender a tal nivel de detalle.

La motivación detrás del uso de un perceptrón multicapa para probar la propuesta

consiste en evitar la sobrecarga de una red neuronal o el uso de una red preentrenada. Se

busca que la red sea lo sucientemente simple para demostrar la efectividad de la propuesta

en relación con el modelado analítico de la mano, ya que este es parte del objetivo del trabajo:

realizar un análisis más profundo y matemático sobre cómo modelar la mano utilizando

objetos matemáticos y lograr una alta eciencia.

La red neuronal es una red multicapa construida utilizando Keras, una biblioteca

de aprendizaje profundo. La red consta de varias capas densas (también conocidas como

capas completamente conectadas) con funciones de activación ReLU y una capa nal con

activación softmax para la clasicación. Esta conformada de la siguiente manera:

1. Capa de Entrada

Tipo: Capa densa (totalmente conectada)

Neuronas: 1024
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Función de Activación: ReLU

Entrada: El tamaño de la entrada depende de las características utilizadas para

hacer el entrenamiento.

2. Capa de Eliminación

Tipo: Capa de Eliminación (Dropout)

Proporción de Eliminación: 0.2

Descripción: La capa de eliminación elimina aleatoriamente conexiones entre las

neuronas para evitar el sobreajuste.

3. Capa Oculta 1

Tipo: Capa densa (totalmente conectada)

Neuronas: 512

Función de Activación: ReLU

4. Capa de Eliminación

Proporción de Eliminación: 0.2

5. Capa Oculta 2

Tipo: Capa densa (totalmente conectada)

Neuronas: 256

Función de Activación: ReLU

6. Capa de Eliminación

Proporción de Elimincación: 0.2
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7. Capa Oculta 3

Tipo: Capa densa (totalmente conectada)

Neuronas: 128

Función de Activación: ReLU

8. Capa de Eliminación

Proporción de Elimincación: 0.2

9. Capa Oculta 4

Tipo: Capa densa (totalmente conectada)

Neuronas: 64

Función de Activación: ReLU

10. Capa de Salida

Tipo: Capa densa (totalmente conectada)

Neuronas: Dependiendo del experimento realizado

Función de Activación: Softmax

Descripción: Utiliza softmax para producir probabilidades de pertenencia a cada

clase.

El proceso continúa con la compilación del modelo, donde se dene la función de

pérdida, el optimizador y las métricas para evaluar el rendimiento del modelo durante el

entrenamiento. Luego, el modelo se entrena utilizando los datos de entrenamiento que son el

80% de los datos totales, durante 50 épocas con un tamaño de lote de entrenamiento de 64.
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Finalmente, se evalúa el modelo utilizando los datos de prueba que representan el

20% de los datos totales, y devuelve la precisión de prueba.

La arquitectura de la red neuronal tiene como objetivo la clasicación por clases,

donde se buscan mutliples posibles clases de salida. Las capas de eliminación ayudan a

regularizar el modelo y prevenir el sobreajuste. La función de activación ReLU es común

en las capas ocultas debido a su capacidad para manejar problemas de desvanecimiento de

gradientes y acelerar el entrenamiento.

6.2.1. Entrenamiento por clases

En la fase inicial de entrenamiento, se llevó a cabo un análisis comparativo exhaustivo

que abarcó un conjunto de 18 clases distintas de gestos. El propósito primordial de esta

etapa consistió en la identicación de la métrica o conjunto de características que exhibiera

la máxima precisión. En este contexto, se procedió a realizar un proceso de entrenamiento

con el n de evaluar y determinar dicha métrica.

Es importante destacar que, adicionalmente, se llevó a cabo una segregación de gestos

que manifestaban isomorsmo entre sí. Este fenómeno se reere a la existencia de gestos con

formas o estructuras idénticas, pero con orientaciones diferentes. Tomando este aspecto en

consideración, se procedió a realizar un análisis comparativo adicional enfocado en los gestos

que compartían esta característica. Un ejemplo de esto es la comparación entre el gesto de

"me gusta 2"no me gusta", en donde la conguración de la mano se mantiene constante,

variando únicamente la orientación.

En este sentido, se implementó un proceso de entrenamiento especíco para este

subconjunto de gestos isomorfos. Cada uno de estos gestos fue sometido a un entrenamiento
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individualizado de tipo uno a uno. El propósito detrás de este enfoque radicó en identicar

la métrica o conjunto de características que ofreciera una mayor precisión en este contexto

particular.

Es relevante resaltar que el proceso de entrenamiento abordó de manera separada

cada una de las características involucradas en los gestos. Esto signicó que se llevó a cabo

una evaluación individual para cada característica en función de la lateralidad de la mano.

Es decir, se compararon y analizaron las características de cada gesto tanto para la mano

izquierda como para la mano derecha, además de considerar la combinación de ambas manos

en conjunto.

En la tabla 6.1 se puede observar que la precisión del entrenamiento entre caracterís-

ticas no varia mucho, esto desde una perspectiva general al ingresar los 18 gestos a la red

neuronal.

Gestos Lateralidad Características TodasCoordenadas Geométricas Curvatura Rotación Bezier

Todos
Izquierda 0.74 0.77 0.74 0.71 0.74 0.74
Derecha 0.76 0.77 0.73 0.7 0.74 0.75
Ambos 0.76 0.77 0.75 0.7 0.73 0.74

Tabla 6.1: Resultados de precisión para diferentes gestos y lateralidades, dependiendo la característica.

En la tabla 6.2 se puede observar que al hacer una comparativa 1 a 1 de gestos

isomorfos, podemos observar que hay una variación más signicativa de precisión respecto a

la clasicación dependiendo de cada una de las características.

Por último repetimos el entrenamiento utilizando por un lado todos los gestos

isomorfos y por otro lado el resto de los gestos, para observar si los gestos isomorfos tienen

un impacto en la clasicación.
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En la tabla 6.3 se puede observar que los gestos isomorfos tienen un impacto en

algunas características, como en la rotación de las curvas bezier.

Analizando la tabla se observa que la clasicación de gestos isomorfos tiene una

menor precisión respecto a gestos no isomorfos, esto es de esperarse debido a que en la

clasicación lo que se busca es saber que tan diferente es una clase de otra, y los gestos

isomorfos lo que hacen es tener un parecido muy alto respecto a otro gesto.

En una segunda fase, se realiza un entrenamiento mucho más detallado para así poder

observar si la caracterización de gestos 1 a 1 ayuda a obtener una mayor precisión en la

clasicación.

6.2.2. Entrenamiento detallado

En esta segunda fase de entrenamiento, se lleva a cabo un entrenamiento más detallado

sobre qué característica o conjunto de características tiene mayor precisión en la clasicación.

Esto se realiza mediante un entrenamiento uno a uno de cada gesto, utilizando cada

una de las características. Para lograr este objetivo, se realiza una modicación en la red

neuronal en la capa de salida, deniéndola únicamente con dos neuronas para obtener

la clasicación binaria. Esta modicación es el único cambio realizado para mantener la

consistencia en la experimentación y el entrenamiento con respecto al entrenamiento de

gestos en general.

En las siguientes matrices de confusión, se puede observar un análisis comparativo

exhaustivo de cada uno de los gestos con cada una de las características. Cada matriz

representa una caracterización distinta y no existe una distinción en la lateralidad, como

ocurría en el entrenamiento anterior. Por lo tanto, los datos de entrenamiento incorporan

84



6.2 Entrenamiento

tanto la mano izquierda como la mano derecha. Los gestos G1 y G2 representan cada uno

de los 18 gestos, numerados del 0 al 17.

Adicionalmente se crea una tabla con los resultados combinados de todas la matrices

de confusión para una mejor observación comparativa sobre cada uno de los gestos, en donde

podremos observar por el color, cuál es la característica que tiene mayor precisión entre

cada par de gestos.
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Fig. 6.6: Matrices de confusión
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Fig. 6.7: Combinacion de todas las matrices de confusion
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6.3 Análisis de Resultados

En las matrices de confusión 6.6 se observa que en la comparación 1 a 1 de cada uno

de los gestos la precisión varia notablemente, en cada una de las características.

En la tabla 6.7 se observa directamente cual característica es más precisa respecto a

cada par de vértices.

6.3. Análisis de Resultados

En la etapa inicial del proceso de entrenamiento, se puede observar un promedio

aproximado de precisión del 75% en los resultados obtenidos. Durante esta fase, se lleva

a cabo el entrenamiento empleando un conjunto de 18 gestos especícos. En términos de

lateralidad y las características empleadas en el proceso de entrenamiento, se observan

cambios mínimos.

En este punto inicial de desarrollo, se hace énfasis en el concepto de isomorsmo

de los gestos, que se reere a la relación de forma y estructura entre diferentes gestos. Se

destaca que, al analizar gestos no isomorfos en comparación con gestos isomorfos, se obtiene

una métrica más efectiva en términos de la rotación de curvas bezier, así como en otras

métricas también.

Tanto en situaciones donde se consideran múltiples gestos simultáneamente, como en

aquellas donde se evalúan métricas más precisas, se logran resultados positivos. Sin embargo,

en esta fase inicial, se revela un hallazgo intrigante. La nueva información adquirida indica

que los gestos isomorfos tienden a ser menos precisos en la clasicación en comparación con

sus contrapartes no isomorfos.

La segunda etapa del proceso de entrenamiento adopta un enfoque diferente. En
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lugar de buscar una métrica universal o un conjunto de características que se aplique a todos

los gestos, se opta por determinar la mejor métrica para cada par de gestos. Los resultados

de esta fase son altamente satisfactorios, ya que se logra alcanzar una precisión del 100%

en múltiples ocasiones al clasicar los gestos en función de las métricas y características

especícas para cada par.

Este nuevo enfoque demuestra ser benecioso, ya que mejora la precisión en la

clasicación binaria en su conjunto. En lugar de depender de una métrica general que se

aplique a todos los gestos, ahora se tiene la capacidad de utilizar la métrica más adecuada

para cada par de gestos. Esta propuesta ayuda a comprender y distinguir de manera más

efectiva las particularidades de cada gesto en el proceso de clasicación. En denitiva, este

estudio demuestra la importancia de considerar las relaciones individuales entre los gestos

para lograr una clasicación más precisa y signicativa.
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Conclusiones

Este estudio ha demostrado la viabilidad y la efectividad de utilizar técnicas de extrac-

ción de características especícas de imágenes mediante software de visión por computadora

para facilitar el aprendizaje automático, particularmente en el contexto de la clasicación

de gestos de la mano.

El uso de herramientas como las curvas de Bezier, con su capacidad para describir de

manera precisa y exible las formas y contornos de los gestos, ha permitido obtener resultados

prometedores en términos de precisión de clasicación. La exploración de propiedades como

la curvatura, rotación y longitud ha ampliado el espectro de características que pueden ser

extraídas y utilizadas para la clasicación de gestos.

La evaluación de dos enfoques de entrenamiento de modelos de aprendizaje automático

ha proporcionado una visión clara de las ventajas y limitaciones de cada enfoque. Mientras

que el primer enfoque, basado en conjuntos de gestos con características similares, ha

demostrado una precisión promedio del 75%, el segundo enfoque, que considera cada gesto

de manera individual, ha mostrado una mayor variabilidad en la precisión, con valores que

oscilan entre el 60% y el 100%.

Estos resultados sugieren que la exploración continua de nuevas herramientas y
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técnicas de extracción de características podría conducir a mejoras adicionales en la precisión

del aprendizaje automático, incluso en ausencia de conjuntos de datos masivos. Además,

este trabajo destaca la importancia de considerar diferentes enfoques de modelado para

adaptarse a las peculiaridades y variaciones de los datos de gestos de la mano.
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