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5.1. Interfaz gráfica de usuario implementada en Python . . . . . . . . . . . . . . 37
5.2. Arquitectura de la FFNN implementada . . . . . . . . . . . . . . . . . . . . 39
5.3. Formato numérico de 8 bits Q7 . . . . . . . . . . . . . . . . . . . . . . . . . 40
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7.4. Consumo energético estimado en el FPGA . . . . . . . . . . . . . . . . . . . 63
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5.1. Parámetros de la FFNN . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 38
5.2. Especificaciones del FPGA EP4CE6F17C8 . . . . . . . . . . . . . . . . . . . 39
5.3. Entrada de los registros de salida según SelRegister . . . . . . . . . . . . . . 46
5.4. Salida del multiplexor según X MSB . . . . . . . . . . . . . . . . . . . . . . 48
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Resumen

La implementación de redes neuronales artificiales (ANN) en FPGA, ha demostrado ser
una alternativa tecnológica con grandes ventajas en cuanto a su procesamiento en paralelo,
reconfigurabilidad, consumo energético y costos, comparándolo con otros dispositivos como
las GPU o ASIC. A pesar del incremento en la cantidad de recursos disponibles en un solo
dispositivo, los elementos lógicos y bloques de memoria limitados en los FPGA, continúan
presentando grandes retos para la implementación de ANN. En esta tesis se propone el di-
seño y aplicación de técnicas de optimización en hardware, con el objetivo de instrumentar
una red neuronal feed-forward (FFNN) reconfigurable, en un dispositivo FPGA de recursos
limitados. El caso de estudio en este trabajo es comparar el desempeño de la FFNN descrita
en FPGA, con una FFNN con la misma topoloǵıa programada en Python. El desempeño
de ambas redes se evaluará mediante la clasificación de imágenes de d́ıgitos escritos a mano
provenientes de la base de datos MNIST. El entrenamiento de la red se lleva a cabo em-
pleando una interfaz gráfica de usuario en una CPU de propósito general, que permite al
diseñador definir los parámetros de configuración de la red, entrenarla y transmitir los pe-
sos sinápticos y umbrales al FPGA. Dentro de las técnicas de optimización empleadas para
describir la FFNN se encuentran: la reutilización de hardware, describiendo únicamente las
neuronas de la capa más grande; la implementación de un esquema serial-paralelo, en donde
se reciben las entradas de forma serial y en paralelo se multiplican con los pesos de cada
neurona; la descripción de un solo bloque de la función de activación en vez de uno por
neurona, y la implementación del método de aproximación lineal por partes (PWL), para
la descripción eficiente de la función de activación sigmoide. Además, se aprovecharon los
recursos embebidos del FPGA, como la memoria y los multiplicadores, los cuales influyeron
en el ahorro sustancial de recursos. La FFNN se implementó en el FPGA EP4CE6F17C8 de
Altera perteneciente a la familia Cyclone IV, empleando una frecuencia de 50MHz y forma-
tos numéricos de punto fijo de 8 bits Q7 y de 12 bits Q8. Se obtuvo el 89.92% de precisión
de reconocimiento tanto en Python como en el FPGA, siendo el tiempo de clasificación de
una imagen en Python de 1.3s y en FPGA de 16µs, consumiendo únicamente 36% de los
elementos lógicos.
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Caṕıtulo 1

Introducción

Las redes neuronales artificiales (ANN, por sus siglas en inglés) han destacado en in-
contables disciplinas por su capacidad de procesamiento y gran rendimiento en tareas de
clasificación de sistemas tanto lineales como no lineales, lo que las convierte en herramientas
ideales para agrupar, aproximar y modelar patrones complejos [1]. Estas caracteŕısticas y
su adaptabilidad, han colocado a las ANN como uno de los métodos de procesamiento más
populares dentro del área cient́ıfica y de la ingenieŕıa.

A pesar de las abundantes ventajas de las ANN, es importante considerar que su estructu-
ra involucra grandes cantidades de cálculos y que corresponde a un modelo de procesamiento
inherentemente paralelo, por lo que al ser implementada en un entorno secuencial, es decir,
en procesadores de propósito general, se genera un gran consumo de recursos computacio-
nales y tiempos de procesamiento elevados. Una de las propuestas más populares ha sido
la implementación de ANN en unidades de procesamiento de gráficos (GPU, por sus siglas
en inglés), sin embargo, esto implica una gran demanda en cuanto a dimensiones, costos y
consumo energético, haciéndolo ineficiente para aplicaciones que requieren sistemas compac-
tos, autónomos y de bajo costo [2]. Otra alternativa que se ha presentado son los circuitos
integrados para aplicaciones espećıficas (ASIC, por sus siglas en inglés), conocidos por ser
dispositivos diseñados y fabricados para un propósito en particular. Debido a que la opti-
mización se enfoca en la aplicación destino, se obtiene mayor rendimiento y menor consumo
de enerǵıa. Sin embargo, el hecho de ser diseñado de manera tan espećıfica, limita las modi-
ficaciones que se deseen realizar en un futuro para adaptar o mejorar el diseño, además de
que cuentan con un extenso y costoso ciclo de desarrollo [3], [4]. Por otro lado, la alternativa
tecnológica más prometedora que ha surgido, es la implementación de ANN en arreglos de
compuertas programables en campo (FPGA, por sus siglas en inglés), los cuales ofrecen un
alto rendimiento, gran eficiencia energética y mayor flexibilidad que otros sistemas, lo que
los convierte en un recurso extremadamente prometedor para aplicaciones embebidas. Estos
dispositivos son circuitos integrados que se conforman por una estructura de hardware confi-
gurable, por lo que a diferencia de las GPU y ASIC, los cuales cuentan con una arquitectura
fija, los FPGA permiten describir y modificar su arquitectura de acuerdo con la aplicación
que se requiere y aśı obtener el mejor desempeño. Además, los FPGA son dispositivos cuya
estructura permite el procesamiento en paralelo, lo que coincide con la naturaleza de un
sistema neuronal y explota al máximo su desempeño.
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CAPÍTULO 1. INTRODUCCIÓN 2

1.1. Justificación: retos en la implementación de ANN
en hardware

A pesar de las grandes ventajas que conlleva la instrumentación de redes neuronales
en hardware, su implementación en FPGA continúa presentando grandes retos. Aunque la
tecnoloǵıa ha permitido incrementar sustancialmente la densidad de recursos disponibles en
un solo FPGA, estos dispositivos cuentan con elementos lógicos finitos, por lo que la gran
demanda de procesamiento de las ANN continúa limitando el tamaño de la red que puede ser
implementada [5], [6]. De estas limitaciones surge la necesidad de priorizar la optimización de
los diseños y definir cuidadosamente la instrumentación de cada elemento de la red, desde la
correcta selección del formato y precisión numérica, tipo de multiplicación, hasta el método de
descripción para la función de activación. Esto permite obtener el mejor rendimiento y reducir
los requerimientos de recursos, sin comprometer demasiado la velocidad de procesamiento,
dando paso a la generación de sistemas embebidos viables y de bajo costo.

1.2. Alcances

En este trabajo se propone el diseño y aplicación de técnicas de optimización, que per-
mitan implementar una red neuronal feed-forward (FFNN, por sus siglas en inglés) en dis-
positivos FPGA de recursos limitados. El alcance de este trabajo es implementar una FFNN
previamente programada y probada en Python, la cual clasifica imágenes provenientes de la
base de datos MNIST [7], que consisten en d́ıgitos del 0 al 9 escritos a mano. En la Figura 1.1
se muestran algunas de las imágenes empleadas para el entrenamiento y prueba de la FFNN.

Etiqueta es 7 Etiqueta es 2 Etiqueta es 1 Etiqueta es 0 Etiqueta es 4

Etiqueta es 1 Etiqueta es 4 Etiqueta es 9 Etiqueta es 5 Etiqueta es 9

Figura 1.1: Ejemplo de imágenes de números escritos a mano de la base de datos MNIST [7]

1.3. Hipótesis

Mediante la aplicación de técnicas de optimización en hardware, es posible instrumentar
una FFNN capaz de clasificar imágenes de d́ıgitos escritos a mano, en dispositivos FPGA de
recursos limitados.
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1.4. Objetivos

Objetivo general

Diseñar e implementar técnicas de optimización y reconfiguración para la descripción
de una FFNN en FPGA.

Objetivos espećıficos

Implementar técnicas de optimización para la instrumentación de FFNN en platafor-
mas FPGA de recursos limitados.

Realizar la arquitectura de una FFNN reconfigurable que permita acelerar los procesos
de selección de parámetros.

Realizar pruebas de desempeño de la FFNN con imágenes de la base de datos MNIST.

Comparar el desempeño de la FFNN descrita en hardware con la FFNN realizada en
Python.

Esta tesis está conformada por un total de 8 caṕıtulos, en donde el caṕıtulo 1 abarca
la introducción, justificación, alcances, hipótesis y objetivos. En el caṕıtulo 2 se estudian
los conceptos teóricos fundamentales para el desarrollo del proyecto, mientras que en el
caṕıtulo 3 se presenta la información recopilada a partir de la investigación del Estado del
Arte. El caṕıtulo 4 y el caṕıtulo 5 se enfocan en el diseño preliminar y el diseño de detalle,
respectivamente. En el caṕıtulo 6 se presenta la implementación del diseño en la plataforma
FPGA seleccionada, mientras que en el caṕıtulo 7 se muestran los resultados obtenidos. Por
último, en el caṕıtulo 8 se abordan las conclusiones y trabajo a futuro.



Caṕıtulo 2

Marco teórico

La gran complejidad y capacidad de procesamiento del cerebro humano, ha despertado
constantemente el interés de la comunidad cient́ıfica por replicar el funcionamiento de los
sistemas neuronales biológicos, lo cual inspiró la investigación y el desarrollo de las redes
neuronales artificiales. Por ese motivo, es de gran interés para este trabajo conocer y estudiar
los conceptos fundamentales de los modelos neuronales biológicos, lo cual se aborda en la
primera sección de este caṕıtulo. Más adelante se describe el modelo matemático de una
neurona artificial, para posteriormente ahondar en la arquitectura y funcionamiento de las
ANN. Debido a que el objetivo principal de este trabajo es probar el desempeño de una
FFNN descrita en hardware, al final de este caṕıtulo se aborda la estructura y elementos
principales que conforman a los FPGA.

2.1. Neuronas biológicas

El cerebro contiene grandes cantidades de células nerviosas llamadas neuronas, las cuales
operan masivamente en paralelo, con el objetivo de procesar y transmitir la información
por medio de señales electroqúımicas. La estructura general de una neurona consiste en tres
secciones principales: una ramificación de entradas, conocidas como dendritas; un cuerpo,
también llamado soma, y un árbol de salidas, conformado por el axón y sus terminales.
Visualizando su funcionamiento de manera simplificada, es posible considerar a las neuronas
como un interruptor, el cual es activado cuando el est́ımulo recibido por las dendritas alcanza
un valor umbral, lo que genera la transmisión del impulso nervioso a través del axón y
posteriormente a las neuronas adyacentes. Estas señales son transferidas a través de regiones
denominadas sinapsis, que corresponden al espacio en donde las terminales de un axón se
anclan, sin realizar contacto alguno, a las dendritas de otra neurona. En la neurona receptora,
las múltiples entradas son procesadas y posteriormente compactadas en un solo pulso, si el
est́ımulo de entrada alcanzó el valor umbral, la neurona emitirá la señal. En la Figura 2.1 se
ilustra el modelo de una neurona biológica, sus partes fundamentales y conexiones sinápticas
con otras neuronas.

4
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Figura 2.1: Modelo simplificado de una neurona biológica

2.2. Modelo neuronal artificial

A partir del conocimiento que se teńıa sobre la estructura y funcionamiento del sistema
neuronal biológico, comenzaron a llevarse a cabo intentos para simular su comportamiento en
sistemas computacionales, que tuvieran la capacidad de resolver problemas y realizar tareas
que son intuitivas para el ser humano. Sin embargo, debido a la gran complejidad de las es-
tructuras biológicas, construir un modelo extremadamente similar conlleva el uso de grandes
recursos computacionales. Partiendo de estas ideas, en 1943 los investigadores McCulloch y
Pitts [8] presentaron el primer modelo neuronal y el más empleado en la actualidad, en donde
introdujeron paradigmas que recrean el comportamiento de las neuronas como interrupto-
res, demostrando que con redes sencillas es posible calcular una gran cantidad de funciones
lógicas y aritméticas. En la Figura 2.2 se ilustra el diagrama de bloques de dicho modelo, el
cual se explica con detalle a continuación.

Σ

θ
Umbral

w1

w2

w3

wn

. . .

φ z
Activación

Función de
Activación

. . .

x2

x1

x3

xn

Figura 2.2: Diagrama de bloques de una neurona artificial [9]

El modelo consiste en realizar una combinación lineal de los elementos xi del vector de
entradas, representado como x. La combinación lineal se define como u en la ecuación (2.1)
y posteriormente en (2.2) se le aplica a u una transformación no lineal, mediante una función
denominada función de activación.
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u =
nX

i=1

!ixi � ✓ (2.1)

z = f(u) (2.2)

Los elementos del vector de entrada x provienen, ya sea de las entradas del sistema o de
las salidas de otras neuronas, lo que equivale a los est́ımulos incidentes en las dendritas de
las neuronas biológicas. Los parámetros !i son denominados pesos sinápticos, debido a que
representan la fortaleza de los enlaces entre las neuronas. Aśı como la fortaleza de las cone-
xiones biológicas se encuentra directamente relacionada con el aprendizaje y la experiencia,
los pesos !i representan el conocimiento obtenido durante el entrenamiento de la red, de lo
cual se hablará más adelante. Otro parámetro de gran importancia en el modelo neuronal
es ✓, el cual es conocido como el umbral del modelo. Durante la primera fase, mostrada en
la expresión (2.1), los pesos sinápticos multiplican a cada uno de los elementos del vector de
entrada, lo que genera la activación de la neurona siempre y cuando la suma de productos
haya sido mayor que el umbral ✓. Usualmente el umbral se incorpora a la suma ponderada
como un peso con valor !0 = �✓, multiplicado por una entrada x0 = 1, lo cual se representa
en la ecuación (2.3).

u =
nX

i=0

!ixi (2.3)

Dentro de los primeros problemas de clasificación resueltos mediante neuronas artificiales,
se encuentra la generación de funciones booleanas, tal como las compuertas lógicas or y and.
Para ello, es necesario seleccionar los pesos sinápticos y el umbral adecuados, con el objetivo
de obtener una neurona que cumpla con el comportamiento de estas operaciones. En la
Figura 2.3 se presenta la tabla de verdad de una función lógica or que cuenta con dos
entradas x1 y x2, en donde aquellos valores que provoquen S=1 son asignados a la región A
y en caso contrario son asignados a la región B.

X2 X1 S Región

0 0

0 1

0 B

0

1

1

1

1

1

1

A

A

A

Figura 2.3: Tabla de verdad de una función lógica or

Si se representan los valores de las entradas como coordenadas, siendo x1 el eje de las
abscisas y x2 el eje de las ordenadas, se obtiene el plano cartesiano de la Figura 2.4, de tal
forma que en la región A se encuentran las coordenadas (0,1),(1,0) y (1,1) y en la región B
únicamente la coordenada (0,0), lo cual cumple con el planteamiento de la tabla de verdad
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de la Figura 2.3. Por lo tanto, es necesario definir los pesos y el umbral adecuados, tal que
cuando las entradas tomen los valores de la región A, la salida de la neurona sea igual a uno.

(0,1) (1,1)

(0,0)

(1,0)

Región A
Región B

x1

x2

Figura 2.4: Clasificación de coordenadas correspondientes a la función or [9]

En la Figura 2.5 se ilustra una neurona artificial en donde se definen sus pesos sinápticos
como !1 = !2 = 1 y ✓ = �1

2 , además de que cuenta con una función de activación de
tipo escalón (2.4), la cual valdrá uno cuando la suma ponderada u sea mayor a cero. Esta
selección de parámetros permite clasificar las coordenadas tal como se indica en la tabla de
verdad y en el plano cartesiano, generando aśı el comportamiento de una función lógica or.

f(u) =

(
1 u > 0

0 u  0
(2.4)

Σ

1

1

u
Y

X2

X1

1

Figura 2.5: Neurona artificial de la función lógica or [9]

Para comprender cómo la neurona es capaz de clasificar las coordenadas en sus respectivas
regiones, es ilustrativo analizar el resultado de la suma ponderada sustituyendo en cada caso
los valores de los pesos, el umbral y las entradas en la ecuación (2.5).

u = x1 · !i + x2 · !2 � ✓ (2.5)
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Los cuatro casos que pueden presentarse como entradas de la neurona son los siguientes:

Primer caso: x1 = 0, x2 = 0

u = (0)(1) + (0)(1)� 1

2
= �1

2

f(u) = f(�1

2
) = 0

Segundo caso: x1 = 1, x2 = 0

u = (1)(1) + (0)(1)� 1

2
=

1

2

f(u) = f(
1

2
) = 1

Tercer caso: x1 = 0, x2 = 1

u = (0)(1) + (1)(1)� 1

2
=

1

2

f(u) = f(
1

2
) = 1

Cuarto caso: x1 = 1, x2 = 1

u = (1)(1) + (1)(1)� 1

2
=

3

2
Se observa que en el segundo, tercer y cuarto caso u es mayor que cero, por lo que la

función de activación será igual a uno para estas entradas, cumpliendo aśı con el comporta-
miento de una función lógica or. De este ejemplo es posible deducir que la selección de pesos
y umbrales es variada, ya que redefinir los pesos como !1 = !2 = 0.6 o cambiar el umbral
por 1

3 , también generaŕıa el resultado deseado, por lo que existen múltiples valores de estos
parámetros los cuales al seleccionarse cumplen con el comportamiento planteado. En este
caso los valores fueron seleccionados de forma arbitraria, sin embargo, cuando se cuenta con
funciones de mayor complejidad, lo cual involucra grandes cantidades de pesos y umbrales, la
asignación de estos parámetros es realizada mediante métodos y algoritmos definidos, lo cual
se explica más adelante en la sección 2.3.2. Esta fase de diseño es denominada entrenamiento,
en donde el objetivo es encontrar los pesos y umbrales que permitan obtener la relación entre
las entradas y salidas deseada. Para la función or se llevó a cabo una clasificación lineal, es
decir, se empleó una sola neurona que realiza una combinación lineal. Sin embargo, existen
datos de entrada que no presentan un comportamiento lineal, por lo que es pertinente la
adición de neuronas. De esta necesidad surge el concepto de red neuronal artificial, en donde
a partir de la organización de neuronas en capas, es posible modelar patrones de naturaleza
no lineal.
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2.2.1. Función de activación

Una vez realizada la combinación lineal de las entradas, la función de activación determina
si se transmitirá el impulso, lo cual impacta en el comportamiento de las neuronas y la forma
en la que cada una responde a las señales de entrada. En la Tabla 2.1 se muestran algunas
de las funciones de activación más empleadas dentro del modelo neuronal.

Tabla 2.1: Tipos de funciones de activación

Función de activación Fórmula

Sigmoide �(u) = 1
1+e�u

Tangente hiperbólica tanh(u) = eu�e�u

eu+e�u

Escalón h(u) =

(
1 u > 0

0 u  0

Lineal f(u) = au+ b

Una de las funciones de activación que ha sido mayormente empleada es la función
sigmoide, ilustrada en la Figura 2.6, debido a que cuenta con múltiples caracteŕısticas que
resultan ser útiles para el entrenamiento y prueba de las ANN. Una de las principales virtudes
de la función sigmoide, es que su salida puede ser interpretada como una probabilidad que
se le asigna a cada región, lo que fundamenta la pertenencia de un conjunto de datos, a
una región en particular. Además, el cálculo de derivadas es esencial en el entrenamiento de
redes neuronales, sobre todo cuando se emplean algoritmos basados en gradientes, siendo la
función sigmoide ideal para estas ocasiones. Esto es debido a que la derivada de la función
sigmoide se puede obtener fácilmente usando su propia salida, tal como se observa en la
expresión (2.6).

Figura 2.6: Función de activación sigmoide
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�
0(u) =

e
�u

(1 + e�u)2
= �(u)(1� �(u)) (2.6)

Con el propósito de resumir la analoǵıa entre neuronas artificiales y biológicas, en la
Tabla 2.2 se presenta una comparación de los elementos esenciales de ambas neuronas.

Tabla 2.2: Comparación entre una neurona biológica y una neurona artificial

Elemento Neurona

Biológica Artificial

Entradas Señales de dendritas Vector de entrada

Valores ajustables de entrada Fortaleza de conexiones Pesos sinápticos

Acumulación de entradas Acumulación en el cono axónico Suma ponderada

Modalidad de activación Valor umbral Función de activación

Salida Un impulso nervioso Valor escalar

2.3. Redes neuronales artificiales (ANN)

Formalmente, una ANN se define como un paradigma matemático y computacional en-
focado al reconocimiento de patrones y clasificación de datos, que se conforma por unidades
básicas denominadas neuronas, las cuales se encuentran estructuradas en capas y conectadas
entre śı, permitiendo gran diversidad de topoloǵıas con propósitos y cualidades distintas.
Para comprender de mejor manera cómo el estructurar a las neuronas en capas, nos permite
reconocer patrones más complejos, en esta sección se continuará analizando el comporta-
miento de las neuronas para el cálculo de operaciones lógicas.

En el ejemplo de la operación lógica or se observó que una neurona por śı sola, permite
clasificar un conjunto de datos en dos regiones mediante una recta, sin embargo, existen
funciones de mayor complejidad que requieren de neuronas adicionales para agrupar los
datos en sus respectivas regiones. Como ejemplo de esto se encuentra la función lógica xor,
que a diferencia de las operaciones and y or, presenta un comportamiento que es imposible
de generar con solo una neurona, por lo tanto no existe una recta que por śı sola agrupe
los datos en la región que les corresponde. Similar a la sección pasada, en la Figura 2.7 se
presenta la tabla de verdad de una función xor, en donde el resultado será igual a 1 siempre
y cuando las entradas tengan valores distintos, es decir, cuando x1 sea diferente de x2.
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X2 X1 S Región

0 0

0 1

0 B

0

1

1

1

1

1

0

A

A

B

Figura 2.7: Tabla de verdad de una función lógica xor

Aplicando el mismo criterio del ejemplo anterior, las combinaciones de entradas en donde
S=1 son asignadas a la región A y en caso contrario pertenecen a la región B. Si representamos
los valores de las entradas en un plano cartesiano y las asignamos a su región correspondiente,
se obtiene la gráfica de la Figura 2.8.

(0,1) (1,1)

(0,0)

(1,0)

Región A
Región B

Región B

AND

OR

x1

x2

Figura 2.8: Clasificación de coordenadas correspondientes a la función xor [9]

Como puede observarse, no es posible separar los datos en las regiones A y B con una sola
recta, en su lugar, es necesario emplear dos de ellas para conseguir la clasificación que cumpla
con el criterio de la tabla de verdad. Las rectas azul y verde corresponden a las neuronas
or y and, respectivamente. En conjunto, estas neuronas forman una red sencilla capaz de
generar el comportamiento de la función lógica xor, tal como se muestra en la Figura 2.9.
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x1

x2

1

1

1

θ11=

θ21=

1
2

3
2

u21

u111

Y2

Y1

 θ2= 1
2

WY1=1

WY2=-1

u2
Y

Y1

OR

AND

Figura 2.9: Red neuronal artificial para la función lógica xor [9]

En este ejemplo se introduce la arquitectura de una ANN sencilla, la cual cuenta con
neuronas organizadas en tres capas: la capa de entrada, que corresponde a los datos de
entrada x1 y x2; la capa intermedia, que cuenta con las neuronas or y and, y la capa de
salida, la cual genera el resultado final Y de la red. El parámetro Y1 es la respuesta de la
neurona or y Y2 la de la neurona and, que a su vez son entradas de la última neurona,
la cual cuenta con los pesos !Y 1 = 1 y !Y 2 = �1, mientras que su umbral es ✓2 = �1

2 . La
suma ponderada de la última neurona, expresada en la ecuación (2.7), toma en cuenta dichos
parámetros y se encuentra en función de Y1 y Y2.

u2 = Y1 · !Y 1 + Y2 · !Y 2 � ✓2 (2.7)

Al igual que se realizó anteriormente, es ilustrativo analizar los cuatro casos que pueden
presentarse a la entrada de la red. De forma anticipada se saben los valores de Y1 y Y2 pa-
ra cada caso, ya que corresponden a las respuestas de las funciones or y and, respectivamente.

Primer caso: x1 = 0, x2 = 0
Y1 = 0, Y2 = 0

u = (0)(1) + (0)(�1)� 1

2
= �1

2

f(u) = f(�1

2
) = 0



CAPÍTULO 2. MARCO TEÓRICO 13

Segundo caso: x1 = 1, x2 = 0

Y1 = 1, Y2 = 0

u = (1)(1) + (0)(�1)� 1

2
=

1

2

f(u) = f(
1

2
) = 1

Tercer caso: x1 = 0, x2 = 1

Y1 = 1, Y2 = 0

u = (1)(1) + (0)(�1)� 1

2
=

1

2

f(u) = f(
1

2
) = 1

Cuarto caso: x1 = 1, x2 = 1

Y1 = 1, Y2 = 1

u = (1)(1) + (1)(�1)� 1

2
= �1

2

f(u) = f(�1

2
) = 0

Únicamente en el segundo y tercer caso la función de activación vale 1, lo cual cumple
con el comportamiento planteado de la función lógica xor. Ampliando este concepto es po-
sible concluir que conforme nos enfrentamos a funciones cada vez más complejas, surge la
necesidad de adicionar y organizar neuronas capaces de generalizar y asociar la información
proporcionada.

2.3.1. Perceptrón multicapa (MLP)

El modelo neuronal presentado en [8] permitió a Frank Rosenblatt desarrollar la primera
generación de redes neuronales: el perceptrón multicapa (MLP, por sus siglas en inglés). El
MLP está conformado por las neuronas de McCulloch y Pitts, las cuales se interconectan, se
organizan en capas y cada una cuenta con una función de activación no lineal, usualmente
la función sigmoide o tangente hiperbólica. La estructura básica de un MLP, mostrada en
la Figura 2.10, está conformada por lo siguiente: una capa de entrada, la cual representa los
datos que entran a la red; un número variable de capas ocultas, y una capa de salida, que
constituye la respuesta final de la ANN.
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Señales de
salida

Capa de
salidaSegunda

capa oculta
Primera

capa oculta

Capa de
entrada

Señales de
entrada

.

.

.

.

.

.

.

.

.

Figura 2.10: Ejemplo de un MLP con dos capas ocultas

Las flechas que se dirigen o salen de cada neurona son conocidas como enlaces sinápticos,
cada una con un peso asociado e indican el flujo de la señal a través de la red. Este tipo
de arquitecturas, en donde todas las neuronas de una capa se conectan con cada una de las
neuronas de la siguiente capa, se conoce también como red neuronal feed-forward (FFNN).
Anteriormente se vio que en una neurona se realiza la combinación lineal de las variables de
entrada, la cual es posteriormente transformada por una función de activación no lineal. Para
una FFNN, la suma de productos de una neurona j en la capa L se expresa en la ecuación
(2.8).

u
L
j =

nX

i=0

!
L
ijz

L�1
i (2.8)

En donde w
L
ij representa el peso de la conexión entre la neurona i de la capa L-1 y la

neurona j de la capa L. La salida de la neurona j, expresada como z
L
j en la ecuación (2.9),

se obtiene transformando u
L
j mediante una función de activación.

z
L
j = f(uL

j ) (2.9)

2.3.2. Métodos de aprendizaje

Tal como se explicó en la sección anterior, el objetivo del entrenamiento es encontrar los
pesos y umbrales, que permitan obtener la relación entre los datos de entrada y salida que
se desea. El aprendizaje de la ANN se basa en procesos iterativos que emplean muestras
de entrenamiento, lo que permite a la red ajustar sus pesos y umbrales progresivamente.
Esto brinda a las redes neuronales la capacidad de aproximar funciones desconocidas que
dependen de una gran cantidad de entradas. Esta caracteŕıstica es aprovechada en tareas en
donde no es posible derivar restricciones lógicas de forma expĺıcita.
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Existen múltiples criterios que permiten llevar a cabo el entrenamiento de una red neu-
ronal, los cuales involucran la modificación sucesiva de sus parámetros. En este trabajo
únicamente se estudiará el método del descenso del gradiente, el cual se ha empleado con
mayor frecuencia para el entrenamiento de redes neuronales.

2.3.3. Método del descenso del gradiente

Este método es por mucho el algoritmo más popular dirigido al entrenamiento de ANN
y se basa en el ajuste del vector de pesos sinápticos y umbrales, mediante la minimización
de una función de error. Cabe recordar que se entiende por entrenamiento a la etapa en
donde el algoritmo aprende de una serie de vectores de entrada, denominado conjunto de
entrenamiento, lo que le permite al sistema ajustarse para obtener los resultados esperados.
Para una ANN con M entradas, se requiere que la red aprenda a generar una salida de
acuerdo con las muestras de entrenamiento siguientes:

n
( ~xk,

~dk); 1  k  K

o

~xk = [1 x1k x2k · · · xMk]

En donde el vector ~xk contiene las M entradas de la muestra de entrenamiento k, el vector
~dk representa las salidas deseadas y K es el número total de muestras de entrenamiento [9].
La salida de una neurona está en función tanto del vector de pesos sinápticos ~!, como de las
entradas ~xk, por lo que para una muestra de entrenamiento k, la salida de una neurona se
representa por la ecuación (2.10).

zk = f(uk) = f(~! · ~xk) (2.10)

Como se mencionó anteriormente, durante el aprendizaje de la ANN es necesario partir
de una función de error, la cual corresponde al error medio cuadrático. El error generado por
la neurona j en la capa L, cuando se ingresa la muestra de entrenamiento k, se expresa en la
ecuación (2.11).

E
L
j =

KX

k=1

(dLjk � z
L
jk)

2 (2.11)

El objetivo es encontrar todos los pesos sinápticos w
L
ij, los cuales minimicen el error

cuadrático medio total. Dicha minimización es realizada mediante algoritmos iterativos, en
donde comúnmente se comienza en un punto aleatorio y gradualmente se alcanza el mı́nimo
local o global, lo cual se ilustra en la Figura 2.11.
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Valor Final

Convergencia

Punto de
inicio

Iteración 3

Iteración 4

x

f(x)

Figura 2.11: Ilustración del descenso del gradiente

El movimiento se realiza en la dirección de descenso más pronunciada, es decir, el gra-
diente negativo. Se considera que se ha logrado la convergencia, cuando no se producen más
cambios significativos en el vector de pesos, lo cual sucede cuando la función de error es
cercana o igual a cero.
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2.4. Estructura de los FPGA

Los arreglos de compuertas programables en campo (FPGA), son circuitos integrados
digitales conformados por bloques lógicos programables, los cuales se enlazan mediante in-
terconexiones configurables. El término programable en campo, hace alusión a que incluso
después de ser fabricados y distribuidos, el diseñador puede configurar el dispositivo para la
aplicación requerida [10].

Los elementos principales de un FPGA son:

Una matriz de bloques lógicos configurables (CLB, por sus siglas en inglés).

Una red de interconexiones programables.

Bloques de entrada/salida que rodean a los CLB.

La distribución de estos elementos se ilustra en la Figura 2.12.

I/OCLB

Figura 2.12: Arquitectura general de un FPGA

Los elementos fundamentales que conforman una celda lógica t́ıpica de FPGA son los
siguientes:

Una tabla de búsqueda (LUT, por sus siglas en inglés) de 4 entradas.

Un flip-flop D.

Un multiplexor 2 a 1.

La estructura y conexiones entre estos elementos se muestra en la Figura 2.13, en donde
la configuración del multiplexor 2 a 1 permite la selección de dos tipos de funciones: com-
binacional o secuencial. Las LUT están conformadas por un conjunto de celdas de memoria
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programables, cuya salida se define mediante un multiplexor, lo que permite elegir una celda
de memoria espećıfica.

LUT

FFD

D
M

U
X 2:1

Q

a

b

c

d

Salida

clk

Figura 2.13: Estructura t́ıpica de un CLB



Caṕıtulo 3

Estado del Arte

Previo al desarrollo de un proyecto, es prudente realizar una investigación preliminar que
permita definir el punto de partida, aśı como determinar los objetivos y alcances del trabajo.
Para ello, se realiza un análisis del nivel de desarrollo actual de un determinado campo tec-
nológico, las técnicas que han brindado los mejores resultados y los desaf́ıos que aún están
presentes en el área. Al resultado de esta investigación se le conoce como el Estado del Arte.

A pesar de que los avances tecnológicos han permitido disponer de una mayor cantidad
de recursos en un solo circuito integrado, los retos continúan presentes durante la imple-
mentación de modelos computacionales de gran complejidad, tal como lo son las ANN. Por
este motivo se ha buscado diseñar arquitecturas optimizadas, las cuales aprovechen las ca-
racteŕısticas y recursos de los FPGA. Es importante mencionar que existen múltiples tipos
de ANN, las cuales cuentan con propósitos y topoloǵıas diferentes, por lo que los métodos y
técnicas de descripción vaŕıan considerablemente entre algunas de ellas. Es por dicho motivo
que la investigación realizada se acota al tipo de red que será implementada en este trabajo,
la cual corresponde a una FFNN. Esta investigación permitirá identificar con claridad las
técnicas de descripción que han presentado el mejor desempeño, aśı como las desventajas de
cada una, dándonos la oportunidad de encontrar el o los métodos con mayor potencial para
desarrollos futuros. Los múltiples retos del diseño en hardware involucra la multiplicación
entre el vector de entradas y la matriz de pesos, la descripción de la función de activación, el
almacenamiento de los pesos, la selección del formato numérico, entre otros [11], por lo que
en este caṕıtulo se presentan los trabajos y propuestas para cada uno de estos aspectos.

3.1. Entrenamiento

Una de las caracteŕısticas que comparten los trabajos encontrados en el Estado del Arte,
es que el entrenamiento de la red neuronal se realiza en las CPU de propósito general, mien-
tras que la etapa de clasificación se lleva a cabo en el FPGA. Esto se debe principalmente
a que el entrenamiento es un proceso exigente en cuanto a recursos y consumo energéti-
co, que puede resultar contraproducente cuando lo que principalmente se busca es mejorar
el desempeño del sistema de clasificación. Una vez entrenada la ANN, se transfieren los
parámetros necesarios al FPGA, en donde se realizan las tareas de clasificación con nuevos

19
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datos [12], [13], [14]. A este tipo de arquitecturas se les denomina comúnmente como acelera-
dores [5], [15]. En la Figura 3.1 se ilustra la arquitectura e interconexiones de un acelerador,
encontrado t́ıpicamente en estos trabajos.

Unidades de cómputo BRAM

ControlCPU

Memoria
externa

del FPGA

Memoria

FP
G

A

Preprocesamiento
de datos

Figura 3.1: Diagrama de bloques de un acelerador de ANN t́ıpico, basado en FPGA [5]

En el esquema se muestra que la etapa de entrenamiento se lleva a cabo en la CPU y
su memoria correspondiente, en donde se almacenan los parámetros necesarios, tal como los
pesos y umbrales que serán transferidos posteriormente al FPGA. La segunda sección de
un acelerador consiste en los bloques integrados en el FPGA, los cuales conforman la red
neuronal que realizará la clasificación. Para el almacenamiento de los pesos y umbrales suele
emplearse, dependiendo de la cantidad de datos, la memoria embebida del FPGA o una
memoria externa. Las unidades de cómputo corresponden a las neuronas y otros elementos
que realizan los cálculos como el producto de entradas y pesos, mientras que el bloque
de control coordina y sincroniza a los elementos de la unidad de cómputo. El bloque de
preprocesamiento se emplea cuando los datos de entrada requieren un tratamiento previo.

3.2. Optimización de recursos

En el año 2007, en [16] se presentó por primera vez la idea de implementar una FFNN
describiendo únicamente su capa más grande, es decir, en lugar de describir la red completa,
se limitaron a implementar la capa con más neuronas y aśı reutilizarla. Lo anterior se realiza
mediante un bloque de control, el cual asigna las entradas, pesos y umbrales dependiendo
de la capa que se esté ejecutando. Este concepto resultó ideal, ya que el paralelismo de una
FFNN aplica únicamente para las neuronas de una misma capa, sin embargo, la ejecución
entre una capa y otra se lleva a cabo de forma secuencial, debido a que las neuronas de
una capa toman como entradas los resultados de la capa anterior. Por ello, la propuesta
de [16] demostró que es posible ahorrar recursos ejecutando una capa a la vez, sin afectar la
velocidad de procesamiento de la FFNN, lo cual marcó la pauta para los desarrollos futuros.
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3.3. Almacenamiento de parámetros de entrenamiento

Otro de los aspectos que influyen en la eficiencia del diseño, es el almacenamiento de los
pesos en el FPGA y el manejo de memoria que implica. En las Figuras 3.2 y 3.3 se ilustra
la información obtenida de la investigación realizada en [2], en donde se destaca el gran
consumo energético que representa la lectura de una memoria de acceso aleatorio estática
(SRAM, por sus siglas en inglés) y de una memoria de acceso aleatorio dinámica (DRAM,
por sus siglas en inglés), comparándolo con el consumo generado al realizar operaciones como
la adición y la multiplicación.
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Figura 3.2: Comparación del consumo energético entre operaciones [2]
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Figura 3.3: Comparación del consumo energético entre lectura de SRAM y DRAM [2]

Para sobrellevar este inconveniente, en diversos trabajos aprovechan la memoria embebida
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del FPGA, en la cual almacenan los pesos y umbrales, permitiendo el ahorro de enerǵıa e
incrementar la velocidad de cómputo [14].

3.4. Herramientas de software

Un paradigma que ha surgido, dirigido a facilitar la generación de hardware espećıfico, son
los trabajos que proponen herramientas de diseño utilizando interfaces gráficas, en las cuales
es posible generar automáticamente archivos de configuración de hardware de acuerdo con
las opciones seleccionadas por el usuario [15]. Sin embargo, un mapeo directo de software
a hardware mediante el empleo de estas herramientas, comúnmente resulta en un uso de
recursos ineficiente, alta latencia y requerimientos de memoria elevados, además de mayor
consumo energético. Por lo tanto, no se ahondará en la investigación de trabajos con este
enfoque.

3.5. Multiplicación de pesos y entradas

Además del entrenamiento y el almacenamiento de los parámetros, otra variable que hay
que considerar durante el diseño, es cómo se realiza la multiplicación entre la matriz de pesos
y el vector de entradas. Se han propuesto estructuras como la mostrada en la Figura 3.4,
la cual consiste en implementar un multiplicador por cada entrada y su respectivo peso,
para posteriormente sumarlos [17]. Sin embargo, se ha comprobado que dicha arquitectura
carece de practicidad y eficiencia debido a la gran exigencia de recursos de hardware. Esto
además de limitar el tamaño de la FFNN implementada en el FPGA, disminuye el número de
aplicaciones en las que podŕıa ser empleada. Debido a ello, se han propuesto otros enfoques,
como el caso de [14], en donde implementan unidades neuronales de procesamiento paralelo-
serial, que consiste en adquirir de manera serial los datos de entrada, sin desaprovechar el
paralelismo que ofrecen los FPGA. Este enfoque, ilustrado en la Figura 3.5, permite describir
solo un bloque de la función de activación en vez de uno por neurona, lo que disminuye
considerablemente los recursos consumidos.

En
tra

da
s

Salida

Pesos

Figura 3.4: Estructura de una neurona de procesamiento parcialmente paralelo [17]
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Figura 3.5: FFNN con procesamiento paralelo-serial [14]

3.6. Función sigmoide y la precisión numérica

La función de activación sigmoide es por mucho la más empleada dentro del diseño de
redes neuronales, por lo que en este apartado únicamente se presentarán los métodos apli-
cados para dicha función, sin embargo, se ha demostrado que estos mismos métodos pueden
ser empleados para otro tipo de funciones de activación.

La eficiencia, precisión y velocidad de ejecución de una ANN implementada en hardware,
depende en gran parte de cómo fue descrita su función de activación, por lo que es impres-
cindible elegir el método que cumpla, en mayor medida, con los requerimientos planteados.
Cuando se está describiendo en hardware, uno de los aspectos más importantes a considerar
es el formato numérico que será empleado, es decir, seleccionar si la representación de los
datos será en punto fijo o punto flotante. Se ha demostrado que al emplear el formato de
punto flotante se obtiene una mayor precisión numérica, sin embargo, con la representación
de punto fijo se logra mayor eficiencia de recursos, por lo que su aplicación es de gran utili-
dad para sistemas embebidos con recursos limitados [18]. Las principales dificultades de la
descripción en punto fijo, es la presencia de la exponencial y la operación de división en la
función sigmoide. Los dos aspectos que más se consideran al aplicar una determinada técnica
son: la cantidad de recursos en hardware utilizados y la precisión numérica. Es importante
resaltar que cuando se persigue una alta eficiencia en cuanto a recursos lógicos, la precisión
numérica es sacrificada, mientras que, cuando se desea obtener la mayor precisión posible,
invariablemente es exigida una mayor cantidad de recursos. Debido a ello, en los trabajos
más recientes se han enfocado en la búsqueda de métodos numéricos para la descripción de
la función sigmoide, en donde se optimicen ambos aspectos y con ello, la implementación de
ANN en hardware sea cada vez más viable.

Dentro de las principales técnicas de aproximación se encuentra la implementación de
tablas de búsqueda (LUT), expansión de las series de Taylor, aproximación lineal por partes
(PWL, por sus siglas en inglés), entre otras. Cada una de estas técnicas presentan variaciones
que pueden mejorar o mermar el desempeño del sistema neuronal, por lo que es importante
elegir aquella que mejores resultados genere. En cuanto al desarrollo de series de Taylor, el
problema principal se centra en la necesidad de aplicar una gran cantidad de multiplicaciones,
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por lo que se ha descartado esta técnica en diversas ocasiones [18]. Los métodos que emplean
tablas de búsqueda consisten en calcular previamente un intervalo de valores de la función y
posteriormente almacenarlos en una LUT. Una forma de implementar este método es utilizar
una tabla de búsqueda por cada neurona, lo cual se ilustra en la Figura 3.6(a). Sin embargo,
esto usualmente se traduce en un gran consumo de recursos de hardware. Otra opción para
implementar este método, ilustrado en la Figura 3.6(b), es asignar una LUT a un grupo de
neuronas. Si los grupos se conforman por k neuronas, esta variación será k veces más lenta
que el primer método, debido a que el acceso a la LUT se realiza con una neurona a la vez.
En general, la implementación con LUT no es popular actualmente, debido a la cantidad de
recursos de almacenamiento requeridos para obtener una alta precisión.

(a) Primer método (b) Segundo método

Figura 3.6: Variaciones de la implementación de las tablas de búsqueda

Por otro lado, el método PWL ha sido ampliamente usado y actualmente es la técnica
predominante en cuanto a descripción de funciones en hardware. Este método consiste en
dividir en segmentos el intervalo de entrada y emplear una función lineal que aproxime
cada segmento. Esto ha presentado resultados satisfactorios, ya que brinda flexibilidad en
cuanto al intercambio de recursos y precisión, según el número de segmentos en los que se
divida la función. En [19] presentan un diseño conformado por tres bloques, en donde el
primer módulo utiliza PWL, el segundo emplea aproximación de series de Taylor y el tercero
integra los resultados de los módulos anteriores, con la aproximación de Newton-Raphson
(NRA, por sus siglas en inglés). En este trabajo realizan una comparación de los resultados
de su propuesta con los resultados obtenidos en otros trabajos, los cuales se muestran en la
Tabla 3.1 y la Tabla 3.2. Para mostrar sus resultados emplearon un PWL de 4 segmentos,
también llamado aproximación lineal por partes de una función no lineal (PLAN, por sus
siglas en inglés).
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Tabla 3.1: Comparación de la precisión de aproximación, empleando Eavg y Emax [19]

Referencia Emax Eavg Entrada Salida Tech.

Hajduk (McLaurin) [20] 1.192E-07 1.453E-08 32b FP 32b FP FPGA

Hajduk (Pade) [20] 1.192E-07 3.268E-09 32b FP 32b FP FPGA

Zaki et al. [21] 1.0E-02 N/A 32b FP 32b FP FPGA

Tiwari et al. [22] 4.77E-05 N/A 32b FXP 32b FXP FPGA

Tiwari et al. [22] 9.97E-11 N/A 64b FXP 64b FXP FPGA

Tsmots et al. (PWL) [18] 1.85E-02 5.87E-03 16b FXP 16b FXP FPGA

Wei et al. [23] 1.25E-02 4.2E-03 16b FXP 12b FXP FPGA

Sun et al. [24] 1.0E-03 5.3E-04 10b FXP 32b FXP ASIC

Qin et al. [25] 7.6E-03 1.6E-03 12b FXP 12b FXP ASIC

PLAN (16b/16b) [19] 1.89E-02 5.87E-03 16b FXP 16b FXP FPGA

PLAN (16b/8b) [19] 2.35E-02 6.64E-03 16b FXP 8b FXP FPGA

PLAN (8b/8b) [19] 2.54E-02 7.19E-03 8b FXP 8b FXP FPGA

NRA (16b/16b) [19] 5.72E-04 8.60E-05 16b FXP 16b FXP FPGA

NRA (16b/8b) [19] 8.21E-03 4.64E-03 16b FXP 8b FXP FPGA

NRA (8b/8b) [19] 1.83E-02 4.72E-03 8b FXP 8b FXP FPGA

Tabla 3.2: Comparación de recursos utilizados y desempeño en FPGA [19]

Referencia LUT FF DSP
Frec

(MHz)
Retardo
(ns)

Consumo
(mW)

Hajduk (McLaurin) [20] 1916 792 4 89.3 940.8 N/A

Hajduk (Pade) [20] 2624 1059 8 97.1 494.4 N/A

Zaki et al. [21] 363 566 2 358.166 N/A N/A

Tiwari et al. (32b) [22] 1388 597 22 N/A 2130 (Pos)
1590 (Neg)

N/A

Tiwari et al. (64b) [22] 1388 597 22 N/A 5830 (Pos)
4250 (Neg)

N/A

Wei et al. [23] 140 23 0 N/A 9.856 6

PLAN (16b/16b) [19] 235 153 0 200 30 9

PLAN (16b/8b) [19] 230 148 0 200 30 9

PLAN (8b/8b) [19] 99 114 0 200 30 5

NRA (16b/16b) [19] 351 325 6 200 85 26

NRA (16b/8b) [19] 340 309 6 200 85 24

NRA (8b/8b) [19] 142 159 5 200 55 19
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La Tabla 3.1 compara los resultados tomando en cuenta el error absoluto máximo (Emax)
y el error absoluto promedio (Eavg), los cuales son empleados como métricas para obtener la
precisión de aproximación de cada implementación. En esta misma tabla se especifica el for-
mato numérico de las entradas y salidas, además del dispositivo en el que fue implementado.
Por otro lado, la Tabla 3.2 compara la cantidad de recursos de hardware consumidos y el
desempeño de cada FPGA, en donde toman en cuenta elementos como las tablas de búsque-
da (LUT), flip-flops (FF) y bloques de procesamiento digital de señales (DSP, por sus siglas
en inglés), aśı como la frecuencia de operación, tiempos de ejecución y consumo energético
en cada FPGA. A partir de las tablas se destaca que las soluciones que emplean formatos
numéricos de punto flotante, son las que obtuvieron la mayor precisión de aproximación,
sin embargo, son las que más cantidad de recursos utilizaron, además de que usualmente
no es necesaria tal precisión en la práctica [19]. Otra observación es que el método de NRA
presenta mayor precisión conforme se incrementa el tamaño de los datos, mientras que in-
crementar el número de bits en el método PWL no mejora la precisión, ya que eso depende
principalmente de la selección del número de segmentos. A partir de estas observaciones se
concluye que un modelo que cuente con diferentes métodos de aproximación, permite tener
una alta flexibilidad de acuerdo a los requerimientos de la aplicación, ya que es posible ajus-
tar parámetros como el número de segmentos en PWL o incluir más términos en la expansión
de series de Taylor.



Caṕıtulo 4

Diseño preliminar

Una vez realizada la investigación preliminar mediante la revisión del Estado del Arte y
estudiados los fundamentos clave en el Marco Teórico, se cuenta con las herramientas para
comenzar con el proceso de diseño.

Un proceso o metodoloǵıa de diseño se basa en una serie de pasos sistematizados que
permiten llevar un control y visualizar con claridad las limitaciones, alcances y porcentaje
del progreso, por lo que es importante dedicar tiempo a su planeación y seguimiento. La
metodoloǵıa seleccionada para este trabajo, inspirada en la lectura [26], se estructura en las
siete etapas ilustradas en el esquema de bloques de la Figura 4.1.

Investigación
preliminar

Desarrollo del
concepto

Diseño a nivel de
sistema Diseño de detalle

Pruebas y
refinamientoImplementación final

Declaración de la
misión

1 2 3 4 5

67

Figura 4.1: Etapas de la metodoloǵıa de diseño propuesta

La primera etapa, correspondiente a la investigación preliminar, fue llevada a cabo en los
caṕıtulos previos, mientras que cada una de las etapas posteriores serán abordadas en lo que
resta del trabajo.

4.1. Declaración de la misión

El primer paso para concretar las especificaciones y con ello el concepto de este proyecto,
es presentar el propósito y metas del trabajo, lo cual se define formalmente como la declara-
ción de la misión. La misión surge a partir de la etapa de investigación preliminar, la cual
permite esclarecer los retos y oportunidades del área. La declaración de la misión se presenta
en la Tabla 4.1, dividiéndose en 3 rubros: descripción del tema, propuesta de valor y metas
clave.

27
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Tabla 4.1: Declaración de la misión

Descripción del sistema - FFNN reconfigurable en FPGA

Propuesta de valor

- Facilidad de reconfiguración

- Implementación de bajo costo

- Alta velocidad de procesamiento

Metas clave

- Implementar una FFNN en FPGA de recursos
lógicos limitados

- Probar el sistema con la base de datos de
imágenes de d́ıgitos escritos a mano

- Comparar el desempeño de la FFNN instru-
mentada en FPGA con la red programada en
Python

4.2. Desarrollo de concepto

El objetivo de esta etapa es definir las funcionalidades y caracteŕısticas del sistema, las
cuales es posible establecer a partir de una lista de necesidades y especificaciones objetivo,
presentadas a lo largo de esta sección.

4.2.1. Identificación de necesidades

Una vez planteada la misión, es posible generar una lista de necesidades, que resulta parte
imprescindible en la definición de las especificaciones objetivo y por lo tanto, en el proceso
de generación del concepto. Las necesidades que busca satisfacer este trabajo se enlistan en
la Tabla 4.2, en donde se evalúa numéricamente la relevancia de cada una, siendo el número
1 la mayor prioridad y 3 la menor prioridad.

Tabla 4.2: Lista de necesidades y su relevancia

Necesidades Relevancia

Bajo consumo de enerǵıa 1

Reconfigurable 1

Bajo costo 1

Escalable 3

Alta velocidad de procesamiento 1

Robusto 2

Alta precisión de clasificación 3
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4.2.2. Especificaciones objetivo

Cuando ya se han determinado las necesidades y sus prioridades, es pertinente traducir a
términos técnicos las cualidades a las que se aspiran, lo que permitirá establecer los alcances y
ĺımites del trabajo. Dichas cualidades son conocidas como especificaciones objetivo, las cuales
emplean métricas dirigidas al control del progreso y cumplimiento de los objetivos. Debido a
que el alcance de este trabajo se enfoca en instrumentar la FFNN previamente implementada
en Python, ya se cuenta con una serie de especificaciones que representan los parámetros
de dicha red, en donde se emplearán las técnicas de optimización pertinentes, para cumplir
con las especificaciones planteadas. Cada una de las métricas y su correspondiente valor se
presenta en la Tabla 4.3.

Tabla 4.3: Especificaciones objetivo

Métrica Unidad Valor

Tamaño de la imagen pixel 784

Tiempo de reconocimiento segundos  1

Precisión de clasificación % 89.92

Número de capas Num 3

Neuronas en la capa más grande Num 30

Funciones de activación Num 1

4.2.3. Definición del concepto

Una vez planteada la misión, necesidades y especificaciones objetivo del trabajo, en este
apartado se describirá detalladamente el concepto que se ha construido a partir de los crite-
rios mencionados.

Se propone un sistema de reconocimiento de imágenes de d́ıgitos escritos a mano, con-
formado por una FFNN instrumentada en un FPGA de recursos limitados, en donde se
emplean técnicas de optimización en hardware, con el objetivo de cumplir con las especi-
ficaciones planteadas. El entrenamiento se realiza de manera externa, para posteriormente
transmitir los parámetros de configuración y de entrenamiento al FPGA.

4.3. Diseño a nivel de sistema

En este trabajo se adoptó la técnica de diseño Top-Down [27], en donde se comienza por
definir el sistema desde el más alto nivel de abstracción, para posteriormente ahondar en
cada subsistema y sus caracteŕısticas. Este método fue seleccionado debido a que permite
la reutilización del diseño, además de facilitar la identificación de errores y minimizar los
tiempos de desarrollo.
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En general, la implementación de una FFNN puede dividirse en dos etapas, la de en-
trenamiento y la de clasificación. En la primera etapa se definen los parámetros, tal como
el número de capas, entradas, salidas y neuronas por capa. Posteriormente, se lleva a cabo
el entrenamiento de la red mediante el método del descenso del gradiente u otros algorit-
mos, con los cuales se calculan los pesos sinápticos y umbrales. La segunda etapa consiste
en probar el desempeño de la red neuronal con los pesos y umbrales calculados en la etapa
previa, realizando la clasificación de datos que no se hayan presentado antes a la red. Dicho
lo anterior, la representación más abstracta del sistema propuesto se encuentra dividida en
dos unidades, las cuales se ilustran con sus entradas y salidas en la Figura 4.2. La unidad
de la izquierda (entrenamiento) representa la primera etapa, ya que es la responsable tanto
de entrenar a la FFNN, es decir, calcular los pesos sinápticos y umbrales que serán usados
en la segunda etapa, aśı como de transmitir los parámetros necesarios a la unidad de clasifi-
cación. Por otro lado, el bloque de la derecha (clasificación) contiene a la FFNN, que recibe
la configuración y parámetros de entrenamiento, con los cuales realiza el reconocimiento de
nuevas imágenes. En las siguientes secciones se ahondará en cada una de estas unidades,
incrementando el nivel de detalle en la descripción de su funcionamiento y de los bloques
que las conforman.

Entrenamiento Clasificación Salidas

EntradasInterfaz de usuario

Figura 4.2: Representación del más alto nivel de abstracción del sistema

4.3.1. Unidad de entrenamiento

Esta unidad es responsable de generar los pesos sinápticos y umbrales a partir de los
datos de entrenamiento, para posteriormente transmitirlos a la unidad de clasificación. El
proceso que será llevado a cabo se resume en los 5 pasos mostrados en la Figura 4.3.

Proponer los
parámetros de

configuración de la
FFNN

Cargar datos de
entrenamiento

Realizar
entrenamiento

Transmitir parámetros
al sistema de
clasificación

Ingresar los
parámetros de

configuración de la
FFNN

1 2 3 4 5

Figura 4.3: Proceso que lleva a cabo la unidad de entrenamiento
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Para realizar este proceso, se propone la implementación de una interfaz gráfica de usuario
(GUI, por sus siglas en inglés), ya que esta permite ingresar los datos de entrenamiento
y parámetros de configuración de manera directa, además de que facilita la ejecución del
entrenamiento y de la transmisión de datos, empleando elementos interactivos. Cada paso
mostrado en la Figura 4.3 se describe con detalle a continuación:

1. Proponer los parámetros de configuración de la FFNN : el primer paso de
diseño es proponer los parámetros de la red neuronal, es decir, seleccionar el número
de capas, el número de neuronas en cada capa y la cantidad de entradas y salidas. Es
importante tomar en cuenta que la selección de los parámetros es un proceso emṕırico
y será necesario repetir este paso hasta obtener los resultados deseados.

2. Ingresar los parámetros de configuración de la FFNN a la GUI : la GUI
diseñada cuenta con campos de escritura, en donde se colocan los parámetros definidos
en el paso anterior.

3. Cargar datos de entrenamiento: en la misma GUI el usuario debe de ingresar un
archivo que contenga los datos con los cuales se entrenará a la FFNN.

4. Realizar entrenamiento: ya que se ingresaron los datos de entrenamiento y los
parámetros de configuración, en la GUI se habilitará la opción para entrenar la red, la
cual debe iniciarse por el usuario. Si no se han ingresado los parámetros y datos corres-
pondientes a los pasos anteriores, la GUI no activará esta opción de entrenamiento.

5. Transmitir parámetros a la unidad de clasificación : la GUI indica mediante
un cuadro de texto cuando ha finalizado el entrenamiento de la red, es decir, cuando
ya se terminaron de calcular los pesos y umbrales, permitiendo al usuario iniciar la
transmisión a la unidad de clasificación.

Las entradas y salidas de la unidad de entrenamiento se muestran en la Tabla 4.4.

Tabla 4.4: Entradas y salidas de la unidad de entrenamiento

Tipo Datos Descripción

Entradas
Parámetros de configuración

Número de capas, neuronas, entradas y
salidas

Datos de entrenamiento Vectores con los datos de entrenamiento

Salidas
Parámetros de configuración

Número de capas, neuronas, entradas y
salidas

Parámetros de entrenamiento
Pesos y umbrales calculados durante el
entrenamiento

4.3.2. Unidad de clasificación

La unidad de clasificación recibe directamente los parámetros calculados en la fase de
entrenamiento. El proceso llevado a cabo en esta etapa se ilustra en la Figura 4.4.
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Recepción de
parámetros de
configuración y
entrenamiento

Recepción de
entradas

Proceso de
clasificación Entrega de resultadosAlmacenamiento de

parámetros

1 2 3 4 5

Figura 4.4: Proceso que lleva a cabo la unidad de clasificación

Cada uno de estos pasos se describe con detalle a continuación:

1. Recepción de parámetros de configuración y entrenamiento: una vez calcu-
lados los pesos sinápticos y umbrales en la unidad de entrenamiento, son transmitidos
y recibidos por la unidad de clasificación, al igual que el número de capas, entradas,
salidas y neuronas por cada capa.

2. Almacenamiento de parámetros : tanto los parámetros de configuración como los
de entrenamiento, son almacenados en los registros y bloques de memoria correspon-
dientes.

3. Recepción de entradas : cuando todos los parámetros estén almacenados, la unidad
se encontrará lista para recibir las entradas provenientes del exterior, para aśı comenzar
con el proceso de clasificación.

4. Proceso de clasificación : con los parámetros y datos de entrada recibidos, se rea-
lizan los cálculos de las neuronas, hasta llegar a los resultados de la última capa.

5. Entrega de resultados : una vez que se ha concluido la clasificación es posible extraer
los datos finales, para posteriormente repetir el proceso desde el paso 3, en donde se
reciben nuevas entradas para comenzar con el siguiente proceso de clasificación.

Como parte de la metodoloǵıa de diseño, es necesario analizar la estructura y secuen-
cia de las operaciones desde una perspectiva de hardware, con el objetivo de plantear una
arquitectura que sea eficiente para llevar a cabo la FFNN. Por lo tanto, a continuación se
analizará paso a paso la suma de productos que realiza una neurona.

Las neuronas, siendo las unidades básicas que constituyen a las ANN, son responsables
de realizar la multiplicación de la matriz de pesos sinápticos B por el vector de entradas ~A,
los cuales se representan matemáticamente con las ecuaciones (4.1) y (4.2), respectivamente.
La matriz de pesos está conformada por N0+1 columnas y M0+1 renglones, mientras que el
vector de entradas contiene N0+1 elementos. En el Marco Teórico se demostró que es posible
incorporar a la suma de productos el umbral como !0, añadiendo al vector de entradas el
valor X = 1.
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~A =

0

BBBBBB@
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X1

X2
...

XN0
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CCCCCCA
(4.1)

B =
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!00 !10 ... !N00

!01 !11 ... !N01
...

...
. . .

...

!0M0 !1M0 ... !N0M0

1

CCCCA
(4.2)

En las ecuaciones (4.3) y (4.4) se lleva a cabo la multiplicación de B por ~A, obteniendo aśı
la suma de productos de las neuronas de una capa. Una vez calculadas se evalúa la función
de activación, con lo que se obtiene el resultado final Xi de una neurona (4.5).
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1
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Xi = f(Si) (4.5)

La multiplicación de una matriz B de tamaño MxN por el vector ~A de N elementos,
puede realizarse de dos formas [14]:

1. La primera forma consiste en multiplicar en paralelo todos los elementos del vector
~A, por todos los elementos del vector renglón ~Bi, el cual es obtenido de la matriz
de pesos sinápticos. Debido a que la matriz cuenta con N columnas, se requieren N
multiplicadores para que la suma de productos Si se calcule en un solo ciclo de reloj.
Por lo tanto, S0 se calcula en el primer ciclo, S1 en el segundo ciclo y aśı sucesivamente.
Esto significa que al contar con M neuronas en la capa, el proceso para obtener todos
los resultados toma M ciclos de reloj, lo cual se ilustra en la Figura 4.5.
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Suma de productos

A
Suma de productos Suma de productos

Ciclo de reloj 1 Ciclo de reloj 2 Ciclo de reloj M

S S S

N

Bi
N

A
N

Bi
N

A
N

Bi
N

Figura 4.5: Primer método para multiplicar B ~A

2. La segunda forma de llevar a cabo la operación, es multiplicar en paralelo un solo
elemento del vector de entradas ~A por cada elemento del vector columna ~Bj, igual-
mente obtenido de la matriz de pesos sinápticos. En esta opción se calcula solo una
suma parcial de cada una de las M neuronas de la capa, por lo que se requieren M
multiplicadores. Además, si se cuenta con N datos de entrada, se tomarán N ciclos
de reloj para completar las sumas parciales de todas las neuronas de la capa. En la
Figura 4.6 se ilustra este segundo método, en el cual a diferencia del primero, en donde
se tiene una sola neurona en cada ciclo de reloj, aqúı se cuenta con las M neuronas.
Una vez transcurridos los N ciclos de reloj, se obtienen las sumas parciales de todas
las neuronas.

Suma de productos 1

Ciclo de reloj 1

Suma de productos 2

Suma de productos M

Ciclo de reloj 2 Ciclo de reloj N

S

S

S

S

S

S

X0

w0,0

w0,1

w0,M-1

Suma de productos 1

Suma de productos 2

Suma de productos M

X1

w1,0

w1,1

w1,M-1

Suma de productos 1

Suma de productos 2

Suma de productos M

wN-1,0

wN-1,1

XN-1

wN-1,M-1

S

S

S

Figura 4.6: Segundo método para multiplicar B ~A
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A partir del análisis realizado anteriormente, es posible tomar en cuenta los siguientes
puntos sobre ambos métodos:

Primer método: requiere la multiplicación simultánea de diferentes valores, tanto de
~A como de ~Bi.

Segundo método: requiere la multiplicación simultánea de un argumento fijo de ~Ai,
por los diferentes elementos de ~Bj. Esto resulta ser una operación de tipo escalar por
vector, siendo el escalar una de las entradas.

Desde la perspectiva matemática ambas operaciones brindan los mismos resultados, sin
embargo, son diferentes desde la perspectiva de hardware. En el segundo método se con-
sumen menos recursos, debido a que se multiplica un escalar (un elemento del vector de
entradas) por un vector, mientras que en el primer método es necesario acceder a más de
un elemento a la vez del vector de entradas, por lo que se ocupa mayor cantidad de ĺıneas
de datos. Además, esto permite que el vector de entradas ~A sea alimentado al sistema de
manera serial, en vez de cargar todos los elementos al mismo tiempo. Por lo tanto, el segun-
do método es la opción seleccionada para llevar a cabo la suma de productos de cada neurona.

Debido a que la segunda opción permite recibir las entradas de forma serial, cada neurona
debe de contar con un módulo de multiplicación y acumulación (MAC). Partiendo de esto,
es posible definir un diagrama de bloques que represente la arquitectura de la FFNN descrita
en el FPGA, la cual se ilustra en la Figura 4.7.

Bloque de control
(Máquina de

Estados)

Bloques de multiplicación y
acumulación (MAC)

Registros de salida

Función de Activación

Selector de entradas

Receptor de
parámetros de
entrenamiento,
configuración y

entradas

Neuronas

Figura 4.7: Diagrama de bloques de la unidad de clasificación
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Receptor de parámetros de entrenamiento, configuración y entradas : este
bloque se encarga de recibir los parámetros de entrenamiento y de configuración, pro-
venientes de la unidad de entrenamiento, aśı como los datos de entrada que lleguen
del exterior. A su vez, carga los parámetros de configuración y entrenamiento en los
elementos de almacenamiento correspondientes.

Selector de entradas : este bloque define las entradas que serán procesadas por las
neuronas. Cuando se trata de la primera capa, entonces selecciona las entradas que
provienen del exterior, mientras que para las demás capas, las neuronas reciben los
resultados de la capa anterior.

Multiplicación y acumulación (MAC): este bloque realiza la multiplicación de
la matriz de pesos por el vector de entradas, obteniendo aśı la suma de productos.

Registros de salida : son los registros que almacenan las sumas de productos de cada
neurona y posteriormente los transfieren al bloque de la función de activación.

Función de activación : este bloque recibe la suma de productos de los bloques
MAC por medio de los registros de salida, para posteriormente calcular el resultado de
la función sigmoide. Este dato se retroalimenta al bloque selector de entradas para ser
procesado por las neuronas de la siguiente capa.

Bloque de control : es el bloque encargado de generar las señales de control de la
unidad, correspondientes a las ĺıneas de selección de los multiplexores, escritura a
registros y lectura de memorias.

Neuronas : las neuronas corresponden al conjunto de los bloques MAC, los registros
de salida y la función de activación.

Las entradas y salidas de la unidad de clasificación se muestran en la Tabla 4.5.

Tabla 4.5: Entradas y salidas de la unidad de clasificación

Tipo Datos Descripción

Entradas

Parámetros de configuración
Número de capas, neuronas, entradas y
salidas

Parámetros de entrenamiento
Pesos y umbrales calculados en el entre-
namiento

Datos de entrada Vector de datos provenientes del exterior

Salidas Resultados de la FFNN Resultados de la última capa



Caṕıtulo 5

Diseño de detalle

En el caṕıtulo anterior se presentó un diagrama de bloques con dos unidades, la de entre-
namiento y la de clasificación, lo cual representa el más alto nivel de abstracción del sistema.
Siguiendo la metodoloǵıa Top-Down, en este caṕıtulo es necesario detallar la tecnoloǵıa y
las técnicas que serán empleadas para llevar a la realidad lo propuesto.

5.1. Unidad de entrenamiento

Como se ha mencionado anteriormente, el entrenamiento de la red es un proceso exigente
en cuanto a recursos, tiempo y consumo energético, además de que nuestro interés principal
es optimizar el desempeño de la unidad de clasificación. Por lo tanto, se propone implementar
la GUI en una CPU de propósito general, para llevar a cabo el entrenamiento de la red. La
FFNN fue desarrollada mediante el lenguaje de programación Python, empleando un formato
numérico de punto flotante de 32 bits. En la Figura 5.1 se presenta la GUI también generada
con Python, en la cual se muestran cada uno de los elementos que permiten ingresar los
parámetros de configuración, los datos de entrenamiento y los botones encargados de iniciar
el entrenamiento y la transmisión de datos.

1

2

3

4

5

6

7

Figura 5.1: Interfaz gráfica de usuario implementada en Python

37
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Cada uno de los elementos se describen a continuación:

1. Cuadro de texto para ingresar el número de entradas.

2. Cuadro de texto para ingresar el número de neuronas de la capa 1.

3. Cuadro de texto para ingresar el número de neuronas de la capa 2.

4. Cuadro de texto para ingresar el número de neuronas de la capa 3.

5. Cuadro de texto para ingresar los datos de entrenamiento.

6. Botón para iniciar el entrenamiento.

7. Botón para transmitir los parámetros de entrenamiento y configuración al FPGA.

5.2. Unidad de clasificación

En esta sección se continúa con el planteamiento del diseño, detallando el funcionamiento,
construcción y conexiones de los múltiples bloques que conforman la FFNN mostrada en la
Figura 4.7. El diseño se enfoca en llevar a cabo las tareas de clasificación de manera exitosa,
priorizando el cumplimiento de las especificaciones y necesidades planteadas, mediante la
implementación de técnicas de optimización en hardware, las cuales se describen a lo largo
de esta sección.

El objetivo de este trabajo es implementar en FPGA una FFNN, con los mismos paráme-
tros que la red programada y probada previamente en Python, es decir, debe de contar con
el mismo número de capas, número de neuronas por capa, número de entradas, número de
salidas y misma función de activación. En la Tabla 5.1 se resumen las caracteŕısticas de la
FFNN implementada en Python y también en el FPGA, mientras que en la Figura 5.2 se
ilustra el esquema de la red.

Tabla 5.1: Parámetros de la FFNN

Parámetro Valor

Número de neuronas de la capa de entrada (número de entradas) 784

Número de neuronas de la capa oculta 30

Número de neuronas de la capa de salida (número de salidas) 10

Función de activación Sigmoide
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Figura 5.2: Arquitectura de la FFNN implementada

5.2.1. Selección del dispositivo FPGA

Para implementar la unidad de clasificación se propone la descripción de la FFNN en el
FPGA EP4CE6F17C8 de Altera, perteneciente a la familia Cyclone IV. Este dispositivo fue
seleccionado por diversos factores, dentro de los cuales se encuentra su amplia disponibilidad
en el mercado, bajo costo y bajo consumo energético. Además, la razón principal por la
cual fue seleccionado este dispositivo, es que es uno de los modelos de bajo consumo con
menor cantidad de elementos lógicos, lo cual representa un reto para la descripción de redes
neuronales. Debido a esto, la instrumentación exitosa de la FFNN permitirá asegurar que
podrá ser implementada en una amplia gama de FPGA. En la Tabla 5.2 se resumen las
especificaciones del FPGA seleccionado, en donde se observa que cuenta con la cantidad
adecuada de multiplicadores, para implementar el número de neuronas en la capa más grande
de la FFNN que se desea instrumentar.

Tabla 5.2: Especificaciones del FPGA EP4CE6F17C8

Parámetro Valor

Elementos lógicos (LE) 6272

Memoria embebida (Kbits) 270

Multiplicadores de 9x9 embebidos 30

PLL 2

Voltaje de Kernel (V) 1.2

Temperatura de trabajo (�C) 0 - 85
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5.2.2. Selección del formato numérico

Es pertinente resaltar la importancia sobre el formato numérico y su impacto en la
descripción en hardware, no únicamente por la precisión numérica, sino también porque de-
termina la complejidad del sistema y los recursos lógicos consumidos. En el Estado del Arte
se demostró que con el formato de punto flotante se obtiene una mayor precisión numérica,
sin embargo, con la representación de punto fijo se logra mayor eficiencia de recursos, por lo
que su aplicación es de gran utilidad para sistemas embebidos con recursos limitados.

Debido a que la prioridad de este trabajo es el ahorro de los recursos disponibles, se
decide emplear un formato numérico de punto fijo de 8 bits Q7, cuya estructura se ilustra en
la Figura 5.3.

1 bit 7 bits

8 bits

signo fracción

Figura 5.3: Formato numérico de 8 bits Q7

Se decide trabajar con un sistema numérico signado, por lo que los números negativos son
representados con su complemento a 2. Tal como se muestra en la Figura 5.3, se cuenta con
1 bit de signo y 7 bits que conforman la porción fraccionaria del dato. Los pesos sinápticos,
umbrales y entradas emplean este formato, por lo que su rango es de �1 < x < 1.

Es importante considerar que durante la suma de productos, es posible obtener resultados
que superen el rango delimitado por el formato de 8 bits Q7, por lo que es necesario emplear
un formato numérico adicional. Los datos que ingresan al bloque de multiplicación (pesos,
umbrales y entradas), serán de 8 bits Q7, sin embargo, una vez que han sido multiplicados
el resultado será de 12 bits Q8. Este formato se representa mediante la Figura 5.4.

1 bit 8 bits

12 bits

signo fracción

3 bits

entero

Figura 5.4: Formato numérico de 12 bits Q8

Se ha decidido emplear este formato debido a que 3 bits son suficientes para representar
los valores obtenidos después de la suma de productos. Como se verá más adelante, cuando el
dato de entrada de la sigmoide es mayor o igual a 5, la salida de la función es 1. Por lo tanto,
aunque se presente una condición de overflow durante la suma de productos, esto puede
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aprovecharse para asignar directamente el número 1 como respuesta de la función sigmoide.
Por este motivo 3 bits son suficientes para representar la parte entera de los datos, lo cual
genera un ahorro de recursos.

5.2.3. Receptor de parámetros de entrenamiento, configuración y
entradas

Este bloque permite la conexión entre la unidad de entrenamiento y la unidad de clasifi-
cación, ilustrada en la Figura 5.5, la cual se realiza a través del protocolo de comunicación
UART. Por parte de la unidad de entrenamiento se emplea el puerto USB de la computadora,
al cual se tiene acceso mediante el mismo código de Python. En la unidad de clasificación,
dentro del FPGA, se implementó un módulo de interfaz UART que recibe los parámetros
de entrenamiento y configuración, además de las entradas de la red cuando el sistema se
encuentra listo para clasificar.

UART
Python 

Entrenamiento Clasificación

Puerto 
USB

Figura 5.5: Conexión entre la unidad de entrenamiento y la unidad de clasificación

5.2.4. Selector de entradas

Este selector es el elemento encargado de alimentar a las neuronas con los datos de entra-
da correspondientes, los cuales dependen de la capa que esté por ejecutarse. Las entradas de
las neuronas serán los datos provenientes del exterior, únicamente cuando se van a efectuar
los cálculos de la primera capa. Por otro lado, cuando se ejecuten las capas posteriores, se
seleccionarán como datos de entrada las respuestas de la capa anterior, los cuales provienen
del bloque de la función de activación. Este selector se describe en hardware como un multi-
plexor, el cual cuenta con dos entradas, una salida y una ĺınea de selección. En la Figura 5.6
se indica su conexión con los demás bloques de la red, mientras que en la Figura 5.7 se
muestra el nombre y tamaño en bits de las señales.
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Figura 5.6: Diagrama de bloques del selector de entradas
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Figura 5.7: Diseño de detalle del selector de entradas

5.2.5. Multiplicación y acumulación (MAC)

Uno de los elementos que componen a las neuronas son los bloques MAC. Del análisis
realizado en la sección 4.3.2, se definió que cada neurona de la capa realiza una multiplicación
y una suma en un ciclo de reloj. Para llevar este método a cabo, se proponen los siguientes
elementos: un bloque de memoria de acceso aleatorio (BRAM, por sus siglas en inglés), un
multiplicador, un sumador y un registro acumulador. En la Figura 5.8 se ilustra el proceso de
multiplicación y acumulación, además de su interacción con los demás bloques de la unidad.
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Figura 5.8: Diagrama de bloques del proceso de multiplicación y acumulación

BRAM

Tal como se observó en la Figura 3.2 y la Figura 3.3 del Estado del Arte, existe un gran
consumo de enerǵıa durante el acceso a memorias como las SRAM o DRAM, además de
que se requiere hardware adicional para establecer comunicación con ellas. Por lo tanto, en
este diseño se decide aprovechar los recursos del FPGA, almacenando los pesos sinápticos
y umbrales en su memoria embebida. Es importante recordar que uno de los métodos de
optimización empleados, es reutilizar las neuronas descritas para cada capa, por lo que un
mismo BRAM puede contener los pesos y umbrales de más de una capa.

Multiplicador, sumador y acumulador

El multiplicador realiza el producto de los pesos y las entradas, recibiéndolos del BRAM
y del selector de entradas, respectivamente. Dicho producto se suma sucesivamente con el
valor almacenado en el acumulador, hasta obtener el resultado final.

La multiplicación es una operación que ha demostrado ser demandante en cuanto a re-
cursos y enerǵıa, lo cual puede limitar la capacidad de la red neuronal implementada. Sin
embargo, en la tabla de especificaciones del FPGA seleccionado, observamos que el dis-
positivo cuenta con 30 multiplicadores embebidos de 9 bits, los cuales ofrecen la opción de
configurar el tamaño de los datos que serán multiplicados. La ventaja de estos multiplicadores
es que pueden utilizarse sin consumir de los 6272 elementos lógicos disponibles en el FPGA.
Debido a que los pesos y entradas son de 8 bits, el número de multiplicadores disponibles nos
permite generar 30 neuronas con estos elementos. Emplear los multiplicadores embebidos re-
presenta una gran opción para el ahorro de recursos en FPGA de elementos lógicos limitados.



CAPÍTULO 5. DISEÑO DE DETALLE 44

En la Figura 5.9 se muestra con detalle la estructura de un bloque MAC, que cuenta con
un BRAM, un multiplicador embebido configurado para recibir datos de 8 bits, un sumador
de 12 bits y un acumulador de 12 bits, el cual es un registro conformado por 12 flip-flop D
(Figura 5.10).
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Figura 5.9: Diseño de detalle de los bloques MAC
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Figura 5.10: Estructura de un registro de 12 bits

5.2.6. Registros de salida

La estructura de los registros que almacenan las salidas de los bloques MAC, juegan un
papel sumamente importante en cuanto a la arquitectura de la FFNN. Como se demostró
anteriormente, la metodoloǵıa seleccionada para la multiplicación de la matriz de pesos y el
vector de entradas, implica que las neuronas de una capa reciben los datos de entrada de
forma serial. Esto aplica para los datos provenientes del exterior, aśı como para los resul-
tados de una capa anterior. Por lo tanto, los registros de salida deben de contar con una
opción de corrimiento, la cual permita ingresar serialmente los datos a la función sigmoide y
posteriormente a la siguiente capa. En la Figura 5.11 se muestran los registros de salida y sus
conexiones con los demás bloques, mientras que en la Figura 5.12 se ilustra su arquitectura
interna, además del nombre y tamaño de las señales.
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Figura 5.11: Diagrama de bloques de los registros de salida
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Figura 5.12: Diseño de detalle de los registros de salida

Los registros de salida reciben en paralelo los resultados de los bloques MAC, para poste-
riormente recorrer los datos de izquierda a derecha. Cuando comienza el desplazamiento, el
dato almacenado en el registro de salida 0, será el primero en ingresar al bloque de la función
sigmoide por medio de la señal Sig Input. El desplazamiento continúa, hasta que se hayan
procesado las sumas ponderadas de todas las neuronas. Para llevar esto a cabo, se conecta
un multiplexor en la entrada de cada registro y el dato que será cargado, depende del valor
de la ĺınea de selección SelRegister, la cual proviene del bloque de control.

En la Tabla 5.3 se muestra el valor de SelRegister y el dato que será almacenado en los
registros de salida. La tabla nos indica que cuando la ĺınea de selección sea 0, se les cargará
el dato del registro que se encuentra a su izquierda, funcionando como un corrimiento a la
derecha. En el caso en donde la ĺınea de selección es 1, se les cargará el valor del bloque
MAC correspondiente.

5.2.7. Función de activación

Debido a que desde un inicio se definió el procesamiento serial de las entradas, los resul-
tados de las neuronas de una capa pueden procesarse una a una, a través del bloque de la
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Tabla 5.3: Entrada de los registros de salida según SelRegister

SelRegister Entrada del registro Nombre de la señal

0 Valor del registro anterior Q

1 Valor del acumulador MAC Output

función de activación. El implementar un solo bloque de la función de activación, en vez de
uno por neurona, representa un ahorro de recursos considerable. La función de activación se-
leccionada para este trabajo es la función sigmoide, debido a las diversas ventajas que ofrece
para el entrenamiento y prueba de las ANN, las cuales se explicaron en el Marco Teórico.

De los métodos estudiados en el Estado del Arte, se demostró que la aproximación lineal
por partes es una de las opciones que mejores resultados ha brindado en cuanto a flexibilidad,
ya que ajustando los segmentos es como se puede realizar un intercambio entre precisión y uso
de recursos. El número de segmentos implementados depende de las prioridades planteadas
para la aplicación objetivo, ya que existen ocasiones en donde se requiere una alta precisión
y se cuenta con dispositivos de gran capacidad, lo que permite implementar mayor cantidad
de segmentos. Por otro lado, existen casos en donde se busca el mayor ahorro de recursos y la
misma aplicación permite la disminución de precisión sin afectar el rendimiento del sistema.
En este trabajo se plantea el segundo caso, por lo que se selecciona la aproximación de 4
segmentos debido a que su implementación ha demostrado un ahorro sustancial de recursos
y una precisión suficiente para obtener los resultados deseados. En la ecuación (5.1) se define
la función sigmoide mediante la aproximación de 4 segmentos.

�(x) =

8
>>><

>>>:

1 5.0  x

0.03125x+ 0.84375 2.375  x < 5.0

0.125x+ 0.625 1.0  x < 2.375

0.25x+ 0.5 0  x < 1.0

(5.1)

Seleccionando cuidadosamente los cortes entre cada uno de los segmentos, es posible
obtener expresiones que sean eficientes en hardware. En (5.2) se muestra que las multiplica-
ciones en la ecuación (5.1) se pueden reemplazar por operaciones de corrimiento de n bits,
dependiendo del valor de x.

�(x) =

8
>>><

>>>:

1 5.0  x

(x � 5) + 0.84375 2.375  x < 5.0

(x � 3) + 0.625 1.0  x < 2.375

(x � 2) + 0.5 0  x < 1.0

(5.2)
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Mediante las ecuaciones previas, es posible observar que los segmentos aplican únicamente
para valores positivos de x. Esto es debido a que la función sigmoide es simétrica cruzando
el origen, por lo que el valor de la función para x < 0 se obtiene mediante la ecuación (5.3).

�(x) = 1� �(�x) (5.3)

En la Figura 5.13 se ilustra el diagrama de bloques con las entradas, salidas y conexiones
de la función de activación con los demás bloques.

Comparador

M
ultiplexor

Registros de
salida

Selector de
entradas

Región 1

Región 2

Región 3

Región 4

|x|

Figura 5.13: Diagrama de bloques de la función de activación

El dato que procesa el bloque de la función de activación, es la suma de productos que
contiene el registro de salida menos significativo. A continuación, se describen cada uno de los
bloques necesarios para llevar a cabo la implementación de la función de activación sigmoide.

Valor absoluto

Como se explicó con anterioridad, la función de activación sigmoide es simétrica cruzando
el origen, por lo que independientemente de si el valor de x es positivo o negativo, se emplea
la aproximación mostrada en la ecuación (5.2). Por lo tanto, el primer paso es obtener el
valor absoluto de x mediante el bloque mostrado en la Figura 5.14.
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Figura 5.14: Diseño de detalle del bloque de valor absoluto

Este bloque calcula el complemento a 2 de x invirtiendo sus bits y posteriormente incre-
mentándole uno, mediante un sumador de 12 bits. Cuando el bit más significativo (MSB,
por sus siglas en inglés) de x es igual a 1, indica que el dato es negativo. Esto se aprovecha
como ĺınea de selección para el multiplexor de salida, ya que si el MSB equivale a 1, entonces
la salida del bloque es el complemento a 2 (X neg). Por otro lado, cuando el MSB es igual
a 0, indica que x es positivo y pasa directamente a la salida. En la Tabla 5.4 se muestra la
salida del multiplexor por cada valor de la ĺınea de selección.

Tabla 5.4: Salida del multiplexor según X MSB

X MSB Salida del multiplexor Nombre de la señal

0 Directamente x x

1 El complemento a 2 de x X neg

Comparador

Este bloque se encarga de generar las ĺıneas de selección del multiplexor que determina
la región a la que pertenece x. La comparación se realiza mediante 3 sumadores, en donde
se resta x con los ĺımites de las regiones. En la Tabla 5.5 se muestran 3 representaciones dis-
tintas de estas constantes en 12 bits Q8, las cuales son el valor en decimal, en hexadecimal
y el complemento a 2 en hexadecimal, siendo esta última representación la que se utilizará
para realizar las restas. Cada uno de estos valores en complemento a 2 se encuentran alma-
cenados como constantes en el FPGA. El bloque diseñado como comparador se muestra en
la Figura 5.15.
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Tabla 5.5: Ĺımites de las regiones

Decimal Hexa Q8 C2 Hexa Q8

5.0 500 B00

2.375 260 DA0

1.0 100 F00
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Figura 5.15: Diseño de detalle del comparador

El resultado de las restas puede ser positivo, negativo o cero, dependiendo de si x es
mayor, menor o igual a la constante, respectivamente. Por lo tanto, el bit más significativo
de cada resultado R0, R1 y R2, sirve para determinar la región a la que pertenece x. Se
realizó la tabla de verdad mostrada en la Figura 5.16, la cual recibe como datos de entrada
los bits más significativos de cada resultado y las salidas son SelReg(0) y SelReg(1). En este
caso se emplean 2 bits como ĺıneas de selección, ya que se debe de elegir entre cuatro regiones.

R2 R1 R0

0 0 0

0 0 1

0 1 0

0 1 1

1 0 0

1 0 1

1 1 0

1 1 1

0

*
*
*

0

*
*
*

0 1

* *
1 0

1 1

SelReg(1) SelReg(0)

Figura 5.16: Tabla de verdad de las ĺıneas de selección SelReg
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Resolviendo la tabla de verdad se obtiene la lógica combinacional, mostrada en la Figu-
ra 5.17, que genera las señales SelReg(1) y SelReg(0) del multiplexor.

R2_MSB

R1_MSB

R0_MSB

    SelReg(1)

    SelReg(0)

Figura 5.17: Circuito combinacional de las señales SelReg(1) y SelReg(0)

En la Tabla 5.6 se muestra la región seleccionada y la operación realizada, dependiendo
del valor que adquiera la señal SelReg.

Tabla 5.6: Región seleccionada según SelReg

SelReg Región seleccionada

0 0 Región 1 1

0 1 Región 2 (x � 5) + 0.84375

1 0 Región 3 (x � 3) + 0.625

1 1 Región 4 (x � 2) + 0.5

Cálculo de regiones

En las regiones 2, 3 y 4 se realiza un procedimiento similar, diferenciándose únicamente
por el número de bits recorridos y la constante que se suma. Para llevar a cabo estas operacio-
nes, primeramente se cuenta con un registro de corrimiento implementado con multiplexores,
el cual se muestra en la Figura 5.18. Para los multiplexores de este registro también se em-
plean las señales de selección SelReg(1) y SelReg(0). En la Tabla 5.7 se muestra el valor
resultante en el registro, dependiendo del valor de estas dos ĺıneas de selección.
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Figura 5.18: Diseño de detalle del registro de corrimiento
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Tabla 5.7: Valor de corrimiento según SelReg

SelReg Valor que se carga al registro

0 0 1

0 1 x � 5

1 0 x � 3

1 1 x � 2

La estructura planteada con multiplexores permite que el corrimiento de x se realice en
un solo ciclo de reloj, independientemente de la región. Esto es debido a que el multiplexor
carga directamente el bit correspondiente, dependiendo de la región identificada. Es impor-
tante notar que para la primera región el valor de la sigmoide es directamente 1, por lo que el
multiplexor cargará este valor con el formato numérico de 12 bits en Q8, el cual se representa
en hexadecimal como 0x100.

Una vez que se ha realizado el corrimiento, se suma la constante correspondiente a cada
región, las cuales se muestran en la Tabla 5.8. La selección de esta constante se lleva a cabo
mediante un multiplexor que tiene como ĺıneas de selección a SelReg(1) y SelReg(0). Al igual
que sucede con los ĺımites de cada región, estos valores se almacenan como constantes en el
FPGA.

Tabla 5.8: Constantes sumadas según SelReg

SelReg Valor sumado

0 0 0

0 1 0.84375

1 0 0.625

1 1 0.5

En la Figura 5.19 se muestra el bloque que lleva a cabo la operación de adición con
la constante seleccionada. Para el caso de las regiones 2, 3 y 4 se suman sus constantes
correspondientes, sin embargo, para la región 1 se suma con cero para pasar directamente el
0x100 a la salida.
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Figura 5.19: Diseño de detalle del sumador de constantes

Selección de la salida

Por último, se mencionó que cuando el valor de x es positivo, la salida es directamente
el resultado de la región. Por otro lado, si x resultó ser negativo se lleva a cabo la operación
mostrada en la ecuación (5.3). Para realizar esta resta es necesario calcular el complemento
a 2 de ResReg, para posteriormente restarle a 1 dicho valor. Esto puede realizarse en un solo
paso mediante la máquina mostrada en la Figura 5.20.
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Figura 5.20: Diseño de detalle del selector de salida

El valor 0x101 es para que se realice el complemento a 2 y se reste con 1, en una sola
operación del sumador. La ĺınea de selección del multiplexor de salida es el bit más signifi-
cativo de x, ya que si es igual a 1 significa que es negativo y el resultado de la sigmoide debe
ser 1� �(x), lo cual corresponde a R SigmoidN.



CAPÍTULO 5. DISEÑO DE DETALLE 53

5.2.8. Bloque de control

Una vez detallados cada uno de los elementos que conforman la FFNN, es posible diseñar
el bloque de control, el cual determina el funcionamiento de los demás bloques, la interacción
entre ellos y la sincronización de los procesos. El diseño de detalle del bloque de control se
ilustra en la Figura 5.21, en donde se muestran las conexiones de cada uno de los elementos
que lo conforman, aśı como las señales de control generadas.
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BRAM29_add10
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Figura 5.21: Diseño de detalle del bloque de control

La función de cada uno de los elementos y señales de control, se explica con detalle a
continuación.

Contador principal

El elemento base del bloque de control es el contador principal de 10 bits mostrado en la
Figura 5.21, el cual indica el estado actual del sistema. Dicho contador se reinicia en cada
capa con ayuda de la señal de control SelRegister, por lo que es necesaria la implementación de
un comparador. En este trabajo se pretende probar el desempeño de la FFNN con imágenes
conformadas por un total de 784 ṕıxeles, siendo esta la razón por la que se generó un contador
de 10 bits.

Bus de dirección de los BRAM

En la Figura 5.21 se observa que en total se cuenta con 30 contadores, los cuales se
enumeran desde contador dir 0, hasta contador dir 29. Estos corresponden al bus de
dirección de los BRAM, que contienen los pesos y umbrales de cada uno de los bloques
MAC.
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Memoria de configuración

La memoria de configuración almacena el número de entradas, número de neuronas en
cada capa y el número de salidas. Debido a que en este caso la red neuronal que será
implementada tiene 784 datos de entrada y este valor debe almacenarse en la memoria, cada
localidad contiene datos de 10 bits. El número de localidades en la memoria de configuración
depende del número de capas máximas que se deseaŕıa implementar. En este caso se empleó
un bus de dirección de 5 bits para tener hasta 32 datos de configuración, lo que permitirá
probar diversas FFNN con diferente número de capas y neuronas. El bus de dirección de la
memoria de configuración es un contador de 5 bits, el cual debe de aumentar en uno su valor,
cada vez que se pasa a otra capa. Esto nos indica que el contador requiere de una ĺınea de
habilitación, correspondiente a EqConfig, la cual solo debe permitir que el contador aumente
en uno cuando se pase a la siguiente capa.

Comparador

Es importante recordar que cada entrada se procesa en 1 ciclo de reloj, obteniendo aśı los
resultados de cada capa en N ciclos, siendo N el número de entradas. Debido a que el número
de entradas y neuronas por capa se encuentran almacenados en la memoria de configuración,
se debe comparar constantemente el valor de la memoria de configuración, con el valor del
contador principal. Cuando el valor del contador sea igual al número de entradas de esa
capa, entonces se activan todas las señales que preparan los registros para la siguiente capa.
La ĺınea de control generada por el comparador es EqConfig.

Ĺınea de control del selector de entradas

El multiplexor de entradas igualmente necesita una señal de control que permita selec-
cionar entre las entradas externas y las respuestas de la capa anterior. Para ello se añade
una operación or con los 5 bits del contador, ilustrado en la Figura 5.21, el cual funciona
como bus de dirección de la memoria de configuración. Cuando el valor del contador es cero,
significa que nos encontramos en la primera capa y los datos de entrada provienen del exte-
rior, por lo que la salida de la operación or será Sel Input=0 y el multiplexor ingresará los
datos externos. Para todas las demás capas el valor del contador es diferente de cero, por lo
que la operación or generará la señal Sel Input=1 y aśı las entradas serán los resultados de
la capa anterior.

Ĺınea de control de los registros de salida

Recordando el funcionamiento de los registros de salida, estos reciben a través de un
multiplexor el valor que se les cargará, ya sea el dato del acumulador de su bloque MAC
correspondiente o del registro previo para realizar el corrimiento de los datos. Como se vio
en la Tabla 5.3, se debe de cargar el valor del acumulador cuando SelRegister valga 1, por lo
que la ĺınea de selección puede ser un ciclo de reloj después de que se ha cumplido EqConfig.
Para ello se decidió emplear un flip-flop D, como el que se muestra en la Figura 5.22.
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Figura 5.22: Generación de la señal SelRegister



Caṕıtulo 6

Implementación

6.1. Implementación en Quartus y RTL viewer

Una vez detallada la funcionalidad, elementos y conexiones de cada bloque del diseño
planteado, es posible presentar cómo fue llevada a cabo la FFNN en el FPGA seleccionado.
La implementación del sistema fue por medio del entorno de desarrollo integrado (IDE,
por sus siglas en inglés) de Intel, Quartus Prime y empleando el lenguaje de descripción de
hardware VHSIC (VHDL, por sus siglas en inglés). El entorno de Quartus cuenta con diversas
herramientas, dentro de las cuales se encuentra un visualizador del hardware sintetizado a
nivel de transferencia de registro (RTL, por sus siglas en inglés). Esta herramienta, nombrada
RTL viewer, permite observar con diversos niveles de abstracción los bloques del sistema.
En la Figura 6.1 se muestra el bloque de control, con sus entradas y salidas.

Figura 6.1: Bloque de control en RTL viewer
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Dentro de la misma herramienta es posible expandir el bloque y mostrar cada uno de los
elementos y conexiones internas del bloque de control, tal como se observa en la Figura 6.2.

Figura 6.2: Estructura interna del bloque de control en RTL viewer

De igual forma, es posible visualizar en la Figura 6.3 los BRAM que almacenan los pesos y
umbrales, los bloques que contienen a los multiplicadores y sumadores, aśı como sus registros
de salida.

Figura 6.3: Bloques MAC y registros de salida en RTL viewer
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A su vez, la estructura interna de los bloques MAC se observa en la Figura 6.4, en
donde se incluyen los elementos principales como el multiplicador, el sumador y el registro
acumulador. También es importante notar la lógica combinacional generada, encargada de
cargar al acumulador el umbral de la neurona.

Figura 6.4: Estructura interna del bloque MAC en RTL viewer

Estos bloques se repiten para cada una de las 30 neuronas descritas, por lo que se considera
suficiente mostrar la estructura de una de ellas. En la Figura 6.5 se encuentra la estructura
de la función sigmoide implementada, la cual también incluye cada uno de los elementos
descritos en el diseño de detalle.

Figura 6.5: Estructura interna de la función sigmoide en RTL viewer

Otro de los elementos, mostrado en la Figura 6.6, es el bloque encargado de identificar
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el valor de salida de mayor magnitud, lo cual define la clase a la que pertenece el vector de
entrada.

Figura 6.6: Estructura interna del bloque selector en la salida en RTL viewer

Por cuestiones de visualización en la tarjeta, se añadió un bloque, mostrado en la Figu-
ra 6.7, el cual permite observar directamente el resultado que arrojó la FFNN. Este bloque
consiste en un decodificador BCD a 7 segmentos, por lo que el número clasificado se mostrará
en uno de los módulos de 7 segmentos que posee la tarjeta de desarrollo.

Figura 6.7: Decodificador BCD a 7 segmentos en RTL viewer
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6.2. Implementación en el FPGA

La tarjeta de desarrollo en la cual se probó el desempeño de la FFNN y la asignación de
pines correspondiente, se muestran en la Figura 6.8 y la Figura 6.9, respectivamente.

Figura 6.8: Tarjeta de desarrollo empleada

Figura 6.9: Pines asignados en la ventana de Pin Planner
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En la Tabla 6.1 se muestran los pines de entrada y de salida, con su respectiva función.

Tabla 6.1: Asignación de pines

Tipo PIN Descripción

Entradas
PIN E1 reloj de 50MHz

PIN T14 recibe entradas, pesos, umbrales y configuración

Salidas

PIN M11 habilitador del 7 segmentos

PIN N15 enciende segmento a

PIN N12 enciende segmento b

PIN P15 enciende segmento c

PIN T15 enciende segmento d

PIN P16 enciende segmento e

PIN N16 enciende segmento f

PIN R14 enciende segmento g
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Pruebas y resultados

La FFNN desarrollada fue sometida a pruebas de desempeño, tanto en simulación co-
mo implementada directamente en el FPGA. Como se mencionó desde la introducción, las
pruebas de desempeño se realizan con un conjunto de imágenes de la base de datos MNIST,
que representan d́ıgitos escritos a mano. Se tienen 10 clases distintas, es decir, una por cada
d́ıgito. La FFNN recibe como entradas los 784 ṕıxeles de una imagen y la capa de salida se
conforma por 10 neuronas, en donde cada una representa un d́ıgito.

En la Figura 7.1 se muestra una captura de la simulación generada mediante la herra-
mienta University Program VWF, en donde se seleccionó como ejemplo la imagen de un 5
escrito a mano, mostrado en la Figura 7.2.

Figura 7.1: Tiempo completo de simulación

Figura 7.2: Imagen de prueba del d́ıgito 5

La simulación cuenta con 3 señales incluyendo al reloj maestro, las cuales permiten vi-
sualizar los resultados tanto intermedios como finales de la FFNN. La señal Yout representa
los resultados de cada neurona que arroja el bloque de la función sigmoide, mientras que la
señal GNum es el número reconocido por la red. En la primera porción de la simulación no
se observa cambio alguno en las señales, ya que es cuando se realiza el procesamiento de los
784 datos de entrada. En la Figura 7.3 se muestra una captura de la porción de la simulación
en donde ya es posible observar los resultados intermedios y finales.
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Figura 7.3: Resultados de la simulación

Gracias a la herramienta de simulación se logra determinar que se consumen en total 831
ciclos de reloj, para obtener la clasificación final. Por lo que conociendo que se cuenta con
un reloj de 50MHz, es decir, un periodo de 20ns, el diseño realizado toma 16µs en realizar
una clasificación.

Otro aspecto importante es el consumo energético del sistema, el cual mediante el Po-
wer Analyzer Tool que brinda Quartus, es posible estimar en el FPGA seleccionado. Este
resultado se muestra en la Figura 7.4.

Figura 7.4: Consumo energético estimado en el FPGA

Para poder visualizar rápidamente el resultado en el FPGA, se muestra en el display de
7 segmentos el d́ıgito que clasificó la FFNN. En la Figura 7.5 se muestra un ejemplo de esta
visualización en la tarjeta de desarrollo, empleando como entrada la imagen del d́ıgito 5.
Esto mismo sucede con las demás imágenes que contienen otros d́ıgitos.

Figura 7.5: Número 5 clasificado por el FPGA
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En la Figura 7.6 se muestra la matriz de confusión obtenida a partir de los resultados,
tanto de la FFNN en Python como la implementada en FPGA. En este caso se emplearon
500 imágenes de prueba por cada d́ıgito escrito a mano.

Observado

R
ea

l
483 0 2 5 1 1 2 0 5 1

0 468 7 1 5 7 2 2 7 1

3 3 452 9 7 3 7 7 7 2

2 2 14 425 1 24 6 12 5 9

0 1 4 0 472 1 3 4 2 13

3 0 7 18 5 441 12 3 8 3

4 0 10 1 4 18 459 1 3 0

1 2 8 1 4 2 1 463 1 17

5 9 18 20 6 24 13 4 396 5

4 1 6 16 18 1 1 16 0 437

0 1 2 3 4 5 6 7 8 9

0

1

2

3

4

5

6

7

8

9

Figura 7.6: Matriz de confusión de las imágenes clasificadas

En la Tabla 7.1 se realiza la comparación de los parámetros más relevantes de la FFNN
implementada en Python y la descrita en FPGA, en donde es posible observar que el des-
empeño del FPGA superó el rendimiento del CPU, tomando en cuenta la velocidad de
procesamiento y el consumo energético, además de que conservó la precisión de clasificación.

Tabla 7.1: Comparación de FFNN en Python y FPGA

Parámetro Python (CPU) FPGA

Frecuencia del reloj 1.80GHz 50MHz

Tiempo de ejecución 1.3s 16µs

Elementos lógicos usados - 2244 (36%)

Precisión de clasificación 89.92% 89.92%

Consumo 4.2W 121.88mW
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Conclusiones

Se probó el desempeño tanto de la FFNN implementada en Python, como de la descrita
en FPGA, empleando imágenes de d́ıgitos escritos a mano provenientes de la base de datos
MNIST. Esta comparación se ilustra concretamente en la Tabla 7.1, en la cual es posible
visualizar que la velocidad de procesamiento de la FFNN es superior en FPGA, empleando
únicamente el 36% de los elementos lógicos, además de que la precisión de clasificación fue
del 89.92% en ambas plataformas. Por lo anterior, se concluye que la hipótesis, objetivos y
especificaciones planteadas al comienzo de este trabajo se cumplieron.

Se aplicaron diversas técnicas de optimización y se diseñaron sistemas eficientes, los cua-
les en conjunto permitieron generar una arquitectura que logró implementarse en uno de los
FPGA de bajo consumo energético con menor cantidad de recursos lógicos. Dentro de las
técnicas de optimización empleadas para describir la FFNN se encuentran: la reutilización de
hardware, describiendo únicamente las neuronas de la capa más grande; la implementación
de un esquema serial-paralelo, en donde se reciben las entradas de forma serial y en paralelo
se multiplican con los pesos de cada neurona; la descripción de un solo bloque de función
de activación en vez de uno por neurona, y la implementación del método de aproximación
lineal por partes (PWL), para la descripción eficiente de la función de activación sigmoide.
Además, la selección del formato numérico de punto fijo y el aprovechamiento de los re-
cursos embebidos en el FPGA, tal como los BRAM y los multiplicadores, influyeron en el
ahorro sustancial de recursos. Otro aspecto que se solucionó fue uno de los inconvenientes
más grandes en el proceso de definición de parámetros de una FFNN, el cual es el hecho
de que no existe una fórmula que indique el número de capas y neuronas que tendrán los
mejores resultados, por lo que es necesario realizar múltiples pruebas, hasta encontrar la
mejor combinación de parámetros. Esto se solventó gracias a la conexión que existe entre la
unidad de entrenamiento y la unidad de clasificación, ya que es posible reconfigurar la FFNN
sin la necesidad de modificar el hardware ya descrito en el FPGA.

Los resultados de este trabajo demuestran que es posible implementar una FFNN den-
tro de un FPGA de recursos limitados, capaz de clasificar imágenes de d́ıgitos escritos a
mano. También demostró tener mejor desempeño respecto a la misma red implementada en
Python, tanto en el tiempo de ejecución, consumo energético y costo del sistema en el cual
se implementa. Esto permite resaltar el gran potencial que representan los FPGA para la
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implementación de ANN, las cuales con los años han incrementado su complejidad como
respuesta a los problemas emergentes, que requieren sistemas cada vez más compactos y
eficientes.

8.1. Trabajo a futuro

Realizar pruebas de desempeño de la FFNN empleando conjuntos de imágenes dife-
rentes a los d́ıgitos escritos a mano.

Complementar la FFNN añadiendo funciones de activación diferentes a la sigmoide.

Diseñar un bloque de control que también permita reutilizar las neuronas para una
misma capa.

Hacer uso de las memorias disponibles en la tarjeta de desarrollo, para contar con
mayor espacio de almacenamiento para pesos y umbrales.

Implementar un pipeline, el cual aproveche las neuronas que no son empleadas en una
capa.

Adaptar la FFNN para implementarse como sistema de visión en un robot móvil.
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2599-6. doi: 10.1109/RICE.2018.8509069. dirección: https://ieeexplore.ieee.
org/document/8509069/ (visitado 18-09-2023).

[2] K. S. Zaman, M. B. I. Reaz, S. H. Md Ali, A. A. A. Bakar y M. E. H. Chowdhury, “Cus-
tom Hardware Architectures for Deep Learning on Portable Devices: A Review,” IEEE
Transactions on Neural Networks and Learning Systems, vol. 33, n.o 11, págs. 6068-6088,
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