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Capítulo 1

Introducción

Las emociones juegan un papel importante en los seres humanos: han sido parte de

nuestra supervivencia (67), forman parte integral de nuestra comunicación (45), nos per-

miten adaptarnos y reaccionar a distintas situaciones (26). El estudio de las emociones

posee un gran potencial de aplicación. Conocer los estados emocionales de los usuarios son

parte primordial en distintas áreas. Por ejemplo, en psicología y medicina son importantes

en el mejoramiento de las terapias (137), ya que podrían ayudar a la regulación emocional

y la comprensión de su influencia en el comportamiento; o en la realidad virtual podría

mejorarse la creación de experiencias inmersivas (40). En general, los sistemas que respon-

den a las emociones se pueden usar para mejorar la experiencia del usuario, así como para

crear sistemas con mayor facilidad de interacción y uso.

Las emociones son una fuente valiosa de información sobre el ser humano, por lo tanto,

debe ser tratada con ética y responsabilidad. Éstas poseen una influencia importante en

varias funciones del ser humano, entre ellas, en la toma de decisiones, aspecto fundamental

de nuestra existencia. El neurocientífico António Damásio, por medio de su hipótesis de

marcadores somáticos (25), presenta una visión conciliadora entre la razón y la emoción;

propone que ambas están íntimamente conectadas y que las emociones juegan un papel

crucial en la toma de decisiones, nos ayudan a predecir futuros resultados ante ciertos

escenarios. Se encuentran presentes en gran parte de nuestro día, como mencionan Neta

y Haas ( 2019) “la emoción es un lente a través del cual percibimos e interactuamos con

el mundo, impulsando nuestro comportamiento”(p. 1). Por mencionar unos ejemplos, las

1
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emociones tienen impacto sobre las actitudes políticas (41), ya que afianzan el compromiso

con el partido; o si se presenta la oportunidad de una inversión con alto rendimiento

donde se tenga que tomar una decisión apresurada, un estado somático negativo ayudará

a rechazar la opción (25); su influencia se debe a que “se producen representaciones de

estados viscerales que sirven como una señal de sesgo en la toma de decisiones, afectando

la valoración de recompensa y comportamiento de riesgo”( Poppa y Bechara, 2018, p.

64). Las emociones introducen cambios en el estado interno del cuerpo, que pueden ser

medidos con diferentes técnicas a partir de distintas fuentes fisiológicas. En la detección

de estados emocionales se encuentran: los cambios en el ritmo cardiaco (7), cambios en

la conductancia de la piel (87) o movimientos de los músculos del rostro evocando rasgos

significativos de distintas emociones (101). Una sonrisa se asocia a la felicidad y el ceño

fruncido al enojo. Las emociones se generan en el cerebro y se reflejan en la actividad

neuronal (133).

En particular, en este proyecto estamos interesados en medir las respuestas emocionales

en las señales eléctricas del cerebro, ya que son una fuente confiable en la que no se puede

fingir; como sucede con los gestos, por ejemplo, con una sonrisa falsa. Para medir tales

respuestas, utilizamos el electroencefalograma (EEG). El EEG es una técnica que nos

permite medir la actividad eléctrica neuronal y almacenar las señales para su posterior

análisis.

Identificar las emociones de forma automática a partir de la actividad neuronal es una

tarea compleja, ya que en el EEG no se observan fácilmente. Sin embargo, existe evidencia

que las redes neuronales convolucionales permiten identificar con un muy buen desempeño

los estados emocionales embebidos en la señal de EEG (72, 136, 54). Las redes neuronales

convolucionales son una clase de métodos que son capaces de obtener información espacial

y temporal.

Las señales de EEG pueden ser utilizadas para crear una interfaz de comunicación entre

el cerebro y algún dispositivo externo. A este tipo de sistemas se les conoce como Inter-

faces Cerebro-Computadora (BCI, por las siglas en inglés de Brain-Computer Interfaces)

y buscan crear una interfaz de comunicación entre el cerebro y algún dispositivo externo.

Por mencionar una aplicación, en (86) por medio de su uso se busca mejorar la calidad
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de vida de las personas que han perdido la movilidad por la esclerosis lateral amiotrófica,

lo que se les dificulta la comunicación con su entorno, así tendrían un mecanismo que les

sirva de apoyo a sus cuidadores para el cumplimento de sus necesidades básicas.

La toma de decisiones es un proceso que conlleva a elegir entre varias opciones o alter-

nativas para alcanzar un objetivo o resolver un problema. Estas alternativas pueden ser

soluciones de un problema de optimización, en el cual se busca encontrar la mejor solución.

Existe un área de investigación llamada optimización multiobjetivo, la cual se encarga de

estudiar los métodos utilizados para la búsqueda de dicha solución o soluciones, tomando

en consideración ciertos criterios. Sin embargo, en muchos casos no es posible mejorar

todos los criterios de búsqueda simultáneamente, ya que estás pueden estar en conflicto.

Por lo tanto, el algoritmo busca un conjunto de soluciones que posean valores aceptables

para los distintos criterios, mientras mejora en uno puede empeorar en otro. Normalmente,

necesitamos implementar una única solución de entre todo el conjunto de soluciones igual-

mente equivalentes. Para ello, una experta o experto, conocido como tomador de decisiones

(DM, por las siglas en inglés de Decision Maker) debe guiar la búsqueda para un contexto

específico.

Como se mencionó anteriormente, las emociones introducen cambios en el estado in-

terno del cuerpo. Nuestro cuerpo reacciona ante los estímulo internos o externos y se ve

reflejado en distintas fuentes biológicas como la conductancia de la piel, el ritmo cardia-

co, la actividad neuronal, entre otros; estas reacciones emocionales nos dan indicio de la

emoción evocada. En el presente proyecto, proponemos una BCI que permita la explo-

ración de un conjunto de soluciones tomando en cuenta las respuestas emocionales en la

actividad neuronal del DM. En el caso de estudio que proponemos, dichas soluciones son

neurocontroladores generados por un optimizador. Los neurocontroladores consisten en

redes neuronales encargadas de conducir un robot móvil dentro de un entorno doméstico

virtual. El robot hace uso de sus sensores de proximidad para navegar, predice el ángulo

de giro y la velocidad para que el robot pueda andar en las habitaciones. Los objetivos que

están en conflicto en el proceso de optimización son tres: minimizar la distancia recorrida

para llegar a la meta; minimizar el riesgo, que se define como la cercanía a los objetos; y

minimizar la velocidad de llegada a la posición final. Para evocar las respuestas emociona-
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les del DM, el robot móvil se desenvuelve dentro de un entorno virtual doméstico en el que

hay personas de distintas edades, muchos posibles caminos por los cuales andar, objetos

y muebles, algunos de ellos frágiles. La toma de decisiones del DM conduce el proceso de

búsqueda, ésta las realiza con base en sus preferencias.

La exploración emocional de los frentes de Pareto abren paso al estudio de las in-

teracciones emocionales Humano-Robot y su influencia en el proceso de optimización. El

desarrollo de neurocontroladores que evoquen emociones positivas en el DM es útil en

entornos socialmente demandantes. Para lograr una integración del robot en entornos do-

mésticos, es deseable que su uso sea adecuado respecto a los estándares del DM, eso le

permitirá mejorar su experiencia.

En el sistema que proponemos, usamos redes convoluciones para la detección de emocio-

nes y las soluciones generadas por el optimizador para estimular al DM. Con ello extraemos

de las señales de EEG sus emociones. El DM realiza una búsqueda de diferentes frentes de

Pareto; el proceso es guiado con la emociones evocadas con las simulaciones asociadas a

los individuos seleccionados de cada frente visitado. Las emociones influyen en la toma de

decisiones, por tal motivo, las emociones dadas por la red convolucional son procesadas por

nuestro sistema para obtener los individuos preferidos. Estos individuos se ajustan a un

modelo de preferencias y, con ello, darle dirección a la búsqueda de las nuevas soluciones.

1.1. Motivación y justificación

El desarrollo de sistemas de reconocimiento automático de emociones son de utilidad

para múltiples aplicaciones donde es necesario contar con los estados emocionales de los

usuarios (véase el capítulo 2). Estos sistemas permitirán avances significativos en distintas

áreas del conocimiento; nos permitiría estudiar y entender mejor la emoción. Se pueden

incorporar en la medicina, psicología, ingeniería o el entretenimiento, entre otras. Por ejem-

plo, en la psicología pueden servir para la detección de los estados efectivos en pacientes

con síndrome de la consciencia, tales como estado de coma, estado vegetativo, estado de

conciencia mínima y estado de conciencia mínima emergente (47); o en aplicaciones no re-

lacionadas con la salud (60), como temas de ingeniería de software: su calidad, usabilidad
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o la productividad de los programadores; temas relacionados al aprendizaje: aprendizaje

de tareas, la evaluación de recursos para el aprendizaje; el diseño de páginas web o de

videojuegos para una experiencia más inmersiva. Las áreas relacionadas con la tecnología

sufrirán cambios. Se pueden desarrollar servicios personalizados, como por ejemplo, la re-

comendación automática de música, vídeos, películas o cualquier otro material audiovisual.

Cabe mencionar que ya hay servicios que basan su funcionalidad a partir de estudios de

la actividad neuronal. Un ejemplo es www.brain.fm, el cual es un asesor de música cuyo

fin es guiar a los usuarios a alcanzar ciertos objetivos, como ayudarlos a focalizarse en una

tarea o relajarse.

El reconocimiento automático de emociones también es útil para el desarrollo humano,

para Torres P et al. (116) pueden ayudar a las personas a controlar su salud mental,

aumentar nuestra comprensión de las emociones para promover la comunicación efectiva

y el uso del EEG podría ayudar a enriquecer las relaciones de las personas con su entorno.

El estudio emocional con base en la interacción humano-robot hace falta explorarla

más ampliamente. Aunque hay una variedad de trabajos relacionados a la detección au-

tomática de emociones, no se ha encontrado evidencia de su aplicación con señales EEG

y cómputo evolutivo en la interacción con robots. Las emociones son un medio para obte-

ner una evaluación subjetiva ante una toma de decisiones y el cómputo evolutivo permite

generar conjuntos de soluciones que mejoran en cada iteración de los algoritmos, ambas

características son llamativas para su uso en conjunto.

1.2. Objetivos

Objetivo general

Desarrollar un sistema que permita obtener las preferencias del DM a partir de sus emo-

ciones. El sistema debe mostrar un conjunto de opciones de distintas tomas de decisiones

y capturar las que posean mayor preferencia. El caso de estudio es aplicado a la evolución

de un neurocontrolador por medio de las soluciones generadas por un algoritmo evolutivo

multiobjetivo. De forma iterativa, el sistema debe mostrar automáticamente un subcon-

www.brain.fm
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junto de neurocontroladores de diferentes frentes de Pareto, los cuales se deben presentar

en una simulación en tiempo real para estimular al DM y con ello evocar sus emociones.

La información de las preferencias debe guiar la búsqueda de los neurocontroladores.

El sistema debe realizar la búsqueda a partir de la detección automática de emociones,

que se encuentran embebidas en la señal de electroencefalograma del DM; las señales deben

ser capturadas durante las visualizaciones de las simulaciones.

Objetivos específicos

1. Implementar un protocolo de adquisición de señales de EEG para intensificar y di-

ferenciar las emociones en los distintos DMs.

2. Desarrollar una interfaz que permita la interacción entre el usuario y las soluciones

de un algoritmo multiobjetivo.

3. Desarrollar un programa para capturar y preprocesar las señales de EEG.

4. Desarrollar y analizar el desempeño de algunas redes neuronales convolucionales del

estado del arte para la detección de emociones a partir de las señales de EEG.

5. Desarrollar un modelo de preferencias emocionales que permita explorar los frentes

de Pareto con las emociones del DM.

6. Integrar un simulador en tiempo real de un entorno doméstico, el cual permita a los

neurocontroladores llevar acabo su tarea.

7. Analizar las variaciones de las preferencias de los DMs a partir de la búsqueda de

los frentes de Pareto con las emociones.

1.3. Hipótesis

Al presentarle al DM simulaciones sobre un caso de estudio, se evocarán emociones

detectables en las señales de electroencefalograma que podrán ser identificadas mediante

el uso de una red neuronal convolucional. Dicho protocolo le presentará al DM varias tomas



CAPÍTULO 1. INTRODUCCIÓN 7

de decisiones donde cada una poseerá distintas opciones, las emociones identificadas tras

seleccionarlas permitirán obtener las preferencias del DM.

El caso de estudio son las soluciones de un optimizador, el cual genera distintos conjun-

tos de soluciones que representan un neurocontrolador que conduce un robot móvil. Por lo

anterior, se podrían formar subconjuntos de soluciones (opciones en el contexto de toma

de decisiones) que podrían ser evaluados con emociones, lo cual permitiría realizar una

exploración emocional en el proceso evolutivo y capturar la variación de las preferencias

del DM.

La detección emocional podría llevarse a cabo por medio de redes convolucionales

entrenadas con señales de EEG, capturadas durante la estimulación con videos relacionados

al caso de estudio y videos musicales que intensifiquen sus emociones.

1.4. Organización de la tesis

En los capítulos consecuentes se presenta nuestro trabajo, los fundamentos teóricos,

la descripción del método de nuestra investigación, la experimentación y las conclusiones

obtenidas.

En el capítulo 2 mostramos los trabajos con los que se fundamenta el desarrollo de

la presente tesis. Primeramente presentamos cómo las emociones se hacen presentes en la

actividad neuronal y cómo puede ser representada por los componentes emocionales que

sustentan el modelo emocional que utilizamos; también se muestran las técnicas y métodos

utilizados en el estado del arte para identificar las emociones en los humanos. Mostramos

la influencia de las emociones en la toma de decisiones y cómo el proceso de la decisión

puede ser medido a partir de la actividad neuronal. Hacemos referencia a los principales

algoritmos de optimización multiobjetivo que han puesto las bases y han incentivado el

desarrollo del área, así como los métodos para la incorporación de las preferencias para

guiar la búsqueda de las soluciones óptimas. Presentamos aplicaciones de BCI para la

detección emocional y la toma de decisiones.

En el capítulo 3 se presenta cada parte del método para la extracción de preferencias

a partir de las emociones. Mostramos el método emocional que utilizamos para capturar
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las emociones del tomador de decisiones; el cual sirve para cuantificar las emociones y así

puedan ser utilizadas en nuestro sistema. Se implementa un protocolo para la estimula-

ción del DM con el fin de identificar sus emociones a partir de su evaluación emocional

y la actividad neuronal. Presentamos cómo se conforma la interfaz cerebro-computadora

propuesta, su funcionamiento y las tecnologías utilizadas para su desarrollo. Se detalla la

forma en que interactúa el DM con nuestro sistema y cómo se relaciona con nuestro caso

de estudio: la evolución del neurocontrolador dentro de un entorno doméstico. Estamos

interesados en las preferencias del DM y cómo extraerlas a partir de sus emociones, pre-

sentamos el modelo que proponemos para identificar las emociones de mayor preferencia

y cómo lo utilizamos para movernos dentro del conjunto de soluciones.

En el capítulo 4 presentamos los resultados obtenidos en nuestro trabajo. Sustentamos

la elección de la red convolucional a utilizar en la BCI; evaluamos las tres redes que posee-

mos con un conjunto de datos mayor al nuestro, que es comúnmente utilizado en trabajos

de detección emocional. La red que fue seleccionada en el proceso anterior, se evalúa con

el conjunto de datos generado con nuestros sujetos de prueba. Exploramos la capacidad

de la BCI para detectar las emociones, los componentes que conforman la emoción nos

dan indicio sobre los fenómenos emocionales: agradable o desagradable, activación o des-

activación. Al final del capítulo se tratan las preferencias del DM, sobre nuestro caso de

estudio.

En el último capítulo 5 presentamos las conclusiones sobre nuestra investigación y

trabajo futuro.



Capítulo 2

Marco Teórico

Las emociones se han estudiado ampliamente, pues tienen gran impacto en los seres

humanos y en su desarrollo. En la sección 2.1 presentamos los trabajos con los cuales

sentamos la bases para la concepción de la emoción, con el fin de comprender su uso en

nuestro trabajo.

Se han propuesto una gran variedad de teorías que buscan explicar la composición

estructural de la emoción, sirviendo de base para su captura. Distintos autores han fun-

damentado su teoría por medio de la actividad neuronal, sin embargo, se pueden utilizar

para estudios emocionales con otras fuentes. Estás fuentes pueden ser biológicas: el ritmo

cardiaco, la conductancia de la piel, entre otros; o resultantes por el comportamiento: el

habla y el texto.

Debido a que las emociones se hacen presentes en distintas fuentes, se han propuesto

diferentes métodos para su detección automática. Estos métodos mayormente se han desa-

rrollado en base al aprendizaje de máquina, por lo tanto presentamos en la subsección 2.1.5

el estado del arte de varios métodos para su detección. En la subsección 2.1.6 se presentan

conjuntos de datos que han sido utilizados en trabajos de la detección emocional.

Estamos interesados en la influencia de las emociones en la toma de decisiones, en la

subsección 2.1.2 se presenta la teoría que lo fundamenta y cómo se expresa en el cerebro.

Nuestro caso de estudio es un problema de optimización multiobjetivo, por tal motivo

en la sección 2.2 presentamos algunos de los MOEA representativos del área, que han

servido de base para el desarrollo de algoritmos más complejos. Para nuestro trabajo no

9
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es indispensable el uso de un optimizador en específico, puede ser utilizado uno diferente,

pudiendo ser los que se mencionan en dicha sección. También se abarcan métodos para la

incorporación de preferencias, a través de ellas el DM puede guiar el proceso de generación

de nuevas soluciones.

En la sección 2.3 presentamos algunos trabajos relacionados a la interacción humano-

robot, la impresión que crean cuando están de por medio emociones. En la última sección

2.4 se muestran trabajos sobre el desarrollo de sistemas que detectan emociones y cómo

se relacionan con los que detectan la toma de decisiones.

2.1. Emociones

La noción de estado afectivo es referenciada por los términos: emociones, núcleos afecti-

vos, estados de ánimo y personalidad (14). Las emociones son aquellas reacciones físicas en

nuestro cuerpo que suceden en un corto periodo de tiempo, ya sea por un estímulo externo

o interno y puede ser generado por una persona, un evento, una memoria, por experiencias

imaginarias o por experiencias del pasado. Los núcleos afectivos son un conjunto discreto

y finito de emociones básicas, cuya combinación forman emociones de alto nivel (121). El

estado de ánimo o humor es un estado que es relativamente prolongado y predominante,

“es definido por sentimientos subjetivos que pueden estar relacionados o no a un evento

en específico”( Lempert y Phelps, 2014, p. 220). La personalidad es un aspecto subjetivo

persistente que codifica las actitudes hacia objetos o conceptos.

La teoría relacionada a los núcleos afectivos se divide en dos enfoques: teoría de la

emoción básica y teoría dimensional. A partir de estos enfoques se busca definir y analizar

las emociones al dividirlas en una serie de componentes emocionales. En el enfoque de la

emoción básica, los componentes emocionales se definen a partir de un conjunto discreto y

finito de emociones. En (121) utilizan un conjunto básico de tres emociones, las cuáles son:

la felicidad, la tristeza y el enojo, y su combinación forma emociones de orden superior. En

el enfoque dimensional, las emociones se representan como un sistema de coordenadas de

N dimensiones, cada eje de dicho sistema es un componente emocional. En ellos se encuen-

tra el sistema de Russell (104), un ejemplo de un modelo dimensional; las emociones son
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tratadas como dimensionalidades afectivas. Dicho modelo toma como base que las emo-

ciones están compuestas por dos componentes emocionales llamados valencia y activación

(valence y arousal, respectivamente). Dado que los términos valence y arousal son termi-

nologías bien definidas y estandarizadas dentro del área de las neurociencias afectivas, se

prefiere su uso en el idioma inglés. El valor de valence se refiere a qué tanto la emoción

evocada fue agradable o desagradable y el arousal indica la intensidad de la emoción.

Encontramos que ambas teorías no son contradictorias entre sí, se ha propuesto que

estas difieren en la intensidad y el placer (39); las emociones básicas se ubican en los

ejes del sistema. Emociones complejas poseen su ubicación en los cuadrantes del sistema

bidimensional.

En (125) introducen al valence como un modelo psicológico. La positividad y nega-

tividad son vistas como opuestos que forman parte de una sola dimensión afectiva; a la

cual se la conoce como la hipótesis de bipolaridad. Con el tiempo se encontró evidencia

de que la experiencia emocional afectiva de positividad y negatividad a menudo no están

correlacionadas (75), lo que da paso al desarrollo de la hipótesis de bivalencia. En esta

hipótesis, el valence se constituye por dos componentes afectivos que van de los rangos

de positivo a neutro y de negativo a neutro. Plantea la existencia de dos sistemas físicos

que generan y representan la positividad y negatividad. Ambas hipótesis buscan interpre-

tar al valence dentro de la actividad neuronal. En la hipótesis de bipolaridad se busca

darle soporte con la búsqueda de una red que cambia monótonamente a los cambios de

afecto positivos, neutro y negativo. Para la hipótesis de bivalencia se busca darle soporte

por la búsqueda de dos redes separadas e independientes partícipes en la positividad y

negatividad, respectivamente (75).

Ambas teorías pueden usarse para realizar estudios emocionales. En (44) se capturan

las evaluaciones emocionales (valence y arousal) por medio de un cuestionario que utiliza

palabras del lenguaje cotidiano y que están relacionadas con las emociones. Se ha encontra-

do que a nivel individual existe gran variabilidad entre las relaciones de valence y arousal,

con esto se “evidencia una maleabilidad ideográfica en la estructura del afecto”( Kuppens

et al., 2013, p. 19). No hay una fuerte relación universal entre ambos valores, lo que impo-

sibilita hacer afirmaciones universales. Para reconocer y tratar las emociones es necesario
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contar con un modelo emocional que nos permita cuantificar las emociones. Entre ellos se

encuentra (104), un modelo circumplejo que representa las emociones con base en valence

y arousal, valores que representan el eje x y y, respectivamente. Es un modelo ampliamente

reconocido para los estudios emocionales, sin embargo, no es el único. En (110) proponen

un modelo 3D donde los ejes son: agradable-desagradable, atención-rechazo y arousal. En

(80) se presenta una extensión del modelo de Russell, agregando la dominancia como un

tercer eje.

2.1.1. Las emociones en el cerebro

Nuestro cerebro se compone de dos tipos de células (36): neuronas y gliales. Las células

gliales son células de soporte de distintos tipos, intervienen en el mantenimiento del am-

biente biológico para que las funciones nerviosas puedan realizarse correctamente, además,

proveen soporte estructural. Las células encargadas de llevar a cabo el procesamiento son

las células nerviosas o neuronas, constituyen la base para la función mental.

El cerebro humano en promedio posee 1011 neuronas. Analizarlas a un nivel individual

con el fin de comprender los fenómenos mentales es una tarea complicada ya que el número

de sinapsis ronda alrededor de 1015 (36). El cerebro humano se divide en tres partes: telen-

céfalo, mesencéfalo y tronco cerebral. Nosotros estamos interesados en el telencéfalo, lugar

donde se encuentra la corteza cerebral, ya que por medio de la técnica de electroencefalo-

grama podemos capturar y analizar su actividad. La corteza cerebral es una hoja plegada

dentro del cerebro; está compuesta por cuerpos celulares a los que se conoce como materia

gris. La densa serie de axones debajo de la corteza cerebral se llama materia blanca. Por

conveniencia, primeramente se dividió el cerebro en cuatro secciones, llamadas lóbulos.

Sin embargo, no son subdivisiones funcionales. El nombre de estos lóbulos son parietal,

occipital, frontal y temporal.

Se ha encontrado evidencia en varios trabajos sobre la especialización de ciertas re-

giones dentro del cerebro. En (12), Brodmann propone la división de la corteza cerebral

en regiones funcionales, pues encuentra pequeñas diferencias entre ellas. A partir de su

estructura celular (citoarquitectura), define un total de 52 regiones.

Se ha encontrado evidencia de la expresividad emocional en el cerebro usando como
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Figura 2.1: regiones de Brodmann en la corteza cerebral. Figura tomada de (36).

base las regiones o áreas de Brodmann (114). De hecho, se ha detectado actividad en la

parte inferior de la corteza frontal izquierda (región 47 según la teoría) ante la reacción

del reconocimiento de expresiones faciales que expresan disgusto, miedo e ira. Las regiones

de Brodmann están asociadas a funciones cognitivas específicas: la vista, el habla y la

escucha, por mencionar algunas (1), lo que ha servido de base para el estudio de las

reacciones emocionales en el cerebro.

Por medio de los estudios de la actividad neuronal, se ha buscado fundamentar las

teorías de la emoción básica y la dimensional. A partir de la evaluación subjetiva realizada

con el uso de los núcleos afectivos se capturan los valores de los componentes emocionales.

Las activaciones varían para las distintas emociones, incluso difieren entre sujetos que

reportan la misma emoción. Con las evaluaciones subjetivas dotan de sentido emocional a

las activaciones neuronales producidas ante cierto estímulo específico. Se han desarrollado

trabajos en los cuales han utilizado la técnica de imagenología fMRI (por las siglas en inglés

de Functional Magnetic Resonance Imaging) para estudiar las activaciones en el cerebro

ante estímulos que provoquen cambios en la actividad neuronal, producto de estimulaciones

emocionales. A continuación mostramos un ejemplo de la activación emocional positiva en

el cerebro (121).

En la figura 2.2 se observan los grupos de diferentes activaciones emocionales en la

corteza orbitofrontal, es un ejemplo del valence en el cerebro. Se muestra cómo aumenta

la actividad neuronal relacionada a la sensación de placer. Los estímulos no placenteros se
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Figura 2.2: valence en el cerebro. Figura traducida de (121).

disminuyen, mientras se incrementan los placenteros. En (121) se encuentra una muestra

análoga a la activación del valence pero relacionada con el arousal, cuya zona de activación

es la amígdala.

A partir de sus resultados, en (121) sugieren que el valence es una propiedad básica de

la experiencia emocional humana. El afecto a partir de un conjunto discreto de emocio-

nes (núcleo afectivo) es un ingrediente básico de los fenómenos psicológicos. Identificaron

que existe correlación neuronal entre la experiencia afectiva definida a partir del núcleo

afectivo y la experiencia afectiva de sensaciones simples. Existen trabajos donde definen

un núcleo emocional o conjunto discreto de emociones básicas para intentar describir los

fenómenos emocionales (39). Incluso hay publicaciones (48) que la defienden ante críti-

cas que proponen desechar completamente tal teoría emocional. En (97) apoyan la teoría

dimensional ya que sugieren que el modelo de emociones básicas no es capaz de explicar

todas las observaciones empíricas en las neurociencias afectivas.

En (133) se investiga sobre patrones estables en el tiempo inmersos en las señales de

EEG. Los patrones están relacionados con la firma neuronal de las emociones en el cere-

bro. Las emociones se presentan en las regiones del cerebro como circuitos neuronales y

no como módulos aislados encargados del procesamiento de las diferentes emociones. Los

patrones inmersos en las activaciones neuronales se mantienen relativamente estables en

los individuos entre las sesiones y en las regiones cerebrales. Se ha identificado la presencia
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de las firmas neuronales para tres emociones: positiva, negativa y neutral. Los rangos de

frecuencia gamma y beta muestran mayor activación ante emociones positivas que nega-

tivas dentro de las áreas laterales temporales. La banda de frecuencia delta tiene mayor

respuesta a la presencia de emociones neutras en las zonas parietal y occipital, en las zonas

prefrontales las respuestas altas se producen en gamma.

2.1.2. Las emociones y la toma de decisiones

La relación que existe entre la razón y la emoción ha evolucionado a través del tiempo.

En el racionalismo clásico (siglo XVII), Descartes señala una separación entre emoción y

razón pues para él, el intelecto es necesario para el dominio y comprensión del conocimiento

del mundo que nos rodea. Citando una frase de Rene Descartes “primero pienso y luego

existo”, se pone en pie la idea de que la emoción es ajena a la razón pues ésta no debe ser

estorbada por la pasión. Para el filósofo, la razón es la facultad de distinguir lo verdadero

de lo falso. A través del tiempo esta visión ha cambiado pues se ha encontrado evidencia

que ambos términos están estrechamente relacionados, no son incompatibles.

Por otro lado, António Damásio muestra a través de distintos casos de estudio que

las emociones, los sentimientos y la regulación biológica, juegan un papel en la razón

humana (25). Señala que son un puente entre los procesos racionales y no racionales.

Para Damásio, el propósito del razonamiento es decidir y la naturaleza de la decisión

es la elección de una opción. El razonamiento se produce por medio de distintos sistemas

cerebrales que trabajan en conjunto. Estos sistemas se encuentran organizados en distintos

niveles neuronales, partiendo desde la corteza cerebral (parte superior) hasta el hipotálamo

y el tronco encefálico (parte inferior), cooperan entre sí para la toma de decisiones.

En el trabajo de Damásio se puede ver su visión conciliadora y unificadora de la razón

con la emoción, para Damasio ( 1994) “Las emociones no son un lujo, sin embargo, de-

sempeñan un papel en la comunicación de significados, y pueden también actuar de guías

cognitivos”(p. 203). Para desentrañar el papel de las emociones en la toma de decisiones,

Damásio menciona dos tipos de emociones: las primarias y las secundarias. Las emociones

primarias consisten en aquellas reacciones emocionales inconscientes que surgen ante cier-

tas características de los estímulos. Por ejemplo, el movimiento de un animal (puede ser
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rápido y agresivo como una serpiente), su color (puede ser venenoso, como una rana de

color vívido), si tiene garras (puede hacernos daño). Sin embargo, este tipo de reacciones se

desarrollan para cumplir un objetivo útil, escapar de un predador, evitar intoxicarse, entre

otras. Las sensaciones de la emoción se enlazan con los objetos que la provocan, pues las

reacciones pueden ser innatas o debido a la propia experiencia específica con dicho obje-

to. Las emociones secundarias son aquellas reacciones producidas por imágenes mentales,

los cuales son las consideraciones conscientes y deliberadas sobre una persona, objeto o

situación. Las señales producidas tras el procesamiento de las imágenes mentales provocan

respuestas involuntarias y automáticas en la corteza prefrontal. Damásio señala que las

respuestas provienen de representaciones disposicionales, las cuales enlazan las respuestas

emocionales con ciertas situaciones, esto a su vez conforma la experiencia emocional in-

dividual. Las representaciones disposicionales responden activando los núcleos del sistema

nervioso autónomo, envían señales al sistema motor (por ejemplo, genera cambios en los

gestos faciales) o activan los sistemas endocrino y peptídico, entre otros.

Las ideas presentadas en esta sección provienen del trabajo de Damásio (25), el cual

nos demuestra sus ideas revolucionarias donde apoya el marcador somático. Las emociones

juegan un papel importante en la toma de decisiones. La visión antigua de Descartes no es la

forma natural en la que los humanos tomamos decisiones. La toma de decisiones consiste

en seleccionar una opción entre otras. Si partimos de la visión de Descartes, se tendría

que evaluar de manera rigurosa y objetiva para tomar la mejor decisión; si aplicamos el

mismo método ante todas las tomas de decisiones a las cuales nos enfrentamos durante el

día sería un proceso desgastante. La toma de decisiones, proceso fundamental de nuestra

supervivencia, sirve como el medio para evaluar una opción y predecir su resultado con base

en nuestra experiencia emocional. Con los resultados de las evaluaciones buscamos predecir

el resultado a corto, mediano o largo plazo. Considerar todos los posibles escenarios con

todos los posibles resultados no siempre es una tarea fácil pues surgen ocasiones donde

la toma de decisiones tiene que ser inmediata y no se dispone del tiempo necesario para

evaluar todos los posibles escenarios.

Para afrontar el problema de seleccionar una opción en un espacio de búsqueda enorme,

las emociones fungen como un mecanismo de selección pues las reacciones emocionales son
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producto de la experiencia emocional y el conocimiento asociado al problema. Cuando

percibimos un estímulo externo el cual nos obliga a afrontar un problema de toma de

decisiones, se producen cambios en el estado del cuerpo que son producto de las reacciones

emocionales. Las imágenes mentales producen reacciones que despiertan nuestra intuición,

la cual nos ofrece el resultado de una elección.

Las sensaciones específicas, producto de la respuesta emocional, son nombrados por

Damásio como marcadores somáticos. Estos mejoran la exactitud del proceso de decisión;

son las relaciones entre el estímulo y el resultado de seleccionar una opción. Las emociones

se pueden enlazar a objetos o eventos y nos permiten obtener retroalimentación acerca del

ciclo de interacción. Por tal motivo juegan un papel importante en el cómputo afectivo (14).

Cuando nos presentamos ante una toma de decisiones, se producen cambios en la ac-

tividad neuronal que pueden ser detectados a través del EEG. Para estudiar sus efectos

en la actividad neuronal del DM, se le somete a una tarea en la cual debe buscar lograr

la mayor ganancia o cumplir un objetivo por medio de la selección de una opción o alter-

nativa en cada iteración del experimento. En (23) al DM se le presenta un subconjunto

de tres figuras de un total de seis, en cada toma de decisiones. En (112) un tercero le

hace propuestas monetarias al DM que debe aceptar o rechazar; estas pueden ser justas

donde ambos ganan la misma cantidad de dinero, injustas donde el que la propone gana

mayor cantidad o moderadamente justas. En (37) se presentan una serie de celulares al

DM, donde tiene que seleccionar si le gusta, no le gusta o si lo compraría. En (122) se le

presentan cuatro cartas donde dos de ellas son recompensas monetarias y las restantes un

castigo. En dichos trabajos las preferencias son analizadas a través del EEG; se obtienen a

partir de diferentes regiones del cerebro utilizando el sistema internacional 10-20. La con-

fianza del DM en su toma de decisiones, típicamente se asocia con las regiones frontales

o parietales (117), aunque también se ha encontrado su presencia en la corteza de asocia-

ción somatosensorial, la corteza prefrontal dorsolateral y la corteza visual primaria (122).

Los intervalos de frecuencia utilizados son, δ, θ, α, β y γ. En los estudios de la detección

emocional son los intervalos de frecuencia utilizados.
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2.1.3. Respuestas emocionales

Las respuestas emocionales pueden ser identificadas mediante cuestionarios, respuestas

fisiológicas y análisis del comportamiento. En el análisis del comportamiento, la detección

de emociones se puede realizar por medio de información del rostro, posturas del cuerpo,

entonación del habla, entre otros. Las emociones pueden perturbar las funciones básicas

en el ser humano, como por ejemplo cambios en la temperatura o en el ritmo cardiaco,

y estas se hacen presentes ante estímulos emocionales reales o imaginarios (68). En las

señales fisiológicas encontramos la actividad neuronal, la actividad rítmica del corazón,

la respuesta galvánica de la piel, por mencionar algunos ejemplos. En el desarrollo de

las teorías emocionales, se ha mostrado evidencia sobre la presencia de actividad neuronal

asociada a las emociones (121, 75). En el cerebro se hacen presentes patrones emocionales y

estos se mantienen relativamente estables sobre el tiempo (133). En el trabajo (133) definen

a la emoción a partir de ciertos componentes afectivos básicos y buscan relacionarla con

la actividad neuronal del cerebro (55, 39).

La interacción de las neuronas se produce por la transmisión de impulsos eléctricos

generados en el cuerpo de la célula, que son conducidos al exterior por medio del axón y

recibidos por otra célula por medio de las dendritas (36). Cuando se genera un impulso

eléctrico se produce una diferencia de potencial eléctrico, el cual puede ser medido por

el electroencefalograma. Nuestro cerebro cuenta con miles de millones de neuronas que

interactúan entre sí, lo cual hace que se produzcan los fenómenos mentales.

Las señales de electroencefalograma capturan la actividad neuronal pero estas son muy

susceptibles a ser contaminadas por agentes externos, los aparatos electrónicos producen

campos electromagnéticos, los cuales son capturados por los sensores del dispositivo de

EEG. Los celulares, computadoras, luces y la instalación eléctrica de la habitación, son

ejemplo de los dispositivos que pueden contaminar la señales e introducen ruido, lo cual

dificulta detectar apropiadamente las emociones expresadas tras el estímulo presentado al

sujeto de prueba. A este tipo de ruido se le denomina ruido ambiental y debe ser tomado

en cuenta en el diseño del experimento. En (38) el ruido ambiental se elimina por medio

de un filtro notch.
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Un segundo tipo de ruido presente en la señal de EEG es el ruido fisiológico, el cual

se produce por fenómenos internos del cuerpo humano, entre ellos podemos encontrar el

electrooculograma (EOG) que es la actividad del movimiento de los músculos de los ojos,

el electrocardiograma (ECG) la actividad eléctrica del corazón, el electromiograma (EMG)

que mide la actividad eléctrica de los músculos y nervios, entre otros. Es importante elimi-

nar o controlar este ruido pues puede complicar la predicción de los estados emocionales.

Estos fenómenos físicos se hacen presentes en la señal de electroencefalograma por medio

de una serie de componentes, sus rangos de frecuencia son mucho mayores a las frecuencias

donde se hacen presente los fenómenos emocionales.

2.1.4. Preprocesamiento de las señales de EEG

Las señales de electroencefalograma son muy susceptibles a ser contaminadas por ruido

externo, una de las principales fuentes que insertan ruido en las señales de EEG es el campo

electromagnético generado por la instalación eléctrica. La frecuencia de la corriente alterna

son 50Hz o 60Hz, dependiendo de la ubicación geográfica donde se realiza el experimento;

en México es de 60Hz. Estas frecuencias provocan artefactos en la señal de EEG debido

a que generan que un electrodo posea mayor impedancia que el resto de los electrodos

respecto a la tierra del amplificador. En consecuencia, la tierra funciona como un nodo

activo, produciendo dichos artefactos (103). Adicionalmente, el ruido de baja frecuencia y

los armónicos son indeseables, ya que interfieren con las señales de EEG que se producen

en esos mismos rangos de frecuencia.

Se pueden aplicar técnicas y estrategias para minimizar los artefactos. En (42), los

autores le indican a los sujetos que permanezcan lo más quietos posible y que enfoquen la

vista en una cruz cada vez que se presente, con el propósito de minimizar los artefactos

producto del movimiento muscular y de los ojos, respectivamente.

El filtro paso banda permite sólo el paso de las frecuencias que guardan información

emocional. Los intervalos de las bandas de frecuencia (82) son: delta (0-3 Hz), theta (4-7

Hz), low alpha (8-9.5 Hz), high alpha (10.5-12 Hz), alpha (8-12 Hz), low beta (13-16 Hz),

mid beta (17-20 Hz), high beta (21-29 Hz), beta (13-29 Hz), y gamma (30-50 Hz);aunque

en diferentes trabajos los rangos difieren en cierto grado (73, 1, 54, 71).
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Pueden implementarse técnicas como el análisis de componentes independientes (ICA,

por las siglas en inglés de Independent Component Analysis), la cual está basada en des-

composición ciega. El objetivo de ICA es descomponer la señal de electroencefalograma

en una serie de componentes, para nuestro caso deseamos separar la señal de EEG en sus

componentes emocionales y los artefactos. ICA trabaja bajo el supuesto de que hay en

el cerebro un número de componentes igual al número de canales usados en el casco de

EEG. Los artefactos se capturan por medio de los componentes, basta con eliminarlos y al

momento de reconstruir la señal, esta vendrá limpia y sin la presencia de los artefactos ya

que se han eliminado las frecuencias que los componen. La implementación de ICA para

la eliminación automática de artefactos no es una tarea trivial, no basta con identificar

los componentes que hacen referencia a los artefactos, se debe construir una base de datos

extensa de todos los diferentes tipos de artefactos que se desean detectar. Esta técnica ne-

cesita desarrollarse por materia especializada, ya que la base de datos debe ser construida

por un profesional del área que identifique correctamente cada uno de los artefactos para

su correcto etiquetado.

2.1.5. Detección automática de emociones

La detección automática de emociones es un campo de gran interés para muchas áreas

que necesitan tener información sobre los estados emocionales del ser humano, por men-

cionar algunas: el marketing para el estudio de la preferencia por productos premium (15),

la psicología en el estudio de psicopatologías (3) o el cómputo afectivo (91). A partir de la

captura de señales de distintas fuentes biológicas o medidas de su comportamiento, como

el tono de voz o el texto, se pueden capturar las emociones.

Aprendizaje de máquina

Comúnmente, el flujo de trabajo para la detección automática de emociones se com-

pone de tres etapas. La primera etapa consiste en la adquisición de la señal de electro-

encefalograma y su preprocesamiento. En esta etapa se busca eliminar las características

indeseadas de la señal y, con ello, facilitar el análisis en etapas posteriores. En la segunda
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etapa se transforman los datos en una serie de componentes que son equivalentes pero

en un dominio diferente. Estos componentes se utilizan para la extracción de las carac-

terísticas. En la tercera etapa se utiliza un clasificador, el cual deberá aprender a partir

de las características extraídas a predecir emociones con señales que no haya visto. Este

es el flujo tradicional de las técnicas artesanales de aprendizaje de máquina destinadas a

la detección automática de emociones. En trabajos como (42) hacen un estudio riguroso

sobre la utilización de distintos extractores de características con diferentes clasificadores.

Las características son extraídas a partir de transformaciones a las señales de EEG y un

análisis basado en técnicas de tiempo-frecuencia. En (93) proponen HOC (por las siglas en

inglés de Higher Order Crossings), una formulación para la extracción de características

de las señales de EEG. Los autores de dicho trabajo realizan una comparación entre su

método y otros dos, un método estadístico y uno basado en wavelets. En el estudio (6), se

mencionan otros métodos de extracción de características, por ejemplo, Common Spatial

Pattern (CSP), Spectral Power Asymmetry (ASM), Higher Order Spectra (HOS), Asym-

metric Spatial Pattern (ASP) y Fractal Dimension (FD).

Por otro lado, los autores de (133) presentan un estudio sobre las firmas emociona-

les en el cerebro como patrones de activación; además, proponen un conjunto de datos

llamado SEED, el cual está destinado al estudio de dichos patrones. A partir de sus tra-

bajos anteriores, los autores llegan a la conclusión que su método es eficiente al combi-

nar 62 canales, basados en el sistema 10-20, y seis diferentes métodos para la extracción

de características: Power Spectral Density (PSD), Differential Entropy (DE), Differential

Asymmetry (DASM), Rational Asymmetry (RASM), Asymmetry (ASM) y Differential

Caudality (DCAU). Utilizan tres clasificadores: KNN (por las siglas en inglés K-Nearest

Neighbor), SVM (por las siglas en inglés Support Vector Machine), Regresión logística y

GELM (por las siglas en inglés de Discriminative Graph Regularized Extreme Learning

Machine).

La detección automática de emociones con técnicas de aprendizaje de máquina comenzó

con la utilización de métodos de aprendizaje poco profundos. En los trabajos de (134), (74)

y (120) utilizan SVM, el cual es un tipo de aprendizaje introducido a principios de los

90’s. Analizan las emociones como un conjunto discreto de cuatro emociones (74, 120).
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Las emociones básicas utilizadas son felicidad, enojo, tristeza y calma; cabe mencionar que

dichas emociones las vemos como una forma análoga a los cuadrantes del modelo emocional

basado en valence y arousal (emociones que representan al cuadrante de forma general).

En dichos trabajos se observa la comparativa con otros métodos de aprendizaje poco

profundo, entre ellos podemos encontrar algoritmos como K-Nearest Neighbor, Bayesian

Network, y redes neuronales completamente conectadas poco profundas. Estos métodos de

aprendizaje poco profundo aprenden representaciones menos complejas y sofisticadas de

los datos en comparación a algoritmos que poseen más niveles de procesamiento como lo

son las redes neuronales con muchas capas. En (2), se realiza un estudio sobre la detección

automática de emociones. Los autores analizan una lista de artículos cuya publicación sea

entre 2009 y 2016 y muestran cómo las máquinas de vectores de soporte eran el método

más utilizado, era poco el uso de redes neuronales y las propuestas eran redes mayormente

de complejidad baja, osea, poseían pocas capas. En (6) también encontramos una revisión

de artículos; se observa en el trabajo el sobresaliente uso de SVM respecto a otros métodos

de aprendizaje de máquina.

Aprendizaje profundo

Las CNN (por las siglas en inglés de Convolutional Neuronal Network) han tenido éxito

en distintas áreas de aplicación (95). Para mejorar su exactitud, agregan nuevas etapas de

procesamiento: cambian el tamaño de las imágenes, recortan ciertas secciones de éstas y

agregan ruido, por mencionar algunas.

En (107) se propone el uso de una CNN para aprender los patrones emocionales cap-

tados en imágenes de rostros, mientras escuchan una lista de canciones. Este tipo de redes

incluso se han utilizado en trabajos multimodales (85); es decir, en conjunto con los datos

del rostro se utiliza información de distintos tipos: señales de EEG, seguimiento de los

movimientos de los ojos e información del rostro con imágenes RGB y de profundidad.

Además, utilizan el modelo de valence y arousal para realizar el estudio emocional. Existe

una gran variedad de trabajos que analizan el rostro humano para la detección de emo-

ciones (113, 108, 30). En particular, los autores de (13) presentan desde métodos clásicos

hasta trabajos que utilizan redes neuronales.
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Por otro lado, podemos encontrar trabajos donde usan el habla para el reconocimiento

de emociones. Por ejemplo, en (111) utilizan modelos ocultos de Markov, mientras que

en (66) hacen uso de AlexNet, una versión preentrenada de una red neuronal para la

clasificación de imágenes. En la detección automática se pueden utilizar múltiples recur-

sos biológicos que contengan información sobre los componentes emocionales del sujeto.

En (131), se trata el reconocimiento de emociones con base en el habla por medio de una

red de fusión de atención de múltiples cabezas; los autores combinan los datos del habla

con los datos de otras fuentes, entre ellas encontramos transcripciones de voz a texto, cap-

turas de movimientos, expresiones faciales cuando el sujeto está hablando, acciones de la

mano y rotaciones de la cabeza.

En el área de Procesamiento de Lenguaje Natural investigan la detección automática

de sentimientos, la cual está indirectamente relacionada con las emociones. En trabajos

como en (50), se observa el interés de los desarrolladores de fármacos para entender los

sentimientos de los usuarios. Por medio de reseñas textuales de 100 fármacos se busca la

detección automática de sentimientos usando BERT (por las siglas en inglés de Bidirectio-

nal Encoder Representations from Transformers), la cual es una red neuronal basada en

transformers.

Por otro lado, la técnica por la cual se captura la actividad rítmica del corazón es llama-

da electrocardiograma (ECG, por las siglas en inglés de Electrocardiogram). Los cambios

en las fluctuaciones de la actividad del corazón se encuentran relacionadas con el sistema

nervioso central (38), por lo que su análisis es de utilidad para la detección de emociones.

En el estudio (38) extraen información emocional del ECG, la cual es generada a partir

de la aplicación del paradigma pictórico de evocación de emociones. Utilizan el conjunto

de datos International Affective Picture System, donde extraen imágenes que caen dentro

de cuatro clases de emociones. En (88) proponen una nueva arquitectura de una CNN de

siete capas, la cual es utilizada para la detección automática de emociones a partir de los

datos de ECG; estos se etiquetan en términos de valence, arousal y dominance.

Se han utilizado diferentes tipos de arquitecturas de redes neuronales para realizar la

detección de emociones. En (70) utilizan señales EEG con mecanismos de atención, redes

de cápsula (CapsNet) y CNN para el aprendizaje basado en múltiples tareas. Tratan la
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predicción de alto/bajo valence, arousal y dominance como tareas separadas. Los autores

de (72) proponen SFCSAN, una arquitectura que aprovecha las señales de EEG en dife-

rentes bandas de frecuencia. SFCSAN está conformada por capas de redes convolucionales

paralelas para la obtención de información espacial de la señal. Las capas de autoatención

se utilizan para aprender información de las distintas bandas de frecuencias y el mapeo de

banda de intrafrecuencia. En (71) proponen una CNN de nueve capas donde seis de ellas

se componen de capas consecutivas de una capa convolucional seguida de una de max-

pooling, las últimas tres son capas de una red completamente conectada. Las señales de

EEG son transformadas a imágenes, las cuales son la entrada de la CNN. En (16) propo-

nen arquitecturas de CNN, estas son comparadas con otros métodos de aprendizaje poco

profundo. Las arquitecturas son evaluadas por medio de diferentes extractores de carac-

terísticas, aplicados al dominio de la frecuencia, el tiempo y combinadas. Cabe mencionar

que los resultados se presentan para valence y arousal de manera separada, ya que son

tratados como problemas de clasificación binaria. Los autores de (46) toman como base de

su estudio la asimetría del cerebro, los hemisferios derecho e izquierdo del cerebro tienen

distintas respuestas emocionales ante iguales o diferentes emociones.

Por otro lado, Zhou y Feng (135) desarrollaron otro tipo de método de aprendizaje,

llamado Deep Forest. Este método cambia el enfoque tradicional de la neurona, en el que

ésta deja de ser vista como el perceptron; es decir, ya no es una suma ponderada cuyo

resultado se pasa por una función de activación. En contraste, se propone un reemplazo

por el concepto de bosque aleatorio. Un bosque aleatorio está conformado por un conjunto

de árboles de decisión. En una capa se encuentran n bosques aleatorios y se pueden ir

agregando capas de forma dinámica. El dominio de las características aprendidas entre las

capas es el mismo; esto no sucede con el enfoque tradicional. Por ejemplo, en las CNN

hay distintos filtros entre capas que provocan que cambie el domino de las características.

Deep Forest está diseñado para aumentar su complejidad de forma dinámica, o sea, mo-

difica su arquitectura incrementando el número de capas en tiempo de entrenamiento. El

número final de capas de todo el modelo se determina con base en la métrica de exactitud

(accuracy). Esta propiedad le permite adaptarse al tamaño del conjunto de datos y reduce

el problema de establecer el tamaño óptimo de la red neuronal. Deep Forest se ha aplicado
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con éxito en la tarea de la detección automática de emociones. De hecho, en (17) los au-

tores consiguen una exactitud de 97.69 % y 97.53 % para los valores de valence y arousal,

respectivamente.

Se han realizado estudios de detección de los componentes emocionales independientes

del sujeto (98). Este tipo de pruebas consiste en comprobar la efectividad del clasificador

con datos de sujetos que no se hayan utilizado durante la etapa de entrenamiento. La

detección automática de emociones con una prueba independiente del sujeto es una tarea

complicada en las ciencias afectivas, ya que los componentes emocionales para cada sujeto

tienden a ser diferentes. Esta problemática no solo se presenta en las señales de EEG,

encontramos ejemplos en (30). En dicho trabajo proponen un método para la detección de

las emociones a partir de los gestos faciales; la arquitectura aprende los patrones afectivos

del rostro a partir de un conjunto de sujetos y con ello realizan predicciones a sujetos

desconocidos por la red.

Existen diferentes paradigmas de BCI para extraer cierta información de la actividad

neuronal. Se han desarrollado arquitecturas basadas en CNN (109) para decodificar infor-

mación inmersa en las señales de EEG relacionadas a la tarea bajo análisis. EEGNet (65)

es una CNN desarrollada para ser usada en múltiples paradigmas BCI; se consideró en el

diseño de su arquitectura ser lo mas compacta posible. En (109) se proponen DeepConvNet

y ShallowConvNet, arquitecturas con las cuales estudian el aprendizaje de estas redes en

distintos problemas de imaginería motora, a través de distintos conjuntos de datos que

varían en tamaño, número de electrodos o número de clases, por mencionar algunas.

En trabajos más recientes sobre la detección emocional, se ve una tendencia hacia el

uso del aprendizaje profundo. En (82), llevan a cabo una comparación entre arquitecturas

de CNN con diferente profundidad. En (10) se muestra cómo las redes completamente

conectadas o perceptrón multicapa MLP (por las siglas en ingles de Multilayer Perceptron),

muestran mejoría en los resultados respecto a SVM y KNN. En (129) se propone una red

convolucional multicolumna. En (49) se presenta una CNN donde la última capa son

neuronas completamente conectadas, se conectan a una red Long Short-Term Memory.

Encontramos arquitecturas de CNN que se combinan con un Sparse Autoencoder y una red

completamente conectada (FCN por las siglas en inglés de Fully Connected Network) (76).
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La última capa de la CNN es una capa de max-pooling cuya salida se pasa al autoencoder,

con el fin de reconstruir los datos. La salida del autoencoder es enviada a la FCN. Sin

embargo, la CNN y el autoencoder son entrenadas por separado, ya que son vistas como

la etapa de extracción de características durante el entrenamiento de la FCN. Finalmente,

la red completamente conectada se encarga de realizar la predicción.

2.1.6. Conjuntos de datos de experimentación

Existen diferentes conjuntos de datos que permiten analizar los estados emocionales.

Nosotros estamos interesados en aquellos que posean las grabaciones de las señales de elec-

troencefalograma. El conjunto de datos DEAP (59) está dirigido al estudio de los estados

emocionales del ser humano. Su protocolo de adquisición consiste en poner a los sujetos

de prueba a observar una serie de videos musicales; mientras los videos se reproducen,

se graban las señales de EEG. Los videos buscan evocar distintas emociones que posean

diferencias remarcadas en sus componentes emocionales. DEAP es ampliamente utilizado

para evaluar algoritmos de detección de emociones (129, 46, 82, 133, 129). El conjunto de

datos DREAMER almacena señales de EEG y ECG durante varias estimulaciones audio-

visuales (88). Existen trabajos donde hacen uso más de un conjunto de datos para su

estudio emocional, en (17, 70) hacen uso de DEAP y DREAMER. El conjunto de datos

SEED (133) se construye con base en un estudio de patrones estables en el tiempo. Las

emociones se asocian con la actividad neuronal por medio de patrones de activación que

se mantienen relativamente estables.

Hay trabajos que estudian la emoción pero con distintos modelos emocionales (104).

Los modelos emocionales nos permiten cuantificar las emociones, lo que facilita su uso en

algoritmos computacionales. En (115) diseñan una base de datos con las evaluaciones de

valence, arousal y dominance. La primera hace referencia a si fue agradable o desagradable

y en qué grado. La segunda es la intensidad de la emoción. La última se refiere al control

de las emociones y las restricciones a causa de barreras sociales o físicas (115).
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2.2. Optimización multiobjetivo

Encontrar la mejor solución o soluciones a un problema no siempre es una tarea trivial.

Hay una serie de objetivos asociados que se buscan optimizar. Estos pueden encontrase

en conflicto, por lo que, encontrar los mejores valores para dichos objetivos es una tarea

compleja. Por ejemplo, en (34) se trata al problema de planeación de trayectorias factibles

de un brazo robótico como un problema de optimización, la búsqueda se realiza en base a

la optimización de dos objetivos, minimizar la distancia de recorrido de las articulaciones

del robot y la distancia cartesiana de la muñeca del brazo robótico desde su punto inicial

a su posición final.

Se ha extendido el uso de metaheurísticas en el proceso de optimización de problemas

con muchos objetivos, éstos algoritmos se inspiran en procesos en la naturaleza para en-

contrar la/las soluciones óptimas. Existe el que imita una colonia de hormigas: en (124)

se propone su uso con mejoras para realizar la planeación de rutas de un robot móvil o el

que determina el suministro eléctrico minimizando su coste operacional (100), por men-

cionar algunos ejemplos. Existen otros tipos de metahurísticas, entre ellas encontramos

el recocido simulado (58, 24), la búsqueda tabú (31), el enjambre de partículas (43) y

los algoritmos evolutivos (29). Algunas de las metahurísticas mencionadas se utilizan en

problemas relacionados a la tecnología, por ejemplo, en el balanceo de recursos para el

cloud computing (127). Los algoritmos evolutivos multiobjetivo son metaheurísticas que

explotan los mecanismos de la evolución para buscar la mejor solución a problemas de op-

timización multiobjetivo. Estos algoritmos son nombrados MOEA (por las siglas en inglés

de Multi Objetive Evolutionary Algorithm).

Existen trabajos donde se han utilizado técnicas de optimización multiobjetivo en com-

binación con redes neuronales (118) para resolver problemas complejos, y que son de uti-

lidad en el área de aprendizaje de máquina. Por ejemplo, en (69), con el uso de SPEA2

se busca la mejor topología de una red neuronal; utilizan la complejidad de la red y el

accuracy como funciones objetivo.

Los MOEA nos permiten encontrar soluciones a problemas muy complejos: las solu-

ciones van mejorando iterativamente durante el proceso de búsqueda. En (94) realizan la
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planeación de trayectorias de un brazo robótico; la búsqueda de la mejor ruta se realiza

minimizando la distancia recorrida por las articulaciones y la muñeca del robot. Simi-

larmente, en (52) podemos encontrar un trabajo de planeación de rutas para un brazo

robótico en el que se incorporan más objetivos en la búsqueda; entre ellas podemos en-

contrar el número de activaciones producidas por una posible colisión, la cual es útil para

trabajar en entornos con objetos y evitar colisionar con ellos.

En (21) encontramos una lista de los algoritmos más importantes a finales del siglo XX

dentro del área de optimización multiobjetivo. En el trabajo se explican las raíces funcio-

nales de los algoritmos y citan algunos trabajos relacionados a su uso en aplicaciones del

mundo real, esto con el fin de incentivar el desarrollo del área. En la lista de los algoritmos

podemos encontrar MOGA (Multiple Objetive Genetic Algorithm), NSGA (Nondominated

Sorting Genetic Algorithm), NPGA (Niched-Pareto Genetic Algorithm) y NPGA2. For-

man parte de la primera generación de algoritmos de optimización multiobjetivo (21) y se

consideran los esfuerzos iniciales para incorporar la dominancia de Pareto a los algoritmos

evolutivos (20).

En la segunda generación de algoritmos evolutivos multiobjetivo se incorpora el elitis-

mo (20). El concepto de elitismo se refiere a la conservación de los individuos no dominados

durante el proceso evolutivo. En esta generación encontramos algoritmos como SPEA (por

las siglas en inglés de Strength Pareto Evolutionary Algorithm) (138) y SPEA2 (57), en los

cuales la aptitud de cada individuo se calcula con base en los individuos que la dominan.

En SPEA2 se incorporan mecanismos para mejorar la búsqueda realizada por medio del

entrecruzamiento; para mantener la diversidad de las soluciones, se guarda la represen-

tación de los individuos en el espacios de los objetivos y las variables. En el algoritmo

evolutivo NSGA también se incorporan mejoras, con lo que se propone NSGA-II (28, 29).

El algoritmo NSGA-II se diseña tomando en cuenta una serie de problemas que salieron a

flote con el uso de los MOEA “poseían una complejidad computacional O(MN3) (donde M

y N son el número de objetivos e individuos, respectivamente), falta de elitismo y la necesi-

dad de establecer un parámetro compartido”( Deb et al., 2002, p. 182). Los autores de (29)

proponen soluciones para mitigar dichos problemas, su mayor aportación fue su enfoque

para el ordenamiento de las soluciones no dominadas, disminuyendo a una complejidad
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O(MN2).

Existe un tipo de algoritmos que convierten un problema multiobjetivo a uno mono-

objetivo, descomponen el problema en un conjunto de subproblemas de optimización es-

calar, son conocidos como algoritmos de descomposición. Los dos grandes exponentes son

NSGA-III (27, 51) y MOEA/D (Multiobjective Evolutionary Algorithm Based on Decompo-

sition, por sus siglas en inglés) (132). En MOEA/D “los subproblemas se optimizan usando

información de varios subproblemas vecinos, dotándolo de una complejidad computacio-

nal menor”(Zhang y Li, 2007, p. 712). Existen diferentes enfoques de descomposición, los

usados en los estudios experimentales de MOEA/D: suma ponderada, Tchebycheff e inter-

sección de límites (BI, por las siglas en inglés de Boundary Intersection). En el algoritmo

NSGA-III a partir de una serie de puntos de referencia perfectamente distribuidos, se define

un hiperplano, el cual sirve para descomponer el problema multiobjetivo (27). Los puntos

forman nichos y son el medio para seleccionar a los individuos de la siguiente generación.

Existen problemas donde el MOEA supera a su versión más reciente. El algoritmo

NSGA-II ha demostrado funcionar en problemas multiobjetivo (igual o menor a tres obje-

tivos), superando a su versión más reciente, NSGA-III. En (53) utilizan tres objetivos, por

medio de sus resultados experimentales NSGA-II demuestra mayor rendimiento en compa-

ración a su versión más reciente NSGA-III, ya que este último está diseñado para trabajar

con muchos objetivos (27). En el área de optimización multiobjetivo, muchos objetivos

son comúnmente igual o mayor a cuatro objetivos. El algoritmo NSGA-II sigue teniendo

influencia en trabajos recientes, en temas relevantes como lo es la generación de residuos

líquidos peligrosos y gases de efecto invernadero (56), se ha mezclado con otras metahu-

rísticas para el desarrollo de planes efectivos de emergencia (62) o el enrutamiento para

sistemas de drones de entrega (63). En temas relacionados al aprendizaje de máquina, el

algoritmo se ha utilizado en temas de poda de arquitecturas de redes neuronales (83), op-

timización para algoritmos de clustering (99), en combinación con bosques aleatorios (90),

entrenamiento de redes neuronales con el uso del accuracy en la función objetivo (130),

por mencionar algunos trabajos.

En (33) los autores proponen una taxonomía para los MOEA basadas en indicadores,

este tipo de algoritmos optimizan el problema multiobjetivo en base a un indicador de
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calidad. Dicho indicador es usado para establecer los mecanismos de selección de los in-

dividuos, su optimización se lleva a cabo por medio del proceso evolutivo. El algoritmo

más representativo de esta generación es SMS-EMOA (8), utiliza el hipervolumen como

indicador de calidad. Pueden combinarse con múltiples indicadores, “la selección del indi-

cador puede ser usado en un momento particular durante la búsqueda”(Falcón-Cardona y

Coello, 2018). Estos algoritmos junto con los algoritmos basados en descomposición se han

utilizado en problemas con muchos objetivos. En trabajo futuro pueden ser de utilidad

para estudiar la optimización de nuestros neurocontroladores con muchos objetivos.

2.2.1. Incorporación de preferencias

Encontrar soluciones con los MOEA que se aproximen al frente de Pareto real no

siempre resuelve el problema. La persona encargada de seleccionar la solución del problema

es el tomador de decisiones. El tomador de decisiones guía el proceso evolutivo por medio

de la incorporación de sus preferencias y así llegar a soluciones con características deseadas.

Los métodos para realizar la incorporación de las preferencias (IMO, por las siglas en ingles

de Interactive Multiobjective Optimization) se dividen en tres (126):

1. A priori: las preferencias se dan antes de realizar la búsqueda.

2. A posteriori: se encuentra una aproximación al frente y selecciona la solución prefe-

rida.

3. Interactivo: El DM incorpora las preferencias progresivamente durante el proceso de

búsqueda y la guía hacia regiones preferidas.

En (126) proponen una taxonomía de las IMO, éstas se dividen en: expectativa, compa-

ración de funciones objetivo y comparación de soluciones. El método que utilizamos para

la incorporación de preferencias cae en la categoría de métodos de expectativa, ya que está

basado en un punto de referencia. Hay métodos basados en puntos de referencia que po-

seen la propiedad de poderse incorporar en otros algoritmos evolutivos multiobjetivo con

facilidad, ya que solo se necesitan hacer pequeñas modificaciones en la estructura básica
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del algoritmo evolutivo (78). También poseen la propiedad de incorporarse a problemas

con muchos objetivos pues implementa una función de logro para tratarlos.

2.3. Interacción humano-robot

El interés por la interacción humano-robot (HRI, por las siglas en inglés de Human-

Robot Interaction) ha crecido recientemente. Por ejemplo, la HRI, en combinación con

la detección de emociones, se ha utilizado en robots que pueden ser de utilidad para

mejorar el vocabulario en niños (61). El desarrollo de sistemas que puedan crear una

interacción emocional entre humanos y robots aún se enfrenta a retos para su aplicación

en entornos reales de trabajo colaborativo (18). Por otro lado, parece haber una mayor

preferencia por los robots antropomórficos, cuyas características y expresiones emocionales

son parecidas a las humanas, en comparación a un robot con cualquier otra forma (19).

En (102) se estudian la familiaridad, simpatía y amenaza hacia un conjunto de robots,

los cuales poseen características humanas en diferente grado. Los robots humanoides o

androides fueron los que resultaron más altos en familiaridad y simpatía: “Aumentar la

semejanza humana de un agente artificial aumenta sensiblemente la probabilidad de que

una contraparte humana confíe en él, así como la respuesta emocional asociada”(Cominelli

et al., 2021). “La capacidad de un robot para sentir (experimentar) provoca sentimientos de

inquietud más fuertes que la capacidad de un robot para planificar con anticipación, ejercer

el autocontrol, moralidad, memoria y reconocimiento de emociones; lo que provoca más

inquietud que un robot sin mente (es decir, al usar un robot como una herramienta)”(Appel

et al., 2020, p. 274).

Para el desarrollo de la interacción humano-robot, en (128) introducen la noción de

atmósfera de comunicación, la cual sirve para estudiar el proceso de comunicación. En (105)

se define en base a tres componentes: entorno, comunicativo y emocional; se utilizan para

estudiar los eventos comunicativos ya que “la comunicación humana es percibida como un

sistema dinámico”(Rutkowski y Mandic, 2007, p. 157).
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2.4. Sistemas para la detección emocional y toma de

decisiones

Las emociones y la toma de decisiones son fenómenos que suceden en el cerebro. Existen

trabajos que hacen uso del EEG para la detección de dichos fenómenos, cuyo fin está

destinado al desarrollo de BCI.

Las aplicaciones de BCI se pueden clasificar en la forma en que usan al cerebro: pasivas,

activas y reactivas (4, 106); la primera consiste en detectar los estados afectivos o cogniti-

vos no intencionales del cerebro, la segunda involucra la intención voluntaria del usuario y

la tercera son las respuestas neuronales generadas por una estimulación externa. En (4) se

discute la creación de BCI artísticas para la comprensión de los estados emocionales; son

vistas principalmente desde la perspectiva de BCI pasiva. Se han desarrollo juegos por el

uso de BCI activas (35), donde el usuario intenta mover un cuadrado a posiciones espe-

cíficas. Por medio de la estimulación del usuario con videos, se desarrollan BCI reactivas

que detecten los estados emocionales (73).

Las BCI emocionales son herramientas que pueden servir para su aplicación en la psico-

logía, como la detección de los estados efectivos en pacientes con síndrome de la conscien-

cia, tales como estado de coma, estado vegetativo, estado de conciencia mínima y estado

de conciencia mínima emergente (47). En situaciones donde las personas han perdido la

movilidad por la esclerosis lateral amiotrófica, se ha venido investigando la implementa-

ción de éstos sistemas para el mejoramiento de la calidad de las personas apoyando a sus

cuidadores en su labor (86).

Las aplicaciones de estos sistemas no solo tienen alcance en el área de la salud. Se han

desarrollado sistemas para el reconocimiento emocional en tiempo real (77) con múltiples

aplicaciones, entre ellas se encuentran la aplicación de terapias musicales, ya sea el manejo

del dolor, el estrés, entre otros; para la creación de avatares que muestran la expresión emo-

cional del usuario; y el desarrollo de reproductores de música. En (60) los autores analizan

y proponen una serie de posibles escenarios para la aplicación de sistemas de reconoci-

miento emocional multimodal; abarcan temas de ingeniería de software como su calidad,

usabilidad o la productividad de los programadores; temas relacionados al aprendizaje,
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como el aprendizaje de tareas, la evaluación de recursos para el aprendizaje; el diseño de

páginas web o de videojuegos para una experiencia más inmersiva. En (74) utilizan el EEG

para detectar los estados emocionales evocados por la música.

Existe una gran variedad de trabajos que utilizan aprendizaje de máquina para el

desarrollo de sistemas que detecten las emociones (71, 129, 73, 17). Se han estudiado y

desarrollado diferentes técnicas para la detección emocional, y su relación en el contexto de

la interacción emocional (14). Los gestos del rostro son una fuente ampliamente estudiada

para el desarrollo de estos sistemas (13); también se encuentra el uso del habla, el EEG o

el uso multimodal a partir de las tres fuentes anteriores (79).

El proceso de la toma de decisiones puede reflejarse en la actividad neuronal y ser

capturado con el EEG. En (23) estudian los efectos de la toma de decisiones en el cerebro,

analizan las bandas de frecuencia δ, θ, α, β y γ; cabe mencionar que estos intervalos de

frecuencia son utilizados para la detección emocional. En dicho trabajo someten al DM a

varias tomas de decisiones, en cada una se le presenta un subconjunto de tres figuras de

un total de seis, a través del proceso de selección y desecho de figuras debe buscar ganar

la mayor cantidad de puntos. En el trabajo comparan diferentes algoritmos de aprendizaje

de máquina para comprar la detección automática de la toma de decisiones en el cerebro,

dada la tarea impuesta al DM. En el desarrollo de las BCI se ha estudiado la toma de

decisiones en tareas de mayor complejidad; en (117) al DM se le presentan un pasillo que

simula como si se moviera a través de él, posee puertas a los lados donde cada cierto tiempo

salen personajes con gorra y ocasionalmente con casco, el DM debe evaluar su confianza

al decidir si uno de los sujetos traía casco. La confianza es la evaluación de nuestro propio

desempeño y se refiere a la probabilidad que las decisiones sean correctas. En el trabajo

proponen su algoritmo de aprendizaje de máquina para la predicción de la confianza del

DM; utilizan señales de EEG y EOC (por las siglas en inglés de electro-oculogram). En (9)

utilizan una estimulación parecida al trabajo anterior, pero ahora está dirigida a entornos

militares y la toma de decisiones grupal; los DM deben decidir si los sujetos que le aparecen

usan gorra o casco, a la vez proporcionan su confianza de haber seleccionado correctamente.

La corteza de asociación somatosensorial, la corteza prefrontal dorsolateral y la corteza

visual primaria son áreas que juegan un papel en la toma de decisiones (122). Estas áreas
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también se han utilizado en la detección emocional (59, 72, 81). El proceso de la toma

de decisiones consiste en seleccionar una opción o alternativa que nos permita lograr un

objetivo o cumplir con una tarea. Las emociones tienen influencia en la toma de decisiones,

pueden sesgar nuestra elección.



Capítulo 3

Método propuesto

En el presente trabajo hemos desarrollado una Interfaz-Cerebro Computadora que nos

permite explorar las soluciones generadas por un optimizador, basado en un algoritmo

evolutivo multiobjetivo, con el fin de incorporar las preferencias del usuario por medio

de la detección automática de emociones inmersas en las señales de electroencefalogra-

ma. Las emociones, al ser parte importante en la toma de decisiones, son utilizadas para

guiar la búsqueda de los neurocontroladores dentro del espacio de los objetivos. Estas son

consideradas como las preferencias del DM.

El neurocontrolador consiste en una red neuronal completamente conectada que con-

duce un robot móvil dentro de un entorno doméstico virtual. El robot cuenta con sensores

de proximidad asociados a las neuronas de entrada de la red neuronal. Y la salida de la

red neuronal indica la dirección y velocidad de los actuadores. La búsqueda de posibles

soluciones se realiza por medio de un MOEA, en el cual el neurocontrolador es tratado

como una serie de individuos que forman parte de una población y los pesos de sus neuro-

nas son codificadas como su cromosoma. Por medio de los operadores genéticos, el MOEA

evoluciona la población para encontrar dichos pesos. El proceso evolutivo es guiado con

base en una serie de objetivos.

La optimización hace una aproximación al frente de Pareto real. Sin embargo, esto no

resuelve del todo el problema, ya que al haber varios objetivos debe haber un compromiso

al seleccionar la mejor solución (como se mencionó en el capítulo anterior). Para seleccionar

la solución más adecuada para el sujeto, se incorporan sus preferencias para realizar una

35
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búsqueda local en los frentes de diferentes generaciones. El enfoque seleccionado para

incorporar las preferencias se basa en un punto de referencia, el cual sirve para seleccionar

los individuos de un frente de Pareto posterior (véase la sección 3.8).

Las emociones proporcionan una evaluación subjetiva; nos ayudan a predecir el posible

resultado de la selección de una opción ante una toma de decisiones. Las emociones se

incorporan al algoritmo evolutivo por medio de la detección automática en las señales de

EEG. Por medio de una CNN se predice la emoción evocada dentro de las señales de EEG,

lo que nos ayuda a obtener información emocional del DM y con ello, determinar de forma

automática el punto de referencia. Utilizamos el modelo emocional de Russell (104) para

identificar e incorporar las emociones al sistema. La estimulación para la generación de

respuestas emocionales es evocada por la simulación en tiempo real de los neurocontrolado-

res. Las señales de EEG son capturadas mientras el tomador de decisiones está observando

la conducción del robot dentro del entorno doméstico virtual.

3.1. Modelo emocional

Las autoevaluaciones emocionales capturadas con el SAM son la base para la inter-

pretación de las señales de EEG, pues las teorías de los núcleos afectivos busca capturar

las respuestas emocionales entre la actividad neuronal del sujeto y la estimulación a la

cual es sometido. Para tratar el problema de la detección automática de emociones, hemos

optado por usar el modelo dimensional de (104), el cual propone un modelo circumplejo

bidimensional para la representación de todos los posibles estados emocionales. Como se

mencionó en la sección 2.1), los componentes emocionales o estructurales de la emoción

son: valence y arousal. El primer componente se refiere a si la emoción es positiva o nega-

tiva. El segundo está relacionado a la intensidad de la emoción, si su expresividad fue alta

o baja.

En la figura 3.1 se puede observar el modelo circumplejo, los componentes emocionales

son los ejes. El eje horizontal pertenece al valence y el vertical al arousal ; en ambos ejes

la representación de las emociones se encuentran en un rango de [0, 1]. El conjunto de

emociones que se encuentran en cada cuadrante pueden ser referenciadas con una emoción
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Figura 3.1: modelo emocional circumplejo.

general; en la figura 3.1 cada cuadrante posee su emoción general.

Para reconocer las emociones en los sujetos de prueba se utilizan autoevaluaciones,

basadas en valence y arousal. Tras un estímulo, el sujeto brinda al sistema los valores

para ambos componentes, estos se capturan por medio de deslizadores (véase la figura

3.2). Estos valores tienen dos usos: para la etapa de entrenamiento sirven para identificar

las respuestas emocionales en la actividad neuronal y en la BCI se almacenan para fines

comparativos.

Figura 3.2: deslizadores para la captura de las emociones con la BCI.

En la figura 3.2 se muestran las barras de desplazamiento para capturar las emociones.
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La primera se relaciona con el valence y la segunda con el arousal ; contienen íconos que

se relacionan con el componente emocional al que hacen referencia. Las barras de des-

plazamiento son un instrumento comúnmente llamado SAM (por las siglas en inglés de

Self-Assessment Manikin), es utilizado en diferentes trabajos (11, 85) para medir emocio-

nes. Para nuestro proyecto, sustituimos los nombres de valence y arousal por insatisfecho-

satisfecho y aburrimiento-emocionado para adecuarlo a la estimulación presentada en las

simulaciones del comportamiento del robot. Para los videos musicales las etiquetas de

valence y arousal son triste-feliz y aburrido-emocionado, respectivamente.

3.2. Protocolo de entrenamiento

Para la utilización de la CNN en la extracción de los estados emocionales es necesario

un proceso de entrenamiento. Este proceso tiene como fin que la red aprenda a distinguir

las emociones presentes en las señales de EEG de cada sujeto.

...

...2s 2s Experimento iEvaluación 1 Evaluación iIntroducción Experimento 1

Figura 3.3: protocolo de entrenamiento para la evocación de emociones.

En la figura 3.3 se muestra el protocolo de estimulación de emociones para el entrena-

miento de la CNN. Inicialmente se le presenta al sujeto un video introductorio donde se le

brindan indicaciones y se le explica el experimento. Posteriormente, se muestran 26 videos:

20 de ellos son videos musicales y el resto son simulaciones del robot navegando dentro de

un entorno doméstico. La duración de cada video es de 1 minuto y el tiempo transcurrido

entre cada uno es de 2 segundos, tiempo durante el cual se captura el estado basal. Los

videos musicales fueron seleccionados aleatoriamente del conjunto de datos DEAP (59) y

pertenecen a diferentes géneros. Cada uno tiene una duración aproximada de un minuto.

En esta etapa, la navegación del robot se lleva a cabo por medio de un control remoto; se

diseña el comportamiento del robot en base a tres objetivos: el riesgo de colisión, la energía
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invertida y la trayectoria recorrida. Estos son los objetivos con los cuales se realizan cambios

en el comportamiento del robot, lo cual se refleja en su conducción. La tarea asignada al

robot consiste en atravesar de extremo a extremo la casa virtual para que se acerque a

una mesa que posee encima una jarra de agua, la cual en una supuesta tarea futura será

trasladada a otra habitación. En dicha habitación se encuentra una variedad de objetos,

algunos de ellos son frágiles, como mesas de vidrio o seres humanos. Al colisionar, se

generan sonidos para estimular al DM, ya que se busca intensificar la evocación emocional

con efectos especiales.

En el video introductorio se les indica a los sujetos que tomen en cuenta los objetivos

antes mencionados. Los sujetos toman el papel del tomador de decisiones ya que guían la

optimización a través de la selección de los robots con sus emociones. Los sujetos describen

su emoción por medio de la herramienta SAM (véase la sección 3.1). El par de valores

obtenidos con el SAM (valence,arousal) es la emoción que representan las señales de EEG

correspondientes a la estimulación por el video.

3.3. Interfaz Cerebro-Computadora

Los MOEA son una excelente opción para realizar búsquedas de soluciones en proble-

mas de alta complejidad. Este tipo de algoritmos tienen la característica de que en cada

generación se van ofreciendo mejores soluciones con el fin de hacer una aproximación al

frente real. El frente de Pareto real es aquel en el que ya no se pueden encontrar soluciones

no dominadas. Las soluciones generadas (es decir, los neurocontroladores), son mostradas

en una gráfica en la BCI para estimular al DM. Las preferencias emocionales son captura-

das a partir de la selección de seis individuos de cada frente de Pareto que se visite, a cada

uno se le asigna una emoción (valence y aorusal) con las señales EEG capturadas durante

su ejecución en el simulador. Al finalizar la simulación uno de los individuos del frente de

Pareto actual es seleccionado para ser usado como punto de referencia y darle dirección a

la búsqueda. Se convierten las emociones predichas por la BCI al respectivo valor de su

preferencia, el que posea el mayor valor es el preferido.

La BCI que proponemos permite explorar diferentes neurocontroladores, guiado por
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las respuestas emocionales del DM. Las emociones nos permiten obtener evaluaciones del

comportamiento del robot, nos ayuda a predecir el posible resultado de seleccionar un

neurocontrolador por parte del DM para realizar la tarea en un entorno real. Tomamos

en cuenta la hipótesis de los marcadores somáticos, es decir, las reacciones corporales

asociadas entre el estímulo y la emoción, ya que introducen cambios en el estado del

cuerpo humano (25) que podemos medir. En nuestro sistema se capturan con el EEG.

Esto nos permite determinar la preferencia emocional de cada una de las posibles opciones

en la toma de decisiones del DM.

En la figura 3.4 se muestra el flujo del sistema. El proceso inicia con la presentación del

frente de Pareto al tomador de decisiones, se le presenta un subconjunto de seis individuos.

El frente se explora por la selección de dichos individuos uno a la vez, pues con cada uno se

inicia el proceso para identificar de forma automática su emoción. Dicho proceso se realiza

a través de la estimulación del DM con la simulación en tiempo real del neurocontrolador,

en paralelo se inicia la captura de las señales de EEG. El DM debe prestar atención durante

la simulación el comportamiento del robot, se le indica que tome en cuenta los objetivos

que se buscan optimizar y cómo se reflejan en su conducción hacia la meta. Al finalizar la

simulación, el tomador de decisiones proporciona sus emociones con la herramienta SAM

y se detiene la adquisición de las señales de EEG; éstas se preprocesan, se segmentan en

ventanas y se introducen a la red neuronal convolucional para extraer la emoción embebida

en dicha señal. Las emociones de todos los individuos del frente de Pareto actual, las

cuales fueron dadas por la CNN, se utilizan para calcular las preferencias emocionales.

El individuo que posea el mayor valor es el preferido y se utiliza para determinar los

siguientes individuos del siguiente frente de Pareto a mostrar. El ciclo completo se vuelve

a repetir con un nuevo frente de Pareto, el flujo del sistema termina hasta que el DM

decide terminar el experimento o si ya no hay más frentes a mostrar. Es importante tomar

en cuenta que el NSGA-II se desactivó para su uso con la BCI por motivos de la duración

del experimento. La generación de una nueva población era un tiempo considerable por

tal motivo se utilizaron soluciones pregeneradas (véase sección 3.6).

Cabe mencionar que debido a aspectos técnicos y de desarrollo, siendo uno de ellos

el cambio de optimizador por soluciones pregeneradas, el tiempo entre la aplicación del
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Figura 3.4: diagrama del flujo del sistema. Cada vez que se pasa por el recuadro de Frente
de Pareto se inicia la exploración de un nuevo frente. Cuando se realiza la selección de un
individuo se pone en marcha el proceso para extraer su emoción: se inicia la adquisición
del EEG y la simulación del neurocontrolador; cuando ésta termina el DM da su emoción
con SAM y la CNN a partir de las señales de EEG. El proceso se repite con todos los
individuos del frente; se almacenan las emociones que fueron extraídas del EEG con la
CNN y se ingresan a las preferencias emocionales para determinar el individuo preferido.
Se buscan los nuevo individuos de un frente Pareto perteneciente a una generación superior
y el proceso se repite.

protocolo de entrenamiento (véase sección 3.2) y la BCI fue considerable, en un aproximado

de tres meses y medio.

La BCI consta de dos partes principales con la cual interactúa el tomador de decisiones,

la primera es la simulación en tiempo real donde se muestra el neurocontrolador y la

segunda es la interfaz de interacción para el DM. Para intensificar la evocación emocional

la simulación cuenta con estimulaciones visuales y auditivas. En las estimulaciones visuales

tenemos a los distintos objetos dentro del hogar, como por ejemplo: muebles, sillones, mesas

de cristal, cajas, niños, adultos, por mencionar algunos. Para los estímulos auditivos, la
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simulación cuenta con efectos de sonido: cuando el robot se estrella, suena un efecto de

daño; algunos objetos tienen sonidos específicos que intensifican el daño; cuando el robot

choca con objetos de cristal, suenan rompiéndose; cuando se estrella con un ser humano,

se emite un sonido de grito; para otros objetos se reproduce un golpeteo suave y menos

violento. Cuando el experimento se termina, hay dos sonidos que muestran su final: si el

neurocontrolador llega a la meta, se reproducen aplausos, y abucheos cuando se quedó

atorado o no llega a la posición final durante la simulación. Durante el experimento se

emite una música de fondo con la cual se espera aumentar las respuesta emocionales del

tomador de decisiones.

Figura 3.5: interfaces gráficas de la BCI.

La interfaz gráfica (véase la figura 3.5) es el lugar donde el DM recibe retroalimentación

e interactúa con el experimento; cuenta con los elementos:

1. Gráfica: lugar donde se muestran los individuos cargados pertenecientes a un frente

de Pareto en específico.

2. Indicador del experimento: se muestra el número del neurocontrolador y un contador

del tiempo que le resta al robot para llegar a la meta.

3. Control de cansancio: cuenta con una barra de desplazamiento para ingresar si el

experimento empieza a causar aburrimiento o emoción. Puede pausar el experimento
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por alguna razón, al reanudar debe ingresar los motivos y un botón con el cual puede

indicar que ya está conforme con las soluciones encontradas.

4. Autoevaluación emocional (SAM): son dos barras de desplazamiento con las cuales

se ingresan los valores de valence y arousal.

3.3.1. Arquitectura de la BCI

La BCI se compone de varios módulos que realizan una función específica, cada uno se

especializa en una parte del problema. En la figura 3.6 se muestran los principales módulos

y cómo se comunican. Las señales EEG son altamente susceptibles a ser contaminadas por

diferentes fuentes y solo ciertas frecuencias contienen información emocional. Por dichos

motivos la señal se debe capturar y preprocesar; los módulos encargados de realizar esas

tareas son el Controlador EEG y el Preprocesamiento. Eliminan de la señal las caracte-

rísticas no deseadas en lo mayor posible (véase la sección 3.4); por mencionar un ejemplo,

los artefactos generados por fenómenos internos del cuerpo, uno de ellos es el parpadeo.

En el módulo de Predicción emocional se utilizan las redes neuronales para decodificar

los estados emocionales en la señal EEG. Se realiza un procesamiento y un ventaneo para

generar las muestras que se ingresarán a la CNN. El módulo utiliza la red que se eligió con

el proceso llamado selección de modelos (véase la sección 4.1).

El módulo de Preferencias emocionales almacena las predicciones de la población de

neurocontroladores de la generación actual. Las emociones son procesadas por nuestro

modelo de preferencias emocionales, elige cuál de los neurocontroladores posee la emoción

que se dirige más hacia la felicidad o tranquilidad; en nuestro modelo de preferencias

emocionales (véase la sección 3.8) poseen valores altos para su preferencia, ya que son los

estados emocionales que se espera que se evoquen en las respuestas emocionales del DM,

producto de la interacción humano-robot.

La interfaz gráfica es el medio por el cual el tomador de decisiones interactúa con la

BCI, captura las evaluaciones del DM y le brinda información sobre el neurocontrolador

actual. La interfaz gráfica y el simulador son los únicos módulos que muestran elementos

gráficos, el resto se encuentran ocultos.
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El módulo del Neurocontrolador se comunica con el simulador para obtener los datos

del robot, calcula sus estados y las velocidades para la conducción. La interfaz gráfica le

indica al módulo a qué individuo se le deben cargar sus pesos para interactuar con la

simulación.

Controlador EEG Preprocesamiento

Predicción emocional

Interfaz gráfica Preferencias
emocionales

Simulador

Neurocontrolador

Frentes de Pareto

Figura 3.6: módulos del sistema BCI y sus conexiones principales.

3.3.2. Detalles técnicos

Para el desarrollo de la BCI se utilizaron distintas tecnologías. La principal es ROS,

el cual es un sistema operativo para robots. Los módulos de nuestro sistema son tratados

como nodos y ROS se encarga de gestionar las comunicaciones entre ellos. El simulador

permite integrarse con esta tecnología, además permite escalar la BCI para trabajo futuro.

Los módulos se desarrollaron con diferentes tecnologías, lo que nos permite utilizar-

las en conjunto para explotar sus capacidades. La integración del casco EEG se realiza

con la biblioteca BrainFlow, la cual nos permite acceder al bioamplifiador para obtener

información de los canales de EEG.

Las redes convolucionales se han codificado con el lenguaje Python, esto nos abre un

vasto ecosistema de bibliotecas y herramientas. Dicho lenguaje tiene soporte para el desa-

rrollo de algoritmos de aprendizaje de máquina. Por medio de Tensflow-GPU 2.9 se accede

a la biblioteca Keras 2.9 para la creación de la CNN, con Numpy 1.22 se maneja y procesa

la señal para generar las muestras que se ingresan en la red.

La interfaz gráfica se desarrolla en base a tecnologías web. Se hace uso de NodeJs para la
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ejecución de código JavaScript y el framework Electron para utilizar HTML, CSS, así como

una plataforma para tecnologías enfocadas al front-end. Entre ellas se encuentra Plotly,

una biblioteca que utilizamos para mostrar la población de neurocontroladores actuales al

DM y para generar gran parte de nuestros resultados y conclusiones; posee características

que facilitan la lectura e interpretación de los resultados.

El módulo del neurocontrolador se encarga de interactuar con el simulador, en cada

instante de tiempo recibe los valores de los sensores y los pasa a través de la red neuronal

para predecir los valores de conducción del robot. Gazebo posee una herramienta que nos

permite conducir el robot y determinar su posición. La herramienta recibe como entrada

velocidades lineales y angulares, que son predichas por la red neuronal. Se ha utilizado el

simulador Gazebo en su versión 11.10. El software cuenta con variedad de herramientas que

serían de utilidad para extender las capacidades del robot además, nos permite simularlo

en tiempo real dentro entornos físicos realistas.

Se ha utilizado una computadora Acer Nitro con un procesador core i7 CPU 2.60 Hz de

décima generación. Para el entrenamiento de las redes se utiliza una GPU Nvidia GeForce

RTX 3050. El sistema operativo sobre el cual se ejecutan las tecnologías mencionadas es

Ubuntu 20.04.5 LTS.

3.4. Señales de electroencefalograma

Las señales de electroencefalograma son capturadas por medio del casco EEG ultra-

cortex (de la compañía OpenBCI), el cual es un casco de electroencefalograma impreso

en 3D que utiliza electrodos secos (véase la figura 3.7). La tarjeta encargada de realizar

la adquisición de las señales es una tarjeta Cyton que cuenta con el módulo Daisy para

adquirir información de 16 canales. Las señales son capturadas a una frecuencia de 125

Hz.

Se elimina el ruido producido por la instalación eléctrica con un filtro notch, el cual

rechaza las frecuencias a 60Hz. Se elimina la tendencia en la señal. La señal la filtramos con

un paso banda que utiliza un filtro Butterworth de cuarto orden; su frecuencia de corte es

de 5Hz a 50Hz para extraer las frecuencias de las mencionadas potencias de banda. Antes
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Figura 3.7: casco de EEG Ultracortex de OpenBCI.

de ser ingresadas en la CNN se extrae el estado basal con las señales capturadas antes del

estímulo. Cabe mencionar que en la BCI los primeros cinco sujetos se diferencian ya que

se utilizó un único estado basal antes del experimento.

Para minimizar la producción de artefactos generados por los movimientos del sistema

motor del sujeto, se le acomoda en un asiento cuyo respaldo se encuentra a una distancia

de 120 cm de la pantalla. Se le indica que se mantenga lo mas quieto posible durante las

estimulaciones. Se elimina la referencia común para mejorar la calidad de la señal, eliminar

el ruido de fuentes comunes y mejorar la relación señal-ruido en las señales EEG.

Aplicamos el protocolo reportado en la sección 3.2 a un total de 11 sujetos, de los

cuales 9 son hombres y 2 mujeres. Todos los participantes son estudiantes universitarios

de la carrera de Ingeniería en Computación de la Universidad Autónoma Metropolitana

Unidad Cuajimalpa.

3.5. Simulador

El robot utilizado para los experimentos es un modelo virtual (véase la figura 3.8) que

fue replicado del robot Arlo Complete Robot System1. El modelo fue desarrollo por el Dr.

Antonio López Jaimes perteneciente a la Universidad Autónoma Metropolitana unidad

Cuajimalpa.

El robot se conforma por placas redondas, la parte baja y la parte alta. Las placas
1https://www.parallax.com/product/arlo-complete-robot-system/
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Figura 3.8: modelo virtual del robot móvil utilizado para los experimentos.

están separadas por cuatro barras metálicas. La placa de la parte baja sirve como base

del robot, en ella se encuentran montadas los componentes utilizados para que el robot

pueda moverse en su entorno de trabajo. En las orillas de la placa se encuentran montadas

las ruedas principales. De forma perpendicular se encuentra unas ruedas pequeñas que

estabilizan toda la estructura. En la base se encuentran cuatro sensores de proximidad.

Tomamos la rueda derecha como punto de referencia y se encuentra en la posición 0◦. Así,

los sensores están ubicados a los 40◦, 90◦, 140◦ y 270◦, respectivamente.

La detección de colisiones con el robot, son de utilidad para la generación del audio

encargado de estimular a el DM. Se busca intensificar la evocación emocional con efectos

especiales. Las colisiones generan retroalimentación de los eventos, por ejemplo colisionar

con objetos frágiles o alguna personas que habita la casa.

3.5.1. Neurocontrolador: red neuronal artificial

El neurocontrolador es una red neuronal completamente conectada, los valores de en-

trada para la red son los valores proporcionados por los sensores de proximidad. Cada

sensor proporciona 32 rayos, se utilizan tres sensores lo que equivale a 96 rayos por cada

instante de tiempo. El valor de cada rayo es asociado a una neurona, lo que quiere decir

que se necesitan al menos 96 neuronas para la capa de entrada.

Los neurocontroladores deben aprender a conducir el robot hasta la posición objetivo,
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la cual es una mesa que se encuentra al otro extremo de la casa. Para lograrlo se agregan dos

neuronas extra que reciben información relacionada con la posición del robot. La primera

recibe la distancia euclidiana desde el robot hacia la mesa, su minimización le permite

al optimizador generar neurocontroladores que aprenden rutas con una menor distancia.

Para lograr que aprendan generar velocidades angulares y lineales que dirijan la conducción

hacia la mesa, la segunda neurona recibe el ángulo necesario para que la orientación del

robot en el eje z se encuentre en línea recta hacia la mesa. La minimización de dicho ángulo

provoca que los pesos de la red aprendan a generar rutas que contemplen la dirección del

robot hacia la mesa.

3.5.2. Entorno virtual

El entorno de trabajo virtual en el cual el robot se desarrolla es un entorno doméstico,

en el hay una serie de objetos en el cual el robot tiene que esquivar y evitar colisionar. El

neurocontrolador se evalúa en base a los valores objetivo, éstos se calculan en base a la

conducción dentro del entorno virtual. Gazebo posee una caja de herramientas completa

de bibliotecas de desarrollo y servicios en la nube para facilitar la simulación de robots.

Permite simular la física y el comportamiento de los robots en entornos realistas. Dado

que se cuenta con el robot en físico, en trabajo futuro se desea trasmitirle el conocimiento

generado con las simulaciones para su uso en aplicaciones del mundo real.

Figura 3.9: entrada del dormitorio, posición inicial del robot.

En las figuras 3.9, 3.10 podemos observar la navegación del robot en su ambiente
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Figura 3.10: sala que tiene que atravesar el robot para llegar a la mesa que se encuentra
en la cocina.

virtual, en ella se pueden observar variedad de objetos como muebles que son resistentes

ante las colisiones del robot sin embargo, también se encuentran objetos delicados como

mesas de vidrio grandes y pequeñas en las cuales si el robot colisiona podría causar gran

daño. En el ambiente virtual se encuentran humanos, ya que en la realidad son las personas

que interactúan con el robot y esperan que se comporte con eficientes pues el tomador de

decisiones al tomar el papel de seleccionar el mejor robot, estos pueden tratarse de personas

que habitan en su hogar.

3.6. Optimización del neurocontrolador

El entorno de trabajo del robot es un ambiente doméstico virtual, posee una colección

de objetos y personas que el robot tiene que evitar colisionar durante la conducción. El

neurocontrolador o red neuronal (ANN) busca llegar a la posición objetivo con la menor

distancia recorrida, disminuyendo el riesgo de colisionar con objetos que se le atraviesen

en su camino y mantener una estabilidad de llegada a la meta. Por medio de un algoritmo

evolutivo multiobjetivo se generan neurocontroladores que contemplan dichas caracterís-

ticas, pues conforman los objetivos que se desean optimizar. Se representa la ANN como

una población de individuos. Por medio de los operadores de cruza, mutación y selección

se logra que evolucione la población a soluciones mejores. Los individuos más aptos son

los que sobreviven, la simulación es el medio para evaluarlos. El neurocontrolador y la
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simulación se comunican, comparten información constantemente para hacer posible que

el robot interactué con su entorno. Se pone a prueba las ANN dentro de una simulación en

tiempo real, al finalizar son devueltos los valores de los objetivos. Son tres los objetivos que

se buscan optimizar en el cumplimiento de la tarea del robot, la cual consiste en conducir

hasta la posición objetivo; dichos objetivos se buscan minimizar y son:

Distancia recorrida: tamaño de la ruta que realizó la ANN.

Riesgo: cercanía con la que pasa a los objetos, se define como 1
d+1

donde d es la

distancia del robot a un objeto.

Velocidad de llegada: velocidad con la que llega el robot a la posición destino. El

objetivo evita que el robot colisione con la mesa, la cual es la meta que debe llegar

el robot.

El problema de optimización posee una restricción, los individuos que se utilizan en

el proceso de optimización son aquellos que obtiene una distancia menor a 0.95 de la

posición final y el robot. La posición final es una mesa con una jarra de agua sobre ella.

Regularmente se utiliza un conjunto de datos etiquetado para calcular los pesos de la red.

No se cuenta con un conjunto de datos para entrenar el neurocontrolador; la creación

de uno está fuera de los objetivos del proyecto. Para determinar los pesos se utiliza un

algoritmo evolutivo de optimización multiobjetivo. El seleccionado fue el algoritmo NSGA-

II (28, 29), como se muestra en la sección 2.2 es parte de los algoritmos importantes de su

época, propone avances importantes al área de optimización. Es un algoritmo que se sigue

utilizando en el estado del arte y ha demostrado tener resultados buenos en problemas

multiobjetivo, que no tengan más de tres objetivos; un número superior se considera como

un problema de muchos objetivos. Cuando el problema no posee muchos objetivos, el

MOEA supera su versión mas reciente NSGA-III. Cabe mencionar que se pueden utilizar

otros optimizadores, existen algoritmos que convergen más rápido en problemas de muchos

objetivos, sin embargo, el utilizado nos permite realizar una primera aproximación y nos

funciona bien ya que no poseemos muchos objetivos.

Por medio del MOEA buscamos optimizar los valores de los objetivos obtenidos con

la simulación. Es muy complicado definir una función matemática qué nos devuelva los
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valores para los objetivos, el problema es de naturaleza compleja, los posibles estados son

enormes. La simulación forma parte de nuestra función objetivo, nos permite pasar del

espacio de las variables al espacio de los objetivos. Los pesos de la ANN representan la

entrada a la función objetivo pues conforman el espacio de las variables, mientras que los

valores obtenidos con la simulación conforman el espacio de los objetivos.

Figura 3.11: función objetivo.

Los individuos más aptos son los que prevalecerán y se usarán para la creación de

la siguiente generación en el algoritmo evolutivo, se almacenan los individuos para pos-

teriormente ser utilizados en la BCI. En el espacio de las variables se encuentran los

neurocontroladores que estimularán al individuo. El modelo de preferencias se mueve en

el espacio de los objetivos. Por motivos del tiempo de duración del experimento, las so-

luciones son generadas antes de su uso en la BCI. El sistema cuenta con una versión del

NSGA-II propuesta en (78), posee un método de incorporación de preferencias basada en

punto de referencia. El DM modela sus preferencias a través de dicho punto. El tiempo

que le toma al optimizador generar un nuevo frente de Pareto es demasiado grande para el

experimento; maneja una población de cien individuos. La BCI utiliza un subconjunto de

seis individuos para estimular al DM, por lo tanto el optimizador se desactiva para uso en

conjunto con la BCI durante la realización de los experimentos, por tal motivo se ejecuta

el optimizador sin la incorporación de preferencias con el fin de generar frentes de Pareto

que serán utilizados durante la ejecución de la BCI.

La función que sirve para la incorporación de preferencias es una función de escalari-

zación de logro; ésta se basa en la distancia de Chevyshev.



CAPÍTULO 3. MÉTODO PROPUESTO 52

s∞(z⃗, z⃗ref) = máx
i=1,...,k

{λi(zi − zrefi )}+ ρ
k∑

i=1

λi(zi − zrefi ), (3.1)

donde z⃗ref es un punto de referencia, ρ > 0 es un coeficiente de aumento suficientemente

pequeño, y λ = [λ1, . . . , λk] es un vector de pesos tal que ∀i λi ≥ 0 y, para al menos una

i, λi > 0.

3.7. Traducción emocional

3.7.1. Redes neuronales convolucionales

La detección automática de emociones la realizamos a partir de una red neuronal

convolucional (CNN). Este tipo de aprendizaje de máquina es ampliamente utilizado en

el estado del arte con respecto a la detección emocional. Comparamos el rendimiento

de tres redes para determinar cuál utilizar en la BCI, estas redes son: EEGNet (65),

ShallowConvNet y DeepConvNet (109). Los autores de estas redes se basaron en su diseño

para ser de arquitectura genérica, con el fin de crear herramientas de uso general para tareas

de decodificación de señales cerebrales; su objetivo es obtener rendimientos competitivos

con poco conocimiento experto relacionado a la tarea.
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Figura 3.12: arquitectura de EEGNet.
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La primera propuesta es la red EEGNet cuya arquitectura se muestra en la figura

3.12. Cabe mencionar que la imágenes de las arquitecturas presentadas en esta sección

se extrajeron de su trabajo original, se tradujeron y se cambiaron por los parámetros

utilizados en nuestros experimentos.

En la figura de EEGNet el fondo se compone por rectángulos grises de dos tonos

diferentes, estos se refieren a diferentes bloques convolucionales, siendo el bloque cero

la entrada a la red. El primer bloque contiene una capa convolución sobre el tiempo,

seguida de una capa de normalización por lotes. La segunda capa es una convolución

en profundidad, tiene el beneficio de reducir el número de parámetros de entrenamiento

y en aplicaciones de EEG permite el aprendizaje de filtros espaciales para cada filtro

temporal, lo cual habilita la extracción de dichos filtros relacionados a distintas frecuencias.

Estos dos bloques se mantienen como convolucionales lineales, lo que quiere decir que

no hay una función de activación, pues los autores han encontrado que el uso de una

transformación no lineal no mejora significativamente el rendimiento. El tercer bloque es

una convolución separable, la cual consiste en una convolución en profundidad seguida

de una convolución puntual. Este tipo de convolución, además de reducir los parámetros

de entrenamiento, realiza un desacoplo explícito de las relaciones entre y a través de los

mapas de características; primero se aprende un kernel que resumen las características

individualmente y luego se fusionan de manera óptima los resultados. En el último bloque

se utiliza un capa densa cuya salida son dos neuronas, la primera predice el valor de valence

y la segunda el arousal.

Al término del segundo y tercer bloque se utiliza una normalización por lotes, seguido

de una función de activación ELU (Exponential Linear Unit, por sus siglas en inglés), una

capa de average pooling de tamaño: (1,4) y (1,8), respectivamente para cada bloque; para

terminar un dropout donde los autores recomiendan una probabilidad de 0.5, ésta última

es con el fin de regularizar el modelo y evitar un sobreajuste durante el entrenamiento.

La función de activación ELU se define como: f(x) = x para x > 0 y f(x) = ex − 1 para

x <= 0.

La segunda y tercer propuesta son ShallowConvNet y DeepConvNet, sus arquitecturas

se presentan en la figura 3.13 y 3.14. Sus operaciones convolucionales iniciales son: con-
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Figura 3.13: arquitectura de ShallowConv-
Net.
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Figura 3.14: arquitectura de DeepConvNet.

volución temporal y filtro espacial. Estas operaciones se diferencian entre estas dos redes

por el tamaño del kernel en la convolución temporal y el número de filtros.

En el caso de ShallowConvNet, después del filtro espacial se encuentra una capa de

normalización por lotes, una no lineal cuadrática, mean pooling, una función de activación

logarítmica y dropout. Para finalizar se encuentra una capa densa con una función de

activación sigmoide. Los autores señalan que por medio de la capa de pooling en varios

mapas de características, la red puede aprender una estructura temporal de los cambios

en la potencia de la señal, pues eso ha sido beneficioso en uno de sus trabajos anteriores.

La última propuesta, candidata para ser utilizada en la BCI es DeepConvNet ; su ar-

quitectura se muestra en la figura 3.14. La convolución temporal y el filtro espacial, en

principio pueden combinarse en una capa convolucional, sin embargo los autores señalan

que su separación ayuda a la regularización de la convolución; se separa en una combinación
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de convoluciones temporales y filtros espaciales.

En la arquitectura de DeepConvNet, al final de cada bloque convolucional se encuentra

una normalización por lotes, seguido de una función ELU, un max pooling y al final un

dropout con una probabilidad de 0.5.

3.7.2. Sistema en línea

Nosotros contamos con tres redes sin embargo, solo se usa una en la BCI. Para selec-

cionar la red hacemos uso del conjunto de datos DEAP (véase la sección 4.1).

La emoción es tratada como dimensiones afectivas, ya que seguimos el modelo circum-

plejo compuesto por valence y arousal. La decodificación de las emociones en la señal de

EEG, son valores continuos que representan puntos dentro de dicho modelo circumplejo,

por lo tanto la detección automática de emociones es tratada como un problema de regre-

sión. Cabe mencionar que gran parte del estado del arte sobre la detección emocional es

en base a emociones discretas, sin embargo nosotros optamos por emociones continuas ya

que de esta forma nuestro modelo de preferencias emocionales puede manejarlas.

Para dejar la señal lista para la CNN, tras haber realizado el preprocesamiento, primero

se extrae el estado basal de la señal. Dicha señal es generada durante un periodo de tiempo

de 2 segundos sin estimulación alguna al DM, aunque no se haga presente ninguna estimu-

lación aún sigue habiendo actividad neuronal, su extracción ayuda a clarificar los patrones

generados durante la estimulación. La señal se estandariza con una media y desviación

estándar conocida. La señal antes de ingresar a la CNN es procesada y segmentada por un

ventaneo de 128 muestras con un desplazamiento de 32; este proceso genera las ventanas

o muestras de entrada para la CNN. Cada ventana tiene como resultado una emoción, por

lo tanto la predicción emocional de un estímulo es el centroide calculado a partir de las

perdiciones con las ventanas generadas con su señal EEG. La fórmula para el cálculo del

centroide es:

C(X) = (

∑n xi

n
,

∑n yi
n

) X ∈ Ω (3.2)

Donde C es la predicción emocional o centroide, X es un conjunto de n emociones que
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pertenecen al modelo de Russell Ω y (xi,yi) son los componentes de dichas emociones. El

conjunto de datos generado con el protocolo de adquisición (véase la sección 3.2) forman

parte del entrenamiento de la CNN y las emociones capturadas con SAM son las etiquetas.

El proceso de entrenamiento se realiza con el 80 % de la señal de EEG, capturada en cada

estimulación, el 20 % final de dicha señal es el conjunto de prueba.

La red después de cada estimulación (simulación) le toma aproximadamente un 1 segun-

do extraer la emoción embebida en la señal EEG; el cálculo se realiza de forma empírica.

Para seleccionar la mayor preferencia emocional, el DM tiene que observar la simulación

de todos los individuos del frente actual; en nuestro caso de estudio son seis. El tiempo de

respuesta es variado, en el mejor de los casos se realiza en 2 minutos con 6 segundos y en el

peor de los casos entre 7 y 8 minutos. Lo anterior es debido a que utilizamos un simulador

en tiempo real para robots, no siempre la simulación corre uno a uno con el tiempo real,

produciendo retrasos; el hardware tiene que soportar la robustez de nuestro sistema. Se

observó que dichos retrasos no presentaron problema critico en la fluidez de la simulación

para el DM.

3.8. Modelo de preferencias emocionales

El modelo de preferencias emocionales es la parte encargada de la toma de decisiones en

la evolución del neurocontrolador. Toma información emocional generada en los individuos

del frente de Pareto actual, la procesa para decidir cual es el individuo que servirá de punto

de referencia para calcular el siguiente frente. El modelo permite moverse entre en el espacio

de soluciones del optimizador. Se encarga de decidir cuál será el siguiente frente que se

visitará y cuáles serán los individuos que usaremos para continuar la búsqueda.

Al simular un individuo se inicia el flujo EEG para la extracción de las emociones

del tomador de decisiones. La CNN encargada de dicha tarea predice cuál es la emoción

evocada por el neurocontrolador. Se recolectan las predicciones emocionales de los indivi-

duos del frente actual, se procesan por medio de un método conocido como PBI (Penalty

Boundary Intersection, por sus siglas en inglés). El método se ha utilizado en algoritmos

de descomposición como MOEA-D, pues se ha demostrado en el estado del arte que mejora
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su rendimiento (119).

d1

d2

emocióni

línea de referencia

Figura 3.15: Funcionamiento de PBI.

En la figura 3.15 se puede observar como funciona el PBI. En el método se utiliza una

línea recta que sirve de referencia (línea roja) y una función de escalarización, la cual nos

permite crear una relación con dicha recta y el espacio de trabajo. Las emociones en el

sistema circumplejo se intersecan perpendicularmente con la línea de referencia. El punto

donde se forma dicha intersección sirve para definir dos distancias. La primera de dicho

punto a la emoción y la segunda del mismo punto de intersección al inicio de la línea de

referencia. Lo anterior se utiliza para crear un modelo de preferencias emocionales y se

establece por por medio de la siguiente fórmula:

Ppbi(x⃗|w⃗, ⃗dref ) = θ1d1 + θ2d2 x⃗ ∈ Ω (3.3)

Donde x⃗ es una emoción que pertenece al modelo de Russell Ω, mientras ⃗dref = (d1, d2)

son las distancias que se muestran en la figura 3.15 y w⃗ = (θ1, θ2) es el vector de pesos, con

la restricción de que la suma de sus componentes sea igual uno. Los pesos son parte de los

parámetros de entrada de nuestro modelo de preferencias. La función permite transformar

una emoción en su respectivo valor de preferencia. Determinar la mejor opción ante una

toma de decisiones se resuelve por medio de un problema optimización el cual se define:

max Ppbi(x⃗), x⃗ ∈ Ω (3.4)
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Nosotros estamos interesados en los neurocontroladores que evoquen respuestas emo-

cionales positivas, por tal motivo, colocamos la línea de referencia entre el punto (0.5, 0)

y (1, 1) el cual hace referencias a las regiones que pertenecen a las emociones relacionadas

con la felicidad y la calma; son las emociones preferidas para la selección de los neuro-

controladores. Para seleccionar los pesos w nos basamos en las emociones preferidas, se

generaron diversos espacios de preferencias emocionales y se seleccionó el que mejor se

adaptó a nuestros objetivos. Para generar dichos espacios se utilizaron 10,000 puntos alea-

torios, los cuales representan emociones en el sistema circumplejo. Se transforman a sus

respectivas preferencias por medio de la fórmula 3.4 y son mapeados a un rango de colores

que van de oscuros a claros; los colores claros son los de mayor preferencia.
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Figura 3.16: nuestro espacio de preferencias con PBI, generado a partir de una distribución
aleatoria de distintas emociones.

En la figura 3.16 se observa el espacio de preferencias emocionales generado con los

pesos preferidos para ser usados en la fórmula 3.4. Nosotros lo establecimos con los valores

w⃗ = (0.45, 0.55), fueron los valores que mejor resultaron en nuestras pruebas y se adaptan

mejor a nuestros objetivos. Se puede observar en dicha figura que la región perteneciente

a la felicidad es la que posee mayor proporción de colores claros, seguido por la región de
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la calma.

El método de PBI se utiliza para seleccionar el individuo que servirá como punto de

referencia, el que obtenga el mayor valor será el seleccionado. El modelo de preferencias

utiliza la distancia de Chebyshev para un espacio de 3 dimensiones (véase la fórmula 3.5

lo cual permite moverse entre el espacio de soluciones.

D(p⃗, q⃗) = max(|pi − qi|) p⃗, q⃗ ∈ Θ, i ∈ [1, 3] (3.5)

Donde D es la distancia de Chebyshev, p y q son individuos o neurocontroladores cuyos

valores se encuentran en el espacio de los objetivos Θ La selección de la opción con mayor

preferencia, calculada a través del uso de PBI, es la base para determinar el siguiente

frente. Cabe mencionar que dicho punto sirve para la entrada de la fórmula 3.1 para la

incorporación de preferencias con el optimizador. En cada conjunto de neurocontroladores,

que se le presentan al DM, se determina el de mayor preferencia el cual sirve como punto

de referencia; se calcula su distancia con cada uno de los individuos de frentes posteriores,

en el espacio de los objetivos y usando la fórmula 3.5. El neurocontrolador que obtenga

la menor distancia es el primer individuo seleccionado para mostrar al DM en la siguiente

iteración del experimento. El frente de Pareto que posee dicho individuo es el siguiente

a visitar y los individuos que pertenecen a ese frente se utilizan para determinar el resto

que se le mostrarán al DM pero ahora usando la distancia euclidiana. Para extender la

búsqueda entre los frentes de Pareto se utiliza un umbral, el cual define a partir de cuantos

frentes en adelante al actual debe iniciarse la búsqueda.



Capítulo 4

Experimentación

4.1. Selección del modelo

Contamos con tres CNN candidatas a ser utilizadas con la BCI: EEGNet, DeepConvNet

y ShallowConvNet. Para seleccionar la arquitectura que será utilizada para la detección

de emociones de nuestra propuesta, analizamos el desempeño de cada una. Entrenamos y

evaluamos las CNN candidatas con el conjunto de datos DEAP (59), ya que es utilizado

frecuentemente para evaluar los algoritmos de detección automática de emociones. DEAP

cuenta con 40 videos musicales de un minuto de duración cada uno. Las señales de EEG

fueron adquiridas con 32 canales usando el sistema internacional 10-20. El género de los

participantes está balanceado, es decir hay igual número de hombres y mujeres. Las señales

fueron adquiridas a una frecuencia de 512Hz y se submuestrearon a 128Hz. Se les aplicó

un filtro de paso banda en un rango de 4 a 45Hz. Los datos se promediaron por una

referencia común y se eliminaron los artefactos de electrooculograma. Cabe mencionar que

este conjunto de datos solo se utiliza para seleccionar el modelo a utilizar en la BCI, se

compara el rendimiento de nuestros modelos con dicho conjunto pues posee un tamaño

mayor al nuestro y es ampliamente utilizado en los estudios emocionales.

Para evaluar el modelo, se realizaron cuatro repeticiones de validación cruzada de cinco

particiones. El entrenamiento de las redes se realizó para cada sujeto de manera aislada.

Es decir, no analizamos la posibilidad de generalizar la red a partir de entrenarla con la

información de todos los sujetos, lo cual consideramos que es una tarea que está fuera del

60
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alcance del presente proyecto. Nosotros abordamos la detección automática de emociones

como un problema de regresión, ya que para la implementación de nuestro modelo de

preferencia necesitamos valores continuos. Las métricas utilizadas para la evaluación de

las redes fueron: el error cuadrático medio (MSE, por las siglas en inglés de mean squared

error) y el error absoluto medio (MAE, por las siglas en ingles de mean absolute error).

En las figuras 4.1 y 4.2 se muestran las gráficas del MSE y del MAE, respectivamente.

Los valores de dichas métricas nos indican qué tan acertada es la predicción emocional,

entre menor sea el valor significa que la emoción predicha se encuentra más cercana al

valor real de la emoción. Los valores que obtuvimos para ambas métricas se mantienen

bajos, lo que es un indicio sobre un buen comportamiento del modelo. Se presentaron muy

pocos valores atípicos, los rangos intercuartiles no se alejan mucho de la mediana, con lo

cual se deduce que el aprendizaje de las CNN generadas fue consistente entre los sujetos

del conjunto de datos.
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Figura 4.1: error cuadrático medio usando
DEAP.
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Figura 4.2: error absoluto medio usando
DEAP.

El modelo DeepConvNet obtiene los errores más bajos tanto en el MSE como en MAE.

Además, aunque hay valores atípicos, en general se observa una menor dispersión. Por lo

anterior se elige DeepConvNet como la arquitectura a utilizar en la BCI.



CAPÍTULO 4. EXPERIMENTACIÓN 62

4.2. Entrenamiento con los datos del protocolo de esti-

mulación propuesto

Para evaluar el desempeño de DeepConvNet en un escenario más cercano al esperado,

se evalúa su desempeño con los datos generados usando nuestro protocolo de estimulación.

Los videos presentados en la sección 3.2 se utilizan para estimular al DM y registrar sus

diferentes estados emocionales por medio del almacenamiento de las señales y autoevalua-

ciones. Cada video musical o del robot simulado, es un ejemplo para la red. Mientras que

las autoevaluaciones son el etiquetado.

Las señales de EEG se almacenan y procesan para formar el conjunto de entrenamien-

to. Para generar más información para el entrenamiento, se genera un ventaneo de 128

muestras con un desplazamiento de 32. De esta forma, DeepConvNet toma de entrada las

ventanas generadas para traducir las señales de EEG en estados emocionales. Se realiza

el entrenamiento con alrededor de 150 épocas y una tolerancia de 15 épocas para que la

pérdida mejore, si no lo hace, el entrenamiento se detiene.
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Figura 4.3: error cuadrático medio usando
datos del protocolo.
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Figura 4.4: error absoluto medio usando da-
tos del protocolo.

En la figura 4.3 y 4.4 se muestran las evaluaciones con MSE y MAE obtenidas con

los usuarios del protocolo propuesto. La línea punteada que se encuentra perpendicular a

la línea de la mediana representa la media y el rombo punteado representa la desviación



CAPÍTULO 4. EXPERIMENTACIÓN 63

estándar. Los resultados de DeepConvNet muestran características deseadas en su desem-

peño con los sujetos de la prueba. La diferencia de la mediana y la media es pequeña,

mostrando que el desempeño se distribuye uniformemente, dirigiéndose a una distribución

normal. La longitud de la desviación estándar se encuentra dentro del rango intercuartílico,

lo que quiere decir que no hay muchos valores fuera de dicho rango. Estas características

nos dan indicio que el desempeño del modelo fue razonablemente bueno.

4.3. Componentes emocionales

En el modelo dimensional (véase la sección 3.1) el valence y arousal son los componentes

que conforman la emoción, pues a partir de sus valores se representa el amplio rango de

emociones. La obtención de las emocionales se llevan a cabo por medio de dos métodos:

SAM y señales de EEG. Al término de cada simulación, el DM brinda los valores del SAM

y a las señales de EEG se le extraen sus respuestas emocionales, utilizando un modelo

previamente entrenado con sus señales capturadas en el protocolo de adquisición.

Realizamos una prueba t-test con alpha = 0.05 para identificar si la BCI es consistente

con los componentes emocionales obtenidos a través del SAM. La prueba utilizada se

basó durante el desarrollo del análisis de nuestras evaluaciones experimentales donde se

obtuvo que los datos siguen una distribución normal. Se obtienen valores en la prueba de

(0.67825725, 0.00871432), respectivamente al valence y arousal. Los resultados nos indican

que en el arousal la hipótesis nula es rechazada, pero en el valence no. El arousal puede

haberse influenciado por el audio, ya que se observó durante la experimentación que las

estimulaciones auditivas tienen efecto en la emoción capturada con el SAM. En la cuestión

fisiológica la música produce cambios en la actividad neuronal, pues se ha evidenciado que

el ruido de fondo con un pensamiento prospectivo puede aumentar la carga cognitiva y la

excitación emocional (92) además, tiene efecto en nuestra toma de decisiones y riesgos (89),

.
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4.4. Preferencias emocionales

Las preferencias emocionales se calculan con las emociones dadas en términos de valence

y arousal. Sus valores son utilizados para obtener su valor correspondiente de PBI (véase la

sección 3.8) el cual representa su preferencia emocional; es un valor escalar que representa

su agrado hacia emociones de felicidad y la calma. En términos de nuestra aplicación se

desea que las selecciones de las opciones preferidas en las tomas de decisiones sean las que

se acerquen más a estados de satisfacción. El PBI se utiliza para seleccionar el individuo

preferido emocionalmente, los neurocontrolador participes en una toma de decisiones el

que posea el valor de PBI más alto, es el preferido. El cálculo del PBI se lleva a cabo

con las emociones capturadas con SAM y con las emociones decodificadas del EEG por

DeepConvNet. Ambas fuentes emocionales se utilizan para realizar una comparativa entre

lo que decía preferir el DM y lo que muestra su actividad neuronal.

En la figura 4.5 se muestran las variaciones de las preferencias emocionales del DM

conforme se desarrolla la exploración de los frentes de Pareto o evolución del neurocon-

trolador. Las emociones pertenecientes a los neurocontroladores que se prefirieron en cada

toma de decisiones, son los puntos que la conforman y los números asignados equivalen al

orden en el cual fueron capturados.

Dado que los neurocontroladores poseen dos fuentes emocionales: lo que el DM le asigna

con el SAM y la predicha por DeepConvNet ; es posible generar dos versiones. Las gráficas

que se encuentran del lado izquierdo de la figura 4.5 muestran las preferencias emocionales

de los neurocontroladores usando los valores del SAM, mientras las de la derecha utilizan

las emociones dadas por la CNN.

Se puede observar que las preferencias emocionales con el SAM y su respectiva gráfica de

preferencias con la CNN, difieren. Se calcula la desviación de las preferencias para ambas

fuentes emocionales para capturar su afinidad hacia la satisfacción; dicha desviación se

calcula por medio de:

n−1∑
δ(vd(pi, pi+1), vd(pi, r)) (4.1)

Donde vd() es el vector director, n es el número de toma de decisiones o frentes de pareto
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Figura 4.5: Variación de las preferencias emocionales ante las tomas de decisiones durante
la evolución del neurocontrolador. Las gráficas de la (a.x) a la (g.x) muestran la variación
del usuario ’a’ al usuario ’g’, respectivamente. Las gráficas (x.1) son las variaciones dados
los valores del SAM y (x.2) con las predicciones de DeepConvNet.

presentados al DM, r la emoción hacia la cual se desea calcular la desviación, en nuestro

caso se representan por los vectores [1, 1] y [1, 0], respectivamente. Dichas emociones son

las que mayor representación tienen en el estado de satisfacción, el cual se conforma por

todas las emociones que poseen valencia positiva, según el sistema de Russell.

En la figura 4.6 se muestra el grado de desviación total de las preferencias hacia la

emoción de felicidad y calma. Dichos emociones son la base para capturar las preferencias,

en la figura 3.16 se muestra gráficamente el espacio de preferencias emocionales sobre el

modelo emocional: la felicidad y la calma son los estados que representan los valores más

alto en la escala de las preferencias. Las desviaciones emocionales entre las dos fuentes emo-

cionales, en la mayoría de los sujetos el tamaño de su diferencia es grande para la emoción

de felicidad sin embargo, para la emoción de calma se encuentran más emparejadas.

Para determinar si se capturaron las preferencias sobre los neurocontroladores se uti-

lizaron sus valores en el espacio de los objetivos. Se calcula la distancia entre el individuo

seleccionado por cada fuente emocional en cada uno de los frentes de Pareto explorados

por el DM. Se normalizan los objetivos con la fórmula:

fi(x)

maxfi −minfi
, i ∈ [1, 3] (4.2)
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Figura 4.6: Desviación de las preferencias para cada sujeto utilizando las dos fuentes emo-
cionales: SAM y la CNN. La figura (a) es la desviación hacia la calma y la figura (b) hacia
la felicidad.

Donde fi hace referencia a los objetivos y fi(x) al valor obtenido para el objetivo

tras la simulación del neurocontrolador. En la figura 4.7 se presenta la distribución de

las preferencias, el eje x es la distancia euclidiana entre el neurocontrolador preferido con

SAM y la CNN, el eje y es el conteo de neurocontroladores. Como puede observarse en

dicha figura la cantidad de opciones preferidas por las dos fuentes emocionales se cargan

hacia el cero, lo que quiere decir que las preferencias emocionales tuvieron efecto parecido

en la selección de los neurocontroladores.
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Figura 4.7: Distribución de los neurocontroladores preferidos con SAM y las emociones
detectadas con la CNN. Se utiliza la distancia entre los neurocontroladores
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Conclusiones

En este estudio nos planteamos la posibilidad de capturar las preferencias del DM a

partir de sus emociones, embebidas en señales de EEG capturadas durante las simulaciones

de robots. Las emociones podrían ser detectadas a partir de una red convolucional, entre-

nada con señales de EEG provenientes de la estimulación con videos. Nuestros resultados,

presentados en el capitulo 4, muestran que se consiguió realizar la detección emocional en

las etapas de entrenamiento y en línea. En la etapa de entrenamiento, se obtuvieron valores

bajos para las métricas de evaluación MSE y MAE. Mientras que en el sistema en línea,

debido al tiempo entre su realización y el entrenamiento de la red, las emociones dadas por

la CNN y la herramienta SAM difieren. Por lo anterior se realizó un análisis estadístico

con la cual se mostró que los efectos de la emoción fueron consistentes entre lo capturado

con las dos fuentes emocionales pero solo en un componente emocional: el arousal. A pesar

de la discrepancia entre las dos fuentes emocionales, se pudieron extraer las preferencias

del DM pues sus efectos en la selección de las opciones (neurocontroladores) fue parecida.

Por lo anterior, corroboramos nuestra hipótesis, pues nuestro sistema es funcional.

La detección automática de emociones a partir de señales de EEG es un tema de

investigación que ha crecido últimamente. Gran parte de su desarrollo se ha debido a

los avances en el aprendizaje de máquina, pues principalmente se basa en este tipo de

algoritmos. En el presente trabajo utilizamos CNN propuestas en el estado del arte, con

las cuales realizamos el reconocimiento emocional con señales de EEG. La teoría y las

investigaciones sobre las emociones muestran que éstas se hacen presentes en la actividad

69



CAPÍTULO 5. CONCLUSIONES 70

neuronal, lo que hizo posible realizar su reconocimiento. Sin embargo, se enfrenta a varias

problemáticas que se fueron identificando durante el desarrollo de nuestros experimentos,

entre ellas se pueden encontrar problemas entre las sesiones: el tiempo entre experimentos,

la dificultad de obtener con el casco EEG exactamente la misma impedancia; o relacionadas

al sujeto: como el uso de redes personalizadas debido a la baja cantidad de sujetos de

prueba; más adelante se abordan sus afectos o como se trataron, en la sección de trabajo

futuro se hace mención de otras problemáticas.

Las tres propuestas de CNN para su uso en la detección automática de emociones

son: EEGNet, DeepConvNet y ShallowConvNet. Debido a que las señales capturadas con

nuestro protocolo de entrenamiento no es tan extenso, para comparar el rendimiento de la

detección emocional con dichas redes se utilizó DEAP, el cual es un conjunto de datos que

se ha utilizado en el estado del arte para realizar la detección emocional. Las tres redes

demostraron su capacidad para la detección automática de emociones, pues los valores

obtenidos para medir su rendimiento fueron buenos. Cabe mencionar que los rendimientos

de las tres redes poseen cierto grado de similitud. Por lo anterior dichas redes son adecuadas

para su uso en tareas de detección emocional con señales de EEG.

La CNN seleccionada para su uso en el sistema en línea fue DeepConvNet. Se entrenó

con los datos del protocolo de entrenamiento y se midió su rendimiento. Los resultaron

mostraron que la red tiene la capacidad de realizar la detección emocional con las señales

de EEG capturadas con el casco Ultracortex. La detección emocional se trató como un

enfoque específico del sujeto, es decir, que hay una red diferente por cada sujeto. Este

enfoque presenta limitaciones aunque fue el más adecuado para su aplicación en la BCI,

pues la tasa de muestreo del equipo de adquisición de EEG es baja y la cantidad de

sujetos de prueba no es extensa. La aplicación de métodos más robustos, que sean capaces

de realizar la detección emocional para todos los sujetos es necesario de conjuntos de datos

más grande al creado con nuestros experimentos.

El tiempo transcurrido entre el protocolo de entrenamiento y la BCI fue largo, lo que

provocó un detrimento en la precisión de la detección emocional. El EEG es una señal

no estacionaria, es decir, la actividad neuronal capturada ante un mismo estímulo, con

condiciones iguales y pertenecientes al mismo sujeto de prueba, no es la misma. Debido a
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lo anterior, las emociones dadas con SAM y la CNN no fueron tan parecidas entre sí, caso

contrarío en la etapa de entrenamiento. Para corroborar la capacidad de la detección se

realizó una prueba estadística t-test, lo cual resultó que el arousal se mantuvo consistente

entre lo capturado con SAM y lo dado por la CNN, lo que quiere decir que los efectos

de éste componente fueron capturados. Cabe mencionar que la realización de la detección

emocional entre diferentes sesiones acarrea problemáticas debido a cuestiones experimen-

tales y fisiológicas: los electrodos no siempre se ubican de manera exacta en la misma

posición en cada sesión, la impedancia de los electrodos puede ser distinta y la señal EEG

es no estacionaria. Lo anterior se puede ver reflejado en el movimiento de la covarianza de

la señal entre las sesiones; con los métodos que permiten realizar la detección emocional

para varios sujetos la ajustan en su modelo, para mejorar la predicción.

El sistema propuesto utiliza las emociones para capturar las preferencias emocionales

del DM. Esto se logró al someter al DM a varias tomas de decisiones utilizando las so-

luciones generadas por un optimizador. Las emociones influyen en la toma de decisiones

siendo esto útil en nuestro caso de estudio, sin embargo, da paso a un problema complejo

de decisión. Regularmente los trabajos que abordan este tema utilizan un conjunto no muy

extenso de opciones, con variaciones controladas. Los frentes de Pareto que se presentaron

al DM fueron la toma de decisiones donde los individuos seleccionados, cuyo resultado

se mostró en la simulación, fueron las opciones o alternativas. El modelo emocional fue

el método por el cual se calcularon las preferencias y se llevó a cabo la exploración del

proceso evolutivo.

Las soluciones entregadas por el optimizador son soluciones con valores buenos para

cada uno de los objetivos, y en cada generación del algoritmo van mejorando; en el contex-

to de optimización se refiere a que se van generando soluciones no dominadas. Lo anterior

quiere decir que los valores de los objetivos cambian, con lo cual las opciones presentadas

en las tomas de decisiones no son los mismos. Sin embargo, las opciones durante el desa-

rrollo del experimento guardan un grado de similitud con opciones anteriores y posteriores.

Tomando en cuenta lo anterior y los resultados observados en la gráfica 4.6, se puede notar

que las variaciones de las preferencias no siempre se dirigen hacia las emociones esperadas,

aunque las soluciones mejoren gradualmente. Este fenómeno probablemente puede produ-
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cirse por la atención del DM, en diferentes estimulaciones puede darle diferente peso a los

objetivos o se presentaron situaciones en la simulación que le dieron la sensación que no

eran soluciones mejores con respecto a las anteriores; en otras palabras tenían la sensación

que su elección no había sido la correcta. Los resultados experimentales mostraron que la

desviación de las preferencias emocionales son menores hacia la calma en comparación a

la felicidad, lo que quiere decir que las variaciones entre el SAM y la CNN se encuentran

en mayor sintonía hacia la calma. Dichas emociones son los estados que se buscaron dirigir

la selección de los neurocontroladores por parte de la DM. Para mostrar que se extrajeron

las preferencias, se usó la distancia entre la selección de los neurocontroladores con SAM

y la CNN. Los resultados mostraron que ambas selecciones están cargadas hacia el cero,

lo que quiere decir que el efecto de las variaciones de las preferencias están en sintonía con

lo que decía preferir el DM y lo que mostraba su actividad neuronal.

Las preferencias pueden cambiar con el tiempo, pues entre más experiencia adquirimos

sobre el problema, fenómenos como la revaloración, la atención o el aprendizaje pueden

influir en nuestra percepción sobre dicho problema, teniendo efecto en las emociones enla-

zadas a las opciones de la toma de decisiones. Además, el proceso evolutivo posee caracte-

rísticas estocásticas, teniendo efecto en las soluciones generadas, ya que se pueden producir

distintas en diferentes ejecuciones del optimizador. El teorema de No free lunch (123) nos

dice que no hay algoritmo de optimización superior para todo tipo de problemas, mien-

tras mejora en unos empeora en otros; esta característica tiene implicaciones sobre las

soluciones generadas. Por lo anterior, el cambio del optimizador sería otro detonante para

producir soluciones distintas. Por lo anterior deducimos que los resultados obtenidos son

una instancia de los fenómenos emocionales relacionados con el proceso evolutivo.

5.1. Trabajo futuro

Se observaron ciertos detalles durante los experimentos, sería deseable en trabajo fu-

turo implementar mecanismos para tratarlos para aumentar la precisión de la detección

emocional; a continuación se presentan. Las señales de EEG capturadas con el equipo de

bajo costo nos permitió detectar las emociones, con buenos resultados durante el entrena-
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miento. Los sujetos fueron estimulados con videos relacionados a nuestro caso de estudio y

con videos musicales que buscan evocar emociones diversas que se diferencien entre sí. Las

condiciones ambientales, indicaciones del experimento y de estimulación fue la misma para

todos los sujetos sin embargo, algunos de los usuarios través de la platica de su experien-

cia durante el protocolo de entrenamiento, se notó que consideraron en su autoevaluación

emocional partes fuera de la estimulación, como la calidad del video, la interfaz gráfica

y sus gustos musicales. En la aplicación de la BCI, a los sujetos se les indicó dirigir su

atención al comportamiento del robot durante su manejo y debían de tener en cuenta los

objetivos utilizados en la optimización, con el fin de evolucionar el robot con sus emociones.

Se les proporcionó una explicación de los elementos de la interfaz gráfica y que al finalizar

cada simulación tendrían que proporcionar la emoción que ellos habían experimentado por

medio de SAM. La herramienta SAM no tiene ningún efecto en la BCI, solo fue para fines

comparativos sin embargo, se notó un sesgo por algunos sujetos ya que argumentaban

que el robot respondía con los valores que ingresaban con la herramienta. Posiblemente se

deba a que la BCI es reactiva, pues el sistema responde en base a las emociones detectadas

debido a las estimulaciones y el SAM les creó una sensación de control. El efecto es notorio

en la ruta emocional del sujeto d.1) de la figura 4.5, sus preferencias dadas con el SAM

poseen poca variabilidad. La estructura del casco ultracortex está construido por medio de

técnicas de impresión 3D y los electrodos que posee son secos. Dichos electrodos cuentan

con pequeñas puntas que hacen contacto con el cuero cabelludo por medio de unos resortes,

aunque la fuerza ejercida no es fuerte, se observó que el uso prolongado del casco empieza

a ser incómodo; esto impone un límite de tiempo para la duración de los experimentos. En

lo relacionado con su estructura notamos que lo hace vulnerable a movimientos bruscos

por parte del DM, ya que se corre el riesgo de que se muevan los electrodos de su lugar.

Se pudo minimizar dicho efecto al hacerle énfasis a los sujetos que se mantuvieran quietos

durante las estimulaciones y que adquirieran una posición cómoda.

La detección emocional también puede ser mejorado por cambios en el método, los

cuales se mencionan a continuación. La incorporación de más videos relacionados a los

objetivos buscados por el neurocontrolador sería de utilidad para una mejora en la tra-

ducción de la actividad neuronal. En nuestro método no se incorporaron técnicas para
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la eliminación de artefactos presentes en el EEG, producidos por la actividad interna del

cuerpo, los filtros no los eliminan del todo, se observó que dejan rastros en la señal; una

técnica comúnmente utilizada es ICA. También sería deseable la implementación de mé-

todos multimodales, osea, que tomen de entrada datos provenientes de distintas fuentes,

como pueden ser señales de fuentes biológicas como: el electrocardiograma, la respuesta

galvánica de la piel; o de comportamiento: expresiones del rostro, reconocimiento del habla,

postura del cuerpo, por mencionar algunas.
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