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Resumen

Se le define como litofacies a la subdivision de una unidad estratigrafica que se caracteriza tinica-
mente por su textura, mineralogia, tamafio de grano y ambiente geologico donde se deposita. La
correcta identificacién de la presencia de estos cuerpos sedimentarios en los registros geofisicos
de pozo es de suma importancia para la exploraciéon de hidrocarburos, ya que pueden indicar la
presencia de unidades sedimentarias de alto valor para la caracterizaciéon de un yacimiento, por
ejemplo, unidades generadoras y/o almacenadoras.

Existen distintas metodologias para la identificacion manual de litofacies en registros geofisicos
de pozo, las cuales requieren de analistas/intérpretes capacitados con conocimientos en geologia
y petrofisica, restringidos por la capacidad de procesamiento humana para realizar dicha tarea.

En este trabajo, exploramos el uso de redes neuronales basadas en mecanismos de recurren-
cia para la clasificacion de litofacies a partir de registros geofisicos de pozo, de tal manera que
esta tecnologia pueda servir como apoyo a los intérpretes humanos para agilizar el proceso de
clasificaciéon de litofacies ayudados por la capacidad de procesamiento de una computadora.

Las redes neuronales completamente conectadas son conocidas por desempenarse peor en esta
tarea que los ensambles de algoritmos clésicos de aprendizaje de maquina, por lo cual utiliza-
mos una red neuronal bidireccional de gran memoria a corto plazo, mejor conocida como LSTM
Bidireccional, tal que sea posible tomar en cuenta la relacién espacial entre litofacies.

Las distintas variantes de modelos fueron entrenadas utilizando un conjunto de datos sinté-
ticos cuyo diseno se explica en este trabajo, para posteriormente probar los modelos entrenados
en un conjunto de datos reales correspondientes a la regién del Mar del Norte en Noruega, que
pertenecen al Norwegian Petroleum Dictatorate y fueron compartidos para el concurso "FOR-
CE 2020 Machine Learning Contest", cuyo propoésito fue motivar a los concursantes a disefiar
algoritmos supervisados de aprendizaje de maquina que fueran capaces de clasificar litofacies a
partir de registros geofisicos de pozo.

La evaluacién de los resultados de este trabajo se realizd a partir de la comparaciéon de mé-
tricas de precision, matrices de confusion y "FORCE score", una métrica propuesta especifi-
camente para evaluar el desempeno de los algoritmos desarrollados para la competencia antes
mencionada.
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Abstract

Lithofacies are defined as the subdivisions of a stratigraphic unit that is uniquely based on
its texture,mineralogy, grain size, and the geological environment where they were produced.
The accurate identification of the presence of these sedimentary bodies in well logs is of high
importance for hydrocarbons exploration, given that they are able to indicate the presence of
high-value sedimentary units for reservoir characterization, e.g. generator and reservoir units.

Different methodologies exist for manual identification of lithofacies in well logs, which require
of analists/interpreters with geological and petrophysical acumen, restrained by the human pro-
cessing capabilities to perform this task.

In this work, we explore the use of recurrence-based neural networks for lithofacies classification
from well logs, such that this technology can be an useful resource for human interpreters in order
to speed up their lithofacies classification workflow, aided by the processing power of a computer.

Fully-connected neural networks are known for performing worse on this task than the en-
sembles of classic machine learning algorithms, this is why we chose to use a bi-directional long
short-term memory unit neural network, better known as Bidirectional LSTM, which takes into
account the spatial relationship betweeen lithofacies.

The different model variants were trained using a synthetic dataset, which design is further
explained, and then they were tested on a real-world dataset of the Northern Sea region in
Norway, that belongs to the Norwegian Petroleum Dictatorate and was shared for the "FORCE
2020 Machine Learning Contest", which goal was to encourage contestants to design supervised
machine learning algorithms capable of classifying lithofacies from well logs.

Model evaluation of the results was performed by comparing accuracy metrics, confusion ma-

trices and "FORCE score", a metric proposed specifically to evaluate the performance of the
algorithms designes for the aforementioned contest.
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Capitulo 1

Introducciéon

Durante varias décadas, la innovacién y los avances tecnolégicos desarrollados para modernizar a
la industria petrolera se centraron en la creacion de herramientas fisicas modernas y sofisticadas
para llevar a cabo los procesos que componen a la cadena de valor en esta industria de manera
eficaz y eficiente. A la par, tanto en centros de investigacion especializados como en la academia,
se ha realizado un esfuerzo muy importante para enriquecer el conocimiento teérico sobre ramas
cientificas e ingenieriles como la geologia, la geofisica, la petrofisica, la ingenieria de yacimientos,
entre otras.

A raiz de la revolucion tecnologica de finales del siglo pasado y principios del actual, se em-
pezd a trazar un camino distinto en el desarrollo tecnolégico de la industria, el cual nos lleva
a la revolucion del software como catalizador principal de la innovacién; tanto en la industria
petrolera como en el resto de actividades econémicas.

Los medios de comunicacién y diversos autores, empezaron a hablar acerca de una nueva revo-
lucién tecnolégica a mediados de la década de los 2010’s, cuya pieza central son los algoritmos
de inteligencia artificial y el supercomputo. Este nuevo paradigma tecnolégico propone la utili-
zacién de cantidades masivas de datos para ensenar a algoritmos complejos a realizar tareas de
manera similar a los seres humanos.

Tanto la geofisica, como la industria petrolera, se han reinventado constantemente a partir
de cada una de estas revoluciones tecnolégicas y esta dltima no ha sido la excepcién, ya que
la Inteligencia Artificial ha abierto la brecha en la exploracién de métodos que agilizen a pro-
cesos que consumen grandes cantidades de tiempo y esfuerzo humano. Ejemplos de ellos en la
industria petrolera destacan, la identificacion de fallas en secciones sismicas (An et al., 2021),
la delimitacion de cuerpos salinos (Consolvo et al., 2021) e incluso la interpretacion de registros
geofisicos de pozo (Wu et al., 2018).

La motivacién de este trabajo se centra en uno de los procesos mencionados anteriormente:
la interpretaciéon de registros geofisicos de pozo, en especifico la identificacion de litofacies a par-
tir de ellos utilizando algoritmos de inteligencia artificial. La razéon de esto es que este proceso
consume grandes cantidades de tiempo y energia para ser realizados por intérpretes humanos,
a su vez de un vasto conocimiento en temas como la petrofisica. Sin embargo, el objetivo no es
disefiar un algoritmo capaz de sustituir a un intérprete humano, si no el de utilizar modelos de
redes neuronales preexistentes y comparar su funcionamiento para que puedan ser utilizados por
un especialista para apoyar y agilizar su labor de interpretacion de registros geofisicos de pozo.

Para llevar a cabo este objetivo, mediremos el rendimiento de algoritmos de tres algoritmos
de inteligencia artificial: Multilayer Perceptron (MLP), Long Short-Term Memory Unit (LSTM)
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y Bidirectional Long Short-Term Memory Unit (BiLSTM), para identificar litofacies a partir
de registros geofisicos de pozo generados de manera sintética o bien, correspondientes a pozos
reales de la regién del Mar del Norte en Noruega. De esta manera, obtenemos una medida base
del rendimiento de cada uno de estos algoritmos y podemos comparar su eficiencia.

El contenido de este trabajo ha sido dividido en cinco secciones principales:

= Registros Geofisicos de Pozo: Describe tedricamente el principio de funcionamiento de
los registros geofisicos de pozo, asi como conceptos fundamentales que ayudan a entender
su importancia en la exploracién petrolera.

= Aprendizaje Automatico: Establece las bases matematicas para entender el funciona-
miento de los algoritmos de inteligencia artificial, asi como su inspiracién en la biologia.

= Metodologia: Explica el proceso de creacién de un conjunto de datos sintéticos utilizados
para entrenar algoritmos de inteligencia artificial, asi como las distintas arquitecturas de
modelos propuestas.

= Resultados: Realiza una comparacién del rendimiento de cada uno de los modelos pro-
bados en ambos conjuntos de datos, para medir la eficacia de cada uno de ellos.

= Conclusiones: Discusion sobre los resultados obtenidos por los distintos modelos y co-
mentarios finales.

Arturo Ruiz Sanchez 2 Ingenieria Geofisica



Capitulo 2

Estado del arte

El problema de clasificaciéon de litofacies a partir de registros geofisicos de pozo ha evolucionado
en cuanto al enfoque utilizado para tratar de resolverlo. Si bien existen diversos métodos de
interpretacién conocidos; tales como la utilizacion de graficas cruzadas, logica difusa o anélisis
de cluster, la clasificacién de litofacies se ha estudiado desde hace un par de décadas como un
problema que puede ser resuelto con un enfoque meramente estadistico.

(Eidsvik et al.; 2004) propuso un enfoque utilizando modelos de cadenas ocultas de Markov
para estimar atributos geologicos a partir de registros de pozo, sin embargo, este método fue
desarrollado especificamente para el conjunto de datos con el que contaban los autores. Posterior-
mente, (Dubois et al., 2007) trat6 de combinar el analisis probabilistico realizado anteriormente
con un enfoque basado en datos, siendo uno de los primeros trabajos que trataron de realizar
una comparacion entre estas dos metodologias al medir el rendimiento de distintos modelos per-
tenecientes a cada una de ellas.

A partir de la masificacién de herramientas de computo capaces de entrenar efectivamente al-
goritmos de aprendizaje automatico, se empez6 a popularizar el uso de estos algoritmos en la
exploracién del problema de clasificacion de litofacies. Ejemplo de ello son los miiltiples esfuerzos
por utilizar algoritmos cldsicos de aprendizaje automatico, como Random Forest (Y. Kim et al.,
2018), o algoritmos un poco mas populares en la actualidad, como XGboost (L. Zhang v Zhan,
2017).

De manera reciente, se ha optado por utilizar redes neuronales profundas de distintos tipos
para resolver este problema. (Tschannen et al., 2017) utilizé redes neuronales convolucionales
que se basan en el principio de correlacion cruzada para clasificar litofacies a partir de registros
geofisicos de pozo modelados como si fueran secuencias de una sola dimension. Utilizando otro
enfoque, (Grana et al., 2020) compar6 el rendimiento de redes neuronales recurrentes y redes
de gran memoria a corto plazo (LSTM) con métodos Monte Carlo en este problema. De esta
manera, las LSTM fueron utilizadas para tomar en cuenta la correlacién espacial entre las pro-
piedades de entrada que son los registros de pozo, tal y como se realiza en este trabajo, aunque
en este caso exploramos una variante de las LSTM’s; la LSTM Bidireccional, para comparar su
rendimiento clasificando litofacies con el de un perceptén multicapa (MLP).



Capitulo 3

Registros geofisicos de Pozo

3.1. Definiciéon de los registros de pozo

Los registros geofisicos de pozo representan mediciones con respecto a la profundidad de ciertas
caracteristicas fisicas de las formaciones rocosas a partir de algiun dispositivo que viaje a través
del pozo (Serra, 1984), a este dispositivo cominmente se le conoce como sonda y tiene distintas
configuraciones y componentes dependiendo del tipo de registro que se requiera tomar, que a su
vez estd condicionado acorde al objetivo de exploracién correspondiente.

Las propiedades medidas por los registros geofisicos de pozo representan condiciones in situ
de la roca, a diferencia del anéalisis de recortes o de niicleos de perforacion, cuyas muestras se
analizan en condiciones atmosféricas y no de yacimiento. Por lo tanto, una manera efectiva y
relativamente econémica de monitorear las condiciones del yacimiento para su correcta explota-
cion es haciendo uso de estos registros.

Algunos registros requieren que la herramienta tenga un contacto directo con las paredes del
pozo, por otra parte, existen registros cuya herramienta se encuentra centrada en el pozo, es
decir, que no tiene contacto con las paredes del mismo; esto depende del fundamento fisico de
la medicion que se esta efectuando y/o de las condiciones del agujero. En cualquiera de estos
dos escenarios y en general para los registros geofisicos de pozo, estos no miden parametros que
puedan determinar directamente la existencia de hidrocarburos en la formacion de estudio o la
produccién de ellos, en contraste, a partir de propiedades medidas como resistividad, velocidad
sfsmica, radiacién gamma, etc., es posible derivar parametros que indican, en un cierto rango de
certidumbre, la presencia o efecto de hidrocarburos (Bjorlykke, 2015).

3.2. Objetivo de los registros geofisicos de pozo

Hoy en dia, los registros de pozo cumplen distintos objetivos dependiendo del area de aplicacion,
ya que su uso no es exclusivo en la industria de los hidrocarburos, su aplicacién es tan variada
que incluso se encuentran casos de uso para geotermia (Rudman, 1978), hidrogeologia (Farrag
et al.,, 2019), entre otras areas. Sin embargo, el objetivo general de los registros geofisicos de
pozo es el de proveer un registro continuo a través del pozo que permita observar los cambios
graduales o abruptos en las propiedades fisicas de un estrato de roca a otro, de manera que sea
posible identificar propiedades que caracterizen al objeto de estudio en cuestion.
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3.3. Importancia de los registros geofisicos de pozo para la ex-
ploracion petrolera

Los registros geofisicos de pozo juegan un papel muy importante en el ciclo de vida de un ya-
cimiento, el cual esta definido por 5 fases distintas (Satter y Igbal, 2016), comprendidas por:
Exploracion, Descubrimiento, Evaluacion y Delimitacion, y Produccién y Abandono. Podria de-
cirse que toman un rol relevante en todas las fases del ciclo de vida del yacimiento a excepcion
del abandono, ya que los registros pueden utilizarse para determinar la ubicacién de un pozo
productor, delimitar la extension del yacimiento, ayudar en la decision de la estrategia de per-
foracion a seguir, monitorear la producciéon del pozo, entre otras tareas importantes.

De igual manera, el rol tradicional de los registros de pozo se ha centrado en la evaluacién de
formaciones y en la evaluacion de terminaciones de pozo (Ellis, 1987). La evaluacion de forma-
ciones se apoya de los registros geofisicos de pozo para identificar la presencia de hidrocarburos
en las formaciones que tienen contacto con el pozo, y atin més importante, para determinar
la profundidad en la que éstos se encuentran. En este contexto, la propiedad indicadora més
importante es la porosidad, definida como el porcentaje del volumen total de la roca que puede
almacenar fluidos, la cual permite cuantificar la fracciéon de hidrocarburos presente en la matriz
de la roca.

Por otra parte, en el contexto de la evaluacién de terminaciones, los registros geofisicos son
utilizados para diversas cuestiones, tales como la determinacion de la calidad de la cementacion,
corrosion de la tuberia, mediciones de presion, etc.(Ellis, 1987)

3.4. Conceptos fundamentales

El objetivo principal de este trabajo es el de analizar la efectividad de redes neuronales basadas
en mecanismos de recurrencia para clasificar litofacies en registros geofisicos de pozo. En el
contexto de los registros de pozo, es importante definir algunos conceptos fundamentales para
comprender mejor este objetivo, de manera que en la secciéon de Resultados podamos avocarnos a
analizar exclusivamente el desempeno de los modelos utilizados para clasificar litofacies teniendo
claro qué es aquello que nuestros modelos clasifican.

3.4.1. Estrato

Un estrato es una capa tabular o lenticular de rocas sedimentarias que tiene una unicidad
litologica, textural o estructural que lo distingue claramente de los estratos adyacentes (Boggs,
2006). Las superficies superior e inferior de un estrato representan los planos del mismo, y pueden
0 no tener una relaciéon geométrica paralela (Figura 3.1), lo anterior depende de las condiciones
de deposiciéon de los sedimentos que conforman al estrato, dichos planos se generan debido a
eventos de no-depoésito o a superficies de erosion.

Arturo Ruiz Sanchez ) Ingenieria Geofisica
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Figura 3.1: Secuencia de estratos con una relacién geométrica paralela. Tomado de https://
commons .wikimedia.org/wiki/File:Quebrada_de_Cafayate,_Salta_(Argentina).jpg

3.4.2. Formacion

En estratigrafia, la unidad de clasificacion fundamental es la formacién. Se define como un
cuerpo de roca que se identifica por sus caracteristicas litologicas y su posicion estratigrafica,

puede tener, o no, una geometria tabular y se puede reconocer en el subsuelo o en la superficie
(N.A.C.0.S.M., 2005).

Como unidad fundamental de clasificacion, el concepto de formacion es utilizado para describir
la geologia de una region (Figura 3.2), ya que presenta una litologia aproximadamente homogé-
nea o una heterogeneidad caracteristica que pueda distinguirla de otras unidades rocosas de la
region y que por lo tanto sea representativa de dicha regién.
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Figura 3.2: Ejemplo de columna estratigrafica dividida por formaciones estratigraficas per-
tenecientes a la region de Canyonlands, Utah. Tomado de https://cnha.org/visit/arches
-national-park/things-to-know/geology/
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La importancia de esablecer esta unidad de clasificacién para la exploraciéon petrolera radica
en que gracias a ella es posible tanto establecer objetivos de exploracion dado que se conocen
de antemano las caracteristicas petrofisicas de una formacion, asi como correlacionar unidades
sfsmicas o tendencias en los registros geofisicos de pozo con formaciones conocidas en la region
de estudio.

3.4.3. Facies

Se define como facies a un cuerpo de rocas con caracteristicas especificas; no confundir con
formacioén (Subseccion 3.4.2), dado que este concepto es propio de estratigrafia, mientras que
facies corresponde a un concepto de sedimentologia.

Puede referirse a un solo estrato (Subseccion 3.4.1) o a una secuencia de estratos, los cuales
poseen caracteristicas en comin, sean ciertas litologias identificables o condiciones de deposi-
cion similares, que permitan identificar ambientes geologicos antiguos. De igual manera, pueden
caracterizarse por contener especies de fosiles distintivos, en dado caso se les especifica como
biofacies. De manera cualitativa, las facies pueden identificarse y/o describirse por medio de
mecanismos como la textura de la roca, estructuras sedimentarias, color, etc (Reading, 2011).

3.4.4. Litofacies

Este trabajo se aboca a la exploraciéon de nuevas metodologias para clasificar litofacies en regis-
tros de pozo, por lo que es necesario definir este concepto. En la seccion anterior definimos el
concepto de facies (Subseccion 3.4.3), por lo que ahora sera mas facil comprender el de litofa-
cies.

En un contexto descriptivo, litofacies es el término utilizado para referirse a cuerpos de ro-
cas sedimentarias que pueden describirse en términos de sus procesos deposicionales y litologia
(Miall, 2015). A diferencia de las biofacies, para definir una litofacies no tomamos en cuenta el
aspecto de los procesos biolégicos involucrados para la constitucién del cuerpo de roca.

Para simplificar esta definicién, tomemos a facies como un concepto general que puede espe-
cificarse acorde a los parametros utilizados para su descripciéon, modificando asi el prefijo que se
le antepone a la palabra. En este caso, si s6lo tomamos en cuenta los aspectos litologicos como
la composicién, tamano de grano, estructuras sedimentarias, etc., estaremos hablando de una
litofacies.
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3.5. Tipos de registros geofisicos de pozo

Si bien hemos mencionado en repetidas ocasiones a los registros geofisicos de pozo, es preciso
definir los tipos de registros existentes dado que se utilizaron distintos tipos para los experimen-
tos que se realizaron (véase Capitulo 6).

Debido a que el objetivo de este trabajo no es el de realizar un anélisis extensivo de la teo-
ria y las aplicaciones correspondientes a todos los tipos de registros existentes, nos limitaremos
a definir aquellos registros que se encuentran presentes en el conjunto de datos de prueba (véase
Seccion 6.2) y que el autor considera son fundamentales para ejemplificar los distintos principios
de funcionamiento de estas herramientas.

3.5.1. Registro de rayos gamma

El registro de rayos gamma mide la radioactividad natural de las formaciones y se utiliza prin-
cipalmente para identificacion de litologias y para establecer correlaciones, pero una de sus apli-
caciones més importantes es la de determinar el volumen de arcilla, Vg, presente en la formacion.

En una carta de registros, la curva del registro de rayos gamma se presenta en el primer carril,
cuya escala normalmente tiene un rango entre 0 y 150 unidades API (American Petroleum Ins-
titute), dicha unidad representa el valor de radioactividad de la formacién con respecto a un
estandar de radioactividad correspondiente a un bloque de concreto artificialmente radioactivo
que se encuentra en The University of Houston, Texas y que cuenta con 200 unidades API de
radioactividad (Schlumberger, 2022).

El principio de funcionamiento de la herramienta se basa en que las rocas exhiben un nivel
natural de radioactividad dado que contienen una amplia variedad de minerales radioactivos, en
rocas sedimentarias los de mayor abundancia son aquellos correspondientes a la serie del uranio
(U), torio (Th) y potasio-40 (K-40) (Bassiouni, 1994), el decaimiento radioactivo emitido por
estos elementos es medido por la herramienta. Estos minerales radioactivos comtinmente se en-
cuentran en lutitas, mientras que las areniscas limpias y carbonatos tienen muy poca presencia
de estos minerales y por lo tanto la respuesta del registro de rayos gamma para estas litolo-
gias tendra una respuesta mucho menor comparada a las lutitas, como se puede observar en la
Figura 3.3.
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Figura 3.3: Ejemplo de un registro de rayos gamma (verde). Se puede observar el contraste en
la respuesta del registro en la presencia de lutitas, teniendo un valor mayor en grados API, con
respecto a areniscas limpias, las cuales presentan un valor menor en grados API. Por otra parte, el
registro SP (negro), diferencia lutitas de areniscas limpias a partir de la medicion del potencial
espontaneo, a partir del cual es posible diferenciar formaciones permeables de no permeables

(Varhaug, 2016).

La herramienta mas sencilla de rayos gamma registra una cuenta total de radioactividad que
se representa en una curva, por otra parte, en zonas donde se pueden encontrar feldespatos
potésicos, micas, glauconitas y carbonatos en general, es posible correr una herramienta especial,
llamada Espectrometria de Rayos Gamma que pueda registrar la contribucién de cada elemento

radioactivo (K, Th, U) en partes-por-millén (ppm) (Figura 3.4).
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Figura 3.4: Registros de rayos gamma. En el primer carril a la izquierda se observa el registro
de rayos gamma sencillo, mientras que encerrados en el recuadro rojo se observan los registros
de espectrometria. Tomado de http://www-odp.tamu.edu/publications/200_IR/chap_04/c4
_£83.html.

Una de las aplicaciones principales del registro de rayos gamma es el del calculo del volumen de
arcilla en una formacion (Vgj). Para calcularlo es necesario obtener el indice de arcilla (Igp),
dado por la siguiente ecuacién:

GT — Grmm

Grmam - Grmin

Isn (3.1)

donde:

Gr = Medicion del registro de rayos gamma a la profundidad seleccionada
GTmin = Valor minimo en el registro de rayos gamma

GTmar = Valor méximo en el registro de rayos gamma

Para un registro de rayos gamma con respuesta lineal se asume que Igp, = V.Sh. Comtunmente
un registro de rayos gamma tiene una respuesta no lineal con base en el area geogréfica donde se
toma el registro o en la edad de la formacion, es por ello que se han desarrollado relaciones para
calcular Vgp, que toman en cuenta la edad de la formacion para obtener valores mas precisos
(Asquith y Gibson, 1982), por ejemplo:

Larionov (1969), rocas Terciarias:

Vi, = 0,083 (23T Isn _ 1) (3.2)
Steiber (1970), rocas del Cretacico Superior:
Isn
Vep = 3.3
Sh = 3 9% Ig, (3.3)

Clavier (1971), rocas del Cretacico Inferior:

Von = 1,7% (3,38 % (Isn, + 0,7)%)%° (3.4)
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Larionov (1969), rocas méas antiguas:

Vs, = 0,33 % [2%Isn — 1] (3.5)

3.5.2. Registro de potencial espontaneo (SP)

En la naturaleza ocurren potenciales electricos asociados a la actividad mineral de las rocas,
cambios en las propiedades geologicas de las rocas, asi como por la interaccion entre fluidos sub-
terraneos (Bassiouni, 1994).Se le conoce como potencial espontaneo a aquel que se produce sin la
necesidad de una fuente artificial de corriente. En el contexto de la exploracién petrolera, es aquel
que se genera gracias al contacto entre un fluido de pergoracion conductor y la formacion rocosa.

Una de las primeras mediciones utilizadas para la exploraciéon de hidrocarburos fue la del po-
tencial esponténeo (SP). El antecedente mas famoso es el del primer registro geofisico del cual
se tiene conocimiento, realizado por los hermanos Schlumberger y Henri Doll en Pechelbronn,
Francia en 1927 (Ellis, 1987). En aquella ocasién, se midi6 la diferencia de potencial producida
entre dos electrodos de potencial cuando no se emitia corriente, generando asi un gradiente de
potencial que variaba con la profundidad.

La herramienta utilizada para medir el potencial espontéaneo (Figura 3.5) consiste en un cir-
cuito formado por un electrodo que viaja a profundidad a través del pozo, un electrodo fijo en
superficie, un voltimetro, un circuito convertidor-reductor compuesto de baterias y un resistor
(Bassiouni, 1994).

Galvanometer

Eadh£|_®_

Impermeable
Shale

Permeable &
Formation

N

Electrode

Impermeable
Shale

Figura 3.5: Esquema simplificado de una herramienta para medir potencial espontaneo en un
pozo. Tomado de https://petrophysicsblogcom.wordpress.com/2018/09/07/sp-log/.

La herramienta de potencial espontaneo no mide directamente el valor de potencial si no la
diferencia de potencial en milivoltios (mV) medida entre un electrodo fijo en superficie y uno
movil a profundidad en el pozo.

El potencial medido es de origen electroquimico y electrocinético, siendo la componente electro-
quimica la de mayor contribucion al potencial espontaneo.(Asquith y Gibson, 1982). La Ecua-
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cion 3.6 representa una relaciéon que ejemplifica las componentes del potencial espontaneo:
SP = Eeq + Fe. (3.6)
donde:

S P = Potencial espontaneo
E., = Potencial electroquimico

FE.. = Potencial electrocinético

A su vez, el potencial electroquimico E, esta compuesto por el potencial de difusion Ey y el de
membrana F,,, por lo que la Ecuacion 3.6 se puede reescribir como:

SP = (E;+ Ep,) + Eec (3.7)
donde:

S P = Potencial espontaneo
FE,; = Potencial electroquimico de difusién
FE,, = Potencial electroquimico de membrana

E.. = Potencial electrocinético

El potencial de difusiéon ocurre cuando dos electrolitos Nat y Cl~ con actividad quimica distinta
en una solucion NaC'l se separan por un medio poroso (Figura 3.6a), de tal manera que los iones
positivos y negativos atraviesan la membrana porosa para concentrarse en la soluciéon de NaC'l
més diluida y se carga negativamente, generando un potencial de difusion Ey.

Diffusion Potential Membrane Potential

- ‘+ +‘ -

diloe

Dilute o N Concentrated Dilute Concentrated
NaClSol’n - @ Na NaCl Sol’n NaCl Sol’n < NaCl Sol’n
4 5 305 < L
Porous Shale
medium membrane
(a) Potencial de difusién (b) Potencial de membrana

Figura 3.6: Representaciones esquematicas de las distintas componentes del potencial elec-
troquimico, donde (a) representa al potencial de difusion y (b) al de membrana. Tomado de
https://faculty.ksu.edu.sa/sites/default/files/sp-lab.pdf.

El potencial de membrana E,, se genera cuando dos electrolitos Na* y Cl~ de concentraciones
distintas se separan por un medio poco permeable (Figura 3.6b). En este caso, los iones tratan
de ir de la solucién concentrada a la diluida, pero al estar cargada negativamente la membrana,
los iones de CI~ ven restringido su paso, pero los iones positivos de Na™ pueden adherirse a los
poros libremente y se genera un potencial E,, en la membrana.

En cuanto a la componente electrocinética E.. del potencial esponténeo, esta se produce cuando
el lodo de perforacion se filtra en la formacion. En el enjarre de lodo se genera una diferencia
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de potencial debido a la diferencia en concentraciéon de iones entre el agua ligada a la arcilla y
el agua libre.

Generalmente, el registro SP es utilizado para diferenciar zonas permeables de zonas no permea-
bles, distinguiendo asi a las lutitas impermeables de areniscas permeables, delimitando sus es-
pesores. Usualmente se presenta en el primer carril de una carta de registros (Figura 3.3) y a
partir de él es posible determinar la resistividad del agua de formacion R,,.

3.5.3. Registros de resistividad

Este tipo de registros basan su principio de medicién en dos propiedades fisicas principales. La
primera es la resistividad, la cual representa la intensidad con la que un material se opone al flujo
de corriente electrica a través de él, y por otra parte, la conductividad, que es una propiedad
inversa a la resistividad y mide la facilidad que proporciona un material al flujo de corriente a
través de él (Bjorlykke, 2015).

Las formaciones porosas de roca que contienen agua salada, tendrdn una baja resistividad en
unidades de ohm-m (€2 -m), por otra parte, aquellas formaciones que albergen hidrocarburos en
sus poros o que cuenten con una baja resistividad tendrédn un valor alto de resistividad, como
puede observarse en la Figura 3.7.

Rock containing pores saturated
with water and hydrocarbons

Non-shaly rock, 100% saturated
with water having resistivity,
Rw

Cube of water
having resistivity,
Rw

Rw

$=100%
Sw =100%

Saturation
Equation

Formation Factor
Equation

Figura 3.7: Tendencia de la resistividad eléctrica en formaciones y fluidos. Tomado de (Bjorlykke,
2015)

El uso mas importante de los registros de resistividad es el de distinguir aquellas formaciones
almacenadoras de hidrocarburos de aquellas que almacenan agua en su mayoria (Asquith y Gib-
son, 1982). La forma de correr estos registros consiste en producir una corriente en la formacion
adyacente a la herramienta y medir la respuesta de la formacién a dicha corriente, para obtener
informacién de las caracteristicas conductivas de la roca e inferir la litologia correspondiente y
si se encuentra, o no, saturada de fluidos. Esta corriente se puede producir por medio de dos
métodos principales, sean herramientas electrédicas que emiten una corriente directa a través
de la formacién, o herramientas basadas en induccién, que inducen una corriente para medir
la conductividad de la formacion.

Las herramientas electrédicas consisten en arreglos de electrodos que comtunmente se dis-
tribuyen en electrodos que van adheridos a la sonda a través del pozo y el resto que se fijan

en la superficie, este tipo de herramientas requieren de un lodo conductor que se infiltre en la
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formacién para poder conducir la corriente eléctrica.

Se pueden tener distintos arreglos de herramientas electrodicas que se usan dependiendo de
los espesores de las formaciones que se desean analizar. Tal es el caso de los arreglos normales y
laterales (Bassiouni, 1994). El arreglo normal (Figura 3.8a)consiste en cuatro electrodos, de los
cuales un electrodo de corriente y otro de potencial se encuentran en la sonda que viaja a través
del pozo y los dos restantes se encuentran en la superficie. Este tipo de arreglo se subdivide
acorde al radio de investigacién en corto y largo, siendo el arreglo normal largo para un radio
de investigacion maximo de 10f¢. En el caso del arreglo lateral (Figura 3.8b), se colocan ambos
electrodos de potencial y uno de corriente en la sonda, mientras que un electrodo de corriente
se mantiene en la superficie. Este tipo de herramienta alcanza una profundida de investigacion
de 19ft.
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Figura 3.8: Tipos de arreglos electrodicos en herramientas para medir resistividad en el pozo. El
arreglo de tipo normal (a) tiene una profundidad de investigacién menor al arreglo lateral (b).
Tomado de (Bassiouni, 19941)

A diferencia de los registros electrodicos que miden la resistividad, los registros de resistividad
inductivos miden la conductividad de la formacion, es decir, la facilidad con la que la corriente
inducida viaja a través del espacio poroso de las rocas. Una herramienta de inducciéon (Figura 3.9)
estd conformadad por bobinas transmisoras que emiten corriente alterna de alta frecuencia a
intensidad constante. El campo electromagnético que se genera induce corriente en la formacion,
esta corriente fluye de manera perpendicular a la herramienta hacia la formacién y crean campos
electromagnéticos secundarios cuya senal es recibida por la bobina receptora y la intensidad de
esta sefial es proporcional a la conductividad de la formacion (Asquith y Gibson, 1982).
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Rnceiver} Measures the current

Ground Loop

Figura 3.9: Descripciéon esquematica del principio de funcionamiento de una herramienta de in-
duccién. Tomado de http://www.bridge7.com/grand/log/gen/resistivity/induction.html

Entre las herramientas de induccién mas utilizadas se encuentra el registro de doble induccién,
el cual registra dos mediciones de resistividad a distintas profundidades, una curva de induccion
profunda (ILD) y otra curva de induccion media (ILM), aunque conmunmente este registro se
corre en conjunto con algtn registro de investigacién somera, como el Laterolog somero.

3.5.4. Registros de porosidad

La porosidad es una propiedad muy importante para, en conjunto con otras propiedades, de-
terminar el potencial de almacenamiento y explotacién de hidrocarburos en una formacién. A
diferencia de otras propiedades como la resistividad, no es posible medir la porosidad directamen-
te a partir de un registro geofisico de pozo, aunque determinarla a apartir de otras propiedades
relacionadas ha sido objeto de estudio a lo largo de la historia en el desarrollo de herramientas
de registros de pozo. Entre las herramientas principales para utilizadas para obtener porosidad
indirectamente destacan el registro de porosidad de neutrén, registro de densidad y el
registro sénico.

Registro de porosidad de neutrén

La herramienta de porosidad de neutrén (Figura 3.10) mide la concentracion de iones de hidro-
geno en la formacion, en una formacién limpia se utiliza para obtener el porcentaje de espacio
poroso llenado por agua o aceite, por medio de la emisién continua de neutrones de una fuente
compuesta por americio y berilio hacia la formacion.
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Figura 3.10: Herramienta utilizada para obtener el registro de porosidad de neutrén. Tomado
de https://mlp.ldeo.columbia.edu/logdb/technology/schlumberger-lwd-tools/logging
-while-drilling-adnvision-tool/

El principio de funcionamiento de la herramienta consiste en que los neutrones producidos por la
fuente colisionan con los nicleos de los elementos presentes en la formacion y se mide el nivel de
decaimiento en la energia de los neutrones que son recibidos por los detectores de la herramienta.

El méaximo decaimiento de energia resulta cuando chocan los neutrones con un ntcleo de hi-
drégeno, por lo que al obtener un gran decaimiento de la energia del neutrén recibidp significa
que en la formacioén existe una gran concentraciéon de hidroégeno.

Se asume que los poros de la roca almacenan fluidos, por lo que el contenido de hidrogeno
de la roca se asocia al contenido de fluidos en los poros y por ende, este nivel de hidroégeno se
correlaciona a la porosidad de la formacion.

Cuando se tiene presencia de gas en la formacién, existe una menor concentraciéon de hidro-
geno en el espacio poroso, por lo que la lectura del decaimiento de energia en la herramienta
sera menor, a este fenémeno se le conoce como efecto del gas (Bjorlykke, 2015).

Registro de densidad

La herramienta de porosidad de neutrén mide el decaimiento de la energia de los neutrones
gracias a la interaccion con los elementos de la formacion, similarmente, la herramienta de den-
sidad mide la densidad de los electrones en la formacion, gracias a la interaccion de los rayos
gamma producidos por una fuente de Cobalto-60 y Cesio-137 con los electrones, que produce
una pérdida de energia en la particula de rayos gamma.

A esta pérdida de energia debida a la colisién de particulas de rayos gamma con electrones
se le conoce como efecto Compton. La reducciéon total de la energia en los rayos gamma es pro-
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porcional a la densidad de electrones en la formacién y la densidad de neutrones se relaciona
directamente con la densidad aparente de la formacion (bulk density).

1
incoming photon k”

Figura 3.11: Efecto Compton (Compton Scattering), en el que la colision de un fotéon con un
electron propicia la pérdida de energia y cambio de trayectoria del fotéon. Tomado de https://
physicsopenlab.org/2016/02/04/compton-scattering-2/

La densidad aparente de la formacién es funcién de la densidad de la matriz, porosidad y densidad
del fluido en los poros y estid dada por la Ecuacion 3.8:

d)den = Prma = Pb (38)
Pma — Pf

donde:

¢Ggen = Porosidad densidad

pPma = Densidad de la matriz
pp» = Densidad aparente de la formacion
py = Densidad del fluido

Registro soénico

El registro sénico mide Mide el intervalo de tiempo de transito de una onda compresional con
respecto a una unidad de longitud en pies a través de la formacién para obtener informacion
indirecta sobre la porosidad de la misma.

Una herramienta compuesta por transmisores sonicos y receptores (Figura 3.12) emite pulsos
acusticos que viajan a través de la roca y regresa a la unidad receptora de la herramienta, regis-
trando la velocidad de onda compresional de la roca para poder estimar la presencia de fluidos
en la roca y correlacionar litologias.
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Figura 3.12: Herramienta utilizada para obtener el registro sonico, compuesta por un transmisor y
dos receptores. Tomado de https://csegrecorder.com/articles/view/the-sound-of-sonic
-a-historical-perspective-and-intro-to-acoustic-logging

El intervalo de tiempo de transito se mide normalmente en unidades de microsegundos (pis)
sobre pies (ft) y es el reciproco de la velocidad de onda compresional. Este intervalo de tiempo
depende de la litologia y porosidad de la formacion y esta dado por la (Ecuacion 3.11):

Atlog - Atma

¢son = Atf — Atma

(3.9)

donde:

¢son, = Porosidad sonica
Atjog = Intervalo de tiempo de transito de la formacion
Ate = Intervalo de tiempo de transito de la matriz

Aty = Intervalo de tiempo de trénsito del fluido

El intervalo de tiempo de transito de una formacién se incrementa debido a la presencia de
hidrocarburos en la formacion (Asquith y Gibson, 1982), por lo que cominmente se trata de
corregir este efecto (efecto de hidrocarburos) utilizando la correcciéon empirica de Hilchie (1978):

¢ = bson * 0,7 (gas) (3.10)

¢ = dson * 0,9 (aceite) (3.11)
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Capitulo 4

Aprendizaje automatico

Desde finales de la década de los 2010 s y principios de la década actual, términos como In-
teligencia Artificial, Machine Learning, Redes Neuronales, entre otros tantos, se han
popularizado gracias a la atencién medidtica que se les ha brindado a los desarrollos del campo
de la Inteligencia Artificial (IA) y ahora forman parte de las conversaciones que sostienen dia
con dia cientificos, ingenieros, empresarios, politicos y la sociedad en general. La mayor parte
del tiempo, sin siquiera notarlo consumimos productos y contenido que han sido desarrollados
y funcionan con base en una serie de algoritmos de IA y que se adaptan a nuestras necesidades
siguiendo las recomendaciones que otros algoritmos hacen.

Constantemente surgen nuevas noticias sobre algoritmos que aprendieron a realizar tareas hu-
manas, sean actividades sencillas como: ver, escuchar, hablar, etc., o bien, llevar a cabo tareas
que rozan los limites de la capacidad humana, como vencer al campeén mundial del juego de Go
(Silver et al., 2016), escribir automaticamente codigo de programacion a partir de una entrada
de texto (Li et al.; 2022) o controlar magnéticamente un reactor de plasma de fusiéon nuclear
(Degrave et al., 2022).

Curiosamente, son las tareas mas complejas aquellas en las que la inteligencia artificial ha de-
mostrado poder alcanzar un nivel experto, a la par de los humanos mas capacitados o incluso
superandolos con creces (como en el caso de (Silver et al., 2016)). Por otra parte, son las ac-
tividades humanas comtiines donde las mdquinas inteligentes no han siquiera alcanzado al ser
humano promedio; conducir un automoévil, reconocer objetos, conversar, describir una imagen,
o simplemente caminar.

La razéon principal del por qué es tan complicado de entrenar a un sistema inteligente para
realizar actividades basicas humanas es que es muy dificil formalizar mateméaticamente a través
de reglas estas capacidades humanas que para nosotros resultan intuitivas e incluso automaticas,
pero que requieren una profunda comprensioén y conocimiento del mundo. Sin embargo, cuan-
do se trata de problemas o fendémenos complejos, tenemos reglas y modelos matematicos que
aproximan el comportamiento de estos sistemas complejos; es decir, tenemos mas herramientas
matematicas para ensenar a una méquina a identificar fallas geol6gicas en un cubo sismico, que
para ensenarla a escribir un cuento.

4.1. Aprendizaje de maquina

(Rzoska, 1953) realiz6 un estudio sobre la manera en que las ratas logran diferenciar trozos de
comida envenenada de trozos comestibles. Dicho estudio menciona que cuando las ratas encuen-
tran comida que les llame la atencién, empiezan a comer bocados muy pequenos, y dependiendo
del sabor de la comida y sus efectos fisiologicos determinan si seguir comiendo, o no. Si la comida
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produce un efecto negativo, las ratas asocian esa comida en particular con dicho efecto negativo
y determinan no volver a comerla.

Si analizamos este patréon de conducta en las ratas, podemos identificar que existe un meca-
nismo de aprendizaje en el que estos animales utilizan experiencias pasadas ingiriendo estos
alimentos para obtener conocimiento que robustezca su capacidad de identificar comida segura,
ya que estos animales infieren que si dicho alimento tuvo un efecto negativo en el pasado también
lo tendra en el futuro.

El ejemplo anterior es una muestra de un mecanismo de aprendizaje particular que permite
a un sistema, en este caso una rata, utilizar el conocimiento obtenido en experiencias previas
para tomar decisiones en el futuro. Una rata es un agente, incapaz de realizar actividades equi-
parables a las de un ser humano, y a su vez, en cuanto a capacidad de computo, un ser humano
no es capaz de realizar con la misma eficiencia las tareas que realiza una méaquina.

Cuando se piensa en algoritmos, inmediatamente imaginamos una serie de pasos estructura-
dos en cierta manera para obtener una salida o producto; en computacion, un algoritmo es un
proceso compuesto por una serie de instrucciones definidas que pueden recibir entradas y que
culminan en una salida. Si trasladamos un algoritmo a cualquier lenguaje de programaciéon que
sea compilable por una computadora podemos aprovechar su capacidad de computo para obtener
una salida deseada de una manera considerablemente més rapida y eficiente que un ser humano.

La manera clasica de ejecutar un algoritmo es traduciéndolo a lenguaje de maquina en un
programa finito, es decir, cuya estructura tiene principio y final fijos, de tal manera que no se
pueden modificar en tiempo de ejecuciéon. Este paradigma de programacién es ttil cuando cono-
cemos una serie de reglas e instrucciones estéticas que permiten llevar a cabo la tarea de interés.

Regresando al ejemplo del estudio de (Rzoska, 1953), surge la pregunta: ;Coémo programar
el mecanismo de aprendizaje de una rata de manera que podamos simular el comportamiento de
este agente?. Si tomamos en cuenta el paradigma de programacion clasico tendriamos que pro-
gramar una abstraccion de la memoria del agente que vaya creciendo en cada iteracién, o bien,
programar un conjunto de reglas que vaya aumentando a medida que el agente observa nuevas
situaciones. Cualquiera de esas dos opciones carecen de eficiencia computacional, ya que para
N iteraciones el tamafno de la memoria también crecerd N veces y en el caso de la estrategia de
programar manualmente un conjunto de reglas sera necesario re-compilar y re-programar tantas
veces sea necesario para robustecer el algoritmo.

Tomando en cuenta las limitaciones del paradigma de programaciéon clasico, si se quiere simular
este mecanismo de aprendizaje, es necesario programar a la computadora para que sea capaz de
aprender de la experiencia y extraer patrones que permitan describir un fenémeno a partir de
conceptos simples y asi poder generalizar, de tal manera que sea posible reconstruir concep-
tos complejos a partir de estos conceptos mas generales; a este paradigma computacional se le
conoce como aprendizaje de maquina o aprendizaje automatico (Goodfellow et al., 2016).

Acorde a (Shalev-Shwartz y Ben-David, 2014), existen dos aspectos que motivan a utilizar pro-
gramas que aprenden a partir de la experiencia: la complejidad del problema y la necesidad de
adaptabilidad.

Los mismos autores senalan que la complejidad de un problema suele deberse a dos factores

fundamentales. El primero es la incapacidad de aterrizar dicho problema o fenémeno a un pro-
grama debido al poco conocimiento del mismo; esto ocurre comiinmente al momento de intentar
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discretizar actividades humanas naturales, como reconocer voces humanas o entender una ima-
gen, gracias a que nuestro conocimiento de céomo realizamos dichas actividades no esta bien
definido. Por otra parte, el otro factor de complejidad se debe a problemas que van mas alla de
las capacidades humanas, en los que para el ser humano es muy complicado o tardado reconocer
patrones; como elaborar sistemas de recomendacién o extraer informacion en bases de datos
extensas.

Es necesario elaborar programas adaptables cuando los datos de entrada cambian a lo largo
del tiempo y se requieren algoritmos lo suficientemente robustos para seguir funcionando sin
importar estos cambios, como en el ejemplo anterior, en el que las situaciones cambian para
el agente dependiendo de su interaccion con el entorno. Otros ejemplos de aplicacién de estos
programas pueden ser el reconocimiento facial o la deteccién de e-mails spam.

4.2. Una definicién de aprendizaje

El concepto de aprender tiene distintas acepciones dependiendo el contexto de estudio, pa-
ra efectos de este trabajo nos basaremos en la definicién de aprendizaje en el contexto de la
computacion. Una definiciéon interesante es aquella propuesta por (Mitchell, 1997):

"Se dice que un programa de computadora aprende de la experiencia E con respecto a cier-
to conjunto de tareas T' y una medida de rendimento R, si su rendimiento en las tareas T,
medido por R, mejora con la experiencia E"

(Goodfellow et al., 2016) realiza un analisis de esta definicion el cual es utilizado como base
de esta seccién. En él menciona que el aprendizaje, no es la tarea T del aprendizaje de maquina,
si no un medio para obtener la capacidad de realizar dicha tarea. En el contexto de este trabajo
en particular, utilizamos el aprendizaje de maquina para clasificar litofacies en registros geofisi-
cos de pozo, siendo entonces la tarea T' un problema de clasificacion.

Clasificar, constituye una de las aplicaciones principales del aprendizaje de maquina. Se tra-
ta de aprender una funcién f que mapee un conjunto de entradas o caracteristicas x € X a
un conjunto de salidas finito, no ordenado y mutuamente excluyente C conocido como clases,
Y={1,2,--- ,yc}. Si x € R" entonces f: R" — {1,--- ,C}, tal que:

y = f(x) (4.1)

La Ecuaciéon 4.1 ayuda a definir un problema de clasificaciéon, en el cual el programa asignara
una categoria perteneciente a Y a cada uno de los vectores que pertenezcan a x. En nuestro caso,
para cada vector x;, que representa al conjunto de valores de k registros de pozo pertenecientes
al nivel de profundidad 4, la funcién f o el modelo clasificador asignara una clase o etiqueta
y; asociada a una (y solo una) litofacies.

Siguiendo la definicion de (Mitchell, 1997), para poder determinar si el programa de compu-
tadora estd aprendiendo, es necesario determinar una medida de rendimiento R acorde a la
tarea T', la cual nos proporcione un indicador cuantitativo del grado de aprendizaje efectivo
del modelo. Existen distintas métricas para cuantificar el rendimiento de un algoritmo, entre
las que destacan: exactitud, precisién, exhaustividad, puntaje-F1, entre otras. La que se utiliza
comiinmente en problemas de clasificacién debido a su simpleza es la exactitud, que no es mas
que el cociente entre el nimero de veces que el algoritmo asoci6é correctamente una etiqueta a
una entrada y el ntimero total de entradas.

Como se mencion6 en la Seccion 4.1, los algoritmos de aprendizaje de maquina parten de la
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premisa de ser capaces de encontrar patrones generales en los datos de entrada para poder ser
aplicados en entradas no vistas y obtener un rendimiento similar en ellas. A los datos de en-
trada utilizados para entrenar a un algoritmo se le conocen como datos de entrenamiento,
mientras que a las entradas no vistas se le conocen como datos de prueba. Es por ello, que el
rendimiento de los algoritmos de aprendizaje de maquina es medido en los datos de prueba, ya
que de esta manera es posible determinar la capacidad de generalizacién de los mismos.

El ultimo elemento por analizar es la experiencia FE, esta depende del tipo de algoritmo de
aprendizaje de maquina que se utiliza, cuya clasificacion mas comin depende de si se cuenta con
un conjunto de etiquetas para todas y cada una de las entradas.

Se dice que un algoritmo de aprendizaje de méaquina es supervisado (Figura 4.1) si para todo
elemento de X corresponde un elemento de ) y se puede estimar la probabilidad p(y|x), es

decir, que para cada entrada corresponde su respectiva etiqueta, por lo que es posible estimar
una probabilidad condicional de la etiqueta predecida dada una entrada.

Dataset

———  [Dlepg]
) Tasks (e.g., Classification,
Regression)

Figura 4.1: Conjunto de datos supervisados. Tomado de https://towardsdatascience
.com/supervised-semi-supervised-unsupervised-and-self-supervised-learning
-7fa79aa9247c
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Cuando un algoritmo de aprendizaje de méquina es no supervisado (Figura 4.2) implica que
no existe dicho conjunto Y, por lo que el algoritmo se limita a aprender caracteristicas propias
del conjunto de datos para realizar tareas como clustering, en las que se agrupan entradas con
caracteristicas similares en un espacio n-dimensional a manera de camulos o clusters.

Dataset

—>  Tasks (e.g., Clustering)

Figura 4.2: Conjunto de datos no supervisados. Tomado de https://towardsdatascience
.com/supervised-semi-supervised-unsupervised-and-self-supervised-learning
-Tfa79aa9247c

4.3. Aprendiendo f

En la secciéon anterior se mencioné que para resolver un problema de clasifiacién como el que nos
atiene en este trabajo es necesario aprender una funciéon f que mapee un conjunto de entradas
con sus etiquetas correspondientes (Ecuacion 4.1). Naturalmente surge la pregunta: ;Como se
aprende dicha funcién f7, cuya soluciéon ha sido el tema de investigacion més importante para
los investigadores de aprendizaje automatico desde mediados de la década pasada hasta hoy en

dia.

Para la comunidad cientifica en esta area ha sido de gran ayuda apoyarse en otras discipli-
nas para lograr descifrar la manera de hacer que una computadora aprenda; disciplinas como la
biologia y las neurociencias han estudiado desde hace mas tiempo la naturaleza del aprendizaje
humano y los mecanismos cerebrales involucrados en este fendémeno, los cuales construyeron los
cimientos de la ciencia detras del aprendizaje de méquina.

4.3.1. Modelo biolégico

La unidad fundamental del sistema nervioso es la neurona. La estructura principal de estas cé-
lulas es conocida como soma y se conecta con otras células por medio del azdn y las dendritas,
dichas terminales de conexién se conocen como sinapsis. El axén es una estructura alargada que
extiende el alcance de la neurona, mientras que las dendritas forman terminaciones que reciben
impulsos eléctricos por parte de otras neuronas, formando asi una red interconectada entre neu-
ronas mejor conocida como red neuronal biolégica (Figura 4.3).

El intercambio electroquimico entre células nerviosas propicia la activacién de las mismas si
la suma de los impulsos eléctricos es lo suficientemente potente para activar a la neurona, de
tal manera que transmita la senal recibida a lo largo del axén y genere otras conexiones con
otras neuronas. El comportamiento de las neuronas es binario, es decir, se activa o no; de esta
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manera nuestro cerebro es capaz de realizar procesos complejos, a partir de una red de unidades
biologicas que producen impulsos binarios.

Cell body

Telodendria

/,t Jidh
?A"‘

Synaptic terminals

Endoplasmic
reticulum

Dendrite

\
/%
/ % Dendritic branches

Figura 4.3: Modelo biolégico de una neurona. Tomado de https://commons.wikimedia.org/
wiki/File:Blausen_0657_MultipolarNeuron.png

4.3.2. Redes neuronales artificiales y el perceptréon de Rosenblatt

Como bien explica el modelo biolégico de una red neuronal, el cerebro humano aprende median-
te las activaciones entre las conexiones de neuronas. En la busqueda de una metodologia para
trasladar los principios del aprendizaje humano al computo y asi lograr replicarlo (Mcculloch
v Pitts, 1943) propusieron un modelo légico basado en dicho modelo biolégico para obtener un
sistema capaz de clasificar dos categorias de datos distintas y asi dar pie al desarrollo de Redes
Neuronales Artificiales.

A finales de la década de los 50’s, (Rosenblatt, 1958) implement6 dicho modelo para clasificar
patrones linealmente separables en un sistema computacional llamado Perceptrdn. El perceptron
se asemeja al funcionamiento de una neurona, dado que recibe un vector de entrada x € R" y
calcula una combinacion lineal de estas entradas y un vector de pesos w € R™asociados a cada
una de las entradas para producir una salida igual a 1 si la combinacién resulta mayor a cierto
umbral o -1 en caso contrario (Mitchell, 1997). La combinacion lineal entre las entradas y los
pesos esté dada por:

m
s = Z WiT; (4.2)
i=0
donde m corresponde al nimero de elementos de entrada. Si expandimos la ecuacién anterior:
§ = woxg + WiT1 + Waxo + -+ - + W T (4.3)
El término zg es una constante g = 1, por lo que la Ecuacion 4.3 puede reescribirse como:
s = wp +wir1 + wexy + -+ + Wi T, (4.4)

En el argot de aprendizaje de maquina al término wg se le conoce como sesgo o bias en inglés,
y se denota como b. Asi, la Ecuacion 4.2 se escribe de manera compacta como:

s=b+ Zwixi (4.5)
=1
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Ir1 o—>

T o—os Funcién de
activacion

Senales de N m
w
Unién
L4 @ sumadora
Ty o—>
Pesos
sinapticos

Figura 4.4: Representacion gréafica del Perceptron, utilizado para clasificar conjuntos de datos
linealmente separables. Tomado de https://commons.wikimedia.org/wiki/File:Perceptr
C3%B3n_5_unidades.svg

Como se muestra en la Figura 4.4, la combinacién lineal entre x y w que denotamos como s es
la entrada a una funcion de activacion. Dicha funciéon es la encargada de binarizar la salida del
perceptrén; recordemos que en el modelo biolégico neuronal, una neurona solo tiene dos estados:
activada o no, por lo tanto dicha funcién se encarga de activar al perceptrén y producir una
salida. La salida y del perceptrén esta dada por:

y=o(s) (4.6)

(Rosenblatt, 1958) propuso como funcién de activacion ¢ a la funcion escalén o Heaviside, por
lo tanto, para un umbral ¢:

1 sts>t
= . 4.
y {—1 para cualquier otro caso (4.7)

Existen otros tipos de funciones de activacién ¢ que son usadas para mantener el valor de la
salida de la neurona restringido a un limite requerido. Algunos ejemplos son:

= Signo:
-1 sis<0
y=4 0 sis=0 (4.8)
1 s15>0
= Lineal:
y=s (4.9)
= Sigmoide:
eS
= 4.10
4 1+ e ( )
s ReLu:
0 s2s<0
y= {s si5>0 (4.11)
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Un perceptron representa un hiperplano, es decir, una superficie de decisién n-dimensional cuya
ecuacion es w- & = 0 (Mitchell, 1997). En R? la superficie de decision es una recta, mientras que
en R? sera un plano. Aquellos conjuntos de entradas que pueden ser separados por el perceptron
se dice que son linealmente separables, a manera de ejemplo la Figura 4.5 muestra un conjunto
de datos en R? linealmente separables y la recta que los separa.

Figura 4.5: Conjunto de datos linealmente separables. La recta de separacion es capaz de distin-
guir claramente dos categorias de datos. Tomado de https://commons.wikimedia.org/wiki/
File:Linearly_separable_red-blue_cropped_.svg

4.3.3. Clasificacion no lineal y perceptrén multicapa

El ejemplo mas simple de clasificaciéon corresponde a clasificadores lineales; aquellos que son
utilizados tinicamente para conjuntos de datos linealmente separables. En la mayor parte de los
casos nos encontramos tratando de clasificar conjuntos de datos que no guardan una relacién
linealmente separable, por lo que un clasificador lineal es incapaz de categorizarlos utilizando
un perceptron de una sola capa. (Murphy, 2022) muestra un ejemplo muy ilustrativo y valioso
para comprender a los clasificadores no lineales e introducir el concepto de perceptrén multicapa:
Sean x = (x1,22) un vector de entradas y ¢(x) = (22,23) la version transformada de dicho
vector, esta transformacion fue elegida convenientemente debido a que el conjunto de datos que
se presenta Figura 4.6 no pueden ser separados por una recta pero son visiblemente separables
por una regiéon geométrica correspondiente a una circunferencia de radio R.

x1
@) ¥ ©
o O
O
O O
O
o X2
O
O
O @)
@) O

Figura 4.6: Conjunto de datos previo a la transformacion. Se observa que no es posible estimar
una superficie de separacion lineal. Modificado de (Murphy, 2022)

Al transformar las entradas acorde a ¢(x) = (22, 22) podemos trabajar con un clasificador lineal
gracias a que la transformacion permite separar linealmente los datos como se muestra en la

Figura 4.7.
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Figura 4.7: Conjunto de datos transformados. Es evidente que un clasificador lineal puede fécil-
mente categorizar los datos en dos clases distintas. Modificado de (Murphy, 2022)

Si bien (Murphy, 2022) nos presenta que es posible linearizar un problema si realizamos un pre-
procesamiento efectivo de los datos, este es un ejemplo ideal ya que dificilmente encontremos
una transformacion tan directa o incluso puede no ser posible pre-procesar los datos para forzar
el uso de un clasificador lineal. Se vuelve necesario utilizar funciones mas complejas para estimar
un hiperplano de separacion.

El concepto del perceptron simple se extendio al uso de perceptrones multicapa, es decir, percep-
trones apilados u ordenados recursivamente para aproximar funciones méas complejas. Podemos
reescribir la Ecuacién 4.6 en su forma vectorial:

f(x;0) = Wx+b (4.12)

Donde 6 corresponde a los parametros de la funcion tal que § = (W, b). Si deseamos estimar
una funcién no lineal, tendriamos que transformar x de tal manera que podamos obtener una
funcion de clasificacion lineal como se vié en la Subseccion 4.3.3, por lo que la Ecuacion 4.12 se
reescribirfa como:

f(x;0) = Wo¢(x)+b (4.13)

Siguiendo la definicién de (Murphy, 2022), podemos dotar a la funcién de transformacion ¢ de
sus propios parametros 6’ y aprenderlos en lugar de tratar de definirla empiricamente. Por lo
que:

f(x;6,6") = Wo(x;0) + b (4.14)

Este proceso se puede seguir realizando tantas veces como se desee para aproximar funciones
més complejas Figura 4.8; si llevamos a cabo esta composicion de funciones ¢ veces tendremos
dicho ntamero de capas de perceptrones cuya tltima capa oculta es h., por lo que la salida del
perceptrén multicapa utilizando una funcién de activaciéon ¢ diferenciable esta dada por:

Yy =@(Wetrhe + bey) (4.15)
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0.5

Figura 4.8: Una funcién compleja estimada por un perceptrén multicapa para datos no separa-
bles linealmente. Tomado de https://stackoverflow.com/questions/14440658/multi-layer
-perceptron-finding-the-separating-curve

Para facilitar la interpretacion de la Ecuacion 4.15, la Figura 4.9 representa un perceptrén
multicapa con dos capas ocultas, es decir, dos perceptrones apilados. A este tipo de arquitectura
se le conoce como MLP (Multilayer Perceptron), red densa, red completamente conectada o
red neuronal de propagacién hacia adelante. El nimero de capas ocultas define la profundidad
de la red; de ahi el nombre de aprendizaje profundo, que se le da a esta metodologia para
aproximar funciones complejas utilizando redes neuronales.

Figura 4.9: Perceptron multicapa con dos capas ocultas. Tomado de https://
www.researchgate.net/figure/A-fully-connected-neural-network-with-two-hidden
-layers_fig4 323218981

4.3.4. Entrenamiento de una red neuronal

Si bien se ha mencionado que tanto un perceptréon simple, como un MLP son capaces de apro-
ximar funciones que categorizan datos, el proceso para obtener los pardmetros 8 = (W, b) no
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ha sido definido.

La Figura 4.8 muestra una funciéon no lineal capaz de realizar una clasificaciéon binaria, sin
embargo, para ese mismo conjunto de datos existe una infinidad de funciones, con distintos
pardmetros 0, que pueden realizar la misma tarea. Entonces, ;bajo qué criterio se determinan
los parametros que definiran a f(ax;60)?. Para responder esta pregunta es necesario definir el
concepto de funcién de pérdida o coste.

En términos generales, el objetivo de un MLP (y de cualquier algoritmo de aprendizaje auto-
mético) es estimar una funcion tal que minimize el namero de salidas incorrectas del algoritmo.
Dicho objetivo puede ser expresado de la siguiente manera (Aggarwal, 2018):

- 2 _ 2
min L = (Z) (y—9) (Z) (y — ¢(Wx + b)) (4.16)
X,y X,y

Donde a L se le conoce como funcién de pérdida o coste, la cual en el caso de la Ecuacion 4.16
corresponde al error cuadratico medio y es muy similar a la funcién a minimizar con el método
de optimizaciéon de minimos cuadrados. Sin embargo, esta funcion de pérdida se utiliza para
problemas de regresion; para algoritmos de clasificacion esta definicion se extiende a una funcion
de pérdida de entropia cruzada, dada por:

L = —(ylog(y) + (1 — y)log(1 — 7)) (4.17)

La Ecuacion 4.17 es aplicable cuando sblo se tienen dos categorias (clases) de datos; para M
clases se tiene:

M
L=- Z Ye lOg(Qc) (4'18>
c=1

En general, para un algoritmo de aprendizaje automatico, la funcién de costo a minimizar es
una expresion:

arg miny | L(fs(x),y) (4.19)

Para resolver el problema de optimizacién dado por la Ecuacion 4.19 la estrategia mas comtn es
inicializar los pardmetros 6 aleatoriamente para posteriormente computar el valor de la funcion
de pérdida y verificar la precision del algoritmo. Si bien el razonamiento directo es ir modificando
iterativamente en pequefias magnitudes cada uno de los parametros y decidir qué combinacion
tiene menor coste, dicha estrategia supone una labor titanica tanto para un humano como para
una computadora, sobre todo si se trata de una red neuronal densa con miles (o millones) de
parametros.

Afortunadamente, se han desarrollado métodos iterativos para optimizar la funcién de costo
de manera eficiente, en especial aquellos basados en el cilculo del gradiente de la funcién de
costo con respecto a cada uno de los parametros, siendo el méas utilizado en aprendizaje auto-
matico el descenso del gradiente. El método de descenso del gradiente busca la combinacién
de pardmetros mas efectiva para llegar al minimo 6ptimo de la funciéon de pérdida apoyandose
del concepto de derivada y por consiguiente del gradiente.

Derivar la funcién de pérdida es util ya que por su definicién nos dice como cambiar los pa-
rametros @ para obtener pequenias mejoras en la imagen de la funcion (Goodfellow et al., 2016),
a su vez, el gradiente es una generalizaciéon del concepto de derivada en un vector, y nos propor-
ciona la direccion de cambio maximo de la funcién Figura 4.10.
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Figura 4.10: Método del descenso del gradiente para optimizar una funciéon de pérdida J con
respecto a sus parametros 0y y 6;. Tomado de https://medium.com/hackernoon/gradient
-descent-aynk-7cbe95a778da

El gradiente de una funcion de pérdida L(6) se denota como VgL(8), al ser 6 una representacion
de todos los parametros de la red neuronal tal que 8 = (0,61, -- ,0,), entonces Vg L(0) estara
dado por las derivadas parciales de L con respecto a cada uno de los pardmetros 6.

De esta manera, la expresiéon del método del descenso del gradiente esta dada por:
0 =60 —aVyeL(0) (4.20)

Donde « es la tasa de aprendizaje un hiper pardmetro que controla la magnitud de los pasos
que toma el descenso del gradiente para converger a un minimo.

Al calcular el gradiente de la funcién de costo, basicamente lo que estamos haciendo es de-
cirle a la red neuronal qué parametros son importantes y necesitan modificarse para poder llegar
al minimo de la funcién. Sin embargo, calcular el gradiente para una composiciéon de tantas
funciones no es una tarea trivial y mucho menos posible de calcular a mano, es incluso muy
costosa para una computadora. Debido a esto, (Rumelhart et al., 1986) desarroll6 el algoritmo
de propagacion hacia atras (backpropagation) para calcular iterativamente el gradiente de
una funcién de costo basandose en la regla de la cadena del céalculo

No nos detendremos a detallar el desarrollo de este algoritmo, basta con la comprension de
su principio general y por qué ha sido un factor importante para hacer del aprendizaje automéa-
tico una alternativa viable para resolver problemas de clasificacion. Para ello nos basaremos en
la derivacion realizada por (Goodfellow et al., 2016):

Se necesita calcular la derivada parcial de la funcién de pérdida L con respecto a los paré-
metros 6 de la red neuronal, tal que VgL(0) = %—3. Si 6 = (W, b) entonces g—g = (;—VLV, g—ﬁ). Sea
una red neuronal con C capas, la composiciéon de funciones que representan a la dltima capa de
la red esté dada por la expresion:

E = L((2°)) (4.21)

Donde E es el error calculado por la funcién de pérdida Ly Z€ = WEX + b®. Entonces, con
base en la regla de la cadena del célculo, las derivadas de la funcién de coste con respecto a los
pardmetros de la red en la dltima capa estan dadas por:
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oL oL 09 0z¢

oW ~ 9pC 020 oWC
oL  OL 9y 0z¢

a0C — 9,C 92C D€

(4.22)

AL 0
0pC 02¢
las neuronas de la capa C, por lo tanto, podemos rescribir dicho término como ¢ y por ende,
la Ecuacion 4.22 se compacta de la siguiente forma:

El término la variacion del error en funcién de Z€ y representa el error provocado por

oL . 02°
[ C
3‘;; ggfc (4.23)
OL o 027
aC C

Las derivadas restantes son sencillas de calcular analiticamente. El vector de entrada a la capa C
esta dado por ¢~ por lo tanto Z¢ = ¢~ 1W Y 4+b¢. Realizando las derivadas correspondientes,
la expresiéon Ecuaciéon 4.23 se reduce a:

oL

_ 50 QDC_l
owe
b (4.24)
e

Este proceso se repite para la capa C' — 1, sin embargo ya hemos ahorrado gran parte de los
célculos para dicha capa. Observemos la expresion del gradiente en la capa C' — 1:

oL OL 0¢¢ 07¢ 8¢t 9zC1

OWwe-1 agoc o7¢C &pC—l 57C—-1 sy C—-1
OL 0L 09 0z 0p°~1 0z}

DT~ 9pC 02 001 9701 b0

(4.25)

El par de ecuaciones anterior podra parecer muy complicado de calcular, pero en realidad ya
calculamos la mayor parte de las derivadas que se necesitan, la Ecuacion 4.25 se reescribe como:

aL _ 50 aZC 3900_1 L—2

oW1 9p,C—1az0—17 12
oL o 07¢ 9pC1 (4.26)
C—1 0 9pC—1 9701

Notamos que el calculo del gradiente en la capa C' — 1 se ha simplificado en gran medida, y
puede simplificarse atin mas, ya que el término 3272:1 representa la derivada de la funcion de
activacién, por lo que dicha derivada una vez calculada para la funcién de activacion utilizada
serd constante para cualquier capa. Dicho lo anterior, solo nos restaria calcular una sola deriva-
da; si reproducimos este proceso recursivamente solo tendremos que calcular C' — 2 derivadas y
habremos obtenido exitosamente el gradiente de la funcién de pérdida con respecto a los para-
metros de la red para poder efectuar el método del descenso del gradiente. De esta manera, se
es ahora capaz de entrenar completamente una red neuronal de manera efectiva.

El algoritmo de propagacion hacia atras era el eslabon que faltaba en el campo del aprendi-
zaje automético para poder entrenar redes neuronales a gran escala, ya que las operaciones
necesarias son considerablemente menos y la capacidad computacional necesaria para hacerlo es
mucho menor.
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4.4. Redes neuronales recurrentes y sus arquitecturas derivadas

Un perceptréon multicapa es un aproximador de funciones muy potente, sin embargo, la rigidez
de dicha arquitectura solo permite mapear una entrada z; a una salida y;. ;Qué pasaria si los
datos de entrada tienen alguna dependencia espacio-temporal?, es decir, que sean datos secuen-
ciales dado que la entrada x; (y por consiguiente su salida y;) depende de todas las entradas
anteriores. Este es un problema mucho méas comin de lo que parece, especialmente en tareas de
reconocimiento de voz, traduccién automatica de textos e incluso en nuestro caso especial donde
tenemos registros geofisicos de pozo, los cuales son datos secuenciales. Si bien un MLP seréd
capaz de clasificar entrada a entrada, la salida del modelo carecera de la naturaleza de nuestros
datos de entrada, y por lo tanto, es muy probable que la salida tenga poco sentido acorde a los
pardmetros fisico-mateméticos que caracterizan a la tarea en cuestién.

Analizemos esta problemética de la siguiente manera: Tenemos una serie de registros de un
pozo en cuestidén y queremos predecir el tipo de roca que se encuentra a cada nivel de pro-
fundidad. Sabemos que geolégicamente existe una gran interdependencia entre cada cuerpo de
roca presente en un yacimiento, por lo que nuestras predicciones deberian ser geolégicamente
consistentes. Es decir, sea una prediccién de roca del modelo a una profundidad p, para tener
un resultado geologicamente consistente es necesario que se tomen en cuenta las rocas que se
predijeron desde p(!) hasta p — 1, de lo contrario la salida en p podra ser cualquier tipo de
roca y eso no es necesariamente consistente. Por ejemplo, si las tltimas n predicciones de roca
corresponden a una lutita es probable que para el nivel de profundidad actual nos encontremos
en una secuencia de lutitas y por lo tanto la probabilidad de encontrarnos con otra lutita en
el siguiente nivel de profundidad gracias al contexto debe ser mayor que la de encontrarnos
cualquier otra litologia, por ejemplo, una halita.

Hacer frente a este problema implica que el modelo tenga algin tipo de memoria para recordar
a todas las entradas anteriores y poder realizar una prediccién con base a los estados previos. El
concepto de memoria puede representarse en términos de aprendizaje automético como que la
red neuronal debe tener algiin tipo de estructura que le permita realizar conexiones de manera
ciclica. Esta estructura se ha implementado para desarrollar una familia de arquitecturas de
redes neuronales llamada: Redes Neuronales Recurrentes o RNN'’s.

Las RNN’s basan su funcionamiento en el principio de compartir parametros, ya que si los
pardmetros son independientes para x; estaremos perdiendo la relaciéon secuencial de los datos
que mencionamos con anterioridad. Si compartimos los pardmetros para cada entrada estaremos
asegurando que cada elemento de salida es funcién de las anteriores.

(Goodfellow et al., 2016) describe a las redes neuronales recurrentes como sistemas dinamicos
que reciben una sefial externa z! tal que:

Es decir, el estado s en el tiempo t esta referido al estado s en el tiempo ¢t — 1. Si para una capa
oculta de una red neuronal recurrente cualquiera llamamos al estado s el estado oculto (de una
capa oculta) h, tendremos que reescribir la Ecuacion 4.28 como:

h® = f(h*=D:nt; 9) (4.28)

En una RNN; el estado oculto h®) representa un resumen de los aspectos mas importantes de
todas las entradas anteriores a ¢:

h®) = g0 (x®, xt=D ... x) (4.29)
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Figura 4.11: Arquitectura simple de una Red Neuronal Recurrente. En las capas ocultas se
observa el principio de compartir los pardmetros aprendidos en entradas anteriores para proveer
del contexto previo antes de generar una salida. Tomado de (Graves, 2012)

Podemos observar la arquitectura basica de una red neuronal recurrente en la Figura 4.11. Como
podemos observar, se comparten los parametros en las capas ocultas para lograr mantener la in-
terdependencia entre los pardmetros aprendidos. Si analizamos la notacion de la figura podemos
identificar tres tipos de matrices de pesos presentes en una red neuronal recurrente. Wy repre-
senta los pesos aprendidos por la red para las conexiones entre la entrada y las capas ocultas,
W, las conexiones de capa oculta a capa oculta y por dltimo W3 que mapea las capas ocultas
a la capa de salida.

Con base en la definicién anterior de los tipos de matrices de pesos en una RNN, podemos
redefinir las ecuaciones de la propagacion hacia adelante de una RNN (Goodfellow et al., 2016),
tal que para cualquier estado desde ¢t = 1 hasta t = 7:

a®) = b+ Woh 4 Wwyx®,
h® = tanh(a®),

O(t) =c+ VV3h(t)7

v = softmaz(o®)

(4.30)

Donde b y ¢ son los vectores de sesgos correspondientes a las matrices de pesos Wa y W3
respectivamente y la funcion de activacion utilizada es la funciéon de tangente hiperboélico. Por
altimo, para obtener una distribucién de probabilidad se utiliza la funcién softmax sobre la
salida o) dada por la ecuacion:

Zi
softmax(z;) = < parai=1,2,..., K (4.31)

ZJI'{:I e
La forma de entrenar una RNN es practicamente la misma que para un MLP, ya que también
se utiliza el método del descenso del gradiente y por consiguiente el algoritmo de propagacion
hacia atrés, aunque con una ligera variacién para poder ser aplicado a las ecuaciones de una
RNN; a esta variante se le conoce como propagacion hacia atrds a través del tiempo, sin embargo
no detallaremos su funcionamiento por cuestiones de practicidad.

4.4.1. Redes de gran memoria a corto plazo: LSTM’s

A pesar de la gran utilidad de las RNN’s para trabajar con datos secuenciales, tienen una pro-
blematica que ha dado pie al desarrollo de otras variantes de arquitecturas de redes neuronales
recurrentes. Las RNN’s con muy efectivas para secuencias cortas de texto, como oraciones cor-
tas de un texto o cuadros cortos de videos, sin embargo, si se requiere trabajar con secuencias
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mas largas de datos, como un parrafo de texto o grabaciones medianamente largas de voz, care-
cen de la capacidad de proveer del contexto inicial para predecir las salidas finales de la secuencia.

El problema anteriormente descrito se conoce como problema del gradiente desvanesciente
v no es exclusivo de las RNN’s, de hecho, este es un problema general de las redes neuronales
a medida que se hacen mas profundas. La razon principal de esta problemaética es que los gra-
dientes correspondientes a las primeras dependencias de la red neuronal van perdiendo su efecto
a medida que se procesan méas dependencias, debido a que se realizan muchas multiplicaciones
matriciales y para la red es muy complicado identificar la contribucién de las dependencias ini-
ciales. Afortunadamente, existen mecanismos como las Redes Neuronales De Gran Memoria a
Corto Plazo o Long Short Term Memory Units (LSTM’s) (Hochreiter y Schmidhuber, 1997) que
fueron creados especificamente para trabajar con secuencias de datos més largas.

En las RNN’s clasicas el mecanismo utilizado para conjuntar los parametros aprendidos por
las dependencias anteriores es una sola capa formada por una funcién activacién de tangente
hiperbolico (Ecuacion 4.30). Por otra parte, las LSTM’s estan compuestas por cuatro capas de
redes neuronales capaces de realizar esta misma tarea pero procurando recordar las dependencias
antiguas.

hi—1

Ty

hi—1 he

A

Figura 4.12: Descripcion del funcionamiento de una LSTM. 1) Decidir la informacion a desechar,
2)Decidir la informacion a incorporar, 3) Actualizar la célula de estado, 4) Obtener la salida.
Modificado de https://colah.github.io/posts/2015-08-Understanding-LSTMs/

(Olah, 2015) explica el funcionamiento general de una LSTM, el cual sirve como base del si-
guiente apartado:

Las LSTM’s se valen del concepto de célula de estado CY, el cual es una abstraccion de una
memoria a largo plazo, que cambia muy poco a lo largo del procesamiento de la secuencia y que
sOlo es alterada por la LSTM cuando existe informacién que merece ser recordada a largo plazo.
La Figura 4.12 describe el proceso de aprendizaje de una LSTM, el cual puede ser resumido en
4 simples pasos:

1. Decidir la informacién a desechar: Una capa compuesta por una funcién sigmoide
llamada compuerta de olvido es utilizada para decidir qué informacién remover de la célula

Arturo Ruiz Sanchez 34 Ingenieria Geofisica


https://colah.github.io/posts/2015-08-Understanding-LSTMs/

UNAM Facultad de Ingenieria

de estado. Est4 dada por la funcién:
ft = O'(Wf . [ht—lu wt] + bf) (432)

2. Decidir la informacién a incorporar: En esta etapa se decide la informacién que seréa
anadida a la memoria a largo plazo. Esta compuesta de dos partes, una compuerta de
entrada i; que decide cuales son los valores que se actualizardn y por otra parte un vector
de valores canditados C;. Ambos estan definidos respectivamente por las expresiones:

iy = o(W; - [hi—1, 2] + b;)

- (4.33)

Ct = tcmh(WC . [ht_l, wt] + bc)

3. Actualizar la célula de estado: Como su nombre lo dice, consiste en simplemente

utilizar los valores calculados anteriormente para actualizar el valor de la célula de estado,

olvidando la informacién necesaria y anadiendo nuevos valores candidatos conforme a lo
obtenido en el paso pasado. La célula de estado se actualiza como:

Cy = fi+ Cro1 +iy + Cy (4.34)

4. Obtener la salida: Por dltimo, se obtiene el vector de estados ocultos h; a partir de una
capa sigmoide y una funcién de activaciéon de tangente hiperbélico:

O = O'(Wo . [ht—h IBt] + bo) (4 35>

hi = oy x tanh(CY) '
De esta manera, se han equipado a las redes neuronales recurrentes de una memoria, esto es
particularmente util para nuestro problema de clasificacién, ya que queremos que para cada
prediccion de litofacies la red neuronal que creemos sea capaz de tomar en cuenta a las entradas
que se encuentran antes de la actual. Incluso, podemos dotar a una red LSTM de la capacidad

de ver las entradas que se encuentran después de la actual; a esta variante se le conoce como
LSTM bidireccional (Bi-LSTM).

¥q Yo Yn
Outputs o
Softmax Layer Sofrmax

Backward Layer LST™M

Forward Layer

|

Input sequence X4 Xo e X

n

Figura 4.13: LSTM bidireccional, que consiste de dos capas de LSTM’s que trabajan observando
las entradas anteriores y futuras. Tomado de https://nedatavakoli.github.io/Modeling-and
-Clustering-Genome-using-Bidirectional-LSTM/

No entraremos en detalle con respecto a las ecuaciones del BiLSTM, ya que basicamente se
compone de dos capas de LSTM’s, la primera en la direccion hacia adelante y la segunda en la
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direcciéon hacia atrds Figura 4.13. Las ecuaciones siguen siendo las mismas, la tnica diferencia
es que tendremos el doble de pardmetros para entrenar; sin embargo, las ventajas si que son
significativas, ya que le permitimos a la red neuronal que wvea a las entradas a su alrededor y
realice la mejor predicciéon con base en el pasado y el futuro.
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Capitulo 5

Metodologia

El enfoque elegido para cumplir el objetivo de clasificar litofacies a partir de registros de pozo
de manera automatizada fue disefiar una red neuronal que reciba curvas de registros geofisicos
de pozo y produzca una columna estratigrafica que represente las litofacies correspondientes a
cada nivel de produndidad (Figura 5.1).

LOGDT GR NPHI RHOB LOGRT Facies

2410 .
» y =arenisca

2420
2430+
saol Red Neuronal

2450

>
y = f(LOGDT, GR, RHOB...)

2460

Well depth, m

2470

2480 -

2490 -

2500 -

2510
-202 -202 -4202 -2 0 2 02
Figura 5.1: Descripcion de la metodologia basica. Se toman n registros geofisicos de pozo como
entrada a una red neuronal que los procesa y obtiene la columna de litofacies correspondientes
a cada nivel de profundidad. Traducido de imagen original creada por (Ravasi, 2021).

La metodologia propuesta se divide en las siguientes etapas:

1. Creaciéon de un conjunto de datos sintéticos: Crear datos sintéticos a partir de
caracteristicas petrofisicas bésicas.

2. Definicién de los modelos de aprendizaje automatico: Desarrollar dos modelos de
aprendizaje automaético. El primero, un perceptrén multicapa para realizar una compara-
cion béasica de resultados. El segundo, un LSTM Bidireccional para explorar las capacidades
de las RNN’s en clasificacion de registros geofisicos de pozo.

3. Descripcién de las métricas de evaluacion: Definir las métricas basicas de evaluacion,
asi como una métrica propuesta especialmente para el conjunto de datos reales.
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5.1. Creacién de un conjunto de datos sintéticos

En geofisica, las limitantes principales para la adopcion del aprendizaje automatico para apoyar
en la resolucion de distintas tareas como la identificaciéon de fallas geologicas en secciones sis-
micas, la selecciéon de primeros arribos de eventos en sismogramas o el procesamiento de datos
sismicos, por poner algunos ejemplos, se deben a distintos factores entre los que destacan dos en
particular: la privacidad de los datos y la existencia de datos debidamente etiquetados para
su uso en algoritmos de aprendizaje automético.

La cuestién de la privacidad de los datos es un tema ampliamente difundido en la comunidad de
proyectos de codigo abierto en geofisica, ya que quienes se encargan de adquirir dichos datos son
companias con un interés comercial sobre ellos. Sin embargo, existen ciertos esfuerzos por parte de
entes y organizaciones sin fines de lucro por democratizar el uso de datos no comerciales con fines
de investigacion (por ejemplo, https://www.bgs.ac.uk/geological-data/opengeoscience/).

Por otro lado, para poder entrenar algoritmos de aprendizaje automéatico (al menos en aprendi-
zaje supervisado) es necesario tener conjuntos de datos debidamente etiquetados y disponibles
en gran cantidad. Por ejemplo, para poder entrenar un algoritmo que remueva el ruido de una
seccidn sismica es necesario tener miles de secciones sismicas ruidosas y su respectiva seccién sin
ruido. Esto es indudablemente dificil de obtener en un campo de estudio como la geofisica.

Si bien existen varias técnicas para evitar estos problemas, como desarrollar algoritmos de apren-
dizaje no supervisado, nosotros optamos por crear nuestro propio conjunto de datos sintéticos de
registros geofisicos de pozo debidamente etiquetados con la litofacies correspondiente en cada ni-
vel de profundidad. Aunque el escenario ideal seria entrenar nuestros algoritmos con datos reales
para poder evaluar en datos de este mismo tipo, creemos que el desempeno de un algoritmo de
redes neuronales recurrentes entrenado en datos sintéticos puede ser muy bueno a la hora de
evaluar en datos reales si diseiamos dicho algoritmo correctamente. Ademés, otras ventajas de
utilizar datos sintéticos es que tenemos una cantidad ilimitada de datos para entrenar y podemos
tener un control absoluto sobre la naturaleza de los mismos.

Crear registros geofisicos de pozo sintéticos es una tarea lo suficientemente compleja como para
realizar un trabajo de investigacion por si sélo. Diversos autores como (S. Kim et al., 2020),
(D. Zhang et al., 2018) y (Akinnikawe et al., 2018) explorar diversos métodos utilizando Ma-
chine Learning para la creacion de datos sintéticos a partir de redes neuronales recurrentes y
arboles de decisién. Sin embargo, nosotros consideramos fuera del enfoque de este trabajo el
utilizar técnicas de aprendizaje automatico para la generacién de datos sintéticos.

Por lo tanto, decidimos crear curvas de pseudo registros que fueran faciles de generar a par-
tir de parametros petrofisicos muestreados utilizando el método de Cadenas de Markov Monte
Carlo. Si bien, en primera instancia no estamos utilizando registros geofisicos propiamente, po-
demos utilizar estos pseudo registros para realizar pruebas de concepto de los algoritmos para
verificar que efectivamente un LSTM Bidireccional es capaz de clasificar litofacies a partir de
curvas que se asemejan a la forma de un registro de pozo, para finalmente entrenar un clasifica-
dor con registros geofisicos de pozo reales (Seccion 6.2).

Para ello, elegimos cinco litologias a modelar en nuestro conjunto de datos sintéticos y que
representan las clases que predeciran los modelos de aprendizaje automético:

s Creta

s Caliza
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= Dolomia
= Arenisca saturada con agua Sy,
= Arenisca saturada con hidrocarburos S,

Los métodos de Cadena de Markov Monte Carlo son algoritmos que obtienen muestras a partir
de una distribucion de probabilidad. Si cada litofacies es una distribucién de probabilidad mul-
tivariada, para generar las curvas de registros sintéticas, tenemos que utilizar cierto método de
muestreo, en este caso muestreo Monte Carlo, que siga las propiedades de Markov para obtener
muestras de dichas distribuciones. En primera instancia, tenemos que definir los parametros
petrofisicos a analizar y generar una distribucion de probabilidad para cada litofacies a partir
de:

X ~ N(p, Cov) (5.1)

Donde, X es una distribucién de probabilidad normal, u es el valor de la media de dicha proba-
bilidad y Cov es una matriz de covarianza que controla la forma de dicha distribucién.

A partir de los valores proporcionados en (Mavko et al., 2009) para media y desviacién es-
tandar de Densidad p, Impedancia Actustica (IA) y el cociente entre velocidad de onda P y
velocidad de onda S (V},/V;) para cada una de las litofacies a modelar se pueden parametrizar
distribuciones de probabilidad independientes como se muestra en la Tabla 5.1:

Litologia | Media |Vp/Vs, IA, p] | Desviacion Estandar [Vp/Vs, IA; p]
Creta [1.67, 4.02, 1.85] [0.06,0.89,0.13]
Caliza [1.88, 1.43, 2.43] [0.08,0.22,0.16]
Dolomia [1.82,1.4,2.59) 0.07, 0.23, 0.12]
S, 1.3, 7.57, 1.6] 0.13, 0.67, 0.13)
S 1.2, 6.7, 1.5] 0.13, 0.67, 0.13]

Tabla 5.1: Parametros de media y desviacion estdndar para cada uno de los pardmetros petro-
fisicos utilizados en las cinco litologias. Tomado de (Mavko et al., 2009).

A su vez, las matrices de covarianza que parametrizan cada distribucion generada estan dadas
por la ecuacion:

on 0 0 L pi2 pi3 on 0 0
Cov = 0 o099 O p21 1 pos 0 o099 O (5.2)
0 0 o33 p31 ps2 1 0 0 o33

Donde o; corresponde a la desviacion estandar de cada parametro petrofisico utilizado y p;; es un
coeficiente de correlaciéon que controla la forma de la distribucion generada. Dichos coeficientes
fueron propuestos de la siguiente manera: La forma de cada una de las distribuciones fueron

Litologia | Coeficientes de Correlacion [Vp/Vs, IA, p]
Creta [-0.9,-0.3,-0.1]
Caliza :0.9,-0.5,0.13]
Dolomia [-0.9,-0.5,0.13]
s, -0.81,0.7,0.5]
Su :0.7,0.65,-0.5]

Tabla 5.2: Coeficientes de correlacién propuestos para cada propiedad en todas las litologias.
Estos coeficientes de correlaciéon son propuestos acorde a la forma deseada de la distribucién.
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propuestas con un propdésito; necesitamos que la relaciéon entre los datos sea lo suficientemente
compleja para poder aprovechar la capacidad de las redes neuronales de clasificar datos con
una superficie de separacion no lineal. Si proponemos distribuciones facilmente distinguibles y
separables, puede que no sea necesario utilizar una red neuronal, pero esto tampoco se apega a
la realidad en la que podemos tener una intricacion entre litofacies compleja. Una vista de las
distribuciones propuestas es proporcionada por la Figura 5.2.

Distribuciones vista Vp/Vs contra IA Distribuciones vista Vp/Vs contra Densidad Distribuciones vista IA contra Densidad

VpIVs
IS

o 2 4 6 8 10 10 15 2.0 2.5 3.0 10 15 2.0 2.5 3.0
[ Densidad Densidad

(a) Vp/Vs vs TA (b) Vp/Vs vs Densidad (c) TA vs Densidad

Figura 5.2: Distribuciones generadas a partir de los parametros descritos en Tabla 5.1 y Tabla 5.2.

Ahora procedemos a definir la estructura de cadena de Markov necesaria para poder realizar
un muestreo Monte Carlo y generar nuestras curvas de pseudo registros. Para ello comenzamos
proponiendo una matriz de transiciones entre litofacies que nos ayude a definir las probabilidades
condicionales que forman la estructura de cadena de Markov, de tal manera que tendremos para
cada litofacies probabilidades condicionales p(F}|F;), es decir, la probabilidad de muestrear una
litofacies F; dado que la litofacies recién muestreada es F;. La matriz de transiciones tiene la
forma:

p(Cr — Cr) p(Cr — Ca) p(Cr— D) p(Cr—Sy,) p(Cr—S,)
p(Ca — Cr) p(Ca— Ca) p(Ca— D) p(Ca— Sy) p(Ca—S,)
T=| p(D—Cr) pD—Ca) pD—D) pD—=Sy) pD—S,) (5.3)
p(Sw = Cr) p(Sw — Ca) p(Sy — D) p(Sw — Sw) p(Sw — So)
p(So = Cr)  p(So = Ca)  p(So = D) p(So = Sw)  p(So = So)

Cuyos valores propuestos son:

0,8 0,05 0,05 0,05 0,05
0,7 0,05 0,05 0,15 0,05

T=105 005 005 03 0,10 (5.4)
0,2 0,05 0,05 0,7 0
0,1 0,05 0,05 0,1 07

Notese en la Ecuacion 5.4 que la p(S, — S,) es 0. Esto debido a que sabemos que por diferencia
de densidad no es posible encontrar en un yacimiento agua e inmediatamente después aceite, por
lo tanto dicha probabilidad de transiciéon es 0; esta es una restriccién que queremos hacer notar
durante el entrenamiento de nuestro modelo a través de los mecanismos propios de las redes
neuronales recurrentes para aprender efectivamente aspectos caracteristicos de una secuencia.
En cuanto al resto de las probabilidades propuestas, no seguimos alguna regla en especifico,
simplemente quisimos mantener una fuerte presencia de los dos tipos de areniscas y de la creta;
en cuanto a esta ultima aumentamos su presencia en los datos generados debido a su fuerte in-
teraccién con todas las distribuciones generadas, para que le sea méas dificil al modelo diferenciar
entre litofacies.

Para comenzar el proceso de muestreo para generar las curvas, definimos una matriz T, que
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representa las probabilidades acumulativas de la matriz T' (Ecuacion 5.4), a su vez, para comen-
zar nuestro muestreo a partir de cadenas de Markov necesitamos un vector de probabilidades
iniciales Py y su correspondiente vector de probabilidades acumulativas Fj_,,, . Estos dos dltimos
vectores definen la probabilidad en el estado inicial del muestreo para cada una de las litofacies
y estdn dados por:

=\ p (5.5)

POCr
Py, + Po—ca
Pocm = Poe, + Pog, + Pop, (5.6)
Poo, + Poe, + FPop + Pog,,
1

Una vez definidos estos vectores, procedemos a generar una secuencia de litofacies que llamare-
mos F' como la que se muestra en la Figura 5.1. Esta nos servira para generar las tres curvas de
IA, V,/Vsy p, ya que al tener la litofacies correspondiente a cada nivel de profundidad, simple-
mente obtendremos muestras aleatorias de las distribuciones generadas anteriormente para cada
propiedad y litofacies correspondiente. Para ello nos apoyamos en el algoritmo 1:

Algoritmo 1 Algoritmo de generaciéon de secuencias de facies
Sean: Pycym = P. ;Teum = Te ; Ly, = (Cr,Ca, D, Sy, S,) ; Fi ; N
N<+0
z U (0,1)
Fy (Li71|Pci > 33‘)
N+ 1
mientras N < i do
x <+ U(0,1)
Fy < (Lj-1|Te(i1,5) > @)
N+ N+1
fin mientras

El algoritmo anterior describe que, sea una sequencia de litofacies F' con N nimero de elementos
y un conjunto de litofacies L = (Cr,Ca, D, Sy, S,). Para determinar el primer elemento de la
secuencia Fy muestreamos un valor x de una distribucién uniforme U y revisamos en el vector
Py, el valor con indice 7 que sea mayor a x. Por lo tanto, el valor de Iy sera la litofacies L;_1.

Para determinar el resto de elementos de la secuencia F}, repetiremos el proceso anterior itera-
tivamente. Volveremos a muestrear x y revisaremos ahora en Ty, en la fila ¢ — 1 el valor con
indice j que sea mayor a x. Entonces, el elemento F} serd L;_;.

Una vez obtenida la secuencia de litofacies F' y realizado el proceso posterior de generar las
tres curvas de pseudo registros como se describié anteriormente, tendremos ya nuestro pozo
sintético y las litofacies correspondientes a cada nivel de profundidad como se muestra en la
Figura 5.3:

Arturo Ruiz Sanchez 41 Ingenieria Geofisica



UNAM Facultad de Ingenieria

Figura 5.3: Terna de pseudo registros de pozo generados sintéticamente etiquetados con la lito-
facies correspondiente en cada nivel de profundidad.

5.2. Definicién de los modelos de aprendizaje automaético

La Figura 5.4 muestra el flujo de trabajo utilizado para la clasificaciéon de litofacies. Empezamos
con una entrada, correspondiente a las tres curvas de registros de pozo que se crean sintética-
mente, la cual ingresa a la red neuronal en la capa de entrada. Posteriormente, la red neuronal
procesa la entrada a partir de los parametros aprendidos durante el entrenamiento y genera una
prediccién que representa a cada litofacies correspondiente a cada nivel de profundidad.

Aun no hemos definido al componente intermedio de este flujo de trabajo, es decir, la red
neuronal que usaremos. En este caso se utilizaron dos arquitecturas distintas de redes neurona-
les para realizar predicciones de litofacies a partir de registros de pozo sintéticos: un MLP y un
LSTM Bidireccional. La eleccién de estas dos arquitecturas se debe a la naturaleza del problema
que queremos resolver; un LSTM Bidireccional nos provee de la capacidad de hacer que nuestro
modelo aprenda en un tiempo 7; de las muestras en 7;_; y T;41, por otra parte, el MLP nos
permite comparar el rendimiento del LSTM Bidireccional con un modelo méas simple.

Entrada (Registros de pozo) Red Neuronal (MLP o BiLSTM) Prediccion (Litofacies)

Figura 5.4: Representacion conceptual del flujo de los datos.

En el MLP (Figura 5.5), el modelo consiste en una secuencia de capas lineales donde cada salida
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de las capas ocultas pasa por una funcién de activacion ReLu. Por otra parte, la salida de la
dltima capa lineal es una matriz de tamano Npyestras X Nelases, ¥ contendra a las predicciones
no normalizadas que genera el modelo, o bien, como se conoce en aprendizaje automético: los
logits.

Lineal Lineal Lineal Lineal

N NN N N

ReLu ReLu ReLu

Entrada 3x32 32 x 64 64 x 128 128 x 5 Salida

Figura 5.5: Arquitectura propuesta para generar un modelo MLP que servird como punto de
comparaciéon con el modelo de BiLSTM.
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La Figura 5.6 muestra la descripcion de la arquitectura de LSTM Bidireccional propuesta. En
este caso la entrada fue modificada de tal manera que se puedan generar ventanas, cuyo tamamno
Wi es un hiperparametro del modelo, esto con el objetivo de que multiples muestras tanto en
T;—1 como en T;y1 puedan ser utilizadas para realizar predicciones en T;.

El ntimero de neuronas ocultas para cada capa LSTM es de 256, por lo tanto, la salida del
BiLSTM es una matriz de tamafio W; x 512, ya que al ser un LSTM Bidireccional se cuenta
con dos capas LSTM de 256 neuronas cada una. Por tltimo, la salida del BiLSTM sera la en-
trada de una capa lineal que transforma la representacion del BiLSTM a una matriz de tamafio
Wi x Nejgses con los logits obtenidos.

Vp/Vs IA Rho Lineal Litofacies
Vp/Vs IA Rho N\ Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs 1A Rho Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho l ' ' Litofacies
BiLSTM
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho Litofacies
Vp/Vs IA Rho Litofacies

Tamafio de entrada = 3
Entrada Longitud de la secuencia = 5 512 x5 Salida
Neuronas por capa = 256

Figura 5.6: Arquitectura propuesta para un modelo de LSTM Bidireccional

5.3. Descripcion de las métricas de evaluaciéon

En aprendizaje automatico existen dos fases importantes en el desarrollo de un modelo: en-
trenamiento e inferencia. Hemos mencionado el entrenamiento de una red neuronal como el
método iterativo para optimizar una funcién de pérdida con respecto a los parametros aprendi-
dos por la red neuronal. En cuanto a la inferencia, esta es la parte del ciclo de vida en aprendizaje
automatico donde el algoritmo hace predicciones a partir de datos nunca antes vistos, utilizando
los parametros aprendidos durante el entrenamiento.

Para definir los elementos que se utilizaron para evaluar el desempefio de nuestros modelos
en la fase de inferencia, es necesario definir la métrica utilizada durante entrenamiento. Como
bien hemos mencionado, durante el entrenamiento buscamos optimizar una funciéon de pérdida,
por lo tanto, la métrica utilizada para evaluar el desempeno del entrenamiento es el valor de la
funcién de pérdida en cada iteracion.

La funcién de pérdida definida para entrenar tanto el MLP como las variantes de LSTM es
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la funcién de entropia cruzada, la cual definimos anteriormente en la Ecuaciéon 4.18. Por otra
parte, para entrenar el LSTM Bidireccional propusimos una funciéon de pérdida con un término
de regularizaciéon. La regularizaciéon es una técnica utilizada en aprendizaje automatico para
reducir el error en la inferencia utilizando un conjunto de datos de prueba, por medio de la
induccion de sesgo a cambio del aumento en la varianza (Goodfellow et al., 2016).

Entre los distintos tipos de estrategias de regularizacién, se encuentra la regularizacién Lo,
la cual modifica un modelo que sobre-ajusta (es decir, que se desempenia bien en los datos
de entrenamiento pero no en los de prueba) al anadir una penalizacién equivalente a la suma
de los cuadrados de las magnitudes de sus pardmetros. La Ecuacion 5.7 describe este tipo de
regularizacion:

L= C’oste—i—)\ZHWH2 (5.7)

Donde A es el factor de penalizacion elegido. Basicamente la Ecuacion 5.7 nos dice que el valor
de la funcion de pérdida L sera mayor cuando la suma Y ||w]||? sea muy grande, es decir, cuando
aumente la complejidad del modelo al tener mas pardmetros.

Las métricas que utilizamos para evaluar el desempeno de nuestro modelo durante la etapa
de inferencia son:

s Exactitud
= Matriz de confusion

= Puntaje FORCE

La exactitud representa la fraccién de predicciones que nuestro modelo realizé de manera
correcta. Es la métrica de evaluacién més sencilla y esta definida por:

Eractitud — Predicciones c'om'“ectas (5.8)
Total de predicciones

Una matriz de confusiéon (Figura 5.7) es una herramienta de visualizaciéon en aprendizaje
automatico del rendimiento de un algoritmo en aprendizaje supervisado. Cada fila de la matriz
representa las instancias de la clase verdadera, mientras que las columnas representan a las clases
estimadas. El rendimiento de un algoritmo perfecto tendria valores de 1 a lo largo de la diagonal
principal de la matriz de confusién y valores de 0 en el resto de la matriz.

anger- 0 0 0 0 71 1= o] 1

o
B
[=]
[=]

disgust- 0 0 0 0 21 2 0

fear- 0 0 0 0 21 6 0

]

300
joy- 0 0 0 4 94 20 0

w

Actual

neutral - 0 0 0 0 482 = o] 0 200

non-neutral - 0 0 0 1, 191 18 o] 4

- 100

o
o
o

60

[N]
o
o

sadness- 0

(=]
(=]
o
(=]
=
]
o
]
w
(=]
o

surprise -

Joy -

anger -
disgust -

fear -
neutral -
sadness -
surprise -

non-neutral -

Predicted

Figura 5.7: Ejemplo de una matriz de confusion. Las filas representan a las clases reales y las
columnas a las clases predichas. Tomado de (Torres, 2018)
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Por ultimo, el puntaje FORCE es una métrica disefiada exclusivamente para medir el desem-
pefio de los algoritmos desarrollados para ser utilizados en los datos de pozos proporcionados
en la competencia "FORCE 2020 Machine Learning Contest with Wells and Seismic", creada
por el Norwegian Petroleum Dictatorate (https://www.npd.no/en/force/Previous-events/
machine-learning-contest-with-wells-and-seismic/).

Para determinar el algoritmo ganador en la competencia, la métrica méas importante fue el
puntaje FORCE, la cual fue propuesta por los organizadores para medir un grado de incorrecion
petrofisica de las predicciones de los modelos. Utiliza una matriz de penalizacion (Figura 5.8)
que provee un grado de castigo al modelo por cada tipo de prediccién equivocada de litofacies, de
esta manera, si el modelo predice una litofacies de lutitas en lugar de margas, no se le penalizara
tanto al modelo como si predijera lutitas en lugar de dolomfa.

-
-
o
2 E
"
prediction @ i
label o o v o
I I ;
3 @ — = H = -] = - g
" 5 I} = =
z LI H L H - 8 5
Sandstone 2 3.5 3 3.75 3.5 3.5 3.25]
Sandstone/Shale 2| 2.375] 2.75 3.75 3.75) 3 3.75] El
Shale 3.5| 2.375 2| 3.5 3.5 3.75) 2.75 3.25 3|
Marl 3 2.75| 2] 2.5 2] 2.25) 3.375 3.75| 3.25]
Dolomite 3.75| 3.5 1.5/ 2.625 2.875] 3.75 3.25 3 3.625|
Limestone 3.5] 3.75 3.5 2 2.625) L 3.75] 3.5 3.625
Chalk 3.5| 3.75 3.75 2.25 2.875) 1.375 3.75 3.125 3.75|
Halite 3.75] 2.75 3.75 .75}
Anhydrite 3.25| 3.75 3.75) 275
Tuff 2.5 3| 2.75 3.375 3 3.5 3.125 3.75 2.5 3.25
Coal .75 3.25 3.75| 3.75 2.5
Crystalline Basement 3.25 3 3 3.25 3.625] 3.625 3.75 3.25

Figura 5.8: Matriz de penalizacién utilizada en la competencia para proveer un grado de cas-
tigo para cada modelo al realizar predicciones equivocadas. Tomado de https://xeek.ai/
challenges/force-well-logs

Finalmente, el puntaje FORCE es calculado con la siguiente expresion:
1N
S=- ; AYiyi (5.9)

Donde N es el nimero de muestras, A es el puntaje de la prediccién en la matriz de penalizacion,
7; es la litofacies predicha y y; la verdadera. Por lo tanto, mientras més cercano a 0 esté el valor
absoluto de S, se le consideraréd al modelo mejor que uno con valor absoluto de S mayor.
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Capitulo 6

Resultados

En esta seccion se muestran los resultados de los experimentos mas significativos, dado que que-
remos mostrar aquellos que proporcionen una contribucion sustancial al entendimiento y futura
solucion del problema. Si bien, se realizaron gran cantidad de pruebas, especialmente probando
combinaciones diferentes de hiperparametros como taza de aprendizaje y factor de regulariza-
cion Lo, s6lamente incluimos los resultados de aquella combinacién de parametros que produjo
un mejor valor de exactitud, esto con el fin de mantener esta seccién tan sucinta como sea posible.

Para la realizacion de dichos experimentos, tanto con datos reales, como con datos sintéticos,
designamos tres tipos de modelos para la comparacion de los resultados: MLP, LSTM simple
y LSTM Bidireccional. Se decidi6 utilizar estas tres variantes de modelos, descritas en la Sec-
cion 5.2, con el fin de comparar un modelo sencillo (MLP), contra un modelo basado en redes
recurrentes (LSTM) y con un modelo mas complejo de redes recurrentes (BiLSTM).

6.1. Datos sintéticos

Estos experimentos se llevaron a cabo con el objetivo de medir el rendimiento de los modelos
anteriormente descritos en un conjunto de datos menos complejo que uno real, mas pequeno,
con menos clases por clasificar y mayor variabilidad entre las mismas. La generaciéon de este
conjunto de datos sintéticos fue descrita en la Secciéon 5.1.

El conjunto de datos de entrenamiento consiste en ocho pozos con 2,000 muestras cada uno,
es decir, un total de 16,000 datos de entrenamiento. Por otra parte, se utilizaron dos pozos més,
ambos con 2,000 muestras cada uno, para validacién y prueba, respectivamente. El conjunto de
datos de validacion fue utilizado para medir el desempenio del modelo durante el entrenamiento,
mientras que el conjunto de datos de prueba fue utilizado para medir el desempefio final del
modelo y obtener las métricas correspondientes.
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6.1.1. MLP

Se entren6é un MLP con los siguientes hiperpardmetros:

Epocas ‘ Funcién de Pérdida ‘ Taza de aprendizaje ‘ Weight Decay
500 | Entropia Cruzada | 0.001 | 0.01

Tabla 6.1: Combinacién de hiperparametros utilizada para entrenar un MLP con un conjunto
de datos sintéticos.

Donde las épocas son el numero de rondas de entrenamiento que se aplicaron al modelo, el
tipo de optimizador es el algoritmo utilizado para actualizar los parametros del modelo, y el
weight decay es el factor que controla el grado de regularizacion Lo aplicado a la funcion de
pérdida.

Pérdida Exactitud
0.9

1.4 — Entrenamiento
— Validacién
0.8+

1.2
0.7 4

0.6
1.0 A

0.5 1

0.8
0.4+

0.3 1
0.6 1
—— Entrenamiento
0.24 — validacién

T T T T T T T T T T T T
4] 100 200 300 400 500 0 100 200 300 400 500

(a) Funcién de pérdida (b) Exactitud

Figura 6.1: Curvas de pérdida (a) y exactitud (b) para el MLP entrenado en un conjunto de
datos sintéticos.

La Figura 6.1 nos muestra en (a) el comportamiento de la funcion de pérdida con respecto a las
épocas de entrenamiento, mientras que (b) muestra los valores de exactitud obtenidos. Podemos
notar un comportamiento deseado en ambas graficas, ya que tanto para el conjunto de datos de
entrenamiento, como de validacién, obtenemos un comportamiento casi igual. Sin embargo, hay
que considerar que tanto los datos de entrenamiento, como de validaciéon y prueba provienen
de la misma distribucién de datos, por lo que el comportamiento anteriormente descrito es el
esperado.
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Figura 6.3: Matriz de confusion obtenida para los datos de prueba por
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Matriz de confusiéon obtenida para los datos de entrenamiento por un MLP.
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La Figura 6.2 y la Figura 6.3 son las matrices de confusiéon obtenidas para el conjunto de datos
de entrenamiento y de prueba, respectivamente. En ambas podemos notar que la clase Creta se
predice correctamente en casi todos los casos, mientras que la Arenisca Saturada con Agua, se
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confunde con Arenisca Saturada con Aceite en un 60 % de los casos aproximadamente. Si regre-
samos a la Figura 5.2 podemos notar que los datos se crearon de tal manera que a cualquier
modelo le sea muy dificil diferenciar entre estas dos clases.

Matriz de transicion verdadera Matriz de transicion estimada Error
10 10 10

Creta 0.05

Caliza 0.05

Dolomia 0.5 0.05

Arenisca (Agua) { 0.2 0.05

Arenisca (Aceite) 01 0.05

0.0 T T T T T 0.0 T T T T T 0.0

Figura 6.4: Comparacion entre la matriz de transicién verdadera del conjunto de datos sintéticos
(Izquierda), la matriz de transicion estimada a partir de las predicciones del MLP en el conjunto
de datos de prueba (Centro) y la matriz del error calculado entra las dos matrices anteriores.

Se estim6 una matriz de transiciéon a partir de las predicciones que se hicieron sobre los datos
de prueba (Figura 6.4, en medio). Recordemos que los datos de prueba fueron modelados a
partir de una matriz de transicién propuesta en la Ecuacion 5.4, y se muestra en la Figura 6.4,
a la izquierda. En la misma figura se incluy6é un la diferencia absoluta calculada entre las dos
matrices anteriormente mencionadas, donde podemos observar que el mayor error del modelo
proviene en las transiciones entre areniscas.

Es importante recalcar que se eligié presentar el error entre la matriz de transiciéon verdade-
ra y la estimada de la manera en que se muestra en la Figura 6.4 porque consideramos que
presentar el valor de la norma de la matriz de error enmascara la contribucién al error de cada
transicion especiifica. Al presentarlo en una matriz, podemos visualizar de una mejor manera la
contribucién particular de cada transicién al error y de esta manera identificar la situacién que
le da mayor problema a nuestros modelos.

6.1.2. LSTM

Utilizamos los siguientes hiperparametros para entrenar un LSTM sobre nuestro conjunto de
datos sintéticos:

Epocas ‘ Funcién de Pérdida ‘ Taza de aprendizaje ‘ Weight Decay
500 | Entropia Cruzada | 0.001 | 0.01

Tabla 6.2: Combinacién de hiperparametros utilizada para entrenar un LSTM con un conjunto
de datos sintéticos.
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Pérdida Exactitud
— Entrenamiento
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(a) Funcioén de pérdida

(b) Exactitud

Figura 6.5: Curvas de pérdida (a) y exactitud (b) para el LSTM entrenado en un conjunto de

datos sintéticos.

Observamos en la Figura 6.5, un comportamiento 6ptimo, como en el entrenamiento del MLP.
Este es un comportamiento que esperamos de igual manera en el LSTM Bidireccional, ya que

seguimos evaluando con un conjunto de datos sintéticos.

Matriz de

6n de entr

Creta 0

Caliza - o

Dolomia - o

Litofacies Verdaderas

Arenisca Saturada de Agua - 0.0043 0 0
Arenisca Saturada de Aceite - o 0 0
i ' i
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&
&
S
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0.8

o o
0.6

o o

0.075

Figura 6.6: Matriz de confusién obtenida para los datos de entrenamiento por un LSTM.
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Matriz de confusién de prueba
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Figura 6.7: Matriz de confusion obtenida para los datos de prueba por un LSTM.

En cuanto a las matrices de confusion (Figura 6.6 y Figura 6.7), observamos que el LSTM
simple tiene una capacidad muy limitada para distinguir correctamente entre areniscas y para
identificar efectivamente a la dolomia.

Matriz de transicién verdadera Matriz de transicién estimada Error
10 1.0 1.0
Creta 0.05 0.1 0.01 0.0 0.09 {1 oo 0.05 0.04 0.05 0.04
0.8 0.8 0.8
caliza 0.05 0.12 0.03 0.16 0.12 013 0.07 0.02 0.01 0.07
0.6 0.6 0.6
Dolomia 0.05 0.0 0.04 0.08 0.08 { o2s 0.05 0.01 0.22 0.02
0.4 0.4 0.4
Arenisca (Agua) 0.2 0.05 0.18 0.02 0.07 0.2 0.02 0.03 0.02 -
0.2 0.2 0.2
Arenisca (Aceite) 0.1 0.05 0.2 0.01 0.07 0.12 0.1 0.04 0.02 0.02 0.1
v 0.0 T T v T 0.0 T T T v v 0.0
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Figura 6.8: Comparacion entre la matriz de transicién verdadera del conjunto de datos sintéticos
(Izquierda), la matriz de transicion estimada a partir de las predicciones del LSTM en el conjunto
de datos de prueba (Centro) y la matriz del error calculado entra las dos matrices anteriores.

La matriz de transicion estimada para el LSTM simple (Figura 6.8) confirma lo mostrado ante-
riormente por las matrices de confusion. El error obtenido para captar correctamente las transi-
ciones de la arenisca saturada con agua es mayor en un LSTM simple; esto puede deberse a que
el proveer la informacién de las instancias anteriores en la secuencia de litofacies es insuficiente
para realizar las predicciones correctamente.
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6.1.3. BiILSTM

Finalmente, en cuanto a los experimentos con datos sintéticos se refiere, entrenamos un LSTM
Bidireccional con los siguientes hiperparametros:

Epocas ‘ Funcién de Pérdida ‘ Taza de aprendizaje ‘ Weight Decay
500 ‘ Entropia Cruzada ‘ 0.001 ‘ 0.01

Tabla 6.3: Combinacién de hiperparametros utilizada para entrenar un BiLSTM con un conjunto
de datos sintéticos.

El comportamiento de la funcién de pérdida es muy similar a los casos anteriores. Por otra parte,
dada la complejidad anadida de un LSTM Bidireccional, es mas complicada la convergencia a
un valor de exactitud, como se muestra en la Figura 6.9 (b).

e Pérdida Exactitud

— Entrenamiento
— validacién

1.6

1.4

1.2 4

1.0

0.8 9

—— Entrenamiento

—— Validacion

0.6 q

T T T T T T T T T T T T
4] 100 200 300 400 500 1] 100 200 300 400 500

(a) Funcioén de pérdida (b) Exactitud

Figura 6.9: Curvas de pérdida (a) y exactitud (b) para el BiLSTM entrenado en un conjunto de
datos sintéticos.
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Matriz de ion de entr

Creta 0 0.0023 o
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Figura 6.10: Matriz de confusién obtenida para los datos de entrenamiento por un BiLSTM.

Matriz de confusién de prueba

Creta 0 0.0021 o

Caliza - 0.21 [ ]

Litofacies verdaderas

Dolomia - 0 018
Arenisca Saturada de Agua - 0.0058 0 0
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Figura 6.11: Matriz de confusiéon obtenida para los datos de prueba por un BiLL.STM.

Es importante considerar, que los resultados mostrados por las matrices de confusion (Figura 6.10
y Figura 6.11) corresponden a la métrica principal que queremos mejorar, pero si nos limita-
mos a considerar s6lo esta métrica estaremos omitiendo algunas de las capacidades anadidas
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al utilizar modelos distintos, como veremos inmediatamente en la Figura 6.12. Si comparamos
las matrices de confusion del LSTM simple con la del LSTM Bidireccional, podemos notar que
ambas muestran la dificultad presentada en dichos modelos para distinguir entre areniscas.

Matriz de transicion verdadera Matriz de transicién estimada Error
10 10 10

Creta 0.05

Caliza 0.05

Dolomia 0.5 0.05

Arenisca (Agua) 0.2 0.05

Arenisca (Aceite) 01 0.05

0.47 R
3 X . 0.01 1 . X B X
0.2 0.2 0.2
0.06 0.01 0.01 0.21 . 1 004 0.04 0.04 0.11 0.01
0.0 T T T T 0.0 T T T T T 0.0
@

Figura 6.12: Comparacion entre la matriz de transicion verdadera del conjunto de datos sintéticos
(Izquierda), la matriz de transicién estimada a partir de las predicciones del BiLSTM en el
conjunto de datos de prueba (Centro) y la matriz del error calculado entra las dos matrices
anteriores.

Una cuestiéon muy importante para resaltar a partir de la Figura 6.12, es que si bien las matrices
de confusién anteriores no muestran una mejoria en el rendimiento del modelo con respecto a los
anteriores, la matriz de transiciéon estimada refleja las capacidades que se anadieron al utilizar un
LSTM Bidireccional. Notemos que la probabilidad de transicién verdadera de arenisca saturada
con agua a arenisca saturada con aceite fue establecida como 0 desde un inicio. Como se esperaba,
un LSTM Bidireccional fue capaz de estimar de buena manera esta probabilidad de transiciéon
(1%), al ahora contar con informacién méas completa de la secuencia de litofacies.

6.1.4. Comparaciéon de resultados

A continuacion, mostramos los valores de exactitud para los modelos descritos anteriormente:

Modelo ‘ Exactitud
MLP 0.816
LSTM 0.771
BiLSTM 0.823

Tabla 6.4: Comparacion entre los resultados numéricos obtenidos sobre el conjunto de datos
sintéticos.

A priori, el BILSTM tiene el valor de exactitud més alto, aunque no es significativamente mayor
a la exactitud obtenida por el MLP. Basarse exclusivamente en el valor de exactitud obtenido
para juzgar el rendimiento de cada modelo puede orillarnos a descartar completamente a un mo-
delo por su baja exactitud, o viceversa, y podriamos perder de vista las caracteristicas propias
del modelo que lo pueden hacer més 1til en algin otro escenario.

Para visualizar de una manera gréafica el rendimiento de cada modelo, tomamos un mismo
subconjunto del conjunto de datos de prueba y lo utilizamos para realizar inferencia en cada

modelo, tal como se muestra a continuacion:
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Comparacion entre el pozo verdadero y predicciones

Verdadero FF LSTM BiLSTM

Arenisca saturada de Aceite

Arenisca saturada de Agua

I Dolomia

Profundidad

| Hll

I Caliza

I Creta

T T T T T T T T T
—-0.50-0.25 0.00 0.25 0.50-0.50-0.25 0.00 0.25 0.50-0.50-0.25 0.00 0.25 0.50-0.5 0.0 0.5

Figura 6.13: Comparacion entre las columnas de litofacies verdadera, la obtenida por el MLP,
la obtenida por el LSTM y el BiLSTM para el conjunto de datos sintéticos.

Podemos observar a partir de la figura anterior, que los tres métodos probados tienen problemas
para distinguir entre los dos tipos de areniscas, como lo hemos venido mencionando con ante-
rioridad, sin embargo, cada uno de ellos presenta su indecisién de una manera distinta.

Si nos enfocamos a las predicciones del MLP o FF (Feed-Forward), observamos que a excep-
cion de la creta le es dificil ser consistente en sus predicciones y propicia la alta alternancia entre
clases. Por ejemplo, si nos enfocamos en la zona entre las profundidades de 30 a 40 unidades,
podemos notar que le es complicado al modelo predecir correctamente un bloque de arenisca
saturada con aceite, ya que la confunde constantemente con arenisca saturada con agua, pro-
piciando una alternancia entre estas clases. Dicho lo anterior, la matriz de transiciéon estimada
para este modelo (Figura 6.4) cobra mas sentido, ya que podemos notar que esta alta alternan-
cia entre clases propicia el alto error en la transicion estimada de arenisca saturada con agua a
arenisca saturada con aceite.

Por otra parte, vemos que el LSTM trata de distinguir mejor entre areniscas, provocando que
la alternancia vista para el modelo de FF no sea tan constante, sobre todo en la regién de pro-
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fundidad entre 50 y 54 unidades, donde simplemente se decide por una clase, aunque sea errénea.

Por tultimo, el BiLSTM es el modelo que presenta un valor mayor de exactitud, y podemos
ver en la comparacion con el pozo verdadero que produce predicciones mas consistentes que el
par anterior de modelos. A su vez, es de suma importancia notar que el BiILSTM logra aprender
de manera muy efectiva la nula transiciéon de arenisca saturada con agua a arenisca saturada
con aceite, ya que no presenta ese caso en la prediccién, justificando asi los resultados obtenidos
en su matriz de transicién estimada.

6.2. Datos de FORCE

Se utilizé6 un segundo conjunto de datos pre-procesados de entrenamiento y prueba, a partir de
pozos reales en la regiéon del Mar del Norte en Noruega, proporcionados por el Norwegian Pe-
troleum Dictatorate con fines de investigaciéon y se hicieron publicos a partir de la competencia
internacional de algoritmos de aprendizaje automatico para la clasificacion de litofacies "FOR-
CE 2020 Machine Learning Contest with Wells and Seismic". A partir de este nuevo conjunto
de datos se entrenaron y probaron los tres tipos de modelos utilizados anteriormente con una
combinacion diferente de hiperparametros.

El conjunto de datos de entrenamiento contiene 98 pozos, mientras que los de prueba cuen-
tan con 10 pozos. Las curvas de registros utilizadas como entradas del modelo son:

= Caliper

= Resistividad Media

= Resistividad Profunda

= Densidad Aparente

= Rayos Gamma

» Porosidad de Neutrén

= Factor Fotoeléctrico

= Potencial Esponténeo

= Taza de Penetraciéon

= Sonico de Onda Compresional
= Sonico de Onda de Corte

Este conjunto de entradas se encuentra debidamente etiquetado con la litofacies correspondiente
a cada nivel de profundidad, correspondiente a una de las doce litofacies existentes en el conjunto
de datos, las cuales son:

= Arenisca

= Arenisca Arcillosa
= Lutita

= Dolomia

s Toba
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La Figura 6.14 muestra un ejemplo de un pozo proveniente del conjunto de datos de entrena-
miento:
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Figura 6.14: Ejemplo de un pozo correspondiente al conjunto de datos FORCE utilizado para
entrenamiento. Tomado de https://towardsdatascience.com/lithology-prediction-using
-deep-learning-force-2020-competition-dataset-part-1-1ba0264981b4

6.2.1. MLP

Entrenamos un MLP con los hiperparametros siguientes:

Epocas ‘ Funciéon de Pérdida ‘ Taza de aprendizaje ‘ Weight Decay
500 ‘ Entropia Cruzada ‘ 0.001 ‘ 0.01

Tabla 6.5: Combinacién de hiperparametros utilizada para entrenar un MLP con el conjunto de
datos FORCE.

A diferencia de los experimentos realizados con datos sintéticos, la curvas presentadas en la

Arturo Ruiz Sanchez 58 Ingenieria Geofisica


https://towardsdatascience.com/lithology-prediction-using-deep-learning-force-2020-competition-dataset-part-1-1ba0264981b4
https://towardsdatascience.com/lithology-prediction-using-deep-learning-force-2020-competition-dataset-part-1-1ba0264981b4

UNAM Facultad de Ingenieria

Tabla 6.5 muestran una separaciéon entre el comportamiento para datos de entrenamiento y da-
tos de validacion. Esto se debe a que no podemos asegurar que la distribucion de los datos de
entrenamiento y validacién es la misma, ya que son datos reales y de pozos distintos, por otra
parte, los datos sintéticos s provienen de la misma distribuciéon que nosotros propusimos.

A medida que la separacion entre las curvas de entrenamiento y validacion se hace mas grande,
esto implica que existe el problema de sobre-ajuste a los datos de entrenamiento o overfitting, en
el cual, el rendimiento del modelo en datos de prueba disminuye considerablemente con respecto
a los datos de entrenamiento. Si bien, existe un cierto grado de sobre-ajuste en este modelo
este no es excesivo, por lo que se decidié no utilizar la técnica de regularizacién conocida como
dropout en la que se eliminan aleatoriamente un nimero de neuronas de la red a partir de un
valor de probabilidad para reducir la complejidad del modelo.

Pérdida Exactitud

2.75 — Entrenamiento

— validacién 071
2.50 4
0.6 1
2259

0.51
2.00 1

175 4 0.4 4

1.50 1 0.3 1

1.25 0.2+

1.00 4 4 N
0.1 —— Entrenamiento

— Vvalidacién

0.75 0.0

T T T T T
100 200 300 400 500

(a) Funcién de pérdida (b) Exactitud

o4

T T T T T
0 100 200 300 400 500

Figura 6.15: Curvas de pérdida (a) y exactitud (b) para el MLP entrenado en el conjunto de
datos FORCE.
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Matriz de confusion de entrenamiento MLP
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Figura 6.16: Matriz de confusién obtenida para los datos de entrenamiento por un MLP entre-
nado con el conjunto de datos FORCE.

Matriz de confusién de prueba MLP
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Figura 6.17: Matriz de confusién obtenida para los datos de prueba por un MLP entrenado con
el conjunto de datos FORCE.

De igual manera, las matrices de confusion obtenidas (Figura 6.16 y Figura 6.17) reafirman
nuestra hipotesis sobre la disminucién en el rendimiento del modelo para los datos de prueba, ya
que podemos observar que la matriz de confusion en datos de entrenamiento (Figura 6.16) tiene
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a sus mayores valores de probabilidad en la diagonal principal, lo cual indica que en la mayor
parte de los casos se predice correctamente la litofacies correspondiente.

Sin embargo, la matriz de confusiéon para datos de prueba no muestra el mismo comporta-

miento (Figura 6.17), ya que como podemos notar al modelo le es més complicado predecir
correctamente las litofacies en datos de prueba.

6.2.2. LSTM

Posteriormente entrenamos un modelo LSTM con los siguientes hiperparametros:

Epocas ‘ Funciéon de Pérdida ‘ Taza de aprendizaje ‘ Weight Decay ‘ Dropout
500 | Entropia Cruzada | 0.01 | 0.001 | 0.25

Tabla 6.6: Curvas de pérdida (a) y exactitud (b) para el LSTM entrenado en el conjunto de
datos FORCE.

Tal y como lo mencionamos anteriormente, el hiperpardmetro dropout, es utilizado para con-
trarrestar el efecto del sobre-ajuste del modelo al reducir la complejidad del mismo eliminando
parametros (neuronas) aleatoriamente.

Pérdida Exactitud

—— Entrenamiento —— Entrenamiento
2.4 — validacién 0.6 4 — Validacién

2.24 05

2.04
0.4 4
1.8
0.34
1.6

1.4 4 0.2 1

1.2 A 014

T T T T T T T T T T T T
[+] 100 200 300 400 500 0 100 200 300 400 500

(a) Funcién de pérdida (b) Exactitud

Figura 6.18: Curvas de pérdida (a) y exactitud (b) para el LSTM entrenado en el conjunto de
datos FORCE.

Como podemos observar en la Figura 6.18, la regularizacién mediante dropout ayudé a reducir
un poco los efectos del sobre-ajuste del modelo, aunque esto no quiere decir que los resultados
sean mejores. Simplemente, los resultados en el conjunto de datos de prueba seran tan buenos o
tan malos como los del conjunto de datos de entrenamiento.
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Matriz de de entr LSTM
Arenisca 012 006 00034 005 00l 00028 0.0008 0005 0042 0
Arenisca Arcillosa - 0.0022 0033 00016 00004 O 0012 005 0
Lutita - 0.088 0.0004 0022 00072 00018 0.0002 0023 0036 0 08
Dolomfa - 0.031 0 016 0018 0 0 0013 00066 O
Toba- 0097 ©21 025 015 0011 01 0083 0.0078 0043 0035 0014 0
" 0.6
o
b
K] Marga - 0.064 0093 0079 012 0.0006 0018 0022 ©
E
b
g Creta - 0.0004 0 0 00006 O 0036 0002 0
]
S -04
Halita - 0.0002 0 0 00002 O 0 0 0
carbén - 0.0037 0 0 0012 00065 0.00092 0
Caliza - 0.0002 0.0048 00058 0.003 0 00002 00002 0 o | 02
Anhidrita - 0.083 0,045 0055 00022 0 000081 ©  0.0035 0
Basamento- 0 0 [ 0 0.19 0 [ [ 0 [ 0
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Figura 6.19: Matriz de confusién obtenida para los datos de entrenamiento por
nado con el conjunto de datos FORCE.

Matriz de confusién de prueba LSTM

un LSTM entre-

Arenisca SN 0071 011 0054 0 0029 000069 O 000063 0.0057 0075 0
Arenisca Arcillosa - 018 025 031 0.4 0 0044 O 0 0 001 0063 O
0.8
Lutita - 0.081  0.16 0044 0 0012 00023 14e05 57e-05 0031 0016 O
Dolomfa - 0.091 00024 0.039 0 0092 00065 0 0 0 00063 0O
Toba - 0.39 0 [ 0.28 0 033 0 [ [ 0 [ 0 06
n
o
b
B Marga- 012 0043 0055 022 0 (EEM 0026 0 0.00076 0.0069 0.0032 O
E
]
g Creta- 0074 0 0014 018 0 061 [EINE] 0 0 0 0 0
s
5 -04
Halita - 0 0 0 0 0 0 0 0 0 0 0 0
carbén - 0 o 0 0 0 0 o 0 0 0 0 o
caliza- 0 0 0018 00031 0 0 o 000078 © 0.00078  © ~02
Anhidrita - 0.094 ©0.063 01 0055 0 [ 0 [ o 0071 0
Basamento- 0 0 0 o 0 0 0 0 o 0 0 0
. . . . . . . . . . . . -00
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Figura 6.20: Matriz de confusién obtenida para los datos
con el conjunto de datos FORCE.

de prueba por un LSTM entrenado

Siguiendo la misma tendencia del MLP, las matrices de confusién obtenidas muestran un com-

portamiento dispar, aunque se haya tratado de emparejar el

comportamiento en datos de prueba

con los de entrenamiento, para el modelo es atiin muy complicado encontrar la manera de predecir
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litofacies correctamente en distribuciones de datos distintas.

6.2.3. BiLSTM

Finalmente, entrenamos un LSTM Bidireccional con los siguientes hiperparametros.

Epocas ‘ Funcién de Pérdida ‘ Taza de aprendizaje ‘ Weight Decay ‘ Dropout
500 | Entropia Cruzada | 0.001 | 0.01 | 0.25

Tabla 6.7: Curvas de pérdida (a) y exactitud (b) para el BILSTM entrenado en el conjunto de
datos FORCE.

Pérdida Exactitud

—— Entrenamiento
2.4 S 0.7 7
g — Vvalidacién

2.2 1 0.6 4

0.5 4
1.8
0.4
1.6 1

144 0.3 1

12 0.2 4

—— Entrenamiento
0.14 —— Vvalidacién

1.0 4

T T T T T T T T T T T T
[+] 100 200 300 400 500 0 100 200 300 400 500

(a) Funcién de pérdida (b) Exactitud

Figura 6.21: Curvas de pérdida (a) y exactitud (b) para el BILSTM entrenado en el conjunto de
datos FORCE.

Las curvas de pérdida y exactitud (Figura 6.21) muestran que el LSTM Bidireccional logro
converger a un conjunto de pardmetros 6ptimos en etapas tempranas del entrenamiento. Esto
no es una caracteristica per se del LSTM Bidireccional, pero puede deberse a que este modelo
se encontr6 en alguna parte de su entrenamiento con un valor minimo local en la superficie de
pérdida.
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Matriz de confusion de entrenamiento BiLSTM

Arenisca 0.099 0.044 0.004 0.029 00054 0 0.0008 0.0062 0.027 o
Arenisca Arcillosa - 0.0034 0.019 0.0032 0 0.0006 0.01 0.021 o
Lutita - 0.086 0.0008 0.016 0.003 0.0014 0.0002 0018 0.029 0 08
Dolomia - 0.021 0.0022 0.11 0.016 0 0.0002 0.0036 0.0042 0
Toba - 0.092 0.14 0.31 0.16 0.086 0.063 0.032 0.014 0.071 0.031 0.0048 )
0.6
o
8
5
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Figura 6.22: Matriz de confusiéon obtenida para los datos de entrenamiento por un BiLSTM

entrenado con el conjunto de datos

FORCE.

Matriz de confusién de prueba BiLSTM

Arenisca 0.094 0.11 0.055 0 0.0086 0.00013 0 0.0005 0.0054 0.044 0
Arenisca Arcillosa - 0.21 0.23 0.33 0.18 0.0037 0.0044 0.00023 0 o 0.01 0.031 0
0.8
Lutita - 0.04 0.098 0.00011 0.0054 7.le-05 0 8.5e-05 0.028 0.034 0
Dolomia - 0.028 0.023 0 0.057 0.0065 0 o 0.00059 0.0035 )
Toba - 0.39 o 0 0.17 o 0 o 0 0 o 06
"
o
5
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s
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Figura 6.23: Matriz de confusién obtenida para los datos de prueba por un BiLSTM entrenado

con el conjunto de datos FORCE.

Por ltimo, las matrices de confusiéon obtenidas no muestran caracteristicas significativamente
distintas a las anteriores, a excepcién de una ligera mejoria al predecir los primeros tres tipos
de litofacies (Arenisca, Arenisca Arcillosa y Lutita), con respecto al LSTM.
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6.2.4. Comparaciéon de resultados

La descripcion numérica del rendimiento de los modelos anteriores se puede resumir en la si-
guiente tabla:

Modelo ‘ Exactitud | Puntaje FORCE
MLP 0.59 -0.98
LSTM 0.60 -1.07

BiLSTM 0.62 -0.96

Tabla 6.8: Comparaciéon entre los resultados numéricos obtenidos sobre el conjunto de datos
FORCE.

Notemos que al igual que en los datos generados sintéticamente, el LSTM Bidireccional tie-
ne una ligera ventaja sobre los otros dos algoritmos. Tomemos en cuenta, que la métrica de
Puntaje FORCE corresponde a un valor de penalizacién, por lo que mientra mas cercano sea
este valor a cero, se tendrd un mejor puntaje. Si bien, el modelo de LSTM Bidireccional que
hemos propuesto tiene un mejor puntaje FORCE que los otros dos modelos probados, el modelo
ganador de la competencia tuvo un puntaje FORCE de -0.46, por lo que conforme a ese para-
metro atn es un modelo lejos de ser bueno.

Matriz de transicion estimada MLP Matriz de transicion estimada LSTM Matriz de transicién estimada BiLSTM
10 10 10
Arenisca 0.020.030.01 0.0 0.01 0.0 0.0 0.0 0.0 0.0 0.0 0.010.04 0.0 0.00.010.0 0.0 0.0 0.0 0.0 0.0 0.020.020.01 0.0 0.0 0.0 0.0 0.0 0.00.01 0.0
Arenisca Arcillosa -D. 0.020.03 0.0 0.0 0.0 0.0 0.0 0.0 0.01 0.0 0.010.01 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.030.04 0.0 0.0 0.0 0.0 0.0 0.00.02 0.0
Lutita P 0.020.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.8 0.01 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.8 0.01 0.0 0.0 0.0 0.0 0.0 0.00.01 0.0 0.8
Dolomia .010.020.0 0.00.020.0 0.0 0.0 0.0 0.0 0.0 -0.010.020.0 0.00.020.0 0.0 0.0 0.0 0.0 0.0 -0.010.020.0 0.00.010.0 0.0 0.0 0.0 0.0 0.0
Toba .01 0.0 0.030.0 0.020.08 0.0 0.0 0.0 0.0 0.0 06 40.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 06 40.00.16 0.0 0.11088 0.0 0.0 0.0 0.0 0.0 0.0 0.0 06
Marga -0.01 0.0 0.0 0.04 0.0 0.0 0.0 0.0 0.0 0.0 0.0 -.020.01 0.0 0.03 0.0 0.0 0.0 0.0 0.0 0.0 0.0 .010.0 0.00.040.0 0.0 0.0 0.0 0.0 0.0 0.0
Creta 0.0 0.0 0.0 0.00.060.0 0.0 0.0 0.0 0.0 0.0 40.0 0.0 0.020.02 0.0 0.06[lE8 0.0 0.0 0.03 0.0 0.0 40.0 0.0 0.00.02 0.0 0.02[888 0.0 0.0 0.0 0.0 0.0
Halita {0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.4 40.5( 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0[0.5(0.0 0.0 0.4 40.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.4
Carbén £.13 0.0 0.0 0.0 0.00.130.0 0.0 0.0 0.0 0.0 401 0.0 0.0 0.0 0.00.050.150.0 0.0 0.0 0.0 .050.0 0.0 0.0 0.00.190.0 0.0 0.0 0.05 0.0
Caliza 10.0 0.0 0.010.010.0 0.0 0.0 0.0 0.0 0.0 0.0 0.2 40.0 0.00.020.0 0.0 0.00.010.0 0.0 0.0 0.0 0.2 40.0 0.00.040.010.0 0.0 0.0 0.0 0.0 0.0 0.0 0.2
Anhidrita -0.030.070.08 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 -0.030.010.04 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 -0.040.050.09 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0
Basamento 10.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0
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Figura 6.24: Matrices de transicién estimadas en el conjunto de datos FORCE para cada uno
de los modelos, MLP (Izquierda), LSTM (Centro) y BiLSTM(Derecha).

Al no contar con una matriz de transiciones verdaderas para este conjunto de datos, nos limi-
tamos a presentar solo las estimaciones de matrices de transiciéon para cada modelo. Podemos
observar que a grandes rasgos, los tres modelos convergen a una matriz de transicién muy simi-
lar, a excepcion de algunas clases como es el caso de las transiciones en la Halita.
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Comparacion entre el pozo verdadero y predicciones

Verdadero FF LSTM BiLSTM
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Figura 6.25: Comparacion entre las columnas de litofacies verdadera, la obtenida por el MLP,
la obtenida por el LSTM y el BiLSTM para el conjunto de datos FORCE.

Como comparacion final, tenemos en la Figura 6.25 las predicciones obtenidas por los tres mode-
los en un subconjunto de datos de prueba y los valores verdaderos que les corresponden. Podemos
notar una capacidad generalizada en los tres modelos entrenados de identificar columnas exten-
sas de lutita, a su vez, una identificacion satisfactoria de la zona donde se encuentra la creta. Sin
embargo, es més que evidente la incapacidad de dichos modelos de identificar correctamente las
intercalaciones de dolomia presentes en los datos verdaderos. A su vez, en regiones de intercala-
ciones complejas entre varias litofacies, como en los niveles de profundidad entre 9,000 y 10,000
unidades, los tres modelos son incapaces de reconocer estas intercalaciones y optan por predecir
una sola litofacies (anhidrita).

En el modelo de LSTM Bidireccional, el cual tuvo un aparente mejor desempenio que los demas
modelos, no se presentan caracteristicas sobresalientes con respecto a los otros algoritmos. Su
mejor rendimiento en cuanto a métricas puede deberse simplemente a que este modelo es capaz
de predecir un poco mejor aquellas litofacies que son mas importantes en el calculo del puntaje
FORCE, como la(Arenisca,la Arenisca Arcillosa y la Lutita).
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Capitulo 7

Conclusiones

La aplicaciéon de métodos de aprendizaje automético para explorar soluciones alternativas a
problemas en distintos campos cientificos ha brindado a los especialistas de diferentes areas del
conocimiento nuevas herramientas para atacar dichos problemas con un enfoque basado en la
eficiencia y el aprovechamiento de las capacidades computacionales a las que se tiene acceso
actualmente.

En cuanto al problema de aplicaciéon explorado en este trabajo, pudimos constatar de primera
mano que con los algoritmos particulares que se utilizaron y con la metodologia propuesta, si bien
obtenemos resultados de una manera considerablemente maés eficiente con respecto a la interpre-
tacion de registros realizada por un intérprete humano, no lo es mas en términos de confiabilidad.

Sin embargo, el objetivo de este estudio no es el de determinar si un algoritmo de aprendi-
zaje automético puede realizar una tarea sobre un registro geofisico de pozo, de mejor manera
que un intérprete humano. Contrariamente, lo que se desea es lograr entrenar algoritmos capa-
ces de agilizar el trabajo del intérprete humano, a partir de una base para la interpretacién de
los registros, donde el humano sea capaz de utilizar la predicciéon del algoritmo para reforzar,
robustecer y agilizar su propia interpretacion.

El desempenio de los algoritmos propuestos en los experimentos realizados se ve limitado por
diversas cuestiones. Hablando especificamente del desempenio en el conjunto de datos sintéticos
creado, es necesario tomar en cuenta que la propia generaciéon del conjunto de datos fue realizada
de tal manera que obtuvieramos datos que fueran dificiles de clasificar para cualquiera de estos
algoritmos. Esto con el proposito de explorar qué tan bien se puede clasificar un conjunto de
datos complejo utilizando algoritmos muy sencillos.

Tanto el MLP propuesto para dichos experimentos como las variantes del LSTM pueden conside-
rarse como algoritmos sencillos, ya que no se implementaron mecanismos especiales para tratar
de adaptarse mejor a este conjunto de datos en particular. La motivacién principal detras de la
proposicién de estos algoritmos tan sencillos es que puedan ser implementados y reutilizados a
manera de plug-and-play (conectar y usar) por intérpretes humanos con amplios conocimientos
en geofisica pero poco conocimiento en temas de aprendizaje automaético.

Al evaluar los resultados obtenidos en el conjunto de datos sintéticos se pudo comprobar el
beneficio anadido de utilizar un algoritmos de redes neuronales recurrentes, especificamente el
LSTM Bidireccional, para aprender secuencias de datos de manera mas robusta. Esta capacidad
se vio resaltada al momento de evaluar el error entre la matriz de transiciéon estimada con la
verdadera, donde se pudo observar que el LSTM Bidireccional fue capaz de aprender sin necesi-
dad de anadir algiin mecanismo extra la restriccion en la transicién entre las litofacies arenisca
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saturada de agua a arenisca saturada de aceite. Recordemos que los valores de probabilidad en
esta transicion estimados por el MLP y el LSTM simple fueron de 0.47 y 0.52, respectivamente,
mientras que el LSTM Bidireccional fue capaz de aproximarse casi exactamente al valor real de
0 al estimar una probabilidad de transicién de 0.01.

En cuanto a los resultados obtenidos en el conjunto de datos reales, tomemos en cuenta que
éste supone un reto mucho més complejo para estos algoritmos sencillos. Como referencia, en
la competencia antes mencionada donde se probaron distintos algoritmos para clasificar este
conjunto de datos, las propuestas con mejores puntajes corresponden a ensambles complejos
de modelos, algoritmos basados en gradient boosting, redes neuronales con arquitecturas muy
complejas, como los Transformers, entre otros.

Por nuestra parte, se buscdé mantener la filosofia de utilizar sélo modelos sencillos como los
utilizados en el conjunto de datos sintéticos, bajo la misma motivaciéon de entrenar algoritmos
facilmente explicables y reutilizables. No obstante, como pudimos observar en los resultados
presentados, para cualquiera de los modelos probados clasificar este conjunto de datos reales
implica un reto muy complicado debido a la extrema complejidad de los datos y a la sencillez
misma de los algoritmos.

Los resultados obtenidos sirven como base de comparacion para futuros esfuerzos en el dise-
no de algoritmos que solucionen el problema de la clasificacién de litofacies a partir de registros
de pozo. Es importante resaltar de este trabajo que un LSTM Bidireccional sin modificaciones
considerables a la arquitectura o al tratado de los datos, logroé obtener un 62 % de exactitud en
un conjunto de datos reales, mientras que los modelos ganadores de la competencia obtuvieron
entre 75 y 80 por ciento de exactitud, después de realizar una extensa busqueda de hiperpara-
metros, aumentaciones en los datos, cambios importantes en arquitecturas de redes neuronales y
multiples validaciones de modelos. El balance entre tiempo de desarrollo, eficacia y complejidad
de un modelo de aprendizaje automatico tiene que ser tomado en cuenta, sobre todo si se de-
sarrolla con el objetivo de buscar la adopcién de este tipo de métodos en campos de aplicacion
nuevos, como es el caso de la geofisica.
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