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SlogP = coeficiente de partición octanol/agua

SVM = Support-vector machines
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Resumen

La metilación del ADN es un proceso epigenético clave involucrado en el con-
trol de la expresión génica y la regulación de la impronta parental, entre otras cosas.
No obstante, los patrones de metilación aberrantes están asociados con diversas en-
fermedades incluidas las enfermedades psiquiátricas, las enfermedades del sistema
inmunológico y contribuyen tanto al inicio como a la progresión de varios tipos de
cáncer.

La metilación está mediada por una familia de enzimas llamadas ADN metil-
transferasas (DNMTs, por sus siglas en inglés, DNA methyltransferases), entre ellas
la DNMT1. Debido al rol de esta enzima, se busca modular su actividad para poder
contrarrestar los patrones de metilación aberrantes. No obstante, a pesar de la
importancia de la DNMT1, todav́ıa no se han podido desarrollar fármacos que per-
mitan modular su actividad sin fuertes efectos citotóxicos.

Debido al presente interés en el campo de la epigenética se han desarrol-
lado quimiotecas enfocadas centradas en moduladores de objetivos epigenéticos.
Al estar enriquecidas, estas bibliotecas permiten disminuir la cantidad de datos a
analizar. Además, en los últimos años ha aumentado el desarrollo de herramien-
tas computacionales como las basadas en acoplamiento molecular y aprendizaje
automático.

El objetivo de este trabajo fue encontrar moduladores de DNMT1 en quimiote-
cas enfocadas. Para alcanzar el objetivo primero se realizó una búsqueda de quimiote-
cas enfocadas cuyos compuestos estuviesen disponibles de manera comercial. Pos-
teriormente, se analizó el espacio qúımico y se realizó un filtrado a partir de sube-
structuras presentes en compuestos con actividad reportada. Se estudiaron los
compuestos filtrados mediante acoplamiento molecular (LeDock, Autodock Vina
y MOE) y modelos de aprendizaje automático (Orange3 y Epigenetic Target Pro-
filer). Finalmente, se evaluaron los compuestos seleccionados mediante pruebas de
inhibición enzimática. Se identificaron once compuestos activadores de la DNMT1
de los cuales siete aumentaron la actividad enzimática para que fuera mayor de
150%. Estos once compuestos resultan ser los primeros activadores históricamente
reportados de este blanco. Este descubrimiento da pie a la posibilidad de que estos
sean utilizados para el tratamiento de enfermedades como el cáncer de próstata,
donde hay una menor cantidad de metilación (sección 1.1.3).
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cataĺıtico (AA1224-1245) y H corresponde a los enlazadores entre
los dominios. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 9
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árboles de decisión y para SVM se generan hiperplanos. . . . . . . . 19
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diadas donde: A es Asinex, B es Axon, C es ChemDiv, D es Enamine, E
es Enzo, F es Life Chemicals, G es OTAVA DNMT1, H es OTAVA DNMT3,
I es Selleck y J es TargetMol. . . . . . . . . . . . . . . . . . . . . . . . 34

3.2 Subestructuras a estudiar donde A es amiquinsina, B es quinazolina,
C es 2-(bencilsulfanil) piridinas y D es carbazol. . . . . . . . . . . . . 36
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scaffolds y Pn el porcentaje de núcleos estructurales que representan
n% de compuestos. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41
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Caṕıtulo 1

Introducción

1.1 Antecedentes

1.1.1 Epigenética

La epigenética ha sido descrita en la literatura con múltiples definiciones. La
primera de estas fue propuesta en 1942 por Conrad Waddington buscando describir
la conexión entre genotipo y fenotipo.[1–3] Después, el grupo de investigación de
Arthur Riggs la definió como las diferencias heredadas entre mitosis y meiosis, las
cuales permiten explicar los cambios en el fenotipo.[3] Ambos estaban tratando
de encontrar el v́ınculo entre el genotipo y el fenotipo. Es por esto que el término
epigenética significa: genética fuera de lo convencional.[3, 4]

En la actualidad, la epigenética define el estudio de los cambios hereditarios en
la actividad o función de los genes que no está asociada a un cambio en la secuen-
cia del ácido desoxirribonucleico (ADN). Dentro de esta categoŕıa se incluyen un
conjunto de mecanismos reversibles que modulan la función del genoma en dife-
rentes tipos de células lo cual conlleva a un cambio en la expresión génica.[4–6]
Estos cambios son heredables y afectan una amplia gama de actividades celulares
como: el crecimiento celular, la diferenciación y el desarrollo de enfermedades, en-
tre otras.[7] Las señales epigenéticas incluyen: metilación del ADN, modificaciones
covalentes de las protéınas histonas (tales como acetilación, fosforilación y meti-
lación), incorporación de variantes de histonas y ARN no codificantes.[3] Todas
ellas funcionan sinérgicamente para modular la estructura de la cromatina. Esta se
encuentra de dos maneras: la eucromatina que es una conformación abierta en la
que se encuentran la mayoŕıa de los genes transcripcionalmente activos y la hete-
rocromatina el cual es un estado más compacto e inactivo transcripcionalmente.[8,
9] Esta modificación epigenética regula el cambio dinámico entre los dos estados,
que es un proceso reversible y regulado dinámicamente.[10] Por lo tanto, permite
determinar la actividad transcripcional del genoma. Entre los eventos epigenéticos,
la metilación del ADN ha sido la más ampliamente estudiada.[4, 6, 11]
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1.1.2 Metilación

La metilación del ADN, descubierta por primera vez por Hotchkiss en 1948[6,
12], es un proceso epigenético clave involucrado en el control de la expresión
génica, la regulación de la impronta parental, la estabilización de la inactivación
del cromosoma X y el mantenimiento de la integridad del genoma.[12] También
está implicada en el desarrollo del sistema inmunológico y en la reprogramación
celular, aśı como en la función y el comportamiento del cerebro.[12]

Los patrones de metilación del ADN aberrantes están asociados con varias en-
fermedades humanas, incluidas las enfermedades psiquiátricas, las enfermedades
del sistema inmunológico y contribuyen tanto al inicio como a la progresión de
varios cánceres como el cáncer de mama, de pulmón y de próstata.[13–15]

La hipometilación surge principalmente de la pérdida de metilación en elemen-
tos repetidos normalmente metilados, lo que lleva a la inestabilidad genómica y la
activación de oncogenes.[4] Por otro lado, la hipermetilación espećıfica del locus
generalmente ocurre en las islas CpG intragénicas (CGI, por sus siglas en inglés CpG
islands) que son promotoras de los genes supresores de tumores.[4] Los sitios CpG
o sitios CG son regiones de ADN donde un nucleótido de citosina es seguido por un
nucleótido de guanina en la secuencia lineal de bases a lo largo de su dirección 5’
→ 3’; las regiones donde estos se repiten son llamadas islas CpG.[16] Por ende, el
silenciamiento de estas islas mediante la metilación resulta en un silenciamiento de
genes supresores de tumores.[4]

Figura 1.1: Inactivación de transcripción por metilación de
DNMT1.

Al ser reconocida como un regulador clave de la estabilidad transcripcional, la
metilación del ADN establece un estado silencioso de la cromatina (figura 1.1).[4]
No obstante, la integración de la metilación del ADN con otras modificaciones epi-
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genéticas es un proceso complejo que depende de la colaboración de numerosos
componentes, muchos de los cuales quedan por dilucidar.[17, 18] Por lo tanto, el
análisis de los perfiles de metilación del ADN mejorará la comprensión de todo el
epigenoma.

Mecanismo de metilación

Los elementos involucrados en diferentes patrones de modificación se dividen
en tres grupos principales: escritores, lectores y borradores.[19] Los escritores son
enzimas que catalizan una modificación estructural de la protéına o del ADN y
en este caso seŕıa la adición del grupo metilo. En segundo lugar, los lectores son
unidades de reconocimiento que pueden discriminar entre la macromolécula nativa
y su versión modificada. Finalmente, los borradores son enzimas que catalizan la
eliminación de la señal qúımica introducida por los escritores.[3]

Gracias a los muchos años de investigación dedicados a comprender cómo se
borra y remodela el panorama epigenético durante el desarrollo embrionario, se
han identificado muchas de las protéınas y los mecanismos implicados en la meti-
lación del ADN.[6]

Rol de las metiltransferasas en la metilación del ADN

La metilación del ADN es uno de los mecanismos epigenéticos mejor estudia-
dos en células eucariotas y consiste en la adición covalente de un grupo metilo al
carbono 5’ de un anillo de citosina; principalmente dentro de un dinucleótido CpG,
dando lugar a una nueva base de ADN, 5-metilcitosina (5 mC).[20] Este proceso es
catalizado por ADN metiltransferasas (DNMTs, por sus siglas en inglés, DNA methyl-
transferases), una familia de enzimas escritoras que utilizan S-adenosil-L-metionina
(SAM) como donante del grupo metilo (figura 1.2).[18]

La metilación de la citosina no interfiere con la separación de las bases nu-
cleot́ıdicas de Watson-Crick ya que el grupo se inserta en el surco mayor del ADN,
donde es reconocido por las protéınas que interactúan con el ADN.[20] Esto causa
que se inactive la transcripción y se silencie la actividad de la cromatina, por lo que
pasa de eucromatina a heterocromatina.

La DNMT1, DNMT3A y DNMT3B tienen una región reguladora N-terminal y
una región cataĺıtica C-terminal; no obstante, tienen funciones y patrones de ex-
presión únicos.[20] Se pensaba que la DNMT1 actuaba principalmente como una
metiltransferasa de mantenimiento durante la śıntesis de ADN y que DNMT3A y
DNMT3B actuaban como enzimas que metilan de novo (figura 1.3). Sin embargo,
actualmente existe evidencia de que la DNMT1 también puede ser necesaria para
la metilación de novo del ADN y que DNMT3A y DNMT3B contribuyen al manten-
imiento de la metilación durante la replicación.[21, 22]

Estudios en ratones indican que la desactivación de DNMT1 produce como re-
sultado letalidad embrionaria. Sorprendentemente, las células madre embrionarias
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Caṕıtulo 1. Introducción Liliam Parvati Mart́ınez Fernández

Figura 1.2: Metilación del ADN. Una citosina se convierte a 5-
metilcitosina catalizada por DNMTs con la donación del grupo
metilo por SAM la cual se convierte a SAH (S-adenosil L-
homocistéına).

Figura 1.3: Metilación de novo donde se lleva a cabo la metilación
sin que ninguna de las hebras esté metilada y metilación de man-
tenimiento donde el ADN esta hemimetilado, es decir que solo una
de las hebras esta metilada.

de ratón que carecen de DNMT1 siguen siendo viables. Es durante la diferenciación
in vitro que hay una muerte celular masiva. Estos hallazgos establecen firmemente
que DNMT1 desempeña un papel fundamental en la diferenciación celular, aśı como
en la división de las células.[6]

Por otro lado, DNMT3A y DNMT3B son extremadamente similares en estruc-
tura y función, lo que las distingue es su patrón de expresión génica. Aunque
DNMT3A se expresa de manera relativamente ubicua, DNMT3B se expresa de ma-
nera deficiente en la mayoŕıa de los tejidos diferenciados, con la excepción de la
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tiroides, los test́ıculos y la médula ósea. Similar a DNMT1, la desactivación de
DNMT3B en ratones causa letalidad embrionaria. Por otro lado, los ratones con
DNMT3A desactivado sobreviven hasta cuatro semanas después del nacimiento.
Estos resultados indican que se requiere DNMT3B durante el desarrollo temprano,
mientras que se requiere la DNMT3A para la diferenciación celular normal.[6]

Mecanismos de desmetilación del ADN

La desmetilación del ADN puede ser pasiva o activa. La desmetilación pasiva
sucede cuando hay una inhibición de la actividad de la DNMT1 lo que permite que
durante la replicación celular la citosina recién incorporada permanezca sin metilar
disminuyendo aśı el nivel de metilación general.[6]

La desmetilación activa del ADN puede ocurrir tanto en células en división
como en células que no se dividen, pero el proceso requiere reacciones enzimáticas
para convertir las 5 mC a citosinas desnudas.[6] Se han propuesto varios meca-
nismos de desmetilación activa del ADN. En estos principalmente se involucran las
enzimas deaminasa de citosina inducida por activación (AID o AICDA, por sus si-
glas en inglés, activation induced cytosine deaminase) o enzimas de translocación
diez-once (TET, por sus siglas en inglés, ten–eleven translocation) (figura 1.4). Sin
embargo, se ha demostrado que de las enzimas part́ıcipes en el proceso de desmeti-
lación, solamente en la ausencia de la timina ADN glicosilasa (TDG, por sus si-
glas en inglés, thymine DNA glycosylase) existe letalidad embrionaria. Esto in-
dica la relevancia de los distintos métodos de desmetilación tanto activos como
pasivos.[6]

5
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Figura 1.4: Mecanismo de desmetilación del ADN donde tras ser
metilada por DNMT1 se lleva a cabo un proceso de desmetilación
por las entimzas TET y TDG.

Lectores de la metilación

Mientras que las DNMTs pueden por śı mismas reducir la expresión génica al
alterar la unión de los activadores transcripcionales, una segunda clase de protéınas
con una alta afinidad por 5 mC inhibe la unión del factor de transcripción. La
metilación del ADN es reconocida por tres familias de protéınas: las protéınas con
dominio de unión a metil-CpG (MBD, por sus siglas en inglés, methyl-CpG-binding
domain), las protéınas similares a la ubiquitina (UHRF, por sus siglas en inglés,
Ubiquitin-like, containing PHD and RING finger domains) y las protéınas con dedos
de zinc. De estas familias, la MBD fue la primera en ser identificada.[6]

Las protéınas MBD contienen un dominio de unión a metil-CpG (MBD) con-
servado que confiere una mayor afinidad por los sitios CpG metilados individuales.
Esta familia incluye MeCP2, la primera protéına de unión a metilo identificada,
junto con MBD1, MBD2, MBD3 y MBD4. Además de su papel como represor trans-
cripcional, MeCP2 parece tener un papel único en el mantenimiento de la secuencia
dirigida a focos de replicación (RFTS, por sus siglas en inglés, replication focus tar-
geting sequence) y puede conducir la DNMT1 al ADN hemimetilado para realizar la
metilación.[6]

Por otro lado, se encuentran las protéınas UHRF, incluidas UHRF1 y UHRF2,
las cuales a diferencia de la mayoŕıa de las protéınas MBD, su función principal
no es unirse al ADN y reprimir la transcripción. Estas primero se unen al dominio
de RFTS de la DNMT1 y luego la dirigen al ADN hemimetilado para mantener la
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metilación del ADN.[23, 24] UHRF1 interactua tan estrechamente con DNMT1 que
su eliminación, aśı como la eliminación de DNMT1, conduce a la letalidad embri-
onaria. Por otro lado, la última familia de protéınas de dedos de zinc, compuesta
por Kaiso, ZBTB4 y ZBTB38, se unen al ADN metilado mediante su dominio de
dedo de zinc.[6]

1.1.3 Relevancia terapéutica de la metilación

Las modificaciones epigenéticas son esenciales para el desarrollo y la prolife-
ración celular, pero se pueden ver afectados por factores aleatorios o por influen-
cias ambientales. La interrupción de los procesos epigenéticos da como resultado
estados transcripcionales alterados que pueden culminar en una transformación
celular maligna. Los estados epigenéticos pueden verse alterados por factores am-
bientales, lo que probablemente conduzca al desarrollo de fenotipos anormales o
patológicos.[6]

Figura 1.5: Publicaciones de PubMed con la palabra clave epi-
genética. Accesado el 10 de agosto de 2022.

La metilación del ADN tiene un papel importante en la comprensión de la
herencia, el desarrollo y la progresión de las enfermedades. Algunos ejemplos de
las enfermedades involucradas incluyen cáncer, diabetes, trastornos neurodegene-
rativos y enfermedades inmunomediadas.[3, 14, 25] Consecuentemente, el des-
cubrimiento y desarrollo de epi-fármacos, también conocidos como fármacos epi-
genéticos, se ha convertido en un foco importante de investigación para múltiples
empresas biotecnológicas. Esta importancia se refleja en las tendencias y el número
creciente de publicaciones cient́ıficas sobre el tema en la plataforma de PubMed.[26]
En los últimos 25 años se han publicado más de 100,000 art́ıculos relacionados al
tema; de los cuales 85,000 fueron publicados en los últimos 10 años (figura 1.5).
El término coexistente más frecuentemente utilizado en la bibliograf́ıa es “cáncer”,
el interés se debe a que a diferencia de los oŕıgenes genéticos del cáncer, las aber-
raciones epigenéticas son eventos reversibles que ocurren en etapas tempranas de
la génesis del tumor. En la última década, se han detectado muchas interacciones
y conexiones entre los cambios genéticos y epigenéticos. Esto permite resaltar la
compleja y multifactorial naturaleza de tal enfermedad. Además, poco se sabe ac-
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erca del mecanismo que tienen las DNMTs en otros tipos de enfermedades lo que
deja muchas áreas de oportunidad para realizar investigación en el tema.

Tabla 1.1: DNMTs en distintas enfermedades.

Enzima Rol Enfermedad

DNMT1 Hipermetilación

Cáncer
Leucemia mieloide aguda (LMA), Leucemia mieloide crónica
(LMC) y glioma, cáncer de: cuello uterino, colorrectal, pulmón,
páncreas, gástrico, mama, esófago, vejiga, próstata, tiroides,
ovario y carcinoma hepatocelular. [3, 14, 25]
Sistema nervioso
Neuropat́ıa autonómica sensorial hereditaria con demencia y
pérdida auditiva, ataxia cerebelosa, sordera y narcolepsia.[27]
Autoinmune
Artritis reumatoide y osteoartritis lupus.[11]

Hipometilación Cáncer de próstata y cáncer cervical.[3]

DNMT3A Hipermetilación
Cáncer
LMC, cáncer de: cuello uterino, mama, gástrico, próstata, ovario,
huesos y testicular.[3]
Autoinmune
Artritis reumatoide y osteoartritis.[11]

Hipometilación Linfoma, LMA, cáncer de: mama, colorrectal y pulmón [3]

DNMT3B Hipermetilación

Cáncer
LMC, LMA, glioma, cáncer de: pulmón, mama, gástrico, color-
rectal, próstata, páncreas, vejiga y cuello uterino.[3]
Sistema nervioso
Inestabilidad centromérica-anomaĺıas faciales de inmunodefi-
ciencia (ICF).[27]

Hipometilación LMA y cáncer de vejiga[3]

Debido a esto, las DNMTs se han convertido en un blanco de estudio impor-
tante en los últimos años.[11] Las enfermedades involucradas se ejemplifican en la
tabla 1.1. Se ha observado que la expresión de DNMT1, DNMT3A y DNMT3B está
elevada en la leucemia mieloide aguda (LMA) y varios cánceres sólidos. Por otro
lado, en algunos cánceres solamente una de las DNMTs está involucrada.

Paralelamente, la disminución de las DNMT también puede conducir a la tu-
morogénesis.[3] En las células normales, la heterocromatina está hipermetilada
alrededor del punto central; sin embargo, en muchos tumores este mecanismo se in-
terrumpe y se pierde la metilación del ADN en regiones normalmente inactivas.[3,
28] Esto causa que elementos transponibles se reactiven y se integren en sitios ar-
bitrarios del genoma, lo que lleva a la mutación y la inestabilidad genómica.[28]
En particular, existen casos como el cáncer de próstata en donde se ha probado que
una menor metilación acelera el proceso de metástasis.[13, 29]

Es por esto que es necesario un enfoque individual para cada enfermedad a
tratar tomando en consideración las necesidades del paciente. Esto deja un am-
plio campo de investigación para el desarrollo de distintos fármacos. La DNMT1
demuestra ser un blanco con múltiples aplicaciones terapéuticas debido a su rol
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en las distintas enfermedades mencionadas. Es por esto que será el objetivo de la
investigación.

1.1.4 DNMT1

DNMT1 se compone de una región N-terminal reguladora grande (1139 AA) y
una región C-terminal cataĺıtica más pequeña (476 AA) (figura 1.6).[15, 27]

Figura 1.6: Dominios de DNMT1 (PDB ID: 4WXX) donde: A
corresponde a RFTS (AA351-600), B a CXXC (AA651-697), C al
enlazador autoinhibidor (AA697-728), D a BAH1 (AA728-900),
E es BAH2 (AA906-1100), F es el dominio de metiltransferasa
(AA1139-1616) G es el sitio cataĺıtico (AA1224-1245) y H corre-
sponde a los enlazadores entre los dominios.

Región N-Terminal

La región N-terminal de DNMT1 tiene tres funciones: (i) regulación alostérica
de la actividad cataĺıtica[30, 31], (ii) regulación de la actividad cataĺıtica de DNMT1
mediante múltiples sitios de fosforilación y metilación[32–34] y (iii) la interacción
entre DNMT1 y otras moléculas que afectan la metilación del ADN[35]. Esta región
está compuesta por un dominio RFTS, un dominio de dedo de zinc CXXC (Cys-X-X-
Cys) y un par de dominios de homoloǵıa adyacente de bromo (BAH, por sus siglas
en inglés, bromo-adjacent homology).[36]

En esta región terminal N se encuentran los sitios de unión al ADN. El primer
sitio de unión al ADN está ubicado en la enzima dentro de la región 261–356; es-
pećıficamente en los aminoácidos Lys 284, Lys 285, His 286 y Arg 287. El segundo
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sitio de unión al ADN está ubicado dentro dominio del dedo zinc CXXC, en el seg-
mento de aminoácidos 580–697.[31] Estos sitios de unión se ven inhibidos por el
dominio RFTS el cual regula de manera alostérica la metilación por DNMT1 (figura
1.7). Bashtrykov y colaboradores realizaron una mutagénesis de sitio dirigida en
donde se mutaron los aminoácidos que teńıan interacción con el sitio cataĺıtico y
encontraron que esta mutación aumentaba la tasa de metilación de la DNMT1.[30]
De manera paralela, Syeda y colaboradores encontraron que una variante DNMT1
humana (621–1616) sin el dominio RFTS el cual mostró una unión más fuerte al
ADN que un fragmento de DNMT1 más largo (351–1616) que inclúıa el dominio
RFTS.[24] Al comparar la actividad de metilación del ADN de estas dos variantes
encontraron que la actividad de la DNMT1 sin RFTS (621–1616) era aproximada-
mente 40 veces mayor que el de la DNMT1 con RFTS (351–1616), lo que permite
concluir que el dominio RFTS inhibe la actividad de la DNMT1.[24] Además, el
enlazador de los dominios CXXC-BAH1 juega un papel importante en dos meca-
nismos autoinhibidores diferentes de DNMT1. El análisis estructural y los ensayos
bioqúımicos de hDNMT1 351–1600 revelan que el conector helicoidal entre el do-
minio CXXC y el dominio BAH1 constituye un elemento regulador importante en la
autoinhibición mediada por el dominio RFTS.[36]

Figura 1.7: Regulación alostérica de DNMT1. El dominio RFTS
(amarillo) tiene una función de autoinhibición, donde se une al
dominio cataĺıtico de la enzima (turquesa) esto bloquea el acceso
del ADN a la hendidura de unión al ADN y al centro cataĺıtico
(rojo).

Por otro lado, la selectividad de la DNMT1 hacia la metilación de novo es me-
diada por el dominio CXXC.[36] En el caso de los sitios hemimetilados, el dominio
CXXC no se une al ADN, por lo que el sitio activo está abierto para la unión al ADN
y aśı llevar a cabo la metilación de mantenimiento. Por el contrario, en el caso
del sustrato no metilado, el dominio CXXC de dedo de Zn se une al sitio CpG no
metilado de modo que el bucle entre BAH1 y el dominio CXXC esté en una posición
en la que pueda bloquear la unión del ADN en el sitio activo.[31]

En segundo lugar, se han encontrado más de sesenta sitios de fosforilación en
la protéına DNMT1 humana y de ratón, aunque solo unos pocos de ellos se han
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caracterizado funcionalmente. Se sabe que se requiere el S515 fosforilado ubicado
dentro del dominio RFTS para preservar la interacción entre las regiones N-terminal
y C-terminal de DNMT1 que es crucial para la actividad enzimática. También, la
fosforilación de S146 reduce la afinidad de unión al ADN de DNMT1.[33]

Además, se encuentran las interacciones entre DNMT1 y otras moléculas; un
ejemplo seŕıa la interacción con la enzima UHRF1. Como se mencionó previamente
(sección 1.1.2), la enzima UHRF1 se une al ADN hemimetilado lo que causa que
el dominio RFTS se mueva y permita el acceso del ADN hemimetilado al sitio ac-
tivo.[37] Otras de las enzimas que interactúan con esta región terminal son PCNA y
MeCP2.[38, 39] Finalmente, una secuencia rica en lisina y glicina conecta la región
N-terminal con la región cataĺıtica C-terminal.[40] Esta secuencia interactúa con el
dominio RFTS mediante puentes de hidrógeno formando interacciones entre R582,
K586 con D700 y entre R582 y E703. También interactúa con el dominio de metil-
transferasa mediante los residuos de D702 y N1233. Esto permite incrementar
la asociación entre los dominios RFTS y de metiltransferasa.[36] La interacción
alostérica adecuada de la región reguladora N-terminal con la región C-terminal
cataĺıtica es necesaria para la función enzimática y controla su preferencia por el
ADN hemimetilado.[27]

Región C-Terminal

La región C-Terminal contiene el dominio de la metiltransferasa. DNMT1 nece-
sita al menos tres elementos estructurales para la actividad cataĺıtica: (i)un dominio
de unión a SAM, (ii) una cavidad de unión y (iii) un dominio de reconocimiento de
secuencia objetivo.[31]

En la DNMT1, el sitio de unión de SAM y la cavidad de unión se pueden en-
contrar dentro de la región C-terminal después de las repeticiones de Gly-Lys. El
dominio de reconocimiento de secuencia objetivo no está definido con precisión por
los motivos de secuencia conservados, y no se puede asignar con certeza en función
de la secuencia de ADN. Históricamente, el dominio cataĺıtico se define como la se-
cuencia C-terminal después de las repeticiones de Gly-Lys. Este dominio cataĺıtico
no tiene actividad cataĺıtica ya que se ha demostrado que si a DNMT1 le faltan los
primeros 672 aminoácidos esta no tendrá actividad cataĺıtica.[31] Sin embargo, en
este dominio se encuentra la cistéına C1226 la cual interactúa con la citosina en el
proceso de metilación.[36]

1.1.5 Moduladores ya conocidos y sus subestructuras

Debido al papel tan importante que juega la DNMT1 en el desarrollo de múl-
tiples enfermedades se han buscado fármacos que puedan modular a la misma
(figura 1.8). Los inhibidores de DNMT1 se clasifican principalmente en dos cate-
goŕıas: inhibidores nucleósidos y no nucleósidos (figura 1.9). Según su estructura
y/o mecanismo de acción, los inhibidores también pueden dividirse en diferentes
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grupos: (i) análogos de citosina, (ii) análogos de SAM, (iii) hidrazinas, (iv) ftalimi-
das, (v) polifenoles, (vi) derivados aminobenzoicos, (vii) oligonucleótidos modifi-
cados, (viii) oligos antisentido, y (ix) análogos de disulfuro.[31]

Figura 1.8: Mecanismo de los inhibidores de DNMT1.

Los inhibidores de nucleósidos generalmente se derivan de la citosina por lo
que son los más conocidos. Estos análogos no pueden inhibir la DNMT1 directa-
mente, sino que deben incorporarse al ADN. Su mecanismo consiste en atrapar a
la DNMT1 en el proceso de metilación del ADN al formar un enlace covalente con
la misma. Esto da como resultado una “inhibición suicida”, pero también un daño
excesivo al ADN y en consecuencia una alta toxicidad. Los análogos de citosina
son más efectivos a una concentración baja, lo cual representa un equilibrio en-
tre la interferencia deseada con la DNMT y una toxicidad aceptable.[31, 41] La
5-azacitidina y la 5-aza-2’-desoxicitidina (decitabina) son análogos de la citosina
con un átomo de nitrógeno en lugar de carbono en la quinta posición del anillo.
El uso de esos compuestos para la terapia del cáncer es valioso para las neoplasias
hematológicas, y tanto la decitabina como la 5-azacitidina recibieron la aprobación
de la Administración de Drogas y Alimentos de los Estados Unidos (FDA, por sus si-
glas en inglés, Food and Drug Administration) para el tratamiento de los śındromes
mielodisplásicos.[42]

Entre los inhibidores descritos se encuentra SGI-1027 el cual posee una gran
actividad inhibitoria contra DNMT1 (CI50 = 6,000 nM). Además, también tiene
actividad inhibitoria contra DNMT3A y DNMT3B aśı como la detención de la pro-
liferación en células cancerosas.[11, 20, 41, 43, 44] Es por este caso de éxito que
se ha buscado encontrar compuestos basados en la quinolina que tengan actividad
inhibitoria contra DNMT1.

Con una estructura similar se encuentran las 4-quinazolaminas como UNC046,
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Figura 1.9: Ejemplos de inhibidores de DNMT1 donde a corre-
sponde a la categoŕıa de los nucleośıdicos y b a la categoŕıa de los
no nucleośıdicos.

la cual tiene un CI50 de 30nM. En estudios previos se ha reportado que este com-
puesto tiene interacciones con la SER 582, ASP 764 y SER1292 de la DNMT1 en
presencia de su cofactor SAM.[45] Además, el compuesto CHEMBL1566980 tiene
un CI50 de 5120nm; esto marca un precedente en el potencial de los compuestos
con esta subestructura.[46]
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Por otro lado, las 2-(bencilsulfanil)piridinas como GSK3484862 y GSK-3685032
han reportado tener una inhibición reversible a la DNMT1 lo que sugiere que no
se unen de manera covalente a la DNMT1.[41] A su vez, ya se han estudiado en
ĺıneas celulares de leucemia y estos compuestos han logrado reducir la metilación
teniendo GSK-3685032 un CI50 de 36 nM y GSK3484862 un CI50 de 400 nM. In-
cluso, GSK-3685032 ya se ha probado en modelos de xenotrasplante de leucemia en
ratones.[41, 47] Los xenotrasplantes son el trasplante de células, tejidos u órganos
entre especies filogenéticamente diferentes.[48] Por otro lado, GSK-3484862 ha
logrado causar una desmetilación en las células madre embrionarias murinas con
una baja toxicidad funcionando aśı mejor que los 5-azanucleósidos.

Finalmente, se encuentran los compuestos con carbazol como el DC 517. Este
compuesto inhibe a la DNMT1 con un CI50 de 1,700 nM. A su vez, se ha reportado
que este induce la muerte apoptótica en células HCT116.[44] Se cree que este
tiene actividad debido a que el sitio de unión del SAM tiene una gran afinidad a los
grupos hidrofóbicos.

Hasta la fecha, los únicos moduladores aprobados por la FDA son inhibidores
que pertenecen a la familia de análogos de nucleósidos. No obstante, estos mues-
tran efectos secundarios relevantes, incluida la toxicidad celular y cĺınica, aśı como
su inestabilidad qúımica. Por lo tanto, se busca identificar fármacos que permi-
tan modular tanto la activación como la inhibición de la DNMT1 sin estos efectos
secundarios.

1.1.6 Bibliotecas moleculares (quimiotecas) enfocadas

Además de las bibliotecas de detección general tradicionales disponibles como
ZINC[49], las empresas qúımicas han creado bibliotecas centradas en objetivos epi-
genéticos también llamadas quimiotecas enfocadas o bibliotecas moleculares enfo-
cadas. En estas las estructuras qúımicas están disponibles al dominio público para
que puedan ser estudiadas por medio de métodos de quimioinformática y pruebas
experimentales.[50]

En la anterioridad, Green y colaboradores demostraron el poder que poseen
estas quimiotecas enfocadas. Estos observaron una mejora en la tasa de aciertos u-
sando la biblioteca de fragmentos enfocada en comparación con una de compuestos
disponibles comercialmente contra el bromodominio ATAD2 (13% frente a 1%, res-
pectivamente). Esto ejemplifica que las bibliotecas de compuestos enriquecidas
tienen una relevancia significativa por lo que el desarrollo y la aplicación de las
quimiotecas enfocadas debe ampliarse.[51]

Por diseño, las bibliotecas enfocadas en epigenética tienen el potencial de au-
mentar el espacio qúımico epigenético relevante.[50] Debido a la utilidad de estas
en los últimos años se han desarrollado esfuerzos para diseñar y analizar las biblio-
tecas enfocadas.
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1.1.7 Diseño de fármacos asistido por computadora

El diseño de fármacos asistido por computadora (DIFAC) tiene como objeti-
vo el diseño, optimización y selección de compuestos con actividad biológica. El
DIFAC forma parte de un esfuerzo multidisciplinario y está conformado por una
serie de disciplinas cient́ıficas que abarcan modelado molecular, quimioinformática,
qúımica teórica y qúımica computacional.[52]

En 1988, Brown describió la quimioinformática como la combinación de todos
los recursos de información que un cient́ıfico necesita para optimizar las propieda-
des de un ligando para convertirse en un fármaco.[53] En los últimos años, esta
se ha ampliado hasta convertirse en un campo de la tecnoloǵıa de la información
que utiliza computadoras y programas informáticos para facilitar la recopilación,
el almacenamiento, el análisis y la manipulación de grandes cantidades de datos
qúımicos. Los datos qúımicos incluyen fórmulas qúımicas, estructuras qúımicas,
propiedades qúımicas, espectros qúımicos y actividades bioqúımicas o biológicas.
Los métodos empleados en el DIFAC pueden clasificarse como basados en ligandos
(BL) y basados en estructuras (BS).[54]

El uso de computadoras en el campo de la investigación del diseño de fármacos
es esencial, ya que permite el uso de técnicas novedosas y eficientes que reducen
el tiempo y el costo involucrados en el descubrimiento de fármaco.[55] Por ejem-
plo, diferentes bibliotecas son apropiadas para identificar compuestos exitosos con
estructuras qúımicas novedosas para un objetivo determinado, como las DNMTs.
El análisis quimioinformático de bibliotecas qúımicas ha encontrado varias aplica-
ciones no solo en el área de investigación de bibliotecas relacionadas con la epi-
genética discutidas en este trabajo, sino también en el descubrimiento de fármacos
basados en productos naturales, bibliotecas combinatorias y productos qúımicos
relacionados con los alimentos.[56]

Espacio qúımico

La caracterización quimioinformática de las bibliotecas qúımicas es un paso
crucial hacia el cribado virtual o experimental para identificar nuevas moléculas
con actividad biológica.[56] El análisis de la diversidad estructural y el análisis de
la distribución en el espacio qúımico de las bases de datos de compuestos es un paso
crucial en la detección de compuestos activos.[56] Las modificaciones qúımicas de
las estructuras moleculares pueden modular sus propiedades qúımicas y biológicas
y su distribución en el espacio qúımico. Algunas de las cosas a estudiar para el
espacio qúımico son: las propiedades fisicoqúımicas, los conteos de elementos es-
tructurales, las huellas digitales moleculares y el núcleo estructural base.[57]

Las propiedades fisicoqúımicas definen el comportamiento de la molécula frente
a condiciones externas.[58] Estas propiedades buscan describir aspectos de las es-
tructuras moleculares mediante el uso de variables numéricas.[59] Las seis propiedades
de interés farmacéutico más utilizadas para las bases de datos son: coeficiente de
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partición octanol/agua (SlogP), enlaces rotables (RB), donadores de enlaces de
hidrógeno (HBD, por sus siglas en inglés, Hydrogen bond donor), aceptores de en-
laces de hidrógeno (HBA, por sus siglas en inglés, Hydrogen bond acceptor), área su-
perficial topológica (TPSA) y peso molecular (MW, por sus siglas en inglés, Molec-
ular weight). Este conjunto de propiedades se usa comúnmente para comparar
colecciones de compuestos para el descubrimiento de fármacos.[56]

Una de las herramientas que se utilizó en este proyecto es Platform for Unified
Molecular Analysis (PUMA) ya que permite realizar el cálculo de estas propiedades.
PUMA es un servidor en ĺınea que integra, en una sola plataforma, varios métodos y
análisis para caracterizar las bases de datos qúımicas proporcionadas por el usuario
en términos de propiedades moleculares de interés farmacéutico, contenido y di-
versidad de andamios, diversidad basada en huellas digitales moleculares y repre-
sentación visual del espacio qúımico.[60]

Por otro lado, los fingerprints o las huellas digitales moleculares, codifican las
caracteŕısticas estructurales de las moléculas.[61] Estas son herramientas quimioin-
formáticas esenciales para el cribado virtual y el mapeo del espacio qúımico. Entre
los diferentes tipos de huellas digitales moleculares, las huellas digitales molecu-
lares de la subestructura son principalmente usadas para moléculas pequeñas como
los fármacos, mientras que las huellas digitales moleculares de pares de átomos
son preferibles para moléculas grandes como los péptidos. Sin embargo, ninguna
huella digital molecular disponible logra un buen desempeño en ambas clases de
moléculas.[61]

Una de las huellas digitales moleculares más utilizadas en la actualidad es la
huella digital de Morgan; esta es también conocida como huella digital de conec-
tividad extendida (ECFP, por sus siglas en inglés, Extended-Connectivity Finger-
print).[62] ECFP pertenece a las huellas digitales de mejor rendimiento en el crib-
ado virtual de moléculas pequeñas y los puntos de referencia de predicción de
blancos moleculares.[59] Esta percibe la presencia de subestructuras circulares es-
pećıficas alrededor de cada átomo en una molécula; sin embargo, tiene una mala
percepción de las caracteŕısticas globales de las moléculas, como el tamaño y la
forma.[61] Los ECFP son huellas digitales circulares con una serie de cualidades
útiles.[59] Algunas de estas son:

1. Se pueden calcular muy rápidamente.

2. No están predefinidas y pueden representar una gran cantidad de caracteŕısticas
moleculares diferentes (inclúıda la información estereoqúımica).

3. Sus caracteŕısticas representan la presencia de subestructuras particulares, lo
que permite una interpretación más fácil de los resultados del análisis.

4. Están diseñadas para representar tanto la presencia como la ausencia de fun-
cionalidad, ya que ambas son cruciales para analizar la actividad molecular.

5. El algoritmo ECFP se puede adaptar para generar diferentes tipos de huellas
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digitales circulares, optimizadas para diferentes usos.

Finalmente se encuentran los núcleos estructural base también conocidos como
scaffolds o andamios estructurales, la definición de estos vaŕıa de acuerdo al proble-
ma a resolver. En el caso de las bibliotecas moleculares enfocadas frecuentemente
se encuentra una representación densa de un pequeño número de núcleos.[63]

Figura 1.10: Formación de núcleo estructural base de Murcko de
GSK-3484862.

Uno de estos métodos es el núcleo estructural base de Murcko (figura 1.10),
propuesto por Bemis y Murcko en 1996, que se ha utilizado para analizar las estruc-
turas de fármacos conocidos.[63] El método divide las moléculas en sistemas de
anillos, enlazadores, átomos de cadenas laterales y el marco, que es la unión de sis-
temas de anillos y enlazadores en una molécula. Un núcleo estructural base Murcko
retiene información sobre el tipo de átomo, mientras que un marco gráfico reduce
todos los átomos a carbono y todos los enlaces a enlaces simples.[63, 64]

Métodos basados en ligando

Algunos métodos de diseño de fármacos basados en ligando (DIFBL) miden
la similitud de los compuestos de la biblioteca con los compuestos de referen-
cia que son activos hacia un blanco de interés o muestran las propiedades de-
seadas.[54] Estos modelos de relación estructura-actividad (SAR, por sus siglas
en inglés, structure-activity relationship) están basados en el principio de similitud
el cual establece que los compuestos similares tienen propiedades similares.[65,
66] Esto implica que compuestos con una gran similitud estructural con los com-
puestos de referencia se comportarán de manera similar. Ha habido un aumento
significativo en el desarrollo de modelos QSAR por medio de DIFBL que evalúan la
actividad terapéutica de moléculas pequeñas, uno de estos es por medio del apren-
dizaje automático.[67]

El aprendizaje automático (ML por sus siglas en inglés, Machine learning) es
una rama de la inteligencia artificial (IA) que tiene como objetivo desarrollar y
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Figura 1.11: Metodoloǵıa de un método de aprendizaje au-
tomático Orange3. Un conjunto de datos esta unido a una her-
ramienta de un modelo de RF el cual genera un modelo que per-
mite predecir la actividad de los compuestos mediante una her-
ramienta de predicciones.

aplicar algoritmos informáticos que aprenden de datos sin procesar, para luego
realizar una tarea espećıfica.[59, 68] Esta rama se basa en la idea de que las com-
putadoras pueden aprender a predecir a partir de datos sin programación manual.
Estos métodos se basan en algoritmos computacionales que relacionan todos o al-
gunos elementos de un conjunto de variables predictoras con un resultado.[69] Los
algoritmos generados aprenden de los datos de entrenamiento para hacer predic-
ciones o decisiones y son capaces de mejorarse a śı mismos independientemente
de la intervención humana, teniendo como propósito extraer conocimiento de los
datos (figura 1.11).[70–72]

Las principales tareas realizadas por los algoritmos de IA son la clasificación,
la regresión, la agrupación o el reconocimiento de patrones dentro de un gran
conjunto de datos.[59] La tarea a realizar por los modelos depende de los tipos
de variables que están disponibles para la fase de aprendizaje. Si el resultado de
interés es una variable cuantitativa, se conoce como modelo de regresión, mien-
tras que, para tareas cualitativas o categóricas, se conoce como modelo de clasifi-
cación.[69]

Existe una gran variedad de métodos de aprendizaje automático que se han
utilizado en la industria farmacéutica para la predicción de nuevas caracteŕısticas
moleculares, actividades biológicas, interacciones y efectos adversos de fármacos
(figura 1.12). Algunos ejemplos de estos métodos son k-Nearest neighbors, Support
vector machines, Random forest y, más recientemente, Deep neural networks.[59] Sin
embargo, el más utilizado es Random forest.

Random forest (RF) es un método caracterizado por tener una combinación
de árboles de decisión. En RF se utiliza el método de ensemble de bagging en
donde se ajustan múltiples modelos, cada uno con un subconjunto distinto de los
datos de entrenamiento. Para predecir, todos los modelos que forman el agregado
participan aportando su predicción. Como valor final, se toma la media de todas
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Figura 1.12: Métodos de aprendizaje automático: k-nearest neigh-
bors (kNN), Random forest (RF) y Support vector machines (SVM).
Los distintos colores en los circulos representan distintas clasifi-
caciones de los datos, para kNN se utiliza la proximidad de los
datos, para RF se forman árboles de decisión y para SVM se gen-
eran hiperplanos.

las predicciones o la clase más frecuente.[72] Independientemente del problema a
resolver, RF es uno de los mejores modelos en términos de rendimiento y velocidad
es por esto que este se ha convertido en uno de los algoritmos más utilizados en
ML.[59]

La utilidad de Random forest ha sido reportada en la literatura en múltiples
ocasiones; una de ellas fue el proyecto DREAM. A partir de experimentos realizados
por AstraZeneca de 910 combinaciones de medicamentos en 85 ĺıneas celulares
de cáncer caracterizadas molecularmente, 160 equipos internacionales intentaron
predecir las mejores sinergias entre pares de fármacos y biomarcadores para los
que se utilizaron diferentes modelos: SVM, MKL, RF, árboles de decisión o ANN. El
equipo ganador, dirigido por Yuanfang Guan, utilizó una combinación de modelos
de RF.[59, 73]

Como se refleja previamente, el aprendizaje automático ha ganado una in-
mensa popularidad en la industria farmacéutica desde su aparición.[70] Esto se
debe a que brinda la posibilidad de automatizar procesos que de otro modo con-
sumiŕıan una cantidad considerable de tiempo y recursos, lo que hace que la atención
médica accesible y eficiente sea un objetivo más realista. La aplicación de es-
tos métodos comenzó en 1964 cuando Hansch y colaboradores propusieron la
ecuación de Hansch.[59, 74] Era un modelo de regresión lineal que utilizaba
descriptores fisicoqúımicos (como el parámetro de hidrofobicidad, el parámetro
electrónico y el parámetro estérico), utilizados para describir la relación estructura-
actividad 2D. Aśı inició la aplicación del aprendizaje automático al descubrimiento
de fármacos.

En el campo del descubrimiento de fármacos, los métodos computacionales
se han aplicado en muchas áreas, incluida la evaluación de la similitud de com-
puestos, la clasificación de moléculas y la predicción de bioactividad.[75, 76] Me-
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diante la integración del aprendizaje automático se han explorado otros intentos
de producir compuestos similares a fármacos seguros y eficaces de forma indirecta,
por ejemplo, mediante la identificación de blancos en lugar de concentrarse en las
propiedades de las moléculas pequeñas.[70] Numerosos estudios han permitido la
clasificación de blancos macromoleculares prometedores, incluso ayudando en el
descubrimiento de medicamentos ahora aprobados por la FDA.[77, 78] Uno de es-
tos estudios involucró el uso de modelos para identificar diferentes tipos de sitios
de metilación de ácido ribonucleico (ARN) en diferentes especies.[79] No obstante,
la aplicación de métodos computacionales depende ampliamente de la información
obtenida a través de métodos experimentales. Es por esto que es importante la
integración entre estos dos tipos de métodos.

Las soluciones basadas en el aprendizaje automático pueden apoyar la toma de
decisiones sobre la aplicación de los recursos, asegurando la eficiencia y la rentabi-
lidad.[69] Estas caracteŕısticas permiten que el principal potencial en la industria
farmacéutica sea reducir costos y aumentar la eficiencia.[80] Esto se debe a que la
aplicación de ML reduce significativamente la carga experimental y los plazos que
se dedican actualmente a la caracterización de la respuesta farmacológica in vitro e
in vivo.[67] Algunas de las herramientas utilizadas para generar estos modelos son
Epigenetic Target Profiler y Orange 3.[75, 81]

Epigenetic Target Profiler

Epigenetic Target Profiler (ETP) es una aplicación web gratuita y fácil de usar
que se puede accesar desde http://www.epigenetictargetprofiler.com/. Este pro-
grama se utiliza para la predicción del perfil de bioactividad de moléculas pequeñas
en un panel de 55 blancos epigenéticos. ETP implementa el modelo de mejor
rendimiento para la predicción de objetivos epigenéticos, según se identifica a par-
tir de una comparación sistemática de modelos de aprendizaje automático basados
en huellas digitales moleculares.[75]

Orange 3

Orange 3 es un conjunto de herramientas de visualización de datos, apren-
dizaje automático y mineŕıa de datos de código abierto. Cuenta con una interfaz
de programación visual para el análisis exploratorio rápido de datos cualitativos y
la visualización interactiva de datos.[81]

Métodos basados en estructura

En el marco de DIFAC, los métodos de diseño de fármacos basados en es-
tructuras (DIFBS) aprovechan la abundancia de estructuras en Protein Data Bank
(PDB), que posiblemente también se pueden usar como plantillas para modelos de
homoloǵıa si falta la estructura de interés.[54]

El DIFBS se basa en la premisa de que el conocimiento de la estructura diana
puede ayudar a racionalizar y optimizar la unión, ya que las interacciones ligando-
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diana están mediadas por su complementariedad. Con la evolución de los modelos
de unión, está claro que hablar de “estructura diana” es una aproximación, dado
que las protéınas fluctúan entre un conjunto de estructuras.[54] Un ejemplo de
esto seŕıan las distintas estructuras que tiene la DNMT1 durante la inhibición del
RFTS (sección 1.1.4).

Desde su primera aparición a mediados de la década de 1980, el acoplamiento
ha demostrado ser un componente importante de los proyectos de descubrimiento
de fármacos, ya sea en la academia o en la industria. Las tres razones principales
son: los avances en bioloǵıa estructural, el desarrollo de las computadoras y la
creciente disponibilidad de estructuras 3D de protéınas y quimiotecas.[82]

El acoplamiento molecular es una de las herramientas más utilizadas en el
diseño de fármacos asistido por computadora que simula las interacciones molecu-
lares entre dos moléculas y, por lo general, predice el modo de unión y la afinidad
entre ellas. En otras palabras, el acoplamiento describe el ajuste de dos moléculas
en un espacio tridimensional (3D).[55, 82] Las técnicas de acoplamiento molecu-
lar consisten en la generación de una serie de posibles conformaciones, también
llamados modos de unión, del ligando dentro del sitio de unión a la protéına. Por
ello, la disponibilidad de la estructura tridimensional de la diana molecular es una
condición necesaria; puede ser una estructura resuelta experimentalmente (crista-
lograf́ıa de rayos X o RMN) o una estructura obtenida por técnicas computacionales
(como el modelado por homoloǵıa).

El acoplamiento molecular se compone principalmente de dos etapas: un pro-
grama para el muestreo de conformaciones/orientaciones y una función de pun-
tuación, que asocia una puntuación a cada modo de unión predicho. El proceso
de muestreo debe buscar de manera efectiva el espacio conformacional descrito
por el panorama de enerǵıa libre, donde la enerǵıa en acoplamiento se aproxima
mediante la función de puntuación.[54]

El acoplamiento molecular también se ha utilizado para generar farmacóforos
de inhibidores de DMNT utilizando 14 inhibidores de DNTM1 bien establecidos,
entre los que se encuentran 5-azacitidina, decitabina y partenolida.[55] Los resul-
tados sugirieron que las interacciones con GLU 1265, ARG 1311, ARG 1461, SER
1229 y GLY 1230 son importantes, y que son necesarias las interacciones con una
carga negativa, un aceptor de enlaces de hidrógeno, un anillo aromático y dos do-
nantes de enlaces de hidrógeno. En consecuencia, el acoplamiento molecular per-
mite dilucidar los mecanismo de acción de los moduladores de DNMT permitiendo
aśı establecer las relaciones estructura-actividad (SAR).[54, 55]

Algunos de los programas utilizados para realizar estudios de acoplamiento
molecular son: AutoDock Vina, LeDock y MOE.[62, 83]

AutoDock Vina

AutoDock Vina es un programa de código abierto para hacer acoplamiento
molecular. Originalmente fue diseñado e implementado por el Dr. Oleg Trott en el
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Laboratorio de Gráficos Moleculares en el Instituto de Investigación Scripps.[83] Es
una nueva generación de software de acoplamiento para realizar el acoplamiento
o la detección virtual. Es más rápido y mejoró significativamente la precisión de
la predicción del modo de enlace en comparación con AutoDock. AutoDock Vina
implementa el algoritmo de búsqueda basado en Monte Carlo.[84]

LeDock

LeDock es un programa de código abierto por LePhar.[62] Este programa ex-
hibe un rendimiento sobresaliente en una evaluación exhaustiva reciente de los pro-
gramas de acoplamiento en un conjunto diverso de complejos de protéına-ligando.
Las ventajas de este software es la rapidez y la exactitud.[85]

Molecular Operating Environment

Molecular Operating Environment (MOE) es un programa comercial que per-
mite entre muchas cosas realizar acoplamiento molecular de grandes conjuntos de
datos. Una de las modalidades de este programa es el uso del acoplamiento molec-
ular de ajuste inducido.

La aplicación de enfoques computacionales en el descubrimiento de fármacos
epigenéticos es todav́ıa reciente y hasta ahora no se han descubierto o desarrollado
epi-fármacos puramente con estrategias computacionales. Por lo tanto, el desa-
rrollo y la aplicación de nuevas metodoloǵıas de epi-informática es un área de
investigación en constante crecimiento. Consecuentemente, se han desarrollado un
gran número de herramientas computacionales aplicadas al análisis de los espacios
qúımicos y biológicos.[60, 76]

1.2 Planteamiento del problema

Hasta la fecha los fármacos aprobados como moduladores de DNMT1, la 5-
azacitidina y la 5-aza-2’-desoxicitidina, tienen una alta toxicidad debido a su unión
al ADN.[86] De esto deriva el gran interés en la investigación de inhibidores que
puedan emplear la misma actividad sin los efectos adversos. No obstante, se pre-
sentan grandes dificultades en el desarrollo de moduladores ya que cada enfer-
medad esta asociada a distintas dianas. Aunado a esto, existen dificultades en la
investigación de moduladores de DNMT1. Como se mencionó previamente, las en-
fermedades pueden estar asociadas a una o varias de las DNMT. También, se ha
encontrado que dependiendo de la etapa de la enfermedad se requiere una dis-
tinta modulación de la actividad. Por ejemplo, en el caso del cáncer se deben tener
en cuenta tres aspectos: (1) el mismo gen puede desempeñar diferentes funciones
en la carcinogénesis en diferentes neoplasias, (2) la misma modificación en un lo-
cus de gen espećıfico puede tener distintas implicaciones en diferentes tejidos, y
(3) dentro del mismo modelo de neoplasia, diferentes alteraciones epigenéticas
pueden conducir a diferentes subtipos de cáncer.[20] Por otro lado, en las enfer-
medades neurológicas y autoinmunes todav́ıa hay muchos mecanismos que no son
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entendidos lo cual dificulta el tratamiento.

Finalmente, todav́ıa se presentan múltiples desaf́ıos en cuanto a la aplicación
de la quimioinformática en el desarrollo de fármacos. Algunos de los problemas que
se presentan son la dificultad del manejo de datos debido a las distintas representa-
ciones que se les puede dar a las moléculas.[80] Esto ocasiona que hasta la fecha
no haya una metodoloǵıa homogénea que permita comparar los resultados de dis-
tintas investigaciones. Esto dificulta el entendimiento de los datos experimentales
y su integración en métodos computacionales como el aprendizaje automático. En
consecuencia, esto provoca que haya escepticismo sobre los resultados obtenidos
mediente el aprendizaje automático en la industria farmacéutica y que no haya
financiamiento para su desarrollo.

Se considera que el problema a resolver con esta investigación involucra los
siguientes aspectos: la búsqueda de un modulador de DNMT1 que no tenga los efec-
tos secundarios que tienen sus predecesores (sección 1.1.5). La implementación de
una metodoloǵıa que cubra distintos aspectos tanto los métodos basados en ligando
como los métodos basados en estructura. Esto se logrará mediante la integración de
resultados experimentales en el desarrollo de los métodos computacionales.

1.3 Hipótesis

Las quimiotecas enfocadas en blancos epigenéticos están enriquecidas con com-
puestos potencialmente activos, por lo que se teoriza que los compuestos encontra-
dos en estas serán moduladores de DNMTs.

1.4 Objetivos

1.4.1 Objetivo general

Identificar moduladores de DNMT1 mediante el uso de quimiotecas enfocadas
y herramientas quimioinformáticas.

Objetivos espećıficos

Cuantificar la diversidad estructural de las quimiotecas enfocadas en las DNMTs
disponibles de manera gratuita.

Para llevar esto a cabo se realizó una búsqueda exhaustiva de quimiotecas enfo-
cadas en compuestos que sean posibles inhibidores de DNMT1. Posteriormente, se
cuantificaron las caracteŕısticas de: peso molecular, átomos aceptores de hidrógeno,
átomos donadores de hidrógeno, coeficiente de partición, área topológica superfi-
cial y la cantidad de enlaces rotables. Finalmente, se utilizaron estas propiedades
para estudiar el espacio qúımico cubierto por dichas bases de datos.
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Proponer una metodoloǵıa completa que logre abarcar métodos basados en ligan-
do y en estructura.

Para llevar a cabo esto se emplearon metodoloǵıas de aprendizaje automático
incluyendo la aplicación web: Epigenetic Target Profiler aśı como un modelo ge-
nerado en Orange 3. Asimismo, se utilizaron distintos programas para realizar
estudios de acoplamiento molecular. Este objetivo busca delimitar la cantidad de
compuestos a estudiar para las pruebas enzimáticas.

Identificar compuestos con actividad moduladora de DNMT1 mediante ensayos de
inhibición enzimáticas.

Se realizaron pruebas enzimáticas con SAM marcado con tritio. Esto permitió
evaluar la capacidad de los compuestos de actuar como moduladores de la meti-
lación por DNMT1.

1.5 Contribución

Se encontró que de los diecinueve compuestos evaluados en ensayos bioqúı-
micos, once aumentaron la actividad de metilación de la DNMT1. Estos once com-
puestos resultan ser los primeros activadores históricamente reportados de este
blanco. Este descubrimiento da pie a la posibilidad de que estos compuestos se con-
tinuen investigando para el posible tratamiento de enfermedades como el cáncer
de próstata, donde hay una menor cantidad de metilación (sección 1.1.3). Aunado
a esto, los resultados permiten aportar nuevo conocimiento del espacio qúımico lo
que permitiŕıa desarrollar nuevos modelos de aprendizaje automático de las rela-
ciones de estructura-actividad para futuras investigaciones.

La metodoloǵıa implementada utiliza distintos métodos de cribado virtual como
los basados en ligando y basados en estructura que han sido de gran utilidad en
el desarrollo de fármacos, por lo que, se utilizó para lograr los objetivos plantea-
dos.[55, 59, 73] Debido a que la mayoŕıa de los programas utilizados son de acceso
libre se abre la posibilidad de que se planteen metodoloǵıas que sean replicables
de manera gratuita. El que haya este tipo de metodoloǵıas permite que los re-
sultados puedan utilizarse de manera integral y facilita las interpretaciones de los
mismos.

Finalmente, se utilizaron quimiotecas enfocadas en blancos epigenéticos las
cuales ya han tenido un papel en el descubrimiento de fármacos ĺıderes.[51] El
uso de estas quimiotecas enfocadas permite facilitar el cálculo realizado al poder
trabajar con un menor número de compuestos, disminuyendo aśı el costo computa-
cional.
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Metodoloǵıa

Para realizar la metodoloǵıa se siguió el esquema descrito en la figura 2.1.

Figura 2.1: Esquema de la metodoloǵıa seguida.
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2.1 Formación y curado de las bases de datos mole-
culares

Se realizó una búsqueda de base de datos enfocadas a blancos epigenéticos
que el acceso a los archivos con las estructuras estuviesen disponibles de forma
gratuita para después poder hacer la compra de los compuestos. Posterior a eso
se seleccionaron diez bases de datos enfocadas: Asinex, Axon, Chemdiv, Enam-
ine, Enzo, Life Chemicals, OTAVA DNMT1, OTAVA DNMT3, Selleck y Targetmol.
Después del curado de la base de datos se determinó la cantidad de compuestos
(Tabla 2.1).

Tabla 2.1: Descripción de las quimiotecas enfocadas.

Base de datos Descripción Compuestos Referencia

Asinex
Compuestos epigenéticos disponibles
seleccionados de nuestras bibliotecas

Signature & BioDesign.
5391 [87]

Axon
Colección única de 125 compuestos de

alto perfil para la investigación
epigenética.

182 [88]

ChemDiv
Biblioteca diseñada para la modulación

de las tres clases de epiobjetivos (es
decir, lectores, escritores y borradores).

25883 [89]

Enamine
Biblioteca diseñada mediante una
combinación métodos basados en

ligando y estructura.
9352 [90]

Enzo
Compuestos con actividad contra

enzimas epigenéticas.
43 [91]

Life Chemicals
Biblioteca centrada en las epienzimas

relacionadas con la metilación.
8091 [92]

OTAVA DNMT1
Biblioteca obtenida con un enfoque

basado en la estructura hacia DNMT1.
401 [93]

OTAVA DNMT3
Biblioteca obtenida con un enfoque

basado en la estructura hacia DNMT3B.
1230 [94]

Selleck
Biblioteca enfocada en blancos

epigenéticos.
699 [95]

TargetMol
Conjunto de epirreguladores cuyo foco
principal es la optimización de leads y

HTS.
932 [96]

Posteriormente, se realizó una selección de estas y se llevó a cabo un proceso
de curado de las bases utilizando una metodoloǵıa anteriormente creada por el
grupo de investigación DIFACQUIM [97]. Este proceso se llevó a cabo mediante
el uso de un código escrito en Python 3, el cual tuvo como objetivo estandarizar
los SMILES, que son representaciones lineales de las moléculas. Primero el código
descarta a las moléculas que tengan errores en la valencia o que tengan elementos
diferentes a H, B, C, N, O, F, Si, P, S, Cl, Se, Br y I. Después, los compuestos se
neutralizan y se reionizan para obtener el tautómetro apropiado.
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Este proceso se lleva a cabo utilizando las funciones obtenidas de la paque-
teŕıa de RDKit versión 2022.03.1: “Standardizer”, “LargestFragmentChoser”, “Un-
charger”, “Reionizer”, “TautomerCanonicalizer” y “RemoveStereochemistry”. Final-
mente se eliminaron los compuestos duplicados de la base de datos. Estos pa-
sos permitieron obtener una base de datos unificada para poder continuar con el
cálculo de las propiedades moleculares.

2.2 Cuantificación de la diversidad estructural

Para realizar un análisis de la diversidad estructural se utilizó un código en
Python 3 el cual mediante la documentación de RDKit permite calcular los descrip-
tores moleculares de: MV, TPSA, RB, SlogP, HBD y HBA. El módulo utilizado de RD-
Kit es RDKit.Chem.rdMolDescriptors el cual contiene funciones que permiten calcu-
lar los descriptores moleculares utilizados: “CalcCrippenDescriptors”, “CalcTPSA”,
“CalcExactMolWt”, “CalcNumRotatableBonds”, “CalcNumLipinskiHBD” y “CalcNum-
LipinskiHBA”.

Se analizó que los compuestos siguieran las reglas de Lipinski[98] y Veber[99]
las cuales indican que para que un compuesto sea adecuado para consumo oral
tiene que cumplir las siguientes caracteŕısticas: menos de cinco HBD, menos de
diez HBA, MW a 500 uma, SlogP menor a 5.3, menos de diez RB y un TPSA menor
a 140 Å2.

2.3 Espacio qúımico

Para visualizar el espacio qúımico se realizó un análisis de componentes prin-
cipales (PCA, por sus siglas en inglés, principal component analysis) utilizando el
programa de data warrior versión 5.5.0 y el programa Orange 3 versión 3.30.2.
El PCA se realizó con los seis descriptores moleculares calculados en el paso pre-
vio.

2.4 Núcleo estructural base

Se llevó a cabo un análisis de los núcleos estructurales en la base de datos. Para
llevar esto a cabo se estudiaron los frameworks de Bemis & Murcko. Un framework
se define como la unión de anillos y los átomos que los conectan (figura 1.10).[63]
Para obtener el núcleo estructural base se escribió un código en Python 3 en donde
mediante el módulo utilizado de RDKit es RDKit.Chem.Scaffolds.MurckoScaffold a
partir del cual se utilizó la función GetScaffoldForMol.
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2.5 Métodos basados en ligando

2.5.1 Aprendizaje supervisado para la predicción de actividad
inhibitoria

Para llevar esto a cabo se siguieron dos pasos: el uso del programa Epigenetic
Target Profiler v1.0 y el desarrollo de un método de aprendizaje supervisado (figura
2.2).

Epigenetic Target Profiler v1.0

Figura 2.2: Interfaz del programa Epigenetic Target Profiler v1.0.

Para lograr el primer paso se utilizaron los SMILES en el programa de Epige-
netic Target Profiler v1.0.

Aprendizaje supervisado con Orange 3.30.2

Se descargó la base de datos de compuestos con actividad en DNMT1 en hu-
manos de ChEMBL 29. Se seleccionaron los compuestos que tuviesen información
del CI50 por lo que quedaron 419 compuestos con CI50 reportado.

Para crear el método se corrió un código en Python 3 para lograr el cálculo de
las huellas digitales moleculares de RDK (2048 bits) y Morgan (2048 bits), mismas
que fueron utilizadas en el Epigenetic Target Profiler. Para realizar el cálculo del fin-
gerprint de Morgan se usó la función “GetMorganFingerprintAsBitVect” del módulo
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de RDKit.Chem y para realizar el cálculo del fingerprint de RDK se utilizó la función
“RDKFingerprint” del módulo RDKit.Chem.AllChem.

Para realizar los modelos de clasificacion binaria se definio el corte de actividad
a un CI50 de 10,000nM. Se obtuvo que de los 419 compuestos 281 eran activos y
138 eran inactivos.

Posteriormente, utilizando el programa de Orange 3 versión 3.30.2 se realizó
un flujo de trabajo (figura 2.3).

Figura 2.3: Flujo de trabajo en Orange donde se abren los archivos
de DNMT1-IC50-MORGAN y DNMT1-IC50-RDK, se someten a los
métodos de SVM, Random forest y kNN.

Este flujo de trabajo utilizó los métodos de Random forest (RF), kNN y SVM.
Para el modelo de RF se utilizaron 32 árboles, 5 predictores considerados en cada
decisión y 5 como profundidad máxima. Para el modelo kNN se utilizaron 2 ve-
cinos, como métrica de distancia se utilizó Euclidean y los pesos eran uniformes.
Finalmente para el modelo de SVM se utilizo una función de base radial con un
costo y una gamma de 1.

Para la selección del método se realizó un análisis de los resultados del área
bajo la curva (AUC, por sus siglas en inglés, Area under the curve), exactitud (CA,
por sus siglas en inglés, classification accuracy), valor F1, precisión y exhaustividad
(recall). En las ecuaciones 2.1 a 2.4 se encuentran las ecuaciones donde: TP es
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verdadero positivo, FP es falso positivo, TN es verdadero negativo y FN es falso
negativo.

Exactitud =
TP + TN

TP + TN + FP + FN
(2.1)

F1 = 2 ∗ Precisión ∗ Exhaustividad

Precisión+ Exhaustividad
(2.2)

Precisión =
TP

TP + FP
(2.3)

Exhaustividad =
TP

TP + FN
(2.4)

Para la validación interna se utilizó el método de leave one out. En este tipo
de validación el algoritmo de aprendizaje se aplica una vez para cada instancia,
usando todas las demás instancias como un conjunto de entrenamiento y usando la
instancia seleccionada como un conjunto de prueba de un solo elemento.

2.6 Métodos basados en estructura

2.6.1 Acoplamiento molecular

Para realizar los estudios de acoplamiento molecular se utilizó la estructura
cristalográfica de DNMT1 (PDB ID: 4WXX). Se utilizaron como control para el
acoplamiento molecular SAH, SAM y los compuestos no nucleośıdicos de la figura
1.9.

Autodock Vina

Utilizando Autodock Vina versión 1.2.0 se realizó un acoplamiento molecu-
lar con los compuestos seleccionados.[83] Primero se prepararon los ligandos uti-
lizando iBabel en donde se generó un archivo individual con las estructuras 3D de
cada molécula. Posteriormente, se utilizo un script para iniciar el acoplamiento
molecular ciego en donde se utilizo una caja que permitiera abarcar toda la super-
ficie de la protéına.

Para el análisis de resultados se generó un código en Python 3 para evaluar las
puntuaciones de los modos de unión. Finalmente, se utilizó el servidor de Protein-
Ligand Interaction Profiler (PLIP) para determinar las interacciones entre protéına
y ligando.[100]

Primero fue necesario tener los archivos out.pdbqt en una misma carpeta en
donde fueron transformados a pdb. Posteriormente, utilizando iBabel versión 5.0 se
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selecciona el modo de unión de menor enerǵıa y la transforma a pdb. Finalmente,
se generó un .pdb que conteńıa el ligando y el DNMT preparado el cual permite
utilizar PLIP para analizar las interacciones entre el ligando y el DNMT1.

LeDock

Para realizar el acoplamiento molecular utilizando LeDock fue necesario in-
stalar LePro para preparar la protéına.[101] Para llevar esto acabo se eliminaron
las moléculas de agua del archivo 4WXX y desde la terminal se corrió el siguiente
comando: $RutaLePro 4WXX.pdb. El siguiente paso fue utilizar iBabel versión 5.0
para preparar los ligandos en donde se centraron las coordenadas, se agregaron
los hidrógenos polares y se generó la estructura 3D. Finalmente a partir de una
lista de los ligandos, se realizó el acoplamiento molecular dirigido al sitio de SAH
utilizando LeDock.

Molecular Operating Environment (MOE)

Ŕıgido

Para realizar el acoplamiento molecular utilizando MOE primero se protonó la
DNMT1 utilizando la función de Protonate 3D.[102] Se utilizó SiteView para ver el
espacio del sitio de unión y mediante las funciones de System y Surface se generó
un mapa del espacio del sitio de unión de SAH.

Para realizar el acoplamiento molecular se utilizó “Triangle Matcher”, método
en donde los modos de unión se generan superponiendo tripletes de átomos de
ligandos y tripletes de puntos de sitios receptores. Los puntos del sitio receptor
son centros de esferas alfa que representan ubicaciones de empaquetamiento apre-
tado. Se generaron treinta complejos para cada ligando probado. Posteriormente
se eliminaron los modos de unión duplicadas y para los modos restantes se utilizó
la función de puntuación de London dG para estimar la enerǵıa libre de unión del
ligando.[103]

Ajuste inducido

Para realizar el acoplamiento molecular con ajuste inducido se siguieron los
mismos pasos que para el acoplamiento ŕıgido pero en el modo de ajuste inducido.

2.7 Ensayos de inhibición enzimática

Los compuestos se evaluaron en los laboratorios de servicio de Reaction Bio-
logy (USA) donde se llevaron a cabo estudios de actividad enzimática para los
candidatos seleccionados.

En estos ensayos se lleva a cabo la reacción de la figura 2.4. La DNMT1 utiliza
SAM marcada con tritio como donante de metilo. Esta se convierte en SAH durante
la transferencia del grupo metilo radiactivo al sustrato de histona.
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Figura 2.4: Reacción de S-adenosil-L-[metil-³H]metionina + ADN
= S-adenosil-L-homocistéına + ADN 5-[metil-³H]-citosina.
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Resultados y discusión

3.1 Diversidad estructural de la base de datos

La figura 3.1 muestra la distribución de: peso molecular, área topológica su-
perficial, enlaces rotables, coeficiente de partición y donadores y aceptores de
hidrógeno. Se encontró que las bases de datos de Axon, Enzo, Selleck y TargetMol
fueron las que teńıan una mayor diversidad estructural de los parámetros estudia-
dos. En la tabla 3.1 se puede apreciar como estas mismas bases de datos fueron
las que rompieron la mayor cantidad de reglas de Lipinski y Veber. Aunado a esto,
se encontró que la base de datos ChemDiv fue de las que también tuvo una menor
proporción de reglas cumplidas. No obstante, al tomar en cuenta la cantidad de
compuestos que cumplen cinco o seis reglas se encuentra que para ChemDiv es el
98% de los compuestos mientras que para Axon, Enzo Selleck y TargetMol es solo
el 92%, 89%, 86% y 91% respectivamente.

Tabla 3.1: Porcentaje de compuestos con reglas cumplidas de Lipinski y Veber por
base de datos.

Reglas cumplidas de Lipinski y Veber
Base de datos 0 1 2 3 4 5 6 Compuestos

Asinex 0% 0% 1% 2% 3% 3% 92% 5391
Axon 0% 0% 1% 2% 6% 17% 75% 182

ChemDiv 0% 0% 0% 0% 1% 20% 78% 25883
Enamine 0% 0% 0% 0% 0% 3% 96% 9352

Enzo 2% 0% 0% 7% 2% 19% 70% 43
Life Chemicals 0% 0% 0% 0% 0% 4% 95% 8091
OTAVA DNMT1 0% 0% 0% 0% 1% 2% 97% 401
OTAVA DNMT3 0% 0% 0% 0% 0% 2% 98% 1230

Selleck 1% 2% 2% 2% 6% 14% 72% 699
TargetMol 0% 1% 1% 2% 5% 12% 79% 932

33
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Figura 3.1: Diagramas de caja y bigotes de las propiedades fisicoqúımicas estu-
diadas donde: A es Asinex, B es Axon, C es ChemDiv, D es Enamine, E es Enzo,
F es Life Chemicals, G es OTAVA DNMT1, H es OTAVA DNMT3, I es Selleck y J es
TargetMol.
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3.2 Núcleo estructural base

En la tabla 3.2 se reportan métricas de los núcleos estructurales base encon-
trados por base de datos.

Tabla 3.2: Núcleos estructurales por base de datos donde: M es el número de
compuestos, N el número de estructuras de Murcko, Ns los singleton scaffolds y Pn
el porcentaje de núcleos estructurales que representan n% de compuestos.

Base de datos M N Ns N/M Ns/N P25 P50 P75
Asinex 5313 3448 2606 65% 76% 6% 24% 61%
Axon 178 165 157 93% 95% 19% 46% 73%
ChemDiv 25883 4421 2333 17% 53% 1% 3% 15%
Enamine 9352 7663 6995 82% 91% 9% 39% 69%
Enzo 43 29 23 67% 79% 7% 28% 64%
Life Chemicals 8091 5338 4367 66% 82% 5% 24% 62%
OTAVA DNMT1 399 226 187 57% 83% 1% 15% 56%
OTAVA DNMT3 1230 576 419 47% 73% 2% 12% 47%
Selleck 677 573 528 85% 92% 11% 41% 71%
TargetMol 859 755 706 88% 94% 15% 43% 72%

Se encontró que, con excepción de ChemDiv, las bases de datos estudiadas son
muy diversas ya que la menor proporción de núcleos estructurales a compuestos
(N/M) de estas fue de 47% lo que indica que hay aproximadamente un núcleo es-
tructural por cada dos moléculas. En especial, se detectó que las bases de datos
con una mayor proporción de N/M fueron Axon, TargetMol y Selleck, mismas que
tuvieron la mayor diversidad en cuanto a las propiedades fisicoqúımicas en la figura
3.1. Paralelamente, se encontró que las bases que teńıan una mayor cantidad de
compuestos tienen una menor proporción de singleton scaffolds, los cuales se de-
finen como núcleos estructurales que solo ocurren una vez en la base de datos.
Esto es parte de los resultados esperados ya que las bases de datos como Chem-
Div tienden a tener una mayor cantidad de análogos, lo cual se ve reflejado en la
proporción de N/M aśı como de Ns/N. No obstante, debido a la gran cantidad de
compuestos la base de ChemDiv termina cubriendo la mayor cantidad de espacio
qúımico.

3.3 Selección de compuestos mediante subestructuras

Con base a los compuestos activos reportados en la figura 1.9 se seleccionaron
los compuestos que tuvieran las subestructuras en la figura 3.2. Posterior al filtrado
de la base de datos por subestructura se encontró que para la subestructura A hab́ıa
369 compuestos, para la B hab́ıa 708 compuestos, para la C hab́ıa 151 compuestos y
para la D hab́ıa 50 compuestos; resultando en un total de 1,278 compuestos.
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Figura 3.2: Subestructuras a estudiar donde A es amiquinsina, B
es quinazolina, C es 2-(bencilsulfanil) piridinas y D es carbazol.

Se realizó un PCA utilizando los parámetros de MV, TPSA, RB, SlogP, HBD y
HBA. Se obtuvo una varianza para el componente principal 1 de 45.8% y para el
componente principal 2 de 30.3%. Se concluye que, a pesar de la selección de
los compuestos que tuviesen esas subestructuras, se mantiene una diversidad en el
espacio qúımico la cual se ve reflejada en la figura 3.3.

Figura 3.3: Visualización del espacio qúımico mediante un análisis
de componentes principales donde A es amiquinsina, B es quina-
zolina, C es 2-(bencilsulfanil) piridinas, D es carbazol y X es el
resto de los compuestos.

Se analizó la distribución de los compuestos en el espacio tridimensional (3D)
de la figura 3.4a y 3.4b y se encontró que estos ocupan un espacio qúımico diverso
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por subestructura. Aunado a esto, se halló que 1,065 de los 1,278 compuestos
veńıan de la base de datos ChemDiv.

Figura 3.4: Visualización del espacio qúımico mediante un análisis
de componentes principales para la selección de compuestos por
subestructura. En a se clasifican por subestructura donde: A es
amiquinsina, B es quinazolina, C es 2-(bencilsulfanil) piridinas y
D es carbazol. En b se clasifican entre ChemDiv y el resto de las
bases de datos.

3.4 Métodos basados en ligandos

3.4.1 Epigenetic Target Profiler v1.0

Al utilizar el Epigenetic Target Profiler utilizando la metodoloǵıa reportada en
en la sección 2.5.1 se predijo que los compuestos no tendŕıan actividad. Se cree que
esto se debe a que el programa utiliza una versión anterior de la datos de ChEMBL.
Es por esto que se decidió hacer un modelo de aprendizaje automático con los datos
más recientes de ChEMBL v29 para obtener predicciones más actualizadas.

3.4.2 Orange 3

Para cada una de las huellas digitales moleculares utilizadas, Morgan y RDK,
se realizó el flujo de trabajo reportado en la sección 2.5.1. A partir de los modelos
generados para cada una de las huellas, kNN, SVM y RF se realizo el proceso de
selección mediante los resultados de la validación interna.

La validación interna es el proceso de primero dividir los datos de entrada
en un conjunto de entrenamiento y un conjunto de prueba. El conjunto de entre-
namiento se usa para entrenar el modelo, mientras que el conjunto de prueba se
usa para verificar la precisión del modelo después de haberlo entrenado. Al re-
alizar el proceso de validación interna se obtuvieron los valores de las tablas 3.3
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y 3.4 donde: AUC es el área bajo la curva, CA es exactitud, F1 es valor F1, P es
precisión y R es exhaustividad. La métrica más usada para medir la validez de los
modelos generados es la AUC y se ha encontrado que la mayoŕıa de los modelos
generados por RF tienen un valor mayor a 0.7.[104] Los modelos desarrollados por
medio de Orange 3 tuvieron un AUC que exced́ıa el valor esperado para un método
de RF.

Tabla 3.3: Resultados de la validación interna de Morgan – IC50.

Modelo AUC CA F1 P R
RF 0.81 0.76 0.84 0.77 0.93
SVM 0.77 0.71 0.82 0.71 0.96
kNN 0.75 0.71 0.77 0.82 0.73

Tabla 3.4: Resultados de la validación interna de RDK – IC50.

Modelo AUC CA F1 P R
RF 0.80 0.76 0.84 0.77 0.92
SVM 0.78 0.71 0.81 0.74 0.88
kNN 0.71 0.66 0.71 0.82 0.63

Se escogió el método de RF para predecir la actividad de los compuestos to-
mando como criterio que estos fueran positivos en ambos modelos para continuar
con la selección.

Primero se predijo la actividad de los compuestos control (figura 1.9) y se
identificó como inactivo: la genistéına en ambos modelos, el DC 517 en el modelo
de Morgan y UNC0646 en RDK. El resto de los compuestos fueron exitosamente
predichos como activos.

Al analizar los resultados de los compuestos se encontró que las bases de datos
teńıan entre el 64% y 71% de los compuestos predichos como activos para ambos
modelos (tabla 3.5).

Posteriormente, se analizaron los compuestos que conteńıan las subestructuras
buscadas y se encontró que el 45.9% de los compuestos fueron predichos activos
para ambos modelos, 36.3% de los compuestos fueron predichos activos para RDK,
9.5% de los compuestos fueron predichos activos para Morgan, y 8.3% fueron
predichos inactivos. A pesar de que se encontró que el porcentaje de compuestos
predichos activos para ambos modelos (45.9%) es menor que el predicho para toda
la base de datos (67%), el 82.2% de los compuestos fueron activos para RDK para
la base de datos con las subestructuras contra el 85% de la base de datos. Aunado
a esto, se encontró que el 55.4% de los compuestos de la base de subestructuras
fueron activos para Morgan contra el 78% de la base de datos. Esto indica que
posiblemente no haya suficiente información de compuestos que contengan una
estructura similar a la buscada (figura 3.2).

Finalmente, se realizó un análisis por subestructura de la base de datos y se
mostró en la figura 3.5 que hay una gran disparidad en la actividad predicha por
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Tabla 3.5: Resultados de los modelos de aprendizaje automático para todos los
compuestos de las bases de datos.

Base de datos
Activos en

ambos
modelos

Activos solo
para RDK

Activos solo
para Morgan

Inactivos en
ambos

modelos
Axon 65% 13% 15% 7%
ChemDiv 67% 18% 11% 4%
Asinex 67% 21% 8% 4%
Enamine 69% 16% 11% 4%
Enzo 65% 9% 21% 5%
LifeChem 64% 22% 10% 4%
OTAVA DNMT1 65% 13% 17% 5%
OTAVA DNMT3b 65% 18% 14% 4%
Selleck 67% 16% 12% 5%
Targetmol 71% 14% 10% 4%
Total 67% 18% 11% 4%

los distintos modelos. Esta disparidad se ve principalmente reflejada con las 2-
(bencilsulfanil) piridinas; se encontró una mayor proporción de compuestos con
actividad predicha para ambos modelos (77%), RDK y Morgan, a comparación de
las otras subestructuras (42% a 34%). Esto permite reiterar la importancia del
estudio de compuestos que ocupen un mayor espacio qúımico.

Figura 3.5: Resultados del método de aprendizaje automático
para cada subestructura donde A es amiquinsina, B es quinazolina,
C es 2-(bencilsulfanil) piridinas y D es carbazol.

Se encontró que de los 1,278 compuestos que teńıan alguna de las subestruc-
turas buscadas, 1,065 compuestos veńıan de ChemDiv; en donde: 81% de los com-
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puestos predichos activos para ambos modelos, 89% de los compuestos predichos
para Morgan, 76% de los compuestos predichos activos para RDK y 81% de los com-
puestos predichos inactivos eran de ChemDiv. En consecuencia, se decidió utilizar
los compuestos de la base de datos de ChemDiv para los pasos siguientes.

Además, para poder verificar la efectividad de las quimiotecas enfocadas se
decidió aplicar el método a bases de datos que no fueran enfocadas a compuestos
epigenéticos para poder realizar una comparación (tabla 3.6).

Tabla 3.6: Descripción de las bases de datos.

Base de datos Descripción Compuestos Referencia

BIOFACQUIM
Base de datos de compuestos con

productos naturales aislados y
caracterizados en México

423 [105]

ChEBI
Base de datos que contiene

información sobre compuestos
qúımicos de interés biológico

50996 [106]

ChemTastesDB
Base de datos que incluye información

seleccionada de 2944 saborizantes
moleculares

2944 [107]

DrugBank Biblioteca de fármacos aprobados 1713 [108]

T3DB
T3DB es una base de datos de toxinas

comunes y sus objetivos de toxinas
asociados.

3533 [109]

Se encontró que una menor cantidad de los compuestos fueron predichos como
activos (tabla 3.7). Existen dos razones para esto; primeramente que al no estar
enfocadas se pierde la posibilidad de que se tenga conocimiento sobre la actividad
en ese espacio qúımico. En segundo lugar, que esto podŕıa deberse a que al no
ser enfocadas para blancos epigenéticos no se encuentren estructuras que tengan
actividad.

Tabla 3.7: Resultados del método de aprendizaje automático para todos los com-
puestos de las bases de datos generales.

Base de datos
Activos en

ambos
modelos

Activos solo
para RDK

Activos solo
para Morgan

Inactivos en
ambos

modelos
BIOFACQUIM 52% 21% 19% 9%
ChEBI 57% 16% 18% 9%
ChemTastes 54% 20% 17% 10%
DrugBank 38% 25% 22% 15%
T3DB 68% 12% 14% 6%

Se realizó un análisis de los núcleos estructurales base de estas quimiotecas.
Se detectó que la mayoŕıa de los compuestos conteńıan una alta frecuencia de los
núcleos encontrados en la tabla 3.8. Al comparar estas con las bases de datos en-
focadas que se utilizaron se encontró que hay una menor proporción de N/M lo
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Caṕıtulo 3. Resultados y discusión Liliam Parvati Mart́ınez Fernández

que indica que hay una mayor cantidad de análogos. Posteriormente, se estudió la
cantidad de compuestos que no teńıan ningún anillo aśı como los que solamente
teńıan un anillo de benceno. Se observó que estas dos subestructuras correspond́ıan
al núcleo del: 9% de los compuestos de BIOFACQUIM, 37% de los compuestos de
ChEBI, 32% de los compuestos de ChemTastesDB, 14% de los compuestos de Drug-
Bank y 45% de los compuestos de T3DB. Esto indica que las bases de datos están
principalmente compuestas por moléculas pequeñas. Finalmente, se encontró que
160 de los compuestos de la base de datos de T3DB teńıan la subestructura de car-
bazol lo que explica la mayor cantidad de compuestos predichos como activos.

Tabla 3.8: Núcleos estructurales por base de datos donde: M es el número de
compuestos, N el número de estructuras de Murcko, Ns los singleton scaffolds y Pn
el porcentaje de núcleos estructurales que representan n% de compuestos.

Base de datos M N Ns N/M Ns/N P25 P50 P75
BIOFACQUIM 423 195 125 46% 64% 1% 17% 46%
ChEBI 50996 9898 3749 19% 38% 1% 1% 10%
ChemTastes 2944 757 256 26% 34% 1% 2% 18%
DrugBank 1713 709 431 41% 61% 2% 12% 39%
T3DB 3519 875 684 25% 78% 1% 1% 10%

Con base a los resultados, se decidió estudiar el espacio qúımico mediante un
PCA utilizando las propiedades fisicoqúımicas que hab́ıan sido utilizadas (sección
3.1) y se encontró que teńıan varianzas donde PC1 = 75.4%, PC2 = 18.7% equiv-
aliendo a un total de 94.1% (figura 3.6). El primer hallazgo fue que las bases de
datos que no son enfocadas cubren un mayor espacio qúımico. A primera vista, esto
indica que la diferencia entre la cantidad de compuestos predichos como positivos
es menor debido a que se abarca un espacio qúımico distinto. Sin embargo, en
la imagen 3.6b se muestra un análisis de la distribución entre las subestructuras y
la base de datos lo que muestra que las subestructuras ocupan un espacio todav́ıa
más reducido. Se realizó una comparación entre la actividad predicha por las bases
de datos (53.8% en ambos modelos), las bases de datos enfocadas (67% en am-
bos modelos) y los compuestos con subestructuras (48.25% en ambos modelos).
Esta comparación permite elucidar que la diferencia entre la actividad predicha no
se debe necesariamente a que haya una diferencia en el espacio qúımico estudi-
ado.

Además, al estudiar el espacio qúımico entre las distintas bases de datos (figura
3.6c y 3.6d) se encontró que la base de datos de ChEBI era la que ocupaba un mayor
espacio. Es por esto que al traslapar estas bases con las enfocadas se encontró que la
mayoŕıa de las otras cubŕıan un espacio qúımico similar. Tomando en consideración
lo mencionado, se refleja la utilidad de las bases de datos enfocadas.
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Figura 3.6: Visualización del espacio qúımico mediante un análisis de com-
ponentes principales donde se incluyen las bases de datos de la tabla 3.6. En
a se clasifican por el tipo de base de datos. En b se expande la clasificación
para mostrar los compuestos de las bases de datos que tienen alguna de las
subestructuras estudiadas donde: A es amiquinsina, B es quinazolina, C es 2-
(bencilsulfanil) piridinas, D es carbazol, X es el resto de los compuestos de las
bases de datos enfocadas y Y los compuestos de las bases de datos de la tabla
3.6. En c se muestran las bases de datos de la tabla 3.6. En d se añadió a la
figura c los compuestos de las bases de datos enfocadas.
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3.5 Acoplamiento molecular

Para los compuestos seleccionados se realizó el acoplamiento molecular uti-
lizando los distintos programas mencionados en la metodoloǵıa (sección 2.6.1).

Tabla 3.9: Resultados de la enerǵıa libre de los controles utilizados para el
acoplamiento molecular.

Control Vina LeDock MOE
SAH -7.9 -10.3 -7.6
SAM -7.4 -9.2 -7.7

Genistein -8.8 -6.5 -6.0
SGI-1027 -10.4 -7.6 -8.2

CHEMBL1566980 -9.2 -9.4 -8.3
UNC0646 -10.1 -6.8 -10.2

GSK-3484862 -6.9 -6.8 -8.0
GSK3685032 -7.9 -7.7 -8.1

DC 517 -9.3 -7.6 -9.6

Al realizar la comparación entre las medidas de mediana (µ), media (M) y
moda (Mo) se observaron los mismos valores por lo que se puede decir que hubo
una distribución simétrica.

Métrica MOE LeDock Autodock Vina
µ -7.9 -7.5 -9.1
M -7.9 -7.5 -9.1
Mo -7.9 -7.5 -9
σ 0.6 0.8 0.7
MAX -5.8 -5.2 -6.7
MIN -10.4 -15.6 -11.2

Figura 3.7: Distribución de la enerǵıa libre de Gibbs (∆G) de unión por programa
empleado.

Posteriormente, se estudiaron los patrones de acoplamiento molecular para
los compuestos con distintas subestructuras (figura 3.8). Al comparar las distribu-
ciones de cada programa se encontró que las de las quinazolinas eran simétricas.
Por otro lado, se encontró que las distribuciones de las carbazol, las 2(bencilsul-
fanil) piridinas y las amiquinsinas eran asimétricas y teńıan una menor concen-
tración en la zona central de las distribuciones.
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Figura 3.8: Función de densidad de probabilidad del ∆G de LeDock, Autodock
Vina y MOE de acuerdo a la subestructura encontrada.

Se realizó un análisis entre la clasificación obtenida por el método de apren-
dizaje automático y la enerǵıa libre de Gibbs de unión obtenido por programa
(figura 3.9). Debido a que no se encontró una relación entre el valor energético y
la actividad predicha por los modelos se determinó que no hubo una clara relación
entre los métodos de acoplamiento molecular y los de aprendizaje automático.
Esto permite que sean usados de manera complementaria en la selección de com-
puestos.

Figura 3.9: Función de densidad de probabilidad de la enerǵıa de Gibbs de LeDock,
Autodock Vina y MOE de acuerdo a la actividad predicha por el método de apren-
dizaje automático.
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3.6 Selección de compuestos para evaluar actividad

Tomando en cuenta los resultados de los métodos basados en ligando y los
métodos basados en estructura se realizó la selección de compuestos que siguieran
la metodoloǵıa indicada en la figura 3.10. En el caso del aprendizaje automático
se tomo como criterio que los compuestos seleccionados hubiesen sido predichos
como activos para ambos modelos por lo que se paso de tener 1065 compuestos a
457 comuestos. Finalmente, se utilizaron los valores energéticos de los estudios de
acoplamiento molecular para realizar la selección de compuestos y pasar de 457
compuestos a los 19 compuestos que se mandaron a evaluar.

Figura 3.10: Selección de compuestos para evaluación de in-
hibición enzimática.

3.7 Ensayos enzimáticos

Se dividieron los compuestos en tres categoŕıas de acuerdo a su actividad en-
zimática: muy activador (donde la actividad es mayor a 150%), activador (donde
la actividad está entre 150% y 105%) y inactivo (donde la actividad es menor a
105%). Se encontró que de los 19 compuestos siete eran muy activadores, cuatro
eran activadores y ocho eran inactivos.

De los siete compuestos clasificados como muy activadores cuatro conteńıan la
subestructura de quinazolina, dos de amiquinsina y uno de carbazol (tabla 3.11).
Por otro lado, se encontró que de los ocho compuestos que no presentaron ningún
tipo de actividad cinco teńıan la subestructura de 2-(bencilsulfanil) piridina. Esto
difiere de los resultados predichos por el modelo de aprendizaje automático en
donde el 77% de los compuestos con esta subestructura teńıan predicho alguna
actividad. Este resultado refuerza la importancia de tener una base de datos con
un amplio espacio qúımico.
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Tabla 3.10: Resultados de la actividad enzimática relativa con DNMT1 despues
de la administración de 100µM de cada compuesto donde MA corresponde a los
compuestos muy activadores, A a los compuestos activadores y I a los compuestos
inactivos.

Actividad enzimática relativa (%)
Compuesto Medición 1 Medición 2 Activación
C066-2421 385.65 463.43 MA
C201-0209 99.24 101.63 I
C201-0214 100.45 104.63 I
C350-0522 546.63 569.62 MA
C769-1612 95.18 101.42 I
C769-2124 99.32 107.76 I
G198-0326 97.67 102.86 I
G198-0650 92.86 89.85 I
G198-0794 91.61 96.58 I
L112-0668 634.59 403.90 MA
L112-0688 113.17 129.39 A
L112-0725 586.94 463.13 MA
L112-0728 448.20 486.65 MA
L112-0731 501.15 517.05 MA
L483-0323 115.27 115.47 A
L485-2669 415.71 469.14 MA
L485-2761 158.47 144.51 A
M056-0726 130.98 132.34 A
M628-0321 93.65 97.42 I

Tabla 3.11: Comparación entre actividad del compuesto y subestructura.

Compuestos Amiquinsina Quinazolina
2-

(bencilsulfanil)
piridinas

Carbazol

Inactivos 2 1 5
Activador 2 1 1

Muy Activador 2 4 1
Total 6 6 6 1

En la figura 3.11 se reporta el análisis que se realizó de la relación entre la ac-
tividad reportada y los resultados del acoplamiento molecular. Para los programas
de MOE y Autodock Vina hab́ıa un patrón en donde a mayor actividad hab́ıa un
menor valor de enerǵıa libre. Esto muestra que los compuestos activadores teńıan
una menor enerǵıa de unión a la DNMT1 lo que permite elucidar la utilidad de em-
plear estos métodos computacionales en la selección de compuestos para mandar a
evaluar.
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Figura 3.11: Porcentaje de los compuestos clasificados por su enerǵıa libre y su
actividad donde: I es inactivos, A es activadores y MA es muy activadores.

Finalmente, se realizó un análisis de los modos de unión entre los compuestos
inactivos y los que presentaron alguna actividad (figura 3.12). Se encontró que a
diferencia de los compuestos inactivos la mayoŕıa de los compuestos que presenta-
ban actividad teńıan una interacción con el dominio RFTS y CXXC (figura 3.13 y
anexo 1). Se propone que los compuestos interactúan con el RFTS; esto permite
que se evite la función de autoinhibición del RFTS y aumente la metilación (sección
1.1.4).

Figura 3.12: Porcentaje de compuestos que tienen algún contacto
con cada dominio de la DNMT1.
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Figura 3.13: Dominios de DNMT1 donde: A corresponde a RFTS
(AA351-600), B a CXXC (AA651-697), C al enlazador autoin-
hibidor (AA697-728), D a BAH1 (AA728-900), E es BAH2 (AA906-
1100), F es el dominio de metiltransferasa (AA1139-1616) G es el
compuesto SAM y H corresponde a los enlazadores entre los do-
minios, I es el compuesto C350-0522.
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Conclusiones

Se demostró la eficiencia de las quimiotecas enfocadas ya que logran cubrir un
gran espacio qúımico (singleton scaffolds y propiedades moleculares) y muestran
un mejor rendimiento con los métodos de aprendizaje automático. Esto se probó al
realizar la comparación entre las bases de datos que no son enfocadas en blancos
epigenéticos con las que śı.

Además, se logró utilizar exitosamente una combinación de métodos basados
en ligando y basados en estructura. En cuanto a los métodos basados en ligando, se
encontró que fue necesario utilizar dos métodos de Random forest ya que ninguno
de los compuestos fue identificado como activo con el Epigenetic Target Profiler.
Se obtuvo que el 67% de los compuestos de la base de datos generada fueron
identificados como activos por ambos métodos. En cuanto a los métodos basados en
estructuras se encontró que algunos compuestos teńıan contactos con los dominios
de RFTS y CXXC. Se sabe que el dominio RFTS ejerce una función autoinhibidora
de la DNMT1, evitando que el ADN interactúe con la enzima.[24, 30] Debido a
esto, se plantea que los compuestos que tengan esta interacción podŕıan prevenir
la actividad autoinhibidora lo que causaŕıa una aumento en la metilación.

Finalmente, en los ensayos de actividad enzimática se encontró que once de
los diecinueve compuestos mandados a evaluar fueron activadores de la DNMT1.
La activación de la DNMT1 soporta la hipótesis de que las interacciones entre los
compuestos se deben a una disrupción de la regulación autoinhibidora del do-
minio RFTS. Estos resultados además de complementar el espacio qúımico cono-
cido de la DNMT1 también permiten plantear la posibilidad del uso de activadores
de DNMT1 para tratar enfermedades, como las metástasis en cáncer de próstata
(sección 1.1.3).
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Perspectivas

Se plantea la posibilidad de realizar ensayos enzimáticos, como el realizado por
Syeda y colaboradores, utilizando una DNMT1 sin el dominio de RFTS.[24] Esto
permitiŕıa comprobar si, en efecto, los activadores identificados actúan mediante
su interacción con el dominio de RFTS, lo que evita que haya una autoinhibición
(sección 1.1.4).

Por otra parte, se demostró que las quimiotecas enfocadas presentan una opor-
tunidad para poder reducir la cantidad de compuestos a estudiar (sección 3.4.2).
No obstante, es necesario exigir transparencia en cuanto a las metodoloǵıas que
utilizan las empresas para seleccionar los compuestos de estas bases de datos en-
riquecidas. Esto también se ve reflejado en el área académica en donde existen
carencias debido a los requisitos para la divulgación cient́ıfica. Por esto, se pro-
pone incentivar la creación de espacios en donde los investigadores pudieran pub-
licar sus experimentos y estudios etiquetados como no exitosos.[110] Al compartir
estas experiencias, se previene que futuros estudios repitan errores y se generen
investigaciones más eficientes. Por lo tanto, se plantea continuar trabajando en la
divulgación cient́ıfica mediante publicaciones de acceso libre y el uso de softwares
gratuitos. Esto permitirá continuar conociendo el espacio qúımico de enzimas epi-
genéticas de manera accesible e integral.

Finalmente, el trabajo realizado refleja la importancia de continuar la investi-
gación de moduladores epigenéticos, espećıficamente, moduladores para la DNMT1.
Es necesario continuar trabajando de manera colaborativa con una combinación de
métodos computacionales y experimentales para enriquecer los métodos de apren-
dizaje automático y tener un mejor entendimiento del espacio qúımico.
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Apéndice A

Acoplamiento molecular

En las figuras A.1 a A.11 se muestran los resultados del acoplamiento molecu-
lar para los compuestos muy activadores y activadores. En estas figuras A corres-
ponde a RFTS (AA351-600), B a CXXC (AA651-697), C al enlazador autoinhibidor
(AA697-728), D a BAH1 (AA728-900), E es BAH2 (AA906-1100), F es el dominio
de metiltransferasa (AA1139-1616) G es el compuesto SAM y H corresponde a los
enlazadores entre los dominios, I es el compuesto.

A.1 Muy activadores

Figura A.1: I es el compuesto C066-2421.
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Figura A.2: I es el compuesto C350-0522.

Figura A.3: I es el compuesto L112-0668.
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Figura A.4: I es el compuesto L112-0725.

Figura A.5: I es el compuesto L112-0728.
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Figura A.6: I es el compuesto L112-0731.

Figura A.7: I es el compuesto L485-2669.
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A.2 Activadores

Figura A.8: I es el compuesto L112-0688.

Figura A.9: I es el compuesto L483-0323.
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Figura A.10: I es el compuesto L485-2761.

Figura A.11: I es el compuesto M056-0726.
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Apéndice B

Pósteres cient́ıficos y
publicaciones

Se presentó un póster cient́ıfico en la séptima conferencia electronica interna-
cional de qúımica médica organizado por el Instituto multidisciplinario de publica-
ciones digitales (MDPI, por sus siglas en inglés, Multidisciplinary Digital Publishing
Institute) durante noviembre 1 a noviembre 30 del 2021. Además, se presentó
un cartel en el congreso de la sociedad qúımica americana (ACS, por sus siglas
en inglés, American Chemical Society) en las sesiones del 21 y 22 de agosto de
2022.

En 2022 se publicó un art́ıculo titulado ”7-Aminoalkoxy-Quinazolines from
Epigenetic Focused Libraries are Potent and Selective Inhibitors of DNA Methyl-
transferase 1” en la revista de Molecules en las páginas 2892 a 2908.
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7-Aminoalkoxy-Quinazolines from Epigenetic Focused
Libraries Are Potent and Selective Inhibitors of DNA
Methyltransferase 1
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Abstract: Inhibitors of epigenetic writers such as DNA methyltransferases (DNMTs) are attractive
compounds for epigenetic drug and probe discovery. To advance epigenetic probes and drug
discovery, chemical companies are developing focused libraries for epigenetic targets. Based on a
knowledge-based approach, herein we report the identification of two quinazoline-based derivatives
identified in focused libraries with sub-micromolar inhibition of DNMT1 (30 and 81 nM), more potent
than S-adenosylhomocysteine. Also, both compounds had a low micromolar affinity of DNMT3A
and did not inhibit DNMT3B. The enzymatic inhibitory activity of DNMT1 and DNMT3A was
rationalized with molecular modeling. The quinazolines reported in this work are known to have low
cell toxicity and be potent inhibitors of the epigenetic target G9a. Therefore, the quinazoline-based
compounds presented are attractive not only as novel potent inhibitors of DNMTs but also as dual
and selective epigenetic agents targeting two families of epigenetic writers.

Keywords: docking; drug discovery; enzyme inhibition; epigenetics; epi-informatics; focused library;
molecular dynamics; multi-target epigenetic agent; polypharmacology; quinazoline

1. Introduction

The identification of drug candidates targeting epigenetic targets is of large interest for
addressing several therapeutic needs [1,2]. Several epi-drugs currently approved for clinical
have been reviewed elsewhere [3]. Similarly, it is attractive identifying tool compounds to
understand better epigenetic processes. Among the epigenetic drug and probe candidates,
small molecules targeting epigenetic writers such as DNA methyltransferases (DNMTs) and
protein lysine methyltransferases (PKMTs) are promising for the treatment of various types
of cancer such as colorectal, breast, lung, ovarian, pancreatic cancer and acute myeloid
leukemia [4–8], neurological disorders [9,10], autoimmune diseases [11,12], and metabolic
diseases [13–15].

DNA methylation is mediated by the enzyme family DNMTs that is responsible for
catalyzing the covalent addition of a methyl group from S-adenosyl-L-methionine (SAM)
to the 5-carbon of cytosine, mainly within CpG dinucleotides, yielding S-adenosyl-L-
homocysteine (SAH). DNMT3A and DNMT3B are maintenance meanwhile DNMT1 is a de
novo methyltransferase. DNMT3A is overexpressed in vulvar squamous cell carcinoma
and pituitary adenoma [16] however, it is mainly associated with hematological malignan-
cies [17]. DNMT3B is overexpressed in lung, ovarian, and breast cancer, hepatocellular
carcinoma, and mild traumatic brain injury [17]. DNMT1 is associated with colorectal, pan-
creatic, gastric, lung, and thyroid cancer and pituitary adenoma, lupus [18], and hereditary
sensory neuropathy [19].
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Two drugs 1 (5-azacitidine, Vidaza) and 2 (decitabine, 5-aza-2′-deoxycytidine, Daco-
gen) (Figure 1A) are approved for clinical use to treat the myelodysplastic syndrome [5].
The two drugs are nucleoside analogs that inhibit all three DNMTs (1, 3A, and 3B). Because
of the chemical nature of these first-generation DNMT inhibitors (DNMTi), these drugs are
characterized by substantial cellular and clinical toxicity, which has driven the development
of non-nucleoside, novel, and more specific drugs. Currently, more than 400 non-nucleoside
compounds have been tested against at least one DNMT (mostly DNMT1) [20]. Figure 1
shows representative structures of DNMTi and compounds (1–11) associated with the
demethylating activity of DNA. Of note, there is a limited number of selective inhibitors
inhibiting DNMTs disclosed so far. For example, 6 (nanaomycin A) (Figure 1A) is a selective
inhibitor of DNMT3B (do not inhibit DNMT1) and reactivates silenced tumor suppressor
genes in human cancer cells [21]. Recently, 5 (GSK3685032) (Figure 1) was disclosed as the
first selective inhibitor of DNMT1 that reduces global methylation, increases expression of
target genes, and has antitumor efficacy in acute myeloid leukemia xenograft models [22].
Other related compounds are DNM1-selective inhibitors that reduce global methylation and
increases HbF expression, offering the potential for use in treating sickle cell disease [23].
Furthermore, dual inhibitors of DNMT and other epigenetic targets such as G9a and histone
deacetylases (HDACs) are emerging as part of a current trend to develop multi-epi-target
inhibitors [24–26].

Figure 1. Chemical structures of (A) examples of known DNMT inhibitors and compounds with
demethylating activity; (B) dual DNMT1/G9a inhibitors (quinoline- and quinazoline-based deriva-
tives) reported in the literature. The dual activity profile as available in the literature for epigenetic
targets is indicated [27].
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Notably, DNMTi have been identified from different sources such as natural products
and synthetic small molecule libraries [28,29]. Medicinal chemistry, structure- and ligand-
based virtual screening, and high-throughput screening of general screening libraries have
led to the identification of DNMTi [30]. There are other drug discovery approaches that
are used to identify DNMTi such as de novo design [31] and screening of focused libraries.
In this regard, chemical companies are developing screening libraries focused on the
most therapeutically relevant epigenetic targets. The chemical samples of the libraries are
commercially available for experiential testing. Chemoinformatics contents and chemical
diversity analysis of such libraries support their use for drug discovery programs [32].

The most promising DNMTi developed so far are molecules with long scaffolds,
for example, the 4-aminoquinoline 3 (SGI-1027) and its analogs (Figure 1A) [33]. Other
quinoline-based derivatives such as compound 8 (CM-272), where the quinoline ring is the
main core scaffold (Figure 1B), have been reported as potent dual inhibitors of DNMT1
and G9a with nanomolar activity [27,34]. Noteworthy, 8 has remarkable in vivo efficacy
(70% tumor growth inhibition of a human acute myeloid leukemia xenograft in a mouse
model) [27]. The quinolines were developed and further optimized as dual inhibitors based
on 7-aminoalkoxy-quinazolines that are inhibitors of G9a such as 12 (MolPort-023-277-153)
and 13 (MolPort-035-789-726) (Figure 2) that are potent inhibitors of G9a in enzymatic
and in cellular-based assays [35]. Other quinazoline-based derivatives, for example, 9
(BIX-01294), 10 (UNC-0638), and 11 (UNC-0642) (Figure 1B) are potent inhibitors of G9a (at
the nanomolar level, in particular 10 and 11 (IC50 ≤ 55 nM) [36]. However, the quinazoline-
based derivatives reported so far have low DNMT1 potency (>2 µM and are mostly inactive,
as shown in Figure 1B). As commented above, DNMTi are emerging as part of programs
to develop combination therapies in drug cocktails or compounds targeting multiple
epigenetic targets.

Figure 2. Chemical structures of quinazoline-based derivatives tested in enzymatic inhibition assays.
The enzymatic DNMT inhibitory activity measured in this work is included in blue font. Mean value
of two measurements. SAH was included as a positive control: IC50 (DNMT1) of 0.34 µM; IC50

(DNMT3A) of 0.10 µM; (DNMT3B) of 0.03 µM. For reference, the enzymatic G9a inhibitory activity of
12 and 13 [35].
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Chemical content analysis of the novel epigenetic-focused screening libraries (vide
supra) revealed that there are several quinazoline-based derivatives similar to 10 (UNC-
0638) and 11 (UNC-0642), including two compounds reported in the literature as inhibitors
of G9a. Based on structure-based design reported in the literature and experimental infor-
mation discussed above [27,35], herein we hypothesized that quinazoline-based derivatives
available in the commercial libraries such as 12 and 13 also inhibit the enzymatic activity
of DNMTs.

As part of an ongoing effort to continue expanding the chemical space of DNMTi [31,37],
in this work, we report the experimental testing of 12 and 13 and another quinazoline-based
derivative (cf. Figure 2) with DNMT1, DNMT3A, and DNMT3B in biochemical enzymatic
inhibition assays. We also discuss the molecular dynamics (MD) simulations of the most
potent compounds to rationalize their enzymatic inhibitory activity at the molecular level.
The findings of this work pave the way to continue exploring quinazoline-based derivatives
as inhibitors of DNMTs with multi-epigenetic target activity.

2. Methods
2.1. Compounds for Experimental Screening

Using a knowledge-based approach, for this work, we selected three quinazoline-based
derivatives from epigenetic-focused libraries for experimental testing in enzymatic-based
assays (Figure 2). The selection was based on the following criterion:

(1) Knowledge of the promising activity profile of quinoline-based derivatives as dual
inhibitors of DNMTs/G9a (vide supra, Figure 1B) in enzymatic and epigenetic func-
tional cellular response;

(2) High structural similarity of the quinoline-based compounds to the selected quinazoline-
based derivatives 12 and 13, that are known to be potent G9a inhibitors in enzymatic
and cell-based assays (vide supra, Figure 1B).

(3) Commercial availability of the physical samples from the chemical vendors (Table S3
in the Supplementary Materials).

Based on the rationale explained herein, we hypothesized that the three selected
quinazolines in Figure 2 could also inhibit the enzymatic activity of DNMTs.

All three compounds were purchased from MolPort Inc. that confirmed the com-
pound’s purity (in parenthesis): 12 (100%), 13 (98%), and 14 (99.11%).

2.2. Biochemical DNMT Inhibition Assays

The inhibition of the enzymatic activity of DNMT1, DNMT3A, and DNMT3B was
tested using the HotSpotSM platform for methyltransferase assays available at Reaction
Biology Corporation [38]. HotSpotSM is a low volume radioisotope-based assay that uses
tritium-labeled AdoMet (3H-SAM) as a methyl donor. The three test compounds diluted
in dimethyl sulfoxide were added using acoustic technology (Echo550, Labcyte, San Jose,
CA, USA) into an enzyme/substrate mixture in the nano-liter range. The corresponding
reactions were commenced by adding 3H-SAM and incubated at 30 ◦C. Total final methyla-
tions on the substrate (Poly dI-dC in DNMT1, 3A, and 3B assays) were identified by a filter
binding method implemented in Reaction Biology. Data analysis was done with Graphed
Prism software (La Jolla, CA, USA) for curve fits. The enzymatic inhibition assays were
carried out at 1 µM of SAM. In all assays, SAH was used as a standard positive control. The
three compounds were tested first with DNMT1 at one 100 µM concentration in duplicate.
The most active molecules were tested as DNMT1, DNMT3A, and DNMT3B inhibitors in
10-concentration IC50 (effective concentration to inhibit enzymatic activity by 50%) with a
threefold serial dilution starting at 100 µM. The research group has recently contracted the
screening services of Reaction Biology Corporation to identify a novel DNMTi [37].
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2.3. Computational Methods
2.3.1. Protein and Ligands Preparation

The crystallographic structure of human DNMT1 (PDB ID: 4WXX) was retrieved from
the Protein Data Bank. Available online: https://www.rcsb.org/ (accessed on 9 April
2022) [39]. Missing loops and side-chains were added with YASARA software [40]. The
ligands were built and energy-minimized in MOE using the MMFF94x force field. The
more stable protomers at physiological pH were identified [41].

2.3.2. Molecular Docking

Molecular Operating Environment (MOE) software was used to generate the dock
conformation of protein-ligand complexes [42]. The grid was centered on the carbon atom
of the carboxyl group of GLU 1266 (chain A) with a size of 27 Å3 in the presence of the
native ligand (SAM). Using the “Triangle Matcher” method, the binding compounds were
subjected to 50 search steps (poses) and the default values for the other parameters. The
clusters with an RMSD < 2 Å were visually explored. During the docking simulations, the
receptor was considered rigid and the ligands flexible. The conformations with the lowest
binding energy were selected for an additional MD analysis.

2.3.3. Molecular Dynamics

MD studies of the protein-ligand complexes were performed using Desmond (version
2021-1, Schrödinger, New York, NY, USA) with the OPLS 2005 forcefield [43]. The most
representative docking pose for each ligand was used as a starting point to initiate the MD
simulations. The complexes were prepared with the System Builder Utility in a buffered
orthomobic box (10 × 10 × 10 Å), using the transferable intermolecular potential with a
3-point model for water (TIP3P). The complexes were neutralized and NaCl was added
in a 0.15 M concentration. Complexes were minimized in three stages. In the first stage,
water-heavy atoms were restrained with a force constant of 1000 kcal mol−1 Å−2 (during
100 ps); for the second stage, backbones were constrained with a 10 kcal mol−1 Å−2 (during
100 ps); and for the third stage, the systems were minimized with no restraints (during
100 ps). The three minimization stages were generated using the default parameters.

The system was submitted to 300 ns of production runs, under NPT ensemble at 1 bar
using the Martyna-Tuckerman-Klein (MTK) barostat and 300 K using the Nose–Hoover
thermostat. Electrostatic forces were calculated with the smooth PME method using a 9 Å
cut-off, while constraints were enforced with the M-SHAKE algorithm. Integration was
done every 2 fs, with a recording interval of 50 ps. All protein-ligand complexes were
submitted to the “Relax model system” using the default parameters. The quality of the
simulation and trajectory analyses were carried out with the tools implemented in the
Maestro-GUI (Schrödinger, New York, NY, USA). SAM was used as a procedure control,
150 ns of production were generated using the same protocol described in this section.

3. Results and Discussion
3.1. Biochemical Inhibition Assays

First, we tested the three compounds 12, 13, and 14 (Figure 2) with DNMT1 at a single
concentration (100 µM). The results are summarized in Figure 2 and fully detailed in Tables
S1 a2 in the Supplementary Materials. Two compounds 12 and 13 showed strong inhibition
of DNMT1 (>99%), and 14 showed inhibition of 7.4%. The very low enzymatic inhibitory
activity of 14 clearly indicated the need for substitution at position 2 of the quinazoline
ring (Figure 2).

Based on the results at a single concentration, we decided to test the enzymatic in-
hibitory activity of DNMT1, DNMT3A, and DNMT3B of the two most active compounds
12 and 13 in concentration-response assays. Results, summarized in Figure 2 and de-
tailed in Table S1 in the Supplementary Materials, indicated that 12 is a potent nanomolar
and selective inhibitor of DNMT1 (IC50 = 30 nM), with higher inhibition of DNMT3A
(IC50 = 4870 nM) and no enzymatic inhibition of DNMT3B (IC50 > 100,000 nM). Notably,

https://www.rcsb.org/
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under the assay conditions used in this work, 12 was about ten times more potent against
DNMT1 than the positive control SAH (IC50 = 340 nM). The structural analog 13 had
a similar inhibitory activity profile with similar inhibitory potency but higher selectiv-
ity towards DNMT1 (IC50 = 81 nM) over DNMT3A (IC50 = 14,690 nM), and DNMT3B
(IC50 > 100,000 nM) (Figure 2 and Table S1).

The nanomolar enzymatic inhibitory potency of DNMT1 of both 7-aminoalkoxy-
quinazolines 12 and 13 is about ten times that of the positive control SAH. Despite the high
variability across DNMT inhibitory assays and the challenge to reproduce the IC50 values
accurately across different laboratories, there are few compounds reported in the literature
with low nanomolar inhibition of DNMT1 [44]. For instance, in one of the most recent
studies testing different DNMTi under the same assay conditions, 5 (GSK3685032) strongly
inhibited DNMT1 (IC50 = 30 nM) and did not inhibit DNMT3A and 3B (Figure 1A). In that
work, Pappalardi et al., also tested the well-known pan inhibitor 3 (SGI-1027), showing
IC50 values of 1030 nM (DNMT1); 13,000 nM (DNMT3A), and 7000 nM (DNMT3B) [22]. In
the work of Pappalardi et al., SAH (also used as a reference) had IC50 values of 540 nM,
100 nM, and 90 nM for DNMT1, DNMT3A, and DNMT3B, respectively. Such values for the
positive control generally agree with the IC50 values measured under the assay conditions
used in this work (340 nM, 100 nM, and 30 nM for DNMT1, DNMT3A, and DNMT3B,
respectively, Table S2 in the Supplementary Materials).

In addition to the promising DNMT enzymatic inhibition profile of compounds 12
and 13, it is remarkable the reported high inhibition of both molecules of the epigenetic
target G9a (IC50 = 6, and 4 nM, respectively, Figure 2) [35]. As discussed in the Introduction,
based on the structural relationship between the quinazolines tested in this work with the
4-aminoquinolines reported as dual inhibitors of G9a and DNMT1 [27], we hypothesized
that quinazolines such as 12 and 13, could inhibit DNMT1. Biochemical inhibition assays
reported in this work confirmed the hypothesis. Further testing with DNMT3A and
DNMT3B revealed that both molecules are potent inhibitors of DNMT1 and selective
versus DNMT3A and DNMT3B. Thus far, other than 5 (GSK3685032), the two quinazolines
reported in this work are the few small-molecule selective inhibitors of DNMT1 over
DNMT3A and DNMT3B.

3.2. Molecular Docking and Dynamics Simulations with DNMTs

Computational methods have been used to identify novel inhibitors, optimize their
activity, and/or to further understand their activity at the molecular level of compound
targeting epigenetic targets, including DNMTs. These methods are collectively referred to
as “epi-informatics” [30]. As previously discussed, computational methods are not used
necessary to predict or identify novel inhibitors but the computational studies provide key
insights to study the mechanism of action and rationalize the activity of active molecules at
the molecular level. For example, we recently conducted a molecular and activity landscape
modeling study to rationalize the reported enzymatic inhibitory activity of 251 G9a in-
hibitors [34], and 50 4-aminoquinolines as dual inhibitors of G9a and DNMT1 [45]. Results
of that work yielded the establishment of a robust structural hypothesis of protein-ligand
interactions associated with the dual activity or selectivity with the epigenetic targets.

In this work, we employed molecular docking and dynamics simulations to provide
insights into the DNMTs enzymatic inhibitory activity of 12 and 13 at the structural level.
For this purpose, we took advantage of the availability of the three-dimensional structural
information of DNMT1, DNMT3A, and DNMT3B.

Figure 3 summarizes the interactions between 12 and 13 and DNMT1, according to
the MD simulations. The conserved interactions with SER 582, ASP 764, and SER 1292 in
both compounds. However, the generation of stable interactions with ASP 583, ASP 588,
CYS 1288, and GLN 1289 (Figure 3(A1,A2)). Interestingly, 13 has been distinguished
by other key interactions (GLU 766, VAL 1330, ASN 1332, and PHE 1336). Despite the
differences in key interactions, the compounds studied tend to establish the conformation
(reducing the RMSD values) of CXXC (647–691 aa) and autoinhibition (699–733 aa) domains
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of DNMT1 (Figure 3(A3,B3)), in relationship with SAM (Figure S1C) in the Supplementary
Materials). We emphasize that these domains are present only in DNMT1 and are not
its 3A or 3B isoforms [46], which could explain the selective enzymatic inactivation of
DNMT1 [47]. Additionally, we analyze the specific conformational changes associated with
the interaction of 12 and 13 against DNMT1 (Figure S2 in the Supplementary Materials).

Figure 3. Molecular dynamic results of compounds 12 and 13 against DNMT1. 300 ns were produced
peer each compound. The (A1,B1) panels show the interactions between ligands and the DNMT1
structure in the presence of S-adenosyl-L-methionine (SAM). Additionally, panels (A2,B2) show the
representative key interaction during the last 30 ns of molecular dynamic productions. Finally, panels
(A3,B3) illustrate the conformational changes (RMSD values) on different key domains on DNMT1.
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Recently, we described at the structural level the conformational changes generated
on G9a in their SET domain by the interaction with quinoline-based compounds [34]. This
work describes the conformational changes associated with the interaction of quinoline-
based compounds against the CXXC and autoinhibition domain on DNMT1.

Several groups are working identifying novel potent DNMTi, including dual inhibitors
of epigenetic writers such as DNMT and G9a (vide supra). For example, we recently re-
ported DNMT1 inhibitors with novel chemical scaffolds, including two approved for
clinical use. However, those compounds lack enough potency. For instance, 4 showed and
IC50 = 55.85 µM using the same assay conditions used in this work [37]. The knowledge
of the promising enzymatic and cell-based activity profile of quinoline-based compounds
such as 8 (Figure 1B) as dual inhibitors of DNMT1 and G9a; the high structural similarity
of the quinoline-based derivatives to the quinazoline-based derivatives with strong inhibi-
tion profile of G9a; plus the commercial availability of quinazoline-based derivatives in
epigenetic focused libraries led us to identifytwo 7-aminoalkoxy-quinazolines with 30 and
81 nM potency toward DNMT1 (Figure 2). Molecular modeling studies suggest that the
selective inhibition of DNMT1 was carried out by the induced conformational change on
their CXXC and autoinhibition domains, which is essential for enzymatic activity [47].

Notably, it is reported in the literature that 12 and 13 have high in vitro potency
versus G9a (IC50 = 6 and 4 nM, respectively) and are also highly potent in reducing
H3K9me2 levels in human breast adenocarcinoma (MDA-MB-231) cells (26 and 25 nM,
respectively) and with low cell toxicity (EC50 of 3.3 and 2.8 µM, respectively) [35]. Potting
together, the two 7-aminoalkoxy-quinazolines 12 and 13 are promising compounds to
continue developing as polypharmacological, specifically, dual-epigenetic target inhibitors
as candidates compounds with potential therapeutic applications.

In silico target profiling of the three compounds tested in this work (Figure 2), with
the recently developed online web server Epigenetic Target Profiler [48], suggest that all
compounds could be active with additional epigenetic targets such as HDACs (Figure S3
in the Supplementary Materials). It would remain to continue exploring computationally
(e.g., using structure-based methods) and then experimentally the predicted activity of
the molecules.

4. Conclusions

We identified two 7-aminoalkoxy-quinazolines: 12 and 13, with nanomolar inhibition
of DNMT1 (30 nM y 80 nM, respectively) in enzymatic inhibition assays. Notably, both
compounds showed better inhibitory activity than the positive control, SAH (340 µM), less
inhibition of DNM3A (4.87 and 14.69 µM) and none of them inhibited DNMT3B. Also,
these have been reported as potent inhibitors of another epigenetic target writer, G9a, in
enzymatic and human breast adenocarcinoma (MDA-MB-231) cell-based assays with low
cell toxicity. It remains to demonstrate that 12 and 13 are also able to reduce methylation
levels in cell-based assays. However, their high structural similarity to the quinoline-based
derivatives such as CM-272 (Figure 1B), which are known to effectively reduce DNA
methylation in cell-based assays, strongly support the hypothesis that the quinazolines
reported in this work will also be inhibitors in cell based-assays. Such a hypothesis will
be tested and reported in due course. The two active compounds identified in this work
are structurally similar with conserving key interactions against SER 582, ASP 764, and
SER1292 on DNMT1 in presence of their cofactor SAM. The molecular dynamics results
suggest that the DNMT1 inhibition of 12 and 13 is caused by the conformational changes
on the CXXC and autoinhibition domains. From the mechanistic point of view, one of the
main perspectives of this study is to test if the quinazoline-based derivatives; for instance,
12 is DNA—substrate competitive. This will be done through enzymatic DNA-substrate
competitive assays. The results will be reported in due course. In all, the results of this
work are a contribution towards the further investigation and development of DNMTi as
part of multiple epigenetic target therapies.
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Supplementary Materials: The following Supplementary Materials can be downloaded at: https:
//www.mdpi.com/article/10.3390/molecules27092892/s1, Table S1: Number of quinazolines and
7-aminoalkoxy-quinazolines present in various epigenetic focused libraries; Table S2: Results of the
relative enzymatic activity of DNMT1 as percentagesa; Table S3: Results of concentration-response
assays for selected quinazolines (IC50) with DNMT1, DNMT3A and DNMT3Ba; Figure S1: Analysis of
150 ns production of the molecular dynamics of production S-Adenil-Metione (SAM) against DNMT1;
Figure S2: Final conformational changes on DNMT1 from molecular dynamics calculations; Figure
S3: In silico profiling of the three compounds with the free online and validate server Epigenetic
Target Profiler.
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