
1

UNIVERSIDAD NACIONAL AUTÓNOMA DE MÉXICO
Maestría y Doctorado en Ciencias Bioquímicas

MÉTODOS DE APRENDIZAJE DE MÁQUINA PARA EL ESTUDIO DE
ASOCIACIONES MICROBIOMA-ENFERMEDADES

TESIS

QUE PARA OPTAR POR EL GRADO DE:

MAESTRO EN CIENCIAS

PRESENTA:

DANIEL NERI ROSARIO

TUTOR PRINCIPAL

Dr. OSBALDO RESENDIS ANTONIO

INMEGEN

MIEMBROS DEL COMITÉ TUTOR

Dra. BLANCA ITZEL TABOADA RAMÍREZ

IBT

Dr. LUIS DAVID ALCARAZ PERAZA

Facultad de Ciencias

Ciudad de México. Junio, 2022



 

UNAM – Dirección General de Bibliotecas 

Tesis Digitales 

Restricciones de uso 
  

DERECHOS RESERVADOS © 

PROHIBIDA SU REPRODUCCIÓN TOTAL O PARCIAL 
  

Todo el material contenido en esta tesis esta protegido por la Ley Federal 
del Derecho de Autor (LFDA) de los Estados Unidos Mexicanos (México). 

El uso de imágenes, fragmentos de videos, y demás material que sea 
objeto de protección de los derechos de autor, será exclusivamente para 
fines educativos e informativos y deberá citar la fuente donde la obtuvo 
mencionando el autor o autores. Cualquier uso distinto como el lucro, 
reproducción, edición o modificación, será perseguido y sancionado por el 
respectivo titular de los Derechos de Autor. 

 

  

 



2

Oficio de asignación de jurado



3

Dedicatorias
A la UNAM por haberme otorgado las herramientas para mi desarrollo personal y académico, en
especial al programa de Ciencias Bioquímicas que durante esta etapa me permitieron
desarrollarme en el ambiente de investigación.

A Paulina S. por compartir estos momentos con escucha, amor y cariño.

A mis padres y a mi hermana, son el ejemplo y el soporte en mi vida.

Al Dr. Osbaldo, por ser un maestro y guía en este proceso.

A mis tutores, la Dra. Taboada y el Dr. Alcaraz, sus consejos sirvieron para dirigir este proyecto.

A mis compañeros de laboratorio, por su amistad y apoyo.

Agradezco al Consejo Nacional de Ciencia y Tecnología (CONACyT) (CVU: 1083211) y
Coordinación General de Estudios de Posgrado (CGEP) por el apoyo otorgado durante estos
dos años para realizar mis estudios de maestría, mediante su programa de becas.



4

Tabla de acrónimos. 6

Índice de figuras. 8

Abstract 9

1 RESUMEN. 10

2 INTRODUCCIÓN 12

3 MARCO TEÓRICO 15

3.1 Diabetes Mellitus tipo 2. 15

3.1.1 Definición. 15

3.1.2 Tratamiento y complicaciones. 20

3.1.3 Situación actual en México. 22

3.1.4 Fisiopatogenia de la DMT2. 25

3.1.4.1 Resistencia a la insulina periférica. 26

3.1.4.2 Secreción de la insulina 27

3.1.4.3 Susceptibilidad genética y epigenética 28

3.2 Microbiota intestinal 29

3.3 Microbiota intestinal en pacientes con Diabetes Mellitus tipo 2 34

3.4 Algoritmos de aprendizaje de máquina para estudios del microbioma 38

3.4.1 Generalidades de los algoritmos de aprendizaje de máquina. 38

3.4.1 Ejemplos de algoritmos de aprendizaje de máquina. 43

3.4.2 Aprendizaje de máquina explicativo: modelos opacos y transparentes.
54

5 PROPUESTA DE INVESTIGACIÓN 57

6 HIPÓTESIS 57

7 OBJETIVOS 57

7.1 General 57

7.2 Específicos 58

8 METODOLOGÍA DE INVESTIGACIÓN 58

8.1 Base de datos 58



5

8.2 Caracterización de la Microbiota intestinal por Secuenciación del gen 16S
rRNA 61

8.3 Métodos - Aprendizaje de Máquina supervisado 62

9 RESULTADOS. AVANCES DEL PROYECTO 66

9.1 Clasificación 1 (C-1): Personas sanas (n= 213) vs Personas con DMT2 (n= 47).
69

9.2 Clasificación 2 (C-2): Personas Sanas (n= 213) vs Personas con pre-DMT2 (n=
150) 73

9.3 Clasificación 3 (C-3): Clasificación multiclase: Personas sanas (n= 213);
Personas con pre-DMT2 (n= 150); personas con DMT2 (n = 47). 77

10 DISCUSIÓN DE RESULTADOS 79

12 CONCLUSIONES 89

PERSPECTIVAS 92



6

Tabla de acrónimos.

Abreviatura Significado

AB Ácidos biliares

ACV Accidente cerebrovascular

ADH Hormona antidiurética (del inglés, Anti-diuretic hormone)

AGCC Ácidos grasos de cadena corta

APRIL Ligando inductor de la proliferación (del inglés, A proliferation-inducing ligand)

ASV Variantes de secuencia de amplicones (ASV, del inglés Amplicon Sequence
Variant)

AUC Área bajo la curva (AUC del inglés, Area Under a Curve)

BAFF Factor de activación célula B (del inglés, B cell–activating factor)

C Clasificación

CRC Cáncer colorrectal

CV Validación cruzada (CV, del inglés cross validation)

DL Aprendizaje profundo (del inglés, Deep learning)

DMT1 Diabetes mellitus tipo 2

DMT2 Diabetes mellitus tipo 2

IC Intervalo de confianza

IDF Federación internacional de diabetes  (del inglés, International Diabetes
Federation)

INEGI Instituto Nacional de Estadística y Geografía

EAP Enfermedad arterial periférica

EII Enfermedad inflamatoria intestinal

GLP-1 Péptido similar al glucagón 1 (del inglés, Glucagon-like peptide-1)

GLUT-4 Transportador de glucosa tipo 4 (del inglés, Glucose transporter type 4)



7

GPR Receptor acoplado a proteína G (del inglés, G protein-coupled receptor)

HAS Hipertensión arterial sistémica

Hb Hemoglobina

IAM Infarto agudo al miocardio

IC Intervalo de confianza

IgA Inmunoglobulina A

IL Interleucina

IRS Sustrato del receptor de la insulina (del inglés, Insulin receptor substrate)

LPS Lipopolisacáridos

MALT Tejido linfoide asociado a mucosa (del inglés, Mucosa-associated lymphoid
tissue)

MCP-1 Proteína quimiotáctica de monocitos tipo 1 (del inglés, Monocyte
chemoattractant protein-1)

ML Aprendizaje de máquina (del inglés, Machine learning)

NF-κB Factor nuclear κB (del inglés, Nuclear factor κB)

SHAP Explicaciones aditivas de valores Shapley (del inglés, SHapley Additive
Explanations)

SGLT Cotransportadores sodio-glucosa tipo (del inglés, Sodium-glucose
cotransporter)

TLR Receptor tipo toll (del inglés, Toll like receptor)

TMA Trimetilamina

TNF-α Factor de necrosis tumoral-α (del inglés, Tumor necrosis factor-α)



8

Índice de figuras.

Página Figura

33 Figura 1. Esquema de modulación del sistema inmune por parte de la

microbiota intestinal.

36 Figura 2. La disbiosis intestinal contribuye a la progresión de la DMT2.

40 Figura 3. Generalidades de los algoritmos de aprendizaje de máquina.

45 Figura 4. Ejemplos de algoritmos de aprendizaje de máquina (ML).

60 Figura 5. Diseño sobre la propuesta de investigación.

66 Figura 6. Comparamos seis algoritmos ML en tres clasificaciones

70 Figura 7. C-1: Pacientes sanos (n= 213) contra pacientes con DMT2 (n= 47).

72 Figura 8. C-1: Gráficas de representativas de valores SHAP (tipo Force plot)

74 Figura 9. C-2: Pacientes sanos (n= 213) contra pacientes con pre-DMT2 (n=
150).

76 Figura 10. C-2: Gráficas de representativas de valores SHAP (tipo Force plot)

78 Figura 11. C-3: Clasificación multiclase: Personas Sanas (n= 213); Personas
con pre-DMT2 (n= 150); personas con DMT2 (n = 47)

80 Figura 12. Diagrama esquemático



9

Abstract

A direct link between the gut microbiota (GM) and the progression of type 2 diabetes

mellitus (T2D) in individuals has been described. We propose using supervised Machine

Learning (ML) methods to identify predictive taxa for patients with prediabetes (pre-T2D)

and T2D. For this, we obtained the GM profile (16s rRNA) in a cohort of 410 Mexican naïve

patients, stratified into normoglycemic (n= 213), pre-T2D (n= 150), and T2D (n= 47)

individuals. Using the abundances and taxonomies of the GM of these individuals, we

performed three studies in silico to identify the bacteria associated with the progression of

the condition. The first study, labeled classification 1 (C-1), includes a comparison study

between normoglycemic subjects vs. T2DM patients. On the other hand, in classification 2

(C-2), we proceeded to identify bacteria that differentially classified normoglycemic subjects

vs. pre-T2DM patients. Finally, in classification 3 (C-3), we identified those bacteria that allow

classifying a multiclass group composed of: normoglycemic subjects, patients with T2DM,

and patients with pre-T2DM. We used six different algorithms in each classification,

including Logistic regression, naïve Baye, Decision-tree, Random Forest, XGBoost, and

Multilayer perceptron. Random Forest obtained the best predictive performance to classify

T2D patients (AUC: 0.98 ) and pre-T2D patients (AUC: 0.91). During multiclass classification,

we obtain an AUC of 0.95 using the XGBoost algorithm. Through an explanatory ML analysis

approach, we identify a set of taxa including Allisonella, Slackia, Ruminococus_2,

Megaspgaera, Escherichia/Shigella, and Prevotella for predicting patients with T2D compared

to normoglycemic subjects. In addition, the most critical genera for predicting patients with

pre-T2D compared to normoglycemic subjects were: Anaerostipes, Intestinibacter,

Prevotella_9, Granulicatella, and Veillonella. According to the literature, these genera may play

a role in the pathophysiology of the disease. These results contribute to exploring the

relationship between GM and the development of biomarkers to accurately identify people at

high risk for T2D Mexican patients, with the perspective of receiving preventive and

personalized treatments.
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1 RESUMEN.

Actualmente los algoritmos de aprendizaje de máquina (Machine Learning (ML) en

inglés) son utilizados como herramientas para identificar biomarcadores en la microbiota

asociados con el progreso de enfermedades. De forma notable, se ha descrito una

asociación directa entre la microbiota intestinal y la progresión de los individuos con

diabetes mellitus tipo 2 (DMT2). Bajo este contexto, se propone la utilización de métodos de

ML supervisados que permitan identificar taxones predictivos para individuos con DMT2 o

pre-DMT2. Por tal motivo, el trabajo presentado en esta tesis integra la caracterización del

perfil del microbiota intestinal mediante secuenciación ARNr 16s en una cohorte de 410

pacientes mexicanos sin tratamiento previo, estratificados en individuos sanos (n= 213),

prediabéticos (n= 150) y diabéticos (n= 47). Utilizando las abundancias y taxonomías de la

microbiota intestinal de estos individuos, realizamos tres estudios in silico con el objetivo de

identificar las bacterias asociadas al progreso del padecimiento. El primer estudio,

etiquetado como la clasificación 1 (C-1), incluye un estudio de comparación entre pacientes

sanos contra pacientes con DMT2. Por otra parte, en la clasificación 2 (C-2) se procedió a

identificar bacterias que diferencialmente clasificaron pacientes sanos contra pacientes con

pre-DMT2. Finalmente, en la clasificación 3 (C-3) realiza una clasificación multiclase

considerando: individuos sanos, pacientes con pre-DMT2 y pacientes con DMT2. Con la

finalidad de encontrar el clasificador con mayor desempeño, en cada clasificación se

comparó el rendimiento predictivo entre los distintos métodos de ML lineales (Regresión

Logística Binaria y Naive Bayes) y no-lineales (Árboles de Decisiones, Random Forest, XG

Boost, Perceptrón multicapas). El modelo con mejor rendimiento predictivo fue

seleccionado para realizar un análisis de interpretación post-hoc identificando los géneros

bacterianos de mayor importancia para la correcta clasificación del fenotipo en DMT2 en

población mexicana. Nuestro estudio nos permitió concluir que el mejor método para
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predecir a pacientes diabéticos (C-1) y prediabéticos (C-2) fue Random Forest con un

rendimiento predictivo alto (AUC: 0.97 con una desviación estándar (DE) 0.1; AUC: 0.8 con

DE 0.05 en la C-2). En el caso de la clasificación multiclase (C-3) concluimos que XGBoost

tuvo el mejor rendimiento predictivo con un Cohen de Kappa score de 0.62 y una DE 0.08. A

partir de estos resultados, realizamos el análisis de interpretación del modelo para distinguir

las bacterias asociadas a cada grupo. Este análisis nos llevó a concluir que Allisonella,

Slackia, Ruminococus_2, Megaspgaera, Escherichia/Shigella, y Prevotella se encuentra entre

los géneros más relevantes para predecir a pacientes con DMT2 comparado con individuos

sanos. En cambio, los géneros más importantes para predecir a pacientes con pre-DMT2,

comparado con pacientes sanos fueron: Anaerostipes, Intestinibacter, Prevotella_9,

Granulicatella, y Veillonella. Consistentemente con la literatura, algunos de los géneros

encontrados en este estudio han sido descritos previamente en estudios de microbiota

intestinal en otras poblaciones y se ha planteado un posible rol en la fisiopatología de la

enfermedad. Nuestro trabajo resalta la necesidad de realizar estudios de población

específica para el desarrollo de tratamientos individualizados basados en la microbiota

intestinal. Estos resultados centrados en nuestra población mexicana contribuyen a explorar

la relación existente entre la microbiota intestinal y el desarrollo de biomarcadores para

identificar con precisión a personas con alto riesgo de desarrollar diabetes, con la

perspectiva de recibir tratamientos preventivos y personalizados.
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2 INTRODUCCIÓN

Actualmente, el estudio de las interacciones huésped-microbioma ha tenido relevancia

sustancial para mejorar la predicción y entendimiento de enfermedades, debido a la gran

influencia que tiene la microbiota en el estado de salud del ser humano (Contreras et al.

2016). Con base en esta perspectiva, se han encontrado resultados prometedores en

modelos de asociación de microbiota y fenotipo clínico, específicamente para padecimientos

complejos como cáncer colorrectal (CRC), enfermedad inflamatoria intestinal (EII), cirrosis

hepática, obesidad y diabetes mellitus tipo 2 (DMT2) (Zhou and Gallins 2019). Entre estos

estudios, el caso de la DMT2 toma relevancia importante dada la frecuencia y costo

poblacional a nivel mundial con una prevalencia cerca de 10.5% (alrededor de 44% de

personas sin diagnosticar, mediante estimaciones de estudios basados en población)

(Tönnies et al. 2021; Magliano, Boyko, and IDF Diabetes Atlas 10th edition scientific

committee, n.d.). Esta epidemia ha ido en aumento de forma alarmante en la última década,

en gran parte relacionada con las tendencias mundiales de obesidad y sedentarismo

(Tönnies et al. 2021; Chatterjee, Khunti, and Davies 2017). En un esfuerzo de detener este

crecimiento, se ha descrito una relación directa entre los individuos con DMT2 y la

microbiota intestinal, estando implicada en el inicio y la progresión de la enfermedad.

Notablemente, estudios hechos en cohortes de población china, europea, y estadounidense

se ha descrito una pérdida en la homeostasis de la microbiota intestinal (conocida como

disbiosis intestinal) en los individuos con DMT2 (Qin et al. 2012; Karlsson et al. 2013;

Sikalidis and Maykish 2020). La disbiosis se refiere a los cambios en la composición y función

de la microbiota que se asocia a enfermedades humanas (Hooks and O’Malley 2017). Desde

el punto de vista fisiopatológico, en pacientes con DMT2 la disbiosis intestinal se asocia con

un aumento de la permeabilidad intestinal, estimulación de una inflamación sistémica de

https://paperpile.com/c/LH1yYj/x9mfZ
https://paperpile.com/c/LH1yYj/x9mfZ
https://paperpile.com/c/LH1yYj/yYNO5
https://paperpile.com/c/LH1yYj/sfGrc+Rss2D
https://paperpile.com/c/LH1yYj/sfGrc+Rss2D
https://paperpile.com/c/LH1yYj/sfGrc+ceJer
https://paperpile.com/c/LH1yYj/jEZvW+Ddkaf+clwyL
https://paperpile.com/c/LH1yYj/jEZvW+Ddkaf+clwyL
https://paperpile.com/c/LH1yYj/QD9xv
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bajo grado y a una inadecuada modulación del sistema inmunitario y metabolismo celular

por parte de la microbiota que en conjunto afecta a el progreso de la enfermedad (Zhao et

al. 2020).

Con la finalidad de buscar nuevas estrategias que contribuyan a cesar el creciente problema

global que es la DMT2, se han realizado algunos esfuerzos para identificar la asociación

entre patrones en la composición de la microbiota intestinal (taxones bacterianos) y los

pacientes con DMT2. En este contexto, dichos estudios tienen el objetivo de desarrollar

intervenciones diagnósticas y terapéuticas personalizadas en pacientes con DMT2 o

pacientes con alto riesgo de desarrollar este padecimiento (conocido como pre-DMT2).

Actualmente se pone especial atención en los países en vías de desarrollo, como México, ya

que se ha descrito una alta mortalidad e incidencia de DMT2 en estas poblaciones

(Contreras et al. 2016).

Es de relevancia mencionar que la asociación entre la microbiota intestinal y DMT2 varía

dependiendo de diferentes variables sociodemográficas del individuo. Por ejemplo, un

estudio en una cohorte de 345 pacientes chinos con DMT2 se describió que una

característica diferencial respecto a individuos sanos es la disminución de las especies

productoras de butirato, como Roseburia intestinalis y Faecalibacterium prausnitzii (Qin et

al. 2012). Por el contrario, en un segundo estudio realizado en pacientes europeos con

DMT2 se encontró una disbiosis en ciertas especies como Lactobacillus gasseri,

Streptococcus mutans y Clostridium clostridioforme (Karlsson et al. 2013). Estos estudios

plantean el hecho de que la asociación entre microbiota intestinal y DMT2 es específica de

cada población y sujeta a factores externos como la dieta, antecedentes heredofamiliares,

estilo de vida, uso de fármacos, entre otros (Hasan and Yang 2019).

https://paperpile.com/c/LH1yYj/4rSN2
https://paperpile.com/c/LH1yYj/4rSN2
https://paperpile.com/c/LH1yYj/x9mfZ
https://paperpile.com/c/LH1yYj/jEZvW
https://paperpile.com/c/LH1yYj/jEZvW
https://paperpile.com/c/LH1yYj/Ddkaf
https://paperpile.com/c/LH1yYj/cLpbZ
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Por otra parte, debido a la alta dimensionalidad y complejidad que representan los datos de

alto rendimiento que son utilizados para caracterizar la microbiota, existe la necesidad de

aplicar diferentes acercamientos computacionales que coadyuven a los métodos estadísticos

tradicionales para estudiar la asociación microbioma-enfermedades. Esta labor no es trivial,

y para resolver este problema, se han propuesto múltiples métodos de aprendizaje de

máquina (ML, del inglés Machine Learning) que resuelvan tareas de clasificación

(genéricamente llamados métodos supervisados). El objetivo en esta tarea es crear modelos

de clasificación que identifiquen la asociación microbioma-enfermedad de forma precisa y

robusta, con la capacidad de detectar las complejas interacciones y efectos no lineales entre

las comunidades microbianas. Por otro lado, ha llamado la atención aplicar métodos de

aprendizaje profundo (DL, del inglés Deep Learning), debido a los avances recientes que ha

habido en el campo. Se tiene la expectativa que al usar algoritmos de DL se puedan

desarrollar modelos con altos valores predictivos para identificar los distintos fenotipos del

individuo, en el área de la investigación del microbioma (Borenstein and Muller 2021).

En este proyecto de investigación, proponemos aplicar diferentes métodos de ML para

identificar los taxones clave que puedan ser capaces de predecir los fenotipos clínicos de una

cohorte de pacientes mexicanos estratificados en grupos de pre-DMT2, DMT2, e individuos

sanos. De esta manera, en nuestro estudio comparamos el rendimiento de seis distintos

algoritmos de ML para clasificar el estado de salud frente al de enfermedad utilizando los

datos del microbioma intestinal caracterizados por el gen marcador 16s ARNr (ARN

ribosomal). De forma general, nuestro estudio aporta un análisis detallado de las posibles

bacterias que pueden identificar y clasificar los distintos estadios de la DMT2 en pacientes

mexicanos, incluyendo estadios de prediabetes hasta la forma declarada de este

padecimiento. Además, mediante revisión de la literatura sobre el estudio de las funciones

de estos taxones proponemos el papel que tienen estos en la patogenia de la enfermedad.

Consideramos que los resultados obtenidos nos permitirán identificar bacterias cuyas

https://paperpile.com/c/LH1yYj/EbOUD
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abundancias nos permitan monitorear el progreso de la enfermedad, y a largo plazo

identificar posibles biomarcadores bacterianos para el progreso y tratamiento de la

enfermedad en población mexicana.

3 MARCO TEÓRICO

3.1 Diabetes Mellitus tipo 2.

3.1.1 Definición.

La DMT2 es una de las principales causas de enfermedad y mortalidad en todo el mundo. La

prevalencia a nivel mundial de la diabetes mellitus (DM) es del 10,8% en las mujeres y el

13,3% en los hombres. Actualmente se estima que 537 millones de personas en el mundo

padecen DM y se estima que para el año 2030 se alcanzará una prevalencia de 643 millones,

y para el año 2045 aumente a 783 millones, lo que significa un incremento de 43% en la

prevalencia. Estos datos confirman que la DM es una de las emergencias sanitarias más

importantes en atender para el siglo XXI (Tönnies et al. 2021; Chatterjee, Khunti, and Davies

2017).

El término DM hace referencia a las enfermedades crónicas caracterizadas por

hiperglucemia, debido a un déficit en la producción de insulina o porque la insulina

elaborada no puede ser utilizada de forma adecuada. La insulina es una hormona esencial

producida en las células β del páncreas, su principal función ocurre al unirse a los receptores

membranales en diversos tejidos (como hígado, músculo, tejido adiposo) y activar/inhibir

diferentes señales metabólicas que permite la entrada de glucosa desde el torrente

sanguíneo hacia dichos tejidos para utilizarse en procesos catabólicos y anabólicos en el

interior de la célula. La insulina también es esencial, no solo para el metabolismo de

carbohidratos, sino también para el metabolismo de las proteínas y los lípidos (Pessin and

https://paperpile.com/c/LH1yYj/sfGrc+ceJer
https://paperpile.com/c/LH1yYj/sfGrc+ceJer
https://paperpile.com/c/LH1yYj/cWzOz
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Saltiel 2000). Por tal motivo, la deficiencia de la producción de insulina o la incapacidad de

las células para responder a ella da lugar a niveles elevados de glucosa en sangre

(hiperglucemia) y diferentes alteraciones metabólicas, como dislipidemias e hipertensión

arterial sistémica (HAS), que conducen a largo plazo a complicaciones vasculares crónicas.

Hay principalmente dos tipos de diabetes, la diabetes mellitus tipo 1 (DMT1) y la 2 (DMT2).

La DMT2 es el tipo de diabetes más común en adultos (>90%) y se caracteriza al inicio de la

enfermedad por la incapacidad de las células del organismo para responder adecuadamente

a la insulina, un fenómeno denominado resistencia a la insulina. En respuesta a la aparición

de la resistencia a la insulina, se provoca un aumento compensatorio de la producción de

insulina, presentando un aumento del tamaño (hipertrofia) y un aumento del número

(hiperplasia) de las células β del páncreas (Koenig et al. 2019). Conforme progresa la DMT2

se da un agotamiento funcional de las células β del páncreas, debido a esta respuesta

compensatoria exagerada, provocando una producción anormal de la hormona insulina.

Aunado a lo anterior, hay ciertos factores de riesgo que se asocian a la resistencia a la

insulina, como la obesidad, la falta de ejercicio, dieta y diversos factores poli-genéticos que

abordaremos más adelante (Duncan 2006).

En relación con la DMT2 existe un estadio intermedio conocido como prediabetes o

pre-DMT2. Este estadio engloba a las personas con alteración en la tolerancia en la glucosa

oral y/o alteración en la glucosa en ayunas que no sobrepasan el umbral de los criterios

diagnósticos para DMT2 (American Diabetes Association 2013). Es fundamental su

reconocimiento ya que estos individuos tienen mayor riesgo de desarrollar DMT2 y otras

enfermedades incluyendo dislipidemias, hipertensión y un aumentado riesgo cardiovascular

(Cai et al. 2020). Estudios previos sugieren que alrededor del 15-25% de los pacientes con

pre-DMT2 en los primeros 3-5 años, y eventualmente alrededor del 70% de los pacientes

con pre-DMT2 van a progresar a DMT2 en algún punto de su vida (Hostalek 2019). Suele

https://paperpile.com/c/LH1yYj/cWzOz
https://paperpile.com/c/LH1yYj/gRvPa
https://paperpile.com/c/LH1yYj/NjRM6
https://paperpile.com/c/LH1yYj/aanWU
https://paperpile.com/c/LH1yYj/kss8X
https://paperpile.com/c/LH1yYj/4ULQs
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haber un largo período de este estado intermedio de pre-DMT2, ya que el momento exacto

de la aparición de la DMT2 suele ser muy difícil de determinar (Hostalek 2019). Es

importante seguir estudiando a los pacientes con pre-DMT2, ya que un tratamiento

temprano durante la fase asintomática mejora el resultado a largo plazo y puede disminuir el

riesgo de convertirse en individuos con DMT2 (Gong et al. 2021).

Varios estudios clínicos señalan que la DMT2 puede ser prevenida o retardada, y cada vez

hay más evidencia que en ciertas condiciones es posible una remisión de la DMT2, como en

pacientes tratados con cirugía bariátrica (Schauer, Hanipah, and Rubino 2017). Esto

contrasta con la DMT1, que no puede ser prevenida y ocurre en menos del 10% de todos los

casos de diabetes, siendo el principal tipo de diabetes en la infancia (Bullock and Sheff

2017). La DMT1 es ocasionada por una pérdida en la tolerancia del sistema inmunológico

causando una respuesta inmune celular (principalmente linfocitos T cooperadores CD4+)

contra diversos antígenos en las células β del páncreas, ocasionando una falta de insulina

endógena necesaria para mantener los niveles normales de glucosa en sangre. La causa

exacta de esta pérdida de la tolerancia contra antígenos propios (conocida como

autoinmunidad) se desconoce, sin embargo, se asocia a una susceptibilidad genética. Los

haplotipos mejor descritos son HLA-DR3, HLA-DR4, y además se han asociado distintos

factores ambientales como infecciones virales (Krzewska and Ben-Skowronek 2016). Por tal

motivo las personas con DMT1 requieren insulina exógena para sobrevivir y mantener

niveles adecuados de glucosa con el objetivo de retrasar la progresión de la enfermedad.

Los pacientes con DMT2 pueden presentar síntomas similares a los de la DMT1, pero en

general, los síntomas son mucho menos dramáticos y la enfermedad puede ser

completamente asintomática. Lo anterior resalta la importancia de los métodos de

escrutinio para identificar a los individuos con diabetes. Los síntomas clásicos de la

hiperglucemia son: poliuria (aumento de la frecuencia miccional), polidipsia (aumento de la

https://paperpile.com/c/LH1yYj/4ULQs
https://paperpile.com/c/LH1yYj/5IAj8
https://paperpile.com/c/LH1yYj/P2aZX
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https://paperpile.com/c/LH1yYj/SoRSe
https://paperpile.com/c/LH1yYj/tQQtn
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sensación de sed), polifagia (aumento del apetito e ingesta calórica), y pérdida de peso.

Estos datos clínicos generalmente se observan de forma retrospectiva, o son resultado de

una complicación aguda de la enfermedad como la cetoacidosis diabética o estado

hiperglucémico hiperosmolar que ponen en peligro la vida del individuo con diabetes

(Koenig et al. 2019).

La poliuria se produce cuando la concentración de glucosa en sangre se eleva por encima de

valores de 180 mg/dL (10 mmol/L), superando el umbral de los cotransportadores

sodio-glucosa tipo 1 (SGLT1, por sus siglas en inglés Sodium-glucose cotransporter type 1) y

SGLT2. Estas proteínas realizan de forma fisiológica la reabsorción de glucosa en los túbulos

renales, y al superar su capacidad de absorción, provoca un aumento de la excreción de

glucosa por la orina, llamada glucosuria. La glucosuria causa una diuresis osmótica en el

paciente, originando un aumento de la excreción de agua y electrolitos por la orina,

observado clínicamente como poliuria y signos de deshidratación. Esta depleción del agua

corporal aumenta la secreción de la hormona antidiurética (ADH) o vasopresina que activa el

centro de la sed a nivel del hipotálamo, es decir polidipsia (Meigs et al. 2003). Los pacientes

al intentar compensar sus pérdidas de volumen con bebidas azucaradas concentradas

agravan su hiperglucemia y la diuresis osmótica que ocasiona un aumento en su

sintomatología (Watanabe et al. 2019).

Como mencionamos previamente, en los pacientes con DMT2, a pesar de que existen

niveles elevados de glucosa en sangre esta no puede acceder a los tejidos respondedores de

insulina, como el tejido adiposo y músculo esquelético. Por tal motivo, el tejido adiposo

empieza a degradar lípidos (proceso llamado lipólisis) y el tejido muscular empieza a

degradar proteínas (proceso llamado proteólisis) se manifiesta clínicamente como una

pérdida de peso y un aumento en el apetito o polifagia (Kahn, Cooper, and Del Prato 2014).

https://paperpile.com/c/LH1yYj/gRvPa
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Se recomienda realizar pruebas de niveles de glucosa en sangre a los pacientes con síntomas

clásicos de DM, ya descritos previamente, y también realizar tamizaje a los pacientes

asintomáticos con alto riesgo de prediabetes o diabetes (por ejemplo, pacientes con

sobrepeso u obesidad y la presencia de otros factores de riesgo adicionales para desarrollar

DMT2 como síndrome de ovario poliquístico, dislipidemia, familiar con primer grado con

diabetes, antecedente de diabetes gestacional, entre otros) (Hussain et al. 2021). En México

el cribado y diagnóstico de la diabetes se encuentran bajo los estándares internacionales de

acuerdo a la Federación Internacional de Diabetes (IDF del inglés, International Diabetes

Federation) y la Asociación Americana de Diabetes (ADA, del inglés American Association of

Diabetes) (Atlas and Others 2015; Diabetes Association 2022). Se identifican como

individuos con DM si tienen valores de glucosa en ayunas (más de 8 horas de ayuno) ≥ 126

mg/dl, también se diagnóstica si la glucosa en sangre a las dos horas después de consumir

75 gr de glucosa es ≥ 200 mg/dl y/o mediante hemoglobina (Hb) glucosilada por arriba ≥

6.5% (Cosentino et al. 2020).

La DMT2 es un trastorno común, con una prevalencia que aumenta de forma notable con el

aumento del grado de obesidad y con la edad. Sin embargo, cabe destacar que los

resultados beneficiosos de la detección precoz y tratamientos eficaces han conseguido una

mayor supervivencia que se refleja en un aumento de la prevalencia en los estudios

epidemiológicos. Un diagnóstico temprano es vital, porque si se retrasa durante un tiempo

prolongado, pueden surgir complicaciones como deficiencias visuales, úlceras en las

extremidades, enfermedades cardíacas o accidentes cerebrovasculares. En México la

principal causa de ceguera adquirida es por la retinopatía diabética, la DMT2 también es la

principal causa de amputación y discapacidad. Igualmente, la etiología más común de

individuos con enfermedad renal crónica es la nefropatía diabética (Simon Barquera et al.

2013).

https://paperpile.com/c/LH1yYj/E3kX7
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3.1.2 Tratamiento y complicaciones.

La piedra angular del tratamiento de la DMT2 es la promoción de un estilo de vida como: la

reducción de peso, una dieta individualizada con alto contenido en fibra (20-30 gr por día),

ejercicio regular, y dejar de fumar (American Diabetes Association 2021b). Si los intentos de

cambiar el estilo de vida no son suficientes para controlar niveles de glucosa en sangre, se

suele iniciar la medicación oral, siendo la metformina el medicamento de primera línea

(Larry Jameson et al. 2018). Si el tratamiento de primera línea no es suficiente o tiene

contraindicaciones, se dispone ahora de un abanico de opciones terapéuticas de segunda

línea como monoterapia o medicamentos combinados dependiendo de las necesidades del

individuo (por ejemplo, sulfonilureas, inhibidores de la alfa glucosidasa, tiazolidinedionas,

inhibidores de la dipeptidil peptidasa 4 (DPP-4), agonistas del péptido similar al glucagón 1

(GLP-1, del inglés glucagon-like peptide-1) e inhibidores del SGLT2). En ciertos pacientes,

puede ser necesaria la administración por vía subcutánea de insulina para controlar la

hiperglucemia, si los medicamentos orales no consiguen controlar los niveles óptimos de

glucosa (American Diabetes Association 2021a).

Dentro las intervenciones no farmacológicas que también han sido demostradas su

efectividad, resaltan la necesidad de educación y empoderamiento del paciente sobre su

enfermedad. El manejo individualizado del paciente se debe adaptar a las preferencias

personales del individuo, comorbilidades, polifarmacia, discapacidades (déficit visual), y

acceso a recursos o atención (Chatterjee et al. 2018) Se piensa que en un futuro la

microbiota intestinal tendrá un peso significante en la recomendación de dietas

personalizadas con el objetivo de coadyuvar un adecuado control glucémico (Leshem, Segal,

and Elinav 2020).
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En los individuos con DMT2 se recomienda ampliamente un esquema de vacunación

completo que incluye la vacuna de influenza estacional, hepatitis B, vacuna neumocócica y

COVID-19. Estas recomendaciones se basan en la desregulación del sistema inmune que

tienen los pacientes con DM que predisponen a un aumento en la severidad y

susceptibilidad a contra estas infecciones que infieren protección por las vacunas (Hodgson

et al. 2015). El sueño también es importante en los pacientes con diabetes, se ha encontrado

que individuos con un duración del sueño menor de seis horas o más de 10 horas tienen

mayor riesgo de tener obesidad, por lo que se debe evaluar constantemente esta variable,

junto con la salud psicosocial del individuo (Barone and Menna-Barreto 2011).

La atención a la diabetes debe ser brindada por ambiente multidisciplinario que incluya

nutriólogo, enfermeros, médicos de primer contacto, médicos especialistas, trabajadores

sociales, psicólogos y rehabilitadores. Además, se debe incluir en la atención médica un

seguimiento regular (al menos anualmente) y junto el tratamiento de las comorbilidades

(como obesidad, HAS, dislipidemia, síndrome de apnea obstructiva del sueño, entre otras).

Lo anterior tiene como objetivo evitar la aparición de enfermedades cardiovasculares

ateroscleróticas, que son la principal causa de mortalidad en pacientes con DMT2. El manejo

de estas comorbilidades, se puede requerir el uso de los siguientes fármacos, dependiendo

de las necesidades del individuo: estatinas, inhibidores de la enzima convertidora de

angiotensina o bloqueadores de los receptores de la angiotensina y aspirina en dosis bajas

(American Diabetes Association 2021b).

Un inadecuado control de la hiperglucemia a largo plazo puede causar daños en muchos

órganos del cuerpo, lo que provoca complicaciones microvasculares (por ejemplo,

retinopatía diabética, nefropatía diabética, neuropatía diabética) y las complicaciones

macrovasculares (por ejemplo, accidente cerebrovascular (ACV), enfermedad arterial

https://paperpile.com/c/LH1yYj/3UG5V
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periférica (EAP)) que son incapacitantes y potencialmente mortales (Mohan and Pradeepa

2017).

3.1.3 Situación actual en México.

México se encuentra en los primeros 10 países con mayor número de adultos (20-79 años)

con diabetes, con un estimado de 14.1 millones en el 2021, y se proyecta para el 2045 con

21.2 millones de personas con diabetes. Además es el sexto país con mayor número de

personas adultas con diabetes no diagnosticadas, con un número estimado de alrededor 6.7

millones de personas (Tönnies et al. 2021)

La prevalencia en México de casos conocidos es de 10.3% de acuerdo con la Encuesta

Nacional de Salud y Nutrición (ENSANUT) 2018, sin embargo, según de Federación

Internacional de Diabetes (IDF, del inglés International Diabetes Federation) se estima una

prevalencia alrededor de 16.9% (Intervalo de confianza (IC) del 95% de 14.2-22.1) (IDF,

10th). Además, en México alrededor del 63.4% de la población tiene sobrepeso, y 27.6% de

la población es obesa, siendo el segundo lugar a nivel mundial en el reporte del año 2016

por la Organización Mundial de la Salud (OMS) (“Country Profiles” 2016).

La mayoría de los estudios prospectivos sobre la mortalidad en pacientes diabéticos se

enfocan en países de alto ingreso económico. No obstante, se reporta que países en vías de

desarrollo con un ingreso económico bajo o medio, como México, reportan hasta el doble la

tasa de mortalidad por cualquier causa al compararlo con países de alto ingreso económico

(Alegre-Díaz et al. 2016). Esto es de importancia porque se calcula que 3 de cada 4 adultos

con DM viven en países con bajo y medio ingreso económico (“Country Profiles” 2016).
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En un estudio prospectivo realizado en la Ciudad de México, donde se reclutaron

aproximadamente 50,000 hombres y 100,000 mujeres de 35 años o más durante el período

de 1998-2004, encontraron una prevalencia de DMT2 del 3% en personas con 35-39 años, y

mayor al 20% en las personas de 60 años durante el estudio. En este estudio los autores

reportaron que los individuos con DMT2 tenían un control glucémico inadecuado al

momento de captación con valores altos de Hb glicosilada (media del 9.0%, Desviación

estándar (DE) +-2.4), a pesar de que más del 90% de los pacientes se encontraba con manejo

anti-diabético. En el seguimiento a los 12 años, el diagnóstico previo de DMT2 se asoció con

una tasa de mortalidad por cualquier causa de 5.4 (IC del 95%, 5.0-6.0) a los 35-59 años, de

3.1 (IC del 95%, 2.9-3.3%) de 60-74 años, y de 1.9 (IC del 95%, 1.8-2.1) a los 75-85 años, que

es casi el doble al compararlo con países con alto ingreso económico. Este exceso de

mortalidad en individuos de 35-74 años, fue principalmente por enfermedades renales,

enfermedades cardíacas, infecciones y crisis diabéticas agudas (Alegre-Díaz et al. 2016). Los

resultados comparados con países de alto ingreso económico, denota un pronóstico mucho

peor en los países como México, que los intentos mundiales por atender este problema

empiezan a enfocar su atención en estas regiones (IDF, 10th).

A pesar de los esfuerzos realizados para modificar la historia natural de la enfermedad, la

DM es uno de los principales motivos de muerte a nivel nacional causando 151 mil 214

defunciones (13.9%) según el censo 2020 del INEGI, ocupando el tercer puesto después de

enfermedades del corazón y COVID-19 (Mejía et al. 2021). Por lo que es fundamental

implementar políticas hacia la prevención primordial y primaria que reduzcan las tasas de

obesidad, promover la actividad física en la comunidad, un mayor acceso a centros clínicos

multidisciplinarios, mayor acceso a alimentos no procesados nutritivos, y se impulse la

participación de los miembros de la familia y la comunidad (Bhattacharya and Roy 2016).
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En México se han realizado 4 encuestas de salud poblacional en las últimas dos décadas:

2006, 2012, 2016 y 2018-2019 (Shamah-Levy et al. 2019). Estas encuestas han sido una guía

fundamental para entender la situación actual de México e implementar recomendaciones

para enfrentar los retos actuales del país. A pesar de eso, hay aspectos en la epidemiología

de los mexicanos con DMT2 que necesitan ser explorados como la incidencia de DM en

grupos especiales (incluyendo niños y adolescentes, mujeres embarazadas, grupos

indígenas, DMT1, entre otros), el progreso de pacientes con pre-DMT2 a DMT2 en México, el

perfil de microbiota intestinal en pacientes mexicanos a nivel nacional, entre otros.

Para resolver la epidemia de obesidad y DM en México se han realizado múltiples esfuerzos

por el gobierno como: la implementación de un sistema de etiquetado frontal de la comida

para identificar fácilmente productos sanos y no sanos por la población (White and Barquera

2020), campañas masivas de comunicación sobre la enfermedad y sus riesgos, regulación de

la distribución de comida en las escuelas, impuestos en bebidas azucaradas y comidas

procesadas, entre otros (Colchero, Molina, and Guerrero-López 2017).

Con estas acciones ha surgido la necesidad de evaluar el alcance e implementación de estas

acciones. Por ejemplo, Yazmín Hugues et. reclutaron 119 centros escolares donde se reportó

una participación del 15.1% de los centros (IC 95%, 9.2-22.8) en donde se implementó la

guía nacional para distribuir comidas y bebidas procesadas en las escuelas. Este sondeo

permitió concluir que en estas escuelas los alimentos disponibles en sus comedores

escolares solo el 1% se apegaba a la guía nacional y 8.9% de los platillos elaborados se

realizaban con alimentos no recomendados por la guía nacional (Hugues et al. 2021) Hay

varios retos que impactan el alcance de estas medidas para frenar la obesidad y diabetes,

como la interferencia de la industria alimenticia en la políticas públicas, aumento de la

comida procesada (con alto contenido en grasas, azúcares y sal) de bajo costo, mayor
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comercialización y disponibilidad de la comida procesada, falta de educación sobre la

nutrición  en la comunidad, entre otros (S. Barquera, Campos, and Rivera 2013).

Entre las estrategias de prevención primaria más efectivas, la lactancia materna se propone

como una de las mejores intervenciones para prevenir la obesidad y diabetes en el adulto.

La OMS recomienda una lactancia materna exclusiva durante los primeros 6 meses y

posteriormente continuar hasta 2 años o más la lactancia complementaria. En México se

incrementó la prevalencia de lactancia exclusiva del 13% a 20.7% del 2009 al 2018, a pesar

de esto, es necesario seguir implementando estrategias y apoyo para una adecuada práctica

en grupos de riesgo como mujeres solteras, mujeres trabajadoras, y/o mujeres indígenas.

Por lo que se debe fomentar áreas de trabajo y zonas en la comunidad que promuevan la

lactancia materna (Unar-Munguía et al. 2021)

3.1.4 Fisiopatogenia de la DMT2.

La DMT2 es una enfermedad compleja y heterogénea que se caracteriza por niveles altos de

glucosa en sangre, resistencia a la insulina y una alteración en la secreción de la insulina. La

patogenia de la enfermedad es multifactorial e involucra la interacción de factores genéticos

y ambientales que tienen distintos grados de contribuciones en la patogenia de la

enfermedad (Stumvoll, Goldstein, and van Haeften 2005). Los factores ambientales

desempeñan un papel fundamental para el desarrollo de la resistencia a la insulina, los

principales factores descritos son obesidad y el estilo de vida (baja actividad física,

disrupción en los patrones de sueño, dieta, y microbiota intestinal). De forma general, las

alteraciones genéticas contribuyen principalmente en la alteración de la secreción de

insulina y también a la programación durante la etapa fetal de las células β-pancreáticas.

Ambos factores ambientales y genéticos conducen a un déficit de la acción o secreción de la
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insulina que sobrepasa las necesidades del cuerpo para mantener niveles normales en

sangre (Melmed et al. 2015).

La progresión de la DMT2 se asocia a otras anomalías como la hipertensión y dislipidemia

debido a un aumento de los ácidos grasos libres circulantes, liberación de citocinas

pro-inflamatorias y factores oxidativos que en conjunto predisponen a un mayor riesgo de

sufrir enfermedades cardiovasculares (como ECV, enfermedad arterial coronaria, y EAP)

(Grundy 2006).

En los siguientes párrafos abordaremos a profundidad los factores cardinales en la

patogénesis de la enfermedad.

3.1.4.1 Resistencia a la insulina periférica.

Mediante varios estudios prospectivos se ha encontrado a los factores ambientales como

determinantes en la resistencia a la insulina, y con menor contribución factores genéticos. La

resistencia a la insulina se puede detectar años antes de la instauración de la enfermedad,

este fenómeno se puede observar en los individuos con pre-DMT2. Por lo cual, conocer los

mecanismos que contribuyen a la resistencia a la insulina es fundamental para evitar el inicio

y progresión de la enfermedad. La resistencia a la insulina puede ser causada por distintos

mecanismos celulares y moleculares que incluye el aumento de ácidos grasos libres en

sangre, aumento de la expresión de citocinas pro-inflamatorias y adipocinas (mediadores

liberados por los adipocitos), también se involucra la activación de vías de estrés celular

(Muoio and Newgard 2008).

La resistencia a la insulina se asocia con los niveles elevados de ácidos grasos libres en

circulación. Ya que este aumento ocasiona una alteración en la fosforilación del sustrato del

receptor de la insulina (IRS)-1. IRS-1 es una proteína adaptadora fundamental para inducir la
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expresión de los canales de glucosa (GLUT-4). Además, este exceso de lípidos en pacientes

con DMT2 causa su acumulación en las mitocondrias y alterando la señalización de la

insulina, principalmente en el músculo esquelético (Koenig et al. 2019).

La inflamación sistémica de bajo grado es un componente en la patogénesis de la DMT2 y

del desarrollo de complicaciones vasculares a largo plazo. Un componente que influye en la

inflamación sistémica de los pacientes con DMT2 es la disbiosis intestinal. Este fenómeno se

asocia a que los pacientes con DMT2 tienen un aumento de la permeabilidad intestinal, que

permite el paso de lipopolisacáridos (LPS) de origen bacteriano a la circulación sistémica

(Scheithauer et al. 2020). Los LPS son reconocidos por los receptores del sistema inmune

innato y su reconocimiento induce la expresión de citocinas pro-inflamatorias como factor

de necrosis tumoral-α (TNF-α), interleucina-1 (IL-1), IL-6, entre otros. El TNF-α causa

resistencia a la insulina al reducir la fosforilación de la tirosina en el receptor de la insulina y

el IRS-1. Además, el TNF-α induce fosforilación en la serina del IRS-1, en conjunto estas

modificaciones causan una disminución de la transducción de señales río abajo de la insulina

(León-Pedroza et al. 2015).

3.1.4.2 Secreción de la insulina

La secreción defectuosa de insulina puede ser causada por diferentes factores de riesgo.

Entre los más importantes destacan los factores genéticos (HNF1A, TCF7L2, MTNR1B) y la

desregulación de la programación intrauterina de las células β del páncreas (Flannick et al.

2019). En relación, los propios componentes de la enfermedad pueden contribuir a la

alteración en la secreción de la insulina. La hiperglucemia puede deteriorar la función de las

células beta pancreáticas mediante un mecanismo conocido como glucotoxicidad, que causa

un daño directo a las células por los niveles elevados de glucosa.
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Un mecanismo importante es el aumento compensatorio en la producción de pro-insulina y

pro-amilina ocasionado por la resistencia a la insulina (Xie et al. 2022). La acumulación de

estas proteínas en los islotes del páncreas, como pro-amilina, ocasiona una alteración en la

producción de insulina. La acumulación ocurre debido a que las enzimas proteolíticas no son

capaces de responder a la sobredemanda de glucosa o hiperglucemia. Los depósitos de

amilina (compuestos por oligómeros de amilina y fibrillas de amiloide) también contribuyen

al daño del páncreas en los pacientes con DMT2. Este fenómeno, se ha observado en

pacientes con demencia tipo Alzheimer, pero en el cerebro y son conocidas como placas de

beta amiloides neuronales (Xie et al. 2022).

Estos factores ambientales, genéticos y propios de la enfermedad (incluyendo la

hiperglucemia y la resistencia a la insulina) ocasiona arcos de retroalimentación en la

patogenia de la enfermedad. En conjunto perpetúan el estado metabólico alterado de los

pacientes con DMT2 (Koenig et al. 2019).

3.1.4.3 Susceptibilidad genética y epigenética

La DMT2 es una enfermedad poligénica que interactúa con factores en el ambiente y

factores epigenéticos. Se han descrito más de 500 variantes genéticas asociadas a la DMT2,

la mayoría se encuentra relacionada con la función de las células beta pancreáticas y en la

acción de la insulina (Vujkovic et al. 2020). El 90% de los individuos con DMT2 tienen al

menos un familiar con diabetes, y en caso de tener un familiar de primer grado con DMT2 se

tiene hasta el doble de riesgo de desarrollar la enfermedad (Riesgo relativo =2.24, valor

P<0.0001) (Weires et al. 2007). Cabe destacar que la presencia de múltiples polimorfismos

en un individuo eleva la posibilidad de desarrollar DMT2, sin embargo, variantes

monogénicas tienen un efecto muy pequeño en el riesgo. Por lo que la combinación de las

variantes genéticas junto con factores ambientales es necesaria para acercarse a una

predicción correcta de la DMT2 (SIGMA Type 2 Diabetes Consortium et al. 2014).
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A pesar de que varios estudios han descrito un elevado riesgo de tener la enfermedad al

tener algún familiar con DMT2. Este riesgo podría deberse a mecanismos independientes de

la genética como el entorno donde viven y acceso a recursos de la familia o comunidad.

También se debe a las marcas epigenéticas nocivas que pueden ser consecuencia de la

sobre-alimentación y diferentes “inadecuados” hábitos en el estilo de vida en los individuos

(Rosen et al. 2018).

Principalmente, se ha hipotetizado que la malnutrición (defecto o exceso) durante la etapa

fetal y temprana de la vida, ocasiona un cambio en la programación metabólica que se

asocia con un riesgo incrementado de desarrollar síndrome metabólico en la vida adulta

(que incluye resistencia a la insulina, DMT2, dislipidemia, obesidad, e hipertensión)

(BIRTH-GENE (BIG) Study Working Group et al. 2019). Se ha demostrado en modelos de

ratón que la sobre-nutrición durante la etapa fetal, aumenta el riesgo de obesidad en los

hijos y que se extiende el riego a siguientes generaciones (Seki et al. 2012).

3.2 Microbiota intestinal

La microbiota humana se refiere al conjunto de microorganismos (bacterias, archaea,

hongos, y virus, que cuentan aproximadamente 90 trillones en total) que residen en el

cuerpo humano. En cambio, el microbioma humano abarca a los genes y productos

genéticos (ARN, proteínas y metabolitos) producido por las comunidades microbianas

residentes. La composición del microbioma varía dependiendo de la región anatómica del

cuerpo humano (Marchesi and Ravel 2015). Entre las regiones más diversas y abundantes

respecto a la composición del microbioma humano se encuentra la que reside en el lumen o

luz intestinal. La microbiota intestinal codifica más de 3 millones de genes, y se modifica de

forma con la dieta, enfermedad, y estilo de vida del individuo. El cambio dinámico que
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experimenta la microbiota permite a la persona adaptarse a las necesidades cambiantes del

entorno que habita (Aagaard, Luna, and Versalovic, n.d.).

La microbiota intestinal es fundamental para el ser humano desde los primeros años de vida.

Participa en la digestión, degradación de toxinas, regulación endocrina, modulación y

maduración de la respuesta inmune, entre muchas otras (Flint et al. 2012). Por lo que las

funciones de la microbiota intestinal no se limitan únicamente al lugar donde residen (lumen

o luz intestinal), sino que también pueden afectar de forma sistémica al individuo. Esto es de

importancia, porque la alteración en la estructura de la microbiota conocida como disbiosis

puede asociarse con enfermedades, tanto locales como sistémicas. Entre los padecimientos

asociados a la disbiosis intestinal se encuentran trastornos intestinales (e.g. síndrome

intestino irritable), enfermedades autoinmunes (e.g. DMT1, EII, enfermedad celíaca), cáncer

y diversas enfermedades metabólicas (e.g. obesidad y DMT2) (Marcos-Zambrano et al.

2021).

Como mencionamos anteriormente, la microbiota intestinal tiene la capacidad de actuar de

forma local y sistémica. Esta función lo logra mediante la generación de metabolitos que

actúan en el sitio de producción (llamada vía paracrina) y en diferentes tejidos periféricos

que se transportan a la circulación sistémica (llamada vía endocrina) y modifican la fisiología

del individuo. Entre los metabolitos más importantes producidos por la microbiota intestinal

se encuentra la generación de ácidos grasos de cadena corta (AGCC), biotransformación de

ácidos biliares (AB) secundarios, la formación de trimetilamina (TMA), entre otros (Sharma

and Tripathi 2019). Cabe resaltar, que se ha encontrado que la microbiota intestinal tiene la

capacidad de generar neurotransmisores como GABA o glutamato (Strandwitz et al. 2019).

Estos efectos pleiotrópicos por parte de la microbiota intestinal son un ejemplo de su

capacidad de modular de forma general la salud del cuerpo humano, mostrando la
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capacidad de la microbiota intestinal para modular el metabolismo celular, regulación

hormonal y permitir una adecuada función del sistema inmune.

Para que haya una adecuada respuesta inmune es esencial que se mantengan saludables las

barreras del cuerpo humano, entre estas se encuentran las mucosas que recubren las

cavidades del cuerpo humano. La mucosa en el sistema gastrointestinal se considera la más

extensa y esencial para que el sistema inmune responda contra infecciones. La mucosa en el

sistema gastrointestinal se integran varios componentes, entre estos se encuentra un tejido

especializado rico en células del sistema inmune que se conoce como tejido linfoide

asociado a mucosa o MALT (del inglés, Mucosa-associated lymphoid tissue). Este

componente es necesario para responder contra infecciones potenciales que ingresan al

sistema gastrointestinal y mantener una adecuada homeostasis entre la

microbiota-huésped. La región más importante del MALT se encuentra en la lámina propia

de la parte terminal del íleon (porción distal del intestino delgado) intestinal y se conoce

como Placas de Peyer. Esta región se encuentra formada por una zona rica en linfocitos B

conocida como folículos linfoides y alrededor de ella cuenta con diversas células del sistema

inmune como linfocitos T CD4+ o cooperadores (principalmente TH17 y FOXP3+), células

linfoides innatas, macrófagos residentes, células dendríticas, entre otros (Hino et al. 2020).

La microbiota es esencial para la maduración o también llamada “entrenamiento” del

sistema inmune en los primeros años de vida y el mantenimiento de la barrera intestinal en

la vida adulta (figura 1). Una disbiosis intestinal que influye en la alteración de estas

funciones se encuentra asociada a múltiples patologías del individuo como obesidad,

diabetes, asma bronquial, alergia, cáncer, entre otras (Al Nabhani and Eberl 2020).

En los primeros años de vida es necesario la participación de la microbiota intestinal para el

desarrollo y maduración de las placas de Peyer. Esto fue demostrado cuando en un ratón
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deficiente del receptor NOD-1 que tiene la capacidad de reconocer peptidoglicano de la

microbiota, no tuvo la capacidad de formar adecuadamente folículos linfoides de las placas

de Peyer. Este estudio concluyó que la interacción NOD-1/peptidoglucano es necesaria para

producir las quimiocinas CCL19 y CCL20. Ambas son necesarias para la migración de los

linfocitos a la mucosa intestinal (Bouskra et al. 2008). También se ha demostrado que los

AGCC de la microbiota intestinal de la madre embarazada inducen la proliferación y

supervivencia de los linfocitos T reguladores FOXP3+ en MALT. Los linfocitos T reguladores

mantienen la tolerancia periférica contra antígenos provenientes de la dieta, y es indicativo

de una mucosa saludable. Los pacientes con disbiosis intestinal tienen mayor incidencia y

riesgo de enfermedades alérgicas como asma bronquial o alergia alimentaria (Al Nabhani et

al. 2019)

Para que haya una adecuada función intestinal es necesario que su microbiota se mantenga

contenida por el sistema inmune. Esto es logrado al mantener una adecuada función de la

barrera intestinal y sus componentes. El moco producido por las células caliciformes del

intestino depende de la expresión de mucinas secretadas y mucinas transmembranales

(como MUC1, MUC3, MUC17). La regulación de la expresión de estas mucinas está sujeta a

la producción de citocinas generadas (IL-13, IL-22, IL-17) por parte del sistema inmune. Otro

componente fundamental es la integridad del epitelio, los coloncitos se mantienen

impermeables gracias a la expresión de sus uniones estrechas. La microbiota intestinal

mantiene esta estructura mediante los distintos mediadores que produce como los AGCC y

al estimular la producción de la IL-17 por el sistema inmune (Al Nabhani and Eberl 2020).

Finalmente, la producción de Inmunoglobulina A (IgA) dimérica también es fundamental

para mantener una barrera intestinal sana. Esta inmunoglobulina es necesaria para

neutralizar toxinas y microorganismos potencialmente patógenos, y su expresión es regulada

en parte por la microbiota intestinal. La producción de IgA depende de los linfocitos B que se
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encuentran en las placas de Peyer, ya que al reconocer un antígeno se activarán y

diferenciarán en células plasmáticas productoras de IgA dimérica (Seki et al. 2012). Las

bacterias tienen diferentes componentes como LPS y peptidoglicano en su estrucutra que al

ser reconocido por las células dendríticas provocan un aumento la producción de factores de

supervivencia (incluyendo el ligando inductor de proliferación (APRIL, por sus siglas en

inglés), factor de activación célula B (BAFF, por sus siglas en inglés) que sirven para mantener

a los linfocitos B maduros productores de IgA (Al Nabhani and Eberl 2020).

La composición de la microbiota cambia en función de varios factores como la edad, la dieta,

la enfermedad, el medio ambiente, y el estilo de vida. Estos cambios influyen en la función

inmunitaria local de mucosas y también a nivel sistémico. Consideramos que conocer los

mecanismos anteriores por los cuales la microbiota intestinal influye en la respuesta inmune

es fundamental para entender cómo influye la DMT2 a la disbiosis intestinal, y a la inversa.

https://paperpile.com/c/LH1yYj/ppYRC
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Figura 1. Esquema de modulación del sistema inmune por parte de la microbiota intestinal.

1) Mantenimiento del tejido linfoide asociado en mucosas (MALT, por sus siglas en inglés) a través de

la estimulación del sistema inmune por parte de la microbiota intestinal para liberar factores de

supervivencia (BAAF y APRIL) para los linfocitos B maduros. 2) Mantenimiento de la integridad

epitelial (expresión de ocludina y claudina) y producción de moco (expresión de MUC1) a través de

la estimulación por mediadores como butirato y citocinas del perfil TH17 (IL-17, IL-22). 3)

Estimulación de la producción y secreción de IgA diméricas al lumen intestinal, que mantienen la

homeostasis intestinal. 4) Quimioatracción de los Linfocitos TReg (FoxP3 +) a la mucosa para

mantener la tolerancia oral contra antígenos no dañinos provenientes de la dieta. APRIL: A

proliferation-inducing ligand; BAAF: B cell–activating factor; CCL: C-C Motif Chemokine Ligand; Ig:

immunoglobulin; IL: interleukin; NLR: Nod-like receptor, PAMPS: pathogen-associated molecular

pattern molecules ; SCFA: Short chain fatty acids; TGF: transforming growth factor.

3.3 Microbiota intestinal en pacientes con Diabetes Mellitus tipo 2

Desde hace un lustro, se han descrito varios estudios que proporcionan una evidencia clara

sobre una asociación directa entre la microbiota intestinal y la patogenia de la DMT2.

Motivados por estos estudios, se han tratado de dilucidar los mecanismos de esta

contribución en el progreso de la enfermedad y entender como el estado diabético influye

en la composición de la microbiota intestinal. Algunas consecuencias inmediatas de esta

disbiosis intestinal en pacientes con DMT2 se ha descrito un aumento del número de

patógenos oportunistas y una disminución de las especies productoras de ácidos grasos de

cadena corta (AGCC) (Seki et al. 2012; Sanna et al. 2019).

De la misma forma se ha observado una asociación entre cambios en la composición de la

microbiota intestinal con la resistencia a la insulina (Lee, Sears, and Maruthur 2020). Los

principales cambios que ocurren en los pacientes con DMT2 se relacionan con vías

inmuno-inflamatorias que modifican la producción de AGCC y la biotransformación de
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ácidos biliares (AB) secundarios por parte de la microbiota. También se ha identificado que

los pacientes con DMT2 presentan cambios en el metabolismo de aminoácidos de cadena

ramificada y las vías de reducción de sulfato por parte de la microbiota intestinal (Sharma

and Tripathi 2019).

La microbiota se encarga de producir AGCC a través de la fermentación de la fibra dietética,

como butirato, acetato y propionato (Martin-Gallausiaux et al. 2021). Estos AGCC sirven

como fuente de energía para los colonocitos en el hospedero, los cuales permiten mantener

un fenotipo normal propiciando la integridad epitelial y evitando el paso de toxinas y/o

patógenos. Además, los AGCC también tienen funciones moduladoras en el metabolismo

celular y sistema inmunológico (Yao et al. 2022). Entre estos mediadores, destaca butirato

que mejora la sensibilidad de la insulina al unirse a distintos receptores transmembranales

en los enterocitos como el receptor acoplado a la proteína (GPR, del inglés G protein-coupled

receptor) tipo 41, y el GPR43. Esta unión ligando-receptor induce la liberación de las

incretinas como el GLP-1, por sus siglas en inglés) y el péptido YY. Las incretinas son

hormonas que estimulan la liberación de insulina, inhiben la secreción de glucagón, inducen

saciedad y mejoran la sensibilidad de insulina, figura 2A. En diferentes estudios de pacientes

con DMT2 se ha demostrado una disminución de especies productoras de AGCC como

Lactobacilli, Roseburia, Faecalibacterium prausnitzii, y Bifidobacteria (den Besten et al. 2015)

y por lo tanto se hipotetiza que podría estar relacionado con los altos niveles de glucosa y

alteraciones en la señalización de la insulina que caracteriza al paciente diabético.

Por otro lado, se ha reportado una disminución de la concentración de AB secundarios en

pacientes con DMT2. Los AB primarios son sintetizados en el hígado, y posteriormente son

biotransformados por la microbiota intestinal a AB secundarios entre los que se encuentra el

ácido hiodeoxicólico y el ácido litocólico. Los AB secundarios son importantes porque

ayudan a modular el metabolismo de la glucosa y el de lípidos. Las acciones de los AB
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secundarios dependen de los receptores membranales, como el receptor de AB acoplado a

proteína G Takeda (TGR5) y, los receptores nucleares, como el receptor X fernesoide (FXR)

que se expresan en varios tejidos como el íleon, colon, y tejido adiposo. Específicamente el

receptor TGR5 se encuentra expresado en células L del epitelio intestinal, promueve la

producción del GLP-1 que estimula la producción de glucosa dependiente de insulina. (Pols

et al. 2011) Bajo este contexto, la disminución en la producción de los AB secundarios

debido a la disbiosis intestinal podría influir en la alteración en la secreción de insulina en los

pacientes con DMT2 (figura 2B).

Figura 2. La disbiosis intestinal contribuye a la progresión de la DMT2. A) Hay una disminución de la

producción de AGCC (como el butirato, acetato y propionato), estos productos derivados de la fibra

dietética se unen a los receptores GPR1 y GPR4 estimulando la secreción de GLP-1 y péptido YY por

parte de las células L intestinales. B) Con una disbiosis intestinal hay una disminución en la

https://paperpile.com/c/LH1yYj/tK2bf
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biotransformación de los ácidos biliares secundarios, que generalmente estimulan la secreción de

GLP-1 en la células L intestinales al activar sus receptores celulares (como FXR y TGR5) C) Hay un

incremento de la permeabilidad intestinal debido a efecto directo glucotóxico y una disbiosis

intestinal. Ocasionando un mayor probabilidad de que los lipopolisacáridos (LPS), se unen al receptor

TLR4 presente en adipocitos, monocitos, células epiteliales. Esta interacción TLR4/LPS ocasiona la

activación de vías de señalización que conducen a un incremento en la expresión de citocinas

proinflamatorias (TNF-a, IL-6, IL-1) características del estado inflamatorio sistémico de bajo grado en

pacientes con Diabetes mellitus tipo 2.  (Imagen obtenida de Yoscelina Estrella et al., 2022).

La integridad de la barrera epitelial del intestino es fundamental para evitar el paso de

microorganismos y toxinas hacia la circulación sistémica. En los pacientes con DMT2 se ha

descrito el fenómeno de endotoxemia metabólica, que se refiere a la presencia en el

torrente circulatorio de lipopolisacáridos (LPS) o también llamadas endotoxinas (figura 2C).

La aparición de LPS en la sangre ocasiona la activación del sistema inmune manteniendo un

estado de inflamación sistémica de bajo grado en el individuo. Se ha propuesto que la

endotoxemia metabólica, se deba principalmente a un incremento de la permeabilidad

intestinal (conocido también como ‘fuga epitelial’) que puede ser ocasionado por distintas

razones (Mohammad and Thiemermann 2020). El incremento de la permeabilidad intestinal

se debe principalmente a mecanismos como glucotoxicidad contra las células epiteliales, una

respuesta inflamatoria local anormal en la mucosa o la disbiosis intestinal. La presencia de

LPS a nivel sistémico permite que pueda ser reconocido por células inmunes, tales como

células dendríticas, y no inmunes como los adipocitos ya que tienen receptores del sistema

inmune innato (PRRs, del inglés) como el receptor tipo Toll 4 (TLR4, del inglés Toll-like

receptor type 4). El reconocimiento de LPS por el receptor TLR4 ocasiona el reclutamiento de

la proteína adaptadora MyD88, que a su vez concluye con la activación del factor nuclear κB

(NF-κB, del inglés Nuclear factor κB) (Mohammad and Thiemermann 2020). La activación de

NK-κB ocasiona la síntesis de citocinas pro-inflamatorias como IL-1, IL-2, TNF-α, adipocinas, y
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la proteína quimiotáctica de monocitos tipo 1 (MCP-1), estas últimas inician el reclutamiento

y activación de las células del sistema inmune para iniciar el proceso inflamatorio. Como

mencionamos anteriormente, las citocinas proinflamatorias alteran directamente en la

señalización de la insulina y su presencia en sangre sirven como predictores de resistencia a

la insulina, incidencia de DMT2 y enfermedades cardiovasculares (Tsalamandris et al. 2019).

La respuesta inflamatoria es importante para el inicio y formación de la placa aterosclerótica

en los vasos sanguíneos, que es clave para el progreso de enfermedades cardiovasculares

(incluyendo infarto agudo al miocardio, ECV) que ponen en peligro la vida del paciente con

DMT2. Además, la liberación de las citocinas proinflamatorias se asocian a un déficit en la

señalización de la insulina ya que intervienen de forma directa en la fosforilación del IRS-1 y

el receptor de la insulina, ocasionando resistencia a la insulina (Carvalho and Saad 2013).

3.4 Algoritmos de aprendizaje de máquina para estudios del

microbioma

3.4.1 Generalidades de los algoritmos de aprendizaje de máquina.

Aprendizaje de máquina o ML (Machine Learning) es una rama de la inteligencia artificial y

se define como el campo de estudio que le da a la computadora la habilidad de aprender sin

la necesidad de ser explícitamente programado (Naresh et al. 2020). En general se puede

clasificar de forma amplia en: aprendizaje de máquina supervisado y aprendizaje de

máquina no supervisado (Naresh et al. 2020).

En el caso de aprendizaje no supervisado, el objetivo es desarrollar algoritmos capaces de

encontrar patrones en un conjunto de datos y agrupar observaciones en variables
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numéricas, un ejemplo de ellos sería los análisis de agrupación (e.g. K-means) y las técnicas

reducción de dimensionalidades (e.g. PCA, UMAP) (Naresh et al. 2020).

En el caso del aprendizaje supervisado, su objetivo es aprender a clasificar grupos de datos y

realizar predicciones. Se utilizan para resolver problemas de regresión y clasificación. En el

problema de regresión, se trata de predecir el resultado de una variable continua (e.g. edad,

pH, índice de masa corporal). En el problema de clasificación se trata de predecir el

resultado de una variable categórica: dicotómica o multinomial (e.g. estado de salud,

fenotipo maligno o benigno). Entre los algoritmos de ML supervisado encontramos la

regresión logística, regresión lineal, naïve Bayes, redes neuronales artificiales, máquinas de

vectores de soporte, random forest, XGBoost (Libbrecht and Noble 2015).

El término aprendizaje proviene de la capacidad que tiene la máquina para resolver una

tarea de forma correcta utilizando la “experiencia”, consiste en actualizar los “parámetros”

del modelo para obtener el mejor rendimiento (figura 3, parte a). Los “parámetros”, también

conocido como “pesos”, son valores que modifican nuestros datos de entrada para lograr un

resultado y pueden ser modificados o actualizados para mejorar el rendimiento. El

rendimiento de los resultados del modelo se utiliza para evaluar al modelo y saber que tan

correcto se hizo la tarea. La forma de evaluar el rendimiento del modelo generalmente se

realiza al comparar la predicción o resultado del modelo contra la etiqueta o valor real. El

modelo ajusta o “adapta” los “pesos” para reducir la distancia entre los resultados o

predicciones y los valores reales. Una vez que ya tengamos un modelo entrenado con los

“pesos” o “parámetros” óptimos, se pone a prueba su capacidad para resolver alguna tarea

de clasificación o regresión (figura, parte b) (Mohri, Rostamizadeh, and Talwalkar 2018).

https://paperpile.com/c/LH1yYj/NprBF
https://paperpile.com/c/LH1yYj/4j49l
https://paperpile.com/c/LH1yYj/ikuc
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Figura 3. Generalidades de los algoritmos de aprendizaje de máquina. a) Entrenamiento del modelo

de aprendizaje de máquina (ML). b) Aplicación del modelo de ML. c) Matriz de confusión. d) Área

bajo la curva (AUC) ROC.

Entre los objetivos principales que tienen los métodos de ML es obtener la generalización

del modelo o clasificador, que se logra al entrenar el modelo con un conjunto de datos de

entrenamiento. Esta capacidad de generalización se refiere a la habilidad de clasificar
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adecuadamente y poder realizar predicciones acertadas en este conjunto de datos que

nunca habían visto el modelo. La generalización en ML se logra al dividir la base de datos en

un subconjunto de datos de entrenamiento (generalmente entre 70-80%) y otro

subconjunto de prueba (20-30%), los cuales permitirán aprender a realizar clasificaciones y a

evaluar el rendimiento del modelo, respectivamente.

Una forma común de dividir la base de datos en el conjunto de entrenamiento y de prueba,

es utilizar la técnica de validación cruzada (CV, cross validation por sus siglas en inglés) que

además permite mostrar la dispersión de la precisión del modelo. La CV consiste en dividir

los datos en subconjuntos de igual tamaño llamados pliegues o k-folds, generalmente 5 o 10

pliegues, para posteriormente usar estos pliegues para entrenar y evaluar el modelo de

forma iterativa con la combinación de los pliegues. El resultado de la CV se obtiene mediante

el promedio de las iteraciones realizadas, que permite mostrar la dispersión en el resultado.

En caso de tener un problema de desbalance de datos (es decir cuando no se tienen

proporciones equivalente en los grupos de análisis), se ha propuesto utilizar la CV

estratificada K fold, donde se mantiene el radio entre los casos y controles de toda la base

de datos al repartir los k-fold (Santos et al. 2018).

Existen ciertas distintas métricas para evaluar el rendimiento del modelo de clasificación.

Entre ellas se encuentran las siguientes: precisión, sensibilidad, especificidad, exactitud,

valor-F (del inglés, F1-score), AUC-ROC, entre otras. Cada métrica permite evaluar al modelo

de distinta forma y son obtenidas utilizando los valores obtenidos en la matriz de confusión

(tabla 2x2). A través de la matriz de confusión se obtienen: los verdaderos positivos (VP)

cuando el modelo realiza una correcta clasificación positiva; los verdaderos negativos (VN)

cuando el modelo realiza una correcta clasificación negativa; falsos positivos (FP) cuando el

modelo realiza una incorrecta clasificación positiva; y los falsos negativos (FN) cuando el

modelo realiza una incorrecta calificación negativa (figura 3, parte c) (Topçuoğlu et al. 2020).

https://paperpile.com/c/LH1yYj/uLOs8
https://paperpile.com/c/LH1yYj/Bf9Yg
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La precisión es obtenida mediante la siguiente fórmula: y

explica cuántos casos clasificados como positivos son realmente positivos comparado con los

valores reales. En contraste, la sensibilidad nos habla cuántos casos de la clase positiva

fueron correctamente clasificados como positivos por el modelo, es obtenido mediante la

siguiente fórmula: . Para obtener una combinación entre

estas dos métricas (precisión y sensibilidad) se utiliza el valor-F, y se logra utilizando la

siguiente fórmula: . Por otro lado, la especificidad nos

dice la proporción de la clase negative que fue correctamente clasificado mediante la

siguiente fórmula: . En caso de querer conocer la porción de

casos que el modelo ha correctamente clasificado de la clase negativa y positiva obtenemos

la métrica de exactitud, usando la siguiente fórmula:

. En conjunto, la utilización de estas

técnicas permiten evaluar al modelo en diferentes aspectos, sin embargo, una de las

métricas más utilizada que permite comparar el rendimiento entre modelos es el valor

AUC-ROC (Topçuoğlu et al. 2020).

El AUC-ROC es utilizado comúnmente para evaluar la capacidad discriminativa de un

clasificador binario, con rangos de valores del 0 al 1. Los valores cercanos a 1 de AUC-ROC

significa que el clasificador separa de forma casi perfecta a las dos clases, y los valores por

debajo de 0.5 se refiere a que el clasificador no tiene la capacidad para discriminar las clases

o son resultados del azar. Para el cálculo de AUC-ROC es necesario representar de forma

gráfica a la curva ROC mediante relación entre el índice de FP (probabilidad de clasificar un

valor como positivo cuando es realmente negativo) en el eje de las X y la sensibilidad

(probabilidad de clasificar a un valor como positivo de forma correcta) en el eje de las Y . Por

lo tanto, valores altos de rendimiento en el eje de las Y (sensibilidad) se refiere cuando el

modelo obtiene más VP que FN. De igual forma, cuando se obtienen valores de rendimiento

https://paperpile.com/c/LH1yYj/Bf9Yg
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bajos en el eje de la X (índice de FP), obteniendo un menor número de FP que VN. Por lo

tanto, el objetivo es tener un curva ROC con valores altos de sensibilidad acompañada de

valores bajos del índice de FP que se traduce en un AUC-ROC mayor o cercana a 1 (Davis and

Goadrich 2006).

Entre los problemas que sufren los algoritmos de ML se encuentra el fenómeno de

sobreajuste (del inglés overfitting). Se refiere cuando el modelo es muy sensible a los

patrones aprendidos en los datos de entrenamiento, que ocasiona un inadecuado

rendimiento en el conjunto de prueba. En contraste con su antónimo, el sub-ajuste o

underfitting en este caso ocurre cuando el modelo es muy sencillo para modelar los datos de

entrenamiento y un bajo rendimiento en el conjunto de prueba. Por lo que es fundamental

encontrar un balance entre el sobre-ajuste y el sub-ajuste que permita modelar los datos de

entrenamiento y obtener un rendimiento adecuado en los datos de prueba (Ying 2019).

La cantidad y calidad de datos disponible es también un factor importante para los métodos

de ML. A pesar de que el crecimiento del estudio del microbioma ha sido acompañado con

el crecimiento y aplicación de tecnologías de alto rendimiento que proporcionan gran

información, sigue siendo un problema obtener una gran muestra de pacientes que

permitan alimentar los modelos de ML. Los algoritmos simples como regresión logística

necesitan menos datos en comparación con algoritmos más complejos como las redes

neuronales artificiales que dependen directamente de la cantidad de datos para aprender.

Por el momento no hay una cantidad específica de datos para obtener rendimientos óptimos

o que te guíen hacia la elección de un modelo predictivo específico (McCoubrey et al. 2021).

3.4.1 Ejemplos de algoritmos de aprendizaje de máquina.

En el caso del estudio del microbioma, se han aplicado distintos algoritmos de ML

supervisado para la predicción del fenotipo del paciente y su pronóstico. Además, estos

https://paperpile.com/c/LH1yYj/XWkQ
https://paperpile.com/c/LH1yYj/XWkQ
https://paperpile.com/c/LH1yYj/2CiNH
https://paperpile.com/c/LH1yYj/JBpjD
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métodos han sido relevantes para la búsqueda e identificación de biomarcadores con cierto

grado de éxito (McCoubrey et al. 2021; Borenstein and Muller 2021). Entre los distintos

métodos de ML supervisados, se encuentran los siguientes: (Tabla 1)

https://paperpile.com/c/LH1yYj/JBpjD+EbOUD
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Figura 4. Ejemplos de algoritmos de aprendizaje de máquina (ML) para el estudio de la asociación

microbioma-enfermedades: a) regresión logística, b) Naïve Bayes, c) árboles de decisiones, d)

Random Forest, e) XGBoost, y f) redes neuronales  artificiales (perceptrón multicapas)
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Regresión logística binaria. Es un método linear estadístico que aprende a predecir el

resultado de una variable dicotómica Y a partir de variables independientes (continuas o

categóricas) llamadas X. Para lograr la clasificación se utiliza la función logística también

conocida como función sigmoide para dar una probabilidad condicional dado cierto valores

X definida como: . Por lo tanto los rangos de probabilidad se encontrarán entre 0 y 1,𝑃(𝑌|𝑋)

si la probabilidad es mayor que 0.5 clasifica para enfermos (Y= 1) dado ciertos valores X y si

la probabilidad es menor que 0.5 clasifica para sanos (Y= 0) dado ciertos valores X (Bisong

2019).

Para lograr una adecuada clasificación el modelo de regresión logística se ajustan los valores

de los parámetros tratando de reducir la función de costo. Se usa principalmente el error

cuadrático medio (MSE, del inglés mean squared error) como función de costo, representado

con la fórmula: . Siendo n el número de la muestra, Y la etiqueta real𝑀𝑆𝐸 = 1
𝑛

𝑖=1

𝑛

∑ (𝑌 − 𝑌)
2

y Ŷ la etiqueta predicha. Por consiguiente, la función de costo mide la distancia entre la

clase actual contra la clase que predijo el modelo (Bisong 2019).

Entre los parámetros más importantes que se pueden seleccionar en el algoritmo de

regresión logística se encuentra: solver: el algoritmo que usa para optimizar o adaptar los

pesos (por defecto= “lbfgs”, algoritmo complejo para encontrar el valor global mínimo

óptimo); max_iter: número máximo de iteraciones para converger por el solver (por

defecto= 100); penalty: es una técnica de regularización para evitar el sobre ajuste (por

defecto= L2); C:  valor inverso a la fuerza de penalización (por defecto= 1) (Bisong 2019)

El algoritmo de regresión logística se ha utilizado en ciertos estudios del microbioma para

identificar enfermedades. Por ejemplo, Beck and Forest, 2015 encontraron que al utilizar

datos del microbioma (ARN 16S) y datos clínicos se podía detectar vaginosis bacteriana con

https://paperpile.com/c/LH1yYj/0kqt
https://paperpile.com/c/LH1yYj/0kqt
https://paperpile.com/c/LH1yYj/0kqt
https://paperpile.com/c/LH1yYj/0kqt
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alta precisión (área bajo la curva (AUC del inglés, Area Under a Curve) 0.90) al compararla

con métodos tradicionales (Beck and Foster 2015).

Naive Bayes. Es un clasificador lineal probabilístico basado en la aplicación del teorema de

Bayes asumiendo independencia estadística entre las variables predictoras. En contraste con

los modelos discriminativos como la regresión logística, el clasificador Naive Bayes es un

modelo generativo ya que trata de entender las características independientes de cada clase

para poder obtener asignar la probabilidad dada la presencia de ciertas características. Su

objetivo es calcular la probabilidad de cada clase y seleccionar la que tenga mayor

probabilidad. Para lograrlo se utiliza el teorema de Bayes: entendiendo𝑃(𝐴|𝐵) = 𝑃(𝐵|𝐴)𝑃(𝐴)
𝑃(𝐵)

que: es la probabilidad A dado que B ya ocurrió; es la probabilidad de B𝑃(𝐴|𝐵) 𝑃(𝐵|𝐴)

dado que A ya ocurrió; es la probabilidad incondicional de que ocurra A, también se𝑃(𝐴)

conoce como probabilidad previa; es la probabilidad incondicional de que ocurra B.𝑃(𝐵)

Utilizando las reglas Bayesianas se puede calcular la probabilidad condicional de pertenecer

a cierta clase dado que ciertos valores en las variables independientes, para realizar

clasificaciones acertadas. El algoritmo de Naïve Bayes es llamado naïve o vírgen porque

realiza el supuesto de que hay dependencia entre las variables independientes. A pesar de

que esto no ocurre en muchas situaciones de la vida real, es un algoritmo muy efectivo para

resolver problemas complejos (Lakin 2021).

Algunos de los parámetros más importantes para modificar dentro del algoritmo se

encuentran: var_smoothing: añadir un valor a la varianza de la distribución (por default =

1e-9). Este parámetro es importante porque comúnmente se usa una variante del algoritmo

de Naive Bayes que permite extraer la distribución Gaussiana de los datos (media y

varianza). Esta modificación en la distribución funciona como un filtro, dejando pasar solo a

las muestras cercanas a la media dándoles un mayor peso. El parámetro var_smoothing

ensancha la curva Gaussiana en el modelo, ocasionando que mayor muestras sean filtradas

si se alejan más allá de la distribución media.

https://paperpile.com/c/LH1yYj/ipnmX
https://paperpile.com/c/LH1yYj/GSei
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La aplicación de este algoritmo en datos del microbioma ha tenido importancia durante la

clasificación taxonómica utilizando secuencias 16S ARN ribosomal (e.g. QUIME2) (Kuczynski

et al. 2012).

Árboles de decisiones. Este formalismo permite resolver problemas de clasificación o

regresión según una serie de preguntas y condiciones sobre los datos de entrada o que

alimentan el modelo. La arquitectura del algoritmo de árboles de decisiones está compuesta

por nodos internos, bordes o ramificaciones, hojas terminales y raíz. En la punta del árbol se

encuentra la raíz que es el primer nodo de decisión, en cada nodo se elige una variable (en

nuestro caso taxon bacteriano) y se realiza una pregunta o toma de decisión; los bordes o

ramificaciones representan las respuestas a la pregunta; y las hojas terminales representan

el resultado de salida sobre la etiqueta clasificada (figura, parte c). El objetivo del modelo es

encontrar la arquitectura del modelo que más se acerque a la etiqueta real (Maimon and

Lior 2014).

Para tomar una decisión en los nodos se toman en consideración todas las variables

predictoras o independientes, y se selecciona la variable que produce mayor separación

entre los datos observados. El objetivo es lograr grupos homogéneos o puros al realizar una

toma de decisión sobre una variables, por ejemplo, separando en dos grupos a los sanos

(clase 0) contra los enfermos (clase 1). La calidad de la separación puede ser medida

mediante distintos criterios como el índice de Gini y la entropía, que miden la impureza o no

homogeneidad entre las clases (Maimon and Lior 2014).

La entropía en los árboles de decisiones hace referencia a una medida de desorden que

cuantifica la impureza (de 0 a 1) en un nodo. Por lo tanto, un valor alto (cercano a 1) de

entropía contendría una mezcla de las etiquetas de la clase, por ejemplo, una mezcla entre

los grupos sanos y enfermos. En cambio, un valor bajo (cercano a 0) de entropía refleja que

el grupo está compuesto principalmente por una sola clase (e.g. enfermos o sanos). Al

https://paperpile.com/c/LH1yYj/KU0cp
https://paperpile.com/c/LH1yYj/KU0cp
https://paperpile.com/c/LH1yYj/heia
https://paperpile.com/c/LH1yYj/heia
https://paperpile.com/c/LH1yYj/heia
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realizar una decisión entre nodos puede ocasionar cierto grado de cambio en la entropía de

los grupos conocido como ganancia de información. El objetivo de los árboles de decisiones

es lograr la mayor ganancia de información, que se refleja en una reducción en la entropía

entre nodos (Vidales 2019).

El índice de Gini como criterio de separación mide la probabilidad de hacer una incorrecta

clasificación al escoger un elemento de forma aleatoria. Por consiguiente, un índice de bajo

Gini tendría una menor probabilidad de una incorrecta clasificación. La finalidad del modelo

sería encontrar las decisiones usando variables independientes que logren obtener un un

valor Gini cercano al 0. Durante el proceso de entrenamiento de los árboles de decisión se

pueden obtener diferentes resultados usando los distintos criterios de separación (índice de

gini y entropía), sin embargo, su selección depende principalmente de cual ofrece mejor

rendimiento en el modelo (Vidales 2019).

En general los árboles de decisiones son utilizados frecuentemente para resolver tareas de

clasificación como métodos no paramétricos. Por ejemplo, Akira et al. en 2016 construyeron

un modelo de árboles de decisiones utilizando datos de microbiota (ARN 16S) para clasificar

obesos contra pacientes delgados. Este resultado resalta el potencial de usar modelos de ML

para explicar problemas complejos como la relación microbiota-fenotipo del individuo

(Andoh et al. 2016).

Random Forest. Es un método de ensamble (caracterizado por la construcción de varios

clasificadores y su análisis estadístico promedio) basado en árboles de decisiones. Este

algoritmo se forma por árboles de decisiones no correlacionados formados por la técnica de

bagging (un tipo de método de ensamble). La técnica de bagging o bolseo se refiere a la

utilización de datos de entrada obtenidos del conjunto de forma aleatoria para la

construcción de n árboles de decisiones ocasionando baja correlación entre los árboles. La

generación de árboles no correlacionados, y por lo tanto, diversos entre ellos otorga la

https://paperpile.com/c/LH1yYj/RWet
https://paperpile.com/c/LH1yYj/RWet
https://paperpile.com/c/LH1yYj/xvTYB


50

capacidad al modelo de aproximarse a las etiquetas reales. El resultado final del modelo es

obtenido usando el promedio de las predicciones de cada árbol de decisiones (Breiman

2001).

Para obtener un adecuada precisión en el modelo se pueden ajustar los parámetros del

algoritmo, entre los más importantes se encuentran los siguientes: n_estimators: cantidad

de árboles que se crearán para entrenar al modelo (por defecto= 10); max_depth:

profundida máxima del árbol (por defecto= ninguno, los nodos se expanden hasta que las

hojas contienen la cantidad mínima de muestras); min_samples_split, número mínimo de

muestras necesarias para dividir un nodo interno (por defecto= 2); min_samples_leaf:

número mínimo de muestras requerido para estar en un nodo hoja (por defecto= 1);

max_samples: número máximo de muestras con las que se entrena cada árbol (por

defecto= ninguna restricción); max_features: número máximo de variables independientes o

características máximas cuando se realizan las decisiones (por defecto= ”sqrt”, la raíz

cuadrada del número total de variables independientes) (Breiman 2001).

En conjunto la utilización de árboles no correlacionados permite realizar un modelo

clasificador con adecuado rendimiento predictivo. En una revisión, (Zhou and Gallins 2019)

et al. en 2019 comparon se comparó el AUC y precisión entre diferentes métodos de ML

(incluyendo naive Bayes, regresión logística, aprendizaje profundo, Random Forest, etc.)

usando 17 base de datos con diferentes fenotipos (incluyendo cirrosis hepática, EII,

obesidad, distintas localizaciones anatómicas, etc.) El objetivo de los clasificadores era

identificar el fenotipo utilizando datos del microbioma (16s ARN ribosomal). Se encontró

que Random Forest tuvo el mejor resultado de precisión o estaba entre los métodos más

competitivos en esta revisión con una AUC >0.85 para predecir el fenotipo del paciente

(Zhou and Gallins 2019).

https://paperpile.com/c/LH1yYj/6bjSM
https://paperpile.com/c/LH1yYj/6bjSM
https://paperpile.com/c/LH1yYj/6bjSM
https://paperpile.com/c/LH1yYj/yYNO5
https://paperpile.com/c/LH1yYj/yYNO5
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XGBoost (eXtreme Gradient Boosting). Es un método de ensamble tipo boosting basado en

árboles de decisiones. Este algoritmo se realiza a partir de clasificadores débiles para formar

un clasificador fuerte que se conoce como técnica boosting para mejorar la precisión del

modelo. Los clasificadores débiles muestran una baja correlación con los valores reales.

Los árboles de decisión se crean calculando y minimizando el error del clasificador anterior,

formando árboles de forma secuencial hasta lograr formar un clasificador con el

rendimiento deseado. Una vez entrenado el modelo es capaz de realizar clasificaciones

rápidas y precisas utilizando el clasificador fuerte formado.

Para lograr clasificadores más fuertes a partir del anterior, XGBoost utiliza el algoritmo

gradiente descendiente para minimizar la distancia entre los valores predichos con los

valores reales, conocida como función objetivo. Utilizando el algoritmo gradiente

descendiente podemos encontrar el mínimo global de la función de costo de forma

automática y eficiente. Otra característica importante es la aplicación de la poda (del inglés

pruning) del árbol de decisión que permite reemplazar los nodos que no aportan a la mejora

en la clasificación y evitando el sobre-ajuste del modelo. Para evitar el sobreajuste del

modelo también se utilizan técnicas de regularización (como L1 o L2) que penalizan al

modelo.

Algunos de los parámetros más importantes usados en el algoritmo XGBoost son los

siguientes: gamma: número mínimo de reducción en la función de costo para dividir un

nodo (por defecto=0); max_depth: profundidad máxima del árbol (por defecto=6);

max_delta_step: el valor máximo que una hoja puede tener (por defecto=0, no hay

restricción); subsample: porción de muestras del set para generar un clasificador (por

defecto=1, se toma toda las muestras); colsample: porción de variables para generar cada

clasificador (por defecto= 1, se toman todas las muestras); n_estimators: números de

clasificadores que se van a generar (por defecto=100).
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Un ejemplo del uso del algoritmo XGBoost fue cuando se usaron únicamente datos de

secuenciación del ARN de célula única para identificar cáncer de mama metastásico usando.

Este clasificador encontró una precisión alta con un AUC media de 0.82. Además, utilizando

los valores de importancia de características se pudieron determinar que 6 genes (SQSTM1,

GDF9, LINC01125, PTGS2, GVINP1, y TMEM64) podrían ser utilizados para predecir el estado

de metástasis en el cáncer de mama (Li et al. 2022). Este artículo denota la importancia del

uso de algoritmos de ML para identificar biomarcadores.

Redes Neuronales Artificiales. Es una rama de ML que utiliza una serie de capas neuronales

compuesta por cierta cantidad de neuronas interconectadas obteniendo cierta información y

dando un resultado de salida. El tamaño de la red es en función de la cantidad de neuronas

en el modelo construido, siendo más complejo a medida que se agregan capas a la red. La

unidad mínima del modelo se denomina perceptrón o neurona que está compuesto por la

información de entrada a la neuronas con cierto peso. En conjunto el resultado de salida de

las neuronas de una capa es sumadas y transformadas de forma no lineal dando el resultado

activación (1) o no activación (0). El algoritmo llamado propagación hacia atrás (o

backpropagation, en inglés) sirve para modificar los pesos en las redes neuronales y

optimizar la predicción. Los pesos se modificarán la cantidad deseada hasta encontrar el

error mínimo o diferencia entre los valores reales y la predicción del modelo.

De forma muy general, hay tres tipos de arquitecturas en el aprendizaje profundo: redes

neuronales artificiales (perceptrón multicapas), redes neuronales convolucionales y

autocodificadores (Lo and Marculescu 2019). De forma general para resolver problemas con

datos tabulares se ha propuesto utilizar el perceptrón multicapas. La arquitectura de redes

neuronales convolucionales ha sido ampliamente utilizada para resolver problemas de

identificación y segmentación de imágenes. Los autocodificadores se ha descrito su utilidad

en detección de imágenes, extracción de características, y sistemas de recomendación.

https://paperpile.com/c/LH1yYj/32yyQ
https://paperpile.com/c/LH1yYj/6kNyP
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Métodos
de ML

Definición - Características Interpretabilidad Ejemplos

Regresión
logística

Es un método estadístico lineal que
aprende a predecir el resultado de una
variable dicotómica llamada Y, a partir
de variables independientes (continuas
o categóricas) llamadas X.

Método transparente:
Se puede interpretar al
leer el coeficiente de
relación entre el
resultado y las variables.

Diagnóstico
vaginosis
bacteriana
usando datos
del microbioma
(16 RNA
ribosomal)
(Beck and
Forest, 2015).

Naive
Bayes

Calcula la probabilidad de una clase
dado un conjunto de valores de
características. Asume la independencia
entre los atributos.

Método transparente: se
puede interpretar al leer
la contribución de cada
variable en el resultado.

Clasificación
taxonómica
utilizando
secuencias 16S
ARN ribosomal
(e.g. QUIME2).

Árboles de
Decisiones

Resolver problemas de clasificación o
regresión según una serie de preguntas
y condiciones.

Método transparente: se
puede interpretar al
visualizar el árbol de
decisión.

Técnicas de
escrutinio para
CRC basados en
microbiota
intestinal
(Topçuoğlu et al.
2020).

Random
Forest

Es un método de ensamble
(combinación de múltiples
clasificadores) basado en la generación
de un conjunto de árboles de decisión
no correlacionados que dependen de
varias variables seleccionadas al azar.
(técnica de bolseo) El resultado final del
modelo es obtenido usando el
promedio de las predicciones de los
árboles de decisiones.

Método opaco: no se
puede interpretar por sí
solo el modelo, requiere
herramientas post-hoc
para el entendimiento de
los resultados.

Identificación de
pacientes con
EII, cirrosis
hepática, CRCl, y
obesidad
utilizando datos
de 16 S ARN
ribosomal.
(Pasolli et al.
2016)

XGBoost Es un método en ensamble
(combinación de múltiples
clasificadores) generando un
clasificador fuerte creado reduciendo el
error del modelo anterior hasta

Método opaco: no se
puede interpretar por sí
solo el modelo, requiere
herramientas post-hoc
para el entendimiento de

Identificación de
cáncer de mama
metastásico
utilizando datos

https://paperpile.com/c/LH1yYj/Bf9Yg
https://paperpile.com/c/LH1yYj/Bf9Yg
https://paperpile.com/c/LH1yYj/rFgJs
https://paperpile.com/c/LH1yYj/rFgJs
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encontrar la predicción más alta.
(técnica boosting)

los resultados. RNA-seq de
célula única.
(Li et al. 2022)

Perceptrón
multicapas
(Redes
neuronales
artificiales)

Técnica de ML para extraer y
transformar información utilizando
múltiples capas de redes neuronales.
Estas capas reciben información de las
capas anteriores y se van refinando
progresivamente. Se entrenan
mediante algoritmos que minimizan los
errores y mejoran la predicción.

Método opaco: no se
puede interpretar por sí
solo el modelo, requiere
herramientas post-hoc
para el entendimiento de
los resultados.

Identificación de
enfermedades
(e.g. EII,
CRC,cirrosis
hepática y
obesidad)
utilizando datos
metagenómicos
del genoma
completo. (Oh
and Zhang 2020)

Tabla 1. Resumen de los métodos de aprendizaje de máquina, sus principales características,

y algunos artículos característicos de su utilidad en medicina. CRC: cáncer colorrectal; EII:

enfermedad inflamatoria intestinal.

3.4.2 Aprendizaje de máquina explicativo: modelos opacos y transparentes.

Un componente importante en la aplicación de los algoritmos de ML se encuentra en la

explicabilidad del modelo. El objetivo es lograr que los modelos puedan ser comprendidos

por el ser humano y así justificar el rendimiento, precisión y seguridad de las clasificaciones.

En general no hay consenso para evaluar definir la capacidad de interpretación del modelo,

sin embargo, existen ciertas propiedades que vuelven más comprensible al modelo y se

puede explicar como se generó el resultado del modelo o poder simular los resultados del

modelo. En general los algoritmos se pueden dividir en modelos opacos (cajas negras), y en

modelos transparentes, de acuerdo a su capacidad para entenderlos. Se han clasificado

como modelos transparentes, dada a su facilidad para entender los resultados, a los

siguiente: regresión logística, árboles de decisiones, modelos bayesianos y los K vecinos más

cercanos (K-NN del inglés, K-nearest neighbors). En cambios los modelos opacos, más

difíciles de interpretar por sí solos, se encuentran los algoritmos más complejos como

https://paperpile.com/c/LH1yYj/32yyQ
https://paperpile.com/c/LH1yYj/uS3yy
https://paperpile.com/c/LH1yYj/uS3yy
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Random Forest, XGBoost, y el aprendizaje profundo (exceptuando el perceptrón simple).

Con el objetivo de explicar un modelo opaco, se han tratado de aplicar métodos post-hoc

para que un modelo opaco se entienda como realiza sus clasificaciones, se pueden clasificar

en modelos agnósticos y modelo específicos.

Entre estas herramientas post-hoc se pueden dividir en métodos agnósticos y los métodos

basados en ejemplos. Los métodos diagnósticos se encargan de separar las explicaciones

aparte del modelo de ML (no dependen de la arquitectura del modelo), utilizan los

resultados y los datos de entrada para entender como se realizaron las clasificaciones. Entre

los métodos agnósticos se encuentran el uso de explicaciones locales (e.g. algoritmo LIME),

la explicación basada en la relevancia de la variables independientes (e.g. valores SHAP), y

las explicaciones visuales (e.g. gráficas de dependencia parcial). Entre los modelos

específicos o basados en ejemplos tienen el objetivo de seleccionar casos o muestras en

particular para explicar el comportamiento del modelo como la obtención de un solo árbol

de decisiones de un modelo Random Forest (Belle and Papantonis 2021).

Una de las técnicas más utilizadas es el uso de valores SHAP, que se basa en explicar el

modelo de ML basado en la teoría del juego calculando la contribución de cada variable en

el resultado de la clasificación. Los valores SHAP fueron introducidos en 1951 por Lloyd

Shapley y sirve para explicar como distribuir el “pago” a cada “jugador” de forma justa por

resolver una “tarea” en un juego cooperativo. Al extrapolarlo se trata de calcular la

contribución (“pago”) de cada variable X (jugador) en el resultado del modelo (“tarea”)

tomando en cuenta los diferentes ordenamiento de las variables X. Los posibles

ordenamientos son importantes, ya que cada combinación entre los “jugadores” debe ser

considerado para determinar la importancia de un solo “jugador” Por lo tanto, el valor SHAP

se obtiene al promediar las contribuciones marginales de cada variable X tomando en

cuenta todas los posibles ordenamientos de las variables X. La suma de los valores SHAP,

incluyendo el valor base (la prevalencia de la clase positiva, en modelos de clasificación) es

https://paperpile.com/c/LH1yYj/InxH
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igual al resultado del modelo o la probabilidad de pertenecer a una clase. La explicación

local con la contribución de cada variable en el resultado lo podemos observar con las

gráficas tipo force plot (figura 8 y figura 10). De la misma forma las explicación locales se

pueden resumir en una gráfica para obtener la explicación global (figura 7, figura 9 y figura

11).

Estudiar la microbiota intestinal en los pacientes con DMT2 es fundamental para el

entendimiento holístico de la enfermedad. Esta idea se reafirma al evaluar el impacto

profundo que tiene la microbiota intestinal en la regulación del metabolismo, la modulación

de la respuesta inmune y el mantenimiento de una mucosa intestinal saludable. Por otra

parte, los métodos de ML se han propuesto para identificar nuevos tratamientos en los

individuos con DMT2, debido a su gran capacidad para manejar una gran cantidad de datos

e identificar las variables más relevantes asociadas al fenotipo en estudio. Por esas razones,

la combinación de los perfiles de la microbiota intestinal y el uso de algoritmos de ML,

podría permitir identificar a personas con riesgo de tener DMT2 y eventualmente sugerir

líneas de tratamiento preventivo. Este acercamiento podría servir para señalar los taxones

que se asocian con el estadio de la enfermedad, con la perspectiva de desarrollar nuevas

intervenciones terapéuticas.

4 PREGUNTA DE INVESTIGACIÓN

¿Cuáles son los géneros bacterianos del microbioma intestinal caracterizados

mediante 16s ARNr, en una población mexicana con distintos grados de avance de DMT2,

que podrían estar asociados con el progreso de la enfermedad? De existir, ¿se podrán utilizar

para clasificar correctamente a individuos con prediabetes o DMT2, de forma prospectiva?
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5 PROPUESTA DE INVESTIGACIÓN

Partiendo de una cohorte de pacientes mexicanos, nuestra propuesta de

investigación plantea utilizar diferentes métodos de aprendizaje de máquina supervisados,

para proponer aquellas taxonomías y abundancias en el microbioma intestinal asociadas a

distintos avances de la DMT2. El desarrollo de este objetivo permitirá asociar la composición

del microbioma intestinal con el fenotipo de individuos sanos, con DMT2 y con alto riesgo de

desarrollar DMT2. De forma relevante, nuestro estudio permitirá analizar las variables

predictivas más representativas que hayan sido utilizadas para identificar correctamente a

los pacientes al igual que su influencia en la participación del modelo predictivo.

6 HIPÓTESIS

Existe un grupo de bacterias, que permiten clasificar con precisión y de forma

robusta a pacientes con DMT2 o con alto riesgo de desarrollar DMT2 (pre-DMT2). Estas

bacterias podrían detentar propiedades de biomarcadores estando asociados al estado de

salud o enfermedad del ser humano.

7 OBJETIVOS

7.1 General

El objetivo del estudio es la búsqueda de una posible asociación entre datos de

microbiota intestinal y los diferentes estadios de la enfermedad en una cohorte de pacientes
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mexicanos estratificados entre controles y pacientes con Pre-DMT2 y DMT2 sin tratamiento

previo. Con este objetivo se pretende identificar posibles comunidades bacterianas en el

microbioma intestinal que pudieran fungir como biomarcadores asociados con el progreso o

riesgo de padecer diabetes tipo 2.

7.2 Específicos

● Comparar el rendimiento de seis distintos métodos de aprendizaje de máquina para

clasificar a pacientes sanos contra enfermos utilizando datos del microbioma

intestinal caracterizados mediante el gen marcador 16s ARNr. Los modelos de ML a

evaluar son Regresión Logística, Naive Bayes, Árboles de Decisiones, Random Forest,

XGBoost y Redes Neuronales Artificiales. En cada caso, se evaluará la precisión y área

bajo la curva ROC (AUC, del inglés Area Under the Receiver Operating Characteristics

(ROC) Curve) de cada modelo.

● Seleccionar el modelo con el mejor rendimiento en clasificación e identificar a los

géneros bacterianos con mayor relevancia para la clasificación del fenotipo.

● Interpretar biológicamente los resultados obtenidos en términos de la DMT2,

además, comparar los resultados obtenidos con aquellos reportados en otros

estudios de otras poblaciones.

8 METODOLOGÍA DE INVESTIGACIÓN

8.1 Base de datos

La base de datos utilizada forma parte de un estudio previo (Diener et al. 2020), y se

integra con datos de microbiota intestinal de 410 individuos del estado de Guanajuato,

https://paperpile.com/c/LH1yYj/rP5EV
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México sin diagnóstico o tratamiento previo de DMT2. Los participantes fueron

estratificados en: individuos sanos (n= 213), pacientes con pre-DMT2 (n= 150) y DMT2 (n=

47). Los sujetos de estudio fueron clasificados como individuos con pre-DMT2 al tener

valores de glucosa plasmática en ayunas alterada (GAA) 100-125 mg/dl y/o con glucosa

plasmática a las 2 horas alterada (TGA) con 140-199 mg/dl durante la prueba oral de

tolerancia a la glucosa. Por otra parte, se clasificaron como individuos con DMT2 si tuvieron

valores de glucosa en ayunas >126 mg/dl y/o con glucosa plasmática a las 2 horas >200

mg/dl.
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Figura 5. En la parte A, se observa el diseño de nuestra propuesta de investigación. En una cohorte

de pacientes mexicanos del estado de Guanajuato con diferentes avances de DMT2 e individuos

sanos, se obtuvo el perfil microbiano intestinal a partir de muestras fecales (16s ARNr). Mediante

métodos de aprendizaje de máquina o ML (del inglés, Machine Learning) supervisado se realizaron

predicciones del estadio del paciente: pre-DMT2, DMT2 o individuo sano. En la parte B, se muestra el

flujo de trabajo de nuestro trabajo. Se realizó el pre-procesamiento de datos adecuado para los
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distintos métodos de ML. Posteriormente se compararon el rendimiento predictivo de seis distintos

métodos de ML, incluyendo métodos lineales y no-lineales. Finalmente, se seleccionó el método con

mayor rendimiento predictivo y utilizando un acercamiento de ML explicativo (gráficas de valores

SHAP) se identificaron las variables predictivas más importantes para el modelo, en este caso,

géneros bacterianos.

8.2 Caracterización de la Microbiota intestinal por Secuenciación del gen

16S rRNA

En 410 muestras fecales se extrajo el ADN, y se realizó secuenciación de ampliaciones

de la región hipervariable V4 del gen 16s ARNr. Esta región fue seleccionada debido a que la

evidencia sugiere, en estudios predictivos, resulta en una mejor clasificación de la

microbiota de muestras de enfermos contra muestras de sanos (Statnikov et al. 2013).

Posteriormente, utilizando el flujo de trabajo del método Divisive Amplicon Denoising

Algorithm 2 (DADA2) (Callahan et al. 2016) se construyó una tabla de variantes de secuencia

de amplicones (ASV, del inglés Amplicon Sequence Variant) que representa una versión de

mayor resolución de la tabla de unidad taxonómica operativa (OTU, del inglés Operational

Taxonomic Unit) producida por métodos tradicionales. La asignación taxonómica se realizó

con la ayuda de la base de datos SILVA v132 (que proviene del latín silva, bosque) (Quast et

al. 2013) Estos datos constituyen nuestro punto de partida para el desarrollo de esta tesis.

La base de datos final incluye 411 pacientes, incluyendo: 213 son pacientes sanos, 150 son

pacientes con pre-DMT2, y 47 son pacientes con DMT2. De estas muestras se identificaron

un total de 49,257,639 lecturas, de las cuales, se obtuvieron 17,059 ASVs. En general se

obtuvo un promedio de 120,141 lecturas por muestra. Después de la asignación taxonómica

se clasificaron 378 géneros, y posteriormente se filtraron obteniendo un total de 149

géneros, que constituyen el perfil taxonómico o perfil de abundancias de la base de datos

final (tabla 2). La filtración se realizó con base en las siguientes reglas: se mantuvieron a los

https://paperpile.com/c/LH1yYj/QBhT6
https://paperpile.com/c/LH1yYj/vt1iQ
https://paperpile.com/c/LH1yYj/t98jW
https://paperpile.com/c/LH1yYj/t98jW
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géneros si tenían una abundancia media mayor a 10 lecturas en las muestras, y si

mantuvieron a los géneros si al menos aparecían el taxón en el 10% de las muestras.

Tabla 2. Tabla de abundancia a nivel de género. En las columnas se muestran los géneros bacterianos

con un total de 149, y en las filas se encuentran los pacientes, que fueron clasificados en 3 estados

(0: pacientes sanos, 1: pacientes pre-DMT2, 2: pacientes con DMT2).

8.3 Métodos - Aprendizaje de Máquina supervisado

Con la finalidad de identificar bacterias asociadas a cada estadio de la DMT2, se

realizaron tres comparaciones in silico para probar las clasificaciones. En el primer análisis,

clasificación 1 (C-1), se comparó los perfiles de abundancia y taxonomía bacteriana entre

pacientes sanos contra pacientes con DMT2. En el segundo análisis, clasificación 2 (C-2), se

comparó pacientes sanos contra pacientes con pre-DMT2. Finalmente, la clasificación 3 (C-3)

consistió en una comparación multiclase con tres etiquetas: sanos, prediabéticos y

diabéticos. Con la finalidad de entrenar los modelos de ML, se desarrolló un pipeline base

en cada clasificación (figura 4) utilizando el lenguaje de programación Python 3.10.1 (Van

https://paperpile.com/c/LH1yYj/DU0S
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Rossum and Drake 2011), utilizando la paquetería Scikit-Learn, Pandas, Numpy y TensorFlow

(Zaccone, Karim, and Menshawy 2017; Harris et al. 2020; McKinney 2010; Garreta and

Moncecchi 2013).

En total se construyeron seis modelos de ML distintos y se evaluó su rendimiento predictivo

en cada caso. Los métodos lineales utilizados, fueron: Regresión Logística Binaria y Naive

Bayes. Los métodos no lineales utilizados, fueron: Árboles de Decisiones, Random Forest,

XGBoost y Redes Neuronales Artificiales (con la arquitectura de Perceptrón-multicapa).

Respecto a la arquitectura del perceptrón multicapas se construyó el modelo con una capa

de entrada, dos capas profundas (32 neuronas en la primera capa y 16 en la segunda capa) y

una capa de salida. La función de activación que se utilizó en las capas ocultas fue la función

Relu (del inglés Rectified linear unit) que permite introducir la no-linealidad al modelo. La

función de activación en la capa de salida utilizada fue la función sigmoide, que otorga una

valor de predicción entre 0 y 1. En el caso de la clasificación multi-clase la función de

activación en la capa de salida fue la función softmax que dió valores de probabilidad para

varias clases (Activation Functions in Deep Neural Networks 2020). Para evitar el fenómeno

de overfitting se utilizaron los siguientes métodos: se realizó un perceptrón multicapas

sencillo (dos capas profundas), se añadieron dos capas dropout (con 0.5 o 50%), y se realizó

la parada temprana del entrenamiento (paciencia = 10). El dropout es una técnica de

regularización, donde se seleccionan cierto porcentaje de neuronas al azar para ser

ignoradas durante el entrenamiento (en nuestro caso fue el 0.5 (50%) de las neuronas). La

técnica dropout tiene el objetivo de una mejor generalización del modelo y evitar ser

dependiente de las ciertas neuronas que pueden predisponer al fenómeno de overfitting. La

parada temprana del entrenamiento también es una técnica de regularización, donde se

detiene el entrenamiento del modelo cuando no se observa una mejora del rendimiento y

así evitar el overfitting o sobre-entrenamiento (Salman and Liu 2019).

https://paperpile.com/c/LH1yYj/DU0S
https://paperpile.com/c/LH1yYj/fHop+Fhqt+R6Mg+LN7n
https://paperpile.com/c/LH1yYj/fHop+Fhqt+R6Mg+LN7n
https://paperpile.com/c/LH1yYj/LlkEQ
https://paperpile.com/c/LH1yYj/mrrzC
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El flujo de trabajo del pipeline base para todos los modelos consistió en los siguientes

pasos. Primero se dividió la base de datos de forma aleatoria en un conjunto de

entrenamiento (80%) y un conjunto de prueba (20%). Después, se normalizaron (log2) en

ambos conjuntos los valores del perfil microbioma intestinal (tablas de abundancia ASV).

Este procedimiento se realizó únicamente en los métodos que requieren la normalización,

tales como regresión logística, naive Bayes y en las redes neuronales artificiales. La

normalización es un técnica que se utiliza cuando tiene rangos de valores muy altos o

escalas diferentes, y permite la comparación entre las variables evitando que valores altos

no tengan mayor importancia en el modelo únicamente por tener valores más altos.

Posteriormente se entrenó de forma individual cada modelo utilizando todos los datos del

conjunto de entrenamiento. Y después se evaluó la precisión del modelo utilizando los datos

del conjunto de prueba.

La evaluación del modelo se realizó mediante las métricas de precisión y AUC-ROC.

En el caso de la clasificación multiclase, clasificación C-3, se evaluó en conjunto con la

métrica de precisión e índice de Kappa de Cohen. Para evaluar un modelo multi-clasificación

se utiliza el coeficiente o índice de Kappa de Cohen que refleja la concordancia en los

resultados que hay entre dos o más observadores o clasificadores tomando en cuenta el

factor del azar. El rango de valores del coeficiente Kappa ( ) de Cohen se encuentra en -1 aκ

+1 y un valor igual o menor a 0 indicaría que el resultado es exclusivo del azar. Si el resultado

( ) es entre 0.01-0.20 hay ligera concordancia entre clasificadores, si el resultado ( ) es entreκ κ

0.21-0.4 hay una aceptable concordancia entre clasificadores, si el resultado ( ) es entreκ

0.41-0.6 hay una moderada concordancia entre clasificadores, si el resultado ( ) es entreκ

0.6-0.8 hay buena concordancia entre clasificadores y si el resultado es mayor que 0.81 hay

un una concordancia casi perfecta entre clasificadores (Kottner 2009).

https://paperpile.com/c/LH1yYj/vbLB
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Con la finalidad de evaluar el desempeño de cada modelo en función de los datos utilizados

para entrenamiento, se utilizó la técnica de validación cruzada estratificada en cada

clasificación en los seis modelos utilizados. Posteriormente, habiendo realizado este

ensamble, se calculó la media y desviación estándar de la precisión y AUC-ROC obtenido en

cada modelo entrenado. Los resultados se muestran en la figura 5, tabla 3, tabla 4, y tabla 5.

La validación cruzada estratificada se realizó con un K-fold = 10, esto quiere decir que la base

de datos en cada iteración se dividió en diez pliegues de forma aleatoria respetando el ratio

de clases. De los diez pliegues generados, nueve sirvieron para entrar el modelo y el restante

sirvió para probar la precisión del modelo. El objetivo es repetirlo diez veces con las distintas

combinaciones de los pliegues. La media y la desviación estándar de los resultados se

muestran en la figura 5 se obtuvieron al promediar las diez iteraciones descritas

anteriormente.

Mediante la comparación de los distintos algoritmos pudimos seleccionar el modelo con

mejor rendimiento predictivo y con menor dispersión de los resultados. Una vez que

seleccionamos el mejor modelo de cada clasificación, entonces se procedió a realizar un

análisis de interpretación post-hoc, esto utilizando los valores SHAP (del inglés SHapley

Additive Explanations)(Lundberg et al. 2020). De forma relevante, estos parámetros nos

permitieron identificar los géneros bacterianos de mayor importancia que utiliza el modelo

de forma global durante la clasificación de individuos sanos o con algún avance de la

enfermedad. Este último objetivo es uno de los propósitos centrales de este estudio,

caracterizar las bacterias que potencialmente distinguen los estadios entre pre-diabetes y

DMT2. Los conjuntos de datos generados y analizados durante la tesis, así como los

pipelines utilizados, están disponibles en los repositorios de GitHub:

[https://github.com/resendislab/Machine-Learning-Microbiome-T2D] A continuación

discutimos en detalle cada una de las clasificaciones realizadas y las conclusiones derivadas

en cada una de estas.

https://paperpile.com/c/LH1yYj/k2erL
https://github.com/resendislab/Machine-Learning-Microbiome-T2D
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9 RESULTADOS. AVANCES DEL PROYECTO

Figura 6. Comparamos seis algoritmos ML en tres clasificaciones: a, b y c. Se observa una gráfica de

barras de error mostrando la media de los valores AUC-ROC con su respectiva desviación estándar
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obtenida mediante la técnica de CV estratificada (CV=10) (amarillo). En el caso de la clasificación

multiclase (parte C), la evaluamos con la media de Kappa de Cohen con su desviación estándar

obtenido mediante la técnica de CV estratificada (CV=10).

Algoritmos de ML Precisión Sensibilidad Especificidad AUC

Precisión Media

(DE, CV=10)

Precisión AUC

(DE, CV=10)

Regresión

Logística 0.85 0.73 0.96 0.85 0.70 (0.05) 0.75 (0.05)

Naive Bayes 0.74 0.63 0.83 0.75 0.69 (0.07) 0.76 (0.08)

Árboles de

Decisiones 0.81 0.82 0.8 0.81 0.78 (0.06) 0.81 (0.05)

Random Forest 0.91 0.91 0.87 0.92 0.91 (0.04) 0.97 (0.01)

XG Boost 0.90 0.90 0.89 0.91 0.90 (0.05) 0.95 (0.03)

Redes Neuronales

Artificiales (MLP) 0.88 0.89 0.96 0.91 0.94 (0.06) 0.94 (0.02)

Tabla 3. Clasificación 1 (Pacientes sanos vs Pacientes con DMT2). Comparamos el rendimiento de seis

algoritmos de ML utilizando los valores de Precisión y AUC. Para obtener la desviación estándar se

utilizó la técnica de CV estratificada con un K fold = 10. AUC: área bajo la curva, CV: validación

cruzada (del inglés, Cross Validation) MLP: perceptrón multicapas (del inglés, Multilayer Perceptron),

ML: Machine Learning

Algoritmos de ML Precisión Sensibilidad Especificidad AUC

Precisión

Media

(DE, CV=10)

Precisión AUC

(DE, CV=10)

Regresión Logística 0.65 0.64 0.67 0.65 0.65 (0.09) 0.62 (0.07)

Naive Bayes 0.65 0.5 0.8 0.66 0.54 (0.05) 0.67 (0.06)

Árboles de

Decisiones 0.61 0.51 0.72 0.62 0.61 (0.08) 0.64 (0.08)

Random Forest 0.80 0.85 0.76 0.80 0.74 (0.05) 0.82 (0.05)

XG Boost 0.68 0.67 0.68 0.73 0.69 (0.07) 0.75 (0.07)
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Redes Neuronales

Artificiales (MLP) 0.67 0.62 0.72 0.76 0.71 (0.07) 0.73 (0.08)

Tabla 4. Clasificación 2 (Pacientes sanos contra Pacientes con Pre-DMT2). Comparamos el

rendimiento de seis algoritmos de ML utilizando los valores de Precisión y AUC. Para obtener la

desviación estándar (DE) en nuestros resultados, utilizamos la técnica de validación cruzada

estratificada (K Fold = 10) CV: validación cruzada (del inglés, Cross Validation) MLP: perceptrón

multicapas (del inglés, Multilayer Perceptron), ML: Machine Learning

Algoritmos de ML Precisión Cohen Kappa

Precisión Media

(DE, CV=10)

Cohen Kappa Media

(DE, CV=10)

Regresión Logística 0.63 0.44 0.61 (0.03) 0.44 (0.09)

Naive Bayes 0.55 0.32 0.51 (0.1) 0.27 (0.09)

Árboles de

Decisiones 0.61 0.42 0.58 (0.06) 0.36 (0.09)

Random Forest 0.76 0.64 0.77 (0.04) 0.66 (0.08)

XG Boost 0.77 0.66 0.77 (0.05) 0.66 (0.07)

Redes Neuronales

Artificiales (MLP) 0.68 0.53 0.70 (0.09) 0.36 (0.09)

Tabla 5. Clasificación 3 (Pacientes sanos vs. Pacientes con Pre-DMT2 vs Pacientes con DMT2).

Comparamos el rendimiento de seis algoritmos de ML utilizando los valores de puntuación de

Precisión y Kappa de Cohen. Para obtener la desviación estándar (DE) en nuestros resultados,

utilizamos la técnica de validación cruzada estratificada (K Fold = 10) CV: validación cruzada (del

inglés, Cross Validation) MLP: perceptrón multicapas (del inglés, Multilayer Perceptron), ML: Machine

Learning
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9.1 Clasificación 1 (C-1): Personas sanas (n= 213) vs Personas con DMT2

(n= 47).

Los modelos con los mejores valores de precisión en la C-1 fueron: Random Forest

(Precisión media = 0.91, desviación estándar (DE) 0.04) seguida de las redes neuronales

artificiales (Precisión media = 0.94, DE 0.06). Los modelos con mejores valores AUC-ROC

media en la C-1 fueron: Random Forest (AUC media = 0.97, DE 0.01) seguida de XGBoost

(AUC media= 0.95, DE 0.03) (ver figura 5 y tabla 3).

Debido a su alto rendimiento predictivo se seleccionó al modelo Random Forest como el

mejor modelo de la C-2 y se analizó mediante los valores SHAP (del inglés SHapley Additive

Explanations) para identificar los géneros bacterianos más importantes para predecir

individuos sanos (n= 213) contra individuos con DMT2 (n= 47). En la figura 6 se muestran,

por orden de importancia, los 25 géneros bacterianos de mayor relevancia para clasificar los

grupos de análisis. Además de la relevancia de cada bacteria para clasificar los grupos, en la

figura 6 se muestra cómo los niveles de abundancia afectan las clasificaciones de ambos

grupos. Así, los niveles altos (color rosa) de abundancia relativa de Escherichia/Shigella,

Slackia, Veillonella y Allisonella contribuyen a seleccionar pacientes con DMT2 (valores SHAP

positivos). En cambio, niveles altos (color rosa) de abundancia relativa de los géneros

Lachnospiracea UCG.004, Holdemanella, Ruminococcus 1, Ruminococaceae_UCG 013,

Ruminococaceae_UCG 014, Ruminococaceae_UCG 005, Enterococcus, Blautia,

Lachnospiracea AC2044 group, y Anaerostipes ayudan a seleccionar los pacientes sanos

(valores SHAP negativos).



70

Figura 7. C-1: Pacientes sanos (n= 213) contra pacientes con DMT2 (n= 47). Mediante una gráfica de

valores SHAP se muestra por orden de importancia los géneros bacterianos (mostrados en el eje de

las Y) que tuvieron mayor responsabilidad en el modelo de Random Forest y el tipo de influencia que

tienen en el modelo. Los valores SHAP positivos (mostrados en el eje X) son de utilidad para la

clasificación de individuos con DMT2 y valores SHAP negativos (mostrados en el eje X) tiene mayor

importancia para clasificar a pacientes sanos. Por código de colores se muestran los valores

cuantitativos de la variable predictora, en este caso representa el valor de abundancia relativa del

género bacteriano, siendo el color rosa para mostrar valores altos y el color azul para valores bajos

de abundancia relativa.
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Para la interpretación de casos específicos donde el modelo clasificó de forma incorrecta se

generaron las gráficas de la figura 7. En estas gráficas se muestran 4 ejemplos de individuos

clasificados de forma incorrecta, también se muestran los géneros de mayor importancia por

cada caso, que empujaron el modelo hacia una clasificación como paciente con DMT2 o

como individuo sano. Se seleccionaron dos ejemplos de casos de falsos negativos y dos

ejemplos de casos de falsos positivos de forma aleatoria, obtenidos por el modelo Random

Forest. En la parte A de la figura 7 se puede observar dos ejemplos donde el modelo

Random Forest clasificó de forma incorrecta a individuo como paciente con DMT2, sin

embargo, la etiqueta real de los individuos era ser sujeto sano (falso positivo). Podemos

observar que tener valores altos de ciertos géneros como Escherichia/Shigella, Prevotella_9,

Lactobacillus, Ruminococcus_2 y Slackia, en este caso, ayudaron al modelo a clasificar como

paciente con DMT2 de forma incorrecta (figura 7, parte A). En la parte B se pueden observar

dos ejemplos en donde el modelo Random Forest clasificó de forma incorrecta como

paciente sano a un individuo con DMT2 (falso negativo). Podemos observar, en la parte B de

la figura 7, que los valores bajos de géneros como Slackia, Rumiococcus_2 y Marvinbryantia

fueron de importancia para clasificar como un individuo sano comparado con DMT2.

También se muestra que el cambio en ciertos géneros como el aumento de

Escherichia/Shigella y Prevotella_9, y la disminución de Anaerostipes sirve para empujar el

resultado de la clasificación hacia individuo con DMT2, sin embarazo, esta no es suficiente

por lo que la clasificación final del modelo menciona que es un paciente sano (figura 7, parte

B).
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Figura 8. Gráficas de representativas de valores SHAP (tipo Force plot) usando dos ejemplos de falsos

positivos en la parte A y dos ejemplos falsos negativos en la parte B. Obtenido los casos de forma

aleatoria durante el modelo de Random Forest para clasificar a individuos con DMT2 contra

individuos sanos (C-2: sanos vs DMT2). Por código de colores se puede visualizar si ciertos géneros

fueron de mayor importancia para clasificar a un individuo como paciente con DMT2 (color

rosa/rojo) o si fueron de mayor importancia para clasificar a un individuo como paciente sano (color

azul). En las gráficas se muestran únicamente los géneros de mayor importancia para el modelo, y

además se muestran sus valores de abundancia relativa que sirvieron como punto de decisión. El

valor en color negritas (e.g. para el ejemplo 1 de la parte A es 0.57 y para el ejemplo 1 de la parte B

es 0.25) muestra el resultado final del modelo para cada caso. Siendo valores cercanos a 1 da una
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clasificación como paciente con DMT2 y valores bajos cercanos a 0 da una clasificación como

paciente sano.

9.2 Clasificación 2 (C-2): Personas Sanas (n= 213) vs Personas con

pre-DMT2 (n= 150)

En esta sección estudiaremos las diferencias entre personas sanas e individuos con

pre-DMT2. Los modelos en la C-2 con los mejores valores de predicción en la clasificación

fueron Random Forest (Precisión media= 0.74, DE 0.05) seguida de las redes neuronales

artificiales (Precisión media= 0.71, DE 0.07). Los mejores modelos basados en la métrica

AUC-ROC fueron Random Forest (AUC medio = 0.74, DE 0.05), seguida de XGBoost (AUC

medio = 0.75, DE 0.07) (ver Figura 5 y tabla 4).

Con base a las métricas anteriores, se seleccionó el modelo Random Forest de la C-2

como el mejor clasificador en el rendimiento predictivo entre los seis modelos analizados.

Mediante los valores SHAP, se identificaron a los géneros bacterianos más importantes útiles

para predecir individuos con pre-DMT2 (n= 150) contra individuos sanos (n= 213). En la

figura 8 se muestran, por orden jerárquico, los 25 géneros bacterianos más responsables del

resultado del modelo, entre los que destacan: Intestinibacter, Anaerostipes, Collinsella,

Fusicatenibacter, Prevotella_9, Blautia, Escherichia/Shigella, y Granulicatella.

Tal y como se muestra en la figura 8, los valores bajos de abundancia relativa (color

azul) de Intestibacter, Terrrisporobacter, Fusicatenibacter, Blautia, Allistipes, Rombustia, y

Anaerostipes ayudan a predecir los pacientes con pre-DMT2 comparado contra sanos. Por

otra parte, los niveles altos de abundancia relativa (color rosa) de los géneros Collinsella,
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Granulicatella, Veillonella, Slackia, Escherichia/Shigella y Solobacterium ayudan a distinguir a

los pacientes con Pre-DMT2. Sin embargo, no es posible seleccionar un género único en

nuestro caso para identificar con precisión a los individuos con la enfermedad; parece ser

más significativo un conjunto de cambios específicos en el perfil de GM de los individuos con

la enfermedad.

Figura 9. C-2: Pacientes sanos (n= 213) contra pacientes con pre-DMT2 (n= 150). Mediante una

gráfica de valores SHAP se muestra por orden de importancia los géneros bacterianos (mostrado en

el eje de las Y) que tuvieron mayor responsabilidad en el modelo de Random Forest y el tipo de peso

que tienen en el modelo. Los valores SHAP positivos (mostrado en el eje de las X) son de utilidad
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para la clasificación a individuos con DMT2, mientras que valores SHAP negativos son de utilidad para

clasificar a pacientes sanos. Por código de colores se muestra la influencia que tienen los valores de

variable predictiva en el resultado, siendo el color roja correspondiente a valores altos de abundancia

relativa y el color azul correspondiente a valores bajos de abundancia relativa.

Para visualizar casos donde el modelo realizó una predicción incorrecta se generaron las

siguientes gráficas en la figura 9. En estas gráficas se observan 4 ejemplos de individuos de

predicciones incorrectas y se pueden interpretar para identificar cuales son los géneros de

mayor importancia en la predicción de la etiqueta para cada caso. Se puede observar dos

ejemplos donde el modelo Random Forest, clasificó de forma incorrecta a un paciente sano

como paciente con pre-DMT2, conocido como falso positivo (figura 9, parte A). También dos

ejemplos particulares donde el modelo Random Forest clasificó de forma incorrecta a

pacientes con pre-DMT2 como paciente sano, conocido como falso negativo (figura 9, parte

B). Respecto a la parte A en el ejemplo 1 podemos observar que valores relativamente bajos

de géneros productores de AGCC como Intestinibacter y Anaerostipes empujan hacia una

clasificación como pre-DMT2, al igual que valores altos de géneros que reflejan disbiosis

intestinal como Escherichia/shigella empujaron el modelo hacia un clasificación como

DMT2.

Otro ejemplo interesante es el que se muestra en la parte B de la figura 9, donde se puede

observar que valores relativamente altos de abundancia relativa de ciertos géneros

productores de AGCC como Enterococcus sirvió al modelo para clasificar como un individuo

sano comparado contra un paciente con pre-DMT2.
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Figura 10. Gráficas de representativas de valores SHAP (tipo Force plot) usando dos ejemplos de

falsos positivos en la parte A y dos ejemplos falsos negativos en la parte B. Obtenido los casos de

forma aleatoria durante mediante el modelo de Random Forest para clasificar a individuos con

pre-DMT2 contra individuos sanos (C-2: sanos vs pre-DMT2). Por código de colores se puede

visualizar si ciertos géneros fueron de mayor importancia para clasificar a un individuo como

paciente con pre-DMT2 (color rosa/rojo) o si fueron de mayor importancia para clasificar a un

individuo como paciente sano (color azul). En las gráficas se muestran únicamente los géneros de

mayor importancia para el modelo, y además se muestran sus valores de abundancia relativa que

sirvieron como punto de decisión. El valor en color negritas (e.g. para el ejemplo 1 de la parte A es

0.57 y para el ejemplo 1 de la parte B es 0.25) muestra el resultado final del modelo para cada caso.
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Siendo valores cercanos a 1 da una clasificación como paciente con pre-DMT2 y valores bajos

cercano a 0 da una clasificación como paciente sano.

9.3 Clasificación 3 (C-3): Clasificación multiclase: Personas sanas (n= 213);

Personas con pre-DMT2 (n= 150); personas con DMT2 (n = 47).

En el estudio de la C-3, los modelos con las mejores puntuaciones fueron: Random

Forest (Precisión media= 0.77, DE 0.04) seguida de XGBoost (Precisión media= 0.77, DE

0.05). Con base, en la métrica de Kappa de Cohen los mejores modelos fueron: XGBoost

(Kappa de Cohen =0.66, DE 0.07) seguida de Random Forest (Kappa de Cohen = 0.66, DE

0.08) (ver Figura 5 y tabla 3).

El modelo XGBoost de C-3 (multiclase) obtuvo el mejor rendimiento predictivo para

la clasificación multiclase de individuos sanos (n= 213), Pre-DMT2 (n= 150) o DMT2 (n= 47).

Analizamos este modelo de XGBoost mediante los valores SHAP, que nos permitió identificar

los principales géneros bacterianos útiles para la clasificación multi-etiqueta: de individuos

sanos, individuos con pre-DMT2, e individuos con DMT2. Entre los primeros 25 géneros

bacterianos con mayor peso en la clasificación se muestran en la figura 10 por orden de

importancia. Algunos de estos géneros son Slackia, Ruminococcaceae_UCG.014,

Faecalibacterium, Lactobacillus, Escherichia/Shigella, Allisonella, Prevotella_9, Anaerostipes,

Veillonella, Akkermansia. En la gráfica de la figura 10 se muestran los valores de SHAP

promedio para las tres clasificaciones. En contraste con la figura 6 y 8, que muestran los

valores SHAP positivos o negativos que ayudaban a mostrar la influencia de la abundancia

relativa del género que tiene en el clasificador, aquí únicamente se indican los valores

promedios del valor absoluto de SHAP. Está figura 10 nos permite observar los géneros de

mayor importancia por orden jerárquico en un estudio multiclase.
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Además, podemos observar cómo ciertos géneros bacterianos tienen un valor SHAP

promedio más alto para clasificar a cierto estadio pre-DMT2 o DMT2. Por ejemplo, Slackia

tiene valores promedios SHAP altos para predecir individuos sanos y diabéticos comparado

con su valor promedio SHAP que es bajo para predecir individuos prediabéticos. También

con Lachnospiraceae UCG.10 tiene valores promedios SHAP altos para predecir diabéticos, al

comparar con sus valores promedios de SHAP que son bajos para predecir individuos sanos y

prediabéticos.

Figura 11. C-3: Clasificación multiclase: Personas Sanas (n= 213); Personas con pre-DMT2 (n= 150);

personas con DMT2 (n = 47). En la parte A mediante una gráfica de valores SHAP se muestra por



79

orden de importancia los géneros bacterianos que tuvieron mayor responsabilidad en el modelo de

XGBoost. Por código de colores se muestran las etiquetas del modelo, siendo la clase 0 (color rosa)

como pacientes sanos, la clase 1 (color verde) como pacientes pre-diabéticos, la clase 2 (color azul)

como pacientes diabéticos.

10 DISCUSIÓN DE RESULTADOS

La microbiota intestinal se ha propuesto como un factor emergente en la etiopatogenia de

los individuos con DMT2, la cual se interrelaciona con los distintos factores de riesgo

ambientales (como la dieta) y genéticos, mismos que perpetúan la afección sistémica de la

enfermedad (Chakaroun, Massier, and Kovacs 2020). Sin embargo, estudiar la relación entre

el huésped y la microbiota intestinal es compleja por lo que identificar los géneros

característicos asociados a un estado prediabético o diabético continúa siendo un reto

(Padron-Manrique et al., n.d.). Para contribuir a resolver esta cuestión, propusimos aplicar

diferentes métodos de ML supervisado e identificar géneros bacterianos típicos de cada

estadio de la DMT2 en población mexicana. En general, nuestro estudio nos permitió

concluir que los algoritmos de ensamble basados en árboles de decisiones, como Random

Forest y XGBoost, tuvieron el mejor rendimiento predictivo en nuestra cohorte. Realizando

un análisis post-hoc de estos modelos, logramos identificar los taxones característicos y su

impacto en los pacientes con DMT2 o pre-DMT2 al compararlo con su control negativo.

Entre los géneros más importantes identificados por estos modelos se encuentran:

Escherichia/Shigella, Anaerostipes, Blautia, Intestinibacter, Collinsella. En acuerdo con

previos reportes, algunos estudios describen estos géneros con un rol potencial en la

patogenia de la DMT2 en diferentes poblaciones (Padron-Manrique et al., n.d.;

Esquivel-Herná et al. 2022; Balvers et al. 2021; Nie et al. 2021; X. Liu et al. 2021).

https://paperpile.com/c/LH1yYj/v6SyV
https://paperpile.com/c/LH1yYj/6WGDW
https://paperpile.com/c/LH1yYj/6WGDW+tLPyK+i99Wj+C3MQ6+SA4E9
https://paperpile.com/c/LH1yYj/6WGDW+tLPyK+i99Wj+C3MQ6+SA4E9
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Como conclusión, en los siguientes párrafos se discuten los géneros más importantes

identificados por los modelos para realizar las predicciones y cómo su disbiosis puede estar

asociada con las alteraciones clínicas de la DMT2. De manera relevante, este estudio permite

describir en detalle los cambios en la estructura de la microbiota intestinal y su asociación

en una cohorte de pacientes mexicanos con DMT2 o pre-DMT2. Las alteraciones inducidas

por la microbiota en el hospedero se pueden agrupar en tres fenómenos: 1) incremento en

la permeabilidad intestinal, 2) reducción de los géneros productores de AGCC, y 3) alteración

en la homeostasis intestinal y un incremento de géneros oportunistas (figura 11).

Figura 12. Se muestra un diagrama esquemático que ilustra los cambios en la microbiota intestinal

asociado a la patogenia de los pacientes mexicanos con DMT2 o pre-DMT2. Hay tres principales

componentes: 1) incremento en la permeabilidad intestinal 2) reducción de los géneros productores

de AGCC 3) alteración en la homeostasis intestinal y un incremento de géneros oportunistas. En cada
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componente se colocaron los géneros discriminatorios que sirvieron al modelo para clasificar a

individuos con DMT2 (color aqua), pre-DMT2 (color café) o ambos (color negro) comparado contra

sanos. AGCC: Ácidos grasos de cadena corta. DMT2: Diabetes Mellitus tipo 2.

Incremento de la permeabilidad intestinal.

Los niveles elevados de glucosa sanguínea han sido asociados a una pérdida de la

integridad epitelial intestinal. Esta situación causa un aumento en la permeabilidad intestinal

(Thaiss et al. 2018), y por lo tanto el paso de endotoxinas (como LPS (Lipopolisacáridos)

desde el lumen intestinal hacia la circulación sistémica. A este fenómeno se le conoce como

endotoxemia metabólica.

El paso de estas señales microbianas (incluyendo LPS, peptidoglicano y otros

componentes) activan la respuesta inmune al ser reconocidas por sus receptores como el

receptor tipo toll 4 (TLR4, Toll-like receptor 4, por sus siglas en inglés), TLR5, y TLR2. La

interacción entre las señales microbianas y los receptores desencadena la expresión de

citocinas proinflamatorias como la IL-4 (Interleucina-4), IL-6 (Interleucina-6), y el factor de

necrosis tumoral alfa (por sus siglas en inglés, TNF-α). Este proceso es importante porque en

los pacientes con DMT2 tiene característicamente un estado de inflamación sistémica de

bajo grado. Esta inflamación sistémica se encuentra asociada a la progresión de la DMT2 y a

sus complicaciones vasculares a largo plazo como IAM, EAP, y ACV (“Interactions between

Gut Microbiota, Host Genetics and Diet Modulate the Predisposition to Obesity and

Metabolic Syndrome” 2015; Torres-Leal et al. 2010).

Durante nuestro estudio encontramos que niveles altos de abundancia relativa en

Escherichia/Shigella y Veillonella son necesarios para clasificar a individuos con DMT2 (C-1:

sanos vs. DMT2) y a individuos con prediabetes (C-2: sanos vs. pre-DMT2). De acuerdo con la

literatura, Escherichia/Shigella y Veillonella son géneros gram-negativos que contienen LPS

en su pared celular. Se ha documentado en pacientes con DMT2 altos niveles de abundancia

https://paperpile.com/c/LH1yYj/Bq2bT
https://paperpile.com/c/LH1yYj/muFb0+C205p
https://paperpile.com/c/LH1yYj/muFb0+C205p
https://paperpile.com/c/LH1yYj/muFb0+C205p
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relativa de estos géneros (Diener et al. 2020; Thingholm et al. 2019). Además, estos taxones

han sido relacionados en condiciones no-diabéticas como síndrome de intestino irritable y

enfermedad inflamatoria intestinal. Estos padecimientos tienen en común la inflamación

local y sistémica asociada a una disbiosis intestinal que interviene en el progreso e inicio de

la enfermedad (Chong et al. 2019; Kostic, Xavier, and Gevers 2014).

El aumento de la permeabilidad intestinal en pacientes con DMT2 también puede ser

atribuido a otros factores como: consumo a largo plazo de alimentos procesados (dieta

occidental), fármacos, consumo de alcohol y la disbiosis intestinal por sí misma (Bischoff et

al. 2014) Por esta razón, se piensa que ciertos taxones específicos en la microbiota intestinal

podrían afectar directamente la integridad epitelial. Algunos estudios señalan que Collinsella

tiene un rol particular en este fenómeno. Collinsella interrumpe la barrera intestinal al

disminuir la expresión de proteínas de unión tipo adherentes en los enterocitos (Bischoff et

al. 2014; Chen et al. 2016). Consistente con esta observación, en nuestros análisis

encontramos a Collinsella entre los primeros 25 géneros con mayor relevancia para clasificar

a pacientes con prediabetes, y su un incremento en su abundancia relativa ayudaba a

clasificar a estos pacientes comparado con control.

En conjunto, estos cambios señalan que la endotoxemia metabólica producto de

múltiples factores del huésped (hiperglucemia) incluyendo la disbiosis intestinal podría

contribuir a un estado inflamatorio sistémico crónico en pacientes con DMT2. Por lo que la

medición de los metabolitos en el lumen intestinal y sistémica en pacientes mexicanos con

pre-DMT2 y DMT2 ayudaría a entender las relaciones causales de esta asociación.

Reducción de los géneros productores de AGCC

En relación con la disbiosis intestinal, los pacientes con DMT2 tienen una

disminución de los géneros productores de AGCC incluyendo butirato, propionato y acetato.

https://paperpile.com/c/LH1yYj/rP5EV+ytOTO
https://paperpile.com/c/LH1yYj/svA0w+uUTJ1
https://paperpile.com/c/LH1yYj/lHdNI
https://paperpile.com/c/LH1yYj/lHdNI
https://paperpile.com/c/LH1yYj/lHdNI+B24qO
https://paperpile.com/c/LH1yYj/lHdNI+B24qO
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Además, una dieta tipo occidental (baja en fibra, rica en calorías provenientes de ácidos

grasos saturados y azúcares) se asocia con una disminución de especies productoras de

AGCC, principalmente butirato (Zhai et al. 2019). La baja producción de los AGCC ha sido

asociada con alteraciones en la sensibilidad de la insulina y una inadecuada modulación del

sistema inmune. Nosotros pudimos encontrar que los niveles bajos en géneros productoras

de AGCC como Anaerostipes, Blautia, Enterococcus, Intestinibacter and Fusicatenibacter,

ayudan a clasificar a pacientes con DMT2 o con pre-DMT2 comparado con pacientes sanos

en cada caso. Además, estos géneros se encontraban entre las primeras 25 posiciones de

mayor relevancia para el clasificador en la C-2: sanos vs. pre-DMT2 y la C-1: sanos vs. DMT2.

Durante nuestro estudio encontramos que niveles bajos de abundancia relativa en

Anaerostipes y Blautia, se encontraba entre los primeros 25 de géneros más importantes

para clasificar a individuos con DMT2 (C-1: sanos vs. DMT2) y a individuos con pre-DMT2

(C-2: sanos vs. pre-DMT2). Entre los primeros 25 de géneros más importantes, se encontró

Enterococcus como taxón clave para clasificar a pacientes con DMT2 (C-1: sanos vs. DMT2).

En la C-2: sanos vs. pre-DMT2 se encontró Intestinibacter, Fusicatenibacter dentro de los

primeros 25 de géneros más importantes.

El butirato ha sido demostrado como un metabolito producido por la microbiota con

efectos moduladores del sistema inmune y metabolismo del cuerpo humano. Se ha descrito

que los AGCC disminuyen la producción de IL-6 (a nivel pancreático y tejido graso) en

estudios pre-clínicos (Zhai et al. 2019; Fang et al. 2019) y clínicos (Larasati et al. 2019).

Además, el butirato ayuda a promover la integridad epitelial, efectos anti-diabetogénicos,

modula la sensibilidad de la insulina, y promueve un fenotipo normal de los colonocitos.

Bajo este contexto, una microbiota intestinal “sana” mantiene una barrera epitelial en

adecuado funcionamiento. Esto impide el paso de microorganismos y sus componentes que

pueden activar al sistema inmune de una forma patológica. Por tal motivo, es esencial la

https://paperpile.com/c/LH1yYj/gBsIy
https://paperpile.com/c/LH1yYj/gBsIy+TR77O
https://paperpile.com/c/LH1yYj/beP97
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medición de metabolitos intraluminales en los pacientes con DMT2 para poder dilucidar la

relación causal de este fenómeno.

Alteración en la homeostasis intestinal y un incremento de géneros oportunistas.

Podemos hipotetizar que ciertos cambios en la microbiota intestinal reflejan un

nuevo estadio estable en el cuerpo humano, debido a una alteración de la homeostasis

intestinal en pacientes con DMT2. Nosotros pudimos identificar ciertos géneros asociados

con una alteración en la salud intestinal y ciertos patógenos oportunistas. Entre los que se

encuentran: Erysipelaclostridium, Escherichia/Shigella, Granulicatella, Allisonella,

Rombustia, y Slackia.

Se cree que este aumento de géneros oportunistas es resultado de la disbiosis

intestinal y la pérdida de las bacterias productoras de AGCC (Qin et al. 2012). Es de

relevancia mencionar que los pacientes con DMT2 en tratamiento con metformina se han

observado un aumento de las especies productoras de butirato y estas podrían ayudar a

restaurar el balance de la microbiota intestinal (Iulia-Suceveanu et al. 2019).

Identificamos entre los 25 mejores géneros bacterianos, a Collinsella y Granulicatella, que

son de utilidad para clasificar a individuos con pre-DMT2 (C-2: sanos vs. DMT2). Estos

géneros bacterianos se asocian a niveles elevados de Trimetilamina (TMA)(Fang et al. 2019;

Y. Liu and Dai 2020). La TMA es producida por la microbiota intestinal mediante L-carnitina,

colina y lecitina contenida en grandes cantidades en carnes rojas y alimentos grasos. En el

hígado se produce TMAO (TMA oxidada) a partir de TMA, mediante la enzima FMO3 (del

inglés flavin-containing monooxygenase 3) (Rajakovich et al. 2021) Altos niveles de este

metabolito derivado de la microbiota intestinal, TMAO, tiene un rol en el patogénesis de la

aterosclerosis al inducir una respuesta inflamatoria a nivel vascular, causando disfunción

endotelial y alteración en el metabolismo del colesterol (Trøseid et al. 2015). Pacientes con

https://paperpile.com/c/LH1yYj/jEZvW
https://paperpile.com/c/LH1yYj/Yhc27
https://paperpile.com/c/LH1yYj/TR77O+5lO88
https://paperpile.com/c/LH1yYj/TR77O+5lO88
https://paperpile.com/c/LH1yYj/sR6zC
https://paperpile.com/c/LH1yYj/mI2wM
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DMT2 y también con Pre-DMT2 tienen un significante riesgo de desarrollar enfermedades

cardiovasculares. El metabolito TMAO puede estar relacionado como un factor determinante

en la mortalidad de estos pacientes (Dambrova et al. 2016; Farhangi, Vajdi, and

Asghari-Jafarabadi 2020) Se ha demostrado que altos niveles de TMAO se encuentra

relacionado de forma positiva en la mortalidad y morbilidad de pacientes diabéticos y

prediabéticos, sin embargo, es necesario seguir investigando para elucidar los posibles

mecanismos de esta asociación.

Género Función Relación DMT o pre-DMT2

Anaerostipes Género productor de AGCC Su disminución
ayuda clasificar
estado enfermo

DMT y pre-DMT2

Blautia Género productor de AGCC Su disminución
ayuda clasificar
estado enfermo

DMT y pre-DMT2

Collinsella Relacionado con la
disbiosis intestinal y el
aumento permeabilidad
intestinal

Su aumento ayuda
clasificar estado
enfermo

pre-DMT2

Enterococcus Género productor de AGCC Su disminución
ayuda clasificar
estado enfermo

DMT2

Escherichia/

Shigella

Relacionado con la
disbiosis intestinal y la
endotoxemia metabólica

Su aumento ayuda
clasificar estado
enfermo

DMT y pre-DMT2

Fusicatenibacter Género productor de AGCC Su disminución
ayuda clasificar
estado enfermo

pre-DMT2

Granulicatella Identificado como
patógeno oportunista en

Su aumento ayuda
clasificar estado

pre-DMT2

https://paperpile.com/c/LH1yYj/tkOBL+13TEv
https://paperpile.com/c/LH1yYj/tkOBL+13TEv
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diversas situaciones clínicas enfermo

Intestinibacter Género productor de AGCC Su disminución
ayuda clasificar
estado enfermo

pre-DMT2

Rombustia Se asociada a homeostasis
intestinal en pacientes
sanos

Su disminución
ayuda clasificar
estado enfermo

pre-DMT2

Slackia Identificado como
patógeno oportunista en
pacientes con sepsis

Su aumento ayuda
clasificar estado
enfermo

DMT y pre-DMT2

Veillonella Relacionado con la
disbiosis intestinal y la
endotoxemia metabólica

Su aumento ayuda
clasificar estado
enfermo

DMT y pre-DMT2

Tabla 6. Características importantes en el perfil taxonómico de pacientes con DMT2 y

pre-DMT2. AGCC: ácidos grasos de cadena corta

Géneros indicadores de un individuo sano comparado con un paciente DMT2 o pre-DMT2

Durante las gráficas de las figuras 6 y 8, se pueden observar que ciertos géneros

sirven para clasificar dependiendo su valor de abundancia relativa a un individuo sano

comprado con un paciente con DMT2 (C-1) o un paciente con pre-DMT2 (C-2). Entre los

géneros de relevancia algunos han sido descritos dentro de la literatura como predictores de

una microbiota sana. Por ejemplo, la presencia e incremento de géneros productores de

AGCC es fundamental para mantener un epitelio saludable al mantener el fenotipo normal

de los colonocitos y además de ser moléculas moduladoras de sistema inmune vital para

mantener una adecuada relación microbiota intestinal-mucosa intestinal en el ser humano

(den Besten et al. 2013).

En la figura 6 se puede observar que el aumento de las abundancias relativas de

géneros productores AGCC como Anaerostipes, Blautia, Holdemanella, y Enterococcus sirvió

https://paperpile.com/c/LH1yYj/kknKU
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para el modelo Random Forest para clasificar a un individuo sano comparado con un

paciente con DMT2. En acorde con esto, en la figura 8, podemos observar que el aumento

de los géneros productores de AGCC como Fusicatenibacterm, Blautia, y Anaerostipes es de

utilidad para clasificar a un individuo sano comparado contra paciente con pre-DMT2.

Blautia ha sido identificado como género productor de AGCC, principalmente acetato, y con

potenciales efectos probióticos (X. Liu et al. 2021). El acetato se une a sus receptores GPR41

y GPR43, y promueve el metabolismo de lípidos y glucosa disminuyendo las enfermedades

relacionadas con la obesidad, como la DMT2 (Ang and Ding 2016).

En los individuos sanos se espera una ausencia o disminución de géneros

oportunistas o potencialmente patógenos al compararlo con estados donde hay una

disbiosis intestinal, como en pacientes con DMT2 (Bielka, Przezak, and Pawlik 2022). Es

relevante destacar que la disminución de Escherichia/Shigella se encuentra entre los

principales géneros para clasificar a un individuo sano comparado con un paciente con

DMT2 (C-1) y también contra un paciente con pre-DMT2 (C-2). Entre otros géneros

oportunistas que su nivel de abundancia relativa disminuida servía para clasificar a un

individuo sano comparado con enfermo fueron: Granulicatella, Allisonella, Megasphaera y

Slackia.

Falsos positivos y falsos negativos durante la evaluación del modelo.

El uso del perfil de microbiota intestinal fue de utilidad para clasificar a individuos

con DMT2 e individuos con pre-DMT2 comparados con sanos con cierto grado de precisión

(figura 5). Sin embargo, existen casos en donde el modelo realiza predicciones incorrectas

sobre el fenotipo del paciente, conocidos como falsos positivos y falsos negativos. Para una

interpretación específica de estos casos, se generaron la figura 7 y figura 9. En estas figuras

se muestran por caso los géneros más importantes que ayudaron al modelo a realizar una

https://paperpile.com/c/LH1yYj/SA4E9
https://paperpile.com/c/LH1yYj/heDqJ
https://paperpile.com/c/LH1yYj/eb4F4
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clasificación hacia la predicción de la etiqueta 1 (DMT2 o pre-DMT2) o hacia la etiqueta 0

(paciente sano).

En la figura 7 se muestran 4 ejemplos de clasificaciones incorrectas realizadas por el

modelo Random Forest durante la C-1 (individuos sanos contra pacientes con DMT2). Dentro

de estos ejemplos podemos observar que el modelo utiliza el aumento en la abundancia

relativa de ciertos géneros (como Escherichia/Shigella), anteriormente descritos como

característicos del estado diabético, para identificar a un individuo con DMT2 aunque esta

predicción es incorrecta (figura 7, parte A). De igual forma, podemos observar que la

disminución en la abundancia relativa de géneros característicos para el perfil diabético

como Veillonella y Slackia conduce a el modelo hacia la predicción de un paciente sano de

forma incorrecta en estos casos (figura 7, parte B).

En la figura 9 se muestran 4 ejemplos de clasificaciones incorrectas realizadas por el

modelo Random Forest durante la C-2 (pacientes sanos contra pacientes con pre-DMT2). Es

interesante mostrar que en estas gráficas la disminución de géneros productores de AGCC

(como Anaerostipes, Intestinibacter) fue de utilidad para clasificar como paciente con

pre-DMT2, aunque la etiqueta real de estos individuos era ser individuo sano (figura 9, parte

B). Igualmente, los géneros como Intestinibacter, Terrisporobacter, y Enterococcus

estuvieron como los taxones más importantes para clasificar a un individuo sano, aunque en

estos casos de forma incorrecta.

En relación con la anterior, en ciertos casos, la utilización exclusiva del perfil

microbioma intestinal para la predicción del fenotipo puede llevar a una mala clasificación.

Por lo que la medición de las variables clínicas y laboratorio del paciente siguen siendo

fundamentales para la valoración integral del individuo.
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Finalmente, el trabajo de esta tesis favorece la idea de que la progresión de la

patogenia de pacientes con DMT2 podría ser reflejada en los cambios dinámicos que

presenta la microbiota intestinal. Por consiguiente, su entendimiento podría permitir una

intervención en la historia natural de la enfermedad con la perspectiva de recibir

intervenciones personalizadas. Notablemente, nuestro estudio apunta a que es difícil

afirmar que un taxón en particular sea de utilidad para clasificar a pacientes sanos o

enfermos. Todo lo contrario, una amplia caracterización del perfil microbioma intestinal o un

conjunto de taxones microbianos es necesaria para encontrar valores óptimos en el posible

tratamiento de pacientes, esto debido a la complejidad y heterogeneidad de los individuos

que padecen DMT2.

12 CONCLUSIONES

En esta tesis, se ha descrito una asociación entre la microbiota intestinal y la

progresión de la DMT2 en una cohorte de pacientes mexicanos. A futuro, los resultados

podrían permitir el desarrollo de intervenciones y tratamientos oportunos basados en la

microbiota que mejoren el pronóstico de la enfermedad. Por ejemplo, tratamientos

nutricionales personalizados usando probióticos y la dieta con el enfoque de modificar la

microbiota hacia el estado sano. Durante nuestra investigación se utilizaron distintos

métodos de ML para identificar géneros bacterianos de gran relevancia para clasificar a

pacientes prediabéticos y diabéticos contra controles en una cohorte de pacientes

mexicanos. De los géneros de mayor importancia identificados, algunos han sido descritos

en la literatura con un rol en la fisiopatología de la enfermedad, tales como

Escherichia/Shigella, Aanerostipes, Blautia, Intestinibacter, Collinsella, Prevotella. Estos

resultados basados en nuestra comunidad contribuyen a explorar la relación existente entre

la microbiota y el desarrollo de biomarcadores que permiten identificar a personas con alto

riesgo de desarrollar diabetes, con la perspectiva de recibir tratamientos preventivos y

personalizados. Así, la utilización de estos modelos de ML podría ayudar a una
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interpretación coherente de datos de alto rendimiento, identificación de biomarcadores

potenciales y diseñar tratamientos personalizados para enfermedades metabólicas.

Durante nuestro estudio, con la finalidad de identificar bacterias asociadas a cada

estadio de la enfermedad, se compararon seis métodos de clasificación: regresión logística,

naive Bayes, árboles de decisiones, Random Forest, XGBoost, redes neuronales artificiales

(perceptrón multicapas). El modelo con mayor precisión fue Random Forest para la C-1

(sanos vs. DMT2) y C-2 (sanos vs pre-DMT2). En el caso de la clasificación (C-3; sanos vs

DMT2 vs pre-DMT2)) multiclase el mejor método fue XGBoost. Podemos concluir que en

nuestro caso los métodos basados en árboles de decisiones son un acercamiento adecuado

para modelar la asociación microbiota intestinal-DMT2. Esto concuerda con lo descrito ya

para datos tabulares y de alta dimensionalidad, los modelos como XGBoost y Random Forest

igualan o superan el rendimiento al compararlo con las redes neuronales artificiales (Uddin

et al. 2019).

La utilización de algoritmos de aprendizaje profundo como las redes neuronales

artificiales (perceptrón multicapas) han sido una alternativa atractiva debido a su poder

predictivo. Entre nuestras clasificaciones, encontramos una AUC media= 0.94 (DE 0.06) para

clasificar a pacientes con DMT2 vs sanos (C-1). Además, obtuvimos una AUC media= 0.71

(DE 0.07) para clasificar a pacientes con pre-DMT2 respecto de pacientes sanos (C-2). A

pesar de que las AUC no son despreciables, concluimos que persisten algunos retos en su

implementación. Uno de estos retos es utilizarla en bases de datos con poca cantidad de

muestras. Se siguen realizando grandes avances en el área del aprendizaje profundo, y su

creciente desarrollo seguirá siendo de interés en el área de la microbiota. De hecho,

actualmente se puede interpretar los resultados de un modelo de aprendizaje profundo

utilizando valores SHAP por lo que se vuelve una herramienta poderosa con la capacidad de

interpretar los resultados.

https://paperpile.com/c/LH1yYj/DUyDK
https://paperpile.com/c/LH1yYj/DUyDK
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Con estos resultados podemos concluir que los métodos basados en árboles de

decisiones (Random Forest, XGBoost) igualan, y en ocasiones, con mayor desempeño que los

modelos de aprendizaje profundo. Probablemente se deba a que los modelos de aprendizaje

profundo son muy sensibles identificando patrones y se vuelven susceptibles al fenómeno

de overfitting. A pesar de que existen varias herramientas para intentar solucionarlo, aún

persiste este problema. En esta tesis, se aplicaron diferentes técnicas que pueden ser de

utilidad para prevenir el overfitting como simplificar el modelo, añadir capas dropout, y el

arresto temprano del entrenamiento del modelo. Consideramos que con una mayor

cantidad de datos para entrenar el modelo de aprendizaje profundo permitiría encontrar

mejores resultados de rendimiento alcanzando el potencial reportado en otros estudios.

Para entender mejor las implicaciones de nuestros resultados, consideramos que se

debe complementar con nuevos estudios que permitan identificar confiablemente más allá

del género bacteriano. Siendo la secuenciación tipo shotgun una metodología atractiva, que

podría permitir estudiar las capacidades metabólicas de la microbiota intestinal además de

la composición de la microbiota. Complementaria y necesariamente, estudios de

metaboloma de la microbiota intestinal en pacientes diabéticos son datos que ayudarían

enormemente a entender, validar, y mejorar varias de las conclusiones formuladas en esta

tesis. En particular, esta última tecnología permitirá identificar y validar aquellas moléculas

que produce la microbiota intestinal y ser indicadores del desarrollo de la DMT2. Es de

relevancia mencionar que la metodología desarrollada en este trabajo, usando diferentes

algoritmos de ML supervisado (como Random Forest o Redes Neuronales), se podría aplicar

para ayudar a entender esta compleja relación entre el microbioma-metaboloma y su

influencia en el estado de salud-enfermedad (Singh et al. 2019; Lee-Sarwar et al. 2020). Este

acercamiento podría ayudar a la compresión de la influencia que tienen los metabolitos

derivados de la microbiota en los pacientes con DMT2 mexicanos. Entre algunos de los

https://paperpile.com/c/LH1yYj/KpDpZ+CocUp
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metabolitos de interés se encuentran: ácidos grasos de cadena corta, ácidos biliares

secundarios, aminoácidos de cadena ramificada, aminoácidos derivados de indol y TMAO.

Algunos de estos metabolitos han sido propuestos en esta tesis como determinantes de la

DMT2. A pesar de que incluir datos del metaboloma en este estudio sería todavía un reto,

indudablemente es una de las perspectivas a buscar en un futuro próximo (Mallick et al.

2017).

En resumen, el trabajo desarrollado en esta tesis nos permite aseverar que la

microbiota intestinal como un componente clave para estudiar de forma integral a un

paciente con DMT2. La disbiosis intestinal no únicamente es un reflejo del estado patológico

del individuo, sino que también participa de manera activa favoreciendo el progreso de la

enfermedad. Una modulación de la microbiota podría ser necesaria o favorable para

regresar a una homeostasis intestinal acercando al paciente con DMT2 hacia un estado de

salud global.

PERSPECTIVAS

El desarrollo de esta tesis nos permitió identificar un conjunto de taxones que son

claves para identificar a individuos con DMT2 y pre-DMT2 comparado con sanos. Esto se

logró utilizando modelos de ML que identificaban con precisión a los diferentes estadios.

Posteriormente mediante métodos post-hoc pudimos interpretar a los clasificadores y la

influencia de los principales géneros bacterianos. Con la misma metodología desarrollada en

esta tesis se podría identificar en una cohorte externa de pacientes mexicanos a individuos

con alto riesgo de desarrollar DMT2. También se podría entender cuáles son los géneros

característicos que influyen hacia un estadio de salud: sano o enfermo. Estos conjunto de

https://paperpile.com/c/LH1yYj/BNVvG
https://paperpile.com/c/LH1yYj/BNVvG
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taxones de cada individuo podrían representar la firma única de su microbiota intestinal

asociada a la enfermedad.

Consideramos necesario validar este conjunto de taxones característicos con una

metodología experimental que se encuentre dirigida hacia estos géneros bacterianos

descritos en la tesis. Esto es fundamental ya que se han descrito muchos hallazgos diferentes

a nivel de género en estudios de la microbiota. Se cree que es debido a las diferentes

especies o cepas que se capturan en el mismo género bacteriano podrían tener una función

distinta. Además, es fundamental para determinar la contribución causal de los taxones en la

relación microbiota intestinal-diabetes.
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