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Introducción

Es sabido que la funcionalidad de un producto de software puede ser medida utilizando algún
método de medición de software (Functional Size Measurement Method, FSMM), por ejemplo,
COSMIC ISO/IEC 19761[1]. La posibilidad de medir el tamaño nos permite también determinar la
productividad en el desarrollo de software.

Cuando un grupo de desarrollo de software trabaja durante un tiempo en un mismo contexto, se
obtiene conocimiento acerca del dominio o contexto de desarrollo y las tecnologı́as utilizadas. Si
bien intuitivamente esto se puede observar en proyectos individuales y/o escolares, también se ha
observado este efecto en proyectos reales dentro del ámbito de la industria[25][52]. Cuándo esto
ocurre, se generan economı́as de escala y el costo de producción se reduce, lo que significa que
el esfuerzo requerido para desarrollar una unidad de software es menor que en periodos previos
debido a la obtención de conocimiento y habilidades en el dominio, lo que significa un incremento
en la productividad, que no es lineal y tiende a un lı́mite.

En la literatura revisada referente al desarrollo de software, no se ha identificado una manera
formal y bien fundamentada para estimar qué tanto mejora el factor de productividad para perı́odos
posteriores de desarrollo.

Objetivo

El objetivo de esta tesis es determinar el grado de aprendizaje de una empresa desarrolladora
de software considerando los periodos previos en los que ha trabajado bajo un mismo o similar
contexto utilizando la herramienta de curvas de aprendizaje.

Para lograr esto, se llevó a cabo un caso de estudio que permitió determinar el grado de
aprendizaje considerando los periodos previos en los que una empresa desarrolladora de
software trabajó bajo el mismo contexto, para lo cual se propone el uso de curvas de aprendizaje.
Utilizando el factor de productividad (PDR) determinado con base en el tamaño funcional y el
esfuerzo en periodos previos, se busca determinar el factor de aprendizaje de manera confiable
utilizando un mecanismo formal como es el análisis de curvas de aprendizaje.

Como complemento del primer caso de estudio, se llevó a cabo un segundo caso de estudio,
cuyo objetivo es comparar los resultados obtenidos por las principales teorı́as de curvas de
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aprendizaje (Teorı́a Unitaria y Teorı́a del Promedio Acumulado) utilizando los criterios de calidad
generalmente aceptados dentro del área de estimación de software, para mostrar cuál de estos
modelos presenta mejores resultados de manera más práctica.

Durante el desarrollo de los casos de estudio, se tuvo la necesidad de realizar cálculos de manera
recurrente, por lo que, como parte de este trabajo se desarrolló una herramienta utilizando el
lenguaje de programación Python que permita llevar a cabo el análisis de curvas de aprendizaje y
mostrar los resultados.

Motivación

Al contratar un proveedor de software por un cierto número de periodos, es natural que el cliente
busque tener una mejora en el factor de productividad, que sea reflejado en una disminución de
costos o un incremento de la productividad relacionado a un mejor conocimiento del contexto
obtenido a través del tiempo. Sin embargo, existe una dificultad al definir este valor de manera
formal para los proyectos o desarrollos posteriores, ya que éste debe estar fundamentado y ser
consistente, de lo contrario puede llegar a comprometer el éxito de los proyectos.

La teorı́a de curvas de aprendizaje es una herramienta para estimar costos recurrentes en un
proceso de producción y está basada en la observación de que, al repetir una tarea, esta puede
ser completada en periodos más cortos de tiempo o requerir menor esfuerzo para ser llevada a
cabo, permitiendo determinar el nivel de aprendizaje en actividades, lo cual tiene como propósito
realizar estimaciones[31].

Con este trabajo se busca estudiar el comportamiento del factor de productividad en el área de
desarrollo de software, lo cuál permitirá mostrar si dentro de ésta área se exhibe un
comportamiento similar a otras áreas donde exista producción, por ejemplo micro empresas[16],
manufactura[47], construcción[34], aviones[8][10][56], barcos[35], camionetas[15],
semiconductores[18], refinación de petróleo[21] y quı́micos[29].

Metodologı́a

Para llevar a cabo la investigación de esta tesis se utilizó la metodologı́a de caso de estudio
propuesta por Runeson[38], ya que la calidad de los resultados obtenidos a través de esta
metodologı́a dependen, en gran medida, de conducir de manera adecuada y bien fundamentada
el caso de estudio.

Se decidió desarrollar el programa utilizando el lenguaje de programación Python que permita
realizar el análisis de las diferentes teorı́as de curvas de aprendizaje, el cual permita leer la
información obtenida en este caso de estudio y preparar los datos para realizar los cálculos
necesarios en ambas teorı́as, mostrar los resultados y las gráficas necesarias.
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Contribución y relevancia

Para las organizaciones, poder estimar el valor del factor de productividad de un equipo de
desarrollo de software que trabaja en un mismo contexto por varios periodos de tiempo, de
manera formal y bien fundamentada, ayudará a tomar decisiones de negocio más precisas sin
comprometer el éxito del proyecto.

Por otra parte, este trabajo busca exhibir la existencia del factor de aprendizaje en el área de
desarrollo de software, ya que, como se mencionó anteriormente, no hay estudios acerca de las
curvas de aprendizaje aplicadas en esta área.

También, muestra una aplicación del uso de métricas estandarizadas del tamaño funcional del
software, dando una razón más para seguir estas prácticas en la industria.

Estructura de la tesis

Esta tesis está organizada con la siguiente estructura:

En el capı́tulo 1 se desarrolla el marco teórico, el cual incluye la teorı́a de los temas utilizados en
esta tesis, que son:

• Medición de software utilizando el método COSMIC

• Productividad y PDR

• Estimación y criterios de calidad

• Curvas de aprendizaje y las dos teorı́as que se consideran para esta tesis: Teorı́a Unitaria y
Teorı́a del Promedio Acumulado

• La metodologı́a para llevar a cabo un caso de estudio en el área de Ingenierı́a de Software

En el capı́tulo 2 se describe cómo funciona el programa desarrollado y las bibliotecas utilizadas
para realizar el análisis de las dos teorı́as de curvas de aprendizaje abordadas.

El capı́tulo 3 muestra los dos casos de estudio llevados a cabo para esta tesis, el primero tiene
como objetivo estimar el PDR esperado para un siguiente periodo de desarrollo, mientras que el
segundo realiza una comparación de los resultados obtenidos de aplicar la Teorı́a Unitaria y Teorı́a
del promedio Acumulado y mostrar cuál de estos modelos presenta mejores criterios de calidad.

Por último, se presentan las conclusiones de la tesis, donde se muestra el PDR esperado para un
siguiente periodo, y cuál de las teorı́as de curvas de aprendizaje presenta mejores resultados.
También, se discuten algunas de las limitaciones de las curvas de aprendizaje y una breve
descripción del trabajo futuro que se puede llevar a cabo a partir de los casos de estudio
presentados.
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En el apéndice A se encuentra el código fuente del programa desarrollado para realizar el análisis
de las teorı́as de curvas de aprendizaje utilizando el lenguaje de programación Python.
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Capı́tulo 1

Marco teórico

En este capı́tulo se desarrollan los elementos que se utilizarán para lograr cumplir los objetivos de
esta tesis.

Para ésto se describe qué es la medición de software y el método COSMIC ISO/IEC 19761[1],
que es un estándar, cuya medida de tamaño funcional de software permite realizar comparaciones
entre diferentes proyectos de desarrollo de software.

La posibilidad de medir el tamaño funcional del software nos permite también medir la
productividad en el desarrollo de software, por lo que se definen los conceptos de productividad
(SWEBOK, Sección 12[13]) y factor de productividad[6].

Con el fin de poder evaluar los modelos de estimación es necesario validar su confiabilidad y
precisión, por lo que se describen los criterios que se utilizan generalmente para analizar las
relaciones de las variables de los modelos de productividad[6].

Posteriormente se desarrollan las dos principales teorı́as de curvas de aprendizaje (Teorı́a Unitaria
y Teorı́a del Promedio Acumulado), con el fin de tener una herramienta que permita determinar el
grado de aprendizaje y estimar el costo de producción para desarrollos posteriores.

Finalmente, se describe la metodologı́a propuesta por Runeson para llevar a cabo un caso de
estudio de manera formal y obtener resultados de calidad[38].

Describiendo la teorı́a de estos elementos tenemos las bases para comprender mejor el
comportamiento de una empresa desarrolladora de software llevando a cabo un caso de estudio,
en donde utilizando el esfuerzo y el tamaño funcional de software desarrollado en periodos
previos para realizar un análisis de curvas de aprendizaje para estimar el PDR esperado para un
siguiente periodo.
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1.1 Medición de software

En el software existen dos tipos de factores que deben ser considerados para su desarrollo,
requerimientos funcionales (FUR), que describen lo que el software debe hacer en términos de
tareas y servicios, y requerimientos no funcionales (NFR), que describen atributos de calidad, el
ambiente donde se ejecuta y los procesos y tecnologı́as utilizadas para desarrollar y mantener el
software[44][46].

Ası́ mismo, en un software existen dos tipos de factores que pueden ser medidos o cuantificados,
factores técnicos y factores funcionales[24].

Los factores técnicos son útiles para los desarrolladores, sin embargo, debido a que utilizan un
lenguaje técnico para ser descritos dificultan su entendimiento para usuarios y administrativos y se
conocen de manera precisa en etapas avanzadas del proyecto, además de no existir un estándar
internacional de cómo medirlos.

Por otro lado, los factores funcionales están descritos en un lenguaje de más alto nivel y no
dependen de las tecnologı́as utilizadas, por lo que resultan útiles tanto para los usuarios y
administrativos, como para el equipo de desarrollo, además de existir un estándar internacional
que permite medirlos.

Históricamente se consideran dos generaciones de métodos de medición del tamaño funcional[7]
(Functional Size Measurement Method, FSMM) (figura 1.1).

Actualmente solo existe un método de medición del tamaño funcional de segunda generación,
el cual es COSMIC ISO/IEC 19761[1], que se generó a partir del estándar ISO/IEC 14143 y la
experiencia obtenida de los métodos de primera generación[55][40]. De la primera generación los
cuatro métodos existentes son: FISMA (ISO/IEC 29881)[5], NESMA (ISO/IEC 24570)[4], IFPUG
(ISO/IEC 20926)[2], MKII (ISO/IEC 20968)[3].

El método COSMIC, además de haber sido diseñado para su aplicación en la industria, busca
resolver algunos de los problemas que presentaban los métodos de primera generación,
como[7][22]:

• El manejo de conceptos existentes cuando fueron creados y aquellos que ya no se
encuentran en uso

• El uso de escalas de medición poco convenientes

• Se basa en la representación de cualquier funcionalidad del software[46], por lo que no
depende de análisis estadı́sticos basados en el esfuerzo como los métodos de primera
generación[7], que no necesariamente son datos representativos de cualquier software a
desarrollar.
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FIGURA 1.1: Evolución de los métodos de medición de tamaño funcional, imagen
adaptada de [50].

1.1.1 Principios fundamentales del método COSMIC

El método COSMIC se conforma de 4 principios fundamentales que se han mantenido intactos
desde su creación, lo que permite hacer comparación entre las mediciones a pesar de que se
tengan varias versiones en la evolución del método.

Los principios son:

• La funcionalidad del software se conforma de procesos funcionales

• Los procesos funcionales consisten en subprocesos que mueven o manipulan datos

• Cada movimiento de datos mueve un grupo de datos que describe una cosa

• La manipulación de datos se considera incluida para cada movimiento de datos1

Conceptos clave de COSMIC

Con el fin de poder realizar una medición utilizando el método COSMIC, es necesario definir los
siguientes conceptos mı́nimos[46]:

Propósito: Definir el por qué se requiere realizar una medición y para qué será utilizado el
resultado.

Alcance: Es el conjunto de requerimientos funcionales que serán incluidos para realizar la
medición.

1Toda manipulación de los datos realizada dentro del proceso funcional ası́ como el procesamiento lógico
relacionado para la entrada, salida, escritura o salida de éstos.
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Usuarios funcionales: Son todos los usuarios que inician, proveen información o reciben
información de cualquier proceso funcional identificado en los FUR dentro del alcance.

Proceso funcional: Es un componente elemental de un conjunto de FURs que integran un
conjunto único, cohesivo e independientemente ejecutable de movimientos de datos.

Cada proceso funcional identificado en el alcance del FSM debe ser derivado de al menos un
FUR y ser iniciado por un movimiento de datos de entrada desde un usuario funcional a partir de
un eventos desencadenante.

Objeto de interés: Un objeto de interés puede ser algo fı́sico, conceptual o parte de algo
conceptual dentro del universo de un usuario funcional.

Grupo de datos: Cada grupo de datos identificados dentro del FSM debe ser único y distinguible
a través de su colección única de atributos de datos y está directamente relacionado a un objeto
de interés descrito en los FUR.

Movimientos de datos: Cada proceso funcional identificado debe ser descompuesto en
componentes de movimientos de datos (figura 1.2).

FIGURA 1.2: Los cuatro tipos de movimientos de datos dentro de un proceso
funcional.

Los cuáles se clasifican en cuatro subtipos:

• Entrada (E): Recibe un solo grupo de datos que se origina desde un usuario funcional

• Salida (X): Manda atributos de un único grupo de datos a un usuario funcional

• Lectura (R): Recupera un único grupo de datos del almacenamiento persistente

• Escritura (W): Mueve un grupo de datos al almacenamiento persistente

CFP: es la unidad de medida estandarizada del método COSMIC, definida como el tamaño de un
movimiento de datos, y permite la comparación de tamaño entre diferentes proyectos o procesos
funcionales.
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Conocer de manera cuantitativa el tamaño funcional del software permite estimar el esfuerzo,
tiempo y costo para su desarrollo desde etapas iniciales del proyecto, conocer el alcance y
manejar los riesgos derivados de los cambios[51], medir la productividad y velocidad con la que
se desarrolló el producto o llegar a una etapa de madurez administrada cuantitativamente dentro
del modelo CMMI ((Capability Maturity Model Integration)[45].

Además permite el desarrollo y aplicación de modelos de predicción para estimar el
comportamiento de un proyecto o proyectos nuevos utilizando datos históricos relacionados al
tamaño del software, ya que el tamaño, al estar basado en un estándar, puede ser comparado.

1.2 Economı́a de la Ingenierı́a de Software

La economı́a en la Ingenierı́a de Software consiste en la toma de decisiones en un contexto
de negocio, donde el éxito de un proyecto de desarrollo de software consiste en una apropiada
gestión de negocio (Capı́tulo 12: Economı́a de la Ingenierı́a de Software)[13].

Para esto, es necesario estudiar el valor, costos, recursos y las relaciones entre ellos dentro de un
contexto o situación[13].

Por lo que para esta tesis se abordarán las relaciones entre producción y recursos, que son la
productividad y el factor de productividad, con el fin de tomar decisiones con base en información
estandarizada.

1.2.1 Productividad

De manera general, la Real Academia Española[36] define la productividad como: ”Relación entre
lo producido y los medios empleados, tales como mano de obra, materiales energı́a, etc.”

De acuerdo con la guı́a del cuerpo de conocimiento de la Ingenierı́a de Software (SWEBOK,
Sección 12-1-13 [13]), se define la productividad como la relación de la producción y los recursos
necesarios para producirla desde una perspectiva económica[13][6]. Esta relación se representar
con la siguiente ecuación:

Productividad =
producción

recursos
(1.1)

En la Guı́a para la Medición de Software[44] definen la productividad en términos del tamaño
funcional del software, cuya unidad esta dada en CFP y su relación con las horas de trabajo para
producir ese tamaño funcional, como se muestra en la siguiente ecuación:

Productividad =
tamanoFuncional

horasDeTrabajo
(1.2)
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Analizando la ecuación de la productividad (ecuación 1.1) podemos observar que una
productividad mayor a 1 significa que el valor de la producción es mayor que los recursos
utilizados para desarrollarla, mientras que una productividad con valor mayor a 0 y menor a 1

muestra que se gastan más recursos contra lo que se produce.

1.2.2 Factor de productividad

El factor de productividad o proporción de entrega del producto (Product Delivery Ratio, PDR), es
inverso a la producción por lo que representa cuántos recursos son necesarios para producir una
unidad[6] y está representada por la siguiente ecuación:

PDR =
recursos

producción
(1.3)

De las definiciones de productividad y PDR, de manera particular se puede observar que la
producción, dentro del área de Ingenierı́a de Software, puede estar dada por el tamaño funcional
del software a desarrollar, cuyas unidades son CFP, y el recurso necesario para desarrollar la
funcionalidad puede ser el esfuerzo, cuyas unidades son generalmente horas-hombre.

1.3 Estimación

La estimación es importante en etapas tempranas de un proyecto de desarrollo de software,
cuando la información no está completa, es ambigua y se espera que haya cambios, para poder
tomar decisiones de negocio.

Una estimación es es una evaluación, realizada de manera formal, de los recursos que serán
necesarios para producir una cierta cantidad de unidades[13], por ejemplo CFP, y se utilizan
para tomar decisiones de negocio en etapas tempranas de un proyecto, cuando la información
disponible es incompleta o ambigua.

De acuerdo al SWEBOK, existen cinco tipos de técnicas de estimación[13]:

• juicio de experto

• analogı́a

• estimación por partes

• métodos paramétricos

• métodos estadı́sticos
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1.3.1 Estimación en el software

En el área de Ingenierı́a de Software, generalmente el costo para desarrollar un proyecto de
software esta dado por el esfuerzo requerido para desarrollarlo[20].

Por otro lado, uno de los factores principales que determinan la precisión de la predicción del
esfuerzo es tener un método adecuado para la medición del tamaño del software a desarrollar[26].

El rango estimado de costo (esfuerzo), para producir cierta cantidad de unidades de un proyecto
puede ser determinado utilizando un modelo de estimación calibrado basado en datos históricos
de tamaño y esfuerzo[13], siempre y cuando estén disponibles y puedan ser comparados.

1.3.2 Criterios de calidad para modelos de estimación

A continuación se presentan algunos de los criterios generalmente utilizados para analizar las
relaciones de las variables de modelos de productividad creados a partir de un conjunto de
datos[6], lo cual permite validar la confiabilidad y precisión de los modelos.

Coeficiente de determinación (R2)

Describe el porcentaje de variación explicado por las variables independientes, cuyos valores se
encuentran en el rango [0− 1].

Un valor cercano a 1 muestra una fuerte relación entre las variables independientes y las
dependientes. Por otro lado, un valor cercano a 0 indica que la varianza no puede ser explicada
por el modelo, y una baja relación las variables independientes con las dependientes.

Magnitud del error relativo (MRE)

La magnitud del error relativo (Magnitude of the Relative Error - MRE) indica la divergencia entre
los valores estimados por el modelo y los valores reales, expresado en porcentaje.

MRE =

∣∣∣∣Actual − Estimado

Actual

∣∣∣∣ (1.4)

Media de la magnitud del error relativo (MMRE)

La media de la magnitud del error relativo (Mean Magnitude of the Relative Error - MMRE) es el
promedio de la magnitud de los errores relativos.

MMRE =

∑N
i=1MREi

N
(1.5)



Capı́tulo 1. Marco teórico 8

Nivel de predicción

El nivel de predicción de un modelo, en la siguiente ecuación K la cantidad de elementos en el
conjunto que tienen un valor de MRE menor o igual a un porcentaje dado, generalmente 25%, y
N es el total de elementos en el conjunto.

Pred(l) =
K

N
(1.6)

Raı́z cuadrada de la media del error cuadrático (RMS)

La raı́z de la media del error cuadrático (Root Mean Square error - RMS) se utiliza para comparar
las diferencias entre dos valores. En la fórmula se puede observar que al elevar al cuadrado estas
diferencias, los valores grandes tendrán un mayor impacto en el resultado.

RMSE =

√√√√ 1

N

N∑
i=1

(Actuali − Estimadoi)2 (1.7)

1.4 Curvas de aprendizaje

El análisis de curvas de aprendizaje es una herramienta desarrollada para estimar costos
recurrentes en procesos de producción[31], donde el factor dominante es el trabajo directo
requerido para completar una tarea o producto.

Existen dos teorı́as predominantes[43]:

• Teorı́a Unitaria (UT ), propuesta por J. R. Crawford en 1947 [31](Capı́tulo 11).

• Teorı́a del Promedio Acumulado (CAT ), propuesta por T. P Wright en 1936 [56][31](Capı́tulo
11)

Ambas teorı́as están basadas en el hecho de que al repetir una tarea varias ocasiones se obtiene
experiencia, permitiendo llevarla a cabo más rápido la siguiente ocasión que se realice[31], lo que
significa un incremento en la productividad. Situación que se presenta de manera recurrente en el
desarrollo de software, donde las personas, al pasar más tiempo desarrollando un mismo proyecto
o en un mismo contexto, ganan experiencia dentro de ese dominio.

Es importante notar que no es posible llegar a un punto en donde se haya mejorado tanto al
realizar una tarea que no tenga un costo al llevarla a cabo, ya que siempre requiere de un esfuerzo
y tiempo mı́nimo el llevarla a cabo y la reducción de costos es cada vez más lenta, porque se ve
reflejada cada que se duplica la cantidad producida.
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En contextos donde existen variaciones considerables en costos o diseño se recomienda el uso de
la Teorı́a del Promedio Acumulado ya que permite reducir el riesgo de estimación. Por otro lado,
cuando los datos de los costos disponibles son precisos se recomienda utilizar la Teorı́a Unitaria.

1.4.1 Teorı́a Unitaria

En 1947 J.R Crawford llevó a cabo un estudio en el área de producción de aviones durante la
segunda guerra mundial, con el fin de validar la Teorı́a del Promedio Acumulado de las curvas
de aprendizaje anteriormente propuesta por T. P. Wright en 1936[56], la cual, como menciona
Gregory k. Mislick [31] en el capı́tulo 11 referente a la Teorı́a Unitaria, la definió de la siguiente
manera:

”Si existe aprendizaje en el proceso de producción, el costo de una unidad duplicada es igual al
costo de la unidad no duplicada por la pendiente de la curva de aprendizaje”.

La curva de aprendizaje, utilizando la Teorı́a Unitaria está definida por la siguiente ecuación:

Y (x) = A ∗ xb (1.8)

Donde:

• Y (x) es el costo de producción de la unidad número x.

• A es el costo de producción la primera unidad.

• x es la unidad número x.

• b es una constante que representa la pendiente de la curva de aprendizaje.

De acuerdo a la definición de curva de aprendizaje en esta teorı́a, cada que se duplica el número
de unidades producidas, el costo por unidad se reduce en un porcentaje fijo (slope), que representa
la pendiente de la curva, como se puede observar en la ecuación 1.8.

Sea Y (x) el costo de la unidad x, la siguiente ecuación representa la definición del párrafo anterior:

Y (2n) = Y (n) ∗ slope (1.9)

Al despejar la pendiente slope de la ecuación1.9, tenemos lo siguiente:

slope =
Y (2n)

Y (n)
=

A ∗ (2n)b

A ∗ (n)b
= 2b (1.10)

Finalmente para obtener el valor de b, tomamos el logaritmo natural de ambos lados de la ecuación
1.10:
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ln(slope) = ln(2b) = b ∗ ln(2)

b =
ln(slope)

ln(2)

(1.11)

Ya que la ecuación 1.8 representa una curva, es necesario realizar una transformación a los datos
para poder aplicar una regresión lineal. Lo cual se logra aplicando la función de logaritmo natural,
ln(n), en ambos lados de la ecuación, como se muestra a continuación:

ln(Y (x)) = ln(A ∗ xb)

ln(Y (x)) = ln(A) + ln(xb)

ln(Y (x)) = ln(A) + b ∗ ln(x)

(1.12)

Por lo que la ecuación 1.12 se puede reescribir como Y (x)′ = A′ + b ∗ x′ que es una ecuación
lineal y es posible realizar una regresión lineal.

Estimación de costos por lote

Sin embargo, debido a que el costo de producción de cada unidad es rara vez reportado no es
posible el uso de la Teorı́a Unitaria, una opción viable es realizar la estimación de la producción
por lotes.

Para estimar el costo de producción por lotes se utiliza la ecuación 1.8, sin embargo, es necesario
ajustar la información para cada lote. Considerando que el análisis de Curvas de Aprendizaje
requiere el conocimiento del costo asociado a la producción de cada unidad, estos valores estarán
representados por el punto medio de cada lote (Lot Mid Point, LMP) y el costo promedio por unidad
dentro de éste (Average Unit Cost, CAT ).

El punto medio del lote puede ser estimado de manera directa utilizando una aproximación,
utilizando las ecuaciones 1.13, 1.14, y 1.15.

Para obtener el valor del primer lote:

If lotSize < 10, then LMP =
lotSize

2
(1.13)

If lotSize ≥ 10, then LMP =
lotSize

3
(1.14)

Para cualquier lote posterior al primero:

LMP =
F + L + 2

√
F × L

4
(1.15)
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Donde:

• F es la primera unidad del lote.

• L es la última unidad del lote.

Finalmente, para calcular el costo promedio por cada unidad (AUC) de cada lote, se divide el
número de unidades dentro del lote por el costo de haberlas desarrollado, como se muestra en la
ecuación 1.16:

AUC =
TotalLotCost

LotSize
(1.16)

De esta ecuación se puede observar que el costo total del lote son los recursos utilizados para
producir el tamaño del lote, por lo AUC es igual al PDR (ecuación 1.3).

1.4.2 Teorı́a del Promedio Acumulado

Durante la primera guerra mundial, las compañı́as que producı́an aviones mostraron interés en la
reducción de costos de producción, que mostraba un patrón regular, por lo que en 1936 T. P.
Wright [56], encontró que estas compañı́as podı́an producir un mayor número de unidades
utilizando el mismo esfuerzo, por lo que definió esta teorı́a como:

”Si existe aprendizaje en el proceso de producción, el costo acumulado promedio de una unidad
duplicada es igual al costo acumulado promedio de la unidad no duplicada por la pendiente de la
curva de aprendizaje”.

Debido a que, al igual que en la Teorı́a Unitaria, esta teorı́a está definida por una curva de
aprendizaje, sin embargo, a diferencia de la ecuación 1.8 de la UT, en la ecuación 1.17 la
variable independiente x denota la cantidad acumulada de unidades producidas hasta x.

La curva de aprendizaje, utilizando Teorı́a del Promedio Acumulado está definida por la siguiente
ecuación:

Ȳ (x) = A ∗ xb (1.17)

Donde:

• ¯Y (x) es el costo promedio acumulado de N unidades.

• A es el costo teórico para producir la primera unidad.

• x es el número acumulado de unidades producidas.

• b es una constante que representa la pendiente de la curva de aprendizaje.
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La principal diferencia en la ecuación que define las curvas de aprendizaje utilizando la Teorı́a del
Promedio Acumulado contra la ecuación que define la Teorı́a Unitaria (1.8), es que en la Teorı́a del
Promedio Acumulado se calcula el Costo Promedio Acumulado (Cumulative Average Cost, CAC)
de todas las unidades producidas, mientras que en la Teorı́a Unitaria solo se utiliza el costo de
cada unidad o lote.

Debido a esta diferencia con respecto a la Teorı́a Unitaria, en el eje X se coloca la cantidad
acumulada de producción, mientras que en el eje Y está el Costo Promedio Acumulado (CAC), el
cual se calcula utilizando la ecuación 1.18.

CAC =
CumulativeCost

CumulativeQuantity
(1.18)

De esta ecuación se puede observar que el costo acumulado son los recursos utilizados para
producir la cantidad de unidades acumulada, por lo CAC es igual al PDR (ecuación 1.3).

Por la definición de curva de aprendizaje para esta teorı́a, tenemos que cada que se duplica
el número acumulado de unidades producidas, el costo promedio por unidad se reduce en un
porcentaje fijo (slope), que representa la pendiente de la curva, como se puede observar en la
ecuación 1.17.

Sea Ȳ (x) el costo promedio de las unidades 1 a x, la siguiente ecuación representa la definición
del párrafo anterior:

Ȳ (2n) = Ȳ (n) ∗ slope (1.19)

De manera similar a las ecuaciones de slope (ecuación 1.10 y b (ecuación 1.11) definidas en la
Teorı́a Unitaria, tenemos las ecuaciones 1.20 y 1.21 para slope y b en ésta teorı́a:

slope = 2b (1.20)

b =
ln(slope)

ln(2)
(1.21)

Ya que la ecuación 1.17 representa una curva, de manera similar a la Teorı́a Unitaria, se deben
transformar los datos utilizando la función de logaritmo natural, ln(n) para poder aplicar una
regresión lineal, quedando la siguiente ecuación:

ln(Ȳ (x)) = ln(A) + b ∗ ln(x) (1.22)
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Por lo que la ecuación 1.22 se puede reescribir como Ȳ ′(x) = A′ + b ∗ x′ que es una ecuación
lineal y es posible realizar una regresión lineal.

Esta teorı́a muestra mejores resultados cuando el costo inicial para producir una unidad puede
sufrir grandes cambios, debido a variaciones como: cambios de diseño en etapas tempranas del
proyecto, plazos de entrega cortos o una base de proveedores inadecuada.

Estimación de costos por lote

Al igual que en la Teorı́a Unitaria, debido a que el costo de producción de cada unidad es rara vez
reportado, pero sı́ se tiene el costo de producción y cantidad de unidades producidas para cada
lote.

Por lo que se pueden obtener las ecuaciones para estimar el costo de producción promedio por
lote utilizando la ecuación 1.17. Ya que Ȳ (x) = A∗xb representa el costo promedio de las primeras
x unidades, entonces el costo total de x unidades se puede obtener al multiplicar el costo promedio
de x unidades por el total de x unidades, como muestra la siguiente ecuación:

CT (x) = A ∗ xb ∗ x = A ∗ xb+1 (1.23)

Sin embargo, al igual que en la Teorı́a Unitaria se puede obtener el costo de cada unidad, para
obtener el costo de una unidad x, se utiliza la derivada de la ecuación 1.23, que es la pendiente
instantánea de la curva en ese punto, como se muestra en la siguiente ecuación:

CostUnit(x) = CT (x)′ = (b + 1) ∗A ∗ xb (1.24)

Finalmente, para calcular el costo total estimado de un lote especı́fico, se requiere tener la unidad
inicial (f ) y final (l), para utilizar la siguiente ecuación:

CT (f, l) = CT (l)− CT (f − 1)

= A ∗ lb+1 −A ∗ (f − 1)b+1

= A ∗ [lb+1 − (f − 1)b+1]

(1.25)

1.4.3 Comparación entre la Teorı́a Unitaria y la Teorı́a del Promedio Acumulado

Comparando las curvas de aprendizaje, representadas por las ecuaciones que definen a cada
teorı́a, Teorı́a Unitaria y Teorı́a del Promedio Acumulado, es posible notar que a pesar de que
disminuyen su costo en una cantidad fija, debido al aprendizaje dado por el parámetro b de sus
respectivas ecuaciones, cada que el número de unidades es duplicado, la segunda Teorı́a siempre
estará por arriba de la Teorı́a Unitaria.
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Para esto, primero hay que notar que para graficar estas curvas, para cada teorı́a tenemos los
siguientes valores para los ejes x y y:

• Teorı́a Unitaria (UT )

– X-axis es el punto medio del lote

– Y-axis es el costo promedio de cada unidad dentro del lote (PDR)

• Teorı́a del Promedio Acumulado (CAT )

– X-axis es la cantidad acumulada

– Y-axis es el costo promedio acumulado (PDR)

Por lo que una gráfica que muestre las curvas de cada teorı́a, utilizando los mismos datos se
puede ver en la figura 1.3:

FIGURA 1.3: Comparación de la UT y CAT utilizando los mismos datos.

Esto sucede debido a que la Teorı́a del Promedio Acumulado utiliza el costo promedio de todas
las unidades producidas hasta la número n, por lo que, para observar un cambio considerable
debe existir una gran variación en los costos de producción a lo largo del tiempo, además de que,
la reducción de costos, como menciona la definición de esta teorı́a, se da cada que el número
de unidades acumuladas es duplicado, a diferencia de la Teorı́a Unitaria, que la reducción se ve
reflejada cada que el número de unidades es duplicada, lo cual se puede observar en el eje x
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de la figura 1.3, a pesar de utilizar los mismos datos, la CAT tiene un valor mayor para la última
unidad producida que la UT.

En ambas teorı́as, para estimar el costo, es necesario contar con los valores de la unidad inicial y
final de los lotes a producir, ası́ como sus respectivos costos.

1.5 Caso de estudio

El caso de estudio es una metodologı́a de investigación adecuada para el área de Ingenierı́a de
Software ya que tiene como objetivo principal el estudio de fenómenos contemporáneos, que son
difı́ciles de estudiar de manera aislada y proveen un conocimiento más profundo acerca del tema
estudiado[38][23].

A diferencia de los estudios empı́ricos, analı́ticos y controlados, los casos de estudio han sido
criticados por tener menor valor, estar sesgados por los investigadores, etc[38]. Por lo que es
necesario aplicar las metodologı́as de investigación adecuadas, ya que la calidad de los
resultados dependen en gran medida de llevar a cabo el caso de estudio de manera adecuada y
bien fundamentada, ası́ como reconocer que el conocimiento y los resultados obtenidos son más
que solo estadı́sticas[17][27].

Dentro del área de la Ingenierı́a de Software generalmente se tiene como objeto de estudio a
corporaciones privadas o agencias públicas que desarrollan software.

Dado que la Ingenierı́a de Software es un área multidisciplinal llevada a cabo por individuos,
grupos y organizaciones, las preguntas de investigación de esta área son adecuadas para una
investigación utilizando la metodologı́a de caso de estudio.

1.5.1 Proceso de investigación de un caso de estudio

Cuando se lleva a cabo un caso de estudio, de acuerdo a la metodologı́a que propone Runeson,
se deben seguir cinco procesos principales[38]:

1. Diseño y planeación del caso de estudio

2. Recolección de datos

3. Recolección de las evidencias

4. Análisis de los datos obtenidos

5. Reporte de resultados

Es importante tener en cuenta que la recolección de datos y el análisis puede ser llevado a cabo
de manera incremental.
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Diseño y planeación del caso de estudio

De acuerdo a Robson[37], la planeación de un caso de estudio debe contener al menos los
siguientes elementos: objetivo, definición del caso, teorı́a, preguntas de investigación, métodos y
estrategia de selección.

El objetivo del caso de estudio puede ser exploratorio, descriptivo o explicativo[38][23] acerca de
un fenómeno contemporáneo en el mundo real, y las preguntas de investigación definen qué es
lo que se quiere lograr responder o tener conocimiento más profundo a partir del caso estudiado.
Estas preguntas pueden modificarse a lo largo del desarrollo del caso de estudio con el fin de
hacerlas más precisas[9].

El uso de teorı́as para llevar a cabo la investigación no está bien establecido en el área de
Ingenierı́a de Software[20][41], sin embargo, definir un marco de referencia del estudio permite
tener un contexto claro del caso de estudio, lo cual facilita la investigación y la revisión de los
resultados[38].

Para definir la fuente y el tipo de datos, es necesario tener en cuenta qué tipo de resultados se
espera obtener: tı́picos, crı́ticos, relativos o únicos[17]. Mientras que en un caso de estudio
comparativo los datos deben ser seleccionados con el fin de mostrar alguna variación en sus
propiedades[38]. Sin embargo, en la práctica, los datos son seleccionados basados en la
disponibilidad[12].

Dentro de esta fase también es necesario tener en cuenta ciertas consideraciones éticas[42], por
lo que se debe definir de manera explı́cita qué información se puede hacer pública y cómo serán
manejados los datos e información sensible, ası́ como los resultados obtenidos.

Recolección de datos

Existen diferentes fuentes de donde obtener los datos para el caso de estudio, y de acuerdo a
Lethbridge[28] las técnicas para obtenerlos se pueden clasificar en tres niveles.

• Las de primer nivel son métodos directos, en donde el investigador está en contacto directo
con la fuente y recaba datos en tiempo real.

• Las de segundo nivel, son indirectas, donde la información es obtenida de manera
automatizada.

• Mientras que en las de tercer nivel se utilizan datos ya existentes.

Análisis de los datos obtenidos

De acuerdo a los datos recabados para el caso de estudio, su análisis puede ser:
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• Cuantitativo, que consiste generalmente de análisis de estadı́sticas descriptivas, de
correlación y desarrollo de modelos de predicción.

• Cualitativo, el cual tiene como objetivo derivar conclusiones a partir de los datos, mantenido
claras las evidencias y los pasos seguidos durante el análisis.

Reporte de resultados

El reporte del caso de estudio debe contener toda la información necesaria como el tema que se
aborda, contexto, teorı́a, preguntas de investigación, cómo es que llevó a cabo y mostrar los datos
relevantes y resultados a los que se llegó para fundamentar las conclusiones[37].
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Capı́tulo 2

Implementación de algoritmos para el
análisis de curvas de aprendizaje

Con el fin de realizar el análisis y comparación de los resultados obtenidos al aplicar las dos
teorı́as de curvas de aprendizaje descritas en el capı́tulo 1 (Teorı́a Unitaria y Teorı́a del Promedio
Acumulado), se desarrolló un programa para leer la información obtenida en este caso de estudio y
preparar los datos para realizar los cálculos necesarios en ambas teorı́as, los resultados y gráficas
necesarias.

En este capı́tulo se describe de manera general la función del programa, los datos que recibe y
cómo es que realiza los cálculos para obtener la curva de aprendizaje de las teorı́as definidas en
el capı́tulo 1.

2.1 Tecnologı́as utilizadas

Para desarrollar este programa se utilizó la versión 3.8.5 de Python3[33], el cual es un lenguaje
de programación interpretado de propósito general, el código fuente se encuentra de manera
completa en el apéndice A.

2.1.1 Bibliotecas

Para desarrollar el programa se requirió el uso de las siguientes bibliotecas:

Matplotlib

La biblioteca Matplotlib[30], la cual permite crear gráficas estáticas, animadas y visualizaciones
interactivas utilizando Python además de ser de código libre.



Capı́tulo 2. Implementación de algoritmos para el análisis de curvas de aprendizaje 19

SciPy

Es un ecosistema de código libre para matemáticas, ciencia e ingenierı́a[39], el cual contiene
funciones para realizar integrales, interpolación, álgebra lineal y estadı́sticas.

Pandas

Dentro del ecosistema de SciPy se encuentra el módulo de Pandas[32], el cual es de código
abierto y contiene estructuras de datos y herramientas de análisis para el lenguaje de
programación Python.

2.2 Uso del programa

Una vez instaladas las bibliotecas anteriormente mencionadas, se debe ejecutar el programa con
el intérprete python3 desde la lı́nea de comandos:

python3 curvasDeAprendizaje.py

Para utilizar otra base de datos es necesario editar el código fuente del programa, en la lı́nea 123

se pasa como argumento a la función read data la ruta del archivo de la nueva base de datos.

data = read data(′data.csv′)

A continuación se describe el funcionamiento del programa y el formato de la base de datos.

2.3 Preparación de los datos

Los datos deben estar en formato csv (valores separados por coma) para que el programa pueda
leer el archivo. En este caso, cómo se encontraban originalmente en formato de Excel, fue
necesario exportarlos a csv.

2.3.1 Formato inicial de los datos

Las columnas que debe contener el archivo csv con los datos son:

• periodo: es un valor que indica en que bloque de tiempo se desarrolló un proyecto, por
ejemplo número de semestre.

• proyecto: identificador del proyecto que se está desarrollando, esto es debido a que varios
equipos pueden estar trabajando en un mismo proyecto.

• esfuerzo: recursos utilizados para desarrollar el tamaño funcional de ese proyecto en el
periodo indicado, por ejemplo cantidad de horas.
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• pdr : proporción de entrega del producto, cuantos recursos son necesarios para desarrollar
una unidad de CFP.

Un ejemplo de el contenido de este archivo se muestra en la tabla 2.1.

TABLA 2.1: Ejemplo del formato que debe tener un archivo de entrada para el
programa.

periodo proyecto esfuerzo pdr
1 01 1712 16.7
2 02 400 6.7
2 03 174 2.6
3 01 257 8.6

2.4 Procesamiento de los datos

Lo primero es leer los datos para realizar el análisis, utilizando la función read data, la cual permite
filtrar algunos periodos en caso de que sea necesario, utilizando el ı́ndice del mismo.

2.4.1 Cálculo de productividad y PDR

Dado que los datos solo tienen la información acerca del PDR y del esfuerzo, se puede calcular de
manera sencilla el tamaño funcional despejando el valor de production de la ecuación 1.3 dando
como resultado la siguiente ecuación:

CFP =
effort

PDR
(2.1)

Para obtener la productividad, que es el inverso del PDR que se encuentra en los datos, basta
con utilizar la siguiente ecuación:

Productivity =
1

PDR
(2.2)

O bien, utilizando la ecuación 1.1 ya que se haya calculado el tamaño funcional [CFP].

Esto se realiza también dentro de la función utilizada para leer los datos, read data, para ası́ tener
todos los datos necesarios para el análisis disponibles.

2.4.2 Cálculo de curvas de aprendizaje con Teorı́a Unitaria

Para el análisis de la Teorı́a Unitaria por lotes, es necesario calcular el tamaño de cada uno de los
lotes, que en este caso están dados por el semestre en que fueron desarrollados. El tamaño del
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lote esta dado por todos los proyectos desarrollados en cada periodo y el esfuerzo son todas las
horas invertidas en desarrollar esa cantidad de CFP.

Los cálculos se encuentran dentro del bloque de cálculo de valores, que inicia en la lı́nea 136 del
código (Anexo A), en donde se puede observar el uso de las ecuaciones 1.13, 1.14, y 1.15 para
calcular el punto medio de cada lote (LMP), lo cual se realiza con la función lmp, y la ecuación
1.16 para calcular el costo promedio por unidad dentro de cada uno (AUC), además de aplicar la
función de logaritmo natural para LMP y AUC.

Posteriormente, en el bloque de Teorı́a Unitaria, que inicia en la lı́nea 163 del código (Anexo A),
se realiza la regresión lineal con los valores resultantes de aplicar el logaritmo natural del LMP y
del AUC, como se describe en el capı́tulo 1.

Con el resultado de ésto, tenemos la pendiente, que es el porcentaje que define la curva de
aprendizaje, y utilizando la ecuación 1.11 podemos obtener el valor de b que será utilizado en la
ecuación que define la curva para esta teorı́a (ecuación 1.8)

Por otro lado, para obtener el valor de A, dado que el resultado de la regresión lineal fue
utilizando los datos a los que se aplicó el logaritmo natural, es necesario utilizar una exponencial
del intercepto:

A = eintercept (2.3)

Finalmente, a manera de ejemplo, se propone un lote a desarrollar para un siguiente periodo
definiendo un tamaño funcional a desarrollar de maneara arbitraria, se calcula su primera y última
unidad, ası́ como su LMP. Y utilizando la ecuación 1.8, podemos obtener el AUC estimado para
este nuevo lote.

2.4.3 Cálculo de curvas de aprendizaje con Teorı́a del Promedio Acumulado

Para el análisis de la Teorı́a del Promedio Acumulado, es necesario calcular el tamaño y costo
acumulado por cada lote, que en este caso están dados por el semestre en que fueron
desarrollados. El tamaño del lote está dado por todos los proyectos desarrollados en cada
periodo y el esfuerzo son todas las horas invertidas en desarrollar esa cantidad de CFP.

Los cálculos se encuentran dentro del bloque de cálculo de valores, al igual que en la Teorı́a
Unitaria inicia en la lı́nea 136 del código (Anexo A), en donde se puede observar el uso de las
ecuación 1.18 para calcular el costo promedio acumulado (CAC) y el cálculo iterativo de la
cantidad acumulada CumQuantity, además de aplicar la función de logaritmo natural para CAC y
CumQuantity.
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Posteriormente, en el bloque de Teorı́a del Promedio Acumulado, que inicia en la lı́nea 200 de l
código (Anexo A), se realiza la regresión lineal con los valores resultantes de aplicar el logaritmo
natural del cac y del CumQuantity, como se describe en el capı́tulo 1.

Con el resultado de ésto, tenemos la pendiente, que es el porcentaje que define la curva de
aprendizaje, y utilizando la ecuación 1.21 podemos obtener el valor de b que será utilizado en la
ecuación que define la curva para esta teorı́a (ecuación 1.17)

Por otro lado, para obtener el valor de A, similar al caso de la Teorı́a Unitaria, es necesario utilizar
una exponencial del intercepto (ecuación 2.3)

Finalmente, a manera de ejemplo, se propone un lote a desarrollar para un siguiente periodo
definiendo un tamaño funcional a desarrollar de maneara arbitraria, se calcula su primera y última
unidad acumuladas, ası́ como el costo acumulado promedio por unidad (CAC). Y utilizando la
ecuación 1.25, podemos estimar el costo de este lote.

2.4.4 Criterios de calidad

Una vez obtenidos los valores de estimación por cada teorı́a, utilizando la función get errors se
calculan los siguientes criterios de calidad:

• Magnitud relativa del error (MRE)

• Media de la magnitud relativa del error (MMRE)

• Raı́z cuadrada de la media del error cuadrático (RMS)

• Nivel de predicción (Pred 25%)

Utilizando el valor real del costo y el valor estimado utilizando las ecuaciones definidas por las
curvas de aprendizaje y los valores obtenidos durante el análisis.

Este programa fue desarrollado con el fin de tener una herramienta que permitiera aplicar las
teorı́as de curvas de aprendizaje descritas en el capı́tulo 1 en un caso de estudio y realizar
comparaciones de los resultados obtenidos por los modelos de cada teorı́a utilizando los criterios
de calidad.
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Capı́tulo 3

Aplicación de las teorı́as de curvas de
aprendizaje: casos de estudio

En este capı́tulo se describen los dos casos de estudio llevados a cabo durante la maestrı́a.

En el primer caso de estudio se plantea la pregunta ¿cuál será la mejora en términos de PDR
para el siguiente bloque de proyectos, dado el aprendizaje que ha tenido el proveedor?, buscando
ası́, estimar de manera formal y confiable el PDR que se espera que una empresa de desarrollo
de software tenga, utilizando el esfuerzo y tamaño funcional desarrollado en periodos anteriores y
llevando a cabo un análisis de curvas de aprendizaje, desde la perspectiva de la Teorı́a Unitaria.
Este artı́culo fue publicado y presentado en el congreso IWSM MENSURA + CNMES 20201[49].

Mientras que el segundo caso de estudio busca extender el primero, siendo la pregunta de
investigación ¿cuál teorı́a de las definidas para las curvas de aprendizaje presenta mejores
resultados, Teorı́a Unitaria o Teorı́a del Promedio Acumulado?. Este artı́culo fue enviado a la
revista Programming and Computer Software - Special Issue 2021 y actualmente ya fue aceptado
para su publicación, de acuerdo a la revista, éste será publicado en su numero especial 2021[48].

3.1 Primera iteración: estimación de productividad del siguiente
lote

Para conducir este caso de estudio en un contexto del mundo real, se siguió la metodologı́a de
cinco fases propuesta por Runeson[38].

En la tabla 3.1 se muestran los puntos más importantes, y de manera resumida, de cada fase de
este caso de estudio.

15o National Congress of Software Measurement and Estimation joint 30th International Workshop on Software
Measurement (IWSM) y el 15th International Conference Software Process and Product Measurement (MENSURA).
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TABLA 3.1: Metodologı́a para llevar a cabo el caso de estudio.

1 Diseño de caso de estudio

P1: ¿Cuál será la mejora en términos de PDR
para el siguiente bloque de proyectos, dado
el aprendizaje que ha tenido el proveedor?
Objeto de estudio: 21 proyectos desarrollados a lo
largo de 4 semestres

2 Recolección de datos
Datos de interés: tamaño funcional del software,
esfuerzo

3 Recolección de evidencias Métricas de la evidencia: CFP, PDR, productividad

4 Análisis de datos recolectados
Análisis cuantitativo: cálculo del punto medio del lote
(LMP), costo promedio por unidad (AUC), pendiente de la
curva de aprendizaje

5 Reporte de resultados Reporte del caso de estudio: metodologı́a y resultados

3.1.1 Diseño de caso de estudio

El análisis de curvas de aprendizaje en este documento tiene como objetivo calcular el grado de
aprendizaje que se puede solicitar de manera formal para periodos posteriores a una empresa
desarrolladora de software. Se busca estimar el grado de aprendizaje con la productividad
mostrada en periodos anteriores.

El análisis será llevado a cabo con la información de un contrato entre una entidad del gobierno
Mexicano del sector energético y un proveedor de software. Por cuestiones de confidencialidad,
el nombre de estas empresas no serán mencionados dentro de este documento.

Cada cierta cantidad de tiempo, aproximadamente dos años, esta entidad contrata proveedores de
software para desarrollar los proyectos que requiere. El proveedor del servicio para el desarrollo
de software actual fue contratado por dos años, 2018 y 2019, cuyo contrato fue extendido para el
primer semestre del 2020.

3.1.2 Recolección de datos

Para determinar la productividad que se puede solicitar al proveedor de desarrollo de software
para el primer semestre del 2020, la entidad brindó información de 21 proyectos desarrollados en
los dos primeros años por el proveedor, con lo que se conformó el universo de datos para este
caso de estudio. Esta información contiene, para cada proyecto desarrollado el año y semestre
en que se desarrolló, el esfuerzo requerido y el tamaño funcional, el cual está medido en
CFP2(Tabla 3.2). Este tamaño funcional fue obtenido utilizando una estimación utilizando el
método de Estimación de Proyectos en Contextos de Incertidumbre (EPCU, Estimation of

2CFP: COSMIC Function Points, la unidad de medida del método COSMIC.
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Projects in Contexts of Uncertainty), como se define el la Guı́a de expertos para el
dimensionamiento inicial del software con COSMIC[54]; por lo que los valores no son enteros.

3.1.3 Recolección de evidencias

Dado que la información de los proyectos se puede agrupar por el semestre en que fueron
desarrollados, es adecuado utilizar el enfoque de la estimación por lotes de la Teorı́a Unitaria.
Cada semestre contiene un lote de cierto número de unidades de tamaño funcional
desarrolladas, y el esfuerzo para desarrollarlas, las cuales corresponden al conjunto de proyectos
realizados en el semestre correspondiente.

Para modelar la productividad del proveedor, se utilizarán los conceptos definidos en la sección
de Economı́a de la Ingenierı́a de Software (capı́tulo 1): el factor de productividad (PDR) y la
productividad.

Por lo que, al utilizar la información de esta base de datos, la producción de software está dada en
unidades de [CFP] y el esfuerzo requerido para producirlas está dado en horas de trabajo [WH].
Debido a esto, las unidades del PDR son [WH/CFP] y de la productividad son [CFP/WH].

Cabe mencionar que el enfoque para determinar el PDR en los dos primeros semestres no fue
del todo correcto, ya que la entidad, debido a una mala asesorı́a, definió que todos los proyectos
que fueron desarrollados en estos periodos tendrı́an un PDR fijo en 34[WH/CFP], el cual fue
determinado mediante juicio de experto, es decir, no de manera formal y sin fundamentos
derivados de un análisis de datos históricos como se recomienda en las buenas prácticas. Para
los dos semestres del segundo año, 2019, se aplicó de manera correcta el método COSMIC,
utilizando como referencia la base de datos de la Asociación Mexicana de Métricas de
Software[11], por lo que los proyectos desarrollados en estos periodos tienen un PDR variable,
derivado de la aceptación de las estimaciones y, en consecuencia, la validación del PDR fue
desarrollada por la entidad en base a la definición de un proceso de validación de estimaciones,
como el propuesto en [53].
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TABLA 3.2: Información proporcionada sobre los proyectos desarrollados por la
fábrica de software.

ID Semestre WH PDR CFP
1 1 667 34.00 19.61
2 1 660 34.00 19.41
3 1 583 34.00 17.14
4 1 574 34.00 16.88
5 2 509 34.00 14.97
6 2 381 34.00 11.20
7 2 363 34.00 10.67
8 2 257 34.00 7.55
9 3 19157 18.28 1047.97

10 3 14187 18.10 783.81
11 3 7324 16.28 449.87
12 3 6731 16.07 418.85
13 3 5772 15.99 360.97
14 3 2495 15.89 157.01
15 3 1389 15.78 88.02
16 4 12666 15.50 817.16
17 4 2275 15.37 148.01
18 4 17276 15.32 1127.67
19 4 27407 15.23 1799.54
20 4 2335 14.97 155.97
21 4 6880 13.36 514.97

3.1.4 Análisis de datos recolectados

Con los datos de la tabla 3.2, el análisis de la curva de aprendizaje se realizó utilizando la Teorı́a
Unitaria para estimar el costo por lote, considerando a cada semestre de desarrollo como uno, por
lo que es necesario calcular el Punto Medio de cada Lote (LMP) y el costo promedio de unidad
por lote (AUC) como se menciona en el capı́tulo 1. La tabla 3.3 muestra los datos resultantes de
estos cálculos.



Capı́tulo 3. Aplicación de las teorı́as de curvas de aprendizaje: casos de estudio 27

TABLA 3.3: Resultado de los cálculos realizados para analizar el costo del lote con
la Teorı́a Unitaria.

Lot Unidades WH PDR Primera Unidades LMP ln(AUC) ln(LMP)
[CFP] (AUC) Unidad Acumuladas

1 73.05 2484 34.00 1.00 73.05 24.35 3.52 3.19
2 44.41 1510 34.00 74.05 117.47 94.51 3.52 4.54
3 3306.53 57055 17.25 118.47 3424.00 1204.07 2.84 7.09
4 4563.34 68839 15.08 3425.00 7987.34 5468.27 2.71 8.60

La figura 3.1 muestra la curva generada utilizando los datos de la tabla 3.3, en el eje Y va el AUC,
costo promedio de cada unidad por lote, mientras que en el eje X está el LMP, punto medio de
cada lote.

FIGURA 3.1: AUC(PDR) vs. LMP.

Análisis de curvas de aprendizaje utilizando la Teorı́a Unitaria

Se realiza una transformación sobre los valores de ambos ejes utilizando la función Logaritmo
natural (ln) para hacer que los datos sean más lineales con el fin de realizar una regresión lineal
[31]. Los valores obtenidos se muestran en la Tabla 3.3. Al graficar el ln(AUC) para el eje Y y el
ln(LMP ) en el eje X, se obtiene la gráfica mostrada en la figura 3.2. Es importante mencionar
que la pendiente de la recta en la gráfica es negativa, lo que significa que hay aprendizaje.
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FIGURA 3.2: Regresión lineal, ln(PDR) vs. ln(LMP).

Los valores de las constantes que definen la ecuación de la recta mostrada en la figura 3.2 se
pueden obtener realizando una regresión lineal utilizando los datos de la Tabla 3.3, lo que da
como resultado la siguiente ecuación:

Y (x) = −0.171x + 4.1581 (3.1)

Donde:

• Y es el AUC

• x es el LMP

• A = 4.1581 que es el costo teórico de la primer unidad

• b = −0.171 que la pendiente de la curva de aprendizaje

Sin embargo, estos resultados se encuentran en unidades de Logaritmo natural (ln), por lo que la
ecuación que realmente se tiene es:

ln(PDR) = −0.171 ∗ ln(LMP ) + 4.1581 (3.2)
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Para transformar la ecuación 3.2 a su forma original, es necesario aplicar la función exponencial
a cada lado de esta ecuación; que como resultado se obtiene la siguiente ecuación:

PDR = 63.951 ∗ LMP−0.171 (3.3)

En esta ecuación se puede observar que la pendiente de la curva de aprendizaje es:

2b = 2−0.171 = 0.887 = 88.7% (3.4)

Esta es la ecuación de mejor modela el ambiente de producción para los datos de la tabla 3.2. Esto
muestra que existe una curva de aprendizaje de 88.7%; lo que significa que hay un incremento de
la productividad de 11.3% cada que se duplica la cantidad de CFP desarrollados.

Ahora es posible resolver la ecuación para conocer el costo promedio por unidad para cualquier
lote posterior, calculando su LMP, el cual puede ser obtenido una vez que se conoce su primera y
última unidad.

Estimación del costo de un lote para el siguiente periodo

Como ejercicio de validación, se realiza un estimado del tamaño funcional a desarrollar para el
siguiente periodo, tomando el tamaño promedio de los proyectos desarrollados en los cuatro
semestres previos, el cual es 1997[CFP].

A partir de esta información, los valores para el lote 5 (primer semestre del año 2020) son
calculados, los cuales son la primera y última unidad, el punto medio del lote (LMP), y se utiliza la
ecuación de predicción 3.3 para calcular el PDR del lote. Finalmente, ya que el el PDR =
[WH/CFP], la cantidad de [WH] se puede obtener multiplicando el PDR por el tamaño funcional a
desarrollar.

La tabla 3.4 muestra en la columna 4 el PDR para cada lote de los 4 periodos anteriores, mientras
que en la columna 5 se muestra el valor estimado para cada lote utilizando la ecuación 3.3. En
la última lı́nea se agrega el lote 5, el cual corresponde al primer semestre del año 2020, donde
en su primer columna está el tamaño funcional que se estimó anteriormente, 1997 [CFP], para
el cual también se estima el PDR utilizando la ecuación 3.3. En la última columna (6) se calcula
la Magnitud del Error Relativo (MRE) considerando el valor real y el estimado para los cuatro
primeros lotes, columnas 4 y 5 respectivamente.
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TABLA 3.4: Resultados de los cálculos realizados para analizar el costo por lotes
utilizando la Teorı́a Unitaria.

Lote Unidades WH PDR real PDR Estimado MRE
1 73.05 2484.00 34.00 36.99 0.088
2 44.41 1510.00 34.00 29.32 0.137
3 3306.53 57055.00 17.25 18.95 0.098
4 4563.34 68839.00 15.08 14.62 0.030
5 1997.00 - - 13.44 -

Criterios de calidad

Utilizando la información de la columna 5 de la tabla 3.4, se evaluaron los criterios de calidad
para analizar la robustez del modelo, los cuales son la media de la magnitud del error relativo
Mean Magnitude of Relative Error, MMRE, desviación estándar del MRE (MRE Standard
Deviation, RMS) y el nivel de predicción al 25%, cuyos resultados se muestran en la tabla 3.5.

TABLA 3.5: Criterios de calidad, MMRE, RMS, and Pred (25%).

Criterio de calidad Valor
MMRE 0.088
RMS 2.913
Pred (25%) 100%

Basado en la información de la tabla 3.5, se puede mencionar que hay un promedio del error
relativo (MMRE) de 8.8%, con una raı́z cuadrada de la media del error cuadrático (RMS) de 2.913,
y todos los puntos se encuentran dentro del 25% de nivel de predicción. Observando que el valor
de MRE y considerando el nivel de predicción, todos los puntos se encuentran dentro de un nivel
de predicción de 13.7%. Esto es, todas las estimaciones presentan un error relativo menor o
igual a 13.7%; de esta forma, se espera que el valor de PDR estimado para el periodo 5 sea de
13.44[WH/CFP ]± 13.7%

Después de graficar los datos de la tabla 3.4, se puede observar en la figura 3.3 que los valores
estimados (verde) para los periodos conocidos muestran un comportamiento similar a los valores
reales (azul), con un MMRE de 8.8% (tabla 3.5).
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FIGURA 3.3: En azul, los valores originales y en verde los estimados por la ecuación
3.11, y en rojo el PDR estimado para el primer semestre del año 2020.

De esta forma, tenemos un modelo que de forma confiable representa la curva de aprendizaje
definida por la ecuación 3.3, la cual tiene una proporción de aprendizaje de 88.7%. Lo que que
es posible y alcanzable por parte del proveedor, ya que fue obtenida de manera formal realizando
un análisis de curvas de aprendizaje utilizando la productividad observada en periodos previos de
desarrollo.

3.1.5 Reporte de resultados

Un problema al que se enfrentan las empresas que cuentan con un mismo proveedor por varios
periodos de tiempo, es conocer de manera formal qué proporción de mejora se podrı́a esperar
debido al know-how adquirido durante el servicio, esta situación se visualiza como un beneficio
extra o motivador para el cliente en contratos a mediano o largo plazo.

Este caso de estudio presenta una propuesta para determinar el grado de aprendizaje de un
proveedor para solicitar una cantidad de mejora del factor de productividad (PDR) utilizando la
información de periodos anteriores a través de un estudio de caso real en la industria mexicana. El
enfoque utilizado para determinar el grado de aprendizaje es el análisis de curvas de aprendizaje
de la Teorı́a Unitaria.
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El análisis de las curvas de aprendizaje para este caso de estudio ha mostrado que hay
aprendizaje a lo largo de cada perı́odo en el que se desarrollaron diferentes proyectos. Esto
muestra que la productividad mejora con el tiempo, exhibiendo una tasa de aprendizaje del
88.7%, lo que representa un aumento de productividad del 11.3% cada que la cantidad de
unidades CFP desarrolladas se duplica.

Con estos resultados, podemos estimar el esfuerzo en [WH] para producir una unidad [CFP], es
decir, el PDR para el siguiente lote, una vez que tengamos el tamaño estimado que se producirá
de tamaño funcional de software para el quinto periodo.

Para estimar el tamaño funcional esperado a desarrollar en el lote del primer semestre del año
2020, se consideró el promedio del tamaño funcional de los lotes referidos a los años 2018 y
2019. El tamaño funcional esperado para el primer semestre es 1997 [CFP], usando la ecuación
3.3, muestra que se puede esperar un PDR de 13.44[WH/CFP ]± 13.7%.

Este caso de estudio presenta una cantidad pequeña de datos para analizar, por lo que un trabajo
futuro es buscar conjuntos de datos más grandes de desarrollo de proyectos de software para
repetir el análisis y comparar resultados.

3.2 Segunda iteración: comparación de los resultados de dos
teorı́as de curvas de aprendizaje

Derivado de los resultados de éste primer caso de estudio, se planteó la siguiente pregunta de
investigación: ¿cuál teorı́a de las definidas para las curvas de aprendizaje presenta mejores
resultados?, pensando que se podı́a obtener un modelo más robusto para la predicción de el
PDR esperado por parte de la empresa proveedora de desarrollo de software al realizar una
comparación de los modelos obtenidos por la Teorı́a Unitaria (desarrollada en el primer caso de
estudio) y la Teorı́a del Promedio Acumulado definidas por las curvas de aprendizaje.

Debido a que este segundo caso de estudio surge para ampliar el primero, solo se describirán las
secciones agregadas y los cambios que hubo en cuanto a objetivos, análisis cuantitativo (la Teorı́a
del Promedio Acumulado y la comparación de ambas teorı́as) y conclusiones, ya que la base de
datos utilizada es la misma, las fases: 2. Recolección de datos y 3. Recolección de evidencias
son las mismas que las del primero.

En la tabla 3.6 se muestran los puntos más importantes, y de manera resumida, de cada fase de
este caso de estudio, donde los cambios se encuentran principalmente en las preguntas que se
busca resolver, el análisis cuantitativo, para incluir la Teorı́a del Promedio Acumulado, y el reporte
de resultados, donde se agrega la comparación de ambas teorı́as.
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TABLA 3.6: Metodologı́a para llevar a cabo el caso de estudio.

1
Diseño de
caso de
estudio

Preguntas de casos del estudio:
1. ¿Cuál será la mejora en términos de PDR para el siguiente bloque

de proyectos, dado el aprendizaje que ha tenido el proveedor?
2. ¿Cuál teorı́a de las definidas para las curvas de aprendizaje

presenta mejores resultados?
Objeto de estudio:

• 21 proyectos desarrollados a lo largo de 4 semestres

2
Recolección
de datos

Datos de interés:
• tamaño funcional del software desarrollado por semestre
• esfuerzo requerido para desarrollar la cantidad de CFP por semestre

3
Recolección
de
evidencias

Métricas de la evidencia:
• CFP, PDR, productividad
• criterios de calidad: MRE, MMRE, RMS, Pred(25%)

4
Análisis de
los datos
recolectados

Análisis cuantitativo:
• cálculo del punto medio del lote (LMP), costo promedio por unidad

(AUC), pendiente de la curva de aprendizaje para la Teorı́a Unitaria
• cálculo de la cantidad acumulada, costo acumulado, costo promedio

acumulado, pendiente de la curva de aprendizaje para la Teorı́a del
Promedio Acumulado

5
Reporte de
resultados

Reporte del caso de estudio:
• metodologı́a, criterios de calidad, resultados de ambas teorı́as,

comparación

3.2.1 Diseño de caso de estudio

Este caso de estudio presenta una comparación entre dos de los modelos definidos por la teorı́a de
la curva de aprendizaje. El objetivo es determinar con cuál teorı́a se obtendrı́a un mejor resultado.

3.2.2 Análisis de datos recolectados

Con los datos de la tabla 3.2, el análisis de la curva de aprendizaje se realizará utilizando la
Teorı́a del Promedio Acumulado para estimar el costo por lote, considerando a cada semestre de
desarrollo como uno, por lo que es necesario calcular la Cantidad Acumulada, Costo Acumulado
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y Costo Promedio Acumulado como se describe en el capı́tulo 1. La tabla 3.7 muestra los datos
resultantes de estos cálculos.

TABLA 3.7: Resultado de los cálculos realizados para analizar el costo del lote con
la Teorı́a del Promedio Acumulado.

Lot Unidades WH PDR Primera Unidades WH ln ln
[CFP] (CAC) Unidad Acumuladas Acumuladas (CAC) (CmQty)

1 73.05 2484 34.00 1.00 73.05 2484.00 3.52 4.29
2 44.41 1510 34.00 74.05 117.47 3994.00 3.52 4.76
3 3306.53 57055 17.82 118.47 3424.00 61049.00 2.88 8.13
4 4563.34 68839 16.26 3425.00 7987.34 129888.00 2.78 8.98

La figura 3.4 muestra la curva generada utilizando los datos de la tabla 3.7, en el eje Y el Costo
Promedio Acumulado (CAC) de cada unidad por lote, mientras que en el eje X, la cantidad
acumulada de unidades producidas.

FIGURA 3.4: Cantidad acumulada vs. Costo Promedio Acumulado.

Análisis de curvas de aprendizaje utilizando la Teorı́a del Promedio Acumulado

Se realiza una transformación sobre los valores de ambos ejes utilizando la función Logaritmo
natural (ln) para hacer que los datos sean más lineales con el fin de realizar una regresión lineal
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[31]. Los valores obtenidos se muestran en la tabla 3.7. Al graficar ln(CAC) para el eje Y y el
ln(CumQuantity) para el eje X, se obtiene la gráfica mostrada en la figura 3.5. Es importante
mencionar que la pendiente de la recta en la gráfica es negativa, lo que significa que hay
aprendizaje en la producción.

FIGURA 3.5: ln(cantidadAcumulada) vs. ln(CAC), utilizando los datos trasformados
de la tabla 3.7.

Los valores de las constantes que definen la ecuación de la recta mostrada en la figura 3.5 se
pueden obtener realizando una regresión lineal usando los datos de la Tabla 3.7, lo que da como
resultado la siguiente ecuación:

Y (x) = −0.169x + 4.2864 (3.5)

Donde:

• Y es el Costo Acumulado Promedio (CAC)

• x es la cantidad producida acumulada

• A = 4.2864 es el costo teórico del primer unidad

• b = −0.169 es la pendiente de la curva de aprendizaje
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Sin embargo, estos resultados se encuentran en unidades de logaritmo natural (ln), por lo que la
ecuación que realmente se tiene es:

ln(CAC) = −0.169 ∗ ln(CumQuantity) + 4.2864 (3.6)

Para transformar la ecuación 3.6 a su forma original, es necesario aplicar la función exponencial
a cada lado de la ecuación; como resultado se obtiene la siguiente ecuación:

CAC = 72.71 ∗N−0.169 (3.7)

En esta ecuación se puede observar que la pendiente de la curva de aprendizaje es:

2b = 2−0.169 = 0.8895 = 88.95% (3.8)

Para conocer el costo total de x unidades, se utiliza la ecuación 1.23, definida en el capı́tulo 1, por
lo que al sustituir las variables tenemos el siguiente resultado:

CT (x) = A ∗ xb+1 = 72.708 ∗ x−0.169+1 = 72.708 ∗N0.831 (3.9)

Sin embargo, de la misma forma que en la Teorı́a Unitaria, para obtener el costo de una sola
unidad x, se utiliza la ecuación 1.24, definida en el capı́tulo 1, por lo que al sustituir las variables
tenemos el siguiente resultado:

CostUnit(x) = CT (x)′ = (b + 1) ∗A ∗N b = (0.831) ∗ 72.708 ∗N−0.169 (3.10)

Finalmente, para calcular el costo total de un lote especı́fico, se requiere de conocer la primera (f )
y última (l) unidad de éste, para utilizar ecuación 1.25:

CT (f, l) = CT (l)− CT (f − 1)

= A ∗ [lb+1 − (f − 1)b+1]

= 72.708 ∗ [l0.831 − (f − 1)0.831]

(3.11)

Esta es la ecuación que mejor modela el ambiente de producción para los datos de tabla 3.2. Esto
muestra que existe una curva de aprendizaje de 88.95%; lo que significa que hay un incremento
de la productividad de 11.05% cada que se duplica la cantidad acumulada de CFP desarrollada.
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Estimación del costo de un lote para el siguiente periodo

Como ejercicio de validación, se utilizará el mismo tamaño funcional estimado a desarrollar para
el siguiente periodo que el utilizado en el primer caso de estudio, que fue 1997[CFP].

A partir de esta información, se calculan los valores para el lote 5 (primer semestre del año 2020),
los cuales son las unidades acumuladas, el costo acumulado y la ecuación 3.11 se utiliza para
calcular el esfuerzo ([WH]) requerido para desarrollar el tamaño funcional del quinto lote. Por
último, dado que el PDR acumulado = [WH acumulado/ CFP acumulado], es necesario calcular
el costo acumulado sumando el costo del quinto lote al costo acumulado hasta el cuarto lote, es
decir, agregar 1997 [CFP] al costo acumulado anterior.

La tabla 3.8 muestra en la columna 4 el PDR acumulado promedio para cada lote de los perı́odos
anteriores, mientras que la columna 5 muestra el PDR estimado para ese lote usando la ecuación
3.11. En la última lı́nea se incluye el lote 5, el cual corresponde al primer semestre del año
2020,donde en su primer columna se encuentra el promedio de [CFP] desarrollado de los perı́odos
anteriores se consideró como el último tamaño de lote (1997 [CFP]). En la última columna (6) se
calcula la Magnitud del Error Relativo (MRE) el PDR real (columna 4) y el PDR estimado (columna
5).

TABLA 3.8: Resultados de los cálculos realizados para analizar el costo por lotes
utilizando la Teorı́a del Promedio Acumulado.

Lote Unidades WH PDR real PDR MRE
Acumuladas (CAC) Estimado

1 73.05 2484.00 34.00 35.21 0.035
2 117.47 3994.00 34.00 32.49 0.044
3 3424.01 61049.00 17.82 18.38 0.031
4 7987.34 129888.00 16.26 15.93 0.020
5 9985.34 - - 15.34 -

Criterios de calidad

De igual manera que en el primer caso de estudio, se utilizó la información de la columna 5 de
la tabla 3.8 para evaluar los criterios de calidad y ası́ poder analizar la robustez del modelo, los
cuales se muestran en la tabla 3.9.

TABLA 3.9: Criterios de calidad, MMRE, RMS, and Pred (25%).

Criterio de calidad Valor
MMRE 0.032
RMS 1.017
Pred (25%) 100%
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Basado en la información de la tabla 3.9, se puede mencionar que hay un promedio del error
relativo (MMRE) de 3.2%, con una raı́z cuadrada de la media del error cuadrático (RMS) de 1.017,
y todos los puntos se encuentran dentro del 25% de nivel de predicción. Observando el valor
de MRE y considerando el nivel de predicción, todos los puntos se encuentran dentro de un
nivel de predicción de 4.4%. Esto es, todas las estimaciones presentan un error relativo menor o
igual a 4.4%; de esta forma, se espera que el valor de PDR estimado para el periodo 5 sea de
15.34[WH/CFP ]± 4.4%

Después de graficar los datos de la tabla 3.8, se puede observar en la figura 3.6 que los valores
estimados (amarillo) para los periodos conocidos muestran un comportamiento similar a los
valores reales (cyan), con un MMRE de 3.2% (table 3.9).

FIGURA 3.6: En cyan, los valores originales y en amarillo los estimados por la
ecuación 3.11, y en magenta el PDR estimado para el primer semestre del año

2020.

De esta forma, tenemos un modelo con mayor precisión, cuya curva de aprendizaje esta definida
por la ecuación 3.7, la cual tiene una proporción de aprendizaje de 88.95%. Cantidad que es
posible y alcanzable por parte del proveedor, ya que fue obtenida de manera formal realizando
un análisis de curvas de aprendizaje utilizando la productividad observada en periodos previos de
desarrollo.
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3.2.3 Comparación entre ambas teorı́as, UT y CAT

En la tabla 3.10 se puede observar que aunque ambas teorı́as exhiben una precisión del 100% a
un nivel de predicción del 25%, la Teorı́a del Promedio Acumulado tiene un error relativo promedio
más bajo que la Teorı́a Unitaria, además de ser más conservadora. Por otra parte, la pendiente
de la curva de aprendizaje para ambas teorı́as es similar, 88.70% para la Teorı́a Unitaria y 88.95%

para la Teorı́a del Promedio Acumulado.

TABLA 3.10: Comparación de resultados y criterios de calidad de ambas teorı́as.
* Cada que la cantidad de unidades o unidades acumuladas producidas se duplica.

UT CAT
MMRE 0.088 0.032

RMS 2.913 1.017

Pred (25%) 100.00 % 100.00 %
Costo teórico del primer unidad 63.951 72.710

Pendiente de la curva de aprendizaje 88.70% 88.95%
Incremento de la productividad * 11.30% 11.05%
PDR estimado 13.44 15.34

En la figura 3.7 se muestra una comparación de las dos teorı́as, donde se puede observar que a
partir de los datos analizados, el PDR disminuye en ambas, aproximadamente de manera similar,
pero la Teorı́a Unitaria siempre por debajo.

Dado que la curva de promedio acumulado se basa en el costo promedio de la cantidad de
producción en lugar del costo de una unidad o lote en particular, muestra menos cambios a las
tendencias de costos que la curva de la Teorı́a Unitaria. Serı́a necesario un cambio considerable
en el costo de alguna unidad o lote de unidades antes de que se refleje un cambio en la curva de
la Teorı́a del Promedio Acumulado.

Para mostrar las curvas de aprendizaje de ambas teorı́as en una misma gráfica es necesario
considerar las diferencias que los ejes cada una representan:

• Teorı́a Unitaria (UT )

– X es el punto medio del lote (LMP)

– Y es el costo promedio de cada unidad dentro del lote (PDR)

• Teorı́a del Promedio Acumulado (CAT )

– X es la cantidad acumulada producida

– Y Es el Costo Acumulado Promedio (PDR)



Capı́tulo 3. Aplicación de las teorı́as de curvas de aprendizaje: casos de estudio 40

FIGURA 3.7: Comparación de las curvas de aprendizaje de ambas teorı́as, Teorı́a
Unitaria (figura 3.3) y Teorı́a del Promedio Acumulado (figura 3.6).

3.2.4 Reporte de resultados

Es importante tener la información necesaria para elegir de manera correcta cuál de las teorı́as
de las curvas de aprendizaje ofrece un modelo con mejores resultados de acuerdo a su ambiente
de producción.

Este caso de estudio presenta una comparación entre dos enfoques de las curvas de aprendizaje
para determinar el grado de aprendizaje que obtiene un proveedor para ası́ solicitarle un aumento
de eficiencia de los equipos en la construcción del software (PDR) con base en la productividad
mostrada en periodos anteriores.

El análisis de las Curvas de Aprendizaje para este caso de estudio ha mostrado que existe
aprendizaje a lo largo de cada perı́odo en el que se desarrollaron diferentes proyectos. Lo cual
muestra que la productividad aumenta con el tiempo, mostrando un aprendizaje del 88.7% y
aumento de la productividad del 11.3% utilizando la Teorı́a de la Unitaria, mientras que al usar la
Teorı́a del Promedio Acumulado se obtiene un grado de aprendizaje del 88.95%, lo que
representa un aumento de la productividad de 11.05%.

Con estos resultados, podemos estimar el esfuerzo requerido en [WH] para producir una unidad
de tamaño funcional [CFP], es decir, el PDR para el siguiente lote, una vez que se tenga el tamaño
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estimado a producir.

A manera de ejercicio, se estimó el tamaño funcional esperado a desarrollar en el lote del primer
semestre del año 2020, considerando el promedio del tamaño funcional de los lotes anteriores,
2018 y 2019, dando como resultado 1997 [CFP], con este valor podemos utiliza la ecuación (3.3)
correspondiente a la Teorı́a Unitaria, para obtener el PDR esperado, que es de 13.44[WH/CFP ]±
13.7%, y con la Teorı́a del Promedio Acumulado, utilizando la ecuación 3.11 podemos esperar un
PDR de 15.34[WH/CFP ]± 4.4%.

Dado que la curva de costo de la Teorı́a Unitaria siempre esta por debajo de la curva de costo
de la Teorı́a de Promedio Acumulado, los negociadores generalmente prefieren utilizar las curvas
de costo de la Teorı́a Unitaria, ya que da una estimación más restrictiva y responde mejor a las
variaciones de costos unitarios[31].

Qué tipo de curva de aprendizaje utilizar es una decisión importante durante estimación de costos
ya que hay otros factores a considerar al momento de seleccionar la curva de aprendizaje para
realizar el análisis. La Teorı́a de Promedio Acumulado se utiliza cuando existe incertidumbre
debido a que los costos unitarios no se conocen con precisión y se sabe que habrá cambios en el
producto. Por otra parte, la Teorı́a Unitaria muestra mejores resultados cuando se tiene un mayor
control del proceso de desarrollo, no hay ambigüedades y se tiene la información del costo para
cada unidad. Por lo que en ambientes de desarrollo de software es recomendable utilizar la Teorı́a
del Promedio Acumulado mientras no se tenga un sistema reproducible de métricas que permita
tener certeza de los costos unitarios.

Dado que los proyectos de software muestran diferencias con respecto a proyectos de otras
áreas[14], donde una de ellas es la gran cantidad de cambios que tienen durante su desarrollo,
ası́ como un menor ı́ndice de éxito[19], además de que la información acerca de los
requerimientos funcionales es ambigua al inicio y se conoce a detalle en etapas avanzadas del
desarrollo.

Por lo tanto en este caso de estudio se considera la Teorı́a del Promedio Acumulado, ya que
presenta un modelo que arroja mejores resultados de criterios de calidad que el modelo de la
Teorı́a Unitaria para este caso de estudio. Un ejemplo de esta situación es que en este caso de
estudio se tuvo que utilizar una técnica de aproximación para medir el tamaño funcional de los
proyectos desarrollados en los dos primeros semestres. El uso de técnicas de aproximación es
cuando no hay suficiente información o tiempo para llevar a cabo una medición de manera formal,
lo que implica que hay incertidumbre.

Este caso de estudio presenta una cantidad pequeña de datos para analizar, por lo que un trabajo
futuro es buscar conjuntos de datos más grandes de desarrollo de proyectos de software para
repetir el análisis y comparar resultados.
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Conclusiones

El objetivo de esta tesis fue determinar el grado de aprendizaje de una empresa desarrolladora
de software considerando los periodos previos en los que ha trabajado bajo un mismo o similar
contexto de una manera formal y fundamentada para no comprometer el éxito de sus proyectos
utilizando la herramienta de curvas de aprendizaje, y ası́ poder estimar el factor de productividad
(PDR) esperado para un siguiente periodo.

Para lograr ésto, se llevaron a cabo dos casos de estudio, utilizando la información que proporcionó
una empresa del sector energético mexicano, la cual consiste de 21 proyectos desarrollados en los
años 2018 y 2019, y contiene la información del tamaño funcional, medido en CFP, y el esfuerzo
requerido para desarrollarlos ([WH]).

En el primer caso de estudio se utilizó la Teorı́a Unitaria para estimar el grado de aprendizaje con
esta información, donde se mostró que efectivamente existe aprendizaje a lo largo de cada
perı́odo en el que se desarrollaron los diferentes proyectos. Por lo que se puede observar que la
productividad mejora con el tiempo, exhibiendo una tasa de aprendizaje del 88.7%, lo que
representa un aumento de productividad del 11.3% cada que la cantidad de unidades CFP
desarrolladas se duplica.

Además, realizando el ejercicio de utilizar un valor estimado de producción para el primer semestre
del año 2020 de 1997[CFP], utilizando las ecuaciones para realizar la estimación del PDR para
este lote, se obtuvo que se espera que la empresa desarrolladora de software presente un valor
de 13.44[WH/CFP ]± 13.7%.

Para el segundo caso de estudio, cuyo objetivo era comparar las dos teorı́as definidas en las
curvas de aprendizaje, se llevó a cabo el análisis de esta misma información utilizando la Teorı́a
del Promedio Acumulado con el fin de comparar los resultados y criterios de calidad.

Por lo que con la Teorı́a del Promedio Acumulado se muestra una tasa de aprendizaje del 88.95%,
lo que representa un aumento de la productividad de 11.05% cada que el número de unidades
CFP desarrolladas acumuladas se duplica.

Al igual que en el primer caso de estudio, se utiliza un valor de 1997[CFP] estimado a desarrollar
en el siguiente periodo, y al utilizar las ecuaciones de predicción de esta teorı́a para el nuevo lote,
se espera que la empresa desarrolladora de software presente un PDR de 15.34[WH/CFP ] ±
4.4%.
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De acuerdo a los criterios de calidad de ambas teorı́as (tabla 3.5), se puede observar que la Teorı́a
del Promedio Acumulado presenta mejores resultados, ya que ésta teorı́a se adapta mejor a los
ambientes de desarrollo de software, debido a que en éstos, hay una gran cantidad de cambios
que tienen durante su desarrollo[19], además de que la información acerca de los requerimientos
funcionales es ambigua al inicio y se conoce a detalle en etapas avanzadas del desarrollo.

Para facilitar el realizar los cálculos del análisis se desarrolló una herramienta en el lenguaje de
programación Python (Apéndice A), que puede ser utilizada de manera general para cualquier
conjunto de datos. Cabe mencionar que, como las curvas de aprendizaje se aplican en cualquier
sector donde haya procesos de producción, tiene un amplio dominio de aplicación.

Para las organizaciones, poder estimar el valor del factor de productividad de un equipo de
desarrollo de software que trabaja en un mismo contexto por varios periodos de tiempo, de
manera formal y bien fundamentada, ayudará a tomar decisiones de negocio más precisas
(utilizando información de costos de producción por unidad y tiempos de entrega para periodos
de desarrollo posteriores) sin comprometer el éxito del proyecto.

De esta manera, se logró cumplir el objetivo de esta tesis, exhibiendo la existencia de
aprendizaje en el desarrollo de software a través de dos casos de estudio, además de presentar
dos modelos de estimación del PDR para periodos posteriores utilizando la información de
proyectos realizados anteriormente. Adicionalmente a ésto, se compararon los resultados de
ambas teorı́as para mostrar cuál es la que mejor modela la producción de software.

Además se logró desarrollar una herramienta para realizar el análisis de curvas de aprendizaje
con las dos teorı́as en el enfoque por lotes, lo que facilita su aplicación, con esto se incentiva el
uso de métricas estandarizadas, como lo es COSMIC, para poder realizar el análisis formal en los
proyectos de software.

Limitaciones

Para analizar la productividad de una empresa de desarrollo de software, se deben incluir otras
variables, como la rotación de personal y las interrupciones en la producción [31], donde el factor
de mejora se ve afectado negativamente.

Estos casos de estudio fueron llevados a cabo utilizando una cantidad pequeña de datos para
analizar, por lo que los resultados con diferentes bases de datos pueden llegar a tener variaciones.

También, es necesario notar que la medición del tamaño de software debe ser realizada de manera
correcta y utilizando una métrica estandarizada para poder obtener resultados más precisos.
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Trabajo futuro

Derivado de las limitaciones, un trabajo futuro es buscar conjuntos de datos más grandes de
desarrollo de proyectos de software para repetir el análisis (lo cual se puede realizar de manera
sencilla utilizando la herramienta implementada en esta tesis) y comparar resultados.

Además del tamaño de las bases de datos para realizar el análisis, buscar obtener mayor cantidad
de datos, como rotación de personal e interrupción de la producción, lo cual afecta de manera
negativa el aprendizaje (pérdida de aprendizaje), y agregarlo al análisis de curvas de aprendizaje
para obtener modelos de predicción más precisos.

Por otra parte, se puede incluir la variable de la metodologı́a utilizada para desarrollar el software
y realizar comparaciones de mejora del factor de productividad conforme se trabaja en un mismo
dominio o similar contexto.

E.N.D.
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Apéndice A

Código fuente del programa para el
análisis de curvas de aprendizaje

1 #######################################################################################
2 # Ana lys is o f Learning Curves on sof tware development w i th CFP
3 # Danie l Torres Robledo
4 #######################################################################################
5 import m a t p l o t l i b . pyp lo t as p l t
6 import pandas as pd
7 import math
8
9 from sc ipy import s t a t s

10 from s t a t i s t i c s import stdev
11
12 pd . op t ions . d i sp lay . max columns = 100#None
13
14
15 #######################################################################################
16 #Read and prepare the i n i t i a l data
17 def read data ( data name ) :
18 data = pd . read csv ( data name )
19 data [ ” nombre ” ] = ” p ” +data [ ” per iodo ” ] . map( st r ) + ”−p ” + data [ ” proyecto ” ] . map( st r )
20 data [ ” c fp ” ] = data [ ” esfuerzo ” ] / data [ ” pdr ” ]
21 #Remove f i r s t per iod
22 data = data [ data . periodo >1]
23
24 p l t . s c a t t e r ( x=data [ ” c fp ” ] , y=data [ ” esfuerzo ” ] )
25 p l t . x l a b e l ( ”CFP” )
26 p l t . y l a b e l ( ” E f f o r t ” )
27 p l t . t i t l e ( ” E f f o r t vs CFP” )
28 p l t . save f ig ( ’ e f f o r t . png ’ , dp i =300)
29 p l t . show ( )
30
31 #how long i t takes to develop a cfp , the PDR i s t h a t measure how many HH per CFP
32 p l t . s c a t t e r ( x=data [ ” nombre ” ] , y=data [ ” pdr ” ] )
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33 p l t . x l a b e l ( ” P ro jec t ” )
34 p l t . y l a b e l ( ”PDR” )
35 p l t . t i t l e ( ” Product De l i ve ry Rate ” )
36 p l t . save f ig ( ’ pdr . png ’ , dp i =300)
37 p l t . show ( )
38
39 return data
40
41
42 # Ca lcu la te the Lot Mid Po in t
43 def lmp ( f i r s t , l a s t ) :
44 i f f i r s t ==1:
45 s ize = l a s t− f i r s t +1
46 i f size <10: return ( s i ze / 2 )
47 else : return s ize /3
48 else :
49 return ( f i r s t + l a s t +(2* math . s q r t ( f i r s t * l a s t ) ) ) /4
50
51 #Cost p r e d i c t i o n wi th the equat ion from UT − l o t cost
52 def pred ( a , b , n ) :
53 return a * ( n * * b )
54
55 #Cost p r e d i c t i o n wi th the equat ion from CAT − l o t cost
56 def pred ca t ( a , b , f , l ) :
57 return a * ( l * * ( b+1)−( f −1) * * ( b+1) )
58
59 # Ca lcu la te the e r r o r s from a dataframe wi th o r i g i n a l s and pred ic ted values
60 def g e t e r r o r s ( data , model , v a r o r i g i n a l , var pred ) :
61 data [ ” d i f f ” ] = data [ v a r o r i g i n a l ] − data [ var pred ]
62 data [ ” mre ” ] = abs ( ( data [ v a r o r i g i n a l ] − data [ var pred ] ) / data [ v a r o r i g i n a l ] )
63 data [ ” d i f f 2 ” ] = ( data [ v a r o r i g i n a l ] − data [ var pred ] ) * *2
64 data [ ” d i f f A b s ” ] = abs ( data [ ” d i f f ” ] )
65 pr in t ( data )
66
67 e r r s = { ”MMRE” : sum( data [ ” mre ” ] ) / len ( data ) ,
68 ”RMSE” : math . s q r t (sum( data [ ” d i f f 2 ” ] ) / len ( data ) ) ,
69 ”SDMRE” : stdev ( data [ ” mre ” ] ) ,
70 ”RRMS” : ( math . s q r t (sum( data [ ” d i f f 2 ” ] ) / len ( data ) ) * len ( data ) ) /sum( data [

↪→ v a r o r i g i n a l ] ) ,
71 ” pred ( 0 . 2 5 ) ” : len ( data [ data [ ” mre ” ] <=0.25]) ,
72 ” mar ” : sum( data [ ” d i f f 2 ” ] ) / len ( data ) ,
73 ” r2 ” : model . rva lue **2
74 }
75 return e r r s
76 #mre = magnitude of r e l a t i v e e r r o r
77 #mmre = mean magnitude of r e l a t i v e e r r o r
78 #rmse = roo t o f mean square e r r o r
79 #sdmre = mre standard d e v i a t i on
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80 #rrms = r e l a t i v e rms
81 #pred = P r e d i c t i o n l e v e l a t 25%
82 #mar = mean absolu te r e s i d u a l
83
84
85 #Create and save a s c a t t e r graph
86 def curve graph ( dx , dy , xlab , ylab , t i t l e , name) :
87 p l t . s c a t t e r ( x=dx , y=dy )
88 p l t . x l a b e l ( x lab )
89 p l t . y l a b e l ( y lab )
90 p l t . t i t l e ( t i t l e )
91 p l t . g r i d ( l i n e s t y l e = ”−−” , l i n e w i d t h =0.5 , ax is= ” both ” )
92 p l t . save f ig (name, dp i =300)
93 p l t . show ( )
94
95 #Create and save a s c a t t e r graph wi th the l i n e a r regress ion l i n e
96 def l n g raph ( dx , dy , xlab , ylab , model , x ax is , y ax is , t i t l e , name) :
97 p l t . s c a t t e r ( x=dx , y=dy )
98 p l t . p l o t ( x ax is , l i s t (map( lambda x : model . s lope * x+model . i n t e r c e p t , x ax i s ) ) )
99 p l t . x l a b e l ( x lab )

100 p l t . y l a b e l ( y lab )
101 p l t . x l im ( x ax i s [ 0 ] , x ax i s [ 1 ] )
102 p l t . y l im ( y ax i s [ 0 ] , y ax i s [ 1 ] )
103 p l t . t i t l e ( t i t l e )
104 p l t . g r i d ( l i n e s t y l e = ”−−” , l i n e w i d t h =0.5 , ax is= ” both ” )
105 p l t . save f ig (name, dp i =300)
106 p l t . show ( )
107
108 #Create and save a s c a t t e r graph wi th the o r i g i n a l s and pred ic ted values
109 def p red i c t i on g raph ( dx , dy , px , py , ex , ey , xlab , ylab , t i t l e , name, co l3= ’ bgr ’ ) :
110 p l t . s c a t t e r ( x=dx , y=dy , c=col3 [ 0 ] , l a b e l = ” Real ” )
111 p l t . s c a t t e r ( x=px , y=py , c=col3 [ 1 ] , l a b e l = ” P red i cc i ón ” )
112 p l t . s c a t t e r ( x=ex , y=ey , c=col3 [ 2 ] , l a b e l = ” Esperado ” )
113 p l t . x l a b e l ( x lab )
114 p l t . y l a b e l ( y lab )
115 p l t . legend ( )
116 p l t . t i t l e ( t i t l e )
117 p l t . g r i d ( l i n e s t y l e = ”−−” , l i n e w i d t h =0.5 , ax is= ” both ” )
118 p l t . save f ig (name, dp i =300)
119 p l t . show ( )
120
121 #######################################################################################
122 #Read the data and de f ine de l o t s indexes
123 data = read data ( ’ data . csv ’ )
124 data = data . s o r t v a l u e s ( by =[ ” pdr ” , ” esfuerzo ” ] , ascending=False )
125 l o t s = [0 , 4 , 8 , 15 , 21]
126
127 semester = [ ]
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128 for i in range (1 , len ( l o t s ) ) :
129 semester . extend ( [ i ] * ( l o t s [ i ]− l o t s [ i −1]) )
130 # p r i n t ( data [ l o t s [ i −1]: l o t s [ i ] ] )
131 data [ ” semestre ” ] = semester
132
133
134 #######################################################################################
135 #Make ca lcu lus f o r both theo r i es
136 l c u r v e s = pd . DataFrame ( columns =[ ” Lo tQuant i t y ” , ” LotCost ” , ” f i r s t ” , ” CumQuantity ” , ”

↪→ CumCost ” ] )
137
138
139 l c u r v e s [ ” Lo tQuant i t y ” ] = data . groupby ( [ ’ semestre ’ ] , as index=False ) .sum ( ) [ ’ c fp ’ ]
140 l c u r v e s [ ” LotCost ” ] = data . groupby ( [ ’ semestre ’ ] , as index=False ) .sum ( ) [ ’ esfuerzo ’ ]
141
142
143 l c u r v e s [ ’ CumQuantity ’ ] = l c u r v e s [ ’ Lo tQuant i t y ’ ] . cumsum( ax is =0)
144 l c u r v e s [ ’CumCost ’ ] = l c u r v e s [ ’ LotCost ’ ] . cumsum( ax is =0)
145 l c u r v e s [ ’ f i r s t ’ ] = l c u r v e s [ ’ CumQuantity ’ ]− l c u r v e s [ ’ Lo tQuant i t y ’ ]+1
146
147 l c u r v e s = l c u r v e s [ [ ” Lo tQuant i t y ” , ” LotCost ” , ” f i r s t ” , ” CumQuantity ” , ”CumCost ” ] ]
148
149
150 #For UNIT THEORY − ESTIMATING LOTS COSTS
151 l c u r v e s [ ” auc ” ] = l c u r v e s [ ” LotCost ” ] / l c u r v e s [ ” Lo tQuant i t y ” ] #AUC i s PDR
152 l c u r v e s [ ” lmp ” ] = l c u r v e s . apply ( lambda x : lmp ( x [ ” f i r s t ” ] , x [ ” CumQuantity ” ] ) , ax is =1)
153 l c u r v e s [ ” lnAuc ” ] = l i s t (map( math . log , l c u r v e s [ ” auc ” ] ) )
154 l c u r v e s [ ” lnLmp ” ] = l i s t (map( math . log , l c u r v e s [ ” lmp ” ] ) )
155 #For CAT
156 l c u r v e s [ ’ cac ’ ] = l c u r v e s [ ’CumCost ’ ] / l c u r v e s [ ’ CumQuantity ’ ] #CAC i s Cumulat ive PDR
157 l c u r v e s [ ’ lnCac ’ ] = l i s t (map( math . log , l c u r v e s [ ’ cac ’ ] ) )
158 l c u r v e s [ ’ lnCumQuantity ’ ] = l i s t (map( math . log , l c u r v e s [ ’ CumQuantity ’ ] ) )
159
160
161 #######################################################################################
162 # UNIT THEORY − ESTIMATING LOTS COSTS
163 curve graph ( l c u r v e s [ ” lmp ” ] , l c u r v e s [ ” auc ” ] , ” Punto Medio de l Lote (LMP) ” , ” Costo

↪→ Promedio por Unidad (AUC) − PDR” , ” ” , ’ l o t s . png ’ )
164
165 #L inear regress ion
166 m o d e l u n i t l o t = s t a t s . l i n r e g r e s s ( l c u r v e s [ ” lnLmp ” ] , l c u r v e s [ ” lnAuc ” ] )
167 a l o t = math . exp ( m o d e l u n i t l o t . i n t e r c e p t )
168 b l o t = m o d e l u n i t l o t . s lope
169 pr in t ( ”AUC = %f * (Nˆ% f ) ”%(a l o t , b l o t ) ) #This i s the p r e d i c t i o n equat ion
170 pr in t ( ’ s lope = %.2 f%c ’ %(100*2** b l o t , 37) )
171
172 l c u r v e s [ ” predPDR ” ] = l c u r v e s . apply ( lambda x : pred ( a l o t , b l o t , x [ ” lmp ” ] ) , ax is =1)
173
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174 # Logar i thmic graph
175 ln graph ( l c u r v e s [ ” lnLmp ” ] , l c u r v e s [ ” lnAuc ” ] ,
176 ” l n (AUC) ” , ” l n (LMP) ” , m o d e l u n i t l o t ,
177 [0 , 9 ] , [ 2 , 4 ] , ” ” , ’ l inRegSemesters . png ’ )
178
179 #Est imate the next l o t s i ze
180 nex t s i ze = round (sum( l c u r v e s [ ” Lo tQuant i t y ” ] ) / len ( l c u r v e s ) )
181 n e w l o t s t a r t = l c u r v e s [ ” CumQuantity ” ] [ len ( l c u r v e s )−1]+1
182 new lot end = n e w l o t s t a r t + nex t s i ze
183 next lmp = lmp ( n e w l o t s t a r t , new lot end )
184 nex t pdr = pred ( a l o t , b l o t , next lmp )
185 n e x t e s t i m a t e d e f f o r t = nex t pdr * nex t s i ze # e f f o r t / s i ze * s ize = e f f o r t
186
187 # P r e d i c t i o n graph
188 p red i c t i on g raph ( l c u r v e s [ ” lmp ” ] , l c u r v e s [ ” auc ” ] ,
189 l c u r v e s [ ” lmp ” ] , l c u r v e s [ ” predPDR ” ] ,
190 next lmp , next pdr ,
191 ” Punto Medio de l Lote (LMP) ” , ” Costo Promedio por Unidad (AUC) − PDR” ,
192 ” P red i cc i ón − Teor ı́ a U n i t a r i a ” , ’ l o tsPred . png ’ , co l3= ’ bgr ’ )
193
194 #Get the e r r o r s
195 d a t a l o t = l c u r v e s . copy ( )
196 g e t e r r o r s ( d a t a l o t , m o d e l u n i t l o t , ’ auc ’ , ’ predPDR ’ )
197
198
199 #######################################################################################
200 # CUMULATIVE AVERAGE THEORY −
201 curve graph ( l c u r v e s [ ” CumQuantity ” ] , l c u r v e s [ ” cac ” ] , ” Cantidad Acumulada ” , ” Costo

↪→ Promedio Acumulado (CAC) − PDR” , ” ” , ’ c a t l o t s . png ’ )
202
203 #L inear regress ion
204 #This i s to p r e d i c t the cost o f a p a r t i c u l a r l o t , not PDR
205 m o d e l c a t l o t = s t a t s . l i n r e g r e s s ( l c u r v e s [ ” lnCumQuantity ” ] , l c u r v e s [ ” lnCac ” ] )
206 a ca t = math . exp ( m o d e l c a t l o t . i n t e r c e p t )
207 b ca t = m o d e l c a t l o t . s lope
208 #This i s the equat ion t h a t models the curve
209 pr in t ( ”CAC = %.3 f * (Nˆ%.3 f ) ”%(a cat , b ca t ) )
210 #Learning curve
211 pr in t ( ’ s lope = %.3 f%c ’ %(100*2** b cat , 37) )
212 # Calcu la tes the t o t a l cost o f N u n i t s , A*N* * b * N = A*N* * ( b+1)
213 pr in t ( ’ CT n = %.3 f * (Nˆ%.3 f ) ’%(a cat , b ca t +1) )
214 # Un i t cost N, ins tantaneous slope , der ived from CT n
215 pr in t ( ’ CostUni t n = (%.3 f ) * %.3 f (Nˆ%.3 f ) ’%(1+b cat , a cat , b ca t ) )
216 # To ta l cost o f a s p e c i f i c l o t , f i r t s , l a s t
217 # CT f l = CT l − CT ( f −1) = A * ( l * * ( b+1) − ( f −1) * * ( b+1) )
218 pr in t ( ’ CT f l = %.3 f * ( l ˆ (%.3 f ) − ( f −1) ˆ(%.3 f ) ) ’%(a cat , b ca t +1 , b ca t +1) )
219
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220 l c u r v e s [ ” predLotCost ” ] = l c u r v e s . apply ( lambda x : p red ca t ( a cat , b cat , x [ ’ f i r s t ’ ] , x
↪→ [ ’ CumQuantity ’ ] ) , ax is =1)

221 l c u r v e s [ ” cumPredLotCost ” ] = None
222 l c u r v e s . i l o c [0 , 14] = l c u r v e s . i l o c [ 0 ] [ ” predLotCost ” ]
223 for i in range (1 , len ( l c u r v e s ) ) :
224 l c u r v e s . i l o c [ i , 14] = l c u r v e s . i l o c [ i −1][ ” cumPredLotCost ” ]+ l c u r v e s . i l o c [ i ] [ ”

↪→ predLotCost ” ]
225 #pdr = efuerzo / s ize
226 l c u r v e s [ ” cpredPDR ” ] = l c u r v e s [ ” predLotCost ” ] / l c u r v e s [ ” Lo tQuant i t y ” ]
227 # cumula t i ve pdr = c u m u l a t i v e e f f o r t / cumu la t i ve s i ze
228 l c u r v e s [ ”cumPredPDR” ] = l c u r v e s [ ” cumPredLotCost ” ] / l c u r v e s [ ” CumQuantity ” ]
229
230 # Logar i thmic graph
231 ln graph ( l c u r v e s [ ” lnCumQuantity ” ] , l c u r v e s [ ” lnCac ” ] ,
232 ” l n ( Cumulat ive q u a n t i t y ) ” , ” l n (CAC) ” , mode l ca t l o t ,
233 [0 , 10 ] , [ 2 . 5 , 4 ] , ” ” , ’ cat l inRegSemesters . png ’ )
234
235
236 #Est imate the next l o t s i ze
237 n e x t s i z e c a t = round (sum( l c u r v e s [ ” Lo tQuant i t y ” ] ) / len ( l c u r v e s ) )
238 n e w l o t s t a r t c a t = l c u r v e s [ ” CumQuantity ” ] [ len ( l c u r v e s )−1]+1
239 new lo t end ca t = n e w l o t s t a r t c a t + n e x t s i z e c a t
240 n e x t l o t c o s t c a t = pred ca t ( a cat , b cat , n e w l o t s t a r t c a t , new lo t end ca t )
241 nex t cpd r ca t = ( n e x t l o t c o s t c a t + l c u r v e s [ ” cumPredLotCost ” ] [ len ( l c u r v e s ) −1]) /

↪→ new lo t end ca t
242 # n ex t pd r ca t = n e x t l o t c o s t c a t / n e x t s i z e c a t
243
244 # P r e d i c t i o n graph
245 p red i c t i on g raph ( l c u r v e s [ ” CumQuantity ” ] , l c u r v e s [ ” cac ” ] ,
246 l c u r v e s [ ” CumQuantity ” ] , l c u r v e s [ ”cumPredPDR” ] ,
247 new lo t end cat , nex t cpdr ca t ,
248 ” Cantidad Acumulada ” , ” Costo Promedio Acumulado (CAC) − PDR” ,
249 ” P red i cc i ón − Teor ı́ a de l Promedio Acumulado ” , ’ ca t l o t sP red . png ’ , co l3=

↪→ ’ cym ’ )
250
251 #Get e r r o r s
252 d a t a c a t l o t = l c u r v e s . copy ( )
253 g e t e r r o r s ( d a t a c a t l o t , mode l ca t l o t , ’ cac ’ , ’cumPredPDR ’ )
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