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Resumen

El observatorio HAWC (High Altitud Water Cherenkov) es un instrumento de investigación
conformado por un arreglo de 300 detectores ubicado en una de las laderas del volcán Sierra Negra
en el estado de Puebla. Este arreglo detecta cascadas atmosféricas producidas por rayos cósmicos
y rayos gamma. Actualmente hay una línea de investigación alternativa que plantea utilizar a este
observatorio como un detector indirecto de neutrinos. Esta línea de investigación busca señales de
partículas secundarias producidas por la interacción entre neutrinos ultra energéticos y los núcleos
que conforman al Pico de Orizaba. Cabe señalar que los muones generados en cascadas atmosféricas
en la dirección de esta montaña representan la principal fuente de ruido para esta tarea. Una de
las características tanto de estas señales de ruido como de las generadas por un neutrino, es que
deben activar una línea de detectores del observatorio HAWC; además su trayectoria debe ser
cuasi horizontal debido a que pasaron por el Pico de Orizaba. Por tal motivo nos vamos referir a
este tipo de señales como trazas horizontales. En este trabajo se presenta una nueva técnica para
discriminar entre eventos de trazas horizontales y cascadas atmosféricas, dicha técnica se basa
en el reconocimiento de imágenes utilizando una red neuronal convolucional artificial. El estudio
fue realizado con dos tipos de redes neuronales, una enfocada en la clasificación de imágenes y
otra en detección de objetos. Después de analizar un total de 118476 eventos, los resultados que
se obtuvieron indican que con ambos modelos se logra aumentar por un orden de magnitud el
número de trazas que se identifican al compararlo con el algoritmo que actualmente se utiliza para
esta tarea. Cabe mencionar que la red enfocada en la clasificación de imágenes obtuvo una tasa
de falsos positivos de 2.8% del total de trazas que identifico. Por otro lado la red enfocada en la
detección de objeto tuvo un porcentaje nulo de falsos positivos. La eficiencia de la clasificación
(porcentaje de aciertos respecto al total de eventos probados) fue del 85.2% para la red enfocada
a clasificación de imágenes y del 85.0% para la red enfocada a detección de objetos.
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Introducción

El observatorio HAWC es un instrumento de investigación que se dedica a estudiar al Uni-
verso en altas energías (entre 100 GeV y 100 TeV) [1]. Este observatorio se ubica en las laderas
del volcán Sierra Negra en el estado de Puebla y está conformado por tanques llenos de agua de
aproximadamente 5 m de altura y 7.3 m de diámetro. Cuando una partícula (ya sea un hadrón
o un rayo gamma) llega del espacio exterior hacia la Tierra, esta interactúa con las partículas de
la atmósfera y forma una cascada de partículas secundarias. Estas partículas llegan a los tanques
del observatorio y por medio del efecto Cherenkov se genera luz que es captada por alguno de los
4 fotomultiplicadores que ahi se encuentran. Por medio del tiempo de detección y la distribución
de carga en estos dispositivos, es posible determinar la dirección de la partícula inicial, y con ello
generar mapas del cielo que nos dan información sobre las fuentes de rayos gamma en el Universo.

Al igual que los rayos gamma, los neutrinos de alta energía también apuntan hacia las fuentes más
grandes de aceleración de partículas que hay en el Universo, y para altas energías estas partículas
son una mejor fuente de estudio que los rayos gamma, ya que los fotones con energías superiores
a los 100 TeV sufren una absorción por producción de pares con fotones de la radiación cósmica
de fondo y con ello se reduce su camino libre medio [2]. La desventaja que tienen los neutrinos es
que son difíciles de detectar y su tasa es prácticamente despreciable para energías del orden de los
TeV. Sin embargo, hay varios métodos que se usan para la detección de estas partículas. Uno de
ellos es la técnica Earth-skimming en donde se estudia la interacción de un neutrino y un nucleón
en la superficie terrestre al intercambiar un bosón W± dando como resultado la producción de
un leptón cargado del mismo sabor del neutrino procedente. Debido a que la sección eficaz del
neutrino y el nucleón es muy pequeña es necesario utilizar un objetivo de gran masa, como el suelo
de la superficie terrestre o una montaña. Actualmente se está investigando la detección indirecta
de neutrinos usando al observatorio HAWC por medio de la técnica Earth-skimming, en donde se
usa al volcán Pico de Orizaba (que rodea a este observatorio) como objetivo de gran masa para
producir la reacción neutrino-nucleón. El leptón con carga eléctrica que se produce viajará en la
misma dirección del neutrino que lo originó, y para interacciones con la montaña la dirección será
cuasi-horizontal. También es importante mencionar que los muones generados en cascadas atmos-
féricas en la dirección del Pico de Orizaba representan la principal fuente de ruido para detectar
estas señales.

Hoy en día ya esta implementado un algoritmo que discrimina entre eventos producidos por cas-
cadas atmosféricas y por trazas horizontales. En la figura 1 se muestra una comparación visual
entre estos dos tipos de eventos. Los círculos pequeños representan a los fotomultiplicadores que
hay en cada tanque. Cada circulo de color representa un PMT que fue activado y su tamaño es
proporcional a la carga que registró. Por otro lado la escala de color hace referencia al tiempo
de activación. Como se puede observar en la imagen, cada uno de estos eventos tiene una for-
ma característica que visualmente hace sencilla la distinción entre estos eventos. Actualmente el
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RESUMEN

(a) Traza horizontal. (b) Cascada atmosférica.

Figura 1: Comparación entre eventos de cascadas y trazas horizontales.

uso de redes neuronales artificiales para la clasificación de imágenes esta ampliamente optimiza-
da, por tal motivo en este trabajo se estudio la posibilidad de aplicar estas herramientas para la
discriminación de trazas horizontales. Cabe señalar que de una muestra de aproximadamente 2
millones de trazas de muones simulados, el algoritmo que actualmente se utiliza para discrimi-
nar este tipo de señales solamente logra identificar el 42% de esta muestra [3]. Por tal motivo,
se examinó la posibilidad de mejorar este porcentaje de acierto utilizando un red neuronal artificial.

La presente tesis comienza con una breve introducción para algunos aspectos de astropartícu-
las, en donde se mencionan los fenómenos que provocan las señales de trazas y de cascadas que
estamos estudiando. En el segundo capítulo se dan todas las características del funcionamiento del
observatorio HAWC, para después dar de forma detallada la propuesta para la detección indirecta
de neutrinos utilizando a este observatorio. En el siguiente capítulo se muestra la teoría detrás del
funcionamiento de una red neuronal artificial enfocada en los modelos que se implementaron en
este trabajo. Finalmente se describe el estudio utilizando estas herramientas en la discriminación
de trazas horizontales y se compara con el algoritmo actual.
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Capítulo 1

Aspectos de astropartículas

La física de astropartículas es un campo interdisciplinario entre la astronomía y la física de
partículas, que trata de revelar la naturaleza y estructura de la materia en el Universo [4]. Esta área
de la física es relativamente nueva e históricamente tiene sus bases en la astronomía óptica. En la
parte observacional en física de astropartículas se hace uso de todo tipo de técnicas para conocer las
fuentes de radiación cósmica, la naturaleza de las partículas emitidas, así como las propiedades del
medio interestelar. El conocimiento de la física de astropartículas se entiende como un medio vital
para conocer la naturaleza de las estructuras más pequeñas y más grandes del Universo al mismo
tiempo, ya que es necesario un conocimiento preciso de la física de partículas para comprender
muchos contextos astrofísicos [5]. El observatorio HAWC es uno de estos experimentos que estudia
al Universo por medio de la radiación gamma, y en esta tesis se trabajó en la mejora de los
algoritmos de detección de señales horizontales que se registran en este observatorio. Por tal motivo
y como punto de partida, me gustaría hablar primero sobre algunos aspectos de astropartículas.
Primero hablaré sobre lo que entendemos como un Universo no térmico, para después pasar a
temas relacionados con los rayos cósmicos y rayos gamma. Finalmente daré una breve descripción
de la astronomía de neutrinos, que es la motivación que se encuentra detrás de este proyecto.

1.1. Preliminares
En esta sección primero se explicará el concepto de Universo no térmico, y como este se relaciona

en el estudio de rayos cósmicos, rayos gammas y neutrinos. Después se mencionan algunas de las
preguntas abiertas que actualmente se siguen estudiando en el área de astroparticulas.

1.1.1. Universo no térmico

Gran parte de la radiación que se propaga en el Cosmos y llega a la Tierra es radiación térmica
generada en objetos calientes como estrellas. Sin embargo, se conoce que diversas partículas no
resultan de estos procesos sino que se generan por otros mecanismos [6]. Cabe mencionar, que estas
radiaciones también contribuyen de igual forma a la energía total del Cosmos, por ello es impor-
tante su estudio para entender la evolución del Universo. El ejemplo más conocido de partículas
generadas por procesos no térmicas son los rayos cósmicos, que son partículas con carga eléctrica
que llegan del espacio exterior hacia la Tierra. Debido a la presencia de campos magnéticos orien-
tados aleatoriamente en el medio galáctico e intergaláctico, los rayos cósmicos son desviados, por
tal motivo no se puede usar su dirección de llegada para conocer la fuente de donde provienen. Así
que para estudiar los sitios de aceleración de estos rayos cósmicos, se usan partículas neutras que
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no son desviadas por campos magnéticos [7]. Por tal motivo en secciones posteriores hablaremos
de rayos gamma y neutrinos que son partículas que se producen como subproductos de los rayos
cósmicos.

1.1.2. Preguntas abiertas

Ahora mostraremos algunas preguntas en el área de astropartículas que todavía no tienen
respuesta y que actualmente se siguen estudiando.

Origen y aceleración de rayos cósmicos: Una de las grandes preguntas en la física de
astropartículas, es el origen de los rayos cósmicos de ultra alta energía. Aunque los rayos
cósmicos se hayan descubierto hace más de 100 años, todavía sigue siendo un misterio como
la naturaleza acelera a estas partícula hasta órdenes tan altos de energías (superiores a 1020

eV). Estudios sugieren que rayos cósmicos con energías menores a 1017 eV son acelerados
por Supernovas que se encuentran en nuestra galaxia. Sin embargo, solo hay hipótesis de las
fuentes que originan rayos cósmicos de energías superiores y que posiblemente se encuentren
en otras galaxias [8].

Límite de Greinsen-Zatsepin-Kuzmin (GZK): En 1991, el observatorio de rayos cós-
micos Fly’s Eye (que se encuentra en Utah Estados Unidos), registró un rayo cósmico que
impactó a la atmósfera de la Tierra con una energía de 3.2± 0.9× 1020 eV [9]. Nunca antes
se había registrado un evento de tan alta energía, y aunque los responsables del observatorio
publicaron el descubrimiento refiriéndose a su detección sencillamente como «el evento»; en
algún momento alguien decidió que esta extraordinaria partícula merecía un título más lla-
mativo y terminó conociéndose como partícula Oh-My-God. Eventos con energías similares
a esta partícula fueron registrados por otros experimentos que confirmaron el fenómeno.

Todavía no se sabe bien qué mecanismo utiliza la naturaleza para alcanzar dichas ener-
gías, además estos eventos tan energéticos deberían interactuar con la radiación de fondo de
microondas y perder energía al viajar distancias extragalácticas (aproximadamente 100×106

años luz). Dicha interacción nos da un límite para la energía de los rayos cósmicos que pro-
vienen de fuentes distantes, esta energía es de 5× 1019 eV y a dicho efecto se le conoce como
límite de Greinsen-Zatsepin-Kuzmin (GZK) [10]. Como se han registrado eventos superiores
a este límite, significa que la fuente de emisión de estos eventos se encuentran relativamente
cerca (en términos cosmológicos) o que nuestro entendimiento del límite GZK no es del todo
correcto. Actualmente este límite sigue siendo un tema de investigación abierto [11].

Anisotropía de rayos cósmicos: Como mencionamos anteriormente, los rayos cósmicos
son partículas cargadas que llegan del espacio exterior hacia la Tierra, y estas provienen
de todas la direcciones de forma aleatoria. Sin embargo, de cada 1,000 rayos cósmicos hay
como máximo un solo rayo con una dirección no aleatoria. Este efecto del 0.1% se denomina
anisotropía de rayos cósmicos. Se cree que la anisotropía probablemente surge a raíz de la
estructura del campo magnético de la Tierra y la ubicación de los aceleradores de rayos
cósmicos más cercanos a la Tierra [12]. Sin embargo aún se publican estudios sobre este
fenómeno para el caso de rayos cósmicos ultra energéticos. Por ejemplo, en el año 2019 la
colaboración Pierre Auger presentó un estudio sobre esta anisotropía para rayos cósmicos de
alta energía utilizando 15 años de datos [13].

Materia Oscura: A partir de la observación de las velocidades orbitales de las estrellas
en la Vía Láctea y las velocidades de las galaxias en los cúmulos galácticos, está claro que
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la densidad de energía de la materia visible es insuficiente para describir correctamente su
dinámica. Así que nuestra teoría que describe la gravedad está mal o hay materia que no
estamos viendo. Esta última opción es la más aceptada, sin embargo, no hay un consenso
claro sobre qué puede ser esta materia oscura y que hoy en día sigue siendo un tema de
investigación altamente estudiado [5].

Aceleración del Universo: Basándose en las ideas del Big Bang clásico, se podría suponer
que el empuje inicial de la explosión sería ralentizado por la gravedad. Sin embargo, las
observaciones sobre explosiones de Supernovas distantes (1998) parecen indicar que en las
primeras épocas cosmológicas, la tasa de expansión era menor que la actual. El hallazgo de un
Universo en aceleración, que ahora es generalmente aceptado, tiene importantes implicaciones
para la cosmología. Una interpretación es que la mayor parte de la materia oscura que falta
se almacena como energía oscura en un vacío dinámico, sin embargo todavía no hay respuesta
clara que pueda explicar este fenómeno [5].

Neutrinos: Neutrinos astrofísicos de alta energía (del orden de TeV y PeV) recientemente
descubiertos, han abierto un nuevo régimen para probar nueva física. Ya que estas energías
son las más altas que se han detectado y con ello se podrían observar diversos efectos a
nuevas escalas. Además, dichos neutrinos viajan grandes distancias debido a su alta energía;
por lo que durante su trayectoria podría haber pequeños efectos de nueva física que podrían
detectarse cuando llegan a la Tierra [14].

Cabe mencionar que ya se han obtenido avances en el estudio de neutrinos de alta energía,
por ejemplo, Ice Cube midió la sección transversal neutrino-nucleón en el rango de TeV-PeV
[15]-[16]. Dichas mediciones son consistentes con predicciones del modelo estándar basadas
en datos de colisionadores. Sin embargo, los neutrinos astrofísicos de energía superiores (del
orden de EeV) podrían utilizarse para medir la misma sección transversal y con ello poder
estudiar su dinámica de manera más profunda que usando colisionadores en la Tierra [14].

Numerosos modelos de nueva física tienen efectos que son proporcionales a alguna poten-
cia de la energía del neutrino E y a la distancia propagada L que crecen de la forma κnEnL.
En donde el valor de las constantes κ, n dependen del modelo:

• n = −1 para el decaimiento de neutrinos.

• n = 0 para violación de Lorentz impar CPT o acoplamiento a un campo de torsión.

• n = 1 para violación de Lorentz par CPT o violación del principio de equivalencia.

Un experimento que observe neutrinos de alta energía provenientes de fuentes ubicadas a
una distancia L, en principio, será capaz de probar los modelos antes mencionados con sen-
sibilidades de κn ∼ 4 · 10−50(E/EeV )−n(L/Gpc)−1EeV 1−n [14].

Actualmente, para observar algún fenómeno nuevo en la física de neutrinos astrofísicos, se
hacen estudios sobre su espectro de energía, la distribución de la dirección de llegada y su
composición, es decir, la proporción de cada sabor de neutrino sobre el flujo total que entra
en la Tierra [14].
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1.2. Astronomía de rayos gamma
La observación de estrellas en el rango espectral óptico pertenece al campo de la astronomía

clásica [5]. Sin embargo, dicho rango solo cubre una pequeña parte del espectro electromagnético
(ver figura 1.1). Cabe destacar, que todos los rangos en este espectro se usan para observaciones
astronómicas. Pero la astronomía de rayos gamma abarca el rango de energía que va desde 1 MeV
(aproximadamente) hasta las energías más altas de este espectro [7].

Figura 1.1: Espectro electromagnético. Imagen tomada de [5].

En esta área, los rayos gamma también se pueden clasificar acorde a la energía que tienen y que
se muestran en la tabla 1.1. Cabe mencionar que los rayos gamma son partículas neutras, así que
no son afectados por los campos electromagnéticos del espacio exterior. Esta es una ventaja sobre
los rayos cósmicos, ya que la información de la dirección de la fuente en donde fueron emitidos no
se pierde.

Dominio de energía Rango de energía
Baja 1 MeV a 30 MeV
Alta 30 MeV a 50 GeV

Muy alta 50 GeV a 100 TeV
Ultra alta 100 TeV a 100 PeV

Extremadamente alta Mayor a 100 PeV

Tabla 1.1: Dominios de la astronomía de rayos gamma en función de los rangos de energía. Tabla
modificada de [7].

1.2.1. Fuentes de rayos gamma

Diferentes tipos de fuentes que emiten rayos gamma de muy alta energía se han observado. A
continuación se mencionan las principales fuentes que emiten estas partículas:

Púlsares y púlsares de viento nebular (PWNe1): En algunos casos en la explosión
de una estrella, el remanente de Supernova se puede convertir en un pulsar o un PWNe.

1Siglas en inglés Pulsar Wind Nebula
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Un púlsar es una estrella de neutrones que se encuentra en rotación y que posee un campo
magnético muy intenso [7]. Por otro lado, un PWNe es un tipo de nebulosa que se encuentra
dentro de las capas de un remanente de Supernova [7]. Este remanente se alimenta por los
vientos generados por el pulsar central. Partículas cargadas se pueden acelerar en algunas
zonas de la magnetósfera de la estrella de neutrones y por los procesos que se mencionan en
el apéndice A, emitir rayos gamma de muy alta energía. La energía de rotación del pulsar, se
pierde principalmente por la emisión de e±. Estos electrones y positrones interactúan con el
medio interestelar y generan escenarios de frentes de ondas de choque (aceleración de Fermi2).
En dichos escenarios, rayos gamma también son producidos. Este tipo de fuente emite rayos
gamma de muy alta energía (ver tabla 1.1) que pueden alcanzar energías de TeV [7].

Remanentes de Supernova: Cuando una estrella masiva se queda sin combustible, se
enfría. Esto hace que la presión caiga y la gravedad gane, por ello la estrella de repente se
colapsa. Este colapso ocurre tan rápido que crea enormes ondas de choque que hacen que
la parte exterior de la estrella explote. A esta explosión se le conoce como Supernova [5], y
el remanente es material arrojado por dicha explosión que se expande por un cierto periodo
de tiempo. Este material interactúa con el medio interestelar generando ondas de choque
(mecanismo de Fermi) que aceleran rayos cósmicos. Como resultado de la aceleración de
rayos cósmicos también se generan rayos gamma de muy alta energía (ver tabla 1.1) y se cree
que son de origen hadrónico [7].

Sistemas Binarios Estos sistemas principalmente son conformados por objetos pesados
y compactos como por ejemplo una estrella de neutrones, agujeros negros o estrellas muy
pesadas [5]. Una explicación para la producción de rayos gamma en estos sistemas, se puede
mostrar mediante el siguiente ejemplo: consideremos un sistema formado por una estrella
normal y un pulsar, en este caso la materia se arrastra permanentemente de la estrella
normal y se convierte en un disco de acreción alrededor del pulsar (ver figura 1.2). Debido a
este gran movimiento de plasma se obtienen fuertes campos electromagnéticos en la vecindad
de la estrella de neutrones que pueden acelerar partículas cargadas y con ello generar rayos
gamma. La energía de estos rayos emitidos por sistemas binarios puede variar, por ejemplo,
se conocen mas de una docena de sistemas binarios que emiten gammas con energías que van
de los 0.1 a los 100 GeV; sin embargo también se han encontrado alguno de estos sistemas
que emiten gammas en un rango mayor a los 100 GeV [17].

Figura 1.2: Formación de un disco de aceleración en un sistema binario. Imagen modificada de [5].
2La aceleración de Fermi se explica en la sección 1.3.1
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Núcleos activos de Galaxia (AGN3): Es un agujero negro super masivo que se encuentra
en el centro de una galaxia con la característica de que es el objeto mas brillante de la galaxia
[7]. Se ha observado que estos AGN emiten jets colimados de partículas con velocidades
relativistas. Estas partículas cargadas de alta energía producen emisiones no térmicas desde
radio hasta rayos gamma. La energía de los fotones emitidas por este tipo de fuentes va
desde los MeV hasta los TeV, en donde se conocen mas de 1500 fuentes que emiten gammas
con energías de GeV y mas de 60 fuentes que emiten gammas con energías de TeV (los
cuales reciben el nombre de Blázares) [18]. Dependiendo del ángulo de visión, se dividen en
diferentes categorías como Blázares, Radiogalaxias, Cuásares y las galaxias de Seyfert [7].

Galaxias Starburst: Son galaxias con una tasa alta en la formación de estrellas [7]. Como
consecuencias también se tiene una tasa alta en la generación de Supernovas que son fuentes
de aceleración de rayos cósmicos y rayos gamma de muy alta energía (ver tabla 1.1).

Destello de rayos gamma (GRB4): Son explosiones de rayos gamma extremadamente
enérgicos de origen extragaláctico. Estos se pueden dividir en 2 categorías [7], de corta du-
ración (menores a 2 s) y de larga duración (mayores a 2 s). Se cree que el origen de estas
dos categorías es la fusión de dos objetos compactos y la explosión de una Supernova de una
estrella muy masiva, respectivamente. Estas fuentes además de emitir rayos gamma, también
producen fotones en muchas otras longitudes de onda. Para este tipo de fuentes se han ob-
servado gammas en el rango de MeV hasta cientos de GeV, sin embargo no se ha detectado
fotones con energías de TeV [19].

1.2.2. Cascadas electromagnéticas

La detección en la astronomía de rayos gamma se puede dividir en 2 categorías: experimentos
espaciales y experimentos en la superficie terrestre. Debido a la atmósfera de la Tierra, la única
forma de detectar rayos gamma de forma directa es mediante un instrumento que se encuentre
en el espacio exterior. Sin embargo, el tamaño de estos detectores es pequeño debido a que se
montan en satélites. Como consecuencia el área efectiva de estos instrumentos es relativamente
pequeña (aproximadamente de 1 m2), por lo tanto son adecuados para estudiar rayos gamma en el
rango MeV-GeV. Sin embargo, para energías mayores a unos pocos cientos de GeV el flujo de rayos
gamma se vuelve tan bajo que se requieren áreas y tiempos de exposición mucho más grandes para
realizar mediciones significativas. Por ello para este caso se utilizan experimentos que se puedan
construir en la superficie de la Tierra (con mayor área efectiva), como es el caso del experimento
HAWC. Cuando un rayo gamma llega a la Tierra, este choca con las partículas que conforman
la atmósfera, esto genera una cascada de partículas secundarias que se pueden observar mediante
detectores en la superficie terrestre. Tanto la dirección como la energía del fotón que inició la
cascada se pueden reconstruir utilizando distintos métodos.

En general se puede entender esta cascada mediante los siguientes pasos:

1. Un rayo gamma primario entra a la atmósfera y a través del mecanismo de producción de pares
formará un electrón y un positrón [20]. Cabe mencionar que un rayo gamma con suficiente
energía puede interactuar con los átomos del aire por medio de una reacción fotonuclear. Con
dicha reacción muones son generados por medio de la formación de mesones y posteriormente
su decaimiento. También se producen muones mediante el proceso de creación de pares (µ−µ+),
3Active Galactic Nuclei
4En sus siglas en inglés Gamma-Ray Bursts
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así que hay una componente hadrónica en este tipo de cascada [21]. Aunque el contenido de
muones en una cascada electromagnética es muy pequeño, solamente representaría el 1% de la
cantidad de muones que se puede encontrar en una cascada iniciada por un hadrón [22].

2. Con la formación del electrón y el positrón en el paso anterior se formarán fotones mediante
Bremsstrahlung o por aniquilación de pares. Cabe mencionar que también gran parte de los
electrones y positrones perderán energía a través de colisiones con partículas del aire [23].

3. Los rayos gammas formados en el proceso anterior formaran más electrones y positrones por
producción de pares y se irá repitiendo el proceso descrito en el paso dos. Cabe destacar que
estos fotones también perderán energía por dispersión de Compton [23].

4. La energía de las partículas involucradas en estas interacciones irá disminuyendo hasta que la
dispersión de Compton sea el proceso que domine en los fotones (superando a la producción de
pares) y la perdida de energía a través de colisiones sea mayor que a la producción de gammas
por Bremsstrahlung y por aniquilación, para los electrones y positrones [23]. Así que la pérdida
de energía por ionización empieza a dominar la cascada que se irá disipando en la atmósfera.

1.3. Rayos Cósmicos
Como se ha comentado anteriormente, los rayos cósmicos son partículas cargadas que llegan

del espacio exterior hacia a la Tierra. En esta sección revisaremos algunos aspectos relevantes
correspondientes a este tema. Primero se mencionan las fuentes y los mecanismos de aceleración
que se conocen para estas partículas. También se muestra el espectro de energía que se mide en
la Tierra, y abordaremos una forma de detectar a estos rayos cósmicos a partir de partículas
secundarias que se generan cuando ingresan al planeta y que puede ser detectada en la superficie
de la Tierra.

1.3.1. Mecanismos de aceleración

A continuación se enlistan los principales mecanismos de aceleración para rayos cósmicos:

Manchas solares: Las manchas solares son sitios en el Sol que tienen un campo magnético
que depende del tiempo y cuya temperatura es un poco más baja en comparación con las
zonas del Sol que la rodean [5]. Estas manchas aparecen más oscuras debido a que parte de
la energía térmica se ha transformado en energía del campo magnético. En el inciso (a) de
la figura 1.3, se muestra el esquema de una mancha solar con área igual a (A = πR2) y con
un campo magnético variable B. Para este caso, el cambio del flujo magnético va a generar
un potencial U :

− dφ

dt
=

∮
E · ds = U (1.1)

Si se asume que el campo B es perpendicular al área, el flujo magnético está dado por:

φ =

∫
B · dA = BπR2 (1.2)

Un giro de una partícula cargada alrededor de la mancha solar obtendrá una energía de:

E = eU = eπR2dB

dt
(1.3)
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Una mancha solar tiene una extensión de R = 109 cm, con campos magnéticos de B = 2000
Gauss que duran un día (dB/dt = 2000 Gauss/día) [5], entonces:

E = 1.6 · 10−19Asπ1014m2 0.2V s
86400sm2 = 0.73 GeV

Se han observado partículas del Sol con energías de hasta 100 GeV. Sin embargo, esto puede
representar el límite para el poder de aceleración de estrellas basado en el mecanismo del
ciclotrón. Por lo tanto, este modelo puede explicar las energías observadas de forma correcta
[5].

Pares de manchas solares: Éstas manchas comúnmente se forman en pares y con momen-
to dipolar opuesto, además suelen acercarse y unirse para formar una sola mancha [5]. Para
explicar lo que sucede en este proceso, supongamos que tenemos dos manchas solares con
momento dipolar opuesto (tal y como se muestra en el inciso (b) de la figura 1.3). En dicha
imagen, la primera mancha solar está en reposo y la segunda mancha se encuentra en mo-
vimiento. El dipolo magnético en movimiento genera un campo eléctrico perpendicular a la
dirección del dipolo y perpendicular a la dirección del movimiento ( ~E = ~v× ~B) dicho campo
eléctrico sería el responsable de acelerar partículas con carga. Bajo suposiciones realistas, las
distancias entre estas manchas solares es de 107 m con campos magnéticos de 2000 Gauss y
una velocidad relativa de 107 m/día. Por lo tanto, la energía de las partículas aceleradas por
medio de este proceso está en el orden de Gigaelectronvoltios [5].

(a) Mancha solar. (b) Par de manchas solares.

Figura 1.3: Representación gráfica de manchas solares. Imágenes modificadas de [5].

Aceleración de Fermi de primer orden: En este mecanismo los rayos cósmicos se en-
cuentran atrapados en medio de frentes de ondas de choque [5]. Dichas ondas son generadas
por procesos astrofísicos violentos, como es el caso de una Supernova. Para explicar el meca-
nismo de aceleración primero supongamos que la onda de choque se mueve a una velocidad
u1. Detrás de la onda de choque el gas retrocede con una velocidad u2, así que el gas lleva
una velocidad de u1−u2 en el sistema de referencia del laboratorio (ver inciso (a) de la figura
1.4). Una partícula con velocidad v que choca con el frente de onda y es reflejada, gana una
energía de:

∆E =
1

2
m(v + (u1 − u2))2 − 1

2
mv2 =

1

2
m
(
2v(u1 − u2) + (u1 − u2)2

)
(1.4)

8



CAPÍTULO 1. ASPECTOS DE ASTROPARTÍCULAS

Tomando en cuenta que los términos lineales dominan la expresión anterior (v � u1, u2 y
que u1 > u2), este simple modelo nos da una ganancia relativa de la energía por parte de la
partícula de:

∆E

E
≈ 2(u1 − u2)

v
(1.5)

Considerando efectos relativistas y que la velocidad de la partícula se acerca a la velocidad
de la luz, la expresión para la ganancia de la energía será:

∆E

E
=

4

3

(u1 − u2)

c
(1.6)

Se obtienen resultados similares, si se supone que las partículas quedan atrapadas entre dos
frentes de choque y estas se reflejan hacia adelante y hacia atrás rebotando en cada frente de
onda (ver inciso (b) de la figura 1.4). Para este caso, la velocidad del frente de choque interior
(v2) es mayor que la velocidad del frente de choque exterior (v1) debido a que esta última
es desacelerada por la interacción con la materia interestelar. Una partícula con velocidad v
que es reflejada en el frente de choque interno, gana una energía de:

∆E1 =
1

2
m(v + v2)2 − 1

2
mv2 =

1

2
m(v2

2 + 2vv2) (1.7)

La reflexión en el frente de choque exterior conduce a una pérdida de energía de:

∆E2 =
1

2
m(v − v1)2 − 1

2
mv2 =

1

2
m(v2

1 − 2vv1) (1.8)

Así que en promedio la partícula gana una energía de:

∆E =
1

2
m
(
v2

1 + v2
2 + 2v(v2 − v1)

)
=

1

2
m
(
v2

1 + v2
2 + 2v∆v

)
(1.9)

Debido a que podemos despreciar los términos cuadráticos (ya que v2 > v1), se tendrá que:

∆E

E
≈ 2

∆v

v
(1.10)

A este tipo de aceleración se le conoce como mecanismo de Fermi de primer orden, en donde
al usar las correcciones relativistas se pueden acelerar partículas con energías máximas de
100 TeV [5].

Aceleración de Fermi de segundo orden: Este mecanismo describe la interacción de
rayos cósmicos con nubes magnéticas. Para describir este mecanismo, supongamos que una
partícula (con velocidad v) es reflejada por una nube de gas que se mueve a velocidad u. En
el caso en que v y u sean antiparalelos (ver inciso (a) de la figura 1.5), la partícula gana una
energía de:

∆E1 =
1

2
m(v + u)2 − 1

2
mv2 =

1

2
m(2uv + u2) (1.11)

En el caso en donde u y v sean paralelos (ver inciso (b) de la figura 1.5), la partícula pierde
una energía de:

∆E2 =
1

2
m(v − u)2 − 1

2
mv2 =

1

2
m(−2uv + u2) (1.12)

En promedio, la energía neta ganada por la partícula será:

∆E = ∆E1 + ∆E2 = mu2 (1.13)
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(a) Un frente de choque. (b) Dos frentes de choque.

Figura 1.4: Representación gráfica para la aceleración de partículas por uno y dos frentes de choque.
Imagen modificada de [5].

Así, que tendremos una ganancia de energía relativa de:

∆E

E
= 2

u2

v2
(1.14)

Debido a que tenemos un término cuadrático en la velocidad de la nube, a este modelo se
suele llamar mecanismo de Fermi de segundo orden. Además la ecuación también es válida
para el caso relativista [5].

(a) Energía ganada. (b) Energía perdida.

Figura 1.5: Representación de la energía ganada por una partícula debido a una nube magnética
de gas. Imagen modificada de [5].

1.3.2. Fuentes de rayos cósmicos

Para mencionar los candidatos de fuentes de rayos cósmicos y ver como caracterizarlos, se hará
uso de la gráfica de "Hillas"(ver figura 1.6). En dicha imagen, se muestran los distintos sitios de
aceleración y se gráfica sus campos magnéticos (B) en función de su tamaño físico (L). También se
observan 3 líneas rectas, estas representan los valores necesarios de B y L para acelerar diferentes
partículas a 3 distintas energías.

Línea roja: Representa los valores de B y L para acelerar protones a energías de 1 ZeV.
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Línea roja punteada: Representa los valores de B y L para acelerar protones a energías de
100 EeV.

Línea verde: Representa los valores de B y L para acelerar núcleos de hierro a energías de
100 EeV.

En el gráfico de "Hillas"las fuentes que se encuentran por encima de unas de estas líneas, pueden
acelerar rayos cósmicos a esa energía [7]. Estas fuentes se pueden clasificar en dos categorías:

Galácticas: Son fuentes que se encuentran fuera del sistema solar, pero dentro de la galaxia.
Las principales fuentes que se encuentran en esta categoría son: remanentes de Supernovas,
nebulosas del viento pulsar, sistemas binarios, púlsares y estrellas jóvenes. La energía máxima
que consiguen las partículas aceleradas en estas fuentes todavía es un tema de discusión, sin
embargo se cree que solamente se podrían alcanzar energías en el orden de PeV [7].

Extragalácticas: Son fuentes que se encuentran fuera de la galaxia, y se cree que son las
responsables del rango de energía más alto de rayos cósmico que se observan en la Tierra.
Las fuentes propuestas para integrar esta categoría son: núcleos activos de galaxias, galaxias
estelares, cúmulos de galaxias y estallidos de rayos gamma [7].

Figura 1.6: Gráfica de Hillas, muestra los candidatos de fuentes de aceleración para rayos cósmicos
de 100 EeV a 100 ZeV. Imagen tomada de [7].

1.3.3. Espectro de energía

En la imagen 1.7 se muestra una gráfica del espectro de energía de rayos cósmicos que se observa
en la Tierra. Dicha gráfica nos indica como se distribuye el flujo de partículas que se detecta con
respecto a la energía. Como se puede ver, la cantidad de rayos cósmicos de baja energía es muy
abundante y a medida que la energía va aumentando el flujo disminuye.
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El comportamiento de este flujo, es posible describirlo con una ley de potencias y diferentes
valores del índice espectral α [24].

dN

dE
= AE−α (1.15)

El espectro abarca energías que van desde los 108 eV hasta los 1021 eV (trece órdenes de magnitud).
A continuación se hará una breve descripción de las diferentes zonas que se observan en este
espectro:

Figura 1.7: Espectro de energía de rayos cósmicos medido con diferentes experimentos. Imagen
modificada de [7].

Para la región con las energías más bajas (menores 1 GeV), se cree que son generados por
erupciones solares, ya que el campo magnético solar bloquea la mayoría de las partículas (de
este rango de energía) que vienen del exterior del sistema solar [7].

La región que va de los 100 GeV a los 5 PeV se puede describir por una ley de potencia con
un índice espectral de α ∼ 2.7, cabe destacar que la zona con un rango de energía de PeV
se le conoce como rodilla. El origen de los rayos cósmicos de esta región (hasta la zona de la
rodilla) se cree de origen galáctico y con Supernovas como principales fuentes de emisión de
estas partículas [7].

La región con energías de 5 PeV (aproximadamente) a 0.1 EeV sigue una ley de potencia con
un índice espectral de α ∼ 3. Esta región se cree la zona de transición del origen galáctico al
extragaláctico [7].

Para la zona que va de los 0.1 EeV a los 5 EeV, el valor del índice espectral sube α ∼ 3.3.
A esta región se le conoce como segunda rodilla, y su origen se asocia a transiciones a rayos
cósmicos más pesados [7].

El índice espectral baja a α ∼ 2.6 en la zona de energía de 5 EeV a 40 EeV. A esta transición
alrededor de los 5 EeV también se le conoce como tobillo. El origen para estos rayos cósmicos
de alta energía se cree de origen extragaláctico [7].
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Cabe señalar que la ubicación exacta de estas regiones depende de las partículas y elementos que
conforman al espectro, además el origen de cada zona todavía se encuentra en debate [7]. Por
último, el número atómico de los elementos que conforman este espectro tienen valores desde
Z = 1 hasta Z = 20 (que corresponde al hierro). Destacando que para la región que se encuentra
antes de la rodilla, el hidrógeno y el helio son los elementos dominantes para esa zona [24].

1.3.4. Cascadas hadrónicas

Ahora se describe una cascada atmosférica iniciada por un hadrón, esta se puede explicar
mediante los siguientes pasos.

1. Un hadrón (H) con bastante energía llega a la Tierra y colisiona con las moléculas que componen
el aire (N2, O2, Ar), como consecuencia de esta interacción se crean un gran número de partículas
secundarias. Este proceso se puede representar mediante los siguientes procesos:

H +N2, O2, Ar → H∗ + (N2, O2, Ar)
∗ + π± + π0 +K± +K0 +Otros Mesones

En donde H∗ es un fragmento del rayo cósmico original que sigue interactuando con la atmósfera
y (N2, O2, Ar)

∗ es fragmento de un núcleo atmosférico en un estado excitado [25].

2. El proceso de producción de partículas secundarias continúa debido a la desintegración de piones
y que se representa mediante las siguientes ecuaciones [25]:

π+ → µ+ + νµ (1.16)
π− → µ− + ν̄µ (1.17)

π0 → 2γ (1.18)

3. Los muones y neutrinos con suficiente energía llegan a la Tierra en donde pueden ser detectados
mediante técnicas especializadas [25], mientras que los fotones siguen las interacciones mencio-
nadas anteriormente y forma la componente electromagnética de estas cascadas hadrónicas.

Figura 1.8: Representación gráfica de una cascada atmosférica. Imagen modificada de [26].
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En la figura 1.8 se puede observar un esquema que representa el proceso de formación de una
cascada atmosférica generada por un hadrón, en dicha imagen también se muestra la componente
electromagnética.

1.4. Astronomía de neutrinos
La astronomía basada en la observación de radiación electromagnética tiene el problema de que

ese tipo de radiación es rápidamente absorbida por la materia. Además, de que los fotones de alta
energía son atenuados por la radiación de fondo de microondas mediante el siguiente proceso:

γ + γ → e+ + e− (1.19)

Para el caso de partículas con carga eléctrica se había comentado que la información de su dirección
se pierde, y que solo se mantiene para el caso de protones con alta energía (>1019 eV). Pero en ese
rango de energía también hay una atenuación debido al límite GZK [13].

Las ventajas en el estudio de objetos astrofísicos basada en los neutrinos que emiten son las
siguientes:

1. Al no tener carga no se desvían por campos electromagnéticos del espacio exterior, así que
la información de su dirección se mantiene [5].

2. Los neutrinos son partículas estables que no decaen y pueden llegar a la Tierra desde sus
fuentes [5].

3. Los neutrinos y los antineutrionos tienen interacciones distintas con la materia. Esto permi-
tiría (en principio) averiguar si las partículas se originan a partir de una fuente de materia o
antimateria [5].

4. Son altamente penetrantes, lo que permite estudiar el centro de las fuentes astrofísica y no
solamente su superficie [5].

5. No se atenúan o absorben debido al polvo interestelar o por fotones infrarrojos o de cuerpo
negro [5].

La gran desventaja que tiene esta astronomía, está en que los neutrinos tienen una sección trans-
versal muy pequeña así que es difícil poder detectarlos. Para neutrinos solares en el rango de varios
cientos de keV su sección transversal para la interacción nucleón-neutrino es de:

σ(νe, N) ≈ 10−45 cm2/nucleón

La probabilidad de interacción de estos neutrinos con nuestro planeta en incidencia central es

φ = σNAdρ ≈ 4× 10−12

En donde NA es el número de Avogadro, d es el diámetro y ρ la densidad de la Tierra respectiva-
mente. Por lo tanto, los experimentos para detectar neutrinos consideran objetos de grandes masas
(por ejemplo, montañas) y tiempos de exposición prolongados. Sin embargo se debe mencionar que
para altas energías, la sección transversal de interacción aumenta. A continuación, se mencionaran
las diferentes fuentes de neutrinos que podemos medir en la Tierra.
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1.4.1. Fuentes de neutrinos

La presencia de neutrinos que podemos detectar en la Tierra proviene de diferente fuentes y
que a continuación se mencionaran las principales:

Neutrinos atmosféricos: Son generados en una cascada atmosférica a través de las líneas
de decaimiento mostradas en las ecuaciones 1.16 y 1.17. Cabe mencionar, que los muones
generados en estas cascadas también decaen y generan neutrinos:

µ+ → e+ + νe + ν̄µ (1.20)
µ− → e− + ν̄e + νµ (1.21)

Si contamos los neutrinos que se obtienen en estas 4 lineas de decaimiento, se espera tener
la siguiente proporción:

N(νµνµ̄)

N(νeνē)
≈ 2

Sin embargo, el experimento Super-Kamiokande encontró un deficit en el numero de neutrinos
del muon. La diferencia entre los datos obtenidos y simulaciones Monte Carlo (MC) se reflejan
en el siguiente radio de proporción:

R =
(Nµ)/Ne)data
(Nµ)/Ne)MC

= 0.69± 0.06

El déficit de neutrinos muónicos se puede explicar asumiendo que algunos de los neutrinos
muónicos se transforman (oscilaciones de neutrinos) durante la propagación desde el punto de
producción hasta el detector en un sabor de neutrino diferente, por ejemplo, en tau neutrinos
[5].

Neutrinos solares: El Sol es un reactor de fusión nuclear, en donde el hidrógeno se trans-
forma en helio. La principal cadena de reacciones inicia mediante el siguiente proceso:

p+ p→ d+ e+ + νe (1.22)

El 90% de los neutrinos solares son generados mediante la reacción anterior [27]. El 10%
restantes se genera mediante las reacciones mostradas en la tabla 1.2, ahí también se muestra
su contribución al flujo total de neutrinos que emite el Sol.

Fuente Flujo ([cm−2s−1)
pp 5.95× 1010 (1± 0.01)
pep 1.4× 108 (1± 0.015)
hep 9.3× 103

7Be 4.77× 109 (1± 0.10)
8B 5.05× 106

(
1+0.20
−0.16

)
13N 5.48× 108

(
1+0.21
−0.17

)
15O 4.80× 108

(
1+0.25
−0.19

)
17F 5.63× 106 (1± 0.25)
Total 6.54× 1010

Tabla 1.2: Flujo de neutrinos solares por reacción. Tabla tomada de [27].

Cabe mencionar que el Sol no produce antineutrinos ni los otros sabores de neutrinos [5].
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Neutrinos geoterrestres: Son neutrinos emitidos por la Tierra, estos se generan en las
cadenas de desintegración de 238U y 232Th. Los geoneutrinos son antineutrinos de sabor elec-
trónico, y su estudio es un área relativamente nueva con la que se puede obtener información
acerca de las profundidades de la Tierra [28].

Neutrinos de Supernova: Cuando una estrella colapsa debido a su propia gravedad, los
electrones de la estrella se transforman en neutrones (ver ecuación 1.23) que produce una
estrella de neutrones.

e− + p→ n+ νe (1.23)

Durante el colapso hay una fase en la cual se llega a una temperatura de aproximadamente
1011K, en esta etapa protones térmicos producen pares de electrón-positrón que son absor-
bidos inmediatamente debido a la alta densidad de la materia circundante. Solamente el
proceso de interacción débil con un Z virtual (ver ecuación 1.24) permite que la energía
escape del núcleo en forma de neutrino.

e+ + e− → Z → να + ν̄α (1.24)

En dicha reacción, los tres sabores de neutrinos se pueden formar.

Neutrinos galácticos y extragalácticos: Anteriormente se ha comentado, que los rayos
cósmicos se pueden generar en Supernovas, núcleos activos de galaxias o GRBs [28]. Dado
que estas fuentes aceleran protones a muy alta energía pueden colisionar con otras partículas
o con fotones dentro de la fuente, debido a estas interacciones se pueden generar piones que
a su vez pueden producir neutrinos. Por lo tanto, las fuentes galácticas y extragalácticas que
aceleran protones y que se mencionaron anteriormente, también son fuentes de neutrinos.
Cabe destacar que la detección de este tipo de neutrinos es muy difícil, debido a que el
número de estas partículas que llegan a la Tierra es muy pequeño y habría que distinguirlos
entre los neutrinos solares y atmosféricas.

1.4.2. Espectro de energía para los neutrinos

En la figura 1.9 se muestra el espectro de energía para los neutrinos. Se puede observar en las
energías menores a MeV neutrinos que fueron generados durante el Big Bang. Alrededor de un
segundo después de esta gran explosión, debido a diversas interacciones las siguientes reacciones
fueron generada:

p+ e− → n+ νe (1.25)

n→ p+ e− + ν̂e (1.26)

La temperatura de estos neutrinos primordiales deberá ser de 1.9 K en el presente [5]. Cabe
mencionar que es muy difícil que estos neutrinos de baja energía se puedan medir. Por otro lado
las observaciones de neutrinos solares se encuentra en el rango de MeV y los neutrinos de Supernova
se encuentra en el rango de 10 MeV aproximadamente [5]. También se muestra las energías para
el caso de neutrinos atmosféricos. Por últimos, la forma del espectro e intensidad correspondiente
a neutrinos por fuentes extragalácticos (AGN) solamente representa una estimación.
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Figura 1.9: Espectro de energía de neutrinos. Imagen tomada de [5].

1.4.3. Detección de neutrinos

La forma en la que se puede detectar neutrinos de forma experimental es por medio de sus
interacciones. Estas partículas participan en interacciones mediante el intercambio de bosones
débiles. De acuerdo a la carga eléctrica del mediador estas interacciones son llamadas de corriente
cargada y de corriente neutra con un correspondiente bosón cargado o neutro [29].

(a) Corriente cargada. (b) Corriente neutra.

Figura 1.10: Diagrama de Feynman para interacciones de corriente cargada y neutra. Imagen
tomada de [30].

Interacción de corriente cargada (CC): En una interacción de corriente cargada, el neutrino
se transforma en su compañero leptón (electrón, muón o tau). Sin embargo, si el neutrino no
tiene suficiente energía para crear la masa de su compañero más pesado, la interacción de
la corriente cargada no podrá realizarse. Estas interacciones están mediadas por bosones W
con carga positiva o negativa [29].

νl(ν̄l) +N →W± l−(l+) +X (1.27)
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En este caso N representa el núcleo objetivo y X los productos restantes. En el inciso a) de
la figura 1.10 se muestra el diagrama de Feynman para esta interacción y un ejemplo es la
reacción ν̄e + p→ n+ e+ mediada por el intercambio de un bosón W− [31].

Interacción de corriente neutra (CN): Esta interacción está mediada por el intercambio de
una partícula sin carga eléctrica, llamada bosón Z0. En este proceso, el neutrino colisiona
transfiriendo parte de su energía y momento a la partícula objetivo. Los tres sabores de neu-
trinos pueden participar independientemente de la energía que posean sin perder su identidad
[29].

νl(ν̄l) +N →Z0 νl(ν̄l) +X (1.28)

En el inciso b) de la figura 1.10 se muestra el diagrama de Feynman para esta interacción y
un ejemplo es la reacción 2H + ν → p + n + ν mediada por el intercambio de un bosón Z0

[31].

Cabe mencionar que los neutrinos también interactúan con la materia a través de dispersiones. Así
que estas partículas pueden dispersar un núcleo entero liberando un nucleón o múltiples nucleones
de un objetivo. Al proceso de la dispersión de neutrinos a través de corriente cargada se conoce
como "dispersión cuasielástica", mientras que para la dispersión a través de corriente neutra se
le conoce tradicionalmente como "dispersión elástica"[30]. Un ejemplo es la dispersión entre un
neutrino y un electrón, este proceso es puramente leptónico en el que un neutrino dispersa un
electrón mediante el intercambio de un bosón virtual [32]. En la figura 1.11 se muestra el diagrama
de Feynman para este proceso a través de una corriente cargada y una corriente neutra.

Figura 1.11: Diagrama de Feynman para los procesos de corriente neutra (CN) dispersión ν − e
(a), y corriente cargada (CC) dispersión ν − e por un bosón W (b,c) . Imagen tomada de [32].

La cinemática para dispersión elástica entre un neutrino y un electrón está completamente
descrita por una sola variable; por ejemplo con θe, el ángulo del electrón saliente con respecto al haz
de neutrinos. Sean Eν y Ee las energías del neutrino inicial y del electrón de salida respectivamente,
me la masa del electrón y r = Ee/Eν la fracción de pérdida de energía del neutrino en el sistema
del laboratorio [32]. Con la suposición de me � Ee y la aproximación para ángulos pequeños de
cos θe se puede encontrar que:

Eeθ
2
e = 2me(1− r)

y, como 0 ≤ r ≤ 1 la restricción experimentalmente importante será Eeθ2
e < 2me. Esto significa

que el electrón saliente se dispersa en una dirección extremadamente hacia adelante, que se usa
experimentalmente para extraer sobre una base estadística, eventos de fondo, que tienen una dis-
tribución mucho más amplia en Eeθ2

e . Por otra parte, esta distinción hace que sea imposible medir
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directamente la distribución r de las reacciones ν− e, ya que las resoluciones alcanzables son justo
en el mismo orden de magnitud que el límite cinemático. Cabe mencionar que experimentalmente
es complicado observar los efectos de una dispersión neutrino electrón, ya que la sección trasversal
para esta interacción es muy pequeña (≈ 10−42cm−2). Sin embargo desde los años 1980’s sofistica-
dos experimentos fueron desarrollados para esta tarea, teniendo suficiente estadística para medir
la distribución cinemática y las secciones transversales diferenciales. Por ejemplo el experimento
CHARM II logro medir parámetros electrodebiles con suficiente precisión para probar el modelo
estándar en ordenes superiores [32]. Hoy en día la dispersión ν − e se usa como una herramienta
experimental para detectar neutrinos solares.

A continuación, se comentará de forma breve las principales técnicas mediante las cuales es posible
detectar neutrinos.

Centelladores: Un centelleador es un material absorbente que tiene la propiedad adicional de
convertir en luz una fracción de la energía depositada por la radiación ionizante [33]. Las partí-
culas cargadas interactúan continuamente con los electrones del medio de centelleo a través de
interacciones de Coulomb, lo que produce excitación o ionización atómicas. Las partículas neutras
primero tendrán que experimentar una interacción directa con algún núcleo produciendo protones
de retroceso o por fragmentos, que luego transferirán su energía al medio de la misma manera que
las partículas cargadas primarias [33].

Los centelladores son sensibles a los antineutrinos electrónicos que inician la desintegración be-
ta inversa de un protón (ν̄e + p → e+ + n) al ser compuestos orgánicos (cabe mencionar que
también hay centelladores inorgánicos), estos materiales son ricos en núcleos de hidrógeno que
actúan como objetivos para esta reacción. El positrón se aniquila rápidamente y produce dos rayos
gamma; el neutrón se captura en un núcleo después de un corto tiempo (unos pocos microsegundos
a unos pocos cientos de microsegundos), produciendo otra señal de rayos gamma. Esta coincidencia
de una señal rápida (cuya energía proporciona la energía del antineutrino) y una señal retardada
(cuya energía es característica del núcleo que captura el neutrón) permite que el experimento re-
chace el fondo de forma eficaz [31].

Los detectores de centelleo líquido tienen una buena resolución de tiempo y energía, pero no
conservan la información direccional. En cierto modo, un centelleador puede considerarse como
un cambiador de longitud de onda. Convierte la energía (o longitud de onda) de una partícula
incidente o fotón energético (UV, rayos X orgamma-ray) en varios fotones de energía mucho menor
(o longitud de onda más larga) en el rango visible o casi visible, que puede ser detectado por
fotomultiplicadores, SiPM’s ( Silicon Photomultiplier), fotodiodos o fotodiodos de avalancha [33].

Fotomultiplicadores: Estos aparatos se han utilizado para detectar fotones de baja energía en
el rango de UV a visible, fotones de alta energía (rayos X y rayos gamma) y partículas ionizantes
utilizando un centelleador [34]. En la figura 1.12 se muestra un diagrama de este instrumento y su
funcionamiento se puede explicar mediante los siguientes pasos:

1. Los fotones incidentes excitan a los electrones del fotocátodo y arrancan fotoelectrones debido
al efecto fotoeléctrico. La eficiencia cuántica describe la fotoemisión por parte del cátodo.
Esta se define como la razón entre el numero de de fotoelectrones emitidos por el cátodo al
número de fotones incidentes en la ventana, y generalmente se expresa como un porcentaje
[34]. Esta fotoemisión tiene lugar de acuerdo con un cierto proceso de probabilidad. Los

19



CAPÍTULO 1. ASPECTOS DE ASTROPARTÍCULAS

fotones en longitudes de onda más cortas transportan mayor energía en comparación con
aquellos en longitudes de onda más largas y contribuyen a un aumento en la probabilidad de
fotoemisión. Como resultado, la máxima eficiencia cuantitativa se produce a una longitud de
onda ligeramente más corta que la longitud de onda de la sensibilidad radiante máxima. La
eficiencia cuántica depende de la longitud de onda de los fotones y generalmente es inferior
al 35% [34].

2. Los fotoelectrones son acelerados y focalizados hacia el primer dinodo por el electrodo de
focalización.

3. Los fotoelectrones inciden sobre el dinodo y este emite electrones secundarios.

4. El proceso se repite en los sucesivos dinodos.

5. Los electrones secundarios salen del último dinodo y llegan al ánodo, obteniéndose así la
corriente de salida.

La señal de salida está formada por pulsos de corriente, esta es procesada y enviada al sistema de
adquisición.

Figura 1.12: Diagrama de un tubo fotomultiplicador . Imagen tomada de [34].

Experimentos: Este tipo de detectores se han usado para estudiar la desaparición de νe de
reactores nucleares y para estudiar las oscilaciones de neutrinos solares (BOREXINO), además
de estudiar la conversión de νµ en νe en experimentos de larga distancia como NoVA y MINOS.
También esta los experimento KamLAND, MiniBooNE LENA y CLEAN (estos últimos 2 aun son
propuestas) [31]. Los ejemplos antes mencionados solo son algunos de los experimentos que usan
este tipo de materiales para la detección de neutrinos aunque la lista es aun mas grande.

Métodos radioquímicos: En este método un neutrino es capturado por un átomo de un isótopo
radiactivo, que por medio de una desintegración beta dicho isótopo se convierte en otro elemento.
Por ejemplo, en la siguiente reacción: 71Ga + ν →71 Ge + e−. En este caso, el isótopo producido
es inestable y volverá al elemento original. Los neutrinos se cuentan extrayendo el producto y
observando estas desintegraciones [31].

Desventajas: No se puede obtener información acerca de la dirección y la energía queda
restringida a la del neutrino detectado, además de que se tiene una resolución del tiempo
muy pobre que se encuentra en el orden de semanas.
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Experimentos: Homestake, SAGE y GALLEX/GNO [31].

Detectores Cherenkov: Este tipo de detectores usa la interacción de un neutrino con un medio
(que puede ser agua, por ejemplo). Debido a dicha interacción se generan partículas cargadas que
viajan más rápido que la luz en el medio utilizado, esto genera una onda de choque electromagné-
tica. En el siguiente capitula se hablará un poco más acerca de este efecto. Entre los experimentos
que utilizan esta técnica son: Super-Kamiokande, IceCube, ANTARES y Baikal [31].

Detectores de rastreo: Con estos detectores se reconstruye el camino o traza de los leptones
cargados que son producidos por interacciones de corrientes cargada. En estos dispositivos también
se emplean campos magnéticos que hacen que la trayectoria de la partícula se curve, permitiendo
que el impulso y su signo de carga se puedan reconstruir [31].

Ventajas: Este tipo de detectores se adaptan mejor a los neutrinos de mayor energía y son
buenos para distinguir diferentes topologías de eventos en donde se involucran múltiples
partículas.

Experimentos: Actualmente en algunos experimentos se están utilizando los detectores de
cámara de proyección de tiempo de argón líquido (LAr TPC por sus siglas en ingles liquid
Argon Time Projection Chamber). La propuesta de estos detectores fue realizada por C.
Rubbia en 1977 como una herramienta para obtener imágenes uniformes y de alta precisión
de volúmenes de detectores masivos. El principio de funcionamiento del LAr TPC se basa
en el hecho de que las trazas de ionización altamente purificadas se pueden transportar sin
distorsiones mediante un campo eléctrico uniforme a distancias del orden de metros. El argón
líquido es un medio ideal ya que proporciona alta densidad, altos rendimientos de ionización y
centelleo, y es intrínsecamente seguro y económico. La lectura no destructiva de electrones de
ionización por inducción de carga permite detectar la señal de los electrones que cruzan planos
de cables subsecuentes con diferente orientación. Esto proporciona varias vistas proyectivas
del mismo evento, lo que permite la reconstrucción de puntos espaciales (reconstrucción en
3D) y una medición calorimétrica precisa. Algunos experimentos que utilizan estos detectores
son ICARUS, MicroBooNE, y SBND (en construccion). Cabe mencionar que estos dos últimos
en realidad usan técnicas combinadas, MiniBooNE es principalmente un detector Cerenkov de
aceite mineral, pero también observa el centelleo producido en el medio en menor cantidad.
Por otro lado SBND usará una TPC de argón líquido (LAr) pero también observará el
centelleo del LAr con un arreglo de fotomultiplicadores.

Detectores de emulsión fotográfica: Estos detectores están generalmente en forma de una pla-
ca de vidrio finamente recubierta con un medio transparente que contiene un compuesto de haluro
de plata [35]. El paso de partículas subatómicas cargadas se registra en la emulsión de la misma
manera que una película fotográfica en blanco y negro ordinaria registra una imagen. Después del
revelado fotográfico queda un registro permanente de las trayectorias de las partículas cargadas y
se puede observar a través de un microscopio [35].

Experimentos: El experimento OPERA (Oscillation Project with Emulsion tRacking Apparatus)
es un ejemplo que utiliza esta técnica para la detección de neutrinos; en particular, usa una cá-
mara de nube de emulsión (ECC por sus siglas en ingles Emulsion Cloud Chambe). El desafío del
experimento es medir ντ que provienen de la oscilación de νµ. Para ello se requiere detectar un
leptón τ producido en la interacción de corriente cargada de un ντ [35]. Este experimento tiene
aproximadamente 9 millones de películas de emulsión nuclear, tienen una área de 10.2×12.5 cm2 y
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está compuesta por una base plástica de 205 µm con una capa sensible de 44 µm en ambas caras de
la base; ademas tiene un contenido de AgBr superior a las emulsiones fotográficas comerciales. La
técnica ECC permite construir un detector modular que tiene alta masa (plomo) y alta resolución
espacial y angular (emulsión) [36].

Por último mencionaremos que en el capítulo 3 se explica de forma un poco más detallada la
forma en la que se plantea detectar neutrinos ultra energéticos por medio del observatorio HAWC.
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Capítulo 2

Observatorio HAWC

Figura 2.1: Imagen del observatorio
HAWC. Tomada de [37].

El observatorio HAWC (High Altitud Water Che-
renkov) es un instrumento de investigación confor-
mado por un arreglo de 300 detectores de Che-
renkov. Este arreglo está en operaciones desde el
20 de marzo del 2015 [1] y con él se pueden
detectar cascadas atmosféricas producidas por ra-
yos gamma y rayos cósmicos en un rango de cien-
tos de GeV a cientos de TeV (aproximadamen-
te) [7]. Se ubica en México dentro del Parque
Nacional Pico de Orizaba en el estado de Pue-
bla y está a una altura de 4100 m sobre el ni-
vel del mar. Es importante mencionar que HAWC
tiene un campo instantáneo de visión de 2 sr
del cielo entre las declinaciones δ ∈ [-26,+64], cu-
briendo dos terceras partes del cielo cada 24 hrs
y tiene un ciclo útil mayor al 95 por ciento
[7].

A finales del 2018, HAWC completó una importante ac-
tualización que consistió en la adición de un arreglo de 345 pequeños tanques Cherenkov (los cuales
denominaremos como outriggerer) que rodean a los 300 detectores originales [37]. Con esta actua-
lización se mejora la reconstrucción del núcleo de la cascada y se incrementa el área efectiva en un
rango de unos pocos TeV hasta más allá de 100 TeV [38].

En la imagen se muestra una foto del observatorio HAWC, en donde se puede observar que esta
rodeado por dos montañas (el volcán Sierra Negra y el Pico de Orizaba) además de mostrar los
detectores Cherenkov principales y los outriggers.

2.1. Detectores utilizados en HAWC
Actualmente el observatorio HAWC cuenta con dos tipos de detectores. Los detectores de agua

Cherenkov (WCD1) y los detectores exteriores outrigger. A continuación se mencionara una des-
cripción para cada uno de ellos.

1Por sus siglas en inglés Water Cherenkov Detector
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2.1.1. Detectores Cherenkov de agua (WCD)

Este tipo de detector está formado por un cilindro hecho de acero corrugado que tiene una
altura de 5 m y un diámetro de 7.3 m. En la parte superior se encuentra una cúpula de lona
protectora cuya función es evitar el acumulamiento de agua y nieve. En el interior del cilindro se
encuentra una bolsa que contiene aproximadamente 200 mil litros de agua ultra purificada que
llega a una altura de 4.5 m del tanque [7]. En la parte inferior y dentro de esta bolsa se encuentra
4 fotomultiplicadores (PMTs) distribuidos tal y como se muestra en el inciso a) de la figura 2.2,
dichos instrumentos son sensibles a las longitudes de onda en el rango visible y ultravioleta [1]. El
PMT central es el modelo R7081 de la marca Hamamatsu, este dispositivo posee una alta eficiencia
cuántica (el pico mencionado por el fabricante es del 40% aproximadamente) y un diámetro de 10
pulgadas. Los fotomultiplicadores periféricos son del modelo R5912 de la misma marca y tienen
un diámetro de 8 pulgadas con una eficiencia cuántica del 25% aproximadamente [7].

(a) WCD (b) Bolsa

Figura 2.2: a)representación de un WCD, en donde se muestra una partícula que genera un cono
de luz debido al efecto Cherenkov que es captada por los PMTs que se encuentran en el tanque.
b) Foto de la bolsa utilizada para almacenar el agua. Imagen modificada de [7].

Cuando una partícula cargada incide en estos detectores, genera un cono de luz que podrá ser
detectada por alguno de los cuatro fotomultiplicadores que se encuentran en el tanque. Dicho cono
de luz se genera debido al el efecto Cherenkov. Este efecto ocurre cuando una partícula cargada
se propaga en un medio dieléctrico más rápido que la velocidad de la luz en el mismo medio,
dando como resultado la emisión del cono luz. La partícula incidente que se encuentra en estas
condiciones forma una onda de choque, es decir, que las ondas que se van emitiendo por todo el
camino de la partícula estarán en fase, y se tendrá una interferencia constructiva, dando como
resultado un campo distinto de cero. Esto se puede entender mediante el principio de Huygens, en
donde la radiación emitida solo se ve en un ángulo en particular, tal y como se ve en el inciso a de
la figura 2.3, en donde las ondas generadas en los puntos P1,P2 y P3 son coherentes y se combinan
en un frente de onda plano en el segmento BC. Esta coherencia ocurre cuando la partícula recorre
el segmento AB en el mismo tiempo en que la luz recorre el segmento AC [39]. Teniendo en cuenta
lo anterior podemos expresar la longitud de dichos segmentos de la siguiente forma:

AB=(Velocidad de la Partícula)(Tiempo)=(βc)(∆t)
AC=(Velocidad de la luz)(Tiempo)=(c/n)(∆t)
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(a) En 2 dimensiones (b) En 3 dimensiones

Figura 2.3: Emisión de la radiación Cherenkov. Imagen tomada de [39].

Por lo tanto se tendría que:

cos θ =
AC

AB
=

1

βn

Así que el efecto Cherenkov tendrá las siguientes características:

Para un medio con índice de refracción n habrá una velocidad umbral para que se pueda
emitir radiación βmin = 1

n

Para una partícula relativista con β = 1 habrá un ángulo máximo de emisión θmax =
cos−1(1/n)

La emisión de esta radiación formará un cono tal y como se observa en el inciso b de la figura
2.3.

Para el caso del agua con n = 1.33 se puede ver que es necesario una β > 0.75 para generar luz,
además se obtiene un ángulo máximo de emisión de 41.2o. Los tanques de HAWC tienen un nivel
de agua aproximadamente de z = 4 m, tomando en cuenta que en este liquido se tiene una longitud
de radiación de X0 = 36.08 cm [40] se puede estimar la energía de la componente electromagnética
al llegar al fondo del tanque. Para ello utilizamos el modelo de Heitler en donde la energía de
esta componente a una profundidad z será E = E0/2

z/X0 , en donde EO es la energía inicial de
la partícula. Así que al fondo del tanque solo se tendrá 1/2174.5 de E0. Para un electrón con una
energía de 2 keV se tendrá que las partículas generadas en la cascada al fondo del tanque habrán
reducido su energía a 1 eV. Por lo tanto esta profundidad en los tanques de HAWC asegura que
la componente electromagnética de la cascada perderá toda su energía antes de llegar a la parte
inferior del tanque y con ello se tendrá luz uniforme en los PMTs [7].

2.1.2. Outrigger

Son 345 tanques en forma de cilindro con un diámetro de 1.55 m y una altura de 1.65 m. Cada
uno de estos tanques tiene un fotomultiplicador de un diámetro de 8 pulgadas y los tanques están
separados entre sí por una distancia de 12 a 18 metros. Estos detectores se ubican alrededor del
arreglo principal. Para fines del trigger y la adquisición de datos, estos detectores se dividen en 5
secciones con 69 outriggers en cada sección (ver figura 2.4). Cada detector se conecta con un nodo
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que es el responsable del sistema de activación (trigger) y proporcionar energía eléctrica, además
estos aparatos también se encargan de la calibración en cada una de las 5 secciones [7].

Figura 2.4: Las líneas blancas muestran las diferentes secciones (A, B, C, D y E) para el arreglo
de los outriggers. Los círculos de color rojo oscuro muestran las ubicaciones de los nodos. Imagen
tomada de [7].

2.2. Sistema de adquisición de datos
Se describirá de forma breve como es el sistema de adquisición de datos (DAQ2) en el obser-

vatorio HAWC. Todo lo correspondiente a la electrónica para este sistema se encuentra en una
caseta en el centro del arreglo a la cual se le conoce como counting house y que se puede ver en
la imagen 2.4. La forma en que funciona esta adquisición de datos se puede describir mediante los
siguientes pasos:

1. La señal obtenida por los fotomultiplicadores se envía por medio de un primer cable coaxial
RG-59 de una longitud de 65 ft, pasa por un conector SHV (safe high voltage) y continua por
un segundo cable coaxial que está bajo tierra y tienen una longitud de 490 ft. Este llega a
un módulo de protección para después ser conectado a un panel electrónico (front-end-boards
FEB) por un tercer cable de 50 ft [41]. Esta conexión entre cables se puede ver representada
en la imagen 2.5

2. La señal del PMT pasa por una caja desacopladora y con protección de descargas, después
llega a un conjunto de placas electrónicas analógicas frontales (FEBs). En estos dispositivos
primero se separa la señal del PMT de la línea de alto voltaje DC usando un capacitor (ver
diagrama 2.6). Después hay una resistencia que ayuda a terminar la transmisión. Una vez
que la señal pasó por dicha resistencia, va hacia a dos amplificadores para después pasar por
un chip que compara la señal con los valores de un umbral alto (50 mV) y un umbral bajo (20
mV) [41]. Al final, las señales que pasan por estos umbrales son enviadas a placas digitales
FEBs.

2Por sus siglas en inglés Data Acquisition System
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Figura 2.5: Esquema de la conexión entre PMTs y el DAQ principal. Imagen tomada de [41].

Figura 2.6: Diagrama simplificado para un FEB analógico. Imagen tomada de [41].

3. Las placas digitales FEBs, aceptan las salidas que pasaron por los umbrales mencionados
en el paso anterior. A esta señal se le aplica un circuito lógico que combina el umbral bajo
y alto en una sola forma de onda (waveform). Esta señal se procesa con un solo canal de
convertidor de tiempo a digital (TDC) [41].

4. Los tiempos en los que las señales pulsadas de los PMT cruzan cada umbral se registran
utilizando módulos de convertidor de tiempo a digital (TDC) CAEN VX1190A que tienen
una presicion de 100 ps [7]. Esto se logra debido a que estos aparatos están conectados a
un sistema GTC (GPS Timing Control) [7]. Dicho sistema ajusta un tiempo a los eventos
registrados. Dependiendo del umbral cruzado por la señal observada (20 mV o 50 mV) [43],
se caracteriza por un tiempo sobre el umbral (Time over Threshold ToT) alto o bajo. En la
figura 2.7 se muestra un ejemplo en donde la señal paso por el umbral alto, por lo tanto se
le asocia un ToT alto.

5. Mediante la técnica ToT se obtiene la carga depositada en cada PMT por evento, ya que la
duración de la señal sobre el umbral (ToT) se puede poner en función del logaritmo de la
carga generada en el PMT (Esta relación se puede observar en la imagen 2.8). En HAWC se
consideran dos umbrales, un high ToT y un low ToT, para obtener la carga depositada en
los PMTs.
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Figura 2.7: Gráfica que muestra la salida de la señal dada por el FEB, en donde se ve que pasa el
umbral alto, así que se le asocia un ToT alto. Imagen tomada de [42].

Figura 2.8: Gráfica en donde el logaritmo del número de fotoelectrones está en función del ToT.
Imagen tomada de [43].

6. Por último la información de carga y tiempo obtenida por el TDC de cada PMT se guarda
en un disco duro en formato XCDF (The eXplicitly Compacted Data Format), siempre y
cuando esta cumpla con la condición de trigger.

Trigger : La condición de disparo consiste en que se activen al menos 28 PMT’s en una
ventana de tiempo de 150 ns [44].

Cabe destacar que después de aplicar el trigger la tasa de recolección de datos es de 15 – 20
MB/s. Esto resulta en una tasa de eventos de 24kHz y 2 TB de datos por día [44].
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Figura 2.9: Esquema que muestra los dos sistemas de adquisición de datos en HAWC. Imagen
tomada de [44].

Cabe destacar, que los pasos anteriores describen el funcionamiento del sistema de adquisición
de datos principal del observatorio HAWC. Sin embargo, en este observatorio se encuentra otro
sistema de adquisición de datos al que se le conoce como “Scalar system”. Este sistema cuenta
el número de señales en cada PMT dentro de una ventana de 10 ms, con estos datos se hace
una reconstrucción rápida utilizando el equipo de cómputo que hay en el counting house [7]. Este
sistema se utiliza con el propósito de monitorear eventos de rayos gamma transitorios, AGN, GRBs
y fluctuaciones en la tasa de rayos cósmicos de la actividad solar. Por lo tanto, si hay algún evento
de interés se puede notificar a otros laboratorios [7]. En la imagen 2.9 se muestra un diagrama en
general de los dos sistemas de adquisición de datos que se encuentran en HAWC.

2.2.1. Almacenamiento

Después de que se ha hecho la reconstrucción de las cascadas atmosféricas (o eventos), toda
la información recabada es almacenada en archivos de tipo XCDF para su posterior análisis.
Actualmente, de cada evento se guardan alrededor de 64 columnas correspondientes a diferentes
variables [45]. Los datos son recabados por día en directorios llamados runs. Cada run se divide
en subruns que son archivos XCDF que guardan todos los eventos dentro de una ventana de 2
minutos (recordemos que la tasa de eventos es de 24 KHz). Entonces cada run contiene un máximo
de 692 subruns [45].

2.3. Reconstrucción de eventos
Como se mencionó anteriormente, una partícula del espacio exterior causa una cascada de

partículas secundarias al chocar con las partículas que se encuentran en la atmósfera. En esta
sección se explica la metodología que se usa en el observatorio HAWC para reconstrucción la
dirección y la energía de la partícula que inicio la cascada. Cuando un evento es registrado por
este observatorio, primero se hace una reconstrucción online. Esta reconstrucción se realiza en las
instalaciones del observatorio y tiene como objetivo obtener resultados preliminares para identificar
eventos transitorios [7]. Después se realiza una reconstrucción offline que es mas sofisticada y que
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arroja una mejor reconstrucción. A continuación, se mencionará a grandes rasgos en que consiste
esta reconstrucción offline, en donde se reconstruye el núcleo de la cascada, su dirección y su
energía.

2.3.1. Núcleo de la cascada

El eje de la cascada es la trayectoria original de la partícula antes de interactuar con las
partículas de la atmósfera. Así que el núcleo de la cascada es la intersección entre este eje y la
sección del suelo en donde se deposita la máxima cantidad de energía (ver figura 2.10). Para hacer
la reconstrucción del núcleo se utiliza una función que describe la distribución de carga lateral a
lo largo del eje de la cascada. En HAWC se utiliza la función SFCF (Super Fast Core Fit) la cual
se muestra en la siguiente expresión:

Qi = A

 1

2πσ2
exp

(
−|x− xi|2

2σ2

)
+

N(
0.5 + |x−xi|

RMOL

)3

 (2.1)

En donde:

x representa la posición del núcleo, xi es la posición del i-ésimo PMT y el valor de A representa
a la amplitud general.

σ es el ancho de la distribución Gaussiana, para las características de este observatorio se
toma un valor de 10 m.

N es la normalización de la cola de la distribución NKG3 (en el apéndice B se muestra más
información sobre esta función). Esta tiene un valor de 5 × 10−5.

RMol es el radio de Molière. Esta cantidad se define como el radio de un cilindro que contiene
en promedio el 90% de la energía depositada por la cascada [46]. Para HAWC esta cantidad
es de aproximadamente 124 m.

Para hacer la reconstrucción del núcleo, se utilizan métodos numéricos para encontrar los valores
de la posición del núcleo que minimicen la función chi cuadrada.

χ2 =

NPMT∑
i=1

(qi −Qi)
2

Qi + δq2
i

(2.2)

El valor de qi representa la carga medida por el i-ésimo PMT y su correspondiente incertidumbre
está representada por el valor de δqi. Cabe mencionar, que las mediciones de la carga obtenidas por
los fotomultiplicadores están gobernadas por una estadística Poissoniana. Así que la incertidumbre
de la carga esperada se podrá calcular como

√
Qi. Por lo tanto, la incertidumbre total (valor del

denominador de la ecuación 2.2) se calcula como la suma en cuadratura de la incertidumbre de la
medición y de la carga esperada.

3Por sus siglas Nishimura-Kamata-Greisen

30



CAPÍTULO 2. OBSERVATORIO HAWC

Figura 2.10: Esquema que muestra al núcleo de la cascada. Imagen modificada de [7].

2.3.2. Dirección

Como primera aproximación, se considera que el frente de la cascada es plano y viaja a una
velocidad igual a la de la luz [46]. Con dicha consideración se puede reconstruir el eje de la cascada
usando los tiempos de los PMTs que fueron activados. Sin embargo, se tienen que hacer dos
importantes correcciones:

La primera tiene que ver con la curvatura de la cascada. Las partículas más alejadas del
núcleo viajan distancias más largas en comparación con las que se encuentran cerca de este.
Sumado a su baja energía, sufrirán como resultados múltiples dispersiones que provocaran
su atenuación [46]. Esto da como resultado un frente de cascada que se curva en los bordes.
Por lo tanto, hay un retraso en los tiempos de los PMTs activados por las partículas de los
bordes, ya que se consideró que el frente de onda fue plano. Así que se tiene que hacer una
corrección para estos tiempos.

Debido a la baja densidad de partículas en los bordes del frente de la cascada, se debe hacer
otra corrección en los tiempos de muestreo [46].

Las dos correcciones anteriores ascienden a unos pocos ns para una distancia de 100 m desde el
núcleo y se han optimizado con simulaciones y observaciones de la nebulosa del Cangrejo. Después
de corregir estos efectos de bordes en los tiempos de los PMTs, el frente de la cascada se ajusta a
un plano de llegada para poder estimar el ángulo cenital de llegada local (θ) y el ángulo azimutal
(φ) [46].
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2.3.3. Energía

Para la estimación de la energía de la partícula que generó la cascada, en HAWC se utilizan
dos métodos que se explicaran a continuación:

Ground parameter (GP): Para estimar la energía usando este método primero se calcula
el radio óptimo (r0). Este radio se define como la distancia que hay entre el eje de la cascada
y el lugar en donde se minimiza la incertidumbre de la densidad de energía [46] . Para HAWC
se tiene un valor de r0 = 40 m y no dependen de la energía inicial de la partícula. El siguiente
paso es evaluar al logaritmo de la función NKG (sr):

Log10(sr) = Log(A) + s[Log10(r/124.21) + Log10(1 + r/124.21)]− 3Log10(r/124.21)

− 4.5Log10(1 + r/124.21) (2.3)

para nuestro valor de r0 se tendrá como resultado la siguiente expresión:

Log10(sr0) = Log10(A)− 0.371024s+ 0.930696 (2.4)

En donde A es la amplitud del ajuste y s es un parámetro relacionado con la edad de la
cascada. Después se hace el mejor ajuste de la ecuación anterior a los datos obtenidos en
un evento [47]. El siguiente paso es asociar la energía con la señal a r40. La técnica básica
es usar simulaciones para crear un histograma 2D en donde se tenga en un eje el valor de
Log10(sr0) y en el otro el valor del logaritmo de la energía real Log10(Ereal). La idea consiste
en encontrar el mejor ajuste entre estas relaciones, así que buscamos una función f que
dependa del logaritmo de sr0 y que sea igual al logaritmo de la energía.

Log10(Ereal) = f(Log10(sr0)) (2.5)

Sin embargo, la relación entre carga y energía depende del ángulo cenital del rayo gamma
primario, debido a las cascadas atmosféricas con diferentes inclinaciones que deben atravesar
antes de llegar al detector. Por lo tanto, la función de energía se convierte en una función
tanto de la carga como del ángulo cenital:

Log10(Ereal) = f(Log10(sr0), θ) (2.6)

Figura 2.11: Correlación entre carga y energía para un ángulo cenital (14.77o < θ < 15.42o) [47].
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En la imagen 2.11 se colocó un ejemplo de este histograma que muestra la correlación entre
la carga efectiva y la energía Etrue para un pequeño ángulo cenital (14.77o < θ < 15.42o).
La línea de color negro representa al mejor ajuste. Los colores en el histograma denotan
las probabilidades relativas asumiendo una fuente isotrópica en una declinación de 20o. Este
ajuste se repite para cada intervalo cenital de modo que los mejores parámetros de ajuste se
puedan parametrizar por el ángulo cenital [47].

Neural Network (NN): Con esta técnica se implementa una red neuronal artificial para
estimar la energía de eventos iniciado por rayos gamma. El modelo de red utilizado es un
perceptrón multicapa que tiene dos capas ocultas y una función de activación de tipo logística.
En la primera y segunda capa oculta se tienen 15 y 14 neuronas respectivamente [48]. La
función de costo a minimizar para esta red es la siguiente:

D(w) =
1

2

n∑
i=1

ui

[
Log10Ê(XI ;W )− Log10Ei

]2

(2.7)

En donde w representa a los pesos, n es el número de eventos, Ê es la función para estimar la
energía y que arroja la red, Ei es la energía simulada del evento i-ésimo y ui es la importancia
relativa del evento i-ésimo. Este valor de ui se escoge para parecerse a un espectro de energía
que siga una ley de potencia E−2, ya que se observó que una red neuronal entrenada en tal
espectro genera un RMS relativamente constante entre 1 y 100 TeV [48]. Las variables de
entrada de esta red se eligieron de forma que describan tres características de la cascada:
la cantidad de energía depositada en el detector, la medida en que la huella de la cascada
en el suelo está contenida dentro del detector y el grado de atenuación de la cascada por la
atmósfera [48]. En el capitulo 4 se comenta con un poco mas de detalle los elementos de una
red perceptrón multicapa y su funcionamiento.

2.4. Software utilizado en HAWC
Analysis and Event Reconstruction Integrated Environment (AERIE) es el software utilizado en

HAWC para realizar el análisis de datos obtenidos por el experimento. Para poder utilizar todas
las funciones de este programa es necesario instalar una serie de paquetes adicionales (también
llamados externals). Así que el proceso de instalación del software usado en HAWC se puede
dividir en dos partes: la instalación de los paquetes externals y la compilación de AERIE. Estos
paquetes externals contienen programas y librerías necesarias para compilar el código base en
HAWC. Actualmente boost, fftw, gsl, root, xerces, cmake, cfitsio, cealpix-cxx y photospline son
los programas que conforman a los externals [49]. En este trabajo se realizó la instalación de
AERIE en mi cuenta asociada al cluster de HAWC en el ICN-UNAM. Cabe señalar que todas las
imágenes para el análisis hecho en este trabajo, fueron generadas por el display del observatorio
implementado en AERIE. Para conocer otras funciones que tiene esta herramienta así como algunos
de los principales resultado obtenidos en HAWC se puede consultar el apéndice B.
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Capítulo 3

Planteamiento para la detección indirecta
de neutrinos con HAWC

En este capítulo se describe el método propuesto para la detección indirecta de neutrinos ultra
energéticos con el observatorio HAWC. Se comenta el tipo de señales que se esperan detectar, así
como las señales de ruido con las que se tienen que lidiar. También se aborda el tema del algoritmo
de selección que actualmente se utiliza para discriminar este tipo de señales.

3.1. Técnica Earth skimming
Esta propuesta, que plantea utilizar al observatorio HAWC como un detector indirecto de

neutrinos, utiliza como base la técnica de Earth-skimming. Esta técnica plantea utilizar un volumen
con una gran cantidad de masa, ya que en estos cuerpos es más factible que ocurra una interacción
entre un neutrino y un nucleón a través de una corriente cargada. En dicha interacción se genera
un leptón del mismo sabor del neutrino incidente, debido a que el nucleón que participa en esa
interacción cambia de carga eléctrica, la cual es portada por un bosón W± que decae en un leptón
cargado [50]. En las reacciones (3.1) - (3.3) se muestran este tipo de interacciones.

νe(νe) + n(p)→ e−(e+) + p(n) (3.1)

νµ(νµ) + n(p)→ µ−(µ+) + p(n) (3.2)

ντ (ντ ) + n(p)→ τ−(τ+) + p(n) (3.3)

Cabe mencionar, que ya se ha utilizado en algunos experimentos la de técnica de Earth-skimming
para buscar la detección de neutrinos ultra energéticos. Como es el caso del experimento Pierre
Auger, en donde sus detectores buscan señales de cascadas electromagnéticas iniciadas por el
decaimiento de un τ con energías en el orden de EeV [2]. También se encuentra la colaboración
Ashra-1, que busca neutrinos emitidos por un GRB en el orden de PeV a EeV. Este experimento
este situado en frente del volcán Mauna Kea en la isla Hawaii, en donde espera detectar leptones τ
generados por neutrinos ultra energéticos del mismo sabor al interactuar con los átomos de dicho
volcán [2].

3.2. Propuesta para la detección
La propuesta que se esta llevando a cabo en el instituto de Física de la UNAM, consiste en

utilizar al Pico de Orizaba como objetivo de gran masa. Así, cuando un neutrino pase por esta
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montaña e interactúe con los átomos que se encuentren ahí; se puede producir un leptón cargado,
y este o el producto de su descomposición pueda ser detectado por medio de los tanques del
observatorio HAWC (en la figura 3.1 se muestra un diagrama de eses proceso). En esta propuesta
se plantea hacer la reconstrucción directa de la trayectoria mientras estas partículas atraviesan los
detectores de este observatorio. A continuación, se menciona la viabilidad en la detección de los
tres tipos de leptones generados con esta técnica:

Figura 3.1: Representación del uso de la técnica Earth-skimming en HAWC. Imagen modificada
de [51]

Neutrino del electrón: Para la técnica Earth-skimming detectar estas partículas es des-
favorable, debido a que en la interacción nucleón neutrino se producen electrones de alta
energía. Estas partículas a su vez generan cascadas electromagnéticas que son absorbidas
fácilmente por la montaña [2].

Neutrino del muón: Para los νµ son aún muy complicadas de detectar, debido a que
tienen una vida media relativamente grande que al combinarse con su alta energía solo se
producirá una señal detectable para un muón ultra energético [2].

Neutrino del tau: Para esta propuesta, los ντ son las más interesantes y más factibles de
detectar. Porque los leptones τ tienen una vida media relativamente corta (290.17 fs [52]), por
ello aun si son muy energéticos, estos leptones cargados decaerán en partículas secundarias
que podrán hacer la detección de la señal un poco más sencilla. Sin embargo, es importante
mencionar que es muy complicado detectar neutrinos τ , ya que hasta el año 2017 se tenían
menos de 15 detecciones de este tipo de partículas [2].

Esta idea plantea medir neutrinos ultra energéticos, así que las señales que se esperan observan
tendrán las siguientes características:
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Modelo Ei [GeV] φi [GeV −1 Km−2 sr−1 yr−1]
A 107 6.2545× 10−5

B 108 1.5780× 10−6

C 109 1.5798× 10−8

Tabla 3.1: Valores de la constante de normalización φi y la energía Ei. Tabla tomada de [2].

El leptón que se produce viajará esencialmente en la misma dirección que el neutrino que lo
generó. Por lo tanto, para que se registre una interacción entre este leptón y los detectores
de HAWC, la trayectoria del neutrino que atravesó la montaña debe ser cuasi horizontal.
Con esto se puede usar a los tanques de este observatorio como un detector de rastreo para
este tipo de señales, a las cuales nos vamos a referir como trazas horizontales (que también
incluyen a las señales de ruido).

Debido a la gran energía de estas señales, se espera que generen una gran cantidad de luz
Cherenkov. Esta cantidad supera el promedio de luz generada por muones atmosféricos (30
PEs) y de las señales de ruido (que están en un rango de 10-200 PEs) [2].

La luz detectada debido a estas señales se espera que éste en el rango de miles a decenas de
miles de PEs y dado el rango dinámico de los componentes electrónicos de HAWC, se podría
anticipar que la luz recolectada podría usarse para al menos establecer un límite inferior en
la energía del leptón cargado entrante.

3.3. Viabilidad de la detección
En la referencia [2] se realizó un estudio para ver las posibilidades del observatorio HAWC para

poder medir este tipo de señales. Para ello se calculó el número de leptones cargados (NL) que se
podían detectar en este observatorio mediante la siguiente expresión:

NL = ΦL(AΩ)effTD (3.4)

En donde ΦL es el flujo de leptones cargados debido a neutrinos astrofísicos, (AΩ)eff es el área
efectiva del observatorio, T es el tiempo de operación del experimento y D es el ciclo de trabajo
para las observaciones. Este valor hace referencia a la fracción del tiempo T del experimento en el
que se esta tomando datos. Para modelar el flujo de neutrinos diferencial en función de la energía
se utiliza una modificación a la parametrización del flujo de neutrinos astrofísicos realizada por
IceCube y que se muestra en la siguiente ecuación:

ϕi(Eν) =
dΦν(Eν)

dEν
= φi ×

[(
Eν
Ei

)αη
+

(
Eν
Ei

)βη] 1
η

(3.5)

Esta expresión toma en cuenta la suma de todos los sabores de neutrinos asumiendo que dΦνe =
dΦνµ = dΦντ y dΦν = dΦν . Los valores de los parámetros son α = −1, β = −3 y η = −1. Ei
toma tres diferentes valores acorde a tres diferentes modelos (A,B y C) y que se pueden observar
en la tabla 3.1. En la figura 3.2 se muestra el espectro de ϕi para cada modelo utilizando la misma
normalización para el pico, aunque cada uno puede ser reescalado o sumado para descripciones
dependientes del modelo. Los modelos A y B corresponden al espectro producido por BL Lac
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AGNs, y combinaciones del modelo A y C seguirían la forma esperada de los neutrinos GZK
producidos a partir de interacciones EBL y CMB.

Figura 3.2: Espectros de ϕi para los modelos A,B y C . Imagen modificada de [53]

Por otro lado el flujo diferencial de leptones cargados que se esperan obtener mediante la técnica
de Earth-skimming será:

dΦL

dEL
=

P3(L)

βLρEL

∫
dEν

dΦν(Eν)

dEν

1

LCC(Eν)
exp

[
− A

LCC(Eν)

]
(3.6)

En donde P3(L) es la probabilidad de que el leptón cargado pueda escapar del volcán, EL es
la energía del leptón, ρ es la densidad del material del volcán, βL describe las pérdidas de energía
radiactiva de los leptones cargados a medida que viajan a través de la roca, LCC es la longitud de
interacción de corriente cargada y A es el ancho promedio del volcán. Así que para obtener este flujo
de leptones cargados que logran atravesar la montaña, se integra de forma numérica la ecuación
anterior considerando el flujo de neutrinos expuesto en 3.5 y se utilizan los valores descritos en [2]
para los otros parámetros involucrados en la ecuación 3.6. Los resultados se presentan en la tabla
3.2.

Tau Muón
Energía neutrino (Eν) Φτ+τ̄ [Km

−2sr−1yr−1] Energía neutrino (Eν) Φµ+µ̄[Km−2sr−1yr−1]
Modelo A B C Modelo A B C

10 PeV-100 PeV 0.4732 0.8269 0.1008 10 PeV-100 PeV 0.0476 0.0832 0.0101
100 PeV-10 EeV 0.0233 0.4251 0.3690 100 PeV-1 EeV 0.0015 0.0267 0.0185

Tabla 3.2: Cálculo del flujo de leptones cargados tauónicos y muónicos. Tabla tomada de [2].

Como se puede observar, el flujo de leptones cargados τ es más grande que para el caso de los
leptones µ casi por un orden de magnitud, por tal motivo la detección de estos últimos es menos
factible para este método. La razón de esta diferencia entre flujos se puede ver en la ecuación 3.6,
donde el flujo de leptones cargados depende inversamente sobre las pérdidas de energía radiactiva
de estos leptones (βL); que son más de un orden de magnitud mayor para las µ′s con respecto a las
τ ′s [2]. Por otro lado, el área efectiva del observatorio HAWC se calculó por medio de simulaciones
Monte Carlo. Para ello se tomó en cuenta la topografía que lo rodea (centrando la atención en el
volcán Pico de Orizaba), por medio de un modelo geométrico sencillo. Los resultados se muestran
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en la tabla 3.3 y se calcularon para diferentes condiciones de trigger, el cual corresponde a la
longitud de la trayectoria que recorre un leptón cargado o el producto de su desintegración a lo
largo del observatorio HAWC modelado como un prisma rectangular.

Trigger [m] AΩ [Km2 sr]
≥ 14 0.013867
≥ 21 0.012544
≥ 28 0.010578
≥ 35 0.008418
≥ 42 0.006782

Tabla 3.3: Área efectiva para diferentes condiciones de trigger. Tabla tomada de [2].

Finalmente, en la tabla 3.3 para obtener el mayor flujo, dentro del rango permitido dado por sus
incertidumbres estadísticas se muestra el número de leptones cargados τ que se esperan detectar
por año en el observatorio HAWC para dos bines de energía. Esos valores se calcularon a partir de
las distintas áreas efectivas mostradas en la tabla 3.3 y tomando una suma de flujos entre el modelo
A, C y el flujo de neutrinos astrofísicos modelado por IceCube (IC), el cual se define mediante la
ecuación 3.7. En esta expresión se toman los parámetros de φ = 0.3343 GeV −1Km−2sr−1yr−1 y
γ = 1.71, esto para obtener el mayor flujo dentro del rango permitido dado por sus incertidumbres
estadísticas [2].

dΦν

dEν
= φ×

(
Eν

100TeV

)−γ
(3.7)

La última columna la tabla 3.3 muestra el tiempo necesario (en años) para la detección de un
leptón cargado τ .

Neutrino Energía (Eν) Trigger [m] N: IC + ΦA + ΦB ∆T (yr)

10 PeV - 100 PeV

≥ 14 0.1492 6.7
≥ 21 0.1349 7.4
≥ 28 0.1138 8.8
≥ 35 0.0906 11.0
≥ 42 0.0730 13.7

100 PeV - 100 EeV

≥ 14 0.1505 6.6
≥ 28 0.1321 7.6
≥ 35 0.1148 8.7
≥ 42 0.0914 10.9
≥ 21 0.0736 13.6

Tabla 3.4: Número de leptones cargados τ que se pueden detectar en HAWC por año. Tabla tomada
de [2].

Como se puede observar en la tabla anterior, tomara alrededor de 8 años para encontrar una
señal que atraviesan tres detectores de HAWC. Cabe mencionar que el estudio mostrado en [2]
fue publicado en 2017 y a partir de esa fecha el funcionamiento del observatorio estaba planeando
para funcionar por al menos 5 años. Sin embargo, con la implantación de nuevos detectores en
2018 (outriggers) y considerando su importancia como trigger para futuros instrumentos como el
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CTA es probable que HAWC mantenga operaciones por al menos 10 años más. así que es viable
medir alguna de estas señales de neutrinos ultra energéticos en el tiempo de vida del observatorio
HAWC.

3.3.1. Trigger de HAWC

Como se comentó en el capítulo anterior, el trigger de HAWC consiste en que al menos 15
PMTs registren una señal por arriba de 2 umbrales (0.25 y 4 PEs) en una ventana de tiempo de
150 ns. Teniendo en cuenta que la suma de señales 112 PMTs en 60 segundos es de 2.285× 108, se
puede estimar que el número de PMTs activados en una ventana de 150 ns son aproximadamente
6. Por lo que solo haría falta que se activen 9 PMTs para cumplir la condición del trigger de
HAWC. Entonces, si un leptón cargado o el producto de su descomposición pasa por al menos
3 WDC, activaría 12 fotomultiplicadores en una ventana de tiempo de aproximadamente 70 ns
(tiempo en que pasaría por los 3 tanques). Así que se cumpliría con los 9 PMTs faltantes para
cumplir con la condición de trigger. Por lo tanto, el trigger del observatorio HAWC se puede usar
para la detección indirecta de neutrinos que se comentó anteriormente [2].

3.3.2. Señales de Ruido

Para esta propuesta se considera que la principal fuente de señales de ruido proviene de muones
generados en cascadas atmosféricas en la dirección del Pico de Orizaba. En [2] se estudió éstas
señales usando la caracterización del flujo de muones atmosféricos con energías superiores a los 15
TeV medido por IceCube:

dΦµ

dEµ
= φµ ×

(
Eµ

10TeV

)−δ
(3.8)

Para este caso se toman los valores de los parámetros que maximizan el ruido, por ello se toma
un flujo de muones de φµ = 4.6673 × 107 TeV −1 Km−2 sr−1 yr−1 y un índice espectral (δ) de
3.73. Integrando la ecuación 3.8 y colocando este resultado para el flujo de leptones cargados en la
fórmula 3.4, se puede hacer una estimación de estas señales de ruido. Los resultados se muestran
en la tabla 3.5.

Neutrino Energía (Eν) Trigger [m] Ruido

10 PeV - 100 PeV

≥ 14 0.0145
≥ 21 0.0131
≥ 28 0.0111
≥ 35 0.0088
≥ 42 0.0071

100 PeV - 100 EeV

≥ 14 < 10−5

≥ 28 < 10−5

≥ 35 < 10−5

≥ 42 < 10−5

≥ 21 < 10−5

Tabla 3.5: Número de señales de ruido que se pueden detectar en HAWC por año. Tabla tomada
de [2].

Para separar estas señales de ruido se tomaron en cuenta las siguientes características de los
detectores Cherenkov de HAWC.
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La cantidad de luz Cherenkov emitida por unidad de longitud en los tanques de HAWC es
modelada por la ecuación de Frank-Tamm. Así que la cantidad de luz total será proporcional
a la suma de las longitudes del camino de las partículas cargadas primarias y secundarias
producidas (por radiación de frenado y producción de pares) que viaja dentro de un WCD.

La suma de las longitudes de trayectoria, aumenta linealmente con la energía de la partícula
primaria.

Así que la forma de discriminar estas señales de ruido sería observar la cantidad de luz total
detectado en los WCD que pertenecen a una traza. Considerando que el momento de trazas cuasi-
horizontales (θ = 75) es aproximadamente 200 GeV/c. Y si se esperan detectar leptones con
energías del orden de PeV, entonces la cantidad de luz depositada en los detectores de HAWC será
más grande (por un factor de 103) que la depositada por las señales de ruido.

3.4. Reconstrucción de la dirección
El sistema de referencia en HAWC ubica la posición de cada uno de sus detectores, cuando

una traza horizontal activen una serie de tanques vecinos será posible reconstruir su dirección. La
dirección de esta señal, se ubicará en el sistema de referencia del observatorio por medio de las
coordenadas (φ, θ). Por lo tanto, esta reconstrucción se basa en encontrar a estas dos coordenadas
[54].

3.4.1. Ángulo azimutal (φ)

En la imagen 3.3 se puede observar una representación de dos tanques del observatorio en el
plano (x, y). En dicha figura se dibujó una recta que pase por el centro de estos tanques, después se
trazan las líneas perpendicular a la recta anterior y que pasa por el centro de estos. Como resultado
se van a generar 4 puntos (A,B,C y D), que son la intersección entre estas líneas perpendiculares
y la circunferencia de cada tanque. La línea roja se trazó al unir el punto A con el punto D, y la
línea azul se trazó al unir el punto B con el punto C. Para una partícula con esa trayectoria, estas
líneas representan dos direcciones en donde apenas se alcanza a dejar una señal. En otras palabras,
la dirección de la traza que activó los tanques, estará delimitadas por estas dos direcciones. Los
ejes del sistema de referencia en HAWC se han trasladado (sistema (x′, y′), el sistema original se
puede ver en la imagen 1 ), ahora el origen se encuentra en la intersección de las lineas de color azul
y rojo. Los ejes de color verde son la posición de los puntos cardinales desde el punto de vista en
HAWC, en donde hay un ángulo de inclinación entre el eje y′ y la orientación del norte geográfico de
γ = 15o33′. Tomando en cuenta lo anterior, se definen dos ángulos para la reconstrucción azimutal
φmin y φmax [54], que se ven representados en la imagen 3.3.

3.4.2. Ángulo de elevación(θ)

En la imagen 3.4 se puede observar una representación de cuatro tanques de HAWC pero
ahora en el plano (x, z). Para encontrar el ángulo de elevación de una partícula que genera una
señal en estos tanques, nos fijamos en el centro del tanque inicial y final. Tomando en cuenta sus
dimensiones (4.5 m de altura y 7.3 m de diámetro) se pueden encontrar las coordenadas de los
puntos A,B,C y D, estos puntos se encuentran en la esquina superior e inferior de cada tanque.
Al igual que en el caso anterior, se formaron dos líneas, una al unir el punto A con el B y otra al
unir el punto C con el D. Para el ángulo de elevación, estas serán las direcciones que delimitan el
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Figura 3.3: Representación para el ángulo azimutal, en donde se muestra a partir de donde se mide
a los ángulos φmin y φmax.

paso de la partícula para que alcance a dejar una señal en los tanques. Para este caso también se
definen dos ángulos para la reconstrucción θmin y θmax [54], que se ven representados en el inciso
a) y en el inciso b) de la imagen 3.4 respectivamente.

Figura 3.4: Representación para el ángulo de elevación, en donde se muestra a partir de donde se
mide a los ángulos θmin y θmax.

Con esta reconstrucción se obtienen dos intervalos, uno para el ángulo azimutal y otro para el
ángulo de elevación.

φ ε (φmin, φmax)
θ ε (θmin, θmax)
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En estos intervalos se encuentra la dirección de la partícula que generó la señal, y con ello se puede
aproximar su posición.

3.5. Algoritmo para detección de trazas
El algoritmo que se utiliza para identificar trazas horizontales en los datos de HAWC se puede

dividir en tres secciones: primero se establece un trigger o condición de disparo para trazas hori-
zontales, después está el algoritmo en donde se establecen los criterios de selección de candidatos
a trazas y por último se aplica una serie de filtros a estos candidatos. A continuación se hace una
descripción de cada una de estas secciones basándonos en la referencia [55].

3.5.1. Trigger para trazas horizontales

La manera en la que se procesa los datos obtenidos por HAWC mediante este trigger es la
siguiente:

1. Se hace la reconstrucción estándar de los datos obtenidos por HAWC, en donde se reconstruye
el plano de la cascada y otras variables de interés. Pero se descartan algunas variables (por
ejemplo la energía de la cascada) esto para que la reconstrucción sea más rápida. En este
paso los PMTs asociados al plano de la cascada se descartan.

2. Los PMTs que se activaron durante un evento se ordenan de acuerdo al tiempo que registraron
para después ser procesados por este trigger. En este paso se observa el primer PMT que
registró una señal. Después se busca otro PMT en un tanque vecino que se haya activado
y que esté dentro de la ventana de tiempo establecida. Esta ventana será el tiempo en que
tarda la luz en recorrer la distancia máxima de separación de dos PMTs vecinos que es (44.8
m).

Figura 3.5: Representación de tanques vecinos para el primer tanque activado.

En la imagen 3.5 se muestra una representación de los tanques que se consideran vecinos
(que están de color verde) del primer tanque que fue activado (que esta en color rojo). Cabe
señalar que solo se guarda la información para tanques que registraron una señal de carga
mayor a 4 PEs.

3. En este paso tenemos 2 condiciones en donde no se guarda la información. La primera es que
la señal no cumple con la ventana de tiempo antes mencionada (150 ns). Y la segunda es que
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la señal está separada por 2 tanques (esto se aplica también para propagación en diagonal).
Cabe mencionar, que se permite más de un evento activado por traza en el mismo evento de
cascada.

4. En este paso se establece que al menos se activen 9 PMTs para que se guarde el evento. La
información que se guarda es la cantidad de carga total, el tiempo promedio y el número de
PMTs que registraron señal en los WCDs que fueron activados. También solamente se guarda
la información de tiempo y carga registrada por el PMT central.

Con este trigger se obtiene una gran cantidad de candidatos, en donde la mayoría se deben prin-
cipalmente a pequeñas cascadas inclinadas que no pudieron ser identificadas por los algoritmos de
reconstrucción. Los candidatos encontrados por esta condición de disparo (con aproximadamente
una tasa de 16,7 kHz) se pasan a un segundo código que realiza la reconstrucción de la traza,
utilizando como entrada los WCD seleccionados en esta parte.

3.5.2. Algoritmo de selección de trazas

Este algoritmo busca señales que se propaguen en línea recta a través de los detectores de
HAWC. La velocidad con la que se activan dos tanques vecinos tiene que ser consistente con la
velocidad de la luz, en donde el tiempo de activación entre estos tanques debe de estar dentro de una
ventana de tiempo de 40 ns. Dicha ventana temporal fue optimizada utilizando simulaciones Monte
Carlo de muones enviados en los tanques de este observatorio en distintas direcciones. También se
agrega la condición de que al menos se activen dos fotomultiplicadores en cada tanque y se descartan
los eventos en donde se activen más de 100 PMTs. En esta parte se hace la reconstrucción de los
ángulos (φ, θ) de la dirección de llegada a de la señal. La tasa de candidatos de trazas en los datos
es de aproximadamente 420 Hz.

3.5.3. Filtro para los candidatos a trazas

La información obtenida en el algoritmo de selección anterior se hace pasar por una serie de
filtros para que se eliminen las señales provocadas por cascadas muy inclinadas. Los filtros fueron
seleccionaron en función del estudio de una gran cantidad de candidatos de trazas observados en
un display (como el que se muestra en 3.6), a continuación se enlistan estos filtros:

Low charge: Se define como la razón entre el número de tanques activados dividida por la
longitud de la traza, y se establece que esta razón sea menor a 6.

High charge: Se define como el número de píxeles1 en el evento dividida por la longitud de
la traza y se toma que esta cantidad sea menor a 1.5.

Track quality: Se refiere a que al menos el 75% de los píxeles que conforman la traza se
pueda ajustar a una función lineal.

Minimum length: Establece que solo se toman eventos con una longitud de traza mayor a
4 píxeles activados.

En la figura 3.6 se muestra un traza obtenida en los datos del observatorio HAWC que fue identi-
ficada con este algoritmo.

1Cada WCD activado se considera como un píxel.
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Figura 3.6: Ejemplo de evento identificado como traza con el algoritmo oficial de HAWC. Imagen
tomada de [55].

Tipo de corte Muones Porcentaje
Sin cortes 2464812 100%
Low cahrge 2449745 99.4%
High cahrge 1457870 59.1%
Track quality 2335724 94.8%

Minimum length 1547687 62.8%
Todos los cortes 1036137 42.0%

Tabla 3.6: Porcentaje de trazas simuladas que pasaron los 4 cortes mencionados. Tabla tomada de
[3].

Por último en la tabla 3.6 se muestra el efecto de aplicar los 4 cortes antes mencionados a una
muestra de eventos simulados de un poco más de dos millones de muones horizontales que pasaron
por los tanques de HAWC. En este caso solamente se obtiene un 42 por ciento de la muestra
original. Por tal motivo, en este trabajo se hace un estudio para ver si el uso de una red neuronal
artificial puede optimizar el número de trazas que se identifican.
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Capítulo 4

Red Neuronal Artificial

Una red neuronal artificial puede verse como una función de Rn a Rm, en donde Rn son los datos
de entradas y Rm son los datos de salida [56]. El usuario proporciona una lista de datos de entradas
y salidas que tiene como objetivo entrenar a la red neuronal, como resultado se podrá dar cualquier
dato de entrada y la red calculará el dato de salida en base al entrenamiento previo. Comúnmente
los datos de entrada y salida son números reales acomodados en vectores. Por ejemplo, para una red
que identifica imágenes de perros y gatos en blanco y negro de 20 por 20 píxeles, el dato de entrada
seria un vector con 400 valores en donde cada valor indica la intensidad en escala de grises de cada
píxel (un valor real entre 0 y 1). Por otro lado el dato de salida seria solo un numero real, 0 para el
caso de una identificación de un gato y 1 para el caso de un perro. Así que una red neuronal artificial
es capaz de determinar relaciones no lineales entre un conjunto de datos, asociando patrones de
entrada o salidas correspondientes. Por esto se han convertido en una herramienta muy popular y
útil para resolver muchos problemas como clasificación, agrupamiento, regresión, reconocimiento
de patrones, reducción de dimensión, predicción estructurada, traducción automática, detección
de anomalías, toma de decisiones, visualización, visión por computadora entre otras [57]. En este
trabajo, se implementó una red neuronal artificial para discriminar trazas horizontales en los datos
de HAWC. Por tal motivo, en este capítulo se da la teoría correspondiente a este tema. Primero
se explica el modelo de una red neuronal relativamente sencilla, el perceptrón multicapa. Después
se describe el funcionamiento de una red convolucional, la cual es una red más compleja y que
se especializa en clasificación de imágenes. Por último y tomando como base los dos modelos
antes mencionados, se explica el enfoque de una red convolucional para detección de objetos. Cabe
mencionar que en este escrito se trabajó con una red convolucional y una red enfocada en detección
de objetos para la identificación de trazas.

4.1. Red perceptrón multicapa
El perceptrón multicapa es una red que generaliza al modelo de perceptrón simple. [58]. En el

primer modelo, los datos de entrada son números y se representan por medio de letras (x1, x2, .., xn).
La forma en la que se genera una señal de salida es por medio de pesos (w1, w2, .., wn) que son
números reales que indican la importancia de cada entrada para generar el dato de salida. Esta
salida solamente podrá elegir entre dos valores, el 0 y el 1. Asi que se calculará la suma del producto
de los datos de entrada con sus pesos (

∑n
i=1 xiwi), y el dato de salida dependerá de que el valor de

esta suma sea mayor o menor a cierto valor umbral [58]. El perceptrón multicapa desarrollado en
1969 nace de las limitaciones de su predecesor al no poder simular todas las compuertas lógicas. La
forma en la que el perceptrón multicapa resuelve este problema queda fuera de los temas de este
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trabajo, pero puede consultarse en las referencias [59] y [60]. Por ahora solamente nos enfocaremos
en describir la estructura de los componentes que conforman la red y se dará a grandes rasgos el
algoritmo que emplea para su funcionamiento.

4.1.1. Estructura

La estructura de esta red se muestra en la figura 4.1 y los componentes que describen a esta
red son los siguientes:

Neurona: La neurona artificial es la unidad elemental de la red, y en esencia es una función
que recibe un dato de entrada y proporciona un dato de salida entre 0 y 1 (f : R → [0, 1]).
Normalmente a este dato de salida se le conoce como valor de activación, por ejemplo, si el
valor de una neurona es cercano a 1, se dice que la neurona es muy activa. En la imagen, a
cada neurona se le representa por medio de un círculo, y la activación de cada neurona es
representada mediante el símbolo alk, en donde el índice l indica la capa en donde se encuentra
ese valor de activación, y el símbolo k hace referencia a la neurona de la capa l de la cual se
esta hablando. El valor de l estará entre 0 y L, en donde L indica el número de capas. Por
otro lado, el valor de k estará entre 0 y Nl, en donde Nl indica el número de neuronas en la
capa l.

Figura 4.1: Estructura de una red perceptrón multicapa.

Pesos: Los pesos son representados en la imagen por las líneas de color azul. Estos valores se
van modificando a medida que el usuario presente datos de entrenamientos, y son responsables
de que la red funcione de manera correcta. Podemos visualizar a estos valores como cantidades
que nos indican que tanta influencia tienen los datos de entrada de una capa previa en el dato
de salida de una neurona en la siguiente capa. A estos pesos los denotaremos mediante el
símbolo wlji, el índice i estará entre 0 y Nl, y el valor de j estará entre 0 y Nl+1. Mas adelante
se calculará de forma explicita la activación de una neurona artificial, en donde quedará un
poco más claro el uso de estos índices.
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Bias: Los bias son representados en la imagen por medio de flechas amarillas y se pueden
visualizar como valores que determinan que tan activa o inactiva es una neurona. Estas se
representa mediante el símbolo blk.

Capa de Entrada: Es el conjunto de neuronas que contiene a los datos de entrada que el
usuario proporcione, ya sea para entrenar o para probar la red neuronal. En la imagen las
letras a0

0, a
0
1, a

0
2, ..., a

0
N0

representan a estos datos.

Capas Ocultas: Recordemos que el punto clave para que una red funcione de manera co-
rrecta está en modificar los valores de pesos y bias a través del entrenamiento de la red.
Pero estas modificaciones se verán reflejadas en el valor de activación de cada neurona. El
perceptrón multicapa considera capas de neuronas entre los datos de entrada y los datos de
salida, a las que usualmente se le llaman capas ocultas. Estas capas, son implementadas en
este modelo para resolver problemas más sofisticados.

Tanto el número de capas ocultas como el número de neuronas que se utiliza en cada capa,
dependerá del problema que el usuario este intentando resolver, realmente no hay una regla
que nos indique el número de capas ocultas que debemos usar, comúnmente el usuario decide
el número de capas a utilizar en base a su experiencia y a los resultados que va obteniendo
[61].

Capa de Salida: Es el conjunto de neuronas que contiene los datos de salida de la red. En
la imagen las letras aL0 , aL1 , aL2 , ..., aLNL representan a estos datos.

4.1.2. Funcionamiento

La explicación del funcionamiento de este tipo de red se basa en las referencias [62]-[64] y se
puede explicar mediante los siguientes pasos:

Paso 1: Se ponen los datos de entrada a la red, estos corresponden a los valores de activación
de la primera capa. Después se asignan valores de números reales aleatorios entre -1 y 1 a
los datos de pesos y bias. Este rango se elige debido a que los datos de entrada están entre
cero y uno, así que se requiere valores positivos y negativos entre este rango.

Paso 2: Se calcula el valor de activación de las neuronas de la primera capa oculta, para ello
se utiliza la siguiente ecuación que sigue la notación mostrada en la sección anterior.

a
(1)
k = w

(0)
k,j · a

(0)
j + b

(1)
j (4.1)

Con 1 ≤ k ≤ N1 y 1 ≤ j ≤ N0, que en su forma matricial es:
a

(1)
0

a
(1)
1
...
a

(1)
N1

 = σ



w

(0)
0,0 w

(0)
0,1 . . . w

(0)
0,N0

w
(0)
1,0 w

(0)
1,1 . . . w

(0)
1,N0

...
... . . . ...

w
(0)
N1,0

w
(0)
N1,1

. . . w
(0)
N1,N0



a

(0)
0

a
(0)
1
...
a

(0)
N0

+


b

(1)
0

b
(1)
1
...
b

(1)
N1


 (4.2)

En donde:

σ

xy
z

 =

σ (x)
σ (y)
σ (z)
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σ representa a la función de activación, esta función sirve para que las cantidades en cada
neurona tengan valores entre 0 y 1 (f : R→ [0, 1]). Actualmente se utiliza una gran variedad
de funciones para desempeñar esta tarea, entre las más utilizadas se encuentra la función
sigmoide, la función escalón y la función ReLu. Las principales características que debe de
tener esta función son las siguientes:

• Las redes neuronales se entrenan mediante el proceso de descenso de gradientes (el cual
se explica en el paso 4 y 5), por lo que la función de activación debe ser diferenciable o
al menos diferenciable en partes.

• La salida de la función de activación debe ser simétrica en cero para que los gradientes
no se desplacen hacia una dirección particular.

• Las funciones de activación se aplican después de cada capa y deben calcularse millones
de veces en redes profundas. Por lo tanto, deberían ser computacionalmente económicos
de calcular.

Cabe mencionar que si representamos a la matriz que contiene a todo los pesos para calcular
la activación de la primera capa con la letra M1, y a los dos vectores columna como a0 y b0

para los valores de activación y para las bias respectivamente. La ecuación para obtener el
valor de activación de la primera capa se puede escribir como:

a1 = σ
(
M1a0 + b1

)
El valor de activación para las otras capas se puede representar mediante las siguiente dos
ecuaciones:

a2 = σ
(
M2a1 + b2

)
a3 = σ

(
M3a2 + b3

)
Finalmente se puede seguir usando la ecuación anterior para ir calculando los valores de
activación de las siguientes capas hasta llegar a la última.

Paso 3: Una vez que tenemos los valores de activación de la última capa, definimos la función
de costo para un solo evento mediante la siguiente expresión:

C0 =

NL∑
k=0

(a
(L)
k (w1, w2, .., wF , b1, b2, ..., bG)− yk)2 (4.3)

En este caso F y G representan el número total de pesos y bias correspondientemente. Por
otro lado yi son las etiquetas de nuestros eventos, es decir, los valores de salida que se esperan
obtener y que el usuario proporciona a la red. El valor de la función de costo para todos los
eventos (n) será un promedio:

C =
1

n

n−1∑
j=0

Cj (4.4)

En donde Ci representa el costo calculado a partir del dato de entrada y de salida i-ésimo.
Aquí podemos notar que si el valor de la función de costo se acerca a cero, significa que la red
esta haciendo la clasificación de forma correcta. Así que el proceso de entrenamiento consiste
en minimizar la función de costo. Y esta función depende de los valores de pesos y bias.
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Paso 4: Para una red sencilla con 6 datos de entrada, 2 capas ocultas con 8 neuronas cada
una y un solo valor de salida se tendrá un total de 120 valores de pesos (6×8 + 8×8 + 8×1)
y 17 valores de bias((8 + 8 + 1) dando un total de 137 variables. Así que para este ejemplo,
la función de costo dependerá de este número de variables. Por lo tanto, el primer paso para
calcular el mínimo de la función de costo consiste en encontrar el valor de su gradiente. Para
ello se usa el método de propagación hacia atrás. Para explicar este modelo usaremos como
ejemplo la red neuronal más sencilla de dos capas ocultas y que se puede observar en la
imagen 4.2.

Figura 4.2: Ejemplo de una red neuronal que solamente tiene una neurona en cada capa.

Entonces nos fijamos en el caso en donde entra a la red un evento y queremos calcular cuanto
varia la función de costo con respecto al último peso y que representa un elemento del vector
gradiente. Si utilizamos la regla de la cadena podemos expresar esta variación como:

∂C0

∂w(L)
=

∂C0

∂a(L)

∂a(L)

∂z(L)

∂z(L)

∂w(L)
(4.5)

donde la variable z(L) se introduce para simplificar la notación y se define como:

z(L) = aL−1wL + bL (4.6)

Derivando las ecuaciones 4.2, 4.3 y 4.6 para este caso tendremos que:

∂C0

∂w(L)
= a(L−1)σ′(z(L))2(a(L) − y0) (4.7)

De forma similar podemos calcular que tan sensible es la función de costo para un pequeño
cambio en el valor de b(L):

∂C0

∂b(L)
=

∂C0

∂a(L)

∂a(L)

∂z(L)

∂z(L)

∂b(L)
= σ′(z(L))2(a(L) − y0) (4.8)

Con esto obtenemos la variación de la función de costo con respecto al peso w(L) y al bias b(L)

usando el primer evento del entrenamiento. Para los otros evento, la ecuaciones anteriores se
reescriben como:

∂Ci
∂w(L)

= a(L−1)σ′(z(L))2(a(L) − yi) (4.9)

∂Ci
∂b(L)

= σ′(z(L))2(a(L) − yi) (4.10)

Así que para calcular la derivada parcial con respecto al peso y al bias L de la función de
costo, habrá que considerar todos los eventos y hacer un promedio.

∂C

∂w(L)
=

1

n

n−1∑
i=0

∂Ci
∂w(L)

(4.11)
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∂C

∂b(L)
=

1

n

n−1∑
i=0

∂Ci
∂b(L)

(4.12)

Con esto obtenemos dos coordenada del gradiente que buscamos:

∇C =



∂C
∂w(0)

...
∂C
∂w(L)

∂C
∂b(0)...
∂C
∂b(L)


(4.13)

Se pueden usar los valorares calculados en 4.11 y 4.12 junto con la misma idea de usar la regla
de la cadena para ir calculando de forma recursiva los otros valores ( ∂C

∂w(L−1) , ...,
∂C
∂w(0) , ...,

∂C
∂b(0)

)
del gradiente de la función de costo. Cabe mencionar que para el caso de una red con una
estructura más complicada, las ecuaciones 4.11 y 4.12 no se complican demasiado simplemente
habrá que agregar otro índice.

∂Ci

∂w
(L)
jk

=
∂Ci

∂a
(L)
j

∂a
(L)
j

∂z
(L)
j

∂z
(L)
j

∂w
(L)
jk

(4.14)

∂Ci

∂b
(L)
k

=
∂Ci

∂a
(L)
j

∂a
(L)
j

∂z
(L)
j

∂z
(L)
j

∂b
(L)
k

(4.15)

Así que en este paso se calculó el gradiente de la función de costo en función de los pesos y
bias.

Paso 5: Ahora se procede a minimizar la función de costo, para ello se suma el vector −∇C
a los valores de pesos y bias que colocaremos en un mismo vector v, para que la función se
vaya acercando a cero. Para ilustrar esto usaremos la red de 137 variables (120 pesos y 17
bias) mencionada en el paso 4.

ṽ = v −∇C =

 v0
...

v136

−


∂C
∂v0...
∂C
∂v136

 =



w0
...

w119

b0
...
b16


−



∂C

∂w
(0)
00...

∂C

∂w
(L)
70

∂C

∂b
(0)
0...
∂C

∂b
(L)
0


. (4.16)

Se repetirá el proceso anterior hasta llegar a un mínimo local de la función de costo. La figura
4.3 muestra una representación de este proceso, en donde se gráfica una función de costo de
2 dimensiones y cada que se repite el proceso descrito en la ecuación 4.16 se ilustra con un
paso (también se le suele llamar época) que se va acercando a un mínimo local.
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Figura 4.3: Representación gráfica para encontrar un mínimo local de la función de costo. Imagen
tomada de [63].

Así que con este método se esta minimizando la función de costo y con cada época su valor se
acerca a cero. Esto significa que cada vez la salida que calcula la red neuronal es mas parecida al
resultado que deseamos obtener.

Con estos pasos se explica el funcionamiento de una red perceptrón multicapa, ahora se proce-
de a explicar una red un poco más compleja y que será el tema de la siguiente sección.

4.2. Red neuronal convolucional
Como se comentó anteriormente, este tipo de red se especializa en clasificación de imágenes. Por

ejemplo, se puede usar para distinguir entre imágenes de perros y gatos; incluso son muy efectivas
en la parte de detección de objetos (identificar algún elemento dentro de una imagen con ciertas
características). Como una red convolucional se especializa en el análisis de imágenes, la entrada
de este tipo de red será una imagen. En la figura 4.4 se muestra una imagen de 6 por 6 píxeles,
como está en escala de grises cada píxel tiene el valor entre 0 y 1 de la intensidad del color negro.
Estos valores de escala de grises se colocan en una matriz de 6 por 6. Una vez que especificamos
los datos de entrada en la red convolucional, intervienen 2 procesos que son el pilar fundamental
para el aprendizaje de la red. Estos procesos son la convolución y el pooling o agrupación, que son
los temas que se verán a continuación.

Figura 4.4: Entrada de una red convolucional. Imagen tomada de [65].

4.2.1. Convolución

Como primer punto, se debe comentar que el elemento fundamental para llevar a cabo este
proceso es por medio de un filtro. Y un filtro solamente es una matriz cuadrada, cabe mencionar
que en algunas referencias a este filtro también se le conoce como kernel. Así que la convolución
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es el proceso en donde el filtro va recorriendo de izquierda-derecha y de arriba-abajo todos los
píxeles de la imagen de entrada, aplica un producto escalar y genera una nueva matriz de salida
[65]. Por ejemplo, en la imagen 4.5 se tiene un filtro de 3 por 3 (que es el cuadro de color azul) que
está analizando una zona de la imagen inicial (que es la que se encuentra de color rojo) aplica un
producto escalar, que es multiplicar el valor de cada entrada y después sumarlo para generar un
píxel de la imagen de salida (que es el que se señala de color verde). Conforme se va moviendo el
filtro va generando otros píxeles de la imagen de salida.

Figura 4.5: Representación del funcionamiento de la convolución. Imagen tomada de [66].

Otra variable involucrada es a lo que se le conoce como stride o paso, que indica el número
de píxeles de separación que usará el filtro para realizar la convolución [67]. En el cuadro de la
izquierda de la figura 4.6 se usa un paso igual a 1, en donde el filtro se va recorriendo un píxel; y
en el cuadro de la derecha se usa un paso igual a 2. Para este caso el filtro va dejando 2 píxeles de
separación en cada convolución.

Figura 4.6: Representación del paso usado por un filtro para hacer la convolución. Imagen modifi-
cada de [67].

Después de pasar el filtro por la imagen, se aplica una función de activación para que los valores
de los píxeles de la imagen estén entre 0 y 1. En este caso se aplico la función RELU (Rectified
Lineal Unit) la cual se define en la ecuación 4.17 y el procedimiento completo se representa en la
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imagen 4.7.

f(x) = max(0, x) =

{
0 si x < 0

x si x ≥ 0
(4.17)

Figura 4.7: Cambio de la imagen de una letra al aplicar un filtro y una función de activación
(RELU). Imagen tomada de [65].

Es importante mencionar, que este tipo de red se especializa en el análisis de imágenes debido
al uso de filtros. En la figura 4.8 se muestra el efecto de utilizar dos diferentes filtros sobre la
imagen de entrada, que corresponde al número 7. Cada filtro corresponde a una matriz de 3 por
3 con distintos valores, y a cada valor se le asocia un color diferente; por ejemplo al -1 se le da el
color negro, al 1 el blanco y al cero el gris. Después pasamos cada filtro por la imagen original y
aplicamos el proceso de convolución. Como resultado, para el primer filtro obtenemos una imagen
que resalta los bordes horizontales y para el segundo filtro obtenemos una imagen que resalta los
bordes verticales.

Figura 4.8: Cambio de la imagen de un número 7 al aplicar dos diferentes filtros. Tomada de [69].

4.2.2. Pooling o Agrupación

Este procedimiento consiste en reducir el tamaño de la imagen obtenida después de aplicar
el filtro [65]. Los dos tipos de pooling más conocidos son: el max pooling y el average pooling. El
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primero consiste en elegir un cuadrante de la imagen y tomar el valor más alto. En la imagen de
la izquierda de la figura 4.9 se muestra un ejemplo, en donde se analiza una zona de la imagen
conformada por 4 píxeles y se toma el valor más alto para generar una imagen más pequeña. El
average pooling consiste en elegir un cuadrante de la imagen y realizar un promedio entre esos
valores. En la imagen de la derecha de la figura 4.9, se analiza una zona de la imagen conformada
por 4 píxeles y se toma el promedio de esos valores para generar una imagen más pequeña.

Figura 4.9: Ejemplo de max pooling y average pooling. Imagen modificada de [67].

4.2.3. Funcionamiento

El funcionamiento de este tipo de red se puede explicar mediante los siguientes pasos:

Paso 1: En la figura 4.10 se muestra un ejemplo de la primera capa de una red convolucional.
En dicha figura se muestra una imagen de entrada de 28 por 28 píxeles, a esta imagen se le
aplican 32 filtros de 3 por 3. Después de la convolución se habrán generado 32 imágenes de
salida de 28 por 28 píxeles Y a cada imagen de salida se le aplica una función para tener
valores entre cero y uno. Por último, se aplica una capa de max pooling a cada imagen para
obtener 32 imágenes pero ahora de 14 por 14 píxeles.

Figura 4.10: Ejemplo de la primear capa de una red neuronal convolucional. Tomada de [69].

54



CAPÍTULO 4. RED NEURONAL ARTIFICIAL

Paso 2: En la figura 4.11 se muestra un ejemplo de la segunda capa de una red convolucional.
La entrada en este caso es el resultado obtenido en la primera capa, que eran 32 imágenes
de 14 por 14 píxeles. Después a estas 32 imágenes se le aplican 64 filtros. Pero para poder
realizar el producto escalar ahora nuestros filtros serán tridimensionales, es decir, tendrán un
ancho y una altura de 3 píxeles, pero tendrán una profundidad de 32; para que el producto
interno este bien definido con las imágenes anteriores. Después de la convolución tendremos
64 imágenes de 14 por 14 píxeles. Igualmente, se le aplica una función para tener valores
entre 0 y 1 y después se le aplica un max pooling de 2 por 2; como resultado obtenemos
64 imágenes de 7 por 7 píxeles. Las siguientes capas convolucionales serán muy parecidas y
seguirán estructuras similares a este caso.

Figura 4.11: Ejemplo de la segunda capa de una red neuronal convolucional. Tomada de [69].

Paso 3: Finalmente, en la última etapa de la red convolucional; el valor numérico del píxel
de cada imagen o del grupo de imágenes se mapea a un vector. En la figura 4.12 se observa
un ejemplo, en donde una imagen de 3 por 3 se mapea a un vector de 9 componente. A
este proceso se le conoce como flatten o aplanamiento (esta es una capa fully connected).
El vector obtenido después del aplanamiento, es la capa de entrada de una red perceptrón
multicapa que pasa por una serie de capas ocultas para arrojar finalmente un resultado.

Figura 4.12: Aplanamiento y conexión con una red perceptrón multicapa. Modificada de [65].
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Así que en la figura 4.13 se muestra la estructura general de una red convolucional, en donde la
imagen de entrada es la de un auto que pasa por una primera convolución. Después se le aplica
una capa de pooling, luego pasa por una segunda convolución para después pasar por otra capa de
pooling. Luego se le aplica el aplanamiento, para tener un vector que pasa por una red perceptrón
multicapa; para finalmente arrojar el resultado que nos dice la categoría a la cual corresponde.

Figura 4.13: Representación general de la estructura de una red convolucional. Tomada de [70].

Cabe destacar que en la mayoría de los casos se utilizan imágenes a color en una red convolu-
cional. Para este caso la entrada de la red serán 3 imágenes, una de color rojo, otra de color verde
y una última de color azul. Esto debido a que las imágenes a color están en formato RGB (red,
green y blue). En la figura 4.14 se ilustra el producto interno para este caso, entre una imagen de
color y dos filtros. Aquí cada imagen de entrada se denotan como (x(1, 1, i)) con 0 ≤ i ≤ 2), y
como tenemos 2 filtros se van a generar dos imágenes de salida (denotadas como (o(1, 1, i)) con
1 ≤ i ≤ 2). En esta situación cada filtro estará formado por 3 matrices de 3 por 3, denotados
como (wj(1, 1, i)) con 1 ≤ i ≤ 2 y 0 ≤ j ≤ 1. también se incluye un valor de bias para cada filtro
(bj(1, 1, 0) con 0 ≤ j ≤ 1). Al denotar la sección de la imagen de entrada resaltada en la figura
4.14 como (x(r, r, i)) el valor de salida para la imagen o(1,1,1) resaltado en color verde en la misma
figura se obtiene mediante la siguiente expresión:

o(r, r, 1) = b2(1, 1, 0) +
2∑
i=0

x(r, r, i) · w2(1, 1, i) (4.18)

Los otros píxeles para las dos imágenes de salida se obtienen al ir recorriendo los filtros por toda
la imagen (proceso de convolución).

Es importante mencionar que en una red perceptrón multicapa, como se vio anteriormente con cada
imagen o evento de entrenamiento se van ajustando los valores de pesos y bias para ir obteniendo
un mejor resultado. Para el caso de una red convolucional, con cada imagen de entrenamiento se
ajusta los valores que hay en cada filtro (también conocidos como pesos de los kernels) y de las
bias. Esto es una gran ventaja al momento del proceso de aprendizaje. Por ejemplo, en la primera
convolución de un filtro de 3 por 3, eso son sólo 9 parámetros que debemos ajustar; para el caso
de 32 filtros serian un total de 288 parámetros. En comparación con los pesos entre dos capas de
neuronas del tipo perceptrón multicapa: una de 748 y otra de 6272 en donde están todas interco-
nectarlas con todas y eso equivaldría a tener que entrenar y ajustar más de 4,5 millones de pesos
(sólo para 1 capa) [65].
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Figura 4.14: Representación gráfica del producto interno entre una imagen a color y dos filtros.
Modificada de [71].

4.3. Detección de objetos
La detección de objetos utilizando un algoritmo de machine learning, implica usar una red

neuronal convolucional que detecte una cantidad especifica de objetos sobre una imagen. Este tipo
de red será capaz de identificar múltiples objetos (si así se desea), dar la posición (x, y) del objeto
en la figura (o su centro) y dibujar un rectángulo a su alrededor [72].

Para comentar de forma intuitiva como funcionan este tipo de algoritmos, supongamos que te-
nemos una red convolucional que distingue entre imágenes individuales de perros y gatos. Si le
pasamos a esta red una imagen con dos perros, es probable que no pueda hacer la clasificación de
forma correcta; ya que puede que no detecte ni siquiera a uno. Lo mismo ocurre si le pasamos una
imagen con un perro y un gato. Así que una solución para corregir este problema, es escoger un
área más pequeña dentro de la imagen e ir moviendo la región observada de izquierda a derecha
y de arriba a bajo hasta que red convolucional detecte una imagen. Este procedimiento se ilustra
en la figura 4.15, en donde la región observada se muestra con rectángulo de color verde. Con esta
idea se soluciona el problema anterior, sin embargo, también tiene los siguientes inconvenientes:

Si el movimiento de la región observada es de muy pocos píxeles, se pueden estar detectando
al mismo perro múltiples veces.

Surge una problemática de poder distinguir entre animales si estos se encuentran muy cer-
canos.
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Figura 4.15: Representación de cuatro iteraciones para la búsqueda de un objeto. Tomada de [75].

Para lidiar con los problemas mencionados anteriormente, se utiliza una métrica específica para la
detección de imágenes con la que se puede evaluar al mismo tiempo si la clase de objeto es correcta
y si la posición del rectángulo es buena. Esta métrica se conoce como mAP y se define mediante
la expresión 4.19 [72]. En dicha ecuación TP hace referencia a los verdaderos positivos y FP a los
falsos positivos. Cabe mencionar que un mayor valor para esta métrica, indica una mayor precisión
en el modelo.

mAP =
1

|clases|
∑

cεclases

TP (c)

TP (c) + FP (c)
(4.19)

La API (Interfaz de programación de aplicaciones) de detección de objetos, es un marco de trabajo
de código abierto creado sobre TensorFlow1 que facilita la construcción, el entrenamiento y la im-
plementación de modelos de detección de objetos [74]. Ya existen modelos previamente entrenados
en dicha interfaz, a los que se refieren como Model Zoo. Esto incluye una colección de modelos
previamente entrenados. Estos modelos se pueden usar para inferencias, si estamos interesados en
categorías solo en este conjunto de datos. También son útiles para inicializar modelos al entrenar
en un nuevo conjunto de datos. Las diversas arquitecturas utilizadas en el modelo preentrenado se
describen en la siguiente tabla:

Modelo Velocidad mAP
ssd_mobilenet_v1_coco Fast 21
ssd_inception_v2_coco Fast 24
rfcn_resnet101_coco Medium 30

faster_rcnn_resnet101_coco Medium 32
faster_rcnn_inception_resnet_v2_atrous_coco Slow 37

Tabla 4.1: Modelos preentrenados incluidos en API. Tabla tomada de [74].

En este trabajo se uso el modelo faster_rcnn_resnet101_coco, por tal motivo se mostrará de
forma breve el funcionamiento de las redes: R-CNN, Fast-R-CNN y Faster-R-CNN, que son la
base del modelo que se utilizó.

1Es una biblioteca de código abierto para aprendizaje automático desarrollado por Google, para mas inf. consultar
[73].
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4.3.1. R-CNN

El modelo R-CNN (Region-based Convolutional Network) fue desarrollado en el año 2014 [75]
y fue pionero en la tarea de detección de objetos. La explicación del funcionamiento de este modelo
se puede dar mediante los siguientes pasos, que también son representado de forma gráfica en la
figura 4.17.

1. Se coloca una imagen como entrada de la red.

2. De la imagen de entrada se seleccionan regiones de interés, que son zonas en la imagen en
donde podría estar el objeto a detectar. Para este algoritmo se extraen un poco más de 2000
regiones de forma aleatoria [76]. Para la elección de estas zonas de interés, se emplea el método
selective search. Dicho algoritmo selecciona muchas regiones diminutas para posteriormente
ir incrementando el tamaño de las mismas [77]. La manera en la que se hace esta tarea, es
fusionando regiones similares. La similitud entre la región a y b se define como:

S(a, b) = Stexture(a, b) + Ssize(a, b) (4.20)

Donde Stexture(a, b) mide la similitud visual y se define como la intersección de los valores del
histograma obtenidos a partir de las mediciones de textura proporcionadas por el algoritmo
SHIFT-like [77]. Por otro lado, Ssize(a, b) se utiliza para fusionar regiones más pequeñas.
Esto con la finalidad de evitar que una sola región mayor abarque a todas las demás. En la
figura 4.16 se muestra una representación gráfica de este proceso. En donde la imagen inicial
tienen un gran número de regiones, después se van combinando estas zonas hasta llegar a las
regiones de interés seleccionadas por el rectángulo verde

Figura 4.16: Representación del funcionamiento del algoritmo selective search. Tomada de [77].

3. En este paso las regiones de interés serán la entrada a una red convolucional. Cabe mencionar
que el tamaño de estas zonas se ajusta a la entrada de la red.

4. Por último, la salida de la red convolucional nos dará la clasificación del objeto.
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Figura 4.17: Esquema de funcionamiento del detector R-CNN. Tomada de [76].

4.3.2. Fast-R-CNN

Un inconveniente para la R-CNN es que una red debe analizar alrededor de 2000 regiones por
cada imagen, eso hace que el tiempo de procesamiento sea relativamente largo. Para aumentar
la velocidad con la que se analiza cada imagen, en el año 2015 se introdujo este modelo [75]. La
explicación del funcionamiento para la red fast-R-CNN se puede dar de manera resumida mediante
los siguientes pasos, que también son representados de forma gráfica en la figura 4.18.

Figura 4.18: Esquema de funcionamiento del detector Fast-RCNN. Tomado de [77].

1. La imagen de entrada es procesada por una red convolucional la cual obtiene vectores de
característica de la imagen.

2. Los mapas de vectores de características obtenidos en la capa de CNN son utilizados para
obtener las regiones de interés.

3. Estas regiones de interés son pasadas por una capa de region of interest (RoI) pooling, que
hace que tengan el mismo tamaño. El RoI pooling consiste en fijar un número concreto q,
partir las regiones de interés en q partes iguales, o lo más parecidas posibles, y realizar un
max pooling en esas q partes [77]. En la figura 4.19 se muestra un esquema de este proceso.
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Figura 4.19: Ejemplo de RoI pooling para un tamaño de q = 4. Tomada de [77].

4. La salida obtenida en la capa de RoI pooling, se mapea a un solo vector (fully connected).

5. La capa fully connected obtenida en el paso anterior se divide en 2 capas iguales. Una de
ellas produce estimaciones de probabilidades softmax sobre n clases de objetos más una clase
de tipo background. La otra capa genera mediante regresión lineal, cuatro valores reales para
cada una de las n clases de objetos. Estos valores son la posición de los vértices del rectángulo
que delimita al objeto.

4.3.3. Faster-R-CNN

Esta estructura también fue elaborada en el año 2015 [75]. La explicación del funcionamiento de
esta red se puede entender mediante los siguientes pasos, que también son representado de forma
gráfica en la figura 4.20.

Figura 4.20: Esquema de funcionamiento del detector Faster-RCNN. Tomado de [77].

1. Se pasa la imagen de entrada por una red convolucional que extrae las principales caracte-
rísticas de la imagen.

2. El mapa de características obtenidos en el paso anterior se introduce en otra red convolucional
que arroja las regiones de interés de la figura. A esta red especializada para esta tarea se
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le conoce como red de propuesta de interés (RPN). Este tipo de red toma como entrada
una ventada espacial de n × n del mapa de características. Para localizar un objeto en este
mapa, se realiza un barrido de diferentes cuadros delimitadores, los cuales se conocen como
anclajes. Como primer paso, se colocan sobre la imagen puntos de anclaje distribuidos de
forma simétrica. Sobre cada punto se coloca un número k de anclajes. a diferentes escalas
y diferentes relaciones de aspecto [77]. En la figura 4.21 se muestran puntos de anclajes
uniformemente distribuidos y sobre cada punto se coloca un número k = 9 de anclajes, 3
escalas y 3 relaciones de aspecto.

Figura 4.21: Ejemplo de propuesta de regiones en una imagen mediante anclajes. Tomada de [77].

Un dataset es todo el conjunto de datos que disponemos para nuestro experimento. Cuando
el dataset es el resultado de una observación directa, también se le denomina ground-truth.
Teniendo esto en cuenta a cada anclaje se le asigna una clase, el cual indica si lo que contiene
es un objeto o es el fondo de la imagen. Para asignar cada clase se utiliza un umbral en el valor
de la intersección entre la unión del anclaje (IoU) y el ground-truth. Cabe mencionar, que
esta intersección sobre la unión es una métrica que indica cuanto se parecen dos conjuntos.
En detección de objetos, cuanto se acerca el área de una detección, o el anclaje en este caso,
a la etiqueta en los datos. Este concepto se representa en la figura 4.22 y se define en la
ecuación 4.21 [77].

IoU(A,B) =
|A ∩B|
|A ∪B|

(4.21)

A los anclajes con un IoU > 0.7 se les asigna una etiqueta positiva, en el caso especial
en el que ningún anclaje supere el valor de 0.7 (esto puede ocurrir por ejemplo porque las
relaciones de aspecto utilizadas no son adecuadas) se etiquetaran como objetos los anclajes
con mayor valor IoU. Los anclajes con un valor de IoU < 0.3 se etiquetan como fondo y
el resto, los anclajes que no son ni fondo ni objeto, no se utilizan para el entrenamiento.
Finalmente, como se comentó anteriormente la salida que arroja esta red serán las regiones
de interés de la imagen.
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Figura 4.22: Representación de los áreas de intersección e unión en el par detección ground-truth.

3. Las regiones de interés obtenidas anteriormente se procesan de la misma forma que para una
red Fast-R-CNN.

Con esta noción de redes neuronales se procede a explicar el análisis de este trabajo en el siguiente
capítulo.
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Capítulo 5

Identificación de trazas con redes
neuronales artificiales

En este trabajo, se implementaron dos tipos de redes neuronales para discriminar entre eventos
de trazas horizontales y cascadas atmosféricas. El primer tipo, fue una red convolucional enfocada
en la clasificación de imágenes; el análisis y los resultados para este caso se muestran en la primera
parte de este capítulo. Posteriormente, se muestra el estudio realizado con el otro caso; que fue
una red neuronal orientada a la detección de objetos. Finalmente, se muestra una comparación
entre las trazas detectadas con estos dos métodos y el algoritmo que actualmente se utiliza para
identificar trazas horizontales y que se comentó en el capítulo 3.

5.1. Prueba 1: Red convolucional
En esta primera prueba, se utilizó una red convolucional para clasificar trazas horizontales y

cascadas atmosféricas. Debido a que solo teníamos 2 clases, se implementó un clasificador binario.
A continuación se describen las imágenes de entrada para este tipo de red neuronal.

5.1.1. Imágenes de entrada

Se procede a describir el tipo de imágenes utilizadas para la entrada de la red neuronal, además
de señalar cómo se obtuvieron las imágenes para cada categoría. Cabe mencionar, que todas las
imágenes se obtuvieron a partir del display oficial de HAWC que viene implementado en AERIE.
Solamente se realizó una pequeña modificación al código para que al momento de que se desplegará
la imagen se guardará de forma automática.

Trazas horizontales: Para esta categoría se usaron tres diferentes formas para generar este
tipo de imágenes:

• Simulaciones: Se utilizaron simulaciones Monte Carlo de trazas de muones horizontales
con una energía de 100 GeV. Estas partículas tenían un ángulo de elevación de 0.28o y
se simularon un total de 36000 eventos. La comparación de este ángulo de elevación con
el terreno se muestra en el inciso (a) de la imagen 5.1, la banda roja indica la elevacion
de los muones simulados y se compara con el perfil del Pico de Orizaba. Para el ángulo
azimutal, se fueron tomando señales en intervalos de 10 grados hasta llegar a 360 grados.
Con esto se cubrió las diferentes direcciones por las que se podían detectar a este tipo
de señales. Un ejemplo de este tipo de imágenes se muestra en el inciso (b) de la figura
5.1.
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(a) Ángulo de elevación (banda roja) de
trazas simuladas.

(b) Simulación de una traza horizontal.

Figura 5.1: Evento simulado de una traza horizontal (0.28o de elevación) en los tanques de HAWC
(imagen (a)). Comparación con el terreno de las trazas simuladas (imagen (b) modificada de [55]).

• Eventos reales clasificados a mano: Se identificaron de forma manual trazas de un con-
junto de aproximadamente 15 mil imágenes. Estas imágenes se obtuvieron a partir de
los candidatos proporcionados por el trigger para trazas horizontales del primer y tercer
subrun del run 7499. En el inciso a) de la figura 5.2 se muestra un ejemplo para este
caso.

• Eventos reales obtenidos con el algoritmo oficial: Estas imágenes se obtuvieron al ana-
lizar eventos a partir del subrun 3 del run 7499 utilizando el algoritmo actual para
identificar trazas horizontales. Un ejemplo de una imagen obtenida con este método se
muestra en el inciso b) de la figura 5.2.

Figura 5.2: Imágenes de trazas horizontales de eventos reales.

Es importante mencionar, que hay algunas diferencias entre las imágenes obtenidas con estos
tres métodos. Por ejemplo, en la imagen obtenida con simulaciones se toman en cuenta a los
300 detectores de HAWC. Sin embargo, para el caso de las otras dos figuras no se toman en
cuenta a los detectores que no están en funcionamiento. Además, los colores obtenidos en el
inciso b) de la figura 5.2 son más claros que los que se muestran en el inciso a) de esa misma

65



CAPÍTULO 5. IDENTIFICACIÓN DE TRAZAS CON REDES NEURONALES
ARTIFICIALES

figura. Este hecho afecta los resultados en la red a la hora de hacer el entrenamiento y se
discute en la sección 5.1.3.

Cascadas: Estas imágenes se identificaron de forma manual a partir de los candidatos pro-
porcionados por el trigger para trazas horizontales del primer subrun del run 7499. En el
inciso a) de la figura 5.3 se muestra un ejemplo para este caso.

Figura 5.3: Imagen de cascada atmosférica de datos reales.

Es importante mencionar, que se recortaron tanto las imágenes de cascada como de trazas hori-
zontales; de forma que no se vieran los ejes que indican la posición de los PMTs, así como la escala
de color. Se tomó esta decisión, al observar una mejora en los resultados de la red para un caso en
donde no sea hacia este recorte y uno en el que si se realizaba. Un ejemplo de una imagen recortada
se muestra en el inciso b) de la figura 5.3.

5.1.2. Estructura de la red

La estructura de la red utilizada fue la VGG16. Esta red fue diseñada por Simonyan y Zisserman
en el año 2014 [78]. Cabe mencionar que este modelo se trata de una red preentrenada, es decir,
que los valores de los filtros ya han sido calculados en base a una conjunto de datos. Este modelo
contiene 13 capas convolucionales y 3 capas fully connected, dando un total de 16 capas (por ello
lleva ese nombre). La entrada para esta red será una imagen a color de 224 por 224 píxeles, que pasa
por las 16 capas que se habían comentado anteriormente y que se muestran de forma gráfica en la
figura 5.4. Finalmente, la salida de esta red pasa por la función sigmoide que nos da un resultado
entre cero y uno. Es importante señalar que se eligió esta estructura de red después de probar
con algunos modelos que no estaban preentrenados. En todos los casos la red VGG16 arrojaba los
mejores resultados. En nuestro caso el entrenamiento se realizó para 50 pasos o épocas.

5.1.3. Imágenes de entrenamiento y de prueba

Para las imágenes de entrenamiento se trabajó con tres diferentes conjuntos, ya que diferentes
pruebas indicaron que la proporción de las imágenes utilizadas generaban diferentes resultados.
Los tres diferentes grupos de imágenes utilizados fueron los siguientes:
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Figura 5.4: Estructura de la red VGG16. Imagen tomada de [78].

Conjunto 1: Se utilizaron 234 imágenes de trazas y 3025 imágenes de cascadas. Las imágenes
para las trazas corresponden a 78 imágenes de cada categoría (simulaciones, reales obtenidas
con el algoritmo actual y reales que fueron clasificadas a mano). Como se puede observar
se utilizó la misma proporción para cada categoría. Este conjunto se propuso con la idea de
nivelar los pocos eventos que se tenían de trazas reales con eventos obtenidos por el algoritmo
actual y simulaciones. A la red que uso estas imágenes para el entrenamiento la llamaremos
modelo A.

Conjunto 2: Se utilizaron 1973 imágenes de trazas y 3920 imágenes de cascadas. Las imá-
genes para las trazas corresponden a 73 imágenes de trazas reales clasificadas a mano y a
1900 simulaciones. La idea de este modelo surgió después de entrenar una red con solamente
simulaciones para las trazas. Para ese caso la red no podía distinguir muchos eventos de tra-
zas reales (debido a que muchas veces también contienen pequeñas cascadas). Sin embargo,
se vio una mejora al incluir eventos de trazas reales. A la red que utilizó estas imágenes para
el entrenamiento le llamaremos modelo B.

Conjunto 3: Se utilizaron 1050 imágenes de trazas clasificadas a mano y 5627 imágenes de
cascadas también elegidas a mano. En el primer subrun del Run 7499, el trigger para trazas
horizontales seleccionó un total de 118562 candidatos a trazas. Como es muy tardado revisar
a ojo esta cantidad de eventos, se puso una restricción a estos candidatos. Para ello se utilizó
la longitud promedio y el tiempo de propagación de la señal registrada por el trigger de
trazas horizontales, con estos datos se podía calcular el valor de la beta relativista (β = v/c).
Las señales de trazas deben tener el valor de esta variable alrededor de 1 con un cierto
ancho. Por otro lado, las cascadas atmosféricas tendrán una distribución mucho más ancha.
Se observó la distribución de esta variable para los eventos del primer subrun (mostrados en el
histograma 5.5) y se decidió aplicar un corte para descartar todos lo eventos en donde el valor
de beta no estuviera en la siguiente región: 0.5 < β < 1.5. Así que solamente se revisaron
aproximadamente 15000 eventos que pasaron este filtro para obtener las trazas de eventos
reales usados en este conjunto. A la red que utilizó estas imágenes para el entrenamiento le
llamaremos modelo C.

Para los datos de prueba se utilizaron dos conjuntos:
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Figura 5.5: Distribución de la variable β para los candidatos del primer subrun del Run 7499.

Conjunto 1: Está formado por 116 imágenes de trazas reales obtenidas a mano y 116
imágenes de cascadas. Este conjunto se utilizó para calcular la función de costo y la tasa de
acierto en cada una de las épocas de entrenamiento. Cabe destacar que no se usaron más
eventos debido a las pocas imágenes que se tenía de eventos reales obtenidas a mano, en
donde la mayor cantidad se usó para el entrenamiento. Aquí se usó una misma proporción
entre imágenes de cascadas y trazas.

Conjunto 2: Está formado por 100 imágenes de eventos de trazas obtenidas a mano y 1000
imágenes de cascada que pasaron por el filtro de β, es decir, son eventos en lo cuáles a pesar
de hacer el corte en β resultaron cascadas. La proporción de este conjunto se hizo con la idea
de simular una proporción similar entre el número de trazas y cascadas que se encuentran
en los datos reales.

Se puede notar que no se utilizó ningún evento de trazas simuladas y de trazas obtenidas con el
algoritmo actual para probar la red. Esto se debe a las características que tienen estas imágenes
(mencionadas anteriormente) y que las distingue de los eventos obtenidos con el display de HAWC
utilizado en este trabajo. Por tal motivo, los tres modelos clasificaron correctamente 1000 imágenes
de cada una de estas categorías. El código empleado para la red se muestra en el apéndice C. Es
importante mencionar que debido a la cantidad de imágenes y a la complejidad de la red utilizada,
los tiempos de entrenamiento son relativamente largos. Por tal motivo, todos los entrenamientos
se llevaron a cabo en la plataforma de Google Colab [82]. Esta es una plataforma en internet que
permite ejecutar código en python y que además da acceso de forma gratuita a GPU por un tiempo
limitado (12 horas). En la figura 5.6 se muestra el tipo de GPU al que se puede acceder en esta
plataforma (para ese ejemplo fue una NVIDIA Tesla T4 ). Para nuestro caso, los entrenamientos
para este tipo de red duraban entre 10 a 20 minutos aproximadamente, en donde la mayoría de
las veces se usaba el mismo GPU mencionado anteriormente.
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Figura 5.6: Tipo de GPU accesible en Google Colab.

5.1.4. Resultado

Con el fin de hacer más clara la explicación de esta sección, solamente se mostrarán las gráfi-
cas representativas para el modelo C, que fue el que obtuvo mejores resultados. Sin embargo, la
información completa de las gráficas para los otros dos modelos se muestran en el apéndice D.

Figura 5.7: Gráfica de costo y la tasa de aciertos para el modelo C.

En primer instancia, en la figura 5.7 se muestra la gráfica para la función de costo y la tasa de
aciertos del modelo C durante el entrenamiento. Se puede observar que el costo para los datos de
entrenamiento va disminuyendo en cada época, sin embargo para los datos de prueba (conjunto
1) empiezan a aumentar a partir de la época 10. Esto es una clara muestra de que la red se está
especializando en los datos de entrenamiento (sobreajuste). Para corregir esta situación, solamente
se toma el modelo entrenado hasta la época 10 (indicada por la línea vertical verde en la gráfica
anterior). En cuanto a la tasa de aciertos, se puede ver que más del 90% de las imágenes de
entrenamiento se clasificaron de forma correcta. Por otro lado, para las imágenes de prueba solo
se alcanza un 70% de aciertos. Esto se debe a que muchas veces una imagen de una traza también
contiene una cascada, así que la red la clasifica como tal. Sin embargo, aunque esto parezca un valor
bajo; en este trabajo nos interesa más el porcentaje de trazas que la red clasifica de forma correcta.
Así podremos comparar esta cantidad con el número de trazas que actualmente se identifican y ver
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si hay alguna mejora. Por tal motivo, vamos a pasar a la red nuestro segundo conjunto de prueba.
Y para ver que tan bien funciona el modelo sobre este conjunto, primero definimos los 4 tipos de
predicciones que puede arrojar la red:

Verdadero positivo (TP): Ejemplo positivo, predicho positivo.

Falso Positivo (FP): Ejemplo negativo, predicho positivo.

Verdadero Negativo (TN): Ejemplo negativo, predicho negativo.

Falso Negativo (FN): Ejemplo positivo, predicho negativo.

Para evaluar que tan buena es una clasificación binaria, se suelen emplear las siguientes variables:

Precisión (P): Esta variable nos indica que proporción de lo eventos clasificados como
positivos realmente lo son.

P =
TP

TP + FP
(5.1)

Recall (R): Nos indica que proporción de todos los positivos se clasifican como tal.

R =
TP

TP + FN
(5.2)

Taza de falsos positivos (FPR): Refleja que proporcion de todos los negativos se clasi-
fican como positivos.

FPR =
FP

FP + TN
(5.3)

Para este trabajo, se tomó como positivo a un evento clasificado como traza y como negativo a
un evento clasificado como cascada. Anteriormente se comentó que la salida de nuestra red es
un número entre 0 y 1. Si el evento es más cercano a cero significa que es más probable que sea
una traza. Por otro lado, si es más cercano a 1 significa que el evento es una cascada. Para poder
calcular las variables anteriormente mencionadas, se necesita definir un valor umbral de aceptación.
Por ejemplo, si se tiene un umbral de 0.4 todos los eventos menores a este valor serán clasificados
como positivos. Así que el valor umbral es un numero real entre 0 y 1 a partir del cual se considera
que un evento es positivo o negativo. Como se comentó anteriormente, en este trabajo se busca
obtener un porcentaje alto de eventos de trazas que realmente sean trazas, es decir, que se busca
un valor alto en la precisión. Por tal motivo se decidió hacer una gráfica de recall contra precisión
(también conocida como curva PR [79]) para distintos valores umbrales y que se muestra en la
figura 5.8. En este tipo de gráfica se busca el valor umbral que nos de un número alto tanto en
el recall como en la precisión. Por tal motivo, en la tabla 5.1 se muestra los valores umbrales
que arrojaron los mejores resultados para la precisión y el recall de los tres modelos analizados.
Además se añade la tasa de falsos positivos. En dicha tabla podemos observar que el modelo A y
B obtuvieron un valor más alto para la precisión si lo comparamos con el modelo C. Sin embargo,
también obtuvieron un recall muy bajo, es decir, que el modelo A solamente identificó 7 imágenes
y el modelo B solamente una imagen de un total de 100 imágenes de trazas que pasamos por la
red. Por otro lado, el modelo C identificó de forma correcta 35 de 100 imágenes de trazas. Aunque
este modelo haya identificado más trazas que el modelo A y B debe tomarse en cuenta que tuvo la
mayor tasa de falsos positivos, que fue de 2%. Aunque parezca un valor muy bajo significa que de
1000 imágenes de cascadas veinte fueron clasificadas de forma incorrecta. Cabe mencionar que este
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Figura 5.8: Gráfica de PR para el modelo C. Cada número que señala a cada punto representa un
valor umbral.

Modelo Umbral Precisión Recall FPR
% % %

A 0.30 87.5 7 0.1
B 0.19 100 1 0
C 0.10 63 35 2
D 0.10 100 11 0

Detección de objetos - 100 11 0

Tabla 5.1: Evaluación de modelos para la red convolucional.

conjunto de prueba fue diseñado para que siguiera una proporción entre trazas y cascada similar
a los que se encuentran en los datos reales. Es decir, que de 1100 eventos analizados 1000 serán de
cascada y 100 de trazas. Así que para este ejemplo el modelo C habrá identificado 55 trazas, de
la cuales 35 son correctas y 20 son incorrectas. Por lo tanto tenemos una proporción muy similar
entre falsos positivos y verdaderos positivos. Esto no es muy eficiente a la hora de analizar miles
o cientos de miles de eventos. Por tal motivo se propone un cuarto modelo:

Modelo D: Se pasan por la red del modelo C un total de 8426 imágenes de cascada que
pasaron el filtro en β. Y se añade a los datos de entrenamiento de este modelo todos los
falsos positivos que se encontraron. Con esto le enseñamos a la red que los datos que está
clasificando como traza realmente son cascadas. Cabe mencionar que el conjunto 2 que se
está utilizando para probar la red no se utilizó para este proceso.

El costo y la tasa de acierto para el modelo D se muestran en la figura 5.9. Esta es muy parecida
a la del modelo C, solamente que se obtiene un sobreajuste a partir de la época 20. Por tal motivo
solo se usa el modelo hasta esa época. La gráfica de recall contra precisión se muestra en la figura
5.10. Aquí ya se nota una diferencia si la comparamos con los resultados del modelo C, ya que en
esta gráfica se obtiene un valor de precisión del 100% y un recall del 11% para el umbral de 0.1.
Aunque el número de trazas identificadas es menor que el modelo anterior (11 de 100) mejora el
valor de la precisión. Por ello, en esta ocasión no se obtiene ningún falso positivo. Así que este
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Figura 5.9: Costo y precisión para el modelo D.

Figura 5.10: Gráfica PR para el modelo D. Cada número que señala a cada punto representa un
valor umbral.

modelo será el que se use para compararlo con el algoritmo que actualmente se utiliza para la
identificación de trazas horizontales.

5.2. Prueba 2: Detección de objetos
En esta segunda prueba, se utilizó una red convolucional enfocada en detección de objetos.

También en este tipo de red se tendrán dos clases. Así que para una imagen de entrada, se buscará
una figura que corresponda a una traza o a una cascada. A continuación se describen los datos de
entrada que se utilizaron para entrenar este tipo de red.

5.2.1. Imágenes de entrada

Al igual que en la red convolucional anterior, se utilizaron dos tipos de imágenes de entrada.
Las características de estas imágenes se describen a continuación:
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Figura 5.11: Selección para una traza y una cascada usando labelimg.

Traza horizontal: Para este tipo de imágenes se utilizaron simulaciones de trazas horizon-
tales con las mismas características que en la red convolucional anterior. Para este caso, en
cada imagen se tenia que seleccionar la región que se intentaba detectar. Para esta tarea
se empleó el programa labelimg, el cual permite dibujar un rectángulo sobre el objeto que
se desea detectar. Un ejemplo de esto se muestra en el inciso a) de la figura 5.11. Después
de hacer dicha selección con el programa antes mencionado, se podía generar un archivo
en formato xml. Este archivo contenía la posición en píxeles sobre la imagen del rectángulo
formado, la categoría a la cual corresponde (que en este caso sería traza) y el nombre de la
imagen que se esta analizando.

Cascada: Para esta categoría se usaron imágenes de cascada identificadas de manera manual,
al igual que las trazas se utilizó el programa labelimg para seleccionar la zona de la imagen
que se busca detectar. Un ejemplo de esto se muestra en el inciso b) de la figura 5.11.

5.2.2. Estructura de la red

El modelo de red utilizado para la detección de objetos fue el faster_rcnn_resnet101_coco.
Como se comentó anteriormente, este es un modelo preentrenado y que se encuentra dentro de
los modelos para la detección de objetos API. Se escogió este modelo debido a que tiene un
valor de mAP alto (en comparación a los otro modelos API, ver tabla 4.1) y su velocidad de
ejecución es relativamente corta. Además dicho modelo cuenta con una amplia documentación
bibliográfica para su implementación. En este trabajo se utilizaron como base las referencias [80]-
[83] para poder ejecutar este tipo de modelo. Al igual que la red anterior, el entrenamiento se
realizó en la plataforma de Google Colab. Dicho entrenamiento constó de 70000 pasos o épocas y
duró aproximadamente 10 horas.

5.2.3. Imágenes de entrenamiento y de prueba

Para este modelo solamente se utilizó un conjunto para los datos de entrenamiento. El cual
consistió en 2866 imágenes de cascadas y 2860 imágenes de trazas. Por otro lado, para probar este
modelo se utilizaron las mismas imágenes utilizadas en el conjunto 2 que se comentó en la sección
anterior, el cual consistía en 100 imágenes de trazas y 1000 imágenes de cascadas.
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Figura 5.12: Imagen de salida para la red enfocada en detección de objetos.

5.2.4. Resultados

La salida para este tipo de red es una imagen con una región que contiene al objeto detectado.
Un ejemplo de este tipo de imagen se muestra en la figura 5.12. Como se puede observar, el cuadro
azul indica una detección de cascada y el cuadro verde indica una detección de traza. Además,
cada uno de estos rectángulos contiene un porcentaje de confiabilidad que indica que tan segura
esta la red de lo que identifica es realmente lo que estamos buscando. Para evitar una tasa alta de
falsos positivos, se tomó que la red solo pueda presentar objetos con un porcentaje mayor o igual
al 99%. Una de las ventajas de esto modelo, es que proporciona la posición de la traza detectada.
Además, en principio se podría detectar más de una sola traza en una imagen, aunque en los eventos
analizados no se observó este caso. La función de costo para este modelo se muestra en la figura
5.13. La línea más clara es el valor del costo, después de aplicar una función de smoothing a estos
valores (llamada exponential moving average) se obtiene la línea que se resalta en naranja. Esto nos
da una mejor visualización que nos permite ver que se obtiene el comportamiento esperado para
esta función, ya que su valor va disminuyendo conforme se aumenta los pasos de entrenamiento.
Aunque es visible que tiene más subidas y bajadas que en el caso de la red anterior. Esto se debe
a que esta red es un poco más compleja y por ello también necesita más pasos de entrenamiento,
así que para este modelo se utilizó el modelo entrenado hasta el paso 70 mil.

Figura 5.13: Costo para la red enfocada en detección de objetos.
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Una vez teniendo el modelo entrenado, se pasó a este red los datos de prueba. Debido a que
esta vez solamente nos tenemos que fijar si la red hizo bien o mal la detección, no es necesario
definir ningún umbral. Así que tenemos un clasificador binario al cual le calculamos las variables
de precisión, recall y FPR. Estas también se muestra en la tabla 5.1 en donde se puede observar
que se obtuvo los mismo valores que el modelo D, aunque cabe señalar que no todos los 11 eventos
de trazas identificados por esta red fueron iguales a los del modelo D. Para observar si había una
diferencia se aumento en 100 el número de eventos de trazas. Así que utilizando una muestra con
1000 eventos de cascadas y 200 eventos de trazas, el modelo D identificó de forma correcta todos
los eventos de cascadas pero solamente 22 eventos de trazas; dando una eficiencias (porcentaje
de aciertos respecto al total de eventos probados) del 85.2%. Por otro lado la red enfocada en
detección de objetos identificó de forma correcta todos los eventos de cascadas pero solamente 20
eventos de trazas; dando una eficiencias del 85.0%. Con esto se observa que ambas red son buenas
discriminado eventos de cascadas.

Finalmente procedemos a realizar la comparación entre el modelo D, la red de detección de objetos
y el algoritmo actual sobre una misma muestra de datos. Este es el tema de la siguiente sección.

5.3. Comparación con el algoritmo actual
Para realizar la comparación entre los 3 algoritmos que se tienen, se eligió como datos de

muestra todos los eventos proporcionado por el trigger de trazas para los eventos del segundo
subrun del run 7499. Esto nos daba un total de 118476 candidatos a analizar. Posteriormente a
todos estos candidatos se les aplicó el corte en β, dando como resultado un total de 10668 eventos
que pasaron este filtro. Así que se pasó esta cantidad de imágenes por los dos modelos de red.
En la tabla 5.2 se muestran todas las trazas horizontales identificada por los tres modelos. Como
se puede observar, tanto el modelo D como el de detección de objetos identificaron una mayor
cantidad de trazas horizontales en comparación con el algoritmo actual. Aunque cabe señalar que
el modelo D obtuvo 3 falsos positivos, que representan un 2.8% del total de trazas que identifico.
Además, la red para la detección de objetos identifico 11 trazas menos que el modelo D; siendo
que en la prueba realizada sobre el conjunto 2 obtenía un mismo valor para el recall. Esto se debe
a que se necesitan más 1100 imágenes en el conjunto de prueba para encontrar los porcentajes
adecuados. Aunque aumentar el número de imágenes de este conjunto es algo tardado debido a
que se requiere una clasificación manual. Sin embargo, no se obtiene porcentajes muy alejados.
Para la detección de objeto se siguió manteniendo un porcentaje nulo en los falsos positivos y para
el modelo D fue menor al 3%. Cabe mencionar que el apéndice E se maestra las imágenes de los
eventos encontrados por el modelo D.

Modelo Tazas identificadas Falsos positivos
Algoritmo Actual 9 0

D 103 3
Detección de objetos 92 0

Tabla 5.2: Trazas horizontales identificadas por los tres modelos de un total de 118476 eventos
analizados.
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Conclusiones

En este trabajo se implementaron dos modelos de redes neuronales, una enfocada en detección
de objetos y otra en clasificación de imágenes. Ambos algoritmos se utilizaron para discriminar
entre eventos de trazas horizontales y de cascadas atmosféricas. En la muestra de prueba, que
consistió en todos los eventos del segundo subrun del run 7499 que pasaron el trigger para trazas
horizontales y el corte en beta (10668 eventos). Se observó para ambos modelos, una mejora de
un orden de magnitud en el número de trazas que actualmente se identifican. Aunque este es un
resultado preliminar, luce bastante prometedor. Sin embargo, debido a la gran cantidad de eventos
que se esperan analizar para un escenario real (para un run completo serían alrededor 7 millones
de imágenes) todavía se tendrían que pasar por la red una muestra más grande de eventos para
conocer con certeza el porcentaje de falsos positivos que se podrían encontrar; que en esta ocasión
fue de un 2.8% del total de imágenes identificadas para la red enfocada a la clasificación de imá-
genes. En este sentido la red enfocada en detección de objetos luce más prometedora, ya que en
las pruebas hechas en este trabajo el porcentaje de falso positivos fue nulo y logro identificar más
trazas que el algoritmo actual. Por lo tanto, en planes a futuro se espera hacer el conteo de trazas
identificadas para un run entero y ver que tanto cambian los porcentajes para los falsos positivos.

Con ambos modelos se obtuvo un aumento en el número de trazas que se identifican. Con es-
te incrementó se puede mejorar la estadística en trabajos como los presentados en [55], en donde
se estudia la sombra en muones del Pico de Orizaba a través del análisis en trazas horizontales.
Además se podría incrementar el número de candidatos para encontrar una señal generada por un
neutrino ultra energético.
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A) Mecanismos de producción y aceleración
para rayos gamma

A continuación se mencionan los procesos involucrados en la emisión de rayos gammas.

Bremsstrahlung: Una partícula cargada es desacelerada y desviada al pasar en un campo
eléctrico generado por otra partícula cargada (que podría ser un núcleo atómico o un electrón
ver inciso a) de figura 5.14 ). La energía perdida durante la desaceleración produce un fotón,
a este proceso se le conoce como Bremsstrahlung o radiación de frenado [7]. Para el caso de
un electrón, la tasa de pérdida de energía cuando estos son desacelerados se puede describir
mediante la siguiente expresión:

− dE

dt
=
cmpn

X0

E (5.4)

Donde E es la energía del electrón, mp es la masa del protón, c es la velocidad de la luz
y n es el número de densidad del gas que se encuentra en el ambiente. X0 es la longitud
de radiación, que se define como la distancia media en la que un electrón pierde 1/e de
su energía. El espectro de energía del fotón emitido mediante este proceso es continuo, y
disminuye como 1/Eγ a altas energías [5].

Dispersión inversa de Compton: En este mecanismo un electrón acelerado a altas energías
y con velocidades relativistas, colisiona con un fotón que gana energía y es acelerado debido
a este choque [7]. En el ambiente astrofísico, los fotones que pueden ser acelerados provienen
de la radiación de fondo de microondas, radiación infrarroja producida por el polvo del medio
interestelar y fotones emitidos por la luz de las estrellas. La sección transversal (σIC) para
este proceso, se puede colocar en función de la energía del electrón Ee y la energía inicial del
fotón ω0 = hν. Para ello se define el término de Klein-Nishina (KN) ε0 = ω0/Ee, asi que la
sección transversal se puede expresar como:

σIC =
3σT
8ε0

[(
1− 2

ε0
− 2

ε20

)
ln(1 + 2ε0) +

1

2
+

4

ε0
− 1

2(1 + 2ε0)2

]
(5.5)

Donde σT es la sección transversal de dispersión de Thomson, que se define como σT =
(8π/3)r2

e con re indica el valor del radio clásico del electrón. Dependiendo de la energia del
electrón y del fotón la dispersión inversa de Compton se puede dividir en 2 régimen [7]: El
régimen de Thompson (donde ε0 << 1) y el régimen KN (donde ε0 >> 1). La tasa de pérdida
de energía de los electrones para este proceso en el régimen de Thompson, se puede describir
mediante la siguiente expresión:

− dEe
dt

=
4

3
σT cUrad

(νγ
c

)2

(5.6)

En este caso Urad es la densidad de los campos de radiación ambiental y γ es el factor de
Lorentz del electrón en movimiento con velocidad ν. La ecuación 5.6 se puede resolver en
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términos Ee y en el régimen de Thompson es proporcional a E2
e . Una expresión similar se

puede obtener en el régimen de KN donde la tasa de pérdida de energía de los electrones es
independiente de su energía (Ee) [7]. Este mecanismo se muestra en el inciso b) de la figura
5.14.

(a) Bremsstrahlung (b) Dispersión inversa Compton

Figura 5.14: Representación gráfica para Bremsstrahlung y Compton inverso. Imagen tomada de
[7].

Radiación de sincrotrón: Cuando un electrón se mueve en un campo magnético este se
acelera. El electrón describe una trayectoria en forma de espiral alrededor de las líneas del
campo magnético durante su movimiento (ver inciso a) de figura 5.15). Dicha trayectoria se
obtiene porque la dirección de la velocidad del electrón es perpendicular al campo magnético.
Debido a este movimiento circular, el electrón se acelera y produce radiación electromagné-
tica, a esta radiación se le conoce como radiación de sincrotrón [5]. La tasa promedio de
perdida de energia del electron debido a este proceso, se puede describir por la siguiente
ecuación:

− dEe
dt

=
4

3
σT cUmag

(νγ
c

)2

(5.7)

En este caso Umag = B2/µ0 es la densidad de energía del campo magnético ambiental con
µ0 representando el valor de la permeabilidad del campo magnético en el vacío. Por otro
lado la potencia irradiada P por un electrón de energia E en un campo magnético B será
proporcional a E2B2 [5].

Decaimiento del pión: Protones acelerados en fuentes astrofísicas, puede producir piones
neutro y con carga. Esto mediante las interacciones protón-protón y protón-nucleón [5]. Un
Posible proceso sería:

p + nucleón → p′ + nucleón′ + π+ + π− + π0

Los piones cargados decaen en muones y neutrinos, mientras que los piones neutros decaen
rápidamente (τ = 8.4× 10−17 s) en dos fotones.

π0 → γ + γ

Si un pión neutro no esta en movimiento, los fotones emitidos tiene cada uno la mitad de
la energía del pión cuando estaba en reposo mπ

0 ≈ 135 MeV. Para un pion neutro que se
encuentra en movimiento los fotones emitidos obtienen diferentes energías dependiendo de
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su dirección de emisión con respecto a la dirección de vuelo del pión neutro. En procesos
astrofísicos, los piones formados obtienen velocidades relativistas. Por lo tanto, los rayos
gammas generados en este proceso se encuentran en el rango de 50 GeV A 100 TeV [7]. Este
mecanismo se muestra en el inciso b) de la figura 5.15.

(a) Radiación sincrotrón (b) Decaimiento del pión

Figura 5.15: Representación gráfica para radiación sincrotrón y decaimiento del pión. Imagen
tomada de [7].
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B) Funciones de AERIE y principales
resultados obtenidos por HAWC

Algunas de las funciones que tiene AERIE para el análisis de datos:

Reconstrucción de Cascadas: A partir de los datos obtenidos por el observatorio, y que
han sido clasificado como posibles candidatos a cascadas atmosféricas, se puede utilizar este
software para realizar una reconstrucción de esta información, en donde se obtendrá tanto
el núcleo de la cascada como la dirección en la que llega. En la imagen 5.16 se muestra un
ejemplo de esta reconstrucción, en donde la estrella que está en el centro del círculo (con un
radio de 40 m) representa el núcleo de la cascada, la escala de colores indica el tiempo en
que se detecta la señal y el tamaño de cada marcador es proporcional a los fotoelectrones
detectados. Por medio de estos diagramas se pueden distinguir las cascadas generadas por
un protón o por un fotón. Las cascadas generadas por un protón se caracterizan por tener
señales grandes lejos del núcleo de la cascada, debido a que las partículas que aquí se generan
son muy penetrantes (ver inciso a) de la figura 5.16), y las cascadas generadas por un fotón
tiene la características de ser mas simétricas o uniformes y tener señales grandes cerca del
núcleo de la cascada. Esto se debe a que los fotones y electrones creados aquí no tienen un
gran momento transversal ( ver inciso b) de la figura 5.16).

(a) Cascada generada por un protón. (b) Cascada generada por un fotón.

Figura 5.16: Reconstrucción de Cascadas con AERIE. Imagen tomada de [1].

Mapas del cielo: Se pueden hacer mapas del cielo a partir de los datos de cascada que han
sido reconstruidos , como el que se muestra en la imagen 5.17, que nos da información de las
fuentes en el Universo que generan rayos gammas.
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Simulaciones: Se pueden simular cascadas atmosféricas que llegan al observatorio, o la
respuesta de los detectores al paso de una partícula en específico.

Entra algunos de los resultados destacados publicados por parte de la colaboración se encuentran
los siguientes:

En el año 2013 se observó la sombra de la luna en Rayos Cósmicos, que fue un estudio en
donde únicamente se utilizaron 30 tanques ya que la construcción del observatorio no había
terminado , y que atrajo la atención de medios internacionales como la BBC [1].

Se observó un fenómeno transitorio, en donde se encontró un aumento en la emisión de rayos
gammas en la galaxia Makarian 501 el 6 de abril del 2016 [1].

Presentación de un mapa del cielo de rayos gammas en altas energías (ver imagen 5.17), en
donde se observan nuevas fuentes de emisión a lo largo de la Vía Láctea, así como objetos
extragalácticos como los Makarian 421 y 501 [1].

En el año 2017 HAWC realizó mapas detallados en rayos gamma de dos pulsares, dichos
objetos fueron considerados como los mejores candidatos para producir el exceso de positrones
que se mide en la Tierra. Estas mediciones muestran que estos pulsares no son las fuentes del
flujo anómalo de positrones detectados en la Tierra. Con ello se eliminan a dos de los más
probables candidatos que podrían producir el exceso de positrones [1].

En 2018 los investigadores en HAWC realizaron la primera observación de chorros del micro-
quásar SS 433. Este es un sistema binario ubicado dentro de la nebulosa W50 [1].

En 2020 HAWC detectó la emisión de rayos gamma proveniente del remanente de supernova
G106.3+2.7. Al combinar los resultados de HAWC con mediciones previas obtenidas por
VERITAS, se encontró que la emisión de rayos gamma continúa hasta energías mayores
a 100 TeV. Los rayos gamma detectados por HAWC podrían provenir ya sea de protones
con energías de al menos 800 TeV o de electrones con energía de al menos 270 TeV. Estos
resultados proveen evidencia de que G106.3+2.7 podría ser un Pevatrón [1].

Figura 5.17: Mapa del cielo en rayos gamma. Imagen tomada de [9].

En este centro de investigación se encuentran estudiando muchos temas interesantes como la bús-
queda de nuevas fuentes de emisión de rayos gammas, la búsqueda de señales de aniquilación de
materia oscura y diferentes estudios sobre el Sol, por mencionar algunas líneas de investigación.
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Además existe la propuesta de utilizar este observatorio como un detector de neutrinos, que es el
tema en el que se va a centrar el siguiente capítulo.

Función NKG
La teoría de la propagación lateral de las partículas electromagnéticas fue desarrollada por Greisen,
Katamata y Nishimura [46]. En cada punto de interacción, los procesos de producción de pares y
bremsstrahlung emiten partículas que no están alineadas con precisión a lo largo de la dirección
primaria, y una mayor dispersión de Coulomb de los e± da como resultado una mancha lateral del
frente de partículas. La aproximación de la densidad de electrones a una distancia r desde el eje
de la cascada viene dada por la función NKG citeveinticuatros.

ρe(r) =
Ne

2πR2
m

C(s)

(
r

Rm

)(s−2)(
1 +

r

Rm

)(s−9/2)

(5.8)

En este caso Ne es el número total de electrones en la cascada y C(s) = 0.366s2(2.07−s)1.25 es una
expresión de normalización tal que

∫∞
0

2πrρ(r)dr = Ne. El parámetro s es la edad de la cascada.
Por definicion la cascada inicia a s = 0 y alcanza su maximo a s = 1. Por ultimo Rm es el radio
de Molière. La forma radial de la función NKG significa que las cascadas electromagnéticas están
densamente colimadas, con una densidad de partículas que disminuye rápidamente al aumentar la
distancia lateral desde el eje de la ducha [46].

Figura 5.18: Comparación de funciones de distribución lateral [7].

En la figura 5.18 se muestran la función de distribución lateral para el numero promedio espe-
rado de partículas (NKG) y la energía de la cascada electromagnética iniciada por un rayo gamma
(NKG/R) como función del radio de la cascada medido en e plano de esta. Ambas utilizan un pará-
metro s = 1, 5. También se muestra la función de distribución lateral SFCF utilizada para ajustar
las posiciones del núcleo de la cascada en HAWC. Esta se aproxima a la energía electromagnética
esperada de la cascada de la distribución NKG/R en el límite de grandes distancias desde el eje de
la cascada y coincide con un gaussiano bidimensional con un ancho de 10 m a pequeñas distancias
desde el eje de la cascada [41].
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C) Códigos utilizados para las redes
neuronales artificiales

En este sección se colocan los códigos empleados para el entrenamiento de los dos tipos de redes
neuronales estudiadas en este proyecto. Se empieza por el código para la red convolucional enfocada
a la clasificación de imágenes. Este código fue desarrollado en python utilizando las librerías de
Tensorflow 2.0. La implementación de este código se basó principalmente en la referencia [84]. El
código utilizado para el entrenamiento fue el siguiente:

1 import sys
2 from matp lo t l i b import pyplot
3 from keras . u t i l s import t o_ca t ego r i c a l
4 from keras . a pp l i c a t i o n s . vgg16 import VGG16
5 from keras . models import Model
6 from keras . l a y e r s import Dense
7 from keras . l a y e r s import F lat ten
8 from keras . op t im i z e r s import SGD
9 from keras . p r ep ro c e s s i ng . image import ImageDataGenerator

10

11 # de f i n i c i o n de l modelo para l a cnn
12 de f define_model ( ) :
13 # cargamos e l modelo
14 model = VGG16( include_top=False , input_shape =(224 , 224 , 3) )
15 # se marcan l a s capas cargadas como no t r a n s f e r i b l e s
16 f o r l a y e r in model . l a y e r s :
17 l a y e r . t r a i n ab l e = False
18 # se co locan nuevas capas para l a c l a s i f i c a c i o n
19 f l a t 1 = Flat ten ( ) ( model . l a y e r s [ −1 ] . output )
20 c l a s s 1 = Dense (128 , a c t i v a t i o n=’ r e l u ’ , k e r n e l _ i n i t i a l i z e r=’ he_uniform ’ ) ( f l a t 1 )
21 output = Dense (1 , a c t i v a t i o n=’ s igmoid ’ ) ( c l a s s 1 )
22 # def in imos e l nuevo modelo
23 model = Model ( inputs=model . inputs , outputs=output )
24 # compilamos e l modelo
25 opt = SGD( l r =0.001 , momentum=0.9)
26 model . compi le ( opt imize r=opt , l o s s=’ b inary_crossentropy ’ , met r i c s =[ ’ accuracy ’ ] )
27 re turn model
28

29 # se de f i n e una func ion para g r a f i c a r e l co s to y l a tasa de a c i e r t o s
30 de f summarize_diagnost ics ( h i s t o r y ) :
31 # g r a f i c a para e l co s to
32 pyplot . subp lot (211)
33 pyplot . t i t l e ( ’ Cross Entropy Loss ’ )
34 pyplot . p l o t ( h i s t o r y . h i s t o r y [ ’ l o s s ’ ] , c o l o r=’ blue ’ , l a b e l=’ t r a i n ’ )
35 pyplot . p l o t ( h i s t o r y . h i s t o r y [ ’ va l_ los s ’ ] , c o l o r=’ orange ’ , l a b e l=’ t e s t ’ )
36 # g r a f i c a para l a tasa de a c i e r t o s
37 pyplot . subp lot (212)
38 pyplot . t i t l e ( ’ C l a s s i f i c a t i o n Accuracy ’ )
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39 pyplot . p l o t ( h i s t o r y . h i s t o r y [ ’ accuracy ’ ] , c o l o r=’ blue ’ , l a b e l=’ t r a i n ’ )
40 pyplot . p l o t ( h i s t o r y . h i s t o r y [ ’ val_accuracy ’ ] , c o l o r=’ orange ’ , l a b e l=’ t e s t ’ )
41 # comandos pata guardar l a s g r a f i c a s
42 f i l ename = sys . argv [ 0 ] . s p l i t ( ’ / ’ ) [−1]
43 pyplot . s a v e f i g ( f i l ename + ’ _plot . png ’ )
44 pyplot . c l o s e ( )
45

46 # Se e j e cu ta e l t e s t harness para eva luar e l modelo
47 de f run_test_harness ( ) :
48 # se de f i n e e l modelo
49 model = define_model ( )
50 # se crea e l generador de datos
51 datagen = ImageDataGenerator ( f ea turew i s e_cente r=True )
52 # e s p e c i f i c a c i o n e s para l a s imagenes
53 darepare i t e r a t o r t a g en . mean = [ 123 . 6 8 , 116 .779 , 103 . 939 ]
54 # se e s p e c i f i c a n l a s ca rpe ta s que cont i enen l a s imagenes de prueba y

entrenamiento .
55 t r a i n_ i t = datagen . f low_from_directory ( ’ dataset_traza_vs_cascada/ t r a i n / ’ ,
56 class_mode=’ binary ’ , batch_size =64, t a rg e t_s i z e =(224 , 224) )
57 t e s t_ i t = datagen . f low_from_directory ( ’ dataset_traza_vs_cascada/ t e s t / ’ ,
58 class_mode=’ binary ’ , batch_size =64, t a rg e t_s i z e =(224 , 224) )
59 # modelo de a j u s t e
60 h i s t o r y = model . f i t_gene ra to r ( t ra in_it , steps_per_epoch=len ( t r a in_ i t ) , epochs=20,

verbose=1)
61 # se guarda e l modelo
62 model . save ( ’VGG16_500_2000 . h5 ’ )
63 # eva luac ion de l modelo
64 _, acc = model . eva luate_generator ( t e s t_i t , s t ep s=len ( t e s t_ i t ) , verbose=0)
65 pr in t ( ’> %.3 f ’ % ( acc ∗ 100 .0 ) )
66 # resumen de l entrenamiento
67 summarize_diagnost ics ( h i s t o r y )
68

69 # e j e cu c i on de l modelo
70 run_test_harness ( )

Ahora procedamos a colocar el código utilizado para hacer la predicción de un conjunto de imáge-
nes.

1 # pred i c c i on para una nueva imagen
2 from keras . p r ep ro c e s s i ng . image import load_img
3 from keras . p r ep ro c e s s i ng . image import img_to_array
4 from keras . models import load_model
5

6

7 # cargamos y preparamos l a imagen de entrada
8 de f load_image ( f i l ename ) :
9 # cargamos l a imagen

10 img = load_img ( f i l ename , t a rg e t_s i z e =(224 , 224) )
11 # se conv i e r t e a una matr iz
12 img = img_to_array ( img )
13 # se a ju s ta l a forma de imagen para que co in c i da con l a entrada de l a red
14 img = img . reshape (1 , 224 , 224 , 3)
15 # se co l oca l a po s i c i on de l cent ro de l a imagen
16 img = img . astype ( ’ f l o a t 3 2 ’ )
17 img = img − [ 1 2 3 . 6 8 , 116 .779 , 103 . 939 ]
18 re turn img
19

20 # cargamos e l modelo entrenado y hacemos l a pred i cc i on , e l c i c l o f o r co r r e sobre e l
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numero de imagenes a ana l i z a r
21

22 f o r i in range (1 ,102) :
23 # cargamos l a imagen
24 img = load_image ( s t r ( i )+" . png" )
25 # cargamos e l modelo
26 model = load_model ( ’ gato_perro . h5 ’ )
27 # se hace l a p r ed i c c i on
28 r e s u l t = model . p r ed i c t ( img )
29 pr in t ( r e s u l t [ 0 ] , i )
30 # se guarda en un arch ivo de texto
31 arch ivo = open ( " datos . txt " , "a" )
32 numero = r e s u l t [ 0 ]
33 arch ivo . wr i t e ( ’ \n ’+’ %s ’ %numero )

Para el caso de la red neuronal enfocada en la detección de objetos, la estructura de la carpeta
que tenía el código de la red se muestra en la siguiente figura:

Figura 5.19: Estructura de la carpeta deteccion-objetos.

Ahora se procede a explicar el contenido de cada una estas carpetas:

configuración: Esta carpeta contiene los archivos que indican cuantas categorías se van a
usar. Para nuestro caso fueron 2, cascadas y trazas. El archivo de configuración para estas
categorías tenía la siguiente forma:

1 item {
2 id : 1
3 name : ’ t raza ’
4 }
5

6 item {
7 id : 2
8 name : ’ cascada ’
9 }

10

images: Contiene todas las imágenes (tanto las de entrenamiento como las de prueba).
Tambien tiene los archivos en formato xml que generó el programa labelimg.

imag_entrenamiento: Contiene las imágenes de entrenamiento.

imag_test: Contiene las imágenes de prueba (conjunto 1).
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imag_prueba: Contiene las imágenes de prueba (conjunto 2).

output: En esta carpeta se encuentras las imágenes de prueba (del conjunto 2) después de
pasar por la red.

CSV: Utilizando el archivo xml_a_csv.py, se coloca la información de la posición del rectán-
gulo que contienen los archivos xml en una hoja en formato csv. En esta carpeta se guarda
ese archivo.

TFRecords: Utilizando el archivo csv_a_tf.py, se convierte los archivos csv a formato
record. Estos archivos se guardan en esta carpeta y son los que lee la red.

modelo: En esta carpeta se encuentra el modelo de la red preentrenado faster_rcnn_resnet101_coco,
además de su archivo de configuración. En este archivo se especifica el número de clases a
detectar, así como la ubicación de sus archivos de configuración. Además de indicar el ta-
maño de la imagen de entrada y el número de pasos de entrenamiento. También se indica la
ubicación de los datos de entrenamiento.

object_detection: En esta carpeta se encuentra los programas para probar y entrenar de
la red. El codigo para iniciar el entrenamiento es el siguiente:

1 import f un c t o o l s
2 import j son
3 import os
4 import t en so r f l ow as t f
5

6 from goog le . protobuf import text_format
7

8 from objec t_detec t i on import t r a i n e r
9 from objec t_detec t i on . bu i l d e r s import input_reader_bui lder

10 from objec t_detec t i on . bu i l d e r s import model_builder
11 from objec t_detec t i on . protos import input_reader_pb2
12 from objec t_detec t i on . protos import model_pb2
13 from objec t_detec t i on . protos import pipel ine_pb2
14 from objec t_detec t i on . protos import train_pb2
15

16 t f . l o gg ing . s e t_verbos i ty ( t f . l o gg ing . INFO)
17

18 f l a g s = t f . app . f l a g s
19 f l a g s . DEFINE_string ( ’ master ’ , ’ ’ , ’BNS name o f the TensorFlow master to use . ’ )
20 f l a g s . DEFINE_integer ( ’ task ’ , 0 , ’ task id ’ )
21 f l a g s . DEFINE_integer ( ’ num_clones ’ , 1 , ’Number o f c l one s to deploy per worker . ’

)
22 f l a g s . DEFINE_boolean( ’ clone_on_cpu ’ , False ,
23 ’ Force c l one s to be deployed on CPU. Note that even i f ’
24 ’ s e t to Fa l se ( a l l ow ing ops to run on gpu ) , some ops may

’
25 ’ s t i l l be run on the CPU i f they have no GPU kerne l . ’ )
26 f l a g s . DEFINE_integer ( ’ worker_rep l i cas ’ , 1 , ’Number o f worker+t r a i n e r ’
27 ’ r e p l i c a s . ’ )
28 f l a g s . DEFINE_integer ( ’ ps_tasks ’ , 0 ,
29 ’Number o f parameter s e r v e r ta sk s . I f None , does not use

’
30 ’ a parameter s e r v e r . ’ )
31 f l a g s . DEFINE_string ( ’ t ra in_di r ’ , ’ ’ ,
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32 ’ D i r ec tory to save the checkpo int s and t r a i n i n g summaries .
’ )

33

34 f l a g s . DEFINE_string ( ’ p ipe l ine_conf ig_path ’ , ’ ’ ,
35 ’ Path to a pipel ine_pb2 . Tra inEva lP ipe l ineConf ig c on f i g ’
36 ’ f i l e . I f provided , other c on f i g s are ignored ’ )
37

38 f l a g s . DEFINE_string ( ’ tra in_conf ig_path ’ , ’ ’ ,
39 ’ Path to a train_pb2 . TrainConf ig c on f i g f i l e . ’ )
40 f l a g s . DEFINE_string ( ’ input_config_path ’ , ’ ’ ,
41 ’ Path to an input_reader_pb2 . InputReader c on f i g f i l e . ’ )
42 f l a g s . DEFINE_string ( ’ model_config_path ’ , ’ ’ ,
43 ’ Path to a model_pb2 . DetectionModel c on f i g f i l e . ’ )
44

45 FLAGS = f l a g s .FLAGS
46

47

48 de f get_conf ig s_from_pipe l ine_f i l e ( ) :
49 p ip e l i n e_con f i g = pipel ine_pb2 . Tra inEva lP ipe l ineConf ig ( )
50 with t f . g f i l e . GFile (FLAGS. pipe l ine_conf ig_path , ’ r ’ ) as f :
51 text_format . Merge ( f . read ( ) , p i p e l i n e_con f i g )
52

53 model_config = p ip e l i n e_con f i g . model
54 t ra in_con f i g = p ipe l i n e_con f i g . t r a in_con f i g
55 input_conf ig = p ip e l i n e_con f i g . tra in_input_reader
56

57 re turn model_config , t ra in_conf ig , input_conf ig
58

59

60 de f get_conf igs_from_mult ip le_f i l e s ( ) :
61 t ra in_con f i g = train_pb2 . TrainConf ig ( )
62 with t f . g f i l e . GFile (FLAGS. train_config_path , ’ r ’ ) as f :
63 text_format . Merge ( f . read ( ) , t r a in_con f i g )
64

65 model_config = model_pb2 . DetectionModel ( )
66 with t f . g f i l e . GFile (FLAGS. model_config_path , ’ r ’ ) as f :
67 text_format . Merge ( f . read ( ) , model_config )
68

69 input_conf ig = input_reader_pb2 . InputReader ( )
70 with t f . g f i l e . GFile (FLAGS. input_config_path , ’ r ’ ) as f :
71 text_format . Merge ( f . read ( ) , input_conf ig )
72

73 re turn model_config , t ra in_conf ig , input_conf ig
74

75

76 de f main (_) :
77 a s s e r t FLAGS. tra in_dir , ’ ‘ t ra in_dir ‘ i s miss ing . ’
78 i f FLAGS. p ipe l ine_conf ig_path :
79 model_config , t ra in_conf ig , input_conf ig = get_conf ig s_from_pipe l ine_f i l e

( )
80 e l s e :
81 model_config , t ra in_conf ig , input_conf ig = get_conf igs_from_mult ip le_f i l e s

( )
82

83 model_fn = fun c t o o l s . p a r t i a l (
84 model_builder . bui ld ,
85 model_config=model_config ,
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86 i s_ t r a i n i ng=True )
87

88 create_input_dict_fn = fun c t o o l s . p a r t i a l (
89 input_reader_bui lder . bui ld , input_conf ig )
90

91 env = json . l oads ( os . env i ron . get ( ’TF_CONFIG’ , ’ {} ’ ) )
92 c luster_data = env . get ( ’ c l u s t e r ’ , None )
93 c l u s t e r = t f . t r a i n . ClusterSpec ( c luster_data ) i f c lus ter_data e l s e None
94 task_data = env . get ( ’ task ’ , None ) or { ’ type ’ : ’ master ’ , ’ index ’ : 0}
95 task_info = type ( ’ TaskSpec ’ , ( ob ject , ) , task_data )
96

97 # Parameters f o r a s i n g l e worker .
98 ps_tasks = 0
99 worker_rep l i cas = 1

100 worker_job_name = ’ lonely_worker ’
101 task = 0
102 i s_ch i e f = True
103 master = ’ ’
104

105 i f c lus ter_data and ’ worker ’ in c luster_data :
106 # Number o f t o t a l worker r e p l i c a s i n c lude "worker" s and the "master " .
107 worker_rep l i cas = len ( c luster_data [ ’ worker ’ ] ) + 1
108 i f c lus ter_data and ’ ps ’ in c luster_data :
109 ps_tasks = len ( c luster_data [ ’ ps ’ ] )
110

111 i f worker_rep l i cas > 1 and ps_tasks < 1 :
112 r a i s e ValueError ( ’At l e a s t 1 ps task i s needed f o r d i s t r i b u t e d t r a i n i n g . ’ )
113

114 i f worker_rep l i cas >= 1 and ps_tasks > 0 :
115 # Set up d i s t r i b u t e d t r a i n i n g .
116 s e r v e r = t f . t r a i n . Server ( t f . t r a i n . ClusterSpec ( c l u s t e r ) , p r o to co l=’ grpc ’ ,
117 job_name=task_info . type ,
118 task_index=task_info . index )
119 i f task_info . type == ’ ps ’ :
120 s e r v e r . j o i n ( )
121 re turn
122

123 worker_job_name = ’ %s/ task: %d ’ % ( task_info . type , task_info . index )
124 task = task_info . index
125 i s_ch i e f = ( task_info . type == ’ master ’ )
126 master = s e rv e r . t a r g e t
127

128 t r a i n e r . t r a i n ( create_input_dict_fn , model_fn , t ra in_conf ig , master , task ,
129 FLAGS. num_clones , worker_repl icas , FLAGS. clone_on_cpu ,

ps_tasks ,
130 worker_job_name , i s_ch i e f , FLAGS. t ra in_di r )
131

132

133 i f __name__ == ’__main__ ’ :
134 t f . app . run ( )
135

Por otro lado, el código para colocar las imágenes de prueba es el siguiente:
1 import numpy as np
2 import os
3 import s i x . moves . u r l l i b as u r l l i b
4 import sys
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5 import t a r f i l e
6 import t en so r f l ow as t f
7 import z i p f i l e
8 import j son
9 import time

10 import g lob
11 from io import Str ingIO
12 from PIL import Image
13 import matp lo t l i b . pyplot as p l t
14 from u t i l s import v i s u a l i z a t i o n_u t i l s as v i s_u t i l
15 from u t i l s import label_map_util
16 from mul t i p ro c e s s i ng .dummy import Pool as ThreadPool
17 import argparse , sys
18

19 par s e r = argparse . ArgumentParser ( )
20

21 par s e r . add_argument ( ’−− l a b e l s ’ , he lp=’ D i r e c t o r i o a label_map . pbtxt ’ , d e f au l t =
’ c on f i gu r a c i on / label_map . pbtxt ’ )

22 par s e r . add_argument ( ’−−images ’ , he lp=’ D i r e c t o r i o de l a s imagenes a proce sa r ’ ,
d e f au l t = ’ img_pruebas ’ )

23 par s e r . add_argument ( ’−−model ’ , he lp=’ D i r e c t o r i o a l modelo congelado ’ , d e f au l t
= ’ modelo_congelado ’ )

24 args = par s e r . parse_args ( )
25

26 MAX_NUMBER_OF_BOXES = 30
27 MINIMUM_CONFIDENCE = 0.99
28

29 PATH_TO_LABELS = args . l a b e l s
30 PATH_TO_TEST_IMAGES_DIR = args . images
31

32 label_map = label_map_util . load_labelmap (PATH_TO_LABELS)
33 c a t e g o r i e s = label_map_util . convert_label_map_to_categories ( label_map ,

max_num_classes=sys . maxsize , use_display_name=True )
34 CATEGORY_INDEX = label_map_util . create_category_index ( c a t e g o r i e s )
35

36 # Path to f r o z en de t e c t i on graph . This i s the ac tua l model that i s used f o r
the ob j e c t d e t e c t i on .

37 MODEL_NAME = args . model
38 PATH_TO_CKPT = MODEL_NAME + ’ / frozen_inference_graph . pb ’
39

40 de f load_image_into_numpy_array ( image ) :
41 ( im_width , im_height ) = image . s i z e
42 re turn np . array ( image . getdata ( ) ) . reshape (
43 ( im_height , im_width , 3) ) . astype (np . u int8 )
44

45 de f de tec t_objec t s ( image_path ) :
46 image = Image . open ( image_path )
47 image_np = load_image_into_numpy_array ( image )
48 image_np_expanded = np . expand_dims ( image_np , ax i s =0)
49

50 ( boxes , s co re s , c l a s s e s , num) = s e s s . run ( [ detect ion_boxes ,
detec t ion_scores , d e t e c t i on_c la s s e s , num_detections ] , f eed_dict={
image_tensor : image_np_expanded})

51

52 v i s_u t i l . visualize_boxes_and_labels_on_image_array (
53 image_np ,
54 np . squeeze ( boxes ) ,
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55 np . squeeze ( c l a s s e s ) . astype (np . in t32 ) ,
56 np . squeeze ( s c o r e s ) ,
57 CATEGORY_INDEX,
58 min_score_thresh=MINIMUM_CONFIDENCE,
59 use_normal ized_coordinates=True ,
60 l i n e_th i ckne s s =8)
61 f i g = p l t . f i g u r e ( )
62 f i g . s e t_s ize_inches (16 , 9)
63 ax = p l t . Axes ( f i g , [ 0 . , 0 . , 1 . , 1 . ] )
64 ax . se t_ax i s_of f ( )
65 f i g . add_axes ( ax )
66

67 p l t . imshow ( image_np , aspect = ’ auto ’ )
68 p l t . s a v e f i g ( ’ output /{} ’ . format ( image_path ) , dpi = 62)
69 pr in t ( boxes )
70 p l t . c l o s e ( f i g )
71

72 # TEST_IMAGE_PATHS = [ os . path . j o i n (PATH_TO_TEST_IMAGES_DIR, ’ image−{}. jpg ’ .
format ( i ) ) f o r i in range (1 , 4) ]

73 TEST_IMAGE_PATHS = glob . g lob ( os . path . j o i n (PATH_TO_TEST_IMAGES_DIR, ’ ∗ . jpeg ’ ) )
74 pr in t (TEST_IMAGE_PATHS)
75

76 # Load model i n to memory
77 pr in t ( ’ Loading model . . . ’ )
78 detect ion_graph = t f . Graph ( )
79 with detect ion_graph . as_defau l t ( ) :
80 od_graph_def = t f . GraphDef ( )
81 with t f . g f i l e . GFile (PATH_TO_CKPT, ’ rb ’ ) as f i d :
82 s e r i a l i z ed_graph = f i d . read ( )
83 od_graph_def . ParseFromString ( s e r i a l i z ed_graph )
84 t f . import_graph_def ( od_graph_def , name=’ ’ )
85

86 pr in t ( ’ d e t e c t i ng . . . ’ )
87 with detect ion_graph . as_defau l t ( ) :
88 with t f . S e s s i on ( graph=detect ion_graph ) as s e s s :
89 image_tensor = detect ion_graph . get_tensor_by_name ( ’ image_tensor : 0 ’ )
90 detect ion_boxes = detect ion_graph . get_tensor_by_name ( ’ detect ion_boxes

: 0 ’ )
91 detec t i on_sco re s = detect ion_graph . get_tensor_by_name ( ’

de t e c t i on_sco re s : 0 ’ )
92 de t e c t i on_c l a s s e s = detect ion_graph . get_tensor_by_name ( ’

d e t e c t i on_c l a s s e s : 0 ’ )
93 num_detections = detect ion_graph . get_tensor_by_name ( ’ num_detections : 0 ’

)
94

95 f o r image_path in TEST_IMAGE_PATHS:
96 detec t_objec t s ( image_path )
97

train: Aquí se guarda el modelo entrenado.

modelo_ congelado: Se cambia el formato del modelo generado en el entrenamiento para
que se pueda utilizar para la predicción en las imágenes de prueba.

slim: En esta carpeta se encuentran archivos que apuntan a variables de ambiente para que
funcionen los programas del entrenamiento y de prueba.
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Como se menciono anteriormente, todos los códigos se ejecutaron en la plataforma de Google Co-
lab, así que dejamos los enlaces de acceso:

Red convolucinal para la clasificación de imágenes:
https://colab.research.google.com/drive/11SBHBiMdSyBf9FxRBU2TMBwZijK8uinv?usp=sharing

Red convolucional para la detección de imágenes:
https://colab.research.google.com/drive/1XG1EqD_Xdt1yqDdqy8fQc7upwLNmL21V?usp=sharing
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D) Gráficas complementarias para los
modelos A y B

En esta sección se muestran las gráficas de costo, la tasa de ciertos y la curva PR para los
modelos A y B. En primer lugar, se muestra la gráfica del costo y la tasa de aciertos para el
modelo A (ver figura 5.20). Como se puede observar en este modelo se obtiene un sobreajuste en la
época 8, por tal motivo se emplea este modelo hasta dicha época. También es evidente que la tasa
de acierto para los datos de prueba es muy baja, apenas supera el 55% de imágenes clasificadas de
forma correcta. Esto se debe a que este tipo de red no distingue bien las trazas de eventos reales,
por eso solamente clasifica bien un número pequeño de esta categoría. Por otro lado, en la figura
5.21 se muestra las mismas gráficas pero para el modelo B. Aquí se obtiene un sobreajuste en la
época 10 y al igual que el caso anterior se tiene una tasa de aciertos para los datos de prueba
que apenas supera el 55%. Este modelo también clasifica muy pocas imágenes de traza de forma
correcta.

Figura 5.20: Gráfica para el costo y la tasa de aciertos para el modelo A.
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Figura 5.21: Gráfica para el costo y la tasa de aciertos para el modelo B.

Las gráficas de precisión contra recall para el modelo A y B se muestran en la figuras 5.22.
En estas gráficos buscamos el valor umbral que nos de el valor mas alto para la precisión. Para el
modelo A se obtiene la mayor precisión (del 87.5%) en el umbral de 0.3 y para el modelo B se
obtiene en el umbral de 0.19 que tuvo una precisión del (100%). Estos fueron los valores reportados
en la tabla 5.1. En la figura 5.22 para el modelo A se puede observar que hay un retroceso en el

(a) Modelo A (b) Modelo B

Figura 5.22: Curva precisión-recall

valor de la precisión para el caso en donde el valor umbral es menor a 0.3, en ese caso se obtuvieron
7 verdaderos positivos y un falso positivo. Lo que sucede en esta situación fue que al disminuir el
valor umbral la cantidad de verdaderos positivos fue disminuyendo mientras que la cantidad de
falsos positivos se mantenía igual hasta llegar al umbral más bajo (0.1), en este umbral se tenia 3
verdaderos positivos y un falso negativo dando una precisión de 0.75 menor a la que se obtuvo en
el umbral 0.3.
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E) Trazas identificadas por la red

En esta sección se muestran todos los eventos que la red neuronal enfocada en la clasificación
de imágenes identifico como una traza horizontal. Esto son los resultados después de analizar los
eventos del segundo subrun del run 7499.
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