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Índice general

1. Introducción 3

1.1. Motivación . . . . . . . . . . . . . . . . . . . . . . . 3

1.2. Planteamiento del problema . . . . . . . . . . . . . 5
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Notación

a Un escalar

a Un vector

ai El i-ésimo elemento del vector a

a−i Todos los elementos del vector a excepto el i-ésimo

A Una matriz

Ai,j Elemento i, j de la matriz A

cz,d,w Número de veces que la palabra w ha sido asignada al tópico z

en el documento d

cz,∗,∗ Número de palabras asignadas al tópico z

cz,d,∗ Número de palabras asignadas al tópico z en el documento d

cz,∗,w Número de veces que la palabra w ha sido asignada al tópico z

c∗,d,∗ Número de palabras en el documento d

c
−(a,b)
z,d,w Número de veces que la palabra w ha sido asignada al tópico z

en el documento d sin tomar en cuenta la posición (a, b)
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Glosario

CGS Collapsed Gibbs Sampling

LDA Latent Dirichlet Allocation

LSH Locality-Sensitive Hashing

MCMC Markov Chain Monte Carlo

MHGS Min-Hashed Gibbs Sampling

NPMI Normalized Pointwise Mutual Information

PMI Pointwise Mutual Information
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Capı́tulo 1
Introducción

1.1. Motivación

A lo largo de las últimas décadas la información generada por la
humanidad ha ido incrementando exponencialmente. En septiem-
bre 2020, Wikipedia teńıa 1,627,934 art́ıculos en español, 6,162,065
en inglés y 29,054 millones en total, cubriendo 309 diferentes idio-
mas. En octubre 2017, PubMed (una herramienta de búsqueda de
literatura biomédica) conteńıa información bibliográfica de más de
27 millones de art́ıculos. De manera análoga, el número de art́ıcu-
los publicados en arXiv (un servicio de distribución de art́ıculos
cient́ıficos de acceso abierto) por mes ha crecido exponencialmente
en la última década, como se muestra en la figura 1.1.

De forma paralela al crecimiento en el volumen de datos se han
desarrollado técnicas para poder recolectar, procesar, almacenar y
analizar dicha información. Un campo que ha cobrado mucha im-
portancia es la mineŕıa de textos, la cual busca extraer información
útil de grandes colecciones de documentos utilizando generalmente
métodos automáticos.

3
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Figura 1.1: Número de art́ıculos públicados en arXiv por mes.
Fuente

https://arxiv.org/stats/monthly submissions

El modelado de tópicos es una técnica de mineŕıa de textos que
provee herramientas para ayudarnos a entender la estructura de
una colección de archivos electrónicos. Un tópico se puede pensar
como un conjunto de palabras relacionadas entre śı y que se pueden
encontrar frecuentemente en el mismo documento. El modelado de
tópicos busca encontrar estos tópicos en colecciones de documentos,
identificar cuáles están presentes en cada uno y con qué proporción.
Una vez obtenida esta información se puede utilizar para organizar,
resumir e indexar cada documento para posteriores búsquedas.

El modelado de tópicos puede ser utilizada también para estu-
diar la prevalencia de los tópicos a lo largo del tiempo, aśı como ana-
lizar correlaciones entre tópicos y permite hacer conjeturas sobre
fenómenos ocurridos en la historia. D. J. Newman y Block (2006)
analizan la discusión poĺıtica en la Gaceta de Pensilvania durante
el periodo previo a la revolución de Estados Unidos (1760s).

Las técnicas que se han desarrollado para el modelado de tópi-

https://arxiv.org/stats/monthly_submissions


CAPÍTULO 1. INTRODUCCIÓN 5

cos pueden ser aplicadas también a campos diferentes a la mineŕıa
de textos, ya que su estructura define mezclas sobre variables la-
tentes discretas. L. Liu, Tang, Dong, Yao, y Zhou (2016) presen-
tan un análisis de las aplicaciones que han tenido en el campo de
la bioinformática, las cuales incluyen clasificación, agrupamiento y
generación de caracteŕısticas para entrenar otros modelos. En es-
te campo los tópicos se vuelven procesos biológicos, los cuales son
mezclas de palabras biológicas.

El modelado de tópicos también ha sido utilizada en el campo
de visión computacional. Sivic, Russell, Efros, Zisserman, y Free-
man (2005) encuentran objetos en imágenes viendo a una imagen
como una mezcla de objetos y crean el equivalente visual a las pa-
labras utilizando el descriptor SIFT cuantizado. Russell, Freeman,
Efros, Sivic, y Zisserman (2006) obtienen varias segmentaciones de
cada imagen en una colección y utilizan la modelación de tópicos
para encontrar agrupaciones de segmentaciones similares. Wang y
Grimson (2008) desarrollaron un modelo llamado Spatial Latent
Dirichlet Allocation que incorpora la estructura espacial inherente
en los equivalentes visuales de las palabras, lo cual permite tomar
en cuenta no solo la co-ocurrencia de las palabras (visuales) en un
mismo documento (imagen) sino también su proximidad espacial
al asociarlas a un mismo objeto.

1.2. Planteamiento del problema

Dentro del modelado de tópicos, Latent Dirichlet Allocation
(Blei, Ng, y Jordan, 2003) es la técnica más popular. Latent Diri-
chlet Allocation (LDA) es un modelo cuyos supuestos son que cada
documento es una mezcla de tópicos, es decir, cada documento con-
tiene diferentes proporciones de cada tópico (las cuales suman 1)
y cada tópico es una mezcla de palabras. El proceso de inferencia
de este modelo consiste en estimar estas proporciones, por lo que
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una vez realizada la inferencia se cuenta con una aproximación de
la proporción de cada tópico en cada documento y de cada palabra
en cada tópico.

La principal dificultad que presenta el modelo LDA es la esti-
mación de sus parámetros, ya que la solución exacta es intratable,
por lo que todos los métodos utilizados para estimarlos utilizan
aproximaciones y, dependiendo del enfoque, presentan diferentes
limitaciones. Las principales limitaciones en las diferentes solucio-
nes para estimar los parámetros de LDA son el tiempo que toma
estimar los parámetros del modelo, uso de memoria, escalamiento
a datos masivos, distribución de cómputo, entre otros.

Una de las metodoloǵıas más populares para realizar la infe-
rencia de los parámetros de LDA es el Collapsed Gibbs Sampling
(CGS), ya que su implementación es muy fácil y eficiente en memo-
ria. Sin embargo, la convergencia puede ser lenta ya que el muestreo
se realiza sobre cada palabra de cada documento y la información
que se provee al proceso es solo la tupla (documento, palabra), a
partir de la cual se determinan las probabilidades de que pertenezca
a cada uno de los tópicos.

La técnica Min-Hashing Broder, Charikar, Frieze, y Mitzenma-
cher (1998) permite agrupar elementos similares y es comúnmente
utilizada para encontrar vecinos cercanos aproximados en espacios
con muchas dimensiones. En el caso de mineŕıa de textos, ésta ge-
nera colecciones de palabras que ocurren frecuentemente juntas y
probablemente pertenezcan a un mismo tópico.

1.3. Hipótesis

La hipótesis en que se basa este trabajo es que los conjuntos
formados por Min-Hashing pueden ser integrados en el proceso de
muestreo de manera que se realice una actualización en bloque,
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considerando todas las variables incluidas en cada conjunto. En
teoŕıa ambos enfoques convergen al mismo resultado con suficientes
iteraciones. Conforme el tamaño de los conjuntos se acerca a uno,
la convergencia del método propuesto se aproxima a la del CGS
original.

Se presupone que cada conjunto generado por Min-Hashing per-
tenece a un solo tópico y el problema consiste en encontrar qué
tópico es al que pertenece. Esto para evitar la explosión combina-
toria que se genera al intentar asignar cada elemento en la muestra
a cualquiera de los tópicos como la que se muestra en X. Zhang y
Sisson (2016), aśı como realizar de manera más efectiva la asigna-
ción de tópicos

1.4. Objetivos

1.4.1. Generales

Diseñar y desarrollar un algoritmo de CGS para modelos de
tópicos que saque provecho de las colecciones creadas por Min-
Hashing, de manera que se pueda realizar una actualización en
bloque.

1.4.2. Particulares

Determinar la forma en que se debe aplicar la técnica Min-
Hashing de forma exhaustiva a un corpus, de manera que cada
elemento sea asignado a una de las colecciones generadas por
Min-Hashing.

Analizar el proceso de muestreo del CGS y definir los cálculos
necesarios para poder calcular la probabilidad de que cada
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una de las colecciones generadas por Min-Hashing pertenezca
a cada uno de los tópicos.

Desarrollar un algoritmo que reciba un corpus, asigne cada
palabra a una colección utilizando Min-Hashing, y realice la
inferencia de los parámetros de LDA utilizando el CGS mo-
dificado para realizar actualizaciones en bloque.

Evaluar la efectividad del algoritmo propuesto tomando en
cuenta velocidad de convergencia, calidad de los resultados y
tiempo de ejecución.

1.5. Contribuciones

Las contribuciones del presente trabajo son las siguientes:

Un procedimiento para pasar de la representación de matriz
documento-término a una de cubetas de palabras a través de
Min-Hashing, con la posibilidad de realizarse en paralelo para
acelerar la ejecución al tener corpus con muchos documentos.

Un nuevo algoritmo para realizar la inferencia aproximada
de los parámetros del modelo LDA. Este algoritmo podŕıa
reemplazar directamente al CGS ya que funciona de manera
análoga pero explotando de mejor manera la información al
realizar las actualizaciones de Gibbs por bloques en lugar de
elementos individuales.

Evaluación del algoritmo propuesto utilizando los corpus Twenty
News Groups y Reuters, contrastándolo contra el CGS ori-
ginal en tiempo de ejecución, coherencia de los tópicos al
término de cada algoritmo, aśı como la log-verosimilitud ob-
tenida por iteración.
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1.6. Organización

La estructura del trabajo es la siguiente: En el caṕıtulo 2 se
realiza una breve revisión del estado del arte, mencionando los di-
ferentes enfoques que se han utilizado para realizar la inferencia de
los parámetros del modelo LDA. Posteriormente, en el caṕıtulo 3 se
provee el marco teórico necesario para definir el método propuesto.
En el caṕıtulo 4 se describe el procedimiento para obtener los con-
juntos y cómo se modifica el proceso de muestreo para asignar un
mismo tópico a cada conjunto, realizando aśı una actualización en
bloque. En el caṕıtulo 5 se presentan los resultados del algoritmo
propuesto midiendo tiempo de ejecución, log-verosimilitud por ite-
ración y coherencia al final de las iteraciones contrastándolos con
el algoritmo base. Finalmente, en el caṕıtulo 6 se incluyen con-
clusiones de la propuesta, áreas de oportunidad y posible trabajo
futuro.



Capı́tulo 2
Marco teórico

2.1. Representación de documentos

En el procesamiento de textos es común utilizar una represen-
tación conocida como bolsa de palabras, en donde se presupone que
cada documento se puede representar como un conjunto de pala-
bras, en donde no importa el orden en que aparecen las palabras,
sino solo su frecuencia. Este supuesto permite representar un do-
cumento como un vector en donde cada palabra tiene un ı́ndice
asignado y cuyo valor en esa entrada corresponde a la frecuencia
con la que aparece dicha palabra. Es decir, si a la palabra hola se le
asigna el ı́ndice 20 y esta palabra aparece 5 veces en el documento,
entonces v20 = 5.

Si consideramos un corpus, es decir, un conjunto de documentos,
entonces, bajo el supuesto de la bolsa de palabras, éste puede ser
representado como una matriz documento-término, en donde cada
renglón corresponde a un documento y cada columna a un término
o palabra. Por ejemplo, si denominamos A a la matriz documento-
término, entonces Aij contiene la frecuencia de la palabra asignada

10
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al ı́ndice j en el documento i. Esta matriz generalmente es muy
dispersa y no suele almacenarse completa sino solo las entradas
mayores a cero.

2.2. Modelación de tópicos

Cuando se tiene un archivo de documentos muy grande, usual-
mente se desea organizar, entender, buscar o resumir los documen-
tos de manera automática. El modelado de tópicos permite etique-
tar cada documento con los tópicos que contiene, aśı como iden-
tificar las palabras más relevantes en cada tópico. Posteriormente
se pueden utilizar dichas etiquetas para organizar y buscar docu-
mentos similares, aśı como descubrir los patrones contenidos en
un documento espećıfico. Los métodos más efectivos para modelar
tópicos son aquellos basados en enfoques probabiĺısticos, como los
presentados por (Blei, 2012).

2.2.1. Latent Dirichlet Allocation

La distribución de Dirichlet es una distribución continua mul-
tivariada de dimensión k, que está parametrizada por un vector
de k números reales positivos (θ1, θ2, . . . , θk) ∼ Dir(α1, α2, . . . , αk)
donde k ≥ 2 y αi > 0 ∀i. Una propiedad útil de esta distribución
es que los valores θ se encuentran en el (k − 1) śımplex, es decir,∑k

i=1 θi = 1 y θi ≥ 0 ∀i.
La distribución de Dirichlet es también la distribución a priori

conjugada de la distribución multinomial; es decir, si Θ ∼ Dir(α)
y X ∼Multinomial(Θ, N) con N ∈ Z+, entonces Θ|X también se
distribuye Dirichlet.

En el dominio de análisis de textos, Latent Dirichlet Allocation
(LDA), propuesto por Blei y cols. (2003), es un modelo bayesiano
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jerárquico en donde cada documento se modela como una mezcla
sobre tópicos y cada tópico se modela como una mezcla sobre un
vocabulario. La representación en placas del modelo se muestra en
la figura 2.1.

α θ z y

β ϕ

K

N

M

Figura 2.1: Representación en notación de placas de LDA.

Donde:

K es el número de tópicos.

M es el número de documentos en el corpus.

N es la longitud del documento.

ϕ ∼ Dirichlet(β) modela la distribución de palabras sobre
tópicos.

θ ∼ Dirichlet(α) modela la distribución de tópicos sobre
documentos.

zm,n es el tópico de la palabra ym,n.
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En la representación de la figura 2.1 podemos apreciar que la
única variable observable es y. α y β son hiperparámetros del mo-
delo, generalmente definidos como escalares, lo que genera distri-
buciones simétricas para las variables ϕ y θ.

Una vez que se tienen las distribuciones ϕ y θ, el proceso gene-
rativo es el siguiente:

Para cada documento d = 1, 2, . . . ,M .

• Para cada elemento n = 1, 2, . . . , N .

◦ Elegir un tópico zd,n ∼Multinomial(θd, 1).

◦ Elegir una palabra yd,n ∼ Cat(ϕzd,n).

El mayor obstáculo a superar en este modelo es la inferencia
de sus parámetros (ϕ y θ), ya que no es posible calcularlos exacta-
mente, por lo que usualmente se recurre a métodos que permitan
aproximarlos. Una alternativa es utilizar Gibbs Sampling (GS). Pa-
ra este modelo, la distribución objetivo es (2.1).

P (y, z, θ, ϕ|α, β) =
K∏
k=1

P (ϕk|β)
M∏
d=1

P (θd|α)

×
N∏

n=1

P (zd,n|θd)P (yd,n|ϕzd,n)

(2.1)

En la práctica se utiliza una variante llamada Collapsed Gibbs
Sampling, descrita por Griffiths y Steyvers (2004), en donde las
distribuciones de Dirichlet (θ y ϕ) se expresan como distribuciones
marginales y se eliminan, lo que facilita el proceso de muestreo, ya
que la distribución objetivo se convierte en P (y, z|α, β). Luego, el
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algoritmo muestrea la asignación de cada tópico condicionando en
las demás asignaciones, como se muestra en (2.2)

P (zd,n = k|z−(d,n),y, α, β) ∝ (c
−(d,n)
k,d,∗ + α)

c
−(d,n)
k,∗,yd,n + β

c
−(d,n)
k,∗,∗ + V β

(2.2)

Donde:

V es el tamaño del vocabulario.

zd,n ∈ {1, . . . , K} es el tópico asignado al n-ésimo elemento
del documento d.

yd,n ∈ {1, . . . , V } es la palabra correspondiente al n-ésimo
elemento del documento d.

c
−(d,n)
k,d,w es el número de veces en que la palabra w ha sido

asignada al tópico k en el documento d sin tomar en cuenta
el n-ésimo elemento del documento d. ∗ denota una suma
sobre esa posición, por ejemplo c

−(d,n)
k,d,∗ representa el número

de elementos en el documento d que han sido asignados al
tópico k sin tomar en cuenta la posición n.

2.3. Gibbs Sampling

Gibbs Sampling es una técnica Markov Chain Monte Carlo (MCMC)
cuyo objetivo es generar muestras de una distribución multivaria-
da para la cual es dif́ıcil obtener muestras directamente pero cuyas
distribuciones condicionales son fáciles de simular.

El procedimiento consiste en:
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1. Obtener las distribuciones condicionales de cada variable de
manera individual.

2. Inicializar cada variable con valores aleatorios.

3. Generar muestras barriendo sobre cada variable para mues-
trear de la distribución condicional con las demás variables
fijas en sus valores actuales.

Si se repite el procedimiento anterior suficientes veces, la distri-
bución converge a la distribución objetivo.

Generalmente se eliminan las primeras muestras, ya que éstas
no provienen de la distribución objetivo y se extraen muestras es-
paciadas para reducir la correlación que existe entre las muestras
consecutivas.

En el caṕıtulo 4 se profundiza más sobre el papel de GS en el
proceso de estimación de los parámetros de LDA.

2.4. Min-Hashing

Locality Sensitive Hashing (LSH) es una técnica que permite
encontrar vecinos aproximados en espacios de muchas dimensiones,
como describen Slaney y Casey (2008b). En particular, esta técnica
permite tomar un elemento y encontrar otros elementos similares a
él con un costo pequeño en comparación con la alternativa de fuerza
bruta y con una cierta probabilidad de obtener falsos positivos o
falsos negativos que puede ser disminuida agregando cómputo.

Min-Hashing es un esquema de LSH en el que se definen fun-
ciones hash de manera que la probabilidad de que a un par de
conjuntos Si, Sj se les asigne el mismo valor bajo la función h sea
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igual a su similitud de Jaccard (2.3).

P (h(Si) = h(Sj)) =
|Si ∩ Sj|
|Si ∪ Sj|

= J(Si, Sj) (2.3)

Lo anterior significa que la probabilidad de que dos conjuntos
reciban el mismo valor bajo la función h es el cociente entre el
tamaño de su intersección y el tamaño de su unión. Por lo tanto
dos conjuntos idénticos tienen probabilidad 1 de recibir el mismo
valor bajo h y dos conjuntos ajenos tienen probabilidad cero de
recibir el mismo valor.

En análisis de textos, a partir de una matriz documento-término
se puede calcular el valor Min-Hash para un término (una columna
de la matriz) permutando los renglones y encontrando el primer
renglón que no es cero. En la práctica este enfoque es muy costoso,
por lo que existen diferentes técnicas para no permutar la matriz
directamente, por ejemplo las descritas por Rajaraman y Ullman
(2011).

Usualmente se calculan M = r · l valores Min-Hash para cada
conjunto y se construyen l tablas en donde cada cubeta se define
con una tupla de r valores Min-Hash. Cada tabla particiona el
espacio de conjuntos de manera que conjuntos similares tienen una
alta probabilidad de estar en la misma cubeta en cada una de las
tablas. Concretamente, para dos conjuntos Si, Sj:

1. La probabilidad de que compartan un valor Min-Hash es
J(Si, Sj).

2. La probabilidad de que sean asignados a la misma cubeta en
una tabla es J(Si, Sj)

r.

3. La probabilidad de que no sean asignados a la misma cubeta
en una tabla es 1− J(Si, Sj)

r.
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4. La probabilidad de que no sean asignados a la misma cubeta
en ninguna de las tablas es (1− J(Si, Sj)

r)l.

5. La probabilidad de que sean asignados a la misma cubeta en
al menos una de las tablas es 1− (1− J(Si, Sj)

r)l.

Esta técnica se puede utilizar directamente para el modelado
de tópicos, como muestran Fuentes-Pineda y Meza-Ruiz (2019).

2.5. Pointwise Mutual Information

Newman, Lau, Grieser, y Baldwin (2010) describen métricas
para evaluar la coherencia de los tópicos obtenidos por técnicas au-
tomáticas de modelado de tópicos. Pointwise Mutual Information
(PMI) es una medida de asociación entre parejas de realizaciones
de variables aleatorias discretas a través de la razón de la probabi-
lidad conjunta y el producto de las probabilidades condicionales y
se define en la ecuación 2.4.

PMI(x, y) = log

(
P (x, y)

P (x)P (y)

)
(2.4)

donde P (x, y) es la probabilidad conjunta y P (x), P (y) son las pro-
babilidades marginales.

La PMI se puede normalizar al rango [-1, 1], utilizando la ecua-
ción 2.5 y se conoce como Normalized Pointwise Mutual Informa-
tion (NPMI).

NPMI(x, y) =
PMI(x, y)

− log(P (x, y))
=

log(P (x)P (y))

log(P (x, y))
− 1 (2.5)

Donde:
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NPMI(x, y) = −1 significa que x y y jamás ocurren juntas.

NPMI(x, y) = 0 significa que x y y ocurren juntas por ca-
sualidad.

NPMI(x, y) = 1 significa que x y y siempre ocurren juntas.

Esta métrica se utiliza para evaluar la coherencia de los tópicos
obtenidos utilizando las n palabras más relevantes de cada tópico.
Lau y Baldwin (2016) recomiendan calcular la coherencia utilizando
diferentes valores de n para cada tópico y reportar el promedio.



Capı́tulo 3
Estado del arte

Existen varias técnicas para el modelado de tópicos; sin em-
bargo, la más relevante hasta el momento ha sido Latent Dirichlet
Allocation (LDA). El mayor obstáculo en este modelo es la inferen-
cia de sus parámetros, ya que la inferencia exacta es intratable y
se debe recurrir a aproximaciones.

3.1. Métodos de estimación de paráme-

tros para LDA

Desde su introducción, se han desarrollado muchas alternativas
para realizar la inferencia de sus parámetros, las cuales se pueden
agrupar en dos principales rubros: basados en optimización y ba-
sados en muestreo.

19
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3.1.1. Métodos basados en optimización

Los métodos basados en optimización generalmente emplean in-
ferencia variacional, donde el problema de optimización consiste en
encontrar una distribución paramétrica que sea cercana (respecto
a la divergencia Kullback-Leibler) a la distribución posterior.

En el trabajo de Blei y cols. (2003), donde se introduce LDA,
la inferencia se lleva a cabo utilizando inferencia variacional. Teh,
Newman, y Welling (2006) propusieron Collapsed Variational Infe-
rence, en donde se propone aplicar inferencia variacional a la distri-
bución conjunta con las distribuciones de Dirichlet marginalizadas,
logrando una mejor aproximación que el método original. Sin em-
bargo, este enfoque no escala bien con los datos.

Online LDA, propuesto por Hoffman, Blei, y Bach (2010), re-
suelve el problema de la escalabilidad. Esta técnica se basa en opti-
mización estocástica en ĺınea, la cual permite realizar la inferencia
con datos masivos, ya que cada documento individual puede ser
visto una vez y luego descartado. Foulds, Boyles, DuBois, Smyth,
y Welling (2013) desarrollaron una extensión natural al algoritmo
Online LDA, en donde se aplica la optimización estocástica en ĺınea
a la distribución colapsada.

Mimno, Hoffman, y Blei (2012) combinan Sparse Gibbs Sam-
pling, que permite realizar la inferencia sobre un gran número de
tópicos (realizando un muestreo más eficiente a través de una mo-
dificación al cálculo de la constante de normalización y realizando
menos actualizaciones en cada mini-batch), con la inferencia es-
tocástica en ĺınea, la cual permite realizar inferencia sobre corpus
con muchos documentos.

Recientemente, las redes neuronales profundas han sido utiliza-
das en cada vez más campos. En el modelado de tópicos se han
planteado diferentes soluciones basadas en aprendizaje profundo
para resolver algunos de los problemas observados en las soluciones
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descritas anteriormente.

Srivastava y Sutton (2017) utilizan Autoencoding Variational
Bayes realizando una modificación al algoritmo original de LDA
en donde la mezcla de palabras sobre tópicos no está restringida al
(k − 1) simplex, sino que está representada por un producto pon-
derado de expertos, logrando una mayor coherencia en los tópicos
obtenidos.

Miao, Yu, y Blunsom (2016) introducen un marco de trabajo
para utilizar redes neuronales en la inferencia variacional en mode-
los generativos de texto. La propuesta es utilizar una red neuronal
para aproximar las distribuciones sobre las variables latentes.

Miao, Grefenstette, y Blunsom (2017) presentan una alternativa
basada en redes neuronales en donde se reemplaza la distribución de
Dirichlet para los tópicos por una gaussiana que está representada
por una red neuronal condicionada por otra gaussiana.

H. Zhang, Chen, Guo, y Zhou (2020) desarrollaron un método
que combina el gradiente estocástico MCMC y un autocodificador
bayesiano variacional. Este se compone de una red neuronal genera-
tiva compuesta de una jerarqúıa de distribuciones gamma y una red
neuronal para realizar la inferencia, la cual es un autocodificador
variacional Weibull.

Rezaee y Ferraro (2020) definen una red neuronal recurrente
con una capa LSTM que modela la asignación de los tópicos para
cada palabra incorporando variables discretas.

3.1.2. Métodos basados en muestreo

Los métodos basados en muestreo utilizan técnicas de Markov
Chain Monte Carlo (MCMC). El método más popular ha sido
el Collapsed Gibbs Sampling, propuesto por Griffiths y Steyvers
(2004). Esta técnica es la más fácil de implementar y la que re-
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quiere la menor cantidad de memoria, por lo que es ampliamente
utilizada. Sin embargo, suele ser dif́ıcil diagnosticar su convergen-
cia. Otra preocupación es que por su naturaleza, este algoritmo es
secuencial, lo que dificulta distribuir la inferencia.

Con el fin de escalar el proceso de inferencia a datos masivos
(tanto en documentos como en tópicos y tamaño de vocabulario) se
han trabajado formas de distribuir el proceso de muestreo. D. New-
man, Asuncion, Smyth, y Welling (2009) proponen relajar el su-
puesto de que el algoritmo debe realizar las actualizaciones de las
frecuencias observadas en los tópicos de manera secuencial, mos-
trando que dado que el número de palabras es generalmente mucho
mayor al número de procesos que se ejecutan de forma concurrente,
no existe una fuerte dependencia entre las frecuencias de un tópico
con las de los demás. Esto permite realizar la inferencia de manera
distribuida y lograr una convergencia más rápida.

La distribución del proceso de muestreo, además de las difi-
cultades teóricas estad́ısticas presenta también dificultades compu-
tacionales, tales como la comunicación entre nodos y la memoria
compartida. Z. Liu, Zhang, Chang, y Sun (2011) proponen un es-
quema en donde se separan las tareas limitadas por CPU y las limi-
tadas por comunicación. Para mitigar el tiempo de comunicación,
la información para una palabra se recibe al mismo tiempo que se
ejecuta el muestreo sobre otra, con lo cual se logra enmascarar el
tiempo de comunicación.

Yuan y cols. (2015) proponen distribuir el conjunto de entre-
namiento sobre un cluster de manera que éstos nunca se muevan
y el modelo se particiona y almacena de forma distribuida y se
env́ıa a los nodos sobre demanda. También introducen un algorit-
mo de muestreo Metropolis-Hastings más eficiente, aśı como una
estructura de representación h́ıbrida que se adapta a altas y ba-
jas frecuencias en las palabras, logrando una mayor eficiencia en
memoria y alto desempeño.
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En general cada enfoque tiene ventajas y desventajas, tales co-
mo definición de hiperparámetros, uso de memoria, velocidad de
convergencia, entre otros. Para tener un panorama más amplio so-
bre las diferencias y la calidad de los resultados de cada algoritmo,
el trabajo de Asuncion, Welling, Smyth, y Teh (2009) contrasta los
diferentes algoritmos y presenta resultados emṕıricos de su desem-
peño.

3.2. Técnicas basadas en

Locality-Sensitive Hashing

Locality-Sensitive Hashing (LSH) se propuso originalmente pa-
ra aproximar similitudes en parejas entre elementos en conjuntos
de datos masivos (Slaney y Casey, 2008a). LSH ha sido generali-
zado utilizando funciones de kernel con diferentes similitudes para
realizar búsqueda de imágenes (Kulis y Grauman, 2009) y también
para realizar búsqueda aproximada basada en el máximo produc-
to interno (Shrivastava y Li, 2014). Además de esto, ha resultado
ser útil en distintas aplicaciones, tales como estimar la constan-
te de normalización en modelos log-lineales Spring y Shrivastava
(2017) y realizar split-merge MCMC de manera más eficiente Luo
y Shrivastava (2019).



Capı́tulo 4
Descripción del método

Un tópico está compuesto de palabras que pueden encontrar-
se frecuentemente en el mismo documento y, por tanto, se pueden
entender dentro de un mismo contexto. Las palabras más represen-
tativas de cada tópico son las que aparecen con mayor frecuencia
en los documentos que contienen a ese tópico.

Un método para estimar las distribuciones de tópicos sobre do-
cumentos y de palabras sobre tópicos es el Collapsed Gibbs Sam-
pling. Este método consiste en recorrer cada ocurrencia de cada pa-
labra de cada documento para asignarle un tópico y posteriormente
aproximar las distribuciones a partir de frecuencias. La información
que utiliza para determinar a qué tópico puede pertenecer cada ele-
mento de un documento es qué tan común es cada tópico en ese
documento y qué tan común es la palabra asociada a ese elemento
en cada uno de los tópicos; este procedimiento se describe en el
Algoritmo 1.

La técnica Min-Hashing se puede aplicar sobre una colección de
documentos, de tal forma que a cada palabra se le asigne un valor
Min-Hash (que estará asociado a un documento que la contiene).
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Algoritmo 1: Collapsed Gibbs Sampling

Para cada token r
(w)
d del corpus:

Calcular la probabilidad pk de que pertenezca al tópico k

pk,d = proporción del tópico k en el documento d.

pw,k = proporción de la palabra w en el tópico k.

pk = pk,d · pw,k

Muestrear un tópico k̂ ∼ p y asignarlo al elemento actual.

Este procedimiento permite agrupar palabras que ocurren juntas
frecuentemente y, probablemente, pertenecen a un mismo tópico.

Para obtener un valor Min-Hash a partir de una matriz docu-
mento término, se obtiene una permutación de los documentos y se
recorre la matriz por columnas (las cuales representan las palabras
del vocabulario) buscando en cada una la primer entrada que no es
cero, siguiendo el orden de la permutación calculada.

Por ejemplo, si tuviéramos tres documentos y un vocabulario de
cuatro palabras, la matriz documento-término podŕıa verse como
la siguiente:




d1 0 3 4 2

d2 2 1 0 0

d3 2 0 0 2

En este ejemplo, una posible permutación es (3, 1, 2), bajo la
cual la matriz se vuelve:
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d3 2 0 0 2

d1 0 3 4 2

d2 2 1 0 0

En la primera columna, el primer valor no cero se encuentra en
el primer renglón, por lo que se elige el documento asociado al pri-
mer renglón bajo la permutación, el cual corresponde al documento
3. En la segunda columna, el primer valor no cero se encuentra en
el segundo renglón y corresponde al documento 1. Para las siguien-
tes dos palabras los renglones seŕıan 2 y 1, correspondientes a los
documentos 1 y 3. Finalmente, los valores Min-Hash seŕıan (3, 1,
1, 3).

Una vez que se ha obtenido este valor, se puede utilizar como
una llave y todas las palabras con la misma llave son agrupadas.
Las palabras en un mismo grupo tras aplicar este método tienen
la propiedad de que aparecen en un mismo documento (que es la
llave) y probablemente poseen algunas otras similitudes.

En el ejemplo anterior, los grupos seŕıan:

3: [1, 4]

1: [2, 3]

Dado que un valor Min-Hash puede no ser suficiente, normal-
mente se generan tuplas de valores Min-Hash, donde mientras más
grande es el tamaño de la tupla existe una menor probabilidad
de agrupar palabras que no sean similares y que ocurran en el
mismo documento por casualidad. Con un tamaño de tupla sufi-
cientemente grande se logra que los grupos generados por la técnica
Min-Hashing estén compuestos en su mayoŕıa por un mismo tópico.
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Continuando con el ejemplo, se podŕıa generar un valor Min-
Hash adicional y crear los grupos usando dos valores como llave.
Los valores Min-Hash actuales son: (3, 1, 1, 3). Dado que las com-
binaciones (documento, palabra) [(3, 1), (1, 2), (1, 3), (3, 4)] ya han
sido asignadas, restamos 1 a las entradas de la matriz documento-
término. Es decir, la matriz ahora seŕıa:




d1 0 2 3 2

d2 2 1 0 0

d3 1 0 0 1

Otra posible permutación es (2, 3, 1), la cual genera la matriz:




d2 2 1 0 0

d3 1 0 0 1

d1 0 2 3 2

Bajo esta permutación, los valores Min-Hash son: (2, 2, 1, 3).
Ahora cada palabra tiene asignada una tupla de valores Min-Hash,
es decir, para la primer palabra se obtuvo el valor 3 con la primera
permutación y 2 con esta nueva permutación, por lo que ahora la
primer palabra tiene asociada la tupla (3, 2). De esta forma, los
valores Min-Hash para las palabras son: [(3, 2), (1, 2), (1, 1), (3,
3)] y la matriz documento-término es ahora:
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d1 0 2 2 2

d2 1 0 0 0

d3 1 0 0 0

Si quisiéramos asignar una tupla de cuatro valores Min-Hash a
cada palabra, nos restaŕıan dos valores Min-Hash por calcular para
cada palabra. Otra posible permutación es (1, 3, 2), la cual genera
la matriz:




d1 0 2 2 2

d3 1 0 0 0

d2 1 0 0 0

Los valores Min-Hash para esta permutación son: (3, 1, 1, 1) y
la matriz es ahora:




d1 0 1 1 1

d2 1 0 0 0

d3 0 0 0 0

Finalmente, dado que ya solo queda un valor no cero en cada
columna, los últimos valores Min-Hash son (2, 1, 1, 1).

De esta forma, los valores Min-Hash asociados a cada palabra
son [(3, 2, 3, 2), (1, 2, 1, 1), (1, 1, 1, 1), (3, 3, 1, 1)]. Si se utilizan
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estos valores como llaves y se agrupan las palabras bajo la misma
llave, los grupos seŕıan:

(3, 2, 3, 2): [1]

(1, 2, 1, 1): [2]

(1, 1, 1, 1): [3]

(3, 3, 1, 1): [4]

En este caso cada palabra queda aislada en un grupo y cada
grupo contiene 4 elementos del corpus (uno por cada documento
en la tupla). En general, cada grupo tiene (tamaño de tupla) ·
(palabras en el grupo) elementos.

Utilizando el supuesto de que cada grupo creado está compuesto
principalmente de un solo tópico, podemos recorrer los grupos ge-
nerados por Min-Hashing y utilizar las palabras obtenidas en cada
grupo para determinar el tópico al que corresponden.

Con lo anterior en mente, el método propuesto en este trabajo
consiste en aplicar Min-Hashing a un corpus hasta que cada ele-
mento del corpus haya sido asignado a un grupo. Una vez hecho
esto, se supone que cada grupo corresponde a un mismo tópico y
se utiliza la información de cada grupo para determinar el posible
tópico al que corresponde.

4.1. Cálculo de probabilidades

El proceso descrito en la sección anterior genera cubetas de
la forma (d(1), d(2), ..., d(r)): [w(1), w(2), ..., w(n)], donde r es el
tamaño de la tupla. Para realizar la inferencia iteramos sobre cada
documento en la llave y todas las palabras en los valores, es decir,
las muestras son de la forma s = {(d, w(1)), (d, w(2)), ..., (d, w(n))}.
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Siguiendo los pasos en Carpenter (2010), la probabilidad con-
junta del modelo LDA es:

p(y, z|α, β) ∝ A×B (4.1)

Donde:

A =
M∏

m=1

Γ(
∑K

k=1 αk)∏K
k=1 Γ(αk)

∏K
k=1 Γ(ck,m,∗ + αk)

Γ(
∑K

k=1 ck,m,∗ + αk)
(4.2)

B =
K∏
k=1

∏V
w=1 Γ(ck,∗,w + βj)

Γ(
∑V

w=1 ck,∗,w + βj)
(4.3)

La ecuación (4.2) representa la probabilidad asociada a los do-
cumentos y la ecuación (4.3) representa la probabilidad asociada a
las palabras, donde ck,d,w =

∑N
n=1 1(zd,n = k, yd,n = w).

4.1.1. Probabilidad asociada al documento

Partiendo de (4.2), si solo el documento d es observable, enton-
ces

A ∝
∏K

k=1 Γ(ck,d,∗ + αk)

Γ(
∑K

k=1 ck,d,∗ + αk)

Definimos c−sk,d,w como el número de veces en que la palabra w
ha sido asignada al tópico k en el documento d sin tomar en cuenta
los elementos en s.
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Suponemos que todos los elementos en la muestra provienen
del mismo tópico ks, entonces ck,d,∗ = c−sk,d,∗ ∀k 6= ks y cks,d,∗ =

c−sks,d,∗ + |s|, entonces:

A ∝
∏

k 6=ks
Γ(c−sk,d,∗ + αk)× Γ(c−sks,d,∗ + αk + |s|)

Γ(|s|+
∑K

k=1 c
−s
k,d,∗ + αk)

Notemos que

Γ(c−sks,d,∗ + αks + |s|) =

|s|−1∏
j=0

(c−sks,d,∗ + αks + j)Γ(c−sks,d,∗ + αks)

Como el denominador es constante se puede eliminar:

A ∝
|s|−1∏
j=0

(c−sks,d,∗ + αk + j)

Si suponemos αk = α ∀k,

A ∝
|s|−1∏
j=0

(c−sks,d,∗ + α + j)

4.1.2. Probabilidad asociada a las palabras

Partiendo de (4.3) quitamos lo que no está en la muestra:

B ∝
K∏
k=1

∏
w∈s Γ(ck,∗,w + βj)

Γ(
∑V

w=1 ck,∗,w + βj)
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Sea sw = {(d, w) ∈ s}, entonces cks,∗,w = c−sks,∗,w + |sw|.

B ∝
K∏

k 6=ks

∏
w∈s Γ(c−sk,∗,w + βw)

Γ(
∑V

w=1 c
−s
k,∗,w + βw)

×
∏

w∈s Γ(c−sks,∗,w + βw + |sw|)
Γ(|s|+

∑V
w=1 c

−s
ks,∗,w + βw)

Notemos que

Γ(c−sks,∗,w + βw + |sw|) =

|sw|−1∏
i=0

(c−sks,∗,w + βw + i)Γ(c−sks,∗,w + βw)

y

Γ

(
V∑

w=1

(c−sks,∗,w + βw) + |s|

)
=

|s|−1∏
j=0

(
V∑

w=1

(c−sks,∗,w + βw) + j

)

× Γ

(
V∑

w=1

(c−sks,∗,w + βw)

)

Entonces

B ∝
∏

w∈s
∏|sw|−1

i=0 (c−sks,∗,w + βw + i)∏|s|−1
j=0

(∑V
w=1(c−sks,∗,w + βw) + j

)
Suponemos βw = β ∀w, por lo que

B ∝
∏

w∈s
∏|sw|−1

i=0 (c−sks,∗,w + β + i)∏|s|−1
j=0

(
c−sks,∗,∗ + V β + j

)
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4.1.3. Probabilidad de la muestra

Finalmente, a partir de (4.1) la probabilidad de que todos los
elementos en la muestra pertenezcan a un tópico k se muestra en
la ecuación (4.4)

p(y, z|α, β) ∝
|s|−1∏
j=0

c−sk,d,∗ + α + j

c−sk,∗,∗ + V β + j
×
∏
w∈s

|sw|−1∏
i=0

(c−sk,∗,w +β+ i) (4.4)

Si solo hay un elemento w en la muestra, es decir, s = {(d, w)},
entonces (4.4) se puede reescribir como (4.5).

(c−sk,d,∗ + α)
c−sk,∗,w + β

c−sk,∗,∗ + V β
(4.5)

que es igual a la probabilidad que utiliza el CGS (2.2).
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4.2. Algoritmo

Algoritmo 2: Min-Hashed Gibbs Sampling

Convertir la matriz documento-término a la representación
de cubetas.

Para cada cubeta calculada:
Para cada documento en la llave:

si la cubeta contiene más de una palabra entonces
Calcular la probabilidad de que pertenezca a
cada uno de los tópicos usando la ecuación (4.4)

Muestrear un tópico k̂ ∼ p y asignarlo a todos
los elementos en la cubeta.

en otro caso
Para cada ocurrencia de la palabra en la cubeta:

Calcular la probabilidad de que pertenezca a
cada uno de los tópicos usando la ecuación
(4.5).

Muestrear un tópico k̂ ∼ p y asignarlo al
elemento actual.



Capı́tulo 5
Evaluación

Para evaluar la efectividad del algoritmo propuesto se hizo una
comparación contra el Collapsed Gibbs Sampling estándar en los
corpus Twenty Newsgroups y Reuters. Los corpus de Twenty News-
groups y Reuters contienen 11,314 y 806,791 documentos respec-
tivamente. En cada caso se quitaron stopwords y se realizó una
lematización. Adicionalmente, se eligieron los 20,000 términos más
frecuentes como vocabulario.

Para ambos corpus se fijaron los hiperparámetros de LDA en
1

número de tópicos
. Para Twenty Newsgroups se buscaron 20 tópicos y

para Reuters 50.

En el caso de Twenty Newsgroups se realizaron 100 experimen-
tos ejecutando cada algoritmo por 50 iteraciones y para Reuters se
realizaron 5 experimentos de 100 iteraciones. Con el propósito de
observar el impacto del tamaño de la tupla en MHGS se experi-
mentó con tamaños de tupla de 3 a 8.

35
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5.1. Metodoloǵıa

La evaluación consiste en medir la velocidad de convergencia,
la calidad de los resultados y la eficiencia de cada algoritmo.

Para evaluar la convergencia, en cada iteración se calculó la log-
verosimilitud, la cual mide qué tan plausible es que el modelo con
los parámetros actuales haya generado los datos observados.

La calidad de los tópicos se evaluó utilizando su coherencia, la
cual mide el grado de similitud semántica entre las palabras clasifi-
cadas como importantes dentro de cada tópico. Espećıficamente, se
utilizó la Normalized Pointwise Mutual Information (NPMI) pro-
mediada para las 5, 10, 15 y 20 palabras principales de cada tópico.

La eficiencia se evaluó utilizando el tiempo para realizar la pri-
mera iteración, el tiempo promedio por iteración y el tiempo total
de ejecución. Para el corpus de Reuters se observó que el tiempo
para realizar el preprocesamiento era considerablemente mayor que
el de Twenty Newsgroups, esto debido a que los valores Min-Hash
se buscan sobre los documentos (renglones), por lo que al tener
más documentos el algoritmo debe realizar más iteraciones para
poder determinar el valor Min-Hash de cada palabra. Esto se mi-
tigó particionando la matriz documento-término horizontalmente,
de manera que se pudiera recorrer un menor número de renglones
en cada partición y el preprocesamiento pudiera llevarse a cabo en
paralelo. Se generaron 64 particiones de los 806,791 renglones, de
manera que cada partición tuvo aproximadamente 12,600 renglo-
nes y se utilizaron 8 hilos para llevar a cabo el preprocesamiento
en paralelo.

Los experimentos se realizaron utilizando el lenguaje de pro-
gramación Julia (Bezanson, Edelman, Karpinski, y Shah (2017)).
La implementación del CGS contra la que se comparó fue la de
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TextAnalysis.jl1.

5.2. Resultados

5.2.1. Convergencia

En la figura 5.1 se muestra la velocidad de convergencia de
cada algoritmo en Twenty Newsgroups. Se observa que con menores
tamaños de tupla el algoritmo propuesto converge más rápidamente
que el CGS y para mayores tamaños de tupla la diferencia se reduce.
Esto es consistente con el hecho de que si cada cubeta tiene solo
un elemento, los algoritmos son iguales.

En la figura 5.2 se muestran los resultados para los cinco expe-
rimentos realizados en Reuters. En este corpus la diferencia entre
las dos implementaciones no es tan dramática como en Twenty
Newsgroups y conforme aumenta el tamaño de tupla se vuelven
casi indistinguibles.

1https://github.com/JuliaText/TextAnalysis.jl

https://github.com/JuliaText/TextAnalysis.jl
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Figura 5.1: Twenty News Groups
Log-verosimilitud contra iteración por tamaño de tupla.

El tamaño de tupla se muestra en la parte superior de cada gráfica.
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Figura 5.2: Reuters
Log-verosimilitud contra iteración por tamaño de tupla.

El tamaño de tupla se muestra en la parte superior de cada gráfica.



CAPÍTULO 5. EVALUACIÓN 40

5.2.2. Calidad de tópicos

Dado que la coherencia mide el grado de similitud semántica
entre las palabras clasificadas como importantes dentro de cada
tópico, buscamos maximizarla, por lo que decimos que un método
es mejor que otro si logra una mayor coherencia.

En la figura 5.3 se muestran las distribuciones de la coherencia
calculada en Twenty Newsgroups. Los triángulos corresponden al
promedio y las ĺıneas centrales a la mediana. Podemos apreciar que
para tamaños de tupla pequeños (3, 4) a pesar de que la mediana
es similar a la del CGS, tanto la media como el tercer cuartil (el
extremo superior de las cajas) son inferiores. Conforme aumenta el
tamaño de tupla estos estad́ısticos se aproximan al CGS.
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Figura 5.3: Twenty News Groups
Coherencia por método

En la figura 5.4 se muestran las distribuciones de la coherencia
calculada en Reuters. En este caso para tamaños de tupla pequeños
(3, 4) se logra un tercer cuartil más alto respecto a CGS y conforme
aumenta el tamaño de tupla el método se aproxima al CGS. Esto
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puede atribuirse al tamaño del corpus en Reuters, ya que las co-
lecciones generadas por Min-Hashing contienen más palabras y las
actualizaciones se realizan con un volumen mayor de información.
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Figura 5.4: Reuters
Coherencia por método

5.2.3. Eficiencia

En la tabla 5.1 se muestran los tiempos de ejecución en el cor-
pus Twenty Newsgroups. El tiempo a la primera iteración incluye
el preprocesamiento, por lo que CGS es más rápido siempre (ya
que no realiza preprocesamiento). Podemos observar que conforme
aumenta el tamaño de tupla el tiempo por iteración disminuye pa-
ra MHGS, esto se debe a que a mayor tamaño de tupla se generan
cubetas más pequeñas y el cálculo de las probabilidades de cada
cubeta es más rápido.

En la tabla 5.2 se muestran los tiempos de ejecución en el cor-
pus Reuters. En este caso el preprocesamiento se realizó en parale-
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Tabla 5.1: Tiempos en segundos para Twenty Newsgroups.
Para MHGS el tamaño de tupla se muestra entre paréntesis.

Primera iteración Por iteración Total

CGS 2.4 1.3 65.8

MHGS (3) 4.8 1.3 68.5

MHGS (4) 4.4 1.2 62.2

MHGS (5) 4.2 1.1 59.2

MHGS (6) 4.1 1.1 56.7

MHGS (7) 4.0 1.0 54.8

MHGS (8) 4.0 1.0 53.4

lo dividiendo la matriz documento-término en 64 subconjuntos de
aproximadamente 12,500 documentos y usando 4 hilos.

5.2.4. Ejemplos de tópicos hallados
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Tabla 5.2: Tiempos en minutos para Reuters.
Para MHGS el tamaño de tupla se muestra entre paréntesis.

Primera iteración Por iteración Total

CGS 5.5 3.5 182.4

MHGS (3) 21.1 5.2 277.5

MHGS (4) 32.3 4.7 262.7

MHGS (5) 26.2 4.4 245.4

MHGS (6) 22.9 4.3 235.7

MHGS (7) 20.8 4.1 220.4

MHGS (8) 17.4 4.0 212.7

CGS MHGS

space nasa launch system
satellite

space launch nasa program
satellite

god jesus christian people
believe

god christian jesus believe
know

game team play season hoc-
key

game team year play good

window file edu image pro-
gram

window file use program
entry

drive card disk scsi mb db drive card system scsi disk

Tabla 5.3: Ejemplo de tópicos hallados para Twenty Newsgroups
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CGS MHGS

israel israeli palestinian pea-
ce minister

israel israeli palestinian pea-
ce arab

china kong hong chinese tai-
wan

china hong kong chinese tai-
wan

game win run play second win game play match cup

share company million stock
percent

company share million stock
inc

party government minister
election vote

party government election
minister opposition

Tabla 5.4: Ejemplo de tópicos hallados para Reuters



Capı́tulo 6
Conclusiones

En este trabajo se propuso realizar un preprocesamiento a un
corpus para agruparlo primero en cubetas que posiblemente están
compuestas en su mayoŕıa de un mismo tópico. Posteriormente se
utilizaron estas cubetas y una modificación al algoritmo estándar
CGS para realizar una actualización en bloque usando cada cubeta.

La hipótesis del trabajo consistió en que los conjuntos formados
por Min-Hashing pod́ıan ser integrados en el proceso de muestreo
del CGS de manera que se realizaran actualizaciones en bloque.
El algoritmo presentado logra dicha actualización y los resultados
muestran que ambos algoritmos convergen a la misma solución.

El algoritmo propuesto alcanza niveles más altos de log vero-
similitud por iteración comparado contra el CGS estándar. Se en-
contró que a mayor tamaño de tupla la diferencia se ve disminuida,
esto debido a que mientras más grande el tamaño de tupla las cu-
betas tienen menor tamaño y el algoritmo se aproxima al CGS.

Tanto en Reuters como en Twenty Newsgroups se logró estar
por encima en log-verosimilitud para diferentes tamaños de tupla
y sobre todas las iteraciones. La coherencia evaluada al final de las
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iteraciones resultó ser muy similar con ambos métodos y para los
diferentes tamaños de tupla evaluados.

Dado que con cubetas grandes se requiere multiplicar muchas
probabilidades, se utilizan log-probabilidades y se suman, para fi-
nalmente normalizarse. Esto produce un aumento notable en tiem-
po de ejecución y es un área de mejora importante. Asimismo, como
se requiere almacenar las ocurrencias de cada palabra en cada cu-
beta, el uso de memoria es mayor al del CGS, lo cual representa
una desventaja.

Con corpus grandes como el de Reuters se observó que el tiem-
po para realizar el preprocesamiento aumenta considerablemen-
te, por lo que se optó por particionar horizontalmente la matriz
documento-término y obtener las cubetas sobre las particiones para
finalmente juntarlas. Seŕıa deseable poder particionar la matriz ver-
ticalmente (sobre las palabras) de manera que al juntar las cubetas
pudiera haber traslapes; sin embargo, calcular los valores Min-Hash
se vuelve costoso conforme aumenta el número de documentos.

El trabajo futuro consiste en encontrar una forma eficiente de
calcular las probabilidades de las cubetas y en acelerar el prepro-
cesamiento.
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