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Resumen

Este proyecto de investigacion emplea diferentes algoritmos de clasificacion de Aprendizaje
Automatico (Machine Learning) para pronosticar el movimiento del precio de cierre diario
del indice de Precios y Cotizaciones de la Bolsa Mexicana de Valores (IPC). Los resultados
son evaluados y comparados para determinar si el uso de estas herramientas es rentable

para su aplicacion en la toma de decisiones en estrategias efectivas de trading.

Se desarrollan siete modelos empleando algoritmos de Machine Learning (Maquinas de
Soporte Vectorial, K-Nearest Neighbor, Naive Bayes, Arboles de decision, Bosques
Aleatorios, Regresion Logistica y Redes Neuronales Atrtificiales) con el fin de predecir si el
precio de una accion se incrementara o no al cierre del dia y evaluar estas herramientas
como apoyo en la toma de decisiones en operaciones intradiarias de compra y venta. Como
datos de entrada (variables predictoras) para los modelos se emplearon 3 bases con
configuraciones diferentes, formadas por variables macroeconémicas, e indicadores
financieros globales y mexicanos, asi como indicadores de analisis técnico, propios del IPC.

Estos datos se consideran como factores que pueden incidir en los movimientos del indice.

Esta tesis se desarrolla en seis capitulos, los capitulos 1y 2 se enfocan en el marco tedrico

donde se proporciona un resumen sobre la tematica desarrollada en esta investigacion.

El capitulo 3 aborda la metodologia de trabajo empleada para la elaboracion de los
pronosticos, un detalle de las variables de entrada seleccionadas como variables
predictoras, asi como los parametros y criterios empleados en la aplicacion de los

algoritmos.

En el capitulo 4 se revisan los resultados obtenidos a través de los métodos de evaluacion

de desempefio para modelos de clasificacion.

El capitulo 5 muestra la simulacién (backtesting) de una estrategia de inversion empleando
las sefiales de compra y venta generadas por los modelos de prondsticos y aplicado al IPC

en un periodo anual.

En el capitulo 6 se exponen las conclusiones al proyecto de investigacidon y se proporcionan

sugerencias en areas de oportunidad detectadas para futuros trabajos.
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Glosario de términos

Algoritmo. Conjunto de pasos establecido para resolver un problema o lograr un fin

especifico.

Algoritmo de aprendizaje. Un algoritmo de aprendizaje, o un algoritmo de aprendizaje
automatico, es cualquier algoritmo que puede producir un modelo mediante el analisis de

un conjunto de datos.

Algoritmos de caja negra. Es aquel en el que el usuario no puede ver la forma interna de

funcionamiento del algoritmo.

Big Data. El Data Warehousing Institute (2011) define a Big Data como la aplicacion de
técnicas avanzadas de analisis para conjuntos de grandes volumenes de datos. La
consultora IDC (2012) lo define como: “Una nueva generacion de tecnologias y
arquitecturas disefadas para extraer el valor econdmico de grandes volumenes de una
amplia variedad de datos, al permitir a alta velocidad, la captura, descubrimiento y/o

analisis”

Business Intelligence (Inteligencia de Negocios). Es una estrategia empleada para
mejorar el rendimiento, la efectividad y la competitividad de los negocios a través de una
optima organizacion y analisis de los datos. Estas herramientas basan la toma de

decisiones en la lectura de los datos.

Caracteristica. Una caracteristica es un atributo de un ejemplo, generalmente una parte

de un vector de caracteristicas. Puede ser numérico o categorico.

Clase. Una clase es un grupo al que puede pertenecer un ejemplo. Un ejemplo etiquetado
consiste en un vector de caracteristicas y una referencia a la clase a la que pertenece. Una
clase especifica asociada a un vector de caracteristicas se llama etiqueta. Por ejemplo, en
un modelo de clasificacién binario que detecta spam, hay dos clases, "spam" y "no spam".
En un modelo de clasificacion de multiples clases que identifica especies de plantas, las

clases serian "arboles", "flores", "hongos", etc.
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Cluster. Es un grupo de ejemplos (generalmente, este grupo es mas pequefio que el

conjunto de datos completo) que tiene cierta semejanza segun una métrica de similitud.

Clustering. La agrupacion en clusteres es un problema de asignar ejemplos a uno o0 mas

clusteres.

Conjunto de entrenamiento. Es un subconjunto del conjunto de datos total, utilizado por

el algoritmo de aprendizaje para crear un modelo.

Dataset. Un conjunto de datos, es decir, una coleccion de ejemplos.

Data Science (Ciencia de Datos). Es una disciplina enfocada al tratamiento y analisis de
grandes volumenes de datos por medio de herramientas como SQL y NoSQL para la

gestion de estos.

Deep Learning. El Deep Learning es una técnica de aprendizaje automatico que ensefia a
los ordenadores a hacer lo que resulta natural para las personas: aprender mediante
ejemplos. Con el Deep Learning, un modelo informatico aprende a realizar tareas de
clasificacion directamente a partir de imagenes, texto o sonido. Los modelos de Deep
Learning pueden obtener una precision de vanguardia que, en ocasiones, supera el
rendimiento humano. Los modelos se entrenan mediante un amplio conjunto de datos

etiquetados y arquitecturas de redes neuronales que contienen muchas capas.

Ejemplo. Un ejemplo (también llamado instancia) es un miembro de un conjunto de datos.
Tipicamente, un ejemplo es un vector de caracteristicas. Cada caracteristica representa
alguna propiedad especifica del ejemplo. Por ejemplo, si el conjunto de datos contiene
ejemplos de estrellas, entonces una caracteristica puede representar el porcentaje de
hidrogeno en la estrella, otra caracteristica podria representar el diametro de la estrella, una
tercera caracteristica podria representar alguna propiedad del campo magnético de la
estrella, etc. Todos los ejemplos representados como vectores tienen vectores de la misma

dimensionalidad y cada dimension representa la misma caracteristica.

Ejemplo etiquetado. Un ejemplo etiquetado es un par que contiene el vector de
caracteristicas y una etiqueta. Una etiqueta es tipicamente la cantidad que el modelo intenta

predecir.
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Entrenamiento. Es el proceso de construir un modelo mediante la aplicacion de un

algoritmo de aprendizaje automatico a los datos de entrenamiento.

Hiperplano. Es un limite que separa un espacio en dos subespacios. Por ejemplo, una
linea es un hiperplano en dos dimensiones y un plano es un hiperplano en tres dimensiones.
En el aprendizaje automatico, un hiperplano suele ser un limite que separa un espacio de
alta dimension. Por ejempilo, el algoritmo de Maquina de soporte vectorial utiliza hiperplanos
para separar las clases positivas de las clases negativas, a menudo en un espacio de muy

alta dimension.

Modelo. Un modelo, también conocido como modelo estadistico, es el resultado de un
algoritmo de aprendizaje automatico aplicado a los datos de entrenamiento. El modelo es
a menudo una férmula matematica parametrizada, donde los parametros se aprenden
mediante el algoritmo de aprendizaje automatico. Dado un ejemplo de entrada, un modelo
puede producir la etiqueta de clasificacion o el valor de regresion directamente, o puede

producir una probabilidad para cada valor posible (etiqueta).

Normalizacién. La normalizacion es el proceso de convertir un rango real de valores en un

rango estandar de valores, tipicamente en el intervalo [-1, +1] o [0, 1]

Seleccion de caracteristicas. La seleccion de caracteristicas es un proceso de eliminacion

de las caracteristicas del conjunto de datos que parecen irrelevantes para el modelado.

Sesgo (bias). El sesgo es un error de suposiciones erroneas en el algoritmo de aprendizaje.
Un alto sesgo puede hacer que un algoritmo pierda las relaciones relevantes entre las

caracteristicas y las salidas de destino (fallas).

Trading. Negociaciones de compra y venta de instrumentos financieros que se dan en los

mercados.

Umbral de clasificacién. El umbral de clasificacion es un numero real que define un criterio
qgue se aplica a la puntuacion predicha de un modelo para separar la clase positiva de la
clase negativa. Por ejemplo, un umbral de clasificacion se usa al asignar los resultados de

la regresion logistica a la clasificacion binaria: considere un modelo de regresion logistica
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que determine la probabilidad de que un mensaje de correo electronico dado sea spam. Si
el umbral de clasificacion es 0.9, los valores de regresién logistica por encima de 0.9 se

clasifican como spam y los por debajo de 0.9 se clasifican como no spam.

Variable binaria. Una variable binaria es una variable (una caracteristica o el objetivo) que

puede tomar valores ya sea "Si" o "No" (Verdadero o Falso, uno o cero, etc.).

Para la construccion de este glosario se emplearon como fuentes: Daza (2016), Joyanes

(2013), Semanti.ca, y Arimetrics.com
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Introduccion

Introduccién y propdsitos de la investigacion

Historicamente la prediccion de los mercados accionarios ha sido una de las tareas mas
desafiantes y complejas debido a la aleatoriedad e incertidumbre que los rige, sin embargo,
un prondstico funcional del precio de las acciones puede ser de gran utilidad para apoyar
las tomas de decisiones que realizan los inversionistas en la elaboracion de estrategias de

trading.

Un prondstico en el mercado de valores es un proceso complejo ya que se trata de un
mercado dinamico y no lineal, lo que lo hace complicado, no paramétrico y en si, de
naturaleza caodtica. El mercado accionario genera datos no estacionarios y en cualquier
momento puede presentar tendencias ciclicas, caminatas aleatorias o incluso una

combinacion de estas.

Ademas, el mercado bursatil se ve afectado por eventos politicos, condiciones econdémicas
generales, politicas empresariales, las expectativas de los inversionistas, las elecciones de
inversionistas institucionales, la psicologia de los inversores y al estar en un entorno

globalizado, el movimiento de otras bolsas de valores.

En el campo de las inversiones en la bolsa de valores, es evidente que para obtener
ganancias se requiere invertir en la accion a un precio dado y venderla cuando haya
alcanzado un precio superior. Por tanto, la clave del éxito en esta forma de inversion es
predecir con certeza que una acciéon subira de precio en un periodo de tiempo razonable

para venderla y generar utilidades razonables.

En la busqueda por predecir los precios de las acciones se asume que las ocurrencias
futuras estan basadas en parte en informacion del presente y del pasado. Sin embargo, las
series de tiempo financieras se encuentran entre las mas cambiantes con sefiales dificiles

de pronosticar.

El riesgo es un elemento propio de las inversiones en instrumentos de renta variable, pero
también hay grandes oportunidades de conservar el poder adquisitivo del capital, y aun de

hacer excelentes utilidades, y es mediante el analisis como podemos saber que el precio
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actual de una accion es atractivo con alta probabilidad de aumentar y de esta manera
controlar el riesgo y mejorar las posibilidades de tener ganancias. Esto no es facil de
alcanzar, y no existe ningun método infalible que nos permita lograrlo en cada ocasion. Sin

embargo, puede lograrse con disciplina y analisis constante.

El analisis técnico y el analisis fundamental son dos de los métodos mas utilizados por los
inversionistas para predecir el comportamiento del precio de un instrumento financiero
antes de considerar invertir, sin embargo, hoy en dia la ciencia de los datos se ha vuelto
tan accesibles que basicamente cualquier persona cuenta con la capacidad de emplear
diferentes técnicas y modelos computacionales que les permitan identificar mas y mejores
oportunidades, asi como tomar mejores decisiones concernientes a sus negocios. Técnicas
como Big Data, Mineria de Datos y Machine Learning han tenido un desarrollo exponencial
ya que en general tienen el objetivo de darle un uso al gran volumen de datos generados
dia a dia por las empresas y por los mercados. La aplicacion de estas técnicas
computacionales nos brinda la posibilidad de encontrar informacion significativa en grandes

volumenes de datos, de manera rapida y con un uso eficiente de recursos.

Las técnicas de computacion se aplican ampliamente a los problemas del mercado de
valores, brindando herramientas utiles para pronosticar entornos ruidosos como los
mercados de valores, capturando asi, su comportamiento no lineal. El uso de sistemas
inteligentes como redes neuronales, sistemas difusos y algoritmos genéticos para fines de
prediccion en el campo de las finanzas tiene interesantes avances. Ultimamente, las redes
neuronales artificiales (ANN) y las maquinas de vectores de soporte (SVM) se han aplicado
con éxito para resolver los problemas de prediccion de series de tiempo financieras, incluida

la predicciéon del mercado bursatil financiero [Boyacioglu y Avci, 2010].

Es gracias a este desarrollo de las tecnologias y la inteligencia artificial que surgen métodos
modernos como el Aprendizaje Automatico, conocido como Machine Learning, un campo
de la ciencia de la computacion que consiste en el estudio y aplicacion de algoritmos
computacionales que poseen la habilidad de encontrar patrones, generalizar y aprender sin
ser explicitamente programados. Estas técnicas poseen la habilidad de procesar grandes
volumenes de datos para construir modelos que se pueden emplear, por ejemplo, en la

busqueda de patrones que nos permitan obtener prondsticos precisos.
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A través del uso de estos algoritmos se han desarrollado numerosas investigaciones
basadas en la prediccién del movimiento de divisas, acciones, indices accionarios, la
mayoria, aplicadas en mercados desarrollados. Sin embargo, existe un limitado niumero de
investigaciones enfocadas en los mercados emergentes, por lo que, a diferencia de
investigaciones previas, la importancia de este trabajo radica en su aplicacion a un mercado
emergente como es el caso de México', ademas de que existe un numero reducido de

investigaciones que emplean modelos de clasificacion para prondsticos.

En cuanto a la prediccion del precio de las acciones, recientemente se han desarrollado
diferentes investigaciones aplicando técnicas de Machine Learning, sin embargo, existen
un numero tan grande de algoritmos, combinaciones de parametros y técnicas que se
pueden aplicar a un sin fin de mercados accionarios, que el comportamiento de estos
modelos puede resultar de interés en un mercado tan particular como el mercado accionario

mexicano.

México es un pais que cuenta con caracteristicas propias, por lo que es probable que el
precio de los activos no pueda reflejar completamente toda la informacién disponible al
publico, existiendo asi la posibilidad de que un prondstico de los movimientos futuros en los
precios de las acciones pueda llevarnos a una ventaja comercial. Como se sabe el comercio
en los mercados emergentes es menos eficiente a causa de su menor liquidez, menor
competencia comercial, menor transparencia y equidad, debido en mayor parte a la
incertidumbre politica y econdmica. Lo antes sefialado se transfieren al mercado comercial

y contribuye a una mayor ineficiencia de los mercados financieros.

Como hipétesis para este proyecto de investigacion se considera que la metodologia de
Machine Learning aplicada al analisis de datos financieros y econémicos permitira obtener
prondsticos eficientes sobre el precio de cierre diario del IPC, lo cual permitiria la posibilidad
de que inversionistas y operadores tomen decisiones eficientes en estrategias de compra y
venta de activos. Se espera que el resultado generado por la aplicacion de la metodologia

sefialada nos proporcione informacion veraz, oportuna y concisa, que permita obtener

' México se encuentra clasificado como pais emergente por diversas organizaciones calificadoras
como Standard & Poors, Dow Jones y Morgan Stanley entre otras, basado en criterios como
desarrollo econémico e ingreso per capita.
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resultados mas precisos, eficientes y competitivos en las operaciones realizadas en el

mercado bursatil mexicano.

Con base en lo sefialado el objetivo de esta investigacion es la aplicacion y evaluacion de
modelos modernos de analisis de datos considerando variables macroecondémicas, indices
financieros e indicadores de analisis técnico de influencia en términos del mercado bursatil
mexicano. Algoritmos de clasificacion de Machine Learning se emplean para pronosticar
los movimientos diarios en el precio del indice de Precios y Cotizaciones de la Bolsa
Mexicana de Valores (IPC) con el fin de evaluar la funcionalidad de estos modelos de
pronésticos aplicados a mercados emergentes, como es el caso de México. Los resultados
son evaluados y comparados para determinar si el uso de estos algoritmos es util para su
aplicacion en la toma de decisiones en estrategias de trading. Para este proyecto de
investigacion se consideré un periodo de estudio con datos correspondientes a 10 afios (2
de enero de 2009 al 31 de diciembre de 2018) y una configuracion con datos
correspondientes a un periodo de 6 afios y 4 meses aproximadamente (30 de agosto de
2012 al 31 de diciembre de 2018).

Los modelos desarrollados tienen la meta de pronosticar si el precio de una accién se
incrementara o no, al cierre del dia. En el caso de obtener resultados positivos contariamos
con un indicador que junto con otras herramientas empleadas actualmente por los
inversores nos permita tomar mejores decisiones en operaciones intradiarias de compra y

venta.

Para el caso de estudio de esta tesis consideramos el indice de precios y cotizaciones (IPC)
para la aplicaciéon de los modelos en su prondstico. Una prediccion precisa del movimiento
del IPC puede no solo proporcionar un valor de referencia para que los inversionistas
realicen una estrategia efectiva, sino también para que entes reguladores supervisen el

mercado.

Como evaluacion se propone la simulacion (backtesting) de una estrategia de compraventa
sencilla para actuar sobre el IPC basada en los prondsticos. Los modelos predicen el
cambio entre la apertura y los valores de cierre del dia de negociacion. Si se pronostica que
el mercado suba por cualquier cantidad, esto indica una compra. Por otro lado, si se prevé

que caiga, esto sefala una venta.
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Antecedentes

El pronéstico del precio de las acciones ha generado un gran niumero de investigaciones
aplicando diferentes modelos matematicos, financieros y econdémicos, tal es el caso de Vera
y Rosado (2010) quienes aplican la simulacion Montecarlo para pronosticar el precio de
acciones en la Bolsa Mexicana de Valores empleando como datos de entrada factores
macroeconomicos, corporativos y de mercado, obteniendo como resultado de la simulacion,
la capacidad de predecir la tendencia general en los precios de los activos, sin embargo,

pronosticando unos precios muy lejanos a los precios reales de las acciones.

En los ultimos afios las redes neuronales artificiales se han usado para pronosticar
diferentes variables en un gran nimero de disciplinas, como lo es el prondstico del clima,
la velocidad del viento y la demanda en cajeros automaticos y un numero importante de
estudios ha demostrado que estas son herramientas utiles para el modelado y prediccién

de series de tiempo.

En el ambito financiero investigaciones como la de Asil Oztekin (2015) estudian y comparan
la eficacia de modelos analiticos modernos, realizando un prondstico del BIST 100, el
principal indicador de la bolsa de valores de Turquia a través de 3 modelos diferentes: redes
neuronales artificiales (ANNs), maquinas de vectores de soporte (SVM) y Sistemas
Adaptativos de Inferencia Neuro-Difusa (ANFIS). Estos modelos son alimentados con
variables econdmicas y financieras, obteniendo como resultado que las maquinas de
vectores de soporte sobrepasan al resto de los modelos con un 72% de probabilidades de

acertar.

En su investigacion, Kim Kyoung-jae (2003) pronostica el indicador de la bolsa de Valores
de Korea empleando las maquinas de soporte de vectores utilizando indicadores técnicos
como inputs y obteniendo resultados satisfactorios en la prediccion de la direccion futura

del indice.

Nicolas Sanchez Anzola (2015) emplea las maquinas de soporte de vectores y redes
neuronales artificiales en la prediccion del movimiento intradia del dolar y el peso

colombiano (USD/COP), utilizando como datos de entrada indicadores de analisis técnico,
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obteniendo un porcentaje de éxito de 57.8% para las redes neuronales y un 55.6% para las

maquinas de soporte de vectores.

Magnus Olden (2016) aplica técnicas de Machine Learning para pronosticar el movimiento
diario de 22 acciones en la bolsa de valores noruega usando 4 afios de informacion,
obteniendo como resultado que los mejores algoritmos superan el indice benchmark de
Oslo (OBX).

Estudios realizados por Toro [Toro et al. 2006] comparan las redes neuronales y neuro-
difusas para pronosticar precios en la bolsa de valores de Colombia, donde concluye que
las redes neuronales presentan un mejor desempefo que las redes neuro-difusas, asi como

un menor tiempo de calculo.

Behl [Behl et al., 2017] emplea una variedad de modelos de Machine Learning como redes
neuronales y arboles de decision para pronosticar el S&P 500 a través de indicadores

econdémicos y de analisis técnico obteniendo una exactitud entre 70% y 73%.
Huertas (2015) aplica modelos predictivos y Machine Learning en el mercado Forex

obteniendo un 60% de precision al pronosticar los movimientos sobre la cotizacion
EUR/USD.
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Capitulo 1 Mercados Financieros: estructura, funcionamiento y analisis

En este capitulo se presenta un resumen con las bases del sistema y los mercados
financieros relacionadas a esta tesis haciendo un énfasis en el mercado de capitales, donde

se aplica esta investigacion.

1.1 El Sistema Financiero

A lo largo del tiempo el mercado bursatil se ha encargado de canalizar el flujo de recursos
financieros de la sociedad, fungiendo como una importante opcién para los inversionistas
que tratan de proteger e incrementar sus recursos y como una fuente de financiamiento
para los proyectos de empresas y gobiernos; esta actividad es fundamental para el
crecimiento econémico de un pais ya que permite la generacion de empleos, flujo de

recursos, infraestructura y posteriormente generar desarrollo econémico.

Las empresas que requieren recursos (dinero) para financiar su operaciéon o proyectos de
expansion, pueden obtenerlo a través del mercado bursatil, mediante la emisién de valores
(acciones, obligaciones, papel comercial, etc.) que son puestos a disposicion de
los inversionistas (colocados) e intercambiados (comprados y vendidos) en la Bolsa
Mexicana, en un mercado transparente de libre competencia y con igualdad de

oportunidades para todos sus participantes [Bolsa Mexicana de Valores, 2017].

Los rendimientos ofrecidos por el mercado accionario brindan la posibilidad de obtener una
alta rentabilidad? aunque a un mayor riesgo, es por esto que, es de suma importancia tomar

las decisiones adecuadas al momento de comprar y vender acciones.

Las acciones son la principal forma en que las corporaciones recaudan su capital social y
emplean estos recursos para invertirlos en actividades econdmicas como lo son financiar
su operacion o proyectos de expansion. El financiamiento bursatil es considerado una

alternativa eficaz para que las empresas cubran sus necesidades de capital. Por otra parte,

2 La Bolsa mexicana de valores cerro 2017 con un rendimiento anual de 8.13%, mientras que en 2018 tuvo un rendimiento
negativo de -15.6%.



los inversionistas acuden a las bolsas de valores buscando opciones para proteger y
acrecentar su ahorro financiero, sin embargo, debido a la falta de educacion financiera en
México actualmente pocas personas participan en actividades de inversion dentro de los
mercados financieros, mientras que en paises desarrollados es una practica comun para
los ahorradores®, es por esto que la creacion de nuevas herramientas que complementen
a las ya existentes puede traer importantes benéficos, atrayendo a un numero mayor de
inversores que participen activamente en la bolsa de valores, generando un mayor flujo de
recursos econdémicos hacia las empresas y en general una cultura financiera [Vera y
Rosado, 2010].

En cualquier economia, el sistema financiero se constituye por un conjunto de mercados,
instituciones y mecanismos legales, cuyo objetivo principal es canalizar de manera eficiente
el ahorro generado por unidades econdmicas con superavit hacia aquellas con déficit [Diaz,
2004].

“El sistema financiero desempefia un papel central en el funcionamiento y desarrollo de la
economia. Esta integrado principalmente por diferentes intermediarios y mercados
financieros, a través de los cuales una variedad de instrumentos moviliza el ahorro hacia
sus usos mas productivos. Procura la asignacion eficiente de recursos entre ahorradores y
demandantes de crédito. Un sistema financiero sano requiere, entre otros, de intermediarios
eficaces y solventes, de mercados eficientes y completos, y de un marco legal que
establezca claramente los derechos y obligaciones de las partes involucradas” [Banco de
México, 2018].

El sistema financiero mexicano es el conjunto de personas y organizaciones, tanto publicas
como privadas, que captan, administran, regulan y dirigen los recursos financieros que se
negocian entre los diversos agentes econémicos del pais, dentro del marco de la legislacion
correspondiente. El conjunto de entidades que conforman este sistema se divide en cuatro
grupos:

a) Instituciones reguladoras.

3 El estudio “Acciones para democratizar el acceso al mercado bursatil” del 2015 elaborado por el Instituto Mexicano para la

Competitividad (IMCO) concluyé que en México Unicamente 2.9% de la poblacion invierte en un fondo de inversion y apenas
0.20% participa en el mercado accionario. En contraste, poco mas de la mitad de los estadounidenses (52%) invierten hoy en
dia en el mercado de valores, de acuerdo con datos de la firma de andlisis y consultoria en Estados Unidos Gallup.

Fuente: https://www.eleconomista.com.mx/mercados/El-mercado-bursatil-necesita-mas-inversionistas-20171115-0126.html



b) Instituciones financieras o intermediarios financieros.

c) Personas y organizaciones que realizan operaciones con los intermediarios
financieros.

d) Organizaciones secundarias, como son las asociaciones de bancos o de

aseguradoras.

Entre el amplio grupo de instituciones que conforman el sistema financiero mexicano
destacan, de manera preponderante, la banca y la bolsa. El sistema financiero y el mercado
de valores con sus mecanismos, instrumentos e instituciones constituyen la puerta de
entrada del dinero nacional y externo. Estas instituciones hacen llegar el dinero a las
entidades que no lo tienen y que lo requieren para financiar sus necesidades productivas,

recomponer sus estructuras, expandirse, crecer, etc. [Guerrero, 2005].

El mercado de valores esta constituido por la Bolsa Mexicana de Valores, las casas de
bolsa y las operadoras de sociedades de inversion, todas ellas organizaciones

supervisadas por la comision Nacional Bancaria y de Valores [Diaz y Aguilera, 2005].

1.2 Los Mercados Financieros

Un mercado financiero es un lugar fisico o virtual donde concurren oferentes y demandantes
de recursos monetarios (dinero), donde se comercian o intercambian activos financieros
[Fabozzi et al., 1996].

Court (2010) define a un mercado financiero como un mecanismo que reune a vendedores
y compradores de instrumentos financieros, el cual facilita las transacciones a través de sus

sistemas.

Los activos que se negocian en el mercado financiero son activos intangibles cuyo valor se
basa en el derecho a obtener una cantidad monetaria futura, “basicamente son documentos
legales que representan una inversion o un derecho econdmico para quien esta entregando

el dinero y son un mecanismo de financiacion para quien lo esta emitiendo” [Villegas, 2010].

En un mercado financiero los compradores y vendedores de los activos financieros pueden

clasificarse en [Mascarefas, 2012]:



a) El emisor o prestatario: Es la institucion (el Estado, una empresa, etc.) que se
compromete a realizar pagos en el futuro a cambio de vender/emitir ahora mismo
un activo financiero a cambio de dinero. Es lo que, en términos econdémicos, se
denomina una unidad de gasto con déficit.

b) El inversor o prestamista: Es el propietario del activo financiero que, a cambio de
entregar dinero al emisor, obtiene el derecho a recibir una cantidad monetaria futura
de este. Es lo que, en términos econdmicos, se denomina una unidad de gasto con
superavit. Por supuesto, los inversores también pueden revender los activos

financieros que previamente habian adquirido.

1.2.1 Estructura de los mercados financieros

Para ofertar publicamente los valores, la empresa acude a una casa de bolsa, que ofrece
los valores a la venta en el llamado mercado primario de la bolsa de valores. El precio de
una emision en el mercado primario es fijo y lo determina la empresa asesorada por la casa
de bolsa, antes de salir a la oferta publica. De esta manera, los emisores (la empresa)
reciben los recursos resultantes de la venta de los valores que adquieren los inversionistas
en el mercado primario. Después que las acciones han sido colocadas entre los
inversionistas, éstas pueden ser vendidas y compradas en la bolsa de valores en el llamado
mercado secundario, una vez mas, a través de una casa de bolsa. En el mercado
secundario, el precio de las acciones que se intercambian lo deciden en forma individual

los compradores y los vendedores, mediante las posturas respectivas [Diaz, 2004].

Otra forma de distinguir entre mercados es sobre la base del vencimiento de los valores
negociados en cada mercado. El mercado de dinero es un mercado financiero donde solo
se negocian instrumentos de deuda a corto plazo (por lo general, aquellos que tienen
vencimiento menor a un ano); El mercado de capital es el mercado donde se negocian
instrumentos de deuda a largo plazo (por lo general, aquellos que tienen vencimiento de un

afno o mas).

Los valores a corto plazo tienen menores fluctuaciones de precios que los valores a largo
plazo, lo cual los vuelve inversiones mas seguras. Algunos ejemplos de los instrumentos
negociados en el mercado de dinero son los Certificados de la tesoreria de EUA
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(instrumentos emitidos para financiar al gobierno federal), Certificados de depdsitos
bancarios negociables, Papel comercial, Fondos federales (FED) y CETES en el caso de
México [Mishkin, 2014]. Estos instrumentos, también llamados Instrumentos de renta fija
generan unos flujos de dinero conocidos a lo largo del tiempo, lo que permite calcular la
rentabilidad aproximada de la inversién. Se los denomina “bonos u obligaciones”, y los flujos
que producen a lo largo del tiempo son llamados “cupones”. El hecho de que se llamen
“‘instrumentos de renta fija” no indica que la rentabilidad sea siempre positiva y fija; de
hecho, puede darse que una inversion de este tipo provoque rentabilidades diferentes de

las esperadas, o incluso pérdidas [Court, 2010].

Los instrumentos del mercado de capital tienen fluctuaciones de precios mucho mas
amplias que los instrumentos del mercado de dinero y se consideran inversiones bastantes
riesgosas. Estos instrumentos, también conocidos como Instrumentos de renta variable son
aquellos en los que la rentabilidad de la inversion se origina principalmente a partir de un
incremento en el precio futuro, el cual no es conocido, lo que genera una incertidumbre
sobre las rentabilidades futuras. Asi también, dependiendo de la utilidad del ejercicio, estos
instrumentos pagan periddicamente un monto de dinero, conocido como “dividendos”
[Mishkin, 2014] [Court, 2010].

Algunos de los activos financieros mas importantes que se negocian en los mercados son
[Villegas, 2010]:

e Acciones. Se trata de titulos representativos del valor de una de las fracciones
iguales en que se divide el capital social de una empresa. Las acciones de muchas
companfias se transan en las bolsas de valores, que son mercados financieros

especializados en este y otros tipos de activos financieros.

e ETF’s. Exchange Traded Fund, es un fondo que toma posiciones sobre un indice o
sobre una canasta de acciones, es decir, el ETF va a comprar los activos que
conforman el indice, en la misma proporcion en la que el indice las tiene

consideradas. Este fondo se puede negociar como si fuera una accion individual.

e Contratos de futuros y opciones. Estos activos pertenecen a los llamados

derivados financieros, que son productos cuyo valor se basa en el precio de otro



activo. El activo del que depende se llama activo subyacente. Los subyacentes que
se usan pueden ser de muchas clases: acciones, indices bursatiles, titulos de renta
fija, tasas de interés o materias primas. Se comprende entonces que la
caracteristica fundamental de los derivados financieros es que su valor cambia en
respuesta a los cambios de precio del activo subyacente. Los derivados financieros
pueden negociarse en las bolsas de valores o también en mercados no organizados
(eninglés se conocen como OTC, por Over The Counter). Un contrato de futuros es
un acuerdo o contrato que obliga a las partes contratantes a comprar o vender un
nuamero determinado de unidades del activo subyacente en una fecha futura
determinada. El punto clave es que el precio se define de antemano, fungiendo
como una medida de cobertura ante la incertidumbre que se pueda presenta en el
mercado. En las opciones el contratante tiene la posibilidad, pero no la obligacién,
de comprar o vender un numero determinado de unidades del activo subyacente en

una fecha futura determinada.

¢ Monedas. Aunque las monedas (o divisas) no son un activo financiero propiamente
dicho, pues una empresa, una corporacién, un banco o un individuo no pueden crear
o emitir una moneda, si pueden ser negociadas en los mercados financieros. El
término “Forex” o también FX es la abreviacion de “Foreign Exchange Market”,
siendo su homénimo espafiol mercado de divisas. Este mercado se basa en el
intercambio de una divisa por otra, siendo con diferencia el mercado mas grande del

mundo con una media de negociacion diaria de cuatro trillones de délares.

Todo activo financiero viene caracterizado por tres variables: la rentabilidad, el riesgo y la

liquidez [Mascarefas,2012]:

El rendimiento se refiere al beneficio que se espera genere al inversor, el activo financiero
que ha adquirido, a lo largo de un periodo de tiempo concreto con relacion al coste de su
inversion.

El riesgo es la posibilidad de que el activo financiero al final genere un rendimiento diferente
(superior o inferior) al prometido.

La liquidez implica la posibilidad de convertir en dinero liquido un activo como el que sea
innecesario rebajar su precio para poder venderlo (sin perdida de valor). Los activos
financieros que cotizan en mercados financieros organizados son mas liquidos que los que

no cotizan.



1.3 Indices accionarios / indice de Precios y Cotizaciones (IPC)

Los indices han surgido gracias a la necesidad de medir el desempefio de los mercados
financieros, se emplean como un apoyo para conocer su comportamiento y estabilidad e
incluso medir la salud de la economia de un pais, un segmento de mercado o alguna clase

de activos.

En general los indices tratan de medir el mercado mediante un sistema de puntos, que
subiran o bajaran en la medida en que suban o bajen los precios de los activos que lo
compone. Los indices modernos asignan un puntaje diferente a cada uno de los activos
que lo componen, segun el tamafio y la importancia de la empresa que los representa
[Villegas, 2010].

Estos indices son un registro estadistico, que trata de reflejar los rendimientos de las
acciones que lo integran. Las acciones que lo componen presentan rasgos parecidos, como
un volumen de operacion similar, pertenecer a un mismo sector industrial o0 a un mercado

geografico, nivel de capitalizacion, etc.

El uso de los indices nos permite analizar en una manera resumida el comportamiento
general de los precios en una cifra que sea de facil lectura, analisis y comprension en

diferentes periodos histoéricos.

En el mercado mundial cada bolsa de valores tiene uno o varios indices que la miden,
algunos de estos son: el MERVAL de Argentina, BOVESPA en Brasil, IBEX 35 de Espafia,
NIKKEI en Japon, DAX 30 en Alemania, entre otros. En los Estados unidos, donde hay
muchos mercados y miles de activos para operar existen muchos indices que tratan de
monitorizar la economia. Los mas populares son el Dow-Jones, con 30 acciones; el
NASDAQ, que incluye 100 acciones; y el Standard and Poors, que se compone de 500
empresas. Por otra parte, debido al tamafio de los mercados mundiales, se han
desarrollado indices que solo incluyen acciones de empresas de determinados sectores de

la economia, como el tecnoldgico, el industrial, el de la construccion, etc. [Villegas, 2010].

“Los Indices de la Bolsa Mexicana de Valores, dependiendo de su enfoque y especialidad,
son indicadores que buscan reflejar el comportamiento del mercado accionario mexicano

en su conjunto, o bien de diferentes grupos de empresas con alguna caracteristica en
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comun. El indice De Precios Y Cotizaciones (IPC), con base octubre de 1978, tiene como
principal objetivo, constituirse como un indicador representativo del Mercado Mexicano para
servir como referencia y subyacente de productos financieros” [Bolsa Mexicana de Valores,
2018].

El indice de precios y cotizaciones es el principal indicador bursatil de la Bolsa Mexicana
de Valores. Expresa el rendimiento del mercado accionario, en funcién de las variaciones
de los precios y volumenes negociados de una muestra de las 35 acciones mas
representativas cotizadas en la BMV. La muestra de acciones contenida en este indice se
selecciona cada dos meses de acuerdo con su nivel de capitalizacion y de bursatilidad [Diaz
y Aguilera, 2005].

El nivel de bursatilidad es la facilidad para comprar o vender una acciéon en un momento
determinado, y toma en cuenta variables como el numero de operaciones, el importe
negociado, los dias operados, y la relacién entre el monto operado y el monto suscrito. El
IPC reune las acciones que mas actividad registran en todos los sentidos en la Bolsa
Mexicana de Valores, con el fin de condensar en una cifra el comportamiento general de

todo el mercado.

El nivel de capitalizacion indica el valor que da el mercado a una empresa que cotiza en
bolsa, y se calcula multiplicando el precio que tienen sus acciones por la cantidad de ellas

que han sido emitidas [Kuspit, 2018].

Por lo tanto, en términos generales, son las acciones que tienen mayor liquidez y que se
negocian con mayor facilidad las que se integran en el IPC. El indice se modifica cuando
las condiciones de bursatilidad de un titulo se reducen de manera significativa, lo que

provoca su cambio por otro que tenga mayor operatividad en el mercado.

El IPC es un indice ponderado. Esto quiere decir que el comportamiento de las acciones de
las empresas mas grandes tiene mayor impacto en el indice que el de las acciones de las

mas pequefas.

El mercado de valores presenta un comportamiento ciclico. En él se suceden periodos

alcistas y periodos a la baja. El comportamiento del IPC refleja la tendencia del mercado,



marca cuando se encuentra al alza (bull market) y cuando se encuentra a la baja (bear

market) como se muestra en la siguiente figura [Diaz y Aguilera, 2005].

Figura 1.1 El comportamiento ciclico del mercado de valores.
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Fuente: Diaz y Aguilera, 2005

Desde su creacion en 1978 el IPC ha experimentado algunas reducciones significativas en
su historia. Entre abril de 1979 y mayo de 1982, la baja maxima fue de -70.30%, de la cual
le llevé 53 meses recuperarse hasta septiembre de 1983. La segunda mayor reduccion de
-69.24% ocurrié en un periodo mas corto, entre septiembre de 1987 y diciembre de 1987.
Al indice le llevo 21 meses recuperarse hasta junio de 1989. Ambos periodos coincidieron
con tiempos de crisis local. La tercera mayor reduccion de -44.48% fue durante la crisis
financiera mundial, entre mayo de 2008 y febrero de 2009. El indice se recuperd en
diciembre de 2009 [Sanchez, 2018].



Figura 1.2 Periodos de crisis — Volatilidad y rendimientos acumulados del IPC.
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Fuente: S&P Dow Jones Indices LLC, 2019.

Volatilidad durante 36 meses

La siguiente grafica muestra el precio de cierre diario del IPC para un periodo de 10 afos,

en los cuales a presentado rendimientos anuales mixtos.

Figura 1.3 Rendimiento histérico IPC.
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Fuente: Elaboracion propia con informacion de S&P Dow Jones Indices.
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La tabla 1.1 presenta los perfiles de riesgo y rendimiento del IPC en los ultimos 10 afios. En
este periodo el mejor rendimiento se obtuvo en el afio 2009 con 43.52%, mientras que el

peor rendimiento se dio el afo 2018 con -15.63%.

Tabla 1.1 Rendimientos y riesgos del IPC.

RENDIMIENTO
NIVEL RENDIMIENTOS RENDIMIENTOS ANUALIZADOS
1 MES 3 MESES yID | 1ANO  3ANOS 5ANOS 10 ANOS

RENDIMIENTO TOTAL

59,976.42 5.65% 0.78% 5.65%  -10.76%  2.41% 3.36%  10.39%

RENDIMIENTO SOBRE EL
PRECIO
43,987.94 5.64% 0.10% 5.64%  -12.82%  0.27% 1.48% 8.44%

RENDIMIENTO ANO CALENDARIO

2018 2017 2016 2015 2014 2013 2012 2011 2010 2009
RENDIMIENTO TOTAL

-13.62% 10.49% 8.15% 1.46% 1.99% -0.02% 19.71% -2.16% 21.61% 46.17%
RENDIMIENTO SOBRE EL PRECIO

-15.63% 8.13% 6.20% -0.39% 0.98% -2.24% 17.88% -3.82% 20.02% 43.52%
RIESGO

RIESGO ANUALIZADO RENDIMIENTOS ANUALIZADOS AJUSTADOS POR
RIESGO

3 ANOS 5ANOS 10 ANOS 3 ANOS 5 ANOS 10 ANOS
DESVIACION ESTANDAR

13.39% 12.35% 14.04% 0.18 0.27 0.74

Fuente: S&P Dow Jones Indices LLC, 2019.

El siguiente grafico muestra la composicion sectorial del IPC creada con el fin de describir
la economia mexicana de manera general. Ocho sectores estan representados en el IPC,
considerando su ultima estructura. El sector de Productos de Primera Necesidad tiene la
mayor ponderacion en el indice con nueve compafiias que representan 31.9% del indicador.
El segundo sector de mayor tamafio es Finanzas con siete compafias que representan
19.4% del indice; seguido por Servicios de Comunicacion con un 18.0% y tres empresas.
El sector de Materiales representa 15.9% con seis empresas, mientras que el sector
Industrial tiene seis compafiias, pero un peso de 11.1%. Consumo Discrecional aporta 1.9%
con dos compaifiias, Servicios de Utilidad Publica representa 1.4% con una sola empresa

y, finalmente, el sector de Salud aporta el 0.3% restante con solo una compainia.
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Figura 1.4 Composicion del IPC por Sector
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Fuente: Elaboracion propia con informacion de S&P Dow Jones Indices.

Tabla 1.2 Principales componentes del IPC.

Los 10 componentes principales por ponderacion

COMPONENTE TICKER SECTOR

América Movil SAB de CV L AMXL Servicios de Comunicacion
Fomento Econédmico Mexicano S.A.B. de C.V. FEMSA UBD Productos de Primera necesidad
Grupo financiero Banorte O GFNORTE O Finanzas

Wal-Mart de México SAB de CV WALMEX* Productos de Primera necesidad
Grupo México SAB de CV B GMEXICO B Materiales

Cemex SA CPO CEMEX CPO Materiales

Grupo Televisa SAB CPO TLEVISA CPO Servicios de Comunicacion
AlfaSA A ALFA A Industrial

Grupo Bimbo S.A.B. BIMBO A Productos de Primera necesidad
Grupo Aeroportuario del Sureste SAB de CV B ASUR B Industrial

Fuente: S&P Dow Jones Indices LLC, 2019.
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1.4 Prondsticos y el precio de las acciones

Las decisiones, dificiimente, se toman sin contar con algun tipo de prondstico. Diversos
autores definen los prondsticos como el estudio de datos histéricos para descubrir sus
patrones y tendencias fundamentales. Este conocimiento se utiliza para proyectar los datos

a periodos futuros como prondsticos [Hanke, 1996].

En general los métodos para obtener un pronéstico se basan en técnicas subjetivas como
la intuicidn, juicio personal, experiencia o la opinién de un experto, por otra parte,
encontramos las técnicas de prondstico cuantitativas, basadas en estadistica, como los
analisis de series de tiempo y de regresion. Una serie de tiempo estadistica es un conjunto
de valores numéricos de una variable aleatoria a lo largo de un horizonte de tiempo y
pueden ser de los siguientes tipos: modelos de nivel constante, de nivel constante con
efectos estacionales y con tendencia lineal. En el andlisis de regresion, la variable que se
va a pronosticar (dependiente) se expresa como una funcién matematica de otras variables
(independientes). Este tipo de metodologias opera bien cuando el fendmeno en estudio
presenta una tendencia de ajuste suave, es decir, cuando los datos en un intervalo no

presentan cambios bruscos de pendiente [Toro, et.al, 2005].

La creciente complejidad en el mundo de los negocios ha generado una necesidad en las
organizaciones por asegurar, a medida de lo posible, el futuro. Con el desarrollo de técnicas
modernas traidas con el progreso de las tecnologias, el proceso de los prondsticos ha
recibido mayor atencion durante los afios recientes, adquiriendo asi una importante posicion

en la administracion de las organizaciones.

Las facilidades tecnoldgicas permiten que, en la actualidad, cualquier administrador posea
la capacidad de utilizar técnicas de analisis de datos complejas para fines de prondstico, y

una comprensién de dichas técnicas es esencial hoy en dia para cualquier compafiia.

Los sistemas inteligentes han surgido como una combinacion de las técnicas cualitativas y
cuantitativas, lo que nos permite evaluar variables con tendencias fluctuantes; en esta
situacion, las demas metodologias no son tan efectivas, si se compara el error medio

cuadratico entre ellas.
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A pesar del uso de técnicas modernas en los prondsticos, es raro que estos coincidan al
pie de la letra con el futuro, es por esto por lo que se continlan desarrollando nuevas
estrategias enfocadas de manera particular en los errores. Los errores son inevitables en
cualquier procedimiento de prondstico, sin embargo, el éxito de estos radica en intentar que

sean tan pequefios como sea posible. [Hanke, 1996].

En la busqueda por tener mejores resultados en los prondsticos surgen los modelos
predictivos, estos reunen gestion, tecnologias de la informacion, estadistica y modelado,
orientandose al trabajo con grandes volumenes de datos y con el objetivo de realizar
mejores predicciones basadas en un intento de relacionar un conjunto de variables con otro,
extraer patrones de comportamiento, predecir tendencias e identificar riesgos y
oportunidades. Las aplicaciones de los modelos predictivos han permitido que en la

actualidad contemos con técnicas como la mineria de datos y el aprendizaje automatico.

El analisis predictivo emplea datos histéricos para predecir eventos futuros. Normalmente,
los datos histoéricos se utilizan para crear un modelo matematico que capture las tendencias
importantes. Este modelo predictivo se usa entonces con los datos actuales para predecir
lo que pasara a continuacion, o bien para sugerir acciones que llevar a cabo con el fin de

obtener resultados éptimos.

El modelado predictivo utiliza métodos matematicos y de calculo para predecir un evento o
un resultado. Estos modelos pronostican un resultado en algun estado o tiempo futuros en
funcidon de los cambios en las entradas del modelo. Mediante un proceso iterativo, se
desarrolla el modelo mediante un conjunto de datos de entrenamiento y después se prueba
y se valida para determinar su precision con el fin de realizar predicciones. Normalmente,
el flujo de trabajo para una aplicacion de analisis predictivo incluye los siguientes pasos
basicos [Matlab, 2019].

1. Importar datos de varias fuentes, tales como archivos web, bases de datos y hojas de

calculo.

2. Limpiar los datos mediante la eliminacion de los valores atipicos y la combinacién de

las fuentes de datos.

3. Desarrollar un modelo predictivo preciso basado en los datos agregados mediante

estadisticas, herramientas de ajuste de curvas o aprendizaje automatico.
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4. Integrar el modelo en un sistema de prediccién de la carga en un entorno de produccién.

Figura 1.5 Flujo de trabajo de analisis predictivo.
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Fuente: Matlab, 2019

El modelado predictivo en el trading es un proceso en el que predecimos la probabilidad de
un resultado utilizando un conjunto de variables predictoras. Se pueden construir modelos
predictivos para diferentes activos como acciones, futuros, monedas, commodities, etc. Por
ejemplo, podemos construir un modelo para predecir el cambio de precio al dia siguiente
para una accion, o un modelo para predecir los tipos de cambio de una moneda extranjera.
El resultado que obtenemos de los modelos predictivos puede aprovecharse para tomar las

decisiones de inversidn correctas y para crear carteras rentables.
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1.4.1 El precio de las acciones

Los mercados financieros tienen un comportamiento que, aunque puede parecer cadtico
(erratico) al observador casual, se rigen por una serie de principios fundamentales que los

hacen sujetos de estudio cuidadoso, medibles, analizables y de alguna manera predecibles.

En cualquier caso, si aceptamos el comportamiento cadtico de los mercados financieros,
podemos utilizar herramientas estadisticas para estudiar y predecir el comportamiento de
los mercados, al menos en términos de probabilidades. Los mercados bursatiles no son
entonces impredecibles, aleatorios ni imposibles de estudiar en modelos matematicos. Por
el contrario, todos los activos, en especial los muy liquidos y no manipulables, son sujetos

de estudio ideales en la estadistica moderna [Villegas, 2010].

Existen un gran numero de variables que pueden afectar el precio de las acciones, David
Cutler en su investigacion “What moves stock prices” determina que las noticias
macroeconémicas no pueden explicar mas que una tercera parte de su varianza ademas

de que eventos politicos o noticias de diversa indole siempre afectan a los precios.

Sin embargo, no es solo una noticia, es la reaccion a la noticia que también juega un papel
importante en el precio de la accion. La reaccion a las noticias depende de diferentes
factores, asi como de los propios mercados. En tiempos de alta volatilidad y ambigltedad
(altas incertidumbres sobre la volatilidad), el mercado reacciona mas fuertemente a las
malas noticias que a las buenas. Ademas, el mercado puede volverse demasiado optimista

o pesimista a veces [Pachanekar, 2018].

Los tipos de cambio, las variaciones en los precios de los commodities, los volimenes de
negociacion de acciones e incluso noticias particulares sobre las compafiias son algunas

de las tantas fuerzas que afectan diariamente el precio que puede tener una accion.

Por lo tanto, parte del trabajo de un inversionista es evaluar cada nueva informacion y juzgar
la posible reaccion del mercado teniendo en cuenta el entorno empresarial, asi como los
factores macroecondmicos que podrian resultar en un ajuste en precio de las acciones de

una empresa.
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En términos simples, el mercado estima el valor presente de la empresa teniendo en cuenta
sus ganancias futuras previstas. Sin embargo, una de las caracteristicas importantes de un

mercado es que este se corrige periddicamente.

1.4.2 Hipotesis de los mercados eficientes

Muchos especialistas han adoptado la hipotesis de los mercados eficientes creada por
Eugene Fama en 1970. De acuerdo con esta hipotesis, un mercado es eficiente cuando los
inversores negocian de forma racional utilizando informacién disponible, gratuita y al
alcance de todos. Los precios actuales del mercado reflejan toda la informacién disponible
sin dejar lugar a la especulacion y establece que los cambios en los precios son
independientes al pasado siguiendo una caminata aleatoria, por lo que la informacion

histdrica no tiene valor para pronosticar cambios en los precios.

De acuerdo con esta hipétesis, los ajustes en los precios son impredecibles y pronosticarlos
es una tarea imposible de realizar. Cualquier ajuste en los precios representa la reaccion
inmediata a nuevos eventos 0 a nuevos e inesperados cambios en cifras de oferta y
demanda. Si hubiera una oportunidad de beneficio esperado, los inversores la explotarian
de manera inmediata, de manera que esto llevaria el precio de vuelta a un nivel donde ya
no es rentable [Abu-Mostafa y Atiya, 1996].

La hipotesis de mercado eficiente establece que el precio de la accion refleja toda la
informacion disponible, pero existe una brecha de tiempo antes de que el mercado se corrija
a si mismo debido a la nueva informacion que se procesa. Aqui se encuentra el concepto
que los daytraders llaman, “cronometrar el mercado”. Saber cuando entrar y salir es

importante para un trader, y aqui las noticias juegan un papel vital [Pachanekar, 2018].

A pesar de que ha existido un gran debate acerca de la hipotesis de mercados eficientes,
es dificil tanto probarla como refutarla. La experiencia en los mercados nos dice que estos,
son de cierta manera predecibles. La existencia de tendencias en los precios en los
mercados financieros y la correlacion presente entre eventos fundamentales y cifras
economicas que afectan al mercado, son algunas de tantas evidencias que existen en

contra de la hipétesis de los mercados eficientes [Abu-Mostafa y Atiya, 1996].
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Si bien, no sabemos como se comportara el mercado ante determinadas situaciones, existe
una relacion causa-efecto implicita en el mercado, por lo que este, puede reaccionar ante
ciertos “estimulos”, es decir, este proceso no es completamente aleatorio y existe un

proceso que explica los datos que observamos.

Aunque existen datos que pueden explicar el comportamiento del mercado y datos del
mismo mercado que reflejan patrones que se repiten histéricamente, es imposible identificar
el proceso que afecta el cambio en el precio de un activo en su totalidad, sin embargo,
identificando esas regularidades y relaciones se ha logrado desarrollar diferentes técnicas

gue nos permiten construir buenas aproximaciones.

1.4.3 Analisis técnico y fundamental

Histéricamente los analisis mas empleados por los especialistas para considerar invertir en

una accioén han sido el analisis fundamental y el analisis técnico.

En el analisis fundamental los inversionistas se enfocan en el valor intrinseco de las
acciones, el desempefo de la industria y la economia, el clima politico, etc. Se basa en el
estudio de las cuentas de las empresas, analizando su activos y pasivos, estudiando el
comportamiento de sus beneficios, y comparando su estructura financiera con las de otras
empresas del sector. Contempla que las noticias y eventos de factor econémico influencian

la oferta y la demanda de una empresa.

El analisis técnico se enfoca en el movimiento que tiene el precio de una accion,
construyendo hipétesis a partir de precios y volumenes histéricos, calculando indicadores,
osciladores y graficos que ayudan a identificar patrones y tendencias que sugieren como
se comportara el precio de un activo en el futuro. Estos graficos buscan reflejar la
interaccion que existe entre la oferta y la demanda de un activo y considera que los patrones
recientes en el precio pueden determinar una direccién futura del mismo. El analisis técnico
busca correlaciones entre ciertos patrones y las posteriores direcciones que tomo el
mercado, algunos expertos mencionan que el “precio de un activo tiene memoria” ya que
es muy habitual que cuando llegue a un cierto nivel se comportara como ya lo ha hecho

antes en ese nivel.
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Capitulo 2 Ciencia de Datos y Machine Learning

Solo en los ultimos dos afos se generd el 90 por ciento de los datos en el mundo y
actualmente creamos 2.5 quintillones de bytes de datos cada dia, pero ese ritmo solo se

esta acelerando con el crecimiento del Internet de las Cosas [Forbes, 2018].

De acuerdo con estudios realizados, durante 2017 mas de 15.2 millones de mensajes de
texto fueron enviados cada minuto. 103,447,520 correos electronicos no deseados se
envian cada minuto, 3.6 millones de busquedas en Google, Spotify agregd 13 nuevas
canciones, tuiteamos 456,000 veces, se realizaron 45,787 viajes en Uber cada minuto,
publicamos 46,740 fotos de Instagram y publicamos 600 nuevas ediciones de pagina en

Wikipedia cada minuto [Domo.com, 2017].

Este rapido desarrollo e integracién de datos provee a los cientificos, ingenieros y en
general, gente de negocios con un vasto recurso que puede ser analizado para hacer
descubrimientos cientificos, optimizar sistemas industriales y descubrir valiosos patrones

financieros.

Para emprender estos grandes proyectos de analisis de datos los investigadores y los
profesionales han adoptado algoritmos establecidos a partir de estadisticas, mineria de
datos, aprendizaje automatico (Machine Learning) y Big Data, vitales para la cantidad de
datos nuevos que las compafiias e instituciones generan dia a dia, creando un ambiente
en el cual, cualquier organizacion tiene una mayor facilidad y una amplia gama de opciones

para obtener y analizar informacion valiosa acerca de sus operaciones y su entorno.

La acumulacion de grandes volumenes de datos en las organizaciones ha traido consigo
una nueva forma de hacer negocios, permitiendo que el cliente que antes era anénimo se
hiciera visible e identificable, de esta manera las organizaciones se han enfocado en
desarrollar modelos de negocio orientados al cumplimiento de las necesidades particulares

de sus clientes, adelantandose a los requerimientos futuros de sus clientes [Palma, 2009].

En el caso particular de las bolsas de valores actualmente contamos con el desarrollo de
herramientas que nos permite acceder de manera rapida y sencilla a informacién bursatil,

analizar el comportamiento del precio de las acciones, paginas web y software que nos
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permiten visualizar graficos basados en analisis técnico, todo esto brindandonos un

importante soporte para la toma de decisiones.

El Algorithmic Trading ha tenido un desarrollo importante y se ha convertido en una de las
herramientas mas utilizadas por las corporaciones para realizar compra y venta de
instrumentos financieros de manera automatica con base en parametros definidos

previamente.

Algorithmic trading es un sistema computarizado responsable de ejecutar ordenes de
compra y venta de un activo, sustituyendo el trabajo manual de un trader. Este programa
computacional sigue reglas predeterminadas para determinar como se deberia de ejecutar
cada orden. Basado en estas reglas, puede, por ejemplo, dividir porciones o pequefas
ordenes para enviar al mercado, dando seguimiento a las condiciones del mercado y

posibles eventos [Johnson, 2010].

En la ultima década la prestigiosa empresa de Wall Street Goldam Sachs cambié su
estructura, donde antes contaban con 600 traders comprando y vendiendo acciones ahora
tan solo emplean a 200 ingenieros en computacién y tan solo 2 traders apoyando sus
estrategias. De acuerdo con la firma de investigacion inglesa “Coalition” Hoy en dia, casi el
45 por ciento de los ingresos generados con el comercio de acciones proviene de

transacciones electronicas.

2.1 Mineria de datos

Actualmente la complejidad en las variables que afectan a los mercados y la volatilidad son
un tema que emerge de forma recurrente creando esto, la necesidad de aplicar e integrar
modelos cada vez mas sofisticados que faciliten el desempefio de las organizaciones

publicas y privadas.

La ciencia de extraer informacion util de grandes conjuntos o bases de datos se conoce
como mineria de datos y uno de sus principales objetivos es el de explorar y descubrir
hechos significativos en la historia de una organizacion que permitan vislumbrar, explicar y
pronosticar el comportamiento de sus variables. De esta manera la mineria de datos hace
posible estimar como sera el comportamiento de las empresas en un futuro cercano. Palma
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(2009) afirma que: “Data Mining es anticipar’ y lo define como “la explotacion de bases de
datos corporativas que registran caracteristicas personales, familiares, socioeconémicas,

conductas de compra y conductas de pago”,

Zaki y Meira (2014) definen a la mineria de datos como el proceso de descubrir patrones
internos y de interés, asi como modelos descriptivos, entendibles y predictivos de una

fuente de datos a gran escala

De esta manera podemos entender a la mineria de datos como la extraccién de datos
previamente desconocidos y con un uso potencial a través tecnologias las cuales nos
permiten buscar regularidades o patrones en estos datos. Estos patrones nos pueden
ayudar a generar predicciones sobre datos futuros donde el descubrimiento de una nueva

oportunidad puede ser la base de la construccién de una nueva ventaja competitiva.

Las técnicas y métodos desarrollados a través de la mineria de datos buscan analizar de
manera combinada la informacion generada de manera interna por las organizaciones con
la informacién obtenida a través de fuentes internas como las diferentes variables
econdémicas que podemos encontrar en el mercado. Los datos se revisan en busca de
patrones y luego se aplican los criterios para determinar las relaciones mas frecuentes e
importantes. El objetivo de la mineria de datos es derivar un valor de negocio a partir de

estos patrones y relaciones nunca vistas en grandes conjuntos de datos.

Las técnicas de mineria de datos en conjunto con la inteligencia artificial se utilizan para

construir modelos de aprendizaje automatico (Machine Learning).

El aprendizaje automatico y la mineria de datos utilizan los mismos algoritmos clave para
descubrir patrones en los datos. Sin embargo, su proceso, y en consecuencia la utilidad,
difieren. A diferencia de la mineria de datos, en el aprendizaje automatico, la maquina debe
aprender automaticamente los parametros de los modelos a partir de los datos. El
aprendizaje automatico utiliza algoritmos de autoaprendizaje para mejorar su rendimiento
en una tarea con experiencia a lo largo del tiempo. Se puede utilizar para revelar

informacion y proporcionar comentarios casi en tiempo real [Brooks et al., 2017].

El aprendizaje automatico y la mineria de datos son areas de investigacion de ciencias de

la computacion cuyo rapido desarrollo se debe a los avances en la investigacion de analisis
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de datos, el crecimiento en la industria de bases de datos y las necesidades del mercado
resultante de métodos que son capaces de extraer valiosos conocimientos de grandes

almacenes de datos [Furnkranz et al., 2012].

El éxito en las técnicas de mineria de datos ha generado la creacién de metodologias o
procesos que fungen como estandares en la industria, los cuales buscan definir una serie
de pasos secuenciales que pretenden guiar la implementacion de aplicaciones, no solo para
proyectos de mineria de datos, si no que también aplicables a modelos de Machine Learning

y Big Data. En la actualidad las metodologias mas populares son SEMMA y CRISP-DM.

La metodologia SEMMA (Sample, Explore, Modify, Model, Assess) considera un proceso
de 5 etapas: Extraccion de una muestra representativa de los datos, exploracion de los
datos buscando tendencias y anomalias, modificacion de los datos, creando, seleccionando
y transformando las variables de acuerdo con el modelo que se aplicara, modelado de los
datos permitiendo que el software busque automaticamente una combinacion de datos que
genere el resultado deseado de manera confiable y por ultimo la evaluacion de los datos

para determinar el desempefio de la aplicacion.

La metodologia CRISP-DM (Cross Industry Standard Process for Data Mining) consiste en
un ciclo de 6 etapas, al ser esta la metodologia seleccionada para realizar este proyecto de

investigacion se revisara a fondo en el siguiente apartado.

2.1.1 Metodologia CRISP-DM

El manejo de la informacion requiere de una metodologia adecuada para el analisis de
datos, para ello utilizaremos CRISP-DM (Cross Industry Standard Process for Data Mining)

por ser considerado el método mas empleado para proyectos de este tipo.

La metodologia CRISP fue disefiada para brindar una guia a través de un modelo genérico
que pudiera acoplarse a las necesidades de cualquier proyecto de mineria de datos y
analisis de datos.

Esta metodologia consta de 6 fases (Molero,2008):
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Figura 2.1 Fases de la metodologia CRISP-DM.

Comprension Comprension Preparacion L. ‘.
> del negocio >> de los datos >> de los datos Modelado Evaluacion Implantacién

Fuente: Elaboracion propia

1. Comprension del negocio. En esta fase inicial se debe comprender con claridad
los objetivos y requerimientos del proyecto, con la finalidad de elaborar una buena
planeacion en el desarrollo. Esta fase aglutina las tareas de comprensiéon de los
objetivos y requisitos del proyecto desde una perspectiva empresarial o institucional,
con el fin de convertirlos en objetivos técnicos y en un plan de proyecto. Sin lograr
comprender dichos objetivos, ningun algoritmo por muy sofisticado que sea permitira
obtener resultados fiables. Esta fase incluye tareas como Determinar los objetivos,

Evaluar la situacion, y la elaboracién de un plan del proyecto. [Gallardo, 2009].

2. Comprension de los datos. Se establece el contacto directo con el problema. Las
actividades por realizar son: la recoleccion inicial de datos, la identificacion de la
calidad de los datos y el establecimiento de posibles relaciones mas evidentes que
permitan obtener las primeras hipoétesis. Las principales tareas para desarrollar en
esta etapa son: Recolecciéon de datos iniciales, Descripcion de los datos,

Exploracion de los datos y verificacion de la calidad de los datos.

3. Preparacion de datos. Aqui se realiza la seleccion de datos a los que se va a
aplicar la técnica de modelado (variables y muestras), la limpieza de los datos, la
generacion de variables adicionales, la integracion de diferentes conjuntos de datos
y cambios de formato. Esta fase laboriosa, esta directamente relacionada con la
fase de modelado, puesto que, en funcion de la técnica a utilizar, los datos necesitan
ser procesados en diferentes formas. Incluye tareas como: Seleccion de datos,

limpieza de los datos, estructuracion de los datos e integracién y formateo de estos.

4. Modelado. Aqui se seleccionan las técnicas apropiadas para el desarrollo del
proyecto. La técnica por emplearse en esta fase debe ser seleccionada en funcion

a los siguientes criterios: ser apropiada al problema, disponer de datos adecuados,

23



cumplir los requerimientos del problema, y el conocimiento de la técnica. Las tareas
en esta fase son: Seleccionar la técnica de modelado, generar el plan de prueba,

construir el modelo y evaluar el modelo.

5. Evaluacion. En esta fase se evalua el modelo, no desde el punto de vista de los
datos, sino del cumplimiento a los requerimientos iniciales. Antes de proceder a su
implantacién para su uso habitual, se debe revisar todo el proceso teniendo en
cuenta los resultados obtenidos, e identificando posibles errores que llevan a repetir
algun proceso anterior. Sus tareas consisten en evaluar los resultados, revisiéon del

proceso y determinar los préximos pasos a seguir.

6. Implementacién. Si el modelo generado es valido, desde el punto de vista de
cumplimiento a los requerimientos iniciales, se procede a su implementacién y
explotaciéon. Normalmente los proyectos de mineria de datos no terminan en la
implementacién del modelo, sino que se deben documentar y presentar los
resultados de manera comprensible para alcanzar un mejor entendimiento del
conocimiento. En esta etapa se elabora un plan de implementacion y se realiza una

monitorizacion y mantenimiento.
La secuencia de las fases no es estricta, puesto que estas pueden interactuar entre si
durante el desarrollo del proyecto. De esta manera, la siguiente fase en la secuencia, a

menudo depende de los resultados asociados con la fase precedente.

El siguiente diagrama representa las fases de la metodologia CRISP-DM como un ciclo, en

el que las flechas indican las dependencias significativas entre las diferentes fases.
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Figura 2.2 Ciclo de la metodologia CRISP-DM

Comprension ] Comprension
del negocio de los datos

Preparacion de
los datos
Implantacién

Modelado

Evaluacion

Fuente: Chapman et al. 2000

2.2 Machine Learning (Aprendizaje Automatico)

Machine Learning conocido como “Aprendizaje automatico” en espanol, es una disciplina
que nace a partir de la inteligencia artificial y del constante esfuerzo por tratar de construir
programas de computadora que mejoren automaticamente con la experiencia, en otras
palabras, construir maquinas que adaptan y modifican sus acciones o predicciones de tal
manera que se vuelven mas precisas. Este “aprendizaje” le brinda a la computadora la
capacidad de mejorar su desempefio, de manera similar al aprendizaje en los seres

humanos.
El termino Machine Learning fue creado por Arthur Samuel (1959), quien lo defini6 como

una rama de la inteligencia artificial, cuyo campo de estudio da a las computadoras la

habilidad de aprender algo sobre lo que no han sido explicitamente programadas.
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Machine Learning permite que los equipos aprendan a partir de los datos y las experiencias
y actuen sin haber sido programados de forma especifica. Los usuarios pueden crear
aplicaciones de inteligencia artificial que detecten, procesen y actien de forma inteligente
segun la informacion, lo que aumenta la capacidad humana, la velocidad y la eficacia, y

ayuda a las organizaciones a llegar mas lejos [Microsoft, 2018].

Cuando en la informatica tradicional escribimos un programa o un codigo para algun
proposito especifico utilizamos un conocimiento a priori para las reglas de codigo, es decir,
estamos escribiendo un conjunto definido de instrucciones que la maquina seguira.
Mientras que, en el aprendizaje automatico, los algoritmos no estan disefiados para un solo
dominio del problema, ingresamos un conjunto de datos a través del cual la maquina se
ajusta a las muestras, identificando y analizando los patrones en el conjunto de datos y
aprendera a tomar decisiones de forma auténoma en funcién de sus observaciones y

aprendizajes y, por extension, crea sus propias reglas autodidactas.

El siguiente diagrama cubre algunos eventos criticos en el desarrollo de Machine Learning

alo largo de la historia:

Figura 2.3 Eventos historicos — Machine Learning

1950 1957 1979 2002
Alan Turing cred una prueba La primera red neuronal Estudiantes de la Una libreria de
para comprobar si una para computadoras fue Universidad Stanford software libre para
mdquina podia engafiar a un inventada por Frank inventaron el “Stanford Machine Learning,
ser humano haciéndole creer Rosenblatt, que simulaba los Cart” que podia navegar llamada Torch, se lanza
que estaba hablando con procesos de pensamiento y evitar obstaculos por si por primera vez
una maquina. del cerebro humano. mismo.

|
&

1952 1967 1997 2016
El primer programa de Es escrito el algoritmo IBM Deep Blue vence El algoritmo AlphaGo
aprendizaje por Nearest Neighbor al campedn mundial desarrollado por Google
computadora, un juego de ajedrez DeepMind logré ganar
de damas, fue escrito por cinco juegos de cinco en
Arthur Samuel. la competencia Chinese

Board Game Go

Fuente: Tahsildar, 2018
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En el campo de la ciencia de los datos Machine Learning se enfoca en el disefio de
algoritmos que pueden aprender sobre datos pasados para generar prondsticos. Al igual
que en la mineria de datos, ambos sistemas procesan grandes volumenes de datos para
construir modelos que puedan por ejemplo buscar patrones a través de los datos con que
son alimentados, pero a diferencia de la mineria de datos, Machine Learning no es solo un
problema de base de datos, ya que este forma parte de la inteligencia artificial con base en
que un sistema que esta continuamente cambiando de entorno ha de poseer la habilidad
de aprender. Su principal objetivo es convertir datos en conocimientos a través de ejemplos

y experiencia.

Formalmente hablando, trata de crear programas y rutinas capaces de generalizar
comportamientos a partir de una informacion suministrada en forma de ejemplos o
experiencia pasada. Partimos de un modelo definido por unos parametros y mediante el
“aprendizaje” (la observacion y analisis de ejemplos y experiencia pasada) optimizamos los

parametros del modelo, para luego usarlos en la prediccién [Huertas, 2015].

“‘Aprender” en este contexto quiere decir identificar patrones complejos en millones de
datos. La maquina que realmente aprende es un algoritmo que revisa los datos y es capaz
de predecir comportamientos futuros. “Automaticamente”, también en este contexto, implica
que estos sistemas se mejoran de forma auténoma con el tiempo, sin intervencién humana.
Los datos historicos, debidamente organizados y tratados en bloque, generan una base de
datos que se puede explotar para predecir futuros comportamientos, favorecer aquellos que
mejoran los objetivos de negocio y evitar aquellos que son perjudiciales. Esa cantidad
descomunal de datos son imposibles de analizar por una persona para sacar conclusiones
y menos todavia para hacer predicciones. Los algoritmos en cambio si pueden detectar
patrones de comportamiento contando con las variables que le proporcionamos y descubrir

cuales son las que han llevado, a cierto comportamiento [Gonzalez, 2014].

El proceso de Machine Learning es iterativo pues consiste en tener una base de datos que
se coloca como entrada a un algoritmo. Los datos que suministramos a la maquina se
dividen en dos partes: datos de entrenamiento y datos de prueba. El uso de algoritmos es
el medio por el cual la computadora analiza estos datos, aprende de los patrones y
caracteristicas de los datos de entrenamiento y se entrena para tomar decisiones como
identificar, clasificar o predecir nuevos datos. Para verificar con qué precision la maquina

puede tomar estas decisiones, las predicciones se aplican a los datos de prueba, los
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resultados obtenidos son la medida de aprendizaje de la maquina, guiando la toma de

decisiones.

Cierto es que no podemos identificar el proceso completo que define los datos, pero
creemos poder construir una buena aproximacion a éste: confiamos en poder identificar
esas regularidades y relaciones. Esta es la base del aprendizaje automaético. La
identificacion de este comportamiento reiterativo nos ayudara a entender el proceso y a

hacer predicciones [Huertas, 2015].

2.2.1 Disciplinas Relacionadas al ML

La precision en modelos de Machine Learning se puede incrementar de manera sustancial

al incorporar disciplinas como Big Data.

Big data es cualquier tipo de fuente de datos que tenga al menos una de las cuatro

caracteristicas compartidas, denominadas cuatro “V's” [Hurwitz, 2018]:

e Volumenes de datos extremadamente grandes
e La capacidad de mover esos datos a una alta velocidad de velocidad.
¢ Una variedad cada vez mayor de fuentes de datos

¢ Veracidad para que las fuentes de datos realmente representen la verdad.

Sin suficientes datos, estariamos intentando tomar decisiones basados en pequefios
subconjuntos de datos que podrian llevar a una mala interpretacién de una tendencia o

perder un patrén que recién comienza a emerger.

Con Big Data, ahora es posible virtualizar los datos para que puedan almacenarse de la
manera mas eficiente y rentable, ya sea en forma de premisas o en la nube. Ademas, las
mejoras en la velocidad y confiabilidad de la red han eliminado otras limitaciones fisicas de
poder administrar grandes cantidades de datos a la velocidad aceptable. Adicional a esto
el impacto de los cambios en el precio y la sofisticacion de la memoria de la computadora,
y con todas estas transiciones tecnolégicas, ahora es posible imaginar cémo las empresas
pueden aprovechar los datos de una forma que hubiera sido inconcebible hace solo cinco

afios [Hurwitz, 2018].
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La estadistica y la mineria de datos son disciplinas que también cuentan con un rol
importante en el desarrollo del Machine Learning principalmente en la comprension de
datos, describiendo las caracteristicas de un conjunto de datos y encontrando relaciones y

patrones en ellos para construir un modelo.

La estadistica es la ciencia del andlisis de los datos. Las estadisticas clasicas o
convencionales son de naturaleza inferencial, lo que significa que se utilizan para llegar a
conclusiones sobre los datos (varios parametros). EI modelado estadistico se enfoca
principalmente en hacer inferencias y entender las caracteristicas de las variables. Los
modelos de aprendizaje automatico aprovechan los algoritmos estadisticos y los aplican
para predecir los analisis. En un modelo estadistico, una hipétesis es una forma

comprobable de confirmar la validez del algoritmo especifico. [Hurwitz, 2018].

La mineria de datos, sefialada en el apartado 2.1, se basa en los principios de la estadistica
y tiene el objetivo de explicar y comprender los datos. Las herramientas de mineria de datos
estan destinadas a apoyar el proceso de toma de decisiones, mostrando patrones que
pueden ser utilizados por los humanos. En contraste, Machine Learning automatiza el

proceso de identificacion de patrones que se utilizan para hacer predicciones.

2.2.2 Aplicaciones de Machine Learning

Gracias al aumento en Big data y a su incorporacion en diversos paquetes vy librerias
aplicadas a lenguajes de programacién como Python, R, C++, Matlab, etc. El numero de
aplicaciones y estudios se ha incrementado de manera sustancial. Su uso se implementa
en una tarea tan simple como reconocer la escritura humana o tan complejo como los autos

que conducen por si mismos.
Algunos ejemplos de la variedad de campos en que se aplica Machine Learning son:
o Redes sociales:

o Analisis de sentimientos

o Filtrado de spam
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e Transporte
o Monitoreo
o Control de trafico aéreo
o Estimacién de tiempos
e Servicios financieros
o Administracién de portafolios
o Deteccioén de fraudes
o Calificacién crediticia
e Cuidado de la salud
o Diagnostico de enfermedades
o Cirugia Robdtica
e Comercio electrénico
o Atencién al cliente
o Recomendacion de productos
o Publicidad
o Asistentes virtuales
o Procesamiento de lenguaje
o Reconocimiento facial
o Procesamiento y clasificacién de imagenes
o Dictado a texto
o Reconocimiento de voz

o Deteccién de objetos

En el ambito financiero los algoritmos de Machine Learning comienzan a ser utilizados por

empresas para diferentes propdsitos:

e Analizar el comportamiento histérico del mercado utilizando grandes conjuntos de
datos.

¢ Determinar las entradas 6ptimas (predictores) para una estrategia.

o Determinacion del conjunto éptimo de parametros de estrategia.

¢ Haciendo predicciones comerciales, calificacion crediticia, etc.

El mercado financiero genera un gran volumen de datos. Por lo tanto, puede resultar dificil

para un analista estudiar los datos para encontrar un patron y posteriormente disefiar una
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estrategia que funcione. Los algoritmos de Machine Learning se pueden utilizar para
analizar los datos y crear estrategias que nos ayuden a predecir los precios de los activos

con una precision significativa.

2.2.3 Machine Learning en el analisis de Series de tiempo

Recientemente Machine Learning se ha convertido en una aplicacion popular para el
pronostico de series financieras, donde un gran numero de investigaciones han obtenido
una alta exactitud en la prediccidon de cambios en precios o tendencias en diferentes
mercados financieros brindando la posibilidad de obtener ganancias basados en estos

prondsticos.

Las series temporales son observaciones ordenadas en secuencias, generalmente
ordenadas en el tiempo. El analisis de series de tiempo difiere de otros analisis, porque las
observaciones dependen del tiempo. Esto requiere algunas consideraciones al realizar el
aprendizaje automatico, ya que no podemos aleatorizar el orden de las entradas ni afirmar
de cuantas observaciones anteriores depende una observacion actual. Los estudios han
demostrado que los algoritmos de aprendizaje automatico son adecuados para las series
de tiempo de prondéstico y que el aprendizaje automatico se puede utilizar completamente

para uno y dos pasos de prediccion [Bontempi, 2013] [Nesreen, 2010] [Olden, 2016].

2.3 Clasificacion de los algoritmos de Machine Learning

Los modelos empleados en Machine Learning se clasifican en dos técnicas: Aprendizaje
supervisado que entrena un modelo con datos de entrada y salida conocidos para que
pueda predecir salidas futuras y el aprendizaje no supervisado, que encuentra patrones

ocultos o estructuras intrinsecas en los datos de entrada.
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Figura 2.4 Clasificacion de Machine Learning
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2.3.1 Aprendizaje supervisado

En este tipo de algoritmo, el conjunto de datos con los que se lleva a cabo el entrenamiento
consiste en datos etiquetados, es decir, que alimentamos el modelo tanto con los
parametros de entrada como la salida requerida. Emplea una division de datos que consiste
en inputs (X) y outputs (Y), siendo el output o target la respuesta que el algoritmo debe de

producir a través de los datos de entrada.

En este tipo de aprendizaje se desarrollan modelos que definan correctamente la relacion
entre input y output, es decir, que asocien correctamente cada dato de entrada con su
respectiva salida. El objetivo es predecir el valor de la variable respuesta basandose en
numerosas variables de entrada, de forma que la variable a predecir “supervisa” el proceso
de aprendizaje. Formalmente, se buscan los parametros, 6, del modelo, g(.), que describa

la relacion entre input y output [Huertas, 2015]:

Y=9g(X]0)

De forma esquematica, se suelen representar como:
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Figura 2.5 Aprendizaje supervisado
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Fuente: Olden, 2016

A través del aprendizaje supervisado encontramos que los tipos de problemas se dividen
en dos subgrupos: Clasificacién para predecir categorias discretas y Regresién, para

predecir valores continuos.

2.3.1.1 Clasificacion

Es la prediccién de valores discretos, donde la salida del problema se divide en clases y se
busca asociar cada input con su respectiva clase. El problema consiste en tomar un nuevo
input u observacioén y decidir en cual, de un numero determinado de clases, pertenece. Se
desempefia basado en ejemplos de entrenamiento de cada una de las clases. Algunos
ejemplos de problemas de clasificacion son: clasificar si un correo nuevo es spam o no
(output) en funcién de su contenido (input); decidir si un paciente tiene una enfermedad
(output) segun sus sintomas e historial clinico (input); clasificar el riesgo de hacer un crédito

a un cliente (output) en funcién de su capacidad financiera (input) [Huertas,2015].
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Para el caso de estudio de esta investigacion se emplearon algoritmos de clasificacion
binaria, también conocidos como “Two-Class Algorithms” (Algoritmos de dos clases) los
cuales simplemente son algoritmos con dos clases previamente definidas, por ejemplo,

verdadero y falso.

La siguiente figura muestra un ejemplo de modelo de clasificacién en donde un separador

lineal divide las dos clases existentes:

Figura 2.6 Modelo de Clasificacion

Fuente: Olden, 2016

En general, la tarea de un clasificador es la de separar el espacio de variables en regiones
de decision (clases). Los limites entre diferentes regiones se conocen como fronteras de
decision. El calculo de estas fronteras de decision es el objetivo de los modelos de

clasificacion [Huertas, 2015].

2.3.1.2 Regresion

Predice valores continuos, donde la salida se representa mediante un valor numérico
calculado a partir de la entrada de datos. Los algoritmos de regresion funcionan estimando
la relacion existente entre las variables de entrada y la variable de salida, siendo esta

relacion como un cambio en los datos de entrada afectan los datos de salida.
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Los problemas de regresion pueden ser la prediccidon del precio de una casa (output) segun
sus atributos (input); o la creacién de coches autbnomos, donde la salida seria el angulo de
giro del volante en cada instante y la entrada los datos tomados por distintos sensores

dispuestos por el coche.

Figura 2.7 Modelo de regresion
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Fuente: Olden, 2016

2.3.2 Aprendizaje no supervisado

A diferencia de los algoritmos de aprendizaje supervisado, donde empleamos datos
etiquetados para la fase de entrenamiento, los datos no estaran etiquetados para los
algoritmos de aprendizaje no supervisados. La agrupacion de datos en un grupo especifico

se realizara sobre la base de las similitudes entre las variables.

En el aprendizaje no supervisado no existe la figura del “supervisor” y solo se dispone de
los datos de entrada. El objetivo es encontrar regularidades y patrones en los datos que
nos permitan asociar unos con otros. Suponemos que existe una estructura en el espacio
de datos de entrada donde ciertas conductas son mas frecuentes que otras, y nos
interesamos en observar lo que generalmente ocurre y lo que no (lo que en estadistica se

conoce como estimacion de la densidad) [Huertas, 2015].

Un método muy utilizado en el aprendizaje no supervisado es el clustering, una agrupacion
de datos que es util para, por ejemplo, compaifiias interesadas en establecer conjuntos de

consumidores con el fin de ofrecer un producto que interese a la mayoria.
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2.4 Algoritmos de Machine Learning

Existe una gran variedad de algoritmos de Machine Learning, por lo que la eleccion del
algoritmo mas adecuado para un problema puede ser complicado. El Teorema del No Free
Lunch declara que no hay un algoritmo de Machine Learning 6ptimo para todos los
problemas, y que algunos se ajustan mejor que otros para ciertos casos, esto quiere decir,
que, por cada par de algoritmos de aprendizaje, hay tantos problemas en el que el primer
algoritmo es mejor que el segundo, como problemas en el que el segundo es mejor que el
primero. La principal causa de esto es que los diferentes algoritmos manejan problemas
como el ruido y el overfitting de diferentes maneras. No hay manera certera de saber la
manera en que un algoritmo se comportara frente a cada problema, por lo que tenemos que
probar una variedad de diferentes algoritmos con el fin de encontrar cual se ajusta en la
resolucion de nuestro modelo [Wolpert, 2001] [Olden, 2016].

Existen docenas de algoritmos de aprendizaje automatico supervisados y no supervisados,
y cada uno ofrece un enfoque distinto del aprendizaje, por lo que la eleccién del algoritmo
adecuado puede parecer abrumadora. Para encontrar el algoritmo correcto se utiliza en
parte la técnica de ensayo y error ya que no podemos saber si un algoritmo funcionara sin
probarlo. Pero la eleccién del algoritmo también depende del tamaiio y el tipo de los datos
con los que se trabaja, la informacion que se desea obtener de los datos y como se

empleara dicha informacion.
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Figura 2.8 Técnicas y algoritmos de aprendizaje automatico
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Para este proyecto se eligieron siete de los algoritmos de clasificacion mas populares y
empleados en diferentes articulos e investigaciones de prondsticos en series financieras.

En general, en un problema de clasificacion con dos o mas clases, un algoritmo clasificador
divide el espacio de las caracteristicas o variables en volumenes llamados regiones o
limites de decision. Un limite de decisidon es una hipersuperficie que divide el espacio
vectorial subyacente en dos o mas regiones, una para cada clase. La forma en que funciona
el clasificador depende de qué tan bien el limite de decisidon separe los ejemplos de
diferentes clases entre si. En la siguiente figura, las lineas que separan los ejemplos de

cada clase entre si son limites de decision.
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Figura 2.9 Ejemplo de un limite de decision.
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Fuente: Princeton.edu

La forma en que funciona un clasificador depende de qué tan cerca se parezcan los
patrones de entrada a clasificar. En el ejemplo de la figura 2.9, la correspondencia es muy
estrecha y se puede anticipar un rendimiento excelente. Sin embargo, las cosas no siempre
son tan buenas en la practica, y uno debe entender las limitaciones de los clasificadores

simples.

A continuacién, se revisa los aspectos teodricos de los modelos de clasificacion

seleccionados para llevar a cabo este analisis.

2.4.1 Maquinas de soporte Vectorial (Support Vector Machine)

Las maquinas de vectores de soporte (SVM por sus siglas en ingles), son un esquema de
clasificacion que, cuando se construye el modelo, utiliza una funcién matematica para
aumentar las dimensiones de las muestras hasta que pueda separar linealmente las clases
en el conjunto de pruebas. La funcion matematica que aumenta las dimensiones se conoce
como funcion de kernel; la funcion del kernel transforma los datos de tal manera que hay
una mayor posibilidad de separar las clases. La siguiente figura muestra como un kernel ¢
transforma los datos en clases separables. Los SVM pueden usar funciones de kernel tanto
lineales como no lineales [Olden, 20186].
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Figura 2.10 Kernel de una Maquina de soporte vectorial

Il

Fuente: Olden, 2016

Cuando la SVM ha alcanzado un estado en el que puede separar linealmente las clases,
intenta encontrar la separacion 6ptima. La separacion éptima es cuando el separador esta
igualmente lejos de la muestra méas cercana en cada clase, como se muestra en la figura
2.11. Cuando el SVM ha construido su modelo, puede predecir sobre nuevos datos
realizando la misma transformacion del nucleo en los nuevos datos y luego observar a qué
clase deberia pertenecer. Los SVM son conocidos por funcionar bien en conjuntos de
muestras de tamafo razonable, pero tienen un peor rendimiento en conjuntos grandes
[Marsland, 2014].

Figura 2.11 Modelo de una separacion optima.
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2.4.2 K-Nearest Neighbors (KNN)

Este algoritmo se utiliza para clasificar un conjunto de datos en grupos o clases especificas

segun las similitudes entre los datos.

El algoritmo de los k-vecinos mas proximos, o KNN, es uno de los algoritmos mas simples
utilizados en Machine Learning para problemas de regresion y clasificaciéon. Este algoritmo
almacena todos los casos disponibles y los clasifica en funcion de una medida de similitud,
por ejemplo, la funcion de distancia. Un nuevo caso se clasifica en la clase predominante
de su vecindario, es decir, en funcion de la “mayoria de votos” de sus vecinos los datos se
asignan a la clase que tiene los vecinos mas cercanos. A medida que aumenta el nimero

de vecinos mas cercanos (k) la precision puede aumentar.
La siguiente grafica muestra el ejemplo de un modelo KNN para el caso de dos variables
predictoras (X1 y X2). El nuevo dato (cubo) se clasificaria como circulo debido a que es la

clase predominante de su “vecindario”.

Figura 2.12 Ejemplo de clasificacion con K-Nearest Neighbor
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Fuente: Elaboracion propia

Para agrupar los vecinos, se establece una métrica en el conjunto de puntos de
entrenamiento, la cual puede ser la distancia Euclidiana, la distancia Manhattan (o
rectangular) o la distancia de Minkowski. En el caso de variables categéricas, se suele usar

la distancia de Hamming [Huertas, 2015].
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Figura 2.13 Clasificacion en K-Nearest Neighbor con distancia Euclidiana
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Fuente: Garrido, 2018

Por tanto, el proceso de aprendizaje consiste en: una vez seleccionada una métrica
adecuada para el problema, se agrupan los datos de entrenamiento en K “vecindarios”, de
tal forma que esta agrupaciéon sea optima. Cada dato nuevo se clasifica en funcion de la

clase a la que pertenece la mayoria de las variables de su vecindario [Huertas, 2015].

Este algoritmo presenta algunos problemas potenciales en su aplicacién:
e Usa una cantidad muy grande de memoria para almacenar los datos.
e Usa demasiado poder computacional al realizar las predicciones.

¢ Tiene problemas cuando emplea bases de datos con demasiada informacion.

2.4.3 Arboles de decision

Los arboles de decisiéon son un método de Machine Learning que se usa en problemas de

clasificacion y regresion, también conocido como CART.

Son estructuras similares a los diagramas de flujo, en el que cada nodo contiene una prueba
aplicada a una caracteristica, cada rama representa la salida de dicha prueba y cada nodo

final contiene una etiqueta de clase.
41



Cuando los arboles de decisiéon se utilizan como un algoritmo de clasificacion, los arboles
se crean dividiendo el conjunto de datos en subconjuntos segun los resultados con respecto
a una caracteristica y crean los subarboles correspondientes. Esto se realiza hasta que

cada subarbol derivado conduce a un nodo final [Olden, 2016].
La estructura de los arboles de decision se compone de la siguiente manera:

¢ El nodo raiz, esta en la parte superior y no tiene rutas entrantes.

e Los nodos internos o los nodos de prueba estan en el centro y pueden estar en
diferentes niveles o subespacios, tienen vias de entrada y salida.

¢ Los nodos de hoja o los nodos de decisién estan en la parte inferior, tienen rutas

entrantes, pero no rutas salientes y aqui podemos encontrar los resultados.

Figura 2.14 Estructura de los arboles de decision
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Fuente: Elaboracion propia

El proceso de construccion del arbol es su proceso de aprendizaje. El modelo analiza los
datos y extrae de ellos las reglas l6gicas que le permiten clasificar los datos. Se trata de un

proceso recursivo, que consta de los siguientes pasos [Huertas, 2015]:

1. Se analizan las distintas particiones del espacio y se escogen aquellas que generen

mejores regiones de decision.
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2. Se optimiza la separacion.
3. Se repite el paso 1 con los nodos hijos que sean de decision.

El ejemplo mostrado en la figura 2.15 muestra dos variables (X1 y Xz) y dos clases (C1y
C2). A la izquierda, el espacio de variables con cada ejemplo. A la derecha, el arbol
generado, donde los nodos ovalados son nodos de decision y los rectangulares son nodos

hoja.

Figura 2.15 Ejemplo de clasificacion con arboles de decision
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Fuente: Huertas, 2015

Un arbol de decisién divide el espacio de la caracteristica en regiones separadas y cada
observaciéon que cae en una region especifica recibe una prediccion de la media de esa

region.

2.4.4 Bosques aleatorios

Un bosque aleatorio o random forest es una técnica de conjunto capaz de realizar tanto
tareas de regresion como de clasificacion con el uso de multiples arboles de decisién y una
técnica llamada Bootstrap Aggregation, comunmente conocida como bagging. El bagging,
en el método de bosque aleatorio, implica el entrenamiento de cada arbol de decision en

una muestra de datos diferente donde se realiza un muestreo con reemplazo. La idea basica
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detras de esto es combinar multiples arboles de decision para determinar el resultado final

en lugar de confiar en arboles de decision individuales [Hewa, 2018].

En general, el bosque aleatorio construye multiples arboles de decisién y los fusiona para

obtener una prediccion mas precisa y estable.

El algoritmo agrega aleatoriedad adicional al modelo, mientras crecen los arboles. En lugar
de buscar la caracteristica mas importante al dividir un nodo, busca la mejor caracteristica
entre un subconjunto aleatorio de caracteristicas. Esto da como resultado una amplia
diversidad que generalmente resulta en un mejor modelo. Por lo tanto, en el bosque
aleatorio, el algoritmo para dividir un nodo solo tiene en cuenta un subconjunto aleatorio de
las caracteristicas. Incluso podemos hacer que los arboles sean mas aleatorios, mediante
el uso adicional de umbrales aleatorios para cada funcién en lugar de buscar los mejores

umbrales posibles (como lo hace un arbol de decisiéon normal) [Donges, 2018].

Este algoritmo funciona en cuatro pasos:
e Selecciona muestras aleatorias de un conjunto de datos determinado.
e Construye un arbol de decision para cada muestra y obtiene un resultado de
prediccion de cada arbol de decision.
e Realiza una votacion por cada resultado pronosticado.

e Selecciona el resultado de la prediccion con mas votos como la prediccion final.

Figura 2.16 Funcionamiento del Bosque Aleatorio

Input

Predicciones
‘ Arbol 1: .

/\ Arbol 2: A

o Ae AA o oA
Arbol 3: g
v

Prediccién del

‘ A A ‘ Bosque

aleatorio:

Fuente: Polamuri, 2017
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Finalmente, para clasificar un objeto en funcién de sus atributos, cada arbol proporciona
una clasificacion que se dice que "vota" por esa clase. El bosque elige la clasificacion con
el mayor numero de votos. En el clasificador de bosque aleatorio, cuanto mayor sea el

numero de arboles en el bosque se obtienen resultados de mayor precision.

2.4.5 Regresion Logistica

La regresién logistica, a pesar de su nombre, no es un algoritmo de regresion sino un
clasificador binario. La diferencia entre regresién lineal y logistica es que la regresion
logistica se usa con variables dependientes categéricas (por ejemplo: Si/No,
Verdadero/Falso, 0/1, -1/1), a diferencia de las variables de valor continuo utilizadas en la

regresion lineal.

La regresion logistica ayuda a determinar la probabilidad de que una determinada variable
esté en un determinado grupo. El modelo estima la probabilidad de un resultado binario
basado en algunas caracteristicas. Esto lo realiza midiendo la relacion entre la variable
dependiente categérica y una o mas variables independientes mediante la estimacién de

probabilidades utilizando una funcion logistica / sigmoide.

La regresion logistica es un poco similar a la regresion lineal o podemos decirlo como un

modelo lineal generalizado. En la regresion lineal, predecimos una salida con valores reales

y" basada en una suma ponderada de variables de entrada.

Figura 2.17 Regresion lineal
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El objetivo de la regresion lineal es estimar los valores de los coeficientes del modelo ¢, w1,
w2, w3... .wn y ajustar los datos de entrenamiento con un minimo error cuadrado y predecir

la salida y.

La regresion logistica hace lo mismo, pero con una adicion. El modelo de regresion logistica
calcula una suma ponderada de las variables de entrada similares a la regresion lineal, pero
ejecuta el resultado a través de una funcion especial no lineal, la funcién logistica o la
funcion sigmoidea para producir la salida y. Aqui, la salida es binaria o en la forma de 0/1 o

-1/1.
Figura 2.18 Regresion Logistica
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La funcion sigmoidea / logistica esta dada por la siguiente ecuacion:

_ 1
y= 14+e—Bx

(2.1)

Como se puede ver en la figura 2.19, es una curva en forma de S que se acerca a 1 cuando
el valor de la variable de entrada aumenta por encima de 0 y se acerca a 0 cuando la
variable de entrada disminuye por debajo de 0. La salida de la funcion sigmoidea es 0.5

cuando la variable de entrada es O:
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Figura 2.19 Funcién sigmoidea
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Fuente: Singh, 2018
Por lo tanto, si el resultado es mas de 0.5, podemos clasificar el resultado como 1 (o

positivo) y si es menor que 0.5, podemos clasificarlo como 0 (o negativo) [Singh, 2018].

Figura 2.20 Ejemplo de regresion logistica
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Para el caso de estudio de este proyecto que consiste en predecir el movimiento del precio
de las acciones. Si el precio de cierre de mafiana es mas alto que el precio de cierre de
hoy, entonces compraremos las acciones (1), de lo contrario, las venderemos (-1). Si la
produccion es 0.7, entonces podemos decir que hay un 70% de probabilidad de que el
precio de cierre de mafiana sea mas alto que el precio de cierre de hoy y lo clasifiquemos

como 1.
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2.4.6 Naive Bayes

Basado en el Teorema de Bayes que nos dice con qué frecuencia sucede A, dado que
sucede B ( P (A | B) ), cuando sabemos con qué frecuencia ocurre B dado que ocurre A ( P

(B|A)),yquée tan probable es que A y B estén por su cuenta [Patel, 2017].

P(B|A) P(A
P(AIB) = % (2.2)

Donde:

P(A|B) es "Probabilidad de A dado B", la probabilidad de A dado que B sucede.
P(A) es la probabilidad de A.

P(BJA) es "Probabilidad de B dado A", la probabilidad de B dado que A sucede.
P(B) es la probabilidad de B.

El clasificador Naive Bayes calcula las probabilidades para cada factor. Luego selecciona

el resultado con mayor probabilidad.

Este clasificador asume que las caracteristicas son independientes. De ahi la palabra
ingenuo (Naive). Este algoritmo es utilizado para:

e Prediccion en tiempo real

¢ Clasificacion de texto / Filtrado de Spam

e Sistema de recomendaciones

El teorema de Bayes se puede convertir en un problema de clasificaciéon adaptando la

férmula de la siguiente manera:

P({x;}|Clase;) P(Clase,)

P(Clasec|{x;}) = P({x;})

(2.3)

{x;} = {x1}, {x2}, ..., {xn} Variables independientes de una observacion.
P(Clasec|{x;}) = Probabilidad de que dicha observacion pertenezca a la clase C.
P({x;}|Clase.) = Ocurrencia de la clase C en el conjunto de observaciones.

P({x;}) = Ocurrencia de la observacion x; en el conjunto de observaciones.
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Donde tenemos la probabilidad de que dada una observacion X; con todas las variables que

tenemos pertenezca a una clase (Clasec) determinada.

Para poder computar de forma estadisticamente significativa la ocurrencia de dicha
observacion en la Clasec necesitariamos tener suficientes datos para cada combinacion de

todas las variables en el dataset, como lo demuestra la siguiente ecuacion:

P({x;}|Clase;) = P((xq1, x5, ..., xp)|Clasec) (2.4)

Con base en que lo anterior requiere un universo entero de datos que dificiimente se
encuentran a nuestra disposicion, este algoritmo asume de manera “ingenua” que las
variables X; son independientes las unas de las otras entonces se obtiene la siguiente

ecuacion:

P({x;}IClasec) = P((xy, %z, ..., X,)|Clasec) ~ P(x,|Clasec) * P(x,|Clase;) * ... P(x,|Clasec) (2.5)

El clasificador Naive Bayes funciona aprendiendo las probabilidades de ver cada una de las
variables de las observaciones de los datos de entrenamiento para cada clase, y usando el

teorema de Bayes para predecir P (Clasec | Observacion;) [Garrido, 2018].

Naive Bayes ofrece tres alternativas para la formacion de modelos [Patel, 2017]:

e Gaussiano: se usa en la clasificacion y supone que las caracteristicas siguen una
distribucién normal.

e Multinomial: Se usa para conteos discretos. Por ejemplo, un problema de
clasificacion de texto.

e Bernoulli: el modelo binomial es util si sus vectores de caracteristicas son binarios
(es decir, ceros y unos). Una aplicacion seria la clasificacion de texto con el modelo
de "bolsa de palabras" donde los 1 y 0 son "la palabra aparece en el documento" y

"la palabra no aparece en el documento" respectivamente.
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2.4.7 Redes Neuronales Artificiales

Deep Learning es un subcampo de Machine Learning que estudia el uso de las redes
neuronales artificiales. Estos modelos estan basados en el funcionamiento del cerebro
humano. Al igual que el cerebro humano esta formado por células nerviosas o neuronas
que procesan la informacion mediante el envio y la recepcion de seiales, la red neuronal
artificial en el Deep Learning consiste en capas de "neuronas" que se comunican entre si 'y

procesan informacion.

El "profundo” en Deep Learning sefala la cantidad de capas dentro de la red; mientras mas

grande sea el numero de capas, mas profunda es la red.

A diferencia de los modelos tradicionales de Machine Learning que carecen de un
mecanismo para identificar errores y en los cuales el programador debe intervenir para
ajustar el modelo y tomar decisiones mas precisas, los modelos de Deep Learning pueden
identificar la decision inexacta y corregir el modelo por si solos, sin intervencion humana
[Tahsildar, 2018].

Hay tres componentes en una neurona, las dendritas, el axén y el cuerpo principal de la
neurona. Las dendritas son los receptores de la sefial y el axén es el transmisor. Solo, una
neurona no es de mucha utilidad, pero cuando esta conectada a otras neuronas es capaz

de realizar varios calculos complicados.

Figura 2.21 Descripcion de una célula nerviosa

Fuente: Singh, 2018
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Una neurona de computadora se construye de manera similar, hay entradas a la neurona y
la neurona emite una sefial de salida después de algunos calculos. La capa de entrada se

parece a las dendritas de la neurona y la sefial de salida es el axon.

Una red neuronal artificial es un modelo légico matematico compuesto por estas neuronas
o nodos. Cada nodo realiza una operacién sencilla con una entrada seguida de una capa
oculta para conectarse a través de una funcion de transferencia, y volverse a conectar a la
capa oculta con la capa de salida que se enviara con otra funciéon de transferencia en
secuencias. Este procesamiento en paralelo tiene ventajas en el analisis de datos, ya que
el procesar la informacion de esta manera no solo permite aprender de los errores, sino que

permite aprender de ejemplos, y reconocer patrones en los datos [Garcia y Morales, 2013].

Estructura de una red neuronal

Cada red neuronal artificial consta de tres tipos de capas, que son [Tahsildar, 2018]:

e Capade entrada: esta es la primera capa en una red neuronal artificial y proporciona
los parametros de entrada necesarios para procesar la informacion. Simplemente
pasa estos parametros a las capas adicionales sin ningun calculo. Los parametros
con los que alimentamos la capa de entrada nos ayudaran a llegar a un valor de

salida o hacer una prediccion.

e Capas ocultas: estas capas en la red neuronal realizan los calculos necesarios en
las entradas recibidas de las capas anteriores y pasan el resultado a la siguiente
capa. Es crucial decidir la cantidad de capas y la cantidad de neuronas en cada capa
para aumentar la eficiencia del modelo. A mayor numero de capas ocultas, mas

profunda es la red.

¢ Capa de salida: esta capa en la red neuronal profunda nos da la salida final después

de recibir los resultados de las capas anteriores.
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Figura 2.22 Redes neuronales organizadas en capas
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Fuente: Matlab, 2019

Perceptron Multicapa

El perceptrén multicapa es una de las redes neuronales artificiales mas comunes, consta
de una capa de entrada (inputs) y una capa de salida (outputs). Como se muestra en la
figura 2.23 si recibimos un input (variables X1 a X5) el perceptrén asigna 5 pesos (W1 a

WS5), uno para cada variable.

Los pesos, como su nombre lo indica, se utilizan para agregar cierta ponderacion a una
determinada caracteristica. Algunas caracteristicas pueden ser mas importantes que otras

para obtener el resultado deseado [Tahsildar, 2018].
Posteriormente el perceptrén realiza una sumatoria del producto escalar de cada variable

con su peso, después cuenta con una funcion de activaciéon que modifica esa union y lo

convierte en una salida (output).
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Figura 2.23 Perceptron

i o——>
L9 ot—s @ Funcién de
activacion
Senales de 1
€I ot+—> J- ‘
entrada 3 . ‘ /
# Salida
Unidn
€4 o1—> . .
sumadaora

25 o1 ()

Pesos
sinapticos
Capa
Capa ’
Entrada Salida

Fuente: Garrido, 2018

En un caso simple de clasificacién binaria, un perceptron tendra la siguiente funcion de
activacion:

1siW*X+b>0

f(X) =
0 en caso contrario

Donde X es el input (las variables independientes Xi, X...Xn), W son los pesos de la

neurona (Ws, W2...W,) y b es el sesgo.

El perceptron es un algoritmo similar a las maquinas de soporte vectorial, ya que busca
medir la distancia de un vector al hiperplano de decision. El perceptron es un clasificador

lineal al hacer simplemente un producto vectorial y crear una frontera de decision.

Aprendizaje del Perceptron

Como se menciond, los Unicos parametros que tiene el perceptrén son los pesos de la

sinapsis. El objetivo de este algoritmo es encontrar aquellos pesos éptimos.
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Si tenemos un dataset con S observaciones, D = { (X1,d1),...,(Xs,ds) }
X las variables independientes de la observacion j, y X;i la variable i de la observacion j,
X0 = 1 el término de sesgo de cada observacion

D, el valor de la variabe objetivo para la observacion j (1 0 0)
Siendo Wi(t) el peso i de la sinapsis en el paso t,

y el error maximo que queremos cometer, definido como:

s

1
y =2 ld; - y; 0 (2.6)

j=1

El error es la desviacion media de los puntos, es decir, el output (objetivo) menos la

prediccion.

Los pasos en los que aprende el perceptrén son (Garrido, 2018):
1. Inicializa con los pesos de manera aleatoria, por ejemplo, a 0 o a un numero

aleatorio.
2. Para cada observacion j en el dataset D:
a. Calcula el output de la funcién de activacion:

yit) = F[W(t) *X; ]
= £ [ Wo(t)Xjo + Wi(t)X;1 + Wa(t)Xj2 + ... + Wa(t)Xin ]

(2.7)

b. Actualiza los pesos sinapticos, para cada variable i de la observacion j, calcula
los nuevos pesos en funcién del error que se produjo:
Wi (t+1) =W, (t) + (dj-yi(t) )Xj,i (28)

3. Evalua si ha llegado a cumplir el criterio de convergencia (error maximo). Si el error

total es menos que el deseado para, si no, continua.
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El perceptrdn clasico no puede crear fronteras de decision no lineales, por ello en las redes
neuronales existen una variedad de funciones de activacién mas avanzadas, todas ellas

haciendo transformaciones no lineales.

La funcién de activacion en la mayoria de los casos es una funcion continua no lineal, entre
valores de su imagen o contra dominio entre valores de 0 y 1, 0 en otros casos entre -1y
1. La funcion de activacion se elige de acuerdo con las necesidades especificas: la funcion

mas popular es la funcién sigmoidea o logistica, como se muestra en la ecuacion.

f) = (2.9)

1+ e Bx
Otra funcion muy utilizada es la de tipo tangente hiperbdlica (TanH):

x_e—x

fo) = e (2.10)

ex +eX

Estas funciones son las mas utilizadas debido a su facil diferenciacion entre grupos, es decir
funciones clasificadoras que permiten clasificar de manera adecuada [Garcia y Morales,
2013].

Descenso de gradiente

Es un método de optimizacion que se emplea para minimizar o maximizar una funcién. En
las redes neuronales artificiales generalmente se utiliza para minimizar una funcién de

pérdidas, funcion que define el error de nuestro modelo.

Una forma de hacerlo es usando calculo. Supongamos que tomamos 1000 valores para los
pesos y evaluamos la funcion de costo para estos valores. Cuando trazamos la grafica de
la funcién de costo, llegaremos a una grafica como se muestra a continuacion. El mejor

valor para los pesos seria la funcion correspondiente a los minimos de este grafico.
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Figura 2.24 Descenso de gradiente
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Fuente: Singh, 2018

Este enfoque podria ser exitoso para una red neuronal que involucra un peso Unico que
necesita ser optimizado. Sin embargo, a medida que aumenta el niumero de pesos que se
ajustan y aumenta el numero de capas ocultas, el numero de calculos necesarios
aumentara drasticamente. El tiempo que requerira entrenar a un modelo de este tipo sera
extremadamente grande incluso en la supercomputadora mas rapida del mundo. Por esta
razon, es esencial desarrollar una metodologia mejor y mas rapida para calcular los pesos

de la red neuronal. Este método es el Descenso de gradiente [Singh, 2018].

El descenso de gradiente implica analizar la pendiente de la curva de la funcién. En funcién
de la pendiente, ajustamos los pesos para minimizar la funcion de pérdida en pasos en
lugar de calcular los valores para todas las combinaciones posibles. La visualizacion del
descenso de gradiente se muestra en las siguientes figuras. La primera grafica es un solo
valor de pesos y, por lo tanto, es bidimensional. Se puede ver que la bola roja se mueve en
un patrén de zig-zag para llegar al minimo de la funcién de costo. En el segundo diagrama,
tenemos que ajustar dos pesos para minimizar la funcién. Por lo tanto, podemos visualizarlo
como un contorno, como se muestra en la figura, donde nos estamos moviendo en la
direccion de la pendiente mas empinada, para alcanzar los minimos en la duracion mas
corta. Con este enfoque, no tenemos que hacer muchos calculos y, como resultado, los
calculos no toman mucho tiempo, lo que hace que el entrenamiento del modelo sea una
tarea factible [Singh, 2018].
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Figura 2.25 Descenso de gradiente bidimensional y multidimensional

Y

Fuente: Singh, 2018

Propagacion hacia adelante y hacia atras

El primer paso en el proceso de aprendizaje de una red neuronal es la propagacion hacia
adelante, donde en base al input vamos a generar una prediccion, después se calcula el
error de dicha prediccion, finalmente se realiza una propagacion hacia atras, en la que se
busca mejorar el modelo en funcién del error, usando el método de descenso de gradiente.

Figura 2.26 Propagacion hacia adelante y hacia atras

1. Propagacion hacia adelante, Forward Propagation
(calcula prediccion)

\/

2. Calcular error
I

3. Propagacion hacia atras, Backpropagation
(mejora el modelo en funcion del error de
prediccion usando sgd u otro método de

optimizacion)

Fuente: Garrido, 2018
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Aplicaciones del Deep Learning y las redes neuronales artificiales

Las aplicaciones del Deep Learning y las redes neuronales artificiales comprenden un

amplio uso en diferentes campos como:

* Reconocimiento de imagenes

» Procesamiento de lenguaje natural

« Administracion de portafolio y prediccion de precios
» Robdtica y Automéviles autébnomos

* Reconocimiento de voz

« Descubrimiento de farmacos y diagnostico de enfermedades

2.5Overfitting / Under-fitting

Uno de los problemas mas importantes en la aplicacién del Machine Learning es el Over-
fitting y el under-fitting. Problemas existentes a causa del “ruido”. Ruido se refiere a la

informacion irrelevante o al azar que se encuentra presente en un conjunto de datos.

Los algoritmos intentan construir un modelo para que un conjunto de entradas pueda
proporcionar la salida deseada, sin embargo, un modelo debe contener todo lo que es
necesario para el modelado, y nada mas. En términos de Aprendizaje automatico, esto
significa que el conjunto de entradas debe contener exactamente lo que se necesita para
una buena prediccion. La siguiente figura intenta mostrar los problemas de Over-fitting y
under-fitting. Cuando el modelo enfatiza demasiado en tener un bajo error, el modelo crea
un limite de decisidon que es demasiado complicado e incluye el ruido. Cuando el modelo
permite un error demasiado grande, no puede dividir las clases correctamente. Estos
problemas pueden ser dificles de manejar. Y, desafortunadamente, casi todos los
conjuntos de datos del mundo real contienen algun tipo de ruido. En estos casos lo que
sucede es que el algoritmo intenta predecir el ruido y crea un modelo que requiere

demasiados inputs o que es demasiado complejo [Olden, 2016].
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Figura 2.27 Ejemplos de overfitting, underfitting y separacion optima
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Fuente: Olden, 2016

Underfitting se refiere a un modelo que no modelara los datos de entrenamiento ni

generalizara los datos nuevos. La mala adaptacion ocurre porque el modelo no puede

capturar la relacion entre el conjunto de datos de entrada y la variable objetivo (target). Este

problema causa que el modelo no pronostique los objetivos en los conjuntos de datos de

entrenamiento con mucha precision.

En el Overfitting el modelo se adapta de manera excesiva cuando se desempefa en el

conjunto de datos de entrenamiento, pero no funciona de manera adecuada en los datos

nuevos. Este ajuste excesivo ocurre cuando un modelo aprende los detalles y el ruido en

los datos de entrenamiento en la medida en que impacta negativamente el rendimiento del

modelo en datos nuevos.

Algunos métodos empleados para evitar o reducir problemas de Over y Underfitting son:

¢ Emplear una mayor cantidad de datos en la fase de entrenamiento del algoritmo.

e Técnicas de regularizacion

e Técnicas de validacién cruzada que nos permiten evaluar un modelo varias veces

con diferentes configuraciones en los datos. Este proyecto de investigacién usa un

método de validacion llamado K-Fold Cross-Validation.
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Capitulo 3 Disefio e implementaciéon de los modelos

Como meta para este proyecto tenemos: Evaluar una seleccion de algoritmos de
clasificacion de Machine Learning para predecir el movimiento diario del precio del IPC y
comparar su desempefio, asi como evaluar su uso en estrategias de compra y venta de

acciones en la BMV.

En primer lugar, el pronéstico se considera como un problema de prediccion de dos clases,
tomando como base si el precio subiria por encima de un umbral establecido o por el
contrario si este bajaria en un periodo diario. De esta manera convertimos el problema en

una pregunta de verdadero/falso para los algoritmos de Machine Learning.

Los algoritmos de Machine Learning fueron entrenados empleando diferentes
configuraciones de datos (DataSets) como entrada, con el fin de evaluar su desempefio,
asi como destacar cual de estos se ajusta mas para el prondstico de series de tiempo

financieras.
En total se emplearon 7 algoritmos diferentes de Machine Learning y su desempefio se
evalué a través de medidas como: Exactitud (Accuracy), Precision, Recall y F-Score

empleadas comunmente en modelos de clasificacion.

El siguiente diagrama resume la metodologia empleada en la implementacion de los

modelos de Machine Learning.

Figura 3.1 Metodologia de implementacién de los modelos
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Fuente: Elaboracion propia
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3.1 Compilacién de los datos

Empleando la metodologia CRISP-DM las primeras tres fases se encargan de la seleccion,
preparacion y depuracion de los datos a estudiar en un periodo determinado de tiempo,
para el caso de este trabajo comprende la siguiente informacion de entrada que contiene

los valores diarios de apertura y cierre segun sea el caso.

El primer dataset (dataset 1) esta basado en indicadores financieros y macroeconémicos
tanto globales como propios del mercado mexicano. El segundo dataset (dataset 2) solo
consta de variables correspondientes al mercado mexicano. Finalmente, el tercer dataset

(dataset 3) fue creado con base en indicadores de analisis técnicos propios del IPC.

Para realizar el prondstico con los diferentes algoritmos, cada una de estas bases de datos
se probaron con diferentes configuraciones de tiempo con base en la informacion disponible

al momento de su elaboracion.

La informacién incluida en el dataset 1y en el dataset 3 abarcan el siguiente periodo:
¢ 10 afios - 2 de enero de 2009 al 31 de diciembre de 2018

El dataset 2 consiste en datos del siguiente periodo:

e 6 afos y 4 meses aprox. - 30 de agosto de 2012 al 31 de diciembre de 2018

A continuacion, se detallan los componentes de cada dataset seleccionados como variables

de entrada para cada uno de los modelos.

Los datos fueron descargados de paginas de dominio publico como yahoo finance,

Investing.com, Banco de México, Bloomberg y Standard & Poors.

Por otra parte, se cred una variable target u objetivo la cual es empleada como la variable
que los algoritmos de clasificacion de Machine Learning van a predecir. En este caso la
variable target considera, si el precio de cierre del IPC cerrara al alza o a la baja comparado

contra el precio de apertura del mismo dia.
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3.1.1 DataSet 1: Indicadores Financieros y macroeconémicos globales

El desempefio de las acciones de un pais es a menudo inseparable de su crecimiento
economico. Al igual que muchos indices en todo el mundo, el IPC se utilizé inicialmente
como un indicador econémico. Si bien el IPC no busca seguir todo el mercado, ya que hay
muchas mas empresas publicas en el mercado local, instrumentos de deuda, commaodities,
bienes raices, etc., la evolucion del mercado de valores tiene una estrecha relacion con

variables econémicas [Sanchez, 2018].

El primer dataset consisti6 en una base conformada por indicadores financieros vy
Macroeconémicos del mundo y de Meéxico, que pueden afectar directamente el

comportamiento en el precio de una accién mexicana, en este caso el IPC.

Con base en lo anterior los datos que conforman este dataset consisten en el precio de

cierre diario de los siguientes 20 indicadores:

e |PC (Cierret.1 vs Aperturay)

e |PC Cierre

e Nasdaq Composite

e DJI — Dow Jones Industrial Average
e S&P 500 — Standard & Poors 500

e USD/MXN
e EUR/MXN
o TIEZ28

e S&P/BMV Government CETES Bond Index

e S&P/BMV Corporate Bond Index

e EEM - iShares MSCI| Emerging Markets Index
e S&P Emerging Plus

e S&P Developed

e S&P Latin America 40

e XAU/USD

e Bloomberg Commodity Index

e Petroleo Mezcla Mexicana

e S&P China SX20
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e S&P Brazil 15
e VIX - Volatility Index

La variable IPC (Cierret.1 vs Aperturai) esta conformada por el cambio porcentual del IPC

entre el precio de cierre en el dia t .1 y el precio de apertura de la mafiana siguiente en t o.

Las variables USD/MXN y EUR/MXN estan compuestas por el cambio porcentual en el valor

del peso mexicano cambiado por un doélar y un euro al cierre del diat o,y en el diat 1.

El resto de las variables se conforman por el cambio porcentual entre el valor de cierre en

el diat .y el valor de cierre en t 4.

Como se menciona anteriormente, las variables fueron seleccionadas con base en una

posible relacion que pudiese afectar directamente el precio del IPC.
Las siguientes graficas muestran el comportamiento de las variables en el periodo

seleccionado para realizar la investigacion. La linea vertical representa la separacion de los

datos, entre los datos que se emplearon para la fase de entrenamiento y la fase de prueba.
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Figura 3.2 Rendimientos del IPC vs Indicadores de Estados Unidos
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Fuente: Elaboracion propia

La economia mexicana se encuentra estrechamente relacionada con la economia de
Estados Unidos, esto debido en parte a la economia globalizada. Como podemos observar
en la grafica el IPC mantiene una estrecha relacion con los tres indices. Si bien en el periodo
de 10 afos en general podemos observar una tendencia positiva al alza, en ese lapso
también podemos notar la caida de todos los indices tras la crisis global del 2008, asi como
una importante caida a finales del 2018 causada en parte por las politicas econémicas de

Donald Trump.

Se seleccionaron los tres mas importantes indices del mercado financiero de Estados

Unidos:

64



El Nasdag Composite es un indice bursatil que incluye los valores de las empresas
presentes en el mercado Nasdaq, encargado de canalizar las empresas de alta tecnologia,

informatica, telecomunicaciones y biotecnologia entre otras.

El Promedio Industrial Dow Jones refleja el comportamiento de las acciones de las 30
compafiias mas importantes de Estados Unidos listadas en la bolsa de valores de Nueva
York (NYSE).

El indice Standard & Poor’'s 500 (S&P 500) es uno de los indices mas importantes de
Estados Unidos. Esta formado por 500 empresas que cotizan en las bolsas NYSE vy
NASDAQ y se considera el indice mas representativo de la situacién del mercado de

Estados Unidos.

Figura 3.3 Rendimientos IPC vs Indicadores globales
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Fuente: Elaboracion propia
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Todos estos indices fueron seleccionados con el fin de presentar variables globales que
pueden afectar el desarrollo del IPC. En la grafica podemos notar que los indices tuvieron
movimientos similares hasta el ano 2014, cuando el indice Chino comenzé un repunte
importante, por otra parte, el indice Brasilefio comienza una tendencia a la baja, propiciada
por la crisis politica y econémica de ese pais. El indice S&P Latin America 40 presenta una
caida importante junto con el mercado brasilefio causado por la influencia y composicion

de empresas brasilefias en este indicador.

El ETF iShares MSCI Emerging Markets (EEM) busca rastrear los resultados de inversion
de un indice compuesto por acciones de mercados emergentes de capitalizacion grande y
mediana. Esta disefiado para medir el desempeno del mercado de acciones en los
mercados emergentes globales. El indice consiste en valores de los siguientes 24 paises
de mercados emergentes: Brasil, Chile, China, Colombia, Republica Checa, Egipto, Grecia,
Hungria, India, Indonesia, Malasia, México, Pakistan, Peru, Filipinas, Polonia, Qatar, Rusia,
Sudafrica, Corea del Sur, Taiwan, Tailandia, Turquia y los Emiratos Arabes Unidos y una
parte significativa del indice esta representada por valores de compaiiias en las industrias

o sectores financieros y de tecnologia de la informacion.

S&P Dow Jones Indices crea una serie de indices que buscan cubrir ciertas
particularidades, tal es el caso del indice S&P Emerging que captura companias
domiciliadas en mercados emergentes, el S&P Developed es un "benchmark" completo que
incluye acciones de 25 mercados desarrollados. El S&P Latin America 40 incluye las 40
compainias lideres que capturan aproximadamente el 70% de la capitalizacién de mercado
total de la region. Los componentes son elegidos entre los cinco mercados

latinoamericanos principales: Brasil, Chile, Colombia, México y Peru.

El indice S&P/BMV China SX20 busca medir el rendimiento de los ADR y ADS chinos de
mayor tamafo y liquidez, listados en la Bolsa de Valores de Nueva York (NYSE) y en el
NASDAQ. Su objetivo es proporcionar un indice representativo, pero al mismo tiempo
facilmente replicable, que abarque el mercado chino a través de los certificados de

depdsitos Americanos ADR y ADS.

El indice S&P/BMV Brazil 15 busca medir el rendimiento de los 15 ADR brasilefios de mayor
tamafio y liquidez listados en la Bolsa de Valores de Nueva York (NYSE) y el NASDAQ.
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Figura 3.4 Precios Peso-Délar y Peso-Euro
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Fuente: Elaboracion propia

La economia mexicana esta ligada a la economia norteamericana ya que es su principal
socio comercial, y las operaciones se efectuan en dolares. De manera similar sucede un
efecto parecido con el euro, aunque en menor proporcion ya que las operaciones
comerciales son reducidas. Asi observamos la tendencia del délar y el euro desde el 2009
hasta el 2018 en la grafica. Donde se observa que el dolar rebaso la barrera de 15 pesos en
2009 con motivo de la crisis financiera y econdmica que azotd a todo el mundo. A partir de
ese momento se incrementd la volatilidad en el tipo de cambio, producto de la propia
recesién y el proceso de recuperacion. Posteriormente el tipo de cambio permanecio
estable. Sin embargo, desde principios del 2015 se ha observado una fuerte
depreciacion por factores como el alza de las tasas de interés de la Fed, la baja en el precio
del petrdleo, la preocupacion por la debilidad china y el bajo crecimiento del pais. El tipo de

cambio peso-euro mantiene una simetria con el tipo de cambio peso-dolar.
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Figura 3.5 Rendimientos Cetes, Bonos Corporativos y TIIE
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Fuente: Elaboracion propia

La grafica representa la participacion del sector publico a través de los Certificados de la
Tesoreria de la Federacion (Cetes) instrumentos que emite el gobierno para financiarse,
ofreciendo a cambio una tasa de interés cobrable al final de un plazo establecido y el sector
privado (bonos corporativos) en el mercado financiero, por otra parte, se observa el
comportamiento de la Tasa de interés interbancaria de equilibrio (TIIE), la cual es una tasa
representativa de las operaciones de crédito en la banca, generada por el Banco de México

la cual se usa como referencia para establecer algunas tasas comerciales a nivel bancario.
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Figura 3.6 Comparativo base 100 Commodities, Oro-ddlar y Petroleo Mezcla Mexicana
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Fuente: Elaboracion propia

La relacion oro-dolar y el precio del petréleo influyen en el IPC ya que economias como la
mexicana dependiente de los ingresos del petroleo y divisas provenientes de sus
exportaciones principalmente de commodities, los cuales influyen en la trayectoria de las

empresas que cotizan en el mercado bursatil.
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Figura 3.7 Rendimientos IPC vs indice de Volatilidad (VIX)
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El indice de volatilidad VIX conocido como el indicador del miedo se emplea para reflejar el
miedo y pesimismo de los mercados financieros, se encuentra correlacionado al S&P 500
indice que tiene gran repercusion en el resto de las bolsas mundiales. Este indice es de
gran importancia ya que nos dice el sentimiento del mercado sobre las bolsas mundiales.
Cuando tenemos un indice VIX muy bajo, significa que la volatilidad es muy baja y por tanto
no hay miedo en el mercado, lo que hace que las bolsas sigan subiendo. Las grandes
caidas en las bolsas vienen cuando un VIX esta muy bajo y comienza a subir. Por el
contrario, un VIX muy alto significa que la volatilidad es muy alta y eso se traduce en

nerviosismo en el mercado.
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3.1.2 DataSet 2: Indicadores Financieros y macroecondmicos mexicanos

El segundo dataset, consiste exclusivamente en informacion del mercado mexicano para
evaluar el comportamiento de los algoritmos y se conforma por 20 indices creados por la

Bolsa Mexicana de Valores en conjunto con Standard and Poors.

Los indices de la Bolsa Mexicana de Valores y Standard and Poors, segun su especialidad
y enfoque, son indicadores que pretenden reflejar el comportamiento del mercado bursatil
mexicano como un todo, o también agrupando a algunos emisores que comparten cierta
caracteristica [BMV, 2018].

Los indicadores seleccionados se clasifican de la siguiente manera:

indices Sectoriales Analiticos de S&P/BMV

Los indices Sectoriales Analiticos de S&P/BMV buscan medir el rendimiento de los sectores
econdémicos dentro del mercado bursatii mexicano, de acuerdo con el sistema de
clasificacion industrial creado por la Bolsa Mexicana de Valores. Los componentes de estos

indices son ponderados por capitalizacion de mercado [BMV, 2018].

e S&P/BMV Sector Materiales

e S&P/BMV Sector Industrial

e S&P/BMV Sector Productos de Consumo Frecuente
e S&P/BMV Sector Servicio de Consumo no Basico

e S&P/BMV Sector Salud

e S&P/BMV Sector Servicios Financieros

e S&P/BMV Sector Servicios de Comunicacion

indices de actividad econémica

Los indices de Actividad Econémica de la Bolsa Mexicana de Valores y S&P Dow Jones
son indicadores que reflejan el comportamiento de los diferentes Sectores (Primario,
Secundario y Terciario) de la Bolsa Mexicana de Valores que conforman la Actividad
Econdmica del pais al incluir los mas liquidos. Las empresas de cada actividad en sus listas
constituyentes, en funcién de las variaciones de precios de una lista constitutiva equilibrada,

ponderada y representativa [BMV, 2018].
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Sector primario: Actividades en las que se extraen y explotan los recursos naturales, tal
como se obtienen de la naturaleza, ya sea para alimentos o para la generacién de materias

primas (consumo o comercializacion).

o Agricultura

o Explotacién forestal

o Cria de ganado, ganaderia
o Mineria

o Pescar

Sector secundario: Se refiere a la industria en general, donde el uso de maquinaria y
procesos automatizados para transformar las materias primas obtenidas del sector primario
(incluidas fabricas, manufactura, talleres, laboratorios, etc.) es predominante. Los productos

mas complejos se desarrollan a partir de materias primas.

o Construccion
o Electricidad, gas y agua.

o Industria manufacturera

Sector terciario: No hay produccién de bienes materiales como tal, aqui los productos
fabricados en el sector secundario (incluidas las comunicaciones y el transporte) se venden

o explotan (servicios)

Producen comodidad y satisfaccion de las necesidades humanas a través de la prestacion

de servicios.

o Comercio
o Servicios

o Transporte

Con estos indices, la Bolsa de Valores de México y los indices de S&P ofrecen opciones
para seguir el comportamiento del mercado de valores al agrupar en las diferentes listas de

constituyentes todas las actividades econémicas que participan en él [BMV, 2018].
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Los indices de actividad econdémica son los siguientes:

e S&P/BMV Extractiva (Mineria y Agricultura)

e S&P/BMV Transforma (Industria manufacturera, electricidad, gas y agua)
e S&P/BMV Construye (Construccion)

e S&P/BMV Comercio (Casas Comerciales y Distribuidores)

e S&P/BMV Enlace (Infraestructura y Transportes)

e S&P/BMV Servicios (Servicios Financieros)

e S&P/BMV Servicios Comerciales (Comercio y Prestacion de Servicios)

indices fundamentales

Se compone de dos indices:

e S&P/BMV Bursa Optimo
e S&P/BMV indice de Calidad, Valor y Crecimiento

El indice S&P/BMV Bursa Optimo busca medir el rendimiento de las acciones de mayor
tamano y liquidez listadas en la Bolsa Mexicana de Valores, mediante un esquema de
ponderacion que toma en cuenta la capitalizacion de mercado ajustada al capital flotante,
la liquidez y variables fundamentales como los ingresos netos, ganancias operativas,
margen de ganancia, relacion precio-ganancias (P/E) y relacion deuda neta-patrimonio
[S&P, 2018].

El S&P/BMV indice de Calidad, Valor y Crecimiento busca medir el rendimiento de acciones
que forman parte del S&P/BMV IPC y que presentan la combinacién mas elevada de

calidad, valor y crecimiento [S&P, 2018].

De manera adicional este modelo se alimenta con los siguientes indices representativos de

los bonos emitidos por el gobierno y por el sector privado:

e S&P/BMV Government CETES Bond Index
e S&P/BMV Corporate Bond Index
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El S&P/BMV Government CETES Bond Index busca medir el rendimiento de Certificados
de la Tesoreria (CETES) de México. Los componentes del indice deben ser titulos emitidos
por el gobierno mexicano con plazos de vencimiento inferiores a un afo y denominados en

pesos mexicanos [S&P, 2018].
El S&P/BMV Corporate Bond Index, es disefiado para medir el rendimiento de los titulos

emitidos por corporativos mexicanos, con vencimiento mayor a 31 dias y denominados en

pesos mexicanos [S&P, 2018].

3.1.3 DataSet 3: Indicadores de analisis técnico

Los indicadores generados a traves del analisis técnico son empleados de manera comun

por gestores e inversionistas en la creacion de estrategias de trading.
Esta base consiste en indicadores de analisis técnico, obtenidos a través de datos diarios
del IPC, transformados por medio de formulas matematicas establecidas a partir de los

datos de apertura, maximo, minimo, cierre y volumen.

La siguiente tabla resume los indicadores seleccionados como input para los modelos, asi

como las férmulas empleadas en su calculo:
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Tabla 3.1 Indicadores técnicos y formulas

Indicador Técnico Formula

SMA (Media Mévil Simple) Ce+Cqt+ .+ Cy
n
RSI (Relative Strength Index) 100 - 100

(Zn 1UP¢— L)/(Zn 1Downt l)

W|”|ams %R Hpn—Ct % 100
Hp—Ln

SAR SAR,,, = SAR, + o (EP — SAR,)

ADX = Average DX14
DI 14 Dif f

L M
ADX (Average Directional Index) DX=100 (DI YT )
MACD (Moving Average 2
convergence/Divergence) MACD(n);_, + E+ 1 * (DIFF, — MACD(n);_,)
Stochastic Oscilator %K Ce — LLey «100
HH, , — LL,_,
Stochastic Oscilator %D YLK i%
n
Momentum C, — Co_py
Weighted Moving Average M* C+n—1)*Cqy+--+C,

n+(n—-1)+--+1)

Ct= Precio de cierre DOWNt=cambio en el precio hacia abajo en
L=Precio minimo en t tiempo t

H=Precio maximo en t LL: y HH= el minimo mas bajo y el maximo
Upt=Cambio de precio hacia el alza en t mas alto en los ultimos t dias.
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Indicador Técnico Formula
ROC (Rate of Ch - Ce_
(Rate of Change) Ce=Cen % 100
t—n
CCl ( Commodity Channel Index) M¢— SM¢
0.015-D;

Bollinger Bands

High+Low+Close

TP = .
MidBand = SMA * TP

AD (Accumulation/Distribution
Line)

CLV = (Close — Low) — (High — Close)
- (High — low)
AD = AD_; + CLV * Volume

OBV (On Balance Volume)

OBV = OBV_;+ Volume
OBV = OBV_; — Volume
OBV = OBV_,

TR (True Range)

TrueHigh = Highest of High, or Close_,
TrueLow = Lowest of Low, or Close_;
TR = TrueHigh — TrueLow

Average Price

Open + High + Low + Close
4

Weighted Close

High + Low + Close * 2
4

EMA (Exponential Moving
Average)

2

T on+1

EMA =K xinput + (1 - K) * EMA_,

«= Factor de aceleracion

EP = Precio Extremo

TP=Typical Price
CLV = Close Location Value

Fuente: Elaboracion propia con informacion de Anzola (2015), Python Ta-Lib y FMLabs.com




3.1.4 Variable de salida (Target)

Esta base se considera como la variable de salida (output) y es el dato o clase que los

algoritmos buscaran predecir.

La variable se incorpora al modelo con el fin de “entrenar” a cada uno de los algoritmos en

la fase de aprendizaje/entrenamiento.

Debido a que los modelos buscan predecir el cambio diario entre el precio de apertura y el
precio de cierre, se creo una sefial (binaria) que nos indica si el cambio porcentual entre el

precio de apertura y el precio de cierre del dia tiene un aumento o un decremento:

1, cambio porcentual > 0.5%

Target
-1, cambio porcentual a la baja

Si la variable indica un “1” quiere decir que el precio de cierre es mayor que el precio de
apertura del dia, esto podemos interpretarlo como una sefial de “compra”, mientras que en
caso de tener un “-1” se considera como una sefial de “venta” ya que el precio de cierre es

menor al precio de apertura de ese dia.

Se aplico un umbral de 0.5% al cambio porcentual del dia, que nos indica cuanto debe subir
el precio de la accion para considerarlo como una sefial positiva, con el fin de crear una
estrategia de trading que nos permita maximizar las ganancias y cubrir posibles gastos de

comision por la compra/venta del instrumento a través de una casa de bolsa.

3.2 Normalizacién

Dado que valores con magnitudes diferentes pueden generar problemas en la ejecucion de
los algoritmos se aplica una normalizacion de los datos de entrada, en este caso, normalizar
significa comprimir los valores de la variable para que estos se encuentren en un rango
definido.
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Para el caso del Dataset 1 y 2 se realizé un preprocesamiento de los datos con el objetivo
de obtener valores relativos, es decir cambios porcentuales calculados a través de la

siguiente formula y aplicadas a cada una de las variables mencionadas:

[(Pt— Pt4) / Pea] x 100 (3.1)

Al convertir estas variables de entrada y salida en tasas, se obtienen variables de entrada

normalizadas.

Para el Dataset 3 se aplicd un Escalado Estandar o Estandarizacion, esta técnica hace que
los datos se reajusten para que tengan las propiedades de una distribucién normal estandar
convirtiendo la media de los datos a cero y su varianza a 1, permitiéndonos de esta manera
normalizar los datos entre unos limites definidos (el maximo y el minimo de la variable)

empleando la siguiente férmula:

X — Xmedi
XNormalizada = X, mer (32)
esv.est.

Esto nos ayuda a disminuir los sesgos (bias) al entrenar el modelo. Si no se realiza este
paso corremos el riesgo de que los algoritmos den un mayor peso a aquellas caracteristicas

que tienen un valor promedio mas alto que otras.

La siguiente grafica muestra una comparativa entre la distribucién de los datos del precio

de cierre diario del IPC y el indicador MACD antes y después del escalado.
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Figura 3.8 Comparativo entre datos antes y después de escalar
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En la siguiente tabla, de igual manera, podemos observar el cambio que se lleva a cabo

con el preprocesamiento de los datos.

Tabla 3.2 Comparativo entre datos antes y después de escalar

Antes de escalar Después de escalar

Media 38,552.78 -4.29
Desviacidon estandar 8,068.06 1.00
Valor Maximo 51,713.37 1.63
Valor Minimo 16,891.02 -2.68

Fuente: Elaboracion propia
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3.3 Filtro Hodrick Prescott

Como caso de estudio adicional se realizé la aplicacion de un filiro de suavizamiento al
dataset 1 y al dataset 2 con el fin comparar el desempeno de los algoritmos cuando son

probados con datos que contienen menos “ruido”.

El Filtro Hodrick-Precott (Filtro HP) es una herramienta matematica utilizada principalmente
en macroeconomia para realizar la descomposicion de series de tiempo, lo que implica
separar una serie de tiempo en dos componentes; componentes de ciclo y componentes

de tendencia.

El Filtro HP crea una representacién no lineal suavizada de una serie de tiempo que es
menos sensible a las fluctuaciones de corto plazo que a las fluctuaciones de largo plazo. El
filtro de Hodrick-Prescott asume que cualquier serie de tiempo X determinada puede
dividirse en un componente de tendencia Tt y un componente ciclico C; y expresarse por
la suma X; = Tt + C: . El componente ciclico se puede obtener restando T de X dando C; =
Xt - Tt . EI componente ciclico y el componente de tendencia se pueden aislar resolviendo

el siguiente problema de minimizacion [Larsen,2010]:

T T
ming (e —lTe)* + 2 [(Te41 — ) — (te — Te)]Pxe €X (3.3)
; ; ) )

Donde el primer término de la ecuacion es la suma de la desviacion al cuadrado de C: y el
segundo término es la primera diferencia del componente de tendencia. Al resolver el
problema de minimizacién, el primer término penaliza los valores grandes de C¢, mientras
que el segundo término penaliza la falta de suavidad en T:. La compensacion entre los dos
términos es controlada por el parametro A. En consecuencia, los valores mas altos de A
penalizan las variaciones en la primera diferencia del componente de tendencia que causa
una linea de tendencia mas suave que es menos sensible a las fluctuaciones a corto plazo
que a las fluctuaciones a largo plazo (esencialmente controla el grado de suavizado en las
fluctuaciones a corto plazo). A medida que A se aproxima a 0, el componente de tendencia
se aproxima a la serie de tiempo original, y cuando A se acerca a infinito T: se aproxima a

una tendencia lineal [Larsen, 2010] [Guerrero,2011].

Para esta investigacion se utiliza el valor tipico A = 1600 para el suavizado de los datos.
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Las siguientes graficas comparan el precio de cierre del IPC con los datos suavizados una
vez que se aplico el Filtro HP. Este filtro se aplico a todas las variables de entrada y

posteriormente se realizo la normalizacion de los datos indicada en la seccién 3.2.

Figura 3.9 Datos reales vs filtro HP
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3.4 Divisiéon de datos

Aprender los parametros de una funcién de prediccion y probarla con los mismos datos es
un error metodologico: un modelo que simplemente repetiria las etiquetas de las muestras
qgue acaba de ver tendria una puntuacioén perfecta pero no podria predecir nada util en datos
aun no vistos. Para evitar el problema anterior, es una practica comun cuando se realiza
un experimento de Machine Learning separar los datos disponibles en conjuntos de

entrenamiento y de prueba [scikit-learn.org, 2018].

Para las primeras pruebas se selecciono el 80% de los datos para utilizarlos en la fase de
entrenamiento de los algoritmos y el 20% de los datos restantes se reservé para la fase de
pruebas.

Figura 3.10 Division de los datos
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Fuente: Elaboracion propia

3.5 Validacion cruzada de K iteraciones (K-Fold Cross-Validation)

Es una técnica que nos permite hacer un uso mas eficiente de los datos que tenemos con
el fin de minimizar el sesgo asociado con el muestreo aleatorio de los datos de
entrenamiento y prueba en la comparacion de la precisién predictiva de dos 0 mas métodos

[Desai et al., 1996]. A través de este método podemos disminuir los problemas asociados
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al over y under-fitting revisados en la seccion 2.5 y mantener la habilidad de generalizacion

de los algoritmos de Machine Learning.

En la validacion cruzada k-fold, el conjunto de datos completo (D) se divide aleatoriamente
en k subconjuntos mutuamente exclusivos (bloques: D+, Do, ..., Dk) de aproximadamente el
mismo tamano. El modelo de clasificacion es entrenado y probado k veces. Cada vez (t €
{1, 2, ..., k}), se entrena en todos menos un pliegue ( D¢) que se reserva para la prueba. El
desempefio de la validacién cruzada k-fold se calcula simplemente como el promedio de

las medidas de rendimiento individuales k:

k
cv = 2 PM, (3.4)
i=1

x|~

Donde CV significa validacion cruzada, k es el numero de bloques utilizados y PM es la

medida de desempefio para cada bloque [Olson y Denle, 2008].

Para estimar el rendimiento de los modelos en esta investigacion se utilizé una validacion
cruzada de 10 bloques o capas. Los estudios empiricos mostraron que 10 parece ser un
numero optimo de pliegues que optimiza el tiempo que se tarda en completar la prueba y
minimiza el sesgo y la varianza asociados con el proceso de validacién [Kohavi, 1995]. En
la validacién cruzada de 10 bloques, todo el conjunto de datos se divide en 10 subconjuntos.
Cada bloque se usa una vez para probar el rendimiento del modelo de predicciéon que se
genera a partir de los datos combinados de los nueve bloques restantes, lo que lleva a 10

estimaciones de rendimiento independientes como se ve en la figura [Oztekin et al., 2016].

Figura 3.11 Representacion grafica de la validacion cruzada de 10 bloques
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Fuente: Oztekin et al., 2016
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3.6 Implementacion de los modelos de clasificacion

Una vez que creamos un conjunto de datos histéricos con entradas relevantes y dividimos
los datos en conjuntos de entrenamiento y de prueba utilizamos los datos de entrenamiento

para entrenar nuestros algoritmos y hacer un prondstico sobre el precio futuro del IPC.

El proceso de aprendizaje se basa en deducir una funcion que asocie los datos con su
respectiva clase (subida o bajada del precio) a partir de la observacion de ejemplos,
llamados datos de entrenamiento. Estos ejemplos son, como ya mencionamos inputs y
outputs, correctamente asociados que el algoritmo analiza y de donde obtiene
conclusiones, es decir detecta patrones y relaciones no visibles a simple vista. Por tanto,
queremos crear una funcién capaz de predecir la clase correspondiente a cualquier objeto
de entrada después de haber visualizado una serie de ejemplos. El proceso de adaptacién
de las normas y pautas aprendidas por el algoritmo a nuevos ejemplos (desconocidos hasta

el momento) se conoce como generalizacion [Huertas, 2015].

Una vez que el algoritmo se aplica a los datos de entrenamiento, lo usamos en los datos de
prueba y analizamos su rendimiento comparando la clase pronosticada con la variable

target real.

Para la implementacién de los algoritmos se empled el lenguaje de programacién Python
en conjunto con la libreria Scikit-learn especializada en médulos de analisis de datos y
Machine Learning. A través de este entorno obtenemos el beneficio de reducir los tiempos
en la implementacion de los algoritmos, asi como la facilidad de ajustar los parametros de

estos segun se requiera.

3.7 Medidas de desempefio

Algunas de las medidas de desempefio mas populares en los modelos de clasificacion son
la Exactitud, Precision, Recall y el F-Score. Estas medidas se calculan con base en el
numero de verdaderos/falsos positivos y negativos. Para efectos de esta investigacion un
verdadero positivo se da cuando el modelo pronostica correctamente que el precio de cierre

del IPC aumentara (por encima del umbral definido) con respecto al precio de apertura.
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Falso positivo se da cuando el modelo pronostica de manera incorrecta que el precio
aumentara. Por otra parte, un verdadero negativo significa que el modelo pronostica
correctamente que el precio no aumentara y un falso negativo significa que pronostico

incorrectamente que el precio no aumentaria.

3.7.1 Exactitud

Es un criterio de desempefio practico que muestra el éxito direccional del modelo propuesto.

Es la relacién de las predicciones correctas de movimientos al alza o a la baja.

A través de esta medida calculamos la exactitud del modelo, ya sea la fraccion o el conteo
de las predicciones correctas. Si todo el conjunto de etiquetas predichas para una muestra
coincide estrictamente con el verdadero conjunto de etiquetas, entonces la precision del

subconjunto es 1.0; De lo contrario es 0.0.

Si y* es el valor pronosticado de la muestra iy y es el valor real correspondiente, entonces

la fraccion de predicciones correctas sobre el nUmero de muestras Nmuestras S€ define como
[scikit-learn, 2018]:

Nmuestras—1

A 1 A
Exactitud(y,y ) =— 1y ;=) (3.5)

nmuestras

Il
o

3.7.2 Reporte de clasificacion

Es un informe de texto que muestra las principales métricas de clasificacion. Miden la

capacidad del modelo para reconocer los valores positivos y negativos.

El reporte de clasificaciéon cuenta con las siguientes métricas [scikit-learn.org, 2018]:

e Precision. La precision es la relacion tp/(tp+fp) donde tp es el numero de verdaderos
positivos y fp el numero de falsos positivos. La precisién es intuitivamente la
capacidad del clasificador para no etiquetar como positiva una muestra que es

negativa.
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e La recuperacion (recall) es la relacion tp/(tp+fn) donde tp es el numero de
verdaderos positivos y fn el numero de falsos negativos. La recuperacién es
intuitivamente la capacidad del clasificador para encontrar todas las muestras

positivas.

e La F-score se puede interpretar como una media armoénica ponderada de la
precision y el recall, donde una puntuacion F-beta alcanza su mejor valoren 1y la

peor puntuacion en 0.

La puntuacion F-Score otorga pesos a la precision y al recall por un factor de beta.

Beta = 1 significa que la precision y el recall son igualmente importantes.

En este contexto, podemos definir las nociones de precision, recall y F-Score [scikit-learn,
2018]:

tp
Precision = ———— (3.6)
tp+fp
Recall = —F 7
ecatt = tp+ fn (3.7)

precision * recall

FB=(1+p%

(3.8)

B? precision + recall

3.7.3 Matriz de confusion

Evalta la precision de la clasificacion al calcular la matriz de confusién con cada fila

correspondiente a la clase verdadera.

Una matriz de confusion es un resumen de los resultados del modelo de clasificacion
mostrados en una representacion matricial. Las filas representan las clases reales y las

columnas representan las clases predichas.

En una tarea de clasificacion binaria, los términos “positivo” y “negativo” se refieren a la
prediccion del clasificador, y los términos “verdadero” y “falso” se refieren a si esa
prediccion corresponde a la observacion real. Dadas estas definiciones, podemos formular

la siguiente tabla:
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Clase actual
(observacion)

Figura 3.12 Matriz de confusién

Clase pronosticada

Fuente: Elaboracion propia

87



Capitulo 4 Resultados

En esta seccion se revisan los resultados obtenidos para las diferentes configuraciones. La
seccion 4.1 contempla la aplicacién de los modelos con el dataset 1 y el dataset 2 sin haber
sido suavizados (datos brutos) asi como el dataset 3. La seccién 4.2 presenta los resultados
cuando el dataset 1y el dataset 2 fueron procesados con el filtro de suavizamiento Hodrick-
Prescott. Esto nos permite comparar el desempefio de los modelos cuando son alimentados

con datos que contienen mayor o menor ruido.

4.1 Resultados sin la aplicacion del filtro HP

4.1.1 Exactitud de los modelos

En esta seccidén se muestra la exactitud conseguida por cada uno de los modelos con la
division de datos de 80% para la fase de entrenamiento y 20% para la fase de pruebas en
cada una de las tres diferentes configuraciones de datos. El siguiente cuadro muestra el

numero de registros empleado por los modelos para cada una de las fases:

Tabla 4.1 Numero de registros por base de datos

Base de datos  Entrenamiento ‘ Pruebas
DataSet 1 2,193 243
DataSet 2 1,389 154
DataSet 3 2,250 250

Fuente: Elaboracion propia

Los resultados conseguidos por los modelos se encuentran en un rango de entre 48.22%
obtenido por la maquina de soporte vectorial aplicado en el dataset 2 (el peor) y 54.69%
conseguido por los arboles de decision en el dataset 2 (el mejor) para la fase de pruebas,
siendo la maquina de soporte vectorial el algoritmo con el menor porcentaje de éxito y los

arboles de decision el algoritmo con el mejor desemperio.
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En estos resultados la exactitud en el prondstico de la fase de pruebas nos proporciona los

resultados reales de los modelos, al ser en esta fase en la que los algoritmos aplican los

resultados obtenidos durante su fase de entrenamiento.

Tabla 4.2 Resultados de Exactitud

Dataset 1 (Var. Mundiales-Mexicanas)

Magquinas K-Nearest Arboles Bosques Regresion Naive Red
Soporte Neighbor Decision Aleatori Logistica Bayes Neuronal

Vectorial elghbo ectsio eatorios 6 v MLP
Entrenamiento:  72.18% 60.93% 59.50% 59.29% 54.62% 53.08% 98.10%
Pruebas: 48.57% 48.77% 50.00% 49.59% 52.46% 52.46% 52.87%

Dataset 2 (Var. Mexicanas)
Maquinas < .. . Red
K-Nearest Arboles Bosques Regresidn Naive

Soporte Neighbor Decision Aleatorios Logistica Bayes Neuronal

Vectorial & g \ MLP
Entrenamiento:  62.32% 60.29% 58.91% 59.40% 56.81% 52.11% 100.00%
Pruebas: 48.22% 48.87% 54.69% 48.87% 51.13% 49.51% 52.75%

Dataset 3 (Var. Analisis técnico)

Magquinas K-Nearest Arboles Bosques Regresion Naive Red
Soporte Neighbor Decision Aleatorios Logistica Bayes Neuronal

Vectorial & g \ MLP
Entrenamiento:  58.15% 62.85% 55.15% 56.20% 54.30% 52.00% 92.20%
Pruebas: 51.80% 51.20% 48.80% 51.60% 50.40% 49.00% 50.60%

Fuente: Elaboracion propia

Como podemos observar en estos resultados, las diferentes configuraciones de datos no

representan una diferencia significativa que nos ayude a obtener una mejora en el éxito de

los prondsticos. Los modelos aplicados en el dataset 1 promedian una exactitud de 50.67%,

en el dataset 2 un 50.58% y finalmente en el dataset 3 promedian un 50.49%. Como se

menciond anteriormente tanto el peor como el mejor resultado obtenido por los modelos

para todas las configuraciones se dio en el dataset 2. En el dataset 1 la mayor exactitud la

tiene el modelo de la Red Neuronal Atrtificial (52.87%) y la menor exactitud la obtuvo la

maquina de soporte vectorial (48.57%). Para el dataset 3 el modelo con los mejores

resultados fue la maquina de soporte vectorial (51.80%) y el de menor desempefio fueron

los arboles de decision (48.80%).
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4.1.2 Reportes de Clasificacion

En esta seccién se presenta el reporte de clasificacion y las matrices de confusion

elaborado para cada uno de los modelos con la divisién de datos 80/20.

La siguiente tabla muestra el reporte de clasificacion en el cual podemos medir la precision,
Recall y F1-Score asi como la matriz de confusién para cada uno de los algoritmos

probados.

Como se menciono en la seccion 3.7.2 en la clasificacion binaria, algunas de las medidas
de rendimiento mas comunes son Precision, Recall y F-Score. Estas son medidas

estadisticas que se calculan a partir del nUmero de verdaderos / falsos positivos y negativos.

Para el problema en esta tesis, un verdadero positivo seria cuando el modelo predice
correctamente que el precio aumentaria por encima del umbral establecido al final del dia.
Falso positivo se da cuando el modelo predice incorrectamente que el precio del indice
aumentaria. Por otro lado, un verdadero negativo significa que predijo correctamente que
el precio no aumentaria, y un falso negativo significa que predijo incorrectamente que el

precio no aumentaria.

Si alguien compra acciones basandose en el prondstico de un modelo binario,
probablemente seria prudente utilizar un algoritmo que rara vez predice un falso positivo,
ya que un falso positivo causaria que compre una accioén y pierda dinero. Por esa razon, se
puede argumentar que la precision es la mejor medida, ya que es una medida de la relacion
entre verdaderos positivos y falsos positivos o en otras palabras, la proporcion de cuantas
veces el modelo obtendria una ganancia en comparacién con cuantas veces el modelo
crearia una pérdida, lo que significaria que minimizaria el riesgo de perder dinero. Debido
a esto, el modelo con la mayor precision puede ser el mejor si uno quiere obtener una
ganancia. Esto seria especialmente cierto en periodos bajistas cuando no se espera que el

mercado aumente.

Recall mide la proporcion de la frecuencia con la que el algoritmo predice correctamente
que una accion subira frente al numero de veces que falla. Cuanto mayor sea el recall, mas

a menudo el algoritmo identificara el aumento y, por lo tanto, obtendra ganancias. Si bien
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el uso de este indicador pudiera resultar riesgoso a menudo las estrategias de mayor riesgo

pueden ser las mas lucrativas.

El F-Score considera tanto la precision como el recall y, por lo tanto, es mas informativo
que cualquiera de ellos por si mismos. Se calcula utilizando la media arménica de los dos
valores. Por lo tanto, es probable que el algoritmo con el F-Score mas alto tenga un buen

desempefio en periodos bajistas, alcistas y en general, en cualquier punto intermedio.

En este caso de estudio, en general, los modelos presentan desempefos neutros
ubicandose cerca del 50 % para las 3 evaluaciones. En el dataset 1 los modelos con la
mejor precision y recall son las redes neuronales artificiales y Naive Bayes con 53% para
ambas pruebas, en el F-Score las redes neuronales obtienen nuevamente un 53 % en
promedio. En el dataset 2 los arboles de decision obtienen los mejores resultados promedio
con 56% para las pruebas de precision y recall y 55% en la prueba F-score. Por ultimo en
el dataset 3 las maquinas de soporte vectorial y los bosques aleatorios consiguen un 52%
promedio en la precision y recall, en la F-score las maquinas de soporte vectorial

nuevamente son el mejor algoritmo con 52%

Con respecto a las matrices de confusion obtenidas, para el dataset 1 la matriz de confusién
que presenta los mejores resultados es la red neuronal artificial, acertando 111 sefales de
compra, sin embargo, clasificando erréneamente 134, con respecto a las sefiales de venta

los arboles de decision aciertan 204 veces y fallan solo en 39 sefales.

Para el dataset 2 el algoritmo Naive Bayes acierta en pronosticar 87 sehales de compra,
fallando 76. En las senales de los bosques aleatorios son el algoritmo con mejor desempefio

pronosticando correctamente 128 sefales y tan solo fallando en 18 sefales.

En el dataset 3 el algoritmo Naive Bayes y los algoritmos de decision tiene el mejor
pronéstico en cuanto a sefales de venta obteniendo 230 y 226 sefiales correctas
respectivamente. El mejor algoritmo para detectar las sefiales de venta fueron las maquinas

de soporte vectorial pronosticando 135 sefales de manera correcta.
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Dataset 1 (Var. Mundiales-Mexicanas)

Tabla 4.3 Reporte de clasificacion

Dataset 2 (Var. Mexicanas)

Dataset 3 (Var. Analisis técnico)

Maquinas de soporte vectorial

Maquinas de soporte vectorial

Maquinas de soporte vectorial

Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix:
-1 0.48 0.31 0.38 77 168 -1 0.52 0.28 0.36 45 118 -1 0.52 0.49 0.51 124 127
1 0.49 0.66 0.56 83 160 1 0.47 0.71 0.57 42 104 1 0.52 0.54 0.53 114 135
Avg 0.49 0.49 0.47 Avg 0.50 0.50 0.47 Avg 0.52 0.52 0.52
K-Nearest Neighbor K-Nearest Neighbor K-Nearest Neighbor
Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix:
-1 0.49 0.43 0.46 106 139 -1 0.52 0.40 0.46 66 97 -1 0.51 0.56 0.53 140 111
1 0.49 0.54 0.51 111 132 1 0.47 0.58 0.52 61 85 1 0.51 0.47 0.49 133 116
Avg 0.49 0.49 0.49 Avg 0.50 0.49 0.49 Avg 0.51 0.52 0.51
Arboles de Decisién Arboles de Decisién Arboles de Decisién
Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix:
-1 0.51 0.16 0.25 40 205 -1 0.59 0.47 0.52 76 87 -1 0.49 0.90 0.64 226 25
1 0.50 0.84 0.63 39 204 1 0.52 0.64 0.57 53 93 1 0.42 0.07 0.12 231 18
Avg 0.51 0.50 0.44 Avg 0.56 0.56 0.55 Avg 0.46 0.49 0.38
Bosques Aleatorios Bosques Aleatorios Bosques Aleatorios
Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix:
-1 0.50 0.29 0.37 71 174 -1 0.56 0.14 0.23 23 140 -1 0.51 0.72 0.60 180 71
1 0.50 0.70 0.58 72 171 1 0.48 0.88 0.62 18 128 1 0.52 0.31 0.39 171 78
Avg 0.50 0.50 0.48 Avg 0.52 0.51 0.43 Avg 0.52 0.52 0.50
Regresion Logistica Regresion Logistica Regresion Logistica
Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix:
-1 0.54 0.34 0.42 84 161 -1 0.55 0.41 0.47 67 96 -1 0.51 0.49 0.50 124 127
1 0.52 0.71 0.60 71 172 1 0.49 0.62 0.55 55 91 1 0.50 0.51 0.51 121 128
Avg 0.53 0.53 0.51 Avg 0.52 0.52 0.51 Avg 0.51 0.50 0.51
Naive Bayes Naive Bayes Naive Bayes
Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix:
-1 0.54 0.36 0.43 88 157 -1 0.52 0.53 0.53 87 76 -1 0.50 0.92 0.64 230 21
1 0.52 0.69 0.59 75 168 1 0.46 0.45 0.46 80 66 1 0.42 0.06 0.11 234 15
Avg 0.53 0.53 0.51 Avg 0.49 0.49 0.50 Avg 0.46 0.49 0.38
Red Neuronal MLP Red Neuronal MLP Red Neuronal MLP
Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix: Clase Precision Recall F1-Score | Confusion Matrix:
-1 0.54 0.45 0.49 111 134 -1 0.56 0.50 0.53 82 81 -1 0.51 0.56 0.53 141 110
1 0.52 0.60 0.56 96 147 1 0.50 0.55 0.53 65 81 1 0.50 0.45 0.48 137 112
Avg 0.53 0.53 0.53 Avg 0.53 0.53 0.53 Avg 0.51 0.51 0.51
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4.1.3 Importancia de las variables

Un inconveniente importante en la mayoria de los algoritmos de Machine Learning es el problema de la caja negra, sin embargo, los
algoritmos de Arboles de decision y Bosques aleatorios a diferencia del resto nos permiten medir la importancia de cada variable de

entrada en la prediccion, asi como observar los parametros que los modelos establecieron para cada uno de los arboles generados.

Las siguientes graficas creadas por el modelo muestran la importancia relativa o la contribucion de cada caracteristica en la prediccion.
Calcula automaticamente la puntuacion de relevancia de cada funcion en la fase de entrenamiento. Luego, reduce la relevancia para que

la suma de todas las puntuaciones sea 1.

Arboles de decision

Figura 4.1 Importancia de las variables — Arboles de decision
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Podemos observar que cuando el algoritmo fue entrenado con el dataset 1y el dataset 2 da la mayor importancia a la diferencia porcentual
que existe entre el precio de cierre del dia anterior y el precio de apertura del dia actual. Posteriormente con los datos del dataset 1 otorgo
una mayor importancia al tipo de cambio Peso-Ddlar, al indice de bonos corporativos, la TIIE 28 dias y finalmente a los 2 indices que
siguen el comportamiento de los mercados emergentes (EEM y S&P Emerging markets). Cuando el modelo fue entrenado con el dataset
2 otorgd una gran importancia al indice “Calidad, valor y crecimiento”, seguido de los bonos corporativos, CETES asi como el precio de
cierre del IPC y el indice de materiales. Para el dataset 3 la mayor importancia corresponde al indicador OBV (On Balance Volume) que

relaciona el volumen de negociacion con los cambios de precio.

Bosques aleatorios

Figura 4.2 Importancia de las variables — Bosques aleatorios
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Para el caso de los Bosques aleatorios la mayor importancia nuevamente corresponde a la
diferencia porcentual que existe entre el precio de cierre del dia anterior y el precio de
apertura del dia actual para el dataset 1 y el dataset 2. De igual manera cuando el modelo
fue entrenado con los datos del dataset 3 la mayor importancia corresponde al indicador
técnico OBV (On Balance Volume) seguido del indicador MOM (Momentum) que compara
el precio actual con el precio anterior de una cantidad en periodos anteriores, en este caso
del IPC.

4.1.4 K-Fold Cross-Validation

La siguiente tabla muestra los resultados obtenidos a través de los modelos de K-Fold

Cross Validation para cada una de las 10 capas.

Tabla 4.4 Resultados K-fold cross validation

Dataset 1 (Var. Mundiales-Mexicanas)

Magquinas K-Nearest Arboles Bosques Regresion Naive Red Neuronal
Fold No. Soporte . . . P
X Neighbor Decision Aleatorios Logistica Bayes MLP
Sectorial
1 52.4 51.6 57.7 59.0 49.5 53.6 54.9
2 53.7 50.0 57.8 57.8 54.9 51.6 54.9
3 53.7 48.4 50.4 50.8 48.8 50.4 50.4
4 47.1 52.0 59.0 55.3 55.7 48.8 50.0
5 48.0 50.0 52.9 50.8 50.8 49.2 54.9
6 50.0 52.5 52.9 50.8 49.2 52.0 57.0
7 56.0 54.3 54.3 56.8 53.1 54.3 51.9
8 449 48.1 53.5 55.1 50.6 46.9 49.8
9 49.8 51.9 48.6 46.1 50.2 52.3 51.4
10 46.9 46.1 49.8 53.1 53.9 51.9 50.2
Mean 50.2 50.4 53.6 53.5 51.6 51.1 52.5
Std. Dev 3.4 2.3 3.4 3.7 2.3 2.1 2.4
Dataset 2 (Var. Mexicanas)
Mdquinas de < . ..
Fold No. soporte K-I\!earest Arbo!e.s’de Bosqut.es Regr,es'lon Naive Red Neuronal
. Neighbor Decision Aleatorios Logistica Bayes MLP
vectorial
1 55.4 49.6 48.3 52.9 54.8 54.8 43.2
2 46.5 46.5 45.8 47.1 51.6 43.9 53.5
3 53.5 51.6 51.6 50.3 49.7 47.1 47.1
4 55.8 49.4 50.0 55.2 51.3 52.6 54.5
5 56.5 51.3 53.9 55.8 59.7 46.8 55.2
6 46.8 46.8 47.4 51.3 51.9 52.6 47.4
7 51.9 51.9 48.7 50.6 48.1 50.0 53.9
8 52.6 42.9 50.0 44.2 46.1 44.8 53.2
9 45.5 42.2 57.1 50.6 49.4 55.2 50.6
10 46.8 44.8 48.7 45.5 48.1 48.7 51.3
Mean 51.1 47.6 50.1 50.3 51.0 49.6 51.0
Std. Dev 4.1 3.4 3.1 3.6 3.7 3.8 3.7
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Dataset 3 (Var. Analisis técnico)

Mdquinas de K-Nearest Arboles de Bosques Regresion Naive Red Neuronal

Fold No. soporte . s . s

. Neighbor Decisidn Aleatorios Logistica Bayes MLP
vectorial

1 57.9 54.4 57.1 57.5 55.2 57.5 53.2
2 58.8 50.8 58.4 58.0 55.6 59.6 46.4
3 47.2 49.2 48.4 49.2 52.0 49.6 52.8
4 46.0 53.6 44.8 54.0 44.4 48.4 53.6
5 49.2 48.8 53.6 52.4 52.8 50.8 54.8
6 52.4 50.4 52.4 52.0 52.8 49.6 52.4
7 49.6 49.2 49.6 50.0 50.8 52.8 48.8
8 51.6 50.4 46.0 46.8 52.0 44.0 51.2
9 54.8 54.4 49.6 54.0 50.8 49.6 46.0
10 48.8 46.8 48.0 50.0 52.4 48.0 48.4
Mean 51.6 50.8 50.8 52.4 51.8 51.0 50.7
Std. Dev 4.1 2.4 4.2 34 2.9 4.4 2.9

Fuente: Elaboracion propia

A través de este método podemos notar que los modelos mejoran ligeramente sus
resultados, aunque sin llegar a otorgar un aumento significativo en el porcentaje de éxito de
los pronésticos. Los algoritmos de arboles de decisién y bosques aleatorios presentan los
mejores resultados en cuanto a exactitud con un 53.6% y 53.5% respectivamente
entrenados con el dataset 1. El peor desempefio lo obtiene el algoritmo K-Nearest Neighbor
entrenado en el dataset 2 con un 47.6% de exactitud.

Las siguientes graficas resumen y comparan los principales resultados obtenidos por los
algoritmos en cada uno de los métodos de evaluacion aplicados.

DataSet 1
Figura 4.3 Comparativo de resultados - Dataset 1
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Fuente: Elaboracion propia
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DataSet 2

Figura 4.4 Comparativo de resultados - Dataset 2
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Fuente: Elaboracion propia

DataSet 3
Figura 4.5 Comparativo de resultados - Dataset 3
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Como se menciona anteriormente todos los algoritmos se mantienen cercanos al 50% en
cada una de las evaluaciones realizadas. Los diferentes conjuntos de datos en que estos
fueron entrenados y probados no representaron diferencias significativas o mejoras
considerables en su desempeno. Por otra parte, el tamafo en el periodo de tiempo que

abarcan cada una de las bases tampoco influyo en obtener mejores o peores resultados.

4.1.5 Matrices de confusion

A continuacion, se muestran solo las mejores matrices de confusién obtenidas por los
algoritmos en cada una de las tres configuraciones de datos empleando la validacién

cruzada de 10 capas.

DataSet 1
Figura 4.6 Matrices de confusién — Dataset 1
Red Neuronal Bosques aleatorios
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Fuente: Elaboracion propia

Para las pruebas realizadas en el DataSet 1 las redes neuronales presentaron los mejores
resultados en la prediccion de las sefiales de compra al conseguir pronosticar 592 registros
de manera correcta. Por otra parte, los Bosques aleatorios se desempefiaron de mejor
manera que el resto de los algoritmos al pronosticar las sefales de venta con 1,035 registros

correctos y tan solo 237 sefiales incorrectas.
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DataSet 2

Actual

Figura 4.7 Matrices de confusién — Dataset 2
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En el DataSet 2 el modelo de los Arboles de decision arrojo los mejores resultados en la

prediccion al pronosticar 416 sefiales de compra de manera correcta y 343 de manera

incorrecta. Con respecto a las sefiales de venta los Bosques aleatorios nuevamente son el

mejor en pronosticar las sefiales de venta con 557 registros correctos y 227 incorrectos.

DataSet 3
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Figura 4.8 Matrices de confusién — Dataset 3
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Finalmente, para el DataSet 3 el modelo de Naive Bayes tuvo el mejor desempeno al
pronosticar 769 senales de compra de manera correcta contra 426 sehales de manera
incorrecta. En cuanto a las sefiales de venta una vez mas los Bosques aleatorios destacan
al pronosticar 1,046 sefiales de manera correcta y solo 259 de manera incorrecta.

De estos resultados podemos destacar que los modelos se desempefan mejor al
pronosticar un movimiento a la baja en el precio del IPC, esto quiere decir que la mayoria

de los modelos se desempefaria mejor durante un mercado bajista.
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4.2 Resultados con la aplicacién del filtro Hodrick Prescott

4.2.1 Exactitud de los modelos

Como podemos observar en la siguiente tabla, la aplicacion de un filtro de suavizamiento
nos permitid obtener mejores resultados una vez que se elimino parte del ruido presente en
las series de tiempo financieras. Los resultados generados cuando los modelos se aplicaron
al dataset 1 varian entre un 51.84% y un 56.56% correspondiente al algoritmo de Regresion

Logistica.

Por otra parte, los modelos entrenados con el dataset 2 presentan los mejores resultados
de la investigacion al tener una exactitud de entre 54.69% y 58.25% conseguida por los

algoritmos de Regresion Logistica y Bosques aleatorios.

Tabla 4.5 Resultados de Exactitud

Dataset 1 (Var. Mundiales-Mexicanas)

p— - Red
Magquinas K-Nearest  Arboles Bosques  Regresion . N
Soporte Neighbor  Decision Aleatorios Logistica Naive Bayes Neuronal
Vectorial & g MLP
Entrenamiento: 57.75% 60.63% 60.42% 58.06% 57.85% 56.47% 64.17%
Prueba: 52.25% 50.82% 53.48% 56.15% 56.56% 53.89% 51.84%
Dataset 2 (Var. Mexicanas)
aqui p Red
Magquinas K-Nearest  Arboles Bosques  Regresion . N
Soporte Neighbor  Decision Aleatorios Logistica Naive Bayes Neuronal
Vectorial 8 g MLP
Entrenamiento: 57.13% 60.21% 59.48% 58.43% 57.86% 56.40% 63.13%
Prueba: 57.93% 54.69% 57.93% 58.25% 58.25% 57.28% 55.34%

Fuente: Elaboracion propia
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4.2.2 Reporte de clasificacion

Tabla 4.6 Reporte de clasificacion

Dataset 1 (Var. Mundiales-Mexicanas)

Dataset 2 (Var. Mexicanas)

Maquinas de soporte vectorial

Maquinas de soporte vectorial
Class Precision Recall F1-Score | Confusion Matrix: Class Precision Recall F1-Score | Confusion Matrix:
-1 0.56 0.23 0.33 57 188 -1 0.61 0.58 0.59 95 68
1 0.51 0.81 0.63 45 198 1 0.55 0.58 0.56 62 84
Avg 0.54 0.52 0.48 Avg 0.58 0.58 0.58

K-Nearest Neighbor

K-Nearest Neighbor

Class Precision Recall F1-Score | Confusion Matrix: Class Precision Recall F1-Score | Confusion Matrix:
-1 0.51 0.41 0.46 101 144 -1 0.56 0.67 0.61 109 54
1 0.51 0.60 0.55 96 147 1 0.53 0.41 0.46 86 60
Avg 0.51 0.51 0.51 Avg 0.55 0.54 0.54

Arboles de Decisién

Arboles de Decisién

Class Precision Recall F1-Score | Confusion Matrix: Class Precision Recall F1-Score | Confusion Matrix:
-1 0.53 0.60 0.57 148 97 -1 0.57 0.80 0.67 131 32
1 0.54 0.47 0.50 130 113 1 0.60 0.33 0.42 98 48
Avg 0.54 0.54 0.54 Avg 0.59 0.57 0.55

Bosques Aleatorios

Bosques Aleatorios
Class Precision Recall F1-Score | Confusion Matrix: Class Precision Recall F1-Score | Confusion Matrix:
-1 0.61 0.36 0.45 89 156 -1 0.60 0.63 0.61 103 60
1 0.54 0.76 0.63 58 185 1 0.56 0.53 0.54 69 77
Avg 0.58 0.56 0.54 Avg 0.58 0.58 0.58

Regresion Logistica

Regresion Logistica
Class Precision Recall F1-Score | Confusion Matrix: Class Precision Recall F1-Score | Confusion Matrix:
-1 0.57 0.53 0.55 130 115 -1 0.59 0.68 0.63 111 52
1 0.56 0.60 0.58 97 146 1 0.57 0.47 0.52 77 69
Avg 0.57 0.57 0.57 Avg 0.58 0.58 0.58
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Naive Bayes Naive Bayes
Class Precision Recall F1-Score | Confusion Matrix: Class Precision Recall F1-Score | Confusion Matrix:
-1 0.55 0.42 0.48 103 142 -1 0.59 0.61 0.60 100 63
1 0.53 0.66 0.59 83 160 1 0.55 0.53 0.54 69 77
Avg 0.54 0.54 0.54 Avg 0.57 0.57 0.57

Red Neuronal MLP

Red Neuronal MLP

Class Precision

-1 0.52
1 0.52
Avg 0.52

Recall  F1-Score
0.60 0.56
0.43 0.47
0.52 0.52

Confusion Matrix:

148 97

138 105

Class Precision

-1 0.59
1 0.52
Avg 0.56

Recall  F1-Score
0.53 0.55
0.58 0.55
0.56 0.55

Confusion Matrix:
86 77

61 85

Fuente: Elaboracion propia

En los reportes de clasificacion nuevamente notamos una mejora en los resultados

obtenidos. Si bien, los algoritmos presentan desempefos similares, podemos destacar los

resultados de las maquinas de soporte vectorial aplicadas en el dataset 2 (58%), los Arboles

de decision en el dataset 2 (59%) y los bosques aleatorios y regresion logistica en ambas

bases de datos (57/58%).
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4.2.3 Importancia de las variables

Arboles de Decision

Con respecto a la importancia que el modelo da a cada una de las variables observamos
que para el dataset 1 el precio de cierre del IPC de los dias anteriores representa la mayor
proporcion. Para el caso del dataset 2 el modelo otorgd una mayor importancia en la
generacion de su prondstico al indice Bursa Optimo que mide el rendimiento de las acciones
de tomando en cuenta variables fundamentales como los ingresos netos, ganancias

operativas, margen de ganancia, etc.

Figura 4.9 Importancia de las variables — Arboles de decision
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Fuente: Elaboracion propia
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Otra de las caracteristicas de los algoritmos de arboles de decision y bosques aleatorias es
la posibilidad de visualizar los arboles generados por los modelos. A continuacién, se
muestran los arboles generados para cada uno de los datasets.

DataSet 1
Figura 4.10 Arbol de decision de dataset 1
IPC Cierre <= 0.08
gini =0.498
samples = 1948
value = [919, 1029]
Tru:/ \F:lse
IPC Cierre <= -0.175 TIEE 28 <= 0014
gini =0.494 gini = 0.467
samples = 1077 samples = 871
/ value = [596, 481] value = [323, 548]
S&P Latin America 40 <= -0.183 USD/MXN <=0.164 EUR/MXN <= -0.08 Corporate Bond Index <= 0.06
gini =0.442 gini=05 gini = 0451 gini =0.492
samples = 294 samples = 783 samples = 619 samples = 252
value = [197,97] value = [399, 384] value = [213, 406] value = [110, 142]
gini = 0403 gini = 0.496 gini = 0.498 gini = 0.476 gini = 0.483 gini =0.424 gini = 0.498

samples = 239 samples = 55 samples = 655 samples = 128 samples = 235 samples = 384 samples = 232
value =[172,67] value = [25, 30] value = [349,306] value = [50, 78] value = [96, 139] value = [117,267] value = [108, 124]

Fuente: Elaboracion propia

DataSet 2
Figura 4.11 Arbol de decision de dataset 2
Bursa Optimo <= -0.019
gini=0.5
samples = 1389
value = [679,710]
Tru:/ \F:lse
Serv. Financieros <= -0.115 IPC Cierre <=0.12
gini = 0.484 gini = 0.487
samples = 561 samples = 828
value = [331,230] value = [348, 480]
Construccion <= -0.487 Serv. Comerciales <= -0.05 IPC Cierre <=0.116 IPC Cierre vs Apertura <= 0.03
gini = 0.456 gini =0.496 gini =0.498 gini =0.463
samples = 245 samples = 316 samples = 448 samples = 380
value = [159, 86] value = [172, 144] value = [210, 238) value = [138, 242)
 \ / N
gini = 0475 gini = 0.495 gini =0.459 gini = 0.496 gini = 0432 gini=05
samples = 209 samples = 162 samples = 154 samples = 438 samples = 285 samples = 95
value = [128, 81] value = [73, 89] value = [99, 55] value = [200, 238] value = [90, 195] value = [48,47]

Fuente: Elaboracion propia
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Bosques Aleatorios

Los bosques aleatorios obtuvieron una mayor contribuciéon para la creacion de s

us

prondsticos del precio de cierre del IPC de los dias anteriores tanto para el dataset 1 como

para el dataset 2.

Figura 4.12 Importancia de las variables — Arboles de decision
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Fuente: Elaboracion propia

Con respecto a los parametros empleados en los algoritmos de bosques aleatorios se
crearon 100 arboles de decisién para cada uno de los modelos, a continuacion, se
muestran algunos ejemplos de los arboles creados por los algoritmos para cada una de

las bases de datos con las que fueron probados.
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DataSet 1

Figura 4.13 Ejemplo 1. Arbol de decisién en dataset 1

IPC Cierre <=-0.2
gini=0.5
samples = 1242
value =[932, 1016]

Tru:/ fflse

TIEE 28 <= 0.0 S&P 500 <= 0.3
gini=0.4 gini=0.5
samples = 192 samples = 1050

value =[211, 81] value =[721, 935]

l i

gini=0.4 gini =0.2 gini =0.5 gini=0.4
samples = 160 samples = 32 samples = 995 samples = 55
value =[158, 75] value = [53, 6] value = [699, 860] value = [22, 75]

Fuente: Elaboracion propia

Figura 4.14 Ejemplo 2. Arbol de decisién en dataset 1

USD/MXN <= 0.0
entropy =1.0
samples = 1229
value = [943, 1005]

True False
DJI<=0.2 S&P Emerging <= -0.5
entropy = 1.0 entropy =1.0
samples = 747 samples = 482
value = [517, 656] value = [426, 349]

entropy = 1.0 entropy = 0.9 entropy = 0.7 entropy =1.0
samples = 650 samples = 97 samples = 35 samples = 447
value = [475, 560] value = [42, 96] value = [44, 10] value = [382, 339]

Fuente: Elaboracion propia
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DataSet 2

Figura 4.15 Ejemplo 1. Arbol de decisién en dataset 2

IPC Cierre <= 0.1

gini=0.5
samples = 788
value = [593, 641]
True False
Comunicacion <= -0.2 Calidad, Valor y Crecimiento <= 0.2
gini=0.5 gini=0.5
samples = 442 samples = 346
value = [393, 299] value = [200, 342]
gini=0.3 gini=0.5 gini=0.4 gini=0.5
samples = 28 samples = 414 samples = 211 samples = 135
value = [37, 9] value = [356, 290] value = [100, 220] value =[100, 122]

Fuente: Elaboracion propia

Figura 4.16 Ejemplo 2. Arbol de decisién en dataset 2

Calidad, Valor y Crecimiento <= 0.0
entropy = 1.0
samples = 781
value = [601, 633]

True False

Serv. Comerciales <= 0.1 CETES Bond Index <= 0.0

entropy = 1.0 entropy = 1.0
samples = 321 samples = 460
value = [294, 217] value = [307, 416]

entropy = 1.0 entropy = 0.8 entropy = 1.0 entropy = 0.9
samples = 277 samples = 44 samples = 306 samples = 154
value =[240, 197] value = [54, 20] value = [228, 258] value = [79, 158]

Fuente: Elaboracion propia

108



4.2.4 K-Fold Cross Validation

Tabla 4.7 Resultados K-fold cross validation

Dataset 1 (Var. Mundiales-Mexicanas)

Fold No. l\:iqpl;irrtl:s K-D{earest Arbo!e.slde Bosquc:es Regrles.ién Naive  Red Neuronal

Vectorial Neighbor Decision Aleatorios Logistica Bayes MLP

1 61.88 58.19 60.24 59.42 60.65 60.24 65.16

2 61.9 57.8 57.0 61.9 58.2 63.9 57.0

3 52.9 50.0 52.9 54.1 55.7 49.2 54.1

4 58.6 54.5 57.0 60.2 60.2 58.6 52.9

5 54.5 52.0 56.6 54.1 57.8 51.6 56.6

6 54.1 54.1 58.6 54.1 56.1 54.5 54.5

7 58.0 56.0 56.0 56.0 58.8 57.2 49.8

8 56.4 52.3 47.7 54.7 57.2 54.7 52.7

9 53.9 46.5 55.6 53.1 58.4 52.7 53.1

10 53.9 51.4 52.7 58.8 53.9 55.1 52.7
Mean 56.6 53.3 55.4 56.6 57.7 55.8 55
Std. Dev 3.2 34 33 2.9 2.0 4.1 3.9

Dataset 2 (Var. Mexicanas)
Fold No. l\:iqpl;irrtl:s K-D{earest Arbo!e.slde Bosquc:es Regrles.ién Naive  Red Neuronal

Vectorial Neighbor Decision Aleatorios Logistica Bayes MLP

1 60.64 56.13 60.0 61.29 60.0 56.12 56.77

2 60.0 56.1 57.4 60.6 61.9 59.4 60.0

3 55.5 54.2 60.0 56.8 56.1 56.8 48.4

4 55.2 53.9 56.5 57.1 53.2 57.8 51.9

5 56.5 48.1 58.4 56.5 59.1 58.4 50.6

6 55.8 56.5 56.5 55.8 55.8 54.5 57.1

7 58.4 57.1 58.4 58.4 58.4 58.4 63.6

8 53.9 48.1 51.9 53.9 55.8 54.5 54.5

9 58.4 52.6 57.1 59.1 57.1 58.4 54.5

10 59.1 57.1 57.8 59.1 58.4 58.4 58.4
Mean 57.4 54.0 57.4 57.9 57.6 57.3 56
Std. Dev 2.2 33 2.2 2.2 2.4 1.6 4.3

Fuente: Elaboracion propia
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Los resultados generados por la validacion cruzada no generaron un aumento significativo
en la exactitud de los modelos en comparacion con la division de datos 80/20. Cuando los
algoritmos fueron probados con el dataset 1 la Regresion logistica obtuvo los mejores
resultados (57.7%), mientras que con el dataset 2 los bosques aleatorios tienen el mejor
desempenio (57.9%).

Las siguientes graficas resumen los resultados obtenidos por los algoritmos en cada uno
de los métodos de evaluacion aplicados.

DataSet 1

Figura 4.17 Comparativo de resultados - Dataset 1
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Maquina de K-Nearest Arboles de Bosques Regresidn Naive Bayes Redes
Soporte Neighbor decisiéon aleatorios Logistica Neuronales
Vectorial Artificiales
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Fuente: Elaboracion propia
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DataSet 2

Figura 4.18 Comparativo de resultados - Dataset 2

59.0%

58.0%

57.0%

56.0%

55.0%

54.0%

53.0%

52.0%

51.0%

Maquina de K-Nearest Arboles de Bosques Regresion Naive Bayes Redes
Soporte Neighbor decisiéon aleatorios Logistica Neuronales
Vectorial Artificiales

W Exactitud mPrecision mRecall m®F1-Score mK-Fold Cross Validation

Fuente: Elaboraciéon propia
En estas graficas nuevamente notamos la mejora que tuvo el desempefo de los algoritmos

al trabajar con datos suavizados. A diferencia de las pruebas realizadas sin la aplicaciéon
del filtro HP en su mayoria los algoritmos se acercan al 60% en las evaluaciones aplicadas.
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4.2.5 Matrices de Confusion

DataSet 1

Figura 4.19 Matrices de confusion — Dataset 1
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Fuente: Elaboracion propia
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En las pruebas realizadas en el DataSet 1 los arboles de decisidon presentaron los mejores

resultados en la prediccion de las sefiales de compra al conseguir pronosticar 697 registros

de manera correcta. Por otra parte, las maquinas de soporte vectorial se desempefiaron de

mejor manera que el resto de los algoritmos al pronosticar las sehales de venta con 1,012

registros correctos.
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DataSet 2

Figura 4.20 Matrices de confusion — Dataset 2
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Fuente: Elaboracion propia

Para el caso del DataSet 2 el modelo de los Arboles de decisién arrojo los mejores
resultados en la prediccion al pronosticar 417 sefiales de compra de manera correcta y 342
de manera incorrecta. Con respecto a las sefiales de venta el algoritmo Naive Bayes es el

mejor en pronosticar las sefiales de venta con 510 registros correctos y 274 incorrectos.
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Capitulo 5 Backtesting — Simulacion de una estrategia de inversion

Backtesting es una metodologia utilizada para verificar y diagnosticar la eficiencia y los
resultados de un modelo de trading. Esta metodologia intenta determinar si las conclusiones
del modelo son acertadas al realizar una “evaluacion hacia atras”, al aplicar los resultados

de un modelo en periodos anteriores y compararlo con datos histéricos.

En un backtesting se simula de forma exacta las reglas de entrada y salida impuestas por

un modelo con el fin de probar una estrategia de trading antes de emplearla.

Con el propésito de evaluar de forma practica el prondstico generado por los algoritmos de

Machine Learning a continuacion se simul6 una estrategia de inversion.

Dado que la precision de esta metodologia depende de las predicciones correctas de todos
los movimientos del indice (hacia arriba o hacia abajo), realizar una evaluacion a través de
una estrategia de trading es una medida importante ya que las decisiones de compra / venta

se basan en las predicciones de que el indice aumentara o disminuira.

Aqui se propone como meta obtener una estrategia de compra/venta sencilla para actuar
con base en los pronésticos. Los modelos predicen el cambio entre la apertura y los valores
de cierre del dia de negociacién. Si se pronostica que el mercado aumentara por encima
del umbral, esto indica una “compra”. Por otro lado, si se prevé que caiga, esto sefala una

“venta”.

Todas las operaciones se realizan al comienzo del dia de negociacion al precio de apertura
del IPC. El primer dia que se recibe una sefal de compra del modelo, se realiza una
inversion en el IPC utilizando el monto total de capital. Las senales de compra en los dias
siguientes se tratan como instrucciones de espera hasta que se recibe una sefal de venta.
Todas las unidades de inversion que se mantienen actualmente se venden al precio actual
después de una sefnal de venta, el capital se convierte nuevamente en efectivo. Las sefales
de venta de dias posteriores se tratan nuevamente como instrucciones no comerciales,

hasta que se recibe otra sefial de compra y se repite el proceso.
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Precio
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42000 A

40000 A1

5.1 Senales de compra venta

Con fines practicos se cred una serie de graficas para cada uno de los modelos, estas
graficas proporcionan una manera practica de visualizar las sefiales de compra y venta
arrojadas por cada uno de los algoritmos el triangulo rojo indica una sefal de venta,

mientras el triangulo verde indica una sefial de compra del instrumento.

La grafica muestra un ejemplo de las senales, en este caso por la maquina de soporte

vectorial entrenada con el DataSet 1 de indicadores globales.

Figura 5.1 Sefiales de Compra/Venta, algoritmo Maquina de Soporte Vectorial

— IPC Close
V¥V Venta
Compra

l

Fuente: Elaboracion propia
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5.2 Rendimientos

Las siguientes graficas contrastan el desempefio de los rendimientos conseguidos por
medio de una estrategia basada en las sefiales pronosticadas por cada modelo. En este
caso los rendimientos de cada modelo se comparan con los rendimientos obtenidos en una
estrategia pasiva en la cual se genera una compra al inicio del periodo (2 de enero de 2018)
y una venta al final de este (31 de diciembre del 2018).

Esta estrategia pasiva en el IPC generé un rendimiento de -15.63%, por lo que este es el
parametro principal con el que mediremos el desempefio de todos los modelos.

DataSet 1

Figura 5.2 Estrategia de inversion — DataSet 1

e |PC == [Vlaquinas de soporte vectorial K-Nearest Neighbors
Arboles de Decision e Bosques Aleatorios e Regresion Logistica
e Naive Bayes e Redes Neuronales Artificiales

Fuente: Elaboracion propia

Como resultado de realizar una estrategia de compra y venta con base en las senales
pronosticadas por cada uno de los modelos obtenemos que la regresién logistica consigue
el mejor rendimiento (5.77%), le siguen los modelos de bosques aleatorios y Naive Bayes
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con 2.76% y 2.64% respectivamente. El peor rendimiento se obtiene con la aplicacion de
las maquinas de soporte vectorial. Si bien el resto de los modelos presentan rendimientos
negativos al igual que el IPC estos rendimientos son mejores que los rendimientos

conseguidos a través de una estrategia pasiva en el indice.

DataSet 2

Figura 5.3 Estrategia de inversion — DataSet 2

12.23%

e |PC == Vlaquinas de soporte vectorial K-Nearest Neighbors
Arboles de Decision e Bosques Aleatorios e Regresion Logistica
e N\aive Bayes e Redes Neuronales Artificiales

Fuente: Elaboraciéon propia

Los modelos probados en el DataSet 2 compuesto por indicadores del mercado mexicano
generaron rendimientos negativos con excepcion de los Arboles de decision los cuales
obtuvieron un rendimiento sobresaliente del 12.23%. Las redes neuronales artificiales
consiguieron el peor rendimiento (-15.72%). A pesar de que el resto de los modelos obtuvo
rendimientos negativos en su mayoria estos resultados aun superan al rendimiento

conseguido en la estrategia pasiva (-15.63%).
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DataSet 3

Figura 5.4 Estrategia de inversion — DataSet 3
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e |PC == Vlaquinas de soporte vectorial === K-Nearest Neighbors
Arboles de Decision e Bosques Aleatorios e Regresion Logistica

e N\aive Bayes e Redes Neuronales Artificiales

Fuente: Elaboracion propia

Finalmente, la aplicacion de los modelos en el DataSet 3 conformado por indicadores de
analisis técnicos del IPC proporciona los resultados mas bajos, ya que ninguno de estos
consiguié rendimientos positivos, sin embargo, todos los modelos con excepcion de K-

Nearest Neighbor fueron superiores al -15.63% de la estrategia pasiva del IPC.

118



La siguiente tabla muestra un concentrado con los rendimientos conseguidos por cada

estrategia.
Tabla 5.1 Resumen de rendimientos

Maqui < .. .

Base de aquinas K-Nearest  Arboles Bosques Regresion Naive Red

IPC Soporte . - . e
Datos . Neighbor  Decision Aleatorios Logistica Bayes  Neuronal

Vectorial

Dataset 1 -15.63%  -16.02% -14.31% -3.01% 2.76% 5.77% 2.64% -4.82%

Dataset 2 -15.63%  -11.56% -1.79% 12.23% -12.70% -9.63% -4.86%  -15.72%

Dataset 3 -15.63%  -14.96% -17.46% -11.30% -10.96% -8.41% -1.13% -2.95%

Fuente: Elaboracion propia

Las siguientes graficas muestran los resultados obtenidos cuando se aplicé el filtro de
suavizamiento Hodrick-Prescott a los conjuntos de datos previo a su aplicacion en los

algoritmos.

DataSet 1 con Filtro HP

Figura 5.5 Estrategia de inversion con filtro HP — DataSet 1

25.00%

20.00% 18.78%

15.00% 13,88%
10.00%
5.81%
5.00%
2.57%
0.00% = e
’ -0.27%
5.00% -2.49%
-4.95%
-10.00%
- 0,
-15.00% 15.63%
-20.00%
-25.00%
e |PC == [Vlaquinas de soporte vectorial K-Nearest Neighbors
Arboles de Decision e Bosques Aleatorios e Regresion Logistica
= Naive Bayes = Redes Neuronales Artificiales

Fuente: Elaboracion propia
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En esta grafica podemos observar que el desempefio de los algoritmos mejora
considerablemente cuando fue entrenado con datos suavizados. Los bosques aleatorios,
regresion logistica y arboles de decision obtienen los mejores resultados. Por otra parte las
magquinas de soporte vectorial, redes neuronales artificiales y K-Nearest Neighbor son los

unicos en obtener resultados negativos.

DataSet 2 con Filtro HP

Figura 5.6 Estrategia de inversion con filtro HP — DataSet 2
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Arboles de Decision e Bosques Aleatorios e Regresion Logistica
e Naive Bayes e Redes Neuronales Artificiales

Fuente: Elaboracion propia

Finalmente, en la ultima grafica, donde los modelos fueron entrenados con el dataset 2
compuestos por indicadores del mercado de valores mexicano y suavizados con el filtro
Hodrick-Prescott obtuvieron los mejores resultados de todas las pruebas realizadas. Una
vez mas los bosques aleatorios, regresion logistica y arboles de decision tuvieron los

mejores resultados.
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De manera adicional en estas dos ultimas graficas podemos notar que los modelos
funcionaron de manera sobresaliente al predecir la fuerte caida que se dio en el mercado
de valores mexicano a partir de octubre del 2018. Entre octubre y diciembre los modelos
mantuvieron sefiales pasivas y de esta manera evitaron importantes caidas en sus

rendimientos.

La siguiente tabla resume los rendimientos obtenidos en ambas pruebas.

Tabla 5.2 Resumen de rendimientos con filtro HP

Maquinas

Base de K-Nearest Arboles Bosques Regresion Naive Red
IPC Soporte . s, X o
Datos . Neighbor Decision  Aleatorios Logistica Bayes Neuronal
Vectorial
Dataset1 -15.63% -0.27% -4.95% 5.81% 18.78% 13.88%  2.57% -2.49%
Dataset 2 -15.63% 14.88% 9.71% 16.34% 20.19% 18.44% 14.79% 8.22%

Fuente: Elaboracion propia
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Como prueba adicional se realiza una evaluacion de estos modelos aplicados al afio 2017.
En 2017 una estrategia pasiva de compra y venta en el IPC hubiera otorgado un rendimiento
de 8.13 %. Las siguientes graficas muestran los rendimientos obtenidos aplicando las
sefales creadas por los algoritmos.

DataSet 1 con Filtro HP aplicado en 2017

Figura 5.7 Estrategia de inversion con filtro HP — DataSet 1, 2017
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e |PC == [Vlaquinas de soporte vectorial

K-Nearest Neighbors Arboles de Decision
= Bosques Aleatorios = Regresion Logistica

e Naive Bayes e Redes Neuronales Artificiales
Fuente: Elaboracion propia
Empleando el dataset 1 los arboles de decisidon consiguen los mejores resultados (16.43%),

seguidos de la regresion logistica (14%). En esta prueba todos los algoritmos superan la
estrategia pasiva de compra y venta del IPC.
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DataSet 2 con Filtro HP aplicado en 2017

Figura 5.8 Estrategia de inversion con filiro HP — DataSet 2, 2017
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Fuente: Elaboracion propia

Con datos del dataset 2 todos los algoritmos con excepciéon de las redes neuronales
artificiales superaron el rendimiento obtenido por el IPC. Los mejores resultados los obtiene
el algoritmo de bosques aleatorios con 16.70%, regresion logistica con 16.36 y Naive Bayes
con 16.27%.

Tabla 5.3 Resumen de rendimientos con filtro HP, 2017

Maqui K-Veci p ., . Red
Base de aquinas ec’mos Arboles de Bosques Regresion Naive €
IPC soporte mas s . . Neuronal
Datos . Decision Aleatorios Logistica Bayes
vectorial cercanos MLP
Dataset1 8.13% 10.95% 8.47% 16.43% 11.56% 14.00% 10.49% 8.65%
Dataset2 8.13% 14.94% 13.36% 12.46% 16.70% 16.36% 16.27% 6.17%

Fuente: Elaboracion propia
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Capitulo 6 Conclusiones

Esta investigacion tuvo como objetivo evaluar y determinar si es probable o no emplear
algoritmos de clasificacion de Machine Learning en la prediccion de los movimientos del
precio del IPC con la finalidad de crear una herramienta que funcione como apoyo en

estrategias de compra y venta de acciones.

Como bien sabemos predecir el precio de las acciones es muy dificil. Una serie de
investigaciones histéricas y modernas insisten en que el mercado de valores se rige por
una caminata aleatoria. Algunos dicen que es imposible hacer una prediccion significativa
de las acciones, y que la mejor estrategia de inversion es comprar acciones al azar. Otros
investigadores afirman que, aunque los cambios de precios pueden no ser estrictamente
aleatorios, la interdependencia es tan leve que es imposible obtener un beneficio. Es por
eso por lo que obtener una conclusion definitiva con respecto a pronosticar el mercado
bursatil parece casi imposible. Simplemente hay demasiados factores desconocidos que

pueden influir en el mercado.

Por un lado, los resultados arrojados muestran que hay algoritmos de Machine Learning
que aplicados en una estrategia de trading pueden generar buenos rendimientos y que
pueden optimizarse en una medida mucho mayor, lo que probablemente aumentaria el
beneficio producido. Esto demuestra que hay una posibilidad en la prediccion de acciones
con Machine Learning. Sin embargo, uno de los problemas subyacentes con la prediccion
del mercado de valores empleando estas técnicas es saber si el periodo de prueba tomado

es representativo para cualquier periodo de tiempo futuro.

Las diferentes configuraciones en cuanto a periodo y cantidad de datos en las que fueron
aplicados los modelos no representaron diferencias significativas en sus resultados. De
igual manera el tipo de indicadores empleados en cada unas de las tres bases creadas no

proporcionaron ninguna evidencia de que el rendimiento de los algoritmos mejorara.

Los mejores resultados se consiguieron una vez que los datos fueron preprocesados con
el Filtro Hodrick-Prescot, lo que permitié disminuir el ruido presente en las series de tiempo
financieras y obtener datos suavizados. En estas pruebas destacaron los algoritmos de

Arboles de decisién, Bosques aleatorios y Regresion logistica, al obtener los mejores

124



resultados en las pruebas de exactitud y clasificacion, de igual manera obtuvieron los
mejores rendimientos en el caso de simulacion. Por otra parte los algoritmos K-Nearest
Neighbor y las Maquinas de soporte vectorial presentaron los peores resultados en la

mayoria de las pruebas realizadas.

Como pudimos observar en la simulacién de inversién, la aplicaciéon de las sefales
generadas por los modelos en su mayoria supera los rendimientos conseguidos en una
estrategia pasiva de inversion. En esta simulacién también podemos observar que los
modelos se desempefian mejor en periodos de mercado bajista, como lo fue el mercado
mexicano a finales del afio 2018 y en el que los modelos pronosticaron de manera correcta

esta caida, permitiendo minimizar las perdidas en el rendimiento.

La exactitud de los modelos se ve reducida (50-57% en promedio) si lo comparamos con
modelos desarrollados en investigaciones similares aplicadas a mercados como Estados
Unidos o Europa, donde obtienen probabilidades de acertar cercanas al 70%. Esto se
puede atribuir a que los modelos se desempefian mejor con informacion derivada de
economias estables (paises desarrollados), donde existe una volatilidad menor en los
mercados, por el contrario, paises emergentes como México cuentan con un mercado volatil
y son mas sensibles a la incertidumbre econémica y politica presente en los mismos. Un
caso de estudio interesante seria la aplicacion de estos modelos en economias
desarrolladas de Europa o Estados Unidos empleando informacién creada a partir de la
llegada de Donald Trump a la presidencia de Estados Unidos, donde sus politicas han

generado constantes movimientos econdémicos y financieros a nivel global.

Articulos recientes con las investigaciones de Singh D. (2018) donde aplica redes
neuronales artificiales de clasificacion, Pisa M. (2018) con Arboles de Decision, Singh V.
(2018) con K Nearest Neighbor y Regresion Logistica y Tahsildar S. (2018) empleando
Bosques Aleatorios, todas aplicadas al pronostico del S&P 500 brindan resultados similares
a este proyecto, donde obtienen una precision entre el 52% y 55%, pero de igual manera

generando rendimientos mayores a los de una estrategia pasiva.

Finalmente los resultados de este trabajo nos muestran que las estrategias de inversion
empleando las sefiales generadas por los algoritmos de Machine Learning superan al indice
de referencia (IPC). Sin embargo, los porcentajes de exactitud resultantes de los modelos

nos impiden llegar a una conclusién indiscutible sobre el uso de estas estrategias de
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inversién aplicadas al mercado financiero mexicano. El uso real de estos modelos requeriria
de la creacion de un portafolio de inversion que nos permita controlar el riesgo asi como la
incorporacion de diferentes herramientas de analisis técnico y fundamental que permitan

llevar a cabo una mejor estrategia en la compra y venta de las acciones.

Por otra parte podemos recalcar las ventajas que la metodologia y técnicas de Machine
Learning brindaron durante su aplicacidn en este proyecto de investigacion, ya que permiten
un manejo eficiente de recursos al permitir emplear grandes volumenes de datos, tener
tiempos reducidos de procesamiento, asi como la facilidad para automatizar el trabajo e
incluso integrarlo en diferentes plataformas que permiten un acceso a cualquier usuario sin

la necesidad de tener conocimientos avanzados de programacion o estadistica.

Como areas de oportunidad para trabajos futuros se propone la elaboracion de una
aplicacion web que permita realizar el analisis de datos y la generacion de los prondsticos
diarios de una manera mas sencilla y accesible, actualmente plataformas como Azure
Machine Learning de Microsoft permite integrar sus modelos con Microsoft Excel, lo que
permite aumentar el alcance de estas técnicas en un ambiente en el que no se requieren

grandes conocimientos de programacion.

Otra propuesta consiste en realizar los experimentos empleando diferentes configuraciones
y tipos de datos econdémicos y financieros. En casos donde se busque pronosticar el precio
de las acciones de una empresa en particular buscariamos adaptar las variables de entrada
con variables que pudieran afectar directamente el precio de esta, un ejemplo seria
incorporar variables econémicas de turismo si estamos tratando de pronosticar el precio de
una empresa de ese ramo, o incorporar precios de minerales en caso de aplicar los modelos

en compafias mineras.
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