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CHARMM Campo de fuerza CHARMM (del inglés: Chemistry at 

Harvard Macromolecular Mechanics) 

C99  Fragmento C-terminal intramembranal de 99 aminoácidos 

C9915-55 Dominio transmembranal de 15 a 55 aminoácidos del 

péptido C99  

di  Residuales estandarizados 

ECD  Del inglés: Extracellular Domain 

F  Estadístico F de Fisher 

GSIs  Del inglés: γ-Secretase Inhibitors 

GSMs  Del inglés: γ-Secretase Modulators 

K  Kelvin 

logP  Logaritmo de la constante de reparto 

μs  Microsegundos 

NCT  Nicastrin 

NPT  Ensamble isobárico-isotérmico 

ns  Nanosegundos 

nm  Nanometros 

NVT  Ensamble isocórico-isotérmico 
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OPM  Del inglés: Orientation of Proteins in Membrane 

PDB  Del inglés: Protein Data Bank 

PEN-2 Del inglés: Presenilin Enhancer 2 

PME  Partícula en la Malla de Ewald 

POPC  Del inglés: 1-palmitoyl-2-oleoyl-sn-glycero-3-

phosphocholine 

PS  Presenilin 

QSAR  Del inglés: Quantitative Structure-Activity Relationship 

q2
int  Estadístico de validación interna  

RMN  Resonancia Magnética Nuclear 

r  Coeficiente de correlación de Pearson 

r2  Coeficiente de determinación 

r2
adj  Coeficiente de determinación ajustado 

sAPPβ Del inglés: Soluble APPβ 

SD   Del inglés: Steepest Descent 

TMs  Del inglés: Transmembrane  

VR1_Dzp Del inglés: Randic-like eigenvector-based index from 

Barysz matrix weighted by polarizability 
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Glutamina    Gln     Q 
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Metionina    Met     M 

Prolina    Pro     P 

Serina    Ser     S 

Tirosina    Tyr     Y 

Treonina    Thr     T 

Triptófano    Trp     W 

Valina     Val     V 
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1. INTRODUCCIÓN 

La enfermedad de Alzheimer es la causa más frecuente de demencia 

en la población, se caracteriza por la pérdida de la memoria inmediata 

y de otras capacidades cognitivas. Los agregados de placas seniles en 

el cerebro de los pacientes con la enfermedad son las causas 

principales a las que se asocia su desarrollo. Las placas seniles son 

agregados de péptido Aβ42 en el espacio interneuronal. Estos 

agregados pueden generarse debido a se modifica el patrón de escisión 

de C99 por γ-secretasa, y pueden ser causados por mutaciones en la 

proteína precursora amiloide (del inglés: APP) o γ-secretasa, cambios 

en la composición de la membrana y/o agentes externos que 

modifiquen el patrón de escisión de C99.   

La búsqueda de compuestos que puedan modificar la producción 

de Aβ42 para el tratamiento de la enfermedad de Alzheimer ha 

generado el desarrollo de inhibidores y moduladores de γ-secretasa; 

siendo los moduladores aquellos que tienen mejor perfil de seguridad. 

Sin embargo, no se conoce el sitio de unión de estas moléculas, el cual 

es importante para el desarrollo de nuevas moléculas que puedan ser 

utilizadas para el tratamiento de la enfermedad. 

En el presente trabajo se caracterizaron las interacciones de 

análogos de flurbiprofeno con el péptido C9915-55 mediante el uso de 

herramientas computacionales. En la primera etapa de este trabajo se 

compiló información sobre la estructura y la actividad biológica de 

moléculas análogas al flurbiprofeno para generar modelos de 

relaciones cuantitativas estructura-actividad.  En la segunda etapa, se 

estudió el mecanismo de acción o el modo de unión más probable de 

dichas moléculas, mediante estudios de dinámica molecular de los 

complejos proteína ligando. 
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2. ANTECEDENTES 

2.1. Demencia 

La demencia es un síndrome que se caracteriza por el deterioro 

progresivo de las funciones cognitivas relacionado, principalmente con 

la pérdida de comunicación y muerte de células cerebrales (neuronas). 

La enfermedad de Alzheimer es la causa más frecuente de demencia, 

alcanzando entre un 60 y 70% del total de los casos reportados.1 Con 

base en las estadísticas recientes, se estima que el número de 

personas que padecerán la enfermedad de Alzheimer u otra demencia 

alcanzará los 75 millones en 2030 y 132 millones en 2050; en la Figura 

2.1 se muestra la cantidad de personas afectadas por una demencia 

en cada continente y en el mundo. 

 
Figura 2.1. Número de personas con enfermedad de Alzheimer y otras demencias a 

nivel mundial en el año 2015, y estimado para los años 2030 y 2050.2 

 

2.2. Enfermedad de Alzheimer 

La enfermedad de Alzheimer es el tipo de demencia más común en la 

población, la cual se relaciona con problemas de memoria, 

pensamiento cognitivo y comportamiento. Este padecimiento se 

caracteriza por una pérdida de la memoria inmediata y otras 

capacidades cognitivas, a medida que mueren neuronas y se atrofian 

diferentes zonas del cerebro, por ejemplo: en la Figura 2.2 se muestra 

la reducción de la corteza cerebral, encogimiento del hipocampo y 
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aumento del tamaño de los ventrículos, comparándolo con él un 

cerebro de persona sana. 

 
Figura 2.2. Esquema del cerebro A) Comparación de la pérdida del tamaño debido 

al padecimiento, B) en rojo comparación de aumento del tamaño de ventrículos, en 

azul reducción del hipocampo.3 

Los signos y síntomas de la enfermedad de Alzheimer se pueden dividir 

en tres etapas:1 

 Etapa temprana: normalmente pasa desapercibida debido al 

inicio paulatino, la persona tiene tendencia a olvidar cosas, 

perder la noción del tiempo y puede tener desubicación 

espacial incluso en lugares conocidos. 

 Etapa intermedia: los signos y síntomas se vuelven más 

evidentes y limitadores, la persona empieza a olvidar 

acontecimientos recientes, puede estar desubicada incluso 

dentro de su propia casa, tiene problemas para comunicarse 

y comienza a sufrir cambios de comportamiento. 

 Etapa tardía o avanzada: las alteraciones de la memoria 

son graves, la dependencia e inactividad son casi totales, la 

persona tiene problemas para reconocer familiares, tiene 

dificultad para caminar, creciente desubicación en el tiempo y 

espacio y tienen alteraciones en el comportamiento que 

pueden desembocar en agresiones. 
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2.3. Etiología  

Se han propuesto diversos factores de riesgo involucrados en el 

desarrollo de la enfermedad de Alzheimer, como son: la edad, factores 

genéticos, diabetes mellitus y problemas cerebrovasculares.4 Por su 

parte, el déficit del neurotransmisor acetilcolina, los agregados de 

ovillos neurofibrilares y los agregados de placas seniles en el cerebro 

de los pacientes son las causas principales a las que se asocia el 

desarrollo de la enfermedad.3,5  

2.3.1. Ovillos neurofibrilares 

Los ovillos neurofibrilares son agregados de proteínas tau 

hiperfosforiladas que promueven la desestabilización y 

despolimerización de microtúbulos, como se muestra en la Figura 

2.3.A. Estos últimos son estructuras que forman parte del 

citoesqueleto de la célula y participan en el ciclo celular.6 La proteína 

tau hiperfosforilada se autoensambla en una forma de filamentos 

helicoidales pareados, cuya agregación conlleva a la formación de los 

ovillos neurofibrilares en el citoplasma de las neuronas, provocando su 

muerte, ejemplificado en la Figura 2.3.B).5,7,8 

 
Figura 2.3. A) Neurona sana, microtúbulos estabilizados por tau fosforilada. B) Tau 

hiperfosforilada provocando la desestabilización y desintegración de los microtúbulos, 

dando lugar a los agregados de proteína Tau denominados ovillos neurofibrilares. 
(Figura modificada de Alzheimer-riese.it.)9 
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2.3.2. Placas seniles e hipótesis amiloidogenica 

Las placas seniles son agregados de péptido β-amiloide (Aβ) en el 

espacio interneuronal. La producción del péptido Aβ se origina a partir 

del corte de la proteína precursora amiloide (Amyloid Precursor Protein, 

APP) por la enzima β-secretasa (Beta-site APP cleaving enzyme 1, 

BACE1), produciendo un fragmento N-terminal soluble (sAPPβ) y un 

fragmento C-terminal intramembranal de 99 aminoácidos (C99), 

mostrándose en la Figura 2.4.A, el fragmento azul corresponde a 

sAPPβ y C99 es el fragmento que permanece en la membrana. 

Posteriormente, C99 es procesado por la enzima γ-secretasa en su 

región transmembranal, generando el péptido Aβ y un dominio 

intracelular de APP (AICD, por sus siglas en inglés) que funciona como 

mediador de señalización a nivel del núcleo celular. La enzima γ-

secretasa tiene tres sitios diferentes de corte en C99 mostrados en la 

Figura 2.4.A: ε, ζ, γ. El primero ocurre en el sitio ε localizado entre 

los aminoácidos Leu49 y Val50, dando lugar al péptido Aβ49 y al 

fragmento AICD. Un segundo corte se lleva a cabo en el sitio ζ entre 

los aminoácidos Val46 e Ile47, produciendo el péptido Aβ46. Por último, 

el péptido Aβ46 es cortado en el sitio γ para liberar al péptido Aβ43 o 

Aβ40. Sin embargo, la presencia de mutaciones en APP o γ-secretasa, 

cambios en la composición de la membrana lipídica y/o la interacción 

de agentes externos modifican  el patrón de escisión de C99, llevando 

a la formación de las isoformas Aβ38 y Aβ42, mostrados como 

fragmentos alternos en la Figura 2.4.A.10-12 Se sabe que el péptido 

Aβ42 se forma de manera normal en personas sanas, sin embargo, 

cuando la proporción de Aβ42/Aβ40 aumenta es cuando se desarrolla la 

enfermedad de Alzheimer. El péptido Aβ42 se agrega más fácilmente, 

debido a los aminoácidos Alanina e Isoleucina (aminoácidos 

hidrofóbicos) que favorecen la formación de láminas-β y agregados 

(placas seniles).13 
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 Se ha propuesto que los agregados de Aβ perturban la sinapsis 

neuronal por unión a receptores, canales iónicos o por la formación de 

canales de calcio, irrumpiendo en la comunicación entre neuronas y 

llevando a la muerte celular; en la Figura 2.4.B se muestra un ejemplo 

de la perturbación de la sinapsis neuronal por causa de agregados de 

Aβ.11 

 

 

Figura 2.4. A) El corte secuencial de APP por β-secretasa genera sAPPβ, la posterior 

escisión por γ-secretasa genera a su vez diferentes isoformas de Aβ (Modificado).11 

B) La muerte celular causada por oligómeros de Aβ en el espacio intercelular, es 

provocando, en parte, por la interferencia de canales de Ca2+ y la irrupción de las 

membranas celulares de las neuronas (Modificado).14 

2.4. γ-Secretasa 

La enzima γ-secretasa es un complejo enzimático transmembranal con 

actividad de aspartil proteasa que participa en la escisión de diferentes 

péptidos integrales de membrana, entre los que se encuentra C99. γ-

secretasa consta de cuatro componentes: presenilin (PS); potenciador 

de presenilina 2 (Presenilin Enhancer 2, PEN-2); faringe anterior 

defectuosa 1 (Anterior Pharynx-Defective 1, APH-1); y nicastrin (NCT) 

(Figura 2.5.). El sitio catalítico del complejo se encuentra en el 

componente PS, el cual consta de nueve hélices transmembranales 

(TMs) con dos aspárticos catalíticos localizados en TM6 (Asp257) y TM7 



ANTECEDENTES 

 

11 
 

(Asp385).11,15 PEN-2 tiene dos TMs que contribuyen a la maduración 

de PS y facilitan la activación de la enzima. Por su parte, APH-1 tiene 

siete TMs que interactúan con PS (TM1, TM8, TM9) y le dan estabilidad 

al complejo. NCT consta de una hélice TM y un dominio extracelular 

(extracellular domain, ECD), el cual participa en el reclutamiento, 

maduración y ensamblaje del complejo de γ-secretasa. 

 

Figura 2.5. Estructura de γ-secretasa y sus componentes: NCT (Azul), PS (Verde), 

PEN-2 (Amarillo), APH-1 (Rojo). Los residuos catalíticos se muestran en naranja.9 

Debido a la búsqueda de estrategias terapéuticas que traten la 

enfermedad de Alzheimer se ha generado el desarrollo de diversas 

moléculas, entre las que se encuentran los inhibidores (γ-Secretase 

Inhibitors, GSIs) y moduladores de γ-secretasa (γ-Secretase 

Modulators, GSMs). Los GSIs bloquean la actividad de γ-secretasa, por 

lo tanto, inhiben la generación de Aβ42, mientras que los GSMs modulan 

la producción selectiva de Aβ42.16,17 
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2.5. Inhibidores de γ-secretasa 

Los GSIs actúan impidiendo el procesamiento de APP y la posterior 

formación de Aβ en pacientes con la enfermedad de Alzheimer. Existen 

tres clases de GSIs (Figura2.6.): (1) los péptidos helicoidales 

(isostéricos), (2) las azepinas y (3) las sulfonamidas. El primer grupo 

actúa bloqueando el sitio de unión del sustrato y evitando que el 

componente PS ejerza su actividad proteolítica. Las azepinas y 

sulfonamidas, también conocidos como inhibidores del estado de 

transición, se unen a un sitio alostérico en el componente PS 

interfiriendo con la actividad proteolítica.16-18 Sin embargo, varios 

estudios clínicos han demostrado que estos compuestos provocan 

efectos adversos en los pacientes al interferir en el procesamiento de 

otros sustratos importantes de γ-secretasa (ej. Notch-1).12,15,16 

 

Figura 2.6. Estructuras químicas de inhibidores de γ-secretasa (GSIs). 

2.6. Moduladores de γ-secretasa 

A diferencia de los GSIs, los moduladores de γ-secretasa (GSMs) 

modifican el patrón de escisión de C99 reduciendo la producción de 

Aβ42, sin afectar el procesamiento de otras proteínas.14,15 La primera 

generación de GSMs caracterizada fue la de los antiinflamatorios no 

esteroideos (AINEs), como sulfuro de sulindac, indometacina, (R)-

flurbiprofeno (Figura 2.7). Aún no se ha demostrado cómo funcionan 

estos compuestos, pero se cree que los AINEs se unen en el motivo 

GXXXG del sustrato APP (X corresponde a cualquiera de los 20 

aminoácidos), alterando la escisión de γ-secretasa e induciendo un 

aumento de Aβ38 y disminución de Aβ42.19-21 Diversos compuestos de 

esta primera generación han ingresado a estudios clínicos, mostrando 
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un buen perfil de seguridad y disminución en el deterioro cognitivo.22,23 

Además, mostraron reducir de forma eficiente la agregación de Aβ42.
16  

La segunda generación de GSMs (GSMs heterocíclico no derivado 

de AINE) se caracteriza por tener una estructura base de anillos 

heterocíclicos de tipo A-B-C-D (Figura 2.7), en el que los anillos A-B 

presentan un arilimidazol (ej. E-2012, E-2212)20. Se observó que esta 

serie de compuestos reducen tanto Aβ42 como Aβ40, aumentando a su 

vez la producción de Aβ37 y Aβ38. Al igual que los GSMs de primera 

generación, hasta el día de hoy no se conoce el mecanismo de 

modulación, pero se cree que inducen un cambio conformacional en γ-

secretasa al unirse a un sitio próximo entre los componentes PS y PEN-

2 del complejo. Esto último resulta en la modificación de los sitios de 

escisión sobre Aβ49, facilitando la producción preferente de Aβ37 y 

Aβ38.20,24 Al igual que los GSMs de primera generación, estos 

compuestos no afectan el procesamiento de otros sustratos; sin 

embargo, muchos de estos compuestos no tienen buen perfil de 

seguridad debido a su interacción con otras proteínas. Diversos grupos 

de investigación buscan optimizar o generar nuevos GSMs que 

presenten mejor actividad, perfil de seguridad y propiedades 

fisicoquímicas.18,24 

 

Figura 2.7. Estructuras químicas de moduladores de γ-secretasa (GSMs). 
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Estudios con ayuda de herramientas computacionales, han 

propuesto que los GSMs (indometacina y sulfuro de sulindac) se unen 

en el motivo GXXXG del sustrato APP (Figura 2.8). Debido a sus 

características hidrofóbicas les permiten atravesar la membrana, y por 

su geometría plana les ayuda a interactúa con la α-helice de APP.21 

 

Figura 2.8. Sitio de unión de sulfuro de sulindac e indometacina propuesto con 

ayuda de Docking flexible.21 
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3. JUSTIFICACIÓN 

Debido al aumento en el número de casos de personas que padecen la 

enfermedad de Alzheimer, se ha buscado el desarrollo y la obtención 

de nuevos fármacos que disminuyan la producción de Aβ42 sin 

presentar efectos adversos. Los análogos de flurbiprofeno han 

mostrado ser uno de los grupos de GSMs con mejor perfil de seguridad 

y eficacia en estudios clínicos. Para el desarrollo u optimización 

eficiente de estas moléculas, es necesario caracterizar las interacciones 

proteína-ligando a nivel molecular. Esto último es posible abordarlo 

mediante el empleo de herramientas computacionales, con las cuales 

será posible establecer un sitio de unión que dará la base para un 

diseño racional de moléculas basada en la estructura del receptor. 

4. HIPÓTESIS 

El uso de herramientas computacionales permitirá caracterizar 

propiedades de conectividad, topológicas, geométricas, etc., de los 

análogos de flurbiprofeno e interacciones proteína-ligando.  

5. OBJETIVOS 

5.1. Objetivos generales 

Emplear herramientas computacionales para identificar el posible sitio 

de unión del flurbiprofeno y sus análogos al péptido C99. 

5.2. Objetivos particulares 

• Recopilar información disponible en la literatura de 

análogos de flurbiprofeno con actividad inhibitoria de la 

producción de Aβ42. 

• Emplear los datos experimentales existentes para generar 

modelos de relación cuantitativa estructura-actividad.  

• Identificar el sitio de unión y caracterizar las interacciones 

de derivados de flurbiprofeno con el péptido C99 mediante 

estudios de dinámica molecular. 
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6. METODOLOGÍA 

6.1. Construcción de moléculas 

Se empleó la herramienta 2D-Sketcher del programa Maestro de 

Schrödinger25 para construir las estructuras del flurbiprofeno y sus 

análogos. Las estructuras generadas se optimizaron con el campo de 

fuerza OPLS2005 (Tabla 1.).  

Tabla 1. Estructuras químicas de análogos de flurbiprofeno con información 

experimental 
Com-
puesto 

Estructura % de 
Inhibi-
ción de 
Aβ42 

Com-
puesto 

Estructura % de 
Inhibi-
ción de 
Aβ42 

Flurbi-
profeno 

 

30 5j 

 

96 

5a  

 

87 5k 

 

40 

5b 

 

75 5l 

 

11 

5c 

 

13 5m 

 

67 

5d 

 

58 5n 

 

42 

5e 

 

55 5o  

 

27 

5f 

 

79 13a 

 

76 

5g 

 

44 16d 

 

75 
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Continua 

Com-
puesto 

Estructura % de 
Inhibi-
ción de 
Aβ42 

Com-
puesto 

Estructura % de 
Inhibi-
ción de 

Aβ42 

5i 

 

25 6b 

 

40 

6c 

 

2 11d 

 

49 

21 

 

43 11e 

 

75 

18 

 

31 11f 

 

52 

19 

 

34 11g 

 

58 

23 

 

46 11h 

 

77 

26 

 

70 11i 

 

60 

11ª 

 

40 16a 

 

99 

11b 

 

55 16b 

 

80 

11c 

 

79 16c 

 

75 
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Continua 

Com-
puesto 

Estructura % de 
Inhibi-
ción de 
Aβ42 

Com-
puesto 

Estructura % de 
Inhibici
ón de 
Aβ42 

13b 

 

97 13d 

 

70 

13c 

 

28    

 

6.2. Relaciones cuantitativas estructura-actividad en dos dimensiones  

Para realizar el estudio de QSAR-2D se utilizó la información estructural 

y la actividad biológica reportada por el grupo de Investigación y 

Desarrollo Chiesi Farmaceutici S.p.A.26 Se utilizaron las librerías 

Chemopy27, BlueDesc28, RDKit29, CDK30, Pybel31, PaDEL32 del servidor 

ChemDes33 para el cálculo de 2,800 descriptores de tipo topológicos, 

de conectividad, geométricos, de carga, de autocorrelación, 

constitucionales, entre otros. Se empleó la librería VSURF34 del 

programa R35 para la selección de los mejores descriptores y gmulti36 

para la selección de mejores modelos. Para la selección del modelo 

lineal se analizaron 100 grupos realizando una selección aleatoria del 

grupo de prueba y entrenamiento con proporción 25:75 por cada set. 

 De todos los modelos generados se analizaron los estadísticos: 

coeficiente de determinación (r2), coeficiente de determinación 

ajustado (r2
adj), estadístico F de Fisher (F) y estadístico de validación 

cruzada interna (q2
int). Para la eliminación de valores atípicos se 

calcularon residuales estandarizados (di). Los valores atípicos se 

identificaron en el área de significancia de 0.05 de distribución normal, 

verificado con la prueba de Shapiro-Wilk.37 Al eliminar los valores 

atípicos se realizó la regresión lineal con los nuevos modelos y se 

analizaron nuevamente los estadísticos.  
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6.3. Simulación de dinámica molecular de C9915-55 

6.3.1. Preparación de los sistemas 

Se utilizó la estructura resuelta por resonancia magnética nuclear 

(RMN) del dominio transmembranal de 15 a 55 aminoácidos del péptido 

C99 (C9915-55, PDB ID: 2LLM)38 de la base de datos Protein Data Bank 

(PDB).39 Para asignar la orientación del péptido en la membrana se 

utilizó el servidor Orientation of Proteins in Membrane (OPM).40 Para la 

parametrización de los ligandos, se utilizó el programa CGenFF41 del 

servidor CHARMM-GUI42,43 adecuados para ser utilizados con el campo 

de fuerza CHARMM36m.44  

 Cada sistema fue embebido en una bicapa lipídica de 1-palmitoil-

2-oleil-fosfatidilcolina (POPC, 100 lípidos) con 10 moléculas de 

colesterol en la monocapa superior e inferior (Figura 6.1.), utilizando 

el servidor CHARMM-GUI. 

 

Figura 6.1. Vista superior, frontal e inferior del sistema con colesterol 

respectivamente; en amarillo se muestra la molécula de colesterol, en azul C9915-55, 

en gris moléculas de POPC. 

 

Para posicionar los análogos de flurbiprofeno en la membrana, se llevó 

a cabo la sustitución del colesterol con el programa PyMOL.45 Se alineó 

el oxígeno del ácido carboxílico de los análogos de flurbiprofeno con el 

hidroxilo del colesterol, el carbono número 3 (C3) con el carbonilo C15, 

el C5 con C5, C8 con C2 y C14 con C8, respectivamente, de tal forma 

que los anillos B y D del colesterol estuvieran alineados con los anillos 

A y B de los análogos de flurbiprofeno (ver Figura 6.2.). 
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Figura 6.2. Alineación de la molécula de flurbiprofeno con la de colesterol.  

Todos los sistemas se solvataron con moléculas de agua 

utilizando el modelo de agua TIP3P. Se adicionaron iones sodio y 

cloruro para neutralizar y alcanzar una concentración de 0.15 M. 

6.3.2. Dinámica molecular 

Los sistemas se simularon en el programa GROMACS 5.1.46 con el 

campo de fuerza CHARMM36m. Se minimizó la energía de los 

complejos empleando el algoritmo steepest descent (SD).47 Los 

equilibrios isocórico-isotérmico (NVT) e isobárico-isotérmico (NPT) se 

simularon en un sistema cerrado utilizando el algoritmo de Verlet,48 

fijando la temperatura en 310 K y la presión en 1.0 bar, 

respectivamente. 

La temperatura del sistema fue controlada con el termostato de 

Nosé-Hoover49 y la presión con el baróstato de Parrinello-Rahman.50 

Las energías de repulsión y atracción entre pares se calcularon con el 

potencial de Lennard-Jones.51 Las interacciones electrostáticas de largo 

alcance se calcularon mediante el método simplificado de partícula en 

la malla de Ewald (PME).52 Para cada sistema se hicieron 5 réplicas 

(total 35 sistemas) de 500 ns cada una. 

Se analizaron las trayectorias resultantes con las herramientas 

de GROMACS: make_ndx, trcat, trjconv, select (tomando como 

contactos ligando-residuo una distancia de 0.5nm). 
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7. RESULTADOS Y DISCUSIÓN 

Se ha propuesto que los AINEs modulan al complejo de γ-secretasa a 

través de la unión con el sustrato APP, alterando el procesamiento 

proteolítico de la enzima.19,20,21 Para que estas moléculas puedan 

interactuar con APP, es necesario que presenten un perfil hidrofóbico 

que facilite su inserción en la membrana lipídica.43 Los análogos de 

flurbiprofeno tienen una estructura con características anfifílicas, 

debido a que cuentan con una región polar (ácido 

carboxílico/carboxilato) y una región hidrofóbica (bifenilo). Se sabe que 

las moléculas que se unen a sitios de proteínas embebidos en 

membrana requieren de este tipo de características para poder ser 

insertados en la membrana. Esto último favorecería la hipótesis de que 

los análogos de flurbiprofeno actúen de esta manera.53  

Debido a las características anfifílicas de los análogos de 

flubiprofeno, se debe tomar en cuenta su estado de ionización. Ya que 

cuando la molécula se encuentra como acido carboxílico, es más fácil 

que atraviese la membrana en comparación con el carboxilato.54 

Teniendo en cuenta lo anterior, se procedió a hacer el estudio QSAR de 

los modelos: moléculas protonadas y desprotonadas. Cabe mencionar 

que no se busca generar modelos predictivos, sino identificar el estado 

de ionización de los análogos de flurbiprofeno y las características que 

deben de tener para llevar a cabo su actividad.  

7.1. Relación cuantitativa estructura-actividad 

Se utilizó el servidor ChemDes para el cálculo de descriptores 

moleculares, obteniendo un aproximado de 2,800 descriptores. El 

algoritmo Random Forest permitió seleccionar a los descriptores que 

presentaban la mayor correlación con los datos de actividad, 

obteniendo entre 5 y 8 descriptores por cada sistema (protonado y 

desprotonado). Con la ayuda del algoritmo genético, se generaron 100 

grupos de entrenamiento y de prueba, obteniéndose de entre 5 y 11 
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modelos por grupo. En la Tabla 7.1 se muestran los 5 mejores 

modelos por grupo.  

 

 

Para la selección del mejor modelo se tomaron en cuenta los 

estadísticos. El primer estadístico que se considero fue el coeficiente 

de correlación de Pearson (r), que permite analizar la correlación entre 

descriptores. Cuando r > 0.6 se dice que hay una buena correlación 

entre los descriptores utilizados en el modelo. Por lo que, como primer 

filtro, se eligieron a los modelos que cumplían con este criterio.  

El coeficiente de determinación (r2) explica la proporción de la 

varianza de los descriptores, por tanto, la calidad de los modelos. 

Mientras aumenta el número de descriptores se observa que r2 

aumenta, por lo que valores altos de r2 no siempre es un indicativo de 

un buen modelo. Para esto, es necesario tomar en cuenta el coeficiente 

de determinación ajustado (r2
adj), con el cual se puede evitar el 

sobreajuste de los datos; tomando en cuenta los modelos que 

muestren mayor r2
adj. 

Tabla 7.1. Modelos lineales del estudio de relación cuantitativa estructura-actividad 

Moléculas Protonadas  

Modelo R r2 r2
adj S F P qint

2
 

Log%inhAβ42=CrippenLogP+AATS7v 0.731 0.535 0.501 0.167 16.08 2.24x10-5 0.471 

Log%inhAβ42= CrippenLogP + hmin 0.725 0.526 0.492 0.173 15.52 2.91x10-5 0.482 

Log%inhAβ42=CrippenLogP+ 

VR1_Dzp 

0.719 0.518 0.483 0.174 15.03 3.68x10-5 0.382 

Log%inhAβ42= CrippenLogP 0.719 0.517 0.501 0.172 31.1 5.11x10-6 0.477 

Log%inhAβ42= MolLogP + VR1_Dzp 0.713 0.508 0.473 0.176 14.47 4.83x10-5 0.474 

Moléculas Desprotonadas 

Log%inhAβ42=CrippenLogP+AATS7v 0.766 0.586 0.557 0.159 19.85 4.26x10-6 0.536 

Log%inhAβ42= CrippenLogP + hmin 0.698 0.487 0.450 0.151 13.29 8.73x10-5 0.411 

Log%inhAβ42= CrippenLogP 0.695 0.483 0.465 0.149 27.04 1.45x10-5 0.373 

Log%inhAβ42= hmin + ATSe6 0.522 0.272 0.22 0.179 5.23 1.2x10-2 0.200 

Log%inhAβ42= ATSe6 0.522 0.272 0.247 0.176 10.83 2.62x10-3 0.085 



RESULTADOS Y DISCUSIÓN 

 

23 
 

El estadístico F de Fisher permite demostrar la importancia 

general de los coeficientes de regresión, la relación de varianza y evita 

el sobreajuste del modelo. El valor de probabilidad (p) muestra la 

probabilidad de que la relación se deba al azar, esta debe ser p <0.05. 

Finalmente, el ultimo estadístico tomado en cuenta es el estadístico de 

validación interna cruzada (q2
int), que considera que un modelo con 

valor de q2
int > 0.5 tienen una buena predicción.55,56,57   

Los modelos que mostraron mejores valores estadísticos son los 

que contenían los descriptores CrippenLogP y AATS7v. Para encontrar 

el mejor grupo de entrenamiento y de prueba del conjunto de análogos 

de flurbiprofeno protonados y desprotonados se generaron 100,000 

modelos con los mismos descriptores, escogiendo el modelo de cada 

grupo que mostraba los mejores estadísticos, comprobando que el 

grupo de prueba se encontrara dentro del rango de predicción del 

grupo de entrenamiento. Al tener los mejores modelos se verificó que 

el grupo de entrenamiento y de prueba, para cada grupo, fueran los 

mismos para compararlos (Tabla 7.2). 

 

En la Figura 7.1. se muestran los gráficos de porcentaje de 

inhibición de Aβ42 observado contra porcentaje de inhibición de Aβ42. 

Tabla 7.2. Mejores modelos de cada grupo de análogos de flurbiprofeno. 

Moléculas Protonadas  

Modelo R r2 r2
adj S F P qint

2
 

Log%inhAβ42= CrippenLogP + AATS7v 0.872 0.759 0.742 0.107 42.66 4.39x10-09 0.742 

%InhAβ42 = 0.199 (± 0.023) CrippenLogP + 0.004 (± 0.001) AATS7v + 0.009 (± 0.229)  

Moléculas Desprotonadas 

Log%inhAβ42= CrippenLogP + AATS7v 0.712 0.507 0.470 0.153 13.88 7.15x10-05 0.399 

Log%InhAβ42 = 0.158 (± 0.032) CrippenLogP + 0.003 (± 0.001) AATS7v + 0.525 (± 0.291)  
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Figura 7.1. Graficas de actividad predicha contra actividad observada de análogos 
de flurbiprofeno (A) protonados, (B) desprotonados. 

 

El modelo que muestra los mejores valores estadísticos y la 

menor dispersión de datos es el de análogos de flurbirpofeno 

protonados. La mayoría de los modelos que se obtuvieron durante el 

estudio QSAR incluían el descriptor LogP (con diferentes métodos de 

cálculo), que representa la constante de reparto octanol-agua.  

La presencia del descriptor CrippenLogP en la ecuación de 

análogos de flurbiprofeno protonados (Tabla 7.2) sugiere una 

dependencia directa del comportamiento hidrofóbico de las estructuras 

con la actividad biológica, debido a la capacidad de las moléculas para 

embeberse en la membrana.58 Por lo tanto, valores altos de LogP 

mejoran la actividad inhibitoria debido a que existe mayor probabilidad 

de inserción, permanencia, movilidad en la membrana e interacciones 

con el péptido.59 

El segundo descriptor del modelo es AATS7v, el cual correlaciona 

la distribución del volumen de Van der Waals en cada átomo de la 

molécula. Los compuestos más activos muestran un índice AATS7v 

mayor, lo cual también podría estar asociado con la inserción de las 

moléculas en la membrana, así como con el número de interacciones 
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hidrofóbicas entre los análogos de flurbiprofeno con los residuos 

hidrófobos de C99.60,61 

7.2. Dinámica molecular de C9915-55 con ligandos 

Con base en la información del mejor modelo QSAR obtenido en la 

sección anterior, se empleó el estado protonado de los derivados de 

flurbiprofeno. Las moléculas que se seleccionaron para DM fueron: 

flurbiprofeno, compuesto 5j, compuesto 13b y compuesto 16a, por ser 

los compuestos más activos de la serie de análogos; y colesterol para 

poder comparar los sitios de unión. 

Los sistemas que se generaron están conformados por 100 

moléculas de POPC en la bicapa lipídica (gris), C9915-55 (azul) y 10 

moléculas de colesterol o análogos de flurbiprofeno (amarillo) en la 

monocapa superior e inferior, respectivamente (Figura 6.1). Para ver 

la competencia entre el colesterol y análogos de flurbiprofeno, se 

generaron sistemas con 100 moléculas de POPC, C9915-55, 5 moléculas 

de colesterol y 5 moléculas de flurbiprofeno en ambas monocapas.   

Se obtuvieron un total de 7 sistemas C9915-55-POPC-compuesto, 

constituidos por: (1) colesterol, (2) flurbiprofeno, (3) compuesto 5j, 

(4) compuesto 13b, (5) compuesto 16a, (6) colesterol-flurbiprofeno y 

(7) colesterol-16a. Por cada sistema se hicieron 5 réplicas con un 

tiempo de simulación de 500ns, obteniendo un total de 2,50 μs por 

sistema. 

Para todos los sistemas se analizó el factor de ocupación que 

existía en cada residuo de C9915-55. El primer análisis que se hizo de 

las trayectorias es el de factor de ocupación de los residuos de C9915-

55 tomando en cuenta una distancia de 0.5 nm entre residuo y molécula 

como contacto. Para ejemplificar los análisis de todos los sistemas, se 

muestra el análisis que se hicieron al sistema de flurbiprofeno. En la 

Figura 7.2 se muestra el análisis de factor de ocupación de las 

moléculas de flurbiprofeno (eje X, 100 debido a que cada replica tiene 
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20 moléculas y son 5 réplicas) con los residuos de C9915-55 (eje Y). El 

código de color de la figura muestra el factor de ocupación que tiene 

cada molécula de flurbiprofeno con los residuos de C9915-55. En color 

negro se representan las regiones con un factor de ocupación de 0 (no 

hubo contacto con el residuo de C99) y amarillo un factor de ocupación 

de 1 (en toda la dinámica hubo contacto de flurbiprofeno con algún 

residuo de C99). 

 

Figura 7.2. Factor de ocupación de las réplicas de flurbiprofeno. 

Con base en el análisis anterior, se tomaron las trayectorias que 

mostraban un factor de ocupación≥ 0.5, seleccionando únicamente a 

la o las moléculas que cumplían con este criterio. Las trayectorias de 

los ligandos seleccionados que se unieron a la proteína se les analizó 

el número de contactos, tomando en cuenta como contacto una 

distancia de 0.5 nm.  

En la Figura 7.3A se muestra el gráfico del factor de ocupación 

de flurbiprofeno con los residuos de C9915-55, representándose en 

amarillo el sitio de unión del colesterol propuesto por Panahi et. al.62 

En la Figura 7.3B se representa la estructura del péptido C9915-55, 

mostrándose en código de color el factor de ocupación por residuo de 

C9915-55. Finalmente, se dividió a C9915-55 en tres para tener una mejor 
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representación de los contactos del ligando en cada sección del péptido 

(Figura 7.3C): hélice yuxtamembranal (Y), fragmento N-terminal de 

la hélice transmembranal (TMN) y fragmento C-terminal de la hélice 

transmembranal (TMC). Tomando en cuenta que las interacciones 

entre los análogos de flurbiprofeno y C9915-55 se dan por una cara del 

péptido (debido a que C99 es una hélice), se dividió en cuadrantes cada 

parte de C99, considerando que cada giro de una hélice es de 3.6 

aminoácidos por vuelta. 

En la Tabla 7.3 se muestran los aminoácidos que conforman 

cada cuadrante. 

Tabla 7.3. Composición de los cuadrantes de C9915-55 

Hélice Yuxtamembranal TMN-terminal TMC-terminal 

Cuadrante Aminoácidos Cuadrante Aminoácidos Cuadrante Aminoácidos 

Y1 Q15, F19, 

D23, N27 

TMN1 K28, I32, 

V36, V40 

TMC1 I41, I45, 

L49, K53 

Y2 K16, F20, 

V24 

TMN2 G29, G33, 

G37 

TMC2 A42, V46, 

V50 

Y3 L17, A21, 

G25 

TMN3 A30, L34, 

G38 

TMC3 T43, I47, 

M51 

Y4 V18, E22, 

S26 

TMN4 K31, M35, 

V39 

TMC4 V44, T48, 

L52 

 

En la Figura 7.3, se puede observar que el flurbiprofeno tiene 

preferencia por la hélice yuxtamembranal, específicamente con el 

cuadrante Y3 (Tabla 7.3). Uno de los aminoácidos que componen este 

cuadrante es L17. Se ha visto que pentapéptidos de Aβ17-23 que 

presentan este aminoácido en específico  inhiben la actividad de γ-

secretasa.63 Además, este cuadrante también incluye al aminoácido 

G25, aminoácido propuesto como blanco de mutaciones que  provocan 

un aumento en la producción del péptido Aβ38 y una disminución del 

péptido Aβ42, esto debido a un cambio conformacional que aumenta la 

distancia entre APP y PS-1.20,53 Esto sugiere que la unión a este 
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cuadrante es importante para la modulación y la producción de la 

isoforma Aβ38.   

 

Figura 7.3. A. Factor de ocupación por residuo en el sistema de flurbiprofeno. B. 

Vista lateral del factor de ocupación de C9915-55, donde azul es un factor de ocupación 

de 0 y rojo es un factor de ocupación de 0.4 C. Representación por cuadrantes del 

factor de ocupación, en letras rojas se muestra el sitio de unión del colesterol. 

 

En el sistema de colesterol (Figura 7.4), se encontró que dicha 

molécula muestra una preferencia por la TM N-terminal en los 

cuadrantes TMN1 y TMN2, sugiriendo que el colesterol se une a la 

interfaz de los aminoácidos correspondiente a cada cuadrante. Esto 

corresponde con el sitio de unión propuesto para colesterol por diversos 

grupos de investigación, presente en el cuadrante TMN2.62,64,65,66 Cabe 

mencionar que los aminoácidos en el cuadrante TMN2 tienen hidrogeno 

como cadena lateral, esto podría explicar el menor factor de ocupación 

en comparación con TMN1.  En el fragmento TM C-terminal, los 

cuadrantes TMC1 y TMC2 tienen un factor de ocupación mayor a 0.1, 

esto puede deberse a las interacciones de la cadena alifática del 

colesterol con los aminoácidos de estos cuadrantes.  



RESULTADOS Y DISCUSIÓN 

 

29 
 

Para todos los demás sistemas se desarrolló el mismo análisis 

(Anexo I, sección 10.1). Al compararlos entre si, se encontró que los 

sistemas con análogos de flurbiprofeno y los sistemas con colesterol 

(Figura 7.4) no muestran similitudes en el factor de ocupación 

calculado por cuadrante. Sugiriendo que los análogos de flurbiprofeno 

no se unen al mismo sitio de unión de colesterol.  

La mayoría de los análogos de flurbiprofeno, muestran una alta 

preferencia por el cuadrante Y3 de la hélice yuxtamembranal (Figura 

7.4). Los análogos con mayor actividad también muestran una 

preferencia por el fragmento TM N-terminal, en los cuadrantes TNM3 y 

TMN4. El cuadrante TMN3 cuenta con el aminoácido G38, que junto 

con G37, se han demostrado como los aminoácidos responsables de 

dar flexibilidad para que C99 pueda interactuar con γ-secretasa. 

Adicionalmente, se ha encontrado que restricciones de estos 

aminoácidos conducen a una escisión alterada y producción de 

isoformas Aβ37, sugiriendo que la unión a este cuadrante disminuye la 

flexibilidad de C99 provocando la producción de isoformas cortas de 

Aβ.67 A diferencia del flurbiprofeno y el compuesto 5j, los compuestos 

13b y 16a mostraron contactos con la región C-terminal del péptido 

debido a que estas moléculas presentan sustituyentes más 

voluminosos ((ciclohexiloxi)bifenilo y triifenilo, respectivamente), lo 

que aumenta la superficie de contacto de las mismas. 

Finalmente, para los sistemas en presencia de una mezcla de 

colesterol-compuesto (Figura 7.5) se llevó a cabo el mismo análisis 

que en los sistemas anteriores. Sin embargo, para el análisis de 

cuadrantes solo se tomaron en cuenta las moléculas que tenían un 

factor de ocupación de 0.4, debido a que el factor de ocupación en 

todos los sistemas fue menor a 0.5. 
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Figura 7.4. Factor de ocupación de cada sistema dividido por cuadrantes 

dependiendo del fragmento de C9915-55 (en verde la hélice yuxtamembranal, en azul 

el fragmento TM N-terminal, en morado el fragmento TM C-terminal).   
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Nuestros resultados muestran que no hay competencia entre las 

moléculas de colesterol y los análogos de flurbiprofeno y que la 

disminución en el factor de ocupación se debe a la menor cantidad de 

moléculas presentes en los sistemas combinados en comparación con 

el sistema que sólo tiene colesterol. El factor de ocupación en el 

compuesto 16a y el flurbiprofeno en la hélice yuxtamembranal 

disminuye, debido al impedimento estérico, ya que, al unirse las 

moléculas de colesterol al cuadrante TMN2 se desplazan las moléculas 

de flurbiprofeno o compuesto 16a, evitando su unión a Y3 y TMN3. El 

factor de ocupación de flurbiprofeno en el fragmento TM C-terminal en 

los cuadrantes TMC3 y TMC4, también puede ser causado por el 

desplazamiento de las moléculas de colesterol, debido a que en el 

sistema con únicamente flurbiprofeno no hay contacto con estos 

cuadrantes. 

 

Figura 7.5. Factor de ocupación por cuadrantes de los sistemas combinados. A. 

Sistema de flurbiprofeno-CHOL A1. Colesterol, A2. Flurbiprofeno. B. Sistema de 

compuesto 16a-CHOL, B1. colesterol, B2. Compuesto 16a. 
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8. CONCLUSIONES 

Con la ayuda de herramientas computacionales se lograron identificar 

características de los análogos de flurbiprofeno indispensables para 

que estos puedan ejercer su actividad. Además, se logró proponer un 

posible sitio de unión de estas moléculas a C99. 

Con la información biológica y estructural recopilada de los 

análogos de flurbiprofeno, se lograron utilizar descriptores moleculares 

para generar modelos QSAR. Para la generación de estos modelos se 

utilizó Random Forest y algoritmo genétic los cuales ayudaron a 

disminuir el tiempo de generación de cada uno de estos modelos, 

adecuándolos y validándolos con métodos estadísticos. El descriptor 

CrippenLogP permitió dar a conocer la importancia de las 

características hidrofóbicas de las moléculas y el descriptor AATS7v 

pudo identificar interacciones entre los ligandos y C99. Además, de 

acuerdo con los mejores valores estadísticos de cada modelo, se 

lograron construir los sistemas adecuados para el estudio de DM. 

 Con ayuda de la DM se pudo identificar que los análogos de 

flurbiprofeno no compiten por el sitio de unión del colesterol al no 

unirse al mismo sitio en C99. Estos se unen preferentemente a la hélice 

yuxtamembranal y al fragmento TM N-terminal cercano a sitio de unión 

del colesterol. Sugiriendo que existe una posible interferencia con el 

sitio de reconocimiento entre C99 y γ-secretasa. 

9. PERSPECTIVAS 

A partir de los modelos QSAR generados, proponer modificaciones 

estructurales a los análogos de flurbiprofeno, para mejorar la actividad 

y puedan ser propuestos como candidatos para la terapéutica de la 

enfermedad de Alzheimer. Evaluación de las interacciones proteina-

ligando propuestas en sistemas compuestos por una bicapalipidica, 

C99, γ-secretasa, colesterol y análogos de flurbiprofeno, para verificar 

la unión de estos ligandos.   
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11. ANEXO I 

11.1.     Relaciones cuantitativas estructura-actividad (QSAR) 

La suposición básica para los estudios QSAR está basada en la hipótesis 

de que moléculas similares tienen actividades similares, a este 

principio se le llama Relación Estructura-Actividad (SAR, por sus siglas 

en inglés). Puede definirse como la aplicación de métodos matemáticos 

y estadísticos para encontrar relaciones empíricas de la forma:  

 

donde y es la actividad o propiedad de las moléculas; x son los 

descriptores moleculares; β es el coeficiente asociado al descriptor y ε 

es el error asociado.68,69 

Los descriptores moleculares son representaciones matemáticas 

de una molécula, obtenida mediante un algoritmo o un procedimiento 

experimental,68 siendo propiedades estructurales, geométricas, 

topológicas, de autocorrelación, etc. Dependiendo de la 

dimensionalidad de los descriptores, existen métodos QSAR en una 

dimensión (QSAR), dos dimensiones (QSAR-2D) tomando en cuenta la 

dimensionalidad de una molécula en términos de índices de 

conectividad, y tres dimensiones (QSAR-3D) que describen 

interacciones no covalentes, orientaciones de las moleculas.70 

Un modelo QSAR está basado en dos hipótesis: 1) los 

compuestos ejercen su actividad mediante un mismo mecanismo; por 

lo cual, si el mecanismo de acción no se conoce, se asume que todos 

los compuestos evaluados comparten el mismo mecanismo, 2) existe 

una relación entre las propiedades y la estructura molecular. Por lo 

tanto, se busca establecer relaciones matemáticas para describir y 

extrapolar una o varios descriptores moleculares para explicar una 

propiedad.69 
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11.2.      Algoritmo genético 

El algoritmo genético es un método de búsqueda inspirado en la 

evolución poblacional, donde los cromosomas más aptos pueden pasar 

sus características a las siguientes generaciones. Las variables 

(descriptores) se representan como genes en un cromosoma 

(modelo).71,72 La evolución de un grupo de modelos iniciales aleatorios 

para mejorar su aptitud se hace mediante la selección natural, 

mutaciones y recombinaciones. 

 La selección natural garantiza la propagación del cromosoma con 

mejor función de aptitud a las siguientes generaciones. Para mejorar 

esta función de aptitud se pueden utilizar operaciones como la 

recombinación o la mutación. En la recombinación los cromosomas 

anteriormente seleccionados pueden recombinarse produciendo dos 

descendientes. En la mutación, se hace un cambio local en el 

cromosoma como se muestra en la Figura 11.1.73 

  

Figura 11.1 Etapas de algoritmo genético algoritmo genético. 
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11.3.     Random Forest 

El algoritmo Random Forest (Figura 11.2) es un método de 

aprendizaje supervisado que se aplica para resolver problemas de 

clasificación o regresión. El método está compuesto por arboles de 

decisión binarios en un solo modelo,73 donde cada árbol de decisión en 

el bosque considera un subconjunto aleatorio de características.74   

Para resolver problemas de regresión, el árbol inicia con una 

estimación basada en la contribución de cada variable para predecir la 

variable de salida.73 Durante el entrenamiento del modelo, se le dan 

valores dividiendo dos conjuntos de datos y generando nodos de forma 

iterativa hasta obtener un nodo final. Finalmente, el valor de los nodos 

finales de cada árbol se promedia y el resultado es la predicción del 

problema.74 

 

Figura 11.2. Selección de mejores descriptores por Random Forest. 
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11.4.     Dinámica Molecular  

La dinámica molecular (DM) consiste en el uso de mecánica clásica 

para modelar el comportamiento molecular, analizando la evolución en 

el tiempo de un sistema, sin tomar en cuenta efectos electrónicos. La 

DM es una técnica determinista debido a que, dado un conjunto de 

posiciones y velocidades iniciales, su evolución en el tiempo está 

determinada.
75 

11.4.1. Campo de fuerza 

El campo de fuerza define los parámetros en la descripción de los 

átomos y enlaces. Para la descripción de los átomos se les asigna su 

carga, átomos a los que están unidos, además de constantes de fuerza 

y datos atómicos como el radio atómico, la carga, la masa. Para la 

descripción de los enlaces se toman en cuenta dos tipos de 

interacciones:  

 Interacciones no enlazantes: define átomos no unidos de manera 

directa por enlaces; comprendiendo los términos electrostáticos 

y de van der Waals. 

 Interacciones enlazantes: intervienen átomos unidos por enlaces 

químicos. Para estas interacciones se toma en cuenta el 

estiramiento del enlace, rotación del enlace, torsión de ángulo.  

En la Figura 11.3. se muestran los principales términos. La 

vibración de los enlaces y ángulos de modela a partir de un potencial 

harmónico. Las torsiones se presentan mediante funciones periódicas. 

Finalmente, los términos de no enlace son funciones de potencia 

inversa de la distancia.
76 
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Figura 11.3. Representación gráfica de los términos de un campo de fuerza. 

 

El campo de fuerza define una ecuación de energía potencial entre n 

número de partículas (1): 

 

         (1) 

El primer término de la ecuación da la interacción entre pares de 

átomos enlazados, el segundo término es una suma de ángulos, el 

tercer término indica el potencial de torsión que modela el cambio en 

la energía por efecto de la rotación de enlaces, donde 𝑉𝑛 es el potencial 

en el máximo, n es la periodicidad y ∅0 es la fase. El cuarto término de 

la ecuación (1) describe las interacciones de no enlace representadas 

por el potencial de Lennard-Jones que describe del equilibrio entre 

fuerzas repulsivas y atractivas y por un potencial coulómbico que 

representa.76 

El campo de fuerza define una ecuación de energía potencial entre n 

número de partículas (1): 
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         (1) 

El primer término de la ecuación da la interacción entre pares de 

átomos enlazados, el segundo término es una suma de ángulos, el 

tercer término indica el potencial de torsión que modela el cambio en 

la energía por efecto de la rotación de enlaces, donde 𝑉𝑛 es el potencial 

en el máximo, n es la periodicidad y ∅0 es la fase. El cuarto término de 

la ecuación (1) describe las interacciones de no enlace representadas 

por el potencial de Lennard-Jones que describe del equilibrio entre 

fuerzas repulsivas y atractivas y por un potencial coulómbico que 

representa.76 

11.4.2. Algoritmo de integración 

 La DM es una técnica que produce trayectorias por integración 

de las ecuaciones de movimiento de Newton. Se necesita un conjunto 

de condiciones iniciales (posición y velocidad) para representar las 

fuerzas que actúan entre las partículas y definir las condiciones 

fronteras.77 Para sistemas con más de tres cuerpos interactivos, no 

existe una solución analítica para las ecuaciones de movimiento. Por lo 

cual, se debe de aproximar de una manera discreta, denominándose 

como integración numérica de las ecuaciones de movimiento o 

algoritmos integradores.78,79 

Estos integradores deben de tener propiedades deseables como:78 

 Calcular con poca frecuencia las fuerzas, para disminuir el costo 

computacional. 

 Estabilidad para pasos cortos y largos de tiempo, disminuyendo 

las desviaciones de energía. 

 Conservar el volumen de fase, disminuyendo el error en la 

dinámica.  
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12. ANEXO II 

12.1 Análisis de dinámica molecular 

En las siguientes figuras se muestra el análisis de cada sistema del 

factor de ocupación de todas las réplicas utilizando un código de color 

para diferenciar diferentes rangos del factor de ocupación (A). 

Posteriormente, (B) las moléculas que tuvieron un factor de ocupación 

mayor a 0.5 o 0.4 (para los sistemas mixtos). (C) Vista lateral de C9915-

55 mostrando en código de color el factor de ocupación, que va de azul 

a rojo (0 a 0.4, respectivamente), esta figura va de acuerdo a figura 

B. Análisis por cuadrantes del factor de ocupación de cada molécula 

(D). Los aminoácidos correspondientes a cada cuadrante se muestran 

en la Tabla 12.1. 

Tabla 12.1. Composición de los cuadrantes de C9915-55 

Hélice Yuxtamembranal TMN-terminal TMC-terminal 

Cuadrante Aminoácidos Cuadrante Aminoácidos Cuadrante Aminoácidos 

Y1 Q15, F19, 
D23, N27 

TMN1 K28, I32, V36, 
V40 

TMC1 I41, I45, L49, 
K53 

Y2 K16, F20, V24 TMN2 G29, G33, 
G37 

TMC2 A42, V46, V50 

Y3 L17, A21, G25 TMN3 A30, L34, G38 TMC3 T43, I47, M51 

Y4 V18, E22, S26 TMN4 K31, M35, V39 TMC4 V44, T48, L52 

 
Figura 12.1. Análisis de factor de ocupación del Sistema de colesterol. 
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Figura 12.2. Análisis de factor de ocupación de Sistema de flurbiprofeno 

 
Figura 12.3. Análisis de factor de ocupación de Sistema de compuesto 5j. 
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Figura 12.4. Análisis de factor de ocupación de Sistema de Compuesto 13b. 

 

 
Figura 12.5. Análisis de factor de ocupación de Sistema de compuesto 16a. 
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Figura 12.6. Sistema de CHOL-flurbiprofeno, análisis de colesterol. 

 

 
Figura 12.7. Sistema de CHOL-flurbiprofeno, análisis de flurbiprofeno. 
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Figura 12.8. Sistema de CHOL-compuesto 16a, análisis de colesterol. 

 

 
Figura 12.9. Sistema de CHOL-compuesto 16a. Análisis de compuesto 16a. 
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