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Resumen

Las redes neuronales de Hopfield de tiempo discreto, cuya dindmica presenta
multiples atractores de punto fijo, han sido ampliamente usadas en dos casos:
(1) memoria asociativa, basada en aprender un conjunto de patrones de entrena-
miento los cuales son representados por atractores, y (2) optimizacién, basado
en representar un problema de satisfaccién de restricciones con la topologia de
la red de tal forma que los atractores sean soluciones de ese problema. En el
dltimo caso, la funcién de energia de la red debe tener la misma forma que
la funcién a ser optimizada, de modo que los minimos de la primera también
sean minimos de la segunda. Aunque se ha demostrado que los atractores de
baja energia tienen un amplio domino de atraccién, la red usualmente queda
atrapada en minimos locales. Recientemente se demostré que las redes de Hop-
field de tiempo-discreto pueden converger en atractores globalmente Sptimos
ampliando las mejores cuencas de atraccién. La red combina el aprendizaje de
sus propios atractores usando aprendizaje Hebbiano y la aleatorizacion de los
estados neuronales una vez que la red ha reforzado su configuracién actual. Dado
que el 6ptimo global tiene subpatrones en comtn con muchos locales éptimos,
el fortalecimiento de los atractores de alta energia a través del aprendizaje tie-
ne el potencial de reforzar los atractores de baja energia incluso antes de que
la red converja en estos ultimos por primera vez. El denominado proceso de
auto-modelado estd restringido a ser aplicado a matrices de pesos simétricos sin
conexiones auto-recurrentes. En este trabajo se relajan las restricciones de este
proceso de auto-optimizaciéon mediante el uso de redes neuronales de Hopfield en
tiempo continuo con matriz de pesos asimétricos y conexiones auto-recurrentes.
El uso de una funcién de activacién continua provoca que los atractores se mue-
van hacia la esquina del hipercubo del espacio de fase cuando se estan reforzando
los patrones aprendidos por la red. Aunque los atractores ya no son ni binarios
ni estan estabilizados de la misma manera que en el modelo discreto de Hopfield,
la memoria asociativa permite a la red de Hopfield de tiempo continuo generali-
zar sobre los patrones aprendidos de tal manera que al reforzar éptimos locales
también se refuerzan 6ptimos que son superiores con respecto a la satisfaccién
de restricciones. El proceso de auto-modelado puede explotar la estructura de
la red para encontrar configuraciones globalmente dptimas, incluso si no se en-
contré una correlacién positiva entre la energia de los atractores y el nimero de
restricciones satisfechas.
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Capitulo 1

Introduccion

Las redes neuronales han sido estudiadas ampliamente desde diferentes apro-
ximaciones, asi como sus posibles aplicaciones. En este trabajo se investiga un
proceso que relaciona dos aplicaciones de un modelo de red neuronal conocido
como red de Hopfield. En este capitulo se presenta una breve introduccién a
la red de Hopfield como sistema dinamico, a las aplicaciones de este modelo,
y el asi llamado proceso de auto-modelado. Después se expone lo que motiva
esta investigacién, asi como los objetivos planteados. Por ultimo se describe la
estructura del resto del trabajo.

1.1. Red de Hopfield

Una red neuronal es un conjunto interconectado de elementos simples de
procesamiento llamados nodos. La capacidad de procesamiento de la red esta
basada en el valor de las conexiones entre unidades, usualmente llamados pesos,
obtenidas mediante un proceso de aprendizaje de un conjunto de patrones de
entrenamiento (Gurney, 1997). La red de Hopfield fue presentada por W. A.
Little (Little, 1974) y popularizada por J. J. Hopfield (Hopfield, 1982). El modelo
mas general de la red neuronal de Hopfield se puede describir como una red
neuronal recurrente, totalmente conectada y con conexiones auto-recurrentes
(véase la Figura 1.1).

La neurodinamica estudia a las redes neuronales como sistemas dindmicos no
lineales con especial atencion al tema de estabilidad. Por lo tanto, a continuacién
se presenta una breve introduccién a los conceptos bésicos usados durante este
trabajo.

1.2. Sistemas Dinamicos

Un sistema dindmico es aquel en el cual sus estados varian con el tiempo.
El estado de un sistema dindmico es el conjunto de variables mas pequeiio,
llamadas variables de estado, de forma que el conocimiento de éstas en t = tg,
junto con el conocimiento de la entrada para t > ¢y determinan completamente
el comportamiento del sistema en cualquier ¢ > ¢y (Ogata, 2001). El espacio de
estados es el espacio N-dimensional cuyos ejes de coordenadas son las variables



autorecurrencia

Figura 1.1: Ejemplo de una red de Hopfield totalmente conectada con
conexiones auto-recurrentes

de estado. Los estados pueden ser representados como puntos en el espacio de
estados.

Un sistema dindmico es entonces una tripleta < T, S, ¢; > consistente en
un conjunto de tiempo ordenado T', un espacio de estado .S, y un operador de
evolucion ¢y : S — S que transforma un estado inicial xg € S en tiempo to € T
a otro estado x; € S en tiempo t € T (Beer, 2000).

En términos matemadticos, la dinamica de una gran clase de sistemas dinami-
cos no lineales puede ser descrito por un sistema de ecuaciones diferenciales de
primer orden escritas usualmente como

d .
%l'j(t)ZFj (l’j), j=1,...,N (1.1)

donde x4 (t),...,xzn(t) son las variables de estado (o configuracién de estados),
N es el orden del sistema y F; es generalmente una funcién no lineal. Sea
x = [z1,...,2n]7T el vector de estados (o estado del sistema) y F una funcién
no lineal con argumento vectorial, la ecuacién (1.1) puede expresarse como

d
—x(t) = F (x). 1.2
Sx(t) = F (x) (12)
Un sistema dindmico no lineal es auténomo si no tiene entradas externas; en
caso contrario es no-auténomo (Haykin, 2009).

Atractores

De acuerdo con Beer (2000), los estados de un sistema dindmico no lineal
eventualmente convergen en un pequeno subconjunto del espacio de estado lla-
mado conjunto limite. Entonces, una vez que el estado del sistema converge en
un conjunto limite, la dindmica del sistema actuara para mantener el estado del
sistema en dicho conjunto. En los conjuntos limite estables o atractores, todos
los estados cercanos en el espacio de estado convergeran al conjunto limite. Por
lo tanto, si el estado del sistema se aleja del ciclo limite debido a pequenas per-
turbaciones, el estado convergeria de nuevo en dicho ciclo limite. A la regién



que rodea a un atractor, y donde ciertas condiciones iniciales convergen a dicho
atractor, se llama dominio de atracciéon o cuenca de atraccién. Por lo tanto,
cada estado inicial del sistema estd en el dominio de algiun atractor. También
existen conjuntos limite inestables en los cuales si el estado del sistema se ale-
ja debido a pequenias perturbaciones, el estado no convergeria nuevamente en
dicho conjunto limite.

Por ejemplo, el siguiente diagrama de fase de una red neuronal recurrente de
tiempo continuo, es decir de una red neuronal de Hopfield de tiempo continuo,
muestra conjuntos limite estables en azul y conjuntos limite inestables en rojo.
Un punto de equilibrio (o atractor de punto fijo) es un conjunto limite el cual
es un punto Unico en el espacio de estado que produce un comportamiento
constante del sistema. Un ciclo limite es otro tipo de conjunto limite que se
caracteriza por ser una trayectoria que cierra sobre si misma, produciendo un
comportamiento ritmico del sistema. El punto azul en el diagrama es un atractor
de punto fijo, y la trayectoria cerrada azul es un ciclo limite. En verde se presenta
un conjunto limite llamado saddle limit set, en el cual la trayectoria azul que
converge hacia éste es estable y la trayectoria roja que se aleja es inestable. La
dindmica de este punto ayuda a separar los dominios de atraccion del ciclo limite
(gris claro) del dominio de atraccién del atractor de punto fijo (gris oscuro).

Y

Y

Figura 1.2: Diagrama de fase de una red neuronal de Hopfield de tiempo
continuo con dos neuronas. Figura tomada de Beer (2000), pero se puede
encontrar una descripcién més amplia en Beer (1995).

1.2.1. Estabilidad en el sentido de Lyapunov

La presencia de estabilidad siempre implica alguna forma de coordinacién
entre las partes individuales del sistema. En el contexto de sistemas dindmicos
no lineales, el término estabilidad se refiere usualmente a aquella definida por
Aleksandr Lyapunov.

El teorema de Lyapunov sobre estabilidad del modelo de espacio de estado
descrito por la ecuacién (1.2) puede expresarse como sigue (Haykin, 2009):

Teorema 1. FEl estado de equilibrio x* es estable si, en una pequernia vecindad



de ©*, existe una funcion positiva definida V() tal que su derivada con respecto
al tiempo es negativa semidefinida en esa region.

Una funcién V(x), € RV, se dice que es una funcién de Lyapunov si existe
un estado de equilibrio, x*, tal que las siguientes tres condiciones son satisfechas
(Ansari & Hou, 1997):

1. V(x) es continua con respecto a todo los componentes de x.

2. V(x) es positiva definida. Esto es, V(x*) =0,y V(x) > 0si x € p — x*,
donde p es una pequena vecindad alrededor de x*.

3. La derivada con respecto al tiempo, V(x), es negativa semidefinida. Esto
es, la funcién decrece en el tiempo.

Entonces, si V(x) es una funcién de Lyapunov, el estado de equilibrio x* es
estable si se cumple la condicién

d
EV(X) <0Oparax € py—x" (1.3)

1.2.2. Estabilidad en el sentido de Hopfield

Una neurona es estable si su valor no cambia al seguir actualizando la red. La
red de Hopfield es estable si todas las neuronas son estables. Se puede demostrar
que la red de Hopfield es estable bajo la condicién de simetria y sin conexiones
auto-recurrentes. Bajo una dindmica asincrona, independientemente del estado
inicial, la red eventualmente alcanza un estado estable que es un minimo de
la funcién de energia. Se ha demostrado rigurosamente que la red es estable
bajo dichas condiciones al mostrar que la funcién de energia es un funcién de
Lyapunov (véase el Teorema 1).

No obstante, de acuerdo con (Liao, Wang, & Yu, 2007), la estabilidad de
una red neuronal es diferente de la estabilidad en el sentido de Lyapunov. Para
la estabilidad en el sentido de Lyapunov, los estados de equilibrio de un sistema
dindmico son conocidos, y la funcién de Lyapunov tiene un signo definido en
la vecindad del punto de equilibrio, mientras que la derivada de la funcién en
las trayectorias del sistema tiene signo opuesto. Para las redes neuronales, los
estado de equilibrio son desconocidos, y la funcién de energia puede variar de
signo.

Una definicién exacta de la estabilidad en una red neuronal seria la siguiente
(Liao et al., 2007): el conjunto Qg de estados de equilibro u de la red neuronal se
dice que es atractivo, si para cualquier K > 0y cualquier ug € Sy, := {u, ||u]| <
K}, la solucién de la red neuronal, u(t,to,uo), con el estado inicial u = upg,
satisface:

p{u(t,to,up), e} —0 como t— oo (1.4)

donde p(u, Qg) denota la distancia del punto u a Q. La red neuronal es Hopfield
estable, si el conjunto de estados de equilibrio es atractivo.



1.3. Aplicaciones de la red de Hopfield

La red de Hopfield se ha utilizado principalmente en aprendizaje asociativo
y en la solucién de problemas de optimizacién debido a la forma en que sus esta-
dos estables pueden ser interpretados. A continuacién se describen brevemente
ambas aplicaciones.

1.3.1. Aprendizaje

La plasticidad es la habilidad de el cerebro y el sistema nervioso para cambiar
estructural y funcionalmente como resultado de la interaccién con el ambiente
(Mouret & Tonelli, 2014). Los cambios en las sinapsis en la red de neuronas
en el cerebro son llamados plasticidad sindptica o plasticidad funcional. Estos
cambios son la base del aprendizaje. Es usual clasificar al aprendizaje en las
siguientes tres categorias (Dayan & Abbott, 2000):

1. Aprendizaje no-supervisado: los cambios en los pesos sinédpticos se realizan
con base en la actividad neuronal actual. La red se auto-organiza con base
en sus conexiones y su dindmica intrinseca dependiendo de la regla de
plasticidad sindptica que se aplica y de las entradas presentadas durante
el entrenamiento.

2. Aprendizaje supervisado: los cambios en los pesos sindpticos se realizan
con base en la actividad neuronal requerida, es decir un conjunto deseado
de relaciones de entrada-salida es impuesto a la red durante el entrena-
miento.

3. Aprendizaje reforzado: la actividad neuronal es restringida a través de una
evaluacién que retroalimenta a la red. Esto es, el aprendizaje es facilitado
(reforzado) ya sea mediante recompensa o castigo.

Usualmente se considera que el objetivo del aprendizaje no-supervisado es
presentar a la red neuronal los datos sin procesar y dejar que la red haga su
propia representacion de éstos, esperando que la red almacene toda la infor-
macién que se pueda considerar importante para la aplicacién (Fyfe, 2005). El
tipo de aprendizaje propuesto por D. O. Hebb es una forma de aprendiza no-
supervisado. Es usual simplificar la teoria del aprendizaje Hebbiano con la frase
“neurons that fire together wire together”, es decir, las neuronas que se acti-
van simultdneamente, refuerzan la conexion sindptica entre ellas. Las reglas de
aprendizaje inspiradas por esta teoria son usadas cominmente por las redes de
Hopfield para construir una memoria de un conjunto de patrones.

Hopfield (1982) mostré como formar una memoria asociativa con este mo-
delo de red neuronal: la red aprende un conjunto de patrones de entrenamiento
al cambiar sus pesos usando una regla de aprendizaje (usualmente una regla
Hebbiana). Los atractores definidos por la topologia de la red neuronal corres-
ponden a los patrones de entrenamiento, aunque existen atractores espurios que
no corresponden con dichos patrones. En general, este tltimo tipo de atractores
no son deseados, pero pueden ser interpretados como una forma de clasifica-
cién o generalizacién de un conjunto de atractores con patrones similares en el
espacio de estados.



1.3.2. Optimizacién

Un problema de optimizacién puede ser descrito como la seleccion de una
solucién que satisfaga los requerimientos del problema con un costo minimo de
realizacion. Para resolver un problema de optimizacion es necesario formular un
modelo matemaético de éste, el cual es generalmente definido por un conjunto de
variables, una funcién objetivo que depende de dichas variables, y un conjunto
de restricciones a ser satisfechas por la solucién (Hérault, 2005).

Las redes de Hopfield han sido empleadas para resolver problemas de opti-
mizacién. Esto se debe a que, bajo ciertas condiciones, la dindmica de la red
con el tiempo resuelve mas restricciones entre sus componentes de las que viola.
Por lo tanto, es 1til para resolver problemas de satisfaccién de restricciones. Un
problema de satisfaccién de restricciones estd compuesto de un conjunto finito
de variables, cada una de las cuales estd asociada con un dominio finito, y un
conjunto de restricciones que restringe los valores que las variables pueden to-
mar simultdneamente (Tsang, 1996). Entonces, en el caso de la red de Hopfield,
la evolucion de la dindmica asigna valores a los estados de las neuronas para
satisfacer todas o el mayor niimero de restricciones impuestas por las conexiones.

Hopfield y Tank (1985) mostraron como utilizar este modelo de red neu-
ronal para resolver problemas de optimizacién: los pesos de la red definen un
problema de satisfacciones de restricciones entre los componentes del problema
representados por los estados de la red. Una funciéon de energfa es usada para
determinar la estabilidad de la red, es decir, si la funcién existe, los estados de la
red convergeran en un atractor independientemente de las condiciones iniciales.
La convergencia de la red representa la forma en que se coordina la actividad
de los componentes para satisfacer las restricciones. Un cambio de estado que
reduce la energia resuelve méas restricciones de las que viola. Los atractores son
posibles soluciones de las restricciones internas de la red y minimos de la fun-
cién de energia. Asi, el valor de la energia se interpreta como la cantidad de
restricciones que permanecen insatisfechas, es decir mientras més restricciones
insatisfechas mayor la energia.

1.4. Auto-modelado en Redes de Hopfield

Una red de Hopfield puede exhibir miltiples atractores y solamente una
pequetnia cantidad de ellos son globalmente éptimos. Por lo tanto, cuanto mas
compleja sea la red, mas dificil sera resolver las restricciones considerando que
la red podria quedar atrapada en minimos locales. Ademds, si la red presenta
algin tipo de estructura (por ejemplo, una estructura modular), es decir no
es totalmente aleatoria, los atractores en el espacio de estados formarin gru-
pos (clusters). Posibles soluciones podrian ser formadas por la superposicién de
componentes independientes de varios grupos de atractores, y estas soluciones
son menos probables de ser visitadas solamente actualizando la dindmica de la
red.

Watson, Buckley y Mills desarrollaron un proceso para mejorar la capacidad
de las redes neuronales de Hopfield de tiempo discreto para encontrar una con-
figuracién que minimice las restricciones no satisfechas, y por lo tanto la energia
(Watson, Buckley, & Mills, 2011; Watson, Mills, & Buckley, 2011a, 2011b). El
proceso esta basado en que la red neuronal forma una memoria asociativa de sus



propios atractores — por lo tanto, “auto-modela” su dindmica previa. El proceso
de auto-modelado usa el siguiente algoritmo iterativo: (1) los estados de la red
son inicializados aleatoriamente, (2) los estados son actualizados para que la red
converja a un atractor, y (3) una vez alcanzado el atractor, pequefios cambios
en los pesos son aplicados usando aprendizaje Hebbiano.

La regla incremental de Hebb refuerza las conexiones que satisfacen las res-
tricciones locales y debilita las conexiones que no lo hacen. El proceso de auto-
modelado incrementa el tamano del dominio de atraccién del atractor mas visita-
do debido al reforzamiento hecho por al aprendizaje Hebbiano. Adicionalmente,
el aprendizaje puede causar una simple forma de generalizacién produciendo
atractores que son nuevas combinaciones de patrones similares. Estos atractores
espurios son posibles soluciones del problema de optimizacién original. Por lo
tanto, los cambios en los pesos permite que la red puede converger en atractores
que son poco probables de ser visitados o nuevos atractores formados a través
del aprendizaje. Este proceso permite que los atractores compitan entre si para
encontrar una de las mejores soluciones.

1.5. Motivacién

El proceso de auto-modelado es un procedimiento de auto-optimizacién para
redes neuronales de Hopfield discretas que no requiere informacién heuristica.
Es un procedimiento til dado que, de acuerdo con Vidyasagar (1998), depen-
diendo del problema, si una red binaria es usada para optimizar no hay garantia
que un maximo global tenga un dominio de atraccién no nulo. Es por esto que
es importante investigar si es posible extender este procedimiento para ser uti-
lizado en redes neuronales de Hopfield continuas, las cuales pueden presentar
propiedades que incidan de manera diferentes en el proceso de auto-modelado.
Ademés, no seria recomendable limitar la investigacién bajo la condicién de
simetria impuestas para el algoritmo original, ya que las conexiones simétricas
son muy restrictivas para ser biolégicamente plausibles (Schiirmann, Hollatz,
& Ramacher, 1990). Por ejemplo, (Watson et al., 2011a) mencionan que las
interacciones simétricas no son adecuadas para representar todos los tipos de
interacciones, por ejemplo las interacciones depredador-presa, las cuales crean
generalmente atractores ciclicos o cadticos. Por lo tanto, de acuerdo con Watson
et al. (2011), es necesario investigar los efectos de las conexiones asimétricas.
En este trabajo entonces se presenta una investigacién sobre los efectos de re-
lajar las restricciones de la red de Hopfield como sistema dindmico no lineal
auténomo, es decir, cuando se usan conexiones asimétricas y auto-recurrentes,
una funcién de activacién continua, y una dindmica temporal continua en una
red neuronal de Hopfield sin entradas externas.

El proceso de auto-modelado no se restringe a redes neuronales, sino que
se ha aplicado a otros dominios como las redes sociales (Froese, Gershenson,
& Manzanilla, 2014; Watson et al., 2011a) y las redes de regulacién de genes
(Watson, Buckley, Mills, & Davies, 2010). Ademds, existen dreas potenciales de
aplicacién como la evolucién de la evolutividad (Watson & Szathmaéry, 2016)
o los ciclos rituales (Froese, 2013), por mencionar algunos. Este trabajo es el
primer paso para posteriormente explorar las dindmicas que emergen del pro-
ceso cuando se utiliza en una red neuronal de Hopfield, con restricciones en las
conexiones y sin éstas, como sistema dindamico no lineal no-auténomo, es de-



cir, con entredas externas. No obstante, la investigacién actual del proceso de
auto-modelado ha tenido lugar en redes artificiales aisladas, lo cual va en con-
tra de décadas de investigacién en robdética situada (Cliff, 1991). Por ejemplo,
Woodward, Froese, y Ikegami (2015) mencionan que seria interesante dar una
interpretacién més conductual de la optimalidad de la configuracién de estados
al integrar la red neuronal en un robot mévil el cual requiera realizar una tarea.
Es decir, desde un punto de vista dindmico, es importante analizar el efecto
del proceso de auto-modelado cuando existe una interaccién no lineal entre red,
cuerpo y ambiente (Beer, 2000).

1.6. Objetivos

1.6.1. Objetivo General

Extender el proceso de auto-modelado para ser usado en redes neuronales
de Hopfield de tiempo continuo y estado continuo con conexiones asimétricas y
auto-recurrentes.

1.6.2. Objetivos Especificos

El objetivo general se cumplira siguiendo los siguientes objetivos particula-
res:

1. Comprobar estadisticamente que el proceso de auto-modelado en redes
de Hopfield de tiempo discreto y estado discreto funciona con conexiones
asimétricas y auto-recurrentes.

2. Extender el proceso de auto-modelado en redes de Hopfield de tiempo
discreto y funcién de activacién continua con ganancia unitaria y sesgo
nulo.

3. Comprobar estadisticamente que el proceso de auto-modelado en redes de
Hopfield de tiempo discreto y estado continuo funciona con conexiones
asimétricas y auto-recurrentes.

4. Analizar los resultados con el fin de entender qué fenémenos surgen al usar
una funcién de activacién continua.

5. Extender el proceso de auto-modelado en redes de Hopfield de tiempo
continuo y funcién de activacién continua donde los términos de ganancia
y sesgo incidan en la dindmica de la red.

6. Comprobar estadisticamente que el proceso de auto-modelado en redes de
Hopfield de tiempo continuo y estado continuo funciona con conexiones
asimétricas y auto-recurrentes.

7. Analizar los resultados con el fin de entender qué fendémenos surgen al
utilizar una dindmica temporal continua.

1.7. Estructura del trabajo

En el siguiente capitulo se presentan los modelos de la red neuronal de Hop-
field en los cuales sera aplicado el proceso de auto-modelado. En el Capitulo 3
se introducen los antecedentes necesarios relacionados con la formacién de me-
moria asociativa y la resolucién de problemas de optimizacién utilizando redes
neuronales de Hopfield.



En el Capitulo 4 se describe el estado del arte del proceso de auto-modelado
en redes neuronales de Hopfield de tiempo-discreto y estado discreto, asi como
se explica el proceso de auto-modelado en redes de Hopfield de tiempo discreto y
estado continuo, y el proceso de auto-modelado en redes de Hopfield de tiempo
continuo y estado continuo.

Los resultados del proceso de auto-modelado para los tres modelos de red
neuronal de Hopfield son mostrados en los Capitulos 5, 6, y 7 utilizando grafi-
cas y una prueba estadistica. En cada uno de estos capitulos se analizan los
resultados. Finalmente, las conclusiones y el trabajo futuro son presentados en
el Capitulo 8.



Capitulo 2

Red Neuronal de Hopfield

Los modelos de la red neuronal de Hopfield tienen una dindmica determinis-
ta descrita por un conjunto de ecuaciones diferenciales no lineales que definen
de manera exacta la evolucién de los estados como funcién del tiempo. A conti-
nuacién se presentan esas ecuaciones, asi como las funciones de energia de cada
modelo.

2.1. Red neuronal de Hopfield de tiempo discre-
to y estado discreto

Una red de Hopfield de tiempo discreto y estado discreto es una red com-
pletamente conectada, usualmente con una matriz de conexién simétrica y sin
conexiones auto-recurrentes. La red consiste en N estados discretos s;, con
s; € {—1,1}. Los estados son actualizados asincronamente de acuerdo con la
siguiente ecuacién (Watson et al., 2011):

N
si(t+1) = Omrr | wijs;(t) (2.1)
J
donde w;; es el peso entre la neurona ¢ y j, y grr es una funcién umbral de
Heaviside. Asi, si ¢ > 0 entonces g r(z) = 1; de otro modo fgrp = —1.
Dada la condiciéon de simétria y de no auto-recurrencia en la matriz de
conexiones, es decir w;; = wj; y wy; = 0, Hopfield (1982) demostré la existencia
de la funcién de energia mostrada en la ecuacién (2.2), donde H,(t) representa
la configuracién de estados en t.

N
E(H(t),Q(t)) = *%Zwijsib’j (2.2)
ij

2.2. Red neuronal de Hopfield de tiempo discre-
to y estado continuo

Una red de Hopfield de tiempo discreto y estado continuo es una red com-
pletamente conectada, usualmente con una matriz de conexién simétrica y con
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conexiones auto-recurrentes no negativas. La red consiste en N estados discretos
si, con s; € [—1,1]. Los estados son actualizados asincronamente de acuerdo con
la siguiente ecuacién (Koiran, 1994):

N
Si(t + 1) =0 Zwijsj(t) (23)

donde w;; es el peso entre la neurona ¢ y j, y o es una funcién continua. De
acuerdo con Koiran (1994), o debe ser una funcién continua estrictamente cre-
ciente en un intervalo a < 8 con o« = —o0, f = +00, y limz— 1+ = +1. Estas
condiciones son cumplidas por la siguiente funcién sigmoide:

2
Cl4e
Dada la condiciéon de simetria y de no auto-recurrencia en la matriz de
conexiones, es decir w;; = wj; ¥y wi; = 0, Koiran (1994) demostré la existencia
de la funcién de energia mostrada en la ecuacién (2.5), donde Hy(t) representa
la configuracién de estados en t.

o(z) (2.4)

N

si(t)
Z /0 o1 (€)de. (2.5)

1 N
BHL(0,9(0) = —5 Y wiysis; +

2.3. Red neuronal de Hopfield de tiempo conti-
nuo y estado continuo

Una red neuronal de Hopfield de tiempo continuo y estado continuo es una
red completamente conectada, usualmente con una matriz de conexién simétrica
y con conexiones auto-recurrentes. La red consiste en N estado continuos s;. Los
estados son actualizados asincronamente de acuerdo con la siguiente ecuacién
(Beer, 1995):

N
TS = —$; + Zwija(gj(sj +0;)) (2.6)

j=1
donde w;; es el peso entre la neurona ¢ y j, g; es la ganancia de la neurona i, 6;

es el sesgo de la neurona i y o es la siguiente funcién sigmoide (Hoinville, Siles,
& Hénaff, 2011):

2
T 1l4em
Dada la condiciéon de simetria y de no auto-recurrencia en la matriz de
conexiones, es decir w;; = wj; y wy; = 0, Hopfield (1984) demostré la existencia
de la funcién de energia mostrada en la ecuacién (2.8), donde y V; = o(g;(s;+6;)
es la salida de la neurona j y Hy (¢) representa la configuracién de estados en ¢
(V = (W1, ..., V) es usualmente llamado el vector de estados (Berg, 1996)).

~ 1. (2.7)

oi(r)

1 N N 1 ‘Q(t)
B(Hy(0.90) = ~5 S w0V + L+ [ o ga @9
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Capitulo 3

Memoria Asociativa y
Optimizacién en Redes
Neuronales de Hopfield

Es comun que la red neuronal de Hopfiled sea interpretada como una me-
moria asociativa o sea aplicada a la solucién de problemas de optimizacién. A
continuacién se presenta los antecedentes necesarios y una descripcion general
de estas aplicaciones.

3.1. Aprendizaje Hebbiano

Donald O. Hebb fue un psicélogo canadiense quien presenté una teoria so-
bre la manera en la que los estimulos pueden ser representados en el cerebro.
De acuerdo con el profesor Richard Brown de la Universidad de Brown, Hebb
incluy6 un analisis del mecanismo de aprendizaje neuronal subyacente al con-
dicionamiento Pavloviano en su tesis de maestria donde concluyé que (Milner,
2003):

“Una neurona excitada tiende a disminuir su descarga a las neuronas
inactivas, y a aumentar esta descarga a cualquier neurona activa, y
por lo tanto a formar una ruta hacia ella, ya sea que haya neuronas
intermedias entre los dos o no. Con la repeticién, esta tendencia es
prepotente en la formacién de las rutas neuronales.”

Mis tarde, Hebb retomé esta idea y el siguiente postulado neurolégico para
explicar el aprendizaje de las representaciones visuales en el cerebro fue presen-
tado en el libro ‘La organizacién del comportamiento’ (Hebb, 1949):

“Cuando el axén de una célula A esta lo suficientemente cerca como
para excitar a una célula B y repetidamente toma parte en la ac-
tivacion, ocurren procesos de crecimiento o cambios metabdlicos en
una o ambas células de manera que tanto la eficiencia de la célula A,
como la capacidad de excitacién de la célula B, son aumentadas.”

12



3.1.1. Regla de Hebb

La base del aprendizaje Hebbiano se puede expresar matematicamente a
través de la llamada regla de Hebb. Esta regla expresa la tasa de cambio de la
conexién sindptica con eficacia w;; de la siguiente forma (Gerstner, 2016):

dwij

dt

donde F es una funcién de la eficacia, de la actividad de la neurona pre-sindptica

Upre y de la actividad de la neurona post-sindptica V). Esta regla no depende

de maés variables para los modelos de redes neuronales basados en la tasa de

actividad neuronal (por ejemplo, modelos de masa neuronal como los emplea-

dos en este trabajo). Kuriscak, Marsalek, Stroffek, y Toth (2015) resumen las
propiedades mas importantes de la regla de Hebb para su implementacién:

= F(wij;vpostvpre) (31)

1. Localidad: la regla se restringe a la entrada y salida de la neuronas de la
sinapsis que se actualiza.
2. Cooperatividad: se requiere la actividad simultanea de ambas neuronas.

3. Limitacion de los valores de peso: ésto evita su divergencia.

4. Competencia: algunas sinapsis se fortalecen a expensas de otras que se
debilitan.

5. Estabilidad a largo plazo: necesaria para la estabilidad dindmica de la red
neuronal.

6. Facilitacién y depresion sindptica: es decir, el aumento y la disminucién
de peso.

Una de las aplicaciones mas importantes de esta regla ha sido en el desa-
rrollo de algoritmos para el almacenamiento asociativo en redes neuronales de
Hopfield. Esto es, la red de Hopfield como memoria asociativa o memoria de
contenido direcionable (CAM por sus siglas en inglés).

3.2. Memoria Asociativa

La red de Hopfield como memoria asociativa opera en dos fases: almacena-
miento y recuperacién. En la fase de almacenamiento, un conjunto de patrones,
llamados memorias fundamentales, son aprendidos por la red a través de una re-
gla de aprendizaje, usualmente Hebbiano. En la fase de recuperacién, un patrén
de prueba, usualmente una versiéon incompleta o con ruido, es impuesto como el
estado de la red. Los estados de la red son entonces actualizados de acuerdo a
la dindmica de la red hasta que ésta alcance el estado estable. Idealmente, este
estado serd el patrén almacenado que se deseaba recuperar aunque en ocasiones
la red puede converger a estados espurios.

Hopfield (1982) mostré que las ‘propiedades colectivas del modelo’ de una
red neuronal de tiempo discreto y estado discreto pueden ser utilizadas como
una memoria asociativa. Posteriormente, Hopfield (1984) demostré que las re-
des neuronales de tiempo continuo y ‘respuesta gradual’ son capaces de operar
también como una memoria de contenido direccionable.

La regla de Hebb utilizada por Hopfield (1982) al presentar su modelo dis-
creto como una memoria asociativa fue la siguiente:
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M

wij =Y 2V - 1)V - 1) (3.2)
s=1
donde V*, s =1,..., M son los patrones a almacenar. Posteriormente, Dong y

Hopfield (1992) presentaron la regla de Hebb continua de la ecuacién (3.3) que
fue utilizada con el modelo continuo de la red de Hopfield.

dwi]‘
Yot
donde B;; es una constante de tiempo y V; es la salida de la neurona 7.

Las reglas de Hebb utilizados en la literatura son diversas dependiendo del
modelo de la red y de la aplicacién del aprendizaje. Por ejemplo, sea el conjunto
de M patrones {x,}, donde x, = [zp1,...,Zp.~]7. La regla de Hebb generali-
zada, también conocida como la regla del producto externo de almacenamiento,
para almacenar patrones bipolares z,; = %1 en una red Hopfield de tiempo
discreto y estado discreto es la siguiente(H. Wang, Wu, Zhang, & Du, 2011):

= w;; + VZV] (3.3)

1 M
Wiy = N pr’ixp*j (34)
p=1

para todo i # j, donde N es la dimensién de los patrones (el niimero de neuronas
de la red). Esta regla se puede expresar de manera incremental:

Wij (t) = Wij (t — 1) + (5361),2-:61,7]- (35)

para todo i # j, donde w;;(0) = 0 y J es la taza de aprendizaje. Esta ultima
forma de la regla de Hebb no estd limitada a patrones ortogonales discretos,
ya que se puede utilizar con patrones donde z,,; € R (Hoinville et al., 2011).
El uso de estados bipolares, en lugar de estados binarios, es frecuente tanto en
problemas de optimizacién (Sima7 Orponen, & AnttiPoika, 1999) como en el
aprendizaje asociativo (H. Wang et al., 2011). Esto se debe a que la red pre-
senta una mejor capacidad de almacenamiento, y los patrones bipolares tienen
una mayor probabilidad de ser ortogonales. No obstante, existen varios traba-
jos donde se utilizan estado binarios. Sin embargo, el aprendizaje Hebbiano es
generalmente inestable si solamente especifica un incremento. La mayoria de
los modelos de aprendizaje en redes atractor ! incluye una constante de decai-
miento para lograr un balance entre el incremento y el decremento de la fuerza
sindptica (Hua, Houk, & Mussa-Ivaldi, 1999). En el ejemplo anterior, la regla
Hebbian de la ecuacién (3.5) considera de manera implicita el decaimiento en la
fuerza de las conexiones. También es comin que exista un limite maximo en el
crecimiento de los pesos. El aprendizaje Hebbiano puede resultar ser inestable
debido a un crecimiento no saturado. La red pudria presentar problemas como
el de interferencia catastréfica (Srivastava, Sampath, & Parker, 2014), en el cual
olvida todos los patrones almacenados.

Vico y Jerez (2003) resumen correctamente las propiedades computacionales
de una memoria asociativa formada a través de una regla incremental Hebbiana:

1Del inglés attractor networks
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1. Un proceso de generalizacién tiene lugar cuando se presentan patrones per-
tenecientes a la misma clase (versiones con ruido o incompletos), activan
el mismo atractor.

2. Las clases de patrones con correlaciéon baja o nula se representan con
diferentes atractores, provocando la reorganizacién de la matriz sindptica.

3. Las nuevas clases de patrones que se correlacionan con las clases pre-
viamente almacenadas implican un proceso competitivo-cooperativo entre
atractores almacenados y nuevos conjuntos no estructurados de neuronas
de red, resultando en la formacién de nuevos atractores, mientras que las
viejas representaciones son interferidas hasta cierto punto.

3.3. Optimizacion

Hopfield y Tank (1985) aplicaron por primera vez una red neuronal de Hop-
field de tiempo continuo y estado continuo en la soluciéon del problema de op-
timizacién combinatoria conocido como problema del agente viajero (TSP por
sus siglas en inglés). La red de Hopfield es comtinmente utilizada para resolver
problemas de optimizacién cuya solucién pueda ser expresada por un conjun-
to de variables, las cuales pueden tomar uno de dos valores discretos, {0,1} o
{-=1,1}. Por su parte, las neuronas de la red deben tener una funcién de acti-
vacién discreta (donde los estados sean elementos de {0,1} o {—1,1}), o una
funcién de activacién continua (donde los estados sean elementos de [—1,1]) a
condicién de que el estado de equilibrio sea alcanzado en uno de los extremos
del intervalo (Joya, Atencia, & Sandoval, 1997). Ademds, es comiin que la red
tenga conexiones simétricas sin conexiones auto-recurrentes.

La funcién objetivo de un problema de optimizacién es generalmente expre-
sada como la minimizacién del costo de la solucién. Estos problemas pueden ser
representados en una red de Hopfield cuyos minimos de su funcién de energia
son los mismos que los de la funcién objetivo. Estos minimos de la funcién de
energia con los estado estables alcanzados al actualizar la dindmica de la red,
y por tanto soluciones al problema. Looi (1992) indica los siguientes pasos para
mapear un problema en una red neuronal que utilice una funcién de energia:

a. Elegir un esquema de representacién el cual permita a la salida de las
neuronas ser decodificada en la solucién del problema.

b. Derivar una funcién de energia cuyo valor minimo corresponda a la “me-
jor” solucién del problema a ser mapeado.

c. Derivar de la funcién de energia las conexiones y el sesgo de entrada de la
red.

d. Establecer los valores iniciales para la entrada a las neuronas la cual de-
termine completamente la salida estable de las neuronas de la red.

Una funcién de energia para optimizacién combinatoria es usualmente de la
forma (Looi, 1992):

E = Z A;(“violacién de la restriccién i”) + B(“costo”) (3.6)

7

donde A; > 0, B > 0 y “costo” es una funcién de costo independiente de
y k) p
la violacién de restricciones. Al minimizar la funcién de energia F se intenta
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minimizar el costo mientras que al mismo tiempo se maximiza la satisfaccion
de las restricciones.

Joya et al. (1997) senalaron los principales errores y problemas al aplicar las
redes neuronales de Hopfield a la solucién de problemas de optimizacién:

a. Incoherencia entre la dindmica de la red y la funcién de energia asociada
a la red. Una situacién comun es usar una red neuronal con dindmica
continua y asociarle una funcién de energia correspondiente a una red
neuronal discreta.

b. Error debido a la discretizaciéon de las ecuaciones dindmicas continuas
causado por simulacién en una computadora digital. Asi, mientras ma&s
grande es el paso de simulacién, méas diferente es el comportamiento real
y tedrico de la red.

c. La funcién de energia de la red tiene muchos minimos locales, por lo que
es probable que la red alcance un estado de equilibrio que no corresponda
a una solucién aceptable del problema.
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Capitulo 4

Auto-modelado en Redes
Neuronales de Hopfield

El proceso de auto-modelado nos ayuda a comprender mejor las condiciones
bajo las cuales un proceso de auto-organizacién local puede mejorar la soluciéon
global de las restricciones entre componentes de un sistema adaptativo complejo
(Watson et al., 2011). Por lo tanto, a continuacién se presenta el procedimiento
v las condiciones para los tres modelos descritos en el Capitulo 2, asi como el
estado del arte del proceso de auto-modelado.

4.1. Auto-modelado en redes de Hopfield de tiem-
po discreto y estado discreto

Watson et al. (2011) propusieron el siguiente algoritmo para el proceso de
auto-modelado: (1) la configuracién de estados es aleatorizada tal que R =
{=11}¥; (2) se permite que la red converja de la configuracién aleatoria a
un atractor; y (3) la red refuerza el atractor alcanzado utilizando aprendizaje
Hebbiano. El proceso de convergencia a un atractor es llamado el periodo de
relajacion de la red y dura 7 pasos de tiempo. Suponiendo que durante el periodo
de relajacion la red esta la mayor parte del tiempo en un atractor, el proceso
de aprendizaje para reforzar el atractor alcanzado puede realizarse

(a) al final de periodo de relajacién de acuerdo a la siguiente regla de apren-
dizaje:

wij(t + 1) =0rrr [wi]‘(t) + (551(15)57 (t)] ; (4.1)

(b) o en cada paso de tiempo de acuerdo a la siguiente regla de aprendizaje

(Watson et al., 2011b):

it 1) = O g (1) + 20y 1) (12)

Ambas reglas se aplican para todo wj;, con i # j, donde ¢ es la tasa de apren-
dizaje y OprF es una funcién umbral lineal. Asi, si z > 0 entonces 0rr(z) = 1;
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si z < 0 entonces Oprp(z) = —1; de otro modo Orrr(xz) = z. El efecto global
de ambas formas de aprendizaje en la red neuronal es el mismo. Tipicamente, el
proceso iterativo continta hasta que la red converge en un solo atractor desde
cualquier configuracién inicial.

La energia original, E©, se utiliza para calcular el grado en el que una con-
figuracién de estados obtenida por el proceso de auto-modelado resuelve con
éxito las restricciones originales. Las restricciones originales son satisfechas si
wij(t = 0)s;s; > 0. Esta energia se calcula con los pesos originales de la red y
con los estados obtenidos con los pesos modificados, es decir

N
EC(H(1),Q(t = 0)) = — Z aijsi(t)s;(t) (4.3)

donde a;; = w;j(t = 0) y H(t) = (s1,...,sn) € {—1,1}". Si el proceso fun-
ciona correctamente, la energia de los atractores alcanzados serd menor con el
tiempo, es decir, los atractores alcanzados durante el proceso seran de menor
energia, no porque algun atractor sea diferente de los originalmente definidos
por la topologia de la red, sino porque la distribucién de atractores visitados es
diferente.

De acuerdo con Watson et al. (2011), existen tres condiciones para que el
proceso funcione: (C1) la dindmica inicial del sistema necesita exhibir multi-
ples atractores (C2) la configuraciones del sistema son repetidamente relajadas
desde diferentes configuraciones iniciales tal que el sistema converja en muchos
atractores diferentes en una escala de tiempo donde las conexiones cambien len-
tamente, y (C3) el sistema pasa la mayor parte de su tiempo en los atractores.
También existen dos requisitos practicos: (R1) la tasa de aprendizaje debe ser
pequefia para que un gran nimero de atractores sean alcanzados y minimos
locales pobres no sean reforzados, y (R2) el tiempo para que el sistema converja
en un atractor debe ser mucho menor que 7 para que la red pueda alcanzar
consistentemente estados estables de atraccion.

4.1.1. ;Por qué funciona el proceso de auto-modelado?

El proceso de auto-modelado se basa en dos propiedades de la red neuronal de
Hopfield. Primero, existe una correlacion positiva entre el ancho y la profundidad
del dominio de atraccién (Kryzhanovsky & Kryzhanovsky, 2008), por lo que
cuanto mas ancho el dominio de atraccién, méas probable es encontrar el atractor
y por lo tanto mejor serd la solucién a las restricciones. En segundo lugar, la
memoria asociativa permite generalizar al reforzar los atractores aprendidos
por la red a través del aprendizaje Hebbiano, y por consiguiente aumentar su
dominio de atraccién. Esto es, el refuerzo de un minimo local, al mismo tiempo
refuerza mejores minimos de energia dado que los sub-patrones que son comunes
a muchos éptimos locales pueden ser comunes a 6ptimos superiores. Entonces,
los mejores atractores se refuerzan con mayor frecuencia, incluso si algunos de
ellos no han sido visitados previamente (Watson et al., 2011). Por lo tanto, la red
aumentara con gran probabilidad un atractor globalmente 6ptimo ya que cuanto
mejor sea el atractor, existe una mayor probailidad de que sea visitado durante
las relajaciones de la red, mas se ampliard el dominio de atraccién debido al
aprendizaje, mas serd visitado durante el proceso, y asi sucesivamente.
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Watson et al. (2011a) explican que el reforzamiento de los atractores apren-
didos por la red provoca la ampliacién de la cuenca de atraccién de atractores
de baja energia a expensas de los atractores de alta energia a través dos formas
de generalizacion:

a. Generalizacion por ‘idealizacién’ o eliminacién de ruido. En redes sin es-
tructura, el 6ptimo global no es visitado mediante la relajacién de la red,
pero muchos éptimos locales en la vecindad del 6ptimo global son visita-
dos. El aprendizaje provoca que la red generalice con base en el promedio
de los patrones reforzados.

b. Generalizacion por atractores espurios. En redes con estructura, el apren-
dizaje asociativo provoca que la red genere nuevos patrones a partir de
nuevas combinaciones de las caracteristicas comunes de los patrones refor-
zados. Estos atractores espurios pueden ser 6ptimos superiores. Entonces,
al reforzar 6ptimos locales se refuerzan los atractores espurios con los que
tengan sub-patrones en comtn, atin cuando la red no haya convergido en
ellos anteriormente.

Por lo tanto, a medida que las conexiones cambian, el aprendizaje Hebbiano
acelera la competencia entre atractores incompatibles. El resultado del proce-
so de auto-modelado es que los atractores globalmente 6ptimos superen a los
atractores localmente éptimos, finalizando idealmente con un sélo atractor en el
espacio de estados, el cual es un atractor de baja energia que satisface la mayor
cantidad de restricciones posibles del problema de optimizacién representado
por la topologia de la red.

4.1.2. Estado del arte

Watson, Buckley, y Mills (2009) presentaron en un informe técnico los prime-
ros resultados del proceso de auto-modelado en una red neuronal de Hopfield con
matriz de conexién simétrica y con conexiones autorecurrentes con valor igual a
la unidad. Desspués, Watson et al. (2011) mostraron los resultados del proceso
de auto-modelado en redes neuronales de Hopfield con una matriz de conexion
simétrica y sin conexiones auto-recurrentes. Con base en este trabajo Watson
et al. (2011a) publicaron un modelo basado en agentes para explicar como la
auto-organizacién de agentes egoistas puede mejorar la adaptacién global. Los
agentes pueden modificar como son afectados por otros agentes para maximizar
su utilidad individual. La utilidad individual es la suma ponderada de las inter-
acciones entre el estado que adopta el agente y los estados de otros agentes en
la red. Los cambios en las interacciones son continuos, es decir, pueden cambiar
la fuerza y el signo de la conexién. La relacién inter-agentes se alteran nece-
sariamente de una manera homoéloga con el aprendizaje Hebbiano. La utilidad
total es calculada como la suma de la utilidades individuales. El resultado es
la maximizacién de las utilidades individuales y por tanto de la utilidad global.
En un trabajo posterior, Watson et al. (2011b) expusieron la diferencia entre
el proceso de auto-modelado mencionado anteriormente y otro en el que las co-
nexiones aprendidas se utilizan para crear clusters de variables de estado que
una vez conectadas no pueden variar de manera independiente. Estos médulos
cambian subconjuntos de variables simultaneamente, y estos cambios de estados
multiples serdn evaluados con base en el beneficio que tienen en combinacién,
incluso si cada cambio en sus elementos es individualmente perjudicial.
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En los articulos anteriormente descritos, el proceso de auto-modelado fue
probado en matrices de conexiones con diferentes tipos de restricciones. Las
diferentes restricciones son resumidas en la Tabla 4.1, donde N es el nimero de
nodos.

Trabajo Restriccién Definicién (o = wij(t = 0))
Watson et al. (2009) Espacial a;j € (0,e79),
donde d = mod(]i — j|, N).
Modular oij =1si|1] = L%j (i # j, k =5);
a;; = p de otro modo.
Watson et al. (2011) Aleatoria ajj € {—1,1}, y los valores
se eligen con igual probabilidad.
Modular logsl =1si [2]=[L] (i # 4,k =5)

a;; = 0.01 de otro modo.
Watson et al. (2011a)  Dispersa Aleatoria  oy; € {—1,0,1}, la densidad
de no ceros es £ con k=8, y se

eligen con igualerobabilidad.
Modular loijl = 1si [2] = [L] (i #35,k=5)
a;; = 0.01 de otro modo.
Watson et al. (2011b)  Aleatoria (RA) ayj = 1 si i = j; de otro modo
a € {—p,p} con igual probabilidad.
Modular ajj =R (L%j, L%j)

donde R es una matriz RA.

Tabla 4.1: Tipos de restricciones en los articulos sobre auto-modelado de redes
de Hopfield de tiempo discreto y estado discreto.

En trabajo relacionados anteriores se utilizaron otro tipo de funciones de
activacion para el proceso de auto-modelado. Watson et al. (2010) presentaron
una red de regulacién de genes usando una versién discretizada del modelo
de red de Hopfield de tiempo continuo. Por su parte, Woodward et al. (2015)
emularon una red neuronal de Hopfield usando una red neuronal de impulsos?.
Una comparacién de las funciones de activacion, y el dominio de los estados y
pesos utilizados en estos trabajos y en el trabajo original sobre auto-modelado
se presentan en la Tabla 4.2.

Trabajo Funcién de Activaciéon  Estados Pesos (w;;)
Watson et al. (2011) Funcién umbral de Heaviside — {—1,1} —1<w; <1
Watson et al. (2010) Sigmoide (tanh(z/10)) (=1,1)  w4; no limitado
Woodward et al. (2015) Funcién lineal saturada [0,1] —1<w;; <1

Tabla 4.2: Tipos de funciones de activaciéon usada en trabajos relacionados.

4.2. Auto-modelado en redes de Hopfield de tiem-
po discreto y estado continuo
Esta es una primera generalizacién de la red de Hopfield en la cual se uti-

liza una funcién de activacién continua. Para este tipo de red se utiliza el si-
guiente procedimiento: (1) la configuracién de estados es aleatorizada tal que

1Del inglés spiking neural network
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R =[-1,1]"; (2) la red se relaja, durante 7 pasos de tiempo de la configuracién
aleatoria a un atractor (periodo de relajacién); y (3) los pesos se actualizan al
final de cada periodo de relajacién de acuerdo a la siguiente regla de Hebb:

Wij (t + 1) =0r71F [wij (t) + (58:(75)8;(75)} (44)

donde § es la tasa de aprendizaje, O rF es la funcién umbral lineal definida

anteriormente y s} (¢) representa a los atractores visitados durante el proceso, los

cuales no son miembros del conjunto original definido por la topologia original

de la red. Esta regla de aprendizaje se aplica para todo w;;, incluyendo las

conexiones auto-recurrentes. Tipicamente, el proceso iterativo continia hasta
que la red converge en un solo atractor desde cualquier configuracién inicial.

La energfa original, E©, es calculada como antes con los pesos originales de

la red, y con los estados de la red obtenidos con los pesos modificados, es decir

i

1 N N si(t)
EO(H®. 0 =0) =5 Y ags®s,0+3 [ o (45

donde ay; = wi;(t = 0), y H"(t) = (s],...,sh) € [~1,1]". Finalmente, las
tres condiciones, (C1), (C2) y (C3), asi como los dos requerimientos practicos,
(R1) y (R2), explicados anteriormente son necesarios para que el proceso de
auto-modelado funcione.

4.3. Auto-modelado en redes de Hopfield de tiem-
po continuo y estado continuo

La red de Hopfield de tiempo continuo generaliza al modelo de Hopfield
utilizado en el proceso original de auto-modelado, tanto al utilizar una funcién
de activacién continua con términos de sesgo y de ganancia, como al utilizar un
modelo de ecuaciones diferenciales para actualizar los estados. El procedimiento
que se sigue es el siguiente: (1) la configuracién de estados es aleatorizada tal
que R = [-15,15)"; (2)la red se relaja, durante 7 pasos de tiempo, con 7;
como paso de integracién, de la configuracién aleatoria a un atractor (periodo
de relajacién); y (3) los pesos se actualizan al final de cada periodo de relajacién
de acuerdo a la siguiente regla de aprendizaje:

wij(t+1) = Orrr [wii(t) + 6V ()V] (1) (4.6)
donde § es la tasa de aprendizaje, O 7 es la funcién umbral lineal definida
anteriormente y V" (¢t) = o(g;(st(t) + 0;)) representa las salidas de las confi-
guraciones de estados (atractores) visitados durante el proceso. Los atractores
visitados no son miembros del conjunto original definido por la topologia origi-
nal de la red. Esta regla de aprendizaje se aplica para todo w;;, incluyendo las
conexiones auto-recurrentes.
La ecuacién (2.6) es integrada a través del método explicito de Euler utili-
zando la siguiente ecuacién discretizada:

N
st 480 = 5,0+ 2 [ i)+ Y wuoloss @ +6) | @)

Ti
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donde At es el paso de integracién. El método de integracién es numericamente
estable cuando At es menor que dos veces la constante de tiempo més pequena
en la red (Blynel & Floreano, 2002). No obstante, si existen conexiones auto-
recurrentes el método de Euler puede ocacionalmente incrementar el valor de la
energia (Feng & Douligeris, 2001).

En este trabajo se desea probar el proceso de auto-modelado de manera
general utilizando el término de ganancia, g;, y de sesgo ,0;. Por lo tanto, g;
puede tomar valores aleatorios positivos y 6; es calculado de la siguiente forma
(Golos, Jirsa, & Daucé, 2016):

1 N
01' = —5 ;wi]’. (48)

Ya que la estabilidad de los atractores decrece con el nimero de patrones
guardados en la red (Amit, Gutfreund, & Sompolinsky, 1985), Golos et al. (2016)
demostraron la existencia de multiples atractores de punto fijo para el modelo de
Hoptfield de tiempo continuo, en condicién de alta ganancia, usando una matriz
de conexiones normalizada basada en un conectoma de 998 nodos simétrico y de
pesos positivos. Los autores usaron la ecuacion 7, dfti = —x; + Zjvzl Wi;Aj con
A; = 3(1 + tanh(G(Px; — 6;))), donde z; es el potencial del nodo, A; la salida
del nodo, W;; la matriz de conexiones, §; = % Z;V:1 Wi; el umbral, P un factor
de escala y 7, la constante de tiempo. En su trabajo, 6; esta acotada debido a
que los elementos de la matriz de conexiones estan normalizados, si P = 1 el
modelo corresponde al modelo original de Hopfield, y el ntimero de atractores
aumenta conforme aumenta el valor de g.

La energia original, E©, es calculada con los pesos originales de la red y con
las salidas de las neuronas obtenidas con los pesos modificados, es decir

N

220
3 /0 o (O)de (4.9)

N
EO(H (1,00t = 0) = =3 Y0V OV (1) +

K2

donde ay; = wi;(t = 0), y H™(t) = (V{,...., V&) € [-1,1]V. Finalmente, las
tres condiciones, (C1), (C2) y (C3), asi como los dos requerimientos practicos,
(R1) y (R2), explicados anteriormente son necesarios para que el proceso de
auto-modelado funcione.

4.4. Energia y satisfaccion de restricciones en
redes de Hopfield con conexiones asimétri-
cas y auto-recurrentes.

El proceso de auto-modelado original exige que la matriz de conexiones sea
simétrica y sin conexiones auto-recurrentes para garantizar la existencia de sola-
mente atractores de punto fijo. Estas condiciones también asegura que la funciéon
de energia F de la red sea una funcién de Lyapunov, con lo que se puede analizar
la estabilidad de la red. Si la red es estable en el sentido de Lyapunov, entonces
la energia siempre decrece al actualizar la dindmica de la red, ya que % <0.
De acuerdo con Z. Wang y Fan (2007), los modelos de Hopfield con conexiones
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quasi-simétricas también tienen una funciéon de energia decreciente, por lo en
este trabajo se define una débil asimetria.

En una red de Hopfield de tiempo discreto y estado discreto, la energia siem-
pre disminuird al actualizar su dindmica si la funcién de energia es multilineal.
La funcién de energia en la ecuacién (4.3) es multilineal si y sélo si wy; = 0
para todo 4. Si esta condicién se mantiene, una matriz de conexiones asimétrica
puede ser reemplazada por su parte simétrica (W + W7T)/2 sin afectar el valor
de la funcién de energia (Vidyasagar, 1998).

El valor de la funcién de energia es menor conforme mas restricciones se
resuelvan. Si existen conexiones auto-recurrentes, dado que s;s; = 1, la funcién
de energia se puede expresar como:

—

N N
E = —5 Z W;ij8iSj + Zw“ . (410)
i=1,i%£] i=1

El valor de la energia es afectado por un valor que desplazara negativamente
el valor de la energia sin conexiones auto-recurrentes siempre que Zfil wi; > 0.
Entonces su valor refleja correctamente la satisfaccién de restricciones y se puede
utilizar la ecuacién (4.3) para evaluar el proceso de auto-modelado en redes de
Hopfield de tiempo discreto y estado discreto.

Por otro lado, en el caso de los modelos de Hopfield con funcién de activa-
cién continua, el término integral es mas complicado de analizar cuando existen
conexiones auto-recurrentes. Ya que los pesos no tienen restricciones con res-
pecto al signo, al actualizar la red no se puede determinar si las conexiones
auto-recurrentes aumentan o disminuyen el valor de los estados s; de las neu-
ronas en la ecuacién (2.3), o la salida V; de las neuronas en la ecuacién (2.6).
Dado que no se sabe como varia el limite de s; o V;, no se puede determinar la
magnitud del término integral. Entonces, aunque el término de suma discreta
en la ecuacién (4.10) disminuya, el término integral puede incrementar el valor
de la energia. Por lo tanto, la energia no refleja correctamente el nimero de
restricciones satisfechas. Este fenémeno ocurre tanto con conexiones simétricas
como con conexiones asimétricas, e incluso sin la presencia de auto-recurrencia.
En este trabajo se utilizan las ecuaciones (4.5) y (4.3) para medir la energfa ori-
ginal de los modelos de Hopfield con estados continuos, y se calcula de manera
independiente el nimero de restricciones satisfechas.

La forma de contar el niimero de restricciones satisfechas también es dis-
cutible. Los problemas usualmente resueltos por redes de Hopfield presentan
soluciones discretas, por lo que éstas se encuentran en los vértices del hipercubo
de espacio de estados en el caso de una red de Hopfield con estado discreto. Una
red de Hopfield con estado continuo es poco probable que converja en algiun
estado estable en estos vértices, ya que existen muchos 6ptimos locales dentro
del hipercubo (Joya et al., 1997). Entonces, estos éptimos en el interior no pue-
den ser soluciéon de un problema de optimizacién ya que de manera estricta el
dominio de las variables del problema es discreto. De manera formal, esto se
debe a que la funcién de costo del problema no se puede asociar a la funcién
de energia de la red (véase la Seccién 3.3) a menos que la ganancia de la fun-
cién sigmoide sea grande (regién de alta ganancia) (Joya et al., 1997), donde el
término integral es despreciable. Por lo tanto, es usual encontrar en la literatura
que una red de Hopfield sea operada en la regién de alta ganancia, en la cual
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las trayectorias solucion se aproximan a las esquinas del hipercubo donde se en-
cuentran los estados estacionarios de la funcién de energia de la red de Hopfield
discreta (Vidyasagar, 1998).

Considerar a las soluciones dentro del hipercubo podria resultar confuso en
término de energia, es decir, un 6ptimo més cerca de alguna esquinas podria
tener una mayor energia, aunque resuelva mas restricciones, debido al término
integral. Esto es, “hay siempre un contorno en el espacio de estados alrededor
de V; =10 V; = —1 donde la energia es menor que aquellaen V; =10 V; = —1.
Esto se debe a que el término integral siempre se incrementa cuando V; se
aproxima a 1 o —1, ademaés el término de suma discreta varia linealmente con
V; e incluso si esta variacién es negativa hay siempre un contorno alrededor de
Vi =10 V; = —1 donde el gradiente creciente del término integral es més grande
que la disminucién lineal del término de suma discreta” (Joya et al., 1997, p.
259-260). Entonces, los minimos globales de la funcién de energia podrian no ser
buenas soluciones del problema de optimizacién. El autor del presente trabajo
desconoce si existe algin resultado en el que se haya demostrado que éptimos
cercanos a los vértices del espacio de estados (en términos de la distancia de
Hamming) resuelvan més restricciones que aquellos en el interior. No obstante,
existen trabajos donde la manera de considerar valida una solucién no es tan
estricta. Por ejemplo, Molndr y Ercsey-Ravasz (2013); Molnér, Toroczkai, y
Ercsey-Ravasz (2012) consideran que existe una correspondencia uno a uno entre
los atractores de punto fijo de una red recurrente de tiempo continuo (red de
Hopfield de tiempo continuo) con una funcién de activacién lineal acotada en
[-1,1] y las soluciones al problema de satisfaccién booleana k — SAT. Esto lo
consideran valido tanto para redes con conexiones simétricas como asimétricas.
Con base en esto, y de manera andloga al trabajo de Froese et al. (2014), se
considera que una restriccion es satisfecha por una red de Hopfield de tiempo
discreto y estado discreto si a;;s;5; > 0, con s; € —1,1. De manera similar
al trabajo de Zarco y Froese (en prensa), se considera que una restricciones
es satisfecha por una red de Hopfield de tiempo discreto y estado continuo si
a;jsis; > 0, con s; € [—1,1]. En el caso de una red de Hopfield de tiempo
continuo y estado continuo, se considera que una restriccion es satisfecha si
a;;V;V; > 0, donde V; € [-1,1].
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Capitulo 5

Auto-modelado en redes de
Hopfield de tiempo discreto
y estado discreto:
Resultados y Analisis

En este capitulo se presentan los resultados del proceso de auto-modelado
para el modelo de Hopfield de tiempo discreto y estado discreto. El cédigo fue
desarrollado en C++ con ayuda de la biblioteca, Evolutionary Agents' desarrolla-
da por Randall Beer. Las graficas fueron trazadas con ayuda de las bibliotecas
matplotlib y numpy de Python. La prueba estadistica ¢ de Student para datos
pareados se realizé con ayuda del software Mathematica.

En la Seccién 5.1 se describen los tipos de restricciones que se utilizan en
la matriz de conexiones para evaluar el proceso de auto-modelado, asi como
los parametros de la red. Después se muestran ejemplos ilustrativos, los cuales
muestran el resultado del proceso de auto-modelado. Estos son presentados de
manera andloga a los mostrados en el trabajo de Watson et al. (2011), es decir,
son presentados en una figura con cuatro graficas: (1) una grafica con ejemplos
de las trayectorias de la relajacién de la red al estado estable antes del aprendi-
zaje, (2) una gréfica con ejemplos de las trayectorias de la relajacion de la red al
estado estable después del aprendizaje, (3) una grafica que muestra los atracto-
res originales de la red, los atractores durante el proceso de auto-modelado y los
atractores posteriores a éste, y (4) una grafica que muestra el nimero de restric-
ciones satisfechas antes y después del aprendizaje. Posteriormente se presentan
los resultados de 10000 procesos de auto-modelado para cada tipo de restriccién
usando diagramas de caja que muestran la distribucién de energia y la satisfac-
cién de restricciones antes y después del aprendizaje. Para obtener estos datos
el proceso de auto-modelado se aplicé usando 100 diferentes configuraciones de
pesos originales y 100 diferentes configuraciones de estados iniciales por cada
configuracién de pesos, por lo tanto obteniendo 100 diferentes configuraciones de
pesos modificados por cada configuracién inicial. Asi, desde cada una de las 100
configuraciones de estados iniciales para cada configuracién de pesos iniciales la

1El cédigo se puede descargar en http://mypage.iu.edu/~rdbeer/.
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red fue relajada 100 veces (antes del aprendizaje); y para cada configuracién de
pesos modificados la red fue relajada 100 veces (después del aprendizaje). En-
tonces, la red se relajé 1000000 veces antes del aprendizaje y 1000000 después
del aprendizaje. Al final de esta seccién se presentan los resultados de la prueba
t de Student hecha para cada tipo de restriccién con respecto al nimero de res-
tricciones satisfechas para saber si el proceso es estadisticamente significativo.
Por 1ltimo, en la Seccién 5.2, se presenta el andlisis de los resultados.

5.1. Resultados

El proceso de auto-modelado fue probado en este modelo de red de Hopfield
para cada una de las siguientes restricciones

e Restricciones Aleatorias Simétricas (RA Simétricas): cada cone-
xién inicial a;; toma —1 o 1 con igual probabilidad de {—1,1}.

e Restricciones Aleatorias Asimétricas (RA Asimétricas): a cada
elemento de una matriz con restricciones aleatorias simétrica se le suma un
valor aleatorio utilizando una distribucién aleatoria uniforme entre [0, 0.25]
sila |a;j| = —1 o entre [—0.25,0] si |ag| =1 .

e Restricciones Modulares Simétricas (RM Simétricas): cada co-
nexién inicial o;; toma el valor |ay;| = 1si [£] = L%J, de otro modo
|aij| = 0.01. En este trabajo, k =5y a;; > 0 con probabilidad 0.8.

e Restricciones Modulares Asimétricas (RM Asimétricas): a cada
elemento de una matriz con restricciones modulares simétrica se le su-
ma un valor aleatorio utilizando una distribucién aleatoria uniforme entre
[—0.01, —0.001] si || < 0 o entre [0.001,0.01] si |ev;| > 0.

Las matrices de pesos tienen conexiones auto-recurrentes sin mas condiciones
en los signos que los especificados en cada tipo de restriccién, es decir durante el
aprendizaje puede cambiar el signo de la conexién. En este trabajo se utilizaron
los siguientes valores:

- Numero de neuronas: N = 100

- Pasos de tiempo por relajacién: 7 = 1000
Numero de relajaciones: r = 1000

- Tasa de aprendizaje:

- 5RA Simétricas — 0.00075
- 5R]\l Simétricas — 0.00075
- 5RA Asimétricas = 0.00075
- 5R]\1 Asimétricas = 0.00075

Las tazas de aprendizaje d fueron definidas experimentalmente después de
asegurar que el proceso de auto-modelado funcionaba correctamente en varias
ejecuciones individuales usando las restricciones definidas. La actualizacién de
los pesos se realiza al final de cada periodo de relajacién utilizando la ecuacién
(4.1). Para contabilizar el nimero de restricciones satisfechas se consideré que
una restriccién se satisface si a;;5;5; > 0.
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5.1.1. Ejemplo ilustrativo de un proceso de auto-modelado

Restricciones Aleatorias Simétricas
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Figura 5.1: Auto-modelado en redes con restricciones aleatorias simétricas. (a) Ejemplos de 10 tra-
yectorias antes del aprendizaje; (b) atractores visitados antes del aprendizaje (relajaciones 1-1000),
durante el aprendizaje (relajaciones 1000-2000), y después del aprendizaje (relajaciones 2000-3000);
(¢) ejemplos de 10 trayectorias después del aprendizaje; y (d) promedio de relajaciones satisfe-
chas antes del aprendizaje (barra roja) y después del aprendizaje (barra azul). Las barras de error
representan un error estandar.
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Figura 5.2: Auto-modelado en redes con restricciones aleatorias asimétricas. (a) Ejemplos de 10 tra-
yectorias antes del aprendizaje; (b) atractores visitados antes del aprendizaje (relajaciones 1-1000),
durante el aprendizaje (relajaciones 1000-2000), y después del aprendizaje (relajaciones 2000-3000);
(¢) ejemplos de 10 trayectorias después del aprendizaje; y (d) promedio de relajaciones satisfe-
chas antes del aprendizaje (barra roja) y después del aprendizaje (barra azul). Las barras de error
representan un error estandar.
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Figura 5.3: Auto-modelado en redes con restricciones modulares simétricas. (a) Ejemplos de 10 tra-
yectorias antes del aprendizaje; (b) atractores visitados antes del aprendizaje (relajaciones 1-1000),
durante el aprendizaje (relajaciones 1000-2000), y después del aprendizaje (relajaciones 2000-3000);
(¢) ejemplos de 10 trayectorias después del aprendizaje; y (d) promedio de relajaciones satisfe-
chas antes del aprendizaje (barra roja) y después del aprendizaje (barra azul). Las barras de error

representan un error estandar.
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Figura 5.4: Auto-modelado en redes con restricciones modulares asimétricas. (a) Ejemplos de 10 tra-
yectorias antes del aprendizaje; (b) atractores visitados antes del aprendizaje (relajaciones 1-1000),
durante el aprendizaje (relajaciones 1000-2000), y después del aprendizaje (relajaciones 2000-3000);
(¢) ejemplos de 10 trayectorias después del aprendizaje; y (d) promedio de relajaciones satisfe-
chas antes del aprendizaje (barra roja) y después del aprendizaje (barra azul). Las barras de error

representan un error estandar.
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5.1.2. Resultados de 10000 procesos de auto-modelado

Restricciones Aleatorias
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Figura 5.5: Distribucién de la energia antes y después del proceso de auto-modelado
en redes con restricciones aleatorias simétricas (izquierda) y asimétricas (derecha). La
grafica muestra los datos de 100 relajaciones hechas antes y después de cada proceso
de auto-modelado, es decir 1000000 relajaciones.
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Figura 5.6: Restricciones satisfechas antes y después del proceso de auto-modelado
en redes con restricciones aleatorias simétricas (izquierda) y asimétricas (derecha). La
grafica muestra los datos de 100 relajaciones hechas antes y después de cada proceso
de auto-modelado, es decir 1000000 relajaciones.
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Restricciones Modulares
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Figura 5.7: Distribucién de la energia antes y después del proceso de auto-modelado
en redes con restricciones modulares simétricas (izquierda) y asimétricas (derecha). La
grafica muestra los datos de 100 relajaciones hechas antes y después de cada proceso
de auto-modelado, es decir 1000000 relajaciones.
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Figura 5.8: Restricciones satisfechas antes y después del proceso de auto-modelado en
redes con restricciones modulares simétricas (izquierda) y asimétricas (derecha). La
grafica muestra los datos de 100 relajaciones hechas antes y después de cada proceso
de auto-modelado, es decir 1000000 relajaciones.
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5.1.3. Prueba t de Student

A continuacién se muestran los resultados obtenidos de esta prueba estadisti-
ca para saber si la diferencia entre los resultados antes y después del aprendi-
zaje es estadisticamente significativa. La pregunta que se trata de resolver es:
.el proceso de auto-modelado permite encontrar mejores soluciones al proble-
ma de satisfaccién de restricciones en una red de Hopfield de tiempo discreto y
estado discreto? Sea la media de las 100 relajaciones desde cada una de las 100
configuraciones de estados iniciales para una configuracién de pesos iniciales. El
conjunto de datos AA esta definido por las medias de las medias calculadas de
la forma anterior para cada una de las 100 configuraciones de pesos iniciales.
Ahora, sea la media de las 100 relajaciones para cada una de las 100 configura-
ciones de pesos modificados obtenida a partir de una de las 100 configuraciones
de pesos iniciales. El conjunto de datos DA estd definido por las medias de las
medias calculadas de la forma inmediata anterior para cada una de las 100 confi-
guraciones de pesos iniciales. Por lo tanto, si se define la diferencia d = DA— AA
para calcular los estadisticos, la hipdtesis nula es Hg : ug < 0, y la hipotesis
alternativa es H, : g > 0, donde up4 indica la media de DA y a4 indica la
media de AA.

Restricciones Aleatorias Simétricas
= Media: 61.222748
= Desviacién estandar: 13.6059385984
= p: 8.1403904688 x 1068

Restricciones Aleatorias Asimétricas
» Media: 54.757914
s Desviacion estandar: 14.2536221525

= p: 2.18224966801 x 10761

Restricciones Modulares Simétricas
= Media: 2385.311602
= Desviacion estandar: 114.990789523

s p: 1.51796959436 x 107132

Restricciones Modulares Asimétricas
= Media: 2378.365332
= Desviacién estandar: 91.2164871583
n p: 2.32484265465 x 107142
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5.2. Analisis

El proceso de auto-modelado funciona correctamente de acuerdo con los re-
sultados de la Seccién 5.1. El proceso funciona debido a que los atractores de
baja energia tienen un dominio de atraccién grande, y a que la memoria aso-
ciativa tiene la capacidad de generalizar idealizando los patrones almacenados
o generando nuevas combinaciones de sub-patrones Watson et al. (2011a). El
aprendizaje Hebbiano crea una memoria asociativa del atractor que se refuer-
za, para lo que incrementa la fuerza de las conexiones que concuerdan con las
combinaciones de estados en ese patrén y debilita las conexiones de las com-
binaciones que lo perturban. Entonces, ampliar el domnio de atraccién de los
atractores de baja energia no solo depende de la frecuencia con la que la red
converja en éstos, sino también de los sub-patrones que los 6ptimos globales
tengan en comun con los éptimos locales. En general, el aprendizaje Hebbiano
con facilitacién y depresién sindptica no afecta los atractores de punto fijo en
redes de Hopfield de tiempo discreto y estado discreto (Bibitchkov, Herrmann,
& Geisel, 2002).

En los resultados mostrados en la Seccién 5.1, dado que la matriz de cone-
xiones es asimétrica y con conexiones auto-recurrentes, la energia de la red no
siempre decrece durante el transitorio, pero la red es capaz de converger a un
estado estable, como se muestra en la gréifica (a) de las Figuras 5.1, 5.2, 5.3,
v 5.4. El aprendizaje Hebbiano fue aplicado al final del periodo de relajacién,
momento en el que se considera que la red ya ha alcanzado un estado estable.
La grafica (c¢) de estas figuras muestra como el transitorio para alcanzar el esta-
do estable es mas rapido después del aprendizaje, y puede presentar aumentos
en la energfa original, E©. Esto se debe en parte a la presencia de conexiones
auto-recurrente, y en parte a que las restricciones inter-modulares son violadas
en favor de satisfacer las restricciones intra-modulares mas fuertes, en el caso
de la matriz con conexiones modulares (Watson et al., 2011b).

Por su parte, la grafica (b) ejemplifica la distribucién de la energia de los
atractores para un ejemplo en particular antes, durante y después del proceso de
auto-modelado. Se aprecia que en el caso de las restricciones aleatorias, proble-
mas no estructurados, el atractor al final del aprendizaje es parte del conjunto
al cual la red originalmente podia converger. Lo anterior se ve reflejado en la
grafica (d). Esto es, en el caso de las restricciones aleatorias, aunque los valores
energia de los atractores parezcan ampliamente distribuidos, el nimero de res-
tricciones satisfechas no parece variar mucho, por lo que el promedio parece no
reflejar un aumento en el nimero de la satisfaccién. No obstante, las Figuras 5.5
v 5.6 muestran de manera estadistica que en promedio existe una disminucién
de energia y un aumento en las restricciones satisfechas, respectivamente. En
el caso de las restricciones modulares, problemas con estructura, el atractor al
final del aprendizaje es un atractor al cual la red no habia convergido anterior-
mente, o al cual la red tenia pocas probabilidades de converger. En este caso
los valores de energia de los atractores reflejan mejor el namero de restricciones
satisfechas, lo cual se aprecia de manera estadistica en las Figuras 5.7 y 5.8.
Los resultados en el caso de las restricciones modulares son superiores porque
el proceso puede explotar la correlacion entre éptimo locales y superiores, para
que la red converga en atractores de menor energia.
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Capitulo 6

Auto-modelado en redes de
Hopfield de tiempo discreto
y estado continuo:
Resultados y Analisis

En este capitulo se presentan los resultados del proceso de auto-modelado
para el modelo de Hopfield de tiempo discreto y estado continuo. El cédigo fue
desarrollado en C++ con ayuda de la biblioteca Fvolutionary Agents desarrollada
por Randall Beer. La integral de la funcién de energia se calculé usando la regla
de punto medio con 1000 subintervalos. Las graficas fueron trazadas con ayuda
de las bibliotecas matplotlib y numpy de Python. La prueba estadistica ¢ de
Student para datos pareados se realizé con ayuda del software Mathematica.

En la Seccién 6.1 se describen los tipos de restricciones que se utilizan en
la matriz de conexiones para evaluar el proceso de auto-modelado, asi como
los parametros de la red. Después se muestran ejemplos ilustrativos, los cuales
muestran el resultado del proceso de auto-modelado.Estos son presentados en
una figura con cuatro graficas: (1) una gréfica con ejemplos de las trayectorias de
la relajacion de la red al estado estable antes del aprendizaje, (2) una gréfica con
ejemplos de las trayectorias de la relajacion de la red al estado estable después
del aprendizaje, (3) una grafica que muestra los atractores originales de la red,
los atractores durante el proceso de auto-modelado y los atractores posteriores
a éste, y (4) una grifica que muestra el nimero de restricciones satisfechas antes
y después del aprendizaje. Posteriormente se presentan los resultados de 10000
procesos de auto-modelado para cada tipo de restricciéon usando diagramas de
caja que muestran la distribucién de energia y la satisfacciéon de restricciones
antes y después del aprendizaje. Para obtener estos datos el proceso de auto-
modelado se aplicé usando 100 diferentes configuraciones de pesos originales y
100 diferentes configuraciones de estados iniciales por cada configuracién de pe-
sos, por lo tanto obteniendo 100 diferentes configuraciones de pesos modificados
por cada configuracién inicial. Asi, desde cada una de las 100 configuraciones
de estados iniciales para cada configuracién de pesos iniciales la red fue relajada
100 veces (antes del aprendizaje); y para cada configuracién de pesos modifica-
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dos la red fue relajada 100 veces (después del aprendizaje). Entonces, la red se
relajé 1000000 veces antes del aprendizaje y 1000000 después del aprendizaje.
Al final de esta seccién se presentan los resultados de la prueba ¢ de Student
hecha para cada tipo de restriccién con respecto al nimero de restricciones sa-
tisfechas para saber si el proceso es estadisticamente significativo. Por ultimo,
en la Seccién 6.2, se presenta el andlisis de los resultados.

6.1. Resultados

El proceso de auto-modelado fue probado en este modelo de red de Hopfield
para cada una de las siguientes restricciones en las conexiones:

e Restricciones Aleatorias Simétricas (RAS): cada conexién inicial
a;; toma un valor aleatorio utilizando una distribucién aleatoria uniforme
entre [—1,1].

e Restricciones Aleatorias Asimétricas (RAA): a cada elemento de
una matriz con restricciones aleatorias simétrica se le suma un valor entre
entre [—0.25,0.25] utilizando una distribucién aleatoria uniforme.

e Restricciones Modulares Simétricas (RMS): cada conexién inicial
ay; toma el valor |a;;| = 1si [£] = [£]; de otro modo |a;;| = 0.01. En
este trabajo, k = 5y a;; > 0 con probabilidad 0.8.

e Restricciones Modulares Asimétricas (RMA): a cada elemento de
una matriz con restricciones modulares simétrica se le suma un valor alea-
torio utilizando una distribucién aleatoria uniforme entre [—0.01, —0.001]

si || < 0 o entre [0.001,0.01] si |ay;] > 0.

Las matrices de pesos tienen conexiones auto-recurrentes sin mas condiciones
en los signos que los especificados en cada tipo de restriccién, es decir durante el
aprendizaje puede cambiar el signo de la conexién. En este trabajo se utilizaron
los siguientes valores:

- Numero de neuronas: N = 100

- Pasos de tiempo por relajacién: 7 = 1000
- Numero de relajaciones: r = 1000

- Tasa de aprendizaje:

- 5RA Simétricas = 0.00075
- 5R]\l Simétricas — 0.00075
- 5RA Asimétricas = 0.00001
- 5RJM Asimétricas = 0.00001

Las tazas de aprendizaje d fueron definidas experimentalmente después de
asegurar que el proceso de auto-modelado funcionaba correctamente en varias
ejecuciones individuales usando las restricciones definidas. La actualizacién de
los pesos se realiza al final de cada periodo de relajacién utilizando la ecuacién
(4.4). Para contabilizar el nimero de restricciones satisfechas se consideré que
una restriccién se satisface si a;;5;5; > 0.
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6.1.1. Ejemplo ilustrativo de un proceso de auto-modelado

Restricciones Aleatorias Simétricas
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Figura 6.1: Auto-modelado en redes con restricciones aleatorias simétricas. (a) Ejemplos de 10 tra-
yectorias antes del aprendizaje; (b) atractores visitados antes del aprendizaje (relajaciones 1-1000),
durante el aprendizaje (relajaciones 1000-2000), y después del aprendizaje (relajaciones 2000-3000);
(¢) ejemplos de 10 trayectorias después del aprendizaje; y (d) promedio de relajaciones satisfe-
chas antes del aprendizaje (barra roja) y después del aprendizaje (barra azul). Las barras de error
representan un error estandar.
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Figura 6.2: Auto-modelado en redes con restricciones aleatorias asimétricas. (a) Ejemplos de 10 tra-
yectorias antes del aprendizaje; (b) atractores visitados antes del aprendizaje (relajaciones 1-1000),
durante el aprendizaje (relajaciones 1000-2000), y después del aprendizaje (relajaciones 2000-3000);
(¢) ejemplos de 10 trayectorias después del aprendizaje; y (d) promedio de relajaciones satisfe-
chas antes del aprendizaje (barra roja) y después del aprendizaje (barra azul). Las barras de error
representan un error estandar.
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Restricciones Modulares Simétricas
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Figura 6.3: Auto-modelado en redes con restricciones modulares simétricas. (a) Ejemplos de 10 tra-
yectorias antes del aprendizaje; (b) atractores visitados antes del aprendizaje (relajaciones 1-1000),
durante el aprendizaje (relajaciones 1000-2000), y después del aprendizaje (relajaciones 2000-3000);
(¢) ejemplos de 10 trayectorias después del aprendizaje; y (d) promedio de relajaciones satisfe-
chas antes del aprendizaje (barra roja) y después del aprendizaje (barra azul). Las barras de error
representan un error estandar.
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Figura 6.4: Auto-modelado en redes con restricciones modulares asimétricas. (a) Ejemplos de 10 tra-
yectorias antes del aprendizaje; (b) atractores visitados antes del aprendizaje (relajaciones 1-1000),
durante el aprendizaje (relajaciones 1000-2000), y después del aprendizaje (relajaciones 2000-3000);
(¢) ejemplos de 10 trayectorias después del aprendizaje; y (d) promedio de relajaciones satisfe-
chas antes del aprendizaje (barra roja) y después del aprendizaje (barra azul). Las barras de error
representan un error estandar.
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6.1.2. Resultados de 10000 procesos de auto-modelado

Restricciones Aleatorias
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Figura 6.5: Distribucién de la energia antes y después del proceso de auto-modelado
en redes con restricciones aleatorias simétricas (izquierda) y asimétricas (derecha). La
grafica muestra los datos de 100 relajaciones hechas antes y después de cada proceso
de auto-modelado, es decir 1000000 relajaciones.
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Figura 6.6: Restricciones satisfechas antes y después del proceso de auto-modelado
en redes con restricciones aleatorias simétricas (izquierda) y asimétricas (derecha). La
grafica muestra los datos de 100 relajaciones hechas antes y después de cada proceso
de auto-modelado, es decir 1000000 relajaciones.
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Restriciones Modulares
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Figura 6.7: Distribucién de la energia antes y después del proceso de auto-modelado
en redes con restricciones modulares simétricas (izquierda) y asimétricas (derecha). La
grafica muestra los datos de 100 relajaciones hechas antes y después de cada proceso
de auto-modelado, es decir 1000000 relajaciones.
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Figura 6.8: Restricciones satisfechas antes y después del proceso de auto-modelado en
redes con restricciones modulares simétricas (izquierda) y asimétricas (derecha). La
grafica muestra los datos de 100 relajaciones hechas antes y después de cada proceso
de auto-modelado, es decir 1000000 relajaciones.

38



6.1.3. Prueba t de Student

A continuacién se muestran los resultados obtenidos de esta prueba estadisti-
ca para saber si la diferencia entre los resultados antes y después del aprendi-
zaje es estadisticamente significativa. La pregunta que se trata de resolver es:
.el proceso de auto-modelado permite encontrar mejores soluciones al proble-
ma de satisfaccién de restricciones en una red de Hopfield de tiempo discreto y
estado discreto? Sea la media de las 100 relajaciones desde cada una de las 100
configuraciones de estados iniciales para una configuracién de pesos iniciales. El
conjunto de datos AA esta definido por las medias de las medias calculadas de
la forma anterior para cada una de las 100 configuraciones de pesos iniciales.
Ahora, sea la media de las 100 relajaciones para cada una de las 100 configura-
ciones de pesos modificados obtenida a partir de una de las 100 configuraciones
de pesos iniciales. El conjunto de datos DA estd definido por las medias de las
medias calculadas de la forma inmediata anterior para cada una de las 100 confi-
guraciones de pesos iniciales. Por lo tanto, si se define la diferencia d = DA— AA
para calcular los estadisticos, la hipdtesis nula es Hg : ug < 0, y la hipotesis
alternativa es H, : g > 0, donde up4 indica la media de DA y a4 indica la
media de AA.

Restricciones Aleatorias Simétricas
» Media: 29.72268
= Desviacién estandar: 20.9921446121

= p: 1.086845593525 x 10~2°

Restricciones Aleatorias Asimétricas

» Media: 22.30903
= Desviacién estandar: 23.2203915038

= p: 5.0046422987 x 10716

Restricciones Modulares Simétricas

= Media: 1944.065534
= Desviacion estandar: 255.098901396
= p: 8.3251973293 x 10~

Restricciones Modulares Asimétricas

s Media: 1911.851268
= Desviacién estandar: 200.709942432
= p: 2.877787338865 x 10799
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6.2. Analisis

Es natural tratar de extender el proceso de auto-modelado actualizando los
pesos de las conexiones utilizando la regla incremental (4.2) y el valor continuo
de los estados. Sin embargo, el proceso de auto-modelado no funciona como se
esperaba en términos energéticos. Esto se aprecia en la gréfica (b) de las figuras
6.1, 6.2, 6.3, y 6.4. No obstante, en la grafica (d) se aprecia que la cantidad de
restricciones satisfechas (una restriccién es satisfecha si o;;s;5; > 0) es mayor
después del aprendizaje. Esta diferencia también se puede observar en las Figu-
ras 6.5 y 6.6, en el caso de las restricciones aleatorias, y en las Figuras 6.7 y 6.8,
en el caso de las restricciones modulares. En el caso de las restricciones aleato-
rias no se aprecia claramente de manera individual pero si de forma estadistica.
Esta discrepancia en la relacién de la energia con la satisfaccion de restricciones
se debe al efecto del aprendizaje en la dindmica de la red. La dindmica de la
red provoca que ésta converja en minimo de la funcién de energia dentro del
hipercubo de espacio de estados debido a la convexidad del perfil energético.
Los estados de la red no pueden converger en los valores extremos +1 debido
a que los atractores en los vértices son asintéticamente estables debido al cre-
cimiento sin limite del término integral de la funcién de energia en la ecuacién
(4.5). Es decir, el término integral aumenta sin limite conforme s; se aproxima
+1. Ademds, este término es siempre positivo (véase la Figura 6.9) y, dado que
los 6ptimos se encuentran en una vecindad de la esquina del hipercubo y los
pesos estan limitados en el intervalo [—1,1], el valor del término integral es en
general mas grande que el valor del primer término de la ecuacién (4.5), cuya
minimizacion refleja la satisfaccion de restricciones. Por lo tanto, la cantidad de
restricciones satisfechas no es correctamente representada por la energia.

Figura 6.9: Gréfica de [, o~ *(£)d¢

Por su parte, el aprendizaje Hebbiano provoca que los pesos tiendan a crecer
sin limite (o hasta un limite en la plastcidad sindptica) a través de un bucle de
retroalimentacién positiva (Fyfe, 2005). De acuerdo con Vico y Jerez (2003),
aprender nuevos patrones (en este modelo de red de Hopfield) introduce una
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interferencia por la respuesta superpuesta de las neuronas mal sintonizadas con
el nuevo patrén. Entonces, el continuo reforzamiento de patrones tiene un efecto
acumulativo de pequenios cambios en las conexiones que termina con represen-
taciones (atractores) fuertemente degradadas: pequenos cambios en los pesos
debido al aprendizaje, hace mas probable la saturacién de los estados, lo que a
su vez hace mas probable la saturacién de los pesos, y asi sucesivamente. Por
lo tanto, reforzar los atractores de la red provoca que éstos se ‘desplacen’ hacia
las esquinas del hipercubo de espacio de estados, lo que incrementa el valor del
término integral de la funcién de energia.

Con base en lo anterior, se puede comprender el comportamiento en la grafica
(b) (relajaciones 1000-2000). Durante el aprendizaje los atractores se desplazan
hacia las esquinas del hipercubo y la energia del término integral aumenta.
Entonces, dado que hay mayor probabilidad de que el valor de este término sea
mas grande que el valor del término de suma discreta, la energia de los atractores
tiende a incrementarse. Por su parte, la competencia entre los atractores debido
al proceso de auto-modelado provoca que sélo uno permanezca en el espacio
de estados (al menos en el caso ideal), el cual en general estaria casi en las
esquinas del hipercubo. En este trabajo, los estados de la red alcanzan los valores
extremos 1 debido a limitaciones computacionales. De igual forma, el término
integral no crece sin limite debido a que el método usado para calcular la integral
le impone un valor limite cuando s; = £1. La topologia original de la red (antes
del aprendizaje) define un conjunto de atractores de los cuales la red es sélo
capaz de converger a un subconjunto, los cuales son minimos locales. En general,
los atractores a los que la red converge durante la auto-modelacion no son parte
del conjunto original, no obstante en promedio resuelven mas restricciones con
las conexiones originales que aquellos en los que la red es capaz de converger.

En este trabajo, la actualizacién de los pesos se realiza al final del periodo de
relajacion de la red cuando la red se encuentra en un estado estable. De acuerdo
con la ecuacién 4.2, es posible actualizar los pesos en cada paso de tiempo
del periodo de relajacién, al menos para el modelo de Hopfield originalmente
usada en el proceso de auto-modelado. No obstante, dado que la cantidad de
aprendizaje Hebbiano no es constante y que la energia no decrece siempre al
actualizar la dindmica de la red, no se puede asegurar que el efecto global sea
el mismo, ya que puede existir un transitorio que necesite muchos pasos de
actualizacion, por ejemplo véase la grafica (a) de las figuras. Por su parte, la
grafica (¢) muestra que el transitorio a un estado estable es més rédpido después
del proceso de auto-modelado, y puede presentar aumentos en la energia original,
E©, debido a la existencia de conexiones auto-recurrentes y a la presencia del
término integral.

De acuerdo con Watson et al. (2011a), los cambios es las conexiones estdn
determinados por la correlacién entre los estados no por el valor del peso entre
ellos. Por lo tanto, la cantidad de aprendizaje serd constante y simétrica, es
decir, Aw;; = 0s;5; = Aw;j, incluso si las conexiones originales son asimétricas
o de signos diferentes. Entonces, los pesos modificados, w;; y wj;, tomaran el
mismo signo conforme los pesos se actualicen aunque sus valores iniciales, a;; y
aj;, no tengan el mismo signo. Esto asegura que la dindmica de la red tienda a
simplificarse con el tiempo, es decir, hace més probable la existencia de atrac-
tores de punto fijo que de otro tipo de contjuntos limite. En el caso para redes
de Hopfield de tiempo discreto y estado continuo la cantidad de aprendizaje es
simétrico, esto es Aw;; = Awj;. Entonces, los pesos modificados también ten-
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deran a tomar el mismo signo con el tiempo, ain cuando las conexiones iniciales
sean asimétricas o de signos diferentes. En este trabajo, la débil asimetria de
la matriz de conexiones hace més probable la presencia de atractores de punto
fijo. Por lo tanto, en este modelo de Hopfield, hay una reduccién de la compleji-
dad de los atractores durante el aprendizaje. Siri, Berry, Cessac, Delord y Quoy
analizaron el aprendziaje Hebbiano en un modelo de Hopfield con funcién de
activacion continua y conexiones aleatorias. En estos trabajos conluyeron que
la reduccién en la dindmica se bebe a la funcién de la depresién sinaptica en
conjunto con el incremento en el nivel de saturaciéon promedio de las neuronas
(Siri, Berry, Cessac, Delord, & Quoy, 2007; Siri, Quoy, Delord, Cessac, & Berry,
2007), y/o a que el aprendizaje Hebbiano tiende a organizar la red en una red
de mundo pequeno (Siri, Berry, Cessac, Delord, & Quoy, 2006). Por ejemplo,
existen resultados que desmuestran que, para un modelo de Hopfield de tiempo
discreto y estado discreto, la depresion sinaptica agranda el dominio de atrac-
cién de patrones almacenados usando una regla de aprendizaje tipo Hebbiana
(Matsumoto, Ide, Watanabe, & Okada, 2005). Por su parte, los sistemas modu-
lares tienden naturalmente a ser redes de mundo pequeno, aunque lo contario
no es siempre verdad, es decir, algunas redes de mundo pequeno no son modu-
lares (Meunier, Lambiotte, & Bullmore, 2010). Por ejemplo, Hua et al. (1999)
mostraron que la modularidad emerge en una red de Hopfield continua con co-
nexiones aleatorias cuando se usa aprendizaje Hebbiano. De acuerdo con ese
trabajo, la modularidad ayuda a eliminar la interferencia espacial y temporal
entre patrones almacenados (crosstalk), realiza generalizaciones locales, permi-
te una mejor representacion de la tarea a ser realizada, y simplifica y acelera
el aprendizaje. Esto ayuda a comprender como el proceso de auto-modelado
explota la estructura emergente en la red.
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Capitulo 7

Auto-modelado en redes de
Hopfield de tiempo
continuo y estado continuo:
Resultados y Analisis

En este capitulo se presentan los resultados del proceso de auto-modelado
para el modelo de Hopfield de tiempo continuo y estado continuo. El cédigo fue
desarrollado en C++ con ayuda de la biblioteca Fvolutionary Agents desarrollada
por Randall Beer. La integral de la funcién de energia se calculé usando la regla
de punto medio con 1000 subintervalos. Las graficas fueron trazadas con ayuda
de las bibliotecas matplotlib y numpy de Python. La prueba estadistica ¢ de
Student para datos pareados se realizé con ayuda del software Mathematica.

En la Seccién 7.1 se describen los tipos de restricciones que se utilizan en
la matriz de conexiones para evaluar el proceso de auto-modelado, asi como
los parametros de la red. Después se muestran ejemplos ilustrativos, los cuales
muestran el resultado del proceso de auto-modelado. Estos son presentados en
una figura con cuatro graficas: (1) una gréfica con ejemplos de las trayectorias de
la relajacion de la red al estado estable antes del aprendizaje, (2) una gréfica con
ejemplos de las trayectorias de la relajacion de la red al estado estable después
del aprendizaje, (3) una grafica que muestra los atractores originales de la red,
los atractores durante el proceso de auto-modelado y los atractores posteriores
a éste, y (4) una grifica que muestra el nimero de restricciones satisfechas antes
y después del aprendizaje. Posteriormente se presentan los resultados de 10000
procesos de auto-modelado para cada tipo de restricciéon usando diagramas de
caja que muestran la distribucién de energia y la satisfacciéon de restricciones
antes y después del aprendizaje. Para obtener estos datos el proceso de auto-
modelado se aplicé usando 100 diferentes configuraciones de pesos originales y
100 diferentes configuraciones de estados iniciales por cada configuracién de pe-
sos, por lo tanto obteniendo 100 diferentes configuraciones de pesos modificados
por cada configuracién inicial. Asi, desde cada una de las 100 configuraciones
de estados iniciales para cada configuracién de pesos iniciales la red fue relajada
100 veces (antes del aprendizaje); y para cada configuracién de pesos modifica-
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dos la red fue relajada 100 veces (después del aprendizaje). Entonces, la red se
relajé 1000000 veces antes del aprendizaje y 1000000 después del aprendizaje.
Por ultimo se presentan los resultados de la prueba ¢ de Student hecha para
cada tipo de restriccién con respecto al niimero de restricciones satisfechas para
saber si el proceso es estadisticamente significativo. En la Seccién 7.2 se presenta
el andlisis de los resultados, y finalmente una discusién sobre las limitaciones del
proceso de auto-optimizacion relacionadas con la forma de la funcién de energia.

7.1. Resultados

El proceso de auto-modelado fue probado en este modelo de red de Hopfield
para cada una de las siguientes restricciones en las conexiones:

e Restricciones Aleatorias Simétricas:cada conexién inicial a;; toma un valor
aleatorio positivo o negativo con igual probabilidad utilizando una distribucién
aleatoria uniforme entre [—1, —0.5] o entre [0.5, 1], respectivamente. Por su parte,
cada conexién inicial a;j;, con i # j, toma un valor aleatorio utilizando una
distribucién aleatoria uniforme entre [—0.1,0.1]

e Restricciones Aleatorias Asimétricas: cada conexién inicial ay; toma un
valor aleatorio positivo o negativo con igual probabilidad utilizando una dis-
tribucién aleatoria uniforme entre [—1, —0.5] o entre [0.5, 1], respectivamente.
Por su parte, cada conexién inicial ouj, con i # j, toma un valor de —0.1 o 0.1
con igual probabilidad, y se le suma un valor entre [—0.01, 0.01] utilizando una
distribucién aleatoria uniforme.

e Restricciones Modulares Simétricas: cada conexién inicial o;; toma el valor
loij| = 1si [£] = [£]; de otro modo |ai;| = 0.01. En este trabajo, k = 3 y
oy > 0 con probabilidad 0.8.

e Restricciones Modulares Asimétricas: a cada elemento de una matriz con
restricciones modulares simétrica se le suma un valor aleatorio utilizando una
distribucién aleatoria uniforme entre [—0.001, 0.001].

Las matrices de pesos tienen conexiones auto-recurrentes sin mas condiciones
en los signos que los especificados en cada tipo de restriccion, es decir durante el
aprendizaje puede cambiar el signo de la conexién. En este trabajo se utilizaron
los siguientes valores:

- Numero de neuronas: N = 30

- Tiempo de actualizacién: = 500

- Paso de integracién: 7 = 0.01

- Numero de relajaciones: 7 = 1000

- La ganancia es definida utilizando una distribucién aleatoria uniforme tal que

g € [10,20].
- Tasa de aprendizaje:
- ORA Simétricas = 0.001
- ORM Simétricas = 0.001
- ORA Asimétricas = 0.0005
- ORM Asimétricas = 0.0005

Las tazas de aprendizaje ¢ fueron definidas experimentalmente después de
asegurar que el proceso de auto-modelado funcionaba correctamente en varias
ejecuciones individuales usando las restricciones definidas. La actualizacién de
los pesos se realiza al final de cada periodo de relajacién utilizando la ecuacién
(4.6). Para contabilizar el nimero de restricciones satisfechas se consider6 que
una restriccién se satisface si a;;5;5; > 0.
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7.1.1. Ejemplo ilustrativo de un proceso de auto-modelado

Restricciones Aleatorias Simétricas

Energia
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Figura 7.1: Auto-modelado en redes con restricciones aleatorias simétricas. (a) Ejemplos de 10 tra-
yectorias antes del aprendizaje; (b) atractores visitados antes del aprendizaje (relajaciones 1-1000),
durante el aprendizaje (relajaciones 1000-2000), y después del aprendizaje (relajaciones 2000-3000);
(¢) ejemplos de 10 trayectorias después del aprendizaje; y (d) promedio de relajaciones satisfe-
chas antes del aprendizaje (barra roja) y después del aprendizaje (barra azul). Las barras de error
representan un error estandar.
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Figura 7.2: Auto-modelado en redes con restricciones aleatorias asimétricas. (a) Ejemplos de 10 tra-
yectorias antes del aprendizaje; (b) atractores visitados antes del aprendizaje (relajaciones 1-1000),
durante el aprendizaje (relajaciones 1000-2000), y después del aprendizaje (relajaciones 2000-3000);
(¢) ejemplos de 10 trayectorias después del aprendizaje; y (d) promedio de relajaciones satisfe-
chas antes del aprendizaje (barra roja) y después del aprendizaje (barra azul). Las barras de error
representan un error estandar.
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Restricciones Modulares Simétricas
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Figura 7.3: Auto-modelado en redes con restricciones modulares simétricas. (a) Ejemplos de 10 tra-
yectorias antes del aprendizaje; (b) atractores visitados antes del aprendizaje (relajaciones 1-1000),
durante el aprendizaje (relajaciones 1000-2000), y después del aprendizaje (relajaciones 2000-3000);
(¢) ejemplos de 10 trayectorias después del aprendizaje; y (d) promedio de relajaciones satisfechas
antes del aprendizaje (barra roja) y después del aprendizaje (barra azul).

Restricciones Modulares Asimétricas
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Figura 7.4: Auto-modelado en redes con restricciones modulares asimétricas. (a) Ejemplos de 10 tra-
yectorias antes del aprendizaje; (b) atractores visitados antes del aprendizaje (relajaciones 1-1000),
durante el aprendizaje (relajaciones 1000-2000), y después del aprendizaje (relajaciones 2000-3000);
(¢) ejemplos de 10 trayectorias después del aprendizaje; y (d) promedio de relajaciones satisfechas
antes del aprendizaje (barra roja) y después del aprendizaje (barra azul).
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7.1.2. Resultados de 10000 procesos de auto-modelado

Restricciones Aleatorias

10 T T T

Energia
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_40 L 1 L I
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Figura 7.5: Distribucién de la energia antes y después del proceso de auto-modelado
en redes con restricciones aleatorias simétricas (izquierda) y asimétricas (derecha). La
grafica muestra los datos de 100 relajaciones hechas antes y después de cada proceso
de auto-modelado, es decir 1000000 relajaciones.
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Figura 7.6: Restricciones satisfechas antes y después del proceso de auto-modelado
en redes con restricciones aleatorias simétricas (izquierda) y asimétricas (derecha). La
grafica muestra los datos de 100 relajaciones hechas antes y después de cada proceso
de auto-modelado, es decir 1000000 relajaciones.
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Figura 7.7: Distribucién de la energia antes y después del proceso de auto-modelado
en redes con restricciones modulares simétricas (izquierda) y asimétricas (derecha). La
grafica muestra los datos de 100 relajaciones hechas antes y después de cada proceso
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de auto-modelado, es decir 1000000 relajaciones.
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Figura 7.8: Restricciones satisfechas antes y después del proceso de auto-modelado en
redes con restricciones modulares simétricas (izquierda) y asimétricas (derecha). La
grafica muestra los datos de 100 relajaciones hechas antes y después de cada proceso
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de auto-modelado, es decir 1000000 relajaciones.
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7.1.3. Prueba t de Student

A continuacién se muestran los resultados obtenidos de esta prueba estadisti-
ca para saber si la diferencia entre los resultados antes y después del aprendi-
zaje es estadisticamente significativa. La pregunta que se trata de resolver es:
.el proceso de auto-modelado permite encontrar mejores soluciones al proble-
ma de satisfaccién de restricciones en una red de Hopfield de tiempo discreto y
estado discreto? Sea la media de las 100 relajaciones desde cada una de las 100
configuraciones de estados iniciales para una configuracién de pesos iniciales. El
conjunto de datos AA esta definido por las medias de las medias calculadas de
la forma anterior para cada una de las 100 configuraciones de pesos iniciales.
Ahora, sea la media de las 100 relajaciones para cada una de las 100 configura-
ciones de pesos modificados obtenida a partir de una de las 100 configuraciones
de pesos iniciales. El conjunto de datos DA estd definido por las medias de las
medias calculadas de la forma inmediata anterior para cada una de las 100 confi-
guraciones de pesos iniciales. Por lo tanto, si se define la diferencia d = DA— AA
para calcular los estadisticos, la hipdtesis nula es Hg : ug < 0, y la hipotesis
alternativa es H, : g > 0, donde up4 indica la media de DA y a4 indica la
media de AA.

Restricciones Aleatorias Simétricas
» Media: 9.712518
» Desviacién estandar: 14.0252225269

= p: 2.609184978575 x 10710

Restricciones Aleatorias Asimétricas

» Media: 10.232578
» Desviacion estandar: 11.1228444279

= p: 3.838455607395 x 10717

Restricciones Modulares Simétricas
= Media: 90.18129
= Desviacion estandar: 17.6035296867
» p: 3.663404452745 x 10773

Restricciones Modulares Asimétricas

= Media: 90.045456
= Desviacién estandar: 20.7892358641
» p: 2.957640902045 x 10~66
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7.2. Analisis

El proceso de auto-modelado en redes de Hopfield continuas no funciona
como se esperaba con respecto a la energia. Esto se aprecia en la gréfica (b)
de las Figuras 7.1, 7.2, 7.3, y 7.4. No obstante, en la grafica (d) se observa
que la cantidad de restricciones satisfechas (cv;; V;V; > 0) es mayor después del
aprendizaje. Lo discrepancia entre la minimizacién de le energia y el ntimero
de restricciones resueltas se observa de manera estadistica en las Figuras 7.5
y 7.6, para el caso de restricciones aleatorias, y en las Figuras 7.7 y 7.8, para
el caso de restricciones modulares. Al igual que en la seccién anterior, esto se
debe a la dualidad de la dindmica del proceso. En lo relativo a la dindmica de
la red, el término integral de la funcién de energia en la ecuacién (4.9) causa la
existencia de minimos dentro del hipercubo del espacio de estados (Joya et al.,
1997). De acuerdo con Hopfield (1984), una red neuronal de Hopfield continua
nunca podra alcanzar estados estables en los vértices del hipercubo debido a
que el término integral aumenta sin limites mientras V; se aproxima a =+1, es
decir, los atractores en los vértices son asintéticamente estables. El valor del
término integral podria estar acotado si la funcién sigmoide estd acotada (Fa-
Long & Yan-Da, 1994) o su limite puede depender de la forma de la funcién
(Joya et al., 1997). Adicionalmente, se pueden utilizar diferentes valores para la
ganancia g; y el sesgo 6; en la funcién sigmoide de la ecuacién (2.7), los cuales
inciden en la dindmica de la red (por ejemplo, la ecuacién (4.8)). El valor de

la integral fovi o~ 1(€)d¢ puede variar dependiendo de g (véase la Figura 7.9) v,
a diferencia del modelo de Hopfield anterior, el resultado de la integral puede
ser negativo gracias a 6; (véase la Figura 7.10). Entonces, aunado al hecho de
que los pesos estdn limitados en el intervalo [—1,1], se puede deducir que el
término integral es en general mas grande que el primer término de la ecuaciéon
(4.9), cuya minimizacién refleja la satisfaccién de restricciones. Por lo tanto, la
cantidad de restricciones satisfechas no es representada correctamente con la
disminucién de la energia.

Por su parte, el aprendizaje Hebbiano usado para reforzar los atractores de
la red provoca que éstos sean ‘desplazados’ hacia las esquinas del hipercubo del
espacio de fase (Zhu, 2008). De acuerdo con Bibitchkov et al. (2002), un ajuste
global de pesos en el modelo continuo de Hopfield es imposible, ya que conduce
a cambios en la estabilidad de los estado de equilibrio. Entonces, el aprendizaje
continuo de los atractores provoca que los pequenos cambios en los pesos haga
maés probable la saturacién de los estados, lo que a su vez incrementa la cantidad
de aprendizaje Hebbiano haciendo més probable que se saturen los pesos, y asi
sucesivamente. Por lo tanto, reforzar los atractores provoca que éstos se muevan
hacia las esquinas del hipercubo, lo que incrementa el valor del término integral.
El término integral de la ecuacién de energia no es siempre positivo pero, dado
que g; y 6; son constantes, es mas probable que aumente de valor con el tiempo
debido a que s; crecerd conforme los pesos se actualicen y en general |s;| > |6;],
lo que tendera a saturar a Vj.
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Figura 7.10: Gréfica de fovi o~ 1(&)d¢ para diferentes valores de 6;

Con base en lo anterior, se puede comprender el comportamiento en la gréafica
(b) (relajaciones 1000-2000). Durante el aprendizaje los atractores se mueven
hacia las esquinas del hipercubo y la energia del término integral aumenta.
Entonces, dado que hay mayor probabilidad de que el valor de este término sea
mas grande que el valor del término de suma discreta, la energia de los atractores
tiende incrementarse. Aunque puede haber casos en los cuales 0; y g; compensen
correctamente el incremento de s; debido al incremento de los pesos de tal forma
que el término integral no tenga un impacto tan fuerte en la energfa (por ejemplo,
la grafica (b) en la Figura 7.4). Por su parte, la competencia entre los atractores
debido al proceso de auto-modelado provoca que sélo uno permanezca en el
espacio de estados (al menos en el caso ideal), el cual en general estaria casi en
las esquinas del hipercubo. En en este trabajo, las salidas de las neuronas V;
alcanzan los valores extremos +1 debido a limitaciones computaciones. De igual
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forma, el término integral no crece sin limite debido a que el método usado para
calcular la integral le impone un valor limite cuando V; = +1. En general, los
atractores a los que la red converge durante la auto-modelacién no son parte del
conjunto original, no porque la probabilidad de converger en ellos sea minima,
sino porque el cambio en los pesos redefine completamente la topologia de la red.
No obstante, en promedio los nuevos atractores resuelven mas restricciones con
las conexiones originales que aquellos en los que la red es capaz de converger.
En este trabajo, la actualizacién de los pesos se realiza al final del periodo
de relajacién de la red cuando la red se encuentra en un estado estable. En las
pruebas relizadas se utilizaron 500 unidades de tiempo, pero sélo se presentan
100 unidades de tiempo en la grafica (a) y (¢) de las Figuras para una mejor
visualizacién del transitorio. Entonces, se puede pensar que la red pasa suficien-
te tiempo en el atractor como para poder dividir la cantidad de aprendizaje
aplicada al final del proceso en cada paso de tiempo. No obstante, dado que
la cantidad de aprendizaje Hebbiano no es constante y que la energia no de-
crece siempre al actualizar la dindmica de la red, no es posible saber que tipo
de resultados pueden ocurrir Dong y Hopfield (1992). Por lo tanto, no se puede
asegurar que el efecto global sea el mismo en este modelo. La gréfica (¢) muestra
que el transitorio a un estado estable es méas rapido después del proceso de auto-
modelado, y puede presentar aumentos en la energfa original, E°, debido a la
existencia de conexiones auto-recurrentes y a la presencia del término integral.
En este modelo la cantidad de aprendizaje es simétrico, esto es Aw;; = Awj;.
Entonces, los pesos modificados tenderdan a tomar el mismo signo con el tiem-
po, ain cuando las conexiones iniciales sean asimétricas o de signos diferentes.
La débil asimetria de la matriz de conexiones hace més probable la presencia
de atractores de punto fijo, pero no se puede descartar la presencia de otros
tipos de conjuntos limite ya que pequenas variaciones en los parametros de la
red producen grandes cambios en su dindmica (Beer, 1995). Dado que el pro-
ceso converge a un atractor de punto fijo, se puede pensar que en general el
aprendizaje Hebbiano reduce la complejidad de la dindmica de la red, pero este
tema merece un andlisis topolédgico, dinamico y funcional mas amplio, como el
realizado por Siri, Berry, Cessac, Delord, y Quoy (2008) para el modelo discreto.

7.2.1. Auto-modelado como auto-optimizacién en redes de
Hopfield de tiempo continuo y estado continuo

Es importante aclarar el rol de la funcién de energia en problemas de opti-
mizacién. De acuerdo con lo explicado en la Seccién 3.3, dado un problema de
optimizacion, se tiene que encontrar una funcién objetivo o de costo que lo des-
criba, después se disefia una red neuronal de Hopfield cuya funcién de energia
tenga los mismos 6ptimos que la funcién objetivo, de tal forma que las configu-
raciones de estabilidad de la red correspondan a soluciones del problema (Joya
et al., 1997). La funcién de energia de la red de Hopfield mostrada en la ecuacién
2.2 es diferente de la funcién de energia utilizada en el proceso de auto-modelado
mostrada en la ecuacion 4.3. Esta dltima es considerada como la funcién objetivo
del problema, cuya diferencia con la funcién de energia solo radica en la cons-
tante % Entonces, la funcién de energia de la red se puede asociar con la funcién
objetivo del problema. Esto es claro cuando Watson et al. (2011) comentan que
los pesos iniciales representan una problema weighted — Max —2 — SAT donde
a;; denota la importancia de satisfacer la restriccién. Una red de Hopfield con-
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tinua también puede ser usada para resolver este tipo de problemas (Ettaouil,
Logman, Haddouch, & Hami, 2013).

Es comun el argumento de que en general el modelo continuo de Hopfield
es superior al discreto al ser menor probable que converja en 6ptimos locales,
debido a su superficie més suave (Du & Swamy, 2014). No obstante, esto podria
depender del problema en especifico que se requiera resolver, no hay forma de
asegurarlo de manera general. De acuerdo con Vidyasagar (1998), hay que di-
ferenciar entre la propiedad de equilibrio y la propiedad de atractividad. La
propiedad de equilibrio requiere que si el estado inicial de la red es un 6ptimo
local de la funcién de energia, entonces la red permanece en dicho estado. La
propiedad de atractividad requiere que si el estado inicial de la red est4 suficien-
temente cerca (en términos de la distancia de Hamming) de un éptimo local,
entonces la trayectoria resultante converge a dicho 6ptimo. Ha sido demostrado
que para muchos problemas de optimizacién en la literatura, no todos los épti-
mos locales de una red de Hopfield discreta tienen la propiedad de atractividad.
No obstante, si se utiliza una red de Hopfield continua para el mismo proble-
ma, cada éptimo local tienen la propiedad de atractividad, es decir un radio de
atraccién diferente de cero. Ademas, en una cantidad finita de tiempo, casi todas
las trayectorias de soluciones entran en un ortante (andlogo del cuadrante) de
[-1,1]V que contiene un maximo local de la funcién de energia y permanece en
ese ortante (Vidyasagar, 1998). Presumiblemente, la propiedad de atraccién del
modelo continuo aumenta la probabilidad de que la red converja a atractores
de baja energia es mayor que en el caso del modelo discreto. Por lo tanto, el
proceso de auto-modelo tendria que ser capaz de encontrar mejores soluciones.

Con base en los resultados y la discusion aqui presentada se puede concluir
que el proceso de auto-modelado no es 1til para encontrar el minimo de la
funcién de energia de la ecuacién (4.5) o (4.9), ya que el proceso no minimiza el
término integral (término de “costo” en la ecuacién (3.6)). Hablando en término
de energia, el proceso de auto-modelado es mejor para resolver problemas cuya
funcién objetivo tenga una forma cuadratica, cuya region factible tenga una
geometria de hipercubo y cuyos 6ptimos estén en las esquinas de dicha regién.
Por lo tanto, la red de Hopfield de tiempo discreto y estado discreto, asi como
la red de Hopfield de tiempo continuo y estado continuo, seria mejor usarlas en
el régimen de alta ganancia, en la cual los atractores de la red se encuentran en
las esquinas del hipercubo del espacio de fase y el valor del término integral es
minimo. No obstante, el proceso de auto-modelado se puede considerar exitoso
en términos de la cantidad de restricciones satisfechas, incluso si la funcién de
activacion tiene un término de sesgo.
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Capitulo 8

Conclusiones

El proceso de auto-modelado permite a la red converger en éptimos tales
que resuelvan un mayor nimero de restricciones en comparacién con aquellos a
los cuales la red es capaz de converger usualmente sélo a través de su relajacion.
Esto se debe a que la memoria asociativa permite a la red generalizar idealizan-
do patrones almacenados y/o creando nuevas combinaciones de sub-patrones
aprendidos (Watson et al., 2011a). Por lo que reforzar 6ptimos locales a través
del aprendizaje también refuerza mejores éptimos, permitiendo que el dominio
de atraccién de estos ultimos supere al de los primeros, ya que los atractores
de baja energia (o aquellos que resuelven un mayor ntmero de restricciones)
tienden a tener un amplio dominio de atraccién, y transformando el espacio de
estados hasta que permanezca un sélo atractor. La combinaciéon de una taza pe-
quena de aprendizaje y la aleatorizacién de la configuracién de estados permite
reforzar multiples optimos locales, lo que hace mas probable que el atractor final
del proceso sea un éptimo global en lugar de converger prematuramente en uno
sub-6ptimo.

En este trabajo se encontré que el proceso de auto-modelado no es 1til para
resolver el problema de Minima Energia (también conocido como Ground State
Problem) en redes de Hopfield con funcién de activacién continua, ya que el
atractor al final del proceso es solamente 6ptimo con respecto a las restricciones
satisfechas. Esto se debe a que la dindmica de las neuronas depende de las
conexiones en la red, que a su vez varian en el tiempo como una funcién de la
dindmica de los nodos, lo que lleva a un incremento en el nivel de saturacién
promedio de las neuronas, y por lo tanto a un aumento del valor del término
integral en las ecuaciones (4.5) y (4.9). Por lo tanto, este proceso de auto-
optimizacién seria solamente capaz de encontrar éptimos de dichas funciones
de energia cuando la red se encuentra en un régimen de alta ganancia, es decir
cuando el término integral es despreciable. Esto también se puede entender
cuando se observa que el primer término en ambas funciones es simplemente la
suma de restricciones satisfechas. El aprendizaje Hebbiano tiende a desarrollar
conexiones simétricas (o quasi-simétricas) y modulares (Hua et al., 1999), asi
como llevar a un rédpido decaimiento de la complejidad dindmica debido a la
saturacién de las neuronas (Siri et al., 2008), lo cual es importante para el
desarrollo de atractores de punto fijo en redes neuronales recurrentes. Entonces,
el proceso de auto-modelado es capaz de explotar la estructura predefinida o
emergente de la red, por lo que en general se encuentran mejores resultados en
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matrices de pesos con restricciones modulares.

En los resultados obtenidos no se encontré una correlaciéon positiva entre
el valor de la energia y la cantidad de restricciones satisfechas. No obstante,
se demostré que el proceso de auto-modelado puede ser aplicado en redes de
Hopfield de tiempo continuo y estado continuo con conexiones asimétricas y
auto-recurrentes. Esto se logrd relajando las restricciones del proceso original,
es decir permitiendo las conexiones asimétricas y auto-recurrentes, utilizando
una funcién de activacién continua, y por ultimo una dindmica temporal con-
tinua. En los tres modelos de la red de Hopfield, con base en los resultados
obtenidos con la prueba t de Student, se puede concluir que existe suficiente
evidencia en contra de la hipétesis nula Hy dado que los valores de p son me-
nores que 0.05 para todas las diferentes restricciones en las conexiones. Esto es,
asumiendo que el proceso de auto-modelado no aumenta la capacidad de la red
de encontrar atractores globalmente 6ptimos con respecto a la satisfaccién de
restricciones, la probabilidad de obtener la cantidad de restricciones satisfechas
que se han obtenido después del aprendizaje es muy baja. Entonces, existe su-
ficiente evidencia para argumentar en favor de la hipdtesis alternativa H,. Por
lo tanto, la diferencia entre las medias es estadisticamente significativas, y una
consecuencia del proceso de auto-modelado, no una casualidad. Por lo tanto, el
proceso de auto-modelado permite encontrar en general mejores soluciones al
problema de satisfaccién de restricciones.

8.1. Trabajo a futuro

Una forma de extender los resultados presentados en el presente trabajo es
analizando las siguientes caracteristicas:

= Grado de asimetria. Es posible medir el éxito del proceso de auto-modelado
cambiando el grado de asimetria de las matrices de conexién. La asimetria
se mide con el coseno del angulo entre la matriz de pesos vectorizada y
la matriz de pesos vectorizada transpuesta; la simetria existe cuando el
coseno es igual a 1 (Hua et al., 1999).

= Modularidad emergente en redes con restricciones aleatorias. De acuerdo
con Hua et al. (1999), la modularidad es una consecuencia de la correlacién
de los estados de activacion, por lo que es importante saber que tipo de
modularidad, relativo al dominio especifico del fenémeno modelado, surge
a partir del aprendizaje Hebbiano.

= Energia de las conexiones intramodulares e intermodulares. Seria intere-
sante saber el valor de la energia intermodular en matrices con restric-
ciones modulares, asimétricas y con auto-recurrencia, ya que Watson et
al. (2011b) encontraron que dicha energia aumenta en el caso simétrico.
Esto se debe a que las restricciones intermodulares son violadas en favor
de satisfacer restricciones intramodulares relativamente fuertes.

Una importante contribucién seria estudiar el proceso de auto-modelado en
redes neuronales de Hopfield de tiempo continuo y estado continua con entradas
externas, ya que este modelo presenta una gran variedad de conjuntos limite.
Ademads, cuando la dindmica de la red y la del aprendizaje evolucionan al mis-
mo tiempo en este modelo con pesos iniciales asimétricos, diferentes dindmicas
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pueden ocurrir (Dong & Hopfield, 1992). Incluso un modelo continuo de Hop-
field sin entradas pero con una fuerte asimetria en sus conexiones presenta una
amplia variedad de dindmicas. Watson et al. (2011a) opinan que un modelo de
actualizaciones continua en el aprendizaje, en lugar de al finalizar el periodo de
relajacién, podria ser mas natural cuando los atractores no son de punto fijo.
Esto también cambiaria la forma de calcular el tiempo de relajacién de la red.
En este trabajo se definié un tiempo limite para segurar que la red converja
en un atractor. Este tiempo se estimé a través de pruebas donde el criterio de
convergencia fue la ausencia de cambio en la energia durante el mayor tiempo
posible una vez que la red alcanzo el estado estable. Si se usa una regla Hebbiana
como la ecuacién (4.2), y dado que se especula que la complejidad dindmica se
tiende a reducir durante el aprendizaje Hebbiano, se podria definir otro criterio
de convergencia como el presentado por Golos et al. (2016), ya que no existe un
consenso general sobre la validez de la funcién de energia en matrices con fuerte
asimetria (Molnar & Ercsey-Ravasz, 2013). En aquel trabajo, la actualizacién
de la dindmica se detiene con base en un umbral, el cual indica que la diferencia
del potencial promedio de los nodos no ha cambiado en un cierto tiempo.

Por tltimo, si el proceso es exitoso en modelos dindmicos no auténomos
como un modelo continuo de Hopfield con entradas externa, se puede investigar
el efecto del proceso de auto-modelado en un modelo de robdtica evolutiva. Esto
también nos podria dar una idea del significado fisico de la funcién ya que aun
se desconoce (Z. Wang, Liu, & Zheng, 2016), pese al famoso isomorfismo de la
red Hopfield con el modelo de Ising.
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