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Introducción

Las zonas costeras son afectadas por diferentes fenómenos naturales, en su mayoría de

origen hidrometeorológico, como las mareas, las precipitaciones, tormentas, olas altas, etc,

que pueden alcanzar magnitudes extraordinarias durante la ocurrencia de eventos como hu-

racanes y tsunamis. Las consecuencias directas de estos eventos extremos son inundaciones

(derivados del aumento medio del nivel del mar), daños a las playas, daños en infraestruc-

tura y hábitats naturales , etc. A su vez, el hecho de que exista un latente cambio climático

representa un aumento de los riesgos que se presentan en las zonas costeras.

En [37] se explica que uno de los factores de gran importancia que modi�can las costas

es el Oleaje, que es un fenómeno que está determinado por la acción de las fuerzas de la

naturaleza en cualquier super�cie libre de agua, donde la más obvia de estas fuerzas es la

acción del viento sobre la super�cie del mar y que la altura de ola representa uno de los

parámteros más relevantes de estudio. Además es el principal agente en la formación de las

playas, que junto con los efectos de las mareas, tormentas, tsunamis y vientos, las moldean

de manera activa. Silva resalta que debe considerarse como un fenómeno aleatorio: "Dado

que este fenómeno presenta gran variabilidad pues no se repite en el espacio ni en el tiempo

y cuando se observa una altura de ola en un punto dado del mar, no se puede precisar cuál

será la altura de ola siguiente en ese punto, la forma más razonable de caracterizarlo es a

través de los métodos estadísticos, tratando al oleaje como un fenómeno aleatorio".

Como se a�rma en ([37], [38] y [1]), en México los trabajos y estudios disponibles sobre

la evaluación de riesgos para nuestras zonas costeras son todavía muy poco desarrollados y

se carece de una fuente de información generalizada ya que los datos de oleaje disponibles

corresponden a trabajos muy locales. Silva et al. en [37] comenta que "Ante tal de�ciencia,

la ingeniería costera moderna se ha dado a la tarea de realizar predicciones numéricas de

11



12 INTRODUCCIÓN

las condiciones marinas en aguas profundas a partir de datos de viento, de los cuales sí se

cuenta con información con�able".

El análisis de eventos extremos está presente en diversas áreas de gestión de riesgos por lo

tanto la teoría de valores extremos tiene un gran número de aplicaciones en diversos campos

como las �nanzas, ciencias atmosféricas y oceanográ�cas así como en la ingeniería y sector

asegurador, entre otras. Los eventos extremos son poco frecuentes, caracterizados general-

mente con una severidad grande y fuera de la experiencia normal, lo que implica un alto

grado de incertidumbre; éstos ocurren cuando un riesgo toma valores en la cola de su distri-

bución, así se desarrolla un modelo mediante la selección de una distribución de probabilidad

particular de un análisis estadístico mediante datos empíricos del fenómeno en cuestión. En

este caso la teoría de valores extremos es una herramienta que trata de proporcionar la mejor

estimación posible del comportamiento de la cola de la distribución.

El estudio de la dependencia presente en los eventos extremos ha tenido un creciente inte-

rés, alimentado por acontecimientos como la crisis �nancieras o los catástrofes naturales que

en esencia son propiciados por diversos factores que actúan de manera conjunta. Las cópulas

de valores extremos combinan la teoría de valores extremos con teoría de cópulas y surgen

como distribuciones límite de cópulas de vectores de máximos de muestras independientes e

idénticamente distribuidas y, por lo tanto, se consideran como modelos apropiados para la

estructura de dependencia entre los fenómenos de valores extremos.

El objetivo de esta tesis es presentar un modelo estadístico de eventos extremos del fenó-

meno oceánico del oleaje para modelar un conjunto de datos bivariados con mediciones de

altura de ola y velocidad de viento. Se escogieron estos dos, pues, al ser párametros con una

estrecha relación entre ellos, esperamos una gran correlación entre sí para así poder realizar

un análisis de su comportamiento conjunto. Se emplearán los principales resultados de la

Teoría de Valores Extremos con Teoría de Cópulas para el comportamiento conjunto.

El Instituto de Ingeniería de la UNAM (IINGEN) brindó apoyo en la realización de esta

tesis. Los datos se obtuvieron del banco de datos histórico de la National Oceanic and At-

mospheric Administration (NOAA) y la National Data Buoy Center (NDBC) en un punto

geográ�co localizado en el Oceáno Atlántico dentro del Golfo de México, cercano a la costa de
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Tamaulipas y Texas. La NDBC cuenta con mediciones provenientes de boyas oceanográ�cas

de varios parámetros oceánicos, entre ellos, los que se ocuparán en esta tesis.

En el IINGEN se han realizado análisis previos de valores extremos en algunas zonas

costeras de México, pero no se cuenta con estudios previos de valores extremos bivariados,

por tanto, el análisis que se realizará en esta tesis podría servir para la simulación de escena-

rios de extremos bivariados que complemente y mejore la calibración de modelos existentes.

Se enfatiza que no se discutirá toda la teoría existente de cópulas ni la referente a todos

los diferentes enfoques en la Teoría de Valores extremos multivariada, sino que se pretende

ejempli�car una forma de realizar un análisis estadístico para aplicar un estudio bivariado

de valores extremos.

La presente tesis se desarrolló en cuatro capítulos, en el primer capítulo se presentan

los principales resultados de la teoría de valores extremos univariada para los métodos de

máximos por bloque y excedencias sobre un umbral. En el segundo capítulo se desarrolla la

caracterización de la Teoría de valores extremos multivariada y se describen los métodos de

máximos por bloque y excedencias sobre un umbral desde un enfoque bivariado abordando

resultados básicos de cópulas y cópulas de valores extremos. En el tercer capítulo se describen

las herramientas estadísticas para el análisis, estimación y evaluación del ajuste univariado y

bivariado de los modelos descritos en el primer y segundo capítulo. En el capítulo cuatro se

muestra la aplicación de los tres capítulos anteriores mediante el análisis conjunto de eventos

extremos de las variables altura de ola y veocidad de viento. Finalmente se presentan las

conclusiones del trabajo y un apéndice con algunos resultados empleados en el desarrollo de

la tesis.

El análisis estadístico así como los grá�cos se realizaron con el software libre para análisis

estadístico y grá�co llamado R. Los cálculos se llevaron a cabo empleando las paqueterías

evd, evir, ismev, POT, copula, fCopulae, stats y ADGofTest y se incluye el código de éstos

en el apéndice.
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Figura 1: Encontrado en facebook



Capítulo 1

Teoría de Valores Extremos (TVE)

La teoría de valores extremos comprende el estudio del comportamiento estocástico de los

valores extremos en un proceso. Las bases que asientan el desarrollo de la TVE parten de las

características y conducta del máximo de una secuencia de n variables aleatorias indepen-

dientes e idénticamente distribuidas (v.a.i.i.d.) X1, X2, . . . , Xn con función de distribución

común F . Éste representa la observación más extrema dentro del conjunto de observaciones

y lo denotaremos como:

Mn = max(X1, . . . , Xn).

con función de distribución dada por:

P(Mn ≤ x) = P(X1 ≤ x, . . . ,Xn ≤ x) =

n∏
i=1

P(Xi ≤ x) = Fn(x).

Al hablar de eventos extremos nos referimos a aquellos valores máximos (mínimos) que al-

canza una variable aleatoria y ocurren con poca probabilidad sitúandose en la cola de la

función de distribución de las mismas.

Denotamos al extremo derecho de F como

xF = sup(x∈ R : F (x) < 1).

Tenemos entonces que, para todo x < xF ,

P(Mn ≤ x) = Fn(x)→ 0, n →∞,

y para el caso en el que xF <∞ , para x ≥ xF ,

P(Mn ≤ x) = Fn(x) = 1.

15



16 CAPÍTULO 1. TEORÍA DE VALORES EXTREMOS (TVE)

De aquí se puede ver que Mn
P−→ xF cuando n →∞.

Proposición 1.1. Mn
P−→ xF cuando n →∞ para xF ≤ ∞.

Demostración. P.D. Para todo ε > 0, ĺımn→∞ P(|Mn − xF | < ε) = 1

Sea ε > 0, entonces

P(|Mn − xF | < ε) = P(−ε < Mn − xF < ε)

= P(xF − ε < Mn < xF + ε)

= Fn(xF + ε)− Fn(xF − ε)

Tomando el límite,

ĺım
n→∞

P(|Mn − xF | < ε) = ĺım
n→∞

Fn(xF + ε)− Fn(xF − ε) = 1− 0 = 1.

Además como la sucesión (Mn) es no decreciente en n se puede demostrar que converge

casi seguramente a xF . Sin embargo, esto no nos proporciona su�ciente información pues en

la práctica F es desconocida, esto nos lleva a estudiar el comportamiento asintótico de Mn

y buscar familias aproximadas de modelos para Fn.

Para un sólo proceso, el comportamiento de los máximos puede ser descrito mediante

alguna de las familias de distribuciones que surgen formalmente como distribuciones límite

para el máximo (o mínimo) normalizado de una secuencia de variables aleatorias. Éstas son

llamadas Distribuciones de Valores Extremos (DVE) y son las siguientes:

Fréchet: Φα(x) =

 0, x ≤ 0

exp{−x−α}, x > 0
α > 0.

Weibull: Ψα(x) =

 exp{−(−x)−α}, x ≤ 0

1, x > 0
α > 0.

Gumbel: Λ(x) = exp{−e−x}, x∈ R .



1.1. MODELACIÓN DE VALORES EXTREMOS EN R 17

Estas distribuciones tienen distinta forma pues presentan un comportamiento distinto en

su cola. Para la distribución Weibull su extremo derecho xF es �nito, considerada entonces

como de cola corta. Para las distribuciones Gumbel y Fréchet xF = ∞ sin embargo, la cola

de la distribución Gumbel decae exponencialmente y la de la distribución Fréchet polino-

mialmente siendo entonces ésta última de cola más "pesada".

Para continuar describiendo los temas centrales de la TVE, enunciaremos a continuación

algunos fundamentos importantes en la modelación de valores extremos.

1.1. Modelación de valores extremos en R

En términos generales, existen dos tipos de modelos para valores extremos recogidos de

muestras de observaciones independientes e idénticamente distribuidas, estos son: modelos

de máximos por bloque y modelos de excedencias sobre un umbral. El primero es el grupo

más antiguo de modelos para las observaciones máximas de muestras de observaciones idén-

ticamente distribuidas, mientras que los de excedencias sobre un umbral resultan de mayor

utilidad para aplicaciones prácticas, principalmente por el uso e�ciente de los datos al tomar

todas las observaciones que exceden un indicado umbral su�cientemente alto. A continuación

se desarrollarán los principales resultados de ambos métodos.

Figura 1.1: Métodos de Valores Extremos
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1.1.1. Máximos por Bloque

Una posibilidad de extraer valores máximos de un conjunto de datos es mediante el mé-

todo conocido como Máximos por bloque (Block Maxima models). Como su nombre lo indica,

se re�ere a la selección de máximos mediante la división en bloques de los valores de una va-

riable aleatoria. Los bloques se eligen del mismo tamaño, el cual frecuentemente corresponde

a períodos de tiempo, por ejemplo, horas, días, meses, años, etc. De tal forma, si el tamaño

de los bloques se elige de un año, cada bloque tendrá el número de observaciones en un año,

por consiguiente se seleccionará el máximo de cada bloque obteniendo así una muestra de

máximos anuales.

Como se explicó anteriormente se requieren modelos que describan el comportamien-

to asintótico de Mn, sin embargo se requiere cierta cautela con las distribuciones límite,

pues para no dar lugar a formas degeneradas se busca tener una representación análoga

del Teorema del Límite Central para suma de variables aleatorias, esto es, se necesita una

normalización adecuada mediante la existencia de dos secuencias de constantes {an > 0} y

{bn}∈ R tal que la función

G(x) = ĺım
n→∞

Fn(anx+ bn), x∈ R

sea una distribución no degenerada.

Todo lo anterior se resume en el siguiente resultado base en la TVE:

Teorema 1.1. (Fisher-Tippet, Gnedenko): 1. Sean X1, X2, . . . , Xn variables aleatorias

independientes e idénticamente distribuidas, y sea Mn = max{X1, X2, . . . , Xn}. Si existen

constantes an > 0, bn ∈ R, y alguna función de distribución no degenerada G, tales que:

P
(
Mn − bn

an
≤ x

)
= Fn(anx+ bn)→G(x) ∀ x∈ C(G) (1.1)

donde C denota al conjunto de puntos de continuidad de G; entonces G tiene la forma de

una de las tres funciones de distribución de valores extremos.

Demostración. A partir de (1.1), tenemos que, ∀ t > 0:

F [nt](a[nt]x+ b[nt])→G(x) ∀ x∈ C(G),

1Este teorema fue originalmente propuesto por Fisher y Tippett en 1928 y demostrado rigurosamente por

Gnedenko en 1943.



1.1. MODELACIÓN DE VALORES EXTREMOS EN R 19

donde [x] representa la parte entera de x. Por otro lado, también tenemos que

F [nt](anx+ bn) = (Fn(anx+ bn))
[nt]
n →Gt(x) ∀ x∈ C(Gt)

Entonces, por el Teorema de Convergencia a Tipos (Teorema C.1) , G y Gt son del mismo

tipo, es decir, existen α(t) > 0 y β(t)∈ R tal que para todo t > 0,

ĺım
n→∞

an
a[nt]

= α(t) , ĺım
n→∞

bn − b[nt]
a[nt]

= β(t).

se tiene que

Gt(x) = G(α(t)x+ β(t)), (1.2)

Primero veremos que las funciones α(t) y β(t) son Lebesgue medibles. Para ver que α(t)

es Lebesgue medible, como los límites y cociente de funciones medibles son medibles, basta

mostrar que, para n∈ N, la función t 7−→ an
a[nt]

es medible. Como an no depende de t, lo an-

terior es cierto si t 7−→ a[nt] es medible. Notemos que el rango de esta función es {aj : j ≥ 1},

que es numerable y así basta probar que {t > 0 : a[nt] = aj} es medible. Como este conjunto

corresponde a
⋃
k:ak=aj

[ kn ,
k+1
n ) el cuál es medible por ser unión a lo más numerable de in-

tervalos. Análogamente se demuestra para β(t).

Utilizando (1.2) se tiene que para todo t, s > 0

Gts(x) = G(α(ts)x+ β(ts))

que además se puede escribir como

Gts(x) = (Gs(x))t = G(α(s)x+ β(s))t

= G(α(t)(α(s)x+ β(s)) + β(t))

= G(α(t)α(s)x+ α(t)β(s) + β(t)),

y como suponemos que G es no degenerada se tiene: 2

α(ts) = α(t)α(s)

β(ts) = α(t)β(s) + β(t)

= α(s)β(t) + β(s)

= β(st). (1.3)

2Además se usa el resultado: Si una función de distribución F no degenerada satisface F (ax + b) =

F (cx+ d) ∀x∈ R y a, c > 0 entonces a = c y b = d.
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Notemos que (1.3) es una variante de la ecuación de Cauchy llamada ecuación de Hamel

(C.15, de�nida en el Apéndice C), por tanto se tiene:

α(t) = t−θ

. por tanto se tienen los casos θ = 0 , θ > 0 y θ < 0:

1. θ = 0

Si θ = 0 de (1.3) tenemos:

β(ts) = β(s) + β(t)

. Entonces expβ(·) satisface la ecuación de Hamel (C.15) y por lo tanto

expβ(t) = t−c,

por lo que para c∈ R

β(t) = −c log t.

Además en (1.2) tenemos que

Gt(x) = G(x− c log t) (1.4)

Ahora hacemos las siguientes observaciones de (1.4):

c 6= 0 pues de lo contrario se contradice que G sea no degenerada.

Para x �ja, Gt(x) es no decreciente en t, lo que nos indica que c > 0.

Si para x0 ∈ R, Gt(x) = 1 entonces pra toda t > 0

1 = G(x− c log t),

y haciendo un cambio de variable u = x0−c log t tenemos que 1 = G(u) para toda

u∈ R lo que contradice que G sea no degenerada. De la misma forma si G(x0) = 0,

0 = Gt(x0) = G(x0 − c log t) para toda t y por tanto G(x) = 0 para toda x∈ R.

Por lo tanto 0 < G(y) < 1 pra toda y ∈ R.

Sustituyendo x = 0 en (1.4) tenemos que

Gt(0) = G(−c log t). (1.5)
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Tomando G(0) = exp{−e−x} ∈ (0, 1) y u = −c log t, aplicando el cambio de variable

en (1.5) obtenemos:

G(u) = Gt(0) = (exp{−e−p})t = exp{−e−pt}

= e−e
−pe−u/c = e−e

−(u/c+p)

= exp{−e−(u/c+p)}

= Λ(u/c+ p).

2. θ > 0

Fijando s0 6= 1 (pues de lo contrario α(s0) = s−θ0 = 1),

α(t)β(s0) + β(t) = α(s0)β(t) + β(s0),

entonces para s0 6= 1 y t 6= 1,

β(t) = (
β(s0)

1− α(s0)
)(1− α(t))

= c(1− α(t))

= c(1− t−θ).

De aquí tenemos que (1.2) se reescribe como

Gt(x) = G(t−θx+ c(1− t−θ)) = G(t−θ(x− c) + c).

Sea y = x− c entonces

Gt(y + c) = G(t−θy + c).

Y sea H(y) = G(y+ c), entonces H y G son del mismo tipo. Como G es no degenerada

y satisface

Ht(y) = H(t−θy), (1.6)

observemos que:

Si hacemos y = 0 y tomando logaritmo t logG(0) = logH(0), por lo tanto

logH(0) = 0 o logH(0) = −∞ lo que implica que H(0) = 0 o H(0) = 1. Pe-

ro H(0) 6= 1 pues de lo contrario existe x < 0 para el cual el lado izquierdo de

(1.6) es decreciente en t, mientras que el lado derecho es creciente en t.

Por lo tanto H(0) = 0.



22 CAPÍTULO 1. TEORÍA DE VALORES EXTREMOS (TVE)

De (1.6) haciendo y = 1 tenemos Ht(1) = H(t−θ).

Ahora si H(1) = 0 entonces H ≡ 0 y si H(1) = 1 entonces H ≡ 1 pero en ambos

casos se contradice que H sea no degenerada.

por tanto H(1) ∈ (0, 1)

Sea θ−1 = α, H(1) = exp{−p−α}, u = t−θ.

Sustituyendo con y = 1 en (1.6) tenemos para u > 0:

H(u) = (exp{−p−α})t = exp{−p−αt} = exp{−(pu)−α} = Φα(pu).

a) θ < 0

De la expresión (1.6) tenemos lo siguiente:

Haciendo y = 0, H(0) = 0 o H(0) = 1, pero H(o) 6= 0 pues de lo contrario

existiría x < 0 tal que el lado izquierdo de la expresión (1.6) es decreciente en

t y el lado derecho es creciente en t.

Por lo tanto H(0) = 1

Haciendo y = −1 tenemos que Ht(−1) = H(−t−θ), pero si H(−1) = 0

entonces H(−t−θ) = 0t ≡ 0 para todo t real y si H(−1) = 1 entonces

H(−t−θ) = 1t ≡ 1 para todo t real. En ambos casos se contradice que H

sea no degenerada.

por lo tanto H(−1) está en (0, 1).

Sea θ−1 = −α, G(−1) = exp{−(−p)α}, u = t−θ. Sustituyendo con y = −1 en

(1.6), para u > 0:

H(−u) = (exp{−(−p)α})t

= exp{−(−p)αt}

= exp{−(−pu)α}

= Ψα(pu).

Es importante tener presente que el Teorema (1.1) no garantiza la existencia de un límite

no degenerado para Mn, ni nos dice cuál es el límite cuando existe, lo que sí nos dice es

que teniendo máximos con la normalización adecuada y que convergen en distribución a un

límite no degenerado, entonces este límite debe de ser una distribución de valores extremos;
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más aún, no es necesario conocer la ditribución F de la muestra original.

El siguiente concepto de�ne qué clases de distribuciones caracterizan las posibles distri-

buciones límite para el máximoMn de una secuencia de v.a.i.i.d. bajo tranformaciones a�nes.

De�nición. (Distribución Max-estable) Una distribución G se dice que es max-estable

si para todo n∈ N existen constantes an > 0 y bn ∈ R tales que

Gn(anx+ bn) = G(x).

Como Gn es la función de distribución deMn = max(X1, . . . , Xn) de v.a.i.i.d. con función

de distribución G, se tiene que la max-estabilidad es una propiedad satisfecha por aquellas

distribuciones cuyos máximos conducen a una distribución del mismo tipo que la original. A

continuación se presenta un teorema que describe la relación de las funciones max-estables

con las DVE.

Teorema 1.2. Propiedad límite de las distribuciones max-estables La clase de las

distribuciones max-estables coincide con la clase de las posibles distriuciones límite no dege-

neradas para máximos apropiadamente normalizados de v.a.i.i.d.

Demostración. Por de�nición sabemos que toda función max-estable es una distribución

límite para máximos de v.a.i.i.d. Resta demostrar que aquéllas distribuciónes límite para

máximos apropiadamente normalizados de v.a.i.i.d. son max-estables. Supongamos entonces

que para constantes apropiadas tenemos que para alguna función G no degenerada

ĺım
n→∞

Fn(anx+ bn) = G(x), x∈ R,

y por el Teorema (1.1) sabemos que las posibles funciones de distribución límite son continuas,

por lo que para toda k ∈ N,

ĺım
n→∞

Fnk(anx+ bn) =
(

ĺım
n→∞

Fn(anx+ bn)
)k

= Gk(x), x∈ R

además

ĺım
n→∞

Fnk(ankx+ bnk) = G(x), x∈ R .

Por el Teorema de Convergencia a Tipos (C.1) tenemos que existen constantes ãk > 0 y

b̃k ∈ R tales que

ĺım
n→∞

ank
an

= ãk y ĺım
n→∞

bnk − bn
an

= b̃k,
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y

Gk(ãkx+ b̃k) = G(x),

para cada k. Por tanto, G es una distribución max-estable.

Se concluye entonces que la clase de las DVE representan las únicas distribuciones max-

estables posibles. Basta simple manipulación algebraica para demostrar la max-estabilidad de

cada una de las tres DVE. Nótese que con (1.2) y (1.1) se puede concluir que las distribuciones

de valores extremos coinciden precisamente con la clase de las distribuciones max-estables.

1.1.2. Dominios de Atracción del Máximo de las DVE

Para conocer cuales son las condiciones necesarias para obtener distribuciones límite o

más precisamente las distribuciones de valores extremos G y así reunir en una misma clase a

todas las distribuciones F cuyos máximos normalizados tienen el mismo tipo de distribución

límite se requiere de�nir algunos conceptos.

De�nición. (Dominio de Atracción del máximo) Se dice que la función de distribución

F pertenece al dominio de atracción de la distribución de valor extremo G (F ∈ D(G)), si

existen constantes an > 0, bn ∈ R tales que

Fn(anx+ bn) = P(Mn ≤ anx+ bn)→G(x), x∈ R . (1.7)

Es importante hacer notar que no es necesario conocer la forma exacta de F para deter-

minar a qué dominio de atracción pertenece, sus máximos sólo pueden pertencer al dominio

de atracción de alguna de las tres distribuciones de valores extremos y el comportamiento que

tenga en su cola F determinará su dominio de atracción. Mediante la siguiente proposición

se tiene otro criterio para precisar a los dominios de atracción.

Proposición 1.2. Sea F una función de distribución, entonces F ∈ D(G) con constantes

normalizantes an > 0 y bn ∈ R si y sólo si

ĺım
n→∞

nF (anx+ bn) = − lnG(x). (1.8)

Donde F (x) = 1− F (x). Cuando G(x) = 0 el límite se interpreta como ∞.

Demostración. Supongamos que G(x) > 0, sacando logaritmos en (1.7) tenemos

−n ln
(
1− F (anx+ bn)

)
→− lnG(x).
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Usando que ĺımz→ 0− ln(1 − z)/z = 1 tenemos que −ln(1 − z) ∼ z cuando z tiende a 0,

deducimos que

nF (anx+ bn)→− lnG(x).

Basta mostrar que F (anx+ bn)→ 0 cuando n →∞ . Esto se da pues de otro modo existiría

una subsucesión con índices {nk} tal que F (ankx + bnk) estaría acotada por algo positivo,

de modo que
(
1− F (ankx+ bnk)

)nk
< 1, lo que implicaría que F

nk
(ankx+ bnk)→ 0 llegan-

do a una contradicción, pues supusimos que F
n
(anx + bn)→G(x) > 0. Para el recíproco,

supongamos (1.8). Tenemos entonces que

Fn(anx+ b) =
(
1− F (anx+ bn)

)n
=

(
1− nF (anx+ bn)

n

)n
→ exp{−(− lnG(x)} = G(x).

En caso de que G(x) = 0, supongamos (1.8) interpretando el límite como ∞, pero que

Fn(anx + bn) no converge a 0 cuando n tiende a in�nito, esto implica que existe una sub-

sucesión para la cual Fnk(ankx + bnk)→H(x) > 0 para alguna función H se sigue que

nkF (ankx+ bnk)→− lnH(x) <∞, lo cual es una contradicción. De manera similar se prue-

ba el recíproco.

1.1.3. Distribución Generalizada de Valores Extremos (DGVE)

De acuerdo con Von Mises y Jenkinson (puede consultarse en [39]), es posible obtener una

representación de las tres distribuciones de valores extremos involucrando un solo parámetro.

Esta representación se conoce como Distribución Generalizada de Valores Extremos (DGVE,

GEV por sus siglas en inglés) y resulta de gran importancia en las aplicaciones estadísticas.

De�nición. (Distribución de valores extremos generalizada (DGVE)):3 La distri-

bución generalizada de valores extremos (DGEV o GEV por sus siglas en inglés) se tiene

como una distribución con una parametrización común de las tres distribuciones de valores

extremos y está dada por

Gξ(x) =


exp

{
−(1 + ξx)

1
ξ

}
, ξ 6= 0,

exp(−e−x) , ξ = 0.

donde (1 + ξx) > 0

3Representación propuesta por Von Mises (1954) y Jenkinson (1955).
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El parámetro ξ es conocido como el parámetro de forma de la DGVE, cuyo valor determina

la correspondiente distribución de valores extremos. Tenemos entonces que el soporte de Gξ

corresponde a

x > −ξ−1 para ξ > 0 DVE Fréchet,

x < −ξ−1 para ξ < 0 DVE Weibull,

x∈ R para ξ = 0 DVE Gumbel.

Introduciendo parámetros de localización µ y de escala σ > 0 en la DGVE:

Gξ,µ,σ(x) := Gξ(
x− µ
σ

)

Gξ,µ,σ(x) = exp

{
−
[
1 + ξ

(
x− µ
σ

)]− 1
ξ

}
(1.9)

La DGVE proporciona una representación de gran utilidad en la aplicación estadística

pues uni�ca las tres representaciones de las DVE. Para ξ = 0 tenemos la misma expresión,

esto es Λ(x) = G0(x).

Para ξ > 0, con α = ξ−1

Gξ(x) = exp
{
−(1 + x/α)−α

}
= exp

{
−
(
x+ α

α

)−α}

= Φα

(
x+ α

α

)
.

Para ξ < 0, con α = −ξ−1

Gξ(x) = exp {−(1− x/α)α}

= exp

{
−
(
−x− α

α

)α}
= Ψα

(
x− α
α

)
.

Las estimaciones de cuantiles extremos de la distribución de valores extremos se obtienen

entonces invirtiendo (1.9):

xp =

 µ− σ
ξ (1− (− ln (1− p)))−ξ , ξ 6= 0

µ− σ ln (− ln (1− p)) , ξ = 0
(1.10)
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donde G(xp) = 1 − p. A xp se le conoce como nivel de retorno asociado al periodo de

retorno 1/p, se espera que el nivel de retorno xp sea superado en promedio una vez cada 1/p

años.

Un resultado propuesto por Pickands, Balkema y de Haan [30] brinda una caracterización

del dominio de atracción de la Distribución Generalizada de Valores Extremos y se enuncia

a continuación.

Proposición 1.3. Sea F una función de distribución. Para ξ ∈ R, F ∈ D(Gξ) si y sólo si

existe una función a(·) positiva, medible tal que para 1 + ξx > 0,

ĺım
u↑ωF

F (u+ xa(u))

F (u)
=

 (1 + ξx)−1/ξ , ξ 6= 0

e−x , ξ = 0
(1.11)

Demostración. Para el caso ξ = 0, se trata de la Proposición (1.2).

Para ξ > 0 tenemos entonces que (1.11) es equivalente a F ∈ D(Φ), lo cuál implica que

F ∈ V R−α, con α = ξ−1. Entonces, por la Representación de Karamata para funciones de

variación regular (ver apéndice C), F tiene la siguiente representación

F (x) = c(x) exp

{∫ x

1

δ(t)

t
dt

}
,

donde c(x)→ c0 y δ(x)→−α cuando x→∞. O bien como

F (x) = c(x) exp

{
−
∫ x

1

1

a(t)
dt

}
,

donde a(x)/x→α−1, o bien a(x) ∼ ξx cuanto x→∞. Entonces

F (u+ xa(u))

F (u)
=

c(u+ xa(u))

c(u)
exp

{
−
∫ u+xa(u)

u

1

a(t)
dt

}

∼ exp

{∫ x

0

a(u)

a(u+ va(u))
dv

}
,

cuando u→∞. Haciendo el cambio de variable t = u+ va(u) tenemos que

exp

{∫ x

0

a(u)

a(u+ va(u))
dv

}
∼ exp

{∫ x

0

ξu

ξ(u+ vξu)
dv

}
= exp

{∫ x

0

1

1 + ξv
dv

}
= exp

{
−1

ξ
ln(1 + ξx)

}
= (1 + ξx)−1/ξ,

con lo que concluimos (1.11). Recíprocamente, si se cumple b), tomamos an = (1/F )←(n)

como en la demostración de la Proposición (1.2). Tenemos que F (an) ∼ n−1, y que an → ωF
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cuando n →∞. Entonces

(1 + ξx)
−1/ξ

= ĺım
n→∞

F (an + xa(an))

F (an)
= ĺım

n→∞
nF (an + xa(an))

lo cual implica, por la Proposición (1.2), que F ∈ D(Gξ). El caso para ξ < 0 puede demos-

trarse de manera similar.

Es importante resaltar que el método de máximos por bloque es el enfoque central en el

desarrollo de la TVE y se necesita tomar en cuenta un aspecto crítico al implementarlo pues

se debe tener cuidado con la elección del tamaño de bloque, por un lado, bloques demasiados

pequeños llevarían a que la aproximación límite dada en el teorema (1.1), será con mucha

probabilidad pobre, causando un sesgo considerable en la estimación y por el otro, grandes

bloques ocasionarían que se tuvieran pocos máximos lo que llevaría a una gran varianza en

la estimación.

Teniendo en cuenta las desventajas mencionadas, existe otro método que es comúnmente

más utilizado en la práctica ya que permite el aprovechamiento de más datos en el análisis y el

cuál es conocido como método de excedencias sobre un umbral (POT, Peaks Over threshold).

Gracias al resultado (1.3) se tiene una interpretación muy útil que relaciona a la Distribución

Generalizada de Valores Extremos con la Distribución Generalizada de Pareto, la cuál se verá

a continuación.

1.2. Excedencias sobre un umbral (POT)

A continuación se describe el método que considera valores extremos como áquellos va-

lores que exceden un umbral especí�co y es llamado modelo de Picos o excedencias sobre un

umbral.

Partimos de X una variable aleatoria con función de distribución F y extremo derecho

xF . Para u < xF �jo, decimos que ha ocurrido una excedencia de u si X > u y llamamos

excedencia al valor de X y exceso sobre el umbral u a la cantidad X − u que fue excedida

por X por encima del umbral.
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Se describe este método partiendo de una secuencia de variable aleatorias i.i.d. X1, X2, . . .

con función de distribución F y considerando a los eventos extremos o datos excedentes como

aquellas observaciones xi que excedan un umbral �jo u lo su�cientemente alto; por lo que

resulta importante conocer el comportamiento de éstos valores excedentes que está dado

por una función de distribución condicional usualmente llamada función de distribución de

Exceso y que se de�ne a continuación .

De�nición. (Función de distribución de excesos): Sea X uan variable aleatoria con

función y extremo derecho xF . Para u < xF �jo,

Fu(y) = P(X − u ≤ y |X > u), 0 ≤ y ≤ xF − u (1.12)

es la Función de distribución de excesos de la variable X sobre un umbral u, y = x− u son

los excesos.

Notemos que podemos escribir a Fu en términos de F como se muestra:

Fu(y) =
F (y + u)− F (u)

1− F (u)
=
F (x)− F (u)

1− F (u)
.

1.2.1. Distribución Generalizada de Pareto

La distribución empleada para modelar las excedencias sobre un umbral es la distribución

Generalizada de Pareto y que de�nimos a continuación. Para profundizar en sus caracterís-

ticas y resultados principales puede consultarse [13] y [30].

De�nición. (Distribución Generalizada de Pareto (DGP)): La distribución Genera-

lizada de Pareto Hξ es de�nida como:

Hξ(x) =


1− (1 + ξx)

−1
ξ , ξ 6= 0,

1− e−x , ξ = 0,

si x ≥ 0 para ξ ≥ 0 y 0 ≤ x ≤ −1/ξ para ξ < 0,

Hξ(x) =

 0 , x < 0,

1 , x > −1/ξ,

si ξ < 0 en el último caso.
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Notemos que podemos llegar a la expresión de H0 a partir de Hξ tomando el límite en

cero para ξ. Se le conoce a Hξ como la Distribución Generalizada de Pareto estándar (DGP)

a la cuál se le pueden añadir parámetros de localización ν y escala β, para representar a la

familia de distribuciones Hξ,ν,β , reemplazando al argumento x por (x − ν)/β para ν ∈ R y

β > 0 y ajustando el soporte adecuadamente.

Una función que resulta de importancia para el análisis de extremos en el modelo de Picos

sobre un Umbral es la función media de exceso, la cuál es la esperanza del valor del exceso

de una variable aleatoria X sobre un umbral u, condicionada a que dicha variable excedió el

umbral. Servirá como una herramienta grá�ca para la selección de un umbral adecuado para

realizar una aproximación con la DGP.

De�nición. (Función Media de Excesos). Sea X una variable aleatoria con función de

distribución F y extremo derecho xF . Para u < xF �jo,

e(u) = E(X − u|X > u) (1.13)

es llamada la Función Media de Exceso de X.

La DGP y la función de excesos se relacionan con el dominio de atracción de la Distru-

bución Generalizada de Valores Extremos mediante la Proposición 1.3. Supongamos que X

es una variable aleatoria con función de distribución F ∈ D(Gξ) y que a(·) es una función

positiva, entonces tenemos que

ĺım
u↑ωF

Fu(xa(u)) = 1− ĺım
u↑ωF

P

(
X − u
a(u)

> x X > u

)
= 1− ĺım

u↑ωF

P (X > u+ xa(u))

P (X > u)

= 1− ĺım
u↑ωF

F (u+ xa(u))

F (u)

= 1− (1 + ξx)−1/ξ

= Hξ(x).

De aquí tenemos que si Fu es una función de distribución de excesos asociada a una dis-

tribución F que cumpla con ciertas características, entonces la DGP puede ser usada como

una aproximación de la disfribución de los excesos escalados sobre un umbral alto u.
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Tal relación junto con la preposición (1.3) nos lleva a uno de los resultados centrales en

la Teoría de Valores Extremos. El enunciado de este teorema fue consultado en [30].

Teorema 1.3. (Pickands-Balkema-de Haan). Para una clase grande de funciones de

distribución F y un umbral alto u, si Fu es la función de distribución de excesos entonces

Fu(y) ∼ Hξ,β(y), u→∞,

donde

Hξ,β(y) =

 1−
(

1 + ξ yβ

)−1/ξ
, ξ 6= 0,

1− e−y/β , ξ = 0,
(1.14)

para y > 0 cuando ξ ≥ 0; 0 ≤ y ≤ −β/ξ cuando ξ < 0 y

Hξ,β(y) =

 0 , y < 0

1 , y > −β/ξ

para ξ < 0 en el último caso.

La expresión en (1.14) del Teorema de Pickands-Balkema-de Haan de�ne a la Distribu-

ción Generalizada de Pareto denotada por Hξ,β . Si de�nimos a x = y + u, la DGP puede

expresarse en términos de x como Hξ,u,β(x) = 1− (1 + ξ(x− u)/β)−1/ξ. Este resultado es la

base para la estimación de la distribución de los excesos sobre umbrales su�cientemente altos.

En resumen, en este capítulo se vio que la Distribución Generalizada de Valores Ex-

tremos describe las distribución límite de máximos normalizados, asociados con el modelo

de Máximos por Bloque para elegir observaciones extremas, respaldado por el Teorema de

Fisher-Tippet-Gnedenko; y la Distribución Generalizada de Pareto aparece como la distri-

bución límite de excedencias escaladas sobre umbrales altos, en el modelo de Picos sobre un

Umbral o POT respaldado por el Teorema de Pickands-Balkema-de Haan.





Capítulo 2

Teoría de Valores Extremos

Multivariada

El concepto de dependencia es un aspecto fundamental que resume la relación existente

entre dos o más variables aleatorias. En la teoría de valores extremos multivariada (TVEM)

se trata de entender cómo los eventos extremos de una variable se relacionan con los eventos

extremos de otra, así como cuáles son las posibles estructuras de dependencia que describen

esa relación y cómo estimarlas.

Así como en el caso univariado, la TVEM también se aborda mediante los métodos de

máximos por bloques y excedencias sobre un umbral y su estudio se forma por dos compo-

nentes, que son las distribuciones marginales y la estructura de dependencia que presenta el

comportamiento conjunto entre las variables en cuestión. En este capítulo se desarrollará la

caracterización de los extremos multivariados mediante los métodos de máximos por bloque

y excedencias sobre un umbral para modelar las distribuciones marginales, y usando teoría

de cópulas para la estructura de dependencia. Además se describirán algunos resultados de

cópulas y cópulas de valores extremos bivariados.

33
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2.1. Modelación de valores extremos en Rd

En forma similar al caso univariado, una forma de modelar eventos extremos multivaria-

dos está basada en el método de máximos por bloque, es decir, dada una serie de vectores

aleatorios i.i.d. en Rd se forma una secuencia de bloques del mismo tamaño, donde cada

bloque se reduce en su componente máximo y después la colección de bloques de máximos

es modelada mediante una distribución multivariada de valores extremos.

Sea x = (x1, . . . , xd) ∈ Rd. Si Xi = (Xi,1, . . . , Xi,d), i = 1, . . . , n una muestra de n

vectores aleatorios indepenidentes e idénticamente distribuidos (i.i.d) de dimensión d con

función de distribución conjunta F y funciones de distribución marginales Fj para j =

1, . . . , d, se de�ne el vector de componentes máximos (Mn) como,

Mn = (Mn,1, . . . ,Mn,d) =

(
máx
1≤i≤n

Xi,1, . . . , máx
1≤i≤n

Xi,d

)
(2.1)

La función de distribución de Mn evaluada en x está dada por,

P (Mn ≤ x) = P (Mn,1 ≤ x1, . . . ,Mn,d ≤ xd)

= P (X1,1 ≤ x1, . . . , Xn,1 ≤ x1, . . . , X1,d ≤ xd, . . . , Xn,d ≤ xd)

= P (X1,1 ≤ x1, . . . , X1,d ≤ xd, . . . , Xn,1 ≤ x1, . . . , Xn,d ≤ xd)

= P (X1,1 ≤ x1, . . . , X1,d ≤ xd)n

= Fn(x) (2.2)

La penúltima identidad es válida porque los vectores son independientes e idénticamente

distribuidos.

Es importante hacer notar que Mn no necesariamente será una realización observada en

la muestra original, sin embargo, según fuentes como ([10], [30], [6]), entre otras, éste es el

vector que se considera para el estudio de extremos multivariados.

Del mismo modo que en el caso univariado, para evitar degeneración de la distribución

límite de Mn, se buscan secuencias de vectores normalizantes, an y bn con componentes

an,j > 0 y bn,j ∈ R, j = 1, . . . , d tales que cuando n→∞,
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P
(
Mn − bn

an
≤ x

)
= Fn (anx+ bn)→H(x), ∀ x∈ C(H) (2.3)

para una función de distribución d-dimensional H con marginales Fj , j = 1, . . . , d. no

degeneradas. El teorema de convergencia para máximos multivariados queda parcialmente

resuelto por la teoría univariada pues observemos que para cada marginal, si j = 1, . . . , d

P
(
Mn,j − bn,j

an,j
≤ xj

)
→Hj(xj), cuando n→∞ (2.4)

En caso de existir constantes normalizantes an,j > 0 y bn,j que hagan que el límite Hj

sea no degenerado, para cada j, por lo visto en el capítulo anterior, por (1.1) las marginales

son necesariamente DGV E. Nos resta ver el manejo de la estructura de dependencia y la

forma de H.

Por la siguiente de�nición podemos agrupar a F en una clase de distribuciones caracteri-

zadas por H.

De�nición. (Dominio de atracción de DMVE) Si se tiene (2.3) para alguna F y H, se

dice que F pertenece al dominio de atracción del máximo de H, F∈ D(H), y H es llamada

una distribución multivariada de valores extremos (DMVE).

Para el desarrollo de los siguientes capítulos es necesario de�nir el concepto de cópula y

sus resultados principales. La palabra cópula fue empleada por primera vez en un sentido

matemático o estadístico por Abe Sklar (1959) en el teorema que lleva su nombre y en donde

describe las funciones que unen conjuntamente distribuciones univariadas para formar dis-

tribuciones multivariadas, éstas se de�nen a continuación.

De�nición. (Cópula) Una cópula bivariada es una función C : [0, 1]2 → [0, 1] con las

siguientes propiedades:

1. Para cada u, v en [0, 1]

C(u, 0) = 0 = C(0, v),

C(u, 1) = u y C(1, v) = v.

2. C es 2-creciente, es decir, para cada u1, u2, v1, v2 en [0, 1] tales que u1 ≤ u2 y v1 ≤ v2,

C(u2, v2)− C(u2, v1)− C(u1, v2) + C(u1, v1) ≥ 0.
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Estas propiedades de�nen a una cópula bivariada como una función de distribución en

[0, 1]2 con marginales uniformemente distribuidas. Mayor detalle de los resultados de cópulas

presentados en esta tesis se puede encontrar en [31], [12].

Uno de los teoremas centrales de la teoría de cópulas es el teorema de Sklar (1959).

Gracias a éste, cualquier función de distribución bivariada (multivariada) F se puede escribir

como la composición de una cópula C y sus distribuciones marginales Fi como sigue:

Teorema 2.1. Sklar, 1959 Sea H una función de distribución conjunta bivariada con mar-

ginales F y G. Entonces existe una cópula C tal que para cualesquiera x, y en R̄

H(x, y) = C(F (x), G(y)). (2.5)

Si F y G son continuas, entonces C es única, en cualquier otro caso, C sólo está deter-

minada de forma única sobre el conjunto Ran F × Ran G. donde Ran F = {z : z =

F (x) para algn x} Además si F, G son funciones de distribución dadas, y C es una cópu-

la, entonces la función H de�nida mediante (2.5) es una función de distribución conjunta

bivariada con marginales F y G.

Nótese que las marginales de una cópula tienen que ser uniformes. Esto se logra mediante

la tranformación integral de probabilidad (Teorema C.2 del Apéndice C). La demostración

del teorema se puede consultar en [31].

Existen diferentes familias de cópulas que se han estudiado ampliamente en la literatura

y que tienen características particulares; ejemplos de estas familias son las arquimedianas,

elípticas y las de valores extremos. Detalles de estas familias se puede encontrar en [31]; a

continuación de�niremos la familia de cópulas arquimedianas.

De�nición. (Cópulas Arquimedianas) Una cópula C es llamada Arquimediana si existe

una función continua, estrictamente decreciente y convexa φ : [0, 1]→[0, 1] con φ(1) = 0 tal

que C puede escribirse de la siguiente manera

C(u, v) = φ−1 (φ(u) + φ(v)) .

donde φ[−1] es la pseudo inversa de φ de�nida por:

φ[−1](t) =

 φ−1(t) , 0 ≤ t ≤ φ(0),

0 , φ(0) ≤ t ≤ +∞.
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La función φ es llamado el generador arquimediano de la cópula C.

Ejemplo 2.1. Cópula Gumbel:

Sea φ(t) = (− log(t))θ con θ > 1, entonces:

• φ(1) = 0, φ(0) =∞, es estrictamente decreciente en [0, 1] pues φ
′
(t) = −θ(− ln t)θ−1

t < 0.

• φ′′(t) ≥ 0 en [0, 1] por lo que φ es convexa.

Entonces la cópula C está dada por:

C(u, v) = φ−1 (φ(u) + φ(v))

= exp
(
−
[
(− lnu)θ + (− ln v)θ

] 1
θ

)
.

Notemos que las marginales de una distribución bivariada (multivariada) de valores ex-

tremos H son necesariamente DGVE y como todas las DGVE son continuas, por el teorema

de Sklar tenemos que H tiene una cópula única. A dicha cópula se le conoce como cópula

de valores extremos. Las cópulas de valores extremos presentan características y propieda-

des particulares. A continuación se presenta un concepto que permitirá caracterizarlas más

adelante.

De�nición. (Cópulas Max-estables) Una cópula C es max-estable si para cada número

real positivo r y para cualesquiera u, v en (0, 1),

C(u, v) = Cr(u1/r, v1/r). (2.6)

Ejemplo 2.2. La cópula Gumbel es max estable:

C(ut, vt) = exp
[
−
[(
−ln ut

)α
+
(
−ln vt

)α]]
= exp

[
− [tα [(−ln u)

α
+ (−ln v)

α
]]
1/α
]

=
[
exp

[
− [(−ln u)

α
+ (−ln v)

α
]
1/α
]]t

= Ct(u, v)

A continuación se presentará la versión bivariada del método de máximos por bloque.

Posteriormente se desarrollarán la caracterización de H mediante cópulas de valores extre-

mos.
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2.1.1. Máximos por bloque bivariados

Sea una sucesión de vectores aleatorios i.i.d (Xi, Yi), i = 1, . . . y para cada n sea

M(x,n) = máx (X1, . . . , Xn) y M(y,n) = máx (Y1, . . . , Yn). Es posible encontrar transforma-

ciones lineales M
′

(x,n) = anM(x,n) + bn (an > 0) y M
′

(y,n) = cnM(y,n) + dn (cn > 0) tales

que, en el límite cuando n→∞, M
′

(x,n) y M
′

(y,n) siguen alguno de los tres tipos de DVE,

teniendo como distribución conjunta límiteH una distribución bivariada de valores extremos.

Una de�nición general de una distribución bivariada de valores extremos puede ser dada

mediante cópulas. Para entender como se distribuye el vector de componentes máximos

necesitamos encontrar una función de distribución H y lo haremos mediante una cópula

C(n).

2.1.2. Modelo Bivariado de Excedencias sobre un umbral

Sea la sucesión de vectores aleatorios i.i.d (X1, Y1), . . . , (Xn, Yn) con distribución conjunta

H(x, y) = C(F (x), G(y)) para alguna cópula C, marginales F,G, y H que está en el dominio

de atracción de una distribución multivariada de valores extremos. Buscamos aproximar la

cola derecha de la distribución de las excedenciasH que sobrepasen cierto vector de umbrales

altos u = (ux, uy). La teoría univariada descrita en el primer capítulo, Sección (1.2), nos dice

que, para x ≥ ux y ux su�cientemente alto, la cola de la función de distribución marginal F

debe de ser aproximada por una forma funcional a base de DPG, al igual que G,

F (x) = 1− λx
(

1 + ξx
x− ux
βx

)−1/ξx
(2.7)

donde λx = F̄ (ux).

Pero C es desconocida y se debe en sí aproximar en la cola. Supondremos entonces que

podemos sustituir la cópula C con un tipo de cópula llamada de valores extremos C∗, que

de�niremos más adelante, y así tener

H(x, y) ≈ C∗(F (x), G(y)), x ≥ ux, y ≥ uy. (2.8)

Se completa la especi�cación del modelo escogiendo una cópula parámetrica de valores

extremos tratable y �exible para C∗. Según [30] la cópula Gumbel es una de las cópulas de

valores extremos particularmente conveniente.
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El argumento para (2.8) será dado más adelante al describir resultados principales de

cópulas de valores extremos.

2.2. Cópulas de valores extremos

Sean (X1, Y1), (X2, Y2), . . . , (Xn, Yn) vectores aleatorios con una función de distribución

conjunta H, marginales F y G para Xi y Yi respectivamente; sea C una cópula cual-

quiera C y sea C(n) la cópula del vector de componentes máximos M(x,n) = max{Xi} y

M(y,n) = max{Yi}.

Primero encontramos las funciones de distribución F(n) y G(n) de M(x,n) y M(y,n), res-

pectivamente. Como para todo Xi, i = 1, . . . , n tenemos que

P
(
M(x,n) ≤ x

)
= P (Xi ≤ x) = [P (X1 ≤ x)]

n (2.9)

por tanto F(n)(x) = [F (x)]
n y G(n)(y) = [G(y)]

n. Entonces

H(n)(x, y) = P
(
M(x,n) ≤ x,M(y,n) ≤ y

)
= P (Xi ≤ x, Yi ≤ y) , i ∈ {1, . . . , n}

= [H(x, y)]
n

= [C (F (x), G(y))]
n

=
[
C
[(
F(n)(x)

)1/n
,
(
G(n)(x)

)1/n]]n
Por lo tanto tenemos

C(n)(u, v) = Cn(u1/n, v1/n) para u, v ∈ [0, 1]. (2.10)

Esto es, C(n) es max estable.

Teorema 2.2. Cópula de vector de máximos Si C es una cópula y n un entero positivo,

entonces la función C(n) dada por (2.10) es una cópula. Además, si (Xi, Yi), i ∈ {1, . . . , n}

son pares de vectores aleatorios independientes e idénticamente distribuidas con cópula C,

entonces C(n) es la cópula de Mn = (M(x,n),M(y,n)).

El teorema anterior habla sobre cópulas C(n) de�nidas para cada n. Si consideramos la

secuencia {C(n)}, podemos preguntarnos sobre el límite de ésta, lo cual nos lleva a la noción

de cópulas de valores extremos (CVE), que de�niremos a continuación.
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De�nición. (Cópula de valores extremos) Una cópula C∗ es una cópula de valores

extremos si existe una cópula C tal que

C∗(u, v) = ĺım
n→∞

Cn
(
u1/n, v1/n

)
(2.11)

para u, v en (0, 1). En ese caso, se dice que C pertenece al dominio de atracción de C∗,

(C ∈ D(C∗)).

De manera análoga a la teoría univariada, el concepto de Max-estabilidad caracteriza

a las clases de distribuciones límite para el máximo Mn. El siguiente teorema describe la

relación de las cópulas max-estables con las CVE.

Teorema 2.3. CVE-Cópula max-estable Una cópula C es una cópula de valores extremos

si y solo si es max-estable.

Demostración. Por la de�nición (2.6) cada cópula max-estable es una cópula de valores

extremos. De forma inversa, si C(∗) es una CVE, entonces C(∗) satisface (2.11) para alguna

cópula C, entonces para cualquier real positivo r,

Cr∗(u)(u1/r, v1/r) = ĺım
n→∞

Crn(u1/rn, v1/rn) = C∗(u, v)

por lo tanto C∗ es max-estable.

Recapitulando se tiene que en el caso de dimensiones mayores o iguales a dos, si (2.3)

se cumple para alguna función de distribución H con marginales DGVE, entonces la cópula

C asociada de manera natural con H como en (2.1) satisface (2.10) y es la cópula de una

distribución multivariada de valores extremos.

Una vez caracterizada la clase de distribuciones bivariadas de valores extremos por medio

de cópulas de valores extremos, se busca tener una representación más general de ellas. El

siguiente teorema nos da una representación de las CVE mediante una medida exponente, el

teorema se puede encontrar en [22] y [14].

Teorema 2.4. Una cópula d-variada C es una cópula de valores extremos si y solo si existe

una medida �nita de Borel H en 4d−1 = {(u1, . . . , ud) ∈ [0,∞)d :
∑
j uj = 1}, llamada

medida espectral, tal que

C(u1, . . . , ud) = exp{−`∗(−log u1, . . . ,−log ud)}, (u1, . . . , ud)
> ∈ (0, 1]d, (2.12)



2.2. CÓPULAS DE VALORES EXTREMOS 41

donde la función de dependencia de cola estable `∗ : [0,∞)d → [0,∞) está dada por

`∗(x1, . . . , xd) =

∫
4d−1

máx
j=1,...,d

{wjxj}dH(w1, . . . , wd), (x1, . . . , xd)
> ∈ [0,∞)d. (2.13)

La medida espectral H es arbitraria y cumple∫
4d−1

wjdH(w1, . . . , wd) = 1, j ∈ {1, . . . , d}

La función de dependencia de cola estable `∗ es convexa, homogénea de grado uno, esto

es que para c > 0

`∗(cx1, . . . , cxd) = c `∗(x1, . . . , xd) (2.14)

y además, para (x1, . . . , xd) ∈ [0,∞)d , máx(x1, . . . , xd) ≥ `∗(x1, . . . , xd) ≥ x1 + . . . + xd .

Para más detalles sobre la función de cola estable y sus propiedades se puede consultar [22]

y [14].

A continuación presentamos una de�nición muy importante para la representación de

CVE; ésta de�nición se puede encontrar en [14].

De�nición. (Función de dependencia de Pickands) La función de dependencia de

Pickands A : 4d−1 → [1/d, 1] está de�nida como

A(w1, . . . , wd) =
`∗(x1, . . . , xd)∑d

i=1 xi
, (2.15)

donde wj =
xj∑d
i=1 xi

, j = 1, . . . , d para (x1, . . . , xd)
> ∈ [0,∞)d\{0}, además ocurre,

1. A es convexa

2. max{w1, . . . , wd−1} ≤ A(w1, . . . , wd−1) ≤ 1 para (w1, . . . , wd−1)> ∈ 4d−1

2.2.1. Representación de cópulas de valores extremos

La de�nición (2.15) junto con (2.12) da lugar a una representación para cópulas de valores

extremos expresada en términos de la función de dependencia de Pickands A y que según

[14] es la más usada para las CVE. La representación es la siguiente,

C(u1, . . . , ud) = exp

{(
d∑
i=1

log ui

)
A

(
log u1∑d
i=1 log ui

, . . . ,
log ud−1∑d
i=1 log ui

)}
. (2.16)
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De acuerdo a [22] en R2 se restringe a la función de dependencia de cola estable `∗ en

41 = {(1− t, t) : t ∈ [0, 1]} y entonces siguiendo (2.12), sabemos que podemos representar a

una cópula bivariada de valores extremos como

C(u1, u2) = exp{−`∗(−log(u1),−log(u2))} (2.17)

Tomando w1 = 1 − t y w2 = t como se hace en [14], tenemos por (2.15) que la función

de dependencia de Pickands, para el caso bivariado, queda de�nida como

A(1− t, t) =
`∗(−log(u1),−log(u2))

−log(u1)− log(u2)

=
−`∗(log(u1), log(u2))

−(log(u1) + log(u2))

= `∗
(

log(u1)

log(u1u2)
,
log(u2)

log(u1u2)

)
.

Sea

t =
log(u2)

log(u1u2)
. (2.18)

Por comodidad suele escribirse A(t) en vez de A(1 − t), como se puede ver en [14], de

esta forma tenemos

A(t) = `∗
(

log(u1)

log(u1u2)
,
log(u2)

log(u1u2)

)
= `∗(1− t, t), (2.19)

En la �gura (2.1) se muestra un grá�co de función de Pickands en R2. Por la propiedad

2) de la de�nición, se encuentra de�nida en el área triangular que se muestra en la grá�ca,

la línea amarilla punteada corresponde al caso de la cópula producto o independencia y la

curva respresenta un ejemplo de una función de dependencia.

Los límites de la función de dependencia Pickands A tienen signi�cados particulares. El

borde superior A(t) = 1 que se observa en la Figura (2.1) corresponde al caso de indepen-

dencia, correspondiendo a la cópula producto C(u1, u2) = u1, u2 =
∏2

(u1, u2). La frontera

inferior (los otros dos lados del triángulo) A(t) = máx{1 − t, t} corresponde al caso de de-

pendencia perfecta, C(u1, u2) = max{u1, u2} = M2(u1, u2).

Teorema 2.5. (Cópulas bivariadas de valores extremos) Una cópula bivariada C es

una cópula de valores extremos si y solo si
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Figura 2.1: Función de dependencia de Pickands.

C(u1, u2) = exp

{
(log(u1) + log(u2))A

(
log(u2)

log(u1u2)

)}
= (u1u2)A(log(u2)/log(u1u2)), (2.20)

con (u1, u2) ∈ (0, 1]2\{(1, 1)} y A(w) =
∫ 1

0
max((1− x)w, x(1− w)) dH(x) para una medida

H en [0, 1] que satisface

max(w, 1− w) ≤ A(w) ≤ 1, 0 ≤ w ≤ 1, (2.21)

y es convexa. Por el contrario, una función diferenciable y convexa A(w) que satisface (2.21)

puede ser usada para construir una cópula de valores extremos usando (2.20)

Demostración. De acuerdo a (2.19) tenemos que

A(t) =
`∗(−log(u1),−log(u2))

−log(u1)− log(u2)
.

si y solo si:

`∗(−log(u1),−log(u2)) = −log(u1u2)A(t). (2.22)

Y así sustituyendo (2.22) en la representación bivariada de una CVE presentada en (2.17)

tenemos

C(u1, u2) = exp{log(u1u2)A(t)},

con t = log(u2)/log(u1u2) de acuerdo a (2.18).
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2.2.2. Modelos paramétricos

A continuación se presentan las cópulas de valores extremos clásicas en la literatura.

Cópula Gumbel o logística

Gumbel observó que a partir de F1(x1), F2(x2) funciones de valores extremos univariadas,

las distribuciones

[−logFθ(x1, x2)]θ = [−logF1(x1)]θ + [−logF2(x2)]θ, θ ≥ 1 (2.23)

de�nen a una distribución bivariada de valores extremos Fθ(x1, x2). Una prueba de este

resultado se puede encontrar en [7]. De (2.23) tenemos

Fθ(x1, x2) = exp{−[(−log F1(x1))θ + (−log F2(x2))θ]1/θ},

que con ui = Fi(xi) obtenemos la cópula Gumbel

C(u1, u2) = exp{−[(−log(u1))θ + (−log(u2))θ]1/θ}, (2.24)

(u1, u2)> ∈ [0, 1]2, θ ≥ 1. Por (2.20) y la restricción usual t = log(u2)/log(u2u1) resulta en

la función de dependencia de Pickands

A(t) = [tθ + (1− t)θ]1/θ, (2.25)

para t ∈ [0, 1] y θ ∈ [1,∞]. El parámetro θ de la cópula Gumbel puede ser interpretado como

medida de dependencia.

Cópula Tawn o logística asimétrica

La cópula Tawn puede considerarse como una extensión de la cópula Gumbel. La cópula

Gumbel es simétrica, es decir, satisface C(u1, u2) = C(u2, u1) lo cual lleva a las variables

X1, X2 a ser intercambiables cuando se modelan por C, (ver de�nición). En algunas apli-

caciones no es indicado asumir esta propiedad por lo que Tawn (1988) le dió �exibilidad a

la cópula Gumbel incorporando dos parámetros ψ1, ψ2. La cópula Tawn o modelo logístico

asimétrico [41] tiene la función de dependencia de Pickands

A(t) = (1− ψ2)(1− t) + (1− ψ1)t+ [(ψ1(1− t))θ + (ψ2t)
θ]1/θ (2.26)

para t ∈ [0, 1], 0 ≤ ψ1, ψ2 ≤ 1 y θ ∈ [1,∞). Los parámetros ψ1, ψ2 pueden ser interpretados

como el grado de asimetría de la función A. Mientras tanto θ tiene la misma interpretación
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que la cópula Gumbel y por lo tanto es el principal determinante de la dependencia. La

versión de A(t) de un parámetro se obtiene tomando ψ1 = ψ2 = 1. Por último la expresión

de la cópula Tawn tiene la siguiente forma

C(u1, u2) = u1u2 exp{−[(−log(u1))θ + (−log(u2))θ]1/θ}, (2.27)

Cópula Galambos o negativa logística

Sea Cθ que denote a una cópula arquimediana y Ĉθ es la correspondiente cópula de

supervivencia. Entonces Ĉθ es la función de distribución del vector 1−U1, . . . , 1−Ud. Como

en el caso de la cópula Gumbel, solo si el límite

ĺım
s↓0

φ(s)

sφ′(s)
= δ ∈ [0,∞]

existe, la adecuada convergencia del vector de máximos de Ĉθ está garantizada y se tiene

que Ĉθ ∈ D(CGalamabos). La función de dependencia de Pickands de la cópula Gumbel está

dada por

A(t) = 1− [t−δ + (1− t)−δ]−1/δ, (2.28)

para t ∈ [0, 1] y δ ∈ (0,∞]. La parametrización es elegida de manera que al incrementarse el

parámetro δ nos lleve a un incremento en la dependencia.

Cópula Hüsler-Reiss

Sea CF una cópula Gaussiana, es decir

CF (u1, u2) = Cρ(u1, u2) = Φρ(Φ
−1(u1),Φ−1(u2))

con ρ ∈ (−1, 1) denota el coe�ciente de correlación, Φρ la distribución normal estándar

bivarada con coe�ciente de correlación ρ y Φ−1 la inversa de la función de distribución

normal estándar univariada. Se sabe desde Sibuya 1959 [36], que si ρ < 1, Cρ ∈ ∈ D(Π), es

decir, la distribución normal bivarada está en el dominio de atracción de la cópula producto.

Sin embargo, considerando el caso donde ρ se permite que dependa del tamaño de muestra n

y que incrementa con el crecimiento de n de tal forma que ρn → 1 cuando n→∞. Entonces

si (1− ρn)log n→ λ2 ∈ [o,∞] cuando n→∞, se tiene que Cρn ∈ ∈ D(CHR), donde CHR es

la cópula Hüsler Reiss [25], que está de�nida mediante su función de dependencia de Pickands

A(t) = (1− t)Φ(z1−t) + tΦ(zt), (2.29)

donde zt =
(

1
λ + λ

2 log
t

1−t

)
para t ∈ [0, 1], λ ∈ (0,∞) y Φ es la función de distribución

normal estándar.
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Cópula t-EV

La cópula t-EV recibe su nombre al ser el límite asintótico del vector de máximos de

variables aleatorias independientes distribuidas de acuerdo a la distribución t de Student

bivariada, es decir, la cópula t se encuentra en el dominio de atracción de la coópula t-EV.

Los dos parámetros de la cópula t-EV son los mismos a los de la cópula t: los grados de

libertad ν > 0 y el parámetro de correlación ρ ∈ (−1, 1). Su función de dependencia de

Pickands está dada por

A(t) = (1− t) · Tν+1(z1−t) + t · Tν+1(zt), (2.30)

donde zt = (1 + ν)1/2
([

t
1−t

]1/ν
− ρ
)

(1 − ρ2)−1/2 para t ∈ [0, 1], ν > 0, ρ ∈ (−1, 1) y Tν

denotando la función de distribución t de Student univariada con ν grados de libertad.



Capítulo 3

Herramientas estadísticas para el

análisis de los datos

El análisis de datos requiere del uso de herramientas estadísticas descriptivas e inferen-

ciales para conocer el comportamiento de las variables de interés y hacer inferencia acerca

de la población de la que provienen los datos en estudio. En este capítulo se decribirán las

heramientas estadísticas utilizadas para el análisis de los datos y para el desarrollo de los

modelos de eventos extremos univariado y bivariado de máximos por bloque y excedencias

sobre un umbral.

3.1. Ajuste de valores extremos univariado

Como primer paso para la realización de los modelos univariado y bivariado de eventos

extremos de máximos por bloque y excedencias sobre un umbral, se inicia el estudio de todos

los datos mediante un análisis exploratorio individual de cada variable de interés. Las me-

didas estadísticas descriptivas nos ayudan a identi�car las características principales de una

muestra de datos de acuerdo a los valores que toman y así analizar sus características como

posición o localización, dispersión y forma. Por su parte, las herramientas grá�cas permiten

tener una visualización de los datos.

Las herramientas grá�cas utilizadas en este trabajo para el análisis estadístico de los

datos fueron histogramas, QQ plots y Box Plots, así como medidas estadísticas descriptivas

47
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como la media muestral, la desviación estándar y los coe�cientes de asimetría y curtosis. En

el apéndice D se describen éstas mismas.

3.1.1. Estimación de parámetros

La DGVE y DGP pueden ajustarse usando varios métodos incluyendo el método de

momentos y máxima verosimilitud. El método usado en este trabajo es el de máxima verosí-

militud y se encuentra disponible en los paquetes estadísticos que utilizan métodos numéricos

para obtener los estimadores de máxima verosimilitud ya que no es posible obtener soluciones

anlíticas explícitas de las ecuaciones máximo verosímiles.

Estimación de los parámetros de la DGVE

Escribiendo gξ,µ,σ para la función de densidad de la DGVE con θ = (ξ, µ, σ) su corres-

pondiente vector de parámetros, Mn1, . . . ,Mnm una muestra de m máximos de tamaño de

bloque n y para ξ 6= 0 se tiene la función de log-verosimilitud de la siguiente forma:

l(θ) =
m∑
i=1

ln gξ,µ,σ(Mni)

= −m ln σ −
(

1 +
1

ξ

) m∑
i=1

ln

(
1 + ξ

Mni − µ
σ

)
−

m∑
i=1

(
1 + ξ

Mni − µ
σ

)−1/ξ
.(3.1)

con 1 + ξ(Mni − µ)/σ > 0 para i = 1, . . . ,m. Cuando ξ = 0 la función de log-verosimilitud

queda como

l(µ, σ) = −m ln σ −
m∑
i=1

(
Mni − µ

σ

)
−

m∑
i=1

exp

{
−
(
Mni − µ

σ

)}
Para la inferencia de los niveles de retorno se procede substituyendo las estimaciones

obtenidas por (3.1) en la ecuación de los niveles de retorno (1.10), de tal forma que la

estimación del nivel de retorno xp asociado al periodo de retorno 1/p con 0 < p < 1 es

obtenido usando máxima verosimilitud para ξ̂ 6= 0 mediante

x̂p = µ̂− σ̂

ξ̂

(
1− y−ξ̂p

)
,

y para ξ̂ = 0

x̂p = µ̂− σ̂ ln yp,
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con yp = −ln(1 − p). La interpretación de xp es el nivel que se espera sea excedido en

promedio una vez cada 1/p años.

Estimación de los parámetros de la DGP

De igual forma a la DGVE, se utiliza el método de máxima verosimilitud para estimar los

parámaetros de la DGP. Una vez elegido un umbral apropiado u, para las nu observaciones

xj que exceden el umbral u se obtiene el valor de los excesos de dichas excedencias obteniendo

yj = xj − u, posteriormemte se estiman los parámetros de la de la función de distribución

que modela a los excesos yj . Por el Teorema de Pickands -Balkema-de Haan sabemos que la

distribución de los excesos y1, . . . , ynu puede aproximarse mediante la DGP.

Escribiendo hξ,β para la función de densidad de la DGP, se tiene para ξ 6= 0 la siguiente

función de log-verosimilitud:

l(ξ, β) =

nu∑
j=1

ln hξ,β(yj)

= −nu ln β −
(

1 +
1

ξ

) nu∑
j=1

ln

(
1 + ξ

yj
β

)
(3.2)

con (1 + ξyj/β) > 0. Para ξ = 0 la función (3.2) queda como:

l(β) = −β ln β − 1

β

nu∑
j=1

yj .

3.1.2. Diagnóstico y evaluación del modelo

Las técnicas de bondad de ajuste tratan de medir la conformidad o discrepancia de los

datos muestrales con una distribución hipotética, es decir si la muestra fue extraída de una

población que sigue esta dsitribución planteada. Las pruebas de bondad de ajuste utilizadas

para evaluar los modelos univariados de valores extremos analizados en esta tesis fueron la

prueba de Kolmogorov-Smirnov (KS) y la prueba de Anderson Darliing. Además se emplearon

herramientas grá�cas como P-P plots y Q-Q plots.

Prueba de Kolmogorov-Smirnov (KS)

Esta prueba está basada en las diferencias entre la función de distribución empírica y la

función de distribución especi�cada. Una característica atractiva de esta prueba es que no
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depende de la función de distribución que se está probando. Sin embargo, presenta algunas

desventajas importantes pues solo se aplica a distribuciones continuas, suele ser más sensible

cerca del centro de la distribución que en las colas y la distribución debe de ser completa-

mente especi�cada con sus parámetros correspondientes.

El estadístico de prueba Kolmogorov-Smirnov se de�ne como

Dn = sup
x
|F̃ (u(j))− F0(u(j))|,

donde u(j) = x(j) y x(1) < x(2) < . . . < x(n) es la muestra ordenada, F̃ es la función de

distribución empírica o muestral y F0 es la función de distribución puesta a prueba, que para

este trabajo son la DGVE, Gξ̂,µ̂,σ̂ y la DGP, Hξ̂,β̂ .

Se desea probar:

H0 : Los datos representan observaciones provenientes de la distribución especi�cada F0.

Ha : Los datos no provienen de la distribución especi�cada F0.

La regla de decisión para aceptar o rechazar la prueba se lleva acabo mediante el valor del

estadístico de prueba y el nivel de signi�cancia α o también mediante el p-value. Entonces la

hipótesis nula H0 es rechazada al nivel de signi�cancia α si el valor del estad±itico Dn excede

el valor del cuantil 1−α de la distribución de Dn o valor crítico al nivel α. El p-value es el más

pequeño nivel de signi�cancia para el cual la hipótesis nula sería rechazada, si p-value ≤ α,

se rechaza H0. Además también brinda una idea de qué tan fuerte es la evidencia en contra

de la hipótesis nula.

Anderson-Darling

Esta prueba es similar a la prueba de Kolmogorov-Smirnov (KS), pero presenta una

mejora para las colas de la distribución de F. Se considera más poderosa que la prueba de

KS auqnue hace uso de la distribución hipotética a probar en el cálculo de los valores críticos

del estad±itico de prueba, esto tiene la ventaja de permitir una prueba más sensible y la

desventaja de que los valores críticos deben calcularse para cada distribución.

El estadístico de prueba Anderson-Darling se de�ne como

A2
n = − n− 1

n

n∑
j=1

(2j − 1)
[
ln u(j) + ln (1− u(n−j+1))

]
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donde u(j) = F0(x(j)) y x(1) < x(2) < . . . < x(n) es la muestra ordenada.

Se desea probar:

H0 : Los datos representan observaciones provenientes de la distribución especi�cada F0.

Ha : Los datos no provienen de la distribución especi�cada F0.

La regla de decisión para aceptar o rechazar la prueba se lleva a cabo de manera análoga

a la prueba de KS.

Evaluación grá�ca

Al ordenar las observaciones máximas de m bloques x(1) ≤ . . . ≤ x(m) la función de

distribución empírica evaluada en x(i) está dada por

G̃(x(i)) = i/(m+ 1).

Sustituyendo las estimaciones obtenidas mediante (3.1) en la ecuación de la DGVE (1.9) se

tiene el correspondiente modelo de máximos por bloque estimado

Ĝ(x(i)) = exp

{
−
[
1 + ξ̂

(
x(i) − µ̂

σ̂

)]− 1

ξ̂

}
.

Si el modelo de la DGVE es adecuado, Ĝ(x(i)) ≈ G̃(x(i)) para cada i, entonces la grá�ca de

probabilidades consiste en los puntos de la forma{(
G̃(x(i)), Ĝ(x(i))

)
, i = 1, . . . ,m

}
que deben alinearse con una recta diagonal. De igual forma se tienen los puntos de la grá�ca

de cuantiles {(
Ĝ←(i/(m+ 1)), x(i)

)
, i = 1, . . . ,m

}
donde

Ĝ←
(

1

m+ 1

)
= µ̂− σ̂

ξ̂

[
1−

(
−ln

(
i

m+ 1

))−ξ̂]
.

Para el caso de del modelo de excedencias, suponiendo o tomando un umbral lo su�ciente-

mente alto u, los excesos y(1) ≤ . . . ≤ y(nu) y el modelo estimado mediante la DGP Ĥ, la

grá�ca de probabilidades consiste en los puntos:{(
j/(nu + 1), Ĥ(y(j))

)
, j = 1, . . . , nu

}
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donde

Ĥ(y) = 1−

(
1 +

ξ̂y

β̂

)−1/ξ̂
para ξ̂ 6= 0. La grá�ca de cuantiles consiste en los puntos{(

Ĥ←(j/(nu + 1)), y(j)

)
, j = 1, . . . , nu

}
donde

Ĥ←(y) = u+
β̂

ξ̂

(
y−ξ̂−1

)
.

Para más detalle de los modelos de diagnóstico y ajuste de DGVE se puede consultar [10].

3.2. Ajuste bivariado de valores extremos

En el caso de dos variables, los métodos grá�cos pueden ser herramientas de exploración

útiles para inferir en las características de los datos.

3.2.1. Estimación de parámetros

Existen varios enfoques para la estimación de parámetros de una función cópula, ejemplos

pueden consultarse en [15]. El uso de máxima verosimilitud es el método de estimación más

directo y utilizado donde se estiman simultáneamente todos los parámetros.

El método de inferencia para marginales (Inference for margins IFM ) es un enfoque que

se lleva acabo en dos etapas. Los marginales se estiman en la primera etapa y en la segunda

etapa la distribución marginal estimada se evalúa en la función cópula para luego estimar el

parámetro de dependencia. Una característica atractiva del método IFM es que uno puede

obtener cópulas para las cuales la estructura de dependencia es independiente de las dis-

tribuciones marginales y es computacionalmente más atractivo. A continuación se describe

brevemente este método.

Supongamos que una familia paramétrica de cópulas (Cθ) es considerada como un mo-

delo para la dependencia entre dos variables aleatorias X y Y . Dada una muestra aleatoria

(X1, Y1), . . . , (Xn, Yn) de (X,Y ). La estimación de θ se obtiene mediante máxima verosimi-

litud de la función de la forma

l(θ) =
n∑
i=1

log
[
Cθ{F̂ (Xi), Ĝ(Yi)}

]



3.2. AJUSTE BIVARIADO DE VALORES EXTREMOS 53

substituyendo F̂ = Fδn y Ĝ = Gηn donde (F̂δn) y (Ĝηn) son familias paramétricas

adecuadas para las marginales y δn, ηn estimaciones por máxima verosimilitud estándar de

sus parámetros derivados por los valores observados de X y Y respectivamente y se utilizan

métodos numéricos para obtener las estimaciones de θ. Mayor detalle del método se puede

encontrar en [26] y [27].

3.2.2. Diagnóstico y evaluación del modelo

Pruebas de bondad de ajuste y medidas estadísticas

Bajo la suposición de que la estructura de dependencia de una distribución continua

bivariada pertenece a la clase de distribuciones de valores extremos, sabemos que éstas se

caracterizan por su función de dependencia de Pickands (2.20).

Una prueba de bondad de ajuste desarrollada para cópulas de valores extremos se basa

en el estadístico de Cramér-von Mises midiendo la distancia entre la dsitribución empírica

comparada con una estimación paramétrica de la función de dependencia de Pickands y dos

estimadores no paramétricos de la misma estudiados y desarrollados en [16].

Sea (X1, Y1), . . . , (Xn, Yn) una muestra aleatoria de función de distribución conjunta des-

conocida H cuya cópula subyacente es de la forma (2.20) con función de dependencia de

Pickandas A. Para probar la hipótesis de que A pertenece a una clase paramétrica especí�ca

A, es decir probar la hipótesis nula

H0 : A ∈ A = {Aθ : θ ∈ O}

donde O es un subconjunto abierto de Rd para algún entero d se puede proceder comparando

un estimador no paramétrico de An de A con un estimador paramétrico Aθn . Para este

propósito se pueden utilizar varias medidas de distancia pero se considera que el estadístico

de Cramér-von Mises de�nido como

Sn =

∫ 1

0

n|An(t)−Aθn(t)|2 dt (3.3)

generalmente conduce a pruebas más poderosas que, por ejemplo, el estadístico de Kolmogorov-

Smirnov [18].
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Para la estimación paramétrica de Aθn (la función de Pickands que es utilizada en es-

te trabajo) se emplea un desarrollo vía máxima pseudo verosimilitud considerada en ([17]).

Existen otros métodos como los de inversión de las medidas de dependencia Tau de Kendall

y rho de Spearman como se muestra en ([19]). Detalles de los estadísticos no paramétricos

son desarrollados por Pickands ([32]).

Otra herramienta empleada para elegir un modelo paramétrico de cópula dentro de una

serie de modelos candidatos es el criterio de información de Akaike (Akaike information

criterion, AIC), desarrollado por Hirotugu Akaike (1973) de�nido como:

AIC = −2l(θ̂) + 2k

donde l(θ̂) es el valor maximizado de la función de máxima verosimlitud y k es le número de

parámetros.

Uno de los bene�cios del AIC es que es computacionalmente más e�ciente que otros méto-

dos de selección de cópula ([44]) y entonces cuando hay varios modelos de cópulas y queremos

saber cuál ajusta mejor a los datos, se puede calcular el AIC para cada modelo y aquél con

menor valor se considará como el que brinda mejor ajuste.

Herramientas grá�cas

Una manera útil de comparar el grá�co de una cópula, es a través de su diagrama de

contorno que es la representación grá�ca de sus curvas de nivel. Éstas últimas son con-

juntos en [0, 1]
n dados por C(u, v) = k con k constante, es decir para cualquier cópula C y

un k ∈ [0, 1] dado, el grá�co de la curva de nivel es el conjunto
{

(u, v) ∈ [0, 1]2 : C(u, v) = k
}
.

Para evaluar el ajuste de las cópulas estimadas, se puede comparar grá�camente la distan-

cia entre las funciones de dependencia de Pickands teóricas de las cópulas de valores extremos

estimadas y los estimadores no paramétricos de las funciones de dependencia de Pickands.



Capítulo 4

Análisis de valores extremos del

Oleaje mediante altura de Ola y

velocidad de viento

En este capítulo se aplicará la teoría expuesta en los capítulos anteriores para analizar los

eventos extremos de un conjunto de datos bivariados de una estación localizada en el Golfo

de México. Se utilizará un modelo de cópulas de valores extremos junto con distribuciones

generalizadas de valores extremos para el ajuste de las distribuciones marginales.

Para contar con mediciones directas provenientes de instrumentos oceanográ�cos que

midan dos o más datos meteorológicos distintos de manera independiente se consideró la

información del banco histórico de la National Oceanic and Atmospheric Administration

(NOAA) y la National Data Buoy Center (NDBC) que forman parte de la National Weat-

her Service, en un punto geográ�co localizado en el Oceáno Atlántico dentro del Golfo de

México y realtivamente cercano a la costa de Tamaulipas y Texas.

La NDBC-NOAA diseña, desarrolla, opera y mantiene una red mundial de colección de

datos de boyas y estaciones costeras. Todas las estaciones miden velocidad de viento, di-

rección y ráfaga, presión barométrica y la temperatura del aire, así como la temperatura

super�cial del mar, altura y periodo de olas.

55
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Se utilizaron las bases de datos históricas de la estación 42002 WEST GULF 207 NM East

of Brownsville, TX ubicada en las coordenadas 26◦5' Latitud Norte, 93◦45' Longitud Oeste

que presenta registros cada hora durante los años de 1980 a 2014. Las variables ocupadas

de las bases de datos para este trabajo son altura de ola signi�cante (metros) y velocidad

de viento (metros sobre segundo). Las bases de datos son públicas y están disponibles en el

sitio de internet de la NDBC [3].

Figura 4.1: Localización geográ�ca de la estación 42002 de la NDBC.

La altura un tercio o signi�cante, está de�nida como la media aritmética del 33% de las

alturas de ola más altas, particularmente en la NDBC, durante un periodo de muestreo de

20 minutos.

Las variables que se ocuparán en el análisis se elegieron con base en los argumentos y

propósitos planteados en la introducción de esta tesis, se buscaban componentes importantes

para la caracterización del oleaje y la existencia de una relación mutua entre los mismos.

Se eligió la altura de ola pues, de acuerdo con [37], es uno de los parámetros de mayor im-

portancia en ingeniería de costas así como en oceanografía, y la velocidad del viento pues
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de manera natural se espera estén muy correlacionados, ésto de considerar que el oleaje se

propaga principalmente en dirección del viento y que cuanto mayor es la altura de las olas,

mayor es la cantidad de energía que pueden extraer del viento. Además la altura de las olas

depende principalmente de tres parámetros del viento, que son su velocidad, su persistencia

en el tiempo y su dirección. Ésto puede consultarse a mayor detalle en [1].

4.1. Análisis exploratorio de los datos

Como acción inicial al estudio de los datos ocuparemos grá�cos y medidas estadísticas

para tener un análisis descriptivo de la información.

Se comenzará analizando las variables de manera individual obteniendo un resumen es-

tadístico de la información mediante el cálculo de la media, desviación estándar, sesgo y

curtosis, así como los grá�cos de histogramas, Box Plot y QQPlot para visualizar el compor-

tamiento de los datos.

Media Sd Curtosis Sesgo

H 1.236 0.7316 7.0139 1.4989

V 6.421 3.1098 3.0733 0.3675

Altura de oleaje (H) y Velocidad de viento (V)

Tabla 4.1: Resumen estadístico de los datos.

Podemos destacar que la forma de la distribución de ambas variables son curvas con ses-

go positivo lo que nos indica que la distribución se despliega hacia la derecha pues el mayor

grado de dispersión de los datos está hacia el extremo derecho de ésta. Además, la curtosis

de ambas es mayor a 3 haciendo referencia a distribuciones lepticúrticas que son aquéllas

cuya forma es más apuntada y con colas más anchas en comparación con una distribución

normal.

En los histogramas y Box Plot de la �gura 4.2 de las variables se puede visualizar lo

explicado en el párrafo anterior, apreciándose el considerable grado de dispersión de las ob-

servaciones hacia la cola derecha de la distribución.



58 CAPÍTULO 4. APLICACIÓN DE LA TVEB

Figura 4.2: Histogramas de altura de Ola signi�cante y velocidad de Viento y Box Plot.

Sin perder de vista que buscamos analizar el comportamiento conjunto de la altura de

ola signi�cante y la velocidad de viento en el fenómeno del oleaje, necesitamos explorar la

relación entre ambas.

Del grá�co de dispersión 4.3 se puede suponer cierto grado de correlación positiva entre

las variables cuando estas presentan niveles más altos, hecho que es de esperarse puesto que

entre los factores que determinan la altura del oleaje están la fuerza del viento [37].

En primera instancia podemos a�rmar que tanto la variable altura de ola signi�cante

como la velocidad de viento presentan cola derecha pesada, ésto puede vincularse teniendo

presente que el oleaje es uno de los procesos derivados del sistema climático y, como tal,

lleva asociado una ocurrencia de eventos extremos que procederemos a analizar basados en

la Teoría de Valores Extremos.

4.2. Análisis de eventos extremos en el oleaje.

A continuación analizaremos los eventos extremos del oleaje con nuestra base de datos

mediante la aplicación de la TVEB. Comenzaremos trabajando el enfoque de máximos por

bloque el cual funje como el método eje para el desarrollo de la TVE. Primero se trabajará

la parte univariada mediante el ajuste de las marginales con distribuciones generalizadas
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Figura 4.3: Diagrama de dispersión de Altura de ola y Velocidad de viento

de valores extremos y posteriormente se abordará el caso bivariado mediante un modelo de

cópulas de valores extremos. Para �nalizar se trabajará el enfoque de excedencias sobre un

umbral siguiendo el mismo esquema, ajustando distribuciones generalizadas de Pareto a las

marginales y después la cópula de valores extremos para la distribución conjunta.

4.2.1. Máximos por bloque

Para el desarrollo de este enfoque necesitamos elegir el tamaño de los bloques al que se

tomarán las observaciones máximas. Usualmente se ocupan bloques con observaciones anua-

les ver [10] y [30], pero en nuestro caso debido a que contamos con un histórico de datos

relativamente chico y con el propósito de tener con una submuestra de observaciones más

robusta, se eligieron bloques semestrales. De esta forma, desde el año de 1980 hasta el 2014

se agruparon las observaciones en el primer y segundo semestre de cada año para contar con

una submuestra con 70 observaciones máximas.

Es importante comprobar que contamos con una muestra indicada y congruente con los

supuestos de la TVE. Efectivamente, la submuestra de observaciones máximas semestrales

de ambas variables se comportan de manera independiente y estacionaria como se puede ver

en los grá�cos de autocorrelación ACF y PACF de la �gura 4.4. Esto fue afortunado pues,
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al elegir máximos de bloques con tamaño temporal menores a un año, se ven afectados por

las condiciones ambientales de las estaciones a lo largo del año.

Figura 4.4: ACF y PACF de la submuestra de máximos semestrales de altura de Ola signi�-

cante y velocidad de Viento.

Ajuste marginal

El paso inicial para nuestra modelación es determinar las distribuciones paramétricas

apropiadas para nuestros datos univariados, o mejor dicho, encontrar las distribuciones mar-

ginales que mejor los describen. Una vez contempladas las hipótesis anteriores y de acuerdo

a las premisas de la TVE desarrolladas en el Capítulo 1, nuestras observaciones de máximos

semestrales se comportan como observaciones independientes de una distribución generali-

zada de valores extremos.

La estimación de los parámetros de las DGVE para la altura de ola signi�cante y ve-

locidad de viento mediante máxima verosimilitud y los intervalos de con�anza para cada

parámetro se presenta en la tabla 4.2. Se puede consultar [40], [23], [8] para mayor detalle

sobre el paquete estadístico.

De acuerdo a las estimaciones para las marginales altura de ola signi�cante y velocidad de
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Estimadores Intervalos

Altura

ξ̂ -0.00084 (-0.12973 , 0.12805)

µ̂ 4.60387 (4.38619 , 4.82155)

σ̂ 0.84983 (0.69723 , 1.00242)

Velocidad

ξ̂ -0.2105 (-0.29699 , -0.12392)

µ̂ 16.4550 (15.66378 , 17.24621)

σ̂ 3.1449 (2.64117 , 3.64863)

Tabla 4.2: Estimadores e Intervalos de Con�anza al 95% de los parámetros de la DGVE.

viento tenemos que el parámetro de forma ξ es negativo y correspondería a una distribución

con cola acotada, tal es el caso de la distribución Weibull, sin embargo, los intervalos de

con�anza del parámetro de forma de la altura de ola contienen al cero lo que nos da una

evidencia de un posible ajuste con la distribución Gumbel.

Para evaluar que el ajuste hecho explica adecuadamente nuestros datos se realizaron las

pruebas de bondad de ajuste de Kolmogorov-Smirnov y Anderson-Darling a un nivel de

signi�cancia α = 0.05, o nivel de con�anza de 95 % y para ambas pruebas, por los resultados

de la tabla 4.2 no se rechaza el modelo estimado, adicionalmente se presentan los grá�cos

de ajuste mediante las grá�cas de cuantiles y probabilidad y se incluyen los grá�cos de los

niveles de retorno como se muestra en las �guras 4.5 y 4.6. Finalmente tenemos las funciones

de distribución marginales de los máximos semestrales de la altura de ola Ghs y velocidad

de viento Gv en las ecuaciones 4.1 y 4.2.

Prueba Altura de ola (hs) Velocidad de viento (v)

Kolmogorov-Smirnov D = 0.0797 p-value = 0.7661 D = 0.1488 p-value=0.09001

Anderson-Darling A = 0.4634 p-value = 0.7838 A = 2.2858 p-value = 0.06449

Tabla 4.3: Resultados del ajuste.

Ghs(x) = exp

{
−
(

1 +−0.00084

(
x− 4.60387

0.84983

))−1/−0.00084}
(4.1)
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Figura 4.5: Grá�cas de diagnóstico del ajuste de Máximas alturas de ola signi�cante.

Gv(x) = exp

{
−
(

1 +−0.2105

(
x− 16.455

3.1449

))−1/−0.2105}
(4.2)

4.2.2. Modelación bivariada de máximos por bloque

Procederemos a desarrollar un modelo bivariado para la altura de ola signi�cante y la

velocidad de viento mediante la aplicación de la TVEB ajustando una cópula de valores

extremos a nuestros datos. El paquete estadístico usado para el ajuste de las cópulas [24],

trabaja con los modelos de un sólo parámetro, pues estima sólo el principal que captura la

informacio« de dependencia.

Antes de ajustar nuestro modelo bivariado exploraremos la estructura de dependencia

existente entre los componentes de nuestra submuestra de máximos. Para comprobar la

hipótesis nula de independencia de la altura de Ola signi�cante y la velocidad de viento, se

realiza una prueba de independencia;

Global Cramer-von Mises statistic: 0.2133229 with p-value 0.0004995005
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Figura 4.6: Grá�cas de diagnóstico del ajuste de Máximos de velocidad de viento.

Combined p-values from the Mobius decomposition:

0.0004995005 from Fisher's rule,

0.0004995005 from Tippett's rule

Estos valores (p values) dan una fuerte evidencia en contra de la hipótesis nula de inde-

pendencia. Por lo tanto, tiene sentido considerar modelar la dependencia entre la altura de

Ola signi�cante y la velocidad de viento.

Del análisis exploratorio esperamos que exista una asociación positiva entre las variables

de estudio hecho que se con�rma en el grá�co Chi-plot de la �gura 4.7. Además como la

correlación lineal no es una medida de dependencia indicada en este contexto nos concentra-

mos en la medida tau de Kendall y resulta ser signi�cativamente mayor que cero.

Consideraremos la clase de Cópulas de valores extremos por ser modelos adecuados para

la estructura de dependencia entre eventos extremos. Seleccionaremos entonces el modelo

que mejor ajuste de entre los siguientes cuatro: cópulas Gumbel o modelo logístico, cópula

Galambos o modelo negativo logístico, cópula Tawn o modelo asimétrico logístico y el modelo

Husler-Reiss.
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Figura 4.7: Grá�co Chi-plot de la altura de Ola signi�cante y Velocidad de viento.

A continuación se procede a estimar los parámetros de éstas. Como ya se estimarón los

parámetros de las distribuciones marginales, la segunda etapa en la estimación corresponde

a estimar el parámetro de dependencia de la cópula. Al unir la estimación univariada con

la estimación del parámatero de dependencia se está utilizando el método IFM descrito en

el capítulo 3 en la sección de estimación de parámetros. Una vez que el parámetro de de-

pendencia de las cópulas ha sido estimado, queda por evaluar cuál de ellas proporciona el

mejor ajuste a nuestros datos. Los métodos utilizados para este �n son pruebas de hipótesis

de bondad de ajuste, criterios de infromación estadística y métodos grá�cos.

Cópula Parámetro P-Value

Gumbel 1.4085 0.2972

Galambos 0.6308 0.1763

Tawn 0.7521 0.493

Husler-Reiss 0.9289 0.07942

Tabla 4.4: Resultados del ajuste.
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Naturalmente, por ser Cópulas de valores extremos y por lo explicado anteriormente, las

pruebas de hipótesis hechas indican que todos los modelos serían aceptables para el ajuste,

pero para discernir entre áquel que mejor modele los datos consideramos el que haya tenido

el menor valor para el AIC. En la tabla 4.8 se muestran los resultados del ajuste, siendo la

cópula Gumbel la que muestra el menor valor de AIC así como el valor más grande en la

estimación de máxima verosimílitud y después le sigue la cópula Tawn.

Cópula Log-likelihood AIC

Gumbel 12.24 -22.48

Galambos 11.73 -21.46

Tawn 11.88 -21.77

Husler-Reiss 11.32 -20.64

Tabla 4.5: Resultados del ajuste.

Del grá�co comparativo con la cópula empírica observamos (de manera intuitiva) que

ambas tienen un ajuste muy similar (ver la �gura 4.8).

Figura 4.8: Grá�co de líneas de contorno: líneas punteadas azules para el ajuste de la Cópula

Gumbel y líneas punteadas amarillas para el ajuste de la Cópula Tawn.
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Figura 4.9: Ajuste Bivariado de Máximos por Bloque.

Del ajuste realizado tenemos la expresión de la Cópula Gumbel obtenida y su función de

dependencia de Pickands de la siguiente forma

C(u1, u2) = exp{−[(−log(u1))1.4085 + (−log(u2))1.4085]1/1.4085}, (4.3)

(u1, u2)> ∈ [0, 1]2. Por el capítulo 2 y (4.4),

A(t) = [t1.4085 + (1− t)1.4085]1/1.4085. (4.4)

4.2.3. Excedencias sobre un umbral

Para el análisis de los datos mediante el método de picos o excedencias sobre un umbral

se requiere primero determinar el tamaño adecuado del umbral u a partir del cual se tomarán

todas aquéllas observaciones que lo excedan para ajustar, con base en los resultados expues-

tos en los capítulos anteriores, una distribución generealizada de pareto.

Se eligirán entonces los umbrales adecuados para las variables, altura de ola y velocidad

de viento y se desarrollará para cada una el modelo de picos sobre un umbral, posteriormente

se ajustarán cópulas de valores extremos para consturir el modelo bivariado.
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Ajuste marginal

Para determinar el umbral adecuado de nuestras variables en estudio se ocuparon herra-

mientas grá�cas como la grá�ca de media de excesos descrita en el capítulo 3, que muestra un

umbral adecuado en los valores de u en los que presenta un comportamiento lineal y grá�cas

de las estimaciones de los parámetros de escala modi�cada y forma a distintos valores de

umbrales en donde el umbral adecuado se indica en los valores para los que las grá�cas de

las estimaciones presentan un comportamiento constante.

Figura 4.10: Grá�co de Función de medias de excesos de altura de ola signi�cante y velocidad

de viento.

Para el caso de la altura de ola signi�cante, se puede ver en la grá�ca de media de

excesos 4.10 que comienza a mostrar un comportamiento más lineal para valores de u mayo-

res de 4 y alrededor de 5, mientras que para la velocidad de viento la grá�ca de medias de

excesos comienza a mostrar un comportamiento lineal para valores de u alrededor de 16 y 17.

El siguiente paso consiste en analizar las estimaciones de los parámetros de forma ξ y

escala modi�cada β a distintos valores de umbrales, considerándose como umbrales adecua-

dos aquellos valores para los cuales las grá�cas de estimación de los parámetros de forma y

escala modi�cada se comporten de forma aproximadamente constante, y si hay estabilidad
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en uno o más rangos de valores de umbrales se elige por lo general el menor de ellos o el que

presente el mejor ajuste al modelo.

Figura 4.11: Grá�co de estimaciones de los parámetros de la DGP de escala modi�cada y

forma para distintos umbrales de altura de ola.

En la �gura (4.11) se muestra la grá�ca de los estimadores de xi y β para la altura de ola

y se puede ver que esta presenta un comportamiento aproximadamente constante en valores

de u entre 4 y 5. Por su parte, en la �gura (4.12) se tiene la grá�ca de los estimadores de xi y

β para la velocidad de viento que presenta un comportamiento aproximadamente constante

en valores de u entre 16 y 17.

Teniendo los valores de umbrales sugeridos mediante las herramientas anteriores, se reali-

zó el ajuste de los modelos para varios valores dentro de los intervalos considerados y se

evaluó cada uno mediante pruebas de bondad de ajuste de Kolmogorov-Smirnov y Anderson

Darling para seleccionar �nalmente aquél que proporcionará el mejor ajuste de ellos. Con

base en lo anterior se tomó el valor de u = 4.3 para la altura de ola y de u = 16.7 para la
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Figura 4.12: Grá�co de estimaciones de los parámetros de la DGP de escala modi�cada y

forma para distintos umbrales de velocidad de viento.

velocidad de viento.

Una vez que se tienen considerados los valores aproximados de los umbrales adecuados

debemos cuidar que las observaciones excedentes a dichos umbrales sean lo menos correla-

cionadas posibles.

En las aplicaciones y como se pude ver en [10], se suele asumir alguna condición que limite

el grado de dependencia entre las excedencias eligiendo, por ejemplo, un tiempo especí�co

de distancia de tal modo que los eventos Xi > u y Xj > u sean aproximadamente indepen-

dientes. Para este trabajo se eligió una condición temporal de 7 días.

Una vez que se procuró tener una muestra de excedencias sobre los umbrales elegidos

aproximadamente independientes, se procede a estimar los parámetros de la DGP para la

altura de ola y la velocidad de viento para valores de umbrales en los rangos sugeridos por las
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N θ̂ Estimadores Intervalos

Altura

u = 4.3 111
β̂ 0.73462 (0.5391816 , 0.9300624 )

ξ̂ 0.07079 (-0.1199077 , 0.2614786)

ξ̂ 0.2547 ( 0.01716, 0.59393)

Velocidad u = 16.7 127
β̂ 1.1722 (0.8793654 , 1.4650991)

ξ̂ 0.1409 (-0.04008965 , 0.32196652)

Tabla 4.6: Estimadores e Intervalos de Con�anza al 95% de los parámetros de la DGP.

Umbral Estadístico p-value

Altura

u = 4.3
D = 0.0716, 0.6206

A = 1.2015, 0.2669

Velocidad u = 16.7
D = 0.0813 0.3707

A = 0.8761 0.4291

Tabla 4.7: Estadísticos y p-values de las pruebas de bondad de Ajuste Kolmogorov-Smirnov

(D) y Anderson-Darling (A) de la estimación de los parámetros de la DGP.

herramientas grá�cas usando el método de máxima verosimilitud y eligiendo el menor valor

de umbral que ajusta bien al modelo. En la tabla (4.6) se presentan el número de excedencias

N , las estimaciones obtenidas y sus correspondientes intervalos de con�anza.

Se presentan en la tabla (4.7) las pruebas de bondad de ajuste de Kolmogorov-Smirnov

y Anderson-Darling que veri�can que se tiene un ajuste adecuado de los excesos sobre el

umbral establecido pues ninguna de las pruebas es rechazada. Además se puede apreciar en

las grá�cas de diagnóstico de ambos ajustes que efectivamente los modelos describen correc-

tamente a los datos.

Por último, tenemos las expresiones de las distribuciones generalizadas de pareto ajus-

tadas para los picos sobre umbrales para altura de ola Ha y velocidad de viento Hv en las

ecuaciones (4.5) y (4.6) respectivamente, y en las ecuaciones (4.7) y (4.8) la expresión de sus

respectivos cuantiles en años. Como la base comprende de 1980 a 2014 se consideraron 34

años para la estimación de ny = N/34, donde N es el número de excedencias de cada variable.
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Figura 4.13: Grá�cas de diagnóstico del ajuste de alturas de ola por encima de un umbral:

u = 4.3.

Ha(x) = 1−
(

1 + 0.07079

(
x− 4.3

0.73462

))−1/0.07079
, x > 4.3 (4.5)

Hv(x) = 1−
(

1 + 0.1409

(
x− 16.7

1.1722

))−1/0.1409
, x > 16.7 (4.6)

xa(T ) = 4.3 +
0.73462

0.07079

((
111

34
T

)0.07079

− 1

)
(4.7)

xv(T ) = 16.7 +
1.1722

0.1409

((
127

34
T

)0.1409

− 1

)
(4.8)
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Figura 4.14: Grá�cas de diagnóstico del ajuste de velocidades de viento por encima de un

umbral: u = 16.7.

4.2.4. Modelación bivariada de excedencias sobre un umbral

Procedemos a desarrollar el modelo bivariado de excedencias sobre un umbral para la

altura de ola signi�cante y la velocidad de viento mediante la aplicación de la TVEB y el

ajuste de una cópula de valores extremos a los datos. De igual forma que en el método biva-

riado de máximos por bloques, se utilizó el paquete estadístico Copula [24], el cual trabaja

con los modelos de un sólo parámetro.

Consideraremos la clase de Cópulas de valores extremos para seleccionar el modelo que

mejor ajuste de entre los siguientes cuatro: cópulas Gumbel o modelo logístico, cópula Ga-

lambos o modelo negativo logístico, cópula Tawn o modelo asimétrico logístico y el modelo

Husler-Reiss.

A continuación se procede a estimar los parámetros. En forma análoga al método de

máximos por bloque, como ya se estimaron los parámetros de las distribuciones marginales,
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Cópula Parámetro P-Value

Gumbel 1.17126 0.04745

Galambos 0.39099 0.03347

Tawn 0.40887 0.1024

Husler-Reiss 0.70141 0.02248

Tabla 4.8: Resultados del ajuste.

la segunda etapa en la estimación corresponde a estimar el parámetro de dependencia de la

cópula. Al unir la estimación univariada con la estimación del parámetro de dependencia se

está utilizando el método IFM. Una vez que el parámetro de dependencia de las cópulas ha

sido estimado, queda por evaluar cuál de ellas proporciona el mejor ajuste a nuestros datos.

Los métodos utilizados para este �n son pruebas de hipótesis de bondad de ajuste, criterios

de infromación estadística y métodos grá�cos.

Las pruebas de hipótesis hechas indican que el modelo aceptable para el ajuste de los

datos es el de la Cópula Tawn pues los demás modelos fueron rechazados por las pruebas

de bondad de ajuste. En la Tabla 4.8 se muestran los resultados del ajuste y por último,

del grá�co comparativo con la cópula empírica observamos que el modelo presenta un ajuste

adecuado (ver la Figura 4.15).

Del ajuste realizado, tenemos que la expresión de la Cópula Tawn obtenida queda de la

siguiente forma

C(u1, u2) = u1u2exp{−[(−log(u1))0.40887 + (−log(u2))0.40887]1/0.40887}. (4.9)
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Figura 4.15: Grá�co de líneas de contorno: Ajuste de la Cópula Tawn estimada por el método

de excedencias sobre un umbral.



Conclusiones

El objetivo de esta tesis fue estudiar eventos extremos bivariados del oleaje en una zona

cercana a la costa de México, se observaron la altura de ola signi�cante y la velocidad del

viento, que son dos de las variables principales en la caracterización de este fenómeno hidro-

meteorológico.

Se aplicaron los resultados de la teoría clásica de valores extremos para modelar univa-

riadamente las distribuciones marginales de cada variable en estudio mediante el Teorema

de Fisher-Tippet-Gnedenko, el cual brinda como distribución límite la Distribución Gene-

ralizada de Valores Extremos para el modelo de Máximos por Bloque; y el Teorema de

Pickands-Balkema-de Hann que nos dice que la Distribución Generalizada de Pareto surge

como distribución límite para los excesos sobre un umbral. También se aplicó teoría de valores

extremos multivariada junto con un enfoque de cópulas usando uno de los cuatro modelos de

la familia de cópulas de valores extremos para capturar la dependencia entre las marginales.

Una importante motivación de este trabajo fue poder realizar comparaciones con ajustes

realizados previamente en el Instituto de Ingeniería de la UNAM y poder calcular distribucio-

nes de probabilidad para eventos extremos bivariados del oleaje y de los que no se cuentan

con estudios previos de comparación. Cabe destacar que al realizar un modelo bivariado

se busca tener modelos que estudien el efecto que pueden ocasionar los diversos factores y

variables que determinan al oleaje y cuyos eventos extremos combinados podrían resultar

importantes en la cuanti�ación riesgo hidrometeorológico y cuya manifestación causaría pér-

didas humanas, económicas y daños materiales considerables.

El análisis univariado es su�cientemente útil cuando solo los eventos extremos de una

variable aleatoria son importantes en los criterios de diseño de una estructura o cuando la
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correlación entre otras variables no es signi�cativa, es decir que sean menos dependientes

entre sí. Sin embargo, un análisis separado de variables aleatorias X y Y no puede revelar la

relación de dependencia entre ellas cuando la correlación es una información importante en

los criterios de diseño.

El periodo de retorno de eventos hidrometeorológicos extremos es utilizado como un crite-

rio común empleado en el diseño de estructuras. Tradicionalmente son usadas distribuciones

univariadas de valores extremos para describir los fenómenos hidrometeorlógicos extremos,

sin embargo, estos fenómenos son de cierta complejidad y a menudo están caracterizados por

diversos aspectos y factores, por ejemplo, las inundaciones se describen como eventos mul-

tivariados caracterizadas por la duración, volumen y pico. Es por esto que el mejor enfoque

para el análisis de este tipo de eventos complejos es a través de distribuciones conjuntas de

dos o más variables aleatorias teniendo en cuenta la correlación entre las mismas.

Después de seleccionar una distribución bivariada para modelar un evento extremo hidro-

meteorológico podrá buscarse la forma de los períodos de retorno y las relaciones entre sus

funciones de distribución univariada y bivariada aunque la forma bivariada resulta más com-

pleja que la de los periodos de retorno univariados, pueden de�nirse los períodos de retorno

conjuntos de X y Y o de�nirse los periodos de retorno condicionales para X dado Y ≤ y y

viceversa.

Es importante resaltar que entre los primeros pasos realizados en nuestro análisis fue una

prueba estadística que nos permitiera concluir si nuestras observaciones extremas conjuntas

presentaban una relación de dependencia. Los resutados de la misma nos permitieron re-

chazar la hipótesis nula que asumía un comportamiento independiente y así dar sentido al

estudio bivariado de valores extremos de este trabajo. En caso contrario, si el resultado de la

prueba hubiese sido aceptar la independencia de nuestras parejas de datos, entonces el aná-

lisis univariado de valores extremos hubiese sido su�ciente para estudiar el comportamiento

conjunto de la altura de ola y la velocidad de viento en el fenómeno del oleaje.

Existe un amplio campo de estudio en la teoría de valores extremos, particularmente los

extremos multivariados están son de reciente desarrollo y motivadores de diversas aplica-

ciones y trabajos de estudio. Otras de las aplicaciones, por ejemplo, han sido estudiar la
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dependencia entre extremos de diferentes espacios y localizaciones geográ�cas. Por lo que

el trabajo realizado en esta tesis podría utilizarse para modelar la dependencia espacial de

alguna(s) variables importantes en la caracterización del oleaje u otro fenómeno hidrometeo-

rológico.

Se espera también que este trabajo pueda ser un preámbulo para el aprovechamiento de

información al cuanti�car al Oleaje como fenómeno hidrometeorológico y su riesgo asociado,

así como una posible alternativa para la inferencia de datos faltantes entre las variables co-

rrelacionadas con el objetivo de realizar predicciones numéricas deterministas.





Apéndice A

Proceso de Ajuste

Figura A.1: Diagrama de �ujo del procedimiento para estimar un modelo bivariado de má-

ximos por bloque.

79





Apéndice B

Proceso de Ajuste

Figura B.1: Diagrama de �ujo del procedimiento para estimar un modelo bivariado de exce-

dencias sobre un umbral.
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Apéndice C

Resultados varios de Probabilidad

De�nición. Función Inversa Generalizada Sea H una función no decreciente en R, se

de�ne la inversa generalizada de H como:

H←(y) = inf{s : H(s) ≥ y}

Propiedades:

1. H←(y) = inf{s : H(s) ≥ y} es continua por la izquierda en R supongamos que xn ↑ x

pero que H←(xn) ↑ H←(x−) < H(x) entonces ∃δ > 0, y tal que ∀n

H←(xn) < y < H←(x)− δ

La desigualdad de la izquierda y la de�nición de H← producen que H(y) ≥ xn ∀n, de

aquí haciendo que n→∞ tenemos H(y) ≥ x de donde otra vez por de�nición de H←

tenemos que y ≥ H←(x) que junto con y < H←(x) − δ nos lleva a la contradicción

deseada.

En caso de que la función H sea continua por la derecha, se tiene

Proposición C.1. Propiedades de F←. Sea F una función no decreciente continua por

la derecha, y sea F← su función inversa generalizada. Entonces F← tiene las siguientes

propiedades:

a) Es monótona no decreciente.

b) Es continua por la izquierda.
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c) A(y) := {s : F (s) ≥ y} es cerrado.

d) F (F←(y)) ≥ y.

e)

 F←(y) ≤ t sii y ≤ F (t)

t < F←(y) sii y > F (t)

f) Si Y = X−b
a , entonces F←Y (y) =

F←X (y)−b
a

Demostración. a) Para ver que F← es monótona no decreciente, tomamos y1, y2 ∈ R tal

que y1 < y2. Entonces tenemos que

F←(y1) = ı́nf{s : F (s) ≥ y1} ≤ ı́nf{s : F (s) ≥ y2} = F←(y2),

lo cual se da por la monotonía de F y por contención de conjuntos.

b) Para mostrar que F← es continua por la izquierda, tomamos a yn ↑ y, pero suponemos

que ĺımn→∞ F←(yn) < F←(y). Entonces existe δ > 0 y t tales que para toda n,

F←(yn) < t < F←(y)− δ. (C.1)

Por la desigualdad de la izquierda, t > ı́nf{s : F (s) ≥ yn} por lo que F (t) ≥ yn

para toda n y cuando n →∞, F (t) ≥ y, que por la de�nición de F← tenemos que

t ≥ ı́nf{s : F (s) ≥ y} = F←(y), lo cual contradice la desigualdad derecha en (C.1).

c) Para demostrar que A(y) es cerrado, tomamos una sucesión sn ∈ A(y) para toda n, tal

que sn→ s0. Supongamos que s0 /∈ A(y), entonces por la de�nición de A(y), F (s0) < y.

Sea ε = y − F (s0) > 0, y por la continuidad por la derecha de F , existe δ0 > 0 tal que

si s > s0 y s− s0 < δ0 entonces F (s)− F (s0) < ε = y − F (s0), es decir

F (s) < y ∀ s ∈ (s0, s0 + δ0). (C.2)

Por otro lado, tenemos que como sn→ s0, entonces existe n0 tal que para toda n ≥ n0,

|sn − s0| < δ0, es decir

s0 − δ0 < sn < s0 + δ0, ∀ n ≥ n0. (C.3)

Supongamos ahora que sn ≤ s0 para alguna n ≥ n0, entonces F (sn) ≤ F (s0) < y,

lo cual implica que sn /∈ A(y), que es una contradicción. Por lo tanto, sn > s0 para

toda n ≥ n0, entonces, por las desigualdades en (C.3), sn ∈ (s0, s0 + δ0), que por (C.2)

implica que F (sn) < y lo cual es de nuevo una contradicción. Por lo tanto s0 ∈ A(y) y

éste es un conjunto cerrado. Además podemos hacer la observación que este conjunto

es el intervalo [F←(y),∞), pues F es no decreciente.
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d) Como A(y) es un conjunto cerrado, entonces tenemos que F←(y) = ı́nf A(y) ∈ A(y),

lo cual implica que F (F←(y)) ≥ y.

e) Podemos veri�car que por la de�nición de F← y del conjunto A(y) que F←(y) ≤ t si y

sólo si t ∈ A(y) y esto ocurre si y sólo si F (t) ≥ y. De manera similar observamos que

t < F←(y) si y sólo si t /∈ A(y) lo cual ocurre si y sólo si F (t) < y.

f) Como de�nimos a Y = X−b
a , entonces

FY (x) = P(Y ≤ x) = P(X ≤ ax+ b) = FX(ax+ b)

por lo que

F←Y (y) = ı́nf{s : FY (s) ≥ y}

= ı́nf{s : FX(as+ b) ≥ y}

= ı́nf

{
s− b
a

: FX(s) ≥ y
}

=
ı́nf{s : FX(s) ≥ y} − b

a

=
F←X (y)− b

a

Proposición C.2. Convergencia de Funciones inversas. Si {Fn, n ≥ 0} es una sucesión

de funciones no decrecientes y Fn(x)→F0(x) para todo x∈ C(F0), entonces F←n (y)→F←0 (y)

para toda y ∈ C(F←0 )

Demostración. Sea ε > 0 y sea y ∈ C(F←0 ) (usaremos el hecho de haber tomado y como punto

de continuidad de F←0 en la última parte de la demostración). Como las discontinuidades de

F0 son a lo más numerables, entonces existe x1 ∈ (F←0 (y) − ε, F←0 (y)) tal que x1 ∈ C(F0),

pues de otro modo este intervalo sería un conjunto de puntos de discontinuidad de F0, el

cual es no numerable. Como x1 < F←0 (y) entonces F0(x1) < y, por la de�nición de F←0 .

Como x1 ∈ C(F0), entonces Fn(x1)→F0(x1), así que para n grande, Fn(x1) < y que por la

de�nición de F←n , implica que x1 ≤ F←n (y), llegando entonces a que

F←0 (y)− ε < x1 ≤ F←n (y)

para n grande, y como ε fue elegido arbitrariamente,

F←0 (y) ≤ ĺım inf
n→∞

F←n (y). (C.4)
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Tomemos ahora δ > 0 y el hecho de que para y′ = y + δ > y podemos tomar x2 ∈ C(F0)

tal que x2 ∈ (F←0 (y′), F←0 (y′) + ε). Ya que x2 > F←0 (y′) y por la de�nición de la inversa,

tenemos que F0(x2) ≥ y′ > y. Como x2 ∈ C(F0) entonces Fn(x2)→F0(x2), así que para n

grande, y ≤ Fn(x2) y entonces F←n (y) ≤ x2, con lo cual llegamos a que

F←n (y) ≤ x2 < F←0 (y′) + ε

para n grande, así que

ĺım sup
n→∞

F←n (y) ≤ F←0 (y′)

pues ε fue elegido arbitrariamente, y como δ también es arbitrario, y por la continuidad de

F←0 en y, legamos a que

ĺım sup
n→∞

F←n (y) ≤ F←0 (y). (C.5)

Ahora, por las desigualdades (C.4) y (C.5) tenemos que

ĺım sup
n→∞

F←n (y) ≤ F←0 (y) ≤ ĺım inf
n→∞

F←n (y)

lo cual demuestra que F←n →F←0 para todo y ∈ C(F←0 ).

Teorema C.1. Convergencia a tipos. Sean X1, X2, . . . variables aleatorias con función

de distribución Fn para cada n ≥ 1, y sean U, V variables aleatorias con función de distribu-

ción FU y FV respectivamente (no degeneradas) y C(FU ), C(FV ) los conjuntos de puntos de

continuidad de FU y FV respectivamente. Sean an > 0, αn > 0, bn ∈ R, βn ∈ R constantes.

a) Si

Fn(anx+ bn)→FU (x) y Fn(αnx+ βn)→FV (x) (C.6)

para x∈ C(FU ) , x∈ C(FV ) respectivamente. Equivalentemente

Xn − bn
an

d−→U y
Xn − βn
αn

d−→V (C.7)

entonces existen constantes A > 0, B ∈ R tales que:

ĺım
n→∞

αn
an

= A > 0 y ĺım
n→∞

βn − bn
αn

= B ∈ R (C.8)

y

FV (x) = FU (Ax+B), V
d
=
U −B
A

. (C.9)

b) Si se cumple (C.8), entonces cualquiera de las relaciones (C.6) implica la otra, y (C.9)

se cumple.
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Demostración. b) Suponemos (C.8) y que Gn := Fn(anx+bn)→FU (x) para todo x∈ C(FU ).

Entonces

Gn

(
αn
an
x+

βn − bn
an

)
= Fn

(
an

(
αn
an
x+

βn − bn
an

)
+ bn

)
= Fn(αnx+ βn)

Sea x∈ C(FU (A ·+B)), supongamos que x > 0 y sea ε > 0, por (C.8) ∃n0 tal que ∀n ≥ n0∣∣∣∣αnan −A
∣∣∣∣ ≤ ε y

∣∣∣∣βn − bnan
−B

∣∣∣∣ ≤ ε
entonces

A− ε ≤ αn
an
≤ A+ ε , B − ε ≤ βn − bn

an
≤ B + ε

de donde

(A− ε)x+ (B − ε) ≤ αn
an
x+

βn − bn
an

≤ (A+ ε)x+ (B + ε).

Entonces

ĺım sup
n→∞

Fn(αnx+ βn) = ĺım sup
n→∞

Gn

(
αn
an
x+

βn − bn
an

)
≤ ĺım sup

n→∞
Gn((A+ ε)x+ (B + ε))

Por lo que, ∀z ∈ C(FU ) tal que z > (A+ ε)x+ (B + ε) se tiene

ĺım sup
n→∞

Fn(αnx+ βn) ≤ ĺım sup
n→∞

Gn(z) = FU (z)

por (C.6), entonces

ĺım sup
n→∞

Fn(αnx+ βn) ≤ ı́nf {FU (z) : z > (A+ ε)x+ (B + ε), z ∈ C(FU )}

como ε > 0 es arbitrario y FU es función de distribución y por tanto continua por la derecha

tenemos

ĺım sup
n→∞

Fn(αnx+ βn) ≤ ı́nf {FU (z) : z > Ax+B, z ∈ C(FU )} = FU (Ax+B).

Por otro lado, tenemos que

ĺım inf
n→∞

Fn(αnx+ βn) = ĺım inf
n→∞

Gn

(
αn
an
x+

βn − bn
an

)
≥ ĺım inf

n→∞
Gn((A− ε)x+ (B − ε))

Entonces, para todo z ∈ C(FU ) tal que z < (A− ε)x+ (B − ε) tenemos que

ĺım inf
n→∞

Fn(αnx+ βn) ≥ ĺım inf
n→∞

Gn(z) = FU (z),
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y al ser ε > 0 arbitrario, y x∈ C(FU (A ·+B)),

ĺım inf
n→∞

Fn(αnx+ βn) ≥ sup {FU (z) : z < Ax+B, z ∈ C(FU )} = FU (Ax+B).

Entonces tenemos que

ĺım sup
n→∞

Fn(αnx+ βn) ≤ FU (Ax+B) ≤ ĺım inf
n→∞

Fn(αnx+ βn).

Por lo tanto,

Fn(αnx+ βn)→FU (Ax+B) = FV (x)

para todo x∈ C(FU (A ·+B)), o bien, para todo x∈ C(FV ).

a) Supongamos que Fn(anx + bn)→FU (x) y Fn(αnx + βn)→FV (x). Entonces, por la Pro-

posición C.2 tenemos que

F←n (y)−bn
an

→F←U (y) , ∀ y ∈ C(F←U )

F←n (y)−βn
αn

→F←V (y) , ∀ y ∈ C(F←V )

(C.10)

Como FU y FV son no degeneradas, y monótonas, podemos tomar dos puntos y1, y2 tales

que y1, y2 ∈ C(F←U ) ∩ C(F←V ) , y1 < y2

F←U (y1) < F←U (y2) y F←V (y1) < F←V (y2)

Por lo tanto, por (C.10) para i = 1, 2 tenemos que

F←n (yi)− bn
an

→F←U (yi) ,
F←n (yi)− βn

αn
→F←V (yi) (C.11)

restando las expresiones para i = 1 de las de i = 2 tenemos

F←n (y2)− F←n (y1)

an
→F←U (y2)− F←U (y1) > 0 (C.12)

F←n (y2)− F←n (y1)

αn
→F←V (y2)− F←V (y1) > 0 (C.13)

Dividiendo (C.12) entre (C.13) llegamos a que

αn
an
→ F←U (y2)− F←U (y1)

F←V (y2)− F←V (y1)
=: A > 0.
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Además, de (C.11) tenemos

F←n (y1)− bn
an

→F←U (y1) y
F←n (y1)− βn

an
=
F←n (y1)− βn

αn
· αn
an
→F←V (y1)A.

Y restando estas dos últimas expresiones ,

βn − bn
an

→F←U (y1)− F←V (y1)A =: B.

De modo que (C.8) se cumple, y por el inciso b), como se cumplen (C.6) y (C.8), entonces

también (C.9).

De�nición. Convergencia Débil o en Distribución. Una sucesión de variables aleato-

rias X1, X2, . . ., con funciones de distribución F1, F2, . . . respectivamente, se dice que con-

verge en distribución a la variable aleatoria X, con función de distribución F si

Fn(x)→F (x)

cuando n →∞ para todos los puntos de continuidad x de F . Y se denota por Xn
d−→X. Si F

es una función continua, entonces la sucesión de funciones Fn converge uniformememente a

F , es decir

ĺım
n→∞

sup
x∈R
|Fn(x)− F (x)| = 0.

De�nición. Convergencia en Probabilidad. Se dice que una sucesión de variables alea-

torias (Xn) converge en Probabilidad a una constante c∈ R si

ĺım
n→∞

P(|Xn − c| < ε) = 1 ∀ ε > 0

y se denota por Xn
P−→ c.

Teorema C.2. Transformación integral de probabilidad Sea X una variable aleatoria

con función de distribución contiua F . Entonces la variable aleatoria U = F (X) se distribuye

uniformemente en (0, 1).

Demostración. Como F es una función de distribución por lo tanto es no decreciente. Sea

F← : (0, 1)→ (−∞,∞), F←(u) = inf{x : H(x) ≥ u} la generalizada inversa de F . Entonces

P (U ≤ u) = P (F (X) ≤ u) = P (X ≤ F←(u)) = F (F←(u)) = u 0 ≤ u ≤ 1

que es la función de distribución de una variable aleatoria que se distribuye uniforme en

(0, 1), por tanto U v U(0, 1).
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De�nición. Ecuación de Cauchy. Una función f : R→R satisface la ecuación de Cauchy

(o es aditiva) si

f(x+ y) = f(x) + f(y), x, y ∈ R . (C.14)

Una función g : (0,∞)→(0,∞) satisface la ecuación de Hamel (o es multiplicativa) si

g(xy) = g(x)g(y) x, y > 0. (C.15)

Funciones de Variación Regular. La teoría de Funciones de Variación Regular fue

desarrollada por J. Karamata en 1930 y tiene un papel importante en el desarrollo de la

Teoría de Valores Extremos, como por ejemplo, en la caracterización de los dominios de

atracción de las distribuciones límite para máximos.

De�nición. Una función medible F : R+→R+ es de variación regular en ∞ con índice ρ

si para x > 0

ĺım
t→∞

F (tx)

F (t)
= xρ.

Y se denota por F ∈ V Rρ. A ρ se le conoce como el exponente de variación.

Si ρ = 0 decimos que F es de variación lenta y dichas funciones generalmente se denotan

por L(x). Si F ∈ V Rρ, entonces F (x)/xρ ∈ V R0, y escribiendo L(x) = F (x)/xρ, notamos

que siempre es posible representar una función de variación regular con índice ρ como xρL(x).

El siguiente teorema es uno de los resultados centrales de la teoría de las funciones de

variación regular.

Teorema C.3. (Karamata).

(a) Si ρ ≥ −1 entonces F ∈ V Rρ implica que
∫ x
0
F (t)dt ∈ V Rρ+1 y

ĺım
x→∞

xF (x)∫ x
0
F (t)dt

= ρ+ 1

Si ρ < 1 (o si ρ = 1 y
∫∞
x
F (t)dt < ∞) entonces F ∈ V Rρ implica que

∫∞
x
F (t)dt es

�nita,
∫∞
x
F (t)dt ∈ V Rρ+1 y

ĺım
x→∞

xF (x)∫∞
x
F (t)dt

= −ρ− 1
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(b) Si F satisface

ĺım
x→∞

xF (x)∫ x
0
F (t)dt

= λ ∈ (0,∞)

entonces F ∈ V Rλ−1. Si
∫∞
x
F (t)dt <∞ y

ĺım
x→∞

xF (x)∫∞
x
F (t)dt

= λ ∈ (0,∞)

entonces F ∈ V R−λ−1.

Corolario C.1. (Representación de Karamata). L es de variación lenta si y sólo si

puede representarse como

L(x) = c(x) exp

{∫ x

1

ε(t)

t
dt

}
(C.16)

para x > 0 donde c : R+ → R+, ε : R+ → R+ y

ĺım
x→∞

c(x) = c0 ∈ (0,∞) (C.17)

ĺım
x→∞

ε(x) = 0. (C.18)

La demostración tanto del Teorema C.3 como la del corolario C.1 pueden encontrarse en

[34].

Cópulas. La teoría de Funciones de Variación Regular fue desarrollada por J. Karamata

en 1930 y tiene un papel





Apéndice D

Herramientas Estadísticas

Media muestral

La media aritmética o media muestral x̄ de una muestra (x1, . . . , Xn) es normalmente

considerada como un estimador de la media de la población de la que proviene la muestra.

Entonces para x1, . . . , xn un conjunto de n observaciones de una variable aleatoria X, la

media aritmética o muestral x̄ se de�ne como:

x̄ =
1

n

n∑
i=1

x1

Desviación estándar

La desviación estándar es una medida de dispersión de los datos. En la práctica, la

desviación estándar σ de una población se estima por la desviación estándar S de una muestra

de esta población.

Para una muestra de n observaciones x1, . . . , xn, la desviación estándar S se de�ne como:

S =

√√√√ 1

n− 1

n∑
i=1

(xi − x̄)2

donde x̄ es la media muestral.

Coe�ciente de asimetría y curtosis

Una manera de identi�car la forma de la distribución que siguen los datos es mediante

la ayuda de coe�cientes apropiados que permiten investigar si la forma de la distribución

se asemeja a una distribución normal o si di�ere de esta. Estas medidas de forma son el
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coe�ciente de asimetría o también conocido como sesgo y la curtosis.

El coe�ciente de asimetría permite estudiar el grado de asimetría que presenta una dis-

tribución de probabilidad de una variable aleatoria. Como la distribución normal es simétrica,

el coe�ciente de asimetría es cero. Valores negativos del coe�ciente de asimetría indican que

los datos son valores sesgados a la izquierda y valores positivos indican que los datos son

sesgados a la derecha. Por sesgada a la izquierda, nos referimos a que la cola izquierda es

más larga en relación con la cola derecha. Del mismo modo, sesgada a la derecha signi�ca

que la cola derecha es más larga en relación con la cola izquierda.

El coe�ciente de asimetría se de�ne como:

γ =
µ̂3

σ̂3
=

1

n

n∑
i=1

(
xi − x̄
S

)3

donde µ3 es el tercer momento respecto a la media. Según [2], se hace el siguiente ajuste para

tener un estimador insesgado del coe�ciente de asimetría

γ =
n

(n− 1)(n− 2)

n∑
i=1

(
xi − x̄
S

)3

El coe�ciente de curtosis es una medida que representa la forma de la cúspide de la cur-

va de una función de distribución. Cuando una función de distribución tiene una forma más

puntiaguda se le llama leptocúrtica y tienden a tener altos valores de curtosis, especialmente

si las colas de la distribución son más grandes que las de la distribución normal, mientras que

las distribuciones con forma más aplanada o más redondeada se le conoce como platicúrti-

ca, estas tienen colas más delgadas y presentan valores de curtosis menores. La distribución

normal presenta un valor de curtosis de 3.

El coe�ciente de curtosis se de�ne como:

κ =
µ̂4

σ̂4
− 3 =

1

n

n∑
i=1

(
xi − x̄
S

)4

donde µ4 es el cuarto momento respecto a la media. Según [2], se hace el siguiente ajuste

para tener un estimador insesgado del coe�ciente de curtosis

κ = a
n∑
i=1

(
xi − x̄
S

)4

− b
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donde

a =
n(n+ 1)

(n− 1)(n− 2)(n− 3)
y b =

3(n− 1)2

(n− 2)(n− 3)

Histograma

El histograma es una representación grá�ca de la distribución de frecuencias o función

de densidad de los datos que han sido agrupados en clases y representada mediante barras.

Revisar la forma de un histograma puede permitirnos detectar el modelo de probabilidad

seguido por los datos.

Box Plot

El diagrama de caja es una forma de representar caracter±iticas de los datos mediante

medidas estadísticas alienadas sobre una caja vertical como la mediana, el primer cuartil y

el tercer cuartil, outliers o calores atípicos y los valores máximos y mínimos. A menudo se

utiliza para comparar varios conjuntos de observaciones.

Además de las técnicas estadísticas ya mencionadas para conocer las características de

los datos, se tiene que una forma de obtener una primera aproximación a la distribución

real de una muestra de datos es mediante la función de distribución empírica. Una forma

de de�nir a la función de distribución empiríca es la siguiente: sean x1, . . . , xn realizaciones

independientes provenientes de una población con función de distribución desconocida F

y sea x(1), . . . , x(n) que denote a la muestra ordenada, x(1) ≤ x(2) ≤ . . . x(n). Para cada

observación x(i), exactamente i de las n observaciones tienen un valor menor o igual a x(i),

entonces un estimador empírico de la probabilidad de que una observación sea menor o igual

a x(i) es F̃ (x(i)) = i/n. De acuerdo a [10], se suele hacer el ajuste F̃ (x(i)) = i/(n + 1),

siguiendo esto se tiene la de�nición siguiente quese puede consultar en [10].

Función empírica

Dada una muestra de tamaño n de observaciones ordenadas x(1) ≤ x2 ≤ . . . x(n) de una

población con función de distribución F , la función de distribución empírica se de�ne como:

F̃ =
i

n+ 1
(D.1)

para x(i) ≤ x < x(i+1).
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Para juzgar la exactitud de un modelo de acuerdo a su ajuste con los datos en estudio

existen algunas herramientas grá�cas que permiten observar que tan adecuadamente describe

el modelo estimado a la distribución real que siguen los datos. Varios procedimientos de

bondad de ajuste se basan en comparaciones del modelo propuesto con respecto a la función

empírica de la distribución F .

Grá�ca de probabilidades, P-P plot

Dada una muestra ordenada de n observaciones independientes x(1) ≤ x(2) ≤ . . . x(n) de

una población con función de distribución estimada F̂ , una grá�ca de probabilidades o P-P

plot (Probability Plot) consiste en los puntos:{(
F̂ (x(i)),

i

n+ 1

)
: i = 1, . . . , n

}
Si F̃ es un modelo adecuado, los puntos gra�cados debeen de encontrarse alineados con

respecto a una recta diagonal, y si se alejan demasiado de ella nos indicaría que no es un

modelo adecuado.

Grá�ca de cuantiles, Q-Q plot

Dada una muestra ordenada de n observaciones independientes x(1) ≤ x(2) ≤ . . . x(n) de

una población con función de distribución estimada F̂ , una grá�ca de cuantiles o Q-Q plot

(Quantile Plot) consiste en los puntos:{(
F̂←

(
i

n+ 1

)
, x(i)

)
: i = 1, . . . , n

}
Aquí, x(i) provee un estimador del cuantil i/(n + 1) de la distribución F mediante F̂← la

función inversa generalizada de la función de distribución estimada. Si F̂ es una estimación

razonable de F entonces los puntos de la grá�ca de cuantiles también deben de alinearse a

una línea recta diagonal.



Apéndice E

Código R

library(evd)

library(evir)

library(fExtremes)

library(ismev)

library(POT)

library(copula)

library(Kendall)

library("fCopulae")

library(stats)

library(ADGofTest)

#Leemos la base de datos y la guardamos una variable 'Consol' para manipularla en R

Consol<-read.table("C:/Users/Maye/Dropbox/Aplicacion/ConsolNA.txt", header = FALSE,

sep = "\t", dec = ".",col.names=c("llave","YEAR", "MONTH", "DAY", "HOUR",

"V", "SH", "AT", "DP", "AP"))

Data <- data.frame(Consol$SH, Consol$V)

#### Renombrando variables

names(Data)[c(1)] <- c("H")

names(Data)[c(2)] <- c("V")
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##### Analisis exploratorio #####

#### Gráficas de las series

par(mfrow=c(2,1))

plot(Consol$V,type="l",main="Velocidad del viento en m/s",xlab="Año",ylab="Velocidad")

plot(Consol$SH,type="l",main="Altura de ola significante en m", xlab="Año",ylab="Altura")

#### Histogramas

Utilizaremos la regla de Scott para determinar le tamaño de los intervalos

n <- length(Data$H)

p <- 1/3

par(mfrow=c(1,3))

hist(Data$H, (2*n)^p, main="Histograma de altura de Ola significante", xlab="H" )

hist(Data$V, (2*n)^p, main="Histograma de velocidad de Viento", xlab="V" )

boxplot(Data)

#### Diagrama de cajas y brazos

boxplot(Data)

#### Summary

summary(Data)

var(Data$H, na.rm = TRUE)

var(Data$H,Data$Y, na.rm = TRUE, "pairwise.complete.obs")

var(Data$V,Data$Y, na.rm = TRUE, "pairwise.complete.obs")

sd(Data$H,na.rm = TRUE)

sd(Data$V,na.rm = TRUE)

kurtosis(Data$H, na.rm=TRUE, method="moment")

kurtosis(Data$V, na.rm=TRUE, method="moment")

skewness(Data$H, na.rm="TRUE", method="moment")

skewness(Data$V, na.rm="TRUE", method="moment")

qqnorm(Data$H)
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qqline(Data$H, col = 2)

qqnorm(Data$V)

qqline(Data$V, col = 2)

##### Bloques #####

#Separación Semestral

datos_1<-subset(Consol,(MONTH==1)| MONTH==2 | MONTH==3 |(MONTH==4)| MONTH==5| MONTH==6)

atos_2<-subset(Consol,(MONTH==12)| MONTH==7 | MONTH==8 |(MONTH==9)| MONTH==10| MONTH==11)

#Máximos anuales por estaciones

h_1<-c()

v_1<-c()

p_1<-c()

h_2<-c()

v_2<-c()

for(i in 1980:2014)

{

h_1[i-1979]<-max(subset(datos_1,YEAR==i)$SH, na.rm=TRUE)

v_1[i-1979]<-max(subset(datos_1,YEAR==i)$V,na.rm=TRUE)

h_2[i-1979]<-max(subset(datos_2,YEAR==i)$SH,na.rm=TRUE)

v_2[i-1979]<-max(subset(datos_2,YEAR==i)$V,na.rm=TRUE)

}

h <- c(h_1,h_2)

v <- c(v_1,v_2)

Biv <- data.frame(h,v)

par(mfrow=c(2,2))

acf(h, main="acf(H)")

pacf(h, main="pacf(H)")

acf(v, main="acf(V)")

pacf(v, main="pacf(v)")

fgev(Biv$h)
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confint(fgev(Biv$h))

plot(fgev(Biv$h))

fgev(Biv$v)

confint(fgev(Biv$v))

plot(fgev(Biv$v))

gev.diag(gev.fit(Biv$h))

gev.diag(gev.fit(Biv$v))

ad.test(Biv$h,pgev,xi=-0.0008747279,mu=4.6038639557,beta=0.8497702006)

ks.test(Biv$h,'pgev',xi=0,mu=4.6038639557,beta=0.8497702006)

ks.test(Biv$v,'pgev',xi=0,mu=16.4553733,beta=3.1445349)

ad.test(Biv$v,pgev,xi=-0.2104531,mu=16.4553733,beta=3.1445349)

gevh <- pgev(Biv$h,-0.0008393 ,4.6038715,0.8498257 )

gevv <- pgev(Biv$v,-0.2105 ,16.4550 , 3.1449)

gh <- gevh[1:length(Biv$h)]

gv <- gevv[1:length(Biv$v)]

newBiv <- data.frame(gh,gv)

#### Prueba de hipótesis de independencia

La prueba de independencia se da en dos pasos:

Paso 1: Simulaciones para el estadístico de prueba

paso1 <- indepTestSim(length(Biv$h), 2, N = 1000, verbose = TRUE, print.every = NULL)

n:tamaño de la muestra

p: dimensión del vector aleatorio

N: número de simulaciones del estadístico de prueba

print.every: va reportando el número de simulaciones (100 por default)

Paso 2:

Prueba de Hipótesis Ho: H(x,y)= F(x)G(y)

paso2_1 <- indepTest(Biv, paso1 , alpha=0.05)

par(mfrow=c(2,1))

chiplot(Biv, which=1)
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abline(h=0, lty=3)

x: matriz de datos

d: resultado del paso 1

alpha: nivel de la prueba (0.05) por default

### Conclusión: Se rechazo la hipotesis nula de independencia

Kendall(Biv$h,Biv$v)

#Método inference functions from margins

gofEVCopula(gumbelCopula(),newBiv)

gofEVCopula(galambosCopula(),newBiv)

gofEVCopula(tawnCopula(),newBiv)

gofEVCopula(huslerReissCopula(),newBiv)

fitCopula(gumbelCopula(),newBiv,method="ml")

fitCopula(galambosCopula(),newBiv,method="ml")

fitCopula(tawnCopula(),newBiv,method="ml")

fitCopula(huslerReissCopula(),newBiv,method="ml")

AIC(fitCopula(gumbelCopula(),pobs(Biv)))

AIC(fitCopula(galambosCopula(),pobs(Biv)))

AIC(fitCopula(huslerReissCopula(),pobs(Biv)))

AIC(fitCopula(tawnCopula(),pobs(Biv)))

######## Copula Empirica #######

n <- 70

d <- 2

family <- "Gumbel"

theta <- 1.615603

cop <- gumbelCopula(1.615603)

u <- matrix(runif(n*d), n, d)

U <- pobs(Biv)

ec <- C.n(u, U=U)
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## compare with true distribution function

mean(abs(pCopula(u, copula=cop)-ec)) # increase n to decrease this error

## compare the empirical copula and the true copula

## on the diagonal of the unit square

Cn. <- function(x) C.n(do.call(cbind, rep(list(x), d)), U=U)

curve(Cn., 0, 1, main=paste("Diagonal of a", family, "copula"),

xlab="u", ylab=expression(italic(C)[n](italic(u),..,italic(u))))

pC <- function(x) pCopula(do.call(cbind, rep(list(x), d)), cop)

curve(pC, lty=2, add=TRUE)

legend("topleft", lty=1:2, bty="n", inset=0.02,

legend=c(expression(italic(C)[n]), expression(italic(C))))

### ANÁLISIS DE EXCEDENCIAS SOBRE UN UMBRAL####

#Gráficas de medias de excesos "Mean Residual Life Plot" para elección del umbral

mrlplot(Base$SH,main="Gráfica de Medias de Excesos Altura de Ola",xlab="u")

mrlplot(Base$V,main="Gráfica de Medias de Excesos Velocidad de Viento",xlab="u")

ola_ts<-ts(Base$SH,start=1980,frequency=(365*24))

viento_ts<-ts(Base$V,start=1980,frequency=(365*24))

#Detección y eliminación de clústers

#Creamos primero un data.frame con las variables "obs" de las observaciones y

#"time" una variable de tiempo poder aplicar la función cluster

ola<-data.frame(obs=Base$SH,time=1:length(Base$SH))

viento<-data.frame(obs=Base$V,time=1:length(Base$V))

#Con la función clust se detectan y eliminan los clusters, se sugiere usar el umbral

#sugerido por la gráfica de medias de excesos

altura_1<-clust(ola,u=1,tim.cond=7*24,clust.max=TRUE)

altura<-clust(ola,u=4.3,tim.cond=5*24,clust.max=TRUE)

velocidad<-clust(viento,u=16.7,tim.cond=5*24,clust.max=TRUE)
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#Revisión de la elección del umbral por estabilidad de las estimaciones

#Estimaciones de los parámetros para altura de ola a diferentes umbrales

par(mfrow=c(2,1))

tcplot(Base$SH, u.range=c(1,8),cmax = TRUE, r = 5*24,ask=FALSE,nt=30)

#Estimaciones de los parámetros para velocidad de viento a diferentes umbrales

par(mfrow=c(2,1))

tcplot(Base$V, u.range=c(12,19),cmax = TRUE, r = 5*24,ask=FALSE,nt=60)

#Una vez elegido el umbral y con los datos sin clústers, se estiman los parámetros

#de la DGP por máxima verosimilitud

pot_altura<-fitgpd(altura[,"obs"],4.3)

pot_velocidad<-fitgpd(velocidad[,"obs"],16.7)

#Intervalos de confianza POT al 95% de Confianza

#Intervalos de confianza para los parámetros de altura de ola con umbral u=1

gpd.fishape(pot_iingen, conf = 0.95)

gpd.fiscale(pot_iingen, conf = 0.95)

#Intervalos de confianza para los parámetros de altura de ola con umbral u=2.5

gpd.fishape(pot_altura, conf = 0.95)

gpd.fiscale(pot_altura, conf = 0.95)

#Intervalos de confianza para los parámetros de velocidad de viento con umbral u=9

gpd.fishape(pot_velocidad, conf = 0.95)

gpd.fiscale(pot_velocidad, conf = 0.95)

#Diagnóstico POT

#Se utilizaron las funciones que a continuación se presentan, para las herramientas

#de diagnóstico en el modelo DGP. El autor de las funciones

#originales es Mathieu Ribatet <mathieu.ribatet@math.univ-montp2.fr>

#pp.uvpot

#qq.uvpot

#dens.uvpot

#retlev.uvpot
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dgp_diag<-function (fitted)

{

oldpar <- par(mfrow = c(2, 2))

plot(fitted,npy=fitted$nat/63,ask=FALSE)

par(oldpar)

invisible()

}

dgp_diag(pot_iingen)

dgp_diag(pot_altura)

dgp_diag(pot_velocidad)

#Bondad de Ajuste

#Utilizamos la función antes programada para bondad de ajuste

#Excedencias

exc<-altura[,"obs"]

exc_v<-velocidad[,"obs"]

PASA LA PRUEBA CON UMBRAL DE 4.5 en altura.

#Bondad de ajuste para u=1 de altura de ola

ks_t(sobre1,pot_iingen)

ad_t(sobre1,pot_iingen)

#Bondad de ajuste para u=2.5 de altura de ola

ks_t(exc,pot_altura)

ad_t(exc,pot_altura)

#Bondad de ajuste para u=9 de velocidad de viento

ks_t(exc_v,pot_velocidad)

ad_t(exc_v,pot_velocidad)

ks_t<-function(datos,fitted)

{
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if(class(fitted)[1]=="gev.fit")

ks.test(datos,pgev,xi=fitted$mle[3],mu=fitted$mle[1],beta=fitted$mle[2])

else

ks.test(datos,pgpd,loc=fitted$threshold,scale=fitted$param[1],shape=fitted$param[2])

}

ad_t<-function(datos,fitted)

{

if(class(fitted)[1]=="gev.fit")

ad.test(datos,pgev,xi=fitted$mle[3],mu=fitted$mle[1],beta=fitted$mle[2])

else

ad.test(datos,pgpd,loc=fitted$threshold,scale=fitted$param[1],shape=fitted$param[2])

}

#Obtenemos la nueva muestra con las excedencias sobre u

newbase <- subset(Base, Base$SH > 4.3 & Base$V > 16.7)

fitted.values(pot_altura)

fitted.values(pot_velocidad)

dgph <- pgpd(newbase$SH, pot_altura$threshold

,fitted.values(pot_altura)[1],

fitted.values(pot_altura)[2] )

dgpv <- pgpd(newbase$V,pot_velocidad$threshold

,fitted.values(pot_velocidad)[1] ,

fitted.values(pot_velocidad)[2])

gph <- dgph[1:length(dgph)]

gpv <- dgpv[1:length(dgpv)]

Base de excedencias

newBiv_exc <- data.frame(gph,gpv)
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gofCopula(gumbelCopula(),newBiv_exc)

gofEVCopula(huslerReissCopula(),newBiv_exc)

gofCopula(gumbelCopula(),newBiv_exc)

gofEVCopula(tawnCopula(),newBiv_exc)

gumbel<- fitCopula(gumbelCopula(),newBiv_exc,method="ml")

galambos <- fitCopula(galambosCopula(),newBiv_exc, method="ml")

hr<- fitCopula(huslerReissCopula(),newBiv_exc,method="ml")

tawn <- fitCopula(tawnCopula(),newBiv_exc, method="ml")

n <- length(newbase$SH)

d <- 2

family <- "Gumbel"

theta <- 0.40887

cop <- Tawn(0.40887)

u <- matrix(runif(n*d), n, d)

U <- newBiv_exc

U <- pobs(Biv)

ec <- C.n(u, U=U)

## compare with true distribution function

mean(abs(pCopula(u, copula=cop)-ec)) # increase n to decrease this error

## compare the empirical copula and the true copula

## on the diagonal of the unit square

Cn. <- function(x) C.n(do.call(cbind, rep(list(x), d)), U=U)

curve(Cn., 0, 1, main=paste("Diagonal of a", family, "copula"),

xlab="u", ylab=expression(italic(C)[n](italic(u),..,italic(u))))

pC <- function(x) pCopula(do.call(cbind, rep(list(x), d)), cop)

curve(pC, lty=2, add=TRUE)

legend("topleft", lty=1:2, bty="n", inset=0.02,

legend=c(expression(italic(C)[n]), expression(italic(C))))

cCopula 27
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r <- pempiricalCopula(newbase$SH,newbase$V)

empg <- pempiricalCopula(pobs(newbase))

contour(empg, pCopula)

e <- C.n(u,pobs(Biv))

ecs <- F.n(u,U)

persp (norm.cop, dCopula)

contour(norm.cop, pCopula)

gumbel.cop <- gumbelCopula(s$parameter)

tawn.cop <- tawnCopula(0.40887)

persp (tawn.cop, dCopula)

contour(tawn.cop, pCopula, lty=5, col="mediumslateblue",lwd= 2,add=TRUE)

#Obtenemos la nueva muestra con las excedencias sobre u

newbase <- subset(Base, Base$SH > 2.2 & Base$V > 10.4)

contour(gumbelp.cop, pCopula, lty=5, col="darkgoldenrod1", add=TRUE)
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