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Resumen.

Una tarea comtun en el andlisis de datos es encontrar una muestra ade-
cuada cuyas propiedades nos permitan inferir los parametros y el comportamiento
de la poblacion. Un problema usual al respecto es determinar el tamafnio 6ptimo
de la muestra. Para resorverlo, la estadistica provee algunas técnicas usualmente
basadas en los resultados asintéticos del Teorema del Limite Central. Sin em-
bargo, la eficiencia de tales métodos esta limitada por diversas consideraciones
como la estrategia de muestreo (simple: con o sin reemplazo, estratificado, basado
en clusters, etc.), el tamano de la poblacién y la dimensionalidad del espacio de
los datos. A fin de evitar estas limitaciones, se sugiere un método basado en la

informacion del conjunto de datos en términos de la Entropia de Shannon.

Se propone encontrar una muestra optima de tamano n cuya cantidad
de informacién sea lo més cercana posible a la cantidad de informacion de la po-
blacién P. Existen muchas formas de seleccionar una muestra de tamafio n de la
poblacién, que satisfaga lo anterior. Esto plantea un problema combinatorio con
un espacio de busqueda que deshabilita el uso de técnicas tradicionales. Por esta
razoén se aplico una busqueda heuristica basada en un algoritmo genético. Con
base en un estudio preliminar se decidié usar un algoritmo genético denominado
Algoritmo Genético Ecléctico (EGA) el cual ha demostrado resolver eficiente-
mente un amplio acervo de problemas. Planteado el problema de muestreo como
un problema de busqueda heuristica y establecido el método para resolverlo, se
realizo un conjunto de experimentos utilizando datos sintéticos y datos reales
obtenidos de diferentes contextos de aplicaciéon. Dichos experimentos mostraron
una gran efectividad del método propuesto, permitiendo ademaés inferir multiples

escenarios de aplicacion.
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Abstract.

A common task in data analysis is to find the appropriate data sample
whose properties allow us to infer the parameters of the data population. The
most frequently dilemma related to sampling is how to determine the optimal
size of the sample. To solve it, statistics offers some sample techniques usually
based on asymptotical results from the Central Limit Theorem. However, the
effectiveness of such methods is bounded by several considerations as sampling
strategy (simple: with or without replacement, stratified, cluster-based, etc.), the
size of the population and the dimensionality of the space of the data. To avoid
such constraints, we propose a method based on a measure of information of the

data in terms of Shannon’s Entropy.

In this sense, the intention is to find an optimal sample of size n who-
se information is as similar as possible to the information of the population P,
subject to several constraints. Finding such sample represents a hard optimiza-
tion problem whose feasible space disallows the use of traditional optimization
techniques, so it became necessary the use of a heuristic method. Based on a
preliminary study it was determined to use an algorithm called Eclectic Genetic
Algorithm (EGA) which showed to solve a wide collection of problems. The met-
hod was evaluated using synthetic datasets; the results showed that is suitable.
For completeness, it was used a dataset from a real problem; the results confirm

the effectiveness of the proposal and allow us to visualize different applications.
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Capitulo 1

Introduccion.

La mineria de datos (MD) es una disciplina que involucra el andlisis y
procesamiento de datos con el fin de inferir informacion respecto a determinado
fenémeno. Esto implica el uso de diversas técnicas basadas habitualmente en la
estadistica y la computacion. Es de vital importancia que los datos involucrados
durante los procesos de MD sean consistentes y representativos del fenémeno

mencionado.

Para asegurar esto, la MD requiere de procesos preliminares conocidos
como cleaning (remocién de ruido, inconsistencias, datos redundantes) e inte-
gration (consolidacién de diferentes fuentes de datos en repositorios unificados,

continuamente denominados data-warehouses [1]) .

El proceso de cleaning permite resolver problemas como datos incomple-
tos [2][3][4], datos altamente correlacionados [5], alta dimensionalidad [6], datos

categoéricos [7][8] y conjuntos de datos de alta cardinalidad.

La complejidad computacional de todo proceso de MD esta en funcién
tanto de la cardinalidad como de la dimensionalidad del conjunto de datos (de
ahora en adelante P), lo cual implica en muchos casos, complejidades en tiem-
po y espacio no polinomiales [9][10]. Respecto a la cardinalidad de P (denotada
como N), lo més comin es recurrir a técnicas estadisticas de muestreo, que per-
miten reducir el conjunto de datos (poblacion) a un subconjunto denominado
muestra. Uno de los principales inconvenientes es determinar el tamarno dptimo
de dicha muestra. En algunos casos, cuando P es pequeno (tipicamente entre 5
y 30 elementos) se recurre al uso de toda la poblacién, lo cual permite inferir
informacién con un alto nivel de significancia [11]. Esta no es una alternativa

viable cuando el tamafio de la poblacién es del orden 1X10* para k > 3. En



las siguientes secciones se presentan algunas estrategias comunes para encontrar
una muestra representativa S y se discute acerca del problema de determinar su

cardinalidad.

1.1. Seleccionando los elementos de la poblacion.

Un método tradicional de muestreo es el muestreo aleatorio simple [12] en
donde cada elemento de la poblacion tiene la misma probabilidad de ser incluido
en la muestra. Si se decide considerar nuevamente un elemento ya seleccionado
de la poblacién, se habla de muestreo aleatorio con reemplazo, en caso contrario,
hablamos de un muestreo aleatorio sin reemplazo. Otros métodos frecuentemente
empleados son: el muestreo sistemdtico, en donde el tamano de la poblacion es
dividido entre el tamafio deseado de la muestra, con el fin de obtener la amplitud
de los intervalos de muestreo [13], el muestreo estratificado, en el cual la pobla-
cion es repartida en grupos o estratos de datos no sobrepuestos; una muestra es
obtenida de cada estrato aplicando muestreo simple [14]. El muestreo de clusters
[15], al igual que el muestreo estratificado, distribuye a la poblacién en clusters o
grupos con la diferencia de que la unidad de muestreo (elemento de la muestra)

es el cluster y no los elementos dentro de él.

Suponiendo que todas las posibles muestras de tamafio n son obtenidas
sin reemplazo desde una poblacion finita de tamaiio N > n, la media y la desvia-
cién estandar de la distribucion de muestreo de medias denotadas por pug v ox

estan dadas por:

o |N—n
px = p o= VN1 (1.1)

Donde i y o son la media y la desviacion estandar de P, respectivamente
[16]. Por otro lado, si la poblacién es infinita o la forma de seleccionar las muestras

es con reemplazo, la ecuacion anterior se reduce a:

o
Hx = H 0x = ﬁ (1.2)



Para valores grandes de n(n > 30) la distribucién de muestreo de medias
es aproximadamente normal como consecuencia del Teorema del Limite Central
(TLC) [17]. Con base en este hecho es posible realizar inferencias acerca de P
considerando la normalidad de la distribucién muestral de sus medias. Clara-
mente la significancia estadistica de dichas inferencias dependera del valor de n
y del nimero de muestras M que hacen que la distribucién de las mismas sea

aproximadamente normal.

Dado que o; representa una medida de dispersién de las muestras (tra-
dicionalmente llamado error estdndar), su valor tiene que ser lo més pequeno
posible. Existe un valor 6ptimo de n que permite satisfacer tal condicién. En la
figura 1.1, se ilustra este hecho con un conjunto de datos R, de cardinalidad 6000.
Cada punto es el error estandar obtenido con diferentes valores de n, asumiendo
que la estrategia de muestreo es con reemplazo. Se puede observar que el valor
de n que minimiza el error estandar es el mas cercano al tamano de la poblacion.
Evidentemente, para propdsitos practicos, este valor es inapropiado. Un valor de

n ideal sera aquel que sea menor a la cardinalidad de la poblacién.

0.16

0.14

Standard Error
S o
@ [

-

-

o] 1000 2000 3000 4000 5000 6000 7000

Figura 1.1: Error estandar en funcién del tamafio de la muestra.

1.2. Determinando el valor de n.

Con base en (1.2) el tamano de la muestra (con reemplazo) estd dado

por:



N

12
&9{0‘ 9

(1.3)

Tipicamente el valor de o; se define de manera discrecional y representa
el error permisible en el proceso de muestreo. Retomando el ejemplo mostrado
en la figura 1.1, si se asume que oz = 0.05, el valor de n serd mucho mayor al
tamano o cardinalidad de P. Esto significa que no siempre se obtiene un valor de
n adecuado, dado un valor de ;. Es necesario encontrar el punto de equilibrio
entre n y oz. Una observacion interesante es que generalmente las relaciones
asintéticas en (1.2) asumen que las muestras son obtenidas a través de técnicas
de muestreo aleatorio simple, usualmente métodos de muestreo mas complejos
no son tomados en cuenta. Otra consideraciéon importante es que comunmente
las relaciones asintéticas determinadas por el TLC no consideran aquellas sobre
los datos que pertenecen a espacios multivariados. Con base en lo anterior, en
este trabajo se propone un método que permite encontrar la muestra optima
(aquella cuyo tamano sea lo més pequeno posible y conserve la informacion de la
poblacién) sin recurrir a resultados asintéticos y que puede ser aplicado a datos

en espacios multivariados (R").

En los capitulos y secciones siguientes se presentaran las ideas fundamen-
tales del método y los experimentos que permiten corroborar su eficiencia. Este

trabajo se ha organizado de la siguiente manera:

= En el Capitulo 2 se describen algunos trabajos relacionados al problema
planteado y se propone una solucién al mismo; se muestra como medir la
informacién de un conjunto de datos con base a la Entropia de Shannon y

de qué manera extender este concepto a un espacio multidimensional.

» El Capitulo 3 plantea el problema de encontrar la muestra adecuada, como

un problema de optimizacion.

= En el Capitulo 4 se presenta la forma de resolver el problema a través de

una técnica heuristica, en particular un Algoritmo Genético.

= El capitulo 5, muestra la metodologia experimental y sus resultados. Final-

mente, se presentan algunas conclusiones y se infieren multiples aplicaciones.

Es importante resaltar que como resultado de este trabajo se publicé un articulo,

el cual esta disponible en el Apéndice D: Paper, para el lector interesado.



Capitulo 2

Planteamiento del problema.

El problema de encontrar una muestra apropiada se puede abordar desde

dos escenarios:

1. Los parametros y el comportamiento de P son desconocidos y estos se deben

inferir a partir de un limitado conjunto de observaciones S.

2. Existe un extenso conjunto de observaciones P, pero debido a restricciones
(de computo, geogréficas, econdmicas, etc.) se requiere obtener un conjunto

S cuyos parametros y comportamiento sean tan similares como los de P.

El primer escenario es comin en contextos en los que determinar los parame-
tros de P puede ser poco practico o no factible. Por ejemplo, estudios médicos
en donde los datos involucran pacientes con cierta enfermedad o encuestas sobre
las preferencias politicas de los habitantes de alguna ciudad o pais, en los cuales
disponer de la totalidad de la poblacién es muy costoso o definitivamente inviable.
En estos casos, generalmente el muestreo se realiza a través de los resultados asin-
toticos del TLC. Como los parametros de P no se conocen, durante el muestreo se
pueden asumir ciertas caracteristicas sobre ellos, lo cual podria representar una
desventaja. Debido a esto han surgido otras estrategias de muestreo, por ejemplo,
en [18] se presenta un método para determinar el tamafo de muestra adecuado

para una serie de ensayos clinicos para identificar nuevos agentes terapéuticos.

En [19] se muestra un trabajo motivado por un problema especifico en
experimentos de microarray; el problema de la eleccion del tamano de la muestra
se plantea como parte de un problema de decisién. En [20] se expone un mé-

todo que permite el calculo del nimero de sujetos requeridos en un estudio de
confiabilidad.



El segundo escenario se presenta cuando dado un amplio conjunto de
observaciones P acerca de algin fenémeno, es necesario obtener un subconjunto
S para inferir su comportamiento. Por razones practicas (generalmente de tiempo
o espacio) P no puede ser usado. Esta situacion es comun en diferentes enfoques y
métodos de MD y Machine Learning (ML) en donde el desempetio es importante.

Habitualmente este problema es llamado instance selection [21].

Al respecto, varios trabajos han sido publicados. La mayoria de ellos
reducen el nimero de instancias (elementos de P) encontrando un subconjunto
de ellas que permita entrenar un clasificador, que determine adecuadamente la
etiqueta o clase de las instancias restantes. El clasificador mas usado con este
proposito es Nearest Neighbor (NN). Dentro de estos trabajos sobresalen: Con-
densed NN (CNN) [22], Edited NN (ENN) y Repeated Edited NN (ERNN) [23],
Variable-kernel Similarity Metric (VSM) [24], Shrink and Growth [25].

Otros enfoques tienen como meta eliminar sistematicamente elementos
de P, dependiendo de la habilidad que tienen los elementos restantes de ser cla-
sificados adecuadamente. Tal es el caso de DROP [26] y el conocido Stratified
Ordered Selection (SOS) [27].

Dado que el espacio de solucion del problema de instance selection pue-
de resultar muy complejo en funcién de la cardinalidad de P, algunos trabajos
basados en heuristicas han surgido. Por ejemplo, en [28] se sugiere un método
basado en Random Mutation Hill Climbing (RMHC). En [29] y [30] se aborda el

problema usando algoritmos genéticos.

El trabajo aqui presentado propone un método asociado al segundo es-
cenario y va més alld del hecho de encontrar una muestra S* que optimice el
proceso de entrenamiento en tareas de clasificacion. El método aqui propuesto
puede ser aplicado a problemas de aprendizaje supervisado y no supervisado en

los que generalmente se requiere usar conjuntos reducidos de datos.

El problema planteado consiste en encontrar una muestra S de tamano
n, de P, que sea adecuada en funciéon de algun criterio. Se propone como criterio
la cantidad de informacion [31]. El objetivo es encontrar un método que maés alla
de proponer una muestra de tamano n, nos permita obtener el valor 6ptimo de

n.

La hipétesis es que la optimalidad de n dependera de la informacién de

S con respecto a P. Esto implica que la cantidad de informacion de S debe ser



tan similar como sea posible a la de P. Para medir la informacién, se recurre a

la Teoria de la Informacion [32], especificamente al concepto de Entropia.

2.1. Cantidad de informacion de un conjunto de datos.

En teoria de la informacion, la entropia es una medida asociada a la can-
tidad de informacion de una variable aleatoria Y, con posibles valores y1, y2, 9.
Desde un punto de vista estadistico, la informacién del evento (Y = y;) o sim-
plemente y; es inversamente proporcional a su probabilidad. Dicha informacién

se denota por I(yj) y se puede expresar matematicamente como:

La entropia de Y es el valor esperado de I y estd dada por:

H(Y) = ip@jﬂog(p L) = -3 p(w)log(p(yy)) (2.2)

i=1 (yj) i=1

Generalmente la funcién logaritmo se asume como el logaritmo en base
2, en cuyo caso la entropia queda expresada en bits. También es posible usar In,
donde la entropia se expresa en nats. En este trabajo se toma el logaritmo en
base 2.

Considerando a P y S como variables aleatorias, se puede calcular el
valor de sus entropias a través de (2.2). Se quiere seleccionar una muestra S;, de

tamano n de P, tal que:

|H(S:) — H(P)|
H(P) <e (2.3)

donde € es un parametro que representa el maximo error permitido entre la in-

formacion de Py S.



De (2.2) se puede apreciar que la entropia implica determinar las probabi-
lidades p(y;), por lo tanto se debe conocer la funcién de densidad de probabilidad
(FDP) de Y. Ya que generalmente la FDP es desconocida, se requiere encontrar
una aproximacion a esta, a través de algin método de inferencia. En este traba-
jo se usa un enfoque no parametrico con el fin de evitar asumir una funcién de
densidad en particular. El término no parametrico no significa ausencia de para-
metros sino el poder conservar tan pocos como sea posible. Las aproximaciones
no paramétricas pueden incluir funciones de densidad, funciones de densidad con-
dicional, funciones de regresién o funciones basadas en cuantiles para encontrar

la distribuciéon mas adecuada [33].

Hasta ahora se ha asumido que Y es una variable aleatoria unidimen-
sional. Sin embargo es importante considerar el caso multidimensional, para lo
cual se debe medir la entropia de Y € %%, d > 2. Esto implica determinar la
probabilidad del evento Y= /= (Y1, Y2,-., Ya] denotado como p(yi, Yo, ..., y3). En

la siguiente seccion se presenta un método para determinar esta probabilidad.

2.2. Distribucion de probabilidad de Y.

Dada una variable aleatoria unidimensional Y, podemos dividir el espacio
en un conjunto de intervalos, conocidos como cuantiles [34], los cuales se ilustran

en la siguiente figura:

#_,..-—-—-..____‘H‘“

L 2

Qs Y

Figura 2.1: Divisiéon del espacio de Y.



Un cuantil ¢; es un intervalo de la forma ¢; = [y, ¥ | en donde y e 3 son
los limites inferior y superior de ¢;, respectivamente. La amplitud del cuantil se
denota como A y esta dada por:

_ |max(Y) - min(Y) |

A= — (2.4)

en donde m es el nimero de cuantiles en que deseamos dividir el espacio.
Este valor es definido a priori. El primer cuantil se define como un intervalo

semi-cerrado, de la forma:

@ = [min(Y), min(Y) + A) (2.5)

Los cuantiles siguientes pueden ser definidos como:

U1 Ui + A sii=m
¢ = ’ (2.6)
i1, Ui + ) enotrocaso

donde 7, _; es el limite superior del cuantil previo. La idea anterior se
puede extender a un espacio multidimensional, en el que un cuantil sera una
particion d — dimensional del espacio de Y. De esta manera, dado un conjunto
Ye R? con elementos de la forma: y = [y1, ya, ..., ¥a], podemos dividir su espacio
en un conjunto de cuantiles d — dimensionales, como se aprecia en la siguiente

imagen, para d = 3:

Figura 2.2: Divisién del espacio de Y en 3 dimensiones.
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Un cuantil d— dimensional estd compuesto por un conjunto de intervalos
que determinan los limites superior e inferior para cada dimensién y esta definido

mediante la siguiente expresion:

¢ = [Y,> Uanls Wypr Tiols -+ Y40 Viall (2.7)

donde y., e ¥, son los limites superior e inferior del cuantil ¢; en la

k — ésima dimension. La amplitud de cada intervalo estd dada por:

_ |maz(Yy) — min(Yy)]

Ay (2.8)

en donde Y}, es el conjunto de datos en la k — ésima dimension. Con base
en lo anterior, podemos generalizar la manera de obtener los limites de un cuantil

cuando Ye R?, como sigue:

[min(Y71), min(Yy) + A1) ’

0" = [min(Y2), min(Y2) + As) 2.9)
[min(Yy), min(Yy) + A\g)

para el primer cuantil, y para los cuantiles sucesivos mediante la siguiente

expresion:

_ -T
[Yi—1)1> Y1y T L
Yy 11— ) Yy 1— + A ..
[y( 1),2s Y@i-1),2 2 sii=m
i Fii-1).a5 Ui-1y,a T Dal |
g = (2.10)
_ 4T

[Gii-1)1> Y—1y1 T D1)

Yy i— 9 Yy i— + A
[y( 1),2> Y(i-1),2 2) en otro caso

| Wa-1y.a Yi-1),a + Da) |
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donde ¥;_q); es el limite superior del cuantil anterior (i — 1) en la
k — ésima dimensién. La funcién de densidad de probabilidad (FDP) de Y esta
aproximada por la proporcién de elementos que pertenecen a cada cuantil. En ge-
neral, dado una variable aleatoria de la forma Y = [y, ya, ..., y4] la probabilidad
p(Y1, Y2, ..., ya) es la densidad (en términos de proporcién) del cuantil ¢; al que
el vector [y1, s, ..., ya] pertenece. Con base en lo anterior, podemos aproximar la

FDP de P y S para obtener sus entropias.

2.3. Determinando el numero de cuantiles.

Para determinar el valor de m, regularmente se utiliza la féormula de
Sturges [35] [34]. Existen otros métodos que intentan mejorar su desempeiio,
evitando hacer supuestos de normalidad de los datos como: Doane [36] y Rice

Rule [37]. En este trabajo se decidi6 usar Rice Rule la cual esta dada por:
m = v2n (2.11)

donde n es el nimero de observaciones o elementos del conjunto. Para el caso
de 1000 elementos, la regla de Sturges sugiere una division del espacio de 11

cuantiles, mientras que Rice Rule recomienda usar 20.



Capitulo 3

Problema de muestreo como problema de

optimizacion.

Como se menciond, una muestra serd mejor que otra en la medida en que
su entropia (cantidad de informacién) sea lo mas cercana posible a la entropia
de la poblacién. El objetivo es encontrar una muestra S* de tamano n (S}), que

satisfaga la ecuacion 2.3.

En donde € es un umbral de aceptacion definido a priori que indica el
maximo error permitido entre la entropia de P y la de S*. El tamano del espacio

de busqueda de S* estd dado por:
N (N al N!

= —_ 1
Z( ) Zn!(N—n)! (3:1)

Donde (i\f ) es el nimero de formas de escoger n elementos de P. Pa-
ra ilustrar lo anterior, calculamos el coeficiente binomial para n = 1 hasta 10,

asumiendo una poblacién P cuyo tamanio N = 1000 .

Los resultados se muestran en la siguiente tabla:

12
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Numero de muestras.
1000

499500

166167000

41417124750
8250291250200
1368173298991500
194280608456793000
24115080524699400000
2658017764500200000000
10 263409560461970000000000

S () 266091888964069000000000

n=1 \n

1000

© 0 N O Ot ke W N =B

Cuadro 3.1: Numero de formas de elegir n elementos de P.

Dado que el espacio de bisqueda es vasto y sus caracteristicas (conve-
xidad, acotamiento, continuidad, etc.) son desconocidas, no es viable el uso de
técnicas de optimizacion tradicionales como programacién lineal [38], programa-
cién entera [39] o cdlculo diferencial [40]. Esto sugiere el uso de alguna técnica

meta-heuristica [41] que permita explorarlo de manera eficiente.

Entre los métodos existentes se pueden enunciar: busqueda tabu [42],
recocido simulado [43], optimizacién por colonia de hormigas [44], optimizacion
por enjambre de particulas [45] y cémputo evolutivo [46]. Ademds, dentro de
las variaciones del computo evolutivo, encontramos estrategias evolutivas [47],

programacién evolutiva [48], programacion genética [49], y algoritmos genéticos
(AGs) [50].

Todos estos métodos se usan para encontrar soluciones aproximadas a
problemas de optimizacion complejos. Se ha demostrado que los algoritmos ge-
néticos con elitismo (aquellos que conservan una proporcién de los mejores in-
dividuos en cada generacién) siempre convergen al valor 6ptimo global [51]. No
obstante, dicha convergencia no estd limitada en tiempo, por lo que se necesita
elegir un algoritmo genético eficiente que converja a la solucién en un tiempo
razonable. Por esta razén, se propone el uso de un algoritmo genético (GA) de-
nominado Algoritmo Genético Ecléctico (EGA), el cual demostré ser altamente

eficiente para resolver un variado acervo de problemas de optimizacién, en com-
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paracion con otros GAs y otras heuristicas.

Los resultados de este estudio se reportan en [52]y[53] . En el Apéndice
A: Eclectic Genetic Algorithm y en el Apéndice B: Pseudocddigo del EGA se
pueden encontrar mas detalles sobre el EGA. Asimismo, en el Apéndice C: EGA
Code se puede observar el codigo que se us6 para el desarrollo de experimentos y

obtencion de resultados de este trabajo.

3.1. Definiendo la funcién objetivo.

La intencion es encontrar el valor minimo de n que permita obtener una
muestra S; (de tamano n) de P, cuya entropia sea lo més parecida posible a la

de P. Esta funcion se define en la siguiente férmula:

(3.2)

n
Minimi _n

inimizar f(n) N
El valor de la funciéon objetivo tiende a 1 cuando el valor de n se aproxima al de

N. La funcién anterior debe satisfacer las siguientes condiciones:

1. El error entre la informacién de Py S; debe ser menor o igual a € (ec.
2.3)

2. Como S; y P son conjuntos de datos tal que S; C P, el conjunto
de cuantiles es Unico para ambos. Se desea que dados P y S;, la proporcién de
elementos de P que caen en el k — ésimo cuantil sea tan similiar como sea posible

a la proporcién de elementos de S; que caen en ese mismo cuantil.

Entonces, la funcién objetivo queda definida como sigue:

Minimizar f(n) = % (3.3)
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Sujeto a:

|H(S;) — H(P)|
H(P) s¢€

5 lae(S) — P < 6

nel2,N)

Donde ¢x(S) v gx(P) son la proporcion de elementos de S'y P que perte-
necen al k—ésimo cuantil, respectivamente. La diferencia entre estas proporciones
es una medida de error y se establece que su valor promedio debe ser menor o igual
a d. En este trabajo, se definen € = 0.05 y 6 = 0.01, ya que estos valores mostraron

una rapida convergencia del proceso de busqueda a la soluciéon 6ptima.



Capitulo 4

Metodologia.

Como se menciond, dado el amplio espacio de busqueda que representa el
problema de encontrar la muestra 6ptima, se utilizarda un método heuristico que
permita explorar eficientemente dicho espacio. Asimismo, se hara uso de un algo-
ritmo genético denominado EGA, para el cual se ha mostrado estadisticamente
que converge eficientemente a la solucién de problemas complejos (aquellos con
grandes espacios de bisqueda). En las siguiente secciones se mostrard la metodo-
logia para solucionar el problema de muestreo planteado como un problema de

optimizacién en el capitulo anterior.

4.1. Codificacion del problema.

El EGA propone w soluciones candidatas para obtener las mejores w
muestras S;, de P. Cada candidato se codifica como una cadena binaria de longi-
tud 64. Los 32 bits mas significativos codifican un entero sin signo que corresponde
al valor de n. Los bits siguientes codifican un entero sin signo que corresponde a
la semilla desde la que la muestra S; fue elegida de P. En la siguiente figura se

ilustra esta codificacion:

Semilla
0 0 1 0 1 0 1 0
63 62 61 &0 3 2 1 0

Figura 4.1: Codificacién del problema.

16
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Cada solucién candidata debe satisfacer las restricciones en (3.3). Cuando
una solucién candidata no satisface estas condiciones, se castiga mediante una

funcién de penalizacién (ver 4.1.1).

La evolucién se manifiesta después de aplicar varias veces los operadores
genéticos del EGA. Cuando se alcanza el maximo nimero de iteraciones, se tienen
w soluciones candidatas que contienen los mejores valores (n y la semilla aleatoria)
para obtener .S;. La soluciéon 6ptima estard en la posicién nimero 1 de la lista de

posibles soluciones.

4.1.1. Manejo de restricciones.

La manera mas comun para resolver problemas de optimizacién con res-
tricciones es usando una funcién de penalizacién [54]. En este caso, la funcion

objetivo puede ser transformada a la siguiente ecuacion:

f(n) Sin esuna solucion factible.
fn) = (4.1)

f(n) + penalizacion(n) En otro caso.

Existen muchas variaciones de la funcion de penalizaciéon. Se decidié usar
un método que con base en los resultados de un analisis exhaustivo en [55] mostrd
tener el mejor rendimiento. Finalmente, la funcién objetivo queda definida de la

siguiente manera:

fy = TRyl ST A (42)

f(n) En otro caso.

En donde K es una constante de gran tamario [O(10%)], p es el nimero de

restricciones y s representa el niimero de restricciones que han sido satisfechas.
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El valor de K nos permite separar aquellos individuos que satisfacen
1, 2, ..., p restricciones, lo cual favorece a aquellas soluciones que satisfacen el

mayor niamero de restricciones.

4.1.2. Definicion de parametros (Pc, Pm, |C|, G).

Sabemos que el valor de € es definido a priori. Para nuestro proceso evolu-
tivo, se eligié un valor de € = 0.01 y 6 = 0.01. Ademas se definieron los siguientes

parametros asociados al EGA:

Parametro Descripcion Valor
P, Probabilidad de cruzamiento  0.90
P, Probabilidad de mutacién 0.01
|C| Ntmero de candidatos 80
G Numero de iteraciones 100

Cuadro 4.1: Parametros del proceso evolutivo.

Estos valores se basan en un estudio mencionado en [56], que muestra
desde el punto de vista estadistico, que el EGA converge a la soluciéon 6ptima
alrededor de ellos, cuando se trabaja con problemas de alta exigencia (con un

amplio y no convexo espacio de busqueda factible).

4.2. Obtencion de la muestra 6ptima.

Una vez que el proceso evolutivo del EGA finaliza, la poblacién con-
tiene al mejor candidato, cuyo genoma incluye el valor 6ptimo de la muestra y
una semilla aleatoria, denotados como n* y r, respectivamente. Esto nos permite

conocer la muestra 6ptima S* de tamano n* extraida de P.
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El proceso comprende los siguientes pasos:

Generar un conjunto aleatorio C' de soluciones candidatas de acuerdo a la

codificacion del problema.

. Para cada candidato ¢; € C', decodificar su genoma a fin de obtener un valor

denyr.

Obtener una muestra aleatoria .S; de tamano n de P, usando 7.

. Determinar el valor de rendimiento de ¢; con base en la funciéon objetivo

(ec. 3.3)

. Determinar la factibilidad de ¢; y aplicar la funcién de penalizacién (ec.

4.2), en caso de ser necesario.

Ordernar C' de manera ascendente, basado en los valores de rendimiento.

Aplicar los operaores genéticos del EGA (ver Apéndice A: Eclectic Genetic
Algorithm).

. Repetir los pasos 2-7 hasta que se cumpla el criterio de convergencia (usual-

mente un nimero de generaciones asignado).

Seleccionar al elemento que se encuentra en la posicion ntimero uno en la

lista de candidados de C', decodificarlo para de obtener un valor de n y r.

Obtener una muestra de tamano n* usando r. Esta muestra serd la muestra

6ptima denotada como S}



Capitulo 5

Resultados obtenidos y aplicaciones.

En este capitulo se muestran los resultados obtenidos con el método
propuesto. En primer lugar se exponen una serie de resultados preliminares que
permitieron dar evidencia de su efectividad. Para dar certeza estadistica a dicha

efectividad se proponen subsecuentemente dos métricas de evaluacion:

» a) Porcentaje de reducciéon de datos ( reduccién del tamano de S* con

respecto a P).

» b) El error de muestreo (diferencia de las propiedades estadisticas de S*

con respecto a P) .

El promedio de estas métricas fue calculado a través de conjuntos de datos sintéti-
cos sobre los cuales se aplicé el método planteado. Generalmente los conjuntos de
datos poseen informacién “oculta” que no es posible caracterizar a través de medi-
das estadisticas. Se busca que este método también garantice que el subconjunto
S*conserve esta informacion. Para ello, se recurre a la capacidad de clasificacién
de S* respecto a P. En este sentido, se usé una serie de conjuntos de datos que
representan problemas de clasificaciéon en donde la marca de clase es conocida
(labeled dataset). Se espera que dado un gran conjunto de datos etiquetado P, se
pueda encontrar un subconjunto S} que sea capaz de entrenar un clasificador, en
lugar de usar P,. La efectividad estd dada por el porcentaje de coincidencia entre
las etiquetas encontradas por el clasificador entrenado con S} y las obtenidas por

el mismo clasificador pero entrenado con P;. (Subsecciéon 5.3).

Por 1ltimo, se expone la efectividad del método con el uso de conjuntos

de datos en un contexto de aplicacion.

20
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5.1. Resultados preliminares.

Los siguientes experimentos mostraron resultados que revelan que el mé-

todo propuesto es prometedor.

5.1.1. Conjuntos de datos unidimensionales.

= Conjunto de datos C; de 10000 elementos extraido de una distribucion

gaussiana con parametros =10y o = 2.
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Figura 5.2: Densidad de ST obtenida a partir de C (nx = 144).
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= Conjunto de datos Cy de 10000 elementos extraido de una distribucion de

Poisson con pardmetro A\ = 3.
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Figura 5.3: Histograma de Cs.
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Figura 5.4: Histograma de S; obtenida a partir de Cy (nx = 385).
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= Conjunto de datos C3 de 10000 elementos extraido de una distribucion de

Weibull con pardmetro A = 1 (escala) y k = 1.5 (forma) .

Diarsity

Dharrsity

Figura 5.6: Densidad de S5 obtenida a partir de C5 (nx = 1120).
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Los experimentos muestran algunas evidencias respecto a la hipdtesis de

que el método propuesto obtiene una muestra éptima S* que mantiene las propie-
dades estadisticas dadas por la FDP, debido a que dichas muestras conservaron

propiedades como unimodalidad, sesgo y curtosis, como se puede apreciar en las

graficas.
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5.1.2. Conjuntos de datos bidimensionales.

= Conjunto de datos C; de 10000 elementos extraido de una distribucion
gaussiana con pardmetros = [0.5, 0.5] y o = [1.0, 1.0].

Figura 5.7: Densidad de Cj.

En este caso se encontré una muestra S; con los siguientes parametros:
7 = [0.51, 0.48] y 7 = [0.98, 0.96]. Con lo cual podemos apreciar que estos

valores son muy cercanos a los originales del conjunto Cj.

Figura 5.8: Densidad de S} obtenida a partir de Cy (nx = 642).

= Conjunto de datos C5 de 10000 elementos que representan una funcion

sinusoidal dentro del intervalo [—27, 27].
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Como la distribucion del conjunto de datos sinusoidal no esta caracterizada por
una FDP, se estiman las distribuciones marginales y se comparan contra las dis-
tribuciones marginales de S}. En las siguientes graficas se puede apreciar las

distribuciones marginales de C5 y Si en la abscisa (z) y en la ordenada (y).
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Figura 5.10: Distribucién marginal de S¥ en = (n* = 642).



26

L] 0s 0g
i 1
e
.-F"f
x'-—\.
—

Drensity
0
1

0.2
1
——

0s
T
e
.-”f/_/
‘»_,__h_ﬁ_‘
e

04

Draresity
|:| !
]
—
R

0z

01
e

an

-1.5 -10 05 (L] 05 10 15

Figura 5.12: Distribucién marginal de S¥ en y (nx = 642).

En el caso de y la similitud entre las distribuciones es evidente. No obs-
tante, las distribuciones en  muestran una ligera diferencia. Debido a esto, se
analizaron los datos calculando su distribuciéon conjunta, como se muestra a con-

tinuaciéon:
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Figura 5.14: Distribucién conjunta de S (nx = 642).

Los resultados anteriores muestran que las muestras logran conservar
la informacién emitida por el conjunto de datos original y reducir de manera

significativa su tamano.

Sin embargo, estos resultados no son suficientes para generalizar esta
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observaciéon. Por lo tanto, en las siguientes secciones se presenta una metodologia

experimental que permite generalizar la eficiencia del método propuesto.

5.2. Evaluacion del desempeiio.

Para medir el desempefio del método, se utiliz6 una métrica llamada
space saving (SS) que sirve para establecer el nivel de compresién de datos. Dicha

métrica se encuentra definida por la siguiente ecuacion:

N

Un valor grande de SS; préoximo a 1, implica un mejor rendimiento. Se
calculd esta métrica con un amplio conjunto de experimentos, alrededor de 5000,
los cuales incluyeron conjuntos de datos de cardinalidad 1000, 5000, 10000 y
100000. Se determiné el intervalo de confianza de los resultados, con un valor de

0.05. Tales resultados se presentan en la siguiente imagen.

SS 0.7895
Desviacion estandar 0.3181
Limite inferior 0.7806
Limite superior 0.7983
Nivel de confianza 95 %

Cuadro 5.1: Efectividad de la reduccién de datos.

Los resultados muestran que en promedio el proceso de muestreo permite
reducir el tamano del conjunto de datos hasta en un 70 %. Generalmente las
propiedades estadisticas que se deben preservan en el conjunto de datos reducido
pueden ser caracterizadas por los siguiente estadisticos: p y o. Por lo tanto, se

hace uso de ellos para definir las siguientes medidas de desempeno:

errory, =|| fise — jip ||

errory =|| ds« — ap ||

(5.2)
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donde jig«, o5+, y fip, op son el vector de medias y el vector de desvia-

ciones estandar de S*y P, respectivamente.

Los términos error, y error, representan una norma euclidiana. Dado
que puede haber conjuntos de datos con diferentes escalas, las normas obtenidas
con ellos podrian resultar no comparables. Para evitar este problema, se escalaron
los datos en Py S* entre 0 y 1. En consecuencia, un valor pequeno de error, y

error, (cercano a 0) implica un mejor rendimiento.

Durante la ejecucion de los experimentos para obtener el valor promedio
de SS, los valores de error, y error, también fueron calculados. Dichos valores

se exponen enseguida:

error, €rrory

Promedio 0.016  0.021
Desviacion estandar  0.00 0.031
Limite inferior 0.00 0.031

Limite superior 0.00 0.031
Nivel de confianza 95 % 95 %

Cuadro 5.2: Error de muestreo caracterizado.

Estos resultados revelan que en general S*mantiene alrededor del 98 %

de las propiedades estadisticas de P.

Hasta ahora se ha mostrado que el método puede reducir el espacio del
conjunto de datos en més de un 70 % y preservar las propiedades estadisticas. Sin
embargo, regularmente los conjuntos de datos contienen informacién escondida

cuyo reconocimiento es dificil a traves de métodos estadisticos.

Se quiere garantizar que el subconjunto S* también conserve dicha infor-

macion. Se discute al respecto en las siguientes secciones.
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5.3. Conservando informacion oculta.

A fin de ilustrar la efectividad del método, de mantener informacién
oculta cuando se muestrea un conjunto de datos, se seleccionaron 5 cojuntos de
datos; Abalone [57] , Cars [58], Census Income [59], Hepatitis [60] y Yeast [61], del

repositorio UCI Machine Learning, cuyas propiedades se muestran a continuacion:

Nombre del conjunto de datos Variables Clases Tamano Valores faltantes

Abalone 8 29 4177 No
Cars 22 4 1728 No
Census Income 14 2 32561 Si
Hepatitis 20 2 155 Si
Yeast 10 8 8 No

Cuadro 5.3: Propiedades de los conjuntos de datos.

Se eligieron conjuntos de datos etiquetados que representan problemas de
clasificacion. El criterio de seleccién de estos conjuntos de datos, estuvo basado

en las siguientes caracteristicas:

Multidimensionalidad.

Cardinalidad.

Complejidad.

Datos categoéricos.

Datos con valores faltantes.

Algunas de estas caracteristicas incluyen tareas de preprocesamiento que garan-
tizan la calidad del conjunto de datos. Se aplicaron las siguientes técnicas de

preprocesamiento:

= Las variables categoricas fueron codificadas usando variables dinarias arti-
ficiales [62].

» Los conjuntos de datos fueron escalados dentro de [0, 1).
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= Para completar informacién faltante, se interpolaron los valores desconoci-

dos con splines naturales [63].

Con estos conjuntos y con base en un clasificador bayesiano (CB), se calculf la

efectividad de la siguiente manera:

1. Dado un conjunto de datos etiquetado F;, obtener un conjunto de prueba

no etiquetado, denotado como Pj.g;.
2. Obtener la muestra 6ptima S} de F.
3. Ejecutar el proceso de entrenamiento del CB con S}

4. Ejecutar el proceso predictivo del CB usando P, con el objetivo de obtener

un vector etiquetado C.
5. Ejecutar el proceso de entrenamiento del CB con P,.

6. Ejecutar el proceso predictivo del CB con P, a fin de obtener un vector
etiquetado c.

7. Calcular la razon de coincidencia entre C y C.

Con base en lo anterior, se calculé la efectividad de cada conjunto de datos. Los
resultados, asi como el indice de reduccién de datos (SS) se muestran en la si-

guiente tabla:

Nombre del conjunto de datos % de coincidencia  SS

Abalone 0.88 0.63
Cars 0.89 0.71
Census Income 0.94 0.76
Hepatitis 0.87 0.61
Yeast 0.92 0.71
Promedio 0.92 0.68

Cuadro 5.4: Resultados.
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La tabla anterior revela que ademés de reducir el tamano de los datos,
el método propuesto también preserva informacién oculta (que no puede ser ca-

racterizada estadisticamente) que es necesaria para el proceso de clasificacion.

Se puede observar que la razén de coincidencia es de mas del 90 %, esto
significa que la muestra obtenida permite entrenar un CB tan bien como lo haria el
conjunto de datos original. Ademas, fue posible reducir el tamano de los conjuntos

de datos en un 68 % en promedio.

5.4. Conjuntos de datos con aplicacion en un problema

real.

5.4.1. Problema de clasificacion de caracteres.

Este problema consiste en clasificar de manera adecuada los digitos 4
y 9. El conjunto de datos se obtuvo del repositorio UCI [64] y contiene 6000
elementos y 5000 atributos. El objetivo de aplicar el método es reducir el niimero
de atributos, por lo tanto, se ejecutaron 6000 mil experimentos, ya que para
cada elemento se requeria saber cudles eran los atributos que aportaban mayor

informacion.

Después de llevar a cabo los experimentos, se encontré la frecuencia re-
lativa de cada atributo y se eligi6é a aquellos que tuvieran una frecuencia relativa
mayor a 0.15, con esto se pudo reducir el nimero de atributos a 890. Para verificar
que la reduccién mantenia las propiedades del conjuto de datos original (total de
atributos), se aplicé una red perceptrén multi-capa (MLPN) con el conjunto de
datos reducido. Finalmente el conjunto de etiquetas obtenidas se compard con
el obtenido por el conjunto de datos original y se descubri6 una proporcién de

elementos idénticos (etiquetas) del 97.68 % entre ambos.



Conclusion.

Se ha definido un nuevo método de muestreo, basado en el concepto de
Entropia de Shannon, a fin de encontrar una muestra minima que conserve la
informacion de un conjunto de datos. Encontrar la muestra éptima involucra un
problema de optimizacion que requiere de un procedimiento eficiente para explo-
rar un amplio espacio factible. Se usé el EGA como la mejor alternativa. Una
primera aproximacién permite verificar que el método es capaz de extraer una
muestra que mantiene las propiedades originales relacionadas a la distribucion de
probabilidad o disposicion espacial. Con base en dichos resultados, se ejecutaron
varios experimentos sobre conjuntos de datos sintéticos. Se encontré que, en gene-
ral, la muestra conserva alrededor de un 98 % de las propiedades estadisticas de P
y que su tamaino es aproximadamente del 30 % del tamano del conjunto de datos
original. Debido a que frecuentemente los conjuntos de datos poseen informacion
oculta que no es posible caracterizar a través de métodos estadisticos, se quiso
asegurar que el conjunto de datos reducido incluye dicha informacion, para ello,
se recurrié a la capacidad de clasificaciéon de la muestra respecto a la de la po-
blacion. Se utilizé una serie de conjuntos de datos que representan problemas de
clasificacion, a fin de mostrar que el método obtiene la muestra éptima capaz de

entrenar un clasificador bayesiano tan bien como lo harian los datos originales.

En promedio, se alcanz6 un valor de SS de 0.73, lo cual implica que se
logra reducir la cardinalidad de la poblacién en mds de un 70 %, lo que se traduce
en un beneficio tanto en tiempo de computo necesario para su procesamiento
como en el ambito monetario. Este hecho, deja inferir muchas aplicaciones que
requieren compresion de datos sin pérdida, en areas como la estadistica, Machine
Learning y Data Mining. Finalmente, se mostré que el método puede ser aplicado
a aquellos problemas que exigen reduccién de dimensionalidad o seleccién de
caracteristicas y que podria evitar inducir erroes en el andlisis e inferencia de los
datos. Como trabajo futuro, se espera mostrar que el método puede ser aplicado a
aquellos problemas relacionados con seleccion de atributos en donde es obligatoria

la eliminacion de datos redundantes.
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Glosario.

Datos: Representacion simbélica de atributos o variables que describen entida-

des, sucesos o fenémenos del “mundo real”.

Informacion: Serie de simbolos que conforman un mensaje, el cual es origi-

nado por una fuente y recibido por un receptor a través de un canal.

Cleaning: Técnica de pre-procesamiento de datos que se aplica para remover

ruido y corregir inconsistencias en ellos.

Integration: Técnica de pre-procesamiento de datos que fusiona aquellos que

provienen de diferentes fuentes, regularmente en data-warehouses.

Data-warehouses: Repositorios de informacion recopilada de varias fuentes, al-

macenadas en un esquema unificado, que habitualmente residen en un solo sitio.

Complejidad: Estudia el costo de la soluciéon de problemas en funcién de la

cantidad de recursos de tiempo y espacio necesarios.

Poblacién: Conjunto finito o infinito de personas u objetos que presentan carac-

teristicas comunes.

Muestra: Subconjunto representativo de la poblacién a partir del cual se pre-

tende realizar inferencias respecto a la poblacion de donde procede.

Teoria de la informacién: Rama de las matematicas aplicadas que cuanti-
fica y analiza la informacion (desde el punto de vista estadistico), que involucra

procesos de almacenamiento, transmision y recuperacion de la misma.

Algoritmo Genético: Heuristica de busqueda global que se utiliza para en-

contrar soluciones aproximadas a problemas de busqueda y optimizacion.
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Apéndice A: Eclectic Genetic Algorithm.

El algoritmo genético tradicional [65] usado frecuentemente en la litera-

tura, deja a decision del investigador los valores de los siguientes parametros:
1. Probabilidad de cruzamiento (P,).
2. Probabilidad de mutacion (B,,).
3. Cardinalidad de la poblacién.

Ademads, es de vital importancia la convergencia lenta y/o prematura. Para ello,

el EGA incluye las siguientes caracteristicas:

= Se considera a los mejores n individuos de todo el conjunto de posibles
soluciones. El mejor y el peor individuo (1 — n) son seleccionados, después
el segundo mejor y segundo peor individuo (2 — [n — 1]) son seleccionados,

etc.

= Se ejecuta el cruzamiento con una probabilidad P.. El cruzamiento anular
vuelve independiente la posicion de esta operacion. En él, se eligen dos
individuos al azar, estos cromosomas no se consideran como cadenas sino
como anillos en el que el dltimo bit del genoma esta conectado al primero.
Se eligen semi-anillos del mismo tamafio y se intercambia la informacién

genética de ambos semi-anillos, formando nuevos descendientes.

El cruzamiento anular se ilustra en la siguiente figura:
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Figura 5.15: Cruzamiento anular.

= A diferencia del operacién de mutacion tradicional, en el EGA no se consi-
deran probabilidades de mutacion para cada bit, en lugar de eso, se toma
el valor esperado de las mutaciones, lo cual es equivalente a calcular la

probabilidad de mutacion para cada bit.

El valor esperado de las mutaciones se calcula a través de la siguiente ex-
presion: [ x n * p,,. Donde [ es la longitud del individuo expresada en bits,
n representa el nimero de individuos en la poblacion y p,, la probabilidad

de mutacién.



Apéndice B: Pseudocddigo del EGA.

Algorithm 5.1 EGA.

n= Numero de individuos.

p.= Probabilidad de cruzamiento.

pm= Probabilidad de mutacion.

[ = Longitud del individuo.

b2m = [ x m * p,, Nimero de bits a mutar.

Resultado: Los mejores n individuos.

Generar una poblacién P de tamano n cuyos nl bits son establecidos al azar.
inicializar(P);

evaluar(P);

Ordenar a los individuos del mejor al peor con base a su rendimiento en la funcién
objetivo.

ordenar(P);

while criterio de convergencia no se cumpla do
duplicar(P);
for 1 =1 ton do
Generar un numero aleatorio R;
if R >p. then
Generar un entero aleatorio (locus) € [1,1];
Intercambiar el semi-anillo comenzando en locus para los individuos

1e2n—1+1;
cruzamiento(P(i), P(2n —i+1));
end
end
Mutar b2m bits de la poblacién, seleccionados de manera aleatoria.
mutar(P);
ordenar(P);
Eliminar los peores n individuos de P.
Regresar P.
end
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Apéndice C: EGA Code.

#Package Name: Eclectic Genetic Algorithm.

#Package Description: Implements the Eclectic Genetic Algorithm.

#Version 1.0:

# 1. Includes the functions to solve the problem of finding

# the optimal value of a dataset.

# 2. Includes some sentences to determine the values of

# the sample based on normality assumption, in order to

# compare the results of EGA against such traditional

# method.
R R R

SRR R R R e e R e R e e s R e e e
# 1. Preliminary Elements.
SRR R S e R e R e s R e e

rm(list=1s(all=TRUE))
library("stringr")
source("Parameters.r") #Parameters File

SRR R R R e e R e R e s s R e e e
# 2. Functions of the Eclectic Genetic Algorithm.
R L B

#Description: Allows to create the initial population.
LT s s s s s s s s s s s s s s s s s s S s s s s s S s s s s
initialize<-function()
{
P<<-matrix(sample(0:1,n*length,TRUE,c(0.5,0.5)) ,nrow=n)

F<<-matrix (0.0, nrow=n, ncol=1)

}

D S s
#Description: Allows to decode the genome of an individual.
B i T R e e e e e e e e e e e e e R e e e e e e

decode<-function(genome)
{ fenotype=vector (mode="numeric", length=numberOfVariables)
=toString(genome) #String representation of
— the genes of i-th individual
=str_replace_all(l,",","") #Delete the character ","
=str_replace_all( ," ","") #Delete the blank spaces " "
strI=paste( ,collapse="")
k=ifelse(unsigned==0, 0, 1)
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r=1
while (r<=number0fVariables)

{

strSignBit=ifelse(unsigned==0,"",substr(strI, k, k))

strinteger=substr(strl, k+1, integerPart+k)
if (integerPart<variableLength)
{

strDecimal=ifelse (unsigned==0,substr(strI,
— k+(integerPart+1), (variableLength+k)),

— substr(strI,

— k+(integerPart+1), (variableLength+k)-1))

}

else

{
strDecimal=

}

tmpVector=unlist(strsplit(strDecimal, split=""))

decimalValue=0
j=1
while(j<=length(tmpVector))
{
decimalValue=decimalValue+
— strtoi(tmpVector[jl)*2"-j
j=j+1
}

signValue=ifelse(strSignBit== | strSignBit==

fenotype [r]=(strtoi(strinteger,base=2) +
— decimalValue)*signValue
k=k+(variableLength)
r=r+l

}

return(fenotype)

HEHHHHEFHHHAFHH R R R R R R R

#Description: Allows to decode the population.

HHSHHH AR R R R R

decodePopulation<-function()
{
i=1
sizes=vector(mode= , length=n)
while(i<n)
{
sizes[i]l=decode(P[i,])
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i=i+l
}

return(sizes)

B e e i e e e e e e s e e e e e et s e e
#Description: Allows to calculate the fitness value for each

— individual.

B g g L S s s S S s s 2

evaluate<-function(from,to)
{
source("FunctionsSet.R")
# Vector individual genome
strI="" # String representation of the individual genome
strinteger=""
strDecimal=""
strSignBit=""
fenotype=vector (mode="numeric", length=numberOfVariables)
i=from
while(i<=to)
{
fenotype=decode(P[i,]) #String representation of the
— genes of i-th individual
F[il<<-c(evaluateFunction(functionNumber,fenotype))
i=i+1

B s s s s
#Description: Allows to create the initial population.
IR

sortPopulation<-function()
{
indices=order (F)
P<<-P[indices,]
F<<-matrix(F[indices]) #This changes the dimension of the
— Vector

B T T e e T e e e e e e e e e e e
#Description: Allows to duplicate the population.
B e e e e e e e e e i e e e e e R e e
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duplicatePopulation<-function()

{
P<<-rbind(P,P)
F<<-rbind(F,F) #It is compulsory also duplicate the vector
— fitness

IR
#Description: Allows to crossover the population.
IR R

crossoverPopulation<-function()

{

#Annular crossover

L=length

L_2=L/2

i=n+1

while(i<=2*n)
{
a<-runif (1, 0, 1)
if (a<pc)
{

r<-round(runif (i1, L_2+1, L))
rightIndA<-P[i,r:L]
leftIndA<-P[i,1:(L_2-length(rightIndA))]
mediumIndA<-P[i, (length(leftIndA)+1): (r-1)]
bottom_i=((2*n)-i)+1
rightIndB<-P[bottom_i,r:L]
leftIndB<-P[bottom_i,1:(L_2-length(rightIndB))]
mediumIndB<-P[bottom_i, (length(leftIndB)+1): (r-1)]
P[i,]<<-c(leftIndB,mediumIndA,rightIndB) #Interchange
— the left
P[bottom_i,]<<-c(leftIndA,mediumIndB,rightIndA)

i=i+1

B g s s s s
#Description: Allows to mutate the population.
B g g S s s s

mutatePopulation<-function()

{
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i=1
while (i<=b2m)

{
a<-round(runif (1, n+1, 2#n))
b<-round(runif (i, 1, length))
Pla, b]<<-abs(P[a,b]-1)
i=i+1
}

AR
#Description: Allows to remove the worst n indivuals from P.
IR

removeWorst<-function()
{

P<<-P[1:n, ]
F<<-matrix(F[1:n])

B g S s S s S
#Description: Allows to execute the evolutionary process.
B S s S S S S S S S

run<-function()
{
i=1
while(i<=g)
{
duplicatePopulation()
crossoverPopulation()
mutatePopulation()
evaluate (n+1,2*n)
sortPopulation()
removeWorst ()

graph=paste("graph_",i,".png",sep = "")
png(file.path(getwd () ,graph))
sizes=decodePopulation()
plot(F,sizes,x1lim=c(0,1),ylim=c(0,1000),type="p",
— col="2" xlab="fitness", ylab="size")
title(main = "Sample Size vs. Fitness", sub =

— paste("Generation ",i))
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grid(20, 20 , col = "lightgray", 1ty = "dotted", lwd =
— par("lwd"), equilogs = TRUE)

dev.off ()

print(paste("The best, iteration',i,":",F[1]))
fitnessResults[i]=F[1]

i=i+1

########## Execute the evolutionary process #############HHHAHAH

executeGA<-function()

{

set.seed (SEED_EVOLUTIONARY_PROCESS) #tseed for the
— evolutionary process

initialize()

evaluate(1l,n)

sortPopulation()

run()

return(decode(P[1,]))

#H###H#######E End of evolutionary process #######H#H#######HAHARHS
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Abstract. A common task in data analysis is to find the appropriate data
sample whose properties allow us to infer the parameters of the data population.
The most frequently dilemma related to sampling is how to determine the
optimal size of the sample. To solve it, there are typical methods based on
asymptotical results from the Central Limit Theorem. However, the effective-
ness of such methods is bounded by several considerations as the sampling
strategy (simple, stratified, cluster-based, etc.), the size of the population or even
the dimensionality of the space of the data. In order to avoid such constraints,
we propose a method based on a measure of information of the data in terms of
Shannon’s Entropy. Our idea is to find the optimal sample of size N whose
information is as similar as possible to the information of the population, subject
to several constraints. Finding such sample represents a hard optimization
problem whose feasible space disallows the use of traditional optimization
techniques. To solve it, we resort to Genetic Algorithms. We test our method
with synthetic datasets; the results show that our method is suitable. For com-
pleteness, we used a dataset from a real problem; the results confirm the
effectiveness of our proposal and allow us to visualize different applications.

Keywords: Sampling data - Genetic algorithms + Shannon’s entropy * Feature
selection

1 Introduction

The goal of sampling is to choose a representative subset S from a set called population
denoted by P. One way in which § may be obtained is by a random process where each
element in P has an equal probability of being selected (simple sampling). When this
process allows us to choose an element from P more than once, it is called sampling
with replacement [1] otherwise it is called sampling without replacement [2]. Alter-
native ways to obtain S are: systematic sampling [3], stratified sampling [4] and cluster
sampling [5]. Regardless of the sampling strategy, an important concern is how to
determine the cardinality or size of S. Usually this value is determined resorting to
asymptotical results from the Central Limit Theorem (CLT) [6]. Assuming a sample S;
of size N drawn from P with mean pg;, let X be a set of means pg; of the form:
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X:{HSpMSp"'auSM} (1)

From CLT, it is said that there is a relationship between the mean of X denoted as
uz and the mean of the population P denoted as p which is given by:

py = (2)

Likewise, it is said that there is a relationship between the deviation of X denoted as
oy, and the standard deviation of the population ¢ which is given by:

oy &2 — (3)

Since oy represents a dispersion measure of the samples S; (usually called standard
error), its value must be as small as possible. There is an optimal value of N that allows
satisfying such condition. We illustrate this fact in Fig. 1, with a synthetic dataset in R
of size 6000. Every point is the standard error obtained with different values of N. We
can see that the value of N that minimizes the standard error is the closest to the
population size. Obviously, for practical purposes, such value is unsuitable. An error
value must be assumed to choose a value of N less than the cardinality of P.

0.15
e 01
[NN]
©
5 r—
2
& 0.05 ‘
v
0 . — ,
0 1000 2000 3000 N 4000 5000 6000 7000

Fig. 1. Standard error in function of the sample size

From (3) and based on such error, the size of a sample is given by:

112

< %

N (4)

From (4), typically the value of oy is defined in a discretionary way. From our
example (see Fig. 1), if we assume that oy = 0.05, the value of N will be greater than
the size or cardinality of P. It means that not always given a value of g5 the value of
N is appropriate. We are facing an optimization problem which involves to find the
breakeven point between N and ¢5. An important consideration in the above discussion
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is that the asymptotical relationships in (2) and (3) assume that the samples are obtained
by a simple random sampling; usually more complex sampling strategies are not taken
into account. Another consideration is that these asymptotical relationships do not
consider random variables in a multidimensional space. We propose a method that
allows us to find the optimal sample S’ from a population P without the above con-
siderations. The idea is to find a sample of size N whose information is as similar as
possible to the information of the population and the value of N is minimal. In order to
measure the information, we resort to Shannon’s Entropy [7]. The size of the search
space is given by:

P P\ P |P|!
ZN:I (N ) - ZNUW (5)

N

space is huge, it is necessary to resort to a method that allows us to explore it effi-
ciently. Among the many methods that have arisen, we mention tabu search [8],
simulated annealing [9], ant colony optimization [10], particle swarm optimization [11]
and evolutionary computation [12]. Furthermore, among the many variations of evo-
lutionary computation, we find evolutionary strategies [13], evolutionary programming
[14], genetic programming [15] and genetic algorithms (GAs) [16]. All of these
methods are used to find approximate solutions for complex optimization problems. It
was proven that an elitist GA always converges to the global optimum [17]. Such a
convergence, however, is not bounded in time, and the selection of the GA variation
with the best dynamic behavior is very convenient. In this regard, we rely on the
conclusions of previous analyses [18, 19], which showed that a breed of GA, called the
eclectic genetic algorithm (EGA), achieves the best relative performance.

Having determined the measure of information and chosen the appropriate method
to explore the wide search space, in the following section, we present the details of our
proposal. The rest of this work has been organized as follows: In Sect. 2 we show the
background to guide the discussion about our proposal. We show how to measure the
information of the data based on Shannon’s Entropy and how to extend such measure
to data in multidimensional space. In Sect. 3, we show in detail our proposal. In Sect. 4,
we show the experimental methodology and its results. Finally, we present the con-
clusions and infer several applications.

where ( 1P| ) is the number of ways of picking N elements from P. Since this search

2 Preliminaries

2.1 Measuring the Expected Information Value

The so-called entropy [20] appeals to an evaluation of the information content of a
random variable Y with possible values {yi,ys,...,y,}. From a statistical viewpoint,
the information of the event (Y =y;) is inversely proportional to its likelihood. This
information is denoted by I(y;), which can be expressed as:
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() = log (p%) — “log(p(w)) (6)

1

From information theory [21], the entropy of Y is the expected value of I. It is
given by:

H(Y) ==Y " p(yi)log(p(y)) (7)

Typically, the log function may be taken to be log,, and then, the entropy is
expressed in bits; otherwise, as In, in which case the entropy is in nats. We will use log>
for the computations in this paper. We can visualize P and S as random variables, thus
their entropies can be calculated from (7). We want to choose a sample S of SIZE N (in
what follows denoted as Sy) from P such that:

|H(Sy) — H(P)|
H(P) =¢ (8)

Where ¢ is a parameter that represents the maximum permissible error between the
information of P and S. To calculate the entropy, an important issue is how to deter-
mine the probability p(y;). Since usually the probability distribution function (PDF) of
Y is unknown, we approximate such PDF through a method based on quantiles. Such
method can be extended to multidimensional random variables (Y € R",n>2). In
what follows, we expand the discussion about this.

2.2 Fitting Distribution of Y

We can divide the space of Y into a set of intervals usually called quantiles [22].
The PDF of Y is approximated by the proportion of the elements that lies in each
quantile. This is illustrated in Fig. 2.

Fig. 2. A possible division of the space of Fig. 3. A possible division of the space of Y in
Y in a one-dimensional space a 3-dimensional space
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The above idea may be extended to a multidimensional space, in which case, a
quantile is a multidimensional partition of the space of Y as is shown in Fig. 3
(“hyper-quantile”). In both cases the probability p(y;) is the density of the quantile to
which p(y;) belongs in terms of data contained in it. To determine the number of
quantiles in which the space of Y must be divided, typically, Sturges’ rule [23] is used.
There are other alternative rules which attempt to improve the performance of Sturges’s
without a normality assumption as Doane’s formula [24] and the Rice rule [25]. We
prefer the Rice rule, which is to set the number of intervals to twice the cube root of the
number of observations. In the case of 1000 observations, the Rice rule yields 20
intervals instead of the 11 recommended by Sturges’ rule.

Having defined the way to measure the information of P and Sy, in the following
section, we present important details to find the optimal Sy.

3 Proposal

3.1 Defining the Objective Function

We want to find the minimal value of N that allows us to obtain a sample Sy from P,
whose entropy is as close as possible to entropy of P. Finding such sample is an
optimization problem of the form:

Minimize : f(N) = ]%
subject to :
H(SW-HP) ©)
S HP) =

Ne2|P)

The value of the objective function tends to 1 when the value of N is close to |P)|.
Otherwise this value tends to decrease as the value of N is away from |P|. As men-
tioned, ¢ is a parameter that represents the maximum permissible error between the
information of P and §. The problem in (9) is a constrained optimization problem. To
solve it, we use EGA with a constraint handling strategy which is described in
Subsect. 3.3.

3.2 Encoding the Problem

EGA proposes M candidate values of N which allow us to obtain M samples Sy. The
fitness value of these candidates is determined by the objective function. Additionally
each candidate must satisfy the constraints defined in (9). The fitness of those candi-
dates that does not satisfy such constraints is punished through a penalty function (see
Subsect. 3.3). Each candidate is encoded as a binary string of length 32. EGA generates
a population of candidates (binary strings) and evaluates them in accordance with their
integer representation and the objective function (9). Evolution takes place after the
repeated application of the genetic operators [18, 19]. It is important to remark that our

49



Author Proof

6 E. Aldana-Bobadilla and C. Alfaro-Pérez

method is independent of the sampling strategy to select the elements from P. We can
choose any strategy and use it throughout of the evolutionary process of EGA.

3.3 Constraints Handling Strategy

To solve a constrained optimization problem, the most common way is resorting to a
penalty function [26]. In this approach, the objective function in (9) can be transformed
as follows:

F(N) = {f (N) if N is a feasible solution (10)

f(N) + penalty(N) otherwise

There are many variations of penalty functions. Based on the results of a com-
prehensive analysis reported in [27], we use the method that exhibited the best per-
formance, where the objective function f(N) is transformed as follows:

[K_ Zf:lﬂ SFEp
f(N) otherwise

F(N) = (11)

where K is a large constant [O(10”)], p is the number of constraints and s is the number
of these which have been satisfied.

3.4 Getting the Optimal Sample

When the evolutionary process of EGA is finished, the population will have the best
candidate whose genome (the value of N) allows us to find the optimal sample Sy.
Given a population' P (dataset), such process involves the following:

1. Generate a random set C with candidate solutions in accordance to the problem
encoding.

2. For each candidate or individual in C, decode its genome in order to obtain a value
of N and a sample Sy from P.

3. Determine the fitness value of each individual based on objective function (9).

4. Determine the feasibility of each individual in C and apply the penalty function (if
necessary).

5. Sort C in ascending order, based on the fitness values.

6. Apply genetic operators of EGA (see [18, 19]).

7. Repeated 2-4 until convergence criteria are met (usually the number of generations).

8. Select the top candidate from C; decode it in order to obtain a value of N.

9. Obtain a sample Sy from P. This is the optimal sample which satisfies:
[H(Sy)-H(P)|

H(P) -

' To avoid ambiguities, the word population and the term P refer to the dataset to be sampled rather
than the set of candidate solutions of EGA. Instead, this last set is denoted as C.
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As mentioned, we can choose any sampling strategy to obtain Sy throughout of the
evolutionary process. The value of ¢ must be given a priori, we set ¢ = 0.01, which
represents an error of 1 % between the entropies of the sample and the population.

3.5 Setting Additional Parameters

The EGA was executed with the following parameter values: Pc = 0.90, Pm = 0.009,
|C| =70, G = 300. It is based on a mentioned study [18], which showed that from a
statistical view point, EGA converges to the optimal solution around such values when
the problems are demanding (those with a non-convex feasible space).

4 Results

We wanted to show some preliminary results as evidence of the effectiveness of our
method. Subsequently, we defined a performance measure relative to the ratio between
the size of Sy and P. We executed systematically a set of experiments (with synthetic
datasets) which allowed us to find the behavior of such ratio from the statistical view
point. Finally, we show the effectiveness of our method with a real problem.

4.1 Preliminary Results

We executed preliminary experiments whose results allow us to show that our method
is promissory. The datasets in such experiments included:

— A dataset of 10000 elements in a one-dimensional space drawn from a gaussian
distribution (see Fig. 4).

— A dataset of 10000 elements in a bi-dimensional space drawn from a gaussian
distribution (see Fig. 5).

— A dataset of 10000 elements in bi-dimensional space that represent a sinusoidal
function (see Fig. 6).

T T T T F o4
F
o 2000 4000 8000 8000 10000 =t

Fig. 4. Gaussian dataset in R Fig. 5. Gaussian dataset in R?
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Fig. 6. Sinusoidal dataset

Our hypothesis is that our method will find the optimal sample (one with the
minimal value of N) from these datasets, retaining their properties (e.g. probability
distribution or spatial arrangement). In Figs. 7, 8, 9, 10, 11 and 12 we can see that the
samples retain several properties of the population. Additional properties are shown in
Table 1. As extended work, we will show that in general, the properties of the PDF
(e.g. unimodality, skweness, kurtosis, etc.) are similar to those of the dataset. In this

regard the reader can find an interesting work in [28].

Density
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0.0
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Data

Fig. 7. Density of the dataset in R

Fig. 9. Density of the dataset in R?
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Fig. 10. Density of the sample in R?
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Fig. 11. Spatial arrangement of the sinu- Fig. 12. Spatial arrangement of the sinusoidal
soidal dataset sample

Table 1. Additionaly properties of the datasets and the samples

Dataset 1 Dataset 2 Dataset 3
Population | Sample | Population | Sample | Population | Sample
Size 10000 1860 | 10000 1512 | 10000 768
Entropy | 3.0534 3.0527 |3.9261 3.9937 |3.7281 3.7194

4.2 Measuring the Performance

To measure the performance of our method, we resort to the space saving metric
(SS) from compression data which is given by:

SS:I—% (12)

A large value of SS (closer to 1) implies better performance. We calculated such
metric with a wide set of experiments (about 5000) which included random datasets of
size 1000, 5000, 10000 and 100000. The results are shown in Table 2. For com-
pleteness, we determine the confidence interval of the results with a p-value of 0.05.

Table 2. Summary of results obtained with differents datasets (gaussian a non-gaussian)

SS 0.7895
Standard deviation | 0.3181
Lower limit 0.7806
Upper limit 0.7983
Confidence level |95 %

The experiments shows that in average the sampling process allows us to reduce the
size of the dataset in more than 70 %. In this sense our method can be considered a
lossy compression method.
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4.3 Real World Dataset

We tested our method with a dataset whose elements represent information of
the handwritten digit recognition problem. The problem is to separate the highly
confusible digits ‘4’ and ‘9’. Such dataset was obtained from UCI repository [29]. This
dataset has 6000 instances (elements) with 5000 attributes. We applied our method in
order to reduce the number of such attributes. For each instance, we executed our
method to obtain the most informative attributes (those whose entropy is close to
entropy of all attributes of the instance). Based on the above, 6000 experiments were
executed. These experiments allow us to find the relative frequency of each attribute.
We chose those with frequency greater than 0.15. Such decision allows us to reduce the
number of attributes to 890. To test that such reduction retains the properties of the
original data, we applied a Multi-layer Perceptron Network (MLPN) with the reduced
dataset. The labeling set obtained by MLPN was compared with the labeling set of the
original dataset. The proportion of identical elements (labels) between these sets was
97.68 %.

5 Conclusions

A new sampling method based on the entropy has been defined in order to find a
sample of minimal size from a dataset (population). Finding the optimal sample
involves an optimization problem that requires an efficient method to explore the huge
feasible space. We use EGA as the best alternative. A first approach allows us to
determine that our method is able to find a sample from a dataset that retains the
original properties related to the probability distribution or spatial arrangement. Based
on these results a wide set of experiments on synthetic datasets was executed. On
average the method achieved a value of SS of 0.78. It means that we can reduce the size
of a dataset in more than 70 % and obtain the optimal samples that retain the infor-
mation of the original datasets with an error of 1 % (given by the value of ¢). Based on
the above, we can tackle many applications that require lossy compression data. We
showed that our method can be applied to those problems related to feature selection,
where removing redundant attributes is compulsory.
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