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Introduccion

Pensar en como un érgano como el cerebro es capaz de responder de manera
casi inmediata a un estimulo dado, aprender, generar conocimiento, tomar
decisiones, crear y desenvolverse en un ambiente. Son el tipo de
cuestionamientos que han motivado a muchas generaciones a interesarse en el
tema, primeramente a los encargados del estudio de la vida como son bidlogos,
médicos, neurobidlogos, psicologos, quimicos, entre otros, siguiendo aquellos
interesados en modelar dichos comportamientos como los matematicos, fisicos e
ingenieros. El trabajo multidisciplinario de todas estas ramas del conocimiento ha
aportado grandes avances que poco a poco dan respuesta a muchas de las
interrogantes que han surgido a lo largo del tiempo. Son precisamente estas
aportaciones el génesis de lo que se conoce como Redes Neuronales Artificiales,
una disciplina que, inspirada en el cerebro, desarrolla modelos que buscan imitar
las capacidades de las redes neuronales biolégicas.

En este orden de ideas el presente trabajo tiene como obijetivo realizar un estudio
de la teoria de redes neuronales artificiales y aplicar sus principios en la
modelacién de una memoria asociativa para el reconocimiento de patrones, que
pueda trasladarse a un sistema computarizado a fin de facilitar la generalizacion
del modelo para diferentes conjuntos patrén. EI modelo radica en representar a las
memorias como vectores en un espacio n-dimensional con componentes +1 vy el
reconocimiento consiste en que el sistema converge desde cualquier vector de
entrada incompleto o con ruido, a alguno de los patrones almacenados. Este
comportamiento se modela a través de un sistema de ecuaciones diferenciales
que guian al vector inicial hasta un patréon conocido y permiten conocer sus
condiciones en el instante t.

Para alcanzar el objetivo anterior la investigacion ha sido dividida en tres capitulos.
El capitulo uno comprende el marco teorico-historico de la investigacion, inicia con
una introduccion a las redes neuronales como resultado de la busqueda por
modelar el cerebro y la tendencia a construir tecnologia basada en las
capacidades humanas capaz de adaptarse al medio ambiente sobre el que
trabaja.
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Posteriormente se expone un estudio breve del cerebro, érgano responsable de
las actividades motoras, cognitivas y de caracter emocional inherentes al ser
humano. Es Ramoén y Cajal quien en 1911 introduce a la neurona como unidad
fundamental en la estructura cerebral y gracias a este principio, investigaciones
subsecuentes han determinado que las conexiones neuronales no son producto
del azar sino que siguen un comportamiento que bien puede ser modelado [1].
Aun cuando al dia de hoy no se cuenta con un diagrama de conexiones
neuronales completamente fiable. Asimismo se aborda el tema de la neurona
bioldgica, los elementos que la constituyen, su clasificacion y la funcidn organica
para la que ha sido creada. Conocer como una neurona real ejecuta sus
actividades es la base del modelado de redes neuronales. En este mismo
apartado se expone el proceso que se sigue dentro del cerebro para generar algun
tipo de actividad que llegue hasta las ultimas ramificaciones de la estructura
nerviosa.

A partir del estudio de la neurona biolégica se toma la neurona artificial no lineal
propuesta por Haykin [2] para diferentes funciones de activacion, conjuntos de
sinapsis, valores umbral y un operador para la agregacion de sefales de entrada.
Es este modelo de neurona el que se utiliza a lo largo de la investigacion.

Una vez conformado un panorama general del concepto de redes neuronales
artificiales se da paso al marco histérico que las acompafa con un estudio breve
sobre la evolucion que han sufrido a lo largo del tiempo.

Una vez completado el marco tedrico-histérico que gira alrededor de las redes
neuronales artificiales es preciso continuar con el esquema general que conforma
el disefio de las mismas. Para ello el capitulo dos abarca los elementos que
integran este tipo de modelos. Inicia con los tipos de arquitectura que toman las
neuronas, para continuar con las reglas que hay que seguir para representar los
datos con los que trabaja el modelo. La correcta representacion de la informacién
es de vital importancia porque es la responsable del proceso de aprendizaje en la
red. Este proceso de aprendizaje inicia con una estimulacion proveniente del
ambiente provocando cambios en los parametros libres del sistema que, a la larga,
pueden ocasionar alteraciones en la estructura interna modificando la respuesta
del sistema. Para regular el proceso mediante el cual se modifican estos
parametros, algunos especialistas han desarrollado una serie de algoritmos
conocidos como reglas de aprendizaje. Estas pueden trabajar sobre un entorno
supervisado por un maestro quien representa el conocimiento a través de un
conjunto de ejemplos entrada/salida, donde los parametros se ajustan de manera
iterativa hasta que la red imita al maestro, o bien, sobre un entorno no supervisado
con el uso de programacién neurodinamica o a través de un indice que mide la
calidad de las tareas que ejecuta la red.

Posteriormente se da paso a un modelo de memoria asociativa basado en
neuronas artificiales. El capitulo tres comienza con una definiciéon general de
memoria asociativa, donde un estimulo se enlaza a una respuesta de tal suerte
gue la memoria genera un tipo de asociacioén entre el estimulo y la respuesta. El



Introduccion 3

tipo de aprendizaje mas cercano a este comportamiento es el aprendizaje
asociativo, donde el cambio sinaptico esta en funcion de la actividad pre-sinaptica
y pos-sinaptica. El objetivo final del modelo es relacionar vectores de entrada con
vectores de salida aprendidos previamente, aun cuando las entradas contengan
alguna clase de ruido.

Dentro del mismo capitulo se abordan de forma directa, los modelos neuronales
como sistemas de ecuaciones n-dimensionales, donde cada neurona se define por
un valor de estado (encendido y apagado), una funcién de activacion y un valor
umbral, que acorde a la dinamica del sistema modifican el estado de la unidad. El
objetivo de la red es generar trayectorias que se aproximen asintéticamente a un
punto fijo, donde se ha de analizar el comportamiento del sistema dentro y fuera
de una vecindad para determinar la estabilidad de las trayectorias.

Posteriormente la investigacion conduce al planteamiento de problemas de
seleccién de conjuntos con un enfoque practico de redes neuronales, cuyas
trayectorias constantes representan soluciones al problema. Asimismo se aborda
la cobertura de combinatorias como una variante que sigue los mismos principios.
En ambos casos, se inicia con la definicidon del problema para después proponer el
modelo neuronal que se ajusta. Posteriormente se expone el desglose de la
dinamica del modelo para obtener las trayectorias constantes que han de ser
sometidas a una evaluacién de estabilidad y asi determinar cuéles corresponden a
una solucion real del problema.

La investigacion sigue con un modelo de memoria que plantea como patrones a
vectores en el espacio n-dimensional con componentes +1, y entiende el
reconocimiento como la convergencia desde cualquier vector de entrada a un
patron almacenado. De igual forma se presenta un modelo con ciclos limite donde
cada trayectoria atractor recorre algunos de los 2™ vértices del n-cubo con
coordenadas +1 en el espacio n-dimensional. Con trayectorias ciclicas disjuntas
por los diferentes ortantes del hiperespacio.

Una vez definida la dinamica basica de una memoria y su funcion de activacién, se
propone un modelo general para la composicion de un sistema de ecuaciones no
lineales. Dicho modelo se somete a un analisis para asegurar la existencia de
trayectorias constantes estables como soluciones del sistema. Con el modelo de
memoria definido se procede a analizar su comportamiento, de tal suerte que se
tiene un primer ejemplo funcional del modelo de memoria. Asi mismo, se realiza
un estudio del comportamiento del modelo de memoria dentro de la zona de
transicion de acuerdo a los atractores estables en regiones adyacentes del
hiperespacio.

Finalmente se presenta una serie de problemas que dan nocién de algunas de las
aplicaciones del modelo de memoria. Por cada problema se define la funcién de
activacion y el sistema de ecuaciones obtenido a partir del modelo general. Asi
mismo se utiliza el método de Euler y una hoja de calculo para conseguir las
trayectorias constantes del sistema partiendo de estados de inicio aleatorios. En
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cada caso ha de realizarse un estudio de los resultados arrojados por el método
numerico. La investigacion cierra con la presentacion de un simulador de memoria
sobre el que se prueba el reconocimiento de los primeros diez digitos numeéricos,
siendo este ultimo apartado el que busca demostrar la viabilidad de tomar como
fuente de inspiracion el cerebro, descifrar su comportamiento y abstraerlo a
modelos matematicos que permitan construir soluciones basadas en los principios
por los que se rige.



Capitulo 1
Introduccion alas Redes Neuronales Artificiales

1.1 Caracteristicas de redes neuronales artificiales

Las redes neuronales artificiales son un conjunto de unidades (neuronas)
interconectadas inspiradas en las redes neuronales bioldgicas. Las capacidades
de una red neuronal dependen del numero de neuronas con el que cuenta asi
como la arquitectura de disefo.

Los modelos de redes neuronales artificiales surgen a partir de los estudios
realizados por diversos investigadores persiguiendo modelar sistemas nerviosos
biolégicos para dar una explicacion de cémo el cerebro a partir de la interaccion
entre sus neuronas da lugar al aprendizaje y la memoria.

Por otro lado, las redes neuronales artificiales exhiben varias de las funciones del
cerebro siendo capaces de aprender, memorizar un conjunto de patrones,
clasificarlos, generalizar a qué clase pertenece un nuevo objeto a partir de la
experiencia acumulada durante el reconocimiento de otros previos, establecer
asociaciones entre objetos siendo por tanto capaces de reconocer simbolos tales
como letras, numeros o cualquier objeto o patron [3].

En el caso particular del reconocimiento de patrones, donde a partir de una
version incompleta o corrompida de un patrén se obtiene la version correcta. Las
caracteristicas ausentes existen en asociacidon con aquellas presentes en el patron
de prueba a través de las fuerzas de conexion. Por lo tanto, la recuperaciéon no se
hace a partir de una clave o indice como ocurre en una memoria de computadora.

A grandes rasgos, una red neuronal es un algoritmo inspirado en el
comportamiento observado en las neuronas durante la ejecucion de una tarea o
funcién de interés particular. Las redes neuronales artificiales usualmente son
implementadas en dispositivos electrénicos o simuladas en software de
computadora. Véase a continuaciéon la Fig. 1.1 que ilustra la estructura
organizacional de un sistema basado en redes neuronales artificiales.
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Fig. 1.1 Estructura organizacional de un sistema de redes neuronales [4]
A continuacidon se muestra una definicion formal de red neuronal:

“Una red neuronal es un procesador distribuido en paralelo compuesto de
unidades de procesamiento que tiene una propensién natural para el
almacenamiento de conocimiento experimental y que es puesto a
disposicion para su uso. Se parece al cerebro en dos aspectos:

= El conocimiento de la red es adquirido de su entorno a través de un
proceso de aprendizaje.

= Fuertes conexiones interneuronales, conocidas como pesos
sinapticos, que se utilizan para almacenar el conocimiento
adquirido”[2].

El procedimiento usado para la ejecucion del proceso de aprendizaje es llamado
algoritmo de aprendizaje, el cual determina la funcibn que modifica
sistematicamente los pesos sinapticos de la red para conseguir el objetivo
deseado. Es importante sefalar que una red neuronal artificial tiene la capacidad
de modificar sus pesos sinapticos en analogia con las neuronas del cerebro
humano donde éstas pueden fortalecer o debilitar sus conexiones sinapticas.

A continuacion se exponen de Haykin [2] e Hilera Gonzalez [5] algunas de las
caracteristicas que ofrecen las redes neuronales artificiales:

I. Auto-organizacién. La organizacion interna del sistema aumenta de
complejidad sin la guia de un agente externo. Esta caracteristica permite la
modificacién de la red, lo que se traduce en un aprendizaje especifico y
permite que responda a situaciones que no han sido experimentadas con
anterioridad.
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II. Adaptabilidad. La modificacion de los pesos sinapticos en las redes
neuronales les proporciona la capacidad de adaptacion a los cambios
sufridos alrededor de su medio. Aun cuando una red neuronal se entrene
para operar en un ambiente especifico, ésta puede facilmente volverse a
entrenar para enfrentarse a cambios minimos en las condiciones de
operacion del sistema. Mas aun, las redes neuronales pueden ser disefiadas
para cambiar sus pesos sinapticos en tiempo real, con el objetivo de hacer
frente a situaciones que operan en un ambiente no estacionario.

lll. Informacién contextual. Debido a la interconexion que existe en la
arquitectura de la red neuronal, cada una de las neuronas que la conforman
puede ser afectada por la actividad global de otras neuronas en la red.
Consecuentemente, la informacion contextual puede ser distribuida a lo largo
de la red.

I\V. Tolerancia a fallos. Una red neuronal tienen el potencial de ser tolerante a
fallos, en el sentido de que puede continuar funcionando aun cuando las
condiciones de operaciéon sean adversas, por ejemplo, si una neurona o sus
conexiones son destruidas, la red tiene la capacidad de continuar operando
el sistema. Por otro lado, las redes neuronales son capaces de reconocer
informacion con ruido, distorsionada o incompleta.

1.2 El cerebro

El cerebro es aun hoy en dia una fuente de conocimiento inagotable que causa
fascinacion en el mundo cientifico. Desde las primeras apariciones de
computadoras el hombre ha buscado imitar las capacidades del cerebro y hoy
continua siendo un estimulo para la construccion de maquinas inteligentes.

El cerebro es el 6rgano humano responsable de una inmensa gama de actividades
que van desde las motoras basicas (como caminar, dormir o respirar) hasta las
complejas o de caracter cognitivo (como pensar, hablar o aprender). Asi mismo es
el centro del sistema nervioso con un peso de 1,400 gramos aproximadamente en
un humano adulto [2] y consta una red de neuronas que constantemente recibe
informacion, la procesa y emite una respuesta. Puede ser visto como un sistema
de tres estados tal y como se muestra en la Fig. 1.2.

Fig. 1.2 Diagrama de bloques que representa el sistema nervioso [2]

Los receptores convierten estimulos provenientes del cuerpo o del medio externo,
en impulsos que transmiten la informacion a la red neuronal. Los emisores
convierten los impulsos eléctricos generados por la red en las respuestas de salida
del sistema.
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El pionero en el estudio del cerebro fue el médico Ramoén y Cajal [3], quien en
1911 definié a la neurona como la unidad fundamental para el procesamiento de
informacion en el cerebro. Gracias a su arduo trabajo y al método de tincidn
utilizado en el microscopio, demostrd que el cerebro no era una masa continua de
células cerebrales, sino una red de neuronas en la que cada neurona conservaba
su individualidad. Cabe destacar que los eventos en una neurona suceden en un
rango de milisegundos (10%), mientras que los eventos en un chip suceden en
nanosegundos (10°) [2], sin embargo, el cerebro reduce su indice de operacién
gracias a su asombroso numero de neuronas y conexiones neuronales.

El cerebro funciona a través de sehales o impulsos eléctricos que responden a
necesidades de caracter biolégico o estimulos provenientes del ambiente, asi
como a las situaciones a las que un individuo es expuesto. A manera de ilustracion
sobre los procesos que toman lugar en el cerebro para la generacion de una senal
de respuesta, véase la Fig. 1.3 que muestra la propagacion de los impulsos
nerviosos en la red de neuronas cerebrales.

Procesamiento de los estimulos a
través del soma

Recepcion de estimulos a
través de las dendritas Emision del

potencial de accion
cuando se ha

. rebasado el umbral
Dendritas W de excitacion

Axones
terminales

Liberacion de los
neurotransmisores a
las dendritas de otra
neurona o de alguna Transmision del impulso hasta las
terminal periférica del terminales sinapticas

sistema nervioso
Fig. 1.3 Propagacion de los impulsos nerviosos

Se estima que existen alrededor de 10 billones de neuronas en la corteza cerebral
humana y aproximadamente 60 trillones de sinapsis 0 interconexiones,
convirtiéndolo en una enorme y eficiente estructura.
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1.3 La neurona biolégica

Las redes neuronales biolégicas son estructuras compuestas de millones de
neuronas en las que cada neurona funciona dependiendo de las interconexiones
que tenga con las demas. Una neurona biolégica es una célula animal cuya
funcion puede reducirse a un comportamiento que permite o no la transferencia de
impulsos eléctricos dependiendo de si la cantidad almacenada de energia rebasa
o no el umbral de activacion.

La definicion dada por Ramén y Cajal a la neurona bioldgica es:

“Una neurona es una célula individual que se relaciona, y por tanto se
conecta con otras neuronas, a través de una conexion muy particular
llamada sinapsis. El conjunto de sus actividades estan orientadas al
procesamiento de sefiales de entrada asi como al almacenamiento y
modificacién de las sinapsis” [3].

Y de acuerdo con Cérdova Martinez [6], desde el punto de vista morfolégico una
neurona estad compuesta por:

I. Cuerpo celular o soma. Centro metabdlico de la neurona en donde se
procesa la informacion.

II. Dendritas. Prolongacion del cuerpo celular de neurona que tiene como
funcion ser el centro receptor de la informacién.

[ll. Axon. Prolongacién del cuerpo celular de la neurona que constituye una
fibra nerviosa encargada de transportar las sefiales generadas por la
neurona.

IV. Terminales axdnicos o sinapticos. Elementos de transmisién que permiten
gue una neurona contacte y transmita informacién a la zona receptora de
otra neurona. La zona de contacto se denomina sinapsis, asi que la pos-
sinapsis generalmente se ubica en la dendrita, aun cuando llegan a
presentarse contactos en el cuerpo celular y el axén.

A manera de ilustracion véase la Fig. 1.4 que muestra la morfologia de una
neurona bioldgica.

Se puede decir que las neuronas estan funcionalmente polarizadas [7], es decir,
reciben sefales a través de las dendritas, las procesan y acumulan en el soma
(integracion), y envian la respuesta a otras neuronas a través del axén. En caso
de existir suficientes impulsos eléctricos a un numero adecuado de conexiones
pre-sinapticas, se libera una cantidad suficiente de neurotransmisor que estimula a
la neurona pos-sinaptica hasta llegar a un umbral de excitacion, ocurriendo asi un
cambio en la corriente eléctrica denominado potencial de accion.
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Fig. 1.4 Diagrama de una neurona biolégica[8]

El potencial de accion, es un evento electrofisiolégico breve que ocurre porque la
membrana de la neurona tiene propiedades activas (es un medio excitable),
usualmente se origina en el segmento inicial del axon y se propaga a lo largo de
este. Es un mecanismo basico para la comunicacion entre las neuronas y puede
pensarse en él como una sefal que es enviada por una neurona a otras. Cabe
destacar que una neurona puede recibir muchas sefales de otras neuronas
(convergencia) y regresar sefales a muchas otras (divergencia) [7].

1.4 La neurona artificial

La neurona representa el elemento principal para la operacion de las redes
neuronales artificiales, y se puede definir como una unidad de procesamiento de
datos. Es de suma importancia seialar que las neuronas empleadas en el disefio
de redes neuronales artificiales son sumamente primitivas en comparacién con las
neuronas bioldgicas, por lo que las redes generadas a partir de las mismas no
tienen sentido de comparacion con los circuitos locales e interregionales del
cerebro.

La Fig. 1.5 muestra el modelo no lineal de una neurona que es la base para el
disefio de las redes neuronales artificiales. Cabe aclarar que la no linealidad se
debe a que la salida de la neurona no es linealmente dependiente de sus entradas
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(es decir, proporcional a la suma de sus sefales de entrada), ya que este modelo
utiliza funciones de activacién no lineales (funcion escalon, rampa o sigmoide) que
producen respuestas acotadas.

Fig. 1.5 Modelo no lineal de una neurona [2]

Los elementos basicos que conforman un modelo de neurona artificial son:

Conjunto de sinapsis o vinculos conectores. Caracterizados por una fuerza
0 peso propio para cada una de las neuronas representadas en el modelo.

x;: Sefal de entrada de la sinapsis j conectada a la
neurona k.
wy;: Peso de la sinapsis j conectada a la neurona k, donde
a)kj € R.

En términos matematicos una sinapsis es representada por la multiplicacion
de la entrada x; por el peso wy;.

Sinapsis = x;wy; 1.1

La sinapsis es el vinculo que une una neurona con otra formando un canal
de comunicacidon entre ambas. En la descripcion tradicional de la
organizacion neural, se asume que la sinapsis es una simple conexion que
puede generar excitacion o inhibicion en la neurona receptora, pero no
ambas.

Operador de agregacion de entradas.
Y. : Combinacion lineal de las sinapsis.
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lll.  Funcién de activacion.
@(+) : Limita la amplitud de la salida de una neurona a valores finitos;
en general, el rango de amplitud normalizado se encuentra
dentro de los intervalos [0,1] o [—1,1].

I\V. Bias o valor umbral.
b,:  Disminuye o incrementa el peso neto del valor de entrada en
la funcién de activacion dependiendo del signo.

Partiendo de la neurona no lineal mostrada en la Fig. 1.5, el modelo matematico
correspondiente es:

m

Neurona = e = ;xjwkj 1.2
Vi = @y + by)
Siguiendo el modelo anterior y tomando a
Vi = Uy + by 1.3
como el potencial de activacion de la neurona, entonces se puede observar que si
U, =0=v, = by 1.4
Sustituyendo 7.2 en 1.3 se obtiene 1.5.

m

Uk =ija)kj+bk 1.5

j=1

Haciendo x, = +1y wy = by, Se tiene

m

vy = ijwkj 1.6
=0

Ve = @) 1.7

Aunado a lo anterior, se obtiene el modelo equivalente de neurona que se muestra
en la Fig. 1.6. Donde el umbral de activacion se considera una entrada fija del
sistema.
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Fig. 1.6 Modelo equivalente de neurona [2]

1.4.1 Tipos de funciones de activacion

En analogia con la neurona bioldgica la funcién de activacion ¢(v) representa la
integracion de los impulsos en el soma y su salida y, la sefial en el axén. La
funcién de activacién puede ser lineal o no lineal y es seleccionada para satisfacer
alguna especificacion del problema que la neurona esta intentando resolver [9].
Dentro de las funciones de activacion mayormente utilizadas se encuentran:

I. Funcién escalén

1, siv=0
o) = {0, siv<0 1.8

Por lo tanto, la salida de la neurona k es:

(1, siv, =0
y"_{O, siv, <0 1.9

Donde v, representa el campo local de excitacion de la neurona.

m

Ukzzxj(l)kj+bk 1.10

j=1
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La grafica de la funcion se muestra en la Fig. 1.7. Este modelo también es
conocido como el modelo de McCulloch y Pitts con la unica diferencia de
que la sefal de salida de la neurona no corresponde a unos y ceros sino a
valores positivos y negativos respectivamente.

2

®i(vi)

-1
Fig. 1.7 Funcién escalén

Il. Funcion lineal con umbral

( 1
1 > =
V=3
1 1
v) =< _ — 1.11
o) v S <v<s3
0 < L
\ vs 2

Donde el factor de amplificacion dentro de la regidn lineal de operacion es
limitado al cuadrado unitario. Véase la Fig. 1.8.

2 -

(Vi)

/
oo

-3 -2.5 -2 -1.5 -1 -0.5 0.5 1 15 2 2.5 3

a
Fig. 1.8 Funcion lineal con umbral
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lll.  Funcion sigmoide
Es la funcion de activacion mas usada en la construccion de redes
neuronales. Proporciona un excelente balance entre la linealidad y la no
linealidad al ser continuamente diferenciable. Un ejemplo de funcion
sigmoide es la funcion logistica.

1
- - 1.12
v =T

Donde a es el parametro de inclinacion. Véase la Fig. 1.9

Fig. 1.9 Funcién sigmoide

Cabe sefalar que si a —» « entonces ¢(v) tiende a la funcion escalén. Y
mientras la funcion escaléon asume valores de 0 o 1, la funcién sigmoide
toma valores continuos entre O y 1.

Es importante hacer hincapié en que las funciones de activacion antes
mencionadas devuelven valores binarios (0 o 1). Sin embargo, en ocasiones es
conveniente que la salida se encuentre dentro del intervalo [-1,1], ya que vectores
con componentes +1 tienen mayor probabilidad de ser ortogonales. Ademas, este
tipo de cambio no afecta las propiedades esenciales de la red pero si la simetria
de las regiones solucién [10]. Es por ello que a continuacion se definen las
funciones equivalentes.

|. Funcién escalén

1 v>0
p(wv) =40 v=0 1.13
-1 v<O0
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(Vi)

2]
Fig. 1.10 Funcién escalén con rango de —1 a +1

Il. Funcion lineal con umbral

( 1
1 > =
V=3
1 1
V) = - — 1.14
p(v) v S <v<s
1
*] (Vi)

-2
Fig. 1.11 Funcion lineal con umbral de rango —1 a +1

lll. Funcion sigmoide, que es sustituida por la funcion tangente hiperbdlica
definida como:

¢(v) = tanh(av) 1.15

Donde al igual que en la funcién sigmoide, a corresponde al parametro de
inclinacion.
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Fig. 1.12 Funcién tangente hiperbdlica

Es importante desatacar que la funcién de activacion es seleccionada durante la
fase de disefio de tal forma que los parametros, al ser ajustados con alguna regla
de aprendizaje, permitan que la relacion entrada-salida de la neurona cumpla
algun objetivo especifico. Por ejemplo, la funcion escalon puede ser usada para
crear neuronas que clasifiquen entradas en dos categorias distintas[9]. Por otro
lado, la funcién lineal con umbral aporta un grado de proporcionalidad entre las
sefales de entrada y la salida de la neurona dentro del intervalo acotado por +e.
Mientras la funcion sigmoide tiene la ventaja de ser continua. Aunque todas ellas
pueden utilizarse para resolver un mismo problema con algoritmos de aprendizaje
y arquitecturas diferentes, o combinarse en redes de capas multiples, la seleccion
depende de las especificaciones del problema que la neurona esta intentando
resolver.

Un comportamiento fundamental en las redes neuronales artificiales es el que se
conoce como feedback o retroalimentaciéon, que ocurre cuando en el sistema
dinamico la salida de un elemento esta en relacion con la entrada de otro, ambos
presentes en el mismo sistema.

Un ejemplo grafico de un feedback basico es el que muestra la Fig. 1.13. Donde:

xj(n): Sefal de entrada

x’;(n): Sefalinterna

yr(n): Sefal de salida
n: Variable discreta de tiempo
A: Operador forward (hacia adelante)
B: Operador feedback (hacia atras)
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Fig. 1.13 Feedback [2]

Notese que las entradas y salidas tienen la relacion siguiente:

ye(n) = Alx';(n)] 1.16
x';(n) = x;(n) + By, (n)] 1.17

donde A y B actuan como operadores.

A diferencia de las redes feedforward, donde la sefial de entrada es conducida de
forma secuencial y procesada por las neuronas de la capa siguiente hasta
alcanzar las neuronas de salida. En una red con retroalimentacion hay ciclos que
les permiten a las neuronas (de capas previas o de la misma capa) procesar
reiteradamente la salida generada por la neurona actual antes de producir una
respuesta definitiva.

1.5 Evolucion histérica de las RNAs

Como se menciona al inicio de la investigacion, las redes neuronales artificiales se
deben al surgimiento de metodologias caracterizadas por su inspiracion en los
sistemas biolégicos. Cabe destacar que hoy en dia existe un gran numero de
profesionistas, investigadores y cientificos, que estdn empleando las redes
neuronales artificiales como herramienta de aplicacién en la solucion de tareas
que requieren la capacidad innata y de bajo nivel del cerebro humano, tales como:
sistemas de decision, procesamiento de sefales, vision, control en tiempo real,
clasificacion de patrones, etc.[11]

El origen, y por ende la existencia de aplicaciones de redes neuronales a
problemas reales, son producto del recorrido hecho por los sistemas de
procesamiento de informacion a lo largo la historia. Aun cuando hoy en dia la
mayoria de las aplicaciones de redes neuronales estan siendo ejecutadas sobre
computadoras de propésito general, existen lineas de desarrollo enfocadas en
hardware especializado en procesamiento paralelo [12].

Desde la aparicion de metodologias inspiradas en sistemas bioldgicos, las
técnicas de procesamiento de informacion se dividen en dos corrientes: por un
lado la denominada computacion hard con un enfoque algoritmico tradicional, y
por el otro, la computacion soft donde se posicionan las teorias de légica borrosa,
redes neuronales o sistemas conexionistas, razonamiento aproximado, algoritmos
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genéticos y teoria del caos [13]. Para tener un panorama mas amplio de estas dos
vertientes se expone en la Tabla 1.1 un comparativo entre ambas.

-| Computacion hard Computacion soft

Explotar la tolerancia a: imprecision,
Principio guia Precisién, certeza y rigor || incertidumbre, verdades parciales y
aproximacion

Entrada Datos completos y exactos || Datos aproximados e incompletos
Salida Solucién excesivamente Solucién que es “suficientemente
exacta buena”

Tabla 1.1 Comparativo entre computacién hard y computacion soft. Con informacion de Khoury [14]
y Eick [15]

Es importante mencionar que las redes neuronales artificiales nacen como una
linea de investigacion de la inteligencia artificial cuyo origen se remonta al
movimiento cientifico de la cibernética en los afos cuarenta. Se basa en el
procesamiento simbdlico y difunde la expansion del uso de computadoras en
aplicaciones tales como el procesamiento de palabras, proposiciones u otras
entidades.

Entre los investigadores mas sobresalientes de la primera etapa en el paradigma
de la inteligencia artificial a mediados de los afios cuarenta y cincuenta destacan
John McCarthy, Allen Newell, Hebert Simon y Marvin Minsky. En forma paralela al
desarrollo de la inteligencia artificial simbdlica, a mediados de los afios cincuentas
y mediados de los sesentas surgen grupos de investigadores dedicados a la
construccion de redes neuronales o sistemas conexionistas, entre los que se
encuentran, F. Rosenblatt de la Universidad de Cornell en Nueva York, C. Rosen
del Instituto de Investigacion en Standford California y B. Widrow del
Departamento de Ingenieria Electrénica en la Universidad de Standford California,
entre otros [13]. Sin embargo, los pioneros en el estudio de redes neuronales
artificiales son Warren McCulloch y Waltter Pitts quienes en 1943 proponen la
primera red neuronal denominada “Red neuronal de McCulloch-Pitts”, misma que
quiza, por ser la primigenia, carecia de la posibilidad de aprendizaje, no obstante,
represento el nacimiento de las redes neuronales artificiales [3].

Una importante aportacion al estudio de redes neuronales artificiales es el libro
“Design for a brain” publicado por Ross Ashby en 1952, en el cual, se recopila
informacion respecto a la relacién entre estabilidad y error en el cerebro a través
del uso de un aparato que Ashby denomino homeostato, dicha publicacion resultd
de gran ayuda a los investigadores conexionistas [3].

Entre los trabajos posteriores sobresale el de Rosenblatt y Widrow, quienes
disefian una red neuronal con unicamente una capa de conexiones modificables.
En 1958 Rosenblatt disefia el “Perceptrén”, una red neuronal de dos estratos de
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conexiones donde solo uno de los estratos es modificable. Esta red se fundamenta
en el teorema de convergencia que establece, que si los parametros del sistema
tienen la habilidad de realizar una determinada clasificacién, el sistema es capaz
de aprender en un numero finito de pasos, siempre y cuando, las conexiones se
modifiquen de acuerdo con la regla de aprendizaje [16]. La regla de aprendizaje a
la que se hace referencia no es mas que el algoritmo de aprendizaje por
correccion del error, en el cual, de manera iterativa, los pesos sinapticos son
ajustados de tal suerte que la diferencia entre la respuesta generada por el
sistema y la respuesta deseada se minimiza.

Por otro lado, Widrow y Hoff disefian en 1960 una estructura similar a la del
Perceptron con un nuevo tipo de unidad de procesamiento y un mecanismo de
aprendizaje que permite la entrada de informacién de tipo continuo. Esta nueva
aportacion al campo del conexionismo fue la denominada neurona ADALINE
(ADAptative LINear Elements), que introduce el uso de la regla delta o regla
Wodrow-Hoff como regla de aprendizaje. La regla delta mide la diferencia entre la
salida actual de la red y el vector objetivo en un contexto supervisado. Esta
diferencia es tratada como un error que debe ser minimizado por el ajuste de
pesos. El objetivo es encontrar el minimo de la suma de errores sobre el conjunto
de entrenamiento [9]. El modelo ADALINE fue utilizado en la eliminacién de ecos
en las lineas telefonicas, lo que lo convirtid en la primera red neuronal aplicada a
un problema real y que continué siendo empleada durante muchas décadas [4].

De acuerdo con Mufioz Pérez [17], la decadencia del conexionismo se hace
presente cuando los fieles seguidores y lideres de la inteligencia artificial, Marvin
Misnky y Seymour Papert, realizan la publicacién de su libro “Perceptrons” en el
afio de 1969, en el que hacen una fuerte critica al modelo de Rosenblatt. En esta
publicacién se hace notar la limitacién del perceptrén para aprender la funcién
l6gica XOR (disyuncion exclusiva). Ademas, estos autores realizan una campafa
para desacreditar la investigaciéon en redes neuronales artificiales y desviarla a
otros paradigmas. Ante este panorama algunos de los principales grupos de
investigacion en redes neuronales abandonan sus proyectos y dirigen sus trabajos
hacia la inteligencia artificial simbdlica. Entre estos grupos de investigacion se
destacan el de Widrow, quién aplica sus técnicas de redes neuronales artificiales a
la ingenieria de telecomunicaciones. Asi como el grupo de Rosen, cuyo proyecto
de investigacion se enfoca en la construccion de un robot moévil siguiendo el
paradigma de la inteligencia artificial simbdlica. Sin embargo, y contrario a la
tendencia adoptada por sus contemporaneos, Rosenblatt continua sus
investigaciones en el paradigma de redes neuronales [13].

Cabe senalar que los lideres actuales en redes neuronales artificiales inician sus
publicaciones en la década de los afos setentas. De acuerdo con Montafio [13] los
que encabezan la lista son:

= Teuvo Kohonen de Finlandia, que en 1960 desarrolla un modelo similar al
de Anderson y en 1982 propone el modelo topografico con aprendizaje
autoorganizado, en el que las unidades se distribuyen segun el tipo de
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entrada al que responden; éste modelo es conocido como Mapas
Autoorganizados de Kohonen.

= Von Der Malsburg de Alemania, quien en 1973 da a conocer un modelo con
neuronas que responden a la orientacion de los objetos.

= Kunihiko Fukushima de Japdén, que desarrolla el “congnitrén”, una red
neuronal autoorganizada para el reconocimiento de patrones que es
superada por el “neocognitrén”. Ambos modelos especializados en la
agrupacion de objetos de entrada en clases (clusters) diferentes acorde a
una medida de similitud.

= Stephen Grossberg de Estados Unidos, se especializa en el estudio de los
mecanismos de percepcidn y memoria en los seres humanos, gracias a lo
cual en 1967 desarrolla la red neuronal denominada “avalancha”, para
resolver actividades tales como el reconocimiento continuo del habla y el
aprendizaje de los movimientos del brazo de un robot.

Dentro de la gran cantidad de aportaciones de Stephen Grossberg al
campo de las redes neuronales se encuentran la Teoria de la Resonancia
Adaptativa (ART, por sus siglas en inglés Adaptative Resonance Theory)
desarrollada al lado de Gail Carpenter, que se aplica a modelos con
aprendizaje competitivo, denominados:

a) modelo ART, define un esquema de aprendizaje no supervisado y,

b) modelo ARTMAP denominacion dada a los esquemas con

aprendizaje supervisado.
Debe hacerse notar que el aprendizaje competitivo se presenta cuando la
sefal de salida es generada por una unica neurona que ha alcanzado su
valor de respuesta maximo después de competir con las demas neuronas.
= James Anderson, quien en 1977 desarrolla un asociador lineal de patrones

perfeccionado en el modelo Brain State in a Box (BSC), que alcanza la
modelacién de funciones arbitrariamente complejas [4].

Gracias a las investigaciones y proyectos desarrollados por los seguidores de las
redes neuronales después del declive sufrido, es que en la década de los afos
ochentas los sistemas conexionistas emergen del olvido al que habian sido
confinados. Aunque hay situaciones que favorecen el resurgimiento de las redes
neuronales como paradigma de investigacién. Por ejemplo, el hecho de que la
inteligencia artificial simbdlica se encuentra en la fase de comercializacién, asi
como el que los cientificos toman conciencia de las limitaciones de los sistemas
simbdlicos (la incapacidad para el reconocimiento de objetos y del lenguaje
hablado o la inhabilidad para el razonamiento de sentido comun). Lo anterior
propicia que los cientificos busquen lineas de investigacion alternativas como los
sistemas conexionistas.

Aun cuando los investigadores mencionados realizan grandes aportaciones al
paradigma de redes neuronales, hace falta el reconocimiento de la comunidad
cientifica, este reconocimiento llega cuando en el afio de 1982 el destacado fisico
John Hopfield publica en la Academia Nacional de la Ciencias un importante
articulo sobre redes neuronales. El articulo que presenta Hopfield contiene una
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clara descripcion de una variante del asociador lineal de Anderson conocida como
la “Red de Hopfield” e inspirada en la minimizacion de la energia presente en los
sistemas fisicos [4]. Dicho articulo, ademas de lograr el reconocimiento cientifico
de los sistemas conexionistas, impulsa la implementacion de los modelos de red
mediante el uso de dispositivos electronicos que emplean tecnologia VLSI (Very
Large Scale of Integration) y sugiere una estrecha relacion entre los sistemas
fisicos y las redes neuronales.

En el mismo ano de la publicaciéon hecha por Hopfield, se celebra la “U.S.-Japan
Joint Conference on Cooperative/Competitive Neural Networks” [4], que reabre el
paradigma de redes neuronales a gran escala. Una vez que esto sucede, de la
comunidad cientifica surgen nuevos discipulos entre los se encuentran: Geoffrey
Hinton y Terrence J. Sejnowski pertenecientes al grupo PDP (Paralell Distributed
Processing) en la Universidad de San Diego California, quienes desarrollan la
denominada Maquina de Boltzman; una red neuronal cuyo algoritmo de
aprendizaje para la modificacion de conexiones fue altamente aceptado por los
conocedores.

David Rumelhart, Geoffrey Hinton y Ronald Williams pertenecientes también al
grupo PDP, proponen la técnica de Backpropagation, misma que es desarrollada
con anterioridad por Paul Werbos en 1974 y redescubierta por otros grupos de
investigadores. Cabe destacar que Rosenblatt en 1962 ya tenia idea de ésta
técnica, sin embargo, no la desarrolla de manera satisfactoria [13]. La técnica de
backpropagation se considera la contribucién mas importante en el resurgimiento
del conexionismo desatando el interés del mundo cientifico alrededor de las redes
neuronales a mediados de los ochentas. El éxito de la técnica desarrollada por
Rumelhart, Hinton y Williams se debe a que pone fin al principal problema
presentado por el perceptron multicapa de los afos sesentas (la falta de
conocimiento del error cometido por la red en las capas intermedias).

Finalmente, en 1985 se confirma la postura de la comunidad cientifica respecto a
las redes neuronales artificiales con la primera reunién anual “Neural Networks for
Computing” organizada por el Instituto Americano de Fisica. Siguiendo en 1987 la
primera conferencia internacional sobre redes neuronales de la IEEE y la
Sociedad Internacional de Redes Neuronales (INNS por sus siglas en inglés
“International Neural Network Society) dirigida por Grossberg de Estados Unidos,
Kohonen de Finlandia y Amari de Japon [4]. La evolucién histérica de las redes
neuronales culmina con el surgimiento, crecimiento e institucionalizacién de una
comunidad cientifica enfocada al tema.
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Elementos que integran el disefio de RNAs

2.1 Arquitecturas de redes neuronales artificiales

La arquitectura de las redes neuronales artificiales se puede definir como la forma
en que se interconectan las neuronas dentro de la red, junto con el algoritmo de
aprendizaje que se ha de utilizar. Dentro de las arquitecturas neuronales de uso
comun se encuentran las que a continuacion se exponen:

|. Redes Feedforward de capa simple
En una red de capa simple, las neuronas estan organizadas en forma de
capas. La forma mas simple de este tipo de red toma una capa de entrada
de nodos origen que son proyectados sobre una capa de neuronas de
salida.

Las redes de capa simple no son de tipo ciclico, sino de avance hacia
delante (feedforward) como se muestra en la Fig. 2.1. Un ejemplo de éste
tipo de arquitectura es el perceptron.

Fig. 2.1 Diagrama de una red feedforward de capa simple

23
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ll. Redes Feedforward de capas multiples o multicapa
Este tipo de red se distingue del anterior debido a la presencia de capas
ocultas que utilizan como sefales de entrada las sefiales de salida
generadas por la capa anterior hasta llegar a la capa de salida. Cabe
sefalar que las entradas en la primera capa oculta corresponden a las
sefales de entrada externas o nodos origen de la red. Un ejemplo grafico
de una red feedforward multicapa es el que se muestra en la Fig. 2.2.

Fig. 2.2 Diagrama de una red feedforwad multicapa

Cabe senalar que en las redes feedforward el flujo de informacién permite que
todos los estados de las neuronas se actualicen al mismo tiempo o siguiendo una
secuencia determinista [18].

lll. Redes Recurrentes
Una arquitectura de este tipo se distingue por el uso de ciclos de
retroalimentacion que pueden clasificarse en:

= Retroalimentacion a si misma. Cuando la salida generada por una
neurona sirve a si misma como una nueva entrada. Un ejemplo de
este tipo de retroalimentacidén se muestra en la Fig. 2.3.

= Retroalimentacion a otras neuronas. Cuando la salida generada por
una neurona sirve a otras pero no a si misma como una nueva senfal
de entrada. Véase un ejemplo en la Fig. 2.4.
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Fig. 2.3 Red recurrente con capas ocultas y retroalimentacién a si misma [2]

Fig. 2.4 Red recurrente sin capas ocultas ni retroalimentacion a si misma [2]

A diferencia de las redes feedforward, las redes recurrentes permiten la
interconexion de neuronas en cualquier sentido y la inclusion de operadores de
retardo. Generalmente, las redes recurrentes presentan un comportamiento en el
cual las neuronas reciben las salidas de capas anteriores junto con las salidas de
la misma capa o de capas superiores.
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Una caracteristica de las redes recurrentes es que permiten modelar la no
linealidad y los componentes dinamicos de un sistema. El flujo de informacién en
las redes recurrentes, suele ser asincrono, es decir, el estado de cada una de las
neuronas depende del comportamiento interno de si misma o bien de ofras
neuronas.

2.2 Representacion de la informacion

En la presente investigacion todos los datos de entrada y salida son representados
de manera abstracta a través de vectores. Estos arreglos n-dimensionales pueden
ser por ejemplo: la representacion vectorial de una imagen, de una agrupacion de
notas musicales, de una serie de sintomas, etc. En términos generales se definen
como un conjunto de caracteristicas que detallan el estado de un objeto o
situacion.

Durante la construccion de una red es importante determinar qué informacion esta
disponible y cudl es necesaria para generar la salida correcta. No hay que olvidar
que estos datos sirven para el entrenamiento de la red a través de ejemplos y que
ademas, la modificacion de los parametros libres de la red (@ peso sinaptico y bx
valor umbral) ha de reflejar su aprendizaje.

Para determinar cémo incorporar de forma grata esta informacién al sistema no
hay una regla establecida, sin embargo, hay quienes con su experiencia han
definido algunos lineamientos que son de ayuda durante la fase de disefio. A
continuacion se enlistan tres de ellos que han sido tomados de Haykin [2].

Regla 1. Entradas similares provenientes de clases similares deben producir
representaciones similares dentro de la red y por lo tanto, deben ser clasificadas
como miembros de la misma categoria. Para determinar el grado de similaridad de
las entradas se puede hacer uso de alguna de las siguientes dos técnicas:

|. Distancia euclidiana entre vectores.
Sean los vectores

xi = [xilixiZJ'"ixim]T 21

%= (X022 Xim] 2.2

la distancia euclidiana entre ambos se define como:

i = x|

m 3
2
= Z(xik - x,-k) ]
k=1

d(xi,x]')
2.3
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de aqui que la similaridad se defina como el reciproco de la distancia
euclidiana, es decir, a menor distancia mayor grado de similaridad entre los
vectores.

II. Producto interno.
Sean x; y x; € R™, el producto interno entre x; y x; se define como:

(xi'xj) = x;rx]

= 2.4
= Z XikXjk

k=1

Cabe sefialar que el producto interno (x;x;) dividido por |lx;ll||x;||, es el
coseno del angulo entre los vectores x; y x;.

Es importante recalcar que el producto interno y la distancia euclidiana entre
vectores estan intimamente relacionados como se muestra en la Fig. 2.5, donde a
mayor angulo entre los vectores x; y x; menor producto interno. Por lo tanto, el
mayor grado de similaridad posible tiende a minimizar la distancia y maximizar el
producto interno.

Fig. 2.5 Relacion entre producto interno y distancia euclidiana

Regla 2. Entradas categorizadas como clases separadas deben dar
representaciones muy diferentes en la red.

Regla 3. Si una caracteristica es importante, entonces debe existir un niumero
importante de neuronas involucradas en la representacion de dicha caracteristica.

2.3 Proceso de aprendizaje

El aprendizaje de la red se lleva a cabo a partir de la interaccién de la red con su
ambiente dando como resultado la modificacion de los pesos sinapticos y sus
respectivos valores umbral.
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De lo anterior se desprende que entre mayor es la interaccion de la red neuronal
con el medio que la rodea, mayor es el nivel de aprendizaje que se genera, lo que
se traduce en una mejora en la habilidad de la red para comportarse
correctamente ante situaciones diferentes. A continuacién se proporciona una
definicion formal de aprendizaje:

“... un proceso mediante el cual los parametros libres en una red neuronal
son adaptados a través de un proceso de estimulacidén proveniente del
ambiente en el cual la red es implantada. El tipo de aprendizaje es
determinado por la forma en la que los cambios en el parametro toman
lugar” [19].

Siguiendo esta definicion y de acuerdo con Haykin [2], el proceso de aprendizaje
involucra la siguiente secuencia de eventos:

I. La red neuronal es estimulada por el ambiente.
Il. La red neuronal efectia cambios en sus parametros (wyj,b,) como

resultado de la estimulacion.
[ll. La red neuronal responde de diferente manera al medio debido a los
cambios ocurridos en su estructura interna.

El conjunto de reglas definidas para solucionar un problema de aprendizaje se
denomina algoritmo o regla de aprendizaje. Existen diversos algoritmos para tal
efecto, cada uno de los cuales ofrece alguna ventaja sobre los otros. Aunque la
diferencia radica en la forma mediante la cual los pesos sinapticos y los valores
umbral son modificados.

2.3.1 Reglas de aprendizaje

Las reglas de aprendizaje son algoritmos que sigue la red de neuronas para poder
emitir una respuesta a estimulos de entrada. Existe una gran cantidad de reglas
de aprendizaje, sin embargo, a continuacion soélo se describen de manera breve
las mas comunes con el fin de completar el marco teérico de la investigacion.

1. Aprendizaje por correccion del error

Este método consiste en ajustar los pesos sinapticos a partir del error generado
por la diferencia entre la sefial de salida producida por la red y la respuesta
deseada.

2. Aprendizaje basado en la memoria

Es un método simple de aproximacion de funciones que almacena datos en una
memoria (base de datos). La salida es una predicciéon que utiliza los atributos de la
entrada sobre la base de datos mediante la busqueda de puntos similares en la
memoria, el ajuste del modelo local para esos puntos y una prediccién basada en
el modelo. Hay cuatro componentes que definen a un sistema basado en la
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memoria: una métrica de distancia, el nUmero de vecinos mas cercanos, una
funcidn de ponderacién y un modelo local [20].

3. Aprendizaje de Hebb

La regla de Hebb plantea que si una neurona participa reiteradamente en la
activacion de otra, entonces, la fuerza de conexién que las une (es decir, la
habilidad que posee la primera neurona de activar a la segunda) se incrementa
[21]. La Fig. 2.6 ilustra el postulado de Hebb: j neuronas (j =1,2,3) estan
conectadas a la neurona k a través de sus respectivas sinapsis.

Fig. 2.6 llustracion gréfica del postulado de Hebb

Tomando el modelo de la Fig. 2.6 y bajo el supuesto de que la neurona j =1
activa reiteradamente a la neurona k, entonces la regla de Hebb establece que la
conexion entre la neurona j = 1 y la neurona k se fortalece, o que se traduce en
el incremento del peso sinaptico de la conexion.

4.  Aprendizaje competitivo

En el aprendizaje competitivo las neuronas compiten entre si para llegar a ser
neuronas de activacion. Este tipo de aprendizaje permite exclusivamente la
activacion de solo una neurona de salida en cada instante. Ademas, cada neurona
aprende a especializarse en un conjunto de patrones similares, llegando a
convertirse en detectores de caracteristicas para diferentes patrones de entrada.

En la forma mas simple de aprendizaje competitivo, la red neuronal cuenta con
una unica capa de neuronas de salida, cada una de las cuales esta fuertemente
conectada a los nodos de entrada. La red puede incluir conexiones feedforward
entre las neuronas de salida. En la Fig. 2.7, las conexiones feedforward ejecutan
inhibicién lateral, es decir, cada neurona tiende a inhibir a la neurona con la cual
esta lateralmente conectada. En contraste, las conexiones sinapticas son todas
excitatorias.

5. Aprendizaje de Boltzman

La regla de aprendizaje de Boltzman, en honor a su creador Ludwing Boltzman, es
un algoritmo de aprendizaje estocastico donde las neuronas constituyen una
estructura recurrente que opera de forma binaria tomando el estado de encendido
0 apagado.
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Fig. 2.7 Aprendizaje competitivo con inhibicion lateral [2]

Una maquina de Boltzman se caracteriza por una funcion del error o funcién de
energia, E, cuyo valor es determinado a partir del estado que toma cada neurona
de la red. La dinamica de la maquina permite encontrar el verdadero minimo
global de la funcidon de energia, mediante un proceso similar al templado
simulado’. La operacién consiste en elegir aleatoriamente una neurona x, y a
continuacién, cambiar su estado x;, al estado —x; bajo una condicion de
temperatura T que de acuerdo con Haykin [2] tiene una probabilidad de:

1
P (x" T TR T Ty exp(—AEk/T)> 2:5

Donde:

T: Temperatura (no hace referencia a una temperatura fisica).
AE,: Cambio en la funcién de energia de la maquina.

Cabe mencionar que si la regla de Boltzman es aplicada repetidamente, la
maquina alcanza un estado de equilibrio térmico.

Las cinco reglas de aprendizaje descritas en parrafos anteriores son las mas
utilizadas en el campo de las redes neuronales artificiales y forman una gama de
opciones que permiten al investigador adaptar diferentes problemas a un modelo
basado en neuronas.

'El templado simulado (conocido como simulated annealig, en inglés) se inspira en el mecanismo
para templar materiales al calentarlos hasta muy altas temperaturas y luego irlos enfriando
paulatinamente [23].
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2.3.2 Paradigmas de aprendizaje

El paradigma de aprendizaje depende de la estructura de la red y las
caracteristicas de los datos con los que trata. Algunas veces el término “ambiente”
en lugar de “paradigma” es preferible, ya que tiene un significado mas genérico
[22]. Estos ambientes de aprendizaje puede clasificarse en:

1. Aprendizaje con maestro

También conocido como aprendizaje supervisado, se define como aquél en el cual
el maestro representa el conocimiento del medio que rodea a la red y es
simbolizado por un conjunto de ejemplos entrada/salida. Suponiendo que tanto el
maestro como la red son expuestos a un vector de entrenamiento proveniente del
ambiente, entonces el maestro es capaz de proveer a la red con la respuesta
deseada para el ejemplo dado. Mas aun, la respuesta dada representa la accion
optima a ejecutar por la red.

Los parametros de la red son ajustados bajo la influencia combinada del vector de
entrenamiento y la sefal de error, donde ésta ultima se define como la diferencia
entre la respuesta deseada y la generada por la red. El ajuste de los parametros
se lleva a cabo de manera iterativa con el objetivo de que la red imite al maestro,
dicha imitacidn se supone 6ptima bajo algun criterio estadistico. En este sentido, el
conocimiento del ambiente disponible al maestro es transferido a la red neuronal a
través de un entrenamiento tan completo como sea posible. Una vez que se ha
alcanzado un estado 6ptimo de imitacion la red abandona el uso del maestro y
trata con el medioambiente por si misma; a manera de ilustracién véase la Fig.
2.8.

Fig. 2.8 Diagrama de bloques de un aprendizaje supervisado [2]

2. Aprendizaje sin maestro

En este tipo de aprendizaje no existe un tutor a cargo del proceso de aprendizaje,
lo que se traduce como la falta de ejemplos. Bajo este paradigma se identifican, de
acuerdo con Haykin [2] dos tipos diferentes de aprendizaje:
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a)

b)

Aprendizaje por reforzamiento o programacion neurodinamica.

En este caso, el mapeo entrada/salida se ejecuta a través de una
interaccién continua con el ambiente. Una red que emplea este tipo de
aprendizaje se construye con un critico, quién se encarga de convertir una
sefal recibida del medioambiente denominada sefal de reforzamiento
primaria, en una sefial con mayor calidad llamada sefial de reforzamiento
heuristico. La red aprende bajo un esquema de reforzamiento retrasado, es
decir, el sistema observa una secuencia temporal de estimulos (vectores de
estado) recibidos del medio que, eventualmente, tiende a la generacion de
una seral de reforzamiento heuristico. El objetivo del procedimiento es
minimizar una funcidn costo (definida como la esperanza del costo
acumulado de acciones tomadas sobre una secuencia de pasos) en lugar
del costo inmediato.

Aprendizaje no supervisado

Este modelo, también conocido como auto-organizado, no cuenta con
critico que esté pendiente del proceso de aprendizaje; por el contrario, se
define un indice que mide la calidad de las tareas independientes que la red
necesita aprender para posteriormente optimizar los parametros libres de
acuerdo a este indice.

En general, para disenar un sistema basado en redes neuronales artificiales es
necesario definir componentes como: arquitectura de las neuronas, informacion
que provee a la red del conocimiento de su medio, regla de aprendizaje que rige el
comportamiento de las neuronas y paradigma de aprendizaje para tutelar la
modificacién en las conexiones sinapticas. A continuacion se da paso a la
propuesta de un modelo de memoria asociativa con redes neuronales artificiales
mediante el enfoque de los sistemas dinamicos, que permite asociar un patrén
previamente aprendido, con alguno que se encuentra incompleto.
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Los mecanismos neuronales para almacenar y recuperar la informacion
acumulada con el paso del tiempo es al dia de hoy un tema de investigacion
abierto. Y aunque la memoria puede considerarse como un cambio adaptativo en
la respuesta del organismo basado en la experiencia [23], se basa en la
modificacién de los pesos sinapticos existentes entre las conexiones de una red
neuronal. Tal modificacion puede ser mediante la formacion de una nueva sinapsis
o bien la eliminacién o alteracion de una sinapsis existente.

De acuerdo con Anderson [23], la memoria de los seres vivos es asociativa, es
decir, un estimulo se enlaza a una respuesta del tal modo que cada vez que dicho
estimulo se hace presente entonces la respuesta asociada se presenta.

En términos generales se dice que un modelo tiene memoria de contenido
direccional (asociativa), si el conocimiento parcial de un patrén guia, a través de
un proceso dinamico, a la recuperacion completa del patron de memoria. En el
lenguaje matematico el estado de n neuronas se representa por un vector x de
numeros reales de dimension n. Por lo que el espacio de estados del sistema se
conforma de vectores x = (x;,x,,:-,x,) de numeros reales. Por otro lado, la
funcion de activacion ¢;(x;) se define como una funcién continuamente
diferenciable y creciente para |x;| <¢&, con ¢; =0 para x; < —¢ y ¢; =1 para
x; = €, tal que ¢ sea cualquier numero positivo menor a uno.

3.1 Definicion de memoria asociativa

El objetivo de un sistema de redes neuronales con memoria asociativa consiste en
asociar una respuesta a un valor de entrada dado, en otros términos, relacionar
vectores de entrada con vectores de salida aprendidos previamente aun cuando
se haya afnadido algun tipo de ruido en las entradas.

En términos formales si se considera que la vecindad de un vector de entrada x
conocido puede ser mapeada a laimagen y de x, entonces es de esperarse que la
red mapee B (x) a y, denotando a B(x) como todos los vectores cuya distancia de
x €s mas pequefia que alguna constante positiva €. Siendo asi que el ruido en los
vectores de entrada puede ser asociado con la salida correcta [10].

33
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3.1.1 Tipos de memoria asociativa

Una red de neuronas artificiales empleada como memoria asociativa para la
recuperacion de la version correcta de un patrén de memoria a partir de una
version incompleta o corrompida, no debe confundirse con una base de datos que
recupera direcciones de memoria a partir de claves o indices. Ya que en el primer
caso la parte faltante esta asociada con la parte existente y la informacion de
muchas asociaciones se hace presente en las fuerzas de conexion [23].

De acuerdo con Rojas [10], este tipo de redes artificiales se clasifica en:

e Redes heteroasociativas. Mapean m vectores de de entrada x1,x2,---,x™
de dimension n, sobre m vectores de salida y?!,y?,---,y™, de dimensién k,
de manera que x! — y'.

e Redes autoasociativas. Son un subconjunto de las redes heteroasociativas,
en las que cada vector es asociado consigo mismo, es decir, y' = x! para
i =1,---,m. La funcion de este tipo de redes es corregir el ruido existente
en los vectores de entrada.

3.1.2 Estructura de una memoria asociativa

Si se toma como punto de partida la red de la Fig. 3.1, entonces se define a w;;

como el peso entre la sefial de entrada i y la neurona j, W como la matriz de
pesos [w;;] de dimensionn X k y x = (x4,%3,***, X,) cOmo el vector de entrada a la

red. Siendo el vector de excitacion e la operacion
e =xW 3.1

Posteriormente, cada unidad, evalua la funcion de activacién a partir del vector de
excitacion alcanzado. Por lo general se asocian m diferentes vectores fila
x1,x?,--x™ de dimensién n, con m vectores fila y!,y?,---,y™ de dimension k. Asi
que si se denota a X como la matriz de m X n cuyas filas son cada uno de los
vectores de entrada, entonces, Y es la matriz de m x k cuyas filas son los vectores
de salida, por lo que la asociacion de ambas matrices con la matriz de pesos W
conduce a

Xw=Y 3.2

En el caso de redes autoasociativas cada vector es asociado consigo mismo por lo
que la ecuacién 3.2 se torna

XW =X 3.3
Si m =n, entonces X es una matriz cuadrada, y si ésta matriz es invertible, la

soluciéon de 3.2 es
w=X1y 34
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Fig. 3.1 Red con k neuronas artificiales

Lo que significa que encontrar W equivale a resolver el sistema de ecuaciones. En
el caso de las redes recurrentes autoasociativas, la salida arrojada por el sistema
es empleada como una nueva senal de entrada a la red. Si todas las unidades
ejecutan su salida simultaneamente entonces se les denomina redes sincronas.
Cabe senalar que en cada iteracion la red es alimentada con un vector entrada
x(i) y produce una nueva salida x(i + 1). Lo importante en este tipo de redes es la

existencia de un punto fijo ftal que
fw=2¢ 3.5

El vector 5 es un vector propio de W con valor propio de 1. En este caso la red se
comporta como un sistema dinamico de primer orden, donde cada nuevo estado
x(i + 1) estad determinado por su mas reciente predecesor [10]. Si la matriz de
pesos es vista como un sistema dinamico entonces el principal interés reside en
los puntos fijos del sistema, sin embargo, no todas las matrices de pesos
convergen a un estado estable.

Las matrices cuadradas con un conjunto completo de valores propios son mas
utiles para propdsitos de almacenamiento dado que una matriz W de n X n tiene a
lo sumo n valores propios linealmente independientes, donde los vectores propios
de W, x1,x?,---,x™ satisfacen 3.6.

x'W = A;x* parai=1,--,n 3.6
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Siendo A,,:-,4,, cada uno de los valores propios de la matriz. Cada matriz de
pesos con un conjunto completo de vectores propios define un tipo de eigenvector
dominante[10].

Asumase sin perder generalidad que A, es el eigenvalor de W cuya magnitud es
superior a la de sus semejantes, esto es, |1,| > |4;| para i # 1. Ahora bien, si se
admite 1, > 0 y se selecciona aleatoriamente un vector a, diferente de cero de
dimension n, entonces a, puede expresarse como una combinacion lineal de n
eigenvectores de la matriz W:

ap = ayxt + ayx? + -+ a,x® 3.7

Si se asume que todas las constantes a son diferentes de cero. Después de la
primera iteracion con la matriz de pesos W se obtiene

aq = aow
= (ax'+ ax? + -+ a,xmMW 3.8
= axt +a,x% + -+ apd,x®

Una vez realizadas t iteraciones el resultado es
a, = aAixt + apA5x2 + -+ ap AL x™ 3.9

Se observa que el eigenvalor 4,, cuya magnitud es superior a la de los demas,
domina la expresién anterior para un t suficientemente grande. El vector a; puede
ser llevado arbitrariamente muy cerca de x!. En cada iteracion de la red
asociativa, el vector x! atrae algun otro vector a, cuya componente a, es diferente
de cero.

3.1.3 Aprendizaje asociativo

Considerar a una red de neuronas artificiales como un sistema dindmico
caracterizado por un vector de estado x = (x4, x,, ", x,), que indica el valor que
toma cada neurona x; en cualquier instante de tiempo, permite volcar sobre el
modelo toda la teoria que hay detras de los sistemas dinamicos y facilita el analisis
de su comportamiento al aportar métodos graficos y algebraicos. Ademas, abre la
posibilidad de estudiar comportamientos ciclicos o cadticos en caso de que los
haya.

En esta investigacibn se suponen a las redes asociativas como sistemas
dinamicos cuyos atractores son aquellos vectores que han de ser aprendidos por
la red. La clave en el disefio es localizar tantos atractores en el espacio de entrada
como sea posible, cada uno de ellos con una regién de influencia bien definida y
delimitada, para evitar la presencia de un eigenvector dominante que absorba casi
todo el espacio de entradas. Para lograrlo se recomienda utilizar neuronas no
lineales con funciones de activacion no lineal que tengan valores de salida +1 y
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—1, en lugar de aquellas que mapean 1 y 0. Ya que vectores con componentes +1
tienen mayor probabilidad de ser ortogonales [10].

3.1.3.1 Aprendizaje Hebbiano

Para llevar el postulado de Hebb a una perspectiva de modelacién matematica,
considérese una red de capa simple con k unidades y funcion signo como funcion
de activacion, entonces, es necesario buscar los pesos apropiados que permitan
mapear el vector entrada x con el vector salida y de dimensiones n y k
respectivamente. La regla de aprendizaje a emplear en este caso es el
aprendizaje de Hebb que responde a la idea de que dos neuronas que son
activadas simultaneamente pueden desarrollar un grado de interaccion mas fuerte
que aquellas neuronas cuyas actividades no se encuentran correlacionadas.

El aprendizaje de Hebb en redes asociativas consiste en la actualizacién del peso
sinaptico w;; a través del incremento Aw;; que mide la correlacién entre la entrada
x; ¥ la salida y;. Rojas [10] lo define como

A(Uij = ]/Xl'Xj 310

Donde y es la constante que determina el indice de aprendizaje en la ecuacion. Es
importante sefialar que la matriz de pesos W es la matriz cero antes de que el
aprendizaje haya sido iniciado. La regla de aprendizaje se aplica a todos los pesos
del vector entrada x* = (x{,x3,---,x1) y del vector salida y* = (yi,y3,-+,yi). Por lo
que la matriz de pesos actualizada corresponde a la matriz de correlacion de
ambos vectores y tiene la forma

W=lay] =iyl =GDTY

Wy Wiz Wik [x11)’11 x1y2 xb’lﬂ
wa |92 @22 W2k _ iyl xiy} xiyt 3.1
= o | -
D1 Onz Onelpe Lxyl  xiyld iyl

La matriz W mapea el vector x! diferente de cero exactamente al vector y!.
Obsérvese que la excitacion de las k unidades de salida de la red esta dada por
3.12.
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1,,1 1,,1 1,,1
[xiy1 x1y2  X1Vi|
1,,1 1,,1 1,,1
|x X X
W = [x%'x%"“'x‘rll]lxnl 2V1 : 2Y2 . 2:3’k|
1 1 1,,1
lxrllY1 XYz v XnVk nxk
— 1,1,,1 1.1.,,1 1,1,,1 1,1,,1 1,1,,1 1
= [xdxiyl +xpgyl + -+ gy, xixlyg + gagye + o+ xrllxrllyk]lxk 3.12
n n n
— 1 1.1 1 1.1 1 1.1
= <Y1inxi'3’2 in xil"'lykzxixi>
i=1 i=1 i=1
=yt -xt)
Donde x! - x! es el producto interno entre vectores definido como
n
x%xb = (x8 o, x@) (kb x8) = xfxb + o+ x8xh = leaxlb 3.13
i=1
Por lo que si x! # 0 entonces x! - x! > 0, y la salida de la red es
— 1 1 —
sgn(x'W) = (y1,y3,,¥a) = y' 3.14

Donde la funcién signo se aplica a cada componente del vector de excitacién.

En general, si se desean asociar m vectores x?,x2,---,x™ diferentes de cero con m
vectores y!,y?,---y™ de dimensiones n y k respectivamente, se debe aplicar el
aprendizaje de Hebb a cada pareja de entrada-salida, por lo que el resultado de la
matriz de pesos es

w:w1+w2+...+wm 3.15
Donde cada matriz W' es la matriz de correlacion de los vectores x¢ y y¢, es decir,
¢= )y = [xfyflnxk 3.16

Si la entrada de la red es el vector xP, entonces, el vector de excitacion de las
neuronas es igual a y? multiplicado por una constante positiva mas un término de
perturbacion adicional X.0%, y¢(x® - xP) llamado interferencia (véase 3.17). Asi que
la red origina el vector de salida deseado y?, cuando la interferencia es cero. Lo
que es factible cuando los patrones de entrada x1, x2,---,x™ son ortogonales.

Definicién: Los vectores v,,:--, U, € R™ son ortogonales cuando para cualquier par
de vectores el producto interno entre ellos es cero [24].
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xPW = xP(Wl+W?2+...4+ WM
m
= xPWP + z xPW¢e
e£p
= X{yr v XiVk
= xPWP + Z[xf,---,xﬁ]lxn oo :
e®p XVt XaVkd ok 3.17
m
= xPWP + Z[xfxfyf +o b apxfyf, o X xfyE e agxiye]
e£p
m
= yp(xp . xp) + Z ye(xe . xp)
e#p

Aun cuando el término de perturbacién sea diferente de cero, el mapeo entrada-
salida puede seguir funcionando mientras la interferencia sea lo suficientemente
mas pequeia que yP(x? - xP). En este caso la salida de la red es

m 3.18
sgn(xPW) = sgn| yP(xP - xP) + Z ye(x® - xP)
e+p
Dado que xP - xP es una constante positiva, se tiene que
(xP - xP) €. xP)
p =
sgn(xPW) sgn| yP D) Z (xp )
3.19
. xP)
= sgn| y?+ Zy D) )
e+p
Ahora bien, para producir la salida deseada y? la ecuacion
€. xP)
yP = sgn yp+Zy D) 3.20

e£p

debe ser satisfecha. Esto se logra cuando el valor absoluto de todos los
componentes del término de perturbacion 3.21 son menores a uno.

m

, (- xP)
Zy e 3.21

e#p
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Lo que significa que el producto escalar x¢ - x? debe ser pequefio en comparacion
con la longitud cuadratica del vector xP. En una seleccion aleatoria parejas de
vectores bipolares (con componentes +1), la probabilidad de que sean
ortogonales es muy alta, siempre y cuando no muchos de ellos sean
seleccionados. Ademas, esto incrementa la probabilidad de que la interferencia
sea pequefa, conduciendo a un conjunto eficiente de pesos sinapticos para la red
asociativa [10].

En el caso autoasociativo, en el que el vector x! es asociado consigo mismo. La
matriz de pesos W! también puede ser evaluada a través del aprendizaje de
Hebb. Por lo que se tiene

Wt = (x1)Tx?! 3.22

Si un conjunto de m vectores fila x1,x2,---,x™ es autoasociado, la matriz de pesos
W esta dada por

W = ((HTx+-+ ™Tx™

X1 [x]"

= [xllJ"'Jxrll]lxn-l'"'-l' [x{nl""xrrln]lxn
'x}l nx1i _X,an nx1
xixi - xix} P e x 323

= : : +o | : .
g xpxal et e xtagrd
[xIxl 4o ™ o xIxD 4 4
g + o XAt e X e+ XA

nxn

Ahora bien, si se define a X como la matriz de m x n cuyas filas son los m vectores
dados. Entonces W queda expresada en términos de la matriz X como se muestra
en 3.25.

xll eee x_rll
X=|: =~ : 3.24
m m
X e X
1 n Imxn
'x::ll .oe x:‘{n x% .oe x%
W= [ . :
1. m m .. m
L X1 Xn nxm X1 Xn mxn
xi—xi—+...+x1nx{n “ee x%x%+...+xrxrrln 325
xixl 4o M e xkxl 4o 4 xMam

nxn

= X'X
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La matriz W es ahora la matriz de autocorrelacion para el conjunto de m vectores
dados. Es de esperarse que W pueda guiar a la reproduccion de cada uno de los
vectores x!,x2,---,x™ cuando es usada como matriz de pesos en una red
autoasociativa. Esto significa que

sgn(x'W) = x! parai=1,--,m 3.26

O alternativamente
sgn(XW) =X 3.27

Si la funcién sgn(XW) se considera un operador no lineal, entonces la ecuacion
3.26 expresa el hecho de que los vectores x1,x2,---,x™ son los eigenvectores del
operador no lineal. El problema de aprendizaje para una red asociativa consiste en
construir la matriz W para la cual el operador sgn(XW) tiene a dichos
eigenvectores como puntos fijos.
Ahora bien, si se toma W = XTX, entonces 3.27 se escribe como

sgn(XXTX) = X 3.28

Al realizar la multiplicacion de XXT, se tiene

. xf o x} xi X"
XX = : : : :
m .. m 1 ... m
E% ] b xd
xixi 4t akxd e xfa 4+ xbal
_xl xl +"'+xn xn b xl xl +"'+xn xn mxm 329
- n n R :
1,1 1,m
inxi ik 1,,1 1. ,m
= =) [(x cxt) e (tex™)
n n Gmext) e Gmexml
m.,.1 m.,m
Li=1 i=1 “mxm

Si los vectores x!,x2%,---,x™ son bipolares y ortogonales, entonces, XX' es la
matriz identidad (véase 3.30) multiplicada por n lo que satisface a 3.28. Si los
patrones son cercanamente ortogonales entonces XX” se acerca a la matriz
identidad y la red asociativa continua trabajando.
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XxT =
3.30

(@]
.M3
~
|+ cee
—_
~—
N

3.2 RNASs como sistemas dinamicos

El estudio de situaciones que dependen de algun parametro (p. €j., el tiempo) y
que varian de acuerdo a leyes establecidas, se considera un sistema dinamico.
Conocer el estado de la situacibn en un momento dado, permite hacer
predicciones sobre el futuro y reconstruir el pasado. De manera formal, un sistema
dinamico es un modo de describir el recorrido a lo largo del tiempo de todos los
puntos de un espacio dado S (espacio euclidiano o subconjunto abierto de un
espacio euclidiano). Un sistema dinamico para S establece donde esta x; € S, t
unidades de tiempo mas tarde, x;(t) [25].

Una red de neuronas artificiales puede ser representada por un sistema dinamico
de tiempo continuo, a través de ecuaciones diferenciales n-dimensionales (véase
la Tabla 3.1) que modelan la dinamica de las n neuronas. Cada neurona se define,
en términos matematicos, por un valor de estado x;, que no es otra cosa mas que
un numero real. Asimismo, para cada neurona i = 1,2,::-,n se tiene asociada una
funciéon de activaciéon o funcién ganancia ¢;(x;) y un valor umbral &;, que
determinan, en conjunto, el estado de la unidad i. El nivel de actividad de n
neuronas esta establecido por un punto x en el espacio de estados de dimension
n, por lo que el espacio de estados queda definido por un conjunto de vectores
x = (x4, %5, ,X,) de numeros reales.

Sistema dinamico Punto fijo
dx; dx;
d—tl=x{=fi(x,t) d—tl=fi(x,t)=0

Tabla 3.1 Sistema dinamico de tiempo continuo

El principal objetivo de la red, es generar trayectorias que se aproximen
asintéticamente a algun estado de equilibrio. En general, los modelos de redes
neuronales reflejan precisamente a las trayectorias solucion como el resultado de
un proceso de decision determinado por los datos de entrada.

Tomando la definicion de Shilnikov [26], una trayectoria x(t) del sistema x; =
fi(x,t) es llamada un estado de equilibrio (también conocida como trayectoria
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constante o punto fijo) si esta no depende del tiempo, es decir, x;(t) = x;(0) =
constante.

Es asi que para localizar los puntos fijos es preciso resolver el sistema de
ecuaciones diferenciales igualadas a cero. Es importante sefialar que el objetivo
de los sistemas dinamicos no es ubicar unicamente los puntos fijos, sino conocer
cdmo se comporta el sistema dentro y fuera de la region cercana a los mismos. Es
por ello que una vez localizadas las trayectorias constantes es necesario un
analisis de estabilidad que permita determinar su comportamiento.

La forma tradicional de realizar un analisis de estabilidad es a partir de lo que se
conoce como linealizacion, misma que se consigue a través de la matriz
Jacobiano, definida como una matriz cuadrada ] de n X n donde cada elemento j;;
es la derivada parcial de f;(x) respecto a x; evaluada en la trayectoria constante
x, que en su forma extendida es

oh Of | Ofi
dx; O0x, dxy,

] =10x, o0x, 0x,, 3.31
[0x, Ox, dx,.

X

El Jacobiano es la herramienta que brinda la pauta para determinar la estabilidad
de las trayectorias constantes. El analisis se realiza evaluando el punto fijo en la
matriz para posteriormente obtener los valores propios de ] que permiten, de
acuerdo con Scheinerman [27], concluir los resultados mostrados en la Tabla 3.2.
Donde se aprecia que la estabilidad o inestabilidad de un punto fijo depende de la
parte real de los valores propios.

Tipo de eigenvalores Tipo de punto fijo

Todos Real(};) <0 Estable
Algin Real(4;) > 0 Inestable
Todos Real(};) <0,algin Real(4;) =0 Desconocido

Tabla 3.2 Clasificacién de los puntos fijos segun los eigenvalores de |

Sin embargo, una definicion formal de estabilidad para una trayectoria constante
esta en términos de un € y un § que garantizan el acercamiento asintético a x.

Léanse a continuacion algunas definiciones de estabilidad propuestas por Haykin

2].

Definicion 1. Se dice que el punto fijo x es uniformemente estable si para algun ¢
positivo existe un § positivo tal que la condicién
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lx(0) — x| <&
implique

lx(®) — x| < e
para todo t > 0.

Obsérvese que esta definicion establece que una trayectoria permanece dentro de
un vecindario pequefio del punto fijo x si el estado inicial x(0) es cercano a x.

Definicion 2. El punto fijo x es convergente si existe un § positivo tal que la
condicién

lx(0) —x[| < &
Implica que
x(t) — x  cuando t — oo

Adviértase que si el estado inicial x(0) es sumamente cercano al punto fijo
entonces la trayectoria descrita por el vector estado x(t) se aproximara a
cuando t se aproxima al infinito.

X,
X

Definicién 3. Se dice que el punto fijo x es asintéticamente estable si x cumple las
condiciones de estabilidad y convergencia.

Nétese que la estabilidad y la convergencia son propiedades independientes, es
por ello que la estabilidad asintética se presenta unicamente cuando existen
ambas propiedades en el sistema.

Definicion 4. El punto fijo x es asintéticamente estable o globalmente estable
asintoticamente si x es estable y todas las trayectorias del sistema convergen a x
cuando el tiempo t se aproxima al infinito.

Esta definicion implica que el sistema no puede tener otras trayectorias
constantes, lo que representa que el sistema finalmente converge a un estado
constante aun cuando se presenten cambios en las condiciones iniciales.

Es importante sefialar que el conjunto de todos los puntos que pueden servir como
estados de inicio x(0) para trayectorias que se acercan asintdticamente a una
trayectoria estable es llamado region atractor o region de atraccion de la
trayectoria estable.

Para ilustrar lo anterior considérese el siguiente modelo general como un sistema
dinamico que define una red neuronal, bajo el supuesto de que para cada
i =12,-+,n existe una constante positiva k; y una funcion p;(¢;(x,)) que es
continuamente diferenciable.
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d X
Elt) = —kix; + Pi(‘Pi(xi)) 3.32

Donde la funcion de activacién ¢;(x;) es una funcion R — [0,1], de la forma:

1 Xiszi
0i(x) ={pi(x) —&<x;<¢ 3.33
0 X < —&

Entonces, el espacio de estados queda dividido en tres intervalos o regiones que
satisfacen el sistema, una la regién de transicion t, formada por puntos x con al
menos un componente x; que cumple |x;| <¢ Yy las otras dos denominadas
ortantes relativos que son el complemento de 7., en los que ¢;(x;) es constante.

Siguiendo la idea de redes neuronales artificiales como modelos de sistemas
dinamicos, se exponen a continuacion algunas variantes del modelo 3.32 que ligan
de manera mas clara ambos enfoques y ademas, proporcionan una perspectiva
del ambito de aplicacion que puede tener este campo de estudio.

3.2.1 Problemas de seleccidon de conjuntos

Para conducir la investigacion al campo de redes neuronales artificiales sujetas a
los principios tedricos de los sistemas dinamicos, supongase ahora un problema
de seleccidn de conjuntos en el que se tiene un conjunto S de n elementos con p
subconjuntos de § denotados como S, con k = 1,2,---,p. El objetivo es encontrar
un conjunto respuesta A tal que:

[ANS,| =1 3.34

Es decir, la cardinalidad o numero de elementos que tiene la interseccion del
conjunto respuesta A con cada uno de los subconjuntos S, es uno. Para abordar
el problema admitase la modificacion al modelo general 3.32 propuesta por
Jeffries [28] de la forma:

dg:i) =xutl- (n%) Z Z 0;() 3.35

Sk JESK
iESK j#i

Donde n;, denota el numero de subconjuntos que contienen al elemento i,
asimismo la primera sumatoria es para todos aquellos subconjuntos S, que
contienen a i y la segunda para todos los elementos del subconjunto exceptuando
al elemento i. Por otro lado, una trayectoria constante para 3.35 debe satisfacer

x=1- (n%) Z Z 0;(x) 3.36

Sk JESK
€S j=i
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es decir,

dix) _ 3.37
dt

Ya que el sistema es de tiempo continuo. Ademas, considérese la funcion de
activacion ¢;(x;) como una funcién lineal con umbral definida como

1 X > &;
X; + &
0;(x) ={—— - <x<¢g 3.38
ZEL'
0 Xi < —&;

2 4

(%)

—
/!

€ € XI

1

Fig. 3.2 Gréfica de la funcion ¢;(x;)

Una vez definidos todos los elementos del modelo se procede a la enunciacion del
Teorema 1 que ha sido propuesto y demostrado por Jeffries [28] para caracterizar
las trayectorias constantes estables de 3.35.

Teorema 1. Cada conjunto respuesta para el problema de seleccion de conjuntos
3.34 corresponde a una trayectoria constante estable x con cada x; = +1 para la
red neuronal 3.35. También, cada trayectoria constante para la red neuronal con
cada x; = +1 corresponde a un conjunto respuesta para el problema de seleccién
de conjuntos.

Este teorema establece una correspondencia entre los conjuntos respuesta para el
problema 3.34 y los puntos fijos estables de 3.35 con x; = +1. Sin embargo, 3.35
no resuelve a 3.34 en el sentido de que existen otros atractores constantes
estables que no corresponden a conjuntos respuesta para 3.35. Dichos atractores
se conocen como trayectorias e-invariantes [28].

Para ejemplificar lo antes dicho, considérese el siguiente problema de seleccion
de conjuntos con trayectorias constantes e-invariantes propuesto por Jeffries [28].
Supdéngase que se cuenta con el conjunto S ={1,2,3,4,56} que tiene los
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subconjuntos S, = {1,3}, S, ={2,3}, S5 ={3,4}, S, ={4,5} y S5 = {4,6}. Tomando
en cuenta a § y a sus respectivos subconjuntos S, la version asociada al
problema del modelo 3.35, se resume en la Tabla 3.3.

2jes, ) (x]) 2 s Ljesy <Pj(xj)
Jj#i LESE EL
1 1 s, ={1,3} @3 (x3) @3 (x3)
2 1 S, ={2,3} @3 (x3) @3 (x3)
s, ={1,3} @1 (x1)
3 3 5={3 ¢2(x2) 01(x1) + 02(x5) + 94 ()
S; =1{3,4} ©4(x4)
S; = {3,4} @3(x3)
4 3 S.={45 ¢s(xs) 93(x3) + @5 (x5) + @ (x6)
Ss = {4,6} ©e(x6)
5 1 S, = {4,5} ©4(x4) ©4(x4)
6 1 S. = {4,6} ©4(x4) ©4(x4)

Tabla 3.3 Desarrollo del modelo de red neuronal 3.35 para el conjunto S ={1,2,3,4,5,6} y los
subconjuntos S; ={1,3}, S, =1{2,3}, S; ={3,4}, S, ={4,5} y S5 = {4,6}.

Puede observarse que el modelo genera el sistema dinamico de dimension seis
3.39. Con un tipo de arquitectura recurrente sin capas ocultas, con
retroalimentacién a otras neuronas y a si misma, que se muestra en la Fig. 3.3.

dx

d_tl =1—x; — 2[p3(x3)]

dx

d—tz = 1 —_ xz - 2[(P3(x3)]

dx 2

d_: =1—x;3— 3 [p1(x1) + @2 (x2) + @a(xy)]
3.39

dx 2

d_: =1- X4 — § [§03(x3) + (ps(xS) + (p6(x6)]

dx

d_ts =1— x5 — 2[ps(x,)]

dx

d_t6 =1—xg — 2[@s(x4)]

Para continuar con el estudio del problema es necesario determinar las
trayectorias constantes o puntos fijos igualando a cero cada una de las ecuaciones
como se muestra en 3.40. Notese que x; = x, Y xs = x4 por lo tanto ¢, = ¢, y
Qs = @¢. Ademas si se toma a 3.38 como la funcién de activacién con e = 1/3 y se
asumen algunos valores para ¢; sin distorsionar el comportamiento de ¢,
entonces es posible obtener las trayectorias constantes x que se muestran en la
Tabla 3.4.
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x; =1—2[p3(x3)]
x; =1=2[p3(x3)]
2
X3 =1- 3 [p1(x1) + @2 (x2) + @4(x4)]
3.40

2
X, =1- 3 [p3(x3) + @5(x5) + @g(x6)]

x5 =1 — 2[@4(x4)]
Xe = 1 — 2[@4(x4)]

Fig. 3.3 Arquitectura recurrente sin capas ocultas para el modelo 3.39

' = (01,905, 03,04, 95, 06) X = (X1, X3, X3, X4, X5, Xs)
Sip,=¢p,=12x3=—-1/3-2/3¢,
Sigs=¢s=0=>x,=1-2/3¢; o' =(1,1,0,1,0,0) x'=(11,-11,-1,-1)
Sig;=0=2x,=1~¢,=1
Sig=¢0,=0>x3=1-2/3¢,
Sigps=¢s=1=>x,=-1/3-2/3¢; »?* =(0,0,1,0,1,1) x2=(-1,-11,-111)
Sig;=1=2x,=-1¢,=0

Sig;=¢,=0>x3=1-2/3¢, 11

SI (p5=(p6=0=>x4—=1_2/3(p3 (Ps =(0)0I1I1IOIO) x3 =(_1!_1!_!_!_11_1)
Sigp,=12>x3=1/3 ~¢3=1 - 33
Sip,=¢p,=12>x3=—-1/3-2/3¢, 1

Sigs =00 =11, = —1/3-2/30, ot = (1,1,00,1,1) xt=(11-5,-5,11)
Sip,=0>x3=—1/3 . ¢3=0 - 33

Tabla 3.4 Trayectorias constantes del modelo de red neuronal 3.39



Capitulo 3 Memoria Asociativa con RNAs 49

Adviértase que los puntos fijos x! = (1,1,-1,1,—-1,—-1) y x? = (-1,-1,1,-1,1,1) si
son soluciones del problema de seleccion de conjuntos ya que sus componentes
son enteros. Sin embargo, los puntos fijos x3=(-1,-1,1/3,1/3,—-1,—-1) y
x*=(,1,-1/3,-1/3,1,1) no son soluciones del problema porque tienen
componentes fraccionarios. Lo que contradice el hecho de que los componentes
de S son unicos e indivisibles. Por lo tanto, x3 y x* se consideran atractores &-
invariantes.

De acuerdo a lo anterior y al Teorema 1, las trayectorias constantes estables para
el problema de seleccion de conjuntos son x!=(1,1,-1,1,—-1,-1) y x?=
(-1,-1,1,—-1,1,1). Donde x; = +1 significa que el elemento i esta presente en el
conjunto y x; = —1 el hecho contrario. Por consiguiente se tiene dos conjuntos
respuesta 4,

Al = {1;2;4}
A, = (345) 41
que satisfacen |4; N S| = 1 para todo k = 1,---,6. Y por el Teorema 1 se garantiza

que A, y A, son trayectorias constantes estables. Sin embargo, es valido conocer
el comportamiento de las otras soluciones a partir de la linealizacién del sistema.
Por lo que la matriz Jacobiano queda definida para 3.39 como

-1 0 —2¢, 0 0 0
0 1 20, 0 0 0
2 ! 2 ! 2 !
—3%1 T3¢ -1 —3%a 0 0
= 2 ! 2 ! 2 !
2
0 0 0 e -1 0
2
0 0 0 —=¢, 0 ~1
3 x

Si se evalla J para x3 y x* se obtienen los resultados de la Tabla 3.5.

x X @; @i x X ®; @;
—1 0 0 1 1 0
~1 0 0 1 1 0
I 1/3 1 0 -~ -1/3 0 0
= 1/3 1 0 = -1/3 0 0
~1 0 0 1 1 0
~1 0 0 1 1 0

Tabla 3.5 Evaluacién de la matriz Jacobiano 3.42 para los atractores ¢e-invariantes de 3.39
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Se observa que en ambos casos J es una matriz cuadrada con —1 en la diagonal
principal lo que significa que A3 = A} = —1 para i = 1,---,6. Y recordando la Tabla
3.2 se concluye que x3 y x* son trayectorias constantes estables.

Ahora considérese un nuevo problema en el que cada elemento i del conjunto §
esta contenido en exactamente dos distintos subconjuntos R; y C,. Que pueden

contener al elemento i Unicamente. Por ejemplo, si se define a R; como las filas de

un tablero cuadriculado y a €C;, como las columnas, entonces el conjunto respuesta
A es aquel que satisface

|AnR;| <1 VR,

3.43
JANC,| <1 VC,
Y ademas,
R; U Ce =S 3.44
|RjnA|  |CkNA]

Este problema puede considerarse como una versidbn de cobertura de
combinatorias cuyo modelo de red neuronal ha sido propuesto por Jeffries [28]
como:

JjERg j#i JjECY Jj#i JERg Jj#i JEC, j#i
iERg i€Cp iERq i€Cy

f ]
%= 1-x —Zi Z o;(x;) + Z wj(xj)—ll)i( Z 0;(x) Z (pj(xj))i 3.45
l J

Con la funciones de activacién 3.46. Cuyas graficas se observan en la Fig. 3.4.

1 X = &; 1 X; = &;
x; + & Xi
@i(x;) = o & <x;<g y Yilx)= o 0<x <g 3.46
i i
0 X < —g 0 x<0

Asimismo se utiliza el método de Euler [29] para determinar los cambios de estado
en el sistema con el paso del tiempo. Que corresponde a la versién actualizada de
la férmula 3.47. Donde At denota el incremento en el indice de tiempo.

dx:
x;(t + At) = x;(t) + (%) At 3.47
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(%) Wi(%)

0

-1 -1

Fig. 3.4 Gréficas de las funciones ¢;(x;) y ¥;(x;)

Utilizar el método numérico de Euler en un problema del tipo 3.45 puede ayudar a
visualizar, al menos de forma numérica, el comportamiento de este tipo de
modelos. Para ello considérese el siguiente ejemplo tedrico propuesto por Jeffries
[28]. En una tabla cuadriculada con celdas blancas y negras se colocan sensores
unicamente en los cuadros blancos. Estos sensores se ubican de acuerdo con los
siguientes principios: si dos cuadrados blancos son adyacentes o si entre dos
cuadrados blancos que se encuentran en la misma fila o columna sélo hay otros
cuadrados blancos, entonces se dice que cada cuadrado blanco es visible al otro.
Cuando un sensor es puesto en un cuadrado blanco se dice que este cuadrado
estd cubierto y ademas que cubre todos los cuadrados visibles al mismo. El
problema consiste en colocar sensores de tal forma que todos lo cuadrados
blancos sean cubiertos y ademas, sélo haya un sensor por fila y columna.

La formulacion anterior permite deducir que se trata de un problema del tipo 3.43,
cuyo modelo de red neuronal es 3.45. Suponiendo que la cuadricula para la
colocacién de sensores toma la forma de la Fig. 3.5, entonces el sistema de
ecuaciones asociado es 3.48.

Fig. 3.5 Asociacion de cuadros blancos con su respectiva neurona x; [28]
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dx
d—;:l—xl—Z[QDZ + @3+ Qs+ Qs+ @6 + Po + P10 + P13+ P15 — Y1 ()]
dx
d—tzz1—x2—2[g01+g03+§04+§05+<l)7+<P11—1/Jz(¢’)]
dx
d—t3=1—x3—2[g01+§02 + @y + Qs+ Qg+ Q1p + P14+ P16 — P3(0)]
dx,
E=1—x4—2[§01+§02 + @3+ @5 + @17 — Pa(@)]
dxg
ﬁ=1—x5—2[§01+§02 + @3+ @4 + @15 — Ps(@)]
dx
d—t6=1—x6—2[(p7+<p8+<p1+§09+(ﬂ10+‘P13+‘P15_¢6(‘p)]
dx
d—t7=1—x7—2[(p6+<p8 + @2 + 911 — Y7 (@)]
dxg
E=1—x3—2[(ﬂ6+§07 + @3 + Q12 + Q14 + @16 — P ()]
dx
d_t9= 1—x9 + 2y()
g 3.48
I =1—x10— 2[Q11 + @12 + @1 + Q¢ + Qg + Q15 + @15 — Y10(0)]
dx
dil =1—x11 = 2[@10 + @12 + @2 + @7 — P11 (9)]
dx;,
dt =1 — X1 — 2[(p10 + P11 +(p3 + Qs +(,014 + P16 _lplz((l’)]
dx5
dt = 1 —x13 —_ 2[(p14 + (pl +(p6 + (,09 +(,010 + (Pls _lp13((p)]
dx
d;4 =1—x14 = 2[@13 + @3 + @5 + Q15 + Q16 — P14(@)]
dxls
it =1 — X15 — 2[(,016 + @17+ Q18+ @1+ Qg+ Qg+ P10 + P13 _1/)15((1))]
dxy6
dt =1= 16— 2[Q15+ P17 + P15 + @3 + 05 + P15 + P14 — P16(@)]
dx,;
dt =1—x1; = 2[@15 + @16 + P15 + 91 — P17()]
dx,g

dt =1—x15 = 2[@15 + @16 + P17 + @5 — P15(@)]

Al utilizar el método de Euler para encontrar las soluciones, es indispensable llevar
a cabo una serie de iteraciones que conduzcan a las trayectorias constantes del
sistema. Una forma sencilla de abordar el problema es trasladar el modelo a una
hoja de calculo que permita el calculo iterativo o bien llevar el algoritmo a un
lenguaje de programacion. Por cuestiones de sencillez se ha optado por la primera
opcion, mostrandose a continuacion los resultados obtenidos al ejecutar la
simulacion en Microsoft Office Excel 2007®.
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Problema de seleccion de conjuntos de la forma |A interseccion Rj|< 1

< 1 para cada R; y Ci subconjuntos de S

\ At 0.2000000

£ 0.1000000

0.7903106 -0.5065745

-0.7181546

-0.5075867 0.1053907

Valor inicial de x; -0.5035963 | -0.2844103
-0.3040257 |

% -0.7604838 |

-0.0892118

-0.4341036

0.3721364 | 0.0968394 0.7793675
| -0.4139585

-0.4610841

-0.1771026 | -0.9970956

1.0000000 0.0000000

0.0000000

0.0000000 1.0000000

Activacion ¢;(x;) 0.0000000 | 0.0000000

1 X = & 0.0000000 | \ |

= )fits o 1.0000000

Pilxi 2, ST TisE 0.0000000 | | 0.0000000 |
0 x<-g 0.0539412 0.0000000 | 0.0000000 | 0.0000000

0.0000000

2.0000000 2.0000000

2.0000000

2.0000000 2.0000000

0.0000000 | 0.0000000
0.0000000 |
2.9841969
0.0000000 |
0.0539412

0.0000000

2.9841969 | 2.9841969
| 0.0000000

0.0539412

0.0539412 0.0539412

2.0539412 0.9841969

1.0000000

0.0000000 1.0000000

2.0539412 | 0.9841969
2.0539412 |
Z‘Pj 2.0539412
j 2.0539412 |
2.0539412

1.0000000

0.9841969 1.0000000
| 1.0000000

1.0000000

0.0000000 1.0000000

1.0000000 2.0000000

2.0000000

2.0000000 1.0000000

0.0000000 | 0.0000000
0.0000000
Pj 1.9841969

JERq j#i 0.0000000
i€Rq 0.0000000

0.0000000

0.0539412

| 2.0000000 | 1.9841969 |
B  0.0000000

0.0539412 0.0539412

1.0539412 0.9841969

1.0000000

0.0000000 0.0000000

2.0539412 | 0.9841969
2.0539412 |1
Pj 1.0539412
2.0539412
2.0000000

1.0000000

1.0000000

I
0.0000000 0.0000000
B  1.0000000

0.0000000 1.0000000

1.0000000 1.0000000

1.0000000

0.0000000 0.0000000

1y (Diferencia por fila * Diferencia por columna)
1 x=2¢

X
Yi(x) = S_L 0<x <g
i

0.0000000 | 0.0000000
0.0000000 NG
1.0000000
0.0000000 [N
0 %<0 0.0000000

0.0000000

0.5394117

7 ]
0.0000000 | 0.0000000
| 0.0000000

0.0000000 0.5394117

0.4106720 -0.9989383

-1.1745237

-1.0060693 | -0.1156874

|
Siguiente x; 1.0244535 | -0.4212070

-0.5472829
-0.8647970 |
x;(t + At) -0.3175461 | -0.5225285 | 0.0298152

-0.6713694

-1.2299635 | -0.5311668
I

-0.3746791

0.0367415 -0.8034883

Paso del tiempo (Método de Euler)

e+ =x@+|1-xn@-2[ Y o |+ > o |-w

jERg j#i jely j#i
i€R, iecy

jeRg j#i
i€R,

Fig. 3.6 Simulador del modelo de red neuronal 3.48

Q;j Z o; [|]At

jeby j#i
i€cy,
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Cabe sefialar que el estado de inicio para x; es aleatorio y que ademas, despueés
de aproximadamente 80 iteraciones sobre la hoja de calculo, la trayectoria
constante obtenida es

\ Trayectoria constante |
ACONIONI -1.0000000 | -1.0000000 | -1.0000000 | -1.0000000

BTG 1.0000000 \
-1.0000000 \ \
-1.0000000 1.0000000 | ‘ \
-1.0000000 |
-1.0000000 1.0000000

Fig. 3.7 Trayectoria constante para la red neuronal 3.48

Donde +1 denota la colocacion de un sensor en el cuadrado blanco y —1 el caso
contrario. Obsérvese que dicha trayectoria satisface los requerimientos del
problema. Debe hacerse notar que el resultado anterior sélo representa una de las
varias trayectorias solucion del problema. Al realizar una serie de simulaciones
con estados de inicio aleatorios para x; se obtienen otras soluciones como las que
se muestran a continuacion.

Estado de inicio
0.7903106 -0.5065745 | -0.7181546 -0.5075867 0.1053907

-0.5035963 | -0.2844103 | -0.4341036

Trayectoria constante
EBOISTSJ(ol -1.0000000 | -1.0000000 | -1.0000000 | -1.0000000 |

-1.0000000 [E¥CEINOGGEM -1.0000000
-1.0000000 \ \

-1.0000000 1.0000000 |
-1.0000000 | -1.0000000 |
~1.0000000 N 1.0000000
-1.0000000 [ -1.0000000 | -1.0000000 [IEMCIOLIGLE)
ENCEERO -1.0000000 |
1.0000000 | | |

|
-1.0000000 | -1.0000000 | -1.0000000 |
\
|

-0.3040257 |
0.3721364 | 0.0968394 | 0.7793675

-0.7604838 -0.4139585
-0.0892118 -0.4610841 | -0.1771026 | -0.9970956

-0.9477521 | 0.9676422 | 0.4667667 | 0.3035311 | -0.6027059
0.3329542 | 0.8364206 | -0.4107702
0.8051482 |

-0.1478802

-0.7595933 ~0.2035505
0.5457727 0.6915230 | 0.3649900 | 0.8992224

0.9561418 | -0.4892228 | 0.8675874 | 0.9414503 [ 0.7610449
0.0759849 | -0.1780056 | 0.9255696
0.5729725

-0.2627050
-0.7489094

0.5868147 -0.8165193 | 0.0947739 0.8462271

0.7126025 | -0.9574149 | 0.7407053 | 0.5591181 | -0.9140800
0.5514433 | -0.0826734 | -0.5477956
0.6924038

-0.2074209

-0.0041228

-0.3790035 -0.8068653 | 0.3141952 0.9853577

0.8101145 | -0.6672497 | -0.9914519 [ 0.8208651 | 0.2233605
0.5183481 | -0.0628728 | 0.9661629
0.6790070

-0.8778640
-0.4063815

0.1650253 -0.4243739 | -0.3516888 | 0.6131908

0.2957030 | -0.9487728 | 0.1448192 [ 0.9052954 | -0.8112968
0.0555507 | 0.0026860 | -0.8064567
-0.0055090

-0.0587417
-0.5208093

-0.4214226 -0.0294737 | -0.4497321 | -0.9000005
0.7416414 | 0.8044387 [ 0.4332671 -0.1636700 | 0.1212502

0.8100889 | -0.9308951 | -0.1957768
-0.0354071 |

0.7536099 | -0.9466601 0.4846403

~1.0000000 | 1.0000000 |
~1.0000000 -1.0000000 | -1.0000000 _|JEMLelo0}

[-1.0000000 | -1.0000000 | -1.0000000 |EMCLLLLLL]
-1.0000000 | -1.0000000 1.0000000

1.0000000 | |

-1.0000000 [IEWCLLLIM -1.0000000 |

-1.0000000 | -1.0000000 |

-1.0000000 -1.0000000 -1.0000000 1.0000000
-1.0000000 | -1.0000000 1.0000000 -1.0000000 | -1.0000000
FRCOOOOTOM -1.0000000 | -1.0000000 |

-1.0000000 |
-1.0000000 [IEMCLOLIMN -1.0000000 |
-1.0000000 | -1.0000000 |

-1.0000000 -1.0000000 | -1.0000000 1.0000000

[ -1.0000000 [ -1.0000000 [ -1.0000000 [MEMCENNLL]
-1.0000000 | -1.0000000 [IERORIIGNN]
1.0000000
ENOIOOIEE 1.0000000
-1.0000000

I
-1.0000000 -1.0000000 | -1.0000000 _|[EMO[eJeJolols)
[ -1.0000000 | -1.0000000 [ -1.0000000 [MERNLLILIEN -1.0000000
-1.0000000 | -1.0000000 | -1.0000000
1.0000000
-1.0000000 [EROINIOEM -1.0000000
-1.0000000 | 1.0000000 |
-1.0000000 -1.0000000 | -1.0000000 _|[EMoleleJeJo[ols)
-1.0000000 | F¥CIILNGI -71.0000000 | -1.0000000 | -1.0000000

-1.0000000 | -1.0000000 | -1.0000000

-1.0000000 |

\

\ \

FIGIORIRO| -1.0000000 | -1.0000000 \
\

\

0.1465309 0.6678970

-0.4681318 0.1512221 -0.2478536 0.2990898
Fig. 3.8 Resultados de simulaciones para modelo de red neuronal 3.48

-1.0000000 | 1.0000000 |

-1.0000000 -1.0000000 | -1.0000000

1.0000000
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Puede observarse que sin importar el estado de inicio del sistema, la red neuronal
conduce a trayectorias constantes que satisfacen de igual forma los
requerimientos definidos en el problema. Para garantizar que cada trayectoria
constante satisface a 3.43 para cualquier variante de 3.45, se transcribe el
Teorema 2, cuya demostracidén se puede consultar en Jeffries [28].

Teorema 2. Cada conjunto respuesta para el problema de seleccién 3.43
corresponde a una trayectoria constante estable x con cada x; = +1 para la red
neuronal 3.45. También, cada trayectoria constante para la red neuronal con cada
|x;| > € corresponde a un conjunto respuesta para el problema de selecciéon de
conjuntos con x; = +1.

Para una mejor comprension de los problemas de seleccion de conjuntos,
abordados desde la perspectiva de redes neuronales artificiales. Se presenta un
ejemplo mas cuyo patron de cuadricula toma la forma

X1 X2 X3

X4 X5

Fig. 3.9 Rejilla para la colocacion de sensores [28]

Y cuyo modelo de red neuronal y hoja de calculo asociados son el sistema de
ecuaciones 3.49 y la Fig. 3.10 respectivamente.

dx;
dt
dx,
dt
dxs
dt
dx,
dt
dxs
dt

=1—x; = 2[; + 03 + 1 — P1(P204 + 0304)]

=1-x; — 2[p1+@3 — P, (0)]

=1—x3—2[p1 + @5 + 05 — Y3 (9105 + 9,95)] 3.49
=1—x4 = 2[5 + 1 — Ps(@s91)]

=1—x5— 2[4 + 93 — P5(@s93)]
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Seleccién de conjuntos de la forma |A interseccion Rj|< 1y

|A interseccion Ci|< para cada R;y Cx subconjuntos de S

0.2000000
0.1000000

Entrada 0.9678975 | 0.6315411 | -0.7976464
X; 0.6560472 -0.0987808
Activacion 1.0000000 | 1.0000000 | 0.0000000
) 1.0000000 - 0.9939039
> o 2.0000000 | 2.0000000 | 2.0000000
ere 1.9939039 - 1.9939039
Z‘p 2.0000000 | 1.0000000 | 0.9939039
J

JECh 2.0000000 0.9939039
LECh

o 1.0000000 | 1.0000000 | 2.0000000

e 0.9939039 : 1.0000000

®; 1.0000000 | 0.0000000 | 0.9939039

e 1.0000000 0.0000000

1.0000000 | 0.0000000 | 1.0000000

0.5743180 | 0.3052329 | -1.2356787

0.3272762

[ / \1
d_t' =1-x- Zi Z ; (%) + Z 0;(%) =i Z ¢; (%) Z <pj(xj)/| i
| ]

Cambio en x;
(método de Euler)

-0.1209754

jERg j#i jeCy  Jj=i JERg  j#i jeCp  j=i
i€ER, iecy i€ERq i€cy

Fig. 3.10 Simulador del modelo de red neuronal 3.49

Al realizar una serie de iteraciones sobre la hoja de calculo variando los estados
de inicio x; de manera aleatoria, es posible encontrar trayectorias constantes como
las que se muestran en la Fig. 3.11. Donde al igual que en el ejemplo anterior, el
estado +1 indica la colocacion de un sensor sobre el cuadrado blanco. Cabe
sefalar que por el Teorema 2 los conjuntos solucion encontrados son trayectorias
constantes estables ya a que sus componentes son +1.
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Estado de inicio

0.2298213 |0.4442814

Trayectoria constante

-0.3087696

-1.0000000 |-1.0000000 [Esee[oje]e[e]e;

0.6344218 -0.1627335 1.0000000 | -1.0000000
-0.0009816 |0.0615802 |-0.9999261 -1.0000000 Melelele[e[elolm -1.0000000
-0.9714327 0.2149259 -1.0000000 1.0000000

0.3231022 |-0.4728597 |-0.8616635 -1.0000000 Melelele[e[elolm -1.0000000
0.8862500 0.7160416 1.0000000 | -1.0000000

0.5071144 |0.3548671 |-0.5937737 AIOLLOIOIolo [0l -1.0000000 [-1.0000000
-0.5967896 -0.1599896 -1.0000000 1.0000000

Fig. 3.11 Resultados de simulaciones para el modelo de red neuronal 3.49

3.3 Memoria asociativa con sistemas dinamicos

En una red de neuronas artificiales que funciona como memoria de contenido
direccional o de asociacion, la memoria (el patrén previamente aprendido) no esta
localizada en un numero particular de neuronas, sino que existe en asociacién con
otras, por lo que sélo se puede acceder a ella a través del contenido. Para
modelar estas memorias se utilizan vectores binarios como representacion del
patron a memorizar. Estos patrones de memoria se consideran los atractores de
un sistema dinamico, tal que cada patron de entrada supone un estado inicial que
yace en un dominio de atraccion de los multiples atractores.

Con el fin de evitar confusiones, resulta conveniente, aclarar el término memoria o
patron de memoria, que hace referencia al vector que representa la imagen de
alguno de los patrones reconocidos por la red. Cuando se hace referencia a un
sistema dinamico, una memoria representa un estado estable del sistema.

3.3.1 Hipergrafos y redes neuronales artificiales

El uso de redes neuronales en aplicaciones de memoria asociativa o procesos de
control exige garantizar que los atractores del modelo son exclusivamente
aquellas trayectorias constantes construidas especificamente para un sistema.

Para abordar este dilema se han de utilizar objetos graficos compuestos de
vértices, baricentros (vértices adicionales) y arcos, a los que se definen como
hipergrafos. El estudio de estos grafos ha de permitir justificar teéricamente como
una trayectoria no constante se aproxima a una trayectoria constante.

Partiendo de una version del modelo general:

dxi

Tr = fixitopi [p(x)] 3.50

se define,
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dxl-
E = ki(Ii - xi) + z aij1]'2"'jpgoj1§0j2 onp 3.51
J

En 3.51, ¢; es la abreviacion de ¢;(x;), y la suma se realiza sobre ciertas
permutaciones j de subconjuntos cuyos indices pertenecen al conjunto {1,2,--,n}.
Cada I; es una constante no negativa.Por otro lado, la expansion de productos de
¢ funciones y la constante k;I; se denominan la forma multiproducto de un modelo
de orden superior [28].

Como puede observarse en 3.51, p;[¢(x)] se separa en un componente constante
y una suma de productos de funciones ¢. Los indices para cada permutacion
{i,j1,j2 -, Jp} se asumen distintos tal que j; <j, <--<j, si p>1. En cada
sumando, a_ (la abreviacion del coeficiente completo de a en 3.51) es un
coeficiente constante que tiene asociado un conjunto indice de coeficientes de la
forma {i, Jirj2, s jp}. Es factible pensar en el conjunto indice de coeficientes como
la constante que determina el signo + o — de a_. Dado un conjunto indice de

coeficientes, el conjunto ordenado {i,jl,jz,---,jp} se denomina el coeficiente
simplex asociado al conjunto.

Asimismo un sistema de la forma 3.51 con coeficientes {a_} equivalentes y del

mismo signo se denomina una clase signo equivalente, donde N denota el numero
de coeficientes simplex en una clase signo equivalente. Para un mejor
entendimiento de lo anterior, considérese el sistema 3.52 con cinco neuronas
(n = 5) y cuatro coeficientes simplex (N = 4).

% =1—x1 + 1230203 + 013490394 + Q1494

dx,

ar 1—x; + azi390193

% =1—x3+a3120102 + A3149030, 3.52
dx,

dt =1—-%4+ 4130103 + 41901 + A4595

dxs

ar 1—x5+ asss

Los coeficientes simplex de 3.52 son {1,2,3}, {1,3,4}, {1,4} y {4,5}, cuyas
permutaciones asociadas a cada coeficiente son {213,312},{314,413},{41} y {54}
respectivamente.

Asociado a cada clase signo equivalente de la forma 3.51 existe un hipergrafo H
con los siguientes componentes:
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e Vértices. Son puntos etiquetados con {v,,v,,---,v,} que corresponden a
cada neurona.

e Baricentros. Son vértices adicionales etiquetados por {b;,b,,::-,by} que
corresponden a un coeficiente simplex {i, js, j, =, jp }-

e Arcos. Son los segmentos de linea que unen a los baricentros con los
vértices. Cada arista es etiquetada con su correspondiente coeficiente {a_}

cuyo indice {i, jy, jz, -+, j,} determina su signo.

Se dice que un baricentro cuyos arcos son todos del mismo signo es un baricentro
del mismo signo. Si se asume para el ejemplo 3.52 que
{a123, 0213, 312, 14, Asq, us, A5, } SON todos positivos mientras que {a 34, az41, A413}
son todos negativos, entonces los cuatro baricentros de 3.52 son del mismo signo.
El hipergrafo asociado se muestra en la Fig. 3.12.

Fig. 3.12 Hipergrafo asociado al sistema dinamico 3.52 [28]
Para definir las condiciones de ciclo balanceado supéngase un hipergrafo con:

e q+ 12> 2 vértices distintos {vy, -, v,41},

e q baricentros distintos {by, ", b,}, y

e 2q arcos de distinto signo {e;, e, -+, e,,} con e, conectando a b, y v, e,
conectando a b, y v,, e3 conectando b, y v,, y asi sucesivamente hasta e,,
conectandoa b, y vg41-

Se denomina al triple conjunto

[{Ul' " 17q+1}' {bl' " bq}' {ez' €4y QZq}]

la trayectoria de v, a v,.,. Por supuesto, otro triple conjunto de la forma

[{(Vass, - vib {bg, -+, b} {ezg-1, €3 e}
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constituye una segunda trayectoria de v,,; a v, conocida como trayectoria

inversa. Los hipergrafos asociados con cada una de las trayectorias se observan
en la Fig. 3.13.

Fig. 3.13 Hipergrafos asociados a la trayectoria de v, a v, y su trayectoria inversa

Se dice que un hipergrafo estd conectado si cualesquiera dos vértices se
encuentran en alguna trayectoria. Por otro lado, un ciclo con q + 1 vértices, se
define como una trayectoria de v; a v ., donde v,,, = v;, y cuyo conjunto triple
asociado es [{vy,,vge2 = 1}, {b1, -, bys1} {€2 €4, €2442}]. Cabe sefalar que
para todo ciclo corresponde un ciclo inverso, que se define como la trayectoria de
V42 @ vy definida por el conjunto [{vg., = vy, -+, v1} {bgsr, =+, b} {€2qen, -+ €3, €1]]-
La Fig. 3.14 muestra un ciclo y su ciclo inverso asociado.

Cabe sefalar que si cada baricentro en la trayectoria es del mismo signo,
entonces el numero de arcos negativos en un ciclo iguala al numero de arcos
negativos en su ciclo inverso. Por otro lado, el valor absoluto del producto de los

{a_} coeficientes correspondientes a sus arcos se define como el peso del ciclo.

Cabe destacar que como una propiedad de los hipergrafos, si un ciclo y su ciclo
inverso tienen pesos iguales, entonces se dice que el ciclo es balanceado, lo que
se denota como

|eze4 32q+2| = |32q+1 e3el|

Para que los ciclos del ejemplo 3.52 sean balanceados se requiere entonces que
|a123a314] = |132a312| Y 01404131 = |as1a434].
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Fig. 3.14 Hipergrafo de un ciclo y su ciclo inverso asociado

Supdngase ahora que todos los baricentros del modelo 3.51 son del mismo signo,
entonces, si existen constantes positivas {1,,1,,-:-,1,,} para cada baricentro tal

que se satisfaga A; |ai_| =4 |aj_|, con {i,j} siendo cualesquiera indices de un

coeficiente simplex, entonces las constantes {A;} son llamadas multiplicadores
Volterra, que en el caso especifico de 3.52 deben cumplir:

AQi23 = 130313 = A3a31;
AQi34 = A3A314 = Aalyq3
MA@y = A3a4
AyQys = Aslsy

3.53

Los multiplicadores Volterra satisfacen las cuatro igualdades si |a;;3a3:4] =
|a1340351] Y |aiaa413] = |asaq34] (condicidn de ciclo balanceado). En realidad, si
cada baricentro en el hipergrafo de 3.51 es del mismo signo, entonces los
multiplicadores Volterra existen si y solo si cada uno de sus ciclos es balanceado.
Todo lo anterior puede resumirse en los siguientes teoremas que Jeffries [28]
propone y demuestra.

Lema 3.1. (Caso no lineal aciclico) Supdngase que el hipergrafo de 3.51 no tiene
ciclos y que cada baricentro en el hipergrafo es del mismo signo. Entonces el
sistema admite multiplicadores Volterra.
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Lema 3.2. (Caso lineal) Supdngase que cada baricentro en el hipergrafo de 3.51
es del mismo signo y esta conectado a exactamente dos vértices. Entonces los
multiplicadores Volterra existen para 3.51 si y solo si cada ciclo es balanceado.

Teorema 3.3. Supdngase que cada baricentro en el hipergrafo H de 3.51 es del
mismo signo. Entonces los multiplicadores Volterra existen para 3.51 si y sélo si
cada ciclo en 3.51 es balanceado.

Teorema 3.4. Si el hipergrafo de 3.51 tiene baricentros del mismo signo y ciclos
balanceados (y por lo tanto multiplicadores Volterra), entonces cada trayectoria
para 3.51 debe ser o debe aproximarse asintéticamente a una trayectoria
constante.

Estos teoremas garantizan que un modelo del tipo 3.51 posee unicamente
trayectorias constantes como atractores y no admite estados espurios. Para que
los teoremas sean validos, el modelo debe organizarse en subconjuntos de
neuronas de interaccibn mutuamente excitatoria o mutuamente inhibitoria y
cumplir las condiciones de ciclo balanceado. Ademas, cada subconjunto de
neuronas debe representar un coeficiente simplex donde el tipo de interaccion
para cada uno es determinado por un baricentro del mismo signo (positivo para el
caso excitatorio y negativo en el caso inhibitorio).

Retomando el modelo 3.51, es necesario encontrar alguna equivalencia entre la
suma de los productos a;j,,...;, ®j, ®j, - ¢;, con alguna otra suma de n términos

cuyos multiplicandos sean ¢; o (1 — ;).

dxl-
FTi ki(l; — x;) + Z QAijijojpPinPiz " Pip 3.54
J

Considérese que se tienen 2" numeros reales {aijljz...jp}, ahora formese una suma

algebraica como un multinomio en los componentes del vector ¢ = (¢4, @5, -, @)
de la forma:

A(@) = ag+ a1 + ay P, + -+ an@y + AP0, + A3 03 + -
T AP 1Pn + A23P2P3 + Ao PPy + =+ + A P20y 3.55
T An_1 nPn-1Pn + Qi k@i P + A12..0P1P2 " P

Que en términos generales se expresa como:
Aa((P) = AnPn + A1 nPn-1Pn t ik @i P + A12.nP1P2 *** P 3.56

Por otro lado, supongase que se cuenta con 2" numeros reales {b_} cuyo

subindice es una cadena binomial de longitud n que a su vez establece una suma
de productos de la forma:
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Bp(®) = boo...o(1 — 1) (1 — @3) = (1 — @) + b1g..001(1 — @) - (1 — )
+ bo1..o(1 —@1)gz - (1 — @) + -
+boo.1(1 =)A= @y) (1 = @) + byy.opr (1 —,)  3.57
+ ot b1 @1 (1= @2) - @+ b1t (1 — @)@y - + -
+ b11..101902 - Pn

Si se relacionan A,(¢) y B, (¢) como sigue,

boo...o = Qg
blO---O = Qg + aq
b01...0 = Qg + a,

boo...1 = Qg + a,

b110...0 = Qg + aq + a, + aio 358
b101...0 = Qay + aq + as + a3

b100...1 = Qy + aq + an + Aqin

b1110...0 =0y + aq + a, + as + ain + a3 + ars3 + aqp3

b11...1 =0y + aq + a, + -+ an + aio + a3 + An_1n + aqp3 + -+ A1p..n

Se puede decir que {b _} es derivado de {a_}, por lo tanto A,(¢) = B, (), siendo

factible definir lo que se denomina productos imagen como la multiplicacién de n
elementos de la forma ¢; o (1 — ¢;) [28]. Cabe sefalar que la presencia de ¢; o
(1 —¢;) en del producto imagen esta determinada por los unos y ceros

respectivamente de la combinacion binomial en la cadena subindice de {b_}.

Este anadlisis con hipergrafos ha permitido justificar tedéricamente el
comportamiento de las trayectorias no constantes en el modelo general
reduciéndolo a una multiplicacion de productos imagen.

3.4 El modelo de memoria

Un modelo de memoria con redes neuronales artificiales puede ser considerado
como un sistema que simula la recuperacion de un patron almacenado en la
memoria de las redes neuronales bioldgicas. En términos matematicos significa
que el sistema converge a alguno de los patrones memoria (las trayectorias
constantes previamente especificadas). Si las memorias se representan como
vectores en el espacio n-dimensional con componentes +1, entonces el
reconocimiento matematico consiste en que el sistema converje desde cualquier
vector de entrada dado a alguna de las memorias almacenadas. Cabe sefialar que
un modelo con n neuronas puede almacenar un numero M de cadenas binomiales
de tamafo n como atractores constantes tal que 1 < M < 2", donde, por la regla
del producto para pares ordenados, 2" es el numero maximo de maneras de
ordenar cadenas binomiales de tamarno n.
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Por otro lado, la funcién de activacion del modelo tiene un rango de [0,1] y puede
ser una funcién escalon o lineal con umbral, cabe sefalar que si su pendiente o
ganancia es suficientemente alta, los unicos atractores constantes son las
memorias dadas.

Entre las aplicaciones del modelo de memoria se encuentra la correccion de
errores para la decodificacion de cdédigo binario, que ha demostrado que dicho
modelo es tan exacto como la distancia euclidiana en la convergencia de un
estado inicial ruidoso a la memoria mas cercana [28]. Este modelo puede ser
considerado una memoria de contenido direccional, ya que el conocimiento parcial
de una memoria guia a su recuperacion completa a través de un sistema
dinamico.

Si para la construccion del sistema dinamico se consideran como trayectorias
atractor (trayectorias constantes o ciclos limite) a los 2™ vértices del n-cubo con
coordenadas +1 en el espacio n-dimensional, entonces, cada trayectoria atractor
ciclica estd asociada con un recorrido ciclico por algunos ortantes del
hiperespacio. Con un vértice del n-cubo inscrito en cada ortante asociado. Es
importante hacer hincapié en que todos los atractores son disjuntos. Lo que
significa que atractores diferentes corresponden a subconjuntos de vértices que no
tienen ningun elemento comun.

Cabe sefialar que cada memoria constante (atractor) tiene asociado un ciclo de
retroalimentacion. Ademas, conforme transcurre el tiempo, el sistema es
conducido a un estado particular en el que permanece hasta activar el ciclo de
feedback respectivo.

Si se considera el modelo 3.59 bajo los supuestos de que para cada i =1,2,::-,n
existe una funcion p; continuamente diferenciable en el espacio n-dimensional y
que ademas, k; es una constante positiva, entonces el modelo tiene trayectorias
constantes que resuelven el sistema de ecuaciones no lineales 3.60.

d(x;)
gr = kit op (p() 3.99

x; = ki'pile(x)] dondei=1,-,n 3.60

Noétese que la funcidon de activacion esta presente en la dinamica del sistema de
ecuaciones dividiendo el espacio de estados de 3.59 en 2" hiperplanos que cortan
sobre alguna x; = t¢. Asi, por cada x; existen tres regiones diferentes, una para
x; < —¢, otra para |x;| <e y una mas para x; > ¢, por lo que el espacio n-
dimensional queda dividido en 3™ regiones diferentes, conocidas como la zona de
transicion (T,) y los ortantes relativos a T, (O,). La primera region con al menos un
elemento |x;| < e y la segunda el complemento de la primera. Es claro que el
numero de ortantes relativos a T, por cada x; es dos, por lo que en un espacio de
dimension n se tiene un total de 2™ ortantes en los que la funciéon de ganancia es
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constante (cero o uno), asi que las trayectorias para 3.59 en O, son trayectorias
del tipo,

dx;
d_tl = ki(x; + ¢;)

para algun c¢;. Cabe sefalar que el vector ¢ = (cy,cy+,c,) puede 0 no
permanecer en 0., sin embargo, si ¢ es solucién de 3.59, entonces c se encuentra
en O, y ademas es una trayectoria atractor. Asumir que c; es diferente de +¢
asegura que las trayectorias que entran a la zona de transicion desde algun
ortante relativo a T, lo hacen de forma transversal y no tangencial.

Si se asocia a cada ortante relativo una unica combinacion de productos imagen I
con 0<] <1 delaforma ¢; o (1 - ¢;), entonces de los 2" productos posibles
existe una unica forma posible de que I = 1 en exactamente un ortante relativo a
T, y cero en todos los demas [28]. Asi que incluir una cadena binaria de tamafio n
como memoria constante implica incluir su producto imagen asociado en el
modelo de memoria.

Supdngase ahora que se cuenta con M memorias diferentes formadas de n
elementos, donde cada componente de la memoria se denota por m;; =1 o
m;=0coni=1,--,nyL=1,--,M. Entonces se dice que m,; es almacenada
como una trayectoria constante x para el modelo de red neuronal 3.59 si ¢;(x;) =
my;. Al trabajar con las M memorias dadas se obtienen productos imagen {I,} que
Jeffries [28] propone como 3.61. Donde asocia con cada ortante relativo a T, una
de las memorias dadas.

n

I, (o) = H{ij<pj(xj) +(1—my;) (1 — <pj(xj))} 3.61

j=1

Por ejemplo, si n=4 y m,; =(0,1,0,1), entonces el producto imagen I, =
(1 — e, (1 — @s3)e, esta activo en el ortante (—,+,—,+) que contiene el punto
(-1,1,—1,1) e inactivo en los 15 ortantes restantes, lo que satisface 0 < I, < 1.

Si se piensa en una modificacion del modelo general para almacenar las
memorias {m,} como trayectorias atractor, entonces Jeffries [28] redefine a 3.59
como el modelo 3.62 para el que demuestra el Teorema 3.5.

dxi

M
= nt Z(Zmu — 1 1,(p) 3.62
L=1

Teorema 3.5. Si el estado x es una trayectoria constante para 3.62 en un ortante
relativo a T,, entonces <p(§) es una memoria del conjunto {m,}. Ademas, si x se
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define en términos de una memoria m; por x = 2m; — 1, entonces x es una
trayectoria constante estable para 3.62 con ¢(x) = m,.

Es importante hacer notar que si un ortante relativo a T, no contiene alguna de las
memorias del modelo 3.62, entonces cada trayectoria que pasa por O, se
aproxima asintoticamente al origen hasta que dicha trayectoria entra a la zona de
transicion para cruzarla de forma transversal y alcanzar el ortante con la memoria
mas cercana.

Para analizar un ejemplo del comportamiento de un modelo de memoria
considérese el siguiente sistema.

dx
= a1 (1-92) — (1= 9)e,

dx
d_t2 =—x,— (1 —9,) + (1 — @),

3.63

Cuya funcién ganancia ¢;(x;) es una funcién lineal con umbral definida como

1 X; 2 &
X + &
@i(x;) = —g <x; < g 3.64
ZEi
0 X < =g

Con una grafica de su comportamiento para ¢ = 0.1 como la que se muestra en la
Fig. 3.15.

Fig. 3.15 Grafica de las trayectorias del modelo 3.63.

Como puede observarse los estados estables del sistema son (1,—1) y (—1,1) que
tienen asociados las memorias (1,0) y (0,1) respectivamente.



Capitulo 3 Memoria Asociativa con RNAs 67

3.4.1 Dinadmicas del modelo de memoria

Y aunque los teoremas de la seccion 3.3.1 garantizan que aquellas trayectorias no
constantes se acercan asintéticamente a una trayectoria constante. A continuacion
se realiza un analisis grafico del comportamiento del modelo de memoria sobre
todo en la region acotada por +¢; (se asume ¢; = ¢ para todo ;). Para ello se
muestran una serie de graficas cuyos comportamientos difieren segun existan o no
memorias (atractores estables) en regiones adyacentes de un plano
bidimensional. Se ha optado por ejemplificar la dinamica del modelo con graficas
de dos dimensiones por simplicidad.

De manera general cada punto x en T, puede caracterizarse por el numero de
coeficientes de x con |x;| < &, es decir, el nUmero de neuronas en transicion. Si
exactamente una neurona estd en transicion, tal que |x;|] <& con x=
(x4,x,, ..., x,), €ntonces existen cuatro posibles tipos de trayectorias en los dos
ortantes adyacentes (los ortantes que contienen (1,x,,..,x,) ¥ (—=1,%5, ..., X))
dependiendo de si el ortante contiene o no una memoria.

En el caso de que ningun ortante adyacente contenga una memoria las
trayectorias se comportan como las que muestra la Fig. 3.16, donde puede
apreciarse que dichas trayectorias se aproximan directamente al origen hasta
alcanzar alguna porcion de T, que posea mas neuronas en transicion.

R YV Y S (S A F O S S S A A I S A
B Y T A Y R A A I A A A S A A A S S
B T T A Y A I R S R A S G S A S A
T TSR VI VL VR L VR A A I I VT Y A A A A SN G Y
T T T Y N P A A A A A A A e
B T T ] I P A A A A A A A
aaﬂa“a‘\a\d\d\i\g\,‘;ll_ﬂjJ,jg’x’!;//a’f/a/éf
T T T VY A A O O L
Bl T T T L Y B N P AR A S
I T W U VY R T VAN O O i
e e s e . , e e i e e e e e e
— = NN N - e e e e e e e e e

Fig. 3.16 Trayectorias entre dos ortantes sin memoria

Por otro lado, si exactamente un ortante contiene una memoria, entonces las
trayectorias siguen el comportamiento de la Fig. 3.17.
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Fig. 3.17 Trayectorias entre dos ortantes con una Unica memoria

En cambio si ambos ortantes contienen memorias, entonces las trayectorias se
comportan como las que se muestran en la Fig. 3.18.

Fig. 3.18 Trayectorias entre dos ortantes con dos memorias

Considerando el caso en el que x yace en una porcion de T, con exactamente dos
neuronas en transicion, entonces son posibles diferentes patrones trayectoria
cerca de x y en los cuatro ortantes adyacentes dependiendo de la localizacién de
las memorias en el plano. La Fig. 3.19 muestra algunos de los diferentes
comportamientos de las trayectorias en modelos de memoria con dos, tres y
cuatro memorias.
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Fig. 3.19 Trayectorias con: (a) dos, (b) tres y, (c) cuatro atractores (memorias)

Las imagenes anteriores brindan una idea del comportamiento general de las
trayectorias tanto en 0, como en T, y ademas, verifican el hecho de que aquellas
trayectorias cuyo inicio esta en un ortante sin memoria, se aproximan al origen
hasta alcanzar la zona de transicion donde se encuentran con otras neuronas en
transicion.

3.4.2 Aplicaciones del modelo de memoria

Supdngase a cada una de las memorias como un indicador que se activa cuando
el sistema se encuentra en la memoria m;. Si se pretende que el sistema converja
rapidamente hacia determinada memoria, entonces se deben tomar muestras de
los estados que conducen a esa memoria y emplearse como condiciones iniciales.
Formar la cuenca de atraccion de cada memoria, ya sea para conducir al sistema
a un estado estable o bien a una secuencia de estados dependientes del tiempo,
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representa una version de lo que se conoce como aprendizaje de la red [28].
Siguiendo esta idea, retdmese el modelo de memoria 3.62, en el que ¢;(x;) se
define como una funcion lineal con umbral de la forma:

1 X = &;
xX; + &
gDi(Xi) = lZg - =& <Xx; <g 3.65
i

0 X < —&

2 -

(%)

—

1

Fig. 3.20 Gréfica de la funcién ¢;(x;)

Supdngase ahora que se tiene un cubo unitario del que se desean almacenar
unicamente algunos de sus vértices como puntos fijos atractores. Por ejemplo,
{(0,1,0),(1,1,0), (1,0,0),(1,0,1), (0,0,1), (0,1,1)}

Fig. 3.21 Cubo unitario con algunos de sus vértices como memorias constantes

El sistema de ecuaciones asociado al problema es 3.66. Al igual que en los
problemas de seleccidén de conjuntos se aplica el método de Euler para encontrar
las trayectorias constantes. La hoja de calculo para la simulacion se muestra en la
Fig. 3.22.
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dx,
Ez_xl_11+12+13+14_15_16
dx,
dt =_XZ+11+12_I3_I4_15+I6
dx;
E=_x3_11_12_13+14+15+16

Modelo de memoria
0.1000000
0.3000000

1.0000000

0.0000000

1.0000000

1.0000000

1.0000000

0.0000000

6
0.0000000

1.0000000

1.0000000

0.0000000

0.0000000

0.0000000

1.0000000

0.0000000

0.0000000

0.0000000

1.0000000

1.0000000

1.0000000

| Elementos del producto imagen

myp;(x;) + (1 - myy) (1 - <p,-(x,-))

0.0000000 1.0000000 1.0000000 1.0000000 0.0000000 0.0000000
0.0000000 0.0000000 1.0000000 1.0000000 1.0000000 0.0000000
0.0000000 0.0000000 0.0000000 1.0000000 1.0000000 1.0000000

j=1

[ 0.0000000

0.0000000 |

0.0000000

1.0000000 |

0.0000000

0.0000000

I
Coeficientes de I,

2my; — 1
-1.0000000 1.0000000 1.0000000 1.0000000 -1.0000000 -1.0000000
1.0000000 1.0000000 -1.0000000 | -1.0000000 | -1.0000000 1.0000000
-1.0000000 | -1.0000000 | -1.0000000 1.0000000 1.0000000 1.0000000

Coeficiente de I} X I

(2my; — DI, ()

0.0000000 0.0000000 0.0000000 1.0000000 0.0000000 0.0000000
0.0000000 0.0000000 0.0000000 -1.0000000 0.0000000 0.0000000
0.0000000 0.0000000 0.0000000 1.0000000 0.0000000 0.0000000

1.0000000
-1.0000000
1.0000000

x;(t + At) = x;(t) +

M
(D) + ) @my — DI()
L=1

At

Fig. 3.22 Simulador del modelo de red neuronal 3.66

3.66

Realizando una serie de iteraciones sobre el modelo tal que el estado de inicio
varié aleatoriamente, es posible observar que efectivamente para el modelo 3.66
las trayectorias de atraccién constantes son aquellos vértices del cubo unitario
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definidos como {m,} memorias. Hay que recordar que en la definicion del modelo
de memoria 3.62 se dice que un patron de memoria m; es incluido en la dinamica
del sistema como una trayectoria atractor constante si m;; = ¢;(x;), tomando esto
en consideracion la Fig. 3.23 muestra algunas de las simulaciones realizadas.

Estado de inicio aleatorio Memoria atractor

0.8932829 | -0.0816436 | 0.2825560 1.0000000 | 0.0000000 | 1.0000000

| 01933719 | 07152680 | -0.5722740 | [ 0.0000000 | 1.0000000 | 0.0000000 | | m |
| 0.3692994 | -0.3711701 | -0.8939500 | [ 1.0000000 | 0.0000000 | 0.0000000 | | m, |
| 0.0061933 | -0.2287183 | 0.2745010 | [ 0.0000000 | 0.0000000 | 1.0000000 | | ms |
| 07580847 | -0.3225424 | -0.5408685 | | 1.0000000 | 0.0000000 | 0.0000000 | | m, |
| 0.7484925 | -0.7194477 | -0.9590642 | [ 1.0000000 | 0.0000000 | 0.0000000 | | m, |
| 0.8467320 | -0.6977764 | -0.8605804 | | 1.0000000 | 0.0000000 | 0.0000000 | | m, |
[ 0.6444414 | 00155682 | -0.1351013 | [ 1.0000000 | 0.0000000 | 0.0000000 | [ m, |
| 0.6846714 | 04441935 | -05385294 | [ 1.0000000 | 1.0000000 | 0.0000000 | | m, |
| -0.0167184 | -0.8959894 | -0.2513338 | [ 1.0000000 | 0.0000000 | 0.0000000 | | m, |
| 09113020 | 0.8340097 | -0.0552357 | [ 1.0000000 | 1.0000000 | 0.0000000 | | m, |
| -0.5459597 | 0.6230933 | 0.5432406 | | 0.0000000 | 1.0000000 | 1.0000000 | | m |
| 05479302 | -0.3202305 | 0.9519751 | [ 1.0000000 | 0.0000000 | 1.0000000 | | m, |

Fig. 3.23 Resultados de simulaciones para el modelo de red neuronal 3.66

Sin embargo, existen ocasiones en las que m; no es necesariamente un punto fijo
estable sino un estado de paso que guia al sistema a un nuevo estado y éste a su
vez a otro mas y asi sucesivamente hasta que retorna al estado de inicio, es decir,
el sistema se vuelve ciclico. A éste tipo de comportamiento se le conoce, en teoria
de sistemas dinamicos, como ciclos limite, que en términos formales se define
como una curva cerrada en el espacio n-dimensional. Acorde con Jeffries [28],
posee las siguientes propiedades:

i.  ninguna trayectoria constante esta contenida dentro del ciclo limite,

ii.  una trayectoria que inicia en un punto del ciclo limite debe permanecer en el
ciclo limite de ahi en adelante,

iii. debe existir un numero positivo ¢ tal que cada trayectoria que inicia dentro
de ¢ del ciclo limite debe acercarse asintéticamente al ciclo limite y,

iv. para un numero positivo £ debe haber un namero positivo §(¢) tal que se
pueda garantizar que una trayectoria permanece dentro de ¢ del ciclo limite
si ésta inicia, dentro de ¢ del ciclo limite.

Siguiendo el modelo general, se define a 3.67 como una memoria que almacena
{m,} memorias como ciclos limite [28]. Tal que {m,} sea una lista ciclica con

L=1,2,-,pyademas {mo =My, Mpyq = mL}.
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dxl-
dt

M
= —x; + Z(—m[L_Li] + m i + Zm[LJ,L,-] - 1)IL((p) 3.67
L=1

Asimismo se dice que {m,} se almacena como un ciclo limite atractor si {¢;(x;)} =
{m,}. Los productos imagen y la funcién de activacion se definen como:

n

I (p) = 1_[ {ij(pjxj +(1-my;) (1 - (pj(x]-))} 3.68

j=1

1 X = &;

x; + €

0;(x) ={—— - <x<¢g 3.69

ZEi

0 X < —g;

2
Pi(X)

%
%

,1 .
Fig. 3.24 Gréfica de la funcion ¢;(x;)

Para ejemplificar el modelo de red neuronal con un ciclo limite como trayectoria
atractor, supdngase que se desea obtener una red para recorrer los ocho vértices
de un cubo unitario siguiendo la trayectoria {m;} = {- (1,1,1) - (1,1,0) - (1,0,0) -
(1,0,1) - (0,0,1) - (0,0,0) - (0,1,0) - (0,1,1) » (1,1,1) >} con L=1,2,--,8, cuyo
grafo dirigido se puede observar en la Fig. 3.25.
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Fig. 3.25 Ciclo limite que recorre los ocho vértices de un cubo unitario

Una vez que el ciclo ha sido definido sélo queda obtener el modelo de red
neuronal 3.67 asociado:

dx,

Ez_x1+211+12+I3_I4_215_I6_I7+18

dx

d_tzz_xz+11—12—213—14—15+I6+217+18 3.70
dx;

E:—x3—11—212+13+214_15_216+I7+218

Por otro lado, si se emplea el método de Euler para encontrar las trayectorias
constantes de 3.70, es preciso desarrollar un algoritmo para efectuar los calculos
numéricos implicados. Se ha optado por crear una hoja de calculo como la de la
Fig. 3.27 que permite simulaciones del modelo.

Para corroborar que efectivamente 3.70 tenga al ciclo limite de la Fig. 3.25 como
trayectoria atractor, se realizan una serie de iteraciones sobre la hoja de calculo tal
que el estado de inicio de x; es modificado aleatoriamente. Los resultados de las
simulaciones pueden ser vistos en la Fig. 3.26.

x;(0)  ¢;[x;(0)]

@i[x;(t + At)]

0.6723602 1.0000000 1.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 1.0000000 | 1.0000000 | 1.0000000
-0.8806310 0.0000000 0.0000000 | 0.0000000 | 0.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 0.0000000
-0.3115262 0.0000000 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000 | 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000
X -0.5035682 0.0000000 0.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000 | 0.0000000
xZ 0.3101970 1.0000000 1.0000000 | 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 1.0000000
x3 -0.4942328 0.0000000 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000 | 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000
xl 0.9319671 1.0000000 1.0000000 | 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 1.0000000
xZ 0.7159764 1.0000000 1.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 1.0000000 | 1.0000000 | 1.0000000
x3 0.6426880 1.0000000 0.0000000 | 0.0000000 | 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000 | 1.0000000 | 1.0000000

Fig. 3.26 Resultados de simulaciones para el modelo de red neuronal 3.70
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Modelo que almacena {m;} memorias como un ciclo limite

que recorre los ocho vértices de un cubo unitario

0.1000000

0.0010000

0.6723602
-0.8806310

-0.3115262

0.0000000 | 1.0000000

@1 (x1)
®2(x3)
@3(x3)

1.0000000

1.0000000
0.0000000

0.0000000

1.0000000

1.0000000

0.0000000

0.0000000

0.0000000

0.0000000

1.0000000

1.0000000 | 1.0000000

1.0000000

0.0000000

0.0000000

0.0000000

0.0000000

1.0000000

1.0000000

1.0000000

1.0000000 | 1.0000000

0.0000000

0.0000000

1.0000000

1.0000000

0.0000000

0.0000000

1.0000000

1.0000000

I(p) = 1_[ {ijqoj(xj) +(1—my) (1 - <p,-(x,-))}

0 0 1 0 0 0 0 0
‘ Coeficientes de I,

—My_qi M+ 2mppe) — 1

2.000000 | 1.000000 | 1.000000 | -1.000000 | -2.000000 | -1.000000 | -1.000000 | 1.000000
1.000000 | -1.000000 | -2.00000 | -1.000000 | -1.000000 | 1.000000 | 2.000000 | 1.000000
-1.000000 | -2.000000 | 1.000000 | 2.000000 | -1.000000 | -2.000000 | 1.000000 | 2.000000

Coeficiente de I; x producto imagen I,

(=my_1q + mpg + 2mpeg — 1)L(9)

0.000000 | 0.000000 | 1.000000 | 0.000000 | 0.000000 | 0.000000 | 0.000000 | 0.000000
0.000000 | 0.000000 | -2.000000 | 0.000000 | 0.000000 | 0.000000 | 0.000000 | 0.000000
0.000000 | 0.000000 | 1.000000 | 0.000000 | 0.000000 | 0.000000 | 0.000000 | 0.000000

0.705124
-0.992568
-0.180374

L=1

—x;(t) + Z(_m[L—l,i] tmp+ Zm[L+1,i] - 1)1L((P)

M

At

Fig. 3.27 Simulador para el modelo de red neuronal 3.70

Como puede observarse en la Fig. 3.26 es evidente que la lista ciclica {m,} es
almacena por el modelo 3.70 como un ciclo limite atractor, ya que sin importar el
estado de inicio x;, el sistema converge al ciclo limite y permanece en él.

Si se piensa en una combinacién de los modelos 3.62 y 3.67, entonces se obtiene
una red neuronal de grado superior con la capacidad de almacenar {m,} memorias
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como trayectorias atractor y ciclos limite. La adicion de los modelos anteriores en
una unica red neuronal queda definida acorde con Jeffries [28] de |la forma:

S M
dx;
d_tl =—x; + Z(_m[L—l,i] +mp + 2mppeng — 1)1 (@) + z @my -1  3.71
L=1 L=S+1

Donde tanto I,(¢) como ¢,;(x;) mantienen su definicién previa. En caso de
presentarse un problema que involucra tanto puntos fijos constantes como ciclos
limite se cuenta con un modelo de red neuronal que abarca tal caso. Supongase
ahora que se desea disenar un sistema de dimension cinco para almacenar las
memorias descritas en la Tabla 3.6.

{m,} Tipo de trayectoria

{-111,11) - (1,1,1,1,0) - (1,1,1,0,0) - (1,1,1,0,1)

- (1,1,1,1,1)} Ciclo limite
{(~(0,1,1,1,1)) - (0,0,1,1,1) - (0,0,0,1,1) - (0,0,0,0,1) el T
- (0,1,0,0,1) - (0,1,1,0,1) - (0,1,1,1,1) —>}
{(0,0,0,0,0)} Atractor
{(1,0,0,0,0)} Atractor

Tabla 3.6 Memorias que definen dos ciclos limite y dos atractores constantes [28]

Préstese atencion al hecho de que para el ejemplo anterior se tiene S =10y
M = 12, por lo tanto existen 10 memorias que pertenecen a dos ciclos limites, el
primero con 4 de ellas y el segundo con 6, asi como 2 memorias atractor. Por lo
que el modelo neuronal asociado al problema es 3.72. Como se ha venido
haciendo en problemas anteriores el sistema se traslada a una hoja de calculo
como la que muestra la Fig. 3.29 y se aplica el método de Euler para encontrar
sus trayectorias atractor.
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dx

d_tlz_x1+11+12 +I3+I4_15_I6_I7_18_19_110_111+112

dx,

E=—X2+Il+12 +I3+I4_15_216_I7+18+219+110_111_112

dx;

E=_X3+Il+lz +I3+I4+15_16_217_18+I9+2110_111_112 372
dx,

W=_x4+211_12_213+I4+215+I6_I7_218_19+110_111_112

dX5

W=_XS_11—212 +I3+214+15+I6+I7+18+19+110_111_112

Al realizar una serie de iteraciones sobre la hoja de calculo partiendo de estados
aleatorios para x;, se verifica el hecho de que el modelo 3.72 tiene a las memorias
de la Tabla 3.6 como trayectorias atractor en la forma de dos ciclos limite y dos
puntos fijos estables. Los resultados arrojados en diferentes simulaciones se
muestran en la Fig. 3.28.

@;[x;(0)] @;[x;(t + At)] - Primer ciclo limite \

0.4494561 1.0000000 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000
0.9110711 1.0000000 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000
0.6649835 1.0000000 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000
-0.3605690 0.0000000 0.0000000 | 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000
-0.0601245 0.0000000 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000 | 1.0000000

0;[x;(0)]

0.0480670 1.0000000 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000
-0.6043085 0.0000000 0.0000000 | 0.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000 | 0.0000000
0.3749508 1.0000000 0.0000000 | 0.0000000 | 0.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000
0.8709492 1.0000000 1.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 0.0000000
0.9605063 1.0000000 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000

@;[x;(t + At)] - Primer atractor constante |

0.0000000 0.0000000
-0.5594596 0.0000000 0.0000000
0.3718006 1.0000000 0.0000000
-0.1435972 0.0000000 0.0000000
-0.3226400 0.0000000 0.0000000

@;[x;(t + At)] - Segundo ciclo limite

1.0000000 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 0.0000000
-0.6081021 0.0000000 0.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000 | 0.0000000 | 1.0000000
-0.8725952 0.0000000 0.0000000 | 0.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000 | 0.0000000
0.5226403 1.0000000 0.0000000 | 0.0000000 | 0.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 0.0000000 | 0.0000000
0.0794237 1.0000000 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000 | 1.0000000

@;[x;(t + At)] - Primer atractor constante

0.7249788 1.0000000 1.0000000
-0.7242119 0.0000000 0.0000000
-0.7208712 0.0000000 0.0000000
-0.0036957 0.3152148 0.0000000
-0.8545805 0.0000000 0.0000000

Fig. 3.28 Resultados de simulaciones para el modelo de red neuronal 3.72

Después de observar los resultados se reconoce la efectividad del sistema en la
convergencia a alguno de los puntos fijos estables o bien, a algun ciclo limite,

independientemente del

estado de

inicio. Estos

funcionalidad y robustez del modelo de memoria con ciclos limite.

resultados corroboran

la
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Modelo de memoria de dimensidn cinco asociado con dos ciclos limite

y dos memorias constantes

Memoria constante con componentes m;; € {1,0}
Numero de memorias del ciclo limite
Producto imagen de m

0.10000
0.01000

1.00000 {m,}
1.00000 {m,}
1.00000
0.00000
0.00000

Memorias del 2° ciclo limite (p = 6)

Memorias del 1*' ciclo limite (p = 4)

M, M, M, M; M, M

1.00000 | 1.00000 | 1.00000 | 1.00000 | 1.00000 | 1.00000 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000
1.00000 | 1.00000 | 1.00000 | 1.00000 | 1.00000 | 1.00000 1.00000 | 1.00000 | 0.00000 | 0.00000 | 0.00000 | 1.00000 | 1.00000 | 1.00000
1.00000 | 1.00000 | 1.00000 | 1.00000 | 1.00000 | 1.00000 1.00000 | 1.00000 | 1.00000 | 0.00000 | 0.00000 | 0.00000 | 1.00000 | 1.00000
0.00000 | 1.00000 | 1.00000 | 0.00000 | 0.00000 | 1.00000 0.00000 | 1.00000 | 1.00000 | 1.00000 | 0.00000 | 0.00000 | 0.00000 | 1.00000
1.00000 | 1.00000 | 0.00000 | 0.00000 | 1.00000 | 1.00000 1.00000 | 1.00000 | 1.00000 | 1.00000 | 1.00000 | 1.00000 | 1.00000 | 1.00000

I(p) = 1_[ {ij(pj(xj) + (1 - ij) (1 - (Pj(xj))} I(p) = H{mu‘l’j(xj) + (1 - ij) (1 - <Pj(xj))}

j=1 j=1
[£0.00000 | 0.00000 [ 1.00000 [ 0.00000 | [_0.00000 | 0.00000 [ 0.00000 | 0.00000 | 0.00000 [ 0.00000 |
Coeficientes de I, para x; Coeficientes de [, para x;
Coeficiente de I = —my_q ;) + My + 2myp 0 — 1 Coeficientede I, = —mp_1 0+ mp; + 2mp 0 — 1

-1.00000 | -1.00000 | -1.00000 | -1.00000 | -1.00000 | -1.00000
-1.00000 | -2.00000 | -1.00000 | 1.00000 | 2.00000 | 1.00000
1.00000 | -1.00000 | -2.00000 | -1.00000 | 1.00000 | 2.00000
2.00000 | 1.00000 | -1.00000 | -2.00000 | -1.00000 | 1.00000
1.00000 | 1.00000 | 1.00000 | 1.00000 | 1.00000 | 1.00000

X1 1.00000 | 1.00000 | 1.00000 | 1.00000
Xy 1.00000 | 1.00000 | 1.00000 | 1.00000
X3 1.00000 | 1.00000 | 1.00000 | 1.00000

X 2.00000 | -1.00000 | -2.00000 | 1.00000
5% -1.00000 | -2.00000 | 1.00000 | 2.00000

°" atractor constante 2° atractor constante
0.00000 1.00000
0.00000 0.00000
0.00000 0.00000
0.00000 0.00000

0.00000 0.00000

n
Iy I,(p) = l_[{mu‘l’j(xj) +(1-my) (1 - <p,-(x,-))} ha
I — j=1 e
Coeficiente I, para Coeficiente IL = ZmLi -1 Coeficiente I, para x;
-1.00000 1.00000
-1.00000 ~1.00000
-1.00000 ~1.00000
-1.00000 ~1.00000
-1.00000 ~1.00000
Coeficiente I, x I
(Coeficiente I,)(I,)

0.00000 | 0.00000 | 1.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000

0.00000 | 0.00000 | 1.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000
0.00000 | 0.00000 | 1.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000
0.00000 | 0.00000 | -2.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000
Xsg 0.00000 | 0.00000 | 1.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000 | 0.00000

Siguiente x;
0.50451
0.91996
0.69848
-0.52451
0.04588

s M
—x;(t) + Z(_m[L—l,i] F g+ 2my g — 1)1 (9) + Z @my; — D 1, ()] At

L=1 L=S+1

x;(t + At) = x;(t) +

Fig. 3.29 Simulador para el modelo de red neuronal 3.72
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3.4.3 Simulador del modelo de memoria

Para llevar al ambito general el modelo de memoria con atractores estables, de tal
suerte que se elimine la necesidad de elaborar una hoja de calculo para cada
conjunto diferente de patrones memoria (p. ej. {A,B,C}, {1,2,3}), y ademas, se
utilice el mismo software para redes con distinta cantidad de neuronas. Se ha
elaborado un programa que simula el comportamiento de una red neuronal
asociativa. La meta es ligar un estado de inicio ruidoso con su correspondiente
memoria aprendida previamente. El objetivo del simulador es automatizar todos
los procesos de disefio y calculo de iteraciones necesarios para problemas
diferentes.

Retomando el modelo de memoria con puntos fijos estables.

dxl-

M
e+ ;(Zmu A

Se han disefado dos versiones de simulador, una que emplea el método de Euler
para la solucién del sistema de ecuaciones diferenciales y otra que hace uso del
método Runge-Kutta de cuarto orden. Esto con fines de comparacion durante la
convergencia.

Cabe destacar que el simulador posee los elementos caracteristicos de una red
neuronal, por ejemplo, cuenta con un conjunto de neuronas cuyo numero esta en
funcién del problema (con un maximo de cuatrocientas y un minimo de una), tiene
una funcién de activacion (funcion lineal con umbral) directamente relacionada al
valor umbral o valor de activacién (épsilon) de la neurona, ademas, cada neurona
se retroalimenta a si misma y a otras neuronas construyendo una red neuronal de
capa simple con feedback. Por otro lado, su regla de aprendizaje sigue el modelo
de memoria con puntos fijos estables.

A continuacién se hace una descripcion breve del funcionamiento basico del
simulador y se presenta un ejemplo que hace uso del mismo.

1. Simulador: Red Neuronal con Atractores Estables (RNAE)

Sigue el modelo de memoria con atractores estables. Su funcionamiento consiste
en recuperar a partir de un estado de inicio cualquiera algun patrén que haya sido
aprendido previamente por la red. Como se ha venido mencionando, este objetivo
se alcanza con el uso de la teoria de sistemas dinamicos y métodos numericos,
donde cada patrén aprendido por la red neuronal es considerado como un punto
fijo del sistema de ecuaciones diferenciales.

A grandes rasgos, se puede decir que el modelo tiene a su cargo el disefio de la
red de neuronas y la regla de aprendizaje, dejando a los métodos numéricos el
resto del trabajo. Cabe destacar que aun cuando el modelo no contiene de forma
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explicita la aplicacién de la funcion de activaciéon, ésta se encuentra implicita en
los denominados productos imagen utilizados en el mismo.

Para un mejor entendimiento de como funciona el simulador, la Fig. 3.30 muestra
la interfaz grafica del programa y la Tabla 3.7 detalla cada uno de sus
componentes.

Fig. 3.30 Interfaz grafica del simulador “Red Neuronal con Atractores Estables”

Componente Descripcién

Representa en sentido literal el estado de cada neurona,
donde una celda negra sefala que la neurona se
encuentra en un estado activo y, por el contrario, si la
celda es blanca la neurona esta inactiva.

Cuadricula de neuronas

Determina la cifra total de neuronas que tiene la red al
multiplicar el numero de filas por columnas.

Epsilon Establece el valor umbral de la funcion de activacion.

Cantidad de neuronas

Hace alusion a la fraccidon de tiempo incrementada en

Delta t cada iteracion del método numérico.

Significa el maximo de iteraciones permitidas al

Iteraciones maximas .
programa antes de la convergencia.

Indica qué tan diferente debe ser el valor anterior del
Cambio maximo actual para que el sistema converja a un estado estable
(error medio admitido).

Tabla 3.7 Componentes principales del simulador “Red Neuronal con Atractores Estables”

Basicamente el simulador “Red Neuronal con Atractores Estables” trabaja de la
siguiente manera:

e primeramente, se deben definir los parametros de la Tabla 3.7,



Capitulo 3 Memoria Asociativa con RNAs 81

e a continuacién, se inicia con la denominada fase de entrenamiento durante
la cual el programa obtiene desde de la cuadricula de neuronas cada una
de las memorias a aprender,

e para seguir con la fase de prueba, donde a partir de un patron cualquiera
dibujado sobre la cuadricula de neuronas el sistema captura el estado de
inicio de la red y empieza a trabajar con el modelo,

e por ultimo, el programa muestra sobre la cuadricula el estado final de cada
neurona, el cual, segun el Teorema 3.5, debe corresponder a una de las
memorias previamente aprendidas por la red.

Cabe senalar que la fase de prueba pone en marcha el disefio de la red neuronal y
el calculo iterativo evaluando en cada iteracion los productos imagen. Ademas de
realizar el proceso de recuperacion de la memoria. Es importante hacer hincapié
en el hecho de que la fase de entrenamiento puede continuar aun después de la
fase de prueba.

A continuacién se muestra un ejemplo que hace uso del simulador, bajo el
supuesto de que es capaz de aprender los numeros arabigos. Las caracteristicas
primarias de la red se muestran en la Tabla 3.8. Mientras que los patrones de
memoria se ilustran el la Fig. 3.31.

Caracteristica Valor

Total de neuronas: 20
Numero de filas: 5

Numero de columnas: 4

Epsilon 0.00001
Delta t 0.1
Iteraciones maximas 500
Cambio maximo 1.0E —-10

Tabla 3.8 Caracteristicas de la red neuronal que aprende los nimeros arabigos

1=
=k 15

Fig. 3.31 Fase de entrenamiento para el simulador RNAE
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En este ejemplo no importa el orden en que los patrones de memoria son
aprendidos por la red, ya que la meta es simplemente reconocer dichos patrones y
no asi su orden de precedencia (como ocurre en un ciclo limite). Una vez sefalado
lo anterior se da paso a la fase de prueba de la que se obtienen los resultados de
la Tabla 3.9.

Patrén de prueba  Respuesta del simulador

P,

P2

P4

Ps

Ps

P7

Tabla 3.9 Resultados de la fase de prueba con el simulador RNAE
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Patron de prueba  Respuesta del simulador

Ps

P9

P1o

P14

Tabla 3.9 Resultados de la fase de prueba con el simulador RNAE

(Continuacion)
Como puede observarse, el simulador “Red Neuronal con Atractores Estables”
bajo las especificaciones de la Tabla 3.8 converge a un estado estable con cada
patron de entrada durante la fase de prueba. Es sumamente importante recalcar el
hecho de que el simulador esta disenado para funcionar unicamente con patrones
que siguen la escala especificada por la cuadricula de neuronas, es decir, cada
patron que se desee sea aprendido y recuperado por la red ha de trasladarse a la
escala planteada al inicio de la ejecucion del programa.

Por otro lado, ha de sefalarse la trascendencia de encontrar el valor apropiado de
épsilon tal que el comportamiento de la red cumpla las expectativas en cada caso
de estudio. En el ejemplo actual un valor mas grande conduce al sistema a un
estado de caos.

3.4.4 Analisis de resultados

Una sencilla forma de corroborar que efectivamente el patréon recuperado por el
simulador corresponde a la memoria mas cercana, es a través de lo que se
conoce como distancia de Hammingz, que en éste caso, mide la diferencia de
estados entre dos conjuntos de neuronas. Para calcular la distancia de Hamming

? La distancia de Hamming entre dos cadenas binomiales es el numero de coeficientes en los que
las cadenas difieren.[28]
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obsérvese primeramente la Fig. 3.32 que contiene la representacién vectorial de
las memorias y los patrones de prueba. Donde los estados de activo e inactivo son
simbolizados por 1 y 0 respectivamente.

Representacion neuronal de la memoria

Memoria X5 X¢ X7 Xg X9 X190 X11 X12 X13 X14 X135 X1 X17 X138 X19 X20

o
o
o
-
[
o
o
[
[
[
[
[

R R R R R R R R O R

© 00 N O O h WN -~
R R R R R O R R R R
R R R R R O R R R R
R R R R R R R R O R
B P, OR RB RP, OO O K
O O O oo oo o oo
O O O OO oo o » o
B R PR OO R R R O R
B RO R R B R R O R
R PR OR R R R RO
R R O R R R R R R
I e e N N =)
o »r O O O O +» O
O O O O o o o o o
O O O O O O O O -k
N N = =]
O r O R LB OR R O
O r O R LB OR R O
O R O R P O R R R
N e e T =)

Representacion neuronal del patron de prueba

Patron de prueba : (, X3 X4 X5 Xg X; Xg X9 Xi9 Xq1 X12 X13 Xq4 X15 X16 Xq17 X183 X19 Xpo

P, 0 1 1 0 0 1 1 0 0 1 1 0 0 1 1 0 0 1 1 0
P, 1 0 1 0 0 1 0 1 1 0 1 0 0 1 0 1 1 0 1 0
P, 0 1 0 1 1 0 1 0 0 1 0 1 1 0 1 0 0 1 0 1
1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1
0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
1 0 0 0 1 0 0 1 0 1 1 0 0 1 1 0 1 0 0 1
0 1 1 0 0 0 0 1 0 1 1 0 1 0 0 0 0 1 1 0
0 0 1 1 1 0 0 0 1 1 1 1 0 1 1 1 0 1 1 1
1 1 1 1 0 0 0 0 1 1 1 1 0 0 0 0 0 0 0 1
0 0 0 1 0 0 0 1 0 0 0 1 0 0 0 1 0 0 0 1
1 0 0 1 1 0 0 1 1 0 0 1 1 0 0 1 1 0 0 1

Fig. 3.32 Representacion numérica de los conjuntos de neuronas

Con esta informacion es posible calcular el numero de estados diferentes entre los
patrones de prueba y las memorias aprendidas. Los resultados pueden ser vistos
en la Fig. 3.33 que enfatiza la distancia mas pequena entre cada par comparado.
Asimismo se confirma que los patrones recuperados por el simulador concuerdan
con aquellos que se obtienen si en lugar de utilizar el modelo de memoria se
emplea la distancia de Hamming.

Patrones de prueba

%)
®
el
S
c
o
—
a
©
n
o
—
o
S
[0
p=

/My 4+ 10 10 8 12 9 10 7 [ 7 s
Fig. 3.33 Distancia de Hamming entre los patrones de prueba y las memorias
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Puede pensarse que es mas sencillo emplear la distancia de Hamming que el
modelo de memoria, sin embargo, como se observa en la Fig. 3.33 el numero de
valores diferentes entre pares comparados puede repetirse (véase el caso del
patron de prueba numero siete) y, decidir cual de todos es, sino el correcto al
menos el mejor como respuesta, no es una tarea simple y mucho menos si se
pretende llevar a un algoritmo de computo. Por ello las redes neuronales
artificiales resultan de gran ayuda puesto que ofrecen esa habilidad inherente al
cerebro humano, ya que si se visualiza de manera subjetiva el patrén de prueba
siete, puede corroborarse que la forma de éste se acerca mas al digito dos que al
digito uno.

El Apéndice A muestra un comparativo entre dos variantes del sistema, una con el
método de Euler y otra con el método Runge-Kutta de cuarto orden, ambas
utilizadas en el aprendizaje de los numeros arabigos y bajo las caracteristicas
establecidas en la Tabla 3.8. Al cotejar los resultados obtenidos en ambos
sistemas se puede concluir que en este caso el método de Euler converge mas
rapido que el Runge-Kutta, sin embargo, el costo por la pérdida de informacion
con valores muy pequefios tiende a reducir ésta ventaja. Ya que al utilizar
umbrales cercanos a cero es preferible la exactitud en el manejo de la informacion
que la velocidad con que se alcanza el punto de equilibrio.

Este problema de reconocimiento de caracteres (los numeros arabigos, en este
caso) es una aplicacion que ya ha sido abordada con anterioridad utilizando redes
neuronales artificiales. Por ejemplo, Haykin[2] se vale de una red de Hopfield
donde, al igual que en el modelo de memoria de Jeffries [28], los puntos fijos son
los patrones a memorizar (memorias fundamentales) por la red y las neuronas
pueden tomar valores de +1 (encendida y apagada respectivamente).

El modelo de Haykin [2] tiene una fase de aprendizaje en la que calcula el peso de
las conexiones para un conjunto de memorias fundamentales, utilizando la regla
del producto externo. Posteriormente, durante la fase de reconocimiento, las
neuronas adquieren el estado del patron de prueba como estado de inicio. Este
estado inicial se modifica iterativamente acorde a la funcién signo que compara el
potencial de accidén (la suma ponderada del estado de la neurona) con el valor
umbral (cero para el ejemplo). La modificacién continta hasta que el estado de las
neuronas alcanza un estado estable, es decir, permanece sin cambio o hasta un
error permitido. Siendo este punto fijo la salida de la red.

Aunque los resultados son prometedores, las dificultades, como el autor lo
reconoce, se hacen presentes cuando la red converge a un patron erréneo
partiendo de la versién corrupta de una memoria fundamental (patrén memoria).
Ademas, a diferencia del modelo de memoria con sistemas dinamicos, admite la
presencia de estados espurios (que no corresponden a ninguna de las memorias
fundamentales). Estos estados degenerados suponen un problema, ya que en
algunos casos, la salida de la red resulta en una combinacion lineal de un numero
singular de patrones almacenados, y en otros, la correlacion con alguna de las
memorias fundamentales es nula.
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Por otro lado, Anderson [23], utiliza un modelo al que define como modelo de
vector sumado. Este modelo supone que la fuerza sinaptica global es la suma de
la historia de su activacién sinaptica, donde los miembros del conjunto de
aprendizaje se forman al sumar los M vectores memoria de dimensién n,
aprendidos por la red. Aunque el resultado final de la suma de las entradas parece
a primera vista ruido aleatorio, la informacién aun esta presente. El problema
surge cuando se quiere recuperar cualquier vector almacenado, ya que, tal como
el autor lo afirma, se ha perdido tanta informacién que sacar lo que queda es todo
un reto.

El modelo del vector sumado, sirve mas como un filtro para detectar la presencia o
ausencia de un vector de memoria, bajo el supuesto de que si el patron esta
presente, el producto interno es positivo y grande.

El modelo de vector sumado no permite conocer los valores utilizados para
almacenar la memoria, a diferencia del modelo de memoria con sistemas
dinamicos, donde, a partir de un analisis de las ecuaciones del sistema, es posible
obtener sus memorias. Sin embargo, ambos modelos suponen que el patron de
entrada contiene una gran cantidad de informacion que determina el patron salida.

Este estudio del modelo de Hopfield y del vector sumado, permite advertir que el
modelo de memoria asociativa con sistemas dinamicos propuesto por Jeffries [28],
aporta considerables ventajas sobre las otras técnicas. Y aunque conforme hay un
incremento en el numero de neuronas el sistema pierde estabilidad debido a la
cantidad de iteraciones necesarias para alcanzar el estado de equilibro, resulta
adecuado para los propodsitos de esta tesis.



Conclusiones

El objetivo principal de esta investigacién ha sido dar un enfoque de sistemas
dinamicos al modelo de redes neuronales artificiales de memoria asociativa y
mostrar su efectividad mediante su simulaciéon en software. Bajo el supuesto de
que las memorias corresponden a estados de equilibrio (atractores estables) en el
espacio fase del sistema. Donde la convergencia al atractor apropiado es llamada
reconocimiento.

Al medir los resultados del modelo por su habilidad para reconocer el patrén
correcto aprendido previamente (content-addressability [30]), puede decirse que
su desempefio tuvo el comportamiento esperado. Al asociar cada patron de
prueba con el numero arabigo con mayor grado de similitud (menor distancia de
hamming). Ademas, en ningun caso se alcanzo un estado espurio que no
correspondiera a alguno de los patrones memorizados con anterioridad. Lo que
habla de un buen grado de generalizacién.

Sin embargo, si el desempefio se mide por su capacidad de memoria (numero de
patrones que pueden ser aprendidos y correctamente reconocidos por la red) hay
que reconocer las desventajas del modelo. Aunque tedricamente para el ejemplo
el sistema tiene la capacidad de aprender 22° memorias diferentes, un sistema
dinamico de tales magnitudes resulta dificil de manipular. Ya que conforme
aumenta el numero de memorias también se incrementa el numero de calculos.
Siendo necesario calcular en cada iteracion tantos productos imagen por neurona
como patrones de aprendizaje existan. Ademas, cada uno de los 22° ortantes del
hiperespacio tendria asociado un atractor estable, por lo que todo patron de
prueba permaneceria en el ortante de origen. Lo que se traduce en un sistema tan
generalizado que hace innecesario el analisis del comportamiento de las
trayectorias y elimina la ventaja de tratar con informacion parcialmente
corrompida, al abarcar todas las posibles combinaciones de estados de inicio
(n6tese que esto ultimo soélo aplica para el software de reconocimiento de
patrones).

No obstante, el modelo muestra caracteristicas propias de una memoria
asociativa. Ya que se construye a partir del aprendizaje (los niumeros arabigos en
el ejemplo). Es de contenido direccional, al no responder a una medida de similitud
(distancia de hamming o distancia euclidiana) entre el patrén de prueba y las
memorias aprendidas. Sino que una vez que la entrada perturba el estado del
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sistema, las neuronas comienzan a interactuar unas con otras hasta alcanzar
nuevamente un estado estable al que asocian la salida. Asimismo, tiene la
capacidad de trabajar con informacidén parcialmente corrompida al reconocer
correctamente todos los patrones distorsionados o incompletos utilizados como
estados de inicio en el ejemplo.

Por otro lado, el enfoque de sistemas dinamicos abre la pauta para posibles
trabajos futuros donde se profundice sobre que tanto se acercan estos modelos a
los procesos cognitivos. Ya que de acuerdo con Izhikevich [31], los
neurocientificos han encontrado constantes fendmenos de equilibro, estabilidad,
atractores ciclos limite y bifurcaciones en el comportamiento de agrupaciones
locales de neuronas.

Ademas, queda pendiente la automatizacion de los modelos de seleccion de
conjuntos, ciclos limite y ciclos limite con atractores estables. Cabe la posibilidad
de que estos modelos puedan incluirse en un mismo software que permita
adaptarlos (p. ej. modificar las funciones de activacion, construir redes con capas
ocultas o utilizar la salida de un modelo con atractores estables como entrada a
uno con ciclos limite) para observar su comportamiento y trasladar el modelo a
problemas que muestren conductas semejantes.

Y ya que es trabajo de los matematicos aplicados y computdlogos, estudiar las
propiedades de nuevos sistemas utilizando técnicas empleadas en otras areas del
conocimiento con el apoyo de herramientas de cdmputo. Se ha puesto en
evidencia que la fusién de las redes neuronales artificiales, los sistemas
dinamicos, las neurociencias y el desarrollo computacional, estimula el
replanteamiento de viejos paradigmas desde un nuevo enfoque y fomenta un
trabajo conjunto interdisciplinario que conduce a nuevos horizontes.
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Apéndices

Apéndice A

Comparativo en la convergencia del método numérico de Euler y Runge-Kutta de
cuarto orden en la solucion del sistema de ecuaciones para un modelo de
memoria durante el reconocimiento de los digitos de Sistema Métrico Decimal
implementado sobre el Simulador Red Neuronal con Atractores Estables bajo las
condiciones establecidas en la Tabla 3.8.

Analisis de convergencia para el método de Euler y Runge-Kutta de cuarto orden sobre el
simulador Red Neuronal con Atractores Estables -RNAE-

. . Método que se .
Diferencia en valor q' Patréon de
acercamas ala

Método Runge
(o]
Kutta 4° orden absoluto CorEEETEa prueba

eracionf .31 3 | @ | |

Método de Euler

Xy -0.99999999912910500 -0.99999999907391400 0.00000000005519096 Euler
X, 0.99999999912910500 0.99999999907391400  0.00000000005519096 Euler
X3 0.99999999912910500 0.99999999907391400  0.00000000005519096 Euler
X4 -0.99999999912910500 -0.99999999907391400  0.00000000005519096 Euler
Xs -0.99999999912910500 -0.99999999907391400 0.00000000005519096 Euler
X -0.99999999912909400 -0.99999999907389900 0.00000000005519496 Euler
Xy 0.99999999912910500 0.99999999907391400  0.00000000005519096 Euler
Xg -0.99999999912910500 -0.99999999907391400  0.00000000005519096 Euler
Xo -0.99999999912910500 -0.99999999907391400  0.00000000005519096 Euler
X10 -0.99999999912909400 -0.99999999907389900  0.00000000005519496 Euler p,
X1 0.99999999912910500 0.99999999907391400  0.00000000005519096 Euler
X1z -0.99999999912910500 -0.99999999907391400  0.00000000005519096 Euler
X3 -0.99999999912910500 -0.99999999907391400  0.00000000005519096 Euler
X14 -0.99999999912909400 -0.99999999907389900  0.00000000005519496 Euler
Xis 0.99999999912910500 0.99999999907391400  0.00000000005519096 Euler
X6 -0.99999999912910500 -0.99999999907391400 0.00000000005519096 Euler
X1z -0.99999999912910500 -0.99999999907391400  0.00000000005519096 Euler
Xig -0.99999999912909400 -0.99999999907389900  0.00000000005519496 Euler
X19 0.99999999912910500 0.99999999907391400  0.00000000005519096 Euler
X20 -0.99999999912910500 -0.99999999907391400 0.00000000005519096 Euler
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X3
X3
X3
X4
Xs
Xe
X7

X

Xy
X,
X3
X4
Xs
Xe
X7
Xg

Analisis de convergencia para el método de Euler y Runge-Kutta de cuarto orden sobre el
simulador Red Neuronal con Atractores Estables -RNAE-

Método de Euler

0.99999999912906300
0.99999999912905700
0.99999999912906200
0.99999999912905800
-0.99999999912903000
-0.99999999912905800
-0.99999999912906300
0.99999999912905000
0.99999999912906200
0.99999999912905400
0.99999999912905900
0.99999999912905800
-0.99999999912903700
-0.99999999912905800
-0.99999999912906300
0.99999999912905600
0.99999999912905800
0.99999999912905400
0.99999999912905800
0.99999999912905800

0.99999999912902500
0.99999999912902800
0.99999999912902400
0.99999999912902900
0.99999999912902200
-0.99999999912902900
-0.99999999912902500
-0.99999999904591700
0.99999999912902400
0.99999999912902400
0.99999999912902000
0.99999999912902900
0.99999999912901400
-0.99999999912902900
-0.99999999912902500
0.99999999912902100
0.99999999912902000
0.99999999912902400
0.99999999912902000
0.99999999912902900

Método Runge
Kutta 4° orden

eracionf 30 ] 3% | . | | |

0.99999999908930000
0.99999999908929300
0.99999999908929900
0.99999999908929300
-0.99999999908929300
-0.99999999908929300
-0.99999999908930000
0.99999999908929700
0.99999999908929900
0.99999999908929200
0.99999999908929900
0.99999999908929300
-0.99999999908929500
-0.99999999908929300
-0.99999999908930000
0.99999999908929800
0.99999999908929900
0.99999999908929200
0.99999999908929900
0.99999999908929300

0.99999999907391600
0.99999999907392200
0.99999999907391600
0.99999999907392200
0.99999999907391400
-0.99999999907392200
-0.99999999907391600
-0.99999999907386700
0.99999999907391600
0.99999999907391700
0.99999999907391100
0.99999999907392200
0.99999999907389500
-0.99999999907392200
-0.99999999907391600
0.99999999907391100
0.99999999907391400
0.99999999907392000
0.99999999907391400
0.99999999907392200

Diferencia en valor
absoluto

0.00000000003976297
0.00000000003976397
0.00000000003976297
0.00000000003976497
0.00000000003973699
0.00000000003976497
0.00000000003976297
0.00000000003975298
0.00000000003976297
0.00000000003976197
0.00000000003975997
0.00000000003976497
0.00000000003974199
0.00000000003976497
0.00000000003976297
0.00000000003975797
0.00000000003975897
0.00000000003976197
0.00000000003975897
0.00000000003976497

0.00000000005510903
0.00000000005510603
0.00000000005510803
0.00000000005510703
0.00000000005510803
0.00000000005510703
0.00000000005510903
0.00000000002795009
0.00000000005510803
0.00000000005510703
0.00000000005510903
0.00000000005510703
0.00000000005511902
0.00000000005510703
0.00000000005510903
0.00000000005511003
0.00000000005510603
0.00000000005510403
0.00000000005510603
0.00000000005510703

Método que se
acerca mas a la
convergencia

Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler

Euler

Euler
Euler
Euler
Euler
Euler
Euler
Euler
Runge-Kutta
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler

Euler

Patréon de
prueba

20
eraciond .31 | 3 | . | | |

P
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Xy
X,
X3
X4
Xs
Xe
X7
Xg

X

X3
X2
X3
Xy
Xs
Xs

Analisis de convergencia para el método de Euler y Runge-Kutta de cuarto orden sobre el
simulador Red Neuronal con Atractores Estables -RNAE-

Método de Euler

0.99999999912915300
0.99999999912915300
0.99999999912915300
0.99999999912915300
0.99999999912915200
-0.99999999912914100
-0.99999999912914100
0.99999999912914000
0.99999999912915300
0.99999999912915300
0.99999999912915300
0.99999999912915300
0.99999999912915200
-0.99999999912914100
-0.99999999912914100
0.99999999912915300
0.99999999912915300
0.99999999912915300
0.99999999912915300
0.99999999912915300

-0.99999999912903300
0.99999999912902500

0.99999999912902500

-0.99999999912903300
-0.99999999912903300
-0.99999999912903300
0.99999999912902500

-0.99999999912903300
-0.99999999912903300
-0.99999999912903300
0.99999999912902500

-0.99999999912903300
-0.99999999912903300
-0.99999999912903300
0.99999999912902500

-0.99999999912903300
-0.99999999912903300
-0.99999999912903300
0.99999999912902500

-0.99999999912903300

Método Runge
Kutta 4° orden

eraciond 1 3 | @ /|

0.99999999907395500
0.99999999907395500
0.99999999907395500
0.99999999907395500
0.99999999907395500
-0.99999999907394000
-0.99999999907394000
0.99999999907395500
0.99999999907395500
0.99999999907395500
0.99999999907395500
0.99999999907395500
0.99999999907395500
-0.99999999907394000
-0.99999999907394000
0.99999999907395500
0.99999999907395500
0.99999999907395500
0.99999999907395500
0.99999999907395500

-0.99999999908929500
0.99999999908928500
0.99999999908928500
-0.99999999908929500
-0.99999999908929500
-0.99999999908929500
0.99999999908928500
-0.99999999908929500
-0.99999999908929500
-0.99999999908929500
0.99999999908928500
-0.99999999908929500
-0.99999999908929500
-0.99999999908929500
0.99999999908928500
-0.99999999908929500
-0.99999999908929500
-0.99999999908929500
0.99999999908928500
-0.99999999908929500

Diferencia en valor
absoluto

0.00000000005519807
0.00000000005519807
0.00000000005519807
0.00000000005519807
0.00000000005519707
0.00000000005520095
0.00000000005520095
0.00000000005518497
0.00000000005519807
0.00000000005519807
0.00000000005519807
0.00000000005519807
0.00000000005519707
0.00000000005520095
0.00000000005520095
0.00000000005519807
0.00000000005519807
0.00000000005519807
0.00000000005519807
0.00000000005519807

0.00000000003973799
0.00000000003973999
0.00000000003973999
0.00000000003973799
0.00000000003973799
0.00000000003973799
0.00000000003973999
0.00000000003973799
0.00000000003973799
0.00000000003973799
0.00000000003973999
0.00000000003973799
0.00000000003973799
0.00000000003973799
0.00000000003973999
0.00000000003973799
0.00000000003973799
0.00000000003973799
0.00000000003973999
0.00000000003973799

Método que se
acercamas ala
convergencia

Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler

Euler

Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler

Euler

Patrén de
prueba

Py

20
eracionf 35} 30 | @ | |

Ps
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Xy
X,
X3
X4
Xs
Xe
X7
Xg

X

X3
X2
X3
Xy
Xs
Xs

Analisis de convergencia para el método de Euler y Runge-Kutta de cuarto orden sobre el
simulador Red Neuronal con Atractores Estables -RNAE-

Método de Euler

0.99999999912905200
-0.99999999912904600
-0.99999999912904600
0.99999999912904700
0.99999999912905200
-0.99999999912905200
-0.99999999912905200
0.99999999912905200
0.99999999912904600
0.99999999912905200
0.99999999912905200
0.99999999912904700
-0.99999999912905200
-0.99999999912904700
-0.99999999912904700
0.99999999912904600
-0.99999999912904600
-0.99999999912905200
-0.99999999912905200
0.99999999912905200

0.99999999912906900
0.99999999912907900
0.99999999912907900
0.99999999912906900
-0.99999999912907900
-0.99999999912907900
-0.99999999912907600
0.99999999912907600
0.99999999912906900
0.99999999912907600
0.99999999912907900
0.99999999912906900
0.99999999912907400
-0.99999999912907900
-0.99999999912907600
-0.99999999912907700
0.99999999912906900
0.99999999912907600
0.99999999912907900
0.99999999912906900

Método Runge
Kutta 4° orden

eraciond 38 3 | @ | |

0.99999999908976600
-0.99999999908976400
-0.99999999908976400
0.99999999908975900
0.99999999908976600
-0.99999999908976600
-0.99999999908976600
0.99999999908976600
0.99999999908975900
0.99999999908976600
0.99999999908976600
0.99999999908975900
-0.99999999908976600
-0.99999999908975900
-0.99999999908975900
0.99999999908975900
-0.99999999908975900
-0.99999999908976600
-0.99999999908976600
0.99999999908976600

0.99999999910122900
0.99999999910123900
0.99999999910123900
0.99999999910122900
-0.99999999910123900
-0.99999999910123900
-0.99999999910123800
0.99999999910123800
0.99999999910122900
0.99999999910123800
0.99999999910123900
0.99999999910122900
0.99999999910123800
-0.99999999910123900
-0.99999999910123800
-0.99999999910123900
0.99999999910122900
0.99999999910123800
0.99999999910123900
0.99999999910122900

Diferencia en valor
absoluto

0.00000000003928602
0.00000000003928202
0.00000000003928202
0.00000000003928802
0.00000000003928602
0.00000000003928602
0.00000000003928602
0.00000000003928602
0.00000000003928702
0.00000000003928602
0.00000000003928602
0.00000000003928802
0.00000000003928602
0.00000000003928802
0.00000000003928802
0.00000000003928702
0.00000000003928702
0.00000000003928602
0.00000000003928602
0.00000000003928602

0.00000000002783995
0.00000000002783995
0.00000000002783995
0.00000000002783995
0.00000000002783995
0.00000000002783995
0.00000000002783795
0.00000000002783795
0.00000000002783995
0.00000000002783795
0.00000000002783995
0.00000000002783995
0.00000000002783596
0.00000000002783995
0.00000000002783795
0.00000000002783795
0.00000000002783995
0.00000000002783795
0.00000000002783995
0.00000000002783995

Método que se
acercamas ala
convergencia

Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler

Euler

Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler

Euler

Patrén de
prueba

Ps

20
eracionf 36 30 | @ | |
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Xy
X,
X3
X4
Xs
Xe
X7
Xg

X

X3
X2
X3
Xy
Xs
Xs

Analisis de convergencia para el método de Euler y Runge-Kutta de cuarto orden sobre el
simulador Red Neuronal con Atractores Estables -RNAE-

Método de Euler

0.99999999913235400
0.99999999913235400
0.99999999913236300
0.99999999913236400
0.99999999913236300
-0.99999999913236400
-0.99999999913236400
-0.99999999913236300
0.99999999913236400
0.99999999913236400
0.99999999913236400
0.99999999913236400
-0.99999999913236200
-0.99999999913235400
-0.99999999913235400
0.99999999913236400
0.99999999913235400
0.99999999913236300
0.99999999913236300
0.99999999913236400

0.99999999912989300
0.99999999912989300
0.99999999912989300
0.99999999912989300
0.99999999912988000
-0.99999999912989300
-0.99999999912989300
0.99999999912988000
0.99999999912989300
0.99999999912989300
0.99999999912989300
0.99999999912989300
-0.99999999912989300
-0.99999999912989300
-0.99999999912989300
0.99999999912988000
-0.99999999912989300
-0.99999999912989300
-0.99999999912989300
0.99999999912989300

Método Runge
Kutta 4° orden

eraciond 33} 30 | o | |

0.99999999911864500
0.99999999911864500
0.99999999911865500
0.99999999911865500
0.99999999911865500
-0.99999999911865500
-0.99999999911865500
-0.99999999911865400
0.99999999911864500
0.99999999911865500
0.99999999911865500
0.99999999911865500
-0.99999999911864600
-0.99999999911864500
-0.99999999911864500
0.99999999911865500
0.99999999911864500
0.99999999911865500
0.99999999911865500
0.99999999911865500

0.99999999907391700
0.99999999907391700
0.99999999907391700
0.99999999907391700
0.99999999907390000
-0.99999999907391700
-0.99999999907391700
0.99999999907390000
0.99999999907391700
0.99999999907391700
0.99999999907391700
0.99999999907391700
-0.99999999907391700
-0.99999999907391700
-0.99999999907391700
0.99999999907390000
-0.99999999907391700
-0.99999999907391700
-0.99999999907391700
0.99999999907391700

Diferencia en valor
absoluto

0.00000000001370903
0.00000000001370903
0.00000000001370803
0.00000000001370903
0.00000000001370803
0.00000000001370903
0.00000000001370903
0.00000000001370903
0.00000000001371903
0.00000000001370903
0.00000000001370903
0.00000000001370903
0.00000000001371603
0.00000000001370903
0.00000000001370903
0.00000000001370903
0.00000000001370903
0.00000000001370803
0.00000000001370803
0.00000000001370903

0.00000000005597600
0.00000000005597600
0.00000000005597600
0.00000000005597600
0.00000000005598000
0.00000000005597600
0.00000000005597600
0.00000000005598000
0.00000000005597600
0.00000000005597600
0.00000000005597600
0.00000000005597600
0.00000000005597600
0.00000000005597600
0.00000000005597600
0.00000000005598000
0.00000000005597600
0.00000000005597600
0.00000000005597600
0.00000000005597600

Método que se
acercamas ala
convergencia

Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler

Euler

Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler

Euler

Patrén de
prueba

Pg

20
eraciond 30 30 | @ | |

Pg
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Xy
X,
X3
X4
Xs
Xe
X7
Xg

X

X3
X2
X3
Xy
Xs
Xs

Analisis de convergencia para el método de Euler y Runge-Kutta de cuarto orden sobre el
simulador Red Neuronal con Atractores Estables -RNAE-

Método de Euler

0.99999999912987600
0.99999999912987600
0.99999999912987600
0.99999999912988900
-0.99999999912988900
-0.99999999912988900
-0.99999999912988900
0.99999999912988900
-0.99999999912988900
-0.99999999912988900
-0.99999999912988900
0.99999999912988900
-0.99999999912988900
-0.99999999912988900
-0.99999999912988900
0.99999999912988900
-0.99999999912988900
-0.99999999912988900
-0.99999999912988900
0.99999999912988900

0.99999999913139200
0.99999999913129000
0.99999999913129000
0.99999999913139200
0.99999999913139200
-0.99999999913139200
-0.99999999913139200
0.99999999913139200
0.99999999913139200
-0.99999999913039200
-0.99999999913039200
0.99999999913139200
0.99999999913129000
-0.99999999913139200
-0.99999999913139200
0.99999999913139200
0.99999999913129000
0.99999999913128100
0.99999999913128100
0.99999999913139200

Método Runge
Kutta 4° orden

eraciond 30 30 | @ | |

0.99999999907390000
0.99999999907390000
0.99999999907390000
0.99999999907391700
-0.99999999907391700
-0.99999999907391700
-0.99999999907391700
0.99999999907391700
-0.99999999907391700
-0.99999999907391700
-0.99999999907391700
0.99999999907391700
-0.99999999907391700
-0.99999999907391700
-0.99999999907391700
0.99999999907391700
-0.99999999907391700
-0.99999999907391700
-0.99999999907391700
0.99999999907391700

0.99999999907714900
0.99999999907712500
0.99999999907712500
0.99999999907714900
0.99999999907714900
-0.99999999907714900
-0.99999999907714900
0.99999999907714900
0.99999999907714900
-0.99999999907713900
-0.99999999907713900
0.99999999907714900
0.99999999907713900
-0.99999999907714900
-0.99999999907714900
0.99999999907714900
0.99999999907713900
0.99999999907712500
0.99999999907712500
0.99999999907714900

Diferencia en valor
absoluto

0.00000000005597600
0.00000000005597600
0.00000000005597600
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200
0.00000000005597200

0.00000000005424305
0.00000000005416501
0.00000000005416501
0.00000000005424305
0.00000000005424305
0.00000000005424305
0.00000000005424305
0.00000000005424305
0.00000000005424305
0.00000000005325296
0.00000000005325296
0.00000000005424305
0.00000000005415102
0.00000000005424305
0.00000000005424305
0.00000000005424305
0.00000000005415102
0.00000000005415601
0.00000000005415601
0.00000000005424305

Método que se
acercamas ala
convergencia

Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler

Euler

Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler
Euler

Euler

Patrén de
prueba

20
eracionf 33 3 | o | |
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Cddigo fuente del Simulador para la Red Neuronal con Atractores Estables
desarrollado en NetBeans Integrated Development Enviroment 8.0.2, cuyo
desempefio como memoria asociativa en el reconocimiento de patrones se
muestra en el apartado 3.4.3.

/* @author Aide Guadalupe Villafranco Ramirez */

/* Programa que simula el comportamiento de un modelo de Memoria Asociativa
* con el uso de la teoria de Sistemas Dinamicos y el concepto de Atractores Estables.
* Donde cada memoria representa un punto fijo estable del Sistema de Ecuaciones Diferenciales
* y se utiliza el método numeérico de Euler para su solucion. */

/* Zona de importacion de librerias.”/

import java.awt.*;

import java.awt.event.ActionEvent;
import java.awt.event.ActionListener;
import java.awt.event.MouseAdapter;
import java.awt.event.MouseEvent;
import javax.swing.”;

import java.awt.event.WindowAdapter;
import java.awt.event.WindowEvent;

/* Clase principal del programa que agrupa todos los elementos en la ventana principal
* y crea una instancia de si misma. */

public class JavaAtractoresEstables {
Button botonRecuperarPatron;
CanvasAtractoresEstables canvas;
TextField textoEpsilon;
TextField textoDeltaT,;
TextField textolteracionesMaximas;
TextField textoCambioMaximo;
Frame ventana;

public static void main ( String args[] ){
/* Instancia de la clase principal JavaAtractoresEstables. */
new JavaAtractoresEstables();

}

/* Constructor de la clase principal JavaAtractoresEstables. */
public JavaAtractoresEstables () {

/* Instanciacién 'y asignacion de caracteristicas de la ventana principal. */
ventana = new Frame( "Red Neuronal con Atractores Estables" );
ventana.setLayout( new BorderLayout() );

ventana.setBackground( Color.gray );

ventana.setSize( 700, 450 );

99
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/* Instancia del JPanel que agrupa todos los componentes de la ventana principal. */
JPanel panel = new JPanel();
panel.setLayout( null );

/* Instancia de la clase CanvasAtractores encargada de todos los pormenores
* ocurridos sobre la cuadricula de patrones. */
canvas = new CanvasAtractoresEstables();
canvas.ancho = canvas.alto = 200; /* Dimensiones de la cuadricula de patrones. */
canvas.setBounds( 30, 30, canvas.ancho, canvas.alto );

/* Instanciacion y asignacion de las caracteristicas que acomparian a los objetos que permiten
* la manipulacion del numero de filas y columnas en la cuadricula de patrones. */

Label etiquetaFilas = new Label( "Filas" );

etiquetaFilas.setBounds( 250, 50, 50, 20 );

etiquetaFilas.setAlignment( Label. CENTER );

List listaFilas = new List();

for (inti=1;i<=20;i++ ) listaFilas.add( "™ +i ); } /* Adicion de hasta 20 filas. */
listaFilas.setMultipleMode( false );

listaFilas.select( 0 );

canvas.filas = listaFilas.getSelectedIndex() + 1; /* Numero de filas de la cuadricula de patrones.”/
listaFilas.setBounds( 250, 70, 50, 90 );

Label etiquetaColumnas = new Label( "Columnas" );
etiquetaColumnas.setBounds( 335, 50, 60, 20 );
etiquetaColumnas.setAlignment( Label. CENTER );

List listaColumnas = new List();

for (inti = 1;i <= 20; i++){ listaColumnas.add( " +i ); } /* Adicién de hasta 20 columnas. */
listaColumnas.setMultipleMode( false );

listaColumnas.select( 0 );

/* Numero de columnas en la cuadricula de patrones. */
canvas.columnas = listaColumnas.getSelectedindex() + 1;
listaColumnas.setBounds( 340, 70, 50, 90 );

/* Ancho de cada uno de los cuadros de la cuadricula de patrones. */
canvas.deltaX = canvas.ancho / canvas.columnas;

/* Alto de cada uno de los cuadros de la cuadricula de patrones. */
canvas.deltaY = canvas.alto / canvas.filas;

/* Punto de inicio (x,y) para dibujar la cuadricula de patrones

* de tal suerte que aparezca lo mejor distribuido posible. */
canvas.x = ( canvas.ancho % canvas.columnas )/ 2;
canvas.y = ( canvas.alto % canvasfilas ) / 2;

/* Instancia del arreglo unidimensional que contiene los valores en el eje X
* de las lineas que separan cada columna en la cuadricula de patrones. */
canvas.ejeX = new int[ canvas.columnas + 1 J;

canvas.ejeX[0]=0;

canvas.ejeX[ canvas.columnas ] = canvas.ancho;

/* Instancia del arreglo unidimensional que contiene los valores en el eje Y
* de las lineas que separan cada fila en el cuadricula de patrones. */
canvas.ejeY = new inf[ canvas.filas + 1];
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canvas.ejeY[0]=0;
canvas.ejeY[ canvas.filas ] = canvas.alto;

/* Instancia del arreglo bidimensional que contiene
* los valores de la cuadricula de patrones (encendido/apagado). */
canvas.cuadricula = new boolean[ canvas.columnas ][ canvas.filas ];

/* Instancia del arreglo bidimensional que contiene los valores
* de cada una de las neuronas asociados a la cuadricula de patrones. ¥/
canvas.neuronas = new double[ canvas.columnas ][ canvas.filas ];

/* Inicializacion del arreglo cuadricula y neuronas. */
for (inti=0;i < canvas.columnas; i++ )
for (intj=0;j <canvasfilas;j++){
canvas.cuadricula[ i ][ j ] = false;
canvas.neuronas[i][j] =-1.0;

}

/* Instanciacion y asignacion de las caracteristicas que acompafian a los

* objetos que permiten el entrenamiento de la red. */

Label etiquetaFaseEntrenamiento = new Label ( "Fase de entrenamiento” );
etiquetaFaseEntrenamiento.setBounds( 30, 270, 150, 20 );

Button botonBorrar = new Button( "Borrar Patrén" );
botonBorrar.setBounds( 30, 295, 100, 30 );
botonBorrar.addActionListener( new BorrarPatronAtractoresEstables( canvas ) );

Button botonGuardar = new Button( "Guardar Patrén" );
botonGuardar.setBounds( 140, 295, 100, 30 );

Label totalMemorias = new Label( "Memorias totales: " );
totalMemorias.setBounds( 250, 305, 100, 20 );

TextField textoTotalMemorias = new TextField( );
textoTotalMemorias.setBounds( 360, 305, 60, 20 );
textoTotalMemorias.setBackground( Color.white );
textoTotalMemorias.setEditable( false );

textoTotalMemorias.setText( Integer.toString( canvas.totalMemorias ) );

/* Instanciacion y asignacion de las caracteristicas que acomparian a los objetos que permiten
* la manipulacion de los parametros de entrada de la red neuronal, tales como:
* el valor de epsilén y delta t. ¥/
Label etiquetaDatosRed = new Label( "Datos de la Red Neuronal" );
etiqguetaDatosRed.setBounds( 250, 30, 150, 20 );

Label etiquetaEpsilon = new Label( "Epsilon:" );
Label etiquetaDeltaT = new Label( "Delta t:." );
etiquetaEpsilon.setBounds( 250, 170, 50, 20 );
etiquetaDeltaT.setBounds( 250, 200, 50, 20 );

textoEpsilon = new TextField( );
textoDeltaT = new TextField( );
textoEpsilon.setBounds( 310, 170, 60, 20 );
textoDeltaT.setBounds( 310, 200, 60, 20 );
textoEpsilon.setBackground( Color.white );
textoDeltaT.setBackground( Color.white );
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textoEpsilon.setEditable( true );
textoDeltaT.setEditable( true );
textoEpsilon.addActionListener( new EventosEntradaAtractoresEstables( textoEpsilon, ventana )

textoDeltaT.addActionListener( new EventosEntradaAtractoresEstables( textoDeltaT, ventana ) );
textoEpsilon.setText( "™ );
textoDeltaT.setText( "™ );

/* Instancia del botén que dibuja la cuadricula sobre el objeto de la clase CanvasAtractores. */
Button botonCuadricular = new Button( "Cuadricular" );
botonCuadricular.setBounds( 268, 230, 100, 30 );

/* Instanciacion y asignacion de las caracteristicas acomparian a los objetos que permiten
* la manipulacion de los prametros de entrada para un calculo iterativo, tales como:
* nimero maximo de iteraciones y cambio maximo entre los valores. */
Label etiquetaCalculolterativo = new Label( "Datos del calculo iterativo" );
etiquetaCalculolterativo.setBounds( 420, 30, 150, 20 );

Label etiquetalteracionesMaximas = new Label( "lteraciones maximas:" );
etiquetalteracionesMaximas.setBounds( 420, 60, 120, 20 );

Label etiquetaCambioMaximo = new Label( "Cambio méaximo:" );
etiguetaCambioMaximo.setBounds( 420, 90, 120, 20 );

textolteracionesMaximas = new TextField( );

textolteracionesMaximas.setBounds( 550, 60, 60, 20 );

textolteracionesMaximas.setBackground( Color.white );

textolteracionesMaximas.setEditable( true );

textolteracionesMaximas.setText( " );

/* Registra un receptor de eventos de tipo accidn que evalia los valores introducidos en

* el campo de texto y rechaza aquellos que no sean numeros enteros. */

textolteracionesMaximas.addActionListener( new EventosEntradaEnterosAtractoresEstables(

textolteracionesMaximas, ventana ) );

textoCambioMaximo = new TextField( );

textoCambioMaximo.setBounds( 550, 90, 60, 20 );

textoCambioMaximo.setBackground( Color.white );

textoCambioMaximo.setEditable( true );

textoCambioMaximo.setText( "™ );

textoCambioMaximo.addActionListener( new EventosEntradaAtractoresEstables(
textoCambioMaximo, ventana ) );

/* Instanciacion y asignacion de las caracteristicas acompafian a los objetos que permiten
* evaluar el comportamiento de la red neuronal. */

Label etiquetaFasePrueba = new Label( "Fase de prueba" );
etiquetaFasePrueba.setBounds( 30, 340, 150, 20 );

botonRecuperarPatron = new Button( "Recuperar Patron" );
botonRecuperarPatron.setBounds( 30, 365, 120, 30 );
botonRecuperarPatron.setEnabled( false );

/* Adicion de los receptores de eventos que manipulan filas y las columnas
*en la cuadricula de patrones. */
listaFilas.addActionListener( new CuadricularAtractoresEstables( canvas, listaFilas,
listaColumnas, botonGuardar, textoTotalMemorias ));
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listaColumnas.addActionListener( new CuadricularAtractoresEstables( canvas, listaFilas,
listaColumnas, botonGuardar, textoTotalMemorias ));

botonCuadricular.addActionListener( new CuadricularAtractoresEstables( canvas, listaFilas,
listaColumnas, botonGuardar, textoTotalMemorias ));

/* Adicion del receptor de eventos que almacena y manipula las memorias del modelo. */

botonGuardar.addActionListener( new  AlmacenarMemoriasAtractoresEstables(  canvas,
botonRecuperarPatron, textoTotalMemorias, ventana ) );

botonGuardar.setEnabled( false);

/* Adicién del receptor de eventos que evalta el comportamiento de la red
* a través de la convergencia a un punto fijo estable. */
botonRecuperarPatron.addActionListener( new  FasePruebaAtractoresEstables( canvas,
textoEpsilon, textoDeltaT, textolteracionesMaximas, textoCambioMaximo, ventana ) );

/* Adicién del receptor de eventos que manipula el encendido/apagado

* sobre la cuadricula de patrones. ¥/

canvas.addMouseListener( new ActivarDesactivarAtractoresEstables( canvas ) );
canvas.setEnabled( false );

/* Adicion al JPanel de todos los componentes antes definidos. */
panel.add( canvas );

panel.add( etiquetaFilas );
panel.add( listaFilas );
panel.add( etiquetaColumnas );
panel.add( listaColumnas );
panel.add( etiquetaFaseEntrenamiento );
panel.add( botonBorrar );
panel.add( botonGuardar );
panel.add( totalMemorias );
panel.add( textoTotalMemorias );
panel.add( etiquetaDatosRed );
panel.add( etiquetaEpsilon );
panel.add( etiquetaDeltaT );
panel.add( textoEpsilon );
panel.add( textoDeltaT );
panel.add( botonCuadricular );
panel.add( etiquetaCalculolterativo );
panel.add( etiquetalteracionesMaximas );
panel.add( etiquetaCambioMaximo );
panel.add( textolteracionesMaximas );
panel.add( textoCambioMaximo );
panel.add( etiquetaFasePrueba );
panel.add( botonRecuperarPatron );

/* Adicion del JPanel a la ventana principal y establecimiento de sus caracteristicas. */
ventana.add( panel, "Center" );

ventana.setResizable( false );

ventana.setLocationRelativeTo( null );

ventana.setVisible( true );

/* Adicion del receptor de eventos de ventana (cerrar). */
ventana.addWindowListener( new ConclusionAtractoresEstables() );

}
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/* Clase que implementa un receptor de eventos de tipo accion para extraer
* valores de tipo double sobre un campo de texto enviado como argumento.”/
class EventosEntradaAtractoresEstables implements ActionListener {
TextField texto;
Frame ventanaPrincipal;

/* Constructor de la clase. */

EventosEntradaAtractoresEstables( TextField campoTexto, Frame ventana ){
texto = campoTexto;
ventanaPrincipal = ventana;

}

/* Método que ejecuta la accion de extraer de un campo de texto un valor de tipo double,
* que en caso de encontrar null o su equivalente lanza una advertencia. */
public void actionPerformed ( ActionEvent evt ) {
double valor;
/* Sentencia try/catch para el método Double.valueOf{( string )
* que lanza una excepcion de tipo NumberFormatException. */
try {
valor = Double.valueOf( texto.getText() );
/* Compara si el valor contenido en el campo de texto es negativo. */
if (valor <0.0){
/* Sentencia que lanza a la ventana un dialogo no modal de tipo advertencia. */
JOptionPane.showMessageDialog( ventanaPrincipal,
"Imposible usar la entrada escrita, es necesario escribir un nimero entero o decimal
positivo",
"Red Neuronal",
JOptionPane. WARNING_MESSAGE );
texto.setText( ™ );

texto.setText( Double.toString( valor ) );
} catch ( NumberFormatException exepcion ) {
/* Sentencia que lanza a la ventana un dialogo no modal de tipo advertencia. */
JOptionPane.showMessageDialog( ventanaPrincipal,
"Imposible usar la entrada escrita, es necesario escribir un nimero entero o decimal
positivo",
"Red Neuronal",
JOptionPane. WARNING_MESSAGE );
texto.setText( ™ );

}
}
}

/* Clase que implementa un receptor de eventos de tipo accién para extraer
* valores de tipo entero sobre un campo de texto enviado como argumento. */
class EventosEntradaEnterosAtractoresEstables implements ActionListener {
TextField texto;
Frame ventanaPrincipal;

/* Constructor de la clase. */

EventosEntradaEnterosAtractoresEstables( TextField campoTexto, Frame ventana ){
texto = campoTexto;
ventanaPrincipal = ventana;

}
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/* Método que ejecuta la accion de extraer de un campo de texto un valor de tipo int,
* que en caso de encontrar un null o su equivalente lanza una advertencia. */
public void actionPerformed ( ActionEvent evt ) {
int valor;
/* Sentencia try/catch para el método Integer.value Of( string )
* que lanza una excepcion de tipo NumberFormatException. */
try {
valor = Integer.valueOf( texto.getText() );
/* Compara si el valor contenido en el campor de texto es negativo. */
if (valor<0){
/* Sentencia que lanza a la ventana un dialogo no modal de tipo advertencia. */
JOptionPane.showMessageDialog( ventanaPrincipal,
"Imposible usar la entrada escrita, es necesario escribir un numero entero o decimal
positivo",
"Red Neuronal",
JOptionPane. WARNING_MESSAGE );
texto.setText( "™ );
}
texto.setText( Integer.toString( valor ) );
} catch ( NumberFormatException exepcion ) {
/* Sentencia que lanza a la ventana un dialogo no modal de tipo advertencia. */
JOptionPane.showMessageDialog( ventanaPrincipal,
"Imposible usar la entrada escrita, es necesario escribir un nimero entero o decimal
positivo",
"Red Neuronal",
JOptionPane. WARNING_MESSAGE );
texto.setText( ™ );

}
}
}

/* Clase que implementa un receptor de eventos de tipo accion para
* restablecer los valores de las variables de un objeto de tipo CanvasAtractores
* de tal suerte que la cuadricula sea redibujada por el método paint() de ésa clase. */
class CuadricularAtractoresEstables implements ActionListener {
CanvasAtractoresEstables canvasRef;
List listaFilas, listaColumnas;
Button guardar;
TextField textoTotalMemorias;

/* Constructor de la clase */
CuadricularAtractoresEstables ( CanvasAtractoresEstables canvas, List ListaFilas, List
ListaColumnas, Button botonGuardar, TextField totalMemorias ){
canvasRef = canvas;
listaFilas = ListaFilas;
listaColumnas = ListaColumnas;
guardar = botonGuardar;
textoTotalMemorias = totalMemorias;

}

/* Método que restablece los valores de todas las variables asociadas
* a la cuadricula de patrones. */
public void actionPerformed ( ActionEvent evt

canvasRef filas = listaFilas.getSelectedindex() + 1; /* Numero de filas. */
canvasRef.columnas = listaColumnas.getSelectedindex() + 1; /* Numero de columnas. */



106 Apéndice B

canvasRef.deltaX = canvasRef.ancho / canvasRef.columnas; /* Ancho de columnas. */
canvasRef.deltaY = canvasRef.alto / canvasRef filas; /* Ancho de filas. */

/* Valor en x del punto de inicio para dibujar las columnas. */
canvasRef.x = ( canvasRef.ancho % canvasRef.columnas )/ 2;
/* Valor en y del punto de inicio para dibujar las filas. */
canvasRef.y = ( canvasRef.alto % canvasRef filas ) / 2;

/* Instancia de los arreglos unidimendionales que contienen los valores de los ejes x,y
* respectivamente, para el dibujado de las lineas de divisién de la cuadricula de patrones. */
canvasRef.ejeX = new int[ canvasRef.columnas + 1 |;
canvasRef.ejeY = new int[ canvasRef filas + 1];
canvasRef.ejeX[ 0] =0;
canvasRef.ejeY[ 0] =0;
canvasRef.ejeX[ canvasRef.columnas ] = canvasRef.ancho;
canvasRef.ejeY[ canvasRef filas ] = canvasRef.alto;

/* Instancia de los arreglo bidimensionales que contienen los valores

* del patrén de cuadricula (boolean) y de las neuronas asociadas a dicho patrén (double). */
canvasRef.cuadricula = new boolean[ canvasRef.columnas ][ canvasRef filas ];
canvasRef.neuronas = new double[ canvasRef.columnas ][ canvasRef filas ];

for(inti = 0; i < canvasRef.columnas; i++ )
for (intj = 0;j < canvasRef filas; j++ ) {
canvasRef.neuronas[i][j]=-1.0;
canvasRef.cuadricula[ i ][ j ] = false;

canvasRef.totalMemorias = 0; /* Total de memorias almacenadas en la red. */

/* Sentencia que coloca en el cuadro de texto textoTotalMemorias el valor de totalMemorias. */
textoTotalMemorias.setText( Integer.toString( canvasRef.totalMemorias ) );
canvasRef.setEnabled( true ); /* Se activa la cuadricula de patrones para su uso. */
/* Se activa el botén que permite guardar los patrones dibujados sobre la cuadricula. */
guardar.setEnabled( true );

canvasRef.repaint(); /* Repintado. */

}
}

/* Clase encargada de almacenar los patrones dibujados sobre la
* cuadricula en un arreglo bidimensional. */

class AlmacenarMemoriasAtractoresEstables implements ActionListener{
CanvasAtractoresEstables canvasRef;
int[][] arregloTemporal;
Button recuperarPatron;
TextField totalMemorias;
Frame ventanaPrincipal;

/* Contructor de la clase. */
AlmacenarMemoriasAtractoresEstables ( CanvasAtractoresEstables canvas, Button
botonRecuperarPatron, TextField textoTotalMemorias, Frame ventana X
canvasRef = canvas;
recuperarPatron = botonRecuperarPatron;
totalMemorias = textoTotalMemorias;
ventanaPrincipal = ventana;

}
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/* Método que almacena los patrones dibujados sobre la cuadricula
* en el arreglo bidimensional matrizMemorias. */
public void actionPerformed( ActionEvent evt X

int g, h, sumabDiferencias;

canvasRef.totalMemorias++; /* Incrementa el contador totalMemorias. */
/* Variable bandera que indica si el nuevo patron de entrada no esta siendo repetido. */
sumaDiferencias = 0;

/* Instancia del arreglo que almacena de forma temporal
* los valores contenidos en la matriz de memorias
* para permitir la propiedad dinamica de la misma. */
arregloTemporal = new int[ canvasRef.columnas * canvasRef filas ][ canvasRef.totalMemorias
-1]

g=0;

/* Copiado de la matriz de memorias al arreglo temporal. */
for (intj = 0; j < canvasRef.totalMemorias - 1; j++)
for (inti = 0;i < canvasRef.columnas * canvasRef filas; i++)
arregloTemporal[ i ][ j ] = canvasRef.matrizMemorias[ i ][j ];

/* Re-instanciacion de la matriz de memorias */
canvasRef.matrizMemorias = new int[ canvasRef.columnas
canvasRef.totalMemorias |;

*

canvasRef filas ][

/* Bloque de sentencias for que compara el nuevo patrén de memoria con los
* almacenados anteriormente para evitar su repeticion. */
for (int k = 0; k < canvasRef.totalMemorias - 1; k++ ) {
for (intj = 0; j < canvasRef filas; j++ )
for (inti = 0; i < canvasRef.columnas; i++ ) {
if (canvasRef.cuadricula[i][j])
sumabDiferencias = sumaDiferencias + Math.abs( 1 - arregloTemporal[ g ][ k] );
else
sumabDiferencias = sumaDiferencias + Math.abs( 0 - arregloTemporal[ g ][ k] );
g+t
/* Sentencia que activa la bandera sumaDiferencias
* para indicar que un patron esta siendo repetido. */
if ( sumaDiferencias == 0 ) {
sumabDiferencias = -1;
break;

sumaDiferencias = 0;
9=0;
}

/* Copia de los valores del arreglo temporal a la matriz de memorias
* una vez que ha sido re-dimensionada. */
for (intj = 0; j < canvasRef.totalMemorias - 1; j++)
for (inti = 0;i < canvasRef.columnas * canvasRef filas; i++ )
canvasRef.matrizMemorias[ i ][ j ] = arregloTemporal[i ][] ];
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/* Inicializacién de las variables que permiten acceder a arreglos de dimensiones diferentes
* a través un mismo ciclo. */
g= h= 0,

/* Sentencia if/felse que evalla la bandera sumaDiferencias. */
if ( sumabDiferencias == -1 ) { /* Bloque para el caso patron repetido. */
canvasRef.totalMemorias--; /* Decremento del total de memorias. */
/* Sentencia que envia a la pantalla un dialogo no modal para advertir que el patron
* esta siendo repetido. */
JOptionPane.showMessageDialog( ventanaPrincipal,
"El patron de memoria esta siendo repetido”,
"Red Neuronal con Atractores Estables",
JOptionPane. WARNING_MESSAGE );

}

else { /* Bloque para el caso patron no repetido. */
/* Alamecenamiento del nuevo patrén de memoria en la matriz de memorias. */
for (inti = 0;i < canvasRef.columnas * canvasRef filas; i++ ) {
for (intj = 0; j < canvasRef.totalMemorias - 1; j++)
canvasRef.matrizMemorias[ i ][ j] = arregloTemporal[ i ][] ];

if ( canvasRef.cuadricula[g][h])
canvasRef.matrizMemorias| i ][ canvasRef.totalMemorias - 1] = 1;
else canvasRef.matrizMemorias [ i ][ canvasRef.totalMemorias - 1] = 0;

g++;
if (g == canvasRef.columnas ){ g=0; h++ }

}
}

/* Bloque de ciclos for para limpiar el patréon de cuadricula. */
for(inti = 0; i < canvasRef.columnas; i++ )
for (intj = 0; j < canvasRef filas; j++ )
canvasRef.cuadricula[ i ][ j ] = false;

/* Sentencia que muestra en un cuadro de texto el total de memorias almacenadas. */
totalMemorias.setText( Integer.toString( canvasRef.totalMemorias ) );
recuperarPatron.setEnabled( true ); /* Habilita el botén recuperarPatrén. */
canvasRef.repaint();

}
}

/* Clase encargada de probar el funcionamiento de la red neuronal
* sobre un patron cualquiera dibujado en la cuadricula. */
class FasePruebaAtractoresEstables implements ActionListener {
CanvasAtractoresEstables canvasRef;
TextField textoCambioMaximo, textolteracionesMaximas, textoEpsilon, textoDeltaT;
Frame ventanaPrincipal;

/* Constructor de la clase. */

FasePruebaAtractoresEstables ( CanvasAtractoresEstables canvas, TextField epsilonTexto,
TextField deltatTexto, TextField iteracionesMaximasTexto, TextField cambioMaximoTexto, Frame
ventana X

canvasRef = canvas;
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textoEpsilon = epsilonTexto;

textoDeltaT = deltatTexto;

textolteracionesMaximas = iteracionesMaximasTexto;
textoCambioMaximo = cambioMaximoTexto;
ventanaPrincipal = ventana;

}

/* Método encargado de disefiar la red neuronal siguiendo el modelo de memoria y
* recuperar a partir de un patrén cualquiera un patrén almacenado como memoria
* haciendo uso del método numeérico de Euler para la solucion del sistema */
public void actionPerformed ( ActionEvent evt ) {
double fi, epsilon, deltaT, cambioMaximo, suma, neuronaNueva, sumaErrores, multiplicacion;
double[] productolmagen;
int iteracionesMaximas, g, h, contador;

/* Sentencia try/catch para obtener a partir de cuadros de texto
* valores de tipo integer y double. */

try {
/* Diferencia entre iteraciones para detener el método numérico. */
cambioMaximo = Double.valueOf( textoCambioMaximo.getText() );
/* Namero maximo de iteraciones */
iteracionesMaximas = Integer.valueOf( textolteracionesMaximas.getText() );
/* Valor umbral del modelo de red neuronal que delimita la zona de transicién. */
epsilon = Double.valueOf( textoEpsilon.getText() );
/* Fraccion de tiempo establecida entre cada iteracion del método numérico. */
deltaT = Double.valueOf( textoDeltaT.getText() );

/* Bloque if/else para evitar valores negativos en los cuadros de texto. */
if ( cambioMaximo < 0.0 || iteracionesMaximas < 0 || epsilon < 0.0 || deltaT < 0.0 ) {
/* Bloque para el caso de valores negativos. */
JOptionPane.showMessageDialog( ventanaPrincipal,
"Imposible usar la entrada escrita, es necesario escribir un nimero entero o decimal
positivo",
"Red Neuronal con Atractores Estables",
JOptionPane. WARNING_MESSAGE );
if ( cambioMaximo < 0.0 ) textoCambioMaximo.setText( ™ );
else if (iteracionesMaximas < 0 ) textolteracionesMaximas.setText( " );
else if ( epsilon < 0.0 ) textoEpsilon.setText( "™ );
else textoDeltaT.setText( "™ );

}

else { /* Bloque para el caso de valores positivos. */
canvasRef.valorUmbral = epsilon; /* Valor que activa o desactiva las neuronas. */

/* Inicializacion del arreglo de neuronas que sirve como entrada
* al modelo de red neuronal. */
for(inti= 0; i < canvasRef.columnas; i++ )
for (intj = 0; j < canvasRef filas; j++ ) {
if (canvasRef.cuadricula[i][j])
canvasRef.neuronas[i][j] = 1.0;
else canvasRef.neuronas[i][j]=-1.0;

}
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/* Instancia del arreglo unidimensional que almacena
* los valores de los productos imagen.”/
productolmagen = new double[ canvasRef.totalMemorias ];
for (inti = 0; i < canvasRef.totalMemorias; i++ )
productolmagen[i] = 0.0;

/* Contador para terminar con el método numérico
* si es mayor al méximo numero de iteraciones establecido. */
contador = 0;

/* suma: variable que almacena la sumatoria del modelo de memoria. */
/* sumaErrores: variable que almacena la diferencia

* entre cada iteracion del método numérico y permite su terminacion

* si es menor al cambio maximo establecido. */

suma = sumaErrores = 0.0;

/* Ciclo do/while que obtiene el modelo de red neuronal
* segun los patrones de memoria almacenados
*y aplica el método numérico de Euler. ¥/

do {

/* Variables que permiten acceder a arreglos de dimensiones diferentes
* a partir de un mismo ciclo. */
g=h=0;

/* Variable que almacena de forma temporal el producto imagen
* de cada patrén de memoria almacenado. */
multiplicacion = 1.0;

/* Bloque de ciclos for para el calculo del producto imagen correspondiente
* a cada memoria almacenada en la matriz de memorias. */
for (int k = 0; k < canvasRef.totalMemorias; k++ ){
for (intj = 0; j < canvasRef filas; j ++ ){
for (inti = 0;i < canvasRef.columnas; i++ X
if (canvasRef.neuronas[i][j]>= epsilon)
fi=1.0;
else if ( canvasRef.neuronas[ i ][ j ] <= -epsilon )
fi= 0.0;
else fi= ( canvasRef.neuronas[ i ][ j] + epsilon )/ ( 2 * epsilon );

multiplicacion = multiplicacion * ( canvasRef.matrizMemorias[ g ][ k] *fi+ (1 -
canvasRef.matrizMemorias[ g ][ k]1)* (1-fi));
g++;

}

productolmagen[ k ] = multiplicacion;
multiplicacion = 1.0;
9=0;

}

g=0;
sumakErrores = 0.0;
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/* Bloque de ciclos for que por un lado genera el modelo de red neuronal
* siguiendo el modelo de memoria y los patrones almacenados,
*y por el otro aplica el método numeérico de Euler a la red neuronal obtenida. */
for (intj = 0; j < canvasRef filas; j++)
for (inti= 0;i < canvasRef.columnas; i++ ) {

for (int k = 0; k < canvasRef.totalMemorias; k++ )

suma = suma + ( 2 * canvasRef.matrizMemorias[ g ][ k] - 1) * productolmagen][
KT

g++;

neuronaNueva = canvasRef.neuronas[ i ][ j ] + ( -canvasRef.neuronas[ i J[j ] +
suma )* deltaT;

sumaErrores = sumaErrores + Math.abs( canvasRef.neuronas[ i J[ j ] -
neuronaNueva );

canvasRef.neuronas[ i ][ j ] = neuronaNueva;

suma = 0.0;

}

contador++;

} while ( sumaErrores / ( canvasRef.columnas * canvasRef.filas ) > cambioMaximo &&
contador < iteracionesMaximas );

/* Bloque de ciclos for que limpia la cuadricula. */
for(inti = 0; i < canvasRef.columnas; i++ )
for (intj = 0; j < canvasRef filas; j++ )
canvasRef.cuadricula[i ][ j ] = false;

/* Se activa la bandera que permite el repintado de la cuadricula

* segun los nuevos valores obtenidos para cada neurona,

* sin olvidar que cada cuadro representa una neurona del modelo. */
canvasRef.pintarFocos = true;
canvasRef.repaint();

}

} catch ( NumberFormatException exepcion ) {
/* Bloque que captura las excepciones generadas por los cuadros de texto,
* en caso de que el valor introducido no corresponda a un valor numérico. */
textoEpsilon.dispatchEvent( evt );
textoDeltaT.dispatchEvent( evt );
textolteracionesMaximas.dispatchEvent( evt );
textoCambioMaximo.dispatchEvent( evt );
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/* Clase encargada de recibir los eventos del mouse ocurridos en la cuadricula. */
class ActivarDesactivarAtractoresEstables extends MouseAdapter {

CanvasAtractoresEstables canvasRef;

/* Constructor de la clase. */

ActivarDesactivarAtractoresEstables ( CanvasAtractoresEstables canvas ¥
canvasRef = canvas;

}

@0Override
/* Método receptor de eventos del mouse para activar el indicador de que el mouse
* ha sido presionado sobre el patron de cuadricula,
* y obtener las coordenadas donde ha sucedido el evento. */
public void mousePressed( MouseEvent e ) {
canvasRef.mouseClick = true;
canvasRef.puntoX = e.getX();
canvasRef.puntoY = e.getY();
canvasRef.repaint();

}

@0Override
/* Método receptor de eventos del mouse para activar el indicador de que el mouse
* ha sido presionado dos veces sobre el patron de cuadricula,
* y obtener las coordenadas en donde ha sucedido el evento. */
public void mouseClicked ( MouseEvent e ){
if ( e.getClickCount() == 2 ){
canvasRef.mouseDobleClick = true;
canvasRef.puntoX = e.getX();
canvasRef.puntoY = e.getY();
canvasRef.repaint();
}
}
}

/* Clase encargada de cerrar la ventana y salir del programa. */
class ConclusionAtractoresEstables extends WindowAdapter {
@0Override
public void windowClosing( WindowEvent evt ) {
System.exit( 0 );

}

/* Clase encargada de limpiar el patron de cuadricula en caso de que asi lo desee el usuario. */
class BorrarPatronAtractoresEstables implements ActionListener {
CanvasAtractoresEstables canvasRef;

/* Constructor de la clase. */
BorrarPatronAtractoresEstables ( CanvasAtractoresEstables canvas )
canvasRef = canvas;

}
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/* Método receptor de eventos de tipo accion que restablece

* los valores de la cuadricula a false. */

public void actionPerformed ( ActionEvent evt ){
for(inti = 0; i < canvasRef.columnas; i++ )

for(intj = 0; j < canvasRef filas; j++ )
canvasRef.cuadricula[ i ][ j ] = false;

canvasRef.repaint();

}

}

/* Clase encargada de crear objetos de tipo cuadricula y responder
* a todas las indicaciones de pintado y repintado. */
class CanvasAtractoresEstables extends Canvas {

boolean mouseClick, mouseDobleClick, pintarFocos;
int ancho, alto, totalMemorias;

int filas, columnas, deltaX, deltaY, x, y, puntoX, puntoY;
double valorUmbiral;

int[] ejeX, ejeY;

double[][] neuronas;

boolean[][] cuadricula;

int(][] matrizMemorias;

/* Constructor de la clase. */

public CanvasAtractoresEstables () {
this.setBackground( Color.white );
totalMemorias = 0;

}

@0Override
/* Método receptor de eventos de pintado y repintado. */
public void paint( Graphics g ){

g.setColor( Color.black ); /* Establece el color por defecto a usar. */
g.drawRect( 0, 0, ancho - 1, alto - 1 ); /* Dibuja el rectangulo de la cuadricula. */

/* Ciclo for que dibuja las lineas verticales de la cuadricula
* segun el niumero de columnas establecido. */
for (inti=0;i<filas - 1; i++ ¥
y =y + deltaY;
g.drawLine( 0, y, 200, y );
ejeY[i+1]=y;

/* Ciclo for que dibuja las lineas horizontales de la cuadricula
* segun el numero de filas establecido. */
for (inti=0;i<columnas - 1; i++ X
X = X + deltaX;
g.drawLine( x, 0, x, 200 );
geX[i+1]=x;

(ancho % columnas ) / 2;
(alto % filas )/ 2;

X
y
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/* Bloque de ciclos for para pintar de color negro aquellos cuadros
* que han sido activados en la cuadricula. */
for (intj=0;j <filas; j++)
for (inti=0;i < columnas; i++)
if (cuadricula [i][j])
gfillRect(ejeX[i]+ 1, ejeY[j]+ 1,
eieX[i+1]-ejeX[i]-1,ejeY[j+1]-ejeY[j]-1);

/* Sentencia if/felse que evalla las banderas activadas por los clicks del mouse
* dentro de la cuadricula. ¥/
if ( mouseDobleClick ){ /* Bloque para el caso de doble click (desactivar celda). */
mouseDobleClick = false; /* Se desactiva la bandera de doble click. */
inti, j;

/* Sentencias for que determinan la celda de la cuadricula donde ha sido recibido
* el evento de doble click. */
for (i=1;i<=columnas + 1; i++ ){
if (puntoX < ejeX[i]) break;
}

for (j=1;j<=filas + 1;j++) {

J
if ( puntoY < ejeY[j]) break;

cuadricula[i-1][j-1]="false; /* Se desactiva la celda indicada. */
/* Se limpia el rectangulo que ocupa la celda senalada. */
g.clearRect( ejeX[i-1]+1, ejeY[j-1]1+1,
ejeX[i]-ejeX[i-1]-1, ejeY[j]-ejeY[j-1]1-1);
g.drawRect( 0, 0, ancho - 1, alto - 1);
}

else if ( mouseClick ){ /* Bloque para el caso click (activar celda). */
mouseClick = false; /* Desactiva la bandera de click. */
inti, j;

/* Sentencias for que determinan la celda de la cuadricula
* donde ha sido recibido el evento del mouse. */
for (i =1;i<=columnas + 1; i++ )}
if ( puntoX < ejeX[i]) break;
}

for (j=1;j<=filas + 1; ++) {

j
if ( puntoY < ejeY[j]) break;

cuadricula[i-11][j-1]=true; /* Se activa la celda indicada. */

/* Se rellena el rectangulo que ocupa la celda senalada. */

gfillRect( ejeX[i-1]+1,ejeY[j-1]+1,
ejeX[i]-ejeX[i-1]1-1,€ejeY[j]-ejeY[j-11-1);

/* Sentencia if que evalta la bandera encargada de pintar sobre la cuadricula el patréon obtenido
* después de aplicar el método numérico a la red neuronal. */
if ( pintarFocos ) {

pintarFocos = false; /* Se desactiva la bandera de pintado. */
g.setColor( Color.black );
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/* Bloque de ciclos for para evaluar el valor del arreglo de neuronas,
*y rellenar las celdas correspondientes a las neuronas activadas,
* es decir, que han sobrepasado el valor umbral. */
for (intj=0;j <filas; j++)
for (inti=0;i < columnas; i++)
if ( neuronas[i][j]>= valorUmbral ) {
gfillRect( ejeX[i]+ 1, ejeY[j]+1,
ejeX[i+1]-ejeX[i]-1,¢ejeY[j+1]-ejeY[j]-1);
cuadricula[ i ][j] = true;

}
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