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Capitulo 1

Introduccion

En diferentes areas del conocimiento humano, los datos, sujetos de un estudio,
son obtenidos mediante diferentes mediciones a diversos objetos que pueden ser
caracterizados por una coleccion de variables. La relacién que guardan entre si se
desconoce y a menudo, el analisis de la informacion generada a partir de éstos
es indispensable para la toma de decisiones o entender mejor las caracteristicas
entre los objetos a examinar.

El andlisis a realizar pretende encontrar, en muchas ocasiones, la similitud
entre cada objeto, asi como su clasificacion, por lo que el uso de algoritmos de
agrupacién (o clustering), clasificacién, etcétera, son aplicados a las colecciones
de datos con los que se quiere trabajar a fin de encontrar caracteristicas semejan-
tes que permitan entender mas a fondo la estructura intrinseca de cada objeto y
facilitar el estudio de lo que el investigador esta desarrollando.

Al abordar un problema nuevo a través de sus datos, el desconocimiento del
mismo propicia al investigador medir elementos que cree que son importantes pa-
ra el mismo mediante diferentes variables. Sin embargo, no todas son importantes
ni brindan informacién 1til. Es por este motivo que técnicas dentro de la mineria
de datos, como la seleccién de variables, se utilizan para reducir el ntimero de
ellas, manteniendo las mas relevantes para el problema y asi, poder trabajar con
menor cantidad de medidas que estadisticamente, representen la misma muestra,
para poder aplicar después los algoritmos de clasificacion o agrupacion.

Los métodos de seleccion, agrupamiento y clasificacion deben ser capaces de
relacionar a los datos para poder explorar el espacio muestral y de esta manera
generar resultados que permitan inducir conclusiones al investigador.

Esta tesis busca observar las agrupaciones obtenidas de un conjunto de datos
al aplicar seleccion de variables y al no aplicarla, para comprobar que efectiva-
mente, la seleccién de variables juega un rol importante para el analisis. Dentro
de un mundo de diferentes métodos utilizados en estos dos terrenos (seleccién y
agrupacién), el trabajo se limita a la utilizacién de los mapas de Kohonen (SOM)
tanto para la seleccion, como para la clasificacion. La justificacién del uso de es-
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te algoritmo es porque permite encontrar relaciones altamente no lineales entre
los datos y porque la estructura de esta red neuronal permite ver las relaciones
guardadas entre los objetos de forma visual.

El caso de estudio de la tesis es el tratamiento de cadenas de DNA. Estas
contienen la informacién genética de todo ser vivo asi como la herencia funcio-
nal y morfolégica que una célula transmite a sus descendientes [45]. Ademads, nos
brinda una huella o identificador inico puesto que no hay dos individuos que com-
partan exactamente la misma secuencia genémica [29]. Cada cadena de DNA es
codificada generando vectores reales que contienen diferentes medidas y a priori,
se desconoce una distribucion estadistica de datos, ni sus similitudes, por lo que
la aplicacién del mapa autoorganizado tanto para seleccion como agrupacion, es
ad hoc para tratar el problema.

En el Capitulo 2 se explica la metodologia de los mapas autoorganizados
asi como una introduccion al significado del aprendizaje artificial. En el Capitulo
3 se introduce bevemente la seleccion de variables, explicando algunos métodos
existentes. El Capitulo 4 contextualiza el trabajo sobre algunos aspectos basicos
de las cadenas de DNA y la forma en que estas se codifican para obtener los
vectores reales con los que se desea trabajar. La metodologia de andlisis, las
simulaciones y los resultados obtenidos se muestran en el Capitulo 5 y el Capitulo
6 indica las conclusiones y el desarrollo a futuro de esta tesis.



Capitulo 2

Mapas autoorganizados

Los mapas autoorganizados® son un tipo de redes neuronales cuyo aprendizaje
es competitivo y se realiza de manera no supervisada [34, 35, 26, 6] en donde sélo
una neurona es activada en determinado tiempo [34, 35, 26] de acuerdo al dato
de entrada.

A diferencia de otras redes neuronales que tienen una capa de entrada, una
o mas escondidas y una de salida, las redes de Kohonen tinicamente constan de
una capa, la malla de neuronas?, donde cada una de ellas estdn conectadas con
un elemento de entrada mediante vectores de pesos, actualizados constantemente
respondiendo a los estimulos provenientes de él.

Cada neurona tiene una posicién determinada en la red y responde a un de-
terminado patrén en el dominio de entrada [34], por lo que las neuronas se van
especializando a diferentes patrones o clases de entradas a lo largo del entrena-
miento. Esto tiene como consecuencia que neuronas fisicamente cerca de otras
respondan a clases de entrada parecidos creando un sistema de coordenadas or-
denado (mapa topoldgico) para cada entrada sobre la malla [34, 26]. De esta
manera, los datos de entrada son mapeados y ordenados a un mapa de menor
dimensién [6, 16, 26] usualmente bidimensional o tridimensional. Mapas de mayor
dimensién no suelen ser utilizados debido a su dificultad para la visualizacién [26].

El entrenamiento de estas redes es hecho en tres procesos principales, que se
explican mas adelante en este capitulo: competencia, cooperacion y adaptacion.

La utilizacion de mapas de Kohonen es aplicable en areas como robética, reco-
nocimiento de patrones, control de procesamiento, entre otras [34] principalmente
para la reduccién de dimensién y agrupacion de caracteristicas (clustering).

IEn la literatura se puede en encontrar también como mapas o redes de Kohonen o SOM,
por sus siglas en inglés (Self-Organizing Maps).
2También llamadas unidades competitivas o unidades de Kohonen.
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2.1. Fundamentos de los mapas autoorganiza-
dos

Funciones como el habla, visién, control de movimiento, etcétera, se realizan
dentro de areas particulares en el cerebro humano. Estas dreas contienen estruc-
turas que representan un mapeo interno de respuestas de érganos sensoriales [6]
y tienen una topologia multidimensional en donde se reciben diferentes datos de
los 6rganos, por ejemplo, percibir la informacién de los ojos es obtener el color,
estructuras, posiciéon, etcétera; informacion que debe ser procesada por el cerebro.

Como ejemplo, las neuronas asociadas a las respuestas auditivas estan or-
ganizadas en diferentes regiones auditivas en el llamado mapa de frecuencias o
tonotépico en donde las neuronas vecinas responden a frecuencias de sonido si-
milares [16].

Otro ejemplo es encontrado en la corteza visual del cerebro. Las neuronas
dentro de ella decodifican y procesan las imégenes visuales y mapean esta in-
formacién como una proyeccién bidimensional en la corteza [54]. La Figura 2.1
muestra como esta proyectado el campo visual a la corteza visual (figura izquier-
da). La figura de la derecha muestra el campo visual completo. El circulo central
representa el centro del mismo. También muestra cémo las senales obtenidas del
centro del campo de visién son procesadas en mayor detalle y resoluciéon que
aquellas del area periférica, pues la superficie en la corteza, asignada al centro de
visién, es desproporcional [54].

Corteza posterior Campo visual del
(Lobulo occipital) ojo derecho

130

Centro del camgu visual i Campo visual y su correspondiente
y su correspondienie region de la corteza regién de la corteza

Figura 2.1: Proyeccién del campo visual a la corteza cerebral. La figura muestra cémo las tres diferentes dreas
del campo visual son mapeadas a dreas en la corteza visual. (Imagen tomada de Neural Networks: A Systematic
Introduction [54]).

Ademas de la corteza visual y las regiones tonotdpicas, otros impulsos prove-
nientes de diferentes érganos del cuerpo son relacionados a areas dentro de la cor-
teza cerebral en el que las neuronas responden a sensaciones similares agrupando-
las en regiones contiguas de acuerdo a la similitud de ellos y generando lo que es
conocido como “mapa de caracteristicas ordenadas” [16].
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Figura 2.2: Potencial sindptico de la neurona activa. y = 0 representa la neurona activa. Las zonas de la grafica
con signos + indican que existe excitacién por parte de la neurona activa a las neuronas dentro de esa region.
El signo - indica que existe inhibicién. Las neuronas més cercanas a la activa tienen mayor excitacién por esta,
mientras que as mas lejanas tienen poca.

La activacion de una neurona es propagada a otras mediante axones, que
pueden causar una senal inhibitoria o excitadora para la célula nerviosa con la
que hay conexién [6]. Al existir conexiones laterales entre neuronas, las células
mas cercanas a la activa tienen conexiones mas fuertes, siendo excitadas y aque-
llas ubicadas a cierta distancia son inhibidas. La Figura 2.2 muestra el potencial
sindptico entre las neuronas. El eje de las x indica la distancia existente entre
neuronas y el eje de las y el nivel de excitacion o inhibicién. Las neuronas mas
cercanas a la activa (y = 0) son las que mayor excitacién tienen por parte de la
activa. Al incrementar la distancia a la neurona activa, las conexiones se vuelven
inhibitorias y al continuar creciendo esta distancia, vuelven a ser excitadas pero
cada vez con menor intensidad.

Kohonen utilizé los estudios de mapeos de la corteza cerebral para presentar
los mapas autoorganizados. Las interacciones laterales entre neuronas las uti-
liz6 para modelar la adaptacién de pesos a una cantidad restringida de neuronas
cercana a la activa, que llamé vecindad [6].

2.2. Aprendizaje no supervisado

El aprendizaje (artificial) puede darse de dos maneras: supervisado y no su-
pervisado. El supervisado requiere de un “maestro“ que le indique al sistema (red
neuronal) cémo responder a un estimulo (entrada). El maestro contiene el cono-
cimiento del entorno mediante un conjunto de valores de entrada y salidas, por lo
que conoce qué respuesta tiene cada valor de entrada [26]. Los valores de entrada
son presentados a la red y la salida obtenida es medida respecto a la esperada.
De esta manera, los pesos de la red son rectificados [54]. La Figura 2.3 ilustra lo
anterior.

El aprendizaje supervisado puede ser categorizado en dos clases: por refuerzo
y correctivo. En la primer clase sélo se sabe si la red produce la respuesta deseada
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Salidas
Red de de la red

entrenamiento

Entradas
Salidas

Salidas
esperadas

Maestro

Funcién de
comparacion

Figura 2.3: Aprendizaje supervisado. Los datos de entrada son presentados a la red para que ésta los analice y
presente sus salidas. El maestro, que tiene las salidas correctas, realiza la comparaciéon entre ambas para poder
actualizar los pesos de la red.

y los pesos son actualizados basados en esa informacion por lo que sdélo el vector
de entrada puede corregirlos [54, 27] y se desconoce cudl es el valor correcto [27].
En la segunda clase, la magnitud del error junto con los vectores de entrada,
determinan cémo se corrigen los pesos de la red [54] y actiia como un mecanis-
mo de control con el fin de hacer la senal de salida lo més cercana posible a la
respuesta deseada. Esta magnitud es obtenida comparando la respuesta deseada
con la obtenida [26] por lo que la red sabe cudl es el valor correcto.

A diferencia del aprendizaje supervisado, el no supervisado carece de alguna
gufa o maestro que permita realizar correcciones al algoritmo [54]. La red debe
descubrir por si sola patrones, correlaciones, etcétera, en los datos de entrada [27].

Dentro del aprendizaje no supervisado se tienen dos clases: por refuerzo y
competitivo. En el aprendizaje por refuerzo, las entradas producen refuerzos a la
red de pesos con el fin de obtener un resultado deseado [54] y las salidas recu-
rren a refuerzos positivos o negativos de acuerdo a qué tan cercanas o lejanas se
encuentran del objetivo [71]. En el aprendizaje competitivo, sélo una elemento
puede estar activo, por lo que cada unidad compite entre si [54, 27].

2.2.1. Aprendizaje hebbiano

El aprendizaje hebbiano es un ejemplo de aprendizaje no supervisado por
refuerzo. Dentro de este tipo de aprendizaje, la eficiencia de las sinapsis entre
las neuronas se incrementa cuando dos neuronas conectadas por su sinapsis se
activan simultaneamente y decrementa cuando no hay correlaciéon de activacién
entre ellas [54]. A esta sinapsis se le conoce como sinapsis hebbiana y de acuerdo
a lo anterior, incrementa su fuerza con correlacién presinaptica y postsinaptica
positiva y decrece con senales no correlacionadas o negativamente correlacionadas
[26].

Las salidas de las redes basadas en este aprendizaje no tienen la idea de ga-

6
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nador y tienen como proposito la proyeccion en los principales componentes de
los datos de entrada en lugar de la clasificacién de patrones [27].

Dentro del aprendizaje hebbiano, multiples unidades competitivas (o neuro-
nas) pueden estar activas a la vez [54, 27] y su expresién matemédtica [27, 26]
esta dada por

Awy;(t) = ayp(t)z;(k) (0<a<1)

donde « es una constante positiva denominada tasa de aprendizaje, wy; es el
peso sinaptico de la neurona k y z; y y; son sefiales presindpticas y postsinapticas
respectivamente [26]. El cambio del peso sindptico es proporcional a la relacién
entre la entrada y salida.

2.2.2. Aprendizaje competitivo

Las neuronas de la red compiten entre ellas para activarse. La principal ca-
racteristica de las redes que utilizan este tipo de aprendizaje es la agrupacién o
categorizacion de los datos de entrada debido a que, a diferencia del aprendizaje
hebbiano, sélo una neurona puede ser activada a la vez [26, 27].

De acuerdo a Rumelhart y Zipser [56] hay tres componentes bésicos:

» Un conjunto de unidades idénticas salvo por un parametro aleatorio con
distribucién uniforme que permita que cada unidad responda diferente con
cada conjunto de datos de entrada.

s Limitar la fuerza de cada unidad.

» Permitir competencia entre las unidades de acuerdo a la respuesta obtenida
para un subconjunto de datos de entrada.

Estos conceptos permiten que las unidades aprendan a especializarse en pa-
trones similares.

En la representacion mas simple del aprendizaje competitivo se tiene un con-
junto de entradas z; y una capa de neuronas de salida O;. Cada neurona esté co-
nectada con todos los datos de entrada [26, 27, 56] mediante conexiones exci-
tadoras w;; > 0. La red puede tener conexiones de retroalimentacion entre las
neuronas que permiten realizar conexiones laterales con las que cada neurona in-
tenta de inhibir a cada neurona con la que esta conectada.

Los pesos de cada unidad ganadora en cada paso de tiempo son atraidas en
direccion a los clusters de los datos de entrada. El uso de pesos normalizados
impide que vectores muy grandes puedan ganar la competencia muy pronto y en
consecuencia, otros vectores de pesos nunca sean actualizados [54]. La actualiza-
cién de pesos permite que el vector de pesos w;; rote en direccién de la entrada
z;. Las actualizaciones se pueden realizar de diferentes maneras [54]:
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Actualizacién con constante de aprendizaje en la que el peso es actualiza-
do de acuerdo a
Aw,, = azx;

en donde « es una constante entre 0 y 1 y decrece a 0 mientras se va actuali-
zando el aprendizaje de la red. Esta tasa controla las correcciones realizadas
en la red permitiendo que sean mas drésticas al inicio del procedimiento y
se vayan haciendo mas graduales.

Actualizacién por diferencias dada por

Aw,, = o(z; — W)

que permite que las correcciones sean proporcionales a la diferencia entre
los vectores de entrada y el de pesos.

Actualizacién por tanda donde las actualizaciones son calculadas y acumu-
ladas y después de un niimero de iteraciones las correciones de pesos son
agregados a los pesos.

2.3. Mapas y algoritmo de Kohonen

Los mapas de Kohonen, a diferencia de otras redes neuronales como el per-
ceptréon multicapa, no estd organizado en miltiples capas (capas de entrada,
escondidas y de salida) [6]. Se cuenta tinicamente con el vector de entrada y una
malla rectangular, generalmente bidimensional, donde se encuentran las neuronas
de la red [26, 6] y los datos de entrada son conectados directamente con cada una
de las neuronas. La retroalimentacion se realiza mediante conexiones entre las
neuronas vecinas de cada neurona [6]. La Figura 2.4 muestra c6mo estén estruc-
turadas generalmente las redes de Kohonen.

El algoritmo puede ser resumido en tres simples reglas [26]: muestra de los
datos, emparejamiento de similitudes y actualizacion; que son repetidos hasta que
se ha completado el mapeo de caracteristicas. De esta manera, las neuronas son
organizadas en vecindades que fungen como clasificadores de caracteristicas sobre
los datos de entrada. El algoritmo es no supervisado pues no se especifica alguna
respuesta para algin dato de entrada [6].

Las neuronas estan conectadas a cada vector de entrada x € R™ y se calcula
la excitacion correspondiente respecto a las neuronas en la malla bidimensional
mediante vectores de pesos w; = (w1, ..., w;,), donde i € [1,...,m] representa
la i-ésima neurona dentro de la malla y m es el total de neuronas. La idea es que
cada unidad aprenda a especializarse en diferentes regiones del espacio de entrada

[54].

Cada unidad de Kohonen calcula la distancia euclidiana entre el vector de en-
trada x y su vector de pesos w;. Otras métricas son posibles aqui como el producto
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“ector de entrada

Meuronas

Figura 2.4: Mapa autoorganizado. Todas las entradas estdn conectadas a todas las neuronas.

punto z7w;. La distancia minima define la neurona ganadora [6, 16, 34, 35, 26, 54|,
a la que pertenece la mayor excitacion con el vector de entrada. Por otro lado,
la maximizacién del producto punto z7w; tiene equivalencia con la minimizacién
de la distancia euclidiana.

El mapa autoorganizado por su inspiracién en la neurobiologia y la evidencia
de cooperaciéon y retroalimentacion y otras interacciones laterales entre neuronas
excitadas, propone que una neurona excitada de mayor excitacién a neuronas
cercanas a ella que a las lejanas [26, 34, 35]. Dentro de los mapas de Kohonen,
estas interacciones estan definidas mediante neuronas que viven en una vecindad
Ny, de radio r alrededor de la neurona ganadora.

Obtenida la neurona ganadora se procede a la actualizacién de pesos.

El Algoritmo 2.1 muestra el funcionamiento de Kohonen.

Algoritmo 2.1: Algoritmo de Kohonen.
1. Elegir valores aleatorios para los vectores w;.
Definir tasa de aprendizaje «a y radio r.
2. Elegir un vector de entrada x € R".
3. Encontrar la unidad con mayor excitaciodn
kE=mini||x —w;(t)|] (=1,..,m)
4. Actualizar los pesos de acuerdo a la funcion de actualizacioén:
w;(t) = wi(t) + ah(i, k) (x — w;(¢)) Vi € Ny,
5. Repetir desde 2 si el ndmero de iteraciones no se ha alcanzado.

El paso 3 del algoritmo realiza el proceso competitivo que induce a las neuro-
nas a competir entre ellas mediante la optimizacién funcién de discriminacién (la

menor distancia euclidiana de una neurona y la entrada): la neurona con el valor
6ptimo de la funcién es la ganadora. El paso 4 realiza los procesos de cooperacion
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y adaptacién: la neurona ganadora determina la localidad espacial de una vecin-
dad topoldgica de neuronas excitadas (cooperacién) permitiendo incrementar sus
valores mediante la actualizacion de sus pesos acorde al patrén de entrada al que
respondié la neurona ganadora.

2.3.1. Adaptacion de pesos

La actualizacién de pesos es proporcional a la diferencia entre el vector de
entrada x; y el vector de pesos de la neurona ganadora wy

wi(t + 1) = w;(t) + ah(i, k) (x — w;(t)) (2.1)

donde 7 es el iésimo vector de pesos de la neurona ganadora k. La actualizacion
no solo cambia los pesos de la neurona ganadora, sino también de aquellas que
se encuentran dentro de la vecindad Nj. Los pesos del resto de las neuronas
permanecen intactos. La actualizacion de la neurona ganadora y de sus vecinos
permite que la atraccién de la neurona al vector de entrada sea para ella y sus
vecinas, por lo que es deseable que el radio decrezca para reducir la influencia
con otras neuronas [54]. Parte de la actualizacién estd dada por una tasa de
aprendizaje oo que controla la magnitud de las actualizaciones de pesos y, de igual
manera que el radio, decrece con el tiempo [54].

2.3.2. Vecindades

Como se menciond en la Seccidén 2.3, existen interacciones laterales entre las
neuronas excitadas y la influencia de éstas es mayor sobre neuronas cercanas.
Con estas interacciones la vecindad topolégica o funcién de vecindad, definida por
h(i, k), alrededor de la neurona ganadora k para un conjunto de neuronas i € Ny
decrece suavemente [26]. Nj generalmente es una funcién monotdénica decreciente,
en lugar de una constante, lo que permite que la vecindad vaya disminuyendo
conforme avanzan las generaciones, por lo que N, = Ni(t).

Vecindad topolégica

En la literatura h(i, k) tiene dos definiciones [34, 35, 54] y actia sobre los
puntos definidos en la malla de neuronas. La primera y mas simple indica que

1 site N
h(i> k) = { ‘
0 e.o.c.
y de esta manera la adaptacién de pesos queda definida como w; = w; + a(x—

W;).

La otra definicién, y mas comunmente utilizada, puede ser escrita en términos
de una funcién gaussiana [34, 35, 26, 16]:

. TR — T d(i, k)?
h(i, k) = exp (——H 202 H) = exp <——<202) )

10
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Figura 2.5: Funcién gaussiana para la vecindad topolégica. La neurona ganadora k tiene mayor influencia (h(s, k))
en cada neurona % cercana (valores de d(i,k) cercanos a cero) o dentro de su vecindad que aquellas que se
encuentran a mayor distancia. El radio de la vecindad de la neurona ganadora esta definido por o.

donde d(i, k) representa la distancia lateral [26] entre la neurona ganadora k
y la neurona excitada ¢ , mientras que el parametro o representa el radio de la
vecindad topolégica correspondiente a la funcién Ny, [34, 35, 26].

Para la convergencia de los mapas autoorganizados se debe satisfacer

lim h(i, k) =0
t—o0
La funcién h(i, k) tiene su mayor valor en la neurona ganadora k puesto que
la distancia es cero y el valor de la funcion es exp(0) = 1. Ademaés la amplitud de
la funcion topolégica decrece monoténicamente al incrementar la distancia entre
la neurona ganadora k y la neurona excitada ¢ por lo que

lim  h(i,k) =0

d(i,k)—o0

Esto se puede apreciar en la Figura 2.5.

La eleccién de una funciéon gaussiana para definir el potencial sindptico entre
la neurona ganadora y sus vecinas esta relacionada con las interacciones laterales
existentes entre las neuronas del cerebro, como se vio en la Secciéon 2.1. La in-
teraccién cumple con una funcién ”sombrero mexicano“ que permite excitar con
mayor fuerza a neuronas muy cercanas a la ganadora que a neuronas muy lejanas
e inhibir a neuronas a cierta distancia. La funcién gaussiana elimina la inhibicién
y mantiene unicamente la excitacion.

Reduccién de la vecindad

La Figura 2.6 muestra el comportamiento de las vecindades. En una malla
rectangular, las neuronas a distancia r de la neurona ganadora k son aquellas
coordenadas (k +i,k+j) Vi,j € {0,1,...,r}.

11
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(a) Topologia de la vecindad hexagonal. Ca- da neurona tiene cuatro neuronas vecinas.
da neurona tiene seis neuronas vecinas.

Figura 2.6: La vecindad de la neurona con mayor excitaciéon. Esta es mostrada con el circulo azul. Sus neuronas
vecinas de radio 1, 2 y 3, son delimitadas por los cuadros punteados de color rojo, verde y morado respectivamente

El tamano de la vecindad va decreciendo con el tiempo de manera gradual,
por lo que o debe ser dependiente del tiempo y de acuerdo con Haykin [26] se
puede escribir como una funcién exponencial decreciente:

o(t) = oo exp (—Til)

donde o es el valor de ¢ al inicio del algoritmo y 7, es una constante de
tiempo, generalmente el niimero méaximo de épocas de entrenamiento. El decreci-
miento de ¢ permite que la funciéon de vecindad converja a cero conforme avanza
el tiempo.

Idealmente, el radio de la vecindad debe ser lo suficientemente grande. En las
primeras etapas del entrenamiento, un radio amplio permite que se tenga una
influencia amplia por parte de la unidad ganadora, aumentando las correcciones
[54]. El decrecimiento del radio disminuye esa influencia.

2.3.3. Ordenamiento topoldégico

A través de la actualizacion de pesos definidos en la Ecuacion 2.1, el vector wy,
de la neurona ganadora k se mueve en direcciéon al vector de entrada x, asi como
los vectores de las neuronas vecinas. El mapa neuronal calculado por SOM es
ordenado topolégicamente permitiendo que la localidad espacial de una neurona
corresponda a una entrada en particular [26].

Para mostrar como se realiza este proceso, Kohonen desarrollé una manera
de visualizar la adaptacion de las neuronas con las entradas. Esto lo realiza grafi-
cando los pesos de las neuronas entrada contra entrada del vector, es decir, para
un vector w; = (w;1, w;a), se grafica w;; contra w;s que resulta en un punto en el
espacio bidimensional. Cada coordenada dada por el vector w; se une mediante
una linea con sus vecinos en el espacio fisico, es decir, si w; y w; son vecinos en

12
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Figura 2.7: Espacios de coordenadas dentro de SOM. Cada unidad estd representada por dos conjuntos de
coordenadas: la coordenada del espacio fisico, dentro de la malla de neuronas, dado por (u,v), y las coordenadas
definidas por el vector (wg,wy) dentro del espacio de pesos. La gréfica se realiza mediante las coordenadas del
espacio de pesos y las lineas que unen a cada unidad son definidas por su posicién en el espacio fisico.

la malla de neuronas, se pinta una linea entre las dos coordenadas dadas por los
vectores en el espacio de pesos. La figura 2.7 muestra lo anterior.

La evolucién de la malla bajo este esquema de visualizacion se puede observar
en la Figura 2.8 en donde al inicio, los pesos son definidos aleatoriamente y al
paso de las épocas, el mapa va obteniendo la forma de una red esparciéndose para
cubrir todo el espacio de entrada aproximando asi la distribucion, desconocida,
del espacio de entrada [34, 6, 16, 26].

La prueba matematica de convergencia sélo es valida para mallas unidimen-
sionales desarrolladas en espacios unidimensionales [62] mientras que para las de
mayores dimensiones no existe una prueba general [54].

Métricas de ordenamiento

Para medir la efectividad de los mapas se han investigado algunas métricas
que permiten calificar la preservacion topolégica de los mapas.

Una de las métricas mas comunes es el error cuantitativo que mide la distancia
promedio entre cada vector y la neurona con mayor excitacion y es calculado
mediante

1
ge = Z ||z — w,, (2.2)

donde N es el numero de vectores de entrenamiento y m,, es el vector de pesos
correspondiente a la neurona con mayor excitacion respecto al vector de entrada
x;. Con este error se puede evaluar cémo se ajusta el mapa neuronal a los datos

13
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0 100 200 1k
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Figura 2.8: Evolucién de pesos del SOM. Mediante cada iteracién, se crea un ordenamiento topolégico que
pretende aproximar la distribucién del espacio de entrada. (Imagen tomada de Self-Organizing Map por Van
Hulle [62].)

y entre mas pequeno sea el error, mejor evaluacion tiene [3].

Otra alternativa para medir la preservacién topolégica es mediante el error
topoldgico [32] que mide la proporcién de todos los vectores de entrenamiento en
los que las dos neuronas con mayor excitacién no son adyacentes entre si. Este
error se calcula mediante

1 N
te = izlu(xi) (2.3)

donde la funcién u(x;) estd definida como:

1 si son adyacentes
u(z;) = (2.4)
0 e.o.c.
De esta manera, entre menor es el error, se cuenta con mayor preservacion

topoldgica del mapa.

2.4. Learning Vector Quantization

Learning Vector Quantization (LV()) es una técnica supervisada para clasi-
ficacién estadistica y reconocimiento de patrones [26, 6, 35, 47| cuyo propdsito
es representar regiones de clases en el espacio de entrada (vectores de entrada)
mediante el aprendizaje de prototipos®[47].

3En la literatura también se les conoce como vectores codebook.

14
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Por ser un método no supervisado, las clases son predefinidas dentro de los
datos de entrada, por lo que cada vector de entrada estd ligado a una clase y cada
clase puede tener diferentes vectores prototipos [27].

La idea de LVQ esta basada en un método de aprendizaje no supervisado
conocido como wector quantization (V@) [22] en el que los vectores de entrada
x € R"™ son categorizados en m clases para asi poder representar cualquier vector
por la clase en la que éste “cae”. La categorizacién es hecha mediante vectores
prototipo (pesos) w; € R", i = 1,2,...,m y la aproximacién de z se realiza al
encontrar el vector prototipo w,. més cercano a x, generalmente mediante una
distancia Euclidiana [35, 27]:

|7 — we| = min{|z — w,[} (2:5)

Los vectores prototipo, de esta manera, dividen el espacio de entrada en un
mosaico de Voronoi ( Voronoi Tesselation) como se muestra en la Figura 2.9. Los
puntos muestran los vectores prototipo y las lineas delimitan las regiones de-
terminadas por los prototipos. Estos vectores son utilizados para reconstruir los
vectores de entrada por lo que las aplicaciones de VQ son muy utiles en la com-
presion de datos, por ejemplo, para la transmision y almacenamiento de datos de
iméagenes o voz.

Figura 2.9: Mosaico de Voronoi (Voronoi Tesselation). Los puntos muestran los vectores prototipo y las lineas
delimitan las regiones determinadas por ellos.

La supervision del aprendizaje hecho por LVQ mediante la informacion de
clases permite que los vectores prototipo dentro del mosaico de Voronoi se mue-
van ligeramente para mejorar la clasificacién [26]: el vector prototipo w se mueve
hacia la direccién del vector de entrada z (elegido aleatoriamente dentro del con-
junto de entrada) siempre que la clase a la que pertenece z y el vector w sean
acordes, y se mueve en direccién contraria en otro caso.

Dados el conjunto de vectores de entrada {;}; ., los vectores prototipo {w;}7 |,
y ¢ = ming{|x; — wy|} el indice asociado al vector w; més cercano al vector de
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entrada z; y sean C,,. y C,, las clases asociadas a los vectores w. y z; respecti-
vamente, el procedimiento LVQ realiza la actualizacion de pesos de la siguiente
manera [35]:

we(t) + a(t)[z; — we(t)] siCy, = Cy,
we(t +1) = S w(t) — a(t)[x; — w.(t)] siCy, # Cy, (2.6)
we(t) e.0.c

En la ecuacién 2.6, denominada LVQ1 por Kohonen [35], « es la tasa de apren-
dizaje, que al igual que en los modelos de aprendizaje competitivo decrece con el
tiempo. En el primer caso, cuando las clases son iguales, el vector w,. se mueve
en direccién al vector de entrada mientras que en el segundo caso en direccion
contraria permitiendo minimizar las clasificaciones incorrectas.

Otras propuestas han surgido y mejorado LVQ1, tal como LVQ2 [35] el cual
es cercano a la teoria de clasificacién Bayesiana. Las actualizacion de los pesos es
aplicada sélo si

= el vector de entrada z; es clasificado incorrectamente por la unidad w..
» el siguiente vecino cercano ¢ tiene la clase correcta, y

= el vector x; se encuentra muy cercano al limite de la region definida por w,
Yy We

En este caso ambos vectores, w. y w. son actualizados de acuerdo a la regla
de actualizacién definida por la ecuacion 2.6.

La relacién entre SOM, VQ y LVQ es muy cercana. SOM permite encontrar las
regiones de Voronoi de manera no supervisada mediante los pesos sinapticos de las
neuronas dentro de la red. Ademéas LVQ permite que los resultados obtenidos por
SOM sean mejorados al utilizar SOM y LVQ conjuntamente: el mapa entrenado
de SOM es el espacio de entrada para LVQ [35, 6, 26] lo cual se ilustra en la
Figura 2.10.

Figura 2.10: SOM y LVQ para clasificacién de patrones.

2.5. Avances en los mapas autoorganizados

El algoritmo discutido en la Seccién 2.3 introduce la metodologia basica para
mapear de manera no supervisada caracteristicas similares de los vectores de
entrada, sin embargo, diferentes modificaciones se han realizado al algoritmo de
Kohonen. Algunas de ellas son descritas brevemente en esta seccion.
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2.5.1. Mapas topoldgicos crecientes

La malla que define el mapa de neuronas bajo este esquema de algoritmos, los
Growing Self-Organizing Maps * no mantiene un tamaifio ni estructura fija, sino
que se va construyendo gradualmente mediante la insercion y posible eliminacion
de neuronas y conexiones entre ellas [62]. La idea de tener este tipo de algoritmos
es para lidiar con algunos de los problemas presentes en SOM: La especificacion
de un tamano adecuado del SOM y que la estructura predefinida puede no ser
adecuada para representar los datos [20].

Este tipo de modelos tienen en comun lo siguiente [19]:

= La red es una grafica no dirigida en la que cada neurona es un vértice. Los
vértices estan conectados mediante aristas.

= Cada neurona ¢ tiene un vector de peso w;, n dimensional, asociado a ella.

= Los vectores de pesos de la neurona ganadora s y sus vecinas son actuali-
zadas mediante

Aws = ag(v — wy) (2.7)
Aw; = a;(v — w;)Vi € Ny (2.8)

donde Ny es la vecindad topolédgica de la neurona ganadora s y « es la tasa
de aprendizaje.

= En cada paso del entrenamiento, el error local AFE, de la neurona ganadora
es actualizado mediante alguna métrica. Por ejemplo, para VQ, la regla de
actualizacién estda dada por la norma Euclidiana

AE, = |[v — w,|? (2.9)

Este error es utilizado para determinar dénde insertar nuevas neuronas des-
pués de un nimero de pasos. Después de la insercion, el error es redistribuido
localmente permitiendo agregar una nueva neurona en pasos subsecuentes
en cualquier otra region.

Fritzke define en [17] la topologia de la una nueva red construida llamada
Growing Cell Structure (GCS) que incluye las propiedades comunes. La topo-
logia inicial es k dimensional, en la que dependiendo de k se pueden formar
lineas, triangulos, tetraedros o hypertetraedros como se muestra en la Figura
2.11 . Durante el proceso de entrenamiento se agregan nuevas neuronas (o cel-
das, como el autor se refiere) y se eliminaran aquellas que no aporten informacion.

La adaptacién de este método se realiza y al final de determinados A pasos se
determina la unidad ¢ con el mayor error acumulado y la arista de mayor longitud

entre el vértice ¢ y sus vecinas es dividio para insertar ahi una nueva.

Algunas propiedades de este modelo diferentes de SOM son [20]:

4Se utiliza su término en inglés para facilitar el contexto con la literatura.
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= generacién dinamica de la estructura de la red
= adaptacién constante y pequena

» radio de la vecindad constante y pequeno

mientras que las propiedades heredadas del SOM son:
= dimensién de la red fija

= definicién de la vecindad mediante la estructura topolégica

Growing Neural Gas

Martinetz y Shulten [43] definen el método Neural Gas (NG) en donde por
cada vector de entrada v se actualizan los k vecinos mas cercanos de la neurona
ganadora. k, al igual que la tasa de aprendizaje decrecen constantemente hasta
que unicamente sea la neurona ganadora la que se actualiza. Los pesos sinapticos
son adaptados independientemente de cualquier arreglo topoldgico en la red, es
decir, el cambio de los pesos no es determinado por la disposicion de las unidades
dentro de la malla topoldgica sino por su distancia relativa entre las unidades
dentro del espacio de entrada [43], por lo que la funcién de vecindad ahora es
dentro del espacio de entrada [62]. NG no realiza insercién o eliminacién de no-
dos. Algunos problemas que presenta esta propuesta es que se requiere a priori
definir el nimero de neuronas, por lo que Fritzke propone el método Growing

Neural Gas (GNG) [18].

Este método no da restricciones a la malla neuronal y permite su actualizacién
mediante aprendizaje hebbiano competitivo [42] en el que se agrega una arista
entre la neurona ganadora y la segunda en cada paso del entrenamiento (siempre
que esta arista no exista atin) y genera una subgrafica de la triangulacién de De-
launay correspondiente a los vectores prototipos.

El algoritmo inicia con dos neuronas conectadas colocadas aleatoriamente. A
diferencia de NG, GNG permite la adicion de nuevas neuronas: cada A unidades

de tiempo se determina la neurona ¢ con el mayor error cumulado y una nueva
neurona se agrega entre ella y uno de sus vecinos y los errores son redistribuidos

Figura 2.11: Topologia de las neuronas. En a) k=1. En b) k=2. Enc) k = 3.
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localmente.

La topologia de la red, tanto de NG como de GNG, refleja la topologia del
espacio de entrada y permite diferentes dimensiones en diferentes partes del es-
pacio de entrada. Por esta razén la visualizacién solo es posible para datos de
dimensién pequena [19, 62].

2.5.2. Otros avances

Similar al trabajo de Fritzke, Bauer y Villman [60] proponen un modelo in-
cremental del SOM llamado Growing Self-Organizing Map (GSOM) en donde la
malla de neuronas es adaptada dimensionalmente generando una estructura hiper
rectangular al agregar filas o columnas completas.

Incremental Grid Growing [8], agrega nuevas neuronas en los bordes de la
malla neuronal ademas de, agregar o eliminar conexiones basandose en las si-
militudes de los pesos de las neronas conectadas y similar a este esquema, otro
GSOM, pero de Alahakoon [1] en el que sélo se agregan neuronas (en los bordes
de la malla neuronal) y contiene un factor de esparcimiento permitiendo controlar
cmo se expande la malla.

Rauber propone Growing Hierarchical Self-Organization Maps (GHSOM) [51]
cuya arquitectura crece en el sentido jerarquico (permite descomposicion jerarqui-
ca y navegacién en subpartes de los datos) y horizontal (el tamano de cada mapa
individual crece acorde a los requerimientos de los datos).

Ritter propone un modelo de SOM para tratar con espacios no Euclidianos
[53]: un mosaico regular del plano hiperbdlico, caracterizado por una curva cons-
tante negativa gaussiana [48].

Neme [46] realiza una de las modificaciones mas recientes mediante el método
Self-Organizing Maps with Selective Refractoriness (SOMSR) en donde la vecin-
dad es definida a partir de las unidades afectadas durante la actualizacion en
lugar del enfoque clasico: las unidades ganadoras. De esta manera el radio de
vecindad de la unidad ganadora no decrece, sino que las neuronas se convierten
“Insensibles” a cierta unidad ganadora [46].

En cuanto a la visualizaciéon también se han realizado avances. Por ejemplo
Ultsch y Siemon proponen el método de distancias unificadas U-Matriz (unified
distance matriz) [61] que permite visualizar los clusters ante un espacio de datos
de gran dimensién. Mediante este método, la malla de neuronas es mapeada a otra
malla que contiene las distancias entre neuronas y cuya dimensién es 2n—1x2m—1
donde n y m son el nimero de filas y columnas de la malla neuronal. La Figura
2.12 muestra como se genera la malla de distancias unificadas. En 2.12a se muestra
la topologia de las seis neuronas numeradas en una malla hexagonal. En la Figura
2.12b se muestra la matriz unificada, donde los valores d(i, j) son las distancias
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de los pesos ya entrenados entre la neurona i y la neurona j. Cada valor d(7)

representa el promedio aritmético de los valores que lo rodean, por ejemplo, d(4)
d(2,4)+d(3,4)+d(4,6)
3 :

(b) Matriz de distancias unificada correspon-

(a) Topologfa de las neuronas. diente a la malla de neuronas.

Figura 2.12: Matriz de distancias unificada.

2.6. Ejemplos de aplicaciones

Una de las primeras aplicaciones de los mapas autoorganizados fue propuesta
por Kohonen en la que se describe una mdquina de escribir fonética (neural pho-
netic typewriter) [33] cuya habilidad es interpretar y reconocer el habla humana.
El aparato utilizado usa un arreglo bidimensional de nodos entrenados con entra-
das de 15 componentes que representan el analisis espectral de palabras habladas,
las cuales son tomadas cada 9.83 milisegundos. Para generar estos vectores de en-
trada se necesita un preprocesamiento realizado al sonido en el que se utilizan
un micréfono que reduzca el ruido del ambiente, convertidor analdgico-digital de
12 bits, transformada rapida de Fourier de 256 puntos llevada a cabo cada 9.83
milisegundos (la que permite agrupar el canal espectral en 15 grupos), asi como
otros filtros y normalizacién realizados al vector resultante por la trasformada.
Las neuronas dentro de la malla bidimensional son agrupados durante la etapa
de entrenamiento y el mapa resultante (Figura 2.13) es calibrado mediante el es-
pectro de los fonemas (vectores de entrada). Cada vez que una palabra es dicha,
se realiza el andlisis de ella y se envia al SOM como una secuencia de vectores
para obtener las neuronas excitadas (correspondientes a un fonema) permitiendo
trazar un camino correspondiente a la secuencia de patrones de entrada. El ca-
mino obtenido es de hecho, la transcripcién de los fonemas (Figura 2.14).

Otros problemas en los que SOM ha dejado huella han sido en el monitoreo
de las condiciones tanto de plantas como procesos, clasificacién de nubes, anélisis
de datos de micro arreglos de DNA y clasificacién y organizacion de imégenes [62].

La agrupacién de caracteristicas (clustering) ha sido beneficiada al explotar
el mapa topoldgico obtenido por el SOM; lo que se desea obtener es subcon-
juntos con datos similares. Un ejemplo de esto es la organizacién y clasificacién
de documentos. S. Kaski et al. [28, 36] proponen un método de organizacién de
documentos utilizando el algoritmo SOM, llamado WEBSOM en el que cada
documento se representa por un vector de ocurrencias de palabras clave (cada
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CAPITULO 2. MAPAS AUTOORGANIZADOS

documento lleva un preprocesamiento previo) y los documentos son agrupados de
acuerdo a sus similitudes.

2.7. Resumen

Los mapas de Kohonen son una forma de aprendizaje no supervisado compe-
titivo en donde cada neurona de la malla compite entre si para determinar cudl
se va a actualizar. Esta competencia define como se van a agrupar los datos de
entrada sin necesidad de “maestro” que supervise como debe realizarse.

El trabajo de Kohonen esta inspirado en el cerebro que realiza un mapeo de
las senales obtenidas por los diferentes 6rganos sensoriales a la corteza cerebral,
en donde diferentes areas de la corteza controlan las diferentes actividades sen-
soriales.

La idea basica es del algoritmo de aprendizaje es:
= Presentar la entrada.

= Encontrar la unidad ganadora.
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Figura 2.13: El mapa fonético en donde se muestran las neuronas (circulos) etiquetadas con los simbolos de los
fonemas con los que han respondido a una mejor respuesta. (Imagen tomada de The Self-Organizing Map [34]).
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Figura 2.14: Camino que muestra la respuesta a la palabra finlandesa humpilla. (Imagen tomada de The Neu-
ral’Phonetic Typewriter [33].)
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» actualizar los pesos de la unidad asi como la de sus vecinos dentro de la
vecindad.

= Repetir los pasos anteriores hasta llegar al maximo nimero de épocas.

La actualizacion se realiza mediante el producto de la tasa de aprendizaje y la
diferencia entre los vectores de entrada y de pesos sinapticos. La tasa de apren-
dizaje es un pardametro que permite el control de correcciones que efectuara el
aprendizaje. También se tiene el parametro de vecindad que permite controlar la
influencia que tiene cada neurona ganadora con sus vecinas. Ambos parametros
decaen con el tiempo. En las primeras etapas permiten que las correcciones reali-
zadas sean grandes y que conforme avanza el tiempo de entrenamiento, se vayan
haciendo graduales para obtener una convergencia.

El trabajo de Kohonen ha sido de utilidad en diferentes areas y de especial

utilidad para el clustering. Asi mismo, se han derivado diferentes algoritmos que
son mejoras al original propuesto por Kohonen, o bien, lo utilizan como base.
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Capitulo 3

Reduccion de variables

Dentro de un espacio muestral, una variable, llamada también caracteristica,
rasgo o atributo, representa una propiedad de un sistema el cual ha sido observa-
do y medido [63]. La reduccion de estas variables permite que se tenga un espacio
muestral semejante al original, con la diferencia que el nuevo espacio esté repre-
sentado por un nimero de variables menor y que contenga la mayor informacion
posible de los datos [26], ya que no todas las variables son necesarias para precisar
la clasificacién. De esta manera, un espacio de m dimensiones es reducido a uno
de p < m.

Para la reduccion de variables se puede utilizar extraccion de caracteristicas o
seleccion de caracteristicas y aunque ambas son muy similares y sus objetivos son
reducir la dimension del espacio muestra, se puede encontrar la diferencia entre
ambas.

Mediante la extraccion de caracteristicas se pretende encontrar nuevas carac-
teristicas mapeando el conjunto original de caracteristicas a uno nuevo mediante
funciones lineales o no lineales [30, 64, 66, 52, 69, 15] y algunos de los métodos
comunmente utilizados de este tipo son Principal Component Analysis (PCA)
(Seccién 3.2), Linear Discriminant Analysis (LDA) y Singular Value Decomposi-
tion (SVD).

Por otra parte, la seleccion de caracteristicas es un proceso que permite iden-
tificar el subconjunto mas efectivo a ser utilizado [30, 64, 66, 52, 69, 15] para la
resolucion de un problema y que éste mantenga la mayor precision de clasificacion
[52]. Mediante los métodos que involucran este tipo de técnica, el subconjunto
seleccionado no contiene ninguna alteracion de los datos debido a algin mapeo,
sino que unicamente eligen mediante alguna funcién de discriminacién las varia-

bles [66].

La seleccion de caracteristicas se puede dividir en filtros, envolventes (wrap-
pers) o incrustados (embedded). Los métodos basados en filtros utilizan medidas
estadisticas [70, 64, 24] que permitan evaluar qué tan 6ptima es la caracteristi-
ca. Cada caracteristica es evaluada individualmente en base a su relevancia y los
mejores evaluados son aquellos que se eligen [70, 66] lo que permite que sean inde-
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CAPITULO 3. REDUCCION DE VARIABLES

pendientes al modelo de aprendizaje. Algunos métodos son la prueba y?, métodos
basados en teoria de la informacién, seleccion basada en correlacién, entre otros.

Los métodos envolventes realizan una busqueda a través del espacio de las
posibles combinaciones [66] y las métricas de desempeno de cada subconjunto
(dentro del espacio de posibles combinaciones) son realizadas por medio de al-
goritmos predictivos o algoritmos de entrenamiento especificos [66, 24, 64, 70].
Los seleccionados son aquellos que contienen las evaluaciones éptimas. Algunos
métodos son SE'S, SBS, Plus-1-Minus-r, algorimtos genéticos, entre otros.

Los métodos incrustados mantienen la misma idea que los envolventes, sin
embargo, realizan la seleccién durante la etapa de entrenamiento del clasificador
utilizado [64, 66]. Las caracteristicas son calificadas de acuerdo a su eficacia y
penalizadas conforme mas grande sea el subconjunto de caracteristicas seleccio-
nadas guiando al algoritmo a encontrar los subconjuntos con mejor desempeno
(dado por el clasificador) y més compactos [24]. Algunos métodos son arboles de
decisién, Naive Bayes, etc.

A comparacién de los métodos envolventes o incrustados, los métodos en base
de filtros son constitucionalmente més eficaces y simples [24] lo que permiten tra-
tar mas facilmente con conjuntos de datos de dimensiones grandes [66] y ademas,
junto con la facilidad que tiene de tratar con diferentes métodos de aprendizaje,
permiten que sean la opcién maés recurrida para la seleccion y extraccion de ca-
racteristicas.

La eleccién de qué variables incluir y cuales descartar no es obvia [25] y el
posible nimero de combinaciones a explorar es factorial, por lo que se necesitan
técnicas de seleccion como algunas mencionadas en las secciones siguientes.

3.1. Criterio de correlacion

El criterio de correlaciéon es el método estadistico cominmente utilizado para
la seleccion de variables. En el se emplea el coeficiente de correlaciéon de Pearson
para la eleccion de variables.

3.1.1. Esperanza, varianza y covarianza

La esperanza de una variable aleatoria X representa el promedio ponderado
de todos los valores que una variable aleatoria puede tomar. Matematicamente
se expresa de la siguiente manera:

E[X] = ffooo zf(z)dr siX es continua
Y pex zp(z)  si X es discreta

donde f(x) y p(x) son la funcién de densidad y masa probabilista respectiva-
mente.
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Para cualquier funcién g(z), la esperanza se calcula

_ 7 g(z)f(z)dz  si X es continua
Fol= {erx g(z)p(z) si X es discreta

La varianza es una medida estadistica que indica como se esparcen los datos
de un conjunto respecto a la media y esta definido por

2 Z?=1(Xi _ X)Q

5= n—1

donde X; es cada dato y X es la media de la muestra.

Por otro lado la covarianza mide como dos datos dentro de la muestra varian
entre ellos respecto a la media y esta definido por

Xi - X)(Y; - Y)

n—1

cov(X,Y) = izt

La matriz de covarianzas ¥ permite observar la dispersion de los datos respecto
a la media entre las diferentes variables. Esta matriz es simétrica, cuadrada y la
diagonal indica la varianza de la i-ésima entrada puesto que cov(X, X) = var(X).
La matriz de covarianzas esta definida entonces de la manera siguiente:

var(xy)  cov(xy,me) -+ cov(xy, Tpy)
. cov(wy,xz)  war(xy) - cov(Ta, Tpy)
cov(Tpm, 1) COV(Tpy, o) -+ var(Ty,)

3.1.2. Criterio de correlacion

El coeficiente de correlacion entre dos variables aleatorias X y Y, denotado
por p(X,Y), se calcula de la siguiente manera:

(XY) = cov(X,Y)
VVar(X)Var(Y

Este coeficiente indica el grado de linealidad entre X y Y y su valor esta en el
intervalo [—1, 1]. Valores negativos indican que Y tiende a incrementar mientras
X se incrementa y valores positivos indican que Y se incrementa mientras X
también lo hace. Mientras mas alejado es el valor de cero, existe mayor linealidad
entre X y Y. Cuando p = 0 no existe ninguna relacion entre las variables aleato-
rias y se dice que no estén correlacionadas [55].

Mediante estas correlaciones, aquellos valores cercanos +1 son eliminados pues
una variable esta descrita por la otra.

El criterio de correlacién sélo detecta dependencias lineales y por como se cal-
cula, es indispensable que cada una de las caracteristicas sean variables numéricas.
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3.2. Analisis de componentes principales

Mediante el andlisis de componentes principales (PCA) se busca encontrar
combinaciones lineales que permitan maximizar la varianza contenida en el con-
junto de datos de entrada [26, 21, 2] y encontrar un subconjunto de menor cardinal
al original que lo represente adecuadamente [31].

El conjunto de datos X consta de las observaciones realizadas a n individuos
diferentes. Cada individuo z; tiene m atributos diferentes y la idea detras de PCA
es encontrar p < m atributos que representen a la misma muestra [26, 31].

El objetivo de los componentes principales es minimizar la redundancia dada
por la covarianza entre variables y maximizar la varianza de cada variable[57]. El
minimizar la covarianza implica encontrar aquellas covarianzas de menor valor,
puesto que un valor grande implica redundancia entre ellas.

Para encontrar los componentes principales de X se asume que E[X] = 0
[26, 2, 57] por lo que podemos escribir la covarianza de la matriz de datos X
como

1
n—1

Y —

xXx* (3.1)

Lo anterior se debe a que la matriz de covarianzas de dos vectores a y b con
media cero es posible escribirla como sZ, = ﬁabT, por lo que renombrando
a=uxz;yb=x; (ay b dos renglones de la matriz de datos X) queda la Ecuacién

3.1.

Ahora hay que encontrar una matriz ortonormal P tal que Y = PX de forma
que la matriz de covarianzas de Y sea diagonalizada:

sy = E[Y?] (3.2)
= E[PX(PX)"] (3.3)
= E[P(XX")PT] (3.4)
= PXX'pPT (3.5)
= PypPT (3.6)

Para encontrar la combinacion lineal dada por Y con maxima varianza, P
debe satisfacer PPT = 1, lo que reduce encontrar la solucién al sistema de ecua-
ciones X P = AP, o bien, encontrar los valores y vectores propios de .

Sean Aq, Ag, ..., A, los valores propios asociados a > y sus vectores propios

denotados por pi, pa, ..., pm de forma que Ay > Ay > ... > \,,,. De esta forma, cada
fila de P es un vector propio de ¥ y tendriamos m ecuaciones de la forma
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Epj = )\jpj j = 1, 2, . (37)

y combinandolas nos queda

SP = PA (3.8)

donde A es una matriz diagonal dada por los valores propios de Y. Como cada
valor propio de A es diferente, podemos escribir PPT = I por lo que PT = P71,
de esta manera, la Ecuacién 3.8 es reescrita como

PTYP = A (3.9)

Cada vector propio de ¥ (o fila de P) representa un componente principal
sobre la que se maximiza la varianza y cada i-ésimo elemento en la diagonal de
la matriz A es la varianza de X sobre p;.

Como actiia PCA en la reduccién de dimensionalidad es eligiendo los prime-
ros p < m vectores de P o los primeros p componentes principales. La fila p;
de P es la direccion en el espacio m-dimensional en la que la varianza de X es
maximizada. La fila p; es otra direccién, perpendicular a p; (j < i), en la que la
varianza es maximizada. La Figura 3.1 muestra lo anterior. Se tienen 100 vectores
de dimensién dos (puntos rojos) representando datos ficticios y las lineas azules
representan los componentes principales. X; es el primer componente principal
en el que se destaca la mayor varianza mientras que X5 es el segundo componente
principal.

Este método no es invariante a transformaciones de las variables, por ejemplo,
el escalamiento de las variables de entrada [5].

A diferencia de SOM, PCA describe las propiedades estadisticas globales de
la distribucién de datos dadas por los componentes principales, mientras que
SOM tiene dos direcciones principales encontradas considerando las diferencias
entre los vectores vecinos [35]. Mds direcciones pueden obtenerse agregando més
dimensiones a la red.

3.3. Informacion mutua

Para poder tratar con la informaciéon mutua es necesario hablar primero de
la entropia y su significado. La entropia fue introducida por Claude Shanon en
1948 en la que expuso los fundamentos de la teoria de la informacién. Esta teoria
permite el estudio de la eficiencia de la representacion de la informacion y sus
limitaciones de transmisién sobre un canal de comunicacién [26] cuyo impacto
directo fue dirigido al diseno de sistemas de comunicacién que fueran eficientes
y fiables y extendido a diferentes aplicaciones como la seleccion de variables, la
cual se trata en esta seccion.
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Figura 3.1: PCA. La figura muestra los dos componentes principales (lineas azules) X1 y X2 de una distribucién
aleatoria normal con media 0 y desviacién estdandar 1. X es el primer componente principal cuya varianza es
maxima. X7 es el segundo componente principal con varianza maxima y ortonormal al primer componente.

3.3.1. Entropia, entropia conjunta y entropia condicional

La entropia es una medida de incertidumbre de una variable aleatoria [13, 63]
la cual estd relacionada con la probabilidad de ocurrencia de un evento [63]. Con
esta medida, podemos conocer la cantidad esperada de informacién contenida en
una variable aleatoria [26].

La cantidad de informacion adquirida después de observar un evento esta de-
finido como:

Ihﬁ:ngia)z—wﬂM@) (3.10)

donde p(x) es la funcién de masa probabilista de la variable aleatoria discreta

X (p(x) = PIX = a]).

La base del logaritmo es arbitraria. Cuando se utiliza el logaritmo natural,
las unidades de informacién son nats mientras que para base dos, que es la mas
comn, son bits [26].

Las propiedades para la ecuacion 3.10 son las siguientes y no dependen de la
base del logaritmo [26]:

» [(z) = 0sip(z) = 1 por lo que no se tiene ninguna adquisicién de infor-
macion ya que el resultado siempre es conocido y no existen “sorpresas®

126].

» [(z) > 0 por lo que siempre tendremos alguna o ninguna ganancia de
informacion, pero nunca pérdida de la misma.
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= Menor probabilidad de ocurrencia de un evento implica mayor informacion
ganada: p(z;) < p(z;) = I(x;) > I(x)

Teniendo expresada la ganancia de informacién se pude expresar la entropia
de una variable aleatoria como la esperanza de la ganancia de la informacion, es
decir:

H(X) =E[I(X)] (3.11)
= pla)I(x) (3.12)
= — Z p(z)log p(x) (3.13)

Si la variable aleatoria es continua con funcién de densidad fx(z), la entropia
es expresada como:

H(X) = / " ) log fx (x)de (3.14)
= —E[log fx(z)] (3.15)

La entropia conjunta para dos variables aleatorias discretas X,Y con funcién
de masa conjunta p(z,y) estd definida como

H(X,Y) = ~Eflog () (3.16)
== plw,y)logp(z,y) (3.17)

que es la suma de incertidumbre contenida por ambas variables y su valor
esta en el rango max(H (X), H(Y)) < H(X,Y) < H(X) + H(Y) [63].

El valor maximo ocurre cuando las variables aleatorias X y Y son indepen-
dientes mientras que el valor minimo ocurre cuando X es dependiente de Y.

La entropia condicional de dos variables aleatorias discretas X y Y representa

la cantidad de incertidumbre del sistema X después de haber observado al sistema
Y [26] y estd dado por:
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H(X|Y) = E[-log P[X]|Y]] (3.18)
:_Z;p Ellog P[X|Y = y]] (3.19)
= —iz;p(y) ;p(wly) log p(zy) (3.20)
= —yzsz; (z]y) log p(zy) (3.21)
= izyép(x,y) log p([y) (3.22)

Otra forma de obtener la entropia condicional es [26, 13]:

H(X|Y) = H(X,Y) — H(Y) (3.23)

La ecuacién 3.23 se obtiene del teorema de la regla de la cadena [13] desarro-
llado en lo siguiente:

H(X,Y) = ~Eflog p(x, ) (324
= —> > p(x,y)log(p(z)p(y|=)) (3.26)
==Y > play)logp(x) = > > plx,y)logplylr)  (3.27)
== p()logp(x) =Y > plw,y) logp(ylz) (3.28)
— H(X)+ H(Y|X) (3.29)
— H(Y) + H(X]Y) (3.30)

Ejemplo de entropia condicional

Dada una comunidad se sabe que aproximadamente el 15 % de las familias no
tienen hijos, 20 % tiene un hijo, 35 % tienen dos y 30 % tienen tres. Ademads tener
nina o nino es equiprobable y no depende de algin factor. Si se elige al azar una
familia, entonces X indica el nimero de ninos y Y el nimero de ninas. Lo que
deseamos obtener es la entropia conjunta de X y Y y la Tabla 3.1 muestra la
funcién de masa probabilista de que la familia tenga ninos o ninas.

p(z) vy p(y) son las marginales de X y Y respectivamente.

La entropia se obtiene de la siguiente manera:
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N Y1 0 1 2 3 | p)
0 0.15 0.1 0.0875 0.375 | 0.375
1 0.1 0175 01125 0 |0.3875
2 0.0875 0.1125 0 0 0.2
3 0.0375 0 0 0 |0.0375
ply) | 0375 03875 0.2 0.0375

Tabla 3.1: Distribucién conjunta de X y Y: P[X =z,Y = y]

H(X) = —E[log p()]
— — (0.37510g(0.375) + 0.38751og(0.3875) + 0.210g(0.2) + 0.0375 log(0.0375))
— 1.7027

Analogamente

H(Y) = —E[log p(y)]
— 1.7027

Para la entropia conjunta:

H(X,Y) ==Y plx,y)logp(x,y)

z€EX yey
= —(0.1510g(0.15) + 0.110g(0.1) + 0.087510g(0.0875) + 0.375 log(0.375)
+0.11og(0.1) 4 0.1751og(0.175) + 0.0875log(0.0875)
+0.1125log(0.1125) + 0.0375 log(0.0375))
= 3.1929

Para las entropias condicionales:

H(Y|X)=H(X,Y)— H(X)
= 3.1929 — 1.7027
= 1.4902

H(X|Y) = H(X,Y)— H(Y)
— 3.1929 — 1.7027
= 1.4902

En este caso, H(X|Y) = H(Y|X) ya que (X) = H(Y).
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3.3.2. Informacion mutua

Mediante la informacién mutua (MI) es posible explicar cémo se reduce la
incertidumbre de una variable aleatoria debido al conocimiento de otra [13] por
lo que permite conocer la dependencia existente entre ambas variables[13, 12].
Permite observar cualquier tipo de relaciones, incluyendo las no lineales, entre
variables aleatorias [63, 13] y es invariante a las transformaciones del espacio de
caracteristicas como rotacién, traslacién, etcétera [63].

La informaciéon mutua se calcula de la siguiente manera:

I(X;Y) = H(X) — H(X|Y) (3.31)
==Y p(x)logp(z) + Y > pla,y)logp(zly) (3.32)
== pla,y)logp)+ > pla,y)logp(zly) (3.33)
p(zly)
-2 2 e s (205 330
B e low [ PY)
-2 2 i s (50 (3:39)

En el caso de que las variables aleatorias sean continuas, la informacién mutua
se calcula de manera semejante que en la ecuacion 3.31:

I[(X:Y) / / Fxy(x,y)log (%) dxdy (3.36)

La informacién mutua entre dos variables aleatorias es simétrica, por lo que
I(X;Y)=I1(Y; X). Es positiva y s6lo es cero cuando X y Y son independientes
y mantiene las siguientes relaciones [26, 63, 39]:

[(X;Y)=H(X)— H(X|Y) (3.37)
I[(X;Y)=H(Y) - HY|X) (3.38)
I[(X;Y)=H(X)+HY) - HX,Y) (3.39)
I(X;Y)=I1(Y; X) (3.40)
I[(X;X) = HX) (3.41)

La figura 3.2 muestra mediante diagrama de Venn cémo se relacionan las en-
tropias y la informaciéon mutua entre variables aleatorias. El circulo azul muestra
la entropia de X, mientras que el gris la de Y. La interseccién de ambos es la
informacion mutua y la unién muestra la entropia conjunta.
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Figura 3.2: Diagrama de Venn que muestra la relacién entre la entropia y la informacién mutua. El circulo del
lado izquierdo (contorno azul) muestra la entropfa de X. El circulo derecho (con contorno gris), la entropia de
Y. El sombreado azul del circulo izquierdo muestra la entropia de X dado el conocimiento de Y y el sombreado
gris del circulo derecho la entropia de Y dado el conocimiento de X. La unién de los dos circulos es la entropia
conjunta de X y Y. La parte central de la figura, el sombreado negro, muestra la informacién mutua de X con
Y.

Ejemplo

Continuando con el Ejemplo en la seccion 3.3.1, podemos calcular la informa-
cion mutua contenida por las variables X y Y mediante la ecuacién 3.31:

I[(X;Y) = H(X) - HX|Y)
= 1.7027 — 1.4902
= 0.2125

3.3.3. Seleccion de variables

La informacién mutua se guia por la dependencia estadistica entre dos varia-
bles aleatorias por lo que es posible utilizarla para la seleccién caracteristicas [4].

Existen diferentes métodos de seleccion de variables utilizando informacién
mutua y las areas en las que se han utilizado son diversas como en la seleccién de
datos de entrada para las redes neuronales [5, 38], seleccién de senales médicas,
visualizacién de datos, entre otros [4].

Battiti [5] propone el método Mutual Information Based Feature Selection
(MIFS) para la seleccion de variables en el que calcula la informacién mutua entre
caracteristicas individuales y la clase a la que pertenece mediante una busqueda
greedy permitiendo eliminar el analisis de todos los posibles subconjuntos de ca-
racteristicas. La idea bésica es elegir (una a la vez) la caracteristica que maximice
la informacién respecto a la clase y sustrayendo una cantidad proporcional a la
informacion mutua promedio de aquellas ya seleccionadas.
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Battiti describe el algoritmo MIFS [5] de la siguiente manera:

Algoritmo 3.1: Algoritmo MIFS

1. F<+ {fi1,f2,--,fn} Conjunto de caracteristicas iniciales.
S+ {}. Conjunto de caracteristicas elegidas.

2. Calcular la informacién mutua con la clase de salida:
VfeF calcular I(C;f)

3. Encontrar la caracteristica f que maximiza I(C;f)

F« F\{f}
S« {f}
4. Seleccidén greedy. Reperir hasta que |S|=k:
a. V(f,s),feF,se€S calcular I(f,s)
b. Seleccién de la siguiente caracteristica:
Elegir la caracteristica f que maximiza

G=1I(C;f) = BXses I(f;5)
F+ F\{f}
S+ SU{f}

En el algoritmo 3.1, cada f € F' es un vector aleatorio, como X en la ecuacién
3.31, que describe una caracteristica de la muestra, por lo que F' es un conjunto
de vectores aleatorios; C representa la variable aleatoria que contiene la infor-
macién sobre las clases de los datos de entrada. El pardmetro § (parametro de
redundancia) regula la importancia de la informacién mutua entre la caracteristi-
ca candidata y las seleccionadas; si es cero, solo se considera la informacién mutua
con la clase de salida. De acuerdo con Battiti, el valor apropiado de este parame-
tro se encuentra entre 0.5 y 1.

Al tener dos variables f y s altamente dependientes entre si, la informacion
mutua I(f;s) es muy alta y después de haber elegido a la mejor, la seleccion
de la otra es penalizada [5]. De esta forma, la variable a elegir debe brindar la
suficiente informacion de la clase a la que pertenece y mantenerse separada de
las variables ya elegidas.

A partir del trabajo de Battiti, diferentes autores han seguido bajo la misma
linea y en varios casos los métodos resultantes son modificaciones al trabajo ori-
ginal de Battiti. Kwak y Choi [39] realizan una modificacién al método MIF'S,
en el que modifican la seleccion greedy. El nuevo método es MIFS-U y el cambio
realizado es la ecuacion de seleccion del paso 4b por la ecuacion 3.42.

(s)

Otras modificaciones son los algoritmos mRMR propuesto por Peng, Long y
Ding [49], NMIFS por Estévez, Tesmer, Pérez y Zurada [15] y NIMFS-FS2 por
Cang y Yu [11], en los que al igual que MIFS-U, cambian la seleccién greedy de
3.1 por las ecuaciones 3.43 y 3.44 respectivamente.

G=1(ci5) - 83 Ny g (3.42)

G=1IC;f) - ZI f.s) (3.43)

SES

) 14,5)
G=1CH~ rswz<mm{ﬂ<> <>}) (3.44)
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En 3.43 se pretende evaluar tanto la redundancia como la relevancia de una
caracteristica mediante los criterios de Min-Redundancia y Maz-Relevancia res-
pectivamente!. El criterio de méxima relevancia busca aquellas caracteristicas que
maximizan la relevancia de un subconjunto S con respecto a la clase ¢ y estd dada
por

1
max D(S,¢), D = = > I(x,c) (3.45)
| | T, €S

El criterio de minima redundancia requiere la eliminacién de caracteristicas
dependientes entre si, por lo que sélo elige caracteristicas mutuamente excluyentes

mediante

) 1
min R(S), R = 5P > I ay) (3.46)
LI,‘@',.Z’J'ES

Al combinar los dos criterios previos mediante la funcion ® = D — R se obtiene
la caracteristica que optimiza simultaneamente los criterios de méxima relevancia

y minima redundancia, es decir, max ® permite obtener la ecuacién 3.43.

La ventaja de mRMR, NMIFS y NMIFS-FS2 sobre MIFS y MIFS-U, es que
no requieren del parametro de redundancia (3, el necesita de diferentes ejecuciones
de los algoritmos para encontrar un valor adecuado.

Otros métodos basados en informacion mutua se han propuesto como los
descritos en [70, 4, 73].

3.3.4. Estimacion de informacion mutua

Cuando las variables aleatorias de las que se requiere obtener la MI son dis-
cretas, las funciones de masa probabilistas son obtenidas mediante conteos e his-
togramas. Por ejemplo, Si X puede tener tres valores diferentes en una muestra
de n valores, entonces la probabilidad de cada valor es el cociente entre el niimero
de apariciones de éste y el tamano de la muestra. De esa manera se pueden co-
nocer las probabilidades. Sin embargo, cuando al menos una de las dos variables
aleatorias involucradas para calcular MI es continua, el calculo se complica, por
lo que es necesario introducir algin mecanismo de hacer discretos de los valo-
res continuos mediante, por ejemplo, estimacién de la densidad [49], puesto que,
generalmente, se desconoce la funcién de densidad. Una manera de lograr esta
estimacién es mediante ventanas de Parzen (Parzen Windows) [23, 38, 49].

Mediante la ventana de Parzen se puede estimar la funcién de densidad de
un vector aleatorio continuo. Dadas n muestras de un vector d dimensional z, la
funcién de densidad aproximada de p(x) estd por

'Los términos en inglés son Min-Redundancy y Maz-Relevance respectivamente, que confor-
man al método mRMR de Peng [49].

35



CAPITULO 3. REDUCCION DE VARIABLES

n

P = =36 — i) (3.47)

=1

donde x; es la 1 — ésima muestra, ¢ es la "funcién ventana” y h es un parame-
tro que define el ancho de la ventana. Al elegir correctamente ¢ y h, p(z) converge
a la densidad real cuando n tiende a infinito [38, 49].

Comunmente se utiliza la funciéon gaussiana como funcién ventana, dada por

1 ZIy-1y
oz h) = (2m)a2pd[s[i2 P (_2—}12> (3.48)

donde z = x — z;, d es la dimension de la muestra x y ¥ es la matriz de
covarianzas de z. Cuando d = 1, la ecuacion 3.47 es la funcién marginal y cuando
d > 2 se tiene una funcion de densidad multivariada.

3.4. Mapas autoorganizados

La seleccién de variables propuesta por Benabdeslem [7] (HI-SOM) hace uso
de mapas autoorganizados para encontrar el subconjunto 6ptimo de variables.
Para realizar esta seleccién es necesario entrenar los datos d — 1 veces, donde d
es el numero de variables del conjunto de datos original. Cada entrenamiento de
datos se realiza con una variable menos que en el paso anterior, por lo que se
requiere de una métrica para decidir cudl variable se debe eliminar (la que menos
informacién brinda al sistema o que menor importancia tiene).

Benabdeslem indica la importancia de una variable j € {1,2,...,d} asociada
a cada neurona c¢ mediante

L. B
cd
Zk:1 Wek
_ frecs

donde v, = T(C), frecs(c) es el nimero de elementos asignados a la neurona

¢, N el tamano de los datos de entrenamiento y w,; es la entrada k del vector de
pesos de la neurona c.

hje = (3.49)

La importancia de una variable j asociada a todo el conjunto de neuronas
esta definida por

hy = hic (3.50)

ceC

De esta manera se evalta la distribucién de las muestras en las neuronas y de
cada caracteristica con el resto. Si una neurona no fue estimulada por algin dato
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de entrada, entonces no existe influencia de variable alguna, por lo que 7. es un
parametro que adecua la proporcién de influencia de la variable d con el niimero
de entradas a las que responde la neurona c.

El algoritmo de seleccién consiste en dos pasos.

El primero es la etapa de aprendizaje de HI-SOM y consiste en los siguientes
pasos:

Algoritmo 3.2: Algoritmo de seleccién mediante mapas autoorganizados (HI-SOM)

1. p=1, S, ={1,2,..,d} (todas las variables)
2. Crear un mapa Cp, mediante SOM

con las variables de S)
3. Calcular hj, 1<j<d
4. Eliminar la variable j asociada al menor hj
Spr1 =5 \ {7}
Evaluar la calidad del mapa.
6. Repetir desde (2) hasta la udltima variable

ot

La segunda etapa consiste en elegir el conjunto de variables. El algoritmo 3.2
genera d — 1 mapas, cada uno con una variable menos. La seleccion de las varia-
bles corresponde a determinar qué mapa tiene mejor comportamiento eligiendo
aquel cuyo error topoldégico es menor, es decir, el que mantiene un mayor orden
topoldgico. Si dos mapas son los que mantienen el mismo error, se elige el que
tiene el mayor “error global decreciente (GDR)” definido como [7]:

E;, — Ey
E;
donde E; y Ey son los errores de cuantificacion inicial y final respectivamente

que permiten medir la distancia entre un vector de entrada y la neurona ganadora

antes y después del entrenamiento. De esta manera, GDR obtiene una propor-
cion de acercamiento del vector de entrada a su neurona ganadora después del
entrenamiento.

GDR = (3.51)

Este error sirve para discriminar, entre dos mapas de Kohonen con igual pre-
servacion topoldgica, aquel que mejor representa a los datos.

SOM permite agrupar los datos de acuerdo a similitudes entre ellos. Sin em-
bargo, al eliminar variables es posible que el orden que preserva aumente debido
a que la variable eliminada ocasiona ruido al sistema, o bien, que el orden dismi-
nuya debido a que la variable al ser eliminada, pese a tener menor importancia,
rompa el equilibrio existente. Esta es la razon por la que se deben generar tantos
mapas de Kohonen y calcular sus errores.

3.5. Sequential Search

La seleccion de caracteristicas mediante este tipo de técnicas consiste en ir
generando el subconjunto de caracteristicas creciente o decrecientemente. Usual-
mente son técnicas greedy por lo que no garantizan encontrar un resultado éptimo
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global de las caracteristicas seleccionadas, sino solamente locales y su complejidad
suele ser de O(n?) en el peor caso [14].

Al iniciar la busqueda con un conjunto vacio e ir anadiendo caracteristicas,
que maximicen el criterio de evaluacion, iterativamente una a la vez hasta tener
la dimensién deseada, se tiene el método Sequential Forward Selection (SFS) [68].
Si el conjunto inicial es el conjunto completo de caracteristicas disponibles y se
eliminan iterativamente, andlogamente a SFS, se obtiene el método Sequential
Backward Selection [41].

La desventaja de estos métodos es el "efecto de anidamiento® en el que las
caracteristicas descartadas (en el caso de SBS) no pueden volver a ser elegidas,
mientras que las caracteristicas elegidas (en el caso de SFS) no pueden ser des-
preciadas en pasos posteriores [50]. El método Plus-I-Minus-r (LRS) desarrollado
por [58] permite eliminar este efecto mediante dos valores de control [ y r. Si
[ > r, LRS inicia con un conjunto vacio y repetidamente agrega [ caracteristicas
y elimina r. Si por el contrario, [ < r, LRS inicia con el conjunto de caracteristi-
cas totales y repetidamente elimina r caracteristicas y agregar [. Aunque permite
eliminar el efecto de anidamiento de SBS y SFS, no existe alguna manera capaz
de encontrar valores 6ptimos para [y r [40].

3.5.1. Sequential Floating Search

Pudil y Novovicova ([50]), describen dos tipos de biisqueda flotante secuencial:
Sequential Forward Floating Selection y Sequential Backward Floating Selection
cuya idea parte de las bisquedas secuenciales SFS y SBS.

Aqui se describen dos conjuntos: el conjunto Xy = {z;|1 <i < k,z; € Y} que
es el conjunto de k caracteristicas seleccionadas del conjunto Y = {y;|1 < i < D}
de D caracteristicas disponibles.

La caracteristica mds significante f* del conjunto X}, se tiene cuando:

t— max JHX
f (dx (Xk, f)

es decir, f* es aquella caracteristica que maximiza la funcién de evaluacién J al
agregar f € Y \ X en X}, obteniendo asi el nuevo conjunto Xj 1.

Anélogamente, la caracteristica menos significante f~ del conjunto X se ob-
tiene cuando:

fm=maxJ (X, f)

feXk

es decir, f~ es aquella caracteristica que maximiza la funcion de evaluacion J
al eliminar f € X de X}, obteniendo asi el nuevo conjunto X;_.
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Sequential Forward Floating Selection (SFFS)

El algoritmo SFFS va descubriendo nuevas caracteristicas al aplicar el pro-
cedimiento basico de SFS y eliminaciones de la peor caracteristica en el nuevo
subconjunto. La idea basica es partir del método SFS para ir agregando carac-
teristicas significantes x,,; al conjunto X y de ahi, eliminar las menos signifi-
cantes del nuevo conjunto X . El algoritmo 3.3 describe los pasos.

Algoritmo 3.3: Algoritmo SFSS
1. k=0
X =0
2. (Inclusién) Agregar mediante SFS zp4;, obteniendo:
Xpy1 = Xg +Tpq1
3. (Exclusién condicional) Encontrar la caracteristica
menos significante zs en Xpi;.
Si J(Xk+1—x5)2J(Xk+1—xj) Vj:17...7k7 Ts = T41*
k=k+1 y regresar a 2.
Si J(Xgy1 —xs) > J(Xi) para 1<s<k:
X]/C:Xk+lfms
Si k=2:
Xk = X’_k, regresar a 2
4. (Continuacién de la exclusién condicional) Encontrar
la caracteristica menos significante xzs en X,g.
Si J(XI::—[L'S)SJ(kal)
k=X, , regresar a 2
Si J(X; —xs) > J(Xg—1):
X 1 =X —=s
=k—-1
Si k=2:
X =X}, regresar a 2.
en otro caso:
repetir 4.

Sequential Backward Floating Selection (SBFS)

Este método es analogo a SFFS en el sentido que primero elimina la carac-
teristica menos significante mediante SBS para después, de aquellas excluidas,
agregar las mas significantes con respecto al nuevo conjunto obtenido por la ex-
clusion.

3.6. Otros métodos

Los algoritmos genéticos también son utilizados para la seleccién. Se genera
una poblaciéon de individuos, cada uno con una combinacién de caracteristicas, y
se evalian aplicando una funcién fitness capaz de encontrar aquellas caracteristi-
cas que mejor describan al conjunto de datos [40, 52, 59].

Otro método de uso comin es mediante la prueba de =2 que permite estudiar
el nivel de dependencia entre dos eventos. Para la selecciéon de variables, los dos
eventos a probar son la ocurrencia del término y la ocurrencia de la clase a la que
pertenece [23, 40].
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Debido a los limites definidos en esta tesis y a la gran variedad de métodos
existentes, éstos no se discuten aqui.

3.7. Resumen

En este capitulo se ha visto una breve revision de métodos para reducir el
numero de variables de una muestra.

La reduccién de variables puede ser realizada mediante extraccion de carac-
teristicas, en donde se aplica una transformacién sobre los datos originales para
obtener el nuevo subconjunto de datos; y la seleccion de caracteristicas en donde
se elige un subconjunto de datos que explique mejor el modelo original.

La seleccién, por su parte, se puede dividir en filtros, en los que se tiene
una funcién, generalmente estadistica, capaz de evaluar la relevancia de las ca-
racteristicas; los envolventes, que realizan busquedas mediante diferentes combi-
naciones y sus métricas de desempeno dependen de algoritmos de clasificacion
especificos; o incrustados, en los que la idea es semejante a la de los envolventes
pero la seleccion es realizada en la etapa de entrenamiento del clasificador utili-
zado.

PCA es uno de los métodos mas populares para la extraccién de caracteristi-
cas y no necesita de una de clases de datos para realizar la extraccion. En PCA se
busca maximizar la varianza de combinaciones lineales de un conjunto de datos.
Este objetivo se logra al encontrar valores y vectores propios, generados por la
matriz de correlaciones a partir del conjunto de datos, los cuales permiten encon-
trar los componentes principales que permiten discriminar variables que pueden
ser prescindibles.

La seleccion de variables mediante informacion mutua utiliza la dependencia
estadistica entre dos variables. En diversos métodos utilizados para este fin, se
realiza una busqueda “greedy” en la que la informaciéon mutua entre las variables
y las clases hacen la discriminaciéon de aquellas a ser seleccionadas: las variables
se van seleccionando conforme se maximiza la informacién mutua entre una ca-
racteristica y una clase de datos, por lo que lo que se busca es maximizar la
dependencia entre una clase y una caracteristica.

La informacién mutua, a diferencia de PCA, permite una descripcion adecua-
da de relaciones no lineales entre los datos. Ademas, el escalamiento de los datos
de entrada no afecta directamente el resultado como sucede en PCA. Por otra
parte, al trabajar con informaciéon mutua se puede tratar con valores categoricos.

Otros métodos se describen brevemente en este capitulo con el fin de dar un
breve panorama sobre la reduccién de variables.
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Capitulo 4

Caso de Estudio: Codificacion de
cadenas de DNA

En este capitulo se realiza una breve introduccién a la forma y composicién
quimica basica de las secuencias de DNA con el fin de poder contextualizar el
caso de estudio.

Ya que no es objeto de estudio el entendimiento de las reacciones quimicas
y moleculares existentes dentro del DNA, este tema asi como detalles mas espe-
cializados son omitidos y pueden ser consultados en la bibliografia utilizada para
describir brevemente este capitulo ([67, 29, 65]).

4.1. Estructuras de DNA

En 1869 Fiedrich Miescher descubrié el dcido desoxirribonucleico (DNA), que
llamé nucler, aunque su funcién biologica fue esclarecida anos mas tarde, en 1944,
cuando Oswald Avery, Colin MacLeod y Maclyn McCarty demostraron su impor-
tancia: es la molécula encargada de llevar y transmitir el material genético. El
poco conocimiento de esta molécula impulsé a James D. Watson y Francis H. C.
Crick a proponer en 1953 el modelo de estructura de DNA de doble hélice.

Con el avance en los estudios de esta molécula, ahora se sabe que permite
definir un conjunto de instrucciones para que un organismo realice sus diferentes
actividades (bil6gicamente hablando, la reproduccién de sus células, el funciona-
miento de cada una, etcétera) y que pueda construir réplicas de si mismo a nivel
celular como de organismo (herencia genética). Ademas, de acuerdo a Chargraff,
la composicion basica del DNA de un organismo es la caracteristica del mismo e
independiente del que se toma, su edad, o cualquier otra propiedad ambiental [65].

4.1.1. Composicion del DNA

La base fundamental del DNA son los nucledtidos, compuestos que permiten
construir la cadena de DNA completa. Cada uno de ellos estd formado por tres
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Figura 4.1: Estructuras quimicas de la purina y pirimidina.
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Figura 4.2: Estructuras quimicas las bases nitrogenadas del DNA.

componentes: uno o mas grupos de fosfatos, una azicar conformada por cinco
carbonos y una base de nitrégeno que puede ser sustituida por purinas (Figura
4.1a) o pirimidinas (Figura 4.1b). E1 DNA tiene dos cadenas (o hebras) de estos
compuestos llamados polimeros de nucledtidos o polinucleétidos que al ser enro-
lladas cada una entre si, se presenta la estructura de doble hélice propuesta por
Watson y Crick. Cada una de las hebras pueden ser vistas como un grupo de
fosfatos, el aztcar es el medio por el que cada base se adhiere a ella y las uniones
entre bases de cada hebra es hecha mediante puentes de hidrégeno.

Las purinas dentro de los dcidos nucleicos son la adenina (A) (Figura 4.2a) y
guanina (G) (4.2b) mientras que las pirimidinas son la citosina (C) (Figura 4.2c)
y timina (T) (Figura 4.2d). Todos los organismos y células pueden sintetizar los
dos tipos de bases ya que son esenciales para el flujo de informacién genética a
transmitir [29].

De acuerdo con el modelo de doble hélice de Watson-Crick y la regla de Char-
gaff!, las bases de una hebra de la doble hélice del DNA se liga con bases especificas
de la otra hebra: A siempre con T y G siempre con C [29, 65|, de esta manera,
una purina se enlaza con una pirimidina, lo que mantiene homogénea la anchura
entre las dos hebras [45]. Sin embargo la unién de las bases no es homogénea ya
que pueden estar ligadas mediante enlaces fuertes, por medio de tres puentes de
hidrégeno, como en el caso de C con G o débiles por medio de dos puentes de

1La regla de Chargaff dice que el DNA tiene el mismo ntimero de residuos de adenina y
timina (A = T) y el mismo nimero de residuos de guanina y citosina (G = C) [65].
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Figura 4.3: Visualizacién de la estructura del DNA.

hidrégeno como ocurre con T y A. La estructura del DNA se puede apreciar en
la Figura 4.3.

En cada una de las bases existen en al menos dos estados alternativos (formas
tautoméricas 2) dependiendo el lado en el que las estructuras de la Figura 4.2
se encuentren. De esta manera la adenina y citosina en su forma convencional se
encuentran en su forma amino y en imina en la no convencional, mientras que
guanina y timina pueden existir en la forma cetona o enol (Figura 4.4). Ademés
de los dos tautémeros mencionados, se tiene la capacidad para crear alguno al-
ternativo que conlleva a errores durante la sintesis del DNA.

Las bases pueden ser agrupadas en pares de acuerdo a sus caracteristicas en
tres grupos diferentes:

Grupo YR formado por las bases pertenecientes a pirimidinas (Y) que son la
citosina y timina; o purinas (R) que son la adenina y guanina.

Grupo WS formado por las bases con enlaces débiles (W) en el caso de timina
y adenina; o fuertes (S) caso de guanina y citosina.

Grupo MK formado por el grupo amino (M) que son las bases adenina y cito-
sina; o cetona (K) que ocurre con guanina y timina.

4.2. Codificacion

La codificacion de las cadenas se realiza mediante “sensores‘: variables que
permiten caraterizar a cada secuencia de DNA [10].

2Las palabras tautémero y tautomérico no existen en la lengua espafiola. Sin embargo, serdn
utilizadas como traduccion, aceptada por algunos libros, de las palabras inglesas toutomer y
tautomeric respectivamente.
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Figura 4.4: Formas tatuméricas de las bases nitrogenadas. Del lado derecho se encuentran las bases en su forma
predominante. De este modo, las adenina y citosina pertenecen al grupo de los aminos mientras que la guanina
y timina al grupo de las cetonas.

Un tipo de sensor es el IDH (Index Of DNA Homogeneity) propuesto por Mi-
ramontes et al. [44] que pretende expresar la homogeneidad de las secuencias de
DNA mediante una traduccién binaria de ceros y unos de ella, de esta manera,
es posible medir el grado de alternancia de las bases, con el fin de distinguir or-
ganismos con diferentes origenes evolutivos.

Con lo anterior se crean nuevas secuencias codificadas de DNA, una para cada
dicotomia: d(Y R), d(WS) y d(MK). La codificacién se realiza asignando el valor
de 0 alas bases Y, Wy M y el valor de uno a las bases R, S y K. El indice IDH es

calculado a partir de las codificaciones anteriores mediante la ecuaciéon 4.1 para
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cada grupo
NooN11 — No1 N1g
d= 4.1
NoN, (4.1)
donde N;j, 7,7 = {0,1} es el nimero de dinucleétidos ij y Ny y Ny son el

nimero de ceros y unos respectivamente. El indice se encuentra dentro del inter-
valo [—1,1].

En una secuencia donde se tiene aproximadamente la misma cantidad de los
cuatros dinucledtidos, es decir, el nimero de parejas de nucledtidos iguales es
semejante al de parejas de nucleétidos diferentes, el indice es cercano a cero. Si
dominan las parejas de ceros y unos, el indice es mayor a cero. Si el nimero de
ceros y unos alternados predomina, entonces el indice tiene un valor negativo.
Cabe destacar que este valor no es 1nico.

El segundo sensor a utilizar es el contenido C' + G que indica la proporcién
existente de guaninas y citocinas en la cadena y es considerado un elemento que
brinda una firma genémica. El contenido permite diferenciar grupos taxonémicos
[10]. Por ejemplo, en diferentes especies de bacteria su rango es de 25 %-70% y
en mamiferos de 39 %-46 %. De acuerdo a estudios [72], el alto contenido C' + G
esta altamente correlacionado con las temperaturas en la que un organismo vive
y esto es esperado debido a los tres puentes de hidrégeno que une ambas bases.
La proporcién del contenido C' 4+ G es obtenida al sumar el niimero de bases de
citosina y el nimero de bases de guanina dividido entre el niimero total de bases
de la cadena. La Ecuacién 4.2 lo indica, en donde ¢(X) es el nimero de bases X
y N el total de bases.

c(C) +¢(G)
N

El ultimo sensor esta definido por la proporcién de cada combinacion de pares
de bases, que son las 16 posibles combinaciones de dimeros (AA, AC, AG, AT,
.., TA, TC, TG, TT), mediante la Ecuacién 4.3

C+G= (4.2)

c¢(XY)
TY = ——
N(N —1)
donde ¢(XY) es el nimero de veces que aparecié la combinacién XY con
X, Y € {A,C,G,T} y N es el nimero total de bases en la secuencia.

(4.3)

4.3. Resumen

El DNA consiste en una estructura de doble hélice de dos cadenas de poli-
nucleétidos. Las cadenas son unidas por puentes de hidrégeno entre las bases de
cada cadena siguiendo la regla de Chargaff: C se une con G y A con T. Los enlaces
son realizados mediante puentes de hidrogeno y son enlaces fuertes y débiles si
los puentes constan de dos o tres atomos de hidrégeno.
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La adenina y guanina pertenecen al grupo de purinas (R), mientras que la
citosina y timina al grupo de pirimidinas (Y).

Las bases se pueden agrupar de acuerdo a ciertas caracteristicas. Si se agru-
pan por el tipo de base (purinas y pirimidinas) es el grupo YR. Si es por el tipo
de enlace (fuerte o débil) es el grupo WS. Si se agrupan de acuerdo a las formas
tautoméricas (amino o cetona) es el grupo MK.

Las secuencias por si solas no expresan la informacion deseada, por lo que es
necesario contar con sensores que permitan cuantificar sus propiedades. El primer
sensor es el indice de homogeneidad (IDH) con el se puede medir el grado de al-
ternancia de las bases en la secuencia para expresar la homogeneidad de ellas. El
IDH es calculado en cada tipo de dicotomia: d(Y R),d(MK),d(WS). El segundo
sensor a utilizar es el contenido C' + G que indica la proporcién de guaninas y
citosinas en la cadena. EL tercer y iltimo sensor esta formado por la proporcion
de apariciones de un par de bases XY con X,Y € {C,G, T, A}. Estos sensores
son utilizados en capitulos subsecuentes para mostrar resultados y conclusiones.

Detalles de los procesos que ocurren dentro del DNA asi como procesos de
replicacion, transduccién, mutacion, etcétera, estan fuera del alcance del trabajo.
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Capitulo 5

Experimentacion y resultados

5.1. Introducciéon

Esta Seccién muestra los experimentos y resultados obtenidos al analizar tres
secuencias diferentes de DNA.

5.2. Experimentacion
Los experimentos son realizadas en tres etapas:

1. Preprocesamiento de datos en donde se leen los archivos que contienen
las secuencias de DNA, eliminando caracteres que no pertenezcan a la re-
presentacion de una base nitrogenada. En este paso se realiza la codificacion
de los datos mediante los tres tipos de sensores definidos en la Seccién 4.2,
obteniendo vectores reales con los que se va a trabajar.

2. Seleccion de variables que implica la discriminacion de aquellas variables
que aporten poca informacion al sistema de vectores obtenidos en el paso
previo.

3. Clasificacién de datos, paso en el que se buscan las similitudes entre los
datos y el agrupamiento de ellos.

5.2.1. Preprocesamiento de datos

La experimentacion es realizada mediante la presentacién de tres cadenas dife-
rentes de DNA obtenidas de The National Center for Biotechnology Information
(NCBI)'. Las cadenas utilizadas para la experimentacién son Escherichia coli,
Methanocaldococcus jannaschii y el cromosoma 21 del Homo sapiens.

De cada una de las cadenas son leidos 500 mil bases nitrogenadas. La co-
dificacion de las bases leidas se realiza tomando ventanas méviles de mil bases
sin traslape entre ellas, como se muestra en la Figura 5.1. Cada una de ellas es

'P4gina web: http://www.ncbi.nlm.nih.gov/
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codificada utilizando los tres tipos de sensores diferentes, por lo que al final de
este proceso se obtienen 1500 vectores de dimensién 20 (cada cadena de diferente
DNA leida es codificada en 500 vectores). Cada vector estd formado de la siguien-
te manera: tres valores corresponden al sensor que mide el IDH, el valor obtenido
por el sensor que mide el contenido C' + G y el resto son obtenidos por el sensor
que mide la proporcién de las combinaciones XY con X, Y € {C,G, T, A}.

A|E? GACGTAGG %ACTGTAACG CATTATGCATG..

_— @ —

Figura 5.1: Ventanas méviles sin traslape a lo largo de la secuencia de DNA. Los corchetes azules muestran las
bases nitrogenadas a ser tomadas en cuenta en el tiempo t. Para el tiempo ¢ + 1, la ventana definida por los
corchetes azules, se desplaza a la derecha tomando en cuenta las bases que se encuentran entro los corchetes
rojos y sin tomar elemento alguno ya utilizado previamente por la ventana anterior.

5.2.2. Seleccion de variables

Como se ha explicado anteriormente, la seleccion de variables es un tema muy
amplio y estudiado, por lo que existen diversos métodos que pueden ayudar a
resolver este problema.

Para este trabajo se realiza la seleccién mediante el algoritmo propuesto por
Benabdeslem en [7], el cual emplea mapas autoorganizados para cumplir con el
objetivo. La eleccion de este método se basa en que es una técnica no supervisa-
da y no se necesita especificar un nimero de variables a seleccionar, a diferencia
de algunos métodos que realizan la selecciéon mediante informaciéon mutua. En
contraste con PCA, pero de igual manera con aquellos que utilizan informacién
mutua, se mantienen las relaciones no lineales entre los datos.

Una desventaja de este procedimiento es, de hecho, la misma utilizacion de
SOM. Para quedarse con el subconjunto éptimo es necesario entrenar el conjunto
de datos d — 1 veces, donde d es el nimero de variables totales, y cada vez se
realiza con un SOM de menor dimensién al anterior. Este procedimiento puede
ser muy tardado a comparacion de otros métodos como los basados en informa-
cion mutua y su tiempo de ejecucion depende de dos parametros principalmente:
el tamano de la entrada (nimero de vectores y su dimensién) y la dimensién del
mapa neuronal del SOM.

Los parametros de la seleccién elegidos para la experimentacion en este traba-
jo son diferentes combinaciones de la dimensién (mallas de 35x35 o 40x40), tasa
de aprendizaje (0.9 0 0.1) y niimero de épocas (700 o 500)2. Para fines estadisti-
cos, se realizan 15 simulaciones con cada combinacién de pardmetros (Tabla 5.1).

La tasa de aprendizaje decrece linealmente con el paso de las épocas hasta un
minimo de 0.001 mediante la ecuacion

2El radio inicial siempre estd dado por el valor de la dimensién.
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Combinacién H Dimensiéon SOM Epocas Tasa de aprendizaje

C1 35x35 700 0.9
C2 35x35 200 0.9
C3 40x40 700 0.9
C4 40x40 200 0.9
C5 35x35 700 0.1
C6 35x35 200 0.1
c7 40x40 700 0.1
C8 40x40 500 0.1

Tabla 5.1: Combinacién de parametros utilizados durante la discriminacién de variables.

#((0) — 0.001)

a(t+1) =a(0) — T

(5.1)

donde t es la época actual, a(0) es la tasa de aprendizaje inicial y T es el
nimero de épocas que debe entrenarse el SOM.

Los datos son normalizados® dentro del intervalo [0, 1] antes de realizar el pro-
cedimiento, ya que, como es indicado por Kohonen [34], esto mejora los resultados
numéricos al mantener el mismo rango.

En general, la literatura indica que el valor de la tasa de aprendizaje inicial
debe ser grande (cercano a 1) [34, 6], aunque Haykin [26] indica que el valor inicial
conviene que sea cercano a 0.1.

El fin de realizar diferentes simulaciones con diferentes parametros del SOM
tiene por objetivo encontrar un subconjunto de variables que representen mejor
al conjunto original. Idealmente, los resultados deben ser parecidos entre cada
experimentacion independientemente de los parametros utilizados.

5.2.3. Clasificacion de datos

Los datos obtenidos por la codificaciéon no dan mucha informacién por si solos,
o al menos, la informacién que brindan, no es posible entenderla a simple vista.
Los mapas de Kohonen son una herramienta comunmente utilizada en problemas
de este tipo, en el que se desconoce a prior: la distribucion estadistica de los
datos y donde se requiere encontrar similitudes, posiblemente no lineales entre
ellos; son no supervisados en el sentido que no es necesario indicar una salida o
clase para que las neuronas sepan cémo reaccionar ante cada estimulo (entrada
de datos), por lo que su organizacién es realizada auténomamente.

3El término adecuado deberia ser escalamiento de datos, sin embargo, para coincidir con la
literatura, se emplea normalizacién de datos.
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Pero para que sea completamente visual en cuanto a la clase que pertenece
cada vector, se utiliza un etiquetado de neuronas. Una vez entrenada la red, por
cada vector de entrada se encuentra la neurona con mayor excitacion a este y
a esa neurona se le asigna la clase a la que pertenece el vector de entrada. Una
neurona en particular, no necesariamente puede ser mapeada a una sola clase, ya
que puede responder a diferentes vectores de entrada y ellos pueden estar asocia-
dos a diferentes clases. También es posible que haya neuronas sin etiquetado y
esto depende de que haya respondido esa neurona a algin estimulo (dato) o no.
Otra manera de realizar este etiquetado con resultados similares es el propuesto
en [37], s6lo que en este caso cada neurona es asociada al menos a una clase.

Ademas del etiquetado de neuronas, suele ser de utilidad el modelo de visua-
lizacion U-Matriz [61]. En este modelo se puede ver un mapa neuronal extendido
en el que se detallan las distancias existentes entre cada neurona vecina, por lo
que es un modelo que permite encontrar clusters visualmente. Generalmente este
método de visualizacion pinta cada elemento de la malla de neuronas extendida
en escala de grises dando colores mas oscuros a mayores distancias y colores mas
claros a aquellas con distancias mas chicas.

Ambos modelos de visualizacién son utilizados para la clasificacién. Esta se
realiza utilizando el subconjunto de datos obtenidos por la seleccién de variables
y el conjunto completo de datos realizando una comparacién entre los resultados
obtenidos mediante los errores topoldgicos y cuantitativos de ambas redes entre-
nadas.

La clasificacion se realiza con los siguientes parametros, en ambos casos:

Tasa de aprendizaje inicial: 0.9
= Dimensién de la red: 35x35

Epocas de entrenamiento: 700

Topologia de la red: hexagonal

La tasa de aprendizaje decrece en cada época linealmente mediante la Ecua-
cién 5.1.

5.3. Resultados

A continuacién se presentan los resultados obtenidos de la seleccion de varia-
bles.

5.3.1. Seleccién de variables

A pesar de tener un algoritmo que permite elegir las variables que mas se ade-
cuan al sistema original, éste no siempre elige las mismas. Los resultados arrojados
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varian de acuerdo a los parametros del SOM (dimensién de la malla de neuronas,
radio y tasa de aprendizaje iniciales y nimero de épocas). A pesar de esto, existen
similitudes en cada experimentacién y cada combinacién de parametros, dando
asi una idea de qué variables son mas importantes que otras.

La Tabla 5.2 y Figura 5.2 muestran lo anterior. Existen cinco variables (d(M K),
d(YR), AC, CAy GT) que en ninguna experimentacién se discriminaron, dos que
su porcentaje de discriminacion es bajo (AA y T'C'), dos que en toda experimenta-
ci6én fueron discriminadas (CG y GA), siete cuyo porcentaje de discriminacion es
superior al 80 % (C'+ G, AG, CC, GC, GG, TA y TG) y el resto de las variables
(cuatro: d(WS), AT, CT y TT) cuyo porcentaje de discriminacién ronda entre
el 43% v 74 %.

100.00% 100.00%

09 89.17%

§2.50% §2.50% 83.33% g2.50%

82.50%
08

73.33%
07

£3.33%
06

W Promedio

05 ® Desv. Estandar

4333%
04

% de discriminacion (1 00)

03

02

10.00%

01

00% 0.00% 0.00% 0.00%

d(MK) d(WS) d(YR) C+G AA AC AG AT CA cc cG CT GA GC GG GT TA Tc TG s

Variahle

Figura 5.2: Porcentaje de discriminacién de cada variable. Las barras azules muestran qué porcentaje de discri-
minacién obtuvo cada variable. Las barras naranjas muestran la desviacién estdndar.

Las Figuras 5.3 y 5.4 muestran la distribucién de los datos de la Tabla 5.2, esto
es, visualizan la cantidad de veces que una variable fue discriminada de acuer-
do a la combinacién de parametros utilizada en la experimentacion. La primera
muestra el conteo mientras que la segunda el porcentaje de ejecuciones totales,
120, dando como resultado el promedio descrito en la Taba 5.2 y Figura 5.2.

Con los datos anteriores se puede obtener un nuevo conjunto de datos, cada
ejemplar con menor dimensién al original, basandose en un porcentaje maximo
permitido. Para fines de comparacion se eligen aquellos que cumplen con variables
discriminadas menos de 85, 80, 75 y 0 %.

5.3.2. Clasificacion

Los elementos de entrada describen propiedades de las cadenas de DNA que
permiten cuantificar caracteristicas termodindmicas y de estructura, las que varian
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CAPITULO 5.

(21'9¢) 2’50  (g¥°0T) LO°€0 (25°€2) ¥5°€0 (zL'87) 170  (0000) 0000  (T2'8%) 1£F70 (g6'82) €70  (00°00) 0000  (15°6€) €620  (00°00) 00°00 || “IsH "asoq
(%ee€9) 6 (%L1°68) sLe'€T  (%€e82) STF  (%05°28) 22T (%0000) 0 (%05°38) SLETT  (%€e€8) ST (%00°00T) ST (% L1°69) s4801 (% 8.85 ST | orpawoid
(%eeel) 1 (%€e€6) V1 (%eeee) g (%€e€6) 11 (%00°00) 0 (%€e€6) V1 (% €8°¢6) 71 (%00°001) T (% €8€6) v1 (%00 8: 8D
(%00°08) 2T (%00°00T) ST (%2992) ¥ (%00001) § (%00°00) 0 (%00°00T) ST (%00°00T) § (%00°00T) ST (%00°08) 21 (%00°001) S LD
(%00°08) 21 (% eee6) 71 (%29°90) 1 (%29°98) €1 (%00°00) 0 (%29°98) €1 (%eee6) 71 (%00°00T) ST (%00°08) T (%00001) S 9D
(%29'98) €1 (%00°00T) GT (%L9°9%) L (%00°00T) ST (%00°00) 0 (%00°001) C1 (%00°001) €T (%00°001) ST (%00°001) & (%00°001) 2 70)
(%00°001) T (%00°00T) GT (%L9°92) ¥ (%00°00T) ST (%00°00) 0 (%00°001) ST (%00001) ST (%00°001) ST (%00°001) ST (%00°001) ST 70}
(%eeeL) 11 c%o 001) ST (%eeeL) 11 (%00°00T) ST (%00°00) 0 (%00°00T) ST § 00°001) ST (%00°00T) ST (%29°98) €1 (%00°00T) ST €D
(%eeer) g (%00°0%) 9 (%eeer) g (%00°02) € (%00°00) 0 (%00°02) € (%0002) € (%00°001) ST (%eee1) @ (% 00°001) ST 4o}
(%0000) 0 (%29'98) €1 (%0000) 0 (%00°09) 6 (%00°00) 0 (%00°09) 6 (%00°09) 6 (%00°001) &1 (%00°00) 0 (%00°001) ST 10
IL DL oL VL LD f9%0) 0}9) VO h¥e) DO

(t0'12) ¢1°60  (00°00) 00°00 (¥8'6¢) 86°50  (zL°8%) 1€70  (00°00) 0000 (LZ°'IT) 69°'T0  (2L'82) 1€F0  (00°00) 00°00 (£¥°92) 96°€0 (00°00) 00°00 || *¥sH "Aso
(%29°16) SL°¢T  (%0000) 0 (%ee€s) IT  (%05738) SLETT  (%00°00) 0 (%0001) ST (%05°28) SLe'2T  (%0000) 0 (%see¥) $9 (%0000) 0 || orpaworg
(%00°00T) ST (%00°00) 0 (%eee6) 71 (%eee6) 71 (%00°00) 0 (%0002) € (% eee6) 71 (%00°00) 0 (%00°09) 6 (%00°00) 0 8D
(%00°00T) & (%0000) 0 (%00001) & (% 00°00T) & (%00°00) 0 (%eeel) ¢ (%00°001) ST (%00°00) 0 (%eeeq) 8 (%00°00) 0 LD
(%€ee6) v1 (%00°00) 0 (%29'98) €1 (%29°98) €1 (%00°00) 0 (%00°00) 0 (%29°98) €1 (%00°00) 0 (%00°09) 6 (%00°00) 0 90
(%00°00T) ST (%00°00) 0 (%00°00T) ST (%00°00T) ST (%00°00) 0 (%0002) € (%00°00T) ST (%00°00) 0 (%00°09) 6 (%00°00) 0 S0
(% 00°00T) T (%00700) 0 (%00°00T) & (%00°00T) ST (%00°00) 0 (%L992) ¥ (% 00°001) ST (%00°00) 0 (%L9°9¢2) w (%00°00) 0 O
(%00°00T) GT (%00°00) 0 (9%29'98) €1 (%00°00T) ST (%00°00) 0 (%00°00) 0 (%00°001) ST (%00°00) 0 (%eeeL) 1 (%00°00) 0 €0
(%00°07) 9 (%00°00) 0 (%00°02) € (%00°02) € (%00°00) 0 (%00°00) 0 (%0002) € (%00°00) 0 (%¢e m: (%00°00) 0 4o}
(%00°001) ST (%00°00) 0 (%00°00) 0 (%0009) 6 (%00°00) 0 (%00°00) 0 (%0009) 6 (%00°00) 0 (%00°00) 0 (%00°00) 0 10

fo%e) VO IV v ov vV D+0 (gx)p (sm)p Grnp

Tabla 5.2: Resultados de los experimentos. Los datos presentados son el nimero de veces (porcentaje) que una

variable es discriminada.
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Figura 5.3: Discriminaciéon de variables por combinaciéon de pardmetros. Cada variable muestra el nimero de
veces que fue discriminada de acuerdo a la combinacién de pardmetros. 120 es el ntimero de total de experimentos
realizados (por las 8 combinaciones), 15 por cada combinacién.
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Figura 5.4: Porcentaje de discriminacién de variables por combinacién de pardametros. Cada variable muestra en
la gréafica el porcentaje de discriminacién de acuerdo a los pardmetros utilizados.

de especie en especie. Al aplicar el algoritmo de Kohonen a estos datos, no se
emplea el uso de algin maestro que oriente a las neuronas a responder a cada
elemento, sino que por si sélo puede encontrar las similitudes.

Conforme se realiza el entrenamiento, las neuronas aprenden a responder a
ciertas entradas, por lo que el mapa neuronal se va ordenando de acuerdo a ellas y
asi encuentra un orden. Neuronas cercanas entre si indican respuestas a entradas
similares por lo que el orden topoldgico se establece de esta manera.

Para poder visualizar los resultados se muestran las graficas con etiquetado
de neuronas y la matriz unificada de distancias en diferentes épocas de entrena-
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miento.

En la primer época de entrenamiento, el mapa de neuronas carece de un orden
especifico. La Figura 5.5b es un histograma que cuenta el nimero de vectores de
entrada que estimulan a la neurona; entre mas oscuro es el color, mayor es el
nimero de muestras que la estimulan. Sélo unas pocas neuronas responden ante
las entradas por lo que la Figura 5.5a muestra sélo algunas neuronas con etique-
tado.

Para la época 450 (Figura 5.6) la cantidad de neuronas que responden a los
vectores de entrada es mayor comparando con la primera iteracién. Ademds las
neuronas etiquetadas con la misma clase aparecen en general dentro de la misma
vecindad topoldgica (Figura 5.6a) y la matriz de distancias marca separacién en-
tre neuronas de diferentes clases e incluso de la misma.

El resultado final del entrenamiento se muestra en la Figura 5.7. Las neuronas
muestran similitud en cuanto al niimero de entradas al que responden. El etique-
tado de neuronas mediante el método de Kuri [37] indica a qué clase pertenece
cada neurona. Neuronas vecinas topolégicamente obtienen la misma clase. Esto
es porque reciben estimulos de patrones de entrada similares. La matiz de dis-
tancias unificadas muestra las distancias entre neuronas vecinas dentro de la red
de neuronas permitiendo observar qué tanto parecido existe entre ellas. Los colo-
res claros indican grupos de neuronas similares mientras que los colores oscuros
indican los limites de esos grupos. Esta matriz permite identificar clusters de los
elementos de entrada a través de las neuronas mediante sus distancias. Elementos
del mismo grupo tienen vectores de referencia cercanos, mientras que elementos
de diferentes grupos, las distancias de los vectores de pesos son mayores.

La clasificacion al conjunto de datos sin variables dispensables tiene un proceso
similar, el cual no se muestra. Unicamente se muestran los resultados obtenidos
al término del entrenamiento en las Figuras 5.8, 5.9, 5.10 y 5.11.

5.4. Resumen

Las secuencias de DNA son codificadas de forma que puedan ser tratadas para
su clasificacion. Esta codificacion nos da un total de 1500 vectores de dimension
20, donde cada elemento del vector representa la mediciéon de una codificacion
de un segmento de DNA. La informacién contenida en estos vectores no necesa-
riamente es util; hay variables que pueden agregar ruido, por lo que es necesario
eliminarlas con el fin de tener resultados con la menor alteracion posible. Para
esto se hizo uso de reduccion de variables.

La reduccién de variables eliminé nueve variables con lo que la clasificacién
de datos se realiza con las once restantes. No obstante, se hace la clasificacion

con el conjunto de datos completo con el fin de comparar los resultados arrojados.

En cuanto a la clasificacién, la red neuronal puede distinguir y agrupar los
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(a) Etiquetas de las neuronas. Muestra a qué clase responde cada neurona.

(b) Gréfica de frecuencias. Cada neurona muestra a cudntos vectores de entrada responde.
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(b) U-Matriz. Muestra las distancias entre neuronas

Figura 5.8: Resultado del entrenamiento del conjunto de datos sin las variables que fueron discriminadas més
del 85 % de veces.

elementos de acuerdo a sus caracteristicas. El etiquetado del mapa de neuronas
muestra lo anterior manteniendo neuronas vecinas topolégicamente con la misma
clase.
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Figura 5.9: Resultado del entrenamiento del conjunto de datos sin las variables que fueron discriminadas més
del 80 % de veces.
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(b) U-Matriz. Muestra las distancias entre neuronas

Figura 5.10: Resultado del entrenamiento del conjunto de datos sin las variables que fueron discriminadas més
del 70 % de veces.
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Conclusiones

La Figura 5.2 muestra el porcentaje de discriminacién que obtiene cada varia-
ble. Entre més alta la columna, menos peso informativo tiene la misma. Destaca
el hecho de que dos de las tres variables (d(Y R),d(MK)) sean indispensables
y la otra (d(W.S)) no tanto. Esto no es de extranar dado que una vez que una
secuencia de DNA se traduce a dos secuencias binarias, la tercera queda deter-
minada [44]. Sin embargo, la relacién funcional entre dichas variables no ha sido
ain determinada.

La estructura de dimeros del DNA determina, entre otras cosas, la energia de
enlace del duplex [9] que mantiene la estabilidad de la cadena de DNA. Dado que
existen solamente diez interacciones independientes entre dimeros consecutivos y
sus contrapartes bajo la interaccion Watson-Crick, los resultados de la Figura 5.2
son congruentes con este hecho. Diez dimeros deben bastar para discriminar ade-
cuadamente entre diferentes secuencias de DNA y en la misma figura se aprecia
que bajo ciertos porcentajes de discriminacion, los dimeros mostrados en la Tabla
6.1 tienen las proporciones més altas de discriminacion. El por qué precisamente
éstos y no otros queda fuera del alcance de este trabajo.

Con base en los datos obtenidos por el preprocesamiento de los datos detallado
en el Capitulo 5 se procede a aplicar mapas autoorganizados en el conjunto de
datos con todas las variables y en los conjuntos de datos reducidos

También se aplicd, en animo exploratorio, el método de componentes princi-

pales, utilizado para el andlisis y reducciéon de variables del conjunto de datos. No
obstante, sus resultados no son presentados pues no arrojan informacion relevante

Porcentaje H Dimeros discriminados

85 CC.CG,GA, TG

80 AG,CC,CG,GA,GC, GG, TA, TG

70 AG, AT, CC,CG,GA,GC, GG, TA, TG

0 AA, AG, AT, CC,CG,CT,GA,GC, GG, TA, TC, TG, TT

Tabla 6.1: Dimeros discriminados de acuerdo al porcentaje de discriminacién.
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ni interpretable para el tema de estudio tratado.

Como se mostro en las Figuras 5.7a, 5.8a, 5.9a, 5.10a y 5.11a, éstas mues-
tran la clasificacion de las neuronas de acuerdo a las clases de los vectores de
entrada. Neuronas vecinas responden a estimulos semejantes por lo que muestran
propiedades termodinamicas y estructurales semejantes. El etiquetado de neuro-
nas refuerza este hecho. La matriz unificada de distancias U-Matriz mostradas
en las Figuras 5.7c, 5.8b, 5.9b, 5.10b y 5.11b muestran las distancias entre neu-
ronas vecinas. Mediante este método podemos analizar cémo agrupar la red a
los elementos de entrada mediante las neuronas de la red y las distancias entre
ellas. Mayores distancias de pesos entre neuronas (colores oscuros) indican limites
entre grupos, mientras que menores distancias (colores claros) indican los grupos.
En cada figura se muestran en diferentes partes colores muy oscuros indicando
distancias grandes entre neuronas, pertenecientes a diferentes especies. Esto es
razonable debido a la diferencia entre las propiedades de las subcadenas de DNA
codificadas a las que responden dichas neuronas, pues deben compartir similitudes
estructuras y termodinamicas entre ellas. No obstante también existen distancias
cercanas (o colores claros) entre neuronas etiquetadas con diferentes especies o
distancias grandes (colores oscuros) entre neuronas etiquetadas con la misma es-
pecie lo que indica existencia de similitudes o disimilitudes entre diferentes o las
mismas especies. Estas han quedado fuera del alcance del trabajo para un poste-
rior estudio que ademds permita tener subclasificaciones.

La utilizacion de clases en el etiquetado de neuronas ayuda a discernir entre
los diferentes clusters definidos por la red neuronal, por lo que una métrica que
unifique U-Matrix y el etiquetado valdria la pena estudiar.

La clasificacion realizada esta limitada a agrupar las especies analizadas a la
categoria taxonémica més alta, llamada dominio, dentro de la clasificacién biologi-
ca. Los resultados muestran una separacion entre los dos dominios bioldgicos: el
eukaryota, al que pertenece el homo sapiens y el prokaryota al que pertenecen las
dos bacterias. En ambos tipos de conjuntos de datos, el que contiene todas las
variables y los que no contiene las variables discriminadas, la separacion de clases
es notoria, pese a que existen puntos “invasores” de clases (especies) no pertene-
cientes a otra. Pero para tener el conocimiento de qué clasificacién es mejor, se
recurre a las métricas de errores topoldgicos[32] y cuantitativos[3] mostrados en
las Figuras 6.1 y 6.2 respectivamente.

En ambas figuras, la linea roja muestra los errores del conjunto de datos con
todas las variables a lo largo del entrenamiento mientras que las lineas verde,
azul, magenta y azul claro las del conjunto de datos sin variables discriminadas
(aquellas por debajo o igual al 85, 80, 70 y 0% respectivamente). La linea ama-
rilla representa un conjunto de datos con unicamente dos variables (elegidas al
azar): C'+ G y TT. Se puede apreciar que a medida que se tienen menor canti-
dad de variables, los errores cuantitativos disminuyen (Figura 6.2), sin embargo,
no sucede lo mismo con los errores topolégicos (Figura 6.1) donde el error to-
polégico mostrado por los datos con las variables C' + G y TT" es mayor al resto
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Figura 6.1: Error topoldgico de los dos mapas autoorganizados. El eje de las X representa las iteraciones del
entrenamiento mientras que el eje de las Y representa el error topolégico . La linea roja da a conocer el compor-
tamiento del error utilizando todas las variables, mientras que el resto muestran lo mismo pero con diferentes
subconjuntos de variables.
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Figura 6.2: Error cuantitativo de los dos mapas autoorganizados. El eje de las X representa las iteraciones
del entrenamiento mientras que el eje de las Y representa el error cuantitativo. La linea roja da a conocer
el comportamiento del error utilizando todas las variables, mientras que el resto muestran lo mismo pero con
diferentes subconjuntos de variables.

mostrando un orden topoldgico menor al resto. La red neuronal entrenada con
un maximo porcentaje de discriminacién del 85 y 80 % muestran el mejor or-
denamiento topolégico del mapa. Tomando en cuenta ambas graficas, podemos
concluir que el conjunto de datos con mejor calidad es el que tiene un maximo
de discriminacién del 80 %, siendo las variables que mejor describen a los da-
tos d(IMK),d(WS),d(YR), AG,CC,CG,GA,GC,GG,TA, TG. No obstante, el
estudio de otras métricas de comparacion entre mapas neuronales que permitan
obtener una mejor eleccion entre ellos, se deja como trabajo futuro.
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