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Introducción 

En un clasificador contextua) se clasifica un pixel no solamente en función de sus 
propiedades espectrales puntuales sino también en función del contexto espacial donde se 
encuentra. Un clasificador puntual clasifica los pixds únicamente en función de sus valores 
a través de las bandas. Los clasificadores contextuales son clasificadores del entorno, 
puesto que consideran una vecindad alrededor de cada pixel. La bibliografia reporta sobre 
la necesidad de incluir tal infonnación de la vecindad con información espectral [Wilson, 
1992] o información textural [Jensen, 1990]. 

Un clasificador supervisado emplea información a priori de cada clase determinada: 
esto se hace usualmente por medio de conjuntos de entrenamiento o pixels prototipo. Se 
tienen antecedentes de un algoritmo automatizado de crecimiento de regiones que a partir 
de un pixel sembrado por cada clase utiliza un criterio de entropía para calcular sus 
parámetros: el tamaño de ventana óptimo y los umbrales óptimos. El proceso de 
crecimiento de regiones consiste en tomar una medida de similaridad e incorporar a la 
región crecida aquellos pixels que satisfacen un criterio de homogeneidad. La región 
crecida constituye una muestra estadísticamente válida [Chavira, 1996]. 

En este trabajo se propone un nuevo clasificador contextual donde se determinan 
muestras estadísticas de las clases definidas como resultado de un algoritmo automatizado 
de crecimiento de regiones [Lira & Frulla, 1998]. Un pixel es clasificado comparando la 
forma, la media y/o la correlación de la función de densidad asociada a la vecindad del 
pixel con aquella de las clases. La comparación se lleva a cabo por medio de una medida de 
similaridad entre las funciones de densidad tanto para la respuesta espectral como para el 
contenido textural. Este esquema de clasificación es válido para ambos clasificadores 
espectral y textural tratados en el presente trabajo. 

El trabajo de tesis se desarrolla bajo la dirección del Dr. Jorge Lira Chávez en el 
Laboratorio de Percepción Remota del Instituto de Geofisica de la Universidad Nacional 
Autónoma de México. Este Laboratorio forma parte de la estructura de investigación del 
Instituto de Geofisica, desarrollándose en él una línea de investigación llamada "Modelos 
Matemáticos para el Análisis Digital de Imágenes". La pliesente tesis forma parte de esta 
línea, específicamente dentro del marco del proyecto ]N 1 02797 intitulado: "Diseño e 
Implantación de un nuevo clasificador supervisado para imágenes multiespectrales y 
texturales basado en un algoritmo automatizado de crecimiento de regiones". 

La tesis está compuesta de tres capítulos. El primero consiste en "La introducción al 
tema de tesis desde el punto de vista de sistemas", en el cual se realiza una revisión de 
antecedentes. El segundo capítulo se denomina "El clasificador contextual" y contiene la 
descripción del esquema de crecimiento de regiones, de la estimación de los parámetros 
óptimos para el crecimiento de regiones y los fundamentos de los clasificadores 
implantados. Por último, en el tercer capítulo, se presentan los "Resultados y Discusiones" 
en imágenes sintéticas y dos imágenes reales. Al final del tercer capitulo se encuentran las 
conclusiones de la presente tesis. 



CAPITULOI 

LA INTRODUCCION AL TEMA DE TESIS 
DESDE EL PUNTO DE VISTA DE SISTEMAS 

1.1 DEFINICIONES Y TERlVIINOLOGIA 

1.1.1 Introducción 

Con el objeto de emplear un lenguaje común, se introduce a continuación 
terminología propia de la teoría de sistemas, la cual será empleada a lo largo de este 
capítulo. Se lista una serie de proposiciones y una explicación. 

Un sistema es un conjunto de entidades con sus atributos relacionados entre si que 
persiguen un objetivo. 

Analizando palabra por palabra esta definición, se entiende por conjunto a una 
reunión de elementos. Una entidad es todo lo que es. Por ejemplo, en una escena dada, se 
tienen las siguientes entidades: bosque, ciudad, cultivo, carretera, lago. Una entidad puede 
tener existencia real o ideal y es un conjunto, donde cada uno de sus elementos se 
denominan instancias de entidad. El Bosque de Chapultepec es una instancia de la entidad 
bosque, es decir, es un elemento del conjunto bosque, es uno de los tantos bosques que 
existen. La carretera Federal a Cuemavaca es un elemento de la entidad carretera. La 
ciudad Toluca es un elemento de la entidad ciudad. 

Los atributos son las propiedades o características de las entidades. Por ejemplo, el 
área cubierta por el bosque es un atributo del mismo; la longitud de la carretera es un 
atributo de la entidad carretera; el estado al que pertenece una ciudad es un atributo de la 
entidad ciudad. El dominio de un atributo es el conjunto de valores posibles de] atributo. 
Por ejemplo, todos los estados de México forman el dominio del atributo estado de la 
entidad ciudad. El dominio del atributo área de la entidad bosque está formado por todos 
los valores que van desde O hasta una cantidad determinada de hectáreas al cuadrado. Un 
dato es el valor de un atributo de una instancia de entidad. Morelos es el valor del atributo 
estado de la instancia de entidad Cuemavaca perteneciente a la entidad ciudad. 

La relación entre las entidades es el atributo fundamental de un sistema, puesto que 
permite que un sistema sea más que la suma de sus partes. Siguiendo con el ejemplo, tener 
las entidades ciudad, carretera, lago, cultivo no relacionadas, no es suficiente para tener un 
sistema. Si tal carretera pasa por tal ciudad se tiene una relación entre la entidad carretera y 
la entidad ciudad. La relación entre entidades es a su vez una nueva entidad y por eso un 
sistema es más que la suma de sus partes. 

El objetivo es lo se desea obtener. 

Un sistema está incluido en un universo e interactúa con él. 
1 



El universo es el espacio que contiene al sistema. Los sistemas no son cerrados, 
necesitan interactuar con el espacio al que pertenecen. Esto se realiza a través de una 
relación funcional de entradas y salidas del sistema (Figura 1.1). Las entradas están 
constituídas por los datos que alimentan el sistema. Las salidas son el resultado de aplicar 
un conjunto de funciones a las entradas. Si las entradas están caracterizadas por una función 
f y las salidas, por una función g, el sistema que genera la salida está caracterizado por un 
operador O, tal que: 

g= O[f] [1.1 ] 

SISTEMA 

EITIlDAS SALoIBU 

PROCESO 

.IIVERSO 

Figura l.l 

Todo sistema contiene subsistemas. 

Este concepto nos da una idea de la relatividad de la definición de sistema. Una 
entidad inc1uída en un sistema dado, puede ser vista como sistema propiamente dicho en 
otro problema. En e] ejemplo anterior, se consideró a ciudad como entidad; sin embargo, en 
otro problema, puede ser vista como un sistema formado por las entidades barrio, calle, 
plaza, habitante, etc.. El sistema ciudad es entonces un subsistema de la escena dada. 

Un modelo es la representación de una realidad. 

La realidad es el sistema. Es necesario representar la realidad porque ésta no se puede 
retener. Quien registra los pagos al personal de la UNAM no puede poner a todos los 
investigadores, académicos y administrativos con sus sueldos en un fichero. Toma una 
representación de esa realidad, registra un nombre, un número de expediente, el importe de 
su sueldo, etc.. El huracán Paulina fue una realidad que no se pudo retener. Y por más que 
se hubiera podido retener el huracán Paulina, no hubiese sido posible retenerlo en todos los 
instantes del tiempo. Por eso se tomó una representación de esa realidad: una sucesión de 
imágenes de satélite. Aún más, es necesario representar la realidad, porque la realidad es 
compleja y se desea predecir y controlar su comportamiento, se necesita tomar decisiones y 
para ello, se necesita contar con algo más simple que la realidad misma. En el caso de 
avecinamiento de un huracán, se necesitan tomar decisiones como organizar un plan de 
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evacuación y para ello se debe conocer el tiempo en que tardará en llegar, etc .. Nada se 
gana con estar en el ojo del huracán, con tener la realidad encima de uno. Para abstraer o 
representar una realidad se deben definir entidades y atributos que contengan su esencia, es 
decir, aquellos que son relevantes, no tomando en cuenta aquellos que no lo son. 

I.I.2 La caracterización de una escena 

Podemos considerar la caracterización de una escena como un ejemplo de modelado. 
Una escena constituye en este caso el sistema, la realidad a representar. La escena forma 
parte de un sistema fisico, que juega el rol de universo. Vemos aquí un ejemplo del 
concepto de un sistema que contiene subsistemas, puesto que la escena es un subsistema del 
sistema físico. Se tiene también una fuente de radiación, que no necesariamente tiene que 
estar separada de la escena. En la escena se definen una colección de subáreas o elementos 
físicos que se llaman campos instantáneos de vista, cada uno de los cuales constituye una 
instancia. A la discretización espacial de la escena se le denomina digitización. La escena 
en sí es también una entidad que tiene atributos espectrales y texturales que se desean 
cuantificar, para poder manipularlos de una manera más sencilla. 

La radiación de la fuente interacciona con el campo instantáneo de vista. El resultado 
de tal interacción se mide con arreglos matriciales de detectores. Cada detector integra la 
radiación del campo instantáneo de vista y genera un voltaje a la salida, el cual se discretiza 
a través de un convertidor analógico-digital en una cantidad numérica. A la discretización 
radiométrica proveniente de los campos instantáneos de vista se le llama cuantización. En 
resumen, el proceso de caracterización de la escena se realiza a través de dos sub-procesos: 
la digitización y la cuantización. 

El resultado de la medida obtenida por el convertidor analógico-digital se almacena 
en una colección de matrices denominadas bandas. El tamaño de cada una de estas 
matrices es el número de campos instantáneos de vista en que fue subdividida la escena. A 
la colección de bandas se le llama imagen digital multiespectral y es la caracterización 
numérica de la distribución espacial de los atributos espectrales de la escena. Sin embargo, 
siendo una caracterización numérica de la escena, no tiene de por sí dimensión espacial ni 
representación visual. Un pixel es un elemento lógico de la imagen que porta información 
de un elemento físico de la escena: de un campo instantáneo de vista. Un pixel en la imagen 
es la caracterización numérica de las propiedades radiométricas promedio de un campo 
instantáneo de vista: es una muestra estadística de la respuesta promedio de la radiación 
proveniente del campo instantáneo de vista. (Figura 1.2) 

Utilizando la primera formalidad matemática introducida con anterioridad (Ecuación 
1.1), podemos decir que si la escena está caracterizada por una función f(x,y), la imagen 
por una función g(x,y) y el sistema que genera la imagen por un operador o: 

g(x,y) = O[f(x,y)] [1.2] 

El número óptimo de pixels para una escena dada puede establecerse utilizando el 
teorema de muestreo en dos dimensiones. 

3 
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o 

!iT\ 
ESCEIA 
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.. II.TlESPECTBAJ. 

UlIVEIISO: SISTEaA nSICD 

Figura 1.2 
En Resumen: 

Una imagen digital multiespectral es entonces el resultado del proceso de 
caracterización de la escena, es decir, un modelo de la misma. Esta primera representación 
de la escena, constituye ahora una nueva realidad, todavía compleja, que necesita pasar por 
un proceso de análisis digital que produzca datos estructurados (información) útil para la 
toma de decisiones. 

a~u1 .. ___ C&P_T_U_._. __ ... ~::'; ..... ~_.I_::_~_O~_:_?a_~_:_.~_~_~_._.~--.~ :!l!: 

Figura 1.3 
A grandes rasgos, la entrada al sistema de análisis digital de imágenes es entonces 

una imagen digital multiespectral y la salida de este sistema es un modelo más sencillo y 
manipulable de la escena. El sistema de análisis digital de imágenes "ve" a la imagen como 
el sistema a modelar, o más específicamente, como el modelo de la escena (o sistema) que 
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hay que pulir y refinar. El proceso de análisis digital de imágenes se realiza a través de tres 
etapas: el realce, la segmentación y el reconocimiento de patrones. 

IIIAGII --1 
DIGITaL 

MUI..TIESIIECTIlAl.. 

IlEALCE 

AI&.I..I&I& lE WlIMAIiEI 
E IITEGIIAClDI DE I..A 

IIFOIlMAClOI 

llECO IOCl NIElTO 
~ SEGIIEITAClOI ~ DE 

PATIlOIE& 

.. NOIELO 
.... -.IEI..A 

.. E&CEIA 

~----------------------------------... 

Figura 1.4 

Se procede a continuación a describir más detalladamente cada uno de los elementos 
mencionados en el párrafo anterior. (Tomado de Notas de los cursos de maestría 
Procesamiento Digital de Imágenes y Reconocimiento de Patrones dictados por el Dr. J. 
Lira, DEPFI, UNAM). 

1.1.3 La imagen digital multiespectral 

Una imagen digital multiespectral puede definirse desde distintos puntos de vista. Se 
introducirán aquellas definiciones que sean empleadas a lo largo de este trabajo. 

La imagen digital multiespectral es un campo vectorial. 

En un espacio de tantas dimensiones como bandas tenga la imagen digital 
multiespectral pueden graficarse todos los pixels, generándose una nube de datos. Dicho 
espacio, es un espacio vectorial. Cada uno de los ejes de este espacio representa a una de 
las bandas de la imagen digital multiespectral y los valores que toman los pixels en cada 
banda, son las coordenadas de los puntos que pertenecen a la nube de datos. La imagen 
digital multiespectral constituye un campo vectorial y gráficamente se representa entonces, 
en el espacio vectorial (Figura 1.5). 

5 



r(l.n 

J-----.....b2 

bl ESPACIO VECTORIAL 

Figura 1.5 

Cada pixel del espacio está definido por su vector de posición rij , donde i es la 
coordenada de la fila y j es la coordenada de la columna dentro de las bandas. Un pixel está 
incrustado en cierto contexto espacial y guarda, por ende, una relación de vecindad con 
pixels próximos vecinos bajo una cierta conectividad. Por la naturaleza digital de la imagen 
distinguimos ocho direcciones, que según el Código de Freeman se denominan O, 1,2,3,4, 
5, 6 Y 7 (Figura 1.6). 

3 2 

4 O 

B 7 

Figura 1.6 

Los primeros próximos vecinos ocurren en las direcciones O, 2, 4 Y 6 del código de 
Freeman. Esta relación de vecindad se denomina conectividad 4. Los segundos próximos 
vecinos ocurren en las direcciones 1, 3, 5 Y 7 del código de Freeman. Los primeros y los 
segundos próximos vecinos guardan una relación de vecindad con el pixel considerado 
Barnada conectividad 8. 

La imagen digital multiespectral es una/unción paramétrica. 

Una imagen digital multiespectral es una función g(f b), donde l' es un vector de 
posición que se encuentra en un espacio vectorial de b dimensiones. El vector l' es, a su 
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vez, función de sus coordenadas fila y columna a lo largo de las b bandas, llamadas x e y 
respectivamente. Esto es: 

[1.3] 

[1.4] 

El vector f b depende dd número de bandas, es decir, del parámetro b, por lo que la 
función g es una función paramétrica. El espacio vectorial en el que se representa una 
imagen digital multiespectral es paramétrico también, puesto que su dimensión depende del 
número de bandas b. 

La imagen digital multiespectral es una función que se puede expresar como una 
suma fin ita de puntos. 

Sea f(x,y) una función bidimensional continua que representa una escena. 

f(r) = f(x, y) [1.5] 

Utilizando la propiedad de sifting, puede expresarse la función que representa la 
escena como una suma infinita de puntos: 

f(x,y) = Jjf(f')B(r-r')df'=f(r) [1.6] 

Sean f(ij) las muestras correspondientes tomadas en las posiciones (ij). 

f(fij) = f(i,j) [ 1.7] 

Como ya se ha mencionado anteriormente, la función g(x,y) que representa la imagen 
es el resultado de aplicar un operador O a la función f(x,y) que representa la escena. Este 
operador está caracterizando el detector. 

[1.8] 

Intercambiando el operador O con los operadores de integración se tiene: 

[1.9] 

Si el sistema generador de la imagen funcionará igual no importa adonde se 
encuentre, el operador O no depende de r', por lo que la expresión anterior es igual a: 

g(r) = Jj f(r')O[B(r - r')]dr' [1.10] 
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Se define la función de respuesta al impulso que caracteriza al sistema sensor como: 

h(r,r') == O[o(r-r')] [1.11] 

Entonces, para un sistema lineal e invariante frente al tiempo: 

[ 1.12] 

Se está considerando que el espacio en el que se encuentra r es discreto, por tanto: 

M 

g(r) = lf(r' )h(r, m&' )&' [1.13] 
m=1 

donde M es el vector que contiene el tamaño de la imagen digital. De la misma 
manera que en el caso de la escena, puede expresarse entonces la función discreta que 
representa la imagen como una suma finita de puntos. 

Nota: La función de respuesta al impulso que caracteriza al sistema sensor, SI 

depende de los valores de la escena, se define de la siguiente manera: 

hef,r' ,fer')) == O[o(r - r'),f(r')] 

1.1.4 El realce 

El realce está fonnado por el proceso de filtrado y restauración de la imagen. 
Consiste, entre otras, en las siguientes transformaciones: 
a) Eliminación de ruido: El ruido es un conjunto de valores espúreos que se agregan a la 
imagen de manera aditiva o multiplicativa. Es producto de un proceso estocástico, pero 
regido por leyes probabilísticas que están dadas de acuerdo al mecanismo que genera la 
imagen. El ruido es previsible. 
b) Eliminación de artefactos: Un artefacto es uno ( o varios) patrones que ocurren en la 
imagen de manera azarosa, sin estar asociado ni con la imagen ni con la escena. Puede 
ocurrir en la generación de la imagen o en alguna transformación aplicada a ésta. No tiene 
comportamiento estadístico aparente, y por más que lo tuviera, no es previsible. 
c) Modificación del contraste: El contraste es una relación de valor de un pixel o varios de 
ellos con sus próximos vecinos. 
d) Eliminación de borrosidad. 

1.1.5 La segmentación 

En términos prácticos, segmentar consiste en reconocer objetos diferentes y 
separarlos, con fines de una cuantificación ulterior. A continuación se proporciona una 
definición conceptual. 
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La segmentación es la partición de la imagen en regiones que pueden tener una 
relación con la escena: un significado [Bealiey & Goldberg, 1989]. 

Las regiones en que se particiona la imagen no necesariamente deben ser 
excluyentes. Pueden tenerse particiones de la imagen en las cuales las clases se encuentran 
traslapadas. Por este motivo se introducirán a continuación definiciones formales de 
segmentación con y sin traslape de regiones. 

Cabe acotar que en la definición se expresa que las regiones "pueden" tener relación 
con la escena; esto se debe a que separar objetos de ruido también es segmentar, y el ruido 
no forma parte de la escena. 

tl.5.1 Segmentación sin traslape de regiones: 

La segmentación de una imagen digital (g(n,m)} es la división de g en subáreas gl, 
g2, ... , gk disjuntas y no vacías que satisfacen un cierto criterio de uniformidad E de 
acuerdo a las siguientes condiciones[Fu & Mui, 1979]: 

a) La unión de las regiones es la imagen original. 

k 

Ug¡=g [1.14] 
;=1 

g¡ es una región conectada simple para todo i bajo una cierta conectividad. Una región 
es conectada simple si se pueden tener dos puntos que pertenecen a la región conectados 
por una línea que también pertenece a la región. 

b) El criterio de uniformidad se satisface para toda región. 

E ( g¡ ) = verdadero "di [ 1.15] 

c) El criterio de uniformidad no se satisface para la unión de dos regiones g¡ y gj 
adyacentes entre sí. 

E ( g¡ U gj) = falso [ 1.16] 

d) La suma de las regiones es igual a la imagen original. 

[1.17] 

1.1.5.2 Segmentación con traslape de regiones: 

La segmentación de una imagen digital (g(n,m)} es la división de g en subáreas gl, 
g2, ... , gk no vacías y no necesariamente disjuntas que satisfacen un cierto criterio de 
uniformidad E de acuerdo a las siguientes condiciones. 
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a) La unión de las regiones es la imagen original. 

[ 1.18] 

g¡ es una región conectada simple para todo i bajo una cierta conectividad. 

b) El criterio de uniformidad se satisface para toda región. 

E ( g¡ ) = verdadero Vi [ 1.19] 

c) Dada una función de membresía, el criterio de uniformidad puede satisfacerse para 
la unión de dos regiones g¡ y gj adyacentes entre sí. 

E ( g¡ U gj) = verdadero [1 .20] 

d) La suma de las regiones es mayor que la imagen original. 

[1.21 ] 

1.1.6 El reconocimiento de patrones 

Antes de introducir una definición de Reconocimiento de Patrones veamos qué 
quieren decir por separado cada uno de los siguientes vocablos: "reconocimiento" y 
"patrón" . 

Reconocer significa conocer de nuevo. 

"Conocer" es averiguar atributos de y relaciones entre las entidades y su objetivo. 
Este último vocablo, tiene una similitud muy grande con la definición de sistema. Conocer 
es comprender el sistema. 

Un patrón es un arreglo de entes de la misma naturaleza. 

Es una entidad formada por elementos cuyos valores de atributo pertenecen a los 
respectivos dominios de los atributos de dicha entidad. El vocablo arreglo da idea de que 
existe una relación entre los elementos: un orden. 

Sea, por ejemplo, la entidad pixel que tiene los siguientes atributos: 
a) Nivel de gris en la banda l . 
b) Nivel de gris en la banda 2. 
c) Nivel de gris en la banda 3. 
d) Coordenada de la fila 
e) Coordenada de la columna 

y sean los dominios de los atributos mencionados respectivamente los siguientes: 
a) [0,255] 
b) [0,255) 
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c) [0,255] 
d) [1, 100] 
e) ¡1,200] 

Sea p = ( 32, 24, 46, 50, (50) un elemento "candidato" a pertenecer al conjunto entidad pixel. Los valores que se 
encuentran entre paréntesis están dados en el mismo orden que los atributos mencionados, y son los datos de p para dichos 
atributos. Los valores de los atributos pertenecen a los dominios de la entidad pixel : 

32 E [0,255] que es el dominio de nivel de gris de la banda l. 
24 E [0,255] que es el dominio de nivel de gris de la banda 2. 
46 E [0,255] que es el dominio de nivel de gris de la banda 3. 
50 E [1, 100] que es el dominio de coordenada de la fila. 
150 E [1,200] que es el dominio de coordenada de la columna. 

Por tanto, p pertenece al conjunto entidad pixel. 

Sean ahora las entidades carretera y bosque que tienen cada una el siguiente atributo: 
a) Nivel de gris 

El dominio del atributo nivel de gris de la entidad carretera es el siguiente: 
a) [0, 4] 

El dominio del atributo nivel de gris de la entidad bosque es: 
a) [20,40]' 

Sean p = (32 ) Y q = (2) dos pixels o instancias "candidatas" a pertenecer al conjunto entidad carretera. El dato 32 
no pertenece al dominio del atributo nivel de gris de la entidad carretera, por lo cual el pixel p no es una instancia de 
entidad carretera El dato 2 pertenece al dominio mencionado, por lo que el pixel q sí es una instancia de la entidad 
carretera. El elemento p es una instancia de la entidad bosque. 

Nota: Obsérvese que en este ejemplo un pixel es una instancia de entidad, mientras que en el ejemplo anterior, un 
pixel es una entidad. 

Sea, como último ejemplo, 'la entidad gota que tiene los siguientes atributos: 
a) área 
b) perímetro 

Los dominios de los atributos son respectivamente los siguientes 
a) [10. 15] 
b) [25,40]] 

La instancia p= (12, 24) no pertenece a la entidad gota, porque el valor del atributo perímetro no pertenece al 
dominio del atributo perímetro de I'a entidad gota. 

Aquellos patrones que tienen atributos similares, se reúnen a su vez en clases, 
formando de esta manera, nuevas entidades. 

Una clase de patrones es un conjunto de patrones con características similares. La 
similaridad se define de acuerdo a un cierto criterio. 

Se ha mencionado al principio que el concepto de sistema es relativo, puesto que un 
sistema contiene subsistemas. De la misma manera podemos pensar que lo que es entidad 
en un sistema, es instancia de entidad en otro sistema. Tal es el caso de los patrones, de los 
que se ha dicho que son una entidad. Cuando se habla de clases de patrones, los patrones 
juegan el rol de instancias de entidad, es decir, son elementos de un conjunto de jerarquía 
superior. De la misma manera, lo que es atributo en un sistema, puede ser dato en otro 
sistema que contiene al anterior. Lo que es atributo de un patrón es valor de un 
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atributo( dato) de una instancia de entidad (patrón) de una clase de patrones. En general, 
para pertenecer una instancia a un conjunto entidad, sus datos deben estar dentro de los 
dominios de los atributos de la entidad dada. Entonces, dada una clase de patrón, deben 
definirse los dominios de sus atributos. 

Podemos considerar a una clase de patrones como una nueva entidad cuyas instancias 
son aquellas entidades patrones cuyos atributos son valores de atributos pertenecientes a los 
dominios de los atributos de la nueva entidad. 

Se consideran a continuación dos clases de patrones: los patrones espectrales y los 
patrones espaciales. 

Un patrón espectral es una suceSlOn de valores de un mismo pixel sobre las 
diferentes bandas que componen la imagen digital multiespectral. 

Ya se ha mencionado que los valores que toma un pixel sobre [as diferentes bandas 
son los niveles de gris asignados durante el proceso de cuantización. Un pixel tiene una 
posición dentro de la imagen digital multiespectral, la cual está dada por sus coordenadas 
fila y columna. De manera que, un patrón espectral puede verse como una nueva entidad 
cuyas instancias son aquellas entidades patrones cuyos atributos son: posición dada por fila 
y columna, número de banda y nivel de gris. Tal es el caso de la entidad pixel, que es 
entonces, una instancia de la entidad patrón espectral. 

Un patrón espacial está determinado por cualquier arreglo fisico de pixels; puede 
estar compuesto desde uno sólo hasta todos los pixels que componen la imagen, no 
importando su valor o vecindad con otros. 

Un patrón espacial puede ser defmido a~ medirle la siguiente lista de atributos: área, 
perímetro, rugosidad del perímetro, forma, homogeneidad y textura, entre otros.Una gota, 
un objeto en la imagen, es una instancia de entidad patrón espacial. 

Teniendo ya estas definiciones previas, se introduce a continuación la definición de 
Reconocimiento de Patrones. 

El reconocimiento de patrones es la clasificación de los objetos en función de sus 
atributos espectrales y morfológicos escenciales. 

Reconocer patrones es asignar instancias a entidades en función de los valores de sus 
atributos. Es buscar estructuras en los datos [Bezdek, 1987]. Es el objetivo último al 
analizar una imagen, puesto que se obtiene información de la escena. 

I.1. 7 El modelo de la escena 

El modelo de la escena es la salida del sistema de análisis de la imagen. 

De la etapa de captura de la imagen se terna la siguiente expresión para la función que 
representa a la imagen 
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M 

g(r) = ~:r(r')h(r,m&')&'= g(x,y) [1.22] 
m=1 

M es el vector que contiene el tamaño de la imagen digital. 

La función e(x,y) que representa al modelo de la escena es el resultado de aplicar un 
operador Q a la función g(x,y) que representa a la imagen. Este operador está 
caracterizando el sistema de análisis digital de imágenes. 

- -
e(r) = Q[g(r)] 

M 
e(r) = Q[lg(r')h(r,m&')&'] 

m=1 

Intercambiando el operador Q con el operadores de sumatoria se tiene: 

M 

e(r) = lQ[g(r')h(r,m&')&'] 
m=1 

[1.23] 

[1.24] 

[1.25] 

Si el sistema de análisis digital de la imagen funciona igual sin importar de qué 
imagen se trate, el operador Q no depende de r', por lo que la expresión anterior es igual a: 

M 

e(r) = Lg(r')Q[h(f,m&')]&' [1.26] 
m=\ 

Se define la función de respuesta al impulso que caracteriza al sistema de análisis 
digital de imágenes como: 

k(r,r') = Q[h(r,m&')] [1.27] 

Entonces, si el sistema es lineal e invariante frente al tiempo: 

M 

e(r) = Lg(r')k(r-r')=g*k [1.28] 
m=1 

Si la función de respuesta al impulso depende de los valores de la imagen, debe 
usarse la siguiente expresión: 

k(r,r' ,g(r'» [1.29] 

1.2 ANALISIS 
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Objetivo del trabajo 

Analizar, diseñar y programar un clasificador supervisado para imágenes 
multiespectrales y texturales basado en un algoritmo automatizado de crecimiento de 
regiones. 

1.2.1 La organización formal 

1.2.1.1 El Laboratorio de Percepción Remota 

El trabajo de tesis se desarrolla en el Laboratorio de Percepción Remota del Instituto 
de Geofísica de la Universidad Nacional Autónoma de México. Este Laboratorio forma 
parte de la estructura de investigación del Instituto de Geofísica, desarrollándose en él una 
línea de investigación llamada "Modelos Matemáticos para el Análisis Digital de 
Imágenes". La presente tesis forma parte de esta línea, específicamente dentro del marco 
del proyecto INI02797 intitulado: "Diseño e Implantación de un nuevo clasificador 
supervisado para imágenes multiespectrales y texturales basado en un algoritmo 
automatizado de crecimiento de regiones". 

1.2.1.2 El software existente 

En el Laboratorio de Percepción Remota se ha desarrollado un paquete de análisis 
digital de imágenes llamado SANDI (Sistema de Analisis Digital de Imágenes [Lira & 
Landgrave, 1992]), el cual corre bajo el sistema operativo MS-DOS versión 6.00 o 
superior. Es un software de uso didáctico y de apoyo a la investigación. Las rutinas fueron 
escritas en Turbo Pascal, son totalmente modulares y de propósito general, lo que hace al 
paquete fácilmente expandible y actualizable. 

El paquete SANDI cuenta con imágenes de radar de apertura sintética e imágenes de 
satélite LANDSAT, SPOT e imágenes médicas, todas sin pre-procesamiento. 

1.2.1.3 El hardware existente 

El Laboratorio cuenta con tres PC 586, dos de ellas a 200 MHz y una a 120 MHz, 
cada una con disco duro de 5 GB y 64 MB de RAM, con disketteras de 3 y ~ y CD-ROM, 
monitor a color con 1280 pixels por 1024 pixels una impresora LaserJet 4P HP, una 
impresora EPSON Stylus 800 a color, una impresora Photo Smart de Hewlet Packard de 
calidad fotográfica y una estación de trabajo SUN Sparc Startion 5, con 5 GB de discos 
duros, 64 MB de RAM, CD-ROM, diskettera de 3 y Y2 Y lectora de cinta magnética. 

1.2.1.4 El marco teórico 

Se introducirán a continuación distintos grupos de clasificadores existentes, 
mencionándose sus características principales. 
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1.2.1.4.1 La clasificación booleana y la clasificación difusa 

Clasificadores booleanos 

En un clasificador booleano una instancia pertenece o no pertenece a una entidad, es 
decir, un pixel pertenece o no pertenece a una clase. El grado de membresía es cero o uno. 

Una vez que se definan las regiones, todos los pixels quedarán clasificados, es decir, 
la unión de las clases es igual a la imagen. Poniendo algún parámetro extra, pueden dejarse 
pixels sin clasificar. 

Todos los pixels pertenecen a una clase y sólo una. 

Clasificadores difusos 

En un clasificador difuso un pixel pertenece a una clase con una cierta probabilidad. 
Esta probabilidad se modela a través de una función de membresía. La membresía de un 
pixel a una clase dada no es cero o uno, sino un valor real en el rango [0,1]. 

Un pixel puede tener diferentes grados de membresía a varias clases. Si se clasifican 
todos los pixels, algunos quedarán en más de una clase, por lo que la suma de las clases 
será mayor que la imagen. Si aquellos pixels que pertenecen a más de una clase se dejan sin 
clasificar, la suma de las regiones será menor que la imagen. 

1.2.1.4.2 La clasificación puntual y la clasificación contextual 

La clasificación puntual 

Los clasificadores puntuales etiquetan los pixels de la imagen en una clase usando 
solamente atributos espectrales e ignoran el contexto [Jensen, 1986; Gong, 1992]. 

Este enfoque, también denominado clasificación por pixel, demostró ser de naturaleza 
limitada y aplicable solamente a casos espectralmente bien diferenciados. 

La clasificación contextual 

En los últimos afios comenzaron a estudiarse clasificadores contextuales, a los cuales 
se les llama también clasificadores del entorno. 

En este enfoque, un pixel es etiquetado en una clase tomando en cuenta sus 
propiedades espectrales y el contexto de su ubicación. 

Comparación entre ambos clasificadores 

Un clasificador contextual consistentemente produce mayor exactitud en la 
clasificación que un clasificador puntual. La ventaja que tiene el clasificador contextual es 
que para cada pixel cuenta con mayor información para tomar la decisión de en qué clase 
clasificarlo, puesto que no sólo cuenta con su información puntual sino con la información 
del entorno de dicho pixel. Y a mayor información, menor la incertidumbre. 
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1.2.1.4.3 La clasificación no supervisada y la clasificación supervisada. 

La clasificación no supervisada 

En esta clasificación primero se segmenta la imagen y luego se etiquetan las clases: 
primero se asignan las instancias a conjuntos, y luego se define qué entidades son esos 
conjuntos. 

Los pasos básicos de la clasificación no supervisada son los siguientes [Chubieco, 
1990]: 

· Seleccionar las bandas que intervienen en la clasificación, ya sea originales o fruto 
de alguna transformación. 

· Seleccionar un criterio para medir la similitud o distancia entre pixels que componen 
la imagen. 

· Seleccionar un criterio para agrupar pixels similares. 
· Generar un mapa temático. 

La clasificación supervisada 

En esta clasificación primero se etiquetan las clases y luego se segmenta la imagen: 
primero se definen las entidades con sus atributos y los dominios de los mismos, y luego se 
asignan las instancias a las entidades. 
Los pixels de la imagen multiespectral son asignados a clases de las cuales se tiene 
conocimiento a priori a través de lo que se conoce como pixels prototipo. Para ello se 
necesita hacer una interacción con la imagen y marcar los polígonos que contienen pixels 
representativos de la clase. 

Los pasos básicos de la clasificación supervisada son los siguientes [Richard, 1993]: 
· Decidir el conjunto de clases en las cuales se va a segmentar la imagen. 
· Escoger en forma interactiva los pixels representativos o prototipo de cada clase. 
· Utilizar los pixels prototipo para determinar los parámetros del clasificador. 
· Emplear el clasificador calibrado (con los parámetros determinados), para etiquetar 

cada pixel de la imagen. 
· Generar un mapa temático. 

1.2.2 La definición del problema 

1.2.2.1 Signos y síntomas del problema 

Ya se ha mencionado que un clasificador supervisado emplea información a priori de 
cada cIase determinada: esto se hace usualmente por medio de conjuntos de entrenamiento 
o pixels prototipo. Los conjuntos de entrenamiento se definen a través de polígones 
cerrados marcados por algún procedimiento interactivo en la imagen. En esta definición no 
hay un criterio claro para asumir que los conjuntos de entrenamiento sean muestras 
estadísticas válidas de las clases. 

Entre las premisas básicas para un clasificador se enuncia, primero, que debe 
establecerse un procedimiento que asegure que los conjuntos de entrenamiento sean 
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muestras representativas de las clases. Segundo, la clasificación de un pixel debe 
llevarse a cabo por comparación directa entre el comportamiento estadístico de las clases y 
aquel de la vecindad del pixel. 

En los clasificadores no supervisados el control que se tiene sobre los resultados no 
sólo está dado por la exactitud en los parámetros especificados que en muchos casos son 
dificiles de estimar. Por otro lado, existen problemas en los cuales es necesario segmentar 
sólo una parte de la imagen que contiene un grupo de ciases de interés. La región que no es 
de interés confonna una región muy heterogénea cuyos parámetros son dificiles de estimar. 

En resumen, se requiere de un clasificador supervisado cuyos parámetros sean 
sencillos de especificar, que se ingresen interactivamente, y que sean suficientes como para 
iniciar un proceso de generación de conjuntos de entrenamiento que contengan muestras 
estadísticamente válidas de las clases, y proceder luego a la clasificación de los pixels. 

1.2.2.2 La propuesta 

Se desea implantar un clasificador supervisado en el cual los conj untos de 
entrenamiento sean muestras estadísticas de las clases delineadas por un algoritmo 
automatizado de crecimiento de regiones, y clasificar los pixe1sen función de las 
estadísticas obtenidas a partir de dichas muestras. Se estudiarán distintos criterios de 
segmentación. 

1.2.3 Partes del sistema de modelado de la escena 

Se enuncian a continuación las partes que se pretende tenga el clasificador 
supervisado. Se asume que la imagen digital multiespectral a utilizar ya pasó por la etapa de 
realce, de modo que el clasificador comprende exclusivamente los procesos de 
segmentación y reconocimiento de patrones. 

En primer lugar, se describen las entradas al clasificador, en segundo lugar, los 
procesos a realizar y por último las salidas del sistema. Aspectos de los procesos a realizar 
se profundizarán en el capítulo 11. 

1.2.3 .1 Entradas 

Se detallan a continuación las siguientes entradas: la imagen, las entidades relevantes, 
los atributos relevantes y los parámetros de acotación. La imagen juega el rol de universo. 
Las entidades relevantes se definen a través de una instancia relevante denominada pixel 
prototipo. Los atributos relevantes están dados por un criterio de homogeneidad que se debe 
especificar. Los parámetros de acotación se emplean en el cálculo de parámetros que 
produce el algoritmo de segmentación. 

1.2.3.1.1 La imagen: el universo 

Una imagen digital multiespectral contiene infonnación espectral, con textual y 
textural relacionada a la escena de interés. Pero ya no se tiene la escena propiamente dicha, 

17 



por lo que en este punto, la imagen digital multiespectral juega el rol de universo que 
contiene al sistema que se desea modelar. Este sistema es un conjunto de clases con 
atributos escenciales que un poco más adelante se enumerarán. La instancia de menor 
jerarquía que se considera es un pixel, el cual es un elemento del universo que se deberá 
asignar a una de las entidades o clases. Estas clases tienen entre sí una relación de distancia 
que se desea cuantificar. 

Para imágenes ópticas el detalle de información depende de: 
número de bandas espectrales 
tamaño del pixel 
número de niveles de cuantización 
relación señal ruido. 

Para imágenes de radar, el detalle de información depende de: 
tamaño del pixel 
polarización 
ancho de banda 
aspecto geométrico 
relación señal-ruido. 

1.2.3.1.2 Las entidades relevantes 

Se desea especificar cuáles son las clases a reconocer de la manera más sencilla 
posible, esto es, señalando para cada clase a uno de sus elementos o pixels prototipos. Se 
supone que estos pixels satisfacen hipótesis que se enuncian a continuación. 

La instancia prototipo es un elemento del universo que cumple con los requisitos 
para pertenecer a un conjunto entidad, puesto que sus datos se encuentran dentro de los 
dominios de los atributos de la entidad considerada, y además, en un radio suficientemente 
grande dicha instancia está rodeada de instancias de la misma entidad a la que pertenece. 

En el párrafo anterior identificamos dos rupótesi1s. La primera nos dice que el pixel 
prototipo de una clase es un elemento de dicha clase y la segunda, que en un radio 
suficientemente grande, sus vecinos son de su misma clase. Con esto se garantiza que muy 
cerca del pixel prototipo, la energía de la clase es muy grande, puesto que la interferencia 
de instancias de otras entidades es mínima. Existe un radio para el cual la energía asociada 
al pixel prototipo se reduce lo suficiente como paJa poder establecer el comienzo de la 
interferencia de otras entidades. Por la naturaleza digital de la imagen, en vez de un círculo 
alrededor del pixel prototipo, se emplea una ventana, término que se define a continuación: 

Sea V(Yini. Xini, Ylin, Xlin) una ventana de una imagen g, donde: 
Yini es la coordenada de la fila de su esquina superior izquierda, 
Xini es la coordenada de la columna de su esquina superior izquierda, 
Ylin es la coordenada de la fila de su esquina inferior derecha y 
Xlin es la coordenada de la columna de su esquina inferior izquierda. 
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La ventana V es un subconjunto de la imagen g [onnado por todos aquellos pixels 
p(x,y) pertenecientes a la imagen g tales que sus coordenadas pertenecen a los dominios 
detenninados por los extremos de V. 

Con el objeto de justificar la segunda hipótesis, se muestra en Figura 1.7 tres gráficas. 
En la primera, se calculó una función de densidad [(x) con datos extraídos de una ventana 
de 32x32 pixels sobre una clase A. En la segunda figura, se calculó la misma función f(x) 
con datos de una ventana del mismo tamaño, ubicada sobre la frontera entre dicha clase A 
y una clase B. Por último, se tiene la gráfica de la función f(x) calculada para una ventana 
de 32x32 pixels sobre la clase B. Claramente puede apreciarse que la energía de las clases 
A y B disminuye en la frontera, es decir, cuando ambas clases comienzan a interferirse 
mutuamente. 

En términos de operación del sistema, estas hipótesis implican que se está aceptando 
que el pixel prototipo estará correctamente colocado. La validación de su especificación se 
hará únicamente mediante apreciación visual. 

Las entidades tienen el mismo nivel de jerarquía y no existen entidades mellizas. 

Con esta hipótesis se desea garantizar la separabilidad entre las entidades. Existe la 
necesidad de reducir la incertidumbre en la asignación de las instancias a las entidades 
consideradas como relevantes. Para ello, es necesario que las entidades tengan la máxima 
separabilidad, es decir, el mínimo traslapamiento: se requiere que éstas tengan el mismo 
nivel de jerarquía. Por ejemplo: Sería incorrecto definir para un mismo problema, la entidad 
vegetación y la entidad pinos, puesto que la segunda está incluída en la primera. 
[Wookcock & Harwar, 1991, hablaban de jerarquías.) 

Que no existen entidades mellizas significa que los pixels prototipo son de clases 
diferentes. 

La imagen es una realización de un campo aleatorio definido jerárquicamente en 
términos de un campo aleatorio subyacente. El campo aleatorio subyacente es un proceso 
que genera las regiones según atributos comunes (o atributos relevantes) cuya 
combinación de dominios es diferente para cada clase. 

Con esta hipótesis se asegura, en primer lugar, que la imagen es segmentable, es 
decir, que las regiones existen. En segundo lugar, se dice que las clases comparten por lo 
menos un atributo que pennite distinguirlas. En este trabajo se considera que las entidades 
presentes en la imagen son clases espectrales o clases texturales, pero no ambas a la vez. 
Con base en esta hipótesis, los criterios de homogeneidad que se utilicen para reconocer 
patrones están fundamentados en conjuntos de atributos espectrales o conjuntos de atributos 
texturales, pero no una combinación de ambos. La clasificación sí es contextual, pero no es 
espectral y textural a la vez. Los atributos mencionados se describirán en 1.3.1.3 y esta 
hipótesis se enunciará fonnalmente en esa sección bajo el nombre de "hipótesis del atributo 
relevante". 19 
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Figura 1.7 

Los atributos relevantes intervienen implícitamente en una función que se denomina 
"criterio de homogeneidad", la cual será descripta en el próximo capítulo. Aquí, nada más, 
se manifiesta que al seleccionar un criterio de homogeneidad, se están determinando 
aquellos atributos que se consideran relevantes durante el proceso de modelización de la 
escena, y, por lo tanto, en algún momento los dominios de dichos atributos deben quedar 
definidos, para poder efectuar la asignación de las instancias a cada una de las entidades 

20 



relevantes especificadas por medio de la instancia prototipo. En esta parte se procede a 
enunciar fonnalmente la hipótesis del atributo relevante. 

Hipótesis del atributo relevante 

Sea Z = {z(i,j)} definida sobre el dominio L = {i,j/l::; i::; N,l ::; j::; M} una Imagen 

específica con t regiones. Se supone que z es una realización de un campo aleatorio 
bidimensional definido jerárquicamente en ténninos de un campo aleatorio subyacente 

x = {x(i,j)}. 

Se supone que la imagen está fonnada por distintas regiones, donde 2 = {z(i, j)} 

representa la partición del dominio L en regiones de distintos tipos. El campo subyacente x 
es el proceso que está generando las distintas regiones. Es subyacente porque está 
jerárquicamente debajo de la la imagen digital multiespectral. Cada pixel x(iJ) deberá ser 
asignado a una de las t regiones. 

Cada variable aleatoria x(iJ) toma valores en el conjunto de etiquetas x={ 1 ,2, ... ,t} 
donde x(iJ)=t indica que la coordenada (iJ) de un pixel pertenece a la región t. En cada 
región de tipo t se asume la presencia de una muestra particular de la región ht que 
corresponde a la realización de un campo aleatorio discreto y homogéneo Ht. El campo 
aleatorio que representa las imágenes con las regiones se expresa entonces como: 

\tt E X,z(i,j) = Ht(i,j) 
\t(i,j)/x(i,j) = t 

Es decir, a los pixels se la región se les cambia de valor, etiquetándolos como t. 
z(iJ)=Ht(ij) ya es la segmentación; z se parte en las regiones que se denominan Ht. 

Se supone que H existe y es el atributo relevante. 

Se enumeran a continuación tres conjuntos de atributos que pueden utilizarse para 
describir aspectos escenciales de las clases como entidades. En primer lugar, se mencionan 
atributos espectrales, en segundo lugar, atributos contextuales y por último, una 
combinación de ambos. 

1.2.3.1.3.1 Atributos espectrales: 

Nivel de gris y banda 

El nivel de gris es una relación con el nivel de cuan!ízación asignado a un pixel 
en una banda dada. 

Se establece una relación entre el nivel de gris, que es pictórico y el de 
cuantización que es numérico numérico. El número de niveles de cuantización se 
corresponde con el número de niveles de gris. El dominio del atributo nivel de gris es 
el intervalo [O, número de niveles de gris-l]. 
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Cada nivel de gris se representa con una cantidad fija de bits. Generalmente se 
utiliza una cantidad de bits igual a 8 (28 = 256) , teniéndose el rango de valores: [O, 
255]. 

1.2.3 .1.3.2 Atributos contextuales: 

El histograma 

El histograma es la distribución de frecuencias en una parte o toda la imagen 
de los valores de pixels en una banda dada[Jain, 1989] . 

El histograma es una función que depende de los niveles de gris; el dominio de dicha 
función es el intervalo [O, número de niveles de gris-l]. El número total de ocurrencias 
toma valores entre cero y el tamaño de la imagen. 

Si se calcula un histograma de ocurrencia conjunta de valores de pixels a través de las 
bandas, el histograma opera además como atributo espectral, y su dominio está determinado 
también por el número de bandas. 

El histograma tiene una connotación probabilística porque nos dice qué tan 
frecuentemente ocurre un valor de pixel [Richard, 1986]. Por lo tanto, al ser normalizado 
dividiendo cada frecuencia de ocurrencia de un nivel de gris por el tamaño de la imagen, se 
obtiene una función de densidad de probabilidad. Toda función de densidad tiene un área 
bajo la curva igual a uno. 

El histograma es un descriptor global de la brillantez y el contraste de una imagen. 
Cuando los valores de los niveles de gris están muy concentrados cerca de 255 se interpreta 
que la imagen es muy brillante y tiene poco contraste. Cuando los valores de los niveles de 
gris están muy concentrados cerca de O, se interpreta que la imagen es muy oscura y tiene 
poco contraste. Cuando los valores de los pixels están distribuídos a lo largo de todos los 
niveles posibles, la imagen tiene buen contraste y es de brillo regular. 

La textura 

La textura es una manifestación espacial organizada de un conjunto de pixels de la 
imagen. 

Intuitivamente esto significa que si se toma una banda de una imagen digital 
multiespectra) y se grafican los valores de los pixels en sus respectivas posiciones se 
obtiene una superficie. Si esta superficie es accidentada, su textura es gruesa. Si esta 
superficie es suave, su textura es uniforme. 

Algunos autores hablaban de tonos en vez de pixels [Gurney & Townshend,1983]. 

Las características básicas de la textura son las siguientes: 
Un cierto orden local se repite sobre una región que es relativamente grande 
comparada con el tamaño del orden. El orden local implica que se tiene un 
modelo matemático que aplicado sobre una subregión presenta las mismas 
características cuantitativas que otra subregión. 
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- El orden consiste en un cierto arreglo de partes elementales. Es decir que los pixels 
están arreglados de una cierta manera, con una cierta estructura geométrica. 

- Las partes están compuestas por entidades aproximadamente uniformes teniendo 
más o menos las mismas dimensiones dentro de la región de textura. Esto es cuantitativo, se 
sabe que son entidades aproximadamente uniformes hasta tanto se haya aplicado el modelo 
matemático. Será uniforme cuando los valores sean cercanos entre sí dentro de cierto 
umbral. 

- Las partes pueden ocurrir en cualquier dirección. Con esto se asegura la 
invariancia frente a rotaciones. 

- La textura depende de la escala a la cual se observa. 

Un clasificador textural [Hsv, 1977; Haralick, 1979; Woodcock, 1980] tiene que se 
contextual por naturaleza. En el presente trabajo, el clasificador textural considera a las 
texturas como clases o entidades. 

La matriz de co-ocurrencia 

Para cuantificar la textura se emplea la función de densidad conjnta o matriz de co
ocurrencia [Haralick, 1973], la cual se define formalemente a continuación. 

Se considera un operador vectorial de posición ~ que establece la posición relativa 

que ocupan un par de pixels ~ y A.. sobre una ventana o subregión 8 para una banda dada. 

Debido a que en una imagen digital hay ocho posibles direcciones, ~ puede asumir estas 

posibles direcciones. El tamaño de ~ puede ser cualquiera, pero la función de 
autocorrelación es muy pequeña más allá de los ocho primeros vecinos y por ello, no es 
necesario que su módulo sea más grande que bajo conectividad ocho. 

- -
Para una ~ y una 8 dadas (~ dado tanto en dirección como en magnitud) se cuentan el 

número de pares de pixels (~ , A.. ) y se construye una matriz M cuyos elementos tienen un 
valor igual al número de pares. La posición de estos elementos es la definida por los valores 
de los pixels. La dimensión de M es igual al rango posible de valores que pueden asumir 
los pixels. Se cuenta el número total de pares de pixels que ocurren en 8 y se divide cada 
elemento de M por este número de pares; el resultado es una matriz llamada de co
ocurrencia C. 

En la matriz de co-ocurrencia C los valores pertenecen al intervalo [0,1]. Si los 
elementos de C son c(ij) se tiene que : 

O ::; c(i, j) ::; 1 'v' (i, j) 

De acuerdo a la defuúción anterior, los elementos de la matriz de co-ocurrencia están 
dados entonces por: 

c(A,p).q,~,o) = ~r/r+~E cr(o),g(f) = Ap,g(r+~) = A,¡} 
t}{r / r + ~ E o} 
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donde cr(o) es una isometría de traslación que implica que el operador vectorial de 

posición ~ se traslada por la ventana o con la condición de que r + ~ esté dentro de la 

ventana, siendo r el vector de posición del pixel y t} es el orden o número de elementos del 
conjunto. 

La matriz de co-ocurrencia es una cuantificación de la defmición de textura, aunque 
de por sí no genera un escalar [Haralick, 1979] asociado al contenido de textura de una 
ventana. Para generar tal escalar se emplea un descriptor de la matriz de co-ocurrencia. A 
continuación se proporciona una lista de los principales descriptores. 

La probabilidad máxima 

La probabilidad máxima es el mayor valor de la matriz de co-ocurrencia. 

La probabilidad máxima es un descriptor que se obtiene a partir de la información 
textural presente en la matriz de co-ocurrencia y se obtiene buscando el máximo valor de la 
mIsma. 

Pm=máx(p(ij» 

La entropía 

La entropía cuantifica el grado de orden o desorden que tiene un sistema fisico 
cerrado. 

La entropía es un de los mejores descriptores que cuantifican el contenido de 
información textural presente en la matriz de co-ocurrencia, puesto que tiene base fisica. A 
mayor desorden, mayor entropía. 

En un sistema ordenado se tiene una entropía baja y esto se asocia con una textura 
uniforme. En un sistema desordenado, en cambio, se tiene una entropía alta, que se asocia 
con una textura heterogénea. 

E = - LLc(i,j)log[c(ij)] 
i j 

La homogeneidad 

La homogeneidad cuantifica el nivel de heterogeneidad de la matriz de co
ocurrencia. 

La homogeneidad toma un valor menor cuanto menos celdas de la matriz de co
ocurrencia tienen valores mayores que cero, lo cual significa que la textura es más 
homogénea. A medida que aumenta la cantidad de celdas con valores mayores que cero en 
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la matriz de co-ocurrencia, el valor de esta variable aumenta, reflejando una mayor 
heterogeneidad de la textura. 

H = L L c(i, j)c(i, j) 
i j 

El contraste 

Es la relación de valor de un pixel con sus próximos vecinos. 

Puede calcularse a partir de la matriz de co-ocurrencia mediante la siguiente 
expresión: 

eN = LL(i - j)(i - j)c(i,j) 
i j 

1.2.3.1.3.3 Los atributos espectrales - contextuales: 

En los atributos espectrales-contextuales se asume que un pixel se encuentra en un 
contexto espectral. 
Los atributos espectrales-contextuales tienen asociados vectores de dominios de tantas 
dimensiones como bandas tiene la imagen digital multiespectral y sus modelos matemáticos 
se aplican sobre una ventana o región o de la imagen para cada una de sus b bandas. 

Sea a un atributo espectral-contextual calculado sobre una ventana o región o de 
una imagen digital multiespectral de b dimensiones. Para cada una de las b bandas de la 
imagen, el atributo a toma un conjunto de valores, es decir, tiene una cantidad de b 
dominios Di( a) asociados. Estos dominios se expresan vectorialmente de la siguiente 
manera: 

D( a) = [D,( a), D,( a), ... , 1).,( a)] 

Algunos atributos contextuales citados pueden emplearse de esta manera espectral, y 
otros más como ser la media, el desvío estándar, la media de correlación cruzada, el desvío 
estándar de correlación cruzada, entre otros. 

1.2.3.1.3.4 La definición implícita de los atributos relevantes a través de los criterios de 
homogeneidad 

Ya se ha señalado que al especificar un criterio de homogeneidad, implícitamente se 
determinan los atributos que se desean utilizar para asignar las instancias a las entidades o 
clases correspondientes. Se listan a continuación los criterios de homogeneidad estudiados, 
con los respectivos atributos implícitos en los mismos. El capítulo 11 tratará con detalle 
estos aspectos. 25 



* La diferencia de medias 
- Media espectral. 
- Desvío estándar espectral. 

* El producto escalar de medias 
- Media Espectral 

* Medias de correlación cruzada. 
- Media espectral de correlación cruzada. 
- Devío standard espectral de correlación cruzada. 

* El producto escalar de medias de correllación cruzada. 
- Media espectral de correlación cruzada. 

* La diferencia de histogramas conjuntos normalizados. 
- Histograma conjunto normalizado. 
- Media espectral. 
- Desvío estándar espectral. 

* La máxima correlación de histogramas normalizados. 
- Histograma conjunto normalizado. 
- Media espectral. 
- Desvío estándar espectral. 

* La diferencia de matrices de coocurrencia . 
- Matriz de coocurrencia. 

* La diferencia de matrices de coocurrencia en sus centros de masa. 
- Matriz de coocurrencia. 
- Centro de masa o media de la matriz de coocurrencia. 
- Desvío estándar de la matriz de coocurrencia. 

1.2.3.1.4 Los parámetros de acotación. 

El clasificador supervisado necesita de parámetros de acotación para poder 
calibrarse. La calibración consiste en la estimación de parámetros con datos propios de la 
imagen para poder iniciar el proceso de entrenamiento, esto es, la generación del conjunto 
de muestras de cada una de las clases. Los parámetros de acotación constituyen el factor de 
acotación a ser empleado en el umbral del sistema de modelado y el umbral de reducción 
suficiente de la energía local. 

El factor de acotación 11 a aplicar al umbral del sistema de modelado 

Este factor, según el criterio de homogeneidad empleado, toma distintos rangos de 
valores; en todos los casos es mayor que cero. Existe una relación directa entre el factor de 
acotación y el tamaño de los dominios de los atributos implícitamente utilizados en el 
criterio seleccionado. A mayores valores, mayores los dominios de los atributos de las 
clases. Por ejemplo, que el factor de acotación tenga el valor 1.5 en un algoritmo de 
diferencia de medias, implica que el atributo media de cada clase tendrá como dominio una 
media inicial más menos 1.5 del desvío estándar inicial. 

Se asume que las clases están separadas, y que si hay traslapamiento, este es mínimo. 
Pero no se asume nada respecto de qué tanto están dispersos los valores de sus atributos. 
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Con este factor se puede regular la dispersión de los valores de los atributos de las clases. 
El factor de acotación tiene una relación directa con la dispersión de los valores de los 
atributos de las clases. A mayores valores del factor de acotación, mayores los dominios de 
los atributos de las clases y a valores mayores aún, mayor traslapamiento entre los 
dominios de los atributos de las clases. 

Según el criterio de homogeneidad seleccionado, este factor puede afectar a valores 
tomados a partir de una función de energía asociada a la clase, o a valores obtenidos a partir 
de una función de separabilidad asociada a todas las clases. Sin embargo, en sendos casos, 
su efecto es el mismo: acotar los dominios de los atributos de las clases. 

El umbral de reducción suficiente de la energía local en la derivada de la función 
objetivo o parámetro de estabilidad O. 

Debido a que no se ha introducido hasta este momento la función objetivo, se 
completará en el segundo capítulo el concepto de este parámetro. 

1.2.3.2 El proceso: 

El proceso está constituido por el conjunto de funciones que transforman las entradas 
en salidas. En primer lugar se enuncia su objetivo, y en segundo lugar, las etapas que lo 
componen. 

1.2.3.2.1 Objetivo: 

Establecer cuáles son las poblaciones de las clases espectrales o texturales y obtener 
los valores de sus características escenciales o descriptores de acuerdo a un modelo. 

1.2.3.2.2 Etapas: 

Calibración o ajuste del sistema de modelado 

En esta primera etapa se estiman dos parámetros para cada una de las clases a partir 
de información relacionada con sus pixels prototipo: la ventana óptima y el umbral óptimo. 
Con ellos se tiene una primera estimación de los parámetros de las clases. 

En la etapa de calibración el problema consiste en: dadas las clases a través de su 
pixel prototipo y dado un atributo para clasificar los pixels (denominado función criterio 
de homogeneidad), se desea definir el dominio de este atributo para cada clase. 

Para ello, se necesita contar con información de la clase y opcionalmente de la 
relación entre las clases. La información de una clase se extrae del contexto del pixel 
prototipo, cuyo tamaño se tiene que estimar: ésta es la ventana óptima. Teniendo 
información de cada clase se está en condiciones de definir los dominios de cada una de 
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ellas. Hasta este punto, un pixel pertenenece a una clase si su valor para el atributo utilizado 
como función criterio de homogeneidad pertenece al dominio correspondiente a dicha 
clase. 

Debido a que los dominios de los atributos de las clases pueden estar traslapados se 
efectúa una interacción entre las clases a través de una función de separabilidad que se 
obtiene a partir de la función criterio de homogeneidad y se modifican los dominios a 
rangos lo menos superpuestos posible. Con esto se evita en la etapa de muestreo siguiente 
el agregado de pixels dudosos que pudieran alterar la estimación de los parámetros óptimos 
de las clases. 

La ventana óptima se calcula para poder extraer información contextual relacionada a 
cada pixel prototipo. Se utiliza una función de energía para determinar para cada clase el 
menor radio de mínima interferencia por otras clases en base al cual se obtiene información 
contextual suficiente de la clase. Por la naturaleza digital de la imagen, en vez de círculos 
generados a partir de dichos radios, se trabaja con cuadrados o ventanas, por lo que de aquí 
en adelante se empleará este último vocablo. 

El umbral óptimo es un parámetro que determina el tamaño del dominio del atributo 
que se utiliza como función criterio de homogeneidad. Este parámetro depende de la 
ventana óptima, de una función de separabilidad que se obtiene a partir de la función 
criterio de homogeneidad o de la función criterio de homogeneidad propiamente dicha, y 
del factor a emplear en el umbral. Se calcula a partir de datos propios de cada clase sin o 
con interacción entre clases. La interacción entre las clases se efectúa por medio de una 
función de separabilidad. 

Entrenamiento 

Hasta este punto, cada clase es un conjunto unitario, puesto que su único elemento es 
el pixel prototipo. Una muestra permite generar una aproximación cruda de las estadísticas 
de una clase, pero no es suficiente, por lo que es necesario incorporar más elementos a cada 
una de las mismas. Se requiere de una herramienta de muestreo que sea capaz de reconocer 
aquellos pixels que pertenecen a determinada clase y de incorporarlos al conjunto de 
muestras de entrenamiento para dicha clase. El crecimiento de regiones es una 
herramienta [Zucker, 1976] que satisface este requerimiento porque evalúa para cada pixel 
vecino a una región dada un criterio de homogeneidad. Subsecuentemente este 
procedimiento incorpora dicho pixel a la región y se continúa hasta que el criterio de 
homogeneidad no se satisface para ningún pixel vecino a la misma. 

Una vez fmalizado el crecimiento de regiones se tiene una muestrae estadísticamente 
válida para cada clase y de esta manera, una aproximación de las estadísticas de las clases. 
Se redefinen los dominios de los atributos relevantes especificados a través del criterio de 
segmentación seleccionado y con esto se procede a iniciar la tercera etapa. 

En la etapa de entrenamiento el problema consiste en: dadas las clases a través de 
un conjunto de muestras cuyos valores de atributo pertenecen a los respectivos dominios 
correspondientes a dichas clases, y dado el atributo que se va a utilizar para clasificar los 
pixels (denominado función criterio de homogeneidad), se propone redefinir el dominio de 
este atributo para cada clase. 
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Obtención del modelo de la escena 

Como ya se han ajustado los dominios de los atributos relevantes especificados, en 
esta etapa se está en condiciones de generar las poblaciones de las clases y sus respectivos 
descriptores. Los descriptores son aspectos cuantificables del comportamiento de la escena. 
Con esto se tiene una representación de la escena. 

En la etapa de obtención del modelo de la escena el problema consiste en: dados 
para cada clase los dominios del atributo utilizado como función criterio de 
homogeneidad, clasificar los pixels y determinar, entre otros descriptores, el valor de este 
atributo para cada clase. 

1.2.3.3 Las salidas 

Se desea obtener un modelo de la escena, donde queden definidas las clases 
espectrales o texturales, los atributos relevantes y las relaciones entre las clases. Para ello se 
necesita conocer, en primer lugar, cómo están organizados y dónde están ubicados los 
objetos en la imagen. Un mapa temático proporciona esta información. En segundo lugar y 
a partir de dicho mapa, se desea obtener un conjunto de estadísticas referidas a dichos 
objetos, las cuales se calculan por medio de descriptores. 

1.2.3.3.1 El mapa temático 

Es el producto final de la segmentación y es una herramienta útil para comprender la 
escena. La segmentación es la partición de la imagen en regiones, cada una de las mismas 
relacionadas a un patrón espacial de la escena. Las regiones pueden ser etiquetadas como 
pertenecientes a cierta clase de objetos, generando una clasificación y, en consecuencia, un 
mapa que muestre la organización y ubicación de las clases. 

1.2.3.3.2 Los descriptores 

Por medio del mapa temático se pueden obtener aspectos cuantificables del 
comportamiento de la escena, los cuales se denominan descriptores [Lira, 1997]. A 
continuación se enumeran los siguientes descriptores: área, perímetro, compacidad por 
compactación, rugosidad del perímetro, dimensión fractal, excentricidad y diversidad o 
estructura del paisaje. Cabe acotar que los atributos mencionados en párrafos anteriores 
también pueden operar en este punto como descriptores, ya que teniendo las clases con sus 
poblaciones completas, dichos atributos de naturaleza variable se convierten en variables de 
abstracción fija o parámetros o descriptores de las clases. 

El área 

El área A de un objeto es el número de pixels que lo forman. 
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Debe conocerse el área del pixel, es decir, tener infonnación de la escala a la que se 
generó la imagen correspondiente. 

El perímetro 

Debe definirse primero una conectividad. 

Bajo conectividad 4, el perímetro P de un objeto es el número de lados que forman 
la frontera; el resultado es una cantidad entera. 

Bajo conectividad 8, el perímetro P de un objeto es la distancia de los centros entre 
los pixels que forman la frontera; el resultado es una cantidad real. 

La compacidad por compactación 

La compacidad por compactación de un objeto es el promedio de las distancias más 
cortas de cada uno de sus puntos a la frontera. 

Se parte de la premisa que 10 más compacto que puede estar un objeto es un círculo y 
que la compacidad de un círculo es igual a uno. Para el espacio continuo se tiene la 
siguiente fónnula: 

donde: 

2 
P 

c= --
21tA 

P = perímetro del objeto 
A = área del objeto 

Como la fónnula continua no es buena para el espacio discreto, porque nunca se tiene 
un círculo realmente, se propone la siguiente variante: 

Ldrri 
Cd = _ i __ 

A 

donde: 
drr

i = distancia más corta del pixel i-ésimo del objeto a la frontera de éste. 

A = área del objeto. 

Este atributo no es un buen descriptor de fonna, puesto que genera ambigüedades. 
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La rugosidad del perímetro 

La rugosidad del perímetro de un objeto está dada por la estructura de un 
histograma de cambios angulares entre pixels vecinos pertenecientes a su perímetro. 

Debe definirse primeramente una conectividad. La curvatura del perímetro es el 
cambio angular que hay entre dos pixels vecinos. Con estos cambios angulares se construye 
un histograma. La rugosidad del perímetro está dada por la estructura de este histograma. 
Cuantas más barras tenga el histograma más rugoso es el perímetro del objeto. Cuantas 
menos barras tenga el histograma menos rugoso es el perímetro del objeto. 

La rugosidad del perímetro no necesariamente se aplica a un objeto que tenga el 
perímetro cerrado. 

La dimensión fractal 

La dimensión fractal proporciona una cuantificación de la forma de un objeto, es 
decir, su organización estructural [Olesen, et al, 1993]. 

El ser hwnano no es apto para distinguir formas irregulares, o pequeños cambios de 
forma. La dimensión fractal es un descriptor muy sensible a cambios de forma. 

p 
21n( --) 

0== 4 
In(A) 

La excentricidad 

La excentricidad es una medida de la elongación de un objeto. 

Para calcular este descriptor, se aplica una transformación de distancia. Para una 
conectividad, se obtienen las longitudes drr(ij) de las líneas rectas que pasan por cada pixel 
y que van de borde a borde. En cada pixel se anota entonces la longitud máxima drr máx y la 
mínima drr min y a partir de aquí se define entonces la excentricidad. 

E == máx(drrmáx) 
máx( drr mín) 

La diversidad o estructura del paisaje 

La diversidad o estructura del paisaje es una medida de la heterogeneidad en la 
distribución de las clases. 
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Supóngase que la imagen ha sido segmentada en una colección de regiones {Rl, R2, 
... , Rc}, cada una difiniendo una clase. Si Pi Y Ai son el perímetro y el área de la región Ri 
y Ni es el número de regiones adyacentes a Ri y Nc es el número total de regiones, entonces 
se define un parámetro de estructura que está dado por: 

donde: 

Ei = 2 ln(pim) 
ln(Ai) 

pim = perímetro modificado dado por 

pi = p. + 2 Ni(Ai-l) 
m I Nc-l 

La diversidad o estructura está dada por el promedio de los parámetros de estructura. 

Es = _1 ¿Esi 
Nc i 

1.2.4 Necesidades y limitaciones 

1.2.4.1 De hardware: 

Teniendo un solo procesador con suficiente RAM como para evitar accesos 
temporales a disco disminuiría el costo computacional. Sin embargo, el uso de procesadores 
paralelos reduciría el costo computacional de algoritmos que procesan secuencialmente 
datos que son independientes entre sí. Tal es el caso del cálculo de los parámetros óptimos 
de cada clase, durante las etapas de calibración y entrenamiento. 

1.2.4.2 De software: 

En cuanto al entorno de desarrollo: 

La tendencia a cambiar de sistema operativo lleva a la necesidad de migrar el paquete 
SANDI para DOS a una versión para Windows, con el mínimo de modificaciones en las 
rutinas ya programadas en Turbo Pascal, por lo que se considera conveniente la utilización 
de un compilador con una interfaz de desarrollo amigable en el nuevo entorno, pero con 
una recompilación sencilla de los módulos de SANDI para DOS. El compilador 
seleccionado es DELPHI, que tiene un lenguaje de programación orientado a objetos, con 
la sintaxis de Pascal y cumple con los requisitos antes mencionados. 

Respecto a la forma de almacenar las imágenes, se conserva el formato Raster para 
una tener etapa de transición más cómoda hasta que el paquete pueda ser recompilado 
totalmente. 
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En cuanto a los algoritmos: 

Los algoritmos deben ser diseñados de manera que la sencillez en su lectura y la 
eficiencia en su rendimiento queden compensadas. 

En cuanto a los datos de entrada: 

- El ruido y los artefactos de la imagen a segmentar deben ser filtrados previamente. 
- En imágenes multiespectrales las bandas decorrelacionadas. 
- La correcta especificación de los pixels prototipo es crucial para una buena 

segmentación. 
- La selección del criterio de homogeneidad es un aspecto que merece investigación a 

fondo, puesto que no hay un esquema matemático para definir un espacio de criterio de 
homogeneidad. 
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CAPITULO 11 

EL CLASIFICADOR CONTEXTUAL 

En un clasificador con textual se clasifica un pixel no solamente en función de sus 
propiedades espectrales puntuales sino también en función del contexto espacial donde se 
encuentra. Como ya se ha mencionado, un clasificador puntual clasifica los pixels 
únicamente en función de sus valores a través de las bandas. Los clasificadores 
contextuales son clasificadores del entorno, puesto que consideran una vecindad alrededor 
de cada pixel. 

En este trabajo se propone un nuevo clasificador contextual donde se determinan 
muestras estadísticas de las clases definidas como resultado de un algoritmo automatizado 
de crecimiento de regiones. Un pixel es clasificado comparando la fonna, la media y/o la 
correlación de la función de densidad asociada a la vecindad del pixel con aquella de las 
clases. La comparación se lleva a cabo por medio de una medida de similaridad entre las 
funciones de densidad tanto para la respuesta espectral como para el contenido textural. 
Este esquema de clasificación es válido para ambos clasificadores espectral y textural 
tratados en el presente trabajo. 

En este capítulo se describirán los siguientes aspectos: el esquema de crecimiento de 
regiones, la estimación de los parámetros óptimos para el crecimiento de regiones y los 
fundamentos físicos y matemáticos de los clasificadores espectral y textural. 

JI.l EL ESQUEMA DE CRECIMIENTO DE REGIONES 

11.1.1 La descripción del algoritmo de crecimiento de regiones 

El clasificador contextual usa los conjuntos de entrenamiento detenninados por un 
algoritmo optimizado de crecimiento de regiones (Lira y Frulla, 1998). Los conjuntos son 
representaciones estadísticas de las clases definidas, siendo éstas espectrales o texturales. 

El algoritmo comienza al sembrar pixels en lugares convenientes de la imagen donde 
se conoce la existencia de la clase. Esta tarea se lleva a cabo manualmente por inspección 
visual de la imagen con el soporte del conocimiento de la escena real. Una vez que se 
detenninaron las semillas, una por clase, comienza el algoritmo de crecimiento de regiones. 
El crecimiento se lleva a cabo por agregación de pixels que satisfacen un criterio de 
homogeneidad. El criterio se evalúa en una ventana de tamaño óptimo. Un pixel es 
agregado dentro de la región si la diferencia entre el valor de homogeneidad en una ventana 
centrada sobre la semiHa sembrada y el valor de homogeneidad en una ventana centrada 
sobre el pixel en cuestión, está dentro de cierto umbral. El algoritmo de crecimiento de 
regiones tennina cuando este criterio de homogeneidad ya no se satisface [Kai & Muller, 
1991]. 

I1.1.2 La formalización del algoritmo de crecimiento de regiones 
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Sea g una imagen y un pixel pO¡j E g Y sea ~={ pO¡j } la subregión inicial. A pO¡j se le 
conoce como el pixel sembrado relativo a la subregión Ro. 

Se define a R l ° como el conjunto de todos aquellos pixels que no están en ~ pero 
que tienen al menos un vecino con ~ bajo cierta conectividad. 

Sea E(~)n el valor del criterio de unifonnidad aplicado a una vecindad n de ~. 
. Se define RI como aquella región fonnada .conjuntame?te P?r ~ y for todos los 

pixels plkJ E R lo para los cuales el valor del predIcado de urufonnidad E(p k'l)n evaluado 
sobre una vecindad n difiere de E(p°ij)n en a lo sumo una cierta cantidad c. llamada umbral, 
es decir, RI es el siguiente conjunto: 

El número real c. es referido como el parámetro de unifonnidad. 
El proceso continúa y en general: 

Donde: 

R.m ~ R.m -1 ~ •• • ~ RI ~ Ro 

[2.1 ] 

[2.2] 

[2.3] 

El proceso continúa iterativamente hasta que el nuevo conjunto sea igual al anterior. 

[2.4] 

Generalización a n regiones o n clases: 

Un pixel Pkl es agregado a la clase t si el predicado de uniformidad se satisface para 
una vecindad nt de éste. 

[2.5] 

Donde n=nt 

11.1.3 La implementación del algoritmo de crecimiento de regiones 

El algoritmo de crecimiento de regiones empleado en el presente trabajo está 
fundamentado en "A Scan Line Seed Fill Algorithm". Para detalles se puede consultar el 
libro "Procedural Elements For Computer Graphics" de David F.Rogers, página 88. 

11.2 LA ESTIMACION DE LOS PARAMETROS OPTIMOS PARA EL CRECIMIENTO 
pE REGIONES 

11.2.1 El criterio de homogeneidad 
35 



I1.2.1.1 La familia de funciones criterio de homogeneidad 

Dado un universo U, dado un conjunto de instancias que pertenecen al universo U y 
dado un conjunto de e entidades con sus atributos a las cuales se tiene que asignar 
unívocamente las instancias, la familia :3 u de funciones criterio de homogeneidad h es el 
conjunto de atributos a de dichas entidades que satisfacen la siguiente condición: 

Si las entidades tienen el atributo a en común [Acton, 1996] y los dominios Oi(a) de 
este atributo para cada una de las entidades i están separados de tal manera que es posible 
efectuar la asignación de las instancias a las entidades con el mínimo error, dicho atributo 
es una función criterio de homogeneidad h. 

Formalmente una familia de funciones criterio de homogeneidad se define de la 
siguiente manera: 

Sean c clases ~i incluídas en una imagen g tales que Ci n Cj={} y sea a un atributo de 
dichas clases y sea Ol(a) el dominio del atributo a para la clase i-ésima: 

:3u={h=a/ Oi(a) ,nIY(a) ={} Ví*j ij=I,2 ... c} [2.6] 

Nótese que la pertenencia o no de un atributo a la familia de funciones criterio de 
homogeneidad depende de cada problema o universo U. 

Sea, por ejemplo, el atributo media. Si en una imagen g las medias de las clases son 
diferentes, el atributo media pertenece a la familia de funciones criterio de homogeneidad 
de g. En una imagen en las cuales todas las clases tienen la misma media, pero distinto 
desvío standard, la media no es una función criterio de homogeneidad para dicha imagen, 
en cambio, el desvío estándar sí lo es [Arai, 1993]. 

En resumen, todos aquellos atributos que para una imagen dada permiten reconocer 
cada elemento en sus clases, son elementos de la familia de funciones criterio de 
homogeneidad. 

11.2.2 La función objetivo 

U.2.2.1 El dominio de la función objetivo 

En general 

Sea po un pixel perteneciente a una imagen g y R un conjunto de regiones R¡ 
formadas por pixels que pertenecen a dicha imagen tales que: 

~={po} [2.7] 

R.i c: g 'di [2.8] 
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y 

Roc Rl C ... C Rm [2.9] 

[2.10] 

Sea W={wo, W¡, ... , wm } un conjunto de etiquetas incluído en el conjunto N de los 
naturales y Q una función que asocia a cada subconjunto R¡ de R un elemento del 
conjunto W tal que al subconjunto R¡ le corresponde el elemento W¡, se dice que Wes 
el dominio de la/unción objetivo. 

W=Q(R) [2.11 ] 

W¡E N 

Estas regiones R¡ no tienen ningún requisito de [onna. En particular, cuando sean 
cuadradas y todas estén centradas en un pixel Po, se utilizará la notación V¡ . 

]1.2.2.2 La función objetivo 

La función objetivo B es un operador que aplica la función criterio de 
homogeneidad h nonnalizada a cada elemento del conjunto W. 

B:w -7 h(w) [2.12] 

h = h( w ) = h[Q(R)]=m(R) [2.13] 

hE [O, 1] [2.14] 

La función objetivo es discreta. 

Si WC es el dominio de la función objetivo B asociado a una clase c dada por su pixel 
prototipo pCo, entonces en lugar de B se utilizará la notación BC. 

Si lafunción objetivo aplica lafunción criterio de homogeneidad h normalizada a la 
imagen, se obtiene un parámetro de la imagen. 

Sea g una imagen, y Rm una región igual a la imagen g, la función criterio de 

homogeneidad aplicada sobre Rm genera un parámetro 8 (o descriptor) de la imagen. 

H[Q(Rm)]= 8 [2.15] 
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11.2.2.3 La función objetivo continua 

La función que interpola los puntos de la función objetivo discreta se denomina 
función objetivo continua en el intervalo continuo (wo, wm) e ':R. El límite del cociente 
incremental entre el incremento de la función objetivo ~b y el incremento ~w, cuando este 
último tiende a cero existe dentro de dicho intervalo, por lo que la función objetivo 
continua es derivable en el intervalo (wo,wm)e ':R. 

A efectos de no introducir más notaciones se la distinguirá de la función discreta por 
medio un índice. Se nombrará B- a la función objetivo continua y solamente B a la función 
objetivo discreta. 

Sea g una imagen y Wm el elemento de W correspondiente a la región Rm de tamaño 
igual al tamaño de dicha imagen g, el límite de la función objetivo continua B- cuando w 
tiende a Wm por la izquierda es un parámetro de la imagen. 

lím B-[h(w)] = h[Q(Rm)] = e 
w (izq)-7 W m 

[2.16] 

Sean g una imagen, c una clase incluída en g que tiene el atributo <1>, RC
t una región 

conectada simple formada por pixels que pertenecen a dicha clase c y que constituyen 
muestras suficientes de c, y sea pCo el pixel prototipo de la clase c tal que RCo={pCo}. Sea 
WC e1 conjunto de etiquetas asociado al conjunto RC . El límite de la función objetivo 

continua B- cuando WC tiende a WCt es un parámetro ~ C estimado de la clase. (Nótese que 

~ es un valor de la variable <1». 

lím B-[h(wC
)] = ~ C [2.17] 

WC -7 WCt 

[2.18] 

La formalización de la hipótesis respecto del pixel sembrado 

Para el pixel prototipo Poc de toda clase c existe una región conectada simple RC
t 

formada por pixels que pertenecen a dicha clase c y que constituyen muestras estadísticas 
suficientes de c. 

[2 .19] 

11.2.2.4 Características de la función objetivo para todo WC¡E [WCo,WCt], es decir, para toda 
región Re¡ incluída en RC

t: 

1) Arranca con una zona denominada inestable, puesto que si bien las entradas están 
acotadas, las salidas no lo están: los elementos de las regiones pertenecen a la 
clase, pero el criterio de homogeneidad aplicado sobre la región genera un valor 
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no representativo de la clase. Esto es consecuencia del submuestreo: las muestras 
son válidas, pero no son suficientes para que sus estadísticas sean válidas 
también. 
La inestabilidad se define formalmente para el caso discreto de la siguiente 
manera: existe un intervalo [WO,WI) del dominio de la función objetivo discreta 
sobre el cual la sumatoria de los valores de la función objetivo discreta es igual a 
infinito. 

I 

3 [wo,w,)/IB[h(wi)] = 00 [2.20] 
i=O 

La definición formal de esta zona para el caso continuo es la siguiente: existe un 
intervalo [wo,wr) del dominio de la función objetivo continua sobre el cual la 
integral de la función objetivo continua es igual a infinito. 

wt 

3 [WO,WI)/ J B[h(w)]dw = 00 [2.21] 
\YO 

Nota: en términos de aplicación este valor 00 se traduce en un valor numérico 
grande. 

2) A valores de su dominio mayores que W1 y cuando el tamaño de la región tiende al 
tamaño de la región RC

¡ (es decir, cuando W tiende a Wtf) , la función objetivo 

tiende a hacerse asíntota a una función <l> constante en w, la cual es un parámetro 
estimado de la clase. En consecuencia, se tiene en el intervalo [w"Wtrl una zona 
estable de la función objetivo, puesto que tanto las entradas como las salidas son 
acotadas: los elementos de las regiones pertenecen a la clase y el criterio de 
homogeneidad aplicado sobre la región genera un valor representativo de la clase. 
En otras palabras, en esta zona las muestras de la clase son válidas y suficientes 
como para generar estadísticas válidas de la clase. Para el caso discreto se dice 
que existe un intervalo [WO,WI) del dominio de la función objetivo discreta sobre 
el cual la sumatoria de los valores de la función objetivo discreta es menor que 
infinito. 

If 

3 [wt,w,rl/I B[h(Wi)] < 00 [2.22] 
i=1 

La definición formal de esta zona para el caso continuo es la siguiente: existe un 
intervalo [w"Wtf] del dominio de la función objetivo continua sobre el cual la 
integral de la función objetivo continua es menor que infinito. 

wtf 

3 [W"WIr]/ J B[h(w)]dw < 00 [2.23] 
wt 
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3) La función objetivo sufre un cambio brusco en su pendiente al salir de RCtr. En 
esta zona se tienen muestras inválidas de la clase c. 

Notas: En la parte 11.2.3 se presenta un ejemplo que permite apreciar el 
comportamiento descripto de la función objetivo. [La definición de estabilidad se 
extrajo de Oppenheim & Schafer, 1975]. 

11.2.2.5 La primera derivada de la función objetivo 

La primera derivada de la función objetivo B- continua se define como: 

[2.24] 

Para el caso discreto, y con fmes de aplicación, se emplea la siguiente expresión: 

b¡ = B[h(w¡+I)]-B[h(w¡)] 

Para una clase c dada, la primera derivada de la función objetivo BC se denomina 
bC(wC). Esta función es una herramienta útil para obtener el tamaño de ventana óptimo de la 
clase, puesto que permite visualizar el cambio que se produce en la vecindad del pixel 
sembrado. Además, el límite de la primera derivada de la función objetivo bC cuando la 
región tiende a ser la región RC

t es "aproximadamente" cero. Esto se debe a que la función 
criterio de homogeneidad tiende, también en este caso, a una constante. 

lím d B- c = 

dw 
WC ~ WCt 

[2.25] 

Característica relevante de la función primera derivada de la función objetivo 
para una cIase c dada por su pixel prototipo pea: 

La energía local tiende a cero cuando la región tiende a ser R\ 

Para el caso discreto se expresa de la siguiente manera: 
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[2.26] 

Para el caso continuo: 

[2.27] 

Para una clase dada, se tiene la necesidad de establecer una región que contiene 
muestras estadísticas válidas de la misma. Con base en esta propiedad, debe ser posible 
establecer un umbral que determine en qué w se reduce suficientemente la energía local en 
la derivada de la función objetivo y con ello, establecer tal región. 

Cuando más muestras se agreguen a la región, menos tiende a cambiar el estimador 
de la clase, por lo que para el caso continuo: 

lím b· (WC)=O 
W

C -7 W\f 

y para el caso discreto: 

lím b(wC)=O 
WC -7 WCtf 

I1.2.2.6 La segunda derivada de la función objetivo 

[2.28] 

[2.29] 

La segunda derivada de una función permite apreciar los cambios de población de 
clases. La función objetivo tiene la pecu~iaridad que cuando las regiones centradas en el 
pixel prototipo de una clase comienzan a tomar pixels de otras clases, ésta sufre un cambio 
brusco en su concavidad. Esto no implica que necesariamente se presente un punto de 
inflexión. Dicho cambio de concavidad permite distinguir el fin de la clase, es decir, 
encontrar R \f. 

II.2.3 La ventana óptima de una clase 

Dada una clase c por su pixel prototipo pCo, su ventana óptima se obtiene a partir de 
su función objetivo BC asociada. Para ello, debe definirse previamente el dominio WC 

correspondiente. Este dominio tiene la peculiaridad que está asociado a regiones 
rectangulares, más precisamente cuadradas, las cuales están centradas en el pixel prototipo 
de la clase dada. 

Es necesario definir, en primer lugar, el concepto de centro de ventana. El concepto 
de ventana ya ha sido definido en la parte 1.2.3.1.2. 

1I.2.3.1 Centro de una ventana 

Sea Po(x,y) un pixel que pertenece a una ventana V(Yini. Xini, Yfin, Xfin). 
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Xfin - Xini yfin - Yini 
Po(x,y) es el centro de la ventana Y ~ x = A Y = -=---''-----

2 2 
[2.30] 

H.2.3.2 El dominio de la función objetivo asociada a una clase c para el cálculo de la 
ventana óptima 

Sea g una imagen, c una clase incluída en la imagen g y pCo el pixel prototipo de tal 
clase. 

El dominio de la función objetivo asociada a la clase c incluída en una imagen g y 
dada por su pixel prototipo pCo es el conjunto de ventanas y C

¡, de tamaño impar con centro 
en el pixel sembrado pCo, que están incluídas en la imagen g, donde i varía desde 1 hasta un 
máximo que depende del tamaño de la imagen g y de la posición de pCo. 

Si se consideran ventanas cuadradas, la ventana yc 1 de tamaño 1 x 1 , con centro en el 
pixel sembrado pCo, es un conjunto de un solo elemento: el pixel sembrado pCo. 

[2.31 ] 

El máximo tamaño de ventana máx x máx contenida en la imagen con centro en el 
pixel sembrado está dado por dos veces la menor distancia del pixel sembrado a cualquiera 
de los bordes de la imagen más uno. Se están considerando únicamente ventanas de tamaño 
impar. 

La ventana dominio asociada a la clase c es una unión de conjuntos 

(max-l) / 2 

yC= U y 2i - 1 tal que Y 2 ¡. 1 es una ventana de tamaño (2i - 1 i con centro en el 
i=l 

pixel pCo, es decir: 

[2.32] 

Como: 
y 1 e Y J e ... e Y máx [2.33] 

Entonces: 
yC=y máx [2.34] 

Sea WC={wc
¡, WC3, . .. , WCmáx) un conjunto incluido en el conjunto de los números 

naturales y sea Q una función que asocia a cada subconjunto Vi de V un elemento 
del conjunto WC tal que al subconjunto Vi le corresponde el elemento WCi, se dice 
entonces que WC es el dominio de la función objetivo asociada a la clase c para el 
cálculo de la ventana óptima. 
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w=Q(v) [2.35] 

Nota: Es válido usar ventanas rectangulares, siempre y cuando se cumpla la siguiente 
condición: 

Vi e Vi+2 Vi [2.36] 

La función objetivo asociada a una clase c para el cálculo de su ventana óptima 

La función objetivo BC asociada a una clase c para el cálculo de la ventana óptima es 
el operador B que aplica la función criterio de homogeneidad normalizada a cada elemento 
del conjunto WC, donde cada wC

¡ se corresponde con una ventana de tamaño i x i centrada 
en el pixel prototipo pCo. 

hC = h( wC ) = h[Q(vC)] 

hC E[O,I] 

Ejemplos inductivos para el cálculo de la ventana óptima: 

[2.37] 

[2.38] 

[2.39] 

Se tienen cuatro imágenes sintéticas de 512 pixels por 512 pixels, en la cuales se 
presenta centrada una clase determinada. El fin de la clase de la imagen correspondiente a 
la figura 2.1 se tiene con una ventana igual 256 por 256 pixels. El fin de la clase de la 
imagen correspondiente a la figura 2.2 se tiene con una ventana igual 128 por 128 pixels. 
En las figuras 2.3 y 2.4 se tienen clases cuyo fin se encuentra en ventanas de 256 por 256 
pixels. 

Sea h(w) la función media normalizada de la ventana de tamaño v x v 
correspondiente a w centrada en el centro de la clase. Se presentan a continuación las 
gráficas dd comportamiento de la función objetivo B[h(w)] sobre las imágenes 
mencionadas. 
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Las gráficas de las repectivas primeras derivadas de la función objetivo son las 
siguientes: 
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Comentarios: 

Las inestabilidades en la función objetivo introducidas por el submuestreo 

Cuando se toman tamaños de ventana pequeños, en la mayoría de los casos, las 
estadísticas que se obtienen no son representativas de la clase. Cuando comienzan a 
tenerse muestras suficientes de la clase, las estadísticas se estabilizan hasta que, al salir de 
la clase, se observan nuevas inestabilidades. En consecuencia, al principio, la curva de la 
función objetivo sufre una sucesión de variaciones bruscas que están reflejando los grandes 
cambios que van sufriendo las estadísticas de la clase al incorporar unas pocas muestras 
más. Estas variaciones deben ser ignoradas. 

La ventana óptima versus la ventana fin de la clase 

Como ya se ha mencionado, en el fin de la clase la función objetivo sufre un cambio 
brusco en su concavidad. En este punto, se tiene la ventana fin de la clase. Se desea obtener 
una ventana suficientemente pequeña como para tener aproximadamente las mismas 
estadísticas que la ventana fin de la clase: ésta es la ventana óptima. 

El problema consiste en detectar el fin de las variaciones bruscas introducidas por el 
submuestreo en la función objetivo, o en otras palabras, el principio de la zona de 
estabilidad de dicha función. 

El umbral de estabilidad n 

Para reconocer el comienzo de la región de estabilidad se utiliza el parámetro n, 
denominado umbral de estabilidad. En este trabajo se han utilizado valores empíricos para 
n, pero se entiende que un camino a seguir es optimizar este parámetro en función de los 
datos mismos de la clase. (Véase Figura 2.9) 

Formalmente: 

Dada una clase c señalada en una imagen por su pixel prototipo pC o, sea WC el 
dominio de su función objetivo se asociado a un conjunto ve con centro en el pixel 
mencionado, sea se continua y derivable dentro de WC asociada a una función criterio de 
homogeneidad h, entonces VCI es la ventana óptima para la clase c si t está asociado al 
menor elemento de WC para el cual la función objetivo es un parámetro estimado 

~ representativo de la clase c. 

[2.40] 

Q-I es la función inversa de la función Q que relaciona biunívocamente a cada 
elemento de VC con un elemento de WC

• 

Debido a que se muestrea con el objeto de obtener precisamente este parámetro ~, se 
utiliza el umbral de estabilidad n para encontrar t, es decir, el principio de la zona de 
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estabilidad de la función objetivo Be, y con ello, la ventana óptima para generar las 
estadísticas de las muestras. Entonces, la definición de aplicación que se utiliza para el 
cálculo de la ventana óptima es la siguiente: 

Dada una clase c incluida en una imagen por su pixel prototipo pC o, sea WC el 
dominio de su función objetivo If asociado a un conjunto ve con centros en el pixel 
mencionado, sea If continua y derivable dentro de WC, entonces la ventana óptima vC

¡ para 
la clase c es la ventana asociada al menor elemento de WC para el cual el valor absoluto de 
la derivada de la función objetivo es menor que un umbral de estabilidad O, es decir: 

VCt=Q-1 (mín(wC))/wc=Q(V)E WC /\ I dB(w) I =lbC(w)1 <O [2.41] 
dw 

Experimentalmente se prueba que utilizando n ::; 0.3 se obtienen buenos resultados. 

II.2.4 La función de separabilidad 

Una primera relación entre las entidades 

Con el objeto de minimizar el traslape entre las clases en el crecimiento de 
regiones, se efectúa una primera interacción entre las mismas, comparando sus 
estadísticas estimadas. Aquí no se están validando los niveles de jerarquía de las 
entidades. Lo que se desea es llevar a cabo crecimientos no invasivos de regiones, es 
decir, no incorporar a una clase pixels que, a pesar de tener estadísticas cercanas a la 
misma, estén también muy cercanos a otra clase y que pudiesen afectar las nuevas 
estadísticas de la clase que se generen con el crecimiento de regiones. 

El objetivo de la interacción entre las clases es establecer los umbrales óptimos 
para el crecimiento de regiones. El procedimiento consiste en: comparar a través de 
una función de separabilidad las estadísticas de cada clase con las demás, buscar la 
clase que se encuentra más cercana a cada clase en cuestión y establecer los 
respectivos umbrales como función de la distancia de cada clase con su clase más 
cercana. 

La función de separabilidad 

La función de separabilidad depende de las distancias entre clases. Por ello se 
define, en primer lugar, este concepto. 

La distancia entre dos clases 

Sean i y j dos clases, la distancia entre la clase i y la clase j es la diferencia 
absoluta entre el valor que toma la función criterio de homogeneidad para la clase i y 
el valor que toma la función criterio de homogeneidad para la clase j, en los valores 
asociados a regiones representativas para cada una de ellas 
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[2.42] 

La distancia de una clase i a las demás clases 

Para calcular la distancia de una clase i a las demás clases deben definirse 
factores de peso P(ij) o probabilidades. La distancia de una clase i a las demás clases 
se calcula mediante la siguiente expresión: 

Nc 

d¡= L P(j)di, j [2.43] 
j=1 

donde: 

Nc 

LP(j) = 1 [2.44] 
j=1 

donde Nc es la cantidad de clases. 

Si todas las distancias entre clases son afectadas por el mismo factor de peso 

PG)= 1 excepto cuando se mide la distancia de una clase consigo misma (es 
(Nc -1) 

decir, cuando j es igual a i), caso en que se toma P(j)=O, el valor d¡ resultante es el 
promedio de las distancias entre clases. 

Si se considera que P(j) está definido de la siguiente manera: P(j) es igual a uno 
si d¡j es la mínima distancia de la clase i a cualquiera de las otras clases, y P(j) es 
igual a cero cuando se calcula la distancia de una clase a sí misma, entonces dj es la 
mínima distancia a cualesquiera de las (cc-1) clases restantes. O dicho de otra 
manera: 

Cmás cercana a la clase ¡ = j / djj = mín( d¡j) Vj::f. i E [1, N c ] e N [2.45] 

donde N es el conjunto de los número naturales. 

La distancia promedio entre las clases 

1 Nc 

d= - Ld¡ 
Nc i=1 

[2.46] 

Como función de separabilidad se emplea entonces, cualquier expresión que 
utilice distancias entre las clases. 
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El problema en el uso de promedios 

Una función de separabilidad puede emplearse para el cálculo de la ventana 
óptima (promedio), pero al utilizar distancias promedio, los valores se compensan y 
algunas estadísticas obtenidas pueden terminar no siendo representativas. Pueden 
manejarse valores más puros, como las distancias de una clase a las demás, en vez de 
trabajar con promedios generales de distancias entre clases. El costo computacional 
aumenta, en consecuencia. 

JI.2.5 El umbral óptimo 

que: 

Una vez obtenido el valor ~ representativo de una clase c debe definirse el 

rango de variación del estimador <1>, es decir, el dominio del atributo empleado como 
criterio de homogeneidad. Contando con este rango, se puede iniciar el proceso de 
muestreo, puesto que se está en condiciones de tomar un pixel de la imagen, calcular 
las estadísticas de su contexto y ver si las mismas están dentro del rango mencionado; 
en otras palabras, si están dentro de un umbral E denominado umbral óptimo. 

El problema dd cálculo del umbral se puede resolver empleando los datos 
propios de la clase. A efectos de no incorporar en el muestreo aquellos pixels cuyas 
estadísticas encajan en los rangos de variación de más de una clase, pueden calcularse 
los extremos del intervalo de variación en función de los valores de las demás clases, 
más específicamente, utilizar fas distancias antes mencionadas y con esto evitar 
traslapes de muestras de clases en el crecimiento de regiones. 

[2.47] 

o lo que es lo mismo: 

[2.48] 

En el caso del umbral óptimo de la clase c para el crecimiento de regiones se entiende 

[2.49] 
donde: 

<I>(w) = h(w) [2.50] 

Los valores de umbral obtenidos, ya sea a partir de las estadísticas propias de la 
clase o por la interacción entre las clases, son el resultado de aplicar una función fa 
los mismos, la cual puede ser acotada por un umbral de acotación 11. 

[2.51] 
52 



Por ejemplo, si la función f es el desvío estándar de la clase, se sabe que 
utilizando un parámetro de acotación 11 igual a uno se tienen el 68% de los datos, con 
11 igual a dos, el 95% de los datos, y con 11 igual a tres, prácticamente el 100% de los 
datos que se distribuyen bajo una Gaussiana. 

En el caso en que la función f es una función de separabilidad de mínima 
distancia de una clase a las demás, entonces el parámetro 11 es el porcentaje de dicha 
distancia. 

11.2.6 Notas acerca de posibles caminos de estudio 

En cuanto a la validación de la hipótesis respecto del pixel prototipo 

Se está suponiendo que para el pixel prototipo de cada clase c existe una región o 
vecindad RC

t que contiene muestras representativas suficientes de la clase cuando el valor 
absoluto de la derivada de la función objetivo comienza a ser menor que un umbral de 
estabilidad preestablecido. Un camino a seguir sería encontrar la zona de estabilidad de la 
función objetivo asociada a cada clase calculando el umbral de estabilidad a partir de los 
datos propios de la imagen. Es decir, establecer automáticamente que un pixel sembrado es 
un pixel prototipo válido de una clase c si existe una zona de estabilidad no vacía de la 
función objetivo asociada, dentro de la cual muestras válidas de la clase c producen 
estadísticas válidas de tal clase: 

tf 
PCoesválidoparalaclasec ~ 3 [w\WCtr):;t {}/ .L B[h(wi)] ~ 00 

I=t 

donde: 

[2.52] 

[2.53] 

Es decir, si existe el intervalo [wct,WCtr), en él se puede encontrar muestras suficientes 
de la clase, siempre y cuando, éstas sean muestras correctas de la clase. Por ejemplo, sea 
una imagen que contiene dos clases. Si el pixel prototipo de una de ellas está exactamente 
sobre la frontera de estas clases y ésta es una línea recta, entonces las ventanas asociadas a 
la función objetivo contienen exactamente la misma cantidad de pixels de ambas. Existe, 
por tanto, un intervalo en el cual la función objetivo es estable, pero las estadísticas de la 
clase que se obtienen no son correctas. 

Al ingresar un parámetro de estabilidad se corre el riesgo de que éste sea demasiado 
grande o demasiado pequeño. En el primer caso, la ventana óptima de la clase será 
demasiado pequeña y las muestras no serán representativas de la clase. Sin embargo, 
también puede suceder que dicho parámetro sea tan pequeño que pase por alto a la región 
de estabilidad que contiene estadísticas válidas para la clase y corte a la función objetivo en 
una segunda zona de estabilidad donde las muestras ya no son representativas tampoco. 
Como ya se ha mencionado, la función objetivo, cuando más pueda asociarse su dominio 
con ventanas que sean de} tamaño de la imagen, tiende a hacerse asírntota a una función 
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constante que es un parámetro de la imagen. Es decir, tiende a una región estable que no es 
en la mayoría de los casos, la "primera" región estable que se desea encontrar en el cálculo 
de la ventana óptima de una clase. 

11.3 FUNDAMENTOS DEL CLASIFICADOR 

11.3.1 La estimación de los parámetros para la clasificación 

Una vez reunidas las muestras estadísticamente válidas para una clase c dada por 
medio del algoritmo de crecimiento de regiones, debe obtenerse el nuevo valor del 

estimador cP para este conjunto de muestras que se denota como ~ (g). La región crecida está 
asociada al nuevo dominio W<g)c de la función objetivo B, donde w(g)c o es el elemento de 
W<g)c asociado a la región crecida inicial RCo={pco}, w(g)c] es el elemento de W<g)c asociado a 
la región crecida RC) y así sucesivamente hasta w(g)cm asociado a RC

m , donde m es la 
cantidad de pixels que pertenecen a la región crecida de la clase c. 

El límite de la función objetivo, cuando el número de muestras de una clase c dada 
tiende a la cantidad de muestras m de la región crecida de dicha clase, es un parámetro 
estimado de la función criterio de homogeneidad para ese conjunto de muestras 

Lím B(w(g)) = ~ (g) 
w(g) ~w(g)m 

[2.54] 

[2.55] 

Para una clase c dada por su muestra de mc pixels obtenidos en el crecimiento de 
reglOnes: 

II.3.2 La clasificación 

Lím B(w(g)C) = ~ (g)c 
w(g)c ~ w(g)c mc 

[2.56] 

[2.57] 

Para cada clase se conserva el tamaño de su ventana óptima VCt asociada a su 
respectivo WCt perteneciente al dominio WC de la función objetivo B. Se conservan además 
las estadísticas obtenidas a partir del crecimiento de regiones, es decir, las h(w(g)cmc)= ~(g)c. 
En la clasificación ya no se emplea la función objetivo B. El propósito de evaluar la 
función B es encontrar los ~ (g)c . 

En esta etapa se busca minimizar una función de energía E que depende de una 

función potencial P y del parámetro ~ (g). En primer lugar, se define el dominio de la 
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función potencial P, luego la función potencial propiamente dicha y por último se enuncia 
la función de energía E. 

11.3.2.1 La función potencial 

Sea p¡,(x, y) un pixel perteneciente a una imagen gb(X, y) de tamaño NxM cuyas 
coordenadas son (x,y) tales que x E [1,N] eN, y E [1,M] eN. Sean c clases incluídas en la 
imagen g representadas por el vector 4) (g). 

Sea el conjunto VI formado por los tamaños de ventana óptimos asociados a cada una 
de las c clases. 

Sea el vector V(x,y)=[vl(x,y), ... , VC(x,y)] tal que el elemento vi(x,y) es la ventana con 

centro en las coordenadas x e y del pixel p¡,(x, y) del tamaño de la ventana óptima vil de la 
clase i. 

Sea el arreglo [ v(x, y) ] formado por todos los vectores v(x, y) que son subconjuntos de 

la imagen &t>(x, y), el dominio de la función potencial. A través de una función Q se asocia 

[V(x, y)] al arreglo de etiquetas [ w(x, y) ]. 
Sea m(v) = h[Q(v)] el criterio de homogeneidad empleado para llevar a cabo la 

segmentación. 

La función potencial P se define de la siguiente manera: 

P= p([ v(x, y)])= m([ v(x, y)]) = h([ w(x, y)])= [p..(x,y)] NxM [2.58] 

donde v(x, y) , W(x, y) y POI(X, y) son vectores de c elementos. 

11.3.2.2 La función de energía 

A cada pixel p¡,(x, y) se le asocia un vector de energía local Ep(x, y) de tamaño c tal 
que: 

E -[ E (C)]_[I ( ) (c) ;h (g)CI]_1 ;h (g)1 2 
p(x, y) - p(x, y) - . POI x, Y - '1' - POI(X, y) - '1' [2.59] 

La energía global se define como: 

N M 

E=E (p,4) (g» = [Ep(x,y)] = IIEp(x,y)Ú(x,y) [2.60] 
x=1 y=1 

donde o es la delta de Dirac. 
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11.3.2.3 La minimización global de la energía 

El problema de la asignación de los pixels a la clase más cercana es un problema de 
minimización de energía. La energía global mínima se obtiene a través de la minimización 
de las energías locales. 

El pixel Pt>(x, y) es asignado a la clase c si Ep(x, y) (e) es el menor elemento del vector 

de energía Ep(x,y) asociado a Pt>(x,y) 

p~ clase c: Ep(x, y) (e) = mín( Ep(x, y) ) [2.61 ] 

La energía global mínima es entonces : 

Mín(E) = [mín( Ep(x,y»)] [2.62] 

11.3.2.4 Fundamentos del clasificador. 

Los pasos básicos del clasificador son los siguientes: 
1) Se cargan en memoria RAM las bandas elegidas para la clasificación. Se emplean 

usualmente bandas decorrelacionadas en el caso de imágenes multiespectrales y 
filtradas de ruido en caso de imágenes de radar. 

2) Se siembran los pixels en los lugares elegidos de cada clase definida para la 
segmentación. 

3) La ventana óptima y el parámetro de uniformidad espectral son valores derivados 
de cada clase definida en función de los parámetros n y 11. 

4) Se aplica el algoritmo de crecimiento de regiones a los pixels seleccionados, 
empleando parámetros óptimizados de acuerdo al paso anterior. 

5) Para cada región crecida, se calcula la función criterio de homogeneidad. Cada 
región representa una clase y es una muestra estadística válida del 
comportamiento de la dicha clase. 

6) Se consideran un conjunto de vecindades centradas en un pixel p y cuyos tamaños 
se corresponden con los tamaños de ventana óptimos de las clases para clasificar 
los pixels de la imagen. Para cada vecindad de dicho pixel se calcula la función 
criterio de homogeneidad. 

7) Un pixel Pk,l se la imagen multiespectral se clasifica de acuerdo a lo siguiente: 

P'k,1 ~ clase k: I POl(X, y) (k)_ ¡¡; (g)kl es mínimo t:I k [2.63] 

11.3.3 Clasificadores espectrales 

11.3.3.1 El clasificador espectral por medias. 
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Sea M la función media normalizada que se emplea como función criterio de 
homogeneidad h. Para una clase i dada por su pixel prototipo pio,. se define el conjunto Wi 

cuyos valores están asociados a ventanas cuadradas centradas en plo. 

[2.64] 

Se define la función objetivo para el cálcufo de la ventana óptima de la clase i como: 

B:~->h(~) 

Se asigna al parámetro de estabilidad n el valor 0.03. 
La ventana óptima para la clase i es: 

[2.65] 

Conociendo esta ventana se calcula el valor estimado de 4> i =M(Wit) para la clase i y 

se definen los extremos del dominio del estimador el> para la clase i , o lo que es 
equivalente, el umbral~. Para e]lo, se emplea un umbral de acotación 11 igual a uno [Ayans 
& Biging, 1996] y una función f igual al desvío estándar D calculado sobre la ventana 
óptima de la clase i. 

E=l1 f 
f:;= D(Wit) 

11 = 1 

[2.66] 

Con esto, el criterio de homogeneidad para el crecimiento de regiones de la clase i es 
el siguiente: 

[2.67] 

Al finalizar los crecimientos se tienen los valores 4> (g)i == M(W(g)it) del estimador el> 

para cada clase i. Se define la función potencial: 

p;: p([ v(x,y)])= M([ w(x,y)]) =¡(POI(X,y) ] NxM 

y con esto la función de energía a minimizar durante el proceso de clasificación: 

E.,(x. y) =[ &'(X, y) (C)]=[I p .. (x, y) (c)_ ¡¡; (g)cl]=1 p .. (x, y) _ ¡¡; (g)12=1 M( w(x, y) ) - M(w(g)t) I 

[2.68] 

II.3 .3.2 El clasificador espectral por histogramas. 
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En el clasificador espectral por histogramas se emplea la función histograma conjunto 
normalizado [Cetin & Levandowski, 1991] como atributo relevante. El histograma porta 
información del desvío estándar, puesto que este último puede calcularse a partir del 
primero. La ventana óptima se calcula empleando únicamente el histograma, pero en el 
crecimiento de regiones, se define un criterio de homogeneidad que consta de ambos 
atributos. Los extremos del dominio del atributo histograma se definen en función de la 
distancia mínima de un histograma a otro. Si las clases no son equidistantes, se corre el 
riesgo de incorporar en las regiones crecidas pixels que no corresponden a las mismas, por 
ello necesita emplearse otro atributo que los acote: el desvío estándar. 

Sea entonces H la función histograma normalizado que se emplea como función 
criterio de homogeneidad hl • Para una clase i dada por su pixel prototipo piO, se define el 
conjunto W i cuyos valores están asociados a ventanas cuadradas centradas en pio. 

hl(~)=H(~) 
H=histograma normalizado 

[2.69] 

Se define la función objetivo para el cálculo de la ventana óptima de la clase i como: 

Se asigna al parámetro de estabilidad O el valor 0.03. 
La ventana óptima para la clase i es: 

Vit=Q-1 (mín(~t))/ 

~1=Q(vit)E W i Al dB(w) I =IH(wi+I)_H(~)I=lbi(wi)1 <O =0.03 
dw 

[2.70] 

Conociendo esta ventana se calculan los umbrales óptimos para cada clase. En este 
clasificador se trabaja con dos umbrales para cada clase. El primer umbral es una función 
de distancia de cada clase con las demás y el segundo umbral se obtiene de datos propios de 
la clase. 

Se calculan entonces el valor estimado de ~ li=hl(wit) para la clase i, y el valor 

~ 2i=h2(~t)=D(wit) (donde D es el desvío estándar) y se definen los extremos de los 

dominios de los estimadores <1> l Y <1> 2 para la clase i , o lo que es equivalente, los umbrales 
~I y ~2. Para ello, se emplea un umbral de acotación 11 igual a 0.75 y funciones f l e f2 que a 
continuación se definen: 

11 = 0.75 
El = 11 fl 
f( = mín(di)=mín(IH(wit)-H(wit)l) 'V j;t: i E [1,c] 

E2 = ( 1 - 11) f2 

f2 =D(~t) 
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Con esto, los criterios de homogeneidad para el crecimiento de regiones de la clase i 
son los siguientes: 

IH(~) -H (w\)1 ~ 0.75 mín(lH(~t)-H(wit)1) \i j;é i E [l,c] 
ID(~) -D (~t)1 ~0.25 D(wit) 

La función objetivo que se emplea en el crecimiento de regiones es la siguiente: 

Los parámetros obtenidos en el crecimiento de regiones son los histogramas de las 
clases crecidas y se denotan de la siguiente manera: 

Se define la función potencial: 

p= p([ v(x,y) D= H([ w(x,y) D =[ po.(x, y) ]NxM 

y con esto la función de energía a minimizar durante el proceso de clasificación: 

~(x. y) =[ ~(x. y) (C)]=[I ~.( x, y) (c) - ij) (g)cll=1 ~.( x, y) - ij) (g)12=1 H( w( x, y) ) - H( w(g)t) I 
[2.72] 

Ejemplo de función objetivo 

Se tiene una imagen g de 512 pixels por 512 pixels de 256 niveles de gris, en cuyo 
centro existe una clase C que tiene un tamaño de 256 pixels por 256 pixels. Alrededor de 
dicha clase, existen otras clases. El pixel central de la imagen es el pixel prototipo pCo de 
esta clase c. Sea B (w) la función objetivo que calcula el histograma normalizado de cada 
ventana de tamaño v centrada en pCo asociada a w .. 

La imagen que se presenta a en la Figura 2.10 muestra de menor a mayor tamaño de 
ventana, siguiendo desde el borde superior al borde inferior, los histogramas normalizados 
y reescalados a 256 para cada ventana v centrada en pCo. 

Puede apreciarse muy cerca del borde superior de la imagen, que los cambios en los 
histogramas son grandes. Luego, comienza una zona en la cual los valores comienzan a 
mantenerse estables. Al fma1 de dicha zona, se nota un cambio brusco en los valores de los 
histogramas. Hacia el borde inferior de la imagen, los valores de los histogramas tienden a 
suavizarse. En la última línea se tiene el histograma de la imagen: un parámetro de la 
lTIlsma. 

En la imagen de la Figura 2.11 se presenta la primera derivada bC(w) de la función 
objetivo de la clase c tomada en valor absoluto y reescalada a 256. Los grandes cambios 
que se producen en los histogramas normalizados al pasar de un tamaño de ventana 
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En la imagen de la Figura 2.11 se presenta la primera derivada bC(w) de la función 
objetivo de la clase c tomada en valor absoluto y reescalada a 256. Los grandes cambios 
que se producen en los histogramas normalizados al pasar de un tamaño de ventana 
pequeño a otro tamaño de ventana pequeño se pueden apreciar en los colores claros del 
borde superior. Más cerca del fm de la clase, se ve que los cambios tienden a ser mínimos: 
en estos tamaños de ventan~ la energía tiende a minimizarse. Al comenzar a tomar las 
ventanas pixels de las clases vecinas, se producen cambios relativamente bruscos entre 
histogramas normalizados consecutivos. Esto se puede apreciar en la imagen siguiente si se 
considera una recta horizontal imaginaria que pasa a través de la misma por su parte 
central. Luego, más cerca del borde inferior, ya no hay cambios, puesto que los datos 
tienden a representar el histograma de la imagen: uno de sus parámetros. 

Por último, la imagen que se presenta en la Figura 2.12 se tiene la segunda derivada 
de la función objetivo de la clase c (reescalada a 256 niveles), en la cual puede apreciarse el 
fm de la clase c, puesto que se ve claramente un cambio brusco de concavidad en esa 
posición. 

- - : ~ -== -

Figura 2.10 Figura 2.11 Figura 2.12 

H.3.4 Clasificadores textura les 

H.3.4.1 El clasificador textural por matrices de co-ocurrencia 

El clasificador textura 1 por matrices de co-ocurrencia no es más que una 
generalización del clasificador por histogramas. 

Sea e el atributo matriz de co-ocurrencia que se emplea como función criterio de 
homogeneidad h. Para una clase i dada por su pixel prototipo pío, se defme el conjunto Wí 

cuyos valores están asociados a ventanas cuadradas centradas en píO. 

hl(Wí)=C(~) [2.73] 
donde e es la matriz de co-ocurrencia. 
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Se asigna al parámetro de estabilidad n el valor 0.03. 
La ventana óptima para la clase i es: 

Vit=Q-l (mín(wit))/ 

w\=Q(Vit)E Wi /\ I dB(w) I =IC(wi+l)_C(wi)I=lbi(wi)1 <n =0.03 
dw 

[2.74] 

Conociendo esta ventana se calcula el valor estimado de ~ li=h1(wit) para la clase i, y 

el valor ~2i=h2(wit)=D(wit) (donde D es el desvío estándar) y se definen los extremos de 

los dominios de los estimadores <1> 1 Y <1> 2 para la clase i , o lo que es equivalente, los 
umbrales ~l y ~2. Para ello, se emplea un umbral de acotación 11 igual a 0.75 y funciones f l 

e f2 que a continuación se definen: 

A = 0.75 
El = 11 f1 
f l = mín( d¡)=mín(IH(wit)-H(wi¡)1) \;j j :t i E [1 ,c] 

E2 = (1 - 11) f2 

f2 =D(~¡) 

[2.75] 

Con esto, los criterios de homogeneidad para el crecimiento de regiones de la clase i 
son los siguientes: 

IC(wi) -C (wit)1 ~ 0.75 mínClC(wit)-C(wit)l) \;j j:t i E [l,c] 
ID(~)-D(wit)I~0.25 D(wit) 

La función objetivo que se emplea en el crecimiento de regiones es la siguiente: 

Los parámetros obtenidos en el crecimiento de regiones son los histogramas de las 
clases crecidas y se denotan de la siguiente manera: 

Se define la función potencial: 

p = p ([ v(x, y)])= C([ w(x, y) ]) =[ po.(x, y) ]NxM 

y con esto la función de energía a minimizar durante el proceso de clasificación: 
61 



&(x, y) = [&(x, y) (C)] = [1 p .. (x, y) (C)_ ~ (g)CI] = I p .. (x, y) - ~ (g)1 2 = I C( W(X, y) ) - C(W(g)t) I 

[2.76] 

11.3.4.2 El clasificador textural por centros de masa de matrices de co-ocurrencia 

El centro de masa de una función de densidad es aquel valor de abcisa para el cual la 
probabilidad acumulada tiene el valor 0.5. En el caso de una función de densidad 
bidimensional, se tiene un vector cuyos valores son las medias o centros de masa para cada 
uno de los ejes. 

Este clasificador se basa en la propiedad de simetría de la matriz de coocurrencia: la 
función de densidad bidimensional que se obtiene es simétrica respecto a la diagonal 
principal de tal matriz. Se refleja la parte inferior izquierda de la matriz de co-ocurrencia 
sobre su diagonal principal, y se suma tal parte sobre la parte superior derecha. De este 
modo, se tiene una nueva función de densidad, de la que se obtienen para cada eje los 
centros de masa. 

En ténninos prácticos, el procedimiento consiste en armar la matriz de co-ocurrencia 
de la siguiente manera: se cuentan los pixels en aquellas celdas cuyas posiciones están 
dadas por subíndices en los cuales el primero siempre es menor o igual que el segundo 
subíndice. Toda vez que se tenga un par de pixels (u,v) donde u es mayor que v, éste se 
cuenta en la celda de subíndice (v,u). 

Este clasificador tiene fundamentos similares al clasificador espectral por medias, 
puesto que los umbrales se calculan también empleando el desvío estándar. En este caso 
específico se emplean las medias o centros de masa de la matriz de co-ocurrencia y el 
desvío estándar de la matriz de co-ocurrencia. 

Sea entonces M la función centro de masa nonnalizado que se emplea como función 
criterio de homogeneidad h. Para una clase i dada por su pixel prototipo piO, se define el 
conjunto Wi cuyos valores están asociados a ventanas cuadradas centradas en piO. 

[2.77] 

Se define la función objetivo para el cálculo de la ventana óptima de la clase i como: 

Se asigna al parámetro de estabilidad O el valor 0.03. 
La ventana óptima para la clase i es: 

Vit=Q-1 (mín(wit»/~t=Q(vit)E Wi /\ I dB(w) I =IS(wi+I)-S(wi)l=bi(wi) <O =0.03 
dw 

[2.78] 

Conociendo esta ventana se calcula el valor estimado de ~ i =M(Wit) para la clase i y 

se definen los extremos del dominio del estimador cp para la clase i , o lo que es 
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equivalente, el umbral~. Para ello, se emplea un umbral de acotación 11 igual a uno y una 
función f igual al desvío estándar D calculado sobre la matriz de co-ocurrencia de la clase 
1. 

c=11 f 
f= D(w\) 
11=1 

Con esto, el criterio de homogeneidad para el crecimiento de regiones de la clase i es 
el siguiente: 

[2.79] 

Al finalizar los crecimientos se tienen los valores ~ (g)i = M(w(g)i.) del estimador cp 
para cada clase i. Se define la función potencial: 

P= P(l v(x, y) D= S([ w(x, y)]) =[ POI(X, y) ]NxM 

y con esto la función de energía a minimizar durante el proceso de clasificación: 

&'(x, y) =[ &'(x, y) (C)]=[I POI(X, y) (c)_ ~ (g)cl]=1 POI(X, y) - ~ (g)12=1 S( w(x, y») - S(w(g)t) I 

[2.80] 
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CAPITULO III 

RESULTADOS Y DISCUSION 

Para evaluar el potencial de los clasificadores propuestos en este trabajo, se 
construyó una serie de ejemplos consistente básicamente de imágenes sintéticas e 
imágenes de radar. El desglose de estos ejemplos es el siguiente: 

a) Un conjunto de treinta y seis imágenes sintéticas cuyos parámetros 
estadísticos son conocidos. Las imágenes sintéticas son de una sola banda y contienen seis 
clases cada una. El tamaño de estas imágenes es de 192 pixels por 256 pixels. 

b) Una imagen multiespectral SPOT a la cual se le aplicó previamente la 
descomposición en componentes principales. El tamaño de esta imagen es de 512x512 
pixels; el tamaño del pixel es de 20x20 m2 y cubre una porción de México Central. 

c) Una imagen de radar SEASA T filtrada de speckle con el filtro geométrico 
[Pastrana, 1996]. El tamaño de esta imagen es de 512x512 pixels; el tamaño de cada pixel 
es de 25x25m2 y cubre una porción del norte de México. 

m .1 Las bandas sintéticas 

Las bandas sintéticas empleadas tienen parámetros estadísticos conocidos. El 
objetivo del empleo de tales bandas es evaluar, de una manera controlada, los algoritmos 
implantados. Existen varios criterios de evaluación, entre ellos se destacan la precisión, o 
porcentaje de aciertos sobre número de casos, y el coeficiente Kappa, que depende de una 
matriz de confusión. Ambos criterios se detallan a continuación. 

111.1 .1 Los criterios de evaluación 

In.1.1 .1 La precisión calculada sobre pixel clasificado 

Se detennina para cada pixel clasificado si es un acierto o un fallo. Un pixel es 
acertadamente clasificado si es etiquetada a la clase para la cual fue designado; en caso 
contrario, es un fallo. Los fallos son considerados confusiones con otras clases. Si un pixel 
fue asignado a una clase diferente a la que pertenece, se detennina a cuál de ellas. Se 
cuenta el número de confusiones de una clase con otra, para todos los pares de clases. Con 
esto, se tiene una matriz denominada "de confusión" de dimensión igual a la cantidad de 
clases. Las celdas de su diagonal principal contienen valores que representan los aciertos 
para cada clase. 

Se cuentan para cada clase el número de aciertos y se divide por la cantidad de pixels 
correspondientes a dicha clase que fueron clasificados, es decir, el número de aciertos más 
el número de fallos. Este valor es la precisión resultante para una clase dada. Se calcula un 
promedio de precisiones entre todas las clases y esta es la precisión global del algoritmo. 
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I1I.1.1.2 El coeficiente Kappa 

El coeficiente Kappa [Cohen, 1960; Congalton, 1983; Hudson & Rarnm, 1987] es un 
valor que se obtiene a partir de la matriz de confusión. Los valores de la matriz de 
confusión se normalizan dividiendo por el número total de muestras N contadas en la 
matriz de confusión, de manera que la suma de todos los elementos de la matriz de 
confusión se hace igual a uno. 

Se suman los valores de las celdas de la matriz de confusión por fila y por columna 
en vectores que contienen estos totales. Se efectúa el producto escalar de dicho vectores y 
el resultado se denota con la letra q. La suma de los elementos de la diagonal de la matriz 
de confusión se denota con d. El coeficiente Kappa se define de la siguiente manera: 

d-q 
K= 

l-q 
[3.1 ] 

Una clasificación perfecta arroja un coeficiente Kappa igual a uno. Una 
clasificación completamente errónea produce un coeficiente Kappa negativo. 

I1I.1.2 La generación de las imágenes sintéticas 

III.l.2 .1 El generador de funciones de densidad Rayleigh y la generación de las clases 

Las clases se obtienen a partir de un generador de funciones de densidad Rayleigh. 
Se emplea este tipo de distribución debido a que la bibliografia reporta que, en general, los 
histogramas de las clases tienen una forma similar a la curva Rayleigh. 

Al generador de funciones de densidad Rayleigh deben ingresarse dos parámetros: el 
valor de la abcisa para el cual la función de densidad Rayleigh es igual a cero, y el desvío 
estándar, que se utiliza también para calcular el incremento de abcisa. Dado un valor de 
abcisa, comenzando desde cero, el valor de la ordenada se calcula mediante las siguientes 
expresiones: 

k = -O.5( x.) 2 
desvlO 

y = x ek 

100.desvio 

[3.2] 

[3.3] 

Se generan cuatrocientos valores de abcisa "x" y se calculan sus respectivas 
ordenadas "y". Para cada valor x de la abcisa se guarda el valor acumulado "a" de las 
ordenadas y. Al vector x se le suma el valor de la abcisa para el cual la función de densidad 
Rayleigh es igual a cero, con el fin de efectuar una traslación de la función Rayleigh sobre 
el eje de las abcisas. Los vectores de abcisas x y de acumulados a constituyen la salida del 
generador de funciones Rayleigh. 

Una clase se genera de la siguiente manera: 
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1) Se introducen en el generador los dos parámetros antes mencionados, que 
representan la clase que se desea generar. 

2) El generador calcula el vector "a", que representa la función de distribución 
Rayleigh, y el vector de abcisas "x" correspondientes. 

3) Se genera un número aleatorio n entre O y 1 empleando una distribución 
uniforme. 

4) El valor de "x"correspondiente al menor valor del vector de acumulados 
"a" que es mayor que el numero n es el valor del nivel de gris asociado al 
pixel a generar. 

5) Se repiten los pasos anteriores hasta que se haya completado el número de 
pixels que se desean generar para la clase dada. 

11.1.2.2 Los parámetros estadísticos empleados para las clases 

Se generan treinta y seis bandas con seis clases cada una, es decir, un total de 216 
clases con parámetros estadísticos diferentes. Cada banda tiene un tamaño de 192 pixels 
por 256 pixels y el tamaño de cada clase es de 64 pixels por 128 pixels. En cada banda, las 
clases tienen la misma separación entre medias y el mismo desvío estánda. Considerando 
un orden ascendente de media, se numeran de uno a seis. La estructura de las clases en una 
banda dada es la siguiente: de izquierda a derecha, en la parte superior se encuentran las 
clases uno, tres y cinco, y en la parte inferior, las clases dos, cuatro y seis. 

Los parámetros empleados para la generación de las clases se resumen en la tabla 
3.1. En cada renglón de dicha tabla se tienen seis números que constituyen los valores de 
abcisas para los cuales la función Rayleigh vale cero. En cada columna se tiene un valor de 
desvío estándar, que es del orden de 2n

, donde n varía desde cero hasta cinco. Para la 
generación de una banda se emplean los valores de un renglón de la tabla y un valor de una 
columna. De esta manera, para una banda dada, la diferencia entre medias consecutivas en 
el eje nivel de gris de un renglón dado es constante. 

Los renglones de la tabla se enumeran desde uno hasta seis, y a los valores de desvío 
estándar se le asigna un índice que varía también desde uno hasta seis. Una banda sintética 
se almacena con un nombre que es la combinación de los índices asociados a la separación 
entre medias (IndiceMedia) y al desvío estándar (IndiceDesvio) mediante la siguiente 
expresión: 

Nombre = IndiceDesvio * 10 + IndiceMedia [3.4] 

A continuación se presenta la tabla 3.1 que relaciona los nombres de las bandas 
generadas con los parámetros asociados a las clases que las componen: 
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Valores iniciales de abcisa Separac. cr=l 0=2 cr=4 0=8 0=16 0=32 
entre 
medias 

16 48 80 112 144 176 32 11 21 31 41 51 61 
72 88 104 120 136 152 16 12 22 32 42 52 62 
100 108 116 124 132 140 8 13 23 33 43 53 63 
114 118 122 126 130 134 4 14 24 34 44 54 64 
121 123 125 127 129 131 2 15 25 35 45 55 65 
124 125 126 127 128 129 1 16 26 36 46 56 66 

Tabla 3.1 

Entonces, sea por ejemplo, la banda de nombre 32. Esta banda contiene clases cuyo 
desvío estándar es 4 (puesto que el índice de desvío es 3) y cuya separación entre medias 
es 16 (puesto que el índice de separación entre medias es 2). 

11.1.3 El simulador 

A efectos de introducir mayor aleatoriedad en la distribución de las clases en una 
banda dada, se emplea un simulador que genera imágenes multiespectrales sintéticas a 
partir de las bandas generadas según los párrafos que anteceden, las segmenta según un 
criterio preestablecido y calcula un valor de precisión. 

A grandes rasgos, el simulador trabaja de la siguiente manera: 
1) Genera una imagen multiespectral sintética con clases distribuidas 

aleatoriamente. 
2) Aplica sobre esta imagen un mismo algoritmo de segmentación especificado. 
3) Calcula la precisión de dicho algoritmo y la acumula. 
4) Repite los pasos anteriores tantas veces como iteraciones se hayan detenninado 

con anterioridad. El número de iteraciones indica la cantidad de imágenes que se desean 
segmentar. 

5) Por último, calcula la precisión promedio del algoritmo, dividiendo el acumulado 
de precisiones por el número de iteraciones realizadas. 

A continuación se detallan, en primer lugar, las entradas al simulador, luego la 
generación de imágenes multiespectrales sintéticas, y por último las salidas del mismo. 

11.1.3.1 Las entradas al simulador 

Deben especificarse los siguientes datos: 
- Cantidad de bandas 
- Número de iteraciones 
- Criterio de homogeneidad (el algoritmo de segmentación). 
- Parámetros del criterio de homogeneidad 
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11.1.3.2 La generación de imágenes multiespectrales sintéticas 

Con el objeto de efectuar pruebas con los algoritmos implantados, se utiliza un 
generador de imágenes multiespectrales sintéticas (GIMS), el cual emplea las bandas 
otenidas en la etapa anterior con e1 generador de funciones de densidad Rayleigh. Para 
evitar confusiones, debido a que estas bandas se almacenan en un dispositivo físico, se las 
denominará "bandas almacenadas". A las bandas que sean salida del GIMS, debido a que 
sólo se almacenan en memoria RAM, se las denominará "bandas en memoria" . 

Para producir una banda en memoria, el GIMS necesita dos números aleatorios entre 
uno y seis, para establecer el nombre de una banda almacenada y otro número aleatorio 
entre uno y seis más para determinar el número de clase de dicha banda almacenada que 
extraerá para constituir la primera clase de la banda en memoria. El GIMS repite el paso 
anterior hasta completar seis clases de la banda en memoria. 

Una imagen multiespectral sintética se genera de la manera explicada en el párrafo 
anterior con tantas bandas en memoria como cantidad de bandas se hayan especificado. Si 
la cantidad de bandas para cada imagen multiespectral es mayor que uno, y el operador 
solicita que las bandas estén decorrelacionadas, antes se pasar al paso siguiente, el GIMS 
aplica a cada imagen generada la descomposición en componentes principales. 

B.l.3.3 Los procesos realizados sobre las imágenes multiespectrales sintéticas 

Sobre cada imagen multiespectral sintética se siembran automáticamente los pixels 
prototipo en las coordenadas del centro de la clase. Se inicia el algoritmo de segmentación 
por crecimiento de regiones sobre la imagen generada, aplicando el criterio de 
homogeneidad especificado con sus correspondientes parámetros. Al final de esta etapa se 
inicia un proceso de evaluación de la precisión del algoritmo de segmentación para esta 
Imagen. 

Los pasos anteriores se efectúan tantas veces como número de iteraciones de la 
simulación se hayan especificado. 

A modo de resumen, se realizan los siguientes comentarios respecto de los 
algoritmos evaluados: 

En cuanto al cálculo de la ventana óptima: 
Cuando se emplean ventanas promedio, éstas se calculan a partir de datos de 
todas las clases. 
Cuando se emplean ventanas por clase, cada una se obtiene a partir de los datos 
de la clase a la que está relacionada. 

En cuanto al cálculo del umbral óptimo para el crecimiento de regiones: 
El algoritmo de diferencia de medias define los umbrales para el crecimiento 
con datos propios de cada clase. 
El algoritmo de diferencia de histogramas define los umbrales para el 
crecimiento a partir de datos propios de la clase y a partir de datos de las demás 
clases. 
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En cuanto al cálculo del umbral para la segmentación: 
En el algoritmo de diferencia de medias con ventana promedio los pixels son 
clasificados a la clase más cercana. 
En el algoritmo de diferencia de medias con ventana por clase, los umbrales se 
definen a partir de los crecimientos. 
En los algoritmos de diferencia de histogramas, ya sea con ventana promedio o 
con ventanas por clase, los pixels son clasificados en la clase más cercana, si su 
histograma asociado se intersecta con el de la clase. 

11.1.3.4 Las salidas 

Las salidas de la simulación son valores de precisión promedio y kappa promedio, 
calculados empleando las expresiones mencionadas en la parte 111.1.1. 

111.1.4 Las simulaciones realizadas 

En primer lugar, se efectuaron segmentaciones sobre las bandas sintéticas 
almacenadas. Esto permitió observar detalladamente los crecimientos de regiones para 
cada clase y establecer parámetros para efectuar crecimientos suficientes, lo menos 
invasivos posibles. Un crecimiento es invasivo cuando toma pixels de sus clases vecinas. 
En segundo lugar, se efectuaron las simulaciones mencionadas. 

En todos los casos se sembraron los pixels prototipo en las posiciones que se 
muestran en la siguiente tabla (3.2): 

Clase Columna Fila 
1 32 64 
2 32 192 
3 96 64 
4 96 192 
5 160 64 
6 160 192 

Tabla 3.2 

Nota: Cada posición coincide con el centro geométrico de la clase respectiva. 

A modo ilustrativo se presentarán los resultados obtenidos por cada algoritmo para 
tres ejemplos. En primer lugar, se considerarán las bandas sintéticas almacendas 35 
(Imagen 3.1) y 64 (Imagen 3.2). En el caso 35 las clases tienen una separación entre 
medias de 2 y un desvío estándar de 4. En el caso 64 las clases tienen una separación entre 
medias de 4 y un desvío estándar de 32. Los histogramas que pueden apreciarse en las 
figuras 3.1 y 3.2 se corresponden con las imágenes 3.1 y 3.2 respectivamente. El tercer 
ejemplo es la imagen sintética denominada "ndi" (Imagen 3.3) cuyas clases tienen 
distribución Rayleigh con el mismo valor inicial de abcisa, pero con desvíos 1, 2, 4, 8, 16 Y 
32; su histograma es el de la figura 3.3. 
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Caso 35 
Imagen 3.1 

Caso 64 
Imagen 3.2 

Imagen ndi 
Imagen 3.3 
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Histograma de la imagen 3.1 
Figura 3.1 
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Histograma de la imagen 3.2 
Figura 3.2 
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Histograma de la imagen 3.3 
Figura 3.3 
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111.104.1 Los resultados sobre las bandas sintéticas almacenadas 

111.104.1.1 Algoritmo de segmentación por medias espectrales 

Se muestran a continuación los resultados del algoritmo de diferencia de medias, 
empleando ventanas óptimas promedio y ventanas óptimas por clase. En ambos casos, los 
umbrales para los crecimientos se calcularon tomando la media más menos un desvío 
estándar. 

111.104.1.1.1 Algoritmo de segmentación por medias espectrales con ventana óptima 
promedio 

Los tamaños de ventana óptimos obtenidos en cada caso se presentan en la siguiente 
tabla (3.3): 

Separación entre 32 16 8 4 2 1 
medias/Desvío 
estándar 

1 25 3 11 13 7 37 
2 5 3 3 15 3 11 
4 9 7 11 3 5 23 
8 5 7 59 23 5 11 
16 19 9 19 9 61 33 
32 9 9 37 59 13 35 

Tabla 3.3 

Los datos de la tabla 3.3 no tienen un comportamiento estadístico aparente, puesto 
que bandas con clases cuya separación entre medias es muy grande pueden tener tamaños 
de ventana muy grandes, y clases con separación entre medias muy pequeña pueden tener 
ventanas muy grandes también. Lo mismo sucede desde el punto de vista del desvío 
estándar. 

Los valores de precisión y una gráfica que ilustra su comportamiento se presentan en 
la figura 304. 

Los crecimientos de regiones y la segmentación con este algoritmo del caso 35, el 
caso 64 y la imagen ndi se muestran en las imágenes 304 y 3.5, 3.6 y 3.7 y 3.8 y 3.9 
respectivamente. 

111.104.1.1.2 Algoritmo de segmentación por medias espectrales con ventana óptima por 
clase 
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Los tamaños de ventana óptimos obtenidos en cada caso con un umbral de 
estabilidad de 1 % fueron los siguientes: 
Separación entre 32 16 8 4 2 1 
mediaslDesvío 
estándar 

1 3 3 3 3 3 3 
2 3 3 3 3 3 3 
4 3 3 3 3 3 3 
8 5 4 4 4 5 4 
16 4 4 5 4 6 4 
32 7 7 5 8 6 6 

Tabla 3.4 

De la tabla 3.4 se desprende que existe una relación directa entre el desvío estándar y 
el tamaño de ventana, puesto que a medida que aumenta el desvío estándar, el tamaño de 
ventana aumenta y viceversa, a medida que disminuye el desvío estándar, el tamaño de 
ventana disminuye. Cabe destacar que el desvío estándar es un dato inherente a la clase. 
Nota: Con valores más pequeños del umbral de estabilidad pueden aumentarse los 
tamaños de ventana. 

Los valores de precisión se presentan en la figura 3.5. Los crecimientos de regiones y 
la segmentación con este algoritmo del caso 35, el caso 64 y la imagen ndi se muestran en 
las imágenes 3.10 y 3.11, 3.12 y 3.13 y 3.14 y 3.15 respectivamente. 

III.I.4.1.2 Algoritmo de segmentación por histogramas conjuntos 

Se muestran a continuación los resultados del algoritmo de segmentación por 
histogramas conjuntos, empleando ventanas óptimas promedio y ventanas óptimas por 
clase. En ambos casos, el factor a aplicar al umbral para los crecimientos fue del 75 %. 

I1I.1.4.1.2.1 Algoritmo de segmentación por histogramas conjuntos con ventana óptima 
promedio 

Los tamaños de ventana para cada caso fueron los siguientes: 

Separación 32 
entre Medias/ 
Desvío 
Estándar 

1 3 
2 3 
4 3 
8 3 
16 3 
32 3 

16 

3 
3 
3 
3 
5 
3 

8 

3 
3 
5 
7 
11 
19 

Tabla 3.5 
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5 23 
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9 21 
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Algortimo de Segmentación por Medias Espectrales 
con ventana óptima promedio 

Caso 35 
Crecimiento de Regiones Segmentación 

Imagen 3.4 Imagen 3.5 

Caso 64 
Crecimiento de Regiones 

Imagen 3.6 Imagen 3.7 

Imagen ndi 
Crecimiento de Regiones Segmentación 

Imagen 3.8 7~ Imagen 3.9 



AJgortimo de Segmentación por Medias Espectrales 
con ventanas óptimas por clase 

Caso 35 
Crecimiento de Regiones Segmentación 

. . .. : 

Imagen 3.10 Imagen 3.11 

Caso 64 
Crecimiento de Regiones Segmentación 

Imagen 3.12 Imagen 3.13 

Imagen ndi 
Crecimiento de Regiones Segmentación 
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Algoritmo de Segmentación por Medias Espectrales 

Con ventana óptima promedio 
(Umbral de acotación = 1 desvío estándar) 

~---r"'-- 96.09&504 5&.431759 &8.443957 1&.&&&6&7 1&.&&&1&7 
1IRU:lNI," !M.3733201 32.3S0013 32.949957 18.888&87 16.8&88&7 -..:JlRr'RIllJi 

tp;;.~;;l 8&.8078&8 73.044108 "802214 57.988630 38.2K107 

Con ventana óptima por clase 
(Umbral de acotación = 1 desvío estándar; Umbral de Estabilidad = 1 %) 

97.886198 97.881398 • • 1886&8 &6.6S8398 34.693814 81.495693 

IIJl.llVJQgt 97.81 &480 97.343&97 83.&03678 4&.601332 29.239413 76.3301734 
f------f 

....... ,.....,au 94.783&46 7UI0688 4tUJ98878 1&.88524& 22.8&38&0 59.2&4231 

1----1 343S3 93.018010 60.8387901 33.6&36&9 1&.211212 17.007&50 &0.9&180& 

9&!i63002 8&.2044521 7&.21 Dei 5&.221 &88 37.648450 15.067120 
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Unicamente en el algoritmo de diferencia de histogramas con ventana promedio se 
observa que, en general, la separación entre las medias de las clases tiene una relación 
inversa con el tamaño de ventana. A medida que disminuye la primera, el tamaño de 
ventana aumenta y viceversa, a medida que aumenta la separación entre las medias, el 
tamaño de la ventana disminuye. 

Los valores de precisión se presentan en la figura 3.6. Los crecimientos de regiones y 
la segmentación con este algoritmo del caso 35, el caso 64 y la imagen ndi se muestran en 
las imágenes 3.16 y 3.17, 3.18 y 3.19 y 3.20 y 3.21 respectivamente. 

111.1.4.1.2.2 Algoritmo de segmentación por histogramas conjuntos con ventana óptima por 
clase 

Los tamaños de ventana para cada caso fueron los siguientes: 

Sep. entre 32 16 8 4 2 1 
Medias/Desvío 

I estándar 

I 

1 13 10 9 12 13 12 
2 14 15 16 15 17 16 
4 21 20 18 20 19 21 
8 26 25 25 26 26 26 
16 31 33 32 32 33 33 
32 41 40 40 41 42 42 

Tabla 3.6 

Los valores de precisión se presentan en la figura 3.7. 
Los crecimientos de regiones y la segmentación con este algoritmo del caso 35, el 

caso 64 y la imagen ndi se muestran en las imágenes 3.22 y 3.23, 3.24 y 3.25 y 3.26 y 3.27 
respectivamente. 

lIl.l.4.1.3 Conclusiones de las pruebas efectuadas con las bandas sintéticas almacenadas 

- Cuando se calculan ventanas óptimas por clase, la precisión aumenta. 

- Existe una relación directa entre el desvío estándar y el tamaño de ventana en 
algoritmos con ventana óptima por clase: a medida que aumenta el desvío estándar, el 
tamaño de ventana aumenta y viceversa, a medida que disminuye el desvío estándar, el 
tamaño de ventana disminuye. El desvío estándar es una propiedad estadística de la clase. 

- Existe una relación directa entre la separación entre las medias y la precisión: a 
medida que aumenta la separación entre las medias, la precisión aumenta y viceversa, a 
medida que disminuye la separación entre las medias, la precisión disminuye. 

76 



Algortimo de Segmentación por Histogramas 
con ventana óptima promedio 

Caso 35 
Crecimiento de Regiones Segmentación 

Imagen 3.17 

Caso 64 
Crecimiento de Regiones Segmentación 

Imagen 3.18 Imagen 3.19 

Imagen ndi 
Crecimiento de Regiones 

Imagen 3.20 77 Imagen 3.21 



Algortimo de Segmentación por Histogramas 
con ventanas óptimas por clase 

Crecimiento de Regiones 

Imagen 3.22 

Crecimiento de Regiones 

t~ 
• I 

Imagen 3.24 

Crecimiento de Regiones 

Imagen 3.26 

Caso 35 
Segmentación 

Imagen 3.23 

Caso 64 
Segmentación 

Imagen 3.25 

Imagen ndi 
Segmentación 
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Algoritmo de Segmentación por Histogramas 

Con ventana óptima promedio 
(Umbral de acotación = 0.75; Umbral de Estabilidad = 3%) 

IR.lIJCa.l''IlII 99.927432 99.910330 98.67~ 95.301593 91.&28365 91.554i1& 
I-----f 
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Con ventana óptima por clase 
(Umbral de acotación = 0.75; Umbral de Estabilidad = 3%) 

Promedio 
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- Existe una relación inversa entre el desvío estándar y la precisión: a medida que 
aumenta el desvío estándar, la precisión disminuye y viceversa, a medida que disminuye el 
desvío estándar, la precisión aumenta. 

Las conclusiones anteriores se resumen a continuación: 

Tamaño de ventana Precisión 
Promedio Menor 
Por clase Mayor 

Desvío Estándar Tamaño de ventana 
Aumenta Aumenta 

Disminuye Disminuye 

Separación entre medias Precisión 
Aumenta Aumenta 

Disminuye Disminuye 

Desvío Estándar Precisión 
Aumenta Disminuye 

Disminuye Aumenta 

El efecto de borde introducido por el tamaño de la ventana: 

En los resultados obtenidos por cualesquiera de estos algoritmos puede apreciarse un 
efecto de borde introducido por el tamaño de la ventana. La razón de esto es la siguiente: 
dados los histogramas de dos clases A y B entre las cuales se encuentra el histograma de 
una tercera clase e, durante la clasificación, a medida que la ventana comienza a contener 
pixels de las clases A y B, las estadísticas obtenidas a partir de dicha ventana tienden a 
parecerse a las de la clase e, y no a una de las clases A o B, como corresponde. 

A medida que la ventana se aproxima a la frontera entre las clases A y B, la 
dispersión de sus valores aumenta. Mientras los histogramas de las clases A, B y e no se 
traslapen el histograma de la ventana tiende a ser bimodal, pero a medida que tales 
histogramas se traslapan cada vez más, el histograma de la ventana pierde esta propiedad, y 
se hace unimodal. 

En general, el efecto de borde se acentúa para tamaños de ventana grandes. 

111.1.4.2 Los resultados de la simulación 

En todos las simulaciones realizadas se efectuaron cien iteraciones. Para cada 
algoritmo se ha mantenido constante el umbral de estabilidad a efectos de comparar 
resultados entre bandas. Sin embargo, no se hacen comparaciones entre los resultados de 
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los algoritmos de segmentación por medias espectrales con los algoritmos de segmentación 
por histogramas conjuntos, puesto que los umbrales de estabilidad empleados son 
diferentes en cada caso. 

111.1.4.2.1 Algoritmo de segmentación por medias espectrales 

I 

Se presentan las siguientes tablas comparativas: 

Tabla comparativa de valores de precisión sobre pixel clasificado 
segmentando imágenes multiespectrales por medias espectrales con 

ventanas óptimas promedio y ventanas óptimas por ciase 
(Umbral de estabilidad = 1 %, Umbral de acotación = 1) 

Tipo de imágenes Precisión al calcular i Precisión al calcular I 

Ventana Optima Ventana Optima por 
Promedio Clase 

Imágenes de una banda 77.46 85.15 

Imágenes de dos bandas no 90.74 94.60 
decorrelacionadas 

Imágenes de dos bandas 89.30 95.14 
decorrelacionadas 

Imágenes de tres bandas no 92.49 97.89 
decorrelacionadas 

Imágenes de tres bandas 94.88 98.67 
decorrelacionadas 

Tabla 3.7 

Tabla comparativa de valores del coeficiente Kappa 
segmentando imágenes multiespectrales por medias espectrales con 

ventanas óptimas promedio y ventanas óptimas por clase 
(Umbral de estabilidad = 1 %, Umbral de acotación = 1) 
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Tipo de imágenes Coeficiente Kappa Coeficiente Kappa 
(en%) al calcular (en%) al calcular 
Ventana Optima Ventana 

Promedio Optima Por Clase 
Imágenes de una banda 72.66 82.11 

Imágenes de dos bandas no 88.79 93.50 
decorrelacionadas 

Imágenes de dos bandas 86.78 94.18 
decorrelacionadas 

Imágenes de tres bandas no 90.95 97.47 
decorrelacionadas 

Imágenes de tres bandas 93.71 98.41 
decorrelacionadas 

Tabla 3.8 

I1I.1.4.2.2 Algoritmo de segmentación por histogramas conjuntos 

Se presentan las siguientes tablas comparativas: 

Tabla comparativa de valores de precisión sobre pixel clasificado 
segmentando imágenes multiespectrales por histogramas conjuntos con 

ventanas óptimas promedio y ventanas óptimas por clase 
(Umbral de estabilidad = 10 %, Umbral de acotación = 0.75) 

Tipo de imagen Precisión al calcular Precisión al calcular 
Ventana Optima Ventana Optima Por 

Promedio Clase 
Imágenes de una banda 71.52 96.22 

Imágenes de dos bandas no 80.56 97.35 
decorrelacionadas 

Imágenes de dos bandas 80.65 96.76 
decorrelacionadas 

Tabla 3.9 

Tabla comparativa de valores del coeficiente Kappa 
segmentando imágenes multiespectrales por histogramas conjuntos con 

ventanas óptimas promedio y ventanas óptimas por clase 
(Umbral de estabilidad = 10 %, Umbral de acotación = 0.75) 
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Tipo de imagen Coeficiente Kappa Coeficiente Kappa 
(en%) al calcular (en%) al calcular 
Ventana Optima Ventana 

Promedio Optima Por Clase 
Imágenes de una banda 70.08 95.43 

Imágenes de dos bandas no 82.46 55.99 
decorrelacionadas 

Imágenes de dos bandas 82.83 95.87 
decorrelacionadas 

Tabla 3.10 

Notas: 

Debido a que el algoritmo de segmentación por histogramas conjuntos tiene un 
requierimiento de memoria muy elevado ( la cantidad de bytes que se necesitan son 
256número de bandas X cantidad de clases x 4 x 2), no se han efectuado simulaciones para tres 
bandas. 

Con un umbral más pequeño (3%) el algoritmo de segmentación por histogramas 
conjuntos con ventana óptima por clase aplicado sobre una sola banda produce mejores 
resultados que los presentados en la tabla anterior (la precisión es de 97.22% y kappa es 
igual a 96.42). Este mismo umbral de 3% sobre imágenes de dos bandas es demasiado 
pequeño, puesto que algunas clases quedan sin ventana óptima, ya que en ningún momento 
la función objetivo alcanza un valor tan pequeño. Sin embargo, si se emplea un umbral de 
estabilidad muy grande en segmentaciones sobre imágenes de una sola banda, los tamaños 
de ventana resultantes son demasiado pequeños y, en consecuencia, los crecimientos de 
algunas clases tienen área cero, y la segmentación no puede continuar, puesto que de tales 
clases no pueden obtenerse estadísticas. 

III.I.4.2.3 Conclusiones de la simulación 

- En ambos algoritmos se han obtenido buenos resultados al calcular ventanas 
óptimas por clase. 

- La precisión aumenta cuando se aumenta el número de bandas. 
- La precisión en la segmentación de imágenes multiespectrales por medias 

espectrales mejora cuando las bandas están decorrelacionadas. 

III.2 LA IMAGEN SPOT 

En primer lugar, se tomó la primera componente principal (Imagen 3.28) de la 
imagen SLP y se aplicó la segmentación por medias espectrales y por histogramas 
conjuntos. Ambos algoritmos calcularon ventanas óptimas por clase con un umbral de 

83 



Imagen SPOT 
SLP 

Segunda Componente Principal 

Imagen 3.29 
84 



estabilidad de 3%. En segundo lugar, se tomaron las dos primeras componentes principales 
de dicha imagen (la segunda componente es la imagen 3.29) y se aplicaron también tales 
segmentaciones calculando ventanas óptimas por clase. Los resultados se presentan a 
continuación. 

III.2.1 Una banda con segmentación por medias espectrales con ventana óptima por 
clase 

Las posiciones de los pixels sembrados y las ventanas óptimas de las clases fueron 
las siguientes: 

Clase Fila Columna Ventana 
Optima 

1 267 95 3 
2 171 181 3 
3 190 158 7 
4 163 303 3 
5 200 257 3 
6 86 444 3 

Tabla 3.11 

Debido a que el atributo relevante de este algoritmo es la "media" se hará un 
seguimiento de los valores que van tomando las medias de las clases a lo largo de cada una 
de las etapas. Los valores de la segunda columna, son las medias de los valores de los 
pixels pertenecientes a cada ventana óptima. En la tercera columna se tienen las medias de 
los valores de los pixels pertenecientes a cada región crecida. En la última columna se 
tienen las medias de los valores de los pixels de cada región segmentada. 

Clase Ventana 
I 

Crecimiento Segmentación 
Optima 

1 254 250 236 
2 54 54 52 
3 85 85 94 
4 155 155 143 
5 17 18 17 
6 185 182 194 

Tabla 3.12 

Los umbrales tanto para el crecimiento como para la segmentación se obtienen 
sumando y restando un desvío estándar a las medias, por lo que los sucesivos valores del 
atributo desvío estándar se presentan a continuación: 
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Clase Vent. Optima Crecimiento Segmentación 
1 O 7 12 
2 9 11 15 
3 13 8 23 
4 17 11 22 
5 4 9 10 
6 6 26 18 

Tabla 3.13 

Si se considera para cada clase que el dominio del atributo media resultante en la 
segmentación está dado también por la media de la región segmentada más menos un 
desvío estándar calculado sobre la región segmentada, puede observarse que para todas las 
clases los valores iniciales de media (obtenidos tanto en la etapa de cálculo de ventana 
óptima, como en la de crecimiento de regiones) se encuentran dentro de tal dominio. 

El atributo área para cada una de las etapas y clases tuvo los siguientes valores: 

Clase Vent. Optima Crecimiento Segmentación 
1 9 7 37579 
2 9 424 34121 
3 49 13341 52451 
4 9 2829 52318 
5 9 204 28465 
6 9 35 51102 

Tabla 3.14 

La imagen 3.30 muestra los crecimientos de regiones y la imagen 3.31 la 
segmentación por medias espectrales de la componente principal de la imagen SPOT. 

I1I.2.2 Una banda con segmentación por histogramas conjuntos con ventana óptima 
por clase 

Las posiciones de los pixels sembrados y las ventanas óptimas de las clases fueron 
las siguientes: 

Clase Fila 
1 267 
2 171 
3 190 
4 163 
5 200 
6 86 

Columna 
95 
181 
158 
303 
257 
444 

Tabla 3.15 
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Primera Componente Principal de la imagen SPOT SLP 

Segmentación en 6 cIases por Medias Espectrales con ventanas óptimas por clase 

Crecimiento de Regiones Segmentación 

Imagen 3.30 Imagen 3.31 

Segmentación en 6 clases por Histogramas con ventanas óptimas por clase 

Crecimiento de Regiones Segmentación 

Imagen 3.33 
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Debido a que el atributo relevante de este algoritmo es el histograma se hará un 
seguimiento de los histogramas de las clases a lo largo de las etapas de cálculo de ventana 
óptima, de crecimiento y de segmentación en las figuras 3.8, 3.9, 3.10, 3.11, 3.12 Y 3.13 
correspondientes a las clases 1 al 6 respectivamente. 

A efectos de comparar la correlación entre los histogramas de cada clase en cada 
etapa se emplea el coeficiente de correlación calculado mediante la siguiente expresión: 

<x, y> Rxy = ------''------ [3.4] 
< x, x > + < y, y > - < x, y > 

Se calculan los siguientes coeficientes de correlación: 
1) El coeficiente de correlación entre el histograma de la ventana óptima y el 

histograma del crecimiento denominado Rvc. 
2) El coeficiente de correlación entre el histograma de la ventana óptima y el 

histograma de la segmentación denominado Rvs. 
3) El coeficiente de correlación entre el histograma del crecimiento y el histograma 

de la segmentación denominado Rcs; 

La tabla de coeficientes de correlación entre dichos histogramas es la siguiente: 

Clase Rvc Rvs Rcs 
1 0.4060 0.2841 0.9453 
2 0.8109 0.6531 0.8841 
3 0.9593 0.8302 0.8642 
4 0.9049 0.9112 0.9916 
5 0.7059 0.8508 0.7384 
6 0.9049 0.9112 0.9916 

Tabla 3.16 

Puede apreciarse que para todas las clases, el coeficiente Rcs es mayor que el 
coeficiente Rvs, es decir, que existe mayor correlación entre el histograma del crecimiento 
con el histograma de la segmentación, que entre el histograma de la ventana óptima y el 
histograma de la segmentación. 

En las imágenes 3.32 y 3.33 pueden apreciarse el crecimiento de regiones y la 
segmentación respectivamente. 

III.2.3 Dos bandas con segmentación por medias espectrales con ventana óptima por 
ctase 

Las posiciones de los pixels sembrados y las ventanas óptimas de las clases fueron 
las siguientes: 
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Clase Fila Columna Ventana 
Optima 

1 267 95 3 
2 171 181 3 
3 190 158 5 
4 163 303 5 
5 200 257 3 
6 86 444 7 

Tabla 3.17 

El atributo relevante de este algoritmo es la Media espectral. Por ello se hará un 
seguimiento de los valores que van tomando las medias de las clases banda por banda a lo 
largo de las etapas de cálculo de ventana óptima, de crecimiento y de segmentación. 

En la banda 1 las medias fueron las siguientes: 

Clase Vent. Optima Crecimiento Segmentación 
1 254 244 235 
2 54 62 78 
3 87 86 109 
4 159 155 138 
5 17 24 39 
6 197 196 197 

Tabla 3.18 

En la banda 2 se obtuvieron estas medias: 

Clase Vent. Optima Crecimiento Segmentación 
1 217 190 201 
2 66 69 41 
3 120 114 110 
4 204 202 210 
5 193 190 203 
6 147 143 106 

Tabla 3.19 

Como ya se ha mencionado, los umbrales tanto para el crecimiento como para la 
segmentación se obtienen sumando y restando un desvío estándar a la media, por lo que los 
sucesivos valores del atributo desvío se presentan a continuación también para cada banda. 

Los valores de desvío estándar en la banda 1 fueron los siguientes: 
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Dos Primeras Componentes Principales de la imagen SPOT SLP 

Segmentación en 6 clases por Medias Espectrales con ventanas óptimas por clase 

Crecimiento de Regiones Segmentación 

Imagen 3.34 Imagen 3.35 

Segmentación en 7 clases por Histogramas Conjuntos con ventanas óptimas por clase 

Crecimiento de Regiones Segmentación 

Imagen 3.36 Imagen 3.37 
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Clase Vent. Optima Crecimiento Segmentación 
1 O 22 16 
2 9 45 41 
3 15 9 40 
4 27 14 36 
5 4 33 26 
6 11 14 32 

Tabla 3.20 

En la banda 2 se presentaron los siguientes valores de desvío estándar: 

Clase Vent. Optima Crecimiento Segmentación 
1 15 77 35 
2 9 39 30 
3 48 25 42 
4 12 12 32 
5 10 8 34 
6 16 7 49 

Tabla 3.21 

Puede observarse que para todas las clases los valores iniciales de media (obtenidos 
tanto en la etapa de cálculo de ventana óptima, como en la de crecimiento de regiones) se 
encuentran dentro del dominio del atributo media resultante en la segmentación. 

El crecimiento de regiones y la segmentación se presentan en las imágenes 3.34 y 
3.35 respectivamente. 

El atributo Area para cada una de las etapas y clases tuvo los siguientes valores: 

Clase Vent. Optima Crecimiento Segmentación 
1 9 7 18028 
2 9 19 39608 
3 25 1683 40258 
4 25 205 32298 
5 9 15 47479 
6 49 239 78365 

Tabla 3.22 

111.2.4 Dos bandas con segmentación por histogramas conjuntos con ventana óptima 
por clase 

Los pixels fueron sembrados en las siguientes posiciones: 
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Clase Fila Columna 
1 356 120 
2 355 326 
3 229 438 
4 404 363 
5 396 275 
6 77 436 
7 44 44 

Tabla 3.23 

El crecimiento de regiones y la respectiva segmentación se muestran en las imágenes 
3.36 y 3.37. 

111.3 LA IMAGEN SEASAT 

A la imagen SEASAT (3.38) se le aplicó, en primer lugar, la segmentación por 
matrices de co-ocurrencia. En segundo lugar, se efectuó una segmentación por centros de 
masa de matrices de co-ocurrencia. 

111.3.1 Segmentación por matrices de co-ocurrencia 

Se han ingresado los pixels prototipo de las clases en las pOSICIOnes que a 
continuación se indican. El umbral de estabilidad fue de 3% y el factor a aplicar al umbral 
de 0.75. Los valores de ventana óptima resultantes para cada clase se incluyen en la 
siguiente tabla: 

Clase Fila Columna Vent. 
Optima 

1 229 209 29 
2 80 263 17 
3 261 448 21 
4 398 344 9 
5 105 460 21 
6 192 93 21 
7 445 253 43 

Tabla 3.24 

El crecimiento de regiones y la imagen segmentada se muestran a continuación en las 
imágenes 3.39 y 3.40. 

El atributo área a lo largo de las sucesivas etapas ha ido tomando para cada clase los 
siguientes valores: 
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Imagen SEASA T 

Imagen SEASA T 
Speckle eliminado con el Filtro Geométrico 

[Lira, Frulla, Pastrana, Chavira, 1997] 

Imagen 3.38 



Clase Vent. Optima Crecimiento Segmentación 
1 841 245 12512 
2 289 4494 23282 
3 441 339 11765 
4 81 49 9371 
5 441 326 44824 
6 441 923 48144 
7 1849 8926 59627 

Tabla 3.25 

A efectos de medir la correlación entre matrices de co-ocurrencia correspondientes a 
una misma clase a lo largo de las etapas de cálculo de ventana óptima, crecimiento de 
regiones y segmentación, se calcularon para cada clase los siguientes coeficientes: 

Coeficiente de correlación rve entre la matriz de co-ocurrencia de la ventana óptima y la 
matriz de co-ocurrencia de la región crecida. 
Coeficiente de correlación rvs entre la matriz de co-ocurrencia de la ventana óptima y la 
matriz de co-ocurrencia de la región segmentada. 
Coeficiente de correlación res entre la matriz de co-ocurrencia de la región crecida y la 
matriz de co-ocurrencia de la región segmentada. 

Con este fin, las matrices de co-ocurrencia fueron reescaladas a 256 y almacenadas 
como imágenes raster. Para cada clase, las imágenes de las matrices de co-ocurrencia 
resultantes en cada una de las tres etapas constituyeron una imagen multiespectral que fue 
entrada al proceso de descomposición en componentes principales. Este proceso genera 
una matriz de covarianza, de cuyos elementos se tomaron los datos para obtener los 
resultados que se presentan a continuación: 

cov(i,j) 
nj = -)cov(i,i)cov(j,j) [3.5] 

Clase rve rvs res 
1 0.9527 0.9380 0.9850 
2 0.9957 0.9928 0.9987 
3 0.9905 0.9930 0.9857 
4 0.9388 0.9248 0.9707 
5 

I 
0.9795 0.9813 0.9964 

6 0.9773 0.9609 0.9857 
7 0.9915 0.9840 0.9916 

Tabla 3.26 

111.3.2 Segmentación por centros de masa de matrices de co-ocurrencia 

Los pixels fueron sembrados en las mismas posiciones que en el ejemplo anterior. El 
algoritmo de segmentación por centros de masa de matrices de co-ocurrencia efectúa el 
cálculo de la ventana óptima de la misma manera que la segmentación por matrices de co
ocurrencia, por lo que los tamaños de ventana óptimos resultantes para cada clase también 
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coinciden con los del ejemplo anterior. 
El crecimiento de regiones y la segmentación se realiza considerando el atributo 

centro de masa de la matriz de co-ocurrencia, por lo que, se hará un seguimiento de este 
atributo a lo largo de las tres etapas. Los umbrales para el crecimiento de regiones y para la 
segmentación se definen por medio del desvío estándar de la matriz deco-ocurrencia, por 
lo que también se mostrarán los valores que va tomando para cada eje de tal matriz. El 
factor a aplicar al umbral fue de 1, es decir, los umbrales se calcularon sumando más y 
menos un desvío estándar al centro de masa. El umbral de estabilidad fue de 3%. 

Ya se ha señalado que la matriz de co-ocurrencia es simétrica respecto de su diagonal 
principal. En consecuencia, los centros de masa deberían encontrarse siempre sobre tal 
diagonal. Sin embargo, este algoritmo emplea una función de densidad que se obtiene 
reflejando la parte inferior izquierda de la matriz de co-ocurrencia sobre su diagonal 
principal y sumándola sobre la parte superior derecha. El dominio de esta nueva función de 
densidad se constituye por la parte superior derecha y la diagonal principal de la matriz de 
co-ocurrencia. De esta manera, los centros de masa pueden encontrarse en cualquier parte 
de este dominio, teniendo la peculiaridad de que nunca la fila del centro de masa puede ser 
superior que la columna del centro de masa. 

A continuación se presentan los valores a lo largo de las etapas de cálculo de ventana 
óptima, crecimiento de regiones y segmentación de los atributos: fila del centro de masa de 
la matriz de co-ocurrencia, columna del centro de masa de la matriz de co-ocurrencia, 
desvío sobre la fila de la matriz de co-ocurrencia y desvío sobre la columna de la matriz de 
co-ocurrencia. 

Fila del centro de masa de la matriz de co-ocurrencia: 

Clase Vent. Optima Crecimiento Segmentación 
1 4 3 3 
2 3 3 3 
3 5 7 7 
4 3 3 3 
5 3 4 4 
6 4 4 4 
7 6 6 7 

Tabla 3.27 

Columna del centro de masa de la matriz de co-ocurrencia: 

Clase 
1 
2 
3 
4 
5 
6 
7 

Vent. Optima Crecimiento 
4 
3 
6 
4 
4 
5 
8 

Tabla 3.28 
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4 
3 
13 
4 
4 
5 
8 

Segmentación 
4 
3 
9 
4 
4 
5 
9 



Desvío estándar de fila de la matriz de co-ocurrencia: 

Clase Vent. Optima Crecimiento Segmentación 
1 1 2 2 
2 1 1 1 
3 3 5 4 
4 2 2 2 
5 2 1 1 
6 2 2 3 
7 4 5 4 

Tabla 3.29 

Desvío estándar de columna de la matriz de co-ocurrencia: 

Clase Vent. Optima Crecimiento Segmentación 
1 3 3 2 
2 2 2 2 
3 4 7 5 
4 1 1 1 
5 1 2 3 
6 2 2 3 
7 7 7 6 

Tabla 3.30 

El crecimiento de regiones y de la segmentación se presentan a continuación en las 
imágenes 3.41 y 3.42. 

Los valores del atributo área fueron los siguientes: 

Clase Vent. Optima Crecimiento Segmentación 
1 841 246 36424 
2 289 10871 15496 
3 441 16 171 
4 81 456 28798 
5 441 380 27123 
6 441 7561 66806 
7 1849 7271 46082 

Tabla 3.31 

Los coeficientes de correlación para cada clase y etapa fueron los siguientes: 
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Imagen SEASAT 

Segmentación en 7 clases por Matrices de Co-ocurrencia 

Crecimiento de Regiones Segmentación 

Imagen 3.39 Imagen 3.40 

Segmentación en 7 clases por Centros de Masa de Matrices de Co-ocurrencia 

Crecimiento de Regiones Segmentación 

Imagen 3.41 Imagen 3.42 
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Clase rve rvs 
1I
I res 

1 0.9527 0.9525 I 0.8386 
2 0.9945 0.9756 0.9913 
3 0.3354 0.8367 OA361 
4 0.9806 0.9494 0.9893 
5 0.9829 0.8892 0.9554 
6 0.9805 0.9572 0.9893 
7 0.9845 0.8355 0.8975 

Tabla 3.32 

En este ejemplo pueden apreciarse claramente los siguientes aspectos: 
Cuando la región crecida de una clase tiene pocos pixels, como en la clase 3, la 
correlación entre las matrices de co-ocurrencia obtenidas a lo largo de las sucesivas 
etapas es muy baja. La definición de un umbral de suficiencia estadística en el 
crecimiento de regiones (o a fin de conservar el mismo nombre, un umbral de 
estabilidad para el crecimiento), es un área a explorar. 
La primera impresión visual de la imagen segmentada es que estos resultados son 
mejores que los del algoritmo anterior. En esta imagen aparece un efecto de borde que 
pareciera ser "agradable" a la vista, sin embargo, los resultados demuestran que este 
algoritmo no funciona tan bien como el anterior. La eliminación de este borde es un 
campo interesante de estudio. Ya se ha mencionado este efecto en la segmentación 
espectral. 

IBA Conclusiones y perspectivas 

IIIA.l Conclusiones 

- Los algoritmos implantados reportan buenos resultados al calcular ventanas 
óptimas por clase. 

- Existe una relación directa entre el desvío estándar y el tamaño de ventana en 
algoritmos con ventana óptima por clase. 

- La precisión aumenta cuando se aumenta el número de bandas. 

- La precisión en la segmentación de imágenes multiespectrales por medias 
espectrales mejora cuando las bandas están decorrelacionadas. 

- En los algoritmos implantados existe una relación directa entre la separación entre 
las medias y la precisión y una relación inversa entre el desvío estándar y la precisión. 

- El algoritmo de segmentación por medias espectrales reporta buenos resultados en 
imágenes sintéticas y reales. 

- El algoritmo de segmentación por histogramas conjuntos reporta buenos resultados 
en imágenes sintéticas y regulares en imágenes reales. 
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- El algoritmo de segmentación por matrices de co-ocurrencia da buenos resultados 
en imágenes texturales reales. 

- El algoritmo de segmentación por centros de masa de matrices de co-ocurrencia es 
un camino de estudio interesante a seguir. 

111.4.2 Caminos a seguir 

En cuanto al pixel prototipo: 
Validar el pixel prototipo estableciendo si en su contexto existe energía 

suficiente como para obtener estadísticas válidas de la clase que representa. 

En cuanto al umbral de estabilidad: 
Calcular este umbral a partir de los datos de la imagen. Que se pueda establecer 

cuál es la zona de la función objetivo de cada clase que contiene estadísticas válidas. 

En cuanto al factor de acotación a aplicar al umbral: 
Eliminarlo cuando el umbral se obtiene a partir de los datos de la clase, 

aprovechando la propiedad de la Gaussiana de que considerando la media más menos 
un desvío estándar se tienen el 68% de los datos, considerando la media más menos 
dos desvíos se tienen el 95% de los datos y con tres desvíos se tienen el 100% de los 
datos. 

Cuando el umbral se obtiene a partir de los datos de todas las clases, sería 
interesante averiguar si tal vez la apelación a un umbral de acotación es consecuencia 
de que con la ventana óptima se está teniendo la estadística relacionada a un pixel y 
su contexto y no a v x v pixels y sus respectivos contextos, es decir, se cuenta con un 
solo valor de la función criterio de homogeneidad insuficiente para determinar un 
rango de variación o umbrales. Es decir, un rango de variación se puede establecer 
cuando se cuenta con un conjunto de valores y con uno solo, puesto que se puede 
calcular, por ejemplo, la media del atributo en cuestión y su desvío estándar, y con 
ello definir el dominio del atributo criterio de homogeneidad. 

Por otro lado, incluso puede que el atributo considerado criterio de 
homogeneidad no sea en realidad un atributo relevante para una imagen dada y, por 
ende, el factor de acotación no hace más que provocar una situación forzoza 
incongruente con la realidad. 

En cuanto al atributo relevante: 
Con base en los datos propios de la imagen y un conjunto de atributos dados, 

establecer automáticamente cuáles de tales . atributos tienen los dominios 
correspondientes a las clases menos traslapados. En otros términos, automatizar la 
especificación del atributo relevante. 

En cuanto a los umbrales para el crecimiento de regiones: 
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Considerar la inclusión del cálculo de la ventana fin de la clase, de modo que 
con la ventana óptima se tenga una muestra con tantos pixels con sus respectivos 
contextos como elementos la componen. Esto quiere decir, que alrededor de cada 
pixel perteneciente a la ventana óptima debe poder considerarse un contexto o 
ventana del mismo tamaño que la ventana óptima cuyos elementos "sigan" 
perteneciendo a la clase del pixel prototipo. Esto lo puede garantizar el conocimiento 
de la ventana fin de la clase. Teniendo una muestra con v x v pixels cada uno con sus 
respectivos contextos es posible calcular un rango de variación de la función criterio 
de homogeneidad, por ejemplo, a través de su media y su desvío estándar. Se pueden 
tener, en consecuencia, umbrales calculados a partir de datos propios de la clase sin 
necesidad de tomar datos de otras clases. 

En cuanto al crecimiento de regiones: 
Considerar un umbral de crecimiento suficiente (o umbral de estabilidad para 

el crecimiento de regiones), para detener el crecimiento cuando se han reunido pixels 
suficentes o para establecer si la región crecida no constituye una muestra estadística 
válida porque no cuenta con pixels suficientes. Contando con este umbral, en algunas 
circunstancias, puede que incluso se establezca que el crecimiento de regiones no es 
necesario. 

En cuanto a los umbrales para la segmentación: 
En general, para cada etapa, emplear la misma metodología para el cálculo de 

los umbrales. 

En cuanto a la función potencial: 
Las estadísticas resultantes de los crecimientos de regiones pueden servir de 

entrada a un algoritmo Markoviano como el Recocido Simulado. Un camino 
interesante a explorar es el empleo de la función potencial que utiliza el algoritmo 
segmentación por crecimiento de regiones en un algoritmo Markoviano y el estudio 
de una posible relación entre los clickes y la ventana óptima. 
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