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EN MÉXICO

T E S I S
que para obtener el t́ıtulo de

MAESTRO EN INGENIERÍA
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F.4. Parámetros de la aplicación sphinx3 align . . . . . . . . . . . . 172
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Introducción

El procesamiento automático de voz

Para la mayoŕıa de la gente, la voz, es la forma más natural de inter-
cambiar información. La meta de la tecnoloǵıa de reconocimiento de voz, en
sentido amplio, es crear máquinas que puedan recibir información hablada y
que sean capaces de actuar apropiadamente con base en dicha información.
Además, la información extra que pueda requerir la computadora de parte del
usuario se solicitaŕıa utilizando śıntesis de voz. Desde este punto de vista, el
reconocimiento de voz es parte de la inteligencia artificial, es decir, máquinas
que sean capaces de escuchar, entender y actuar con la información hablada
que se les proporcione y también que sean capaces de hablar para completar
el intercambio de información [9]. Cualquier persona que haya léıdo o visto
historias de ciencia ficción sabe que la capacidad humana para imaginar la
forma y las aplicaciones para esta tecnoloǵıa no tiene ĺımites. Sin embargo,
nuestra imaginación a veces sobrepasa nuestras habilidades técnicas en este
dominio para el cuál, ya en pleno siglo XXI, se encuentra todav́ıa limitado,
puesto que el objetivo de que exista una máquina parlante que sea robusta,
inteligente y que converse fluidamente acerca de cualquier tema aún permanece
un tanto distante. Actualmente lo que se comprende y se sabe acerca de la
tecnoloǵıa de voz se está incrementando a un ritmo considerable, sin embargo,
el conocimiento actual, a pesar de que es aplicado a tareas ya no tan modestas,
como la realización de un dictado, aún se sigue aplicando a dominios restringidos.

Hay que hacer la distinción entre dos procesos: Por reconocimiento au-
tomático de voz (Automatic Speech Recognition, ASR) se entiende al proceso
por el cual una computadora establece una correspondencia entre una señal de
voz acústica con su texto correspondiente y por comprensión automática de voz
(Automatic Speech Understanding, ASU ) se entiende al proceso por el cual una
computadora establece una correspondencia entre una señal de voz acústica
con alguna forma de significado abstracto de la voz [17]. Aśı tenemos varios
tipos de sistemas de reconocimiento automático de voz. Por una parte se tiene
a los sistemas de reconocimiento de voz dependientes del locutor, que están
orientados para trabajar con un solo hablante. Estos sistemas generalmente
son más fáciles de desarrollar, más baratos y más precisos, sin embargo no
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son tan flexibles como los sistemas de reconocimientos adaptables al locutor e
independientes del locutor. También existen los sistemas de reconocimiento de
voz independientes del locutor, que están orientado para operar con cualquier
hablante de un determinado tipo, por ejemplo un hablante del español de la
ciudad de México. Estos sistemas son los más dif́ıciles de desarrollar, ya que son
más costosos y su nivel de precisión es más bajo que un sistema dependiente
de locutor, sin embargo, poseen mayor flexibilidad que los anteriores. Existen
también los sistemas de reconocimiento de voz adaptables al locutor que están
orientados para ajustar su operación a las caracteŕısticas de nuevos locutores.
En cuanto a nivel de dificultad de desarrollo, se encuentran en un nivel
intermedio entre los sistemas independientes del locutor y los dependientes del
locutor.

En cuanto a complejidad se refiere, existen los sistemas de reconocimiento
de palabras aisladas, que operan con una palabra a la vez, es decir, requieren
que se haga una pausa entre cada palabra pronunciada. Este tipo de sistemas
lleva a cabo la forma más simple de reconocimiento de voz porque los ĺımites
de las palabras son más fáciles de encontrar y la pronunciación de una palabra
no afecta a las otras. Además, la ocurrencia de las palabras es más consistente,
lo que hace que las palabras sean más fáciles de reconocer.

Los sistemas de reconocimiento más complejos son los sistemas de re-
conocimiento de voz continua (Continuous Speech Recognition, CSR) en los
cuáles el usuario pronuncia un mensaje de manera relativa o completamente
sin restricciones. En primer lugar, el reconocedor, de alguna manera, debe ser
capaz de tratar con los ĺımites temporales de una señal acústica que son des-
conocidos. En segundo lugar, el reconocedor debe ser capaz de tener un buen
desempeño en la presencia de todos los efectos coarticulatorios y las variaciones
de articulación, incluyendo inserciones y omisiones de palabras, que acompañan
al lenguaje natural. A diferencia de los sistemas de reconocimiento de palabras
aisladas, los sistemas de reconocimiento de voz continua no deben requerir de
la cooperación del locutor; deben compensar este hecho al emplear algoritmos
más robustos que puedan manejar la gran cantidad de pequeñas variaciones en
el lenguaje fluido. Los sistemas CSR representan una manera más natural de
hablar desde el punto de vista del usuario y son esenciales en muchas de las
aplicaciones en las que gran cantidad de gente interactúa con el reconocedor.
Los sistemas CSR con vocabulario extenso deben ser entrenados con unidades en
subpalabras, como fonemas, semiśılabas o śılabas, y las relaciones entre palabras
deben explotarse para lograr un buen desempeño. Existen mayores requerimien-
tos en el caso de voz continua, ya que al modelar las palabras se deben capturar
las variaciones fonológicas dentro de las palabras y entre las mismas y, quizás,
aprender y explotar las relaciones probabiĺısticas entre unidades de subpalabras
(conocimientos léxico y fonológico), aśı como las relaciones entre palabras (sin-
taxis), su significado (semántica) y su pronunciación (prosodia) a una escala de
análisis mucho mayor.
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Arquitectura de un sistema de reconocimiento de voz

La mayoŕıa de los sistemas de reconocimiento de voz actuales presentan una
arquitectura como la que se representa en la figura 1 y que está delimitada por
la ĺınea punteada.
Las aplicaciones se comunican con el decodificador para obtener los resulta-
dos del reconocimiento y que pueden ser utilizados para adaptar otros com-
ponentes en el sistema. Los modelos acústicos pueden incluir la representación

Figura 1: Arquitectura funcional de un sistema de Reconocimiento de voz [15]

del conocimiento como acústica, fonética, la variabilidad del ambiente y del mi-
crófono, el género, las diferencias de acento entre los parlantes, entre otros. Los
modelos del lenguaje se refieren al conocimiento del sistema de lo que consti-
tuye una posible palabra, qué palabras son parecidas y pueden ocurrir en la
frase y en qué secuencia. La semántica y las funciones relacionadas con una
operación que el usuario puede desear llevar a cabo también pueden ser nece-
sarias para el modelo del lenguaje. Existe bastante incertidumbre en estás áreas
que se encuentran asociadas con las caracteŕısticas del parlante: el estilo de la
voz y la velocidad, el reconocimiento de segmentos básicos de voz, las posibles
palabras, las palabras parecidas, las desconocidas, sus variaciones gramaticales,
la interferencia del ruido, los acentos dependiendo de la región y la precisión de
los resultados. Un sistema de reconocimiento confiable y eficiente debe tratar
con todas estas incertidumbres. Pero esto es sólo el principio. La incertidumbre
acústica de los diferentes acentos y las formas de hablar de cada parlante están
compuestos por complejidades léxicas y gramaticales y por las variaciones del
lenguaje hablado, todas ellas deben ser representadas en el modelo del lenguaje.

Problemas que presenta un sistema de reconocimiento de
voz

Las señales de voz tienden a concatenarse, es decir, cuando nos comuni-
camos es dif́ıcil encontrar dónde se inicia una palabra y dónde termina
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dicha palabra y es dif́ıcil delimitar los sonidos que componen dicha pala-
bra, aunque la experiencia ha demostrado que basta con una separación
aproximada.

Las señales de voz son variables, es decir, dos señales de voz de la misma
frase e incluso de la misma palabra resultan ser distintas aún cuando hayan
sido pronunciadas por el mismo locutor.

Existe ambigüedad en el habla, esto es, existen palabras cuya pronun-
ciación es igual, pero su significado es diferente (homófonas), además, una
misma palabra puede tener varios significados dependiendo del contexto
en el que se hable.

Presencia de ruido en las señales de voz, debido a que en el ambiente en
que se trabaja existen ciertas perturbaciones que tienden a modificar las
señales, haciéndolas dif́ıciles de reconocer.

Complejidad en el habla, ésta vaŕıa según el acuerdo entre los individuos,
la región en la que se habite, con quién se esté hablando e incluso el estado
de ánimo en el que se encuentre el parlante, además de que solo es una
parte del proceso de comunicación.

El tamaño del vocabulario o corpus de un sistema de reconocimiento de
voz afecta su complejidad, sus requerimientos de procesamiento y la pre-
cisión del sistema. Vagamente hablando los sistemas de reconocimiento
de voz actuales en cuanto a la cantidad de palabras que manejan en su
vocabulario y que tienen un desempeño aceptable se centran en alguna de
las siguientes categoŕıas:

Aquellas con pequeños vocabularios (10 a 100 palabras)

Aquellos en las cuáles las palabras son habladas en aislamiento deli-
beradamente (vocabularios que pueden exceder las 10000 palabras)

Aquellas que aceptan voz continua pero que están acotados a tareas
de dominios espećıficos, como por ejemplo mensajes que ocurren en
una oficina de correspondencia en particular (t́ıpicamente vocabular-
ios de 1000 a 5000 palabras)

Sistemas de reconocimiento de oraciones basadas en trigramas con
ausencia de ruido (su vocabulario es de 20000 palabras o más).

Un sistema de reconocimiento de voz tendrá éxito en la medida que resuelva
los problemas planteados anteriormente [39].

El sistema Sphinx

Sphinx es uno de los sistemas de reconocimiento de voz más versátiles que
existen en el mundo. Fue desarrollado por el grupo Sphinx en la Universidad de
Carnegie Mellon [48] y se basa en la construcción de Modelos Ocultos de Markov.
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Sphinx es un sistema de reconocimiento de voz continua, de gran vocabulario
e independiente del locutor que está realizado bajo la licencia BSD [1]. Posee
una colección de herramientas y recursos en código abierto, conocidos como el
proyecto CMU Sphinxproject, que permiten a los investigadores y desarrolladores
construir sistemas de reconocimiento de voz.
El proyecto CMU Sphinxproject desarrolla una serie de reconocedores de voz
para construir aplicaciones de reconocimiento de voz de alto desempeño. En los
últimos años también incluye recursos relacionados con el reconocimiento de
voz, tales como un entrenador acústico, un entrenador del modelo del lenguaje
aśı como modelos acústicos pre-entrenados [6].
Actualmente existen varios proyectos desarrollados en CMU Sphinx:

1. Sphinx 2. Un reconocedor de voz de gran vocabulario y de alta velocidad.
Generalmente utilizado en sistemas de diálogo y sistemas de aprendizaje
de pronunciación

2. Sphinx 3. Un reconocedor de voz ligeramente más lento que Sphinx 2
pero más preciso. Generalmente se utiliza como una implementación de
servidor de Sphinx o para evaluación.

3. Sphinx 4. Una versión completa de Sphinx escrita en Java. Proporciona
alta precisión y la velocidad de su desempeño es comparable al estado del
arte.

4. PocketSphinx. Un reconocedor de voz que puede ser utilizado en sis-
temas embebidos.

5. SphinxTrain. Una suite de herramientas que llevan a cabo entrenamiento
del modelo acústico. Contiene recetas para el entrenamiento.

6. CMU-Cambridge Language Modeling Toolkit, CMU-CLM. Una
suite de herramientas que llevan a cabo entrenamiento del modelo del
lenguaje.

7. SphinxBase. Un conjunto de libreŕıas comúnes utilizadas para varios
proyectos de CMU Sphinx.

Para la realización del presente trabajo me apoyé de Sphinx 3 y de las
herramientas de CMU-CLM debido, por una parte, a que en el laboratorio de
Procesamiento de Voz del Posgrado de Ingenieŕıa Eléctrica de la UNAM se
cuenta con una máquina prestada por la Universidad de Carnegie Mellon y que
tiene instalada esta versión, también a que mi meta es la de diseñar un sistema
de reconocimiento de voz continua del español para no depender de ningún
software extranjero, y por otra, Sphinx es un software de código abierto lo que
me dió la posibilidad de analizarlo para desarrollar mis propios módulos.

Cabe mencionar que los términos Sphinx 3 y Sphinx se utilizarán indistin-
tamente haciendo alusión a la versión Sphinx 3.



6

Los componentes principales del sistema Sphinx son el módulo Sphinxtrain,
utilizado para entrenamiento de los modelos acústicos, y el módulo Sphinx
decoder, utilizado para el reconocimiento de la voz.

El módulo Sphinxtrain se encarga de la obtención de los parámetros de
los modelos de las unidades de sonido que se obtienen por medio de muestras
de la señal de voz; a estas muestras se les denomina bases de entrenamiento.
El módulo de entrenamiento también requiere que se le indique qué unidades
de sonido se desean entrenar y al menos la secuencia en la cual ocurre cada
señal de voz dentro de la base de entrenamiento. Esta información se le
proporciona al módulo Sphinxtrain a través de un archivo de transcripción,
en el que se indican tanto la secuencia de palabras como los sonidos que no
forman parte del discurso, como disfluencias, pausas, etcétera, en el orden
exacto como ocurren dentro de la señal de voz, seguidos por una etiqueta que
puede ser utilizada para asociar esta secuencia con su correspondiente señal
de voz. Enseguida, el módulo de entrenamiento busca en un diccionario de
lenguaje, que relaciona cada palabra con una secuencia de unidades de sonido,
con el fin de obtener la secuencia de unidades de sonido que están asociadas
con cada señal de voz. Asimismo se ayuda de un diccionario de relleno para
establecer la correspondencia entre los sonidos que no forman parte del discurso.

Por su parte, el módulo Sphinx decoder, dadas las entradas adecuadas,
realiza la tarea de reconocimiento. Las entradas necesarias son: los modelos
acústicos entrenados, un archivo de ı́ndices del modelo, el modelo del lenguaje,
un diccionario del lenguaje, un diccionario de relleno y un conjunto de señales
acústicas que se desea reconocer. A los datos que se desea reconocer se les
denomina conjunto de prueba. Con los modelos acústicos entrenados, el módulo
de entrenamiento generará archivos de ı́ndices del modelo. Un archivo de
ı́ndices del modelo simplemente contiene identificadores para cada estado de
cada modelo oculto de Markov, los cuales son usados por los módulos de
entrenamiento y de reconocimiento para tener acceso al conjunto correcto
de parámetros para aquellos estados de los modelos ocultos de Markov. Con
cualquier conjunto de modelos acústicos, se debe utilizar su archivo de ı́ndices
de modelo para realizar la decodificación.

El presente trabajo cubre los aspectos necesarios para llevar a cabo el re-
conocimiento de voz continua del español hablado en la región central de México.
Para ello me apoyo del sistema Sphinx, ajustando sus módulos para realizar las
tareas de entrenamiento y de reconocimiento.
En primer lugar se partirá con los Modelos Ocultos de Markov (Caṕıtulo 1),
que es una de las técnicas de clasificación de patrones que da sustento al fun-
cionamiento de muchos de los sistemas de reconocimiento de tipo estocástico.
En los caṕıtulos 2 y 3 se darán las bases de los modelados acústico y del lengua-
je, respectivamente.
En el caṕıtulo 4 se describirá con más detalle el proceso de decodificación que
se emplea en el sistema Sphinx y en el capitulo 5 se explicarán los módulos y
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procedimientos empleados en el sistema Sphinx para que, finalmente se observen
los resultados del entrenamiento y del reconocimiento aśı como las conclusiones
plasmados en el presente trabajo (Caṕıtulos 6 y 7).
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Clasificación de patrones

El reconocimiento de patrones es la técnica más espećıfica de todo sistema
de reconocimiento. De ah́ı que muchos reconocedores se identifiquen a partir de
la técnica de reconocimiento de patrones que incorporan. A partir de la repre-
sentación paramétrica de la voz, el módulo de clasificación de patrones realiza
un proceso de clasificación utilizando una serie de patrones. Dichos patrones se
obtienen en una fase de entrenamiento del sistema y son representativos de un
conjunto de unidades lingǘısticas, como palabras, śılabas, sonidos o fonemas. La
peculiaridad más caracteŕıstica de este proceso, que marca su dificultad, es la
variabilidad temporal que puede presentar una misma unidad lingǘıstica al ser
producida por medio de diferentes modos y/o de diferentes velocidades del habla.
Aśı, las primeras técnicas de reconocimiento de patrones utilizadas fueron las
basadas en un Alineamiento Temporal a través de algoritmos de Programación
Dinámica y técnicas de Ajuste Dinámico en el Tiempo (Dynamic Time Warp-
ing, DTW). Posteriormente se recurrió a otra alternativa, basada en el modelado
de procesos estocásticos, que permite representar secuencias de duración varia-
ble con mayor flexibilidad. Concretamente, la alternativa a las técnicas DTW
fueron los Modelos Ocultos de Markov (Hidden Markov Models, HMM) que
pueden verse como una generalización del algoritmo DTW y que han demostra-
do tener mejores prestaciones en multitud de sistemas de reconocimiento. Otra
posible alternativa frente a los HMM son las Redes Neuronales Artificiales (Ar-
tificial Neural Networks, ANN), sin embargo, en este trabajo no se tratarán las
técnicas DTW ni ANN.

1.1. Componentes de un sistema de re-
conocimiento automático de voz

Un sistema canónico que utiliza la aproximación del reconocimiento de pa-
trones en ASR se describe en la figura 1.1.

Tal sistema opera en dos fases [19]:
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Figura 1.1: Esquema de un reconocedor de voz que se basa en el principio de
reconocimiento de patrones [19].

1. Fase de entrenamiento, durante la cual el sistema ”aprende” o es ”ali-
mentado” con los patrones de referencia que representan a las distintas
unidades de voz, frases, palabras o fonos, que constituyen el vocabulario
de la aplicación. Cada referencia se toma a partir de ejemplos hablados
y se almacena ya sea a manera de plantillas, que se obtienen a partir de
algún método que obtiene la plantilla promedio, o de modelos que carac-
terizan las propiedades estad́ısticas de los patrones, tales como los sistemas
estocásticos. En ambos casos, la fase de aprendizaje necesita algoritmos
de aprendizaje eficientes que le proporcionen al sistema los patrones de
referencia que sean realmente representativos.

2. Fase de reconocimiento durante la cual un patrón desconocido de entra-
da es identificado al considerar el conjunto de patrones de referencia. El
proceso de reconocimiento consiste, a su vez, de tres pasos:

extracción de caracteŕısticas: este primer paso se enfoca en la obten-
ción de un conjunto de parámetros obtenidos por algún método de
análisis de señales a partir de porciones sucesivas de la señal de voz.
En el presente trabajo la extracción de caracteŕısticas se lleva a cabo
por medio de coeficientes Mel Frequency Cepstral o MFCC.

clasificación de patrones: durante este paso se calcula una medida
de similitud o distancia entre la voz de entrada y cada patrón de
referencia. Este proceso requiere de definir una medida local de dis-
tancia entre vectores de caracteŕısticas y un método para alinear los
dos patrones de voz, que puede diferir de acuerdo a la duración y a
la tasa del habla (speech rate).

decisión: durante este paso final, al patrón desconocido se le asigna
una etiqueta que se relaciona con el patrón de referencia más cercano.
Esta decisión está basada en algunas reglas que toman en cuenta los
resultados de las medidas de similitud.

Los sistemas de reconocimiento de voz poseen algunas caracteŕısticas en común:
En primer lugar, las técnicas son independientes del tipo de clases de voz uti-
lizadas, por lo que es posible desarrollar sistemas capaces de reconocer palabras,
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frases o subpalabras, tales como śılabas o fonemas. En segundo lugar, puesto
que en estos reconocedores genéricos no es necesario de conocimientos de voz ex-
pĺıcitos, un sistema puede ser usado con diferentes vocabularios, tareas e incluso
con diferentes lenguajes, como el español, el inglés o el francés. Por último, pero
sin restarle importancia, la precisión de tales sistemas es altamente dependiente
de la cantidad de datos de entrenamiento: mientras mayor sea la cantidad de
datos que se tengan, la precisión del reconocedor será mucho mejor. Además
la calidad de los datos de entrenamiento también es de gran importancia; en
particular, la relación pobre o inapropiada que se establezca entre las condi-
ciones de entrenamiento y las condiciones de prueba es un factor principal en la
degradación del desempeño de tales sistemas.

1.2. Modelos de Markov

Considérense aproximaciones estad́ısticas puras basadas en procesos es-
tocásticos; espećıficamente hablando, los procesos de Markov. Estas aproxi-
maciones estad́ısticas pertenecen a un largo y extenso conjunto de teoŕıas de
decisión estad́ıstica, que proporcionan un marco tanto para modelar patrones
en forma estad́ıstica como para formalizar el proceso de toma de decisiones en
forma tal que la pérdida promedio por decisión sea lo más pequeña posible. Las
redes son la técnica más utilizada en muchos sistemas ASR para representar
información acerca de eventos acústicos en la voz. Por ejemplo, el conocimien-
to acerca de restricciones de sintaxis y de semántica en secuencias de palabras
que son permitidas puede ser codificada en forma eficiente mediante una red
cuyos estados son las palabras del vocabulario. Las transiciones entre estados
se permiten sólo si la cadena de palabras resultante genera una oración válida
siguiendo la gramática del sistema.
Una cadena de Markov consiste de un conjunto de estados, con transiciones
entre estados. A cada estado le corresponde un śımbolo y a cada transición se
le asocia una probabilidad, como se ve en la figura 1.2. Los śımbolos se conside-
ran como la salida del modelo de Markov y se producen como resultado de las
transiciones de probabilidad al pasar de un estado a otro. Tal comportamien-
to conduce a que estos modelos sean utilizados para estudiar fenómenos en los
que śımbolos de caracter determinista son observados y ordenados en series de
tiempo. Generalmente se trabajan con procesos de Markov de primer orden o
cadenas de Markov de primer orden. Una cadena de Markov de primer orden
es aquel proceso donde la probabilidad de estar en un estado dado únicamente
depende del estado inmediato anterior
Una cadena de Markov es un modelo bastante restrictivo para estudiar proble-
mas más complejos como aquellos asociados con el reconocimiento de voz. Por
tal motivo, es necesario extender el modelo para que sea capaz de tratar los ca-
sos en que las observaciones sean funciones probabiĺısticas de los estados. Esto
conduce a una formulación dual: las observaciones de voz pueden ser generadas
a partir de los estados o de las transiciones.
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Figura 1.2: Cadena de Markov [11].

1.2.1. Modelos ocultos de Markov (HMM)

Un modelo oculto de Markov es similar a una cadena de Markov, excepto
porque los śımbolos de salida son probabiĺısticos. De hecho, la ocurrencia de
todos los śımbolos es posible en cada estado y cada śımbolo tiene asociada su
propia probabilidad, y por tanto, a cada estado se le asocia una distribución
de probabilidad de todas los śımbolos posibles. En otras palabras, un HMM se
compone de un proceso no observable u oculto, una cadena de Markov, y un
proceso de observación que liga a los vectores acústicos, extráıdos de una señal
de voz, con los estados del proceso oculto. Por ello, a un HMM también se le
conoce como un proceso doblemente estocástico. En la figura 1.3 se muestra un

Figura 1.3: HMM de Bakis [9].

HMM de cinco estados que representa una unidad de voz (fonema, palabra,
etc.) con transiciones permitidas. Este grafo puede ser visto como un modelo de
producción en el que cada transición corresponde a la emisión de una trama de
voz o vector de caracteŕısticas. A cada estado sj le corresponde una distribución
de probabilidad P (ek|sj), que representa la probabilidad de producir el evento
ek cuando una transición desde este estado ocurra; y a cada arco le corresponde
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una probabilidad P (sj |si) = aij , que representa la probabilidad de transición del
estado si al estado sj . Debido a que en la voz existen restricciones temporales,
se utiliza un HMM de tipo Bakis o modelo oculto de Markov de izquierda a
derecha.
Un HMM puede representar una unidad de voz, como una subpalabra, una
palabra e incluso una oración completa. En sistemas de reconocimiento de gran
vocabulario, los HMM generalmente representan unidades de subpalabras, como
los fonemas, ésto con el fin de limitar la cantidad de datos de entrenamiento
y el espacio de almacenamiento que se requiere para modelar a las palabras.
Contrariamente, en sistemas de pequeño vocabulario, la tendencia es utilizar
HMM para representar palabras completas.
Para definir un HMM considérese la siguiente notación:

O = O1, O2, . . . , OT es una secuencia de observaciones de la señal de voz;

N indica el número de estados;

Ω = s1, s2, . . . , sN es un conjunto de estados del modelo;

A = aij es la matriz de probabilidades de transición del estado i al estado
j;

B = bi(Ot) es la matriz de probabilidades del estado i emitiendo el vector
de salida Ot;

π = πi son las distribuciones de probabilidad de los estados iniciales;

λ representa el conjunto de parámetros que definen al HMM: las matrices
de probabilidades de transición, A, las probabilidades de emisión, B, y
las distribuciones de probabilidad de los estados iniciales, π, es decir, λ =
(A,B, π).

Para cualquier clase de HMM existen tres problemas fundamentales que
deben ser resueltos para que los modelos sean puestos en práctica:

1. El problema de evaluación. Dado un HMM λ y una secuencia de obser-
vaciones de la señal de voz, O = O1, O2, . . . , OT , ¿cuál es la probabilidad
de la secuencia de observación, condicionada en el modelo? Una solución
eficiente a este problema se da con la etapa hacia adelante (forward) del
algoritmo hacia adelante-hacia atrás(forward-backward).

2. El problema de decodificación. Dado un HMM λ y una secuencia de ob-
servaciones, O = O1, O2, . . . , OT , ¿cuál es la secuencia de estados en el
modelo que mejor explique tales observaciones? La solución a este proble-
ma requiere de un criterio de optimización para encontrar la mejor solución
que sea posible. T́ıpicamente, se hace uso del algoritmo de Viterbi.

3. El problema de aprendizaje. Dado un HMM λ y una secuencia de obser-
vaciones, O = O1, O2, . . . , OT , ¿de qué manera ajustamos los parámetros
del modelo de forma tal, que se maximize la probabilidad de generar las
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observaciones (criterio de Máxima Similitud o ML)? La secuencia de obser-
vación es llamada la secuencia de entrenamiento. La fase de entrenamiento
es crucial en el diseño de un sistema automático de reconocimiento de voz
basado en HMM, ya que hace posible que los parámetros del modelo sean
adaptados en forma óptima a un fenómeno del mundo real.

Las formulaciones matemáticas que se presentan continuación se consideran para
el caso en que la secuencia de observaciones sea un conjunto discreto de śımbolos.
Sin embargo, la solución de los tres problemas de los HMM puede ser extendida
al caso en el que las observaciones sean vectores continuos multidimensionales,
como se tratará en la sección 1.2.2.

El problema de evaluación

El algoritmo hacia adelante-hacia atrás es un procedimiento eficiente para
calcular P (O|λ), la probabilidad de la secuencia de observación O, dado el mo-
delo λ.
Sea la variable hacia adelante (forward variable) αt(i), definida como

αt(i) = P (O1, O2, . . . , Ot, qt = Si|λ) (1.1)

es decir, la probabilidad conjunta de observar los primeros t vectores acústicos,
estando en el estado Si durante el instante t, dado el modelo λ. αt(i) puede
ser calculada por medio del procedimiento hacia adelante (forward) dado en
el algoritmo 1.1. En el paso de inicialización se establecen las probabilidades
hacia delante como el producto de la probabilidad de estar en el estado inicial
i y la probabilidad del estado i emitiendo el vector de salida O1. El paso de
inducción, es el corazón del cálculo; la figura 1.4 muestra como el estado Sj
puede ser alcanzado en el instante t + 1, a través de los N posibles estados
Si, donde 1 ≤ i ≤ N , en el instante t. Debido a que αt(i) es la probabilidad
del evento conjunto donde O1, O2, · · · , Ot son observados, y el estado en el
instante t es Si; el producto αt(i)aij es entonces, la probabilidad de que el
evento conjunto O1O2 · · ·Ot sea observado, y el estado Sj sea alcanzado en
el instante t + 1 por conducto del estado Si en el instante t. Sumando este
producto sobre todos los N posibles estados Si, 1 ≤ i ≤ N en el instante t,
resulta en la probabilidad de Sj en el instante t+1 con todo el acompañamiento
previo de las observaciones parciales [35]. Una vez que ésto se ha obtendido y
que Sj es conocido, es fácil ver que αt+1(j) se obtiene contabilizando para la
observación Ot+1 en el estado j, es decir, multiplicando la cantidad acumulada
por la probabilidad bj(Ot+1). El cálculo para la ecuación (1.4) se lleva a cabo
para todos los estados j, donde 1 ≤ i ≤ N , en un instante t dado; después el
cálculo se realiza para t = 1, 2, . . . , T −1. Finalmente, en el paso de terminación
se obtiene el cálculo de P (O|λ) deseado, sumando las variables terminales hacia
adelante (forward) αT (i). De acuerdo con la ecuación 1.2.

αT (i) = P (O1O2 · · ·OT , qT = Si|λ) (1.2)

por tanto P (O|λ) es sólo la suma de las αT (i), es decir, para un instante t, el
cálculo de la variable hacia adelante, αt(i), se lleva a cabo para todos los estados.
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Luego es iterada para t = 1, 2, . . . , T − 1. A esto se refiere como la etapa hacia
adelante del algoritmo hacia adelante-hacia atrás. Con esto es suficiente para
calcular P (O|λ) y resolver el problema de evaluación.

Algoritmo 1.1 Algoritmo forward

Paso 1: Inicialización

α1(i) = πibi(O1) 1 ≤ i ≤ N, (1.3)

Paso 2: Inducción

αt+1(j) =

[
N∑
i=1

αt(i)aij

]
bj(Ot−1),

1 ≤ t ≤ T,
1 ≤ j ≤ N. (1.4)

Paso 3: Terminación

P (O|λ) =
N∑
i=1

αT (i) (1.5)

Enseguida se tratará la parte hacia atrás (backward) del algoritmo hacia
adelante-hacia atrás ya que es indispensable en la solución del problema de
aprendizaje.
Como en el caso de la variable hacia adelante, αt(i), ahora considérese la variable
hacia atrás (backward variable), βt(i), definida como

βt(i) = P (Ot+1Ot+2 · · ·OT |qt = Si, λ) (1.6)

es decir, la probabilidad condicional de observar los vectores acústicos desde el
instante t+1 hasta el instante T , estando en el estado Si en el instante t, dado el
modelo λ. En forma similar al cálculo de la variable hacia adelante, βt(i) puede
ser calculada en forma recursiva usando el algoritmo backward que se representa
en el algoritmo 1.2:

Algoritmo 1.2 Algoritmo backward

Paso 1: Inicialización

βT (i) = 1, 1 ≤ j ≤ N. (1.7)

Paso 2: Inducción

βt(i) =
N∑
j=1

aijbj(Ot+1)βt+1(j),
1 ≤ t ≤ T − 1,

1 ≤ j ≤ N. (1.8)
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Figura 1.4: Etapa forward del algoritmo hacia adelante-hacia atrás [46].

Figura 1.5: Etapa backward del algoritmo hacia adelante-hacia atrás [46].
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En el paso de inicialización se establece βT (i) a 1 para todas las i. En el
paso de inducción, el cual se ilustra en la figura 1.5, muestra que para estar
en el estado Si en el instante t y considerando la secuencia de observación en
el instante t + 1 hacia adelante, se toman todos los posibles estados Sj en el
instante t + 1, tomando en cuenta la transición del estado Si al estado Sj (el
término aij), aśı como la observación Ot+1 en el estado j (el término bj(Ot+1))
y entonces se considera para la secuencia de observación parcial restante, desde
el estado j (el término βt+1(i)) [35].

Note que αt(i) es la probabilidad conjunta de llegar al estado Si en el ins-
tante t y observar los primeros t vectores acústicos, mientras que βt(i) es la
probabilidad condicional de observar los últimos T − t vectores dados estando
en el estado Si en el instante t. Esta asimetŕıa permite el cálculo de la proba-
bilidad de ocupación de un estado al tomar el producto de las variables hacia
adelante y hacia atrás.

El problema de decodificación

La tarea de decodificación puede ser solucionada por medio del algoritmo de
Viterbi, que cosiste en hacer coincidir una secuencia de vectores de observación
no identificados, O = O1, O2, . . . , OT , con alguna de los modelos disponibles.
Para encontrar la mejor secuencia de estados única para las primeras t obser-
vaciones es necesario definir δt(i) como el mejor indicador a través de una ruta,
en el instante t, finalizando en el estado i.

δt(i) = máx
q1,q2,...,qt−1

P (q1, q2, . . . , qt−1, qt = i, O1, O2, . . . , Ot|λ) (1.9)

δt(i) puede ser calculado al usar la siguiente fórmula recursiva:

δt(j) = [ máx
1≤i≤N

δt−1(i)aij ]bj(Ot),
2 ≤ t ≤ T
1 ≤ j ≤ N (1.10)

con las siguientes condiciones iniciales:

δ1(i) = πibi(O1), 1 ≤ i ≤ N (1.11)

La mejor secuencia de estados para los vectores de observación O se obtienen
al mantener registro del argumento que fue maximizado por la ecuación (1.11)
para cada t y cada j. Se puede hacer esto por medio del arreglo ψt(j). El
procedimiento completo para encontrar la mejor secuencia de estados se muestra
en el algoritmo 1.3.

Se puede observar que el algoritmo de Viterbi es similar (excepto por la recu-
peración de la trayectoria) en la implementación del algoritmo hacia adelante.
La mayor diferencia radica en que, el algoritmo de Viterbi utiliza una maxi-
mización en el paso de recursión (ecuación. (1.14)), mientras que el algoritmo
hacia adelante utiliza una sumatoria (ecuación (1.4) ). También es claro que la
estructura de celośıa (lattice) se implementa eficientemente con el procedimiento
de Viterbi [30].
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Algoritmo 1.3 Algoritmo de Viterbi

Paso 1: Inicialización

δ1(i) = πibi(O1), Para i = 1, 2, · · · , N (1.12)
ψ1(i) = 0. (1.13)

Paso 2: Recursión

δt(j) = máx
1≤i≤N

[δt−1(i)aij ]bj(Ot),
2 ≤ t ≤ T
1 ≤ j ≤ N (1.14)

ψt(j) = arg máx
1≤i≤N

[δt−1(i)aij ],
2 ≤ t ≤ T
1 ≤ j ≤ N (1.15)

Paso 3: Terminación

p∗ = máx
1≤i≤N

[δT (i)] (1.16)

qT ∗ = arg máx
1≤i≤N

[δT (i)]. (1.17)

Paso 4: Recuperación de la trayectoria (secuencia de estados)

qT ∗ = ψt+1(qt+1∗), Para t = T − 1, T − 2, . . . , 1. (1.18)
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En reconocimiento de voz continua, cuando se utilizan modelos estad́ısticos de
lenguaje (N -gramas), el algoritmo de Viterbi gasta una cantidad de tiempo sig-
nificativa en cada trama para evaluar las transiciones entre palabras. En el caso
de reconocimiento de voz continua o de sistemas que manejen subpalabras, los
HMM pueden ser concatenados y el algoritmo de Viterbi encontrará la mejor
secuencia en el modelo que corresponda a los datos de observación.

El problema de aprendizaje

El problema de aprendizaje puede ser resuelto utilizando un procedimien-
to iterativo como el algoritmo de Baum-Welch, que es una instancia espećıfi-
ca del algoritmo Maximización de la Esperanza (EM ). En otras palabras, la
combinación de las etapas hacia adelante y hacia atrás del algoritmo hacia
adelante-hacia atrás se usa para resolver el problema de aprendizaje y obtener
los parámetros de Máxima Similitud (Maximum Likelihood).
Para ajustar los parámetros del modelo λ con el fin de maximizar la probabili-
dad de la secuencia de observación dado el modelo, resulta útil definir a ξt(i, j),
como la probabilidad de estar en el estado i en el instante t, y en el estado j
en el instante t + 1, dados la secuencia de observación O y el modelo λ y la
secuencia de observación, es decir:

ξt(i, j) = P (qt = Si, qt+1 = Sj |O, λ) (1.19)

ξt(i, j) también puede escribirse utilizando la definición de las variables hacia
adelante (forward) y hacia atrás (backward) como:

ξt(i, j) =
αt(i)aijbj(Ot+1)βt+1(j)

P (O|λ)
(1.20)

ξt(i, j) =
αt(i)aijbj(Ot+1)βt+1(j)

N∑
i=1

N∑
j=1

αt(i)aijbj(Ot+1)βt+1(j)

(1.21)

donde P (O|λ) es un factor de normalización para obtener la probabilidad
deseada. La secuencia de eventos que conducen a las condiciones requeridas por
la ecuación (1.21) se ilustran en la figura 1.6.

Luego, se define γt(i) como la probabilidad de estar en el estado si en el
intante t, dados la secuencia de observación y el modelo; por tanto se puede
relacionar γt(i) y ξt(i, j) al sumar sobre j obteniendo:

γt(i) =
N∑
j=1

ξt(i, j) (1.22)

Al sumar γt(i) sobre el ı́ndice de tiempo t, se obtiene una cantidad que
puede ser interpretada como el número de veces que el estado si es visitado, o
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Figura 1.6: Operaciones requeridas para el cálculo de ξt(i, j), es decir, la proba-
bilidad de estar en el instante t en el estado i y en el instante t+ 1 en el estado
j [46].

equivalentemente, el número esperado de transiciones hechas a partir del estado
si, si se excluye el instante t = T de la sumatoria. En forma similar, la sumatoria
de ξt(i, j) sobre t (desde t = 1 hasta t = T − 1) puede ser interpretada como el
número esperado de transiciones desde el estado si al estado sj . Esto se expresa
en las ecuaciones (1.23) y (1.24).

T−1∑
t=1

γt(i) =
número esperado de transiciones
hechas a partir del estado si

(1.23)

T∑
t=1

ξt(i, j) =
número esperado de transiciones
desde el estado si al estado sj

(1.24)

Usando las fórmulas de las ecuaciones (1.23) y (1.24), y el concepto de conteo
de ocurrencias de eventos, podemos dar un método para la reestimación de
parámetros de un HMM. Un conjunto razonable de fórmulas para π, A y B se
presenta en (1.25), (1.26) y (1.27).
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π̄ =
número esperado de veces en
el estado si en el instante t = 1

= γ1(i) (1.25)

āij =

número esperado de transiciones
desde el estado si al estado sj

número esperado de transiciones
hechas a partir del estado si

=

T−1∑
t=1

ξt(i, j)

T−1∑
t=1

γt(i, j)

(1.26)

b̄j(k) =

número esperado de veces en el estado j
y observando el símbolo vk

número esperado de veces
en el estado j

=

T∑
t=1

Ot=vk

γt(j)

T∑
t=1

γt(j)

(1.27)

Las ecuaciones (1.25), (1.26) y (1.27) son conocidas como las fórmulas de
reestimación de Baum-Welch. Cada reestimación garantiza incrementar P (O|λ),
a menos que se haya alcanzado algún punto cŕıtico, en cuyo caso la reestimación
permanecerá sin cambio o decrecerá si existe un sobreentrenamiento. En otras
palabras, si λ = (A,B, π) es el modelo inicial y λ̄ = (Ā, B̄, π̄) es el modelo
re-estimado se puede probar que [46]:

1. El modelo inicial, λ, define un punto cŕıtico de la función de probabilidad,
en cuyo caso λ̄ = λ o

2. El modelo λ̄ es más probable que λ en el sentido de que P (O|λ̄) > P (O|λ),
es decir, que se encuentra un nuevo modelo λ̄ a partir del cuál es más
probable que se produzca la secuencia de observación.

Aśı podemos mejorar la probabilidad de la secuencia O que está siendo obser-
vada a partir del modelo si se usa λ̄ iterativamente en lugar de λ y se repite
la reestimación hasta que algún punto ĺımite haya sido alcanzado. El modelo
resultante es denominado HMM de máxima similitud. Se debe señalar que el
algoritmo hacia adelante-hacia atrás conduce a un máximo local solamente y
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en la mayoŕıa de los problemas de interés, la superficie de optimización es muy
compleja y tiene muchos máximos locales.
Las fórmulas de reestimación (1.25), (1.26) y (1.27) pueden ser derivadas direc-
tamente al maximizar la función auxiliar de Baum (utilizando técnicas estándar
de optimización restringidas) [35]:

Q(λ|λ̄) =
∑
Q

P (Q|O, λ) log[P (O, Q|λ̄] (1.28)

sobre λ̄. La maximización de Q(λ|λ̄) conduce al incremento de la probabilidad,
es decir,

arg máx
λ̄

[Q(λ|λ̄)]⇒ P (O|λ̄) ≥ P (O|λ) (1.29)

Eventualmente la función de probabilidad converge a un punto cŕıtico.

1.2.2. Variaciones de los modelos ocultos de Markov

Mezclas Gaussianas

Al asumir ciertas propiedades de los vectores continuos multidimensionales,
es posible estimar los parámetros de salida a partir de los datos de entrenamien-
to. Uno de las distribuciones de probabilidad continua utilizadas frecuentemente
es la mezcla Gaussiana de M -componentes, como se observa en la figura 1.7.

Figura 1.7: HMM continuo con mezclas Gaussianas [46].

Los HMM fueron introducidos en ASR al considerar a los vectores de obser-
vación como un conjunto de śımbolos discretos que pertenece a un alfabeto finito,
en cuyo caso es posible utilizar una función de densidad de probabilidad discreta
dentro de cada estado del modelo. Puesto que los vectores de observación fre-
cuentemente son de naturaleza continua, se han utilizado varios métodos para
transformar señales continuas en secuencias de śımbolos discretos; en particular
los métodos de Cuantización Vectorial que se basan en técnicas de agrupamiento
como los algoritmos K-medias y LBG. Sin embargo, al pasar una señal continua
a una señal discreta se generan distorsiones que pueden ocasionar, en algunos
casos, que se reduzca significativamente el desempeño del reconocedor.
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Para superar las limitaciones de los HMM discretos, se han propuesto HMM de
densidad de probabilidad continua (CHMM). En tal caso, algunas restricciones
deben ser impuestas en las funciones de densidad de probabilidad, b̄j(O). El
modelo general de funciones de densidad de probabilidad para que se realice
una reestimación más consistente ha sido, una mezcla finita de M funciones
Gaussianas, como se observa en la ecuación (1.30):

b̄j(O) =
M∑
k=1

cjkN(O,µjk,Σjk) 1 ≤ j ≤ N (1.30)

donde O es el vector de observaciones para ser modelado, cjk es el coeficiente
de la mezcla para el k-ésimo componente de la mezcla, N es una densidad
Gaussiana con vector de medias µjk y matriz de covariancias Σjk asociadas con
el estado j y la mezcla k y debe de cumplir con:

cjk ≥ 0 (1 ≤ j ≤ N 1 ≤ k ≤M y
M∑
k=1

cjk = 1, 1 ≤ j ≤ N) (1.31)

En un CHMM la distribución de probabilidad del śımbolo de salida se estima
en forma similar al caso discreto haciendo uso del procedimiento hacia adelante-
hacia atrás o con el algoritmo de Viterbi.
En los diferentes tipos de estructuras de los HMM que han sido estudiados cabe
mencionar dos variaciones:

La primera consiste de asociar a las observaciones con arcos en lugar de
asociarlos con los estados de un HMM. Este tipo de modelo se ha en-
contrado que es bastante útil para definir las transiciones nulas, es decir,
transiciones que no producen śımbolo de observación o salida [46]. Tales
transiciones proporcionan una manera muy eficiente de describir elimi-
nación de fonemas en las alternativas de pronunciación de una palabra.
En la figura 1.8 se observa que un modelo de Markov también se puede
representar con una celośıa (trellis) y que las transiciones nulas se repre-
sentan con ĺınea punteada.

La segunda es el concepto de ligado de parámetros. La idea básica es re-
ducir el número de parámetros HMM que sean independientes al configu-
rar una equivalencia entre parámetros de diferentes estados. Este método
resulta bastante interesante cuando la cantidad de datos de voz que se
necesitan para el entrenamiento es insuficiente, puesto que el ligado de
parámetros reduce el tamaño del HMM. Aśı, un modelo con estados liga-
dos frecuentemente es más robusto que un modelo clásico entrenado con el
mismo conjunto de datos, pero el modelo clásico será más preciso, propor-
cionando que los datos de entrenamiento sean suficientes. Es importante
mencionar que las matemáticas del algoritmo de entrenamiento no se ven
afectadas al ligar los parámetros HMM. Este punto se tratará con más
detalle en el caṕıtulo 2.
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Figura 1.8: Representación de HMM mediante una celośıa y uso de transiciones
nulas.

Modelado de la duración de las palabras

Otro tópico importante basado en el estudio de los HMM es el modelado de la
duración de estados. La geometŕıa impĺıcita ”exponencialmente decreciente” de
la densidad de la duración de estados, para estados con ciclos, como se observa
en la ecuación (1.32) y donde Pi(d) es la probabilidad de tomar el mismo ciclo
en el estado i durante d veces, es inherente a un HMM, en su mayoŕıa resulta
inapropiado para la representación de una señal de voz. Lo que requiere de un
modelado de densidad de la duración que sea expĺıcito.

Pi(d) = (1− aii)adii (1.32)

Aún cuando el marco teórico para incorporar la información de la duración
de estado en un HMM se encuentra bien dominado, generalmente, su costo
computacional es muy eleveado. Aśı, varios métodos han sido propuestos,
tal es el caso del método de estimación de la distribución de probabilidad
de la densidad de la duración de estado en forma directa sobre los datos de
entrenamiento. Estas distribuciones de probabilidad pueden ser usados para
un postprocesador heuŕısticamente pesando los indicadores obtenidos por la
decodificación de Viterbi.

En el sistema Sphinx se incorpora el modelo de duración de las palabras
como parte de la búsqueda de Viterbi. La duración de una palabra se modela por
una distribución Gaussiana univariable, con media y variancia estimadas a partir
de la segmentación de Viterbi supervisada de un conjunto de entrenamiento. Al
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calcular previamente el record (marcador) de duración para varias duraciones,
este modelo de duración esencialemente no se sobrepasa [21].

1.2.3. Entrenamiento

El procedimiento de entrenamiento para un reconocedor de voz basado en
HMM comprende varios pasos tal como la construcción del modelo inicial, el
modelo de reestimación supervisada y posiblemente entrenamiento correctivo.
Durante la fase de construcción del modelo inicial, se determinan los estimados
iniciales de los parámetros del HMM. Esta fase es muy importante, puesto que
el proceso de entrenamiento iterativo encuentra solamente óptimos locales y,
por tanto, es suceptible a iniciales. No existen métodos sencillos para escoger un
buen modelo inicial. Las soluciones que se proponen incluyen segmentación de
observaciones, ya sea en por medio de un criterio de máxima similitud o en forma
manual, obteniendo promedios dentro de los estados, o utilizando segmentación
K-medias con agrupamiento. En los HMM discretos, si la probabilidad se ini-
cializa con cero, permanecerá cero siempre. De esta manera, es importante tener
un conjunto de estimados iniciales que sea razohable. Estudios emṕıricos han
demostrado que para HMM discretos se puede utillzar una distribución uni-
forme como estimado inicial. Funciona razonablemente bien en la mayoŕıa de
las aplicaciones; aunque los buenos estimados son siempre útiles para obtener
las probabilidades de salida.
Si se utilizan densidades de mezclas continuas, son esenciales buenos estimados
iniciales para las funciones de densidad de probabilidad Gaussianas. Existen
varias maneras de obtener tales estimados:

Se puede hacer uso del algoritmo de agrupamiento K-medias, como se
utiliza en cuantización vectorial (Vectorial Quantization. VQ). La seg-
mentación de estados de Markov puede ser derivada a partir de los HMM
discretos, puesto que este procedimiento no es sensible a los parámetros
iniciales. Basados en los datos de segmentación, se puede utilizar el algo-
ritmo k-medias para derivar los parámetros de las medias y covariancias
Gaussianas necesarias. Los coeficientes de las mezclas pueden tener dis-
tribución uniforme.

Se pueden estimar los HMM semi-continuos a partir de los HMM discre-
tos. Simplemente es necesario estimar una matriz de covariacias adicional
para cada palabra código VQ y correr cuatro o cinco iteraciones adicionales
para refinar los HMM semi-continuos basados en los HMM discretos, que
t́ıpicamente requieren de cuatro o cinco iteraciones a partir de la distribu-
ción uniforme. Cuando los HMM semi-continuos son entrenados, se toman
las M palabras código más relevantes y cada estado de Markov los usa co-
mo funciones de densidad Gaussiana iniciales para modelar las mezclas de
densidad Gaussiana continuas.

Se puede empezar entrenando un solo modelo de mezcla de densidad Gaus-
siana. Se pueden calcular los parámetros a partir de datos previamente
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segmentados. Se pueden dividir iterativamente las funciones de densidad
Gaussiana en forma similar a la generación de un libro código de VQ. T́ıpi-
camente se requieren de dos o tres iteraciones para refinar las densidades
continuas después de cada división.

La fase de reestimación supervisada del modelo corresponde al problema de
aprendizaje mencionado en la sección 1.2.1. En el caso de voz continua se acepta
la reestimación incrustada (imbuida). El entrenamiento embebido utiliza el mis-
mo algoritmo de Baum-Welch como si se tratase del caso para palabras aisladas,
pero en lugar de entrenar cada modelo individualmente se entrenan todos los
modelos en paralelo. Durante esta fase de entrenamiento, se utilizan técnicas de
estimación por Máxima Similitud (MLE) para reestimar los parámetros del mo-
delo. Como se vió en la sección anterior la estimación MLE estándar se encarga
de obtenter el conjunto de parámetros del HMM al maximizar P (Oi|λi). Oi
representa una secuencia de entrenamiento de las observaciones de voz usadas
para derivar el conjunto de parámetros para el HMM λi. Además del criterio
MLE, también se han propuesto criterios alternativos, como el criterio de Infor-
mación Mutua Máxima (Maximimum Mutual Information, MMI ) y el criterio
de Discriminación Mı́nima de Información (Minimum Discrimination Informa-
tion, MDI ).
La estimación por el criterio de Información Mutua Máxima (MMIE) se basa
en la idea de que diseñando todos los HMM al mismo tiempo la potencia de dis-
criminación de cada modelo puede ser mejorada. Si suponemos que las unidades
de voz representadas por los HMM son equiprobables, MMIE estima el conjunto
de parámetros del HMM al maximizar:

Ii = máx
λ

logP (Oi|λi) − log
M∑
j=1

P (Oi|λj)

 (1.33)

donde M representa el número de HMM. Si comparamos esta fórmula con la de
MLE, la suma de un segundo término permite al procedimiento de entrenamien-
to elegir λ para mejorar la separación entre el modelo correcto λi y todos los
otros modelos en la secuencia de entrenamiento Oi. Cuando se aplica a todas
las secuencias de entrenamiento, esta maximización se convierte en:

I = máx
λ

 M∑
i=1

logP (Oi|λi) − log
M∑
j=1

P (Oi|λj)

 (1.34)

Para resolver el problema de reestimación, se usa el algoritmo Baum-Welch ex-
tendido al caso MMIE. Comparado con el criterio MLE, MMIE puede mejorar
el desempeño de la tarea de reconocimiento a expensas de incrementar la com-
plejidad computacional.
Otra alternativa para mejorar el procedimiento de entrenamiento es escoger los
parámetros HMM que minimicen la información de discriminación entre una
distribución de probabilidad del conjunto de observaciones y la del HMM. La
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información de discriminación entre dos distribuciones de probabilidad P y Q
con funciones de densidad de probabilidad p y q puede ser expresada con la
siguiente ecuación:

D(Q||P ) =
∫
q(y) ln

(
q(y)
p(y)

)
dy (1.35)

La idea detrás del entrenamiento con el criterio MDI es compensar la falta de
coincidencia entre las mediciones y el modelo. El procedimiento comienza con
un estimado del HMM mediante la aproximación MLE. Luego, para una HMM
dado, la distribución de probabilidad de la fuente (conjunto de observaciones)
es estimada minimizando la información de discriminación sobre todas las dis-
tribuciones de probabilidad de la fuente que son consistentes con las mediciones.
Finalmente, dada una distribución de probabilidad de la fuente, un HMM, que
minimiza la información de discriminación sobre todos los HMM, es estimado.
Para llevar a cabo la reestimación se propuso un modelo generalizado del algo-
ritmo de Baum-Welch.
Finalmente, puede ser introducida una fase de postprocesmiento, como el en-
trenamiento correctivo, para mejorar el desmpeño del reconocimiento al mejo-
rar la potencia de discriminación de los modelos obtenidos durante la fase de
reestimación. El procedimiento de entrenamiento correctivo se enfoca en aque-
llas porciones del HMM que sean las más importantes para discriminar entre
unidades similares que sean sometidas al reconocimiento. La ventaja del en-
trenamiento correctivo es que consiste de un paso adicional si se compara con
el criterio MLE, por lo que el procedimiento de entrenamiento no necesita ser
reformulado.

1.2.4. Reconocimiento de voz usando modelos ocultos de
Markov

El uso t́ıpico de modelos ocultos de Markov en reconocimiento de voz no es
muy diferente del paradigma tradicional de reconocimiento de patrones. La apli-
cación exitosa de los métodos de los HMM generalmente involucra los siguientes
pasos:

1. Define un conjunto de L clases de sonidos para ser modelados, por ejemplo,
fonemas o palabras. Nombra a las clases V = v1, v2, . . . , vL;

2. para cada clase reune un conjunto de entrenamiento de tamaño conside-
rable formado por locuciones etiquetadas que sean conocidas y que estén
en la clase;

3. basados en cada conjunto de entrenamiento, hallar la solución del pro-
blema de estimación para obtener el mejor modelo λi para cada clase vi,
i = 1, 2, . . . , L;

4. durante el reconocimiento evalua P (O|λi), i = 1, 2, . . . , L para la locución
O desconocida e identifica la voz que produjo O como perteneciente a la
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clase vj si
P (O|λj) = máx

1≤i≤L
P (O|λi) (1.36)



2

Modelado acústico

Después de años de investigación y desarrollo, la precisión en el ASR per-
manece como uno de los retos más importantes en la investigación. Varios fac-
tores determinan la precisión, entre los que destacan, variaciones en el contexto,
en el locutor y en el ambiente. El modelado acústico juega un papel cŕıtico para
obtener una mejor precisión y es la parte central de cualquier sistema de re-
conocimiento de voz.
Para la observación acústica X = X1, X2, . . . , Xn dada, la meta del re-
conocimiento de voz es encontrar la secuencia correspondiente de palabras
Ŵ = w1, w2, . . . , wm tal que se obtenga la máxima probabilidad P (W|X) como
se expresa en la ecuación (2.1).

Ŵ = arg máx
w

P (W|X) = arg máx
w

P (W)P (X|W)
P (X)

(2.1)

Puesto que la maximización de la ecuación (2.1) se lleva a cabo con la obser-
vación de X fija, la maximización anterior es equivalente a la maximización de
la siguiente ecuación:

Ŵ = arg máx
w

P (W)P (X|W) (2.2)

El reto desde el punto de vista práctico consiste en cómo construir modelos
acústicos precisos, P (X|W), y también modelos del lenguaje, P (W), que real-
mente reflejen al lenguaje hablado que se desea reconocer. Para reconocimiento
de voz de sistemas de vocabularios muy grandes es necesario descomponer
una palabra en una secuencia de subpalabras. Aśı P (X|W) se relaciona
estrechamente con el modelado fonético. P (X|W) debe tomar en cuenta las
variaciones entre locutores, las variaciones de pronunciación, las variaciones
ambientales y las variaciones de coarticulación de fonemas dependientes
del contexto. Por último, pero sin restarle importancia, cualquier acústica
estática o modelo del lenguaje no reunirá las necesidades de las aplicaciones
reales. Aśı que es de gran importancia adaptar dinámicamente tanto P (W)
como P (X|W) para maximizar P (W|X) mientras se trabaje con sistemas
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de lenguaje hablado. El proceso de decodificación para encontrar la mejor
secuencia de palabras W que coincida con la señal de entrada X en sistemas de
reconocimiento de voz es más que un problema de reconocimiento de patrones
simple, debido a que en reconocimiento de voz continua se tiene un número
infinito de patrones de palabras para comparar, como se verá con más detalle
en el caṕıtulo 4.
La teoŕıa de los HMM es la base que sustenta a la teoŕıa del modelado fonético
acústico. Proporciona una herramienta poderosa para integrar segmentación, el
ajuste en el tiempo, la coincidencia de patrones y el conocimiento del contexto
de manera unificada.

2.1. Modelos de subpalabras

La cuestión principal acerca de cuál es la unidad de voz de mejor tamaño para
un sistema ASR conduce a explorar unidades más pequeñas que una palabra y
más grandes que un fono, para capturar los efectos de coarticulación. Por muchas
razones la precisión de un sistema ASR se deteriora con unidades muy pequeñas.
Para sistemas de reconocimeinto de gran vocabulario los difonos y los modelos
de fonos ligados representan una compensación razonable evitando tanto la gran
cantidad de memoria como la falta de precisión con modelos independientes del
contexto.
Cuando se utilizan subpalabras como unidades de voz, la memoria de referencia
debe contener, también, un diccionario del lenguaje, que relacione cada palabra
con su secuencia de estas unidades, por ejemplo, la secuencia de difonos que
constituyen cada palabra del vocabulario.
Al reemplazar los modelos de palabras con modelos de subpalabras se reduce la
precisión del sistema ASR. Las principales dificultades son:

1. que los efectos de coarticulación y de acentuación se extienden más allá de
los fonos adyacentes inmediatos y

2. construir modelos de palabras al concatenar unidades más pequeñas re-
quiere de modificaciones significativas a las unidades mezcladas, como
por ejemplo, en cada ĺımite de cada unidad, plantillas de tramas de
aplanamiento o mezclado de los estados de los HMM.

Además del aplanamiento espectral, algunas unidades deben ser cortadas cuando
formen modelos de varias śılabas, debido a que la duración de una palabra no
se incrementa linealmente con el número de śılabas en una palabra.

2.2. Modelado del contexto

El contexto es muy importante en el reconocimiento de voz a múltiples nive-
les. En una escala de tiempo corto como sucede en la longitud promedio de un
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fonema, las limitaciones en la tasa de cambio del tracto vocal causan confusión
en las caracteŕısticas acústicas, fenómeno que se conoce como coarticulación. El
obtener los más altos niveles posibles es la meta del desempeño de un sistema
de reconocimiento de voz, lo que significa hacer un uso eficiente de toda la in-
formación contextual.
La tecnoloǵıa actual de los HMM utiliza una aproximación al problema de tipo
top-down (descendente) al modelar el contexto fonético. La influencia contex-
tual en tiempo corto de la coarticulación se maneja al crear un modelo para
todos los contextos fonéticos que sean lo suficientemente distintos entre śı, lo
que conduce a una compensación entre la creación de suficientes modelos que
representen de manera adecuada la elocución y mantener suficientes ejemplos
de entrenamiento por cada contexto de tal manera que los parámetros del mo-
delo puedan ser bien estimados. Las técnicas de agrupamiento y aplanamiento
pueden proporcionar un compromiso razonable para mejorar la precisión y el
almacenamiento del modelo. Para simplificar la búsqueda en los sistemas ASR,
muchos sistemas usan modelos independientes del contexto (Context-independent
models, CI ), donde cada unidad a modelar es entrenada independientemente de
sus vecinos, ignorando sus efectos de coarticulación. Con pequeñas cantidades
de datos de entrenamiento se minimizan los problemas de subentrenamiento,
donde los parámetros del modelo son estimados póbremente debido a la insufi-
ciencia de datos cuando se utliizan numerosos modelos dependientes del contexto
(context-dependent models, CD).
Si se utilizan unidades dependientes del contexto, se puede mejorar la precisión
del reconocimiento en forma significativa, considerando que existen suficientes
datos de entrenamiento para estimar dichos parámetros dependientes del con-
texto. Los fonemas dependientes del contexto han sido ampliamente utilizados
en sistemas de reconocimiento de grandes vocabularios, gracias a que mejoran
la precisión y pueden ser más sencillos de entrenar. El contexto se refiere gene-
ralmente a los fonos que son vecinos inmediatos tanto a la izquierda como a la
derecha del fono en cuestión.
Un modelo de trifonemas es un modelo fonético que toma en consideración a
los fonos vecinos, tanto el del lado derecho como el del lado izquierdo. Si dos
fonos tienen la misma identidad pero distintos contextos derecho e izquierdo, se
consideran que son diferentes trifonemas. Se sabe que a las diferentes realiza-
ciones de un fonemas se les denomina alófonos. Los trifonemas son ejemplos de
alófonos.
Aunque los contextos derecho e izquierdo que se usan en los trifonemas son im-
portantes, sólo son dos de los diversos factores importantes que contribuyen a
la realización de un fonema. Los modelos de trifonemas son importantes porque
capturan la mayoŕıa de los efectos de coarticulación más importantes. General-
mente son mucho más consistentes que los modelos independientes del contexto.
Sin embargo, es necesario balancear la capacidad de entrenamiento y la precisión
con varias técnicas que permiten compartir parámetros.
Los modelos CD son t́ıpicamente trifonemas que representan N fonemas cada
uno con N2 modelos; por ejemplo, el fonema /p/ tiene modelos separados para
cada combinación de todos los vecinos posibles que se encuentran a la derecha
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y a la izquierda de él. Los modelos CD capturan la mayoŕıa de los efectos de
coarticulación, pero al costo de desarrollo y de búsqueda de dichos modelos es
N3, para cuando N ≈ 30 − 40 fonemas. En muchos casos no se cuenta con
recursos suficientes de memoria o de datos de entrenamiento para soportar un
conjunto completo de tales modelos.

2.3. Ligado de modelos de subpalabras

Una manera importante para reducir el subentrenamiento es compartir
parámetros ligados entre los modelos, usando los mismos valores en todos
los modelos pertinentes a un contexto dado. Separarar los trifonemas de los
modelos CD para todas las secuencias de tres fonemas resulta ineficiente, puesto
que muchos fonemas tienen efectos coarticulatorios similares; por ejemplo, los
efectos de los labiales /b, p, m/ en una vocal adyacente son muy similares. Los
modelos ligados comparten los mismos valores de los parámetros para reducir
el número total de datos de entrenamiento; los modelos CD son ligados donde
se observa que sus contextos tienen los mismos efectos fonéticos, como se ve en
la figura 2.1 . El ligado puede hacerse en forma automática, como en el caso
de árboles de decisión conducidos por datos con estimación no supervisada,
o guiados por propiedades lingǘısticas, agrupando los contextos con etiquetas
como labiales, velares, fricativas, etc. Cuando el ligado involucra funciones de
distribución de probabilidad Gaussianas, a dichos modelos se les denomina
HMM semi-continuos.
Cuando dos o más redes de modelos de palabras comparten secciones de
subpalabras, o cuando sus parámetros son ligados, la memoria para los modelos
de referencia y para el cálculo del sistema ASR se reduce. La técnica de
compartir parámetros se puede aplicar en varios niveles: a nivel de palabras, de
śılabas, de difonos, de fonos, o de tramas (fenones).
Aún con los estados ligados, el uso de mezclas Gaussianas continuas en los costos
computacional y de uso de memoria de los HMM es bastante. Algunos sistemas
ASR ligan parámetros, es decir, usando un solo conjunto de distribuciones de
densidad de probabilidad Gaussiana (PDF); entonces, cada estado HMM es
caracterizado únicamente con sus pesos de las mezclas, como se observa en la
figura 2.1. Asumimos que unos cuantos cientos de PDFs son suficientes para
modelar todo el espacio acústico. El problema de entrenamiento para cada
estado entonces se reduce a estimar estos pesos, en lugar de encontrar todos los
parámetros para las mezclas de PDF Gaussianas por separado; es especialmente
costoso si cada vector de cada trama tiene docenas de parámetros y se utilizan
matrices de covariancias completas (no diagonales). El modelado basado en
trifonemas asume que cada trifonema del contexto es distinto. De hecho muchos
fonemas tienen un efecto muy similar en sus fonemas vecinos. La posición de
nuestros articuladores tiene un efecto importante en cómo se pronuncias las
vocales vecinas. Por ejemplo, los fonemas oclusivos /b/ y /p/ tienen efectos
similares en la vocal siguiente, como se ve en la figura 2.2 para las palabras
bata y pata. Entonces, es deseable encontrar instancias que tengan efectos



2.3 Ligado de modelos de subpalabras 32

Figura 2.1: Ligado de estados para HMM [32].

Figura 2.2: Efectos similares de fonemas en contextos diferentes.
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similares y mezclarlas, lo que conduciŕıa a un número menor de modelos que
puedan ser manipulados y entrenados de mejor forma.
El balance entre la precisión y la capacidad de entrenamiento de los modelos
de fonemas y los modelos de palabras pueden ser generalizados a modelar
eventos subfonéticos. De hecho, las unidades fonéticas y subfonéticas presentan
los mismos beneficios, conforme comparten parámetros a nivel de unidades.
Esta es el beneficio clave en la comparación de unidades de palabras. Para
el modelado subfonético se trata el estado en los HMM de subfonemas como
unidades básicas. Hwang y Huang generalizaron el agrupamiento (clustering)
de las distribuciones de probabilidad de salida de los estados dependientes
por medio de modelos fonéticos diferentes [15]. Cada cluster representa,
aśı, un conjunto de estados de Markov similares y es denominado senón.
Después de que el agrupamiento ha finalizado cada modelo de subpalabra
se descompone en una secuencia de senones. El número óptimo de senones
para un sistema se determina principalmente por el corpus de entrenamiento
disponible y puede ser ajustado sobre un conjunto de desarrollo. Cada modelo
de alófono es un HMM formado de estados, transiciones y distribuciones de
probabilidad. Para mejorar la confiabilidad de los parámetros estad́ısticos
de estos modelos algunas distribuciones pueden ser ligadas. Por ejemplo,
las distribuciones de la porción central de un alófono pueden ser ligadas
para reflejar el hecho de que representan la parte estable (independiente del
contexto) de la realización f́ısica de la parte central del fonema, pronunciado
con la configuración estacionaria del tracto vocal. Agrupar la granularidad
del estado en lugar de la granularidad del modelo puede conservar estados
no similares de dos modelos aparte mientras que los estados similares son
mezclados, conduciendo a que se compartan los parámetros de una mejor forma.

Existen dos temas importantes al crear unidades fonéticas o subfonéticas
independientes del contexto:

Es necesario permitir que los parámetros se compartan y suavicen de la
mejor manera. Como ilustra la figura 2.2, muchos fonos tienen efectos
similares en sus fonos vecinos. Si la realización acústica es claramente
idéntica, los ligamos juntos para mejorar el entrenamiento y la eficiencia.

Puesto que el número de trifonemas en español es muy grande (más de
100000), existen muchos trifonemas nuevos o que no has sido vistos que
se encuentran en el conjunto de prueba pero no en el conjunto de entre-
namiento. Es importante relacionar estos trifonemas que no has sido vistos
con trifonemas entrenados apropiadamente.

Un árbol de decisión es un árbol binario para clasificar objetos deseados median-
te la realización de preguntas binarias en forma jerárquica. Modelar trifonemas
que no han sido vistos es particularmente importantes para lograr la indepen-
dencia del vocabulario, ya que es dif́ıcil reunir un corpus de entrenamiento que
cubra suficientes ocurrencias de cada posible unidad de subpalabra. Necesitamos
encontrar modelos que sean precisos, entrenables y, especialmente, generaliza-
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bles. El árbol de decisión de senones clasifica los estados de Markov de los tri-
fonemas representados en el corpus de entrenamiento mediante la realización de
preguntas lingǘısticas formadas de conjunciones, disyunciones y/o de negaciones
tomadas de un conjunto predeterminado de cuestiones lingǘıticas divididas por
categoŕıas, como se observa en la figura 2.3. Como ejemplos de estas preguntas
lingǘısticas tenemos: ¿el fono del contexto izquierdo (L) es una fricativa? o ¿es
el fono del contexto derecho (R) una vocal media?

Figura 2.3: Árbol de decisión para establecer cuestiones lingǘısticas [4].

A grandes rasgos la toma de decisiones consiste en que para cada nodo en el
árbol revisamos si su fono derecho o izquierdo pertenece a una de las categoŕıas.
Se mide la correspondiente reducción de entroṕıa o el incremento en la proba-
bilidad para cada cuestión y para dividir el nodo se selecciona la pregunta que
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posea el decrecimiento de entroṕıa más grande. Aśı el árbol puede ser construi-
do en forma automática al buscar, para cada nodo, la pregunta que presente el
decrecimiento de máxima entroṕıa. Alternativamente, se realizan preguntas más
complejas para que cada nodo sea dividido de la mejor manera. Cuando el árbol
crece, necesita ser podado usando validación de palabras cruzadas (cross-word
validation). Cuando el algoritmo termina, las hojas del árbol representan los
senones que serán usados.

2.4. Construcción de modelos de palabras

Si construimos una palabra HMM para cada palabra del vocabulario de un
sistema de reconocimiento de palabras aisladas, el entrenamiento y la decodi-
ficación pueden ser implementados directamente usando los algoritmos básicos
de la sección 1.2. Para estimar los parámetros del modelo, se deben recolectar
ejemplos de las palabras del vocabulario. Los parámetros del modelo son estima-
dos a partir de estos ejemplos mediante el algoritmo hacia adelante-hacia atrás
y la fórmula de reestimación. No es necesario tener una detección del punto final
precisa, porque el modelo del silencio automáticamente determina los ĺımites si
se concatenan modelos de silencio en ambos extremos de la palabra.
En sistemas de reconocimiento de gran vocabulario, si se utilizan unidades de
subpalabras como modelos fonéticos, es necesario compartirlos con diferentes
palabras. Estas unidades de subpalabras se concatenan para formar un modelo
de palabra, posiblemente añadiendo modelos de silencio al principio y al final de
la palabras, como se ilustra en la figura 2.4. Para formar un modelo de palabra
a partir de modelos de subpalabras, se puede colocar una transición nula desde
el estado final de la subpalabra HMM anterior al estado inicial de la siguiente
subpalabra HMM, como se indica en la ĺınea punteada de la figura 2.4.
En el ejemplo dado aqúı, tenemos un fragmento del vocabulario empleado en el
desarrollo de este sistema donde se incluyen también algunos de los fonemas del
español hablado en México. El diccionario proporciona la información acerca
de la pronunciación de cada palabra. Tenemos una palabra especial, < SIL >,
que es el modelo del silencio, cuya correspondencia es /sil/ y cuya topolǵıa es
la misma que la de los fonemas estándar. Para cada palabra en el vocabulario
primero derivamos la secuencia fonética de ellas dada en en el diccionario. Se
ligan estos modelos fonéticos para construir una palabra HMM. Procedimiento
que se realiza para todas las palabras del vocabulario.

Por ejemplo para la palabra EN creamos un modelo de palabra basado en un
silencio inicial, /sil/, seguido de los fonema /E/ y /N/, y terminando con otro
silencio /sil/. El modelo compuesto se trata en la misma forma que cualquier
otro HMM estándar. Se utiliza el algoritmo hacia adelante-hacia atrás para
estimar los parámetros del modelo compuesto a partir de múltiples muestras
de pronunciación de la palabra EN. Después de varias iteraciones, se obtienen
los parámetros HMM en forma automática para /sil/, /E/ y /N/. Debido a
que un fono puede encontrarse en distintas palabras, los parámetros fonéticos
pueden ser estimados a partir de datos acústicos en diferentes palabras.
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Figura 2.4: Construcción de un HMM por concatenación de subpalabras [15].

La habilidad para alinear en forma automática cada HMM individual con
su correspondiente secuencia de observación no segmentada es una de las
caracteŕısticas más poderosas del algoritmo hacia adelante-hacia atrás. Cuando
el método de concatenación de HMM se utiliza en voz continua, es necesario
componer múltiples palabras para formar una oración de HMM basada en el
archivo de la transcripción del discurso. De igual forma, el algoritmo hacia
adelante-hacia atrás absorbe en forma automática un rango de información
acerca de los posibles ĺımites de las palabras, por lo que no es necesario tener
una segmentación precisa en voz continua.

En general, para estimar los parámetros de los HMM, se crea una instancia de
cada palabra con su modelo de palabra concatenado. Las palabras en la oración

Figura 2.5: Construcción de un modelo de oración HMM por concatenación de
palabras [15].

se concatenan con modelos de silencio opcionales entre ellas. En el ejemplo
de la figura 2.5 se tiene un segmento de una oración utilizada en el presente
trabajo. Se observa un HMM de silencio que está de manera opcional entre las
palabras un y momento, y que se liga mediante una transición nula desde el
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último estado del modelo de la palabra un hasta el primer estado del modelo de
la palabra momento. Existe también una transición nula entre las palabras un
y momento debido a que el silencio podŕıa no existir durante el entrenamiento
del ejemplo. Estas conexiones opcionales aseguran que se consideren todas las
posibles realizaciones acústicas en voz continua, de tal manera que el algoritmo
hacia adelante-hacia atrás pueda descubrir la ruta correcta en forma automática
y estime con gran precisión el HMM para la secuencia de observación dada.
Puesto que toda la oración HMM es entrenada con su correspondiente secuencia
de observación, la mayoŕıa de los ĺımites de las palabras son inherentemente
considerados. Los parámetros de cada modelo se basan en la alineación de los
estados con la voz. No importa donde se encuentren los ĺımites de las palabras.
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Modelado del lenguaje

En los primeros d́ıas de los sistemas ASR únicamente se utilizaba informa-
ción acústica para evaluar hipótesis de textos. Se asumı́a que la señal de voz
teńıa toda la información necesaria para convertir voz en texto. A principios
de los años 80, se incorporó el conocimiento acerca del texto hablado y se
encontró que mejoró significativamente la precisión del reconocedor al explotar
la redundancia de texto. La mayoŕıa de la voz corresponde a textos que siguen
reglas lingǘısticas, por ejemplo reglas de sintaxis y de semántica. La explotación
de estas reglas es crucial en el desempeño de los sistemas ASR.

El propósito del modelo del lenguaje es proporcionar un mecanismo para
la estimación de la probabilidad de alguna palabra wk en una locución dada
la secuencia de palabras Wk−1 = w1, . . . , wk−1 precedentes. La probabilidad a
priori de una secuencia de palabras W = w1, . . . , wk en la ecuación (2.2) se
puede obtener mediante la ecuación (3.1) y donde P (W) corresponde al modelo
del lenguaje y significa obtener la probabilidad de que wk sea hablada dado que
las palabras w1, . . . wk−1 fueron pronunciadas previamente.

P (W) =
K∏
k=1

P (wk|wk−1, . . . , w1) (3.1)

La elección del modelo del lenguaje tiene un impacto significativo en el pro-
ceso de reconocimiento. En particular, la restricción que proporciona un mo-
delo del lenguaje puede mejorar sustancialmente el desempeño del sistema y el
tamaño del espacio de búsqueda generado por el modelo del lenguaje frecuente-
mente determina el algoritmo de búsqueda a utilizar. Los modelos de lenguaje
que se usan en sistemas de reconocimiento de voz continua (CSR) caen en nu-
merosas categoŕıas:

Modelos de lenguaje uniformes, donde cada palabra en cualquier oración
se considera que es igualmente probable.

Modelos de lenguaje estocásticos, tales como los modelos basados en uni-
gramas, bigramas y trigramas, donde la probabilidad de una palabra en
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una secuencia es estimada basándose en la probabilidad de que pertenez-
ca a una clase determinada definida por las palabras que la preceden en
esa secuencia. La probabilidad del lenguaje de la secuencia de palabras
está dado por la probabilidad conjunta de todas las palabras en la secuen-
cia. Una manera simple y efectiva de realizar esto es por medio de los
N-gramas en los que se asume que wk depende sólo se las N − 1 palabras
precedentes, esto es

P (W) =
K∏
k=1

P (wk|wk−1, wk−2, . . . , wk−N+1) (3.2)

Los N-gramas codifican simultáneamente la partes sintáctica, semántica
y pragmática y se concentran en las dependencias locales. Esto los hace
muy efectivos para lenguajes como el español, en el que el orden de las
palabras es importante y los efectos contextuales más fuertes tienden a
aparecer cerca de sus vecinos cercanos.

Lenguajes de estados finitos, no son más que lenguajes artificiales simples
que modelan todas las oraciones legales utilizando una sola red. En los
sistemas de reconocimiento de voz sencillos, los enunciados de entrada es-
perados generalmente son modelados con gramáticas en las que al usuario
sólo se le permite pronunciar aquellos enunciados que están expĺıcitamente
cubiertos por la gramática, por ejemplo un reconocedor de d́ıgitos, como
se observa en la figura 3.1. que utiliza expresiones regulares en la definición
de la gramática.

Otras posibles categoŕıas de modelos de lenguajes incluyen libres de con-
texto, unificación, basados en árboles estad́ısticamente y gramáticas de
casos de marcos.

Estos modelos de lenguaje proporcionan varios niveles de restricción al recono-
cedor. Las gramáticas de estados finitos tienden a ser muy restrictivas, sin em-
bargo, resultan ser gramáticas poco realistas para la mayoŕıa de las tareas. Por
otro lado, las gramáticas libres de contexto y las gramáticas de unificación re-
sultan ser más realistas pero poseen demsasiados estados para enumerar. Por su
parte, las gramáticas estad́ısticas pueden ser más pequeñas cuando se usan uni-
gramas o bigramas pero cuando se usan trigramas el número de palabras previas
que son modeladas incrementa, lo que ocasiona que el número de estados crezca
rápidamente.

3.1. Aspectos prácticos del modelado del
lenguaje

La descomposición secuencial de la ecuación (3.1) es apropiada para el
reconocimiento de voz porque conduce al desarrollo de un criterio de de-
cisión intermedio en forma natural que permite un retraso mı́nimo en la res-
puesta del reconocedor al dictado progresivo. En realidad, las probabilidades
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Figura 3.1: Gramática de estados finitos [33].

P (wk|w1, . . . wk−1) podŕıan llegar a ser imposibles de estimar aún para valo-
res moderados de k: la mayoŕıa de los historiales de secuencias de palabras
w1, . . . wk−1 podŕıan ser únicos o podŕıan ocurrir solamente unas cuantas veces.
De hecho, para un vocabulario de tamaño L existen Lk−1 historiales diferentes,
aśı que para especificar P (wk|w1, . . . wk−1) completamente, los valores de Lk

tendŕıan que ser estimados. Lo que se convierte en una cantidad astronómica
para valores prácticos de L (para L = 20000 y k = 3, Lk = 80 trillones)
y aśı las probabilidades P (wk|w1, . . . wk−1) no podŕıan ser ni almacenadas ni
recuperadas cuando el reconocedor lo necesitara.
Un método bastante práctico de modelado del lenguaje de texto natural se basa
en una simple clasificación de equivalencia: los historiales son equivalentes si
terminan en las mismas dos palabras. Aśı

P (W) =
n∏
k=1

P (wk|wk−2, wk−1) (3.3)

Lo que convierte la ecuación (3.3) en un modelo del lenguaje basado en trigra-
mas. Lo más importante en este modelo es la estimación de las probabilidades
básicas P (w3|w1, w2). Un primer impulso es hacerlo por la aproximación más
simple que es la aproximación por frecuencias relativas:

P (w3|w1, w2) = f(w3|w1, w2) =
C(w1, w2, w3)
C(w1, w2)

(3.4)

donde la función C cuenta el número de veces que la cadena de su argumen-
to ha ocurrido en el texto de entrenamiento. Analizando más detenidamente
se verá que la ecuación (3.4) revela una fórmula inadecuada, puesto que mu-
chos de los trigramas w1, w2, w3 de las palabras posibles del español, no podŕıan
ocurrir en corpora muy grandes. Un modelo del lenguaje basado en la ecuación
(3.4) podŕıa reafirmar el hecho de la imposibilidad de que existan tales trigra-
mas, al asignar P (W ) = 0 a las cadenas W que los contienen y podŕıa con-
ducir a un gran número de errores en el reconocedor que opera bajo el criterio
de decisión estad́ıstica de la ecuación (2.2). Por lo tanto, es necesario ”apla-
nar” o ”suavizar” las frecuencias de los trigramas, lo que puede ser solucionado
interpolando las frecuencias relativas de los unigramas, bigramas y trigramas
mediante la ecuación:

P (w3|w1, w2) = q3f(w3|w1, w2) + q2f(w3|w2) + q1f(w3) (3.5)



3.2 Gramáticas en ASR 41

donde pesos no negativos satisfacen la ecuación q1 + q2 + q3 = 1. Puesto que
f(w3|w1, w2) aproxima a P (w3|w1, w2) de mejor forma si se basa en una conteo
muy grande de C(w1, w2), la estimación será mejorada al permitir que los pesos
dependan de las condiciones de conteo C(w1, w2) y C(w2). Se trata, entonces,
de elegir los valores de q1 que satisfagan el criterio de máxima similitud para
obtener una interpolación óptima.

3.2. Gramáticas en ASR

Sin un modelo del lenguaje, el sistema ASR generalmente genera una secuen-
cia de śımbolos que representan fonemas o segmentos fonéticos, que correspon-
den al texto reconocido propuesto. La secuencia puede involucrar conjuntos de
posibilidades, por ejemplo, una lista pesada de localizaciones de ĺımites y fonos
candidatos para cada segmento, frecuentemente en la forma de una estructura
lattice. Debido a la dificultad para localizar los ĺımites de las palabras e incluso
de las śılabas. La segmentación de la secuencia en palabras puede ser dejada a un
postprocesador que compare la cadena de śımbolos o la estructura lattice con el
conjunto de palabras del vocabulario que particionan óptimamente la secuencia
en palabras para el texto de salida. La gramática o estructura de secuencias de
fonemas permitidos logra la precisión del sistema ASR al eliminar secuencias
de fonos candidatos que no son permitidos por las reglas de la gramática. Las
gramáticas desempeñan un rol muy importante en el reconocimiento de voz:
Gobiernan la forma en la que se reconocerán las hipótesis de salida.
Las gramáticas pueden ser aplicadas de igual manera a secuencias de palabras a
partir de la salida de un sistema de reconocimiento de palabras aisladas y de las
secuencias de fonos a partir del análisis CSR. Tradicionalmente las gramáticas
se refieren a reglas sintácticas por medio de las que las oraciones se analizan
sintácticamente al descomponerlas en sus palabras y frases constitutivas. Debido
a que el lenguaje natural tiene una gramática muy compleja, algunso sistemas
CSR imponen restricciones a los usuarios de tal manera que las pruebas del dis-
curso estén gobernadas por gramáticas más simples. Generalmente, las reglas de
la gramática indican como las palabras con diferentes clases sintácticas pueden
combinarse para formar oraciones válidas.
Los modelos de Markov son una forma de gramática de estados finitos, que no es
lo suficientemente poderosa para generar todas las oraciones válidas del español.
Las gramáticas libres de contexto y las gramáticas sensibles al contexto también
han sido utilizadas en ASR y han sido generalizadas para incluir otros aspectos
de la comunicación de la voz que tienen una estructura regular, por ejemplo en
semántica y fonética.
El uso de HMM para describir la secuencia de segmentos acústicos en palabras
a partir de un vocabulario es un ejemplo de gramática fonética. Las gramáticas
para ASR se representan eficientemente por redes, donde cada red de estados
representa un evento acústico y las transiciones entre estados denotan el orden
permitido de eventos de acuerdo al vocabulario y a la gramática. Las redes de
oraciones pueden manejar restricciones sintácticas y semánticas por medio de
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una red de transiciones aumentada, que modifica el modelo estándar de Markov
para permitir que la información lingǘıstica sea obtenida y guardada en pilas
durante cada transición.

3.3. Perplejidad

Considere cómo una gramática reduce la incertidumbre durante el re-
conocimiento. Sin una gramática, el vocabulario entero debe considerarse en
cada punto de decisión. Con una gramática, es posible eliminar muchos can-
didatos desde la consideración, o asignarle una probabilidad más alta a algunos
candidatos que a otros. La perplejidad es una medida de la restricción impuesta
por la gramática, o del nivel de incertidumbre dado por la gramática [22].
Dado un modelo del lenguaje que asigna la probabilidad P (W) a la secuencia
de palabras W, podemos derivar un algoritmo de compresión que codifique al
texto W utilizando − log2 P (W) bits. La entroṕıa cruzada H(W) de un mode-
lo P (wk|wk−n+1, . . . , wk−1) en los datos W, con una secuencia de palabras de
suficiente longitud puede ser aproximada como:

H(W) =
1
Nw

log2 P (W) (3.6)

donde Nw es la longitud del texto W medida en palabras. En términos
matemáticos la perplejidad PP (W) de un lenguaje P (W) se define como el
rećıproco de la probabilidad promedio asignada por el modelo de cada palabra
en el conjunto de prueba W. La perplejidad es una medida que se relaciona
con la entroṕıa cruzada, conocida como perplejidad de un conjunto de prueba y
está dada como:

PP (W) = 2H(W) (3.7)

Aśı la perplejidad puede ser interpretada como la media geométrica del factor de
ramificaciones del texto cuando es presentado al modelo del lenguaje. La perple-
jidad definida en la ecuación (3.7) tiene dos parámetros: un modelo del lenguaje
y una secuencia de palabras. La perplejidad del conjunto de prueba evalua la
capacidad de generalización del modelo del lenguaje. La perplejidad del conjun-
to de entrenamiento mide de qué manera el modelo del lenguaje se relaciona
con los datos de entrenamiento, a manera de probabilidad. En general, una per-
plejidad baja está correlacionada con un mejor desempeño de reconocimiento.
Esto se debe a que la perplejidad es una medida estad́ısticamente pesada de la
ramificación de las palabras en un conjunto de prueba. Mientras más alta sea
la perplejidad, habrá más ramas que el reconocedor tendrá que considerar en
términos estad́ısticos.
El significado de que un lenguaje tenga un valor muy alto de perplejidad es
que el número de ramificación de palabras a partir de la palabra anterior es
en promedio más grande. En este sentido, la perplejidad es una indicación de
la complejidad del lenguaje si tenemos una estimación precisa de P (W). Para
un lenguaje dado, la diferencia entre la perplejidad de un modelo del lenguaje
y de la verdadera perplejidad del lenguaje es la indicación de la calidad del
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modelo. La perplejidad de un determinado modelo de lenguaje puede cambiar
dramáticamente en términos del tamaño del vocabulario, el número de estados
o las reglas de la gramática y de las probabilidades estimadas.

3.4. Problemas con la estimación del modelo
basado en trigramas

La fórmula de interpolación de la ecuación (3.5) que estima P (w3|w1, w2)
presenta muchos problemas. Si el dictado contiene un trigrama w1, w2, w3 que
nunca tuvo lugar en el conjunto de entrenamiento, entonces w3 debe ser estimada
a partir de bigramas y unigramas. Si el texto de entrenamiento no contiene
a w2, w3, entonces el modelo del lenguaje de la ecuación (3.5) recaerá en el
cálculo de la frecuencia relativa del unigrama f(w3). Aqúı la dificultad radica
en que f(w3) centra la mayoŕıa del peso en las palabras más frecuentes del
vocabulario, tales como los art́ıculos ’el’, ’un’, etc. Sin embargo, puesto que
debe haber una buena razón lingǘıstica por la que la secuencia [w2,

′el′] nunca
ocurriŕıa en el entrenamiento, el modelo del lenguaje debeŕıa asignar, de hecho,
una probabilidad muy baja a la secuencia [w2,

′el′], más baja que las secuencias
que no se han visto [w2, w

′′
3 ], donde w′′3 es una palabra de baja frecuencia .

Aśı la fórmula de la ecuación (3.5) podŕıa ser mejorada al realizar un suavizado
de los estimados de las frecuencias relativas f(w3|w1, w2) para compensar la
dispersión de los datos en los que se basan. A estas técnicas se les denomina
estrategias de descuento. El descuento es el proceso de reemplazar los conteos
originales con conteos modificados, de tal manera que se redistribuya la masa
de probabilidad a partir de los eventos más comúnmente observados hasta los
eventos menos frecuentes y los eventos no vistos. Sea c(E) el número actual de
ocurrencias de un evento E, como la ocurrencia de un bigrama o de un trigrama.
La cuenta modificada se define por la ecuación (3.8)

d(c(E))c(E) (3.8)

donde d(c(E)) es el radio de descuento.
Los algoritmos de suavizado más comunes incluyen back-off o deleted interpo-

lation y las estrategias de descuento que se utilizan comunmente son Witten-Bell
discounting y Good-Turing discounting.

El algoritmo Witten-Bell Discounting se basa en una simple pero muy in-
teligente intuición acerca de eventos de frecuencia cero. Primero se piensa en
una palabra o N-grama de frecuencia cero como un evento que no ha ocurrido
todav́ıa; cuando sucede, ésta tendrá que ser la primera vez que se observe dicho
N-grama. Aśı, la probabilidad de ver un N-grama de frecuencia cero puede ser
modelada mediante la probabilidad de observar un N-grama por primera vez.
Éste es un concepto recurrente en procesamiento estad́ıstico del lenguaje.
El calculo de la probabilidad de observar un N-grama por primera vez se realiza
contando las veces que observamos un N-grama por primera vez en un corpus
de entrenamiento. Esto es muy simple de producir debido a que la cuenta de los
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N-gramas que se observa por primera vez es solo el número de tipos de N-gramas
en los datos de entrenamiento. Se debe ver cada tipo de N-grama exactamente
una vez [33].

En otras palabras, el radio de descuento no depende del conteo de eventos,
sino del número de tipos t que le siguen a un contexto en particular. Se define
al radio de descuento como

d(r, t) =
n

n+ t
(3.9)

donde n es la cantidad de palabras en el conjunto de entrenamiento. Esto es
equivalente a establecer P (w|h) =

c

n+ t
, donde w es una palabra, h es el histo-

rial y c es el número de ocurrencias de w en el contexto h, para eventos que ya

han sido vistos y P (w|h) =
t

n+ t
para eventos que no han sido vistos.

El algoritmo de Good-Turing Discounting proporciona una forma un poco
más compleja de realizar el suavizado. La idea básica del algoritmo es re-estimar
la cantidad de masa de probabilidad para asignarla a los N-gramas con valor
cero o muy bajo, observando el número de N-gramas con valores altos [33].

En el algoritmo Good-Turing el radio de descuento se define como

d(r) =
(r + 1)n(r + 1)

rn(r)
(3.10)

donde n(r) es el número de eventos que ocurren r veces. El descuento solamente
se aplica a eventos que ocurren menos de K veces, donde K toma un valor de
7 t́ıpicamente.



4

Decodificación

4.1. Panorama del proceso de decodificación de
voz continua

El reconocimiento de voz continua es a la vez una tarea de reconocimiento
de patrones y un problema de búsqueda. A la acción de realizar una decisión
de búsqueda en reconocimiento de voz se le denomina decodificación [15]. De
hecho, la decodificación toma su nombre del modelo fuente-canal de la teoŕıa de
la información, que se observa en la figura 4.1.

Figura 4.1: Modelo de comunicación fuente-canal [15].

La fuente de comunicación corresponde a la mente del locutor, quien especifica
el conjunto de palabras W que serán pronunciadas por su aparato vocal, es de-
cir, el generador del habla. La idea es obtener una señal W que corresponde al
conjunto de palabras reconocidas por el decodificador. Para lograr esto, la voz
ha sido transmitida por un canal ruidoso, formado por el generador del habla
y el componente de procesamiento de la señal que es parte del reconocedor de
voz. En el componente, también denominado procesador acústico, se obtiene la
señal X que corresponde a la secuencia acústica de las palabras originales.
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El decodificador, también llamado decodificador lingǘıstico [18], básicamente
es un proceso de búsqueda para descubrir la secuencia de palabras Ŵ =
w1, w2, . . . , wm tal que se obtenga la máxima probabilidad P (W|X) para la
observación acústica dada por X = X1, X2, . . . , Xn. Esto es, como ya se hab́ıa
comentado en el caṕıtulo 2 y que se transcribe a continuación:

Ŵ = arg máx
w

P (W)P (X|W) (4.1)

donde, como ya se sabe P (W) representa el modelo del lenguaje, P (X|W) re-
presenta el modelo acústico, cada wi representa a una palabra del vocabulario y
cada Xj denota una observación acústica en un instante de tiempo determinado.
La meta del proceso de reconocimiento del habla es encontrar una secuencia de
palabras Ŵ cuyos modelos acústico y de lenguaje correspondientes resulten ser
la mejor coincidencia con la señal de entrada W [18]. Por tanto al proceso de
decodificación junto con los modelos acústico y de lenguaje ya entrenados, se le
conoce frecuentemente como proceso de búsqueda [15].

4.2. Reconocimiento de voz continua

La búsqueda en CSR se torna bastante complicada, aún cuando se trabaje
con un vocabulario pequeño, ya que el algoritmo de búsqueda tiene que consi-
derar la posibilidad de que cada palabra comience en cualquier trama de tiempo
arbitraria. Debido a que no se conoce ni el número de palabras ni los ĺımites de
cada una de ellas o no se conocen los fonemas de la señal de entrada, se requiere
de estrategias de búsqueda apropiadas para tratar con estos patrones no esta-
cionarios de longitud variable. La complejidad de un algoritmo de búsqueda se
encuentra altamente correlacionada con el espacio de búsqueda, el que a su vez
se encuentra determinado por las restricciones que se imponen en el modelo del
lenguaje.
La idea de búsqueda implica moverse alrededor, examinar cosas y tomar deci-
siones acerca de si el objeto objetivo ya sido alcanzado o aún no. En general,
tales problemas pueden representarse usando el paradigma de búsqueda por es-
pacio de estados. Tal paradigma se define como una tripleta (S,O,G), donde
S es el conjunto de estados iniciales, O es un conjunto de operadores o reglas
que se aplican en un estado para generar una transición, con su correspondiente
costo, hacia otro estado, y G un conjunto de estados objetivo o metas. Una
solución en el paradigma de búsqueda por espacio de estados consiste en hallar
una ruta desde un estado inicial a un estado objetivo. El espacio de estados
comúnmente se representa como un grafo dirigido en el que cada nodo corres-
ponde a un estado y cada arco corresponde a la aplicación de un operador o
regla, que permite una transición de un estado a otro. Aśı la búsqueda en el
espacio de estados consiste en la búsqueda a través del grafo por medio de algu-
na función objetivo [15]. Otra medida importante para el grafo de búsqueda es
el factor de ramificación, que se define como el número promedio de sucesores
por cada nodo. Puesto que el número de nodos en un grafo de búsqueda crece
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exponencialmente con base igual a este factor de ramificación.
El ejemplo más común es el problema del agente viajero que necesita hallar la
ruta para viajar de la ciudad S a la ciudad G en la menor distancia posible,
considerando que existen varias ciudades nombradas con letras mayúsculas y
que el paso por cada una de ellas involucra una distancia o costo al pasar por
ella, como se ve en la figura 4.2a. La solución al problema se da en la figura 4.2b
donde se plantean las posibles alternativas a manera de un árbol de búsqueda,
en donde cada nodo representa una ciudad y los valores junto a cada nodo repre-
sentan los costos acumulados durante su viaje por cada ruta. Todas las técnicas
de búsqueda utilizan dos estrategias: compartir y podar [15]. Por compartir se
refiere a que los resultados intermedios pueden mantenerse, de tal manera que
puedan ser usados por otras rutas sin tener que redundar en el cálculo cuando
se alcancen otra vez. El podado significa que las rutas que no son prometedoras
pueden ser descartadas sin perder tiempo en explorarlas más adelante.
Existen varias técnicas de búsqueda, sin embargo, en el reconocimiento de voz
la decodificación generalmente se realiza con el algoritmo de Viterbi o con los
decodificadores de pila A∗. La razón para elegir el decodificador de Viterbi es
que involucra a los argumentos que señalan a la voz como un proceso que se
realiza de izquierda a derecha y a la eficiencia que se logra por ser un proceso de
sincrońıa de tiempo. Las razones para elegir un decodificador de pila involucran
a la habilidad que tiene éste de explotar más eficientemente el criterio A∗ es
que conserva la esperanza de realizar una búsqueda óptima y de trabajar con
espacios de búsqueda enormes. En este proyecto se trabaja con el algoritmo
Viterbi beam ya que, gracias a las técnicas de podado, es el método más efi-
ciente y más utilizado para casi todas las tareas de reconocimiento de voz. La
búsqueda beam tiene el estilo breadth-fist (primero de lado a lado) y progresa
también en profundidad. La diferencia con el método tradicional breadth-fist,
la búsqueda beam sólo expande aquellos nodos cuya probabilidad de éxito es
mayor en cada nivel y el resto es ignorado para mejorar la eficiencia. El ejemplo
del agente resuelto por el método de beam se muestra en la figura 4.2c. Antes
de profundizar con los detalles de la búsqueda beam es necesario manejar otros
conceptos por lo que esta técnica se retomará en la sección 4.5.

4.3. Combinando los modelos acústico y de
lenguaje

Aunque la ecuación de Bayes (ecuación (4.1)) sugiere que la probabilidad
del modelo acústico (probabilidad condicional) y la probabilidad del modelo
del lenguaje se combinen mediante una simple multiplicación, en la práctica, la
asignación de algún peso es deseable. Por ejemplo, cuando los HMM son usados
para el modelo acústico, la probabilidad acústica generalmente es subestimada,
debido a la falacia de Markov y la suposición de independencia. Al combinar
el modelo del lenguaje con una probabilidad subestimada del modelo acústico
podŕıa resultar en un modelo del lenguaje que tenga muy poca influencia en
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(a)

(b)

(c)

Figura 4.2: a) Problema del agente viajero b) Árbol de búsqueda ilustrando las
rutas y los costos que podŕıa seguir el agente viajero c) Solución por la búsqueda
Viterbi beam [15].
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la ecuación. Además la diferencia en el rango dinámico de las dos cantidades
es bastante notoria, en particular cuando se utilizan HMMs continuos. Una
manera de balancear las dos probabilidades es añadirle un peso al modelo del
lenguaje, LW , para incrementar la probabilidad P (W) a la potencia P (W)LW .
El peso del modelo del lenguaje se determina emṕıricamente para optimizar
el desempeño del reconocimiento en un conjunto de desarrollo. Puesto que las
probabilidades del modelo acústico están subestimadas, el peso del modelo del
lenguaje (LW ) t́ıpicamente es mayor que uno y para Sphinx oscilan en el rango
de 6 a 11 [12].

4.4. Tasas de error

Las métricas de evaluación estándar que generalmente se utilizan para probar
el desempeño de un sistema de reconocimiento de voz son dos: la tasa de error
de sentencias (Sentence Error Rate) y la tasa de error de palabras (Word Error
Rate). La tasa de error de sentencias se define como el porcentaje del número
de oraciones mal reconocidas del conjunto de pronunciaciones probadas.
La tasa de error de palabras se basa en qué tanto difiere la secuencia de pa-
labras devuelta por el reconocedor, generalmente llamada secuencia o cadena
hipotética de palabras, con respecto a otra secuencia correcta o transcripción de
referencia [20]. Dada tal transcripción correcta, el primer paso para la obtención
de la tasa de error es el cálculo de la distancia de edición mı́nima que existe
entre la secuencia de palabras hipotética y la secuencia de palabras correctas, es
decir, se realiza un proceso de alineación de la secuencia de palabras reconocidas
contra la secuencia correcta de palabras. El resultado de este cómputo además
del número de palabras correctas, dado como porcentaje de palabras correctas
(Percent Correct), también será el número mı́nimo de palabras sustituidas, pa-
labras insertadas y de palabras borradas que son necesarias para encontrar las
coincidencias entre la secuencia correcta y la secuencia hipotética. Aśı se generan
tres posibles errores: el error por inserción de palabra, el error por sustitución de
palabra y el error por borrado de palabra. El error por inserción de palabras se
da cuando se añade a la secuencia hipotética de palabras una palabra extra; el
error por sustitución se da cuando una palabra incorrecta es colocada en lugar
de una correcta y el error por borrado se da cuando una palabra correcta se
omite en la oración reconocida.

La probabilidad del modelo del lenguaje también tiene la función de pe-
nalizar cuando se inserta una nueva palabra o palabras ya existentes [15]. En
particular, cuando se usa un modelo de lenguaje con distribución uniforme, la
probabilidad del modelo del lenguaje puede ser vista como una pena por in-
serción de una nueva palabra. Si esta penalización es grande, el decodificador
preferirá pocas palabras que tengan mucha longitud y si esta penalización es
pequeña, el decodificador permitirá un gran número de palabras cuya longitud
sea corta. Al variar el peso del modelo del lenguaje para compensar la probabi-
lidad subestimada del modelo acústico, se tendrá un efecto colateral por ajustar
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la penalización por insertar una nueva palabra. Aśı la contribución al modelo
del lenguaje se convierte en

P (W)LW IPN(W ) (4.2)

donde IP es la penalización por inserción de una nueva palabra, generalmente
0 < IP ≤ 1.0 y N(W) es el número de palabras en la oración W. La pena por
inserción también se determina de manera emṕırica para optimizar el desempeño
del reconocimiento en un conjunto de desarrollo; en el caso de Sphinx se utiliza
el valor de 0.7 por omisión.

La manera de determinar la tasa de error de palabras por efecto de ambos
tipos de errores se da al considerar la ecuación (4.3) [23].

WER =
S + I + D

H
∗ 100 % (4.3)

donde WER es la tasa de error de palabras, S es el número total de errores de
sustitución, I es el número total de palabras insertadas, D es el número total de
palabras omitidas y H es número total de palabras en la oración de referencia.
Otra medida ampliamente aceptada en reconocimiento de voz es la precisión
de palabra (Word Accuracy). El cálculo del porcentaje de palabras correctas y
la precisión de palabra se determina por medio de las ecuaciones (4.4) y (4.5)
donde PC es el porcentaje de palabras correctas, WC es el número de palabras
correctas en la oración y AC es la precisión de palabra.

PC =
WC

H
∗ 100 % (4.4)

AC = (1−WER) ∗ 100 % (4.5)

Por otra parte, al proceso de alineación también se le conoce como el pro-
blema de máxima coincidencia de subcadenas, que puede ser manejado me-
diante programación dinámica [15]. Sea la secuencia de palabras correctas
w1, w2, . . . , wn, donde wi denota la i-ésima palabra en la cadena de palabras
correctas, y sea ŵ1, ŵ2, . . . , ŵm la cadena de palabras reconocidas, donde ŵi
denota la i-ésima palabra en la cadena de palabras reconocidas. Denotamos
a R[i, j] como el error mı́nimo de alineación de las subcadenas w1, w2, . . . , wn
contra las subcadenas ŵ1, ŵ2, . . . , ŵm. La alineación optima y la tasa de error
asociada, R[n,m], para la cadena de palabras correctas w1, w2, . . . , wn y la ca-
dena de palabras reconocidas se obtiene mediante el algoritmo de programación
dinámica, que se describe en el algoritmo 4.1.
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Algoritmo 4.1 Algoritmo para medir la tasa de error
tbhp

Paso 1: Inicialización
R[0, 0] = 0 R[i, j] =∞ si(i < 0) o (j < 0) B[0, 0] = 0

Paso 2: Iteración
para i = 1, 2, . . . , n hacer

para j = 1, 2, . . . , m hacer

R[i, j] = mı́n

R[i− 1, j] + 1 (borrado)
R[i− 1, j − 1] (coincidencia)
R[i− 1, j − 1] + 1 (sustitución)
R[i, j − 1] (inserción)

B[i, j] =


1 (borrado)
2 (coincidencia)
3 (sustitución)
4 (inserción)

fin para
fin para
Paso 3: Recursividad hacia atrás y Terminación
tasa de error = 100 %× R[n,m]

n
ruta óptima hacia atrás = (s1, s2, . . . , 0)
donde s1 = B[n,m],

st =

 B[i− 1, j] si si−1 = 1
B[i, j − 1] si si−1 = 2
B[i− 1, j − 1] si si−1 = 3 o 4

para t = 2, . . . hasta st = 0

4.5. Generación de hipótesis y de celosias

Como ya se mencionó en el caṕıtulo 1 la manera eficiente de resolver el
problema de decodificación es haciendo uso del algoritmo de Viterbi, tratado
anteriormente. Sin embargo, en la práctica, una implementación directa del
algoritmo de Viterbi se vuelve compleja e inmanejable en reconocimiento de
voz continua, donde los modelos de topoloǵıa, las restricciones del lenguaje y la
necesidad de limitar los cálculos deben ser tomados en cuenta. Por fortuna, la
mayoŕıa de esta complejidad puede ser eliminada al cambiar un punto de vista
[4]:
Primero, la topoloǵıa HMM puede ser hecha en forma expĺıcita al construir
una red de reconocimiento. Para las aplicaciones orientadas a alguna tarea, esta
red puede representar las locuciones que el usuario tiene permitido decir, es
decir, puede representar una gramática de reconocimiento. Para aplicaciones de
gran vocabulario, t́ıpicamente consistirá de todas las palabras del vocabulario
colocadas en paralelo en un ciclo. En ambos casos, las palabras se representan
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como una secuencia de modelos de fonos como se definen en el diccionario de
pronunciación, como se observa en la figura 4.3, y cada modelo de fono consiste
de una secuencia de estados como se indica por el diagrama de la ĺınea punteada.
Si una palabra posee múltiples pronunciaciones, éstas simplemente se colocan
en paralelo.

Figura 4.3: Red básica de reconocimiento [4].

Dada esta red, durante la búsqueda en cualquier instante de tiempo t, una
hipótesis sencilla consiste de una ruta a través de la red que representa una ali-
neación de los estados con los vectores de caracteŕısticas o1, . . . , ot, comenzando
en el estado inicial y finalizando en el estado j y que tienen una probabilidad
logaŕıtmica de log δt(j). Esta ruta puede volverse expĺıcita por medio de un
token, que consiste de un par de valores < logP, liga >, donde logP es la
probabilidad logaŕıtmica o puntaje (score) y la liga es un apuntador a un regis-
tro del historial de información. Cada nodo de la red corresponde a un estado
HMM y puede almacenar un sólo token. Aśı, el reconocimiento se lleva a cabo
al propagar estos tokens alrededor de la red.
El algoritmo de Viterbi ahora puede aplicarse al reconocimiento de voz continua
como el algoritmo token passing, mostrado en el algoritmo 4.2. El término nodo
se refiere al nodo de una red que corresponde, a su vez, a un sólo estado HMM.
Estos nodos corresponden, ya sea , a un estado de entrada, a un estado emisor
o a un estado de salida. En esencia, los tokens son pasados de un nodo a otro y
en cada transición el puntaje del token es actualizado.

Cuando un token pasa desde la salida de una palabra al comienzo de la siguien-
te, su puntaje es actualizado por la probabilidad del modelo del lenguaje más
cualquier penalización por inserción de palabra. Al mismo tiempo la transición
es guardada en un registro R que contiene una copia del token, el instante de
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Algoritmo 4.2 Algoritmo token passing básico

Paso 1: Inicialización
Poner un token de inicio < log(1), 0 > en el nodo de entrada de la red;
Poner tokens nulos < log(0), 0 > en todos los otros nodos;
Paso 2: Iteración
para cada instante t = 1, 2, . . . , T hacer

Paso 2.1: Propagación de los tokens de las palabras internas
para cada nodo j que no es de entrada hacer
maxP = log(0)
para cada nodo predecesor i hacer

Token temporal Q = Qi
Q.logP + = log(aij) [+ log(bj(Ot)) si j es emisor]
si Q.logP > maxP entonces
Qj = Q; maxP = Q.logP ;

fin si
fin para

fin para
Paso 2.2: Copia los tokens de las salidas de la palabra interna a las entradas
siguientes
Paso 2.3: Token de palabra externa a partir de la propagación
para cada palabra w con nodo de entrada j hacer

Paso 2.3.1
maxP = log(0);
Paso 2.3.2
para cada palabra precedente u con nodo de salida i hacer

Token temporal Q = Qi
Q.logP + = α log p(w|u) + β
si Q.logP > maxP entonces
Qj = Q; maxP = Q.logP ; u′ = u;

fin si
fin para
Paso 2.3.3: Registra la decisión del ĺımite de palabra
Crea un registro R;
R.Q = Qj ; R.t = t; R.word = u′

Q.link =↑ R;
fin para
Paso 2.4: Poner un token nulo en el nodo de entrada de la red

fin para
Paso 3 Terminación
El token en el estado de salida de la red en el instante T representa la mejor
ruta
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tiempo actual y la identidad de la palabra precedente. El campo de liga se ac-
tualiza para apuntar al registro R. Como cada token viaja a través de la red,
acumula una cadena de estos registros. El mejor token al instante T que esté en
un nodo de salida válido puede ser examinado y rastreado hacia atrás para re-
cuperar la secuencia de palabras más probable y sus ĺımites de tiempo.
El algoritmo token passing y la red de reconocimiento asociada son una im-
plantación exacta del principio de programación dinámica visto en el caṕıtulo
1. Para convertir lo anterior en un decodificador práctico para reconocimiento
de voz, se requiere de lo siguiente:

1. Para eficiencia computacional, sólo los tokens que tienen alguna probabi-
lidad de estar en la mejor ruta debeŕıan ser propagados. Aśı, en cada ciclo
de propagación, la probabilidad logaŕıtmica del token más probable es
registrada. Todos aquellos tokens que caigan por debajo de una constante
serán eliminados. Este resultado es denominado como la busqueda por haz
beam search y la constante es denominada el ancho del haz (beamwidth).

2. Como consecuencia de la búsqueda por haz el 90 % del cálculo se lleva
para obtener los primeros dos fonos de cada palabra, después del cuál, la
mayoŕıa de los tokens caen fuera del haz y son podados. Para explotar
esto, la red de reconocimiento debe de tener una estructura de árbol, de
tal manera que los fonos iniciales estén compartidos, como se observa en
la figura 4.4

Figura 4.4: Red de reconocimiento con estructura de árbol [4].

3. Sin embargo, compartir fonos iniciales hace imposible aplicar una proba-
bilidad exacta del modelo del lenguaje durante la propagación de tokens
en palabras externas, puesto que la identidad de la palabra siguiente se
desconoce. El simple retraso de la aplicación del modelo del lenguaje has-
ta que se haya alcanzado el fin de la siguiente palabra no es una opción,
debido a que podŕıa dejar sin efecto al podado. En lugar de ello, se debe
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adoptar una aproximación incremental, en la que se tome la probabili-
dad del modelo del lenguaje como la probabilidad máxima posible dado el
conjunto de las siguientes palabras posibles. Como los tokens se mueven
a través de un grafo de palabras con estructura de árbol, el conjunto de
las posibles palabras siguientes se reduce en la transición de cada fono
y la probabilidad del modelo del lenguaje puede ser actualizada con un
estimado más preciso.

4. Para obtener un mayor desempeño, los HMMs ligados en la red de re-
conocimiento deben ser dependientes del contexto, esta dependencia debe
extender los ĺımites de las palabras. A simple vista, ésto requiere de
una expansión masiva en la red, pero, de hecho, es posible una repre-
sentación estática y compacta de la red por medio de trifonemas de pala-
bras cruzadas, como se vió en el caṕıtulo 2.

5. El principio de programación dinámica se basa en el hecho de que la ru-
ta óptima en cualquier nodo puede ser extendida si se sabe solamente la
información del estado dado en ese nodo. El uso de modelos de lenguaje
basado en N−gramas presenta un problema aqúı, puesto que pueden ser
necesarios nodos de red únicos para distinguir todas los posibles N − 1
historiales de palabras, lo que para decodificadores de gran vocabulario
no es tratable. Aśı, el algoritmo 4.2 sólo trabaja con modelos de lenguaje
basado en bigramas. La manera sencilla de resolver ésto es almacenando
múltiples tokens en cada estado, permitiendo rutas en con diferentes his-
toriales que sean tratadas en paralelo. La propagación de tokens require,
entonces, de operaciones de mezcla y ordenamiento que, aunque son cos-
tosas computacionalmente hablando, son manejables.

La descripción anterior de un decodificador de gran vocabulario cubre todos los
elementos esenciales necesarios para realizar reconocimiento de voz continua en
tiempo real utilizando una sóla pasada sobre los datos. Para la transcripción de
la voz en modo batch se pueden hacer mejoras significativas en la precisión al
llevar a cabo múltiples pasadas sobre los datos. Para realizarlo, el decodifica-
dor debe ser capaz de generar y guardar múltiples hipótesis de reconocimiento.
Una estructura compacta y eficiente de hacer esto es mediante una celośıa de
palabras (word lattice). Una celośıa de palabras consiste de un conjunto de no-
dos que representan instantes de tiempo y un conjunto de arcos de expansión
que representan hipótesis de palabras. Un ejemplo se muestra en la figura 4.5a.
Además de los identificadores (ID’s) de las palabras, mostradas en la figura,
cada arco también puede llevar información acerca del puntaje, tales como los
puntajes de los modelos acústico y del lenguaje. Las celośıas se forman por medio
del mecanismo de ”registro de la decisión del ĺımite de palabra”, señalado en
el algoritmo 4.2, excepto que se registran todos los tokens de fin de palabra,
en lugar de registrar solamente el mejor token que está siendo propagado a los
siguientes nodos de entrada de las palabras. La calidad de las celośıas generadas
en el esquema simple de Viterbi de un solo token será muy pobre porque muchas
de las segundas mejores rutas, cercanas a la palabra en śı, habrán sido podadas
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Figura 4.5: Ejemplos de a) red de palabras y de b) red de confusión [4].

al aplicar el principio de programación dinámica. El decodificador de múltiples
tokens no padece de este problema, especialmente si se utilza con un modelo del
lenguaje basado en bigramas de corta extensión.
Las celośıas son extremadamente flexibles. Por ejemplo, pueden obtenerse
nuevos puntajes al ser usadas como entrada a la red de reconocimiento y pueden
ser expandidas para permitir nuevo puntaje por un modelo del lenguaje de ma-
yor orden. Las celośıas también pueden ser simplificadas en una representación
muy eficiente denominada red de confusión (confusion network), como se ilus-
tra en la figura 4.5b, donde los arcos con ĺıneas punteadas indican transiciones
nulas. En un red de confusión los nodos ya no corresponden a instantes discre-
tos de tiempo, en lugar de ello simplemente cumplen con las restricciones de la
secuencia de palabras. Aśı, los arcos paralelos en la red de confusión no nece-
sariamente corresponden al mismo segmento acústico. Sin embargo, la mayoŕıa
del tiempo los traslapes son suficientes para habilitar arcos en paralelo que sean
vistos como hipótesis que compiten en la red. Una red de confusión tiene la
propiedad de que, para cada ruta que cruza a través de la celośıa original, existe
su ruta correspondiente que cruza a través de la red de confusión. Cada arco
en la red de confusión lleva la probabilidad a posteriori de su correspondiente
palabra w. Esta probabilidad se calcula al hallar la probablidad de la liga (link
probability) de la palabra w en la celośıa haciendo uso de un procedimiento
hacia adelante-hacia atrás, sumando sobre todas las ocurrencias de w y luego
normalizando de tal manera que los arcos de las palabras que compiten en la
red de confusión sumen 1. Las redes de confusión pueden ser utilizadas para
decodificación de errores de palabras mı́nimos. Para proporcionar puntajes efi-
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cientes y para mezclar las salidas de diferentes decodificadores.
Finalmente, debe notarse que lo anterior hace referencia a una aproximación
espećıfica de decodificación. Si la decodificación de Viterbi fuera el único re-
querimiento, entonces habŕıa pequeñas variaciones entre las implementaciones
de los decodificadores. Sin embargo, el requerimiento para dar soporte a cruce de
palabras de modelos acústicos dependientes del contexto y a modelos de lengua-
je de gran expansión han conducido a una variedad de estrategias de diseño. Por
ejemplo, en vez de tener múltiples tokens, la red de estados puede ser expandida
dinámicamente para representar de manera expĺıcita tanto al cruce de palabras
acústico hipotético y a los contextos del modelo del lenguaje de gran expansión.
Estos decodificadores dinámicos son más flexibles que las redes de decodificación
estática, pero son más dif́ıciles de implementar. Los avances recientes en la tec-
noloǵıa de los transductores de estados finitos pesados ofrece la posibilidad de
integrar los modelos acústicos, los modelos de pronunciación, las probabilidades
del lenguaje, etc. en una red simple muy grande pero altamente optimizada.
Esta aproximación ofrece tanto flexibilidad y eficiencia y por lo tanto es ex-
tremadamente útil en investigación y en aplicaciones prácticas. Sin embargo,
debido a los alcances de este trabajo no serán tratadas aqúı.
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El sistema de reconocimiento
de voz: Sphinx

En este caṕıtulo se mostrarán los aspectos fundamentales del sistema Sphinx.
Se hará mención de los pasos necesarios para el entrenamiento y para el re-
conocimiento. Asimismo se tratará acerca del conjunto de herramientas CMU
SLM necesarias para realizar el modelado del lenguaje. Cabe mencionar que
para la realización de este caṕıtulo me apoyé tanto en la documentación de
Sphinx [42, 43, 44, 45, 47], como en la labor que inició el M.I. Omar Nieto
Crisóstomo y cuyos apuntes [29] me dieron la pauta para llevar a cabo el pro-
ceso de entrenamiento del sistema Sphinx.

5.1. Visión general del entrenamiento

El proceso de entrenamiento en el sistema Sphinx se resume en las figuras
5.1 y 5.2 y se tratará con más detalle en las secciones siguientes. Se utilizarán
como ejemplos aquellos comandos correspondientes al entrenamiento que se hizo
de las 4 frases en español que se desean reconocer. Cabe mencionar que para el
entrenamiento de las 109 palabras del español se aplicarán comandos similares
en cada etapa.

5.1.1. Creación del archivo de definición del modelo CI

El primer paso consiste en preparar un archivo de definición del modelo para
los fonemas independientes del contexto (CI). La función de este archivo es la
de definir o proporcionar un identificador numérico único para cada estado de
cada HMM que se vaya a entrenar, además, proporcionarle un orden, que es el
que se seguirá en la escritura de los parámetros del modelo en sus respectivos
archivos. Durante el entrenamiento los estados solamente serán referenciados
por estos identificadores, aśı, el archivo de definición del modelo especifica una
parte de la arquitectura de los HMM.
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Figura 5.1: Entrenamiento de HMM continuos en Sphinx.
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Figura 5.2: Entrenamiento de HMM continuos en Sphinx (cont.)
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Para generar el archivo de definición del modelo CI, se hará uso de la apli-
cación mk_mdef_gen, cuyos parámetros se describen en la tabla E.5 del apéndice
E.

5.1.2. Creación del archivo de topoloǵıa HMM

El archivo de topoloǵıa HMM es un archivo único que contiene a la matriz
de definición de la topoloǵıa y es común para todos los HMM. Contiene una
matriz con entradas booleanas. Cada entrada de esa matriz indica si en el HMM
está permitido o no realizar una transición de un estado renglón i, señalado
por el número del renglón, a un estado columna j, señalado por el número
de la columna. Por ejemplo, un HMM de 3 estados que no tenga permitido
ninguna transición entre estados que no sean adyacentes o que no sean el
mismo estado podŕıa tener un archivo de topoloǵıa con la siguiente información:

#

# 3-state Bakis topology HMM with non-emitting last state

# These values are normalized so that rows sum to one.

#

# NO COMMENTS BETWEEN # OF STATES AND TRANSITION MATRIX

#

#

#Version number

0.1

# Number of states per model followed by transition matrix

4

1.0 1.0 0.0 0.0

0.0 1.0 1.0 0.0

0.0 0.0 1.0 1.0

# Last state has no outgoing arcs unless

# embedded in a sentence hmm structure

Observe que las ĺıneas que empiezan con # se consideran como comentarios.
El número 0.1 indica la versión del script que se usó para generar dicho archivo.
El número 4 corresponde al número total de estados en el HMM. Cabe señalar
que Sphinx agrega automáticamente un estado adicional considerado como un
estado nulo o no-emitido, en este caso corresponde al estado número 4, que se usa
como terminación del HMM de 3 estados. El último estado (3, 4) no contiene arco
de salida a menos que se encuentre concatenado en una oración con estructura
HMM. El valor de 1.0 en cada celda (i, j) de la matriz significa que en ese
estado se permite una transición del estado i al estado j. En el caso de la celda
(1, 1) = 1.0 indica una transición hacia śı mismo. Por consiguiente, la matriz
de transición estimada para cualquier fonema podŕıa ser usada para asignar un
valor de transición de probabilidad en lugar de estos valores booleanos. Cuando
el valor de la celda sea de 0.0, su correspondiente transición de probabilidad no
será estimada.

Se puede escribir el archivo de topoloǵıa en forma manual o mediante el script
maketopology.pl proporcionado por Sphinx. Los argumentos de este script se
detallan en la tabla E.1 del apéndice E.
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5.1.3. Inicialización plana de los parámetros CI

Para comezar el entrenamiento de los modelos HMM CI, se necesita de cuatro
archivos donde se definan a los parámetros del modelo CI. Tales archivos son:

mixture_weights: Los pesos asignados a cada Gaussiana en las corres-
pondientes gaussianas mixtas para cada estado.

transition_matrices: La matriz de probabilidades de transición de es-
tados.

means: Las medias de todas las Gaussianas.

variances: Las variancias de todas las Gaussianas.

Estos archivos requieren de entradas iniciales por lo que se llevan a cabo sendos
procesos de inicialización, como se indica en los apartados siguientes:

Inicialización de los pesos mixtos y las matrices de transición

Los archivos mixture_weights y transition_matrices se inicializan usan-
do la aplicación mk_flat. Sus argumentos se discutirán en el apéndice E en la
tabla E.11.

A grandes rasgos, la aplicación mk_flat calcula la información contenida
en la matriz de transición inicial de la siguiente manera: Realiza la lectura del
archivo de topoloǵıa. Después, por cada renglón de la matriz de transición,
cuenta los elementos donde existe una transición (celdas con valor de 1.0) y
obtiene la suma acumulada en ese renglón. Cuando termina la suma, divide
a todos los elementos de ese mismo renglón por dicha suma acumulada. Lo
anterior es una forma de garantizar que todas las transiciones posean la misma
probabilidad. La figura 5.3 muestra un ejemplo de este procedimiento para la
matriz de topoloǵıa definida en la sección anterior.

Figura 5.3: Obtención de matriz de transición [29].

Por otra parte, cada peso mixto se calcula mediante el algoritmo 5.1. De
acuerdo con este algoritmo los pesos mixtos iniciales se calculan al dividir cada
flujo de caracteŕısticas de cada estado por la cantidad de densidades que se
manejan (1 para el caso continuo).

Inicialización de la media y la variancia globales

Para inicializar la media y la variancia, los valores globales de esos paráme-
tros se estiman primero y después se copian en localidades apropiadas dentro
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Algoritmo 5.1 Algoritmo para calcular los pesos mixtos

para i = 0, . . . , num estados− 1 hacer
para j = 0, . . . , num características− 1 hacer

para k = 0, . . . , num densidades− 1 hacer
mixw[i][j][k] = 1/num densidades

fin para
fin para

fin para

de los archivos de parámetros. La media global se calcula al sumar todos los
vectores que se tienen en los archivos de caracteŕısticas (archivos con extensión
mfc). Como el valor de la media es, por lo regular, un número muy grande
el cálculo se divide en varias partes. Aśı, se le indica a Sphinx la cantidad de
partes en que se quiere dividir esta operación. Dependiendo de las capacidades
de cómputo que se tengan, Sphinx acumula o reúne los vectores para cada parte
en forma separada y los escribe en la máquina en un buffer intermedio .

Los archivos means y variances se inicializan por medio de la aplicación
init_gau, cuyos argumentos se discutirán en la tabla E.12 del apéndice E.

Acumulación y normalización para la media global

Durante esta primera etapa de inicialización, la aplicación init_gau se en-
carga de calcular la acumulación para la media global de todas las palabras del
entrenamiento. En términos generales, el procedimiento lleva a cabo los siguien-
tes pasos:

Para cada ĺınea en el archivo de control (argumento en ctlfn), se realiza lo
siguiente:

Se realiza la lectura de los coeficientes cepstral correspondientes a la ĺınea
actual.

Se realiza la compresión del silencio, si es indicado en el parámetro
silcomp. Este parámetro puede tomar uno de 3 valores [29]:

current. Se encarga de eliminar las tramas que tienen enerǵıa menor que
un umbral calculado mediante un porcentaje de la enerǵıa norma-
lizada, como se muestra en la figura 5.4. Para eliminar la trama de
silencio n se debe cumplir que las tramas vecinas n−1, n−2, n+1 y
n+ 2 también deben tener valores de enerǵıa menores que el umbral.

sildelfn. Elimina un número de tramas definidas por dos arreglos, uno
para el comienzo de la eliminación y el otro para el fin. Por ejemplo,
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Figura 5.4: Umbrales de silcomp opción current [29].

para eliminar el bloque i de tramas se asigna:

del b[i] = ı́ndice de la trama de inicio
del e[i] = ı́ndice de la trama final

Las tramas que se encuentran en este intervalo se eliminarán por
completo.

none. No elimina silencios.

Enseguida se efectúa la normalización de los vectores utilizando los argu-
mentos cmn y varnorm, que se encargan del control de normalización de
la media y el control de normalización de la variancia, respectivamente.
El argumento varnorm toma los valores ”yes” o ”no”. El argumento cmn
tiene los valores:

current Realiza la normalización utilizando la media global de acuerdo
con la ecuación (5.1)

media[i] =

#tramas−1∑
k=0

mfcc[k][i]

#tramas
i = 0, . . . ,#coefs− 1 (5.1)

Para el caso en que el argumento varnorm tome el valor de ”yes”, la
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normalización se hace de la siguiente forma:

var[i] =

√√√√√√√
#tramas−1∑

k=0

(mfcc[k][i]−media[i])2

#tramas

i = 0, . . . ,#coefs− 1 (5.2)

mfccNorm[k][i] =
mfcc[k][i]−media[i]

var[i]

k = 0, . . . ,#tramas− 1

i = 0, . . . ,#coefs− 1 (5.3)

En cambio, cuando se deja el valor ”no”, que es el valor de varnorm
por defecto, la normalización se realiza como sigue:

mfccNorm[k][i] = mfcc[k][i]−media[i]
k = 0, . . . ,#tramas− 1
i = 0, . . . ,#coefs− 1

(5.4)

prior Este argumento indica que la normalización se calculará utilizando
la media de la oración anterior. El algoritmo 5.2 muestra esta forma
de normalización.

Algoritmo 5.2 Algoritmo para calcular la media con base en la media de la
oración anterior

Paso 1: Inicialización
mediaAct0[i] = 0 i = 0, . . . ,#coefs− 1
sum0[i] = 0 i = 0, . . . ,#coefs− 1
Paso 2: Iteración
para m = 1, . . . , #sentencias hacer

para k = 0, . . . , #tramas− 1 hacer
para i = 0, . . . , #coefs− 1 hacer
mfccNormm [k][i] = mfccm[k][i]−mediaActm−1[i]

fin para
fin para
para i = 0, . . . , #coefs− 1 hacer

summ[i] =

#tramasm−1∑
k=0

mfccm[k][i]

#tramasm

mediaActm[i] = mediaActm−1[i]−summ[i]
2

fin para
fin para

none Indica que no se realiza normalización

Se efectúa el control automático de ganancia con el argumento agc si éste
se encuentra activo. El argumento agc toma los siguientes valores:

noise Calcula el promedio de la enerǵıa del ruido de las tramas que ten-
gan una enerǵıa menor a una enerǵıa mı́nima más un umbral del
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ruido (umbral del ruido = 0.2). Este promedio es substráıdo a todos
los valores de la enerǵıa (En los MFCC, los coeficiente mfcc[k][0]
determinan el valor de la enerǵıa logaŕıtmica), es decir,

∀q donde mfcc[q][0] < Energía mínima + umbral de ruido

nivel de ruido =

∑
qmfcc[q][0]

# total de elementos de q
(5.5)

mfcc[k][0] = mfcc[k][0] − nivel de ruido (5.6)

max El valor máximo de la enerǵıa es substráıdo a cada componente de
la enerǵıa

mfcc[k][0] = mfcc[k][0] − Energía máxima (5.7)
k = 0, . . . ,#tramas− 1 (5.8)

emax Por medio del algoritmo 5.3 determina el valor que será substráıdo
a cada componente de enerǵıa.

Algoritmo 5.3 Algoritmo de valor substráıdo para la enerǵıa
thp

Paso 1: Inicialización
target max = 1.0; max = 1.0; ∆max = 0.0;
decay = 1.0/3000; min max = −0.5
Paso 2: Iteración
para k = 0, . . . , #Tramas hacer

si mfcc[k][0] > target max entonces
target max = mfcc[k][0]
si ∆max < target max−max

100 entonces
∆max = target max−max

100
fin si

fin si
si target max ≥ max entonces
max = max+ ∆max

sino
si target max > min max entonces
target max = target max− decay

fin si
si max > min max entonces
max = max− decay
mfcc[k][0] = mfcc[k][0]−max;

fin si
fin si

fin para

none No se aplica el control automático de ganancia.
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Se calculan los vectores de caracteŕısticas a partir de los vectores MFCC,
de la siguiente forma: El vector de caracteŕısticas final de la voz se crea t́ıpi-
camente aumentando el vector cepstral con la primera y segunda derivadas
con respecto al tiempo y después de calcular cmn y agc, si es que fueron
habilitadas esas opciones. El vector caracteŕıstico que se calcula en cada
trama tiene dimensión 39, como se ve en la figura 5.5.

Se observa entonces que los vectores delta son calculados como la diferencia
entre los vectores cepstral de dos tramas removidas a cada lado de la
trama f actual, seguidas de la diferencia entre los vectores delta cepstral
de una trama removida a cada lado de la trama f actual. El cálculo de
los coeficientes de potencia se lleva a cabo aplicando un procedimiento
similar puesto que corresponden al primer coeficiente de cada vector de
caracteŕısticas.

Después de obtener los vectores de caracteŕısticas se realiza una acumu-
lación de cada uno de sus elementos. La figura 5.6 muestra un esquema
de cómo se realiza la acumulación para el flujo de datos usado en modelos
continuos en Sphinx (1s c d dd).

Cabe destacar que los valores obtenidos no son propiamente la media, sino
la sumatoria de los elementos correspondientes. En el mismo proceso de acumu-
lación, se utiliza un contador que guarda el número de elementos acumulados
y que se almacena junto con los valores acumulados. Sphinx utiliza un archivo
temporal denominado gauden_counts donde almacena los valores mencionados.

Después de haber guardado los buffers, el contenido de éstos debe ser nor-
malizado o usado para calcular el valor de la media global de los vectores de
caracteŕısticas. Esto se lleva a cabo a través del ejecutable norm con los parámet-
ros que se detallan en la tabla E.14 del apéndice E. norm realiza la lectura del
buffer intermedio que se encuentra en el archivo gauden_counts; después verifi-
ca si su contenido ha sido almacenado correctamente y efectúa la normalización
de la siguiente manera: Cada elemento de la matriz donde se almacenaron las
sumas de los vectores MFCC se dividido por el número de vectores que se uti-
lizaron en la acumulación. El algorimto 5.4 muestra este proceso.

Acumulación y normalización para la variancia global

El siguiente paso consiste en acumular los vectores para el cálculo de la va-
riancia global de todos los vectores de entrenamiento. Esto se logra utilizando
por segunda vez la aplicación init_gau. Los argumentos de init_gau se pre-
sentan en la tabla E.12 del apéndice E. En términos generales, init_gau ejecuta
el siguiente procedimiento:

Realiza la lectura de la media global, que se encuentra almacenada en el
archivo dado por el argumento -meanfn.

Para cada ĺınea en el archivo de control (-ctlfn ), se realiza lo siguiente:



5.1 Visión general del entrenamiento 68

tramas de características

Figura 5.5: Cálculo del vector de caracteŕısticas [38].

Algoritmo 5.4 Algoritmo para la normalización de la media

para i = 0, . . . , num estados− 1 hacer
para j = 0, . . . , num características− 1 hacer

para k = 0, . . . , num densidades− 1 hacer
si dnom[i][j][k] 6= 0 entonces

para q = 0, . . . , veclen[j]− 1 hacer
mean[i][j][k][q] = mean[i][j][k][q]/dnom[i][j][k];

fin para
fin si

fin para
fin para

fin para
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Figura 5.6: Acumulación para la media.

• Se leen los coeficientes Mel-cepstral correspondientes a la ĺınea actual

• Se realiza la compresión de silencio, de acuerdo a como se describió en
la sección anterior el argumento -silcomp.

• A continuación se efectúa la normalización de los vectores de acuerdo
a como estén establecidos los valores de los los argumentos -cmn y
-varnorm, descritos en la sección anterior.

• Se efectúa el control automático de ganancia conforme al valor es-
tablecido del argumento -agc, tal y como se describió en la sección
anterior.

• Se calculan los vectores de caracteŕısticas utilizando los vectores
MFCC como ya se describió en la sección anterior.

• Despúes, toma el valor de la media global y recolecta cada uno de
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los cuadrados de las diferencias entre cada vector y la media global.
El algoritmo 5.5 describe la forma de cómo se realiza la obtención de
estas diferencias.

Realiza la sumatoria de las diferencias de los elementos de la variancia. El
cálculo de esta acumulación también se puede dar en una o varias partes
y se escribe en el buffer respectivo.

Almacena un contador con el número de elementos acumulados, ya que
solamente se realizó la sumatoria.

Algoritmo 5.5 Algoritmo para acumulación de la variancia

para m = 0, . . . , num archivos− 1 hacer
para i = 0, . . . , num tramas del archivo m− 1 hacer

para j = 0, . . . , num flujos de características− 1 hacer
{Para la variancia global el num. de densidades = 1}
para q = 0, . . . , veclen[j]− 1 hacer
var[j][0][q] = (mfcc[m][i][j][q]−m[j][0][q])2

fin para
fin para

fin para
fin para

Nuevamente, una vez que los buffers se han escrito, el contenido de éstos son
normalizados o usados para calcular el valor de la variancia global. De nueva
cuenta se hace uso del ejecutable norm, con los argumentos que se detallan en
la tabla E.14 del apéndice E, pero haciendo referencia al cálculo de la variancia.

En forma similar a como se hizo en la normalización de la media global,
norm lee el archivo intermedio gauden_counts, verifica si su contenido ha sido
almacenado correctamente. Enseguida lleva a cabo la normalización de la si-
guiente manera: Cada elemento de la matriz donde se almacenaron las sumas
para la variancia, se divide por el número de vectores que se utilizaron en la
acumulación. Este procedimiento se muestra en el algoritmo 5.6

Copia de la media y variancia globales a cada estado HMM

Después de que la media y la variancia globales hayan sido calculadas, éstas
deben ser copiadas en cada estado de los HMM para asignarles, aśı, sus respec-
tivas medias y variancias. La media global es escrita en una localidad apropiada
del estado dentro de un archivo de medias. De forma similar la variancia global
también se escribe en una localidad apropiada del estado dentro de un archivo
de variancias. Los archivos planos de las medias y las variancias pueden ser
creados usando el ejecutable cp parm. Para poder hacer uso de este software
primero es necesario crear un archivo de mapa de operaciones de copia (copy-
operations map file). Dicho archivo se forma de dos columnas: Cada columna se
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Algoritmo 5.6 Algoritmo para la normalización de la variancia

para i = 0, . . . , num estados− 1 hacer
para j = 0, . . . , num características− 1 hacer

para k = 0, . . . , num densidades− 1 hacer
si dnom[i][j][k] 6= 0 entonces

para q = 0, . . . , veclen[j]− 1 hacer
var[i][j][k][q] = var[i][j][k][q]/dnom[i][j][k];

fin para
fin si

fin para
fin para

fin para

forma por un identificador único o ID de un estado. En la columna de la izquier-
da se encuentra los ID′s de los estados destino, es decir, a donde se copiará el
valor global deseado; y en la columna de la derecha se encuentra los ID′s de los
estados de origen, es decir, aquellos estados que tienen los valores que se desean
copiar. Por ejemplo, un segmento del archivo de mapa de operaciones que es
usado en el entrenamiento de las 4 frases del español es el siguiente:

0 0

1 0

2 0

3 0

.

.

.

63 0

64 0

65 0

En el caso de 22 fonemas independientes del contexto, cada fonema se repre-
senta por 3 estados emitidos y uno no emitido. El estado no emitido no tiene
parámetros por lo que el archivo consiste de 22×3 = 66 estados, comenzando en
el estado 0 y finalizando en el estado 65, en la columna de estados destino. En
la columna de estados de origen solamente se hace referencia al primer estado
puesto que hasta el momento solamente se cuenta con un valor global calculado;
uno para la media y uno para la variancia.
cp parm requiere de los argumentos descritos en la tabla E.3 del apéndice E. La
aplicación tiene que ser ejecutada dos veces, una para copiar la media y la otra
para copiar la variancia. A grandes rasgos, dicho software realiza los siguientes
procedimientos:

Realiza la lectura del archivo indicado por el argumento -gaufn, que es el
archivo donde se almacena el arreglo con la media o con variancia globales,
según corresponda. En el caso de la media, el flujo de caracteŕısticas se
puede observar en la figura 5.5.
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Con el parámetro -ncbout se crea un arreglo cuya dimensión corresponde
al total de estados emitidos que fueron generados. Cada elemento de este
arreglo tiene la estructura de la media o de la variancia globales, según
corresponda. Por ejemplo, el caso de la media global se muestra en la
figura 5.7.

Figura 5.7: Copia de la media global a cada estado HMM.

Realiza la lectura del archivo del mapa de la operación de copia , dado
en el parámetro -cpopsfn. A cada estado destino se copia la media o la
variancia globales, segun corresponda.

Finalmente se almacena el arreglo, con las medias o las variancias ini-
cializadas, según corresponda, en el archivo indicado por el argumento
-ogaufn.

5.1.4. Entrenamiento de los modelos independientes del
contexto (CI)

Después de que se ha llevado a cabo la etapa de inicialización plana,
se prosigue con el entrenamiento de los modelos acústicos para los fone-
mas base ó fonemas independientes del Contexto (CI). Este paso es llama-
do entrenamiento-CI, donde los modelos inicializados en forma plana son re-
estimados por medio del algoritmo Baum-Welch.

Algoritmo Baum-Welch

La reestimación por medio del algoritmo Baum-Welch es un proceso que
se realiza en forma iterativa, de manera tal, que dicho algoritmo se tiene que
ejecutar en muchos pasos sobre sus datos de entrenamiento. A medida que se
lleva a cabo cada uno de estos pasos, se obtiene un conjunto de modelos CI que
se ajustan ligeramente más a los modelos de la iteración anterior. Sin embar-
go, puesto que la función objetivo a maximizar en cada uno de estos pasos es
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la probabilidad (likelihood), bastantes iteraciones podŕıan conducir a modelos
que se ajusten demasiado a los datos de entrenamiento, lo cual no es deseable
por diversas razones. En el entrenamiento CI t́ıpicamente se requieren de 5 a
8 iteraciones del algoritmo Baum-Welch para obtener buenas estimaciones de
los modelos CI. Es posible determinar en forma automática el número de ite-
raciones necesarias [29]; ésto se logra al observar la probabilidad total de los
datos de entrenamiento que se ha obtenido al final de la primera iteración, y,
después, tomando una decisión con base en una razón o criterio de convergen-
cia de probabilidades. Este criterio se da simplemente como la proporción de
la probabilidad total en la iteración actual con respecto a la probabilidad total
obtenida en la iteración previa, por ejemplo, sea Pn−1 la probabilidad logaŕıtmi-
ca por trama de las pronunciaciones de la ejecución anterior, n − 1, y sea Pn
la probabilidad logaŕıtmica por trama con respecto a la ejecución actual, n;
entonces la razón de convergencia está dada por

razón de
convergencia

=
(
Pn − Pn−1

abs(Pn−1)

)
(5.9)

donde cada Pi se define como

Pi =
Ptotal por iteración

# de tramas
(5.10)

A medida que se obtienen modelos que se ajustan cada vez más a los datos
de entrenamiento, en cada iteración, las probabilidades de los datos de entre-
namiento t́ıpicamente se incrementan de forma monótona. Por lo tanto, la razón
de convergencia se trata de un pequeño número positivo. Conforme avanzan las
iteraciones, la razón de convergencia se vuelve cada vez más pequeña, puesto
que, cada vez que se obtienen los modelos actuales, la diferencia con respecto
a los modelos anteriores también se vuelve cada vez más pequeña. Las razones
de convergencia son espećıficas para cada tipo de datos y para cada tarea, sin
embargo, los valores t́ıpicos que se pueden utilizar como criterio para detener las
iteraciones del algoritmo Baum-Welch en el caso del entrenamiento-CI, oscilan
en el rango de 0.001 a 0.1. En el caso de que los modelos estén normalizados con
respecto a la variancia, las razones de convergencia son mucho más pequeñas.
La aplicación que se usa para correr una iteración del algoritmo Baum-Welch es
llamada bwy sus argumentos se describen en las tablas E.15 y E.16 del apéndice
E.
A grandes rasgos el software bw de Sphinx realiza las siguientes etapas de manera
general:

Inicialización de estructuras y variables En esta etapa se encarga entre
otras cosas de: Realizar la lectura del archivo de definición del modelo e ini-
cializar varias variables con toda la información contenida en este archivo;
lee los archivos de pesos mixtos y el archivo de las matrices de transición
para obtener sus respectivos valores inicializados; lee también los archivos
de las medias y las variancias para obtener sus respectivos valores inicial-
izados; también para cada densidad, calcula el factor de normalización y
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la matriz de precisión (inversa de la matriz diagonal de covariancias) para
hacer más eficientes los cálculos. Por último, lee los archivo del diccionario
de palabras y del diccionario de relleno para alinearlos con sus respectivos
modelos.

Estimación de parámetros por máxima probabilidad (MLE) En esta
etapa realiza la reestimación con base a todo el cuerpo de entrenamiento,
que se encuentra almacenado en distintos archivos, mencionados al inicio
de este caṕıtulo: archivos de caracteŕısticas, archivo de transcripción y
archivo de control.
Para cada ĺınea en el archivo de control lleva a cabo las siguientes tareas:

Realiza la lectura del archivo respectivo que tiene los coeficientes Mel-
Cepstral y en el archivo de transcripción lee la oración correpondiente
a esta pronunciación.

Aplica el control de normalización de la media y el control automático
de ganancia, si acaso se han establecido de antemano. Después calcula
y almacena el flujo de los vectores de caracteŕısticas, como ya se ha
señalado anteriormente.

Construye el modelo acústico de cada pronunciación, creando una
lista de todos los fonemas que conforman la pronunciación actual.
Este procedimiento se hace de acuerdo a la sección 2.4 del caṕıtulo
2. Además, se almacenan una lista de los estados previos y próximos
a cada estado HMM (los estados que presentan una transición a este
estado y que parten de este estado), también almacena las respectivas
probabilidades de las transición.

Procedimiento hacia adelante Este procedimiento, descrito en el caṕıtulo
1, calcula la variable hacia adelante (forward variable) αt(i) y los valores
de escalamiento para cada instante de tiempo t.

Procedimiento hacia atrás Este procedimiento, descrito en el caṕıtulo 1,
calcula la variable hacia atrás βt(i). Al mismo tiempo que se calcula la
variable de retroceso, se obtienen los valores estimados de la media, la
variancia, los pesos mixtos, etc.

El proceso de estimación de los parámetros de todas las pronunciaciones se
puede llevar a cabo en una o varias partes. Cuando se concluye dicho proceso
de estimación solamente se obtienen los valores acumulados de los parámetros
del modelo HMM y se almacenan en respectivos buffers intermedios a manera
de archivos: mixw_counts, archivo donde se almacenan la acumulación de los
pesos mixtos, tmat_counts, archivo para guardar los valores de las matrices
de transición, gauden_counts, archivo para guardar los valores de acumulación
de la media y variancia. Además, también se almacena el valor acumulado del
denominador.
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Normalización de los valores estimados

Una vez que la aplicación bw ha concluido, el siguiente paso para obtener los
parámetros estimados es la normalización. Los parámetros del modelo final, es
decir, las medias, las variancias, los pesos mixtos y las matrices de transición,
son calculados con la información contenida en los buffers antes mencionados.
De nueva cuenta se recurre a la aplicación norm para realizar la normalización.

Recuerde que se requieren de varias iteraciones con las aplicaciones bw y
norm para obtener los modelos independientes del contexto, El criterio para
detener las iteraciones depende de si se haya alcanzado o no una razón de
convergencia en la probabilidad de los datos de entrenamiento.

Los parámetros del modelo calculados por norm en la iteración final, ahora
se utilizan para la inicialización de los modelos de fonemas dependientes del
contexto (trifonemas) con estados no ligados (untied states). Éste es otro de
los pasos más importantes que se encuentran en el proceso de entrenamiento
de HMM continuos. Al proceso de entrenamiento de HMMs de trifonemas con
estados no ligados se le denominará como entrenamiento no ligado dependiente
del contexto o entrenamiento no ligado CD (CD untied training).

5.1.5. Creación del archivo de definición del modelo no
ligado dependiente del contexto

En el entrenamiento no ligado dependiente del contexto usualmente se uti-
lizan trifonemas, los cuales son entrenados para todos los fonemas dependientes
del contexto que se observen en el cuerpo de entrenamiento.

Para el entrenamiento no ligado CD, se necesita generar un archivo de defini-
ción del modelo para todos los trifonemas que ocurren en el cuerpo de entre-
namiento. Esto se puede realizan de dos formas: una forma por pasos y otra
directa. La última es la forma mas eficaz, razón por la que en este trabajo se
usa dicha forma. La forma directa se lleva a cabo por medio de la aplicación
mk_mdef_gen, cuyos parámetros se definen en la tabla E.5 del apéndice E. A
grandes rasgos esta aplicación realiza los siguientes pasos:

Genera una lista de todos los trifonemas posibles en el vocabulario a partir
del diccionario. La lista de los fonemas se encuentra en el siguiente formato:

fonema1 0 0 0 0

fonema2 0 0 0 0

fonema3 0 0 0 0

fonema4 0 0 0 0

...

Para construir esta lista utiliza la lista de los fonemas del entrenamiento
independiente del contexto (CI), respetando el mismo orden en el cual
éstos fueron listados.
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Genera un diccionario temporal, que tiene todas las palabras excepto las
palabras de relleno. Añade la entrada SIL a este diccionario temporal y lo
ordena alfabéticamente como sigue:

A - - -

A_1 - - -

B - - -

...

P - - -

R - - -

S - - -

SIL - - -

T - - -

U - - -

X - - -

Genera una lista de todos los posibles trifonemas a partir del diccionario
temporal. La lista tiene el siguiente formato:

A CH E e

A D D i

A I L i

A I S i

A L I e

A L S e

A L U b

...

I A N b

I A O s

I A SIL e

I B A i

...

Añade la lista de los fonemas CI base al inicio de la lista resultante.

A - - -

A_1 - - -

B - - -

...

A CH E e

A D D i

A I L i

A I S i

A L I e

A L S e

A L U b

...

I A N b

I A O s

I A SIL e

I B A i

...

La lista consta de 4 columnas. La primera corresponde a un fonema base,
la segunda columna corresponde al fonema que se encuentra en el contexto
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izquierdo del fonemas base, la tercera columna corresponde al fonema que
se encuentra en el contexto derecho del fonema base y la última indica el
tipo de trifonema de que se trata: b indica que el trifonema está al inicio
de la palabra, e indica que el trifonema está al final de la palabra, i indica
que el trifonema está en medio de la palabra (word internal triphone) y s
indica que se trata un único trifonema. El atributo - indica que se trata de
fonemas base por lo que no se encuentran en ningún contexto mencionado.

La lista de fonemas y trifonemas anterior se convierte al archivo de defini-
ción del modelo que lista a todos los posibles trifonemas a partir del dic-
cionario.

Finalmente, se construye un archivo de definición del modelo que incluye so-
lamente una lista corta de trifonemas y fonemas CI que hayan sido observados.
Esta lista define al archivo de definición del modelo no ligado CD final, que
será utilizado para el entrenamiento de los modelos no ligados CD. Al igual que
el archivo de definición del modelo CI, el archivo de definición del modelo no
ligado CD asigna un único identificador a cada estado HMM y servirá como un
archivo de referencia para manejar e identificar a los parámetros del modelo no
ligado CD. De nueva cuenta se hace uso de la aplicación mk_mdef_gen, que esta
vez realizará los siguientes pasos:

Encontrar el número de veces que cada uno de los trifonemas, listados
en el procedimiento anterior, ocurre en el corpus de entrenamiento. Por
ejemplo, el siguiente listado muestra un segmento de la ocurrencia de varios
fonemas y trifonemas que se dan en este trabajo.

A - - - 85

A_1 - - - 3

B - - - 15

...

A CH E e 4

A D D i 4

A I L i 3

A I S i 9

A L I e 3

A L S e 4

A L U b 4

...

I A N b 6

I A O s 9

I A SIL e 4

I B A i 3

...

El número final en cada renglón muestra el número de veces que cada
trifonema o fonema de relleno particular que ha ocurrido en el corpus
de entrenamiento. Sin embargo, existe la posibilidad de que si todos los
posibles trifonemas de un fonema CI son listados en el archivo de todos los
trifonemas, el fonema CI en śı mismo tenga una cuenta de cero, puesto que
todas sus instancias podŕıan haber sido relacionadas con un trifonema.
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La lista de los trifonemas contados se usa para componer una lista más
corta de trifonemas que hayan ocurrido un mı́nimo número de veces, es
decir, que se encuentren dentro de un umbral. Esta lista corta aparece en
el mismo formato que el formato del archivo a partir del cuál hayan sido
seleccionados. La lista corta de trifonemas que se genere tendrá el mismo
formato que el de la lista de los trifonemas usados en el archivo de todos
los trifonemas. Como antes también se incluye la lista de fonemas CI. Aśı,
por ejemplo, si se tuviera un umbral de 4, la lista anterior quedaŕıa como:

A - - - 85

B - - - 15

...

A CH E e 4

A D D i 4

A I S i 9

A L S e 4

A L U b 4

...

I A N b 6

I A O s 9

I A SIL e 4

...

El umbral mencionado se debe ajustar de tal manera que el número total
de trifonemas que se encuentran por arriba del umbral sea menor que el
número máximo de trifonemas que el sistema pueda entrenar o que se desee
entrenar. Es recomendable entrenar tantos trifonemas como sea posible.
Sin embargo, el número de trifonemas puede ser dependiente de la memoria
disponible de la máquina. Se busca, entonces, que el umbral sea establecido
de tal manera que los modelos resultantes sean lo suficientemente pequeños
para ocupar poca memoria. En caso de que la memoria no sea problema
entonces se ajusta el umbral para que sea un número muy pequeño.
Si el umbral es demasiado pequeño, puede ocasionar que el trifonema
ocurra pocas veces, lo que puede generar insuficiencia de datos a la hora
de querer entrenar las distribuciones de probabilidad de los estados HMM
propiamente. Lo que conduce a que los modelos no ligados dependientes del
contexto sean pobremente estimados, que, a su vez, afectaŕıan los árboles
de decisión que usan estos modelos para ser construidos en la siguiente
etapa decisiva del entrenamiento.

Se crea un archivo de definición del modelo que incluya solamente la lista
corta de trifonemas. Este es el archivo final que será utilizada para el
entrenamiento no ligado CD.

5.1.6. Inicialización plana de los parámetros no ligados de-
pendientes del contexto

En cuanto se haya creado el archivo de definición del modelo no ligado CD,
el siguiente paso en el entrenamiento no ligado CD es la etapa de inicialización
de los parámetros no ligados dependientes del contexto. Durante esta etapa se
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generan los archivos de los parámetros del modelo que le corresponden al archivo
de definición del modelo no ligado CD. Tales archivos son los archivos de las
medias, de las variancias, de las matrices de transición y de los pesos mixtos de
los modelos no ligados CD. Para asignarles valores a cada uno de estos archivos,
primero se toman sus respectivos archivos de parámetros de los modelos CI y
se copian los valores de cada uno de ellos a sus correspondientes archivos de
modelos no ligados CD. Cada estado de un fonema CI en particular, contribuye
al estado que tenga el mismo fonema CI en el archivo de parámetros no ligados
CD y también contribuye al mismo estado de todos los trifonemas que contengan
a ese fonema CI y que se encuentren en el archivo de parámetros no ligados CD.
El archivo de definición del modelo no ligado CD es, por su puesto, utilizado
como referencia para establecer esta relación.

La inicialización para el entrenamiento no ligado CD se lleva a cabo mediante
la aplicación init_mixw, cuyos argumentos se describen en la tabla E.13 del
apéndice E. Este software realiza los siguientes procedimientos:

Realiza la lectura de los archivos de parámetros del entrenamiento CI: el
archivo de definición del modelo CI y los archivos de los pesos mixtos, las
matrices de transición, las media y las variancias del modelo CI.

Realiza la lectura del archivo de definición del modelo no ligado CD (CD
untied model file).

Cuando se trata de los fonemas base, copia todos los parámetros que
corresponden a cada estado de cada fonema CI a los respectivos estados
del modelo no ligado CD. Por ejemplo, la matriz de transición, las medias,
la variancias y los pesos mixtos del fonema A del modelo ligado CI, son
copiados a los mismos parámetros del mismo fonema A en el modelo no
ligado CD.

Cuando se trata de los trifonemas, la inicialización de los estados de cada
trifonema se hace con respecto a sus fonemas base que son iguales a los
fonemas del modelo CI. Por ejemplo, el trifonema A CH E e, tiene a A como
fonema base; por lo tanto este trifonema se inicializa con los parámetros
del mismo fonema que se toma del modelo CI. Si por alguna razón el
fonema base no existiera en los fonemas del modelo CI, el trifonema seŕıa
inicializado uniformemente.

5.1.7. Entrenamiento de los modelos no ligados depen-
dientes del contexto

Lo que prosigue a la inicialización de los parámetros del entrenamiento no
ligado CD es, de hecho, entrenar los modelos no ligados CD. Para llevar a cabo
ésto se utiliza de nueva cuenta el algoritmo Baum-Welch en forma similar a
como se hizo en el entrenamiento CI1. Aśı, de nuevo, se iteran las aplicaciones
bw y norm hasta alcanzar un criterio de convergencia. Cada iteración genera los

1Véase la sección 5.1.4
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parámetros estimados, es decir, las medias, las variancias, los pesos mixtos y
las matrices de transición, nada más que, ahora para los modelos no ligados
dependientes del contexto. En modelos no ligados dependientes del contexto el
criterio de convergencia t́ıpicamente sucede en el rango de 6 a 10 iteraciones.

5.1.8. Construcción de los árboles de decisión para com-
partir parámetros

El siguiente gran paso en el entrenamiento de modelos continuos es la cons-
trucción de los árboles de decisión. Los árboles de decisión son utilizados para
elegir a aquellos estados HMM de todos los trifonemas (vistos y no vistos) que
sean similares a algún otro estado, de manera tal que todos los datos de estos
estados son reunidos y utilizados para entrenar a un estado global o senón. En
este procedimiento se forman muchos grupos de estados similares y el número
de senones que se entrenan finalmente puede ser definido por el usuario.

Generación de las preguntas lingǘısticas

Para poder construir los árboles de decisión es necesario contar con los mo-
delos no ligados CD y con un conjunto de clases fonéticas predefinidas, que
corresponden a las clases de las unidades acústicas que hayan sido modeladas y
que comparten alguna propiedad en común. Dichas clases se denominan también
preguntas y se utilizan para realizar particiones de los datos en cualquier nodo
dado de un árbol. Cada pregunta genera una partición. Para particionar los
datos en un nodo determinado se elige a aquella pregunta en la que se obtenga
el máximo aumento en la probabilidad debido a la partición, es decir, aquella
que resulte con la ”mejor” partición.

Todas las preguntas lingǘısticas se guardan en un solo archivo llamado el
archivo de preguntas lingǘısticas (linguistic questions file). Se debe construir un
árbol de decisión para cada estado de cada fono.
Un ejemplo de un archivo de preguntas lingǘısticas es el siguiente:

SIL SIL

VOCALES A E I O U

ALVEOL N L R RR S

DENTAL D T N L

LABDEN F M

LIQUID L R

Obsérvese que consta de dos columnas. La columna de la izquierda especifica
el nombre dado a cada clase. La columna de la derecha corresponde al fonema
o al grupo de fonemas que compartan alguna propiedad acústica en común.
El nombre dado a una clase puede ser definido por el usuario o ser asignado
en forma automática. En el caso de que las unidades acústicas no se basen
completamente en el aspecto fonético ó si se están entrenando modelos de un
lenguaje para el cuál no se tiene certeza acerca de sus estructuras fonéticas,
entonces es posible hacer uso de la aplicación de clasificación, denominada
make_quests, que se proporciona en Sphinx 3. Dicha aplicación se utiliza para



5.1 Visión general del entrenamiento 81

generar las preguntas lingǘısticas a partir de los parámetros de los modelos
CI y sus argumentos se detallarán en la tabla E.7 del apéndice E. A grandes
rasgos make_quests genera las preguntas lingǘısticas de la siguiente manera:
Para cada árbol que corresponde a la posición, de un estado dentro del modelo
acústico, se barre el árbol de arriba hacia abajo, y de izquierda a derecha. Para
cada nodo, se genera una lista ordenada con los fonemas existentes en el nodo
y estos son agregados al archivo de preguntas lingǘısticas [29].

Construcción de los árboles de decisión

Después de que las preguntas lingǘısticas hayan sido generadas, se deben
construir los árboles de decisión; uno para cada estado de cada fonema CI que
se encuentre presente en la lista de los fonemas de entrenamiento. Por ejemplo,
si se tuvieran 3 fonemas de entrenamiento y cada fonema estuviera representado
con HMMs de tres estados, se tendŕıan 9 árboles de decisión. Sin embargo, los
árboles de decisión no se construyen para los fonemas de relleno ni tampoco
para el fonema SIL. Para la construcción de los árboles, se usa el ejecutable
bldtreee. En la tabla E.8 del apéndice E se describen sus argumentos.

Podado de los árboles de decisión

Después de que los árboles de decisión hayan sido creados se procede a po-
darlos para que tengan tantas hojas como el número de estados ligados que se
desee entrenar. Cabe aclarar que el número de estados ligados no incluyen a los
estados CI y que estos últimos nunca son ligados. Durante el proceso de podado
se remueven progresivamente aquellas bifurcaciones de los árboles de decisión
que hayan obtenido un incremento mı́nimo en su probabilidad reemplazándolas
por su nodo padre. La selección de las ramas que serán recortadas se hace yendo
en forma global a través de la colección entera de árboles de decisión. El eje-
cutable que se usa para recortar los árboles de decisión se denomina prunetree,
cuyos argumentos se encuentran en la tabla E.10 del apéndice E.

5.1.9. Creación del archivo de definición del modelo ligado
CD

Después de realizar el podado de los árboles, es necesario crear un nuevo
archivo de definición del modelo CD que contemple lo siguiente:

Contenga a todos los trifonemas vistos en el entrenamiento.

Tenga a los estados correspondientes a esos trifonemas identificados con
los senones de los árboles de decisión.

Para ello, se utiliza el archivo de definición del modelo que contiene a todos
los posibles trifonemas del diccionario de entrenamiento actual (alltriphone
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model definition file), el cuál fue creado durante el proceso de construcción
del archivo de definición del modelo no ligado dependiente del contexto, como
se vió en la sección 5.1.5. Recuerde que el archivo de definición del modelo
no ligado dependiente del contexto (CD) contiene solamente un número
seleccionado de trifonemas con varios umbrales que fueron usados para la
selección. Razón por la que este último no puede ser usado para construir el
archivo de definición del modelo ligado CD.

La aplicación que se utiliza para ligar los estados se denomina tiestate y
opera con los argumentos que se detallan en la tabla E.9 del apéndice E. A
grandes rasgos, el software tiestate realiza los siguientes pasos:

Realiza la lectura del archivo de definición del modelo con todos los posi-
bles trifonemas en el entrenamiento.

Para cada estado de los fonemas base se realiza la lectura de su árbol
de decisión correspondiente y se etiquetan sus hojas con un identificador
único o ID. El valor de dicho ID consiste de un número entero que es
asignado a partir del último identificador de los estados de los fonemas
base mas uno. Por ejemplo, si se tienen 22 fonemas base y se modela cada
uno con 3 estados HMM, obtenemos 66 estados para estos fonemas base;
cada uno con su respectivo ID, iniciando en 0 y terminando en 21. Los
ID’s que le corresponden a los senones (hojas de los árboles) comenzarán a
partir del número 22 y terminanarán hasta que se haya alcanzado el total
de hojas de todos los árboles.

Se crea el encabezado del archivo de definición del modelo ligado CD de
salida, dado por el parámetro omoddeffn , que se obtiene a partir del
archivo de definición del modelo no ligado CD de entrada, dado por el
parámetro imoddeffn de la siguiente forma:
omoddeffn− > n base = imoddeffn− > n base

omoddeffn− > n tri = imoddeffn− > n tri

omoddeffn− > n state map = imoddeffn− > n state map

omoddeffn− > n tied state = imoddeffn− > n tied ci state + n senone

omoddeffn− > n tied ci state = imoddeffn− > n tied ci state

omoddeffn− > n tied tmat = imoddeffn− > n tied tmat

Observe que se realiza una copia del encabezado del archivo de definición
del modelo no ligado CD de entrada al archivo de definición del modelo
ligado CD de salida. La diferencia entre encabezados está dada por el
número de estados ligados (n_tied_state), que se calcula por la suma
de los estados en los fonemas base (n_tied_ci_state) más el número de
senones que haya (n_senone).

Se definen los ID’s con respecto a cada estado en los modelos de la si-
guiente forma:
En el caso de los fonemas base los ID’s de los estados se copian desde el
archivo de definición del modelo de entrada al al archivo de definición del
modelo de salida.
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Para la obtención de los ID’s de los trifonemas en el archivo de defini-
ción de salida, se realiza para cada estado de los trifonemas del archivo de
definición del modelo de entrada lo siguiente: se lee el árbol de decisión
correspondiente a su fonema base y a la posición del estado en el mode-
lo, por ejemplo, para cuando se modelan trifonemas con tres estados, la
posición del estado en el modelo puede ser 0, 1 ó 2. A partir del nodo
ráız, en el árbol de decisión, se evalúan las preguntas compuestas usando
el trifonema dado, se recorre el árbol hasta llegar a un nodo hoja. El iden-
tificador único (ID) de esta hoja se usa para establecer el ID del estado
correspondiente al trifonema en el archivo de salida.

5.1.10. Inicialización y entrenamiento de los modelos liga-
dos CD con Gaussianas mixtas

El paso siguiente es el entrenamiento de los modelos ligados CD (CD-tied
models). Cuando se trata de modelos continuos, los estados HMM pueden ser
modelados por una sola distribución Gaussiana o por varias distribuciones Gaus-
sianas mixtas. Con el fin de tener pocos problemas de convergencia, se recomien-
da que el número de Gaussianas en una distribución mixta sea par y potencia
de dos (2, 4, 8, 16, 32, etc.), aunque ésto no es necesario, como se observa en
la figura 5.8 para 15 Gaussianas. El proceso de entrenamiento de los modelos
ligados CD con N Gaussianas mixtas se puede observar en la última parte de
la figura 5.2.
Por ejemplo, si se quisiera modelar los estados HMM con una mezcla de 8
Gaussianas, primero es necesario inicializar y entrenar con 1 sola Gaussiana por
estado de los modelos HMM. A partir de ella, cada distribución Gaussiana es
dividida en dos, haciendo una perturbación ligera en su media, como se observa
en la figura 5.9a. Las dos distribuciones Gaussianas resultantes se utilizan para
inicializar y realizar el entrenamiento de modelos ligados CD con 2 Gaussianas
por estado en los modelos HMM. Nuevamente, se toman esas dos densidades
Gaussianas y se llevan a cabo sendas perturbaciones ligeramente en sus respecti-
vas medias, como se observa en la figura 5.9b. De nueva cuenta las 4 Gaussianas
resultantes se utilizan para inicializar y realizar el entrenamiento de 4 Gaus-
sianas por estado en los modelos HMM. El mismo procedimiento se lleva a cabo
para 8 Gaussianas por estado en los modelos HMM. Aśı el entrenamiento ligado
CD para modelos con 2N Gaussianas por estado se hace en N + 1 pasos. Cada
uno de esos pasos consiste en:

1. Inicialización.

2. Iteración con el algoritmo Baum-Welch seguido de su respectiva normali-
zación.

3. Partición de Gaussianas.

Obsérvese que el procedimiento terminará en N + 1 pasos, es decir, cuando se
hayan alcanzado el número de Gaussianas desesado. Sin embargo, éstas últimas
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Figura 5.8: Ejemplo de obtención de 15 densidades Gaussianas [15].

(a) (b)

Figura 5.9: (a) División de 1 densidad Gaussiana y (b) División de densidades
Gaussianas en la siguiente iteración [3].
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también se necesitan inicializar y entrenar (Pasos 1 y 2) pero no dividir, por lo
que el paso 3 no se aplicará en el paso N + 1.

El entrenamiento comienza con la inicialización de 1 Gaussiana por estado
en los modelos HMM. Durante la etapa de inicialización, los parámetros del
modelo en los archivos de parámetros del modelo CI, se copian en localidades
apropiadas de los archivos de parámetros del modelo ligado CD. Como en cada
entrenamiento, se crean cuatro archivos de parámetros, uno para la media, otro
para la variancia, el tercero para las matrices de transición y el último para
los pesos mixtos. Durante la inicialización, cada estado de un fonema CI, en
particular, contribuye al mismo estado del fonema CI en el archivo de definición
del modelo ligado CD, también para el mismo estado de todos los trifonemas
del mismo fonema CI en el archivo de parámetros del modelo ligado CD. Se
utiliza el archivo de definición del modelo ligado CD como referencia en estas
relaciones.

Inicialización plana de los modelos ligados CD para N Gaussianas

Aqúı, la inicialización se realizará ya sea para 1 Gaussiana por estado o para
N Gaussianas por estado en los modelos ligados CD, dependiendo si se trata de
la primera iteración o si se trata de las siguientes N iteraciones. La inicialización
se lleva a cabo mediante el ejecutable llamado init_mixw, cuyos argumentos se
muestran en la tabla E.13 del apéndice E.
Durante la primera iteración, la aplicación init_mixw realiza los siguientes pro-
cedimientos:

Realiza la lectura de los archivos correspondientes al entrenamiento CI:
se leen el archivo de definición del modelo CI, el archivo de pesos mixtos
del modelo CI, el archivo de las medias correspondientes al modelo CI,
el archivo de las variancias del modelo CI y el archivo de las matrices de
transición correspondientes al modelo CI.

Realiza la lectura del archivo de definición del modelo ligado CD. Son
necesarios dos archivos de definición del modelo, uno sin trifonemas para
la definición del modelo CI y otro que contenga a los trifonemas para la
definición de trifonemas del modelo CD, ya que la meta es entrenar por
etapas, primero los modelos CI y luego los modelos CD. Todo esto para
minimizar los problemas de inicialización.

Se copian los parámetros correspondientes a los fonemas base de los mo-
delos CI, es decir, matriz de transición, medias, variancias y pesos mixtos,
a los correspondientes fonemas base de los modelos ligados CD.

Para los trifonemas, se obtienen los parámetros con respecto a los de sus
fonemas base, es decir, para cada trifonema en el modelo ligado CD, se
inicializan sus parámetros utilizando los respectivos valores de su fonema
base en el modelo CI. Por ejemplo, el trifonema A CH E e, tiene como fone-
ma base A,por tanto este trifonema se inicializa con los parámetros del
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mismo fonema A en el modelo CI. Si por alguna razón el fonema base no
existiera en los fonemas del modelo CI, éste será inicializado uniforme-
mente.

En las siguientes N iteraciones, init_mixw realiza lo siguiente:

Se realiza la lectura del archivo de definición del modelo ligado CD, del
archivo de pesos mixtos del modelo ligado CD, del archivo de las medias
correspondientes al modelo ligado CD, del archivo de las variancias del
modelo ligado CD y del archivo de las matrices de transición correspon-
dientes al modelo ligado CD.

Realiza copias de los archivos anteriores para preservarlas.

Realiza la lectura del archivo de definición del modelo ligado CD.

Se copian los pesos mixtos, las medias, las variancias y las matrices de
transición desde un modelo CD a otro modelo CD que tiene el número
de densidades Gaussianas incrementado. Las matrices de transición no
cambian por lo que son copiadas ı́ntegramente. Se copian los parámetros
correspondientes a los fonemas base de los modelos CD, a los correspon-
dientes fonemas base de los modelos ligados CD que tienen el número de
densidades Gaussianas incrementado.

Para el caso de los trifonemas, se obtienen los parámetros con respecto al
de sus fonemas base, es decir, para cada trifonema en el modelo ligado CD
con el número de Gaussianas incrementado, se inicializa sus parámetros
usando los valores correspondientes a su fonema base en el modelo CD.
Si por cualquier situación el fonema base no existe en el los fonemas del
modelo CD, este será inicializado uniformemente.

Entrenamiento de los modelos ligados CD con Gaussianas mixtas

Después de haber inicializado los parámetros de los modelos ligados CD con
N Gaussianas, el siguiente paso consiste en entrenar estos modelos. Para llevar
a cabo ésto es necesario iterar el algoritmo Baum-Welch, realizando también
su respectiva normalización. Para calcular los parámetros finales de cada
iteración es necesario que se ejecuten las aplicaciones bw y norm en el cuerpo de
entrenamiento. Los argumentos necesarios para la aplicación bw se dan en las
tablas E.15 y E.16 del apéndice E y los argumentos para la aplicación norm se
dan en la tabla E.14 también del apéndice E. De nueva cuenta, las iteraciones
terminan hasta que la probabilidad converja, lo cuál ocurre, generalmente,
entre 6 y 10 iteraciones.

Debido a que las ejecuciones de bw y norm son muy similares a los realizados
en el caso de CI, no se describen en detalle.
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Incremento del número de gaussianas en los modelos ligados CD

Una vez que ha convergido el entrenamiento de los modelo ligados CD para
N Gaussianas, el paso que sigue es la división de las Gaussianas, es decir la
creación de dos nuevas Gaussianas por cada Gaussiana que exista actualmente.
Para realizar la partición de las densidades, se usa el ejecutable inc_comp con
los argumentos listados en la tabla E.4 del apéndice E.

La aplicación inc_comp realiza los siguientes procedimientos:

De los archivos correspondientes al entrenamiento ligado CD, solamente
realiza la lectura del archivo de pesos mixtos de los modelos CD, del
archivo de las medias correspondientes a los modelos CD y del archivo de
las variancias de los modelos CD.

Para todas las mezclas:

• Encuentra la densidad que tenga el componente más largo que no
haya sido dividido, es decir, aquella que sea más probable o que tenga
el mayor número de ocurrencias.

• Divide en dos componentes hasta llegar a n densidades actuales +
ninc densidades de los elementos de los vectores de caracteŕısticas.
Cada nuevo componente tiene:

mixw_a = mixw_b = 1/2 mixw
mean_a = mean + 0.2 std
mean_b = mean - 0.2 std
var_a = var_b = var

donde mixw_a y mixw_b son los nuevos pesos mixtos y mix_w es el
peso mixto actual; mean_a y mean_bson las nuevas medias y meanes
la media actual; var_a, var_bson las nuevas variancias y vares la
variancia actual.

Copia los nuevos pesos mixtos, las nuevas medias y las nuevas variancias
a los respectivos archivos de salida del modelo CD.

5.2. Visión general del decodificador de Sphinx

El decodificador s3.8 de Sphinx 3 es la implementación más reciente para
reconocimiento de voz a texto. Sin embargo, en este trabajo se utilizó el decodi-
ficador s3.6 por dos razones: la primera porque en el tiempo en que comencé a
utilizarlo era la versión más reciente en ese entonces, y la segunda, porque di-
cho decodificador tuvo un incrementó en diez veces más que la versión anterior
(s3.4) en tareas de grandes vocabularios [38]. El decodificador incluye el siguien-
te software [6]:

sphinx3_decode: El decodificador de Sphinx 3 s3.2/s3.3/s3.X para
procesar archivos de tipo cepstral. También es llamado s3 fast, es un
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decodificador en modo intérprete de comandos (batch) que utiliza voca-
bulario complejo (tree lexicon), con optimización tanto en modelos de
mezclas Gaussianas como en validación transversal de palabras cruzadas
de trifonemas. Su precisión es menor que sphinx3_decode_anytopo pero
su velocidad es 5 veces mayor a éste. A partir de la versión s3.6 tam-
bién permite decodificación con gramáticas de estados finitos y también
permite cambiar el tipo de búsqueda. Por tanto, es un reconocedor bien
balanceado y podŕıa ser la primera elección de reconocimiento en modo
intérprete de comandos.

sphinx3_livedecode: Es una demostración para pruebas en vivo. que
utiliza el motor de sphinx3_decode. sphinx3_livedecode permite al
usuario tratar de reconocer con sólo oprimir un botón. No es una máquina
de dictado. Su función es la de mostrar como la API de reconocimiento en
tiempo real puede ser usada para construir un sistema.

sphinx3_livepretend: Es un simulador de pruebas en vivo que utiliza el
motor de sphinx3_decode. sphinx3_livepretend segmenta una señal de
voz y ”alimenta” los segmentos de la señal de voz al motor de búsqueda
de sphinx3_decode. La segmentación se realiza en forma ad-hoc al se-
leccionar 25 tramas por segmento. Lo que provoca que su velocidad sea
ligeramente menor a sphinx3_decode. Los parámetros de esta aplicación
se detallan en las tablas F.2 y F.3 del apéndice F.

sphinx3_decode_anytopo: El decodificador de Sphinx 3 que procesa
archivos cepstral (para compatibilidad con versiones anteriores). También
llamado s3 slow es un decodificador en modo intérprete de comandos que
utiliza vocabulario simple o plano (flat) con optimización cruzada de tri-
fonemas y validación de palabras cruzadas. Su desempeño es muy cercano
a un reconocedor de trifonemas y de validación de palabras cruzadas com-
pletos. Fue utilizado en CMU de 1994 a 2000 y tiene el mejor desempeño
de todos los reconocedores de Sphinx.

sphinx3_align: Es un ejecutable para realizar alineamiento. Dada la
transcripción de una locución, sphinx3_align puede proporcionar al
usuario el nivel de alineación por estado, fono o palabra.

sphinx3_allphone:Lleva a cabo reconocimiento de fonemas para una
locución realizando expansión total de trifonemas.

sphinx3_dag: Tanto sphinx3_decode como sphinx3_decode_anytopo
pueden generar celośıas para una segunda etapa de resultados. En for-
ma similar a una máquina sphinx3_dag puede obtener estos resultados
realizando una búsqueda para la mejor ruta dentro de la celośıa dado un
modelo del lenguaje basado en trigramas.

sphinx3_astar: Dada una celośıa sphinx3_astar puede generar una lista
del N-mejor en Sphinx 3. Es bastante útil para generar los resultados de
la búsqueda del N-mejor.
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sphinx3_continuous: Ejecutable para una demostración en vivo y para
aplicaciones sencillas de habla y reconocimiento.

sphinx3_gausubvq: Para construir subvectores de los clusters de los mo-
delos acústicos.

Para llevar a cabo el reconocimiento en este trabajo se ejecutó la aplicación
sphinx3_livepretend, cuyos argumentos principales se describen en la tabla
F.1 del apéndice F y los parámetros del archivo de configuración se detallan en
las tablas F.2 y F.3 del mismo apéndice.

El proceso de evaluación se realizó con la herramienta sphinx3_align,
cuyos argumentos se listan en las tablas F.4 y F.5 del apéndice F.

El decodificador s3.6 se basa en el algoritmo de búsqueda Viterbi y como
función heuŕıstica emplea la búsqueda beam. Además utiliza una estructura de
árbol de búsqueda de léxico. Toma como entrada grabaciones de voz en formato
raw PCM y escribe los resultados del reconocimiento en archivos de salida.
Brevemente se hará una descripción de los parámetros de entrada del decodifica-
dor. Además de los diccionarios de pronunciación y de relleno, el decodificador
utiliza otros parámetros de entrada para realizar su trabajo. El decodificador
requiere de:

modelo acústico. Sphinx 3 está basado en modelos acústicos por subfone-
mas. El modelo acústico se obtuvo como resultado del entrenamiento de
los modelos ligados CD con N Gaussianas y se representa por la siguiente
colección de archivos: Un archivo de definición del modelo, los archivos
de medias y de variancias Gaussianas, un archivo de pesos mixtos y un
archivo de matrices de transición de estados.

modelo del lenguaje. El modelo de lenguaje (LM) principal que utiliza el
decodificador de Sphinx es un modelo de lenguaje convencional basado en
bigramas o trigramas. Se puede observar el modelo del lenguaje usado en
esta tesis en la sección 5.3.

archivo de control. Este archivo le indica al decodificador los parámetros
de comportamiento. El decodificador de Sphinx 3 procesa las entradas
listadas en dicho archivo. Cada ĺınea en el archivo de control identifica
una pronunciación separada. Por ejemplo, el archivo de control para el
decodificador presenta las siguientes entradas:

BeatrizC/DECODE/PARA/BC01

BeatrizC/DECODE/PARA/BC02

BeatrizC/DECODE/PARA/BC03

El funcionamiento del reconocedor de Sphinx se describe a continuación:
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1. Inicialización. En esta etapa se configura al decodificador; dicha confi-
guración se mantendrá durante toda la ejecución del mismo. Esta etapa a
su vez comprende los siguientes pasos:

Inicialización de la base logaŕıtmica. Sphinx lleva a cabo todos los
cálculos de probabilidades en el dominio logaŕıtmico. Con el fin de
mantener la eficiencia computacional, la base logaŕıtmica se elige de
tal manera que las probabilidades logaŕıtmicas se mantengan como
valores enteros de 32 bits. Aśı, todos los puntajes reportados por el
decodificador son probabilidades logaŕıtmicas en esta base peculiar
(1.0003). La base logaŕıtmica puede cambiarse por valores dentro de
un rango muy amplio sin afectar el reconocimiento.
Inicialización de los modelos. Durante esta etapa se cargan los mode-
los léxicos (diccionarios de pronunciación y de relleno), los modelos
acústicos y el modelo del lenguaje que sean especificados en el archi-
vo de configuración. De hecho, el modelo del lenguaje utiliza una
estrategia basada en disco2, aśı que sólo se carga parcialmente. El
conjunto de modelos se utiliza para decodificar todas las oraciones
pronunciadas en la entrada.
Efectividad del vocabulario. Después de que todos los modelos han si-
do cargados se determina el conjunto de palabras que el decodificador
es capaz de reconocer. Primero se encuentra la intersección de las pa-
labras en el modelo del lenguaje y en el diccionario de pronunciación.
Enseguida, basados en el diccionario de pronunciación, se incluyen
todas las pronunciaciones alternativas del conjunto de intersecciones
obtenidas. Finalmente, se incluyen todas las palabras de relleno a
partir del diccionario de relleno, pero excluyendo los identificadores
de inicio y fin de oración, <s> y </s>, respectivamente.
Construcción del árbol de léxico. Al determinar la efectividad del vo-
cabulario, el decodificador construye árboles de léxico. Se construyen
árboles separados tanto para las palabras del diccionario de pronun-
ciación como del diccionario de relleno, e incluso se pueden hacer
varias copias de ambos árboles.

2. Procesamiento del archivo de control. Después de la inicialización,
el decodificador procesa las entradas en el archivo de control en forma
secuencial, una por una. El decodificador carece de capacidad de apren-
dizaje o de adaptación. sphinx3_livepretend se comporta como si las
pronunciaiones de los archivos fueran hechas en tiempo de procesamien-
to, por lo que cambiar el orden de las entradas en el archivo de control
puede afectar los resultados individuales, pero puede ser imperceptible si
el ambiente en el que se grabaron las locuciones permanece constante.

3. Podado. Cada pronunciación o entrada en el archivo de control se proce-
sa usando los modelos dados y usando el algoritmo de búsqueda Viterbi.

2Véase el parámetro lminmemory de la tabla F.2 del apéndice F
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Con el fin de restringir el espacio de búsqueda activo a ĺımites computa-
cionalmente manejables, se realiza el proceso de podado, que consiste en
descartar a las hipótesis menos prometedoras que se dan durante el proceso
de reconocimiento. Existen dos tipos de podado:

podado por haz (beam prunning). Cada locución es procesada en for-
ma śıncrona en el tiempo, una trama a la vez. En cada trama el
decodificador tiene un número de HMMs que se encuentran activos
actualmente para que sean relacionados con la siguiente trama de la
señal de entrada. Sin embargo, primero se descartan aquellas proba-
bilidades que se encuentren debajo de un umbral, el cuál se establece
con respecto a la mejor probabilidad de estados HMM en esa trama
y se obtiene al multiplicar la mejor probabilidad de estados por un
ancho del haz (beamwidth) fijo.
Un podado por haz similar se lleva a cabo en varios procesos del
decodificador. Por ejemplo, para determinar las palabras candidatas
que son reconocidas en cualquier instante o para determinar los com-
ponentes de las densidades en una mezcla Gaussiana que están muy
cercanas a un vector de caracteŕısticas dado.

el podado absoluto (absolute prunning. Aún con el podado por haz,
el número de entidades activas a veces puede llegar a ser computa-
cionalmente irrefrenable. Si existe un gran número de HMMs que
caiga dentro del umbral de podado, el decodificador los mantendrá a
todos activos. Sin embargo, si el número de HMMs activos crece más
allá de ciertos ĺımites, las oportunidades de detectar la palabra entre
todas las candidatas son considerablemente reducidas. Tal situación
puede ocurrir, por ejemplo, si la señal de entrada contiene demasiado
ruido o no se relaciona en ningún aspecto con los modelos acústi-
cos. En tales casos, no existe razón para permitir que el espacio de
búsqueda activo crezca hasta alcanzar extensiones arbitrarias. Puede
ser contenido al usar parámetros de podado que limiten el número
absoluto de entidades activas en cualquier instante.

4. Cálculo de GMM en forma rápida El cálculo de la probabilidad de
distribución Gaussiana puede ser uno de los factores dominantes en el
cómputo de los GMM (Gaussian Mixture Models) o senones. Los mode-
los acústicos de densidades continuas son costosos en términos computa-
cionales para tratar con ellos, puesto que contienen cientos de miles de
densidades Gaussianas que deben ser evaluadas en cada trama. Para re-
ducir este costo, se puede utilizar un modelo aproximado que identifique
eficientemente aquellas densidades candidatas que tengan el mayor pun-
taje en cada mezcla Gaussiana de cualquier trama. Aśı, las densidades
restantes se ignoran durante esa trama. En Sphinx 3 tal modelo de a-
proximación se construye al cuantizar por sub-vectores las densidades del
modelo acústico.
Durante el entrenamiento se calcula con anterioridad un conjunto de code-
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books cuantizados vectorialmente (VQ codebook) para todas las medias.
Se calculan los vecinos para cada senón de las palabras código (codeword)
sólo si la media de una Gaussiana está muy cerca de la palabra código.
Durante el reconocimiento se trata de hallar la palabra código más cer-
cana para esta caracteŕıstica y se calculan las distribuciones Gaussianas
solo cuando se encuentran los vecinos con el criterio anterior.

5. Generación de salidas Durante el reconocimiento, el decodificador cons-
truye una tabla interna de apuntadores de retroceso (backpointer table o
BP) a partir de la cuál se generan las salidas finales. Esta tabla registra to-
das las palabras candidatas que son reconocidas durante la decodificación
junto con sus atributos, tales como el tiempo de segmentación, sus pro-
babilidades acústica y del lenguaje. Asimismo registra las entradas de sus
predecesores en la tabla.

Cuando una locución ha sido completamente procesada se extrae la
mejor hipótesis de reconocimiento de la siguiente manera: En esencia,
un reconocedor de voz basado en HMM simplemente trata de componer
un grafo de estados y busca la mejor ruta dentro del grafo, como se
mencionó en el caṕıtulo 4. Por tanto, para el primer nivel se requiere
de un grafo de palabras. En este caso un 3−grama. Pero podŕıa ser una
gramática de estados finitos.
Para el segundo nivel, el reconocedor necesita saber de qué manera
se relacionará una palabra con una secuencia de fonemas. Esta es la
justificación del uso del diccionario. Como la mayoŕıa de los reconocedores
de gran vocabulario Sphinx también utiliza conceptos de relleno. La razón
principal para ello es que si se especificaran los rellenos en el modelo del
lenguaje no resultaŕıa viable y se requiere de tratamiento especial para
los elementos de relleno. Esta es la razón por la que se manejan en su
propio diccionario.
Para el nivel final, el reconocedor necesitará saber de qué manera se
representa cada fonema como una secuencia de estados. Esta es la razón
por la que el conjunto HMM fue utilizado. Este procedimiento se muestra
en la figura 5.10.

También es posible que la tabla sea convertida en una celośıa de palabras
(Word lattice) y sea almacenada en un archivo de salida. A continuación
se detallarán las salidas del decodicador de Sphinx 3.

a) Salida de Hipótesis de reconocimiento. El decodificador de Sphinx 3
produce una hipótesis de reconocimiento para cada pronunciación que
procesa. Las hipótesis para todas las pronunciaciones que se procesan
en un sola corrida se escriben en un único archivo de salida, usan-
do una ĺınea para cada pronunciación. El formato de cada ĺınea se
presenta como:

u S s T t A a L l sf wa wl wd sf wa sl wd . . . nf
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Figura 5.10: Esquema del decodificador de Sphinx [6].

Los campos S, T, A y L son palabras clave que aparecen en la salida
y que se describen a continuación:

u : el identificador de pronunciación
s : un valor acústico escalado que se obtiene durante el cálculo de la

probabilidad acústica.
t : el resultado total para esta hipótesis
a : el resultado acústico total para esta hipótesis
l : el resultado del modelo del lenguaje total para esta hipótesis

El campo l es seguido por grupos de cuatro campos, un grupo para
cada palabra sucesiva en la hipótesis de salida. Los cuatro campos
son:

sf : Trama de inicio para la palabra. Su trama final sólo es la
trama inicial de la siguiente palabra.
wa : Resultado acústico para la palabra
wl : Resultado del modelo del lenguaje para la palabra.
wd : La palabra en śı.

El campo nf es el campo final. En cada ĺınea que corresponde a una
hipótesis representa el número total de tramas en la pronunciación.
Notese, en primer lugar que todos los resultados son valores logaŕıtmi-
cos de probabilidades en una base en particular que se utiliza en el
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decodificador. En segundo lugar, los resultados acústicos son valores
escalados; en cada trama, los resultados de los modelos acústicos de
todos los senones activos se encuentran escalados de tal manera que
el mejor senon tenga una probabilidad logaŕıtmica de 0. Finalmente,
los resultados del modelo del lenguaje incluyen los parámetros de pe-
so del lenguaje y de penalización por inserción de palabra.
Como ejemplo se presenta el siguiente fragmento del archivo de las
hipótesis de salida para las frases empleadas en este trabajo:
WAV/BEATRIZC/DECODE/PARA/BC01F S -3640632 T -7793948 A -7796157 L 2209 0
-97129 -8101 <SIL> 9 -1158854 -8933 PARA 31 -2254812 -3121 OCHENTA 73 -454950 -
540 Y 76 -683688 -370 OCHO 93 -2225707 -370 PUNTO 130 -2026442 -370 NUEVE 155 -1
973148 -370 NOTICIAS 205 -393738 -8101 <SIL> 226 0 -22938 </S> 226
WAV/BEATRIZC/DECODE/PARA/BC02F S 9101085 T -735219 A -737428 L 2209 0 16
2823 -8101 <SIL> 8 737720 -8933 PARA 28 869223 -3121 OCHENTA 68 239180 -540 Y 72
533909 -370 OCHO 86 931812 -370 PUNTO 123 1717440 -370 NUEVE 150 2423133 -370 N
OTICIAS 200 250199 -8101 <SIL> 222 0 -22938 </S> 222
WAV/BEATRIZC/DECODE/PARA/BC03F S 5216966 T -662136 A -664345 L 2209 0 14
1042 -8101 <SIL> 8 486526 -8933 PARA 34 421051 -3121 OCHENTA 75 171511 -540 Y 78
598864 -370 OCHO 97 658732 -370 PUNTO 129 712599 -370 NUEVE 152 969271 -370 NOT
ICIAS 201 8906 -8101 <SIL> 206 0 -22938 </S> 206

b) Salida de celośıa de palabras (Word lattice). Durante el reconocimien-
to el decodificador mantiene no sólo la mejor hipótesis, sino también
un cierto número de alternativas o candidatas, como se vió en la
sección 4.5 del caṕıtulo 4. El decodificador opcionalmente puede pro-
ducir una salida de celośıa de palabras para cada pronunciación de
entrada. Esta salida registra todas las palabras reconocidas por el
decodificador que son candidatas en cualquier instante de tiempo
aśı como sus principales atributos tales como la segmentación en el
tiempo y los resultados de la probablidad acústica.
El término ”lattice” en Sphinx no se utiliza en sentido estricto. La
celośıa de palabras es en realidad un grafo dirigido aćıclico o DAG,
donde cada nodo del DAG denota una instancia de una palabra que
comienza en una trama en particular dentro de la pronunciación, es
decir, que se forma un único par < palabra, tiempo de inicio >.
Existe un borde directo entre dos nodos en el DAG si el tiempo de
inicio del nodo destino sigue inmediatamente a uno de los tiempo
finales del nodo fuente. Esto es, los dos nodos pueden ser adyacentes
en el tiempo. Aśı, el borde termina una posible segmentación para el
nodo fuente: comenzando en el tiempo de inicio de la fuente y ter-
minando una trama antes del destino del tiempo de inicio. El borde
también contiene una probabilidad acústica para esta segmentación
particular del nodo fuente.
Nótese que los tokens de inicio y fin de oración. < s > y < /s >,
no son decodificados como parte de una pronunciación por el de-
codificador de Sphinx. Sin embargo, tienen que ser incluidos en el
archivo de palabras cruzadas por compatibilidad con versiones ante-
riores del decodificador. El papel de estos tokens no tiene efecto en
el vocabulario y ninguna parte de la señal de entrada es decodificada
como alguno de ellos; son solamente indicadores de los ĺımites de las
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locuciones y proporcionan el contexto al modelo del lenguaje. Se les
asigna en segmentaciones de una trama con resultados de probabili-
dad logaŕıtmica de 0. Para acomodarlas, las segmentaciones de nodos
adyacentes tienen que ser insertados al final en una trama.

5.3. Herramientas para el modelado del lengua-
je en Sphinx

El juego de herramientas de Modelado de lenguaje estad́ıstico de Carnegie
Mellon (The Carnegie Mellon Statistical Language Modeling Toolkit) o CMU
SLM es un conjunto de herramientas de software para Linux y está diseñado
para facilitar el trabajo del modelado del lenguaje de la comunidad de investi-
gación acerca de Procesamiento de voz.
Algunas de las herramientas se utlizan para procesamiento general de textos
como:

listas de frecuencias de palabras y vocabularios

conteo de bigramas y trigramas de palabras en general

conteo de bigramas y trigramas de palabras de vocabularios espećıficos

estad́ısticas relaciondas con bigramas y trigramas

varios Backoff de modelos de bigramas y trigramas

Los resultados del cálculo del modelo del lenguaje se utilizan para:

perplejidad

tasa de palabras fuera de vocabulario

proporciones de bigramas y trigramas

anotación de datos de prueba con marcadores de lenguaje

En la figura 5.11 se puede observar la obtención del modelo del lenguaje dado
un corpus textual en un archivo sin vocabulario espećıfico. El procedimiento se
puede enumerar de la siguiente forma:

1. Calcula el conteo de unigramas con text2wfreq . Por ejemplo:

bin\text2wfreq <etc/Tesis_trainsin.transcription> etc/Tesis_train.wfreq

2. Convierte el conteo de unigramas en un vocabulario que consista de n
palabras comúnes usando wfreq2vocab . Por ejemplo:

bin\wfreq2vocab <etc/Tesis_train.wfreq> etc/Tesis_train.vocab

3. Genera un identificador de trigramas (id − 3gram) del texto de entre-
namiento, basado en el vocabulario. Utiliza text2idngram . Por ejemplo:
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bin\text2idngram -vocab etc/Tesis_train.vocab <etc/Tesis_trainsin.transcription>

etc/Tesis_train.idngram -write_ascii

4. Convierte el identificador de trigramas en un modelo del lenguaje en for-
mato binario o ASCII mediante idngram2lm . Por ejemplo:

bin\idngram2lm -idngram etc/Tesis_train.idngram -vocab etc/Tesis_train.vocab

-arpa etc/Tesis_train.lm.arpa -context etc/Tesiscontext.css -vocab_type 2 -ascii_input

5. Calcula la perplejidad del lenguaje con respecto a algún texto de prueba
mediante evallm . Por ejemplo: Teclear

bin\evallm -arpa etc/Tesis_train.lm.arpa

Después teclear

perplexity -text etc/Tesis_test.transcription

para obtener la perplejidad del lenguaje.

Figura 5.11: Proceso de obtención del modelo del lenguaje con CMU SLM [8].
’

La gramática generada en el modelo del lenguaje se puede obtener ya sea en
formato binario o en formato ARPA. Ambos son el mismo modelo del lengua-
je nada más que el formato binario es que es usado por sphix3_decode y el
formato ARPA es un formato que se encuentra en código ASCII, para ser ana-
lizado por una persona. A continuación se muestra un segmento del archivo del
modelo del lenguaje, en formato ARPA, utilizado en el presente trabajo para el
reconocimiento de frases:
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\data\

ngram 1=26

ngram 2=31

ngram 3=35

\1-grams:

-99.0000 <UNK>0.0000

-1.5315 AUDITORIO -0.7652

-1.5315 CIUDAD -0.7652

-1.5315 DE -0.7652

-1.5315 EL -0.7652

-1.2884 EN -0.9668

-1.5315 ESCUCHA -0.7552

-1.5315 HAY -0.7760

-1.6564 INFORMACION -0.6893

-1.6564 INFORMATIVO -0.6692

-1.2884 LA -0.9771

-1.6564 MAS -0.6760

-1.5315 MEXICO -0.7652

...

\2-grams:

-0.0792 AUDITORIO QUE 0.0792

-0.0792 CIUDAD DE 0.0792

-0.0792 DE MEXICO 0.0792

-0.0792 EL AUDITORIO 0.0792

-0.3010 EN LA -0.3979

-0.3979 EN UN 0.0969

-0.0792 ESCUCHA EN -0.3979

-0.5441 HAY EN -0.0792

-0.2430 HAY PARA -0.4508

...

\3-grams:

-0.0969 AUDITORIO QUE NOS

-0.0969 CIUDAD DE MEXICO

-0.0969 DE MEXICO HAY

-0.0969 EL AUDITORIO QUE

-0.0969 EN LA CIUDAD

-0.1249 EN UN MOMENTO

-0.0969 ESCUCHA EN LA

-0.3010 HAY EN UN

-0.1249 HAY PARA EL

-0.3010 INFORMACION VIAL EN

-0.6021 INFORMACION VIAL PARA

-0.1249 INFORMATIVO OCHENTA Y

...

\end\

El formato ARPA consta de varias secciones: La sección de datos \data\ mues-
tra el número de n-gramas que se generó en cada sección. En Sphinx sólo se so-
porta hasta modelos de trigramas. Cada sección \n-gram\ en donde n = 1, 2, o 3.
especifica las probabilidades logaŕıtmicas (en log10) y los pesos Back-off calcu-
lados para los n−gramas. La sección \end\ termina el archivo arpa. Observe que
en la sección de 1-grama se puede ver la secuencia −99.0000 < UNK > 0.0000
lo que indica que le asigna una probabilidad de 0.0 a palabras que se encuentran
fuera del vocabulario para descartarlas en el reconocimiento.
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Pruebas y Resultados

El corpus grabado consiste de 5 horas de grabación del noticiero de la ra-
dio 88.9 noticias, Panorama informativo en FM. Se descartaron aquellas frases
que contienen ruido excesivo y que presentan traslape de voces para tratar de
mejorar la precisión del reconocimiento. La base de datos ocupa 360 MB en
disco duro. Se trata de 21 hablantes, de los cuales 15 son hombres y 6 son mu-
jeres. Ahora bien, debido a las limitantes de tiempo, sólo escoǵı trabajar con 2
personas del sexo femenino. La duración de las grabaciones de BEATRIZC es
de 5 minutos, 5 segundos y 405 milésimas (5′05′′405) y se usó para reconocer
4 frases del español que se repet́ıan con mayor frecuencia dentro del corpus de
entrenamiento. La cantidad de palabras que posee esta parte es de 25 palabras
en total. La duración de las grabaciones de la persona ARELIP es de 1 minuto,
1 segundo y 138 milésimas (1′01′′138) y que corresponde al entrenamiento de
las 109 palabras sin repetición del español hablado en México que se desean
reconocer. La razón de tomar 109 palabras en lugar de 100 es que, en realidad,
se eligieron 13 oraciones que la persona en cuestión pronunció.
El formato en el que se grabaron los archivos es formato raw PCM de 16 bits,
con frecuencia de muestreo es de 16 kHz, un sólo canal, codificación big-endian.

Se han omitido los parámetros de las aplicaciones del entrenamiento, de
la decodificación y del modelado del lenguaje de Sphinx al igual que muchas
de sus corridas debido a que es bastante infomación, sin embargo, para
no perder la investigación realizada consúltese la página http://profesores.fi-
b.unam.mx/jareyc/procvoz.html con el fin de obtener información más detalla-
da y complementar este trabajo.

6.1. Reconocimiento de frases del español habla-
do en la región central de México

6.1.1. Creación del archivo de definición del modelo CI
La aplicación mk_mdef generó el archivo de definición del modelo para

el entrenamiento de los modelos CI, el cuál se muestra a continuación:
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# Generated by bin\mk_mdef_gen on Sun Aug 30 18:37:17 2009
0.3
22 n_base
0 n_tri
88 n_state_map
66 n_tied_state
66 n_tied_ci_state
22 n_tied_tmat
#
# Columns definitions
#base lft rt p attrib tmat ... state id’s ...

A - - - n/a 0 0 1 2 N
A_1 - - - n/a 1 3 4 5 N
B - - - n/a 2 6 7 8 N
CH - - - n/a 3 9 10 11 N
D - - - n/a 4 12 13 14 N
E - - - n/a 5 15 16 17 N

E_1 - - - n/a 6 18 19 20 N
F - - - n/a 7 21 22 23 N
I - - - n/a 8 24 25 26 N
K - - - n/a 9 27 28 29 N
L - - - n/a 10 30 31 32 N
M - - - n/a 11 33 34 35 N
N - - - n/a 12 36 37 38 N
O - - - n/a 13 39 40 41 N

O_1 - - - n/a 14 42 43 44 N
P - - - n/a 15 45 46 47 N
R - - - n/a 16 48 49 50 N
S - - - n/a 17 51 52 53 N

SIL - - - filler 18 54 55 56 N
T - - - n/a 19 57 58 59 N
U - - - n/a 20 60 61 62 N
X - - - n/a 21 63 64 65 N

Al observar el archivo de definición del modelo se tiene: la primera ĺınea es
un comentario que describe el nombre de la herramienta que se utilizó junto con
la fecha y la hora de creación del archivo. La siguiente ĺınea indica la versión
del software, con el cual fue creado el archivo (para este ejemplo ver tiene 0.3).
Las siguientes seis ĺıneas definen los parámetros utilizados para la construcción
del modelo, En la tabla 6.1 se explica cada uno de ellos. Las ĺıneas restantes son
atributos que se observan en la tabla 6.2.

Aśı, del archivo se observa que se obtuvieron 22 fonemas base (n_base),
ordenados alfabéticamente y considerando el silencio (SIL) como parte de ellos.
0 trifonemas (n_tri), puesto que se trata de modelos CI. 88 estados en total, 66
emitidos y 22 no emitidos, de los cuáles los emitidos están numerados del 0 al 65 y
los no emitidos tienen el valor N. 66 estados ligados (n_tied_state), en este caso
no se generaron estados ligados, aśı que son los mismos que el total de estados
emitidos. 66 fonemas base después de haberlos compartido (n_tied_ci_state),
en este caso no se compartieron, aśı que son los mismos que el total de estados
emitidos. 22 matrices de transición (n_tied_tmat), numeradas del 0 al 21. Los
fonemas base no tienen atributo (n/a), excepto SIL que tiene el atributo de
relleno (filler). Además carecen de contextos tanto izquierdo (lft) como derecho
(rt) y tampoco se encuentran en ningún trifonema (p).
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Parámetro Descripción
n base Número de fonemas base o fonemas CI que se tienen.
n tri Número de trifonemas
n state map Número total de estados HMM emitidos y no emitidos. Recuerde que

para cada HMM Sphinx agrega un estado extra de terminación que
es no emitido. Por ejemplo, si cada fonema es modelado por HMMs
de 3 estados y si se tienen 22 fonemas, el valor de este parámetro se
calcula de la siguiente manera: 22 (fonemas) × 4 (estados) = 88
estados

n tied state Cantidad de todos los fonemas después de haberlos compartido. No
se comparten estados en el entrenamiento de los modelos CI. Por lo
tanto este número es el mismo que el número total de estados emitidos,
22×3 = 66

n tied ci state Número de estados de los fonemas base después de haberlos compar-
tido. En entrenamiento de los modelos CI el número de fonemas base
es el mismo que el número de todos fonemas que son modelados.

n tied tmat El HMM para cada fonema CI tiene asociada una matriz de transición
de probabilidades. Este parámetro corresponde al número total de
matrices de transición para el conjunto de modelos dado.

Tabla 6.1: Parámetros del archivo de definición del modelo

Columna Descripción
base Nombre de cada fonema
lft El contexto de la izquierda del fonema (left-context). Si no existe se

pone -.
rt El contexto de la derecha del fonema (right-context). Si no existe se

pone -.
p Posición del trifonema. Posee cuatro marcadores de posición: b indica

que el trifonema está al inicio de la palabra, e indica que el trifonema
está al final de la palabra, i indica que el trifonema está en medio de
la palabra (word internal triphone) y s indica que se trata un único
trifonema . No se requiere en el entrenamiento CI.

attrib Atributos del fonema. En la lista de fonemas, si el fonema es ”SIL”,
o si el fonema es encerrado por ”+”, como en ”+BANG+”, Sphinx
interpreta ese fonema como evento de no-voz (non-speech). También
existen fonemas llamados de relleno y su atributo se asigna como
”filler”. Los fonemas base no tienen atributos especiales y por lo tanto
son etiquetados como ”n/a”, que significa ”ningún atributo”

tmat El identificador único (id) de la matriz de transición, asociada con el
fonema.

state id′s Los identificadores únicos (ids) de los estados asociados HMM de
cualquier fonema. Esta lista es terminada por una ”N” que se en-
tiende como un estado no-emitido. Ningún id es asociado a este último
estado. Sin embargo, éste existe y es listado.

Tabla 6.2: Parámetros del archivo de definición del modelo

6.1.2. Creación del archivo de topoloǵıa HMM

El contenido del archivo de toploǵıa ya fue explicado en la sección 5.1.2 del
caṕıtulo 5 por lo que no se repetirá.
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6.1.3. Inicialización plana de los parámetros CI

Es importante señalar que todos los archivos que hayan sido creados con las
aplicaciones de Sphinx llevan un encabezado, que tiene la siguiente forma:

s3

version 1.0
chksum0 yes

endhdr

El primer renglón del encabezado indica que se trata de un archivo creado
por Sphinx 3 . La siguiente ĺınea contiene la versión de la aplicación que
manipuló el archivo y que vaŕıa de acuerdo al software que se este empleando,
en el ejemplo la versión es 1.0. La tercera ĺınea indica si se verifica la información
por un checksum1 o no se verifica. Y por último, la cuarta ĺınea muestra el
indicador de fin de encabezado.

Inicialización de pesos mixtos y matrices de transición

La aplicación mk_flat genera las matrices de transición con el siguiente
formato:

tmat 22 4

tmat [0]

5.000e-001 5.000e-001

5.000e-001 5.000e-001

5.000e-001 5.000e-001

tmat [1]

5.000e-001 5.000e-001

5.000e-001 5.000e-001

5.000e-001 5.000e-001

.

.

.

En la primera ĺınea, tmat indica el nombre del arreglo que contiene a las
matrices de transición. Los valores que le siguen a tmat corresponden a las
dimensiones del arreglo. La primera dimensión, en este caso el número 22,
indica el número de fonemas independientes del contexto que existen en el
diccionario de unidades fonéticas y que también corresponde a la cantidad de
matrices de transición que fueron creadas. La segunda dimensión, en este caso
el número 4, indica la cantidad de estados, tanto emitidos como no emitidos,
que tiene cada matriz y que corresponde al número de estados definidos en
el modelo de topoloǵıa. En los renglones siguientes se presenta cada matriz
de transición definida por el nombre del arreglo y su respectiva posición a
la que hace referencia el ı́ndice entre corchetes. Observe también que sólo se
guardan aquellos valores cuyas probabilidades de transición son distintas de

1checksum es un dato que comprueba, mediante un algoritmo, si los datos almacenados
son correctos.El algoritmo que se utiliza varia dependiendo del archivo y de la aplicación que
se manejen.
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cero colocadas en las respectivas posiciones de sus estados de acuerdo a como
se definieron en el archivo de topoloǵıa.

Por su parte, la aplicación mk_flat almacena los pesos mixtos, de la siguiente
manera:

mixw 66 1 1

mixw [0 0] 1.000000e+000

1.000e+000

mixw [1 0] 1.000000e+000

1.000e+000

.

.

.

En forma similar al archivo de matrices de transición mixw indica el nombre
del arreglo que contiene a los pesos mixtos; le siguen a éste las dimensiones
del arreglo. La primera dimensión, el número 66, corresponde a la cantidad de
estados emitidos que se generaron. La segunda dimensión, es decir, el primer
1, corresponde al número de flujos de caracteŕısticas que se manejan por
estado; y la tercera dimensión, es decir, el segundo 1, corresponde al número
de densidades que se manejan por cada estado. En los siguientes renglones se
presenta cada matriz de pesos mixtos haciendo referencia a ellos mediante el
nombre del arreglo y de sus respectivas posiciones dadas de acuerdo al estado
emitido y al número de flujos de caracteŕısticas.

Inicialización de la media y la variancia globales

Como resultado de haber ejecutado las aplicaciones init_gau y norm se ob-
tuvo la media global, la cuál se almacenó a manera de un arreglo de dimensiones
[1× 1× 1] en un archivo cuyo formato presenta lo siguiente:

param 1 1 1

mgau 0

feat 0

density 0 1.917e-008 9.074e-009 -1.054e-009 3.727e-009 -1.225e-009 2.068e-009 ...

En la primera ĺınea, la etiqueta param indica que se trata de un archivo que
puede contener a un arreglo de vectores de medias o a un arreglo de matrices
de covariancia. Los siguientes tres valores en esa ĺınea se asocian con las di-
mensiones del arreglo, según corresponda: La primera dimensión, el primer 1,
corresponde a la cantidad de estados emitidos que contienen a esa media o a
esa variancia. La segunda dimensión, el segundo 1, corresponde al número de
flujos de caracteŕısticas utilizados y la tercera dimensión, el tercer 1, indica la
cantidad de densidades Gaussianas por estado que tiene la media. Aśı, en este
ejemplo se indica que hay 1 estado emitido con 1 flujo de caracteŕısticas y 1
densidad Gaussiana, debido a que se trata de la media global.
El parámetro mgau indica el identificador del estado emitido al que pertenece la
media, en este caso, como solamente hay uno, su identificador es 0. El parámetro
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feat indica el identificador del flujo de caracteŕısticas al que pertenece esa me-
dia, en forma similar, como solamente se maneja un flujo de caracteŕısticas
en modelos HMM continuos, su ı́dentificador toma el valor de 0. El parámetro
density junto con el valor que le sigue (0) señalan el identificador de la densidad
y los demás valores corresponden a los coeficientes del vector de la media global,
que en este caso como son 39 solamente se muestran los 6 primeros coeficientes.

Como resultado de ejecutar las aplicaciones init_gau y norm, de nueva cuen-
ta, se obtuvo la variancia global, que también se almacenó como un arreglo de
dimensiones [1×1×1] en su respectivo archivo y que presenta un formato como
se muestra a continuación:

param 1 1 1

mgau 0

feat 0

density 0 4.214e+000 3.152e-001 1.611e-001 1.339e-001 8.691e-002 6.367e-002...

Como se observa, es el mismo formato que el descrito para la media; la diferencia
radica en que la asociación de parámetros se realiza con respecto a la variancia
global obtenida y los valores de los coeficientes corresponden a los valores de su
matriz diagonal, que se configuró para simplificar cálculos.

Copia de la media y variancia globales a cada estado HMM

Como resultado de la copia de la media global a cada estado HMM , mediante
la aplicación cp_parm, se obtuvo un archivo como el siguiente:

param 66 1 1
mgau 0
feat 0
density 0 1.917e-008 9.074e-009 -1.054e-009 3.727e-009 -1.225e-009 2.068e-009 ...
mgau 1
feat 0
density 0 1.917e-008 9.074e-009 -1.054e-009 3.727e-009 -1.225e-009 2.068e-009 ...
mgau 2
feat 0
density 0 1.917e-008 9.074e-009 -1.054e-009 3.727e-009 -1.225e-009 2.068e-009 ...
...
mgau 65
feat 0
density 0 1.917e-008 9.074e-009 -1.054e-009 3.727e-009 -1.225e-009 2.068e-009 ...

Aqúı se puede observar lo que se comentó con respecto al formato del archivo
de la media global, es decir, ahora la primer dimensión del arreglo, en este caso,
es de 66, por lo que se tiene la misma cantidad de vectores de medias asociados
con su respectivo identificador de su estado emitido mediante el parámetro mgau.
Se sigue manejando un solo vector de caracteŕısticas y una densidad por cada
estado. Observe también que los coeficientes de cada vector corresponden a los
valores de la media global.

Una situación similar se presenta con los resultados de la copia de la va-
riancia global a cada estado HMM, en donde ahora se observan 66 matrices de
covariancia diagonales asociadas a su respectivo estado HMM emitido, como se
observa a continuación:

param 66 1 1
mgau 0
feat 0
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density 0 4.214e+000 3.152e-001 1.611e-001 1.339e-001 8.691e-002 6.367e-002...
mgau 1
feat 0
density 0 4.214e+000 3.152e-001 1.611e-001 1.339e-001 8.691e-002 6.367e-002...
mgau 2
feat 0
density 0 4.214e+000 3.152e-001 1.611e-001 1.339e-001 8.691e-002 6.367e-002...
...
mgau 65
feat 0
density 0 4.214e+000 3.152e-001 1.611e-001 1.339e-001 8.691e-002 6.367e-002...

6.1.4. Entrenamiento de los modelos independientes del
contexto (CI)

Lo que cabe destacar de la ejecución de la aplicación bw son los resultados
correspondientes a las estad́ısticas que se obtienen para cada pronunciación, las
que se presentan como se muestra a continuación:

...
column defns
<seq>
<id>
<n_frame_in>
<n_frame_del>
<n_state_shmm>
<avg_states_alpha>
<avg_states_beta>
<avg_states_reest>
<avg_posterior_prune>
<frame_log_lik>
<utt_log_lik>
... timing info ...
...
utt> 0 BC01F 226 0 144 109 34 69 4.356861e-011 -9.315862e+000 -2.105385e+003
utt> 1 BC02F 222 0 144 109 34 68 4.606641e-011 -9.152735e+000 -2.031907e+003
utt> 2 BC03F 206 0 144 106 33 65 3.909968e-011 -1.532036e+001 -3.155994e+003
utt> 3 BC04F 239 0 144 111 35 71 4.657089e-011 -9.923626e+000 -2.371747e+003
utt> 4 BC05F 229 0 144 110 34 69 4.251009e-011 -8.556417e+000 -1.959419e+003
utt> 5 BC06F 216 0 144 108 33 67 4.037081e-011 -1.011888e+001 -2.185679e+003
utt> 6 BC01F 344 0 200 156 43 86 5.256954e-011 -1.039372e+001 -3.575441e+003
utt> 7 BC02F 358 0 200 157 44 87 5.305952e-011 -1.119092e+001 -4.006349e+003
utt> 8 BC03F 319 0 200 153 41 83 5.025075e-011 -9.690696e+000 -3.091332e+003
utt> 9 BC04F 301 0 200 150 40 81 5.043904e-011 -1.233505e+001 -3.712850e+003
utt> 10 BC01F 263 0 140 112 36 73 4.449036e-011 -9.798483e+000 -2.577001e+003
utt> 11 BC02F 236 0 140 109 35 70 4.459888e-011 -1.140277e+001 -2.691053e+003
utt> 12 BC03F 270 0 140 112 37 74 4.915557e-011 -9.180129e+000 -2.478635e+003
utt> 13 BC01F 365 0 220 169 44 89 5.411214e-011 -1.283753e+001 -4.685698e+003
utt> 14 BC02F 371 0 220 169 45 90 5.326253e-011 -1.074993e+001 -3.988224e+003
utt> 15 BC03F 361 0 220 168 44 89 5.537869e-011 -1.383713e+001 -4.995205e+003
overall> WIN32(N/A) 4526 (-0) -1.096154e+001 -4.961192e+004
...

Observe que bw genera una tabla con las pronunciaciones. El significado de
cada columna se lista en la tabla 6.3 en el orden en que aparecen durante la
ejecución de la aplicación.

Una vez que se han terminado de procesar todas las pronunciaciones, la
etiqueta overall>indica un resumen final con el nombre de la maquina ( WIN32
N/A), que en este caso no está disponible, el número total de tramas (4526), el
número total de tramas eliminadas (−0), la probabilidad logaŕıtmica por trama
de todas las pronunciaciones (−1.096154e + 001), la probabilidad logaŕıtmica
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Notación Descripción
< seq > Número de pronunciación procesada.
< id > Identificador de la pronunciación en el archivo de control.
< n frame in > Numero de tramas por pronunciación.
< n frame del > Numero de tramas eliminadas.
< n state shmm > Número de estados.
< avg states alpha > Promedio de estados activos usados en el algoritmo hacia ade-

lante (forward).
< avg states beta > Promedio de estados activos en el procedimiento hacia atrás

(backward).
< avg states reest > Promedio de estados utilizados en la reestimación.
< avg posterior prune > Promedio de la probabilidad a posteriori recortada.
< frame log lik > Probabilidad logaŕıtmica por trama.
< utt log lik > Probabilidad logaŕıtmica de la pronunciación.
...timing info... Tiempo consumido durante el proceso de estimación de los

parámetros.

Tabla 6.3: Descripción de la salidas de la aplicación bw.

total de las pronunciaciones dado el modelo actual (−4.961192e + 004) y el
tiempo transcurrido en el proceso de estimación no se muestra.

Recuerde que los valores obtenidos para los parámetros de los modelos HMM
(medias, variancias, matrices de transición y pesos mixtos) de las pronuncia-
ciones son solamente los valores acumulados de dichos parámetros, por lo que
fue necesario normalizarlos. Aśı, por medio de la aplicación norm se llevó a cabo
este proceso y se obtuvieron los respectivos archivos de parámetros del modelo
CI.

Sin embargo, recuerde también que al completar las ejecuciones de las aplica-
ciones bw y norm sólo se ha realizado el proceso de entrenamiento para una sola
iteración, por lo que se aplicó el mismo procedimiento durante 7 iteraciones más.
En la tabla 6.4 se muestran las probabilidades logaŕıtmicas por trama obtenidas
en cada iteración, aśı como los criterios de convergencia para continuar con las
iteraciones, obtenidos a partir de la segunda iteración. La probabilidad obtenida
en la última iteración (8) corresponde a la probabilidad final por trama con la
que se finalizó el entrenamiento CI.

Iteración Probabilidad total por trama Radio de convergencia
1 −10.9615377817057 −
2 −8.25868979231109 0.246575621342613
3 −4.91836500220946 0.404461830399721
4 −2.81496022978347 0.427663414870812
5 −2.18467012814848 0.223907284716231
6 −1.99585859478568 0.0864256488565695
7 −1.91138996906761 0.0423219490292302
8 −1.84273641184269 0.0359181320065276

Tabla 6.4: Criterios de convergencia para el entrenamiento de modelos CI.
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Los archivos de los parámetros del modelo CI poseen contenidos similares
a los que se describieron en la sección 6.1.3 por lo que no se incluirán en este
trabajo, lo que cambió fueron los valores obtenidos durante la reestimación pero
su formato se mantuvo.

6.1.5. Creación del archivo de definición del modelo no
ligado dependiente del contexto

De acuerdo a como se especificó en la sección 5.1.5 se generaron dos archivos
de definición de modelos CD no ligados, un archivo de definición del modelo para
todos los trifonemas que ocurren en el cuerpo de entrenamiento y un archivo
de definición del modelo que incluye solamente una lista corta de trifonemas y
fonemas CI.

Un segmento del archivo de definición del modelo que lista todos los posibles
trifonemas se muestra a continuación:

# Generated by C:\TESISMAESTRIA\Sphinx\Tesis\bin\mk_mdef_gen.exe on Fri Oct 23 20:29:40 2009
0.3
22 n_base
692 n_tri
2856 n_state_map
2142 n_tied_state
66 n_tied_ci_state
22 n_tied_tmat
#
# Columns definitions
#base lft rt p attrib tmat ... state id’s ...

A - - - n/a 0 0 1 2 N
A_1 - - - n/a 1 3 4 5 N
B - - - n/a 2 6 7 8 N
CH - - - n/a 3 9 10 11 N
D - - - n/a 4 12 13 14 N
E - - - n/a 5 15 16 17 N

E_1 - - - n/a 6 18 19 20 N
F - - - n/a 7 21 22 23 N
...
R - - - n/a 16 48 49 50 N
S - - - n/a 17 51 52 53 N

SIL - - - filler 18 54 55 56 N
T - - - n/a 19 57 58 59 N
U - - - n/a 20 60 61 62 N
X - - - n/a 21 63 64 65 N
A A I b n/a 0 66 67 68 N
A A U b n/a 0 69 70 71 N
A CH A e n/a 0 72 73 74 N
A CH B e n/a 0 75 76 77 N
A CH D e n/a 0 78 79 80 N
A CH E e n/a 0 81 82 83 N
A CH I e n/a 0 84 85 86 N
A CH K e n/a 0 87 88 89 N
A CH L e n/a 0 90 91 92 N
A CH M e n/a 0 93 94 95 N
A CH N e n/a 0 96 97 98 N
A CH O e n/a 0 99 100 101 N
...
S O M e n/a 17 2055 2056 2057 N
S O N e n/a 17 2058 2059 2060 N
S O O e n/a 17 2061 2062 2063 N
S O P e n/a 17 2064 2065 2066 N
S O S e n/a 17 2067 2068 2069 N
S O SIL e n/a 17 2070 2071 2072 N
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S O U e n/a 17 2073 2074 2075 N
S S I b n/a 17 2076 2077 2078 N
S SIL I b n/a 17 2079 2080 2081 N
T A I i n/a 19 2082 2083 2084 N
T I O i n/a 19 2085 2086 2087 N
T N A i n/a 19 2088 2089 2090 N
T N O i n/a 19 2091 2092 2093 N
T O I i n/a 19 2094 2095 2096 N
U A D i n/a 20 2097 2098 2099 N
U A N b n/a 20 2100 2101 2102 N
U D N b n/a 20 2103 2104 2105 N
U E N b n/a 20 2106 2107 2108 N
U I D i n/a 20 2109 2110 2111 N
U I N b n/a 20 2112 2113 2114 N
U K CH i n/a 20 2115 2116 2117 N
U L N b n/a 20 2118 2119 2120 N
U N E i n/a 20 2121 2122 2123 N
U N N b n/a 20 2124 2125 2126 N
U O N b n/a 20 2127 2128 2129 N
U P N i n/a 20 2130 2131 2132 N
U S N b n/a 20 2133 2134 2135 N
U SIL N b n/a 20 2136 2137 2138 N
X E_1 I i n/a 21 2139 2140 2141 N

Observe que su contenido es similar al del archivo de definición del modelo CI,
visto en la sección 6.1.1. Incluye los modelos de los fonemas base y se distingue
del anterior porque ahora se incluyen también todos los trifonemas obtenidos,
con sus respectivos contextos derecho e izquierdo y la respectiva posición que
ocupan dentro de la palabra, tal y como se especificó en las tablas 6.1 y 6.2.

En este archivo se observa que, además de los 22 fonemas base, se obtuvieron
los 692 trifonemas, 2856 estados en total, de los cuales 2142 son emitidos y 714
no emitidos; los identificadores de los estados emitidos están numerados del 0
al 2141 y los de los no emitidos solamente tienen el identificador N. Se tienen
también 2142 estados ligados (n_tied_state), debido a que todav́ıa no se com-
parten. 66 fonemas base después de haberlos compartido (n_tied_ci_state) y
22 matrices de transición (n_tied_tmat), cuyos identificadores están numeradas
del 0 al 21.

Por otra parte, para el archivo de definición del modelo no ligado CD que
incluye solamente una lista corta de trifonemas y fonemas CI se obtuvieron,
además de los 22 fonemas base, 118 trifonemas, 560 estados en total, de los
cuáles 420 son emitidos y 140 son no emitidos; los identificadores de los emiti-
dos están numerados del 0 al 419 y los de los no emitidos tienen el valor N. Hay
tabién 420 estados ligados (n_tied_state), 66 fonemas base después de haber-
los compartido (n_tied_ci_state) y 22 matrices de transición (n_tied_tmat),
numeradas del 0 al 21.

El archivo de definición del modelo no ligado CD que incluye solamente una
lista corta de trifonemas y fonemas CI no se muestra debido a que su contenido
es bastante similar al archivo de definición del modelo no ligado CD que lista
todos los posibles trifonemas.
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6.1.6. Inicialización plana de los parámetros no ligados de-
pendientes del contexto

Lo que cabe destacar de la ejecución de la aplicación init_mixw, que se
encarga de copiar los parámetros CI a los parámetros no ligados CD, es lo
siguiente:

A <- A : [tm 0 += 0]
[mx 0(0) += 0] [mg 0(0) <- 0] [mx 1(1) += 1] [mg 1(1) <- 1]
[mx 2(2) += 2] [mg 2(2) <- 2]

A_1 <- A_1 : [tm 1 += 1]
[mx 3(0) += 3] [mg 3(0) <- 3] [mx 4(1) += 4] [mg 4(1) <- 4]
[mx 5(2) += 5] [mg 5(2) <- 5]

B <- B : [tm 2 += 2]
[mx 6(0) += 6] [mg 6(0) <- 6] [mx 7(1) += 7] [mg 7(1) <- 7]
[mx 8(2) += 8] [mg 8(2) <- 8]

CH <- CH : [tm 3 += 3]
...

SIL <- SIL : [tm 18 += 18]
[mx 54(0) += 54] [mg 54(0) <- 54] [mx 55(1) += 55] [mg 55(1) <- 55]
[mx 56(2) += 56] [mg 56(2) <- 56]

T <- T : [tm 19 += 19]
[mx 57(0) += 57] [mg 57(0) <- 57] [mx 58(1) += 58] [mg 58(1) <- 58]
[mx 59(2) += 59] [mg 59(2) <- 59]

U <- U : [tm 20 += 20]
[mx 60(0) += 60] [mg 60(0) <- 60] [mx 61(1) += 61] [mg 61(1) <- 61]
[mx 62(2) += 62] [mg 62(2) <- 62]

X <- X : [tm 21 += 21]
[mx 63(0) += 63] [mg 63(0) <- 63] [mx 64(1) += 64] [mg 64(1) <- 64]
[mx 65(2) += 65] [mg 65(2) <- 65]
A CH E e <- A : [mx 66(0) += 0] [mg 66(0) <- 0] [mx 67(1) += 1]
[mg 67(1) <- 1] [mx 68(2) += 2] [mg 68(2) <- 2]
A D D i <- A : [mx 69(0) += 0] [mg 69(0) <- 0] [mx 70(1) += 1]

[mg 70(1) <- 1] [mx 71(2) += 2] [mg 71(2) <- 2]
A I L i <- A : [mx 72(0) += 0] [mg 72(0) <- 0] [mx 73(1) += 1]

[mg 73(1) <- 1] [mx 74(2) += 2] [mg 74(2) <- 2]
A I S i <- A : [mx 75(0) += 0] [mg 75(0) <- 0] [mx 76(1) += 1]

[mg 76(1) <- 1] [mx 77(2) += 2] [mg 77(2) <- 2]
A L I e <- A : [mx 78(0) += 0] [mg 78(0) <- 0] [mx 79(1) += 1]

[mg 79(1) <- 1] [mx 80(2) += 2] [mg 80(2) <- 2]
A L S e <- A : [mx 81(0) += 0] [mg 81(0) <- 0] [mx 82(1) += 1]

...
T O I i <- T : [mx 396(0) += 57] [mg 396(0) <- 57] [mx 397(1) += 58]

[mg 397(1) <- 58] [mx 398(2) += 59] [mg 398(2) <- 59]
U A D i <- U : [mx 399(0) += 60] [mg 399(0) <- 60] [mx 400(1) += 61]

[mg 400(1) <- 61] [mx 401(2) += 62] [mg 401(2) <- 62]
U I D i <- U : [mx 402(0) += 60] [mg 402(0) <- 60] [mx 403(1) += 61]

[mg 403(1) <- 61] [mx 404(2) += 62] [mg 404(2) <- 62]
U K CH i <- U : [mx 405(0) += 60] [mg 405(0) <- 60] [mx 406(1) += 61]
[mg 406(1) <- 61] [mx 407(2) += 62] [mg 407(2) <- 62]
U N E i <- U : [mx 408(0) += 60] [mg 408(0) <- 60] [mx 409(1) += 61]

[mg 409(1) <- 61] [mx 410(2) += 62] [mg 410(2) <- 62]
U N N b <- U : [mx 411(0) += 60] [mg 411(0) <- 60] [mx 412(1) += 61]

[mg 412(1) <- 61] [mx 413(2) += 62] [mg 413(2) <- 62]
U P N i <- U : [mx 414(0) += 60] [mg 414(0) <- 60] [mx 415(1) += 61]

[mg 415(1) <- 61] [mx 416(2) += 62] [mg 416(2) <- 62]
X E_1 I i <- X : [mx 417(0) += 63] [mg 417(0) <- 63] [mx 418(1) += 64]
[mg 418(1) <- 64] [mx 419(2) += 65] [mg 419(2) <- 65]

De acuerdo a como se comentó en la sección 5.1.6, se realizan las copias de los
parámetros desde los modelos CI a los modelos CD. En primer lugar para los
fonemas 22 fonemas base y luego para los trifonemas. Observe que los fonemas
base CI se copian para cada estado de cada fonema no ligado CD de la siguiente
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manera:
fonema baseno ligado CD← fonema base CI :
[matriz de transición ID estado no ligado CD + = ID estado CI]
[peso mixto ID estado no ligado CD(estado actual) + = ID estado CI]
[media y variancia ID estado no ligado CD(estado actual) + = ID estado CI]

(6.1)

En forma similar los trifonemas se copian para cada estado no ligado CD a
partir de los fonemas base CI de la siguiente manera:

trifonema no ligado CD← fonema base CI :
[peso mixto ID estado no ligado CD(estado actual) + = ID estado CI]
[media y variancia ID estado no ligado CD(estado actual) + = ID estado CI]

(6.2)

donde matriz de transición se representa como tm, peso mixto se representa
como mx, media y variancia se representan como mg, ID estado no ligado CD
corresponde al identificador del estado no ligado CD de destino, ID estado CI
corresponde al identificador del estado CI de origen y estado actual correspon-
de a cada uno de los valores de los estados HMM que definen ya sea al fonema
base o al fonema CI y cuyos valores son, en este caso, 0, 1 o 2.

6.1.7. Entrenamiento de los modelos no ligados CD

Como el entrenamiento de los modelos no ligados CD se hace iterando varias
veces las aplicaciones bw y norm hasta que se alcance el criterio de convergencia
establecido y que las salidas de las corridas para estas aplicaciones son muy
similares a las tratadas en la sección 6.1.4 no se mostrarán dichas corridas. En
cambio, en la tabla 6.5 se mostrarán las probabilidades obtenidas por trama y
el radio de convergencia obtenidos en cada iteración. Observe que en este caso
la convergencia se obtuvo en la cuarta iteración.

Iteración Probabilidad total por trama Radio de convergencia
1 −1.77581131241715 −
2 6.46877817057004 4.64271706421616
3 10.775 0.665693229213097
4 10.9770326999558 0.0187501345666646

Tabla 6.5: Criterios de convergencia para el entrenamiento de modelos no ligados
CD.

6.1.8. Construcción de los árboles de decisión para com-
partir parámetros

Generación de las preguntas lingǘısticas

En las siguientes ĺıneas se muestra un segmento del contenido del archivo
de preguntas lingǘısticas construido para el entrenamiento de las 4 frases del
español y que fue obtenido por medio del ejecutable make_quests.

WDBNDRY_B

WDBNDRY_E
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WDBNDRY_S

WDBNDRY_I

SILENCE SIL

QUESTION0_0_R A A_1 B E I L M O O_1 R U X

QUESTION0_1_R A A_1 B L R U

QUESTION0_2_R A

QUESTION0_3_R A_1 B L R U

QUESTION0_4_R A_1 B L U

QUESTION0_5_R A_1 B U

QUESTION0_6_R B U

...

QUESTION0 E E_1 F O O_1 S T

QUESTION1 S

QUESTION2 E E_1 F O O_1 T

QUESTION3 E F O

QUESTION4 F O

...

QUESTION2_0_L E O S

QUESTION2_1_L S

QUESTION2_2_L E O

QUESTION2_3_L A A_1 B CH D E_1 F I K L M N O_1 P R T U X

QUESTION2_4_L E_1 F L N O_1 P R T X

...

Observe que en los primeros cuatro renglones se almacenan las preguntas co-
rrespondientes a la posición del trifonema dentro de una palabra: la etiqueta
WDBNDRY_B indica si éstos se encuentran al inicio de una palabra, la etiqueta
WDBNDRY_E indica si éstos se encuentran al final de una palabra, la etiqueta
WDBNDRY_S indica si el trifonema es único y la etiqueta WDBNDRY_I indica si el
trifonema se encuentra dentro de la palabra.
Le siguen las preguntas lingǘısticas que tienen la forma QUESTIONn_m_P, donde
n representa la posición del estado dentro del modelo acústico; m representa el
número de la pregunta; el valor de P indica la ubicación de n dentro de los es-
tados del modelo y puede tomar alguno de los siguientes valores: R cuando n
se encuentra en la primera mitad de los estados dentro del modelo; L cuando
n se encuentra en la segunda mitad de los estados dentro del modelo acústico;
cuando se sitúa exactamente en medio no se pone ninguna etiqueta. Aunada a
cada pregunta se encuentra una lista ordenada de los fonemas existentes en ese
nodo.

Construcción de los árboles de decisión

Lo que se puede destacar de la corrida de la aplicación bldtree, que se
uso para crear los árboles de decisión para cada estado de cada fonema, es lo
siguiente:

s> ( QUESTION15 -1 -4.482e+002 6.356e+002 1.550e+002
s> ( QUESTION0_15_R 1 9.799e+002 3.404e+002 5.325e+001
s> ( - 4.298e+002 1 0)
s> ( - 8.906e+002 2 0 QUESTION0_0_R 1 2.520e+002 4.124e+001))
s> ( QUESTION5 -1 -7.926e+002 5.135e+002 1.018e+002
s> ( - 3.741e+002 1 0)
s> ( QUESTION0_4_R 1 -6.532e+002 4.331e+002 8.976e+001
s> ( - 2.696e+002 1 0)
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s> ( QUESTION11 1 -4.897e+002 4.129e+002 8.376e+001
s> ( - 2.227e+002 2 0 QUESTION0_0_R 1 1.779e+002 2.079e+001)
s> ( QUESTION0_16_R 1 -2.995e+002 3.670e+002 6.297e+001
s> ( - 2.948e+002 1 0)
s> ( QUESTION0_14_R 1 -2.273e+002 2.826e+002 5.219e+001
s> ( - 2.182e+002 2 0 WDBNDRY_E 0 1.358e+002 7.000e+000)
s> ( - -1.629e+002 8 0 QUESTION0_3_R 1 2.487e+002 4.519e+001)))))))
...
s> ( QUESTION0_4_R 1 -6.532e+002 4.331e+002 8.976e+001
s> ( - 2.696e+002 1 0)
s> ( QUESTION11 1 -4.897e+002 4.129e+002 8.376e+001
s> ( - 2.227e+002 2 0 QUESTION0_0_R 1 1.779e+002 2.079e+001)
s> ( QUESTION0_16_R 1 -2.995e+002 3.670e+002 6.297e+001
s> ( - 2.948e+002 1 0)
s> ( QUESTION0_14_R 1 -2.273e+002 2.826e+002 5.219e+001
s> ( - 2.182e+002 2 0 WDBNDRY_E 0 1.358e+002 7.000e+000)
s> ( QUESTION0_3_R 1 -1.629e+002 2.487e+002 4.519e+001
s> ( - 2.851e+002 2 0 QUESTION8 -1 1.892e+002 1.919e+001)
s> ( QUESTION0_0_R 1 -1.993e+002 2.190e+002 2.600e+001
s> ( QUESTION0 -1 -1.209e+002 2.523e+002 2.300e+001
s> ( - 1.094e+002 1 0)
s> ( - 2.195e+001 4 0 WDBNDRY_E 0 2.464e+002 1.900e+001))
s> ( - 1.406e+002 1 0)))))))
...
s> ( WDBNDRY_B 0 1.466e+002 2.010e+002 2.119e+001
s> ( - 1.273e+002 1 0)
s> ( WDBNDRY_E 0 2.203e+002 1.489e+002 1.719e+001
s> ( - 2.131e+002 1 0)
s> ( - 1.561e+002 1 0)))
...
s> ( QUESTION0_2_R 1 1.548e+002 2.183e+002 1.200e+001
s> ( - 1.119e+002 1 0)
s> ( - 2.612e+002 1 0))
...
s> ( WDBNDRY_E 0 2.203e+002 1.489e+002 1.719e+001
s> ( - 2.131e+002 1 0)
s> ( - 1.561e+002 1 0))
...
s> ( WDBNDRY_E 0 2.182e+002 1.358e+002 7.000e+000
s> ( - 2.031e+002 1 0)
s> ( - 1.509e+002 1 0))

Observe que se construyeron árboles simples y árboles compuestos. Cada nodo
de cada árbol se delimita por medio de paréntesis abierto, ”(”, y paréntesis
cerrado, ”)”, y que se establecen varios niveles para colocar los nodos. Aquellos
nodos que tienen la misma indentación pertenecen al mismo nivel. Los hijos
de un nodo tienen un nivel de indentación mayor y se encuentran dentro de
los paréntesis del nodo padre. Aśı, el nodo ráız contiene a todos los demás
nodos. Cada nodo consta de un nombre, el cuál puede ser el nombre de una
pregunta lingǘıstica (QUESTIONn_m_P) o un ĺımite de palabra (WDBNDRY_B,
WDBNDRY_E,etc. ), que se obtuvieron a partir del cálculo de la mejor división
del nodo ráız. Si el nombre está precedido por un signo de admiración ”!”,
la pregunta es interpretada como negada.Si en lugar del nombre aparece el
śımbolo ”-” significa que ese nodo representa un nodo hoja. El valor que le sigue
al nombre indica el contexto: Un valor de −1 significa que existe un fonema a
la izquierda, un valor de 1 indica que existe un fonema a la derecha y valor de
0 indica que se trata de un ĺımite de palabra.
Los valores que le siguen al contexto, dependiendo de si se trata del nodo hoja o
no lo es, indican: Para los nodos que no son hoja, la probabilidad asociada con
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ese nodo, el incremento en la probabilidad después de que el nodo en cuestión ha
sido dividido usando la pregunta asociada y el conteo de observaciones asociado
con el nodo, respectivamente. Y para los nodos que son nodos hoja: se imprime
la probabilidad asociada de la hoja, el número de trifonemas representados,
seguidos del grupo al que pertenece la pregunta (éste es usado para formar las
preguntas compuestas) y cuyo valor puede ser 0 ó 1. Por último, si el nodo hoja
está asociado con una pregunta, de ésta se imprime su correpondiente nombre,
contexto, probabilidad asociada con ese nodo y el incremento en la probabi-
lidad después de que el nodo en cuestión ha sido dividido usando dicha pregunta.

Como resultado de la ejecución del programa bldtree, se crea un archivo
con la estructura de árbol de decisión para el fonema y el estado dado. En este
caso, se creo el árbol de decisiones para el fonema A y el estado 0 (primer estado,
dentro del modelo). En el siguiente listado se muestra un segmento del contenido
de dicho archivo.
n_node 35
0 1 2 6.664020e+002 1.550101e+002 ((!QUESTION15 -1 !QUESTION5 -1))
1 5 6 4.796702e+002 8.976432e+001 ((!QUESTION0_4_R 1 QUESTION11 1)(QUESTION0_14_R 1))
5 15 16 2.674786e+002 2.779237e+001 ((!QUESTION0_0_R 1))
15 29 30 1.533512e+002 1.200000e+001 ((QUESTION0_14_R 1))
29 33 34 1.358023e+002 7.000000e+000 ((!WDBNDRY_E 0))
33 - - 1.508738e+002 3.000000e+000
34 - - 2.031464e+002 4.000000e+000
30 - - 1.542161e+002 5.000000e+000
16 - - 2.463740e+002 1.579237e+001
6 7 8 4.226478e+002 6.197195e+001 ((!QUESTION0_4_R 1))
7 9 10 3.503697e+002 5.597195e+001 ((!QUESTION0_16_R 1))
9 13 14 3.053944e+002 4.519361e+001 ((QUESTION0_3_R 1)(!QUESTION0_3_R 1 QUESTION0_0_R 1 !QUESTION0 -1))
13 19 20 2.511930e+002 3.819361e+001 ((QUESTION15 1 !QUESTION19 -1))
19 - - 2.914178e+002 5.000000e+000
20 21 22 2.444714e+002 3.319361e+001 ((WDBNDRY_E 0 !QUESTION0_2_R 1 !QUESTION8 -1)(!WDBNDRY_E 0))
21 27 28 2.009593e+002 2.119355e+001 ((!WDBNDRY_B 0))
27 31 32 1.488990e+002 1.719355e+001 ((!WDBNDRY_E 0))
31 - - 1.560736e+002 7.000000e+000
32 - - 2.131317e+002 1.019355e+001
28 - - 1.273005e+002 4.000000e+000
22 23 24 2.182977e+002 1.200006e+001 ((!QUESTION0_2_R 1))
23 - - 2.611812e+002 8.999983e+000
24 - - 1.119188e+002 3.000075e+000
14 25 26 2.048183e+002 7.000000e+000 ((!WDBNDRY_B 0))
25 - - 1.406173e+002 3.000000e+000
26 - - 1.094495e+002 4.000000e+000
10 - - 2.948176e+002 1.077834e+001
8 - - 2.695907e+002 6.000000e+000
2 3 4 4.826471e+002 6.524575e+001 ((!WDBNDRY_E 0))
3 11 12 3.404296e+002 5.324830e+001 ((!QUESTION0_15_R 1))
11 17 18 2.519994e+002 4.124483e+001 ((!QUESTION0_0_R 1))
17 - - 1.062489e+003 3.824483e+001
18 - - 8.006883e+001 3.000000e+000
12 - - 4.298203e+002 1.200347e+001
4 - - 3.741414e+002 1.199745e+001

La información que tiene el archivo es la siguiente: En la primera ĺınea se
muestra el número de nodos (35). En cada una de las ĺıneas restantes, se
muestra información de cada uno de los nodos. La información se divide en
campos que se describen a continuación: el primer valor es un identificador
único del nodo o ID, los siguientes dos valores corresponden a los ID’s de
los nodos hijos tando del nodo que contesta de forma verdadera como el del
nodo que contesta de forma falsa a la pregunta compuesta. El cuarto valor
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corresponde al incremento en la probabilidad después de que el nodo en
cuestión ha sido dividido usando la pregunta asociada. El quinto valor es el
número de observaciones existentes en el nodo. Finalmente, el último campo
corresponde a la estructura de la mejor pregunta compuesta donde el śımbolo
de admiración (!) representa el negado de la pregunta y el número delante
del nombre representa el contexto con los valores explicados anteriormente.
Las preguntas que se encuentran separadas por un espacio representan la
conjunción de las preguntas y las que se encuentran separadas por paréntesis
representan la disyunción de dichas preguntas.

Recuerde que el proceso que lleva a cabo bldtree se realiza solamente para
un estado de cada fonema o trifonema aśı que se tiene que realizar para cada
estado de cada fonema. Sin embargo, como los resultados son similares no se
incluirán en este trabajo.

Podado de los árboles de decisión
Después de la ejecución de la aplicación prunetree, los nuevos árboles de

decisión (ya recortados o podados) son almacenados con el mimo nombre y
extensión de los árboles no recortados. El siguiente listado muestra parte del
contenido del árbol de decisiones A del estado 0.

n_node 35
0 1 34 6.772724e+002 1.211703e+002 ((!QUESTION2 1))
1 2 5 5.827086e+002 1.051072e+002 ((QUESTION0_11_R 1 QUESTION12 -1))
2 3 4 3.073108e+002 2.280334e+001 ((!QUESTION14 -1))
3 - - 3.371019e+002 1.780334e+001
4 - - 2.055372e+002 5.000000e+000
5 6 7 5.259037e+002 8.230383e+001 ((QUESTION0_6_R 1 QUESTION2_3_L -1))
6 - - 3.659384e+002 1.106108e+001
7 8 33 3.585151e+002 7.124274e+001 ((!QUESTION0_19_R 1))
8 9 32 3.362329e+002 6.524274e+001 ((!QUESTION0_18_R 1))
9 10 13 3.558221e+002 5.918665e+001 ((!QUESTION2_8_L -1 !QUESTION0_17_R 1 !QUESTION18 -1 QUESTION15 -1)
(!QUESTION2_8_L -1 !QUESTION0_10_R 1 QUESTION7 -1))

10 11 12 2.326758e+002 7.000000e+000 ((!QUESTION0_6_R 1))
11 - - 1.447965e+002 4.000000e+000
12 - - 1.884552e+002 3.000000e+000
13 14 27 2.916134e+002 5.218665e+001 ((QUESTION0 -1)(!QUESTION0_6_R 1 !QUESTION0_17_R 1 QUESTION2_8_L -1)
(!QUESTION0 -1 !QUESTION0_6_R 1 !QUESTION0_17_R 1 !QUESTION2_8_L -1 !QUESTION15 -1))

14 15 26 2.784781e+002 4.018665e+001 ((!QUESTION0 -1))
15 16 25 2.061989e+002 3.418666e+001 ((!QUESTION15 -1))
16 17 24 1.875946e+002 2.418674e+001 ((!QUESTION0_16_R 1))
17 18 23 1.212821e+002 1.500006e+001 ((!WDBNDRY_E 0))
18 19 22 1.136834e+002 1.200006e+001 ((!WDBNDRY_B 0))
19 20 21 1.164219e+002 7.000002e+000 ((!QUESTION2 -1))
20 - - 3.554215e+001 3.000000e+000
21 - - 3.711638e+001 4.000002e+000
22 - - 6.452830e+001 5.000059e+000
23 - - 8.877192e+001 3.000000e+000
24 - - 1.250486e+002 9.186684e+000
25 - - 6.564415e+001 9.999912e+000
26 - - 1.207367e+002 6.000000e+000
27 28 31 2.070165e+002 1.200000e+001 ((!QUESTION0_17_R 1))
28 29 30 1.878156e+002 8.000000e+000 ((!WDBNDRY_E 0))
29 - - 1.661284e+002 4.000000e+000
30 - - 1.812863e+002 4.000000e+000
31 - - 1.351516e+002 4.000000e+000
32 - - 2.585435e+002 6.056084e+000
33 - - 2.051467e+002 6.000000e+000
34 - - 2.780843e+002 1.606318e+001
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El formato como se muestran las preguntas compuestas es el mismo descrito
previamente.

6.1.9. Creación del archivo de definición del modelo ligado
CD

Lo que cabe destacar de la corrida de la aplicación tiestate, que se encarga
de la creación del archivo de definición del modelo ligado CD, es lo siguiente:

A A I b 0 ((!QUESTION15 -1 !QUESTION5 -1)) -> n
((!WDBNDRY_E 0)) -> y
((!QUESTION0_15_R 1)) -> y
((!QUESTION0_0_R 1)) -> n
-> 68

A A I b 1 ((QUESTION5 -1)(!QUESTION5 -1 QUESTION0_14_R 1)
(!QUESTION0_14_R 1 !QUESTION0_4_R 1 !QUESTION11 1 QUESTION17 -1)) -> n

((!QUESTION0_4_R 1 QUESTION11 1 QUESTION0_0_R 1)) -> n
((!QUESTION0_4_R 1)) -> y
((QUESTION0 -1)(!QUESTION0 -1 !WDBNDRY_B 0 QUESTION8 1 WDBNDRY_E 0)) -> n
((!WDBNDRY_B 0 QUESTION2_4_L -1 WDBNDRY_E 0)(!WDBNDRY_B 0 !QUESTION2_4_L -1)) -> n
((!WDBNDRY_B 0)) -> n
-> 85

A A I b 2 ((QUESTION10 1 QUESTION0_0_R 1)) -> n
((!QUESTION0_14_R 1 QUESTION5 -1)(!QUESTION0_14_R 1 !QUESTION5 -1 !QUESTION17 -1)) -> y
((!QUESTION5 -1)) -> y
((!QUESTION0_4_R 1)) -> y
((QUESTION10 1 WDBNDRY_E 0)) -> n
((!QUESTION2_4_L -1 !QUESTION0_6_R 1 WDBNDRY_E 0 !QUESTION0_2_R 1)
(!QUESTION2_4_L -1 !QUESTION0_6_R 1 !WDBNDRY_E 0)) -> y

((!WDBNDRY_E 0)) -> y
((!WDBNDRY_B 0)) -> n
-> 116

A A U b 0 ((!QUESTION15 -1 !QUESTION5 -1)) -> n
((!WDBNDRY_E 0)) -> y
((!QUESTION0_15_R 1)) -> y
((!QUESTION0_0_R 1)) -> n
-> 68

A A U b 1 ((QUESTION5 -1)(!QUESTION5 -1 QUESTION0_14_R 1)
(!QUESTION0_14_R 1 !QUESTION0_4_R 1 !QUESTION11 1 QUESTION17 -1)) -> n

((!QUESTION0_4_R 1 QUESTION11 1 QUESTION0_0_R 1)) -> n
((!QUESTION0_4_R 1)) -> y
((QUESTION0 -1)(!QUESTION0 -1 !WDBNDRY_B 0 QUESTION8 1 WDBNDRY_E 0)) -> n
((!WDBNDRY_B 0 QUESTION2_4_L -1 WDBNDRY_E 0)(!WDBNDRY_B 0 !QUESTION2_4_L -1)) -> n
((!WDBNDRY_B 0)) -> n
-> 85

A A U b 2 ((QUESTION10 1 QUESTION0_0_R 1)) -> n
((!QUESTION0_14_R 1 QUESTION5 -1)(!QUESTION0_14_R 1 !QUESTION5 -1 !QUESTION17 -1)) -> y
((!QUESTION5 -1)) -> y
((!QUESTION0_4_R 1)) -> y
((QUESTION10 1 WDBNDRY_E 0)) -> n
((!QUESTION2_4_L -1 !QUESTION0_6_R 1 WDBNDRY_E 0 !QUESTION0_2_R 1)
(!QUESTION2_4_L -1 !QUESTION0_6_R 1 !WDBNDRY_E 0)) -> n

((!WDBNDRY_I 0 !WDBNDRY_B 0 QUESTION0_2_R 1 !QUESTION19 -1)) -> n
((!WDBNDRY_B 0)) -> n
-> 108
...

U SIL N b 0 ((!QUESTION0_0_R 1)) -> y
((!QUESTION2_7_L -1)) -> y
((QUESTION0_13_R 1)) -> y



6.1 Reconocimiento de frases del español hablado en la región central de
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((!QUESTION16 -1)) -> y
((!WDBNDRY_B 0)) -> n
-> 403

U SIL N b 1 ((!QUESTION2_7_L -1)) -> y
((QUESTION0_0_R 1)) -> n
((QUESTION0_13_R 1)) -> y
((!QUESTION16 -1)) -> y
((!WDBNDRY_B 0)) -> n
-> 408

U SIL N b 2 ((!QUESTION2_7_L -1)) -> y
((!QUESTION0_0_R 1)) -> y
((!QUESTION2_19_L -1)) -> y
((!QUESTION14 1)) -> y
((!WDBNDRY_B 0)) -> n
-> 415

Aqúı se puede observar que estado de cada trifonema cuenta con un árbol de
decisión recortado y se asigna a un senon después de haber ligado los estados.
Su formato es el siguiente:

Trifonema p e rama1_árbol_podado -> respuesta

rama2_árbol_podado -> respuesta

...

ramaN_árbol_podado -> respuesta

-> senón

donde Trifonema son cada uno de los trifonemas que se obtuvieron del archivo
del modelo de definición CD, p es el marcador de posición del trifonema, ya
sea de acuerdo a la posición que ocupe en la palabra o si se trate de un solo
trifonema (b, e, i, s); e corresponde a cada uno de los estados del trifonema
que, en este caso toma los valores 0,1 o 2. Al estado le sigue cada una de las
ramas del árbol podado, cuyos estados fueron ligados. Las ramas representan
preguntas lingǘısticas (QUESTIONm_n_P), negadas o no negadas, ó ĺımites de
palabra (WDBNDRY_B, WDBNDRY_E,etc.) . La respuesta a cada rama se puede dar
en forma afirmativa (y) o negativa (n). Finalmente, senón corresponde al ID del
senón que se ha creado.

En los resultados de la ejecución de la corrida puede presentarse también lo
siguiente:

X E_1 I i 0 -> 417

X E_1 I i 1 -> 418

X E_1 I i 2 -> 419

que solamente indica que un estado de un trifonema dentro de una palabra es
asignado a un determinado senón.

La salida del ejecutable tiestate se muestra a continuación:

n_node 35
0 8 1 6.664020e+002 1.550101e+002 ((!QUESTION15 -1 !QUESTION5 -1))
8 28 9 4.796702e+002 8.976432e+001 ((!QUESTION0_4_R 1 QUESTION11 1)(QUESTION0_14_R 1))
28 30 29 2.674786e+002 2.779237e+001 ((!QUESTION0_0_R 1))
30 32 31 1.533512e+002 1.200000e+001 ((QUESTION0_14_R 1))
32 34 33 1.358023e+002 7.000000e+000 ((!WDBNDRY_E 0))
34 - - 1.508738e+002 3.000000e+000
33 - - 2.031464e+002 4.000000e+000
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31 - - 1.542161e+002 5.000000e+000
29 - - 2.463740e+002 1.579237e+001
9 11 10 4.226478e+002 6.197195e+001 ((!QUESTION0_4_R 1))
11 13 12 3.503697e+002 5.597195e+001 ((!QUESTION0_16_R 1))
13 17 14 3.053944e+002 4.519361e+001 ((QUESTION0_3_R 1)(!QUESTION0_3_R 1 QUESTION0_0_R 1 !QUESTION0 -1))
17 27 18 2.511930e+002 3.819361e+001 ((QUESTION15 1 !QUESTION19 -1))
27 - - 2.914178e+002 5.000000e+000
18 22 19 2.444714e+002 3.319361e+001 ((WDBNDRY_E 0 !QUESTION0_2_R 1 !QUESTION8 -1)(!WDBNDRY_E 0))
22 24 23 2.009593e+002 2.119355e+001 ((!WDBNDRY_B 0))
24 26 25 1.488990e+002 1.719355e+001 ((!WDBNDRY_E 0))
26 - - 1.560736e+002 7.000000e+000
25 - - 2.131317e+002 1.019355e+001
23 - - 1.273005e+002 4.000000e+000
19 21 20 2.182977e+002 1.200006e+001 ((!QUESTION0_2_R 1))
21 - - 2.611812e+002 8.999983e+000
20 - - 1.119188e+002 3.000075e+000
14 16 15 2.048183e+002 7.000000e+000 ((!WDBNDRY_B 0))
16 - - 1.406173e+002 3.000000e+000
15 - - 1.094495e+002 4.000000e+000
12 - - 2.948176e+002 1.077834e+001
10 - - 2.695907e+002 6.000000e+000
1 3 2 4.826471e+002 6.524575e+001 ((!WDBNDRY_E 0))
3 5 4 3.404296e+002 5.324830e+001 ((!QUESTION0_15_R 1))
5 7 6 2.519994e+002 4.124483e+001 ((!QUESTION0_0_R 1))
7 - - 1.062489e+003 3.824483e+001
6 - - 8.006883e+001 3.000000e+000
4 - - 4.298203e+002 1.200347e+001
2 - - 3.741414e+002 1.199745e+001

Observe que su formato es similar al ya explicado, sólo cambia que ahora se
representan los estados ligados.

6.1.10. Inicialización y entrenamiento de los modelos liga-
dos CD con Gaussianas mixtas

Inicialización plana de los modelos ligados CD para N Gaussianas

Como ya se mencionó en la sección 5.1.10 del caṕıtulo 5, la inicialización
plana de los modelos ligados CD para N Gaussianas se realiza mediante la
aplicación init_mixw y como su corrida es similar a la ya explicada en la sección
6.1.6 no se mostrará en este documento. Cabe señalar que el entrenamiento se
realizó con 1,2,4 y 8 Gaussianas.

Entrenamiento de los modelos ligados CD con Gaussianas mixtas

En forma similar al entrenamiento CI y no ligado CD también se utilizan
las aplicaciones bw y norm para obtener los parámetros del entrenamiento ligado
CD para cada Gaussiana. Razón por la cuál sólamente se mostrarán las proba-
bilidades por trama y los criterios de convergencia para las iteraciones de las
correspondientes Gaussianas.
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Iteración Probabilidad total por trama Radio de convergencia
1 −1.77581131241715 −
2 10.273236853734 6.78509483631487
3 10.6674613345117 0.0383739308642945

Tabla 6.6: Criterios de convergencia para el entrenamiento de modelos ligados
CD con 1 Gaussiana mixta.

Iteración Probabilidad total por trama Radio de convergencia
1 10.3424591250552 −
2 13.8207998232435 0.336316600929251
3 17.1289482987185 0.239360132393456
4 19.5830136986301 0.143270057046949
5 20.0640322580645 0.0245630507559755

Tabla 6.7: Criterios de convergencia para el entrenamiento de modelos ligados
CD con 2 Gaussianas mixtas.

Iteración Probabilidad total por trama Radio de convergencia
1 19.7254220061865 −
2 24.461511268228 0.240100782662907
3 30.3341581970835 0.240077028130443
4 37.246133451171 0.227861119770651
5 38.2003756076005 0.0256198984434324

Tabla 6.8: Criterios de convergencia para el entrenamiento de modelos ligados
CD con 4 Gaussianas mixtas.

Iteración Probabilidad total por trama Radio de convergencia
1 37.8235086168802 −
2 43.5028722934158 0.150154332165816
3 51.4455368979231 0.182577935335765
4 63.0895050817499 0.226335827866476
5 64.3176314626602 0.0194664133015293

Tabla 6.9: Criterios de convergencia para el entrenamiento de modelos ligados
CD con 8 Gaussianas mixtas.
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Incremento del número de Gaussianas en los modelos ligados CD

De la ejecución de la aplicación inc_comp , lo que cabe señalar es el siguiente
segmento:

0:0(1.49e+002)
1:0(1.02e+002)
2:0(1.10e+002)
3:0(1.10e+001)
4:0(1.70e+001)
5:0(9.00e+000)
6:0(3.30e+001)
7:0(3.50e+001)
8:0(2.70e+001)
9:0(1.12e+002)
10:0(7.40e+001)
...
417:0(9.00e+000)
418:0(1.00e+001)
419:0(1.30e+001)

Las ĺıneas anteriores tienen el siguiente formato:
id estado ligado más probable : id densidad más probable(valor máximo peso mixto)

donde id estado ligado más probable es el ID del estado al que se le asigna
la mayor probabilidad de ocurrencia, id densidad más probable es el ID del
estado que tiene mayor probabilidad de ocurrencia y valor máximo peso mixto
es el valor del peso mixto máximo. Por ejemplo, 0:0(1.49e+002).

Sin embargo, este formato sólo es para una densidad pero puede extenderse
para N densidades, según corresponda, de la siguiente manera:

id estado ligado más probable : id densidad más probable(valor máximo peso mixto)
id estado ligado1 menos probable : id densidad1 menos probable(valor1 peso mixto)
id estado ligado2 menos probable : id densidad2 menos probable(valor2 peso mixto)
. . .
id estado ligadoN−1 menos probable : id densidadN−1 menos probable(valorN−1 peso mixto)

donde id estado ligado más probable es el ID del estado al que se le
asigna la mayor probabilidad de ocurrencia, id densidad más probable
es el ID del estado que tiene mayor probabilidad de ocurren-
cia, valor máximo peso mixto es el valor del peso mixto máximo,
id estado ligadoi menos probable : id densidadj menos probable es
cada uno de los estados que tienen menos probabilidad de ocurrencia ordenados
en forma decreciente. Por ejemplo, si N = 4 se podŕıa tener:

0:2(5.10e+001)0(3.51e+001)1(3.49e+001)3(3.11e+001)

6.1.11. Resultados de la decodificación
El archivo de transcripción se muestra a continuación:

<S> <SIL> PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS <SIL> </S> (BC01F)
<S> <SIL> PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS <SIL> </S> (BC02F)
<S> <SIL> PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS <SIL> </S> (BC03F)
<S> <SIL> PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS <SIL> </S> (BC04F)
<S> <SIL> PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS <SIL> </S> (BC05F)
<S> <SIL> PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS <SIL> </S> (BC06F)
<S> <SIL> PARA EL AUDITORIO QUE NOS ESCUCHA EN LA CIUDAD DE MEXICO HAY <SIL> </S> (BC01F)
<S> <SIL> PARA EL AUDITORIO QUE NOS ESCUCHA EN LA CIUDAD DE MEXICO HAY <SIL> </S> (BC02F)
<S> <SIL> PARA EL AUDITORIO QUE NOS ESCUCHA EN LA CIUDAD DE MEXICO HAY <SIL> </S> (BC03F)
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<S> <SIL> PARA EL AUDITORIO QUE NOS ESCUCHA EN LA CIUDAD DE MEXICO HAY <SIL> </S> (BC04F)
<S> <SIL> EN UN MOMENTO MAS LA INFORMACION VIAL <SIL> </S> (BC01F)
<S> <SIL> EN UN MOMENTO MAS LA INFORMACION VIAL <SIL> </S> (BC02F)
<S> <SIL> EN UN MOMENTO MAS LA INFORMACION VIAL <SIL> </S> (BC03F)
<S> <SIL> PARA PANORAMA INFORMATIVO OCHENTA Y OCHO PUNTO NUEVE NOTICIAS <SIL> </S> (BC01F)
<S> <SIL> PARA PANORAMA INFORMATIVO OCHENTA Y OCHO PUNTO NUEVE NOTICIAS <SIL> </S> (BC02F)
<S> <SIL> PARA PANORAMA INFORMATIVO OCHENTA Y OCHO PUNTO NUEVE NOTICIAS <SIL> </S> (BC03F)

En el archivo de hipótesis de salida por palabras reconocidas se obtuvo lo si-
guiente:

PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS (WAV/BEATRIZC/DECODE/PARA/BC01F)
PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS (WAV/BEATRIZC/DECODE/PARA/BC02F)
PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS (WAV/BEATRIZC/DECODE/PARA/BC03F)
PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS (WAV/BEATRIZC/DECODE/PARA/BC04F)
PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS (WAV/BEATRIZC/DECODE/PARA/BC05F)
PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS (WAV/BEATRIZC/DECODE/PARA/BC06F)
PARA EL AUDITORIO QUE NOS ESCUCHA EN LA CIUDAD DE MEXICO HAY (WAV/BEATRIZC/DECODE/AUDITORIO/BC01F)
PARA EL AUDITORIO QUE NOS ESCUCHA EN LA CIUDAD DE MEXICO HAY (WAV/BEATRIZC/DECODE/AUDITORIO/BC02F)
PARA EL AUDITORIO QUE NOS ESCUCHA EN LA CIUDAD DE MEXICO HAY (WAV/BEATRIZC/DECODE/AUDITORIO/BC03F)
PARA EL AUDITORIO QUE NOS ESCUCHA EN LA CIUDAD DE MEXICO HAY (WAV/BEATRIZC/DECODE/AUDITORIO/BC04F)
EN UN MOMENTO MAS LA INFORMACION VIAL (WAV/BEATRIZC/DECODE/MOMENTO/BC01F)
EN UN MOMENTO MAS LA INFORMACION VIAL (WAV/BEATRIZC/DECODE/MOMENTO/BC02F)
EN UN MOMENTO MAS LA INFORMACION VIAL (WAV/BEATRIZC/DECODE/MOMENTO/BC03F)
PARA PANORAMA INFORMATIVO OCHENTA Y OCHO PUNTO NUEVE NOTICIAS (WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F)
PARA PANORAMA INFORMATIVO OCHENTA Y OCHO PUNTO NUEVE NOTICIAS (WAV/BEATRIZC/DECODE/INFORMATIVO/BC02F)
PARA PANORAMA INFORMATIVO OCHENTA Y OCHO PUNTO NUEVE NOTICIAS (WAV/BEATRIZC/DECODE/INFORMATIVO/BC03F)

Parte de la corrida para la aplicación sphinx3_livepretend para la oración
WAV/BEATRIZC/DECODE/PARA/BC01F arroja lo siguiente:

Backtrace(WAV/BEATRIZC/DECODE/PARA/BC01F)
FV:WAV/BEATRIZC/DECODE/PARA/BC01F> WORD SFrm EFrm AScr(UnNorm) LMScore AScr+LScr AScale
fv:WAV/BEATRIZC/DECODE/PARA/BC01F> <SIL> 0 8 -97129 -74100 -171229 -31894
fv:WAV/BEATRIZC/DECODE/PARA/BC01F> PARA 9 30 -1158854 -81586 -1240440 -483290
fv:WAV/BEATRIZC/DECODE/PARA/BC01F> OCHENTA 31 72 -2254812 -29279 -2284091 -830642
fv:WAV/BEATRIZC/DECODE/PARA/BC01F> Y 73 75 -454950 -6052 -461002 -88057
fv:WAV/BEATRIZC/DECODE/PARA/BC01F> OCHO 76 92 -683688 -4522 -688210 -383974
fv:WAV/BEATRIZC/DECODE/PARA/BC01F> PUNTO 93 129 -2225707 -4522 -2230229 -634767
fv:WAV/BEATRIZC/DECODE/PARA/BC01F> NUEVE 130 154 -2026442 -4522 -2030964 -449660
fv:WAV/BEATRIZC/DECODE/PARA/BC01F>NOTICIAS 155 204 -1973148 -4522 -1977670 -459030
fv:WAV/BEATRIZC/DECODE/PARA/BC01F> <SIL> 205 225 -393738 -74100 -467838 -110997
FV:WAV/BEATRIZC/DECODE/PARA/BC01F> TOTAL -11268468 -283205

FWDVIT: PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS (WAV/BEATRIZC/DECODE/PARA/BC01F
)
FWDXCT: WAV/BEATRIZC/DECODE/PARA/BC01F S -3640632 T -7793948 A -7796157 L 2209 0
-97129 -8101 <SIL> 9 -1158854 -8933 PARA 31 -2254812 -3121 OCHENTA 73 -454950 -
540 Y 76 -683688 -370 OCHO 93 -2225707 -370 PUNTO 130 -2026442 -370 NUEVE 155 -1
973148 -370 NOTICIAS 205 -393738 -8101 <SIL> 226 0 -22938 </S> 226

Se observa, en primer lugar, que los primeros resultados se presentan a manera
de tabla y que tienen la palabra fv:, que indica el nombre y la ruta del archivo
procesado. El significado de los demás encabezados se muestran en la tabla 6.10.

Después se observan el enunciado que comienza con FWDVIT: que indica el
resultado por palabras reconocidas del algoritmo Viterbi, seguido del nom-
bre del archivo procesado. Y en la la ĺınea FWDXCT: se indican los resultados
por puntajes de las palabras reconocidas en esta oración. Aśı para la oración
WAV/BEATRIZC/DECODE/PARA/BC01F se obtuvo: el valor acústico escalado de la
probabilidad acústica es −3640632, el resultado total para esta hipótesis es
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Encabezado Descripción
WORD Indica la palabra que se reconoció.
SFrm Indican la trama inicial donde se encontró la palabra.
EFrm Indican la trama final donde se encontró la palabra.
AScr(UnNorm) Probabilidad del modelo acústico sin escalar (P (X|W)). .
LMScore Probabilidad del modelo del lenguaje (P (W)).
AScr + LScr Indica la probabilidad de la secuencia de palabras dado el

conjunto de observaciones (P (W|X)).
AScale Factor de escala que se aplica al modelo acústico, tal y

como se indicó en la sección 5.2 del caṕıtulo 5.

Tabla 6.10: Encabezados de salida de sphinx3 livepretend.

−7793948, el resultado acústico total para esta hipótesis es −7796157, el re-
sultado del modelo del lenguaje total para esta hipótesis es 2209.
Además, en el caso de la primera palabra reconocida se tiene: la trama de inicio
para la palabra es la trama 0, el resultado acústico para la palabra es −97129,
el resultado del modelo del lenguaje para la palabra es −8101 y corresponde a
la palabra <SIL>.
Para las palabras restantes de la hipótesis se puede realizar un análisis similar
para desglosar sus puntajes, lo cuál no se hará en este momento. Sólo se men-
cionará que se procesaron 226 tramas que es el campo final de la hipótesis de
salida. Resultados similares se muestran a continuación para 3 ejemplos de las
otras 3 frases restantes.

Backtrace(WAV/BEATRIZC/DECODE/AUDITORIO/BC01F)
FV:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> WORD SFrm EFrm AScr(UnNorm) LMScore AScr+LScr AScale
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> <SIL> 0 46 1758725 -74100 1684625 1857883
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> PARA 7 64 115751 -81586 34165 279367
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> EL 65 71 233922 -39929 193993 257514
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F>AUDITORIO 72 119 1645719 -8246 1637473 1786613
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> QUE 120 129 271915 -8246 263669 315232
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> NOS 130 145 947771 -8246 939525 1005793
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F>ESCUCHA 146 185 502709 -8246 494463 677169
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> EN 186 191 197438 -8246 189192 233529
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> LA 192 204 669019 -8246 660773 722941
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> CIUDAD 205 253 2075993 -8246 2067747 2259990
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> DE 254 268 453260 -8246 445014 500784
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> MEXICO 269 306 433079 -8246 424833 625327
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> HAY 307 312 34595 -8246 26349 65682
fv:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> <SIL> 313 343 1407759 -74100 1333659 1461162
FV:WAV/BEATRIZC/DECODE/AUDITORIO/BC01F> TOTAL 10747655 -352175

FWDVIT: PARA EL AUDITORIO QUE NOS ESCUCHA EN LA CIUDAD DE MEXICO HAY (WAV/BEATRI
ZC/DECODE/AUDITORIO/BC01F)
FWDXCT: WAV/BEATRIZC/DECODE/AUDITORIO/BC01F S 12644396 T -1296769 A -1301331 L 4
562 0 1758725 -8101 <SIL> 47 115751 -8933 PARA 65 233922 -4304 EL 72 1645719 -78
4 AUDITORIO 120 271915 -784 QUE 130 947771 -784 NOS 146 502709 -784 ESCUCHA 186
197438 -784 EN 192 669019 -784 LA 205 2075993 -784 CIUDAD 254 453260 -784 DE 269
433079 -784 MEXICO 307 34595 -784 HAY 313 1407759 -8101 <SIL> 344 0 -20664 </S> 344

Backtrace(WAV/BEATRIZC/DECODE/MOMENTO/BC01F)
FV:WAV/BEATRIZC/DECODE/MOMENTO/BC01F> WORD SFrm EFrm AScr(UnNorm) LMScore AScr+LScr AScale
fv:WAV/BEATRIZC/DECODE/MOMENTO/BC01F> <SIL> 0 8 416655 -74100 342555 457654
fv:WAV/BEATRIZC/DECODE/MOMENTO/BC01F> <SIL> 9 30 1238402 -74100 1164302 1295849
fv:WAV/BEATRIZC/DECODE/MOMENTO/BC01F> EN 31 37 110897 -97309 13588 159340
fv:WAV/BEATRIZC/DECODE/MOMENTO/BC01F> UN 38 51 168720 -30191 138529 264850
fv:WAV/BEATRIZC/DECODE/MOMENTO/BC01F> MOMENTO 52 100 1079017 -10279 1068738 1493875
fv:WAV/BEATRIZC/DECODE/MOMENTO/BC01F> MAS 101 125 599568 -10279 589289 929501
fv:WAV/BEATRIZC/DECODE/MOMENTO/BC01F> LA 126 143 673699 -10279 663420 736713
fv:WAV/BEATRIZC/DECODE/MOMENTO/BC01F>INFORMACION 144 230 1277186 -10279 1266907 1762422
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fv:WAV/BEATRIZC/DECODE/MOMENTO/BC01F> VIAL 231 246 649764 -10279 639485 818887
fv:WAV/BEATRIZC/DECODE/MOMENTO/BC01F> <SIL> 247 256 306193 -74100 232093 332733
fv:WAV/BEATRIZC/DECODE/MOMENTO/BC01F> <SIL> 257 262 320336 -74100 246236 364841
FV:WAV/BEATRIZC/DECODE/MOMENTO/BC01F> TOTAL 6840437 -475295

FWDVIT: EN UN MOMENTO MAS LA INFORMACION VIAL (WAV/BEATRIZC/DECODE/MOMENTO/BC01F
)
FWDXCT: WAV/BEATRIZC/DECODE/MOMENTO/BC01F S 9185513 T -1773223 A -1776228 L 3005
0 416655 -8101 <SIL> 9 1238402 -8101 <SIL> 31 110897 -10680 EN 38 168720 -3222
UN 52 1079017 -1010 MOMENTO 101 599568 -1010 MAS 126 673699 -1010 LA 144 1277186
-1010 INFORMACION 231 649764 -1010 VIAL 247 306193 -8101 <SIL> 257 320336 -8101
<SIL> 263 0 -19879 </S> 263

Backtrace(WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F)
FV:WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F> WORD SFrm EFrm AScr(UnNorm) LMScore AScr+LScr AScale
fv:WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F> <SIL> 0 15 152887 -74100 78787 220576
fv:WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F> PARA 16 32 202109 -81586 120523 273498
fv:WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F>PANORAMA 33 83 1346034 -47006 1299028 1546848
fv:WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F>INFORMATIVO 84 157 479337 -10279 469058 715823
fv:WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F> OCHENTA 158 200 74781 -10279 64502 272281
fv:WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F> Y 201 203 84701 -10279 74422 98805
fv:WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F> OCHO 204 222 580671 -4522 576149 635088
fv:WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F> PUNTO 223 258 627146 -4522 622624 731425
fv:WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F> NUEVE 259 284 990136 -4522 985614 1055822
fv:WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F> NOTICIAS 285 345 2434523 -4522 2430001 2620065
fv:WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F> <SIL> 346 364 246681 -74100 172581 313869
FV:WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F> TOTAL 7219006 -325717

FWDVIT: PARA PANORAMA INFORMATIVO OCHENTA Y OCHO PUNTO NUEVE NOTICIAS (WAV/BEATR
IZC/DECODE/INFORMATIVO/BC01F)
FWDXCT: WAV/BEATRIZC/DECODE/INFORMATIVO/BC01F S 8885160 T -1262089 A -1265094 L
3005 0 152887 -8101 <SIL> 16 202109 -8933 PARA 33 1346034 -5090 PANORAMA 84 4793
37 -1010 INFORMATIVO 158 74781 -1010 OCHENTA 201 84701 -1010 Y 204 580671 -370 O
CHO 223 627146 -370 PUNTO 259 990136 -370 NUEVE 285 2434523 -370 NOTICIAS 346 24
6681 -8101 <SIL> 365 0 -22938 </S> 365

Aśı los resultados obtenidos para todas las frases se muestran en las tablas 6.11
y 6.12.

Descripción Cantidad de frases Porcentaje
elocuciones 15 100 %

Reconocidas correctamente 15 100 %
Con error 0 0 %

Con sustitución 0 0 %
Con inserción 0 0 %

Con eliminación 0 0 %

Tabla 6.11: Resultados del reconocedor de Sphinx 3 para 25 frases en español.

Observe que SER = 0 %.
Observe que WER = 0 % por lo que WAC = 100 %.

6.1.12. Resultados del modelado del lenguaje

La ocurrencia de palabras en el archivo de transcripción utilizado para esta
parte es:

AUDITORIO 4
CIUDAD 4
DE 4
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EL 4
EN 7
ESCUCHA 4
HAY 4
INFORMACION 3
INFORMATIVO 3
LA 7
MAS 3
MEXICO 4
MOMENTO 3
NOS 4
NOTICIAS 9
NUEVE 9
OCHENTA 9
OCHO 9
PANORAMA 3
PARA 13
PUNTO 9
QUE 4
UN 3
VIAL 3
Y 9

Del modelo del lenguaje se obtuvieron: 26 unigramas, 31 bigramas y 25 trigra-
mas. La perplejidad del lenguaje es de 1.75 con entropia de 0.81 bits, como se
ve en la evaluación del modelo del lenguaje:

perplexity -text etc/Tesis_test.transcription

Computing perplexity of the language model with respect

to the text etc/Tesis_test.transcription

Perplexity = 1.75, Entropy = 0.81 bits

Computation based on 138 words.

Number of 3-grams hit = 97 (70.29%)

Number of 2-grams hit = 25 (18.12%)

Number of 1-grams hit = 16 (11.59%)

80 OOVs (36.70%) and 0 context cues were removed from the calculation.

6.2. Reconocimiento de 109 palabras continuas
del español hablado en la región central de
México

Las corridas de las aplicaciones son similares a los de la sección 6.1 por lo
que solamente me enfocaré a presentar los resultados pertinentes:

Descripción Cantidad de palabras Porcentaje
Palabras pronunciadas 138 100 %

Reconocidas correctamente 138 100 %
Con error 0 0 %

Con sustitución 0 0 %
Con inserción 0 0 %

Con eliminación 0 0 %

Tabla 6.12: Resultados del reconocedor de Sphinx 3 a nivel de palabra para 25
frases en español.
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6.2.1. Creación del archivo de definición del modelo

Se obtuvieron 29 fonemas base (n_base), ordenados alfabéticamente y con-
siderando el silencio (SIL) como parte de ellos. 0 trifonemas (n_tri). 116 estados
en total, 87 emitidos y 29 no emitidos, de los cuáles los emitidos están numerados
del 0 al 86 y los no emitidos tienen el valor N. 87 estados ligados (n_tied_state),
en este caso no se generaron estados ligados, aśı que son los mismos que el
total de estados emitidos. 29 fonemas base después de haberlos compartido
(n_tied_ci_state), en este caso no se compartieron, aśı que son los mismos
que el total de estados emitidos. 29 matrices de transición (n_tied_tmat), nu-
meradas del 0 al 28.

6.2.2. Inicialización plana de los parámetros CI

Inicialización de pesos mixtos y matrices de transición

Las matrices de transición se escribieron en un arreglo de 29 matrices con 3
estados emitidos 1 no emitido ([3×4]) cada una. Los pesos mixtos se escribieron
en un arreglo de dimensiones [87 × 1 × 1], que corresponden a la cantidad de
estados emitidos, flujos de caracteŕısticas empleados y cantidad de densidades,
respectivamente.

Inicialización de la media y la variancia globales

Acumulación y normalización para la media global

Se escribió la media global acumulada en el archivo gauden_counts como
un arreglo de dimensiones [1×1×1]. Se normalizaron los valores léıdos para una
mezcla Gaussiana, un vector de caracteŕısticas y una densidad y se escribieron
los valores normalizados al archivo de media global globalmean.

Acumulación y normalización para la variancia global

Se escribieron los valores de la variancia global acumulada en el archivo
gauden_counts como un arreglo de dimensiones [1 × 1 × 1]. Se indica que se
normalizaron los valores léıdos para una mezcla Gaussiana, un vector de carac-
teŕısticas y una densidad y se escribieron los valores normalizados al archivo de
variancia global globalvar.

Copia de la media y variancia globales a cada estado HMM

Para la copia de la media global se leyó el arreglo de dimensiones [1× 1× 1]
del archivo de la media global y se guardaron las copias en el archivo de medias
para los estados meanscomo un arreglo de dimensiones [87× 1× 1] (87 estados
emitidos, 1 flujo de caracteŕısticas y 1 densidad).
Para la copia de la variancia global se leyó el arreglo de dimensiones [1× 1× 1]
del archivo de la variancia global y se guardaron las copias en el archivo de
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variancias para los estados variancescomo un arreglo de dimensiones [87×1×1]
(87 estados, 1 flujo de caracteŕısticas y 1 densidad).

6.2.3. Entrenamiento de los modelos independientes del
contexto (CI)

En este caso la convergencia se dió en 11 iteraciones. Las probabilidades
totales por trama y los radios de convergencia se muestran en la tabla 6.13.

Iteración Probabilidad total por trama Radio de convergencia
1 −7.58454989062763 −
2 −6.14544337876493 0.189741847916516
3 −3.03039374053508 0.506887696499433
4 −1.16510466094565 0.615526970848373
5 −0.657184418643783 0.435943876397865
6 −0.475172976611139 0.276956417208212
7 −0.352079757698132 0.259049283044017
8 −0.307661113915531 0.12616074287544
9 −0.278933030455999 0.0933757376547097
10 −0.265683156654888 0.0475019892031075
11 −0.256907790678109 0.0330294403577046

Tabla 6.13: Criterios de convergencia para el entrenamiento de modelos CI.

6.2.4. Creación del archivo de definición del modelo no
ligado dependiente del contexto

Para el caso del archivo de la definición del modelo no ligado CD que
contiene a todos los trifonemas se obtuvieron en este archivo, además de los
29 fonemas base, 2636 trifonemas, 10660 estados en total, 7995 emitidos y
2665 no emitidos, de los cuáles los emitidos están numerados del 0 al 7994
y los no emitidos tienen el valor N. 7995 estados ligados (n_tied_state). 87
fonemas base después de haberlos compartido (n_tied_ci_state). 29 matrices
de transición (n_tied_tmat), numeradas del 0 al 28.

Para el caso del archivo de la definición del modelo no ligado CD con la
lista corta de trifonemas se obtuvieron 29 fonemas base, 587 trifonemas, 2464
estados en total, 1848 emitidos y 616 no emitidos, de los cuáles los emitidos
están numerados del 0 al 1847 y los no emitidos tienen el valor N. 1848 estados
ligados (n_tied_state). 87 fonemas base después de haberlos compartido
(n_tied_ci_state). 29 matrices de transición (n_tied_tmat), numeradas del
0 al 28.
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6.2.5. Inicialización plana de los parámetros no ligados de-
pendientes del contexto

Se calcularon los parámetros iniciales para el modelo CD, alo-
jando en memoria el espacio necesario para cada arreglo de los
parámetros no ligados CD y se escribieron los respectivos archivos
de matrices de transición (transition matrices [29× 3× 4 array]),
los pesos mixtos (mixture weights [1848× 1× 1 array]),
las medias (means [1848× 1× 1 array]) y las variancias
(variances [1848× 1× 1array]).

6.2.6. Entrenamiento de los modelos no ligados CD

En este caso la convergencia se dió en 4 iteraciones. Las probabilidades to-
tales por trama y los radios de convergencia se muestran en la tabla 6.14.

Iteración Probabilidad total por trama Radio de convergencia
1 −0.248722025912839 −
2 15.3680901901397 62.7882157148607
3 34.4861517751977 1.24401024125459
4 35.3315328958439 0.0245136403202327

Tabla 6.14: Criterios de convergencia para el entrenamiento de modelos no liga-
dos CD.

6.2.7. Construcción de los árboles de decisión para com-
partir parámetros

Generación de las preguntas lingǘısticas

Las preguntas lingǘısticas que se generaron para cada estado del modelo no
ligado CD fueron: 20 preguntas lingǘısticas a patir del estado 0, 21 preguntas
lingǘısticas a patir del estado 1 y 21 preguntas lingǘısticas a patir del estado 2.

Podado de los árboles de decisión

La cantidad de senones existente antes de realizar el recorte fue de 1554, el
número de nodos terminales fue de 230 y el número de nodos recortados fue de
554.

6.2.8. Creación del archivo de definición del modelo ligado
CD

Del proceso de ligado de estados se crearon 1087 senones.
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6.2.9. Inicialización y entrenamiento de los modelos liga-
dos CD con Gaussianas mixtas

Inicialización plana de los modelos ligados CD para N Gaussianas

Como ya se mencionó en la sección 5.1.10 del caṕıtulo 5, la inicialización
plana de los modelos ligados CD para N Gaussianas se realiza mediante la
aplicación init_mixw y como su corrida es similar a la ya explicada en la sección
6.1.6 no se mostrará en este documento. Cabe señalar que el entrenamiento se
realizó con 1,2,4 y 8 Gaussianas.

Entrenamiento de los modelos ligados CD con Gaussianas mixtas

En las siguientes tablas sólamente se mostrarán las probabilidades por tra-
ma y los criterios de convergencia para las iteraciones de las correspondientes
Gaussianas.

Iteración Probabilidad total por trama Radio de convergencia
1 −0.248722025912839 −
2 20.832643446071 84.7587397803341
3 22.3358404846037 0.0721558472607679
4 22.8370351674239 0.0224390339448223

Tabla 6.15: Criterios de convergencia para el entrenamiento de modelos ligados
CD con 1 Gaussiana mixta.

Iteración Probabilidad total por trama Radio de convergencia
1 22.4920915362611 −
2 25.5537775534242 0.136122779521288
3 28.3909641595154 0.111028070122298
4 31.2564866229177 0.100930790772103
5 31.5164226821471 0.00831622767988194

Tabla 6.16: Criterios de convergencia para el entrenamiento de modelos ligados
CD con 2 Gaussianas mixtas.

Iteración Probabilidad total por trama Radio de convergencia
1 31.1801615345785 −
2 34.431280498065 0.104268830034155
3 38.1097257277469 0.106834401058324
4 41.8117953895339 0.0971423853384389
5 42.2764092209322 0.0111120277679967

Tabla 6.17: Criterios de convergencia para el entrenamiento de modelos ligados
CD con 4 Gaussianas mixtas.
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Iteración Probabilidad total por trama Radio de convergencia
1 41.9382466767626 −
2 46.1757529867071 0.103631714773285
3 52.0147736833249 0.101041570540725
4 59.4900891805485 0.143715236419843
5 60.3293454484267 0.0141074972224555

Tabla 6.18: Criterios de convergencia para el entrenamiento de modelos ligados
CD con 8 Gaussianas mixtas.

Incremento del número de Gaussianas en los modelos ligados CD

Esta sección se omite debido a que es similar a la sección 6.1.10.

6.2.10. Resultados de la decodificación
Los resultados que se muestran a continuación fueron obtenidos con una

densidad Gaussiana. Cabe aclarar que se decodificó también con 8 densidades
Gaussianas, sin embargo, como los resultados de decodificación fueron muy po-
bres, fueron omitidos. El archivo de transcripción es:

<S> <SIL> TODA LA REPUBLICA QUE TENGAN UN EXCELENTE JUEVES ++HEM++ Y QUE DESAYUNEN MUY RICO <SIL> </S>
(AP02F)
<S> <SIL> OCHO DE LA MA~NANA CON UN MINUTO <SIL> TOMA DE ESCUELA POR PADRES DE FAMILIA EN DONDE <SIL> </S>
(AP03F)
<S> <SIL> OCHO DE LA MA~NANA CON DOS MINUTOS CONTINUA LA INVESTIGACION DE UN HOMBRE QUE(2) ASESINO POR LA
MA~NANA <SIL> </S> (AP05F)
<S> <SIL> TU ESTAS EN LA ESCUELA EN DONDE(2) PUES ++HMM++ SUCEDIERON ESTOS HECHOS LAMENTABLES QUE NOS
TIENES BUENOS DIAS <SIL> </S> (AP06F)
<S> ++HEM++ GRACIAS SON OCHO DE LA MA~NANA CON CUATRO MINUTOS EXIGE LA COMISION PERMANENTE DEL CONGRESO
UNA EXPLICACION POR EL CASO <SIL> </S> (AP07F)
<S> <SIL> OCHO DE LA MA~NANA CON CUATRO MINUTOS <SIL> </S> (AP08F)
<S> <SIL> OCHO DE LA MA~NANA CON CINCO MINUTOS GARANTIZA EL PRESIDENTE <SIL> </S> (AP09F)
<S> <SIL> PROTECCION A LOS JOVENES <SIL> ESTUDIANTES <SIL> </S> (AP10F)
<S> <SIL> DURANTE LA CUMBRE EL PRESIDENTE <SIL> </S> (AP11F)
<S> EXHORTO A DELEGADOS Y PRESIDENTES MUNICIPALES DE DIVERSOS PARTIDOS A PLANEAR EL CRECIMIENTO URBANO
DE LO CONTRARIO ++HEM++ EL PAIS ENFRENTARA PROBLEMAS ++HEM++ DE SERVICIOS Y SEGURIDAD SON LAS OCHO DE
LA MA~NANA CON SEIS MINUTOS CRECE EL DESCONTENTO MINERO CON LA SECRETARIA DEL TRABAJO <SIL> </S> (AP12F)
<S> <SIL> ESTADOUNIDENSE EXPLICA <SIL> COMO EVITAR UNA CRISIS EN PETROLEOS MEXICANOS <SIL> </S> (AP13F)
<S> ++HEM++ OCHO DE LA MA~NANA CON SIETE MINUTOS SI USTED PLANEA VIAJAR A EUROPA <SIL> </S> (AP14F)
<S> ++HEM++ YA NO SERA REQUERIDO EL PASAPORTE DE CIUDADANOS NORTEAMERICANOS PARA INGRESAR A MEXICO <SIL>
</S> (AP15F)

Se ocuparon distintos modelos del lenguaje con los mismos elementos entrena-
dos. Se trabajo con dos técnicas de descuento en el modelo del lenguaje: Good
Turing y Witten Bell.

Al usar el modelo del lenguaje con Good Turing en el archivo de hipótesis
de salida por palabras reconocidas se obtuvo lo siguiente:

OCHO DE LA DE CRECE DE PARA LA Y CRECE DE DEL (WAV/ARELIP/DECODE/AP02F)
OCHO DE LA MA~NANA CON UN (WAV/ARELIP/DECODE/AP03F)
OCHO DE MA~NANA CON DOS (WAV/ARELIP/DECODE/AP05F)
OCHO DE LA ESCUELA (WAV/ARELIP/DECODE/AP06F)
LA DOS EN OCHO DE LA MA~NANA CON CUATRO MINUTOS Y LA CON (WAV/ARELIP/DECODE/AP07F)
OCHO DE LA MA~NANA CON CUATRO MINUTOS (WAV/ARELIP/DECODE/AP08F)
OCHO DE LA MA~NANA CON (WAV/ARELIP/DECODE/AP09F)
OCHO PRESIDENTES PRESIDENTES (WAV/ARELIP/DECODE/AP10F)
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OCHO DE LA CON PRESIDENTE (WAV/ARELIP/DECODE/AP11F)
ESTOS PARA LA LA DOS PRESIDENTES DE (WAV/ARELIP/DECODE/AP12F)
OCHO (WAV/ARELIP/DECODE/AP13F)
OCHO DE LA MA~NANA CON (WAV/ARELIP/DECODE/AP14F)
ESTAS (WAV/ARELIP/DECODE/AP15F)

Aśı los resultados obtenidos para todas las palabras se muestran en las tablas
6.19 y 6.20.

Descripción Cantidad de frases Porcentaje
elocuciones 13 100 %

Reconocidas correctamente 1 7.69 %
Con error 12 92.31 %

Con sustitución 8 61.54 %
Con inserción 4 30.77 %

Con eliminación 12 92.31 %

Tabla 6.19: Resultados del reconocedor de Sphinx 3 para 13 oraciones en español
usando Good Turing.

Para SER se tiene SER = 1
13 ∗ 100 % = 7.69 %

Descripción Cantidad de palabras Porcentaje
Palabras pronunciadas 189 100 %

Reconocidas correctamente 43 22.75 %
Con error 146 77.25 %

Con sustitución 29 15.34 %
Con inserción 4 2.12 %

Con eliminación 117 61.94 %

Tabla 6.20: Resultados del reconocedor de Sphinx 3 a nivel de palabra para 109
palabras en español usando Good Turing.

Para WER se tiene

WERGood Turing =
29 + 4 + 117

189
= 79.36 % (6.3)

por lo que

WACGood Turing = (1− 0.7936) ∗ 100 % = 20.64 % (6.4)

Con la estrategia de descuento Witten Bell se obtuvo lo siguiente:
OCHO DE LA DE CRECE EL PARA LA Y CRECE LA DEL (WAV/ARELIP/DECODE/AP02F)
OCHO DE LA MA~NANA CON UN EN LO PLANEA (WAV/ARELIP/DECODE/AP03F)
OCHO DE MA~NANA CON DOS MINUTOS CON CRECE (WAV/ARELIP/DECODE/AP05F)
OCHO DE LA ESCUELA EN EN DE PRESIDENTE ESTOS DE (WAV/ARELIP/DECODE/AP06F)
LA ESTAS EN OCHO DE LA MA~NANA CON CUATRO MINUTOS Y LA CON (WAV/ARELIP/DECODE/AP07F)
OCHO DE LA MA~NANA CON CUATRO MINUTOS (WAV/ARELIP/DECODE/AP08F)
OCHO DE LA MA~NANA CON (WAV/ARELIP/DECODE/AP09F)
OCHO PRESIDENTES PRESIDENTES (WAV/ARELIP/DECODE/AP10F)
OCHO DE LA CON PRESIDENTE (WAV/ARELIP/DECODE/AP11F)
ESTOS PARA LA LA DOS PRESIDENTES DE (WAV/ARELIP/DECODE/AP12F)
OCHO (WAV/ARELIP/DECODE/AP13F)
OCHO DE LA MA~NANA CON (WAV/ARELIP/DECODE/AP14F)
ESTAS (WAV/ARELIP/DECODE/AP15F)
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Aśı los resultados obtenidos para todas las palabras se muestran en las tablas
6.21 y 6.22.

Descripción Cantidad de frases Porcentaje
elocuciones 13 100 %

Reconocidas correctamente 1 7.69 %
Con error 12 92.31 %

Con sustitución 10 76.92 %
Con inserción 6 46.15 %

Con eliminación 11 84.62 %

Tabla 6.21: Resultados del reconocedor de Sphinx 3 para 13 oraciones en español
usando Witten-Bell.

Para SER se tiene SER = 1
13 ∗ 100 % = 7.69 %

Descripción Cantidad de palabras Porcentaje
Palabras pronunciadas 189 100 %

Reconocidas correctamente 47 24.87 %
Con error 142 75.13 %

Con sustitución 34 17.99 %
Con inserción 6 3.17 %

Con eliminación 115 60.85 %

Tabla 6.22: Resultados del reconocedor de Sphinx 3 a nivel de palabra para 109
palabras en español usando Witten-Bell.

Para WER se tiene

WERWitten Bell =
34 + 6 + 115

189
= 82.01 % (6.5)

por lo que

WACWitten Bell = (1− 0.8201) ∗ 100 % = 17.99 % (6.6)

6.2.11. Resultados del modelado del lenguaje

La ocurrencia de palabras en el archivo de transcripción utilizado para esta
parte es:

A 5
ASESINO 1
BUENOS 1
CASO 1
CINCO 1
CIUDADANOS 1
COMISION 1
COMO 1
CON 8
CONGRESO 1
CONTINUA 1
CONTRARIO 1
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CRECE 1
CRECIMIENTO 1
CRISIS 1
CUATRO 2
CUMBRE 1
DE 14
DEL 2
DELEGADOS 1
DESAYUNEN 1
DESCONTENTO 1
DIAS 1
DIVERSOS 1
DONDE 1
DONDE(2) 1
DOS 1
DURANTE 1
EL 7
EN 4
ENFRENTARA 1
ESCUELA 2
ESTADOUNIDENSE 1
ESTAS 1
ESTOS 1
ESTUDIANTES 1
EUROPA 1
EVITAR 1
EXCELENTE 1
EXHORTO 1
EXIGE 1
EXPLICA 1
EXPLICACION 1
FAMILIA 1
GARANTIZA 1
GRACIAS 1
HECHOS 1
HOMBRE 1
INGRESAR 1
INVESTIGACION 1
JOVENES 1
JUEVES 1
LA 14
LAMENTABLES 1
LAS 1
LO 1
LOS 1
MA~NANA 8
MEXICANOS 1
MEXICO 1
MINERO 1
MINUTO 1
MINUTOS 6
MUNICIPALES 1
MUY 1
NO 1
NORTEAMERICANOS 1
NOS 1
OCHO 7
PADRES 1
PAIS 1
PARA 1
PARTIDOS 1
PASAPORTE 1
PERMANENTE 1
PETROLEOS 1
PLANEA 1
PLANEAR 1
POR 3
PRESIDENTE 2
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PRESIDENTES 1
PROBLEMAS 1
PROTECCION 1
PUES 1
QUE 3
QUE(2) 1
REPUBLICA 1
REQUERIDO 1
RICO 1
SECRETARIA 1
SEGURIDAD 1
SEIS 1
SERA 1
SERVICIOS 1
SI 1
SIETE 1
SON 2
SUCEDIERON 1
TENGAN 1
TIENES 1
TODA 1
TOMA 1
TRABAJO 1
TU 1
UN 3
UNA 2
URBANO 1
USTED 1
VIAJAR 1
Y 3
YA 1

Del modelo del lenguaje con Good Turing se obtuvieron: 112 unigra-
mas, 159 bigramas y 167 trigramas. La perplejidad del lenguaje es de
58243433460581198000000000000000000000000000000000000000000000000000000000.00
con entropia de 245.04 bits, como se ve en la evaluación del modelo del lenguaje:

evallm :

perplexity -text etc/Tesispal_test.transcription

Computing perplexity of the language model with respect

to the text etc/Tesispal_test.transcription

Perplexity = 5824343346058119800000000000000000000000000000000000000000000000000

0000000.00, Entropy = 245.04 bits

Computation based on 189 words.

Number of 3-grams hit = 150 (79.37%)

Number of 2-grams hit = 19 (10.05%)

Number of 1-grams hit = 20 (10.58%)

71 OOVs (27.31%) and 0 context cues were removed from the calculation.

Del modelo del lenguaje con Witten Bell se obtuvieron: 112 unigramas, 159
bigramas y 167 trigramas.La perplejidad del lenguaje es de 1.75 con entropia
de 0.81 bits, como se ve en la evaluación del modelo del lenguaje:

perplexity -text etc/Tesispal_test.transcription

Computing perplexity of the language model with respect

to the text etc/Tesispal_test.transcription

Perplexity = 3.20, Entropy = 1.68 bits

Computation based on 189 words.

Number of 3-grams hit = 150 (79.37%)

Number of 2-grams hit = 19 (10.05%)

Number of 1-grams hit = 20 (10.58%)

71 OOVs (27.31%) and 0 context cues were removed from the calculation.
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Conclusiones, mejoras y
aplicaciones

Conclusiones

1. En cuanto al reconocimiento de frases para el idioma español se logró un
100 % de reconocimiento exitoso (Word Error Rate = 0 %). Lo que prue-
ba la versatilidad del sistema Sphinx . El hecho de que haya resultado esta
cantidad se debe al tamaño del vocabulario (25 palabras) y a lo restringida
que resultó la gramática. También a que en este caso el etiquetado que se
hizo permitió mejorar la precisión del reconocedor.

2. En cuanto a las 109 palabras empleadas en reconocimiento de voz conti-
nua para el idioma español se emplearon dos estrategias de descuento en
el modelado del lenguaje: Good Turing y Witten Bell. La estrategia Good
Turing proporcionó una mejor precisión de palabra (WACGood Turing =
20.64 % ) que la estrategia Witten Bell (WACWitten Bell = 7.99 %), sin
embargo, se obtuvo un mayor porcentaje de palabras reconocidas exitosa-
mente con la estrategia Witten Bell (24.87 %) que con la estrategia Good
Turing (22.75 %). Esto se debe en parte a la perplejidad del lenguaje ya
que para Witten Bell es mucho menor que para Good Turing. Por falta de
tiempo no pude realizar el modelado del lenguaje con otras estrategias de
descuento (Lineal y Absoluta) e incluso utilicé los valores por omisión de
las estrategias Good Turing y Witten Bell, lo cuál requeriŕıa más tiempo
para obtener los valores de descuento adecuados a este grupo de palabras
para mejorar la precisión del reconocedor de Sphinx.

3. A medida que el número de palabras incrementa la complejidad de la
gramática aumenta y por lo mismo la posibilidad de que se realice un
reconocimiento preciso disminuye. Asimismo, la poca cantidad de datos
ocasiona que se vea mermada la potencia del reconocedor, tal fue el ca-
so que se me presentó cuando utilicé 8 densidades Gaussianas, pues al
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particionar las densidades, la dispersión de los datos fue demasiada. Se
espera que para un vocabulario de 10000 palabras o más, las densidades
Gaussianas realmente ayuden al proceso de decodificación.

4. Durante el proceso de decodificación de las 109 palabras empleadas en
reconocimiento de voz continua para el idioma español el mismo Sphinx
Decoder eliminó un conjunto muy importante de senones (620) que, de
acuerdo con este software, ”no se inicializaron” lo que desde mi punto de
vista contribuyó a obtener una pobre precisión de palabra.

5. El reconocimiento de voz continua presenta un grado de complejidad muy
alto, ya que para emplear Sphinx se debe poseer de un conocimiento
profundo de este tema puesto que, en ocasiones, los autores de la doc-
umentación, dan muchas cosas por sobreentendidas y sólo se dedican a
describir los aspectos más esenciales. Además se deben dominar la progra-
mación tanto en Perl como en Lenguaje C, que son los lenguajes empleados
en el código fuente de Sphinx 3, SphinxTrain y CMU-SLM.

6. Las limitantes más importantes a las que me enfrenté en la realización
de esta investigación consisten en que la documentación de Sphinx no se
encuentra bien organizada, ni actualizada; en algunos casos se encuentra
incompleta o repetida e incluso, a veces, los mismos autores desconocen
su aplicación. Además, se debe estar atento para no perderse en un mar
de documentos en ĺınea que a veces complican más el entendimiento
del sistema, puesto que cualquier información acerca de Sphinx se
encuentra distribuida en varias páginas web de usuarios experimentados
y desarrolladores. Lo mismo sucede con el código fuente.

Como primer ejemplo tenemos en el tutorial de Sphinx , Robust group’s
Open Source Tutorial, tiene una sección que indica cómo llevar a cabo
un entrenamiento preliminar, sin embargo, en este documento se hace
alusión a un módulo que ya no existe y que sigue estando como parte de
la descripción del proceso de entrenamiento preliminar. Dicho segmento
de código es:

perl scripts_pl/40.buildtrees/slave.treebuilder.pl
perl scripts_pl/45.prunetree/slave-state-tying.pl

cuyo módulo 45.prunetree/slave-state-tying.pl ya no existe, puesto
que el módulo 40.buildtrees/slave.treebuilder.pl es quién realiza
ambas tareas.

También como ejemplo se tiene al documento The Hieroglyphs, que
pretende reunir toda la documentación de Sphinx 3 , se encuentra in-
completo, ya que el mismo autor reconoce que no sabe el funcionamiento
de ciertas aplicaciones como init_mix y por lo mismo se encuentra sin
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terminar.

Otro ejemplo es que existen dos páginas distintas del manual del usuario
de Sphinx 3 : una en http://www.speech.cs.cmu.edu/sphinxman/ y otra
en http://cmusphinx.sourceforge.net/sphinx3/doc/. Difieren solamente
en los dos primeros art́ıculos en donde el primero hace alusión a repaso
de la teoŕıa de estimación por máxima similitud y distinción de HMM
discretos, continuos y semicontinuos, mientras que en la segunda se
hace referencia a las distintas versiones del decodificador de Sphinx
y la descripción del decodificador s3.6. En los demás art́ıculos son los
mismos documentos bajo nombres distintos, lo que que ocasiona confusión.

El siguiente ejemplo consiste en que a veces para obtener información
acerca de un tema en determinados documentos, se hace referencia a los
documentos de las versiones anteriores del decodificador de Sphinx , por
lo que a veces resulta confuso saber sobre cuál versión están hablando,
ya que existen diferencias significativas entre todas ellas. En particular
cuando traté revisar algunos detalles en la manipulación de los árboles de
léxico de la versión s3.6 del decodificador fúı remitido a una presentación
de la versión s3.2 que me aclaró la duda, pero que considero que toda la
información pertinente debeŕıa estar almacenada en el mismo documento.

Otro ejemplo que causa confusión se puede observar en el documento Trou-
bleshooting: tools and logfiles, con la explicación que se da acerca de la
ejecución correcta de la aplicación bldtree. En ella no sólo se describe
el significado de los resultados de la corrida de la aplicación sino que los
mezclan con la explicación del algoritmo en śı, lo que desde mi punto de
vista debeŕıa de estar en la documentación de Instruction set for training.

7. Aunque ya se ha trabajado con Sphinx en México aún no se ha desarrollado
un sistema de reconocimiento de voz continua del español por gente de
nuestro páıs, ya que el entrenamieto y la decodificación solamente se han
realizado mediante las aplicaciones que incluye Sphinx. A pesar de no
haber terminado el sistema de reconocimiento elaboré varias herramientas
para el manejo de Sphinx. En la tabla 7.1 se muestran las herramientas
que creé y también se describe su utilidad.

Mejoras

1. Estructurar un nivel de etiquetado más fino, ya que solamente se empleó un
nivel de etiquetado básico debido a que el proceso de etiquetado es muy
complejo y necesita de gran cantidad de tiempo para llevarse a cabo.

2. Formar módulos más especializados que no requieran de volver a realizar
los mismos cálculos una y otra vez.
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Herramienta Utilidad
creadic Herramienta que, a partir de un archivo de transcripción, per-

mite crear en forma automática los diccionario de palabras y
de unidades acústicas para el idioma español.

createOperationsMap Herramienta que se encarga de crear el archivo de mapa de
operaciones que define, por un lado, a los estados destino a
los que se desea copiar la media o la variancia globales y, por
otro, a los estados de origen que contienen la media y variancia
que se desea copiar.

getRatio Herramienta que se encarga de obtener el radio de conver-
gencia entre las probabilidad total de la iteración actual y la
probabilidad total de la iteración previa que se realizan con
los programas bw(algoritmo de Baum-Welch) y norm (normal-
ización). Esta herramienta permite establecer una razón de
convergencia para que se detengan las iteraciones en cuanto
se cumpla dicha razón o se alcance un número máximo de
iteraciones.

creaarboles Herramienta que me permite generar el conjunto de árboles
de decisión para el ligado de estados del modelo CD. bldtree
solamente permite generar un árbol de decisión por cada es-
tado de cada unidad acústica por lo que fue necesario crear
esta herramienta con el fin de construir todos los árboles de
decisión para cada estado de cada unidad acústica.

InicializaNGaus Herramienta que se encarga de copiar los modelos ligados CD
anteriores, que se obtuvieron en el proceso de dividir las densi-
dades Gaussianas, a las nuevas modelos ligados CD. Se detiene
en cuanto se alcance el número de Gaussianas que se quieren
entrenar.

Tabla 7.1: Herramientas creadas para el entrenamiento de Sphinx 3 .

3. Realizar en un solo módulo el algoritmo Baum-Welch y la normalización ya
que estos procesos van uno a continuación del otro en cada entrenamiento,
por lo que es posible unirlos sin afectar el desempeño de Sphinx.

4. En el caso de las 109 palabras del español, cambiar el número de senones
de entrenamiento definido para mejorar la precisión del reconocimiento,
ya que con vocabularios pequeños se requiere que el número de éstos sea
mucho menor al preestablecido (1000 senones).

Posibles aplicaciones

En automatización de sistemas que requieran del reconocimiento de
voz del español, tales como software de dictado, sistemas de reser-
vaciones de una agencia de viajes, software para telefońıa celular,
control de iluminación de una casa, etc.

En sistemas multimodales, para recibir instrucciones e interactuar
con el usuario, como un edificio inteligente o un robot.
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En mineŕıa de datos para la extracción de información relevante acer-
ca de una conversación o un discurso.

En fin, considero que el número de aplicaciones es vasto, el ĺımite, por supuesto,
se encuentra en nuestra imaginación.



Apéndice A

Etiquetado de la parte del
habla

A.1. Parte del habla

Los lingüistas agrupan las palabras en clases o conjuntos que muestran un
comportamiento sintáctico similar y, frecuentemente, un tipo semántico t́ıpico.
Tales clases de equivalencias se denominan tradicionalmente como parte del
habla (part of speech, POS ), clases de palabras, clases morfológicas o etiquetas
léxicas.

La parte del habla para una palabra proporciona una cantidad de infor-
mación significativa acerca de las palabras y las palabras circundantes. Tres
elementos importantes en la parte del habla son sustantivos, verbos y adjetivos.
Los sustantivos generalmente se refieren a las personas, animales, conceptos
o cosas; los verbos se utilizan para expresar la acción en una oración y los
adjetivos describen propiedades acerca de los sustantivos. Existen otros ele-
mentos, como los pronombres posesivos (mı́o, tuyo, suyo, etc) y los pronombres
personales (yo, tú, él, etc.). El saber si una palabra es de un tipo determinado
indica qué palabras son más probables de ocurrir en su vecindad. Lo cuál puede
ser muy útil en el modelado del lenguaje para el reconocimiento de voz.

La parte del habla también indica algo acerca de cómo se pronuncia una
determinada palabra y proporciona su significado, por ejemplo término es
sustantivo y terminó es un verbo. De esta manera, la parte del habla permite
generar palabras pronunciadas en forma más natural en sistemas de śıntesis de
voz y permite mayor precisión en sistemas de reconocimiento de voz.

Asimismo, la parte del habla también puede ser usada en recuperación de in-
formación para obtener la forma subyacente de una palabra cuando se le añaden
inflecciones. En este caso, el conocer la parte del habla de una palabra puede
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ayudar a saber qué afijos morfológicos puede tomar dicha palabra. Además
puede ayudar en aplicaciones de recuperación de información para extraer pala-
bras importantes en un documento, como los sustantivos o los verbos. Existen
etiquetadores automáticos de la parte del habla que pueden ayudar en la con-
strucción de algoritmos automáticos que eliminen la ambigüedad en las palabras
de un corpus y también existen etiquetadores de la parte del habla que se uti-
lizan en el modelo del lenguaje de sistemas automáticos de reconocimiento de
voz avanzados y que se basan en N-gramas, como se discutirá en el caṕıtulo 3.
La parte del habla también se utiliza frecuentemente en el análisis sintáctico de
textos en forma parcial, por ejemplo, para encontrar rápidamente los nombres
o frases en aplicaciones de extracción de información.

A.2. Etiquetado

La meta más importante en el procesamiento del lenguaje natural (Natural
Language Processing, NLP) es analizar y comprender el lenguaje. La investi-
gación en NLP se enfoca en tareas intermedias que hacen que le dan sentido a
la estructura inherente del lenguaje sin requerir de un total entendimiento. Una
de las tareas es el etiquetado de la parte del habla (POS tagging) o simplemente
etiquetado [26]. El etiquetado es la tarea poner un distintivo a cada palabra en
una oración con su apropiada parte del habla, es decir, nosotros asociamos cada
palabra con su correspondiente categoŕıa; decimos si corresponde a un sustanti-
vo, un verbo, un adjetivo, etcétera. En la tabla A.1 se muestra la identificación
de las categoŕıas léxicas o parte del habla de las palabras del español definido
en el corpus DIME [28].

El etiquetado es un caso limitado de análisis sintáctico para eliminar la am-
bigüedad. Debido a que muchas palabras tienen más de una categoŕıa sintáctica,
el etiquetado trata de determinar cuál de estas categoŕıas sintácticas es la más
probable para el uso particular de una palabra dentro de una oración.

El etiquetado es un problema de alcance limitado: En lugar de construir un
análisis sintáctico completo, sólo se mantienen fijas las categoŕıas sintácticas de
las palabras en una oración. Por lo que el etiquetado es mucho más fácil de
resolver que el análisis sintáctico y su precisión es bastante alta (entre el 96 y
97 %). Sin embargo, es importante notar que esta precisión admirable no es del
todo cierta, ya que se hace con base a un análsis por palabras.

A.2.1. Fuentes de información en el etiquetado

En el etiquetado surge una pregunta muy importante: ¿Cómo se puede de-
cidir que está utilizando la parte del habla correcta en un contexto determinado?
Existen dos fuentes de información que pretenden dar solución a esta respuesta:

información sintagmática. Una forma es analizando las etiquetas de otras
palabras en el contexto de la palabra que nos interesa. Estas palabras
también pueden ser ambiguas en sus respectivas partes del habla, pero la
observación esencial es que algunas secuencias de partes del habla son más
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Etiqueta Categoŕıa
N Sustantivo
V Verbo

VAM Verbo Auxiliar-Modal
VC Verbo con Cĺıtico
A Adjetivo

AD Adjetivo Demostrativo
TD Art́ıculo Determinado
TI Art́ıculo Indefinido
R Adverbio
RI Adverbio Interrogativo
RR Adverbio Relativo
RN Adverbio de Negación
RA Adverbio de Afirmación
P Pronombre

PD Pronombre Demostrativo
PR Pronombre Relativo
PI Pronombre Interrogativo
PC Pronombre Cĺıtico
S Preposición
C Conjunción

Tabla A.1: Parte del habla del español

comúnes o más probables que otras, por ejemplo, la secuencia TD N V
(artículo− determinado sustantivo verbo). Este tipo de información
sintagmática estructural es la más obvia pero no es la más útil, debido a
que muchas palabras en el español pueden tener muchas partes del habla.

información léxica. Tomando en cuenta que la palabra involucrada da una
gran cantidad de información acerca de la etiqueta correcta. La informa-
ción léxica es bastante útil porque la distribución en el uso de una palabras
en diferentes partes del habla generalmente es en extremo desigual.

Todos los etiquetadores automáticos modernos de alguna manera utilizan una
combinación de información sintagmática, al buscar información acerca de las
secuencias de etiquetas, y de información léxica, tratando de predecir una eti-
queta basado en lo que concierne a las palabras.
Se utilizan aproximaciones estad́ısticas para indicar que una palabra tiene una
determinada probabilidad de pertenecer a una categoŕıa de la parte del habla
en particular, pero también existe otra probabilidad de que pertenezca a alguna
otra categoŕıa. Esto sugiere la utilización de modelos ocultos de Markov para
determinar tal probabilidad.

A.2.2. Etiquetado manual

Aunque se está tratando con la parte del habla, el etiquetado también se
puede extender a nivel de alófonos y a nivel de fonemas, es decir se plantean
distintos niveles de detalle para mejorar la precisión del reconocimiento. Para
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facilitar el proceso de etiquetado manual se utilizó el la herramienta Praat, ver-
sión 5.0.09, de los autores Paul Boersma y David Weenink de la Universidad de
Amsterdan 1. Praat es un software que permite analizar, sintetizar y manipular
señales de voz, aśı como crear ilustraciones de estas señales para tesis y art́ıculos
cient́ıficos. Asimismo Praat permite visualizar el oscilograma, el espectrograma
y el pitch de la señal de voz que se está analizando, entre otras cosas. En la figura
A.1 podemos observar la forma en cómo se realiza el proceso de etiquetado en
forma manual para la parte del habla y los fonemas de la frase: ”Para ochenta
y ocho punto nueve noticias”. Obsérvese que se analiza el espectrograma para
delimitar cada nivel. El tamaño de la ventana utilizada para el espectrograma
es de 25 ms y se añaden al inicio y al final de cada oración silencios de aproxi-
madamente 20 ms de duración.

Figura A.1: Ejemplo de etiquetado de la parte del habla a nivel de palabras y
de fonemas.

La herramienta Praat también permite generar archivos de etiquetado. Un
segmento de un archivo de etiquetado para la frase anterior se muestra a con-
tinuación:

File type = "ooTextFile"
Object class = "TextGrid"

xmin = 0
xmax = 2.3129375
tiers? <exists>
size = 3

1http://www.fon.hum.uva.nl/praat/
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item []:
item [1]:

class = "IntervalTier"
name = "Palabras"
xmin = 0
xmax = 2.3129375
intervals: size = 12
intervals [1]:

xmin = 0
xmax = 0.0247236587854071
text = ""

intervals [2]:
xmin = 0.0247236587854071
xmax = 0.17891149407440596
text = "SIL"

intervals [3]:
xmin = 0.17891149407440596
xmax = 0.31360990795841814
text = "PARA"

intervals [4]:
xmin = 0.31360990795841814
xmax = 0.6924442739010805
text = "OCHENTA"

.

.

.
item [2]:

class = "IntervalTier"
name = "POS"
xmin = 0
xmax = 2.3129375
intervals: size = 12
intervals [1]:

xmin = 0
xmax = 0.0247236587854071
text = ""

intervals [2]:
xmin = 0.0247236587854071
xmax = 0.17891149407440596
text = "SIL"

intervals [3]:
xmin = 0.17891149407440596
xmax = 0.31360990795841814
text = "S"

intervals [4]:
xmin = 0.31360990795841814
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xmax = 0.6924442739010805
text = "N"

.

.

.
item [3]:

class = "IntervalTier"
name = "Fonemas"
xmin = 0
xmax = 2.3129375
intervals: size = 37
intervals [1]:

xmin = 0
xmax = 0.0247236587854071
text = ""

intervals [2]:
xmin = 0.0247236587854071
xmax = 0.17891149407440596
text = "SIL"

intervals [3]:
xmin = 0.17891149407440596
xmax = 0.21600635651305197
text = "P"

intervals [4]:
xmin = 0.21600635651305197
xmax = 0.24681526130262438
text = "A"

intervals [5]:
.
.
.

El parámetro File type presenta el tipo de archivo que se manipula, en
este caso el archivo es de texto. El parámetro Object class hace referencia a
la clase de objeto que se maneja en Praat, en este caso el objeto se denomina
”TextGrid”. Los valores de xmin y xmax de las ĺıneas 4 y 5 indican el inicio
y el fin de la señal de voz en segundos. El parámetro tiers? pregunta si
existen niveles definidos que se usen para etiquetar, en este caso el valor
< exists > indica que śı existen tales niveles. De ser aśı, el parámetro size
indica cuántos de estos niveles existen y se muestra en el siguiente renglón
un arreglo denominado item, que es un arreglo global donde se definen los
niveles y cuyo ı́ndice mı́nimo es 1. Observe que el arreglo item externo no
tiene una dimensión establecida, lo que indica que se pueden definir tantos
niveles de etiquetado como se requieran. A su vez este arreglo global contiene
otros arreglos anidados también llamados item, donde se establecen, ahora,
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los intervalos que se encuentran definidos en cada nivel. Para cada nivel se
establece la clase a la que pertenecen, en este caso se trata de otra clase que
maneja Praat, la clase es ”IntervalTier”. Además, cada arreglo item anidado
lleva asociado un nombre que permita distinguir a un nivel de otro. En este
ejemplo tenemos tres niveles: Palabras, POS y Fonemas. Asimismo cada arreglo
item anidado cuenta con segmentos xmin y xmax, que indican también el inicio
y el fin de cada intervalo que se está etiquetando, también en segundos. Ahora
bien, cada intervalo cuenta una etiqueta denominada intervals, que define la
sección de intervalos que tiene cada nivel. En cada sección el parámetro size
indica el número de intervalos en que se divide cada nivel. Cada sección cuenta
con un arreglo denominado intervals,cuyo ı́ndice también empieza con 1 y
cuyos contenidos también cuentan con sus propios campos xmin y xmax, que
indican también el inicio y el fin de cada segmento, más un campo denominado
text, que tiene la etiqueta asociada con ese segmento. De esta manera se
pueden establecer claramente los ĺımites entre cada etiqueta de cada palabra
de la POS y entre cada etiqueta de cada fonema de cada palabra con el fin de
mejorar el modelado acústico y la precisión del decodificador.

Obsérvese también que en la figura A.1 para el etiquetado a nivel de fonemas
se consideraron solamente los fonemas básicos del español2tratando de incluir
también acentos. Sin embargo, debido a que la duración del corpus es de 5 horas
y que en el momento en que se realizó el proceso de etiquetado se realizó en
forma manual no fue posible realizar niveles de etiquetado más detallados, como
se describen en [33].

2Para mayor referencia consulte [5].
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Documentación básica de
Sphinx 3

Los documentos que encontré y que considero relevantes en cuanto a infor-
mación técnica acerca de Sphinx se enlistan a continuación:

Speech at CMU Web Page Es la página de la Universidad de Carnegie Mel-
lon dedicada a la investigación, desarrollo y ’despliegue’ de tecnoloǵıas de
voz. Es el punto de entrada a las tecnoloǵıas de voz que maneja esta Uni-
versidad, entre ellas Sphinx .

The CMU Sphinx Group Open Source Speech Recognition Engines
Página principal del Sphinx Group Project. Contiene la documentación
general de Sphinx, los componentes de Sphinx, las distintas versiones
de los motores de reconocimiento de Sphinx que existen y algunas ligas
externas a sitios de procesamiento de voz. Las secciones de documentación
que destacan son el tutorial de Sphinx, el manual de Sphinx y la sección
de wiki de la documentación.

Robust group’s Open Source Tutorial Página que contiene un pequeño
tutorial que muestra el proceso de configuración básica de los compo-
nentes de Sphinx. Además, contiene una breve introducción para aprender
a utilizar Sphinx y llevar a cabo un entrenamiento y un reconocimien-
to prelimares. Como apéndices contiene referencias básicas de trifonemas,
HMMs, ligado de estados y el modelo del lenguaje.

Manual for the Sphinx-III recognition system Reune 6 documentos es-
critos por Rita Singh. Contiene una breve explicación del método de es-
timación por máxima similitud, la diferencia entre HMM discretos, con-
tinuos y semicontinuos, el set de instrucciones para el entrenamiento, una
sección de preguntas más frecuentemente realizadas (FAQ), una sección
de solución de posibles problemas y una sección sobre algunos tópicos de
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decodificación. Debido a su relevancia, los últimos 4 documentos también
se incluirán en esta lista.

Instruction set for training (Sphinx-3 trainer/decoder manual)
Contiene la serie de procedimiento necesarios que se deben de llevar
a cabo tanto para el entrenamiento de modelos continuos como el de
modelos semicontinuos con SphinxTrain. Describe en forma detallada las
aplicaciones que se emplean en cada etapa aśı como sus parámetros. Tam-
bién incluye una sección de los requirimientos necesarios y consideraciones
que se deben de tomar en cuenta antes de comenzar el entrenamiento.

Sphinx-3 FAQ Documento de preguntas más frecuentemente realizadas
(FAQ). Contiene una serie de preguntas, junto con sus respuestas, que
los usuarios de Sphinx 3 podŕıan hacerse antes, durante y después del
entrenamiento o de la decodificación.

Troubleshooting: tools and logfiles Documento acerca de la solución de
posibles problemas. Muestra la ejecución correcta de cada herramienta
que se utiliza tanto en el entrenamiento de modelos continuos como en
el de modelos semicontinuos. Asimismo, presenta los posibles problemas,
junto con sus soluciones, aśı como los errores y advertencias que pueden
ocurrir durante la ejecución de dichas herramientas. Sin embargo, esta
documentación está incompleta.

Sphinx-3 miscellaneous (Decoding) Contiene algunos tópicos acerca de la
decodificación. Explica brevemente temas como la generación de celośıas
y de la lista N-mejor, aśı como de los resultados de las corridas de las apli-
caciones asociadas con este procedimiento. También incluye la explicación
del formato en el que se encuentra el archivo del modelo del lenguaje de-
spués de ser obtenido con SLM. Otros temas son la generación de hipótesis
y la explicación de algunas banderas del decodificador de Sphinx 2.

CMU Sphinx documentation Wiki Contiene una wiki dividida en dos sec-
ciones principales: documentación para los usuarios y documentación para
desarrolladores e investigadores. La sección de documentación de usuario
contiene una subwiki de Sphinx , una sección cómo hacer un modelado del
lenguaje sencillo con Sphinx , una sección de cómo adaptar los modelos
acústicos por omisión a la voz del usuario y como adaptar el decodificador
para que sea más rápido. En la sección de documentación para desarro-
lladores e investigadores describe aspectos particulares del código fuente
de Sphinx y también aspectos que sirven de gúıa a los desarrolldores para
llevar a cabo tareas de reconocimiento de voz que deseen.

Sphinx subwiki Documentación acerca de información del sistema de re-
conocimiento Sphinx haciendo énfasis en Sphinx 3 . Describe con mayor
precisión cada aspecto relevante de Sphinx . Tiene información concreta
acerca de la utilización del decodificador Sphinx 3 . Muestra solamente los
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pasos generales que se deben seguir desde la grabación de las señales de au-
dio, pasando por la descarga y configuración de SphinxBase hasta llegar a
la instalación y configuración de los decodificadores sphinx3_livedecode,
sphinx3_livepretend y PocketSphinx. También contiene tutoriales y
documentación para desarrolladores, que cubre los aspectos de modelado
acústico, modelado de lenguaje, elaboración de gramáticas de estados fini-
tos, el diccionario de pronunciación que se usa en CMU Sphinx y bases de
datos de audio, entre otros.

Hello World Decoder QuickStart Guide Una gúıa completa que muestra,
paso a paso, cómo utilizar el decodificador de Sphinx . Una vez realizada
la configuración del decodificador, se detallan los pasos necesarios para
llevar a cabo la ejecución de los decodificadores; es equivalente al manual
del usuario para la decodificación. Esta gúıa me fue de mucha utilidad ya
que en otra documentación no existe tal descripción.

Sphinx 3 Internals Documentation Contiene las funciones, los archivos y
las variables internas de los reconocedores de Sphinx 3 . Su enfoque
está más orientado a los programadores que a los usuarios de Sphinx.

SPHINX III Signal Processing Front End Specification Describe
brevemente el front-end del procesamiento de señales de voz del sistema
de reconocimiento de voz Sphinx 3 . Se centra en las etapas sin pro-
fundizar más de lo necesario. Considero que este es otro de los pocos
documentos bien organizados y concisos.

Sphinx Decoders Sirve para conocer las distintas versiones del decodificador
decodificadores que ha realizado Sphinx Group.

Sphinx-3 s3.X Decoder (X = 6) Página que describe la versión actual del
decodificador de Sphinx 3 . Desglosa sus parámetros, sus recursos y de-
scribe la forma en que opera el decodificador.

The CMU-Cambridge Statistical Language Modeling Toolkit v2
(CMU-SLM) Página que contiene al conjunto de herramientas para el
modelado del lenguaje. Contiene todos los aspectos de estas herramientas,
desde su instalación, la terminoloǵıa, los formatos de archivos, el desglose
de la aplicación de cada herramienta con sus respectivos parámetros, la
forma de uso y las estrategias de descuento que se pueden usar en los
modelos del lenguaje. Considero que éste es uno de los pocos documentos
que se encuentra bien organizado, es conciso y trata los puntos esenciales
que se requieren a la hora de diseñar el modelo del lenguaje.

The Hieroglyphs Documento que trata de agrupar todo el conocimiento acer-
ca de Sphinx 3 , SphinxTrain y CMU-SLM y sus recursos relacionados
para construir aplicaciones de voz. Es un documento bien explicado y de-
talla información pertinente acerca del uso de Sphinx 3 , SphinxTrain y
CMU-SLM, sin embargo, se encuentra incompleto.
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Sphinx-II User Guide Manual del usuario de Sphinx 2. Entre otras cosas
contiene la explicación del funcionamiento de la API de Sphinx 2. Es
útil sólo como referencia, ya que en determinados documentos de Sphinx
3 se hace referencia a Sphinx 2, pero no a éste manual. En esta docu-
mentación también se encuentra una sección acerca de cómo se debe elab-
orar una gramática de estados finitos para usarse en el reconocedor. Para
trabajar con pequeños vocabularios, mi intención era la de desarrollar una
gramática de éste tipo y aśı mejorar la precisión del reconocimiento, sin
embargo, al no haber encontrado referencia alguna en el momento en que
elaboré las gramáticas para este trabajo decid́ı utilizar gramáticas basadas
en 3-gramas, construidas con las herramientas SLM.

Sourceforge Sphinx Página donde se pueden descargar todas las versiones de
Sphinx y de los recursos asociados con él.

Sphinx Presentation Existen una serie de diapositivas que se incluyen con la
documentación de Sphinx 3, las cuáles hacen referencia a las mejoras entre
distintas versiones. Me ayudaron a elegir cuál versión del decodificador de
Sphinx usar. Aśı, eleǵı la versión s3.6 porque tiene:

Mejor arquitectura de búsqueda.

Mayor soporte en la adaptación de locutores.

Máyor portabilidad y mejor creación del código ejecutable cuando se
compila en otra plataforma.

Soporte y seguridad para gramáticas de estados finitos.

El código fuente de las aplicaciones de SphinxTrain, Sphinx De-
coder y CMU-SLM En estos archivos se encuentran, además de los
derechos de autor y las revisiones que se le han hecho a cada software,
comentarios acerca de lo qué hace cada programa. Algunos contienen
comentarios espećıficos acerca de los elementos esenciales de cómo se
programó y otros no, por lo que fue necesario leer las ĺıneas de código
para entender dichos programas, sin embargo, la notación y uso de las
variables son bastante descriptivas lo que facilitó su comprensión. Aún aśı,
el código en ocasiones no sólo es extenso sino que la cantidad de archivos
que tuve que revisar también requirieron de muchas horas de análisis y si
se carece de los fundamentos necesarios tanto de Procesamiento de voz
continua como de programación en lenguaje C resulta bastante dif́ıcil.

Sphinx Knowledge Base Tool Página de CMU Sphinx Group que contiene
una herramienta para obtener el modelo del lenguaje para el sistema
Sphinx directamente. El inconveniente es que dicha herramienta traba-
ja con el conjunto de fonemas base del idioma inglés lo cuál no fue útil
para los propósitos de esta tesis, sin embargo, me permitió resolver algunas
dudas acerca de qué estrategia de descuento usar.



Apéndice C

Flujos de caracteŕısticas de
Sphinx

Al conjunto de coeficientes dinámicos que se han generado por medio del
front-end de Sphinx 1 se le denomina conjunto de vectores de caracteŕısticas
base o flujo de caracteŕısticas base. Este conjunto puede ser extendido para in-
cluir caracteŕısticas de más alto orden, que representan los cambios acústicos
de la señal. Algunas extensiones comunes que se realizan a los vectores son los
coeficientes delta cepstral y doble delta cepstral2. Sphinx también maneja vec-
tores de caracteŕısticas delta de término largo (long-term delta) y difieren de los
vectores delta (en tiempo corto) en que sólo capturan las tendencias sobre una
gran ventana de tiempo.
En modelos continuos y semicontinuos es necesario especificar cuantos flujos de
caracteŕısticas se desean usar y la manera en que se desean ordenar. Existen dos
conjuntos de notación para representar el mecanismo de generación de coeficien-
tes dinámicos, una para el decodificador y otra para el entrenador, respectiva-
mente: la notación genérica y la notación simplificada. De hecho se establece una
correspondencia uno a uno entre ambas notaciones. La tabla C.1 muestra ambas
notaciones. Los flujos que utiliza Sphinx 3 son 4s 12c 24d 3p 12dd, para mode-
los semicontinuos compatibles con Sphinx 2, 1s 12c 12d 3p 12dd, para modelos
continuos que manejan los coeficientes de potencia separados de los coeficientes
cepstral, y 1s c d dd, para modelos continuos que manejan los coeficientes de
potencia junto con los coeficientes cepstral. Los demás flujos de caracteŕısticas
ya son obsoletos.

En ambas notaciones la c hace alusión a los coeficientes cepstral, la d hace
referencia a los coeficientes delta cepstral y la dd indica los coeficiente doble
delta cepstral. En la notación genérica el 0 indica el coeficiente de potencia, ya
sea cepstral, delta cepstral o doble delta cepstral, de acuerdo al śımbolo que se
anteponga antes de la diagonal, /; el rango 0..L−1 hace referencia al coeficiente

1Para conocer el front-end de Sphinx refiérase a [41].
2Véase [3].
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Notación genérica Notación simplificada
c/1..L− 1/, d/1..L− 1/, c/0/d/0/dd/0/, dd/1..L− 1/ 4s 12c 24d 3p 12dd
c/1..L− 1/d/1..L− 1/c/0/d/0/dd/0/dd/1..L− 1/ 1s 12c 12d 3p 12dd
c/0..L− 1/d/0..L− 1/dd/0..L− 1/ 1s c d dd
c/0..L− 1/d/0..L− 1/ 1s c d
c/0..L− 1/ 1s c
c/0..L− 1/dd/0..L− 1/ 1s c dd

Tabla C.1: Notaciones para los flujos de caracteŕısticas de Sphinx.

de potencia junto con todos los coeficientes, ya sea cepstral, delta cepstral o doble
delta cepstral de acuerdo al śımbolo que se anteponga antes de la diagonal, /;
el rango 1..L − 1 hace referencia solamente a los coeficientes, ya sea cepstral,
delta cepstral o doble delta cepstral de acuerdo al śımbolo que se anteponga
antes de la diagonal, /; y la coma sirve como separador de caracteŕısticas. En la
notación simplificada, el número que se le antepone a la s indica el número de
vectores de caracteŕısticas que se trabajarán en paralelo y que no se especifican
en su notación genérica pero que aśı también se les considera; y la p indica que
se trata del coeficiente de potencia manejado en forma separada; en caso de no
incluir la p significa que el coeficiente de potencia se maneja en forma conjunta
con los coeficientes, ya sea cepstral, delta cepstral o doble delta cepstral, según
se especifique con la letra que le sigue.
Aśı al analizar el flujo de caracteŕısticas 4s 12c 24d 3p 12dd hacemos uso de su
notación genérica:

c/1..L− 1/, d/1..L− 1/, c/0/d/0/dd/0/, dd/..L− 1/

se tiene que se generaron 4 vectores con los que se trabajará en paralelo. Además
se puede deducir que dimensionalidad de cada vector es de 51 al descomponerlo
en sus partes de la siguiente manera:

c/1..L− 1/, d/1..L− 1/, c/0/d/0/dd/0/, dd/1..L− 1/ =

12 cepstral + 24 delta +
3 términos
de potencia

+ 12 doble delta =

12 cepstral +

12 deltas
+

12 deltas de
término largo

+
3 términos
de potencia

+ 12 doble delta = 51

En forma similar se puede deducir que para 1s c d dd, que es el utilizado en
este proyecto, se trabaja con un vector de caracteŕısticas y su dimensionalidad
es de 39 debido a que al aplicar los criterios mencionados en su notación genérica
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se tiene:

c/0..L− 1/ d/0..L− 1/ dd/0..L− 1/ =
13 cepstral + 13 delta + 13 doble delta =

1 coeficiente
de potencia

+
12 cepstral

+

1 coeficiente
delta de
potencia

+
12 deltas

+

1 coeficiente
doble delta
de potencia

+
12 doble delta

= 39



Apéndice D

Archivos necesarios para el
entrenamiento de Sphinx 3

Antes de realizar el proceso de entrenamiento en el sistema Sphinx se re-
quieren de los siguientes elementos de apoyo [45]:

Un conjunto de archivos de caracteŕısticas (feature files) o flujos de ca-
racteŕısticas calculados previamente con los datos de audio para el entre-
namiento, cada archivo representa una grabación que se tiene en el cuerpo
del entrenamiento. Las grabaciones puede ser transformado en una secuen-
cia de vectores de caracteŕısticas usando el ejecutable wav2feat propor-
cionado en la arquitectura de software de SphinxTrain y cuyos parámetros
se muestran en la tabla E.6 del apéndice E. Por ejemplo, en este traba-
jo para el cálculo de los flujos de caracteŕısticas de los archivos que se
encuentran en Tesis_train.fileids y que tienen formato raw, que se
encuentran en el directorio wav, que tienen extensión pcm, que se van
a guardar en el directorio feat, con la extensión mfc,con frecuencia de
muestreo de 16 kHz, con frecuencias mı́nima y máxima del banco de fil-
tros de 133.33334 Hz y 6855.4976, respectivamente y que utilizan 40 filtros
triangulares, se utilizó el siguiente comando:

bin/wave2feat -verbose yes -c ./Tesis_train.fileids -raw yes \

-di wav -ei pcm -do feat -eo mfc -srate 16000.0 -lowerf 133.33334 \

-upperf 6855.4976 -nfilt 40

Un segmento de un archivo de caracteŕısticas se muestra a continuación:
226frames
11.851 − 0.916 − 0.660 − 0.203 − 0.215 0.454 − 0.148 − 0.183 0.179 − 0.081
12.079 − 0.707 − 0.379 − 0.291 − 0.300 0.208 − 0.264 − 0.301 0.085 − 0.065
11.728 − 0.594 − 0.405 − 0.211 0.004 0.317 − 0.138 − 0.034 0.204 0.046
11.168 − 0.423 − 0.432 − 0.348 − 0.253 0.287 − 0.129 − 0.224 0.287 0.098
.
.
.

donde frames indica en número de tramas que forman a la señal y
los valores de cada renglón representan un segmento de los coeficientes
MFCC calculados.
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Un archivo de control (control file) que contiene una lista de nombres
de archivos y la ruta completa de los vectores de caracteŕısticas. Un
ejemplo del contenido de este archivo para el entrenamiento es el siguiente:

BeatrizC/TRAIN/PARA/BC01

BeatrizC/TRAIN/PARA/BC02

BeatrizC/TRAIN/PARA/BC03

...

Estos archivos no llevan las extensiones. Éstas serán proporcionadas sepa-
radamente en el transcurso del entrenamiento, debido a que se desea dar
nombres únicos a todos los archivos, de igual forma se incluye la dirección
completa parecida para hacer cada entrada única en el archivo de control.

Un archivo de transcripción (transcript file) en cual se listan la transcrip-
ción textual correspondiente a los archivos de caracteŕısticas, exactamente
en el mismo orden como se listan los nombres de los archivos de carac-
teŕısticas en el archivo de control. Por ejemplo, un segmento del archivo
de transcripción utilizado en este trabajo es:

< S > < SIL > PARA OCHENTA Y OCHO PUNTO NUEVE NOTICIAS < SIL > < /S > (BC01)
< S > < SIL > PARA EL AUDITORIO QUE NOS ESCUCHA EN LA CIUDAD DE MEXICO HAY < SIL > < /S > (BC02)
. . .

léxico o diccionario de pronunciación: Un archivo de léxico de pronun-
ciación o diccionario especifica las pronunciaciones de las palabras que
son de interés para el entrenador y el decodificador. Por ejemplo, para
una parte del vocabulario utilizado en este trabajo el diccionario es:

AUDITORIO A U D I T O R I O

CIUDAD S I U D A D

DE D E

EL E L

EN E N

ESCUCHA E S K U CH A

HAY A I

. . .

diccionario de relleno (filler dictionary) o diccionario de ruido, que usual-
mente define las palabras legales que no están en el modelo del lenguaje
pero que son parte del lenguaje mismo, como aspiraciones, pausas, etc.
Este diccionario debe tener por lo menos los siguientes valores:
< S > SIL

< SIL > SIL

< /S > SIL

donde <S> es el silencio en el comienzo de la pronunciación de la oración,
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< SIL >, el silencio dentro de la pronunciación y </S> el silencio al final
de la pronunciación de la oración. Estas palabras son tratadas como pala-
bras especiales y es necesariao que sean representadas en el diccionario de
relleno. Por lo menos una de ellas debe estar relacionada con un fonema
llamado ”SIL”, que representa el silencio entre palabras. Sphinx espera
que se nombren los eventos acústicos para las condiciones generales de
ruido fondo como SIL. Otros ruidos pueden ser modelados también por
fonemas definidos por el usuario.

Un archivo con la lista de fonemas (phonelist) que es una lista de todas
las unidades acústicas que se han elegido para entrenar el modelo acústico.
Sphinx no permite unidades diferentes a las de sus diccionarios. Todas las
unidades en sus dos diccionarios deben ser listadas aqúı. En otras palabras,
su lista de fonemas debe tener exactamente las mismas unidades usadas en
sus diccionarios, no más ni tampoco menos. Cada fonema debe ser listado
en una ĺınea separada dentro del archivo, comenzando con la izquierda,
con ningún espacio extra después del fonema. Por ejemplo:
A

A 1

B

CH

D

E

E 1

F

G
...



Apéndice E

Arquitectura de software de
SphinxTrain

El módulo SphinxTrain consiste de 40 aplicaciones basadas en lenguaje C y
de 9 scripts hechos en Perl [6]. A continuación se presentan las distintas cate-
goŕıas en que se dividen de acuerdo al tipo de tareas generales que desempeñan
y se detallarán solamente las aplicaciones que se analizaron y utilizaron para el
entrenamiento de HMM continuos.

1. Rutinas de conversión de modelos. Incluye rutinas para transfor-
mar modelos en formato Sphinx 3 a formato Sphinx 2, como smk_s2cb,
mk_s2hmm, mk_s2phone, mk_s2phonemap y mk_s2sendump,y para transfor-
mar modelos en formato Sphinx 2 a formato Sphinx 3, como mk_s3gau,
mk_s3mixw, mks3tmat y mk_ts2cb. Estas rutinas no se emplean en este
trabajo por lo que no se detallarán sus descripciones y parámetros.

2. Rutinas de manipulación de modelos. Esta categoŕıa incluye rutinas
relacionadas tanto para observar los parámetros de los modelos acústicos
obtenidos, como para copiar parámetros del modelo aśı como para mo-
dificar la cantidad de gaussianas que se entrenan en los modelos CD. Se
incluyen las siguientes aplicaciones:

printp, que se encarga de desplegar los parámetros de los mode-
los acústicos (matrices de transición, mezclas gaussianas, medias y
variancias) aśı como otras estructuras de datos importantes, como el
modelo de definición.En la tabla E.2 se muestran los parámetros de
la aplicación printp.

cp_parm, que se encarga de copiar los parámetros Gaussianos iniciales
(medias y variancias) a los estados del modelo. En la tabla E.3 los
parámetros correspondeintes a cp_parm.

inc_comp, que se encarga de incrementar el número de densidades
gaussianas del modelo,
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mk_model_def y mk_mdef_gen, que se encargan de crear el archi-
vo de definición del modelo en distintos formatos. El ejecutable
mk_model_def prepara el archivo de definición de modelo con los
fonemas y los trifonemas. Por su parte mk_mdef_gen es una versión
mejorada de mk_model_def, además de obtener el modelo para los
fonemas CI, también genera los trifonemas a partir del diccionario de
palabras (todos los trifonemas posibles), el archivo contador de los
fonemas CI y los trifonemas que existen en el archivo de transcrip-
ción del cuerpo de entrenamiento aśı como el archivo con los fonemas
CI y los trifonemas recortados (trifonemas con una mı́nima y una
máxima ocurrencia). Sus parámetros se encuentran en la tabla E.5.
Los parámetros de mk_model_def no se incluyen debido a que no se
utiliza en este trabajo.

3. Rutinas de adaptación de modelos. En donde se incluyen las aplica-
ciones mk_mllr_class, que crea clases de regresión, mllr_transform, que
transforma un conjunto basado en un modelo en un conjunto de clases de
regresión, map_adapt, que puede adaptar un conjunto de un modelo que se
basa en el criterio de máximo a posteriori (MAP), mllr_solve, que calcula
la matriz de regresión basada en la estad́ıstica suficiente de la adaptación
de los datos. Esta categoŕıa no fue utilzada en este trabajo por lo que se
omitirán sus parámetros.

4. Rutina de extracción de caracteŕısticas. Que comprende solamente
al ejecutable wave2feat, que se encarga de obtener los coeficientes MFCC
de una señal de voz. Sus parámetros se muestran en la tabla E.6.

5. Rutinas de manipulación de árboles de decisión. Comprende aque-
llas aplicaciones que permiten crear las preguntas lingǘısticas y los árboles
de decisión asociados con ellas, aśı como realizar el podado de tales árboles
y el ligado de estados CD. Sus aplicaciones son:

bldtree, que se encarga de crear un árbol de decisión con base en
un conjunto de preguntas lingǘısticas. Sus parámetros se describen
en la tabla E.8.

tiestate , que se encarga de ligar los estados basado en las árboles
de decisión y cuyos argumentos se detallan en la tabla E.9.

prunetree, que se encarga de podar un árbol de decisión haciéndolo
de un tamaño más razonable para facilitar su procesamiento. En la
tabla E.10 se describen sus parámetros.

make_quests, que genera un conjunto de preguntas lingǘısticas en
forma automática. La aplicación make_quests utiliza los argumentos
de la tabla E.7.

6. Rutinas de inicialización de modelos. En esta categoŕıa se incluyen
a todas aquellas aplicaciones que se encargan de realizar la estimación de
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los parámetros inciales de los HMM en varias etapas del entrenamiento.
Las aplicaciones de esta categoŕıa son:

mk_flat, que se encarga de realizar la inicialización de los pesos mix-
tos y de la matriz de transición inicial. El ejecutable mk_flat tiene
los argumentos de la tabla E.11.

init_gau, que se encarga de la inicialización de la media y la varian-
cia globales de los HMM. El ejecutable init_gau tiene los argumentos
de la tabla E.12.

init_mixw, que realiza la inicialización de los parámetros del modelo
no ligado CD. Los argumentos de init_mixw se muestran en la tabla
E.13

7. Rutinas de estimación de modelos. En esta categoŕıa se encuentras
las aplicaciones más importantes para el entrenamiento ya que se encar-
gan de la reestimación de los parámetros de los HMM. Se incluyen las
aplicaciones:

bw que se utiliza para llevar a cabo la estimación Baum-Welch y
generar las estad́ısticas suficientes de los modelos CI, no ligados CD,
CD ligados con una o más mezclas gaussianas. La descripción de los
parámetros de la aplicación bw se muestran en las tablas E.15 y E.16.

norm, que recolecta las estad́ısticas suficientes y genera los modelos
CI, no ligados CD y ligados y de las mezclas gaussianas. El ejecutable
norm tiene los parámetros que se detallan en la tabla E.14.

delint, que lleva a cabo la interpolación borrada para HMM semi-
continuos,

mixw_interp, que lleva a cabo la interpolación de los pesos de las
mezclas de los HMM semicontinuos.

8. Rutinas misceláneas. Comprende aplicaciones como dict2tri, que con-
vierte el archivo de transcripción en trifonemas, param_cnt, que permite
contar los parámetros de varios recursos y quick_count, que puede ser
usado para generar la lista de todos los posibles trifonemas de un dic-
cionario temporal que contenga todas las palabras del vocabulario excepto
las palabras de relleno.

En cuanto a los scripts, el script make_topology.pl se utiliza para la creación
del archivo de topoloǵıa, archivo necesario antes de comenzar el entrenamiento.
Utiliza los argumentos definidos en la tabla E.1.

Los scripts restantes definen varios módulos o etapas en las que se puede
dividir el entrenamiento de HMM continuos y semicontinuos:

1. MODULO 00. Es el módulo de verificación de los archivos de entrenamien-
to. Realiza las siguientes tareas:
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Argumento Default Descripción
Estados por hmm − Número de estados por HMM
skipstate no ”yes” o ”no” dependiendo si desea que el HMM tenga saltos

en las transiciones de estados.

Tabla E.1: Parámetros del script maketopology.pl

Se asegura de que los diccionarios, tanto el de pronunciación como el
de sonidos de relleno, sean congruentes con la lista de las unidades
acústicas.
Verifica que no haya entradas repetidas en el diccionario.
Verifica que existan todos los archivos que se listan en el archivo de
control.
Verifica que el número de ĺıneas en el archivo de transcripción coin-
cidan con todos los archivos que se listan en el archivo de control.
Determina si la cantidad de datos de entrada es suficiente o razonable
para empezar el entrenamiento.
Revisa que todas las palabras en la trascripción aparezcan en el dic-
cionario.
Verifica si todos los fonos en el archivo de transcripción está en la lista
de unidades acústicas y si todos los fonos de las unidades acústicas
aparecen al menos una vez.

El script que corre este módulo es: scripts pl/00.verify/verify all.pl

2. MODULO 10. Es el módulo donde se realiza la cuantificación de vectores
que es una técnica de codificación que ha sido aplicada con éxito tanto
a compresión de habla como de imágenes. Su tarea consiste en agregar
los vectores de caracteŕısticas a un solo archivo para después, realizar
un cómputo de los centroides en el espacio de vectores. Sin embargo, no
aplica en el caso de HMM continuos. El script que corre este módulo es:
scripts pl/10.vector quantize/slave.VQ.pl

3. MODULO 20. Este módulo realiza el entrenamiento de los modelos
independientes del contexto. Aqúı se realizan la inicialización plana
de los parámetros CI, las iteraciones con el algoritmo Baum-Welch y
la normalización de los parámetros CI y se copian dichos parámet-
ros a todos los estados HMM. El script que corre este módulo es:
scripts pl/20.ci hmm/slave convg.pl

4. MODULO 30. Es el módulo donde se entrenan los modelos dependien-
tes del contexto no ligados. En él se crean los trifonemas, se crea el
archivo de definición para los modelos no ligados CD, se realiza la ini-
cialización de los parámetros no ligados CD se copian dichos parámet-
ros a todos los estados HMM. El script que corre este módulo es:
scripts pl/30.cd hmm untied/slaveconvg.pl
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5. MODULO 40. En este módulo se construyen los árboles de decisión
para compartir parámetros y los modelos dependientes del contexto li-
gados. En él se lleva a cabo la generación de las preguntas lingǘısti-
cas y de los árboles de decisión para cada estado. También en este
módulo se realiza el podado de los árboles de decisión y la obten-
ción de los modelos CD ligados. El script que corre este módulo es:
scripts pl/40.buildtrees/slave.treebuilder.pl

6. MODULO 50 En este módulo se reentrenan los modelos dependientes del
contexto ligados con una o más Gaussianas. Aqúı se realiza la estimación
Baum-Welch empezando con una Gaussiana, después se incrementa el
número de Gaussianas en potencias de 2 hasta un número máximo de
Gaussianas que se haya establecido. Cada vez que se generan Gaussianas
se reestiman los parámetros de los modelos CD ligados. El script que corre
este módulo es: scripts pl/50.cd hmm tied/slave convg.pl

7. MODULO 90. Es el módulo donde se realiza el borrado de interpolaciones.
No aplica en el caso de modelos continuos. El script que corre este módulo
es: scriptspl/90.deleted interpolation/deleted interpolation.pl

8. MODULO 99. En éste módulo se realiza la conversión de los mo-
delos al formato de Sphinx 2. No es necesario en el caso de
modelos para Sphinx 3 . El script que corre este módulo es:
scripts pl/99.make s2 models/make s2 models.pl

Cabe destacar que para hacer uso de estos módulos, Sphinx cuenta con
dos archivos de configuración, uno para configurar los parámetros del entre-
namiento y otro para configurar los parámetros del reconocimiento, llamados
sphinx_train.cfg y sphinx_decode.cfg, respectivamente. Entre otras cosas
contienen todos los directorios y parámetros por omisión que maneja Sphinx en
las aplicaciones de los distintos módulos. No se tratarán en este apartado debido
a que la configuración de las aplicaciones se hizo en forma manual.
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Bandera Default Descripción
tmatfn − Muestra el contenido del archivo de matrices de transición.
mixwfn − Muestra el contenido del archivo de los pesos de las mezclas.
mixws − Si se desea mostrar sólo un rango del archivo de los pesos de

las mezclas se establece el identificador de inicio del intervalo.
mixwe − Si se desea mostrar sólo un rango del archivo de los pesos de

las mezclas se establece el identificador de fin del intervalo.
gaufn − Muestra el contenido de un archivo de parámetros Gaussianos.

Puede ser el de las medias o el de las variancias
fullgaufn − Muestra el contendido de un archivo que tenga matrices de

covariancias completas (no diagonales).
gaucntfn − Muestra el contenido de un archivo de vectores de pesos de

parámetros Gaussianos.
regmatcntfn − Muestra el contenido de un archivo de conteo de matrices de

regresión obtenidas por MLLR
ldafn − Muestra el contenido de un archivo de transformación por

LDA.
moddeffn − Muestra el archivo de definición del HMM.
lambdafn − Muestra el archivo de pesos interpolados.
lambdamin 0 Muestra los pesos de interpolación mayores o iguales al indi-

cado por esta bandera.
lambdamax 1 Muestra los pesos de interpolación menores o iguales al indi-

cado por esta bandera.

Tabla E.2: Parámetros de printp.

Bandera Default Descripción
cpopsfn − Nombre del archivo de mapa de operaciones de copia.
imixwfn − Nombre del archivo de pesos mixtos de estrada (Input

mixing weight file).
omixwfn − Archivo de pesos mixtos de salida.
nmixwout − Número de arreglos de pesos mixtos en el archivo de

salida.
itmatfn − Archivo de entrada de la matriz de transición.
otmatfn − Archivo de salida de la matriz de transición.
ntmatout − Número de matrices de transición en el archivo de sal-

ida.
igaufn − Archivo de entrada de los parámetros de la densidad

Gaussiana. Es decir, el archivo de entrada con la media
(o variancia) inicializada.

ogaufn − Archivo de salida de los parámetros de la densidad
Gaussiana. Esto es, el archivo de salida con la media
(o variancia) inicializada.

ncbout − Número de codebooks en el archivo de salida. Número
de estados por HMM por cada fonema. (ej, total del
número de estados).

feat

c/1..L− 1/,
d/1..L− 1/,
c/0/d/0/dd/0/,
dd/1..L− 1/

Flujo de caracteŕısticas a usar. Véase el apéndice C.

Tabla E.3: Parámetros de cp parm.



160

Bandera Default Descripción
ninc 1 Indica el número de Gaussianas (por estado) a dividir. Gene-

ralmente potencia de 2. No se necesita aumentar al doble el
número de Gaussianas, se pueden especificar otros números,
tan grandes como el número de Gaussianas que se tiene ac-
tualmente. Este es un número entero positivo. El número de
Gaussianas resultante será: n densidades actuales+ ninc.

ceplen 13 Tamaño del vector de caracteŕısticas base.
dcountfn − Archivo de entrada de los pesos mixtos.
inmixwfn − Archivo de entrada de los pesos mixtos para todas las

den/mix.
outmixwfn − Archivo de salida de los pesos mixtos.
itmatfn − Archivo de entrada de la matriz de transición.
otmatfn − Archivo de salida de la matriz de transición.
inmeanfn − Archivo de entrada de las medias.
outmeanfn − Archivo de salida de las medias.
invarfn − Archivo de entrada de las variancias.
outvarfn − Archivo de salida de las variancias.
feat − Flujo de caracteŕısticas a usar. Véase el apéndice C

Tabla E.4: Parámetros de inc comp.

Bandera Default Descripción
phnlstfn - Nombre del archivo con la lista de los fonemas .
inCImdef - Nombre del archivo de definición del modelo CI que se usa

como entrada (si de ha dado el argumento phnlstfn se ignora
su valor).

triphnlstfn - Nombre del archivo de trifonemas para Sphinx 3 (si se han
dado los argumentos phnlstfn ó inCImdef se ignora su valor).

inCDmdef - Nombre del archivo de definición del modelo CD que se usa co-
mo entrada (si se han dado los argumentos phnlstfn, inCImdef
ó triphnlstfn se ignora su valor).

dictfn - Nombre del archivo de diccionario de palabras.
fdictfn - Nombre del archivo de diccionario de relleno.
lsnfn - Nombre del archivo de transcripción.
n state pm 3 Número de estados por HMM en los modelos que se desean

entrenar.
ocountfn - Nombre del archivo de salida del conteo de fonemas y de tri-

fonemas.
ocimdef - Nombre del archivo de salida para la definición del modelo CI.
oalltphnmdef - Nombre del archivo de salida para la definición del modelo de

todos los trifonemas .
ountiedmdef - Nombre del archivo de salida para la definición del modelo no

ligado.
minocc 1 Número mı́nimo de ocurrencias de un trifonema para ser con-

templado o incluido en el archivo de definición del modelo
(mdef).

maxtriphone 100000 Numero máximo de trifonemas deseado en el archivo mdef.

Tabla E.5: Parámetros de mk mdef gen
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Bandera Default Descripción
srate − Frecuencia de muestreo de la señal de entrada.
frate 100 Indica que tan rápido se mueve la ventana. Se hace en´térmi-

nos del número de muestras.
wlen 0.025625 El tamaño de la ventana de Hamming en segundos.
nfft 512 Tamaño de la FFT.
nfilt 40 Numero de filtros utilizado en el banco de filtros.
ncep 13 Numero de coeficientes cesptral incluyendo el coeficiente de

enerǵıa en el vector de caracteŕısticas.
alpha 0.97 Valor del coeficiente de preéfasis (α).
lowerf 133.33334 Frecuencia más baja del filtro de menor orden en el banco de

filtros.
upperf 6855.4976 Frecuencia más alta del filtro de mayor orden en el banco de

filtros.
wlen 0.025625 El tamaño de la ventana de Hamming en segundos.
i − Nombre de un sólo archivo de audio que se usa como entrada.
o − Nombre de un sólo archivo de audio que se usa como salida.
c − Archivo de control para procesamiento en modo batch.
nskip − Si se especifica un archivo de control, indica el número de

locuciones que se deben de saltar a partir del inicio del archivo.
runlen − Si se especifica un archivo de control, indica el número de

locuciones que se deben de procesar a partir del inicio del
archivo. (véase también nskip).

di − Directorio de entrada. Si es definido, los nombres de los
archivos de entrada son relativos a éste

ei − Extensión que se añade a los archivos de entrada.
do − Directorio de salida. Si es definido, los nombres de los archivos

de salida son relativos a éste.
eo − Extensión que se añade a los archivos de salida.
nist no Define el formato de entrada de los datos como NIST.
raw no Define el formato de entrado de los datos como datos brutos

en binario (raw).
mswav no Define el formato de entrada de los datos como Microsoft Wav.
input endian little Indica si los datos de entrada se encuentran en big endian o

little endian. Se ignora con las banderas nist y mswav.
nchans 1 Número de canales que se manejan. Se asumen muestras en-

trelazadas.
whichchan 1 Número de canal a procesar.
logspec no Genera archivos logcepstral en lugar de cepstral.
feat sphinx Indica que los archivos de entrada están en el formato que

maneja Sphinx (big endian).
mach endian little Indica si la máquina trabaja con big endian o con little endian.
doublebw no Utiliza filtros de doble ancho de banda. Equivale a tomar una

frecuencia central.
warp type inverse linear Tipo de función de ajuste o contorno.
warp params − Parámetros que definen la función de ajuste.
blocksize 200000 Tamaño del bloque. Limita el número máximo de muestras

utilizadas en el tiempo cuando se leen archivos de audio de
gran duración.

dither no Añade ruido de 1/2−bit. Esta opción es útil para la decod-
ificación de la señal debido a que las tramas que contengan
solamente ceros podŕıan causar que el frontend caiga en una
condición de división entre cero.

seed −1 Semilla del generador de ruido aleatorio.
verbose no Muestra los archivos de entrada.

Tabla E.6: Parámetros de wave2feat.
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Bandera Default Descripción
moddeffn − Archivo de definición del modelo CI.
meanfn − Archivo de las medias CI.
varfn − Nombre del archivo de las variancias CI.
mixwfn − Archivo de los pesos mixtos CI.
npermute 6 Un algoritmo de agrupamiento (clustering) abajo-arriba

(bottom-up) y de arriba-abajo (top-down), escrito por Rita
Singh, se usa para agrupar los fonemas en clases. Los fonemas
son agrupados usando el agrupamiento abajo-arriba hasta que
se obtengan npermute clases. Las npermute clases son parti-
cionadas en forma exhaustiva en dos clases y evaluadas para
identificar la partición óptima del conjunto entero de fonemas
en dos grupos. Para generar un árbol completo, se lleva a cabo
un proceso idéntico, que es ejecutado recursivamente en cada
uno de esos dos grupos. El valor de npermute t́ıpicamente se
encuentra entre 8 y 12 . Valores pequeños en npermute resul-
tan en un agrupamiento sub-óptimo. Valores grandes resultan
computacionalmente prohibidos.

niter 0 El agrupamiento abajo-arriba (bottom-up) y de arriba-abajo
(top-down) puede ser iterado para obtener grupos que sean
más óptimos. niter establece el número de iteraciones a eje-
cutar. El valor t́ıpico de niter es 1 ó 2, puesto que el agru-
pamiento se satura después de 2 iteraciones.

qstperstt 8 El algoritmo agrupa distribuciones de estados correspondien-
te a cada estado de los HMM de los fonemas CI para generar
las preguntas lingǘısticas. De esta forma, todos los primeros
estados son agrupados para generar un subconjunto de pre-
guntas y los segundos estados son agrupados para generar
un segundo subconjunto y aśı sucesivamente. El valor dado
a qstperstt determina cuantas preguntas son generadas para
agrupar cualquier estado. T́ıpicamente este valor se establece
a un número entre 20 y 25.

varfloor 1.0e− 08 Valor mı́nimo de las variancias.
questfn − Archivo de salida de las preguntas lingǘısticas.
fullvar no El archivo de variancias contiene matrices de covariancia com-

pletas (no diagonales).

Tabla E.7: Parámetros de make quests.
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Bandera Default Descripción
treefn − Nombre del archivo de salida para almacenar los árboles pro-

ducidos. Se debe proporcionar la ruta completa.
moddeffn − Archivo de definición del modelo no ligado CD.
ts2cbfn .semi. Tipo de modelos que se esta entrenando. Para el caso continuo

se debe escribir .cont., para el caso semicontinuo .semi.
mixwfn − Archivo de pesos mixtos del modelo no ligado CD.
meanfn − Archivo de las medias del modelo no ligado CD.
varfn − Archivo de las variancias del modelo no ligado CD.
varfloor 0.00001 Valor mı́nimo de la variancia.
mwfloor 1e− 4 Valor mı́nimo de los pesos mixtos. Cantidades más pequeñas a

este valor, son cambiadas a este mı́nimo valor. Un valor t́ıpico
podŕıa ser 1e− 8.

psetfn − Archivo de preguntas lingǘısticas.
phone − Fonema CI para el que desea construir el árbol de decisión.
state − Posición del estado HMM para el cual se desea construir el

árbol de decisión. Para un modelo de 3 estados HMM, este
valor puede ser 0, 1 ó 2. Para un modelo de 5 estados HMM,
este valor puede ser 0, 1, 2, 3, ó 4, y aśı sucesivamente para el
modelo de n estados HMM.

stwt − Pesos de los estados vecinos. Esta bandera necesita una cade-
na de números igual al número de estados HMM, por ejemp-
lo, si se utilizan 5 estados HMM, entonces los argumentos de
esta bandera pueden ser -stwt 1.00.30.10.010.001. Cada uno
de esos números especifica el peso dado a las distribuciones
del estado, cuando se construye del árbol, comenzando con el
estado actual. El segundo número especifica el peso dado a
los estados inmediatamente adyacentes al estado actual (si es
que existe alguno), el tercer número especifica el peso dado
a estados adyacentes que son removidos de aquellos estados
inmediatos adyacentes (si es que existe alguno), y aśı suce-
sivamente. Un conjunto t́ıpico de valores para modelos de 5
estados HMM es 1.00.30.10.010.001.

ssplitmin 1 Las preguntas complejas son construidas para el árbol de de-
cisión. En primer lugar se construye un ”pre-árbol” usando las
preguntas lingǘısticas en el archivo de preguntas. El número
mı́nimo de bifurcaciones en este árbol es dado por ssplitmin.
Este valor no debe ser mas bajo que 1.

ssplitmax 5 El número máximo de bifurcaciones en el árbol simple, antes
que éste sea usado para construir las preguntas complejas.
Este número se establece t́ıpicamente a 7. Valores más grandes
serán más intensivos computacionalmente. El valor dado no
debe ser menor a ssplitmin.

ssplitthr 8e− 4 Aumento mı́nimo en la probabilidad para ser considerado en
una bifurcación en el árbol simple. T́ıpicamente se establece a
un número muy pequeño, más grande ó igual a 0.

csplitmin 1 El número mı́nimo de bifurcaciones en el árbol de decisión.
Este valor no debe ser menor a 1.

csplitmax 100 El máximo número de bifurcaciones en el árbol de decisión.
Éste debe ser computacionalmente tan grande como sea posi-
ble . Un valor t́ıpico puede ser 2000.

csplitthr 8e− 4 El incremento mı́nimo en la probabilidad a ser considerada
para una bifurcación en el árbol de decisión. T́ıpicamente se
establecen valores muy pequeños, mayores ó iguales a 0.

cntthresh 0.00001 Número mı́nimo de observaciones en un estado para que éste
sea considerado en el proceso de construcción del árbol de
decisión. Se ignoran todos los estados con el número de obser-
vaciones menores a este valor.

Tabla E.8: Parámetros de bldtree.
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Bandera Default Descripción
imoddeffn − Archivo de definición del modelo con todos los trifonemas.
omoddeffn − Archivo de definición del modelo ligado CD.
treedir − Directorio donde se almacenan los archivos de árboles de de-

cisión recortados o podados.
psetfn − Archivo de preguntas lingǘısticas.

Tabla E.9: Parámetros de la aplicación tiestate.

Bandera Default Descripción
itreedir − Directorio en el que se encuentran almacenados todos los

árboles de decisión.
nseno − Número de senones que se desea entrenar.
otreedir − Nombre del directorio para almacenar los árboles de decisión

podados.
moddeffn − Archivo de definición del modelo no ligado CD (CD untied

file) .
psetfn − Archivo de preguntas lingǘısticas.
minocc 0.0 Número mı́nimo de observaciones en el estado ligado dado. Si

hay pocas observaciones, las ramas correspondientes al esta-
do ligado se recortan por defecto. Este valor nunca debe ser
cero, de lo contrario se obtendrán senones con ninguna infor-
mación para entrenar, puesto que son observados cero veces
en el conjunto de entrenamiento.

Tabla E.10: Parámetros de prunetree.

Bandera Default Descripción
moddeffn − El nombre del archivo de definición del modelo para Sphinx 3

(vea mk_model_def )
mixwfn − Nombre del archivo en donde se almacenará los pesos mixtos

(mixture_weights ) para Sphinx 3
topo − Un archivo de plantilla para la matriz de topoloǵıa del HMM

(vea el script make_topology.pl )
tmatfn − Nombre del archivo donde desea escribir las matrices de tran-

sición inicializadas (transition_matrix )
nstream 4 Numero de flujos de caracteŕısticas independientes, para mo-

delos continuos este debe de establecerse a 1.
ndensity 256 Numero de densidades gaussianas por cada estado. Para mo-

delos CI este número debe establecerse a 1.

Tabla E.11: Parámetros de la aplicación mk flat.
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Bandera Default Descripción
moddeffn − El nombre del archivo de definición del modelo para Sphinx 3

(vea mk_model_def )
ts2cbfn − Nombre del archivo para establecer relaciones de estados li-

gados a codebook (tied-state-tocodebook). Esta bandera debe
ser establecida a ”.cont” si se está entrenando modelos contin-
uos, y a ”.semi” si se está entrenando con modelos semicon-
tinuos, sin las dobles comillas.

accumdir − Directorio donde se desea escribir el buffer intermedio
meanfn − Nombre del archivo en el cual desea escribir la media global.
ctlfn − Archivo de control de cuerpo de entrenamiento
nskip − Si se especifica un archivo de control, indica el número de

locuciones que se deben de saltar a partir del inicio del archivo.
runlen − Si se especifica un archivo de control, indica el número de

locuciones que se deben de procesar a partir del inicio del
archivo. (véase también nskip).

part − Numero de la parte. Identifica el numero de parte del cuerpo
(rango de 1..NPART )

npart − Total de número de partes.
lsnfn − - Nombre del archivo de trascripción.
dictfn − Archivo que contiene el diccionario de palabras.
fdictfn − Diccionario de palabras de relleno .
segdir − - Ruta del directorio ráız del archivo de segmentación de es-

tados en el cuerpo de entrenamiento.
scaleseg no Escala de segmentación existente para ajustar el nuevo

parámetro de longitud del flujo.
segext v8 seg Extensión de los archivos de segmentación de estados en el

cuerpo de entrenamiento.
cepdir − Directorio ráız de los archivos cepstral del cuerpo de entre-

namiento. Esta dirección se agregará a todas las rutas en el
archivo de control.

cepext mfc Extensión de los archivos cepstral del cuerpo de entrenamien-
to.

silcomp none Realizar la compresión de silencio. Sus posibles valores son
current, sildelfn, none. Con current elimina las tramas que
tienen enerǵıa menor a un umbral calculado mediante un por-
centaje de la enerǵıa normalizada. Con sildelfn se elimina un
número de de tramas por dos arreglos, uno para el comienzo
de la eliminación y el otro para el fin. none no elimina silencios

feat − Tipo de caracteŕısticas. Control para definir el algoritmo de
extracción de caracteŕısticas que debe usarse. Debe de ser
cualquiera de los valores indicados en el apéndice C.

ceplen 13 Dimensión de los vectores cepstral
agc max Control automático de ganancia (noise, max, emax, none).
cmn current Control de normalización de la media, los valores posibles son:

(current, prior y none ).
varnorm no Control de normalización de la variancia (yes/no).

Tabla E.12: Parámetros de la aplicación init gau
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Bandera Default Descripción
srcmoddeffn − Archivo fuente de definición del modelo CI.
srcts2cbfn − Tipo de entrenamiento del archivo fuente: continuo (.cont.) o

semicontinuo (.semi.).
src mixwfn − Archivo fuente de los pesos mixtos CI
src meanfn − Archivo fuente de las medias CI.
src varfn − Archivo fuente de las variancias CI
src tmatfn − Archivo fuente de las matrices de transición CI.
dest moddeffn − Archivo destino de definición del modelo CD.
dest ts2cbfn − Tipo de entrenamiento del archivo de destino: continuo

(.count.) o semicontinuo (.semi.).
dest mixwfn − Archivo destino de los pesos mixtos CD.
dest meanfn − Archivo destino de las medias CD.
dest varfn − Archivo destino de las variancias CD.
dest tmatfn − Archivo destino de las matrices de transición CD.
feat 1s 12c 12d 3p 12dd Tipo de flujo de caracteŕısticas. Véase el apéndice C.
fullvar no Tanto el archivo de origen y el de destino contienen matrices

de covariancia completas (no diagonales).
ceplen 13 Dimensión de los vectores cepstral.

Tabla E.13: Parámetros de init mixw.

Bandera Default Descripción
accumdir - Directorios de los buffers donde se encuentra la suma para la media.
meanfn - Archivo en el cual desea guardar la media global. Archivo de la media de la

densidad gaussiana (si existe).
feat - Tipo de flujos de caracteŕısticas. Véase el apéndice C.
ceplen - Dimensión de los vectores caracteŕısticos base.
oaccumdir - Ruta de la carpeta que contiene todas las sumas restimadas.
tmatfn - Archivo de la matriz de probabilidades de transición para producir (si existe).
mixwfn - Archivo de pesos mixtos para producir (si existe).
varfn - Archivo en donde se desea almacenar la variancia de la densidad gaussiana

(si existe).
regmatfn - Archivo en donde se almacenan las matrices de regresión MLLR (si existe).
dcountfn - Archivo a crearse para la contar las densidades gaussianas.
inmixwfn - Usa los pesos mixtos de este archivo si nunca se observan.
inmeanfn - Usa la media de este archivo si nunca se observa.
invarfn - Usa la variancia de este archivo si nunca se observa
ifullvar no Las variancias están dadas como matrices de covariancia completas (no dia-

gonales).
tiedvar no Liga todas las matrices de covariancia.

Tabla E.14: Parámetros de la aplicación norm.



167

Bandera Default Descripción
moddeffn − Archivo de definición del modelo para el inventario del modelo a entrenar (CI,

no ligados CD, CD ligados).
ts2cbfn − Nombre del archivo para para establecer relaciones de estados ligados a code-

book (tied-state-tocodebook). Esta bandera debe ser establecida a ”.cont” si
se está entrenando modelos continuos, y a ”.semi” si se está entrenando con
modelos semicontinuos, sin las dobles comillas.

mixwfn − Nombre del archivo en donde los pesos mixtos son almacenados de la iteración
previa. Se debe proporcionar la ruta absoluta.

mwfloor 0.00001 Valor mı́nimo de los pesos mixtos. Cualquier número por debajo de este valor
mı́nimo se establece a este valor.

tmatfn − Nombre del archivo en cuál las matrices de transición son almacenadas de la
iteración previa. Se debe proporcionar la ruta absoluta.

tpfloor 0.0001 Valor mı́nimo de las probabilidades de transición. Cualquier número debajo
del este valor mı́nimo se establece a este valor.

meanfn − Nombre del archivo en el que las medias son almacenadas en la iteración
previa. Se debe proporcionar la ruta absoluta.

varfn − Nombre del archivo donde se almacenaron las variancias en la iteración previa.
Se debe proporcionar la ruta absoluta.

dictfn − Archivo que contiene el diccionario de palabras.
fdictfn − Diccionario de palabras de relleno .
ctlfn − Archivo de control del cuerpo del entrenamiento.
nskip − Si se especifica un archivo de control, indica el número de locuciones que se

deben de saltar a partir del inicio del archivo.
runlen − Si se especifica un archivo de control, indica el número de locuciones que se

deben de procesar a partir del inicio del archivo. (véase también nskip).
part − El corpus de entrenamiento se puede dividir en N partes iguales con solo

establecer la bandera part. Si hay M pronunciaciones en su archivo de control,
entonces se podrá correr el entrenamiento separadamente en cada (M/N)
partes. Esta bandera puede ser establecida para especificar cual de esas partes
desea entrenar actualmente. Por ejemplo, śı el número total de partes es 3,
esta bandera puede tomar uno de los valores 1, 2 ó 3.

npart − Número de partes en el cual desea dividir el corpus de entrenamiento.
cepdir − Directorio donde se almacenan los archivos de caracteŕısticas.
cepext mfc La extensión que viene después del nombre listado en el archivo de control.

Por ejemplo, se puede tener un archivo llamado a/b/c.d y en el archivo de
controlla puede tener la ĺınea a/b/c. Entonces esta bandera debe darse como
argumento ”d”, sin las dobles comillas o el punto antes de ésta.

segdir − Ruta del directorio ráız del archivo de segmentación de estados.
sentdir − Ruta del directorio del archivo de transcripción.
sentext sent La extensión del archivo de transcripción.
lsnfn − Nombre del archivo de trascripción.
accumdir − Directorio donde se almacenarán los resultados intermedios de cada parte del

entrenamiento. Si tiene T medias para estimar, entonces el tamaño del buffer
de la media de la parte actual del entrenamiento, será T ∗ 4 bytes. De igual
forma serán los buffers para la variancia, para los pesos mixtos y para las
matrices de transición.

varfloor 0.00001 Valor mı́nimo permitido de la varianxia.
topn 4 Número de Gaussianas a considerar para el cálculo de la probabilidad de cada

estado. Por ejemplo, si tiene 8 modelos de gaussianas/estado y topn es 4,
entonces las 4 gaussianas más probables son usadas.

abeam 1e− 100 Evalua los valores alfa del algoritmo hacia adelante con respecto al ancho de
este haz (beam) (Forward Beamwidth).

bbeam 1e− 100 Evalúa los valores beta del algoritmo hacia atrás (Actualización de las
sumas de restimación) con respecto al ancho de este haz (beam) (Backward
Beamwidth).

agc max El tipo de control automático de la ganancia que se realizará (max o emax).
cmn current Normalización de la media de los cepstral basado en la pronunciación actual

o previa (current o prior).

Tabla E.15: Parámetros de bw.



168

Bandera Default Descripción
varnorm no Indica si se realiza la normalización de la variancia (yes/no)
silcomp none Realizar la compresión de silencio basado en la pronunciación actual o previa

(current o prior).
meanreest yes Reestimación de la media.
varreest yes Reestimación de la variancia.
mixwreest yes Reestimación de los pesos mixtos.
tmatreest yes Reestimación de las matrices de transición.
timing yes Determina si la información de tiempo es desplegada
viterbi no Determina si el entrenamiento esta efectuado
2passvar no Estableciendo esta bandera a ”yes” permite que bw use las medias previas

en la estimación de la variancia. La variancia actual se estima como E[(x −
media previa)2]. Si esta bandera es establecida a ”no” la estimación actual
de las medias son usadas para estimar las variancias. Esto necesita que la
estimación de la variancia se realice como E{x2} − E{x}2, un estimador
inestable que algunas veces resulta en estimaciones negativas de la variancia
debido a la precisión aritmética.

sildelfn − Archivo que especifica las tramas de silencio de fondo a borrar.
spthresh 0.0 La mı́nima probabilidad posterior del estado para re-estimar. Los estados

abajo de este valor no son contados.
maxuttlen 0 Máximo número de tramas para una pronunciación (0 significa que no hay

ĺımite fijo).
ckptintv − Punto de control de suma de reestimación de cada ckptintv pronunciaciones.

Realiza un almacenamiento de la acumulación para los parámetros de esti-
mación cadas n pronunciaciones, donde n es el valor dado a este argumento.

ceplen 13 Longitud de los vectores de caracteŕısticas básicos
feat − Configuración de las vectores de caracteŕısticas. Véase el apéndice C.

Tabla E.16: Parámetros de bw (cont.).



Apéndice F

Arquitectura de software de
Sphinx Decoder

La arquitectura de software del decodificador de Sphinx se presenta en la
figura F.1.

Figura F.1: Arquitectura de software del decodificador de Sphinx .

Bandera Default Descripción
ctrlfile − Archivo de control que contiene la lista de los nombres de todos los

audios que se van a usar durante la prueba.
rawdir − Directorio donde se encuentran todas las grabaciones para la prueba

que deben ser convertidas a formato raw.
cfgfile − archivo de configuración del decodificador. Contiene las banderas

necesarias para que se efectúe el reconocimiento. Las banderas se de-
tallan en las tablas F.2 y F.3.

Tabla F.1: Parámetros de la aplicación sphinx3 livepretend.
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Bandera Default Descripción
mdef − Archivo de entrada de definición del modelo .
mean − Archivo de entrada de las medias de las mezclas Gaussianas.
var − Archivo de entrada de las variancias de las mezclas Gaussianas.
mixw − Archivo de entrada de los pesos mixtos de los senones
tmat − Archivo de entrada de las matrices de transición.
subvq − Modelo acústico en la forma de subvector cuantizado
hmm − Archivos del modelo acústico. Se podŕıa especificar el mo-

delo acústico solamente con la opción hmm. Los valores por
omisión para los componentes HMM son means, variances,
mixture_weights,transition_matricesy mdef(la definición del mo-
delo).

dict − Archivo que contiene el diccionario de palabras.
fdict − Diccionario de palabras de relleno .
lm − Archivo de entrada del modelo del lenguaje basado en trigramas. Se

podŕıa especificar el modelo del lenguaje ya sea mediante un archivo
binario de descarga (binary dump file) o por medio de un archivo de
texto usando lm.

lmctlfn − Se podŕıa especificar un conjunto de clases basadas en el modelo del
lenguaje con la opción lmctlfn.

lminmemory 0 Por omisión, el modelo del lenguaje se accede principalmente desde
el disco duro mediante un mecanismo de caché. Se podŕıa habilitar
que se activara este comportamiento en el modo de memoria completa
especificando la opción lminmemory.

lmname − Nombre del modelo del lenguaje en la opción lmctlfn para ser uti-
lizado por todas las pronunciaciones.

fillpen − Archivo de entrada de las probabilidades de relleno. Se utiliza en lugar
de silpen y de noisepen

fillprob 0.1 Valor por omisión de la probabilidad de una palabra de relleno.
silprob 0.1 Valor por omisión de la probabilidad del silencio.
hypseg − Archivo de hipótesis de salida con puntajes y segmentaciones detalla-

das.
hypsegfmt 0 Especifica el formato de segmentación. 0:Sphinx 3 , 1: Sphinx 2 o

2:NIST CTM
hypsegscore unscale 1 Cuando se despliegan los resultados, elegir si se quita el escalamiento

hacia atrás del puntaje acústico con la mejor ruta en una trama.
hyp − Archivo con los resultados del reconocimiento que sólo contiene pala-

bras.
cmn current Normalización de la media de los cepstral basado en la pronunciación

actual o previa (current o prior).
agc max El tipo de control automático de la ganancia para c0 que se reali-

zará (max o none).
varnorm no Indica si se realiza la normalización de la variancia (yes/no)
lowerf 133.33334 Frecuencia más baja del filtro de menor orden en el banco de filtros.
upperf 6855.4976 Frecuencia más alta del filtro de mayor orden en el banco de filtros.
nfilt 40 Numero de filtros utilizado en el banco de filtros.
samprate 16000.0 Frecuencia de muestreo de la señal de entrada. Solamente toma valores

8000 y 16000 Hz.
ctlfn − Archivo de control de las pronunciaciones a ser procesadas.
ctl lm − (No se usa en los modos 2 y 3) Archivo de control que lista los corres-

pondientes LMS en cada pronunciación.
ctl mllr − Archivo de control que lista las correpondientes matriz MLLR para

una pronunciación.
mllr sent Matriz de transformación MLLR que será aplicada a las medias de las

mezclas Gaussianas.
cb2mllr .1cls. Archivo de la relación de la matriz de transformación de senón a

MLLR.
bestpath 0 Decide si recorre o no la mejor ruta en la búsqueda sobre el DAG

después de llevar a cabo el algoritmo de Viterbi pass hacia adelante.
Es aplicable para los modos de búsqueda 3 (léxico plano) y 4 (árbol
de léxico). En el segundo paso controla la búsqueda por mejor ruta.

Tabla F.2: Parámetros de configuración de sphinx3 livepretend.
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Bandera Default Descripción
bestpathlw − Peso del lenguaje para la mejor ruta en el DAG. Por omisión es el

mismo valor que lw. Es aplicable para los modos de búsqueda 3 y 4.
En el segundo paso controla la búsqueda por mejor ruta.

ctloffset 0 Número de pronunciaciones que serán saltadas desde el inicio del
archivo de control.

ctlcount 1000000000 Número de pronunciaciones que serán procesadas después de haber
saltado ctloffset entradas.

outlatdir − Directorio en el cuál se colocarán las celośıas de palabras.
latext lat.gz Extensión de los archivos donde se colocarán las celośıas de palabras.

Por omisión es archivo de tipo comprimido gzip.
beam 1.0e− 55 Determina que HMMs permanecen activos en cualquier punto o

trama durante el reconocimiento. Se basa en el método de mejor
puntaje obtenido en cada estado de cada HMM. Su rango ocupa
[0(másamplio)..1(másestrecho)

pbeam 1.0e− 50 Determina que HMMs activo puede hacer transiciones hacia sus suce-
sores en el árbol léxico en cualquier trama. Se basa en el pun-
taje del estado de salida de un HMM de origen. Su rango ocupa
[0(másamplio)..1(másestrecho)

wbeam 1.0e− 35 Determina que palabras se reconocen en cualquier trama durante
la decodificación. Se basa en los puntajes del estado de salida de
un nodo hoja de los HMMs en el árbol de léxico. Su rango ocupa
[0(másamplio)..1(másestrecho)

subvqbeam 3.0e− 30 Para cada senón y su modelo acústico subyacente, determina
sus componentes de la mezcla en cada trama. Su rango ocupa
[0(másamplio)..1(másestrecho).

maxhmmpf 20 (Sólo se utiliza en los modos 4 y 5) Determina el número aproximado
de HMMs que pueden permanecer activos en cada trama.

maxhistpf 100 (Sólo se utiliza en los modos 4 y 5) Controla el número de los distintos
historiales de palabras que son grabados en cada trama.

maxwpf − Controla el número de palabras distintas que son reconocidas en
cualquier trama.

ci pbeam 1e− 80 Habilita un cómputo en 2 pasadas donde los modelos CI fueron
obtenidos primero y luego los modelos CD. Si se utiliza éste haz
(beam), únicamente se calcularán los modelos CD que correspon-
dan con los modelos CI dentro del haz (beam), es decir, aquellos
que tengan los puntajes máximos en los modelos CI. Su rango ocupa
[0(másamplio)..1(másestrecho)

max cdsenpf 100000 Es similar a ci pbeam pero el haz (beam) se decide por un número
absoluto de senones computados.

ds 1 Radio de submuestreo en el cómputo de la trama.
lw 9.5 Peso del lenguaje.
wip 0.7 Penalización por inserción de palabra.
Nlextree 3 (Modo 4 solamente) Número de instancias del árbol léxico. Las en-

tradas a ellas deben estar escalonadas en tiempo.
rawext − Directorio donde se almacenan los archivos de caracteŕısticas.
feat 1s c d dd Configuración de las vectores de caracteŕısticas. Véase el apéndice C.
logbase 1.0003 Base en la cuál son calculadas todas las probabilidades logaŕıtmicas.

Tabla F.3: Parámetros de configuración de sphinx3 livepretend (cont.).
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agc max El tipo de control automático de la ganancia para c0 que se reali-

zará (max o none).
beam 1.0e− 64 Haz de recorte principal que se aplica a los trifonemas en la búsqueda

hacia adelante.
cb2mllr .1cls. Archivo de la relación de la matriz de transformación de senón a

MLLR.
cepdir − Directorio para los archivos cepstral que se usan como entradas. Se

fija de antemano en la espcificaciones dadas en el archivo de control.
cepext mfc Extensión de los archivos cepstral que se usan como entradas. Se fija

de antemano en la espcificaciones dadas en el archivo de control.
cmn current Normalización de la media de los cepstral basado en la pronunciación

actual o previa (current o prior).
ctl − Archivo de control de las pronunciaciones a ser procesadas.
ctloffset 0 Número de pronunciaciones que serán saltadas desde el inicio del

archivo de control.
ctlcount 1000000000 Número de pronunciaciones que serán procesadas después de haber

saltado ctloffset entradas.
ctl mllr − Archivo de control que lista las correpondientes matriz MLLR para

una pronunciación.
dict − Archivo que contiene el diccionario de palabras.
fdict − Diccionario de palabras de relleno .
feat 1s c d dd Configuración de las vectores de caracteŕısticas. Véase el apéndice C.
hmm − Archivos del modelo acústico. Se podŕıa especificar el mo-

delo acústico solamente con la opción hmm. Los valores por
omisión para los componentes HMM son means, variances,
mixture_weights,transition_matricesy mdef(la definición del mo-
delo).

hyp − Archivo con los resultados del reconocimiento que sólo contiene pala-
bras.

hypseg − Archivo de hipótesis resultantes con puntajes y segmentaciones deta-
lladas.

hypsegfmt 0 Especifica el formato de segmentación. 0:Sphinx 3 , 1: Sphinx 2 o
2:NIST CTM

insent − Archivo de transcripciones de entradas correspondientes al archivo de
control.

insertsil 1 Indica si se insertan silencios y rellenos opcionales entre las palabras.
lambda − Archivos de entrada de parámetros de pesos de interpolación de los

senones CD/CI.
log3table 1 Determina si se utiliza una tabla logs3 o se calculan los valores en

tiempo de ejecución.
logbase 1.0003 Base en la cuál son calculadas todas las probabilidades logaŕıtmicas.
logfn − Archivo de registro. Salida estándar de información y de errores .
lts mismatch 0 Utiliza las reglas letra a sonido (letter-to-sound rules o LTS) del dic-

cionario CMU para generar pronunciaciones para las palabras del mo-
delo del lenguaje que no aparecen en el diccionario. Se asume que el
conjunto de fonemas en el archivo de definición del modelo y en el
diccionario de pronunciación usan las mismas reglas LTS.

mdef − Archivo de entrada de definición del modelo .
mean − Archivo de entrada de las medias de las mezclas Gaussianas.

Tabla F.4: Parámetros de la aplicación sphinx3 align.
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mixw − Archivo de entrada de los pesos mixtos de los senones.
mixwfloor 0.0000001 Valor mı́nimo de los pesos mixtos de los senones. Se aplica al archivo

de entrada de los pesos mixtos de los senones
mllr − Matriz de transformación MLLR que será aplicada a las medias de las

mezclas Gaussianas.
outsent − Archivo de transcripción de salida con las pronunciaciones exactas.
senmgau .cont. Relación del archivo de mezclas Gaussianas con los senones. Valores

semi. o .cont.
stsegdir − Directorio de salida para los archivos de segmentación (opcional).
tmat − Archivo de entrada de las matrices de transición.
tmatfloor 0.0001 Valor mı́nimo de las matrices de transición.
var − Archivo de entrada de las variancias de las mezclas Gaussianas.
varfloor 0.0001 Valor mı́nimo de las variancias de las mezclas Gaussianas.
varnorm no Indica si se realiza la normalización de la variancia (yes/no)
wdsegdir − Directorio de salida para los archivos de segmentación de palabras

(Opcional).

Tabla F.5: Parámetros de la aplicación sphinx3 align (cont.).
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[24] Lee, Kai. Fu, et. ali. The Sphinx Speech Recognition System.
Computer Science Department. Carnegie Mellon University.
Pittsburgh, 1999.

[25] Lee, Kai. Fu y Hsiao-Wen Hon. Large-vocabulary speaker-
independent continuous speech recognition using HMM In-
ternational Conference on Acoustics, Speech, and Signal Pro-
cessing 1988. ICASSP-88, 1988.

[26] Manning, C. D. y Schütze, H. Foundations of Statistical Na-
tural Language Processing. 6a. reimp. Massachussets. MIT.
2003.

[27] Martens, Jean-Pierre , Continuous Speech Recognition over
the Telephone, Final Report of COST Action 249, Electronic
& Information Systems, Ghent University, May 2000.

[28] Moreno, Iván. Manual de etiquetación del
Nivel POS (Part-of-Speech) del Corpus
DIMEx100. Instituto de Ingenieŕıa. UNAM.2006.
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