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Introducción

La Consulta Infantil y Juvenil 2000 del Instituto Federal Electoral es un
ejemplo de instrumento t́ıpico para recolección de información social y hu-
mana (experiencias, actitudes, intenciones, conductas, creencias, etc.), en es-
pecial cuando el tamaño de la muestra es superior al que un pequeño grupo
de entrevistadores podŕıa manejar. Este tipo de instrumentos suelen estar
conformados por reactivos objetivos, es decir con un número limitado de res-
puestas posibles a elegir, que se consideran indicadores de la existencia de
variables teóricas de interés para el estudio donde se utilice el instrumen-
to. En el caso de la consulta se espera que los reactivos que la conforman
sean representativos de las variables que mejor describan la experiencia en
formación ciudadana de los adolescentes participantes, y tal vez, que estas
variables se relacionen de tal manera que cumplan con supuestos teóricos
previos o sugieran nuevas hipótesis en cuanto a cómo se forma un ciudadano.

Tomando en cuenta lo anterior, este trabajo pretende ejemplificar como, a
través de herramientas de uso común para profesionales ajenos al área de la
estad́ıstica matemática, es posible obtener gran cantidad de información útil
para poner a prueba supuestos acerca de la construcción de instrumentos de
investigación social, aśı como para sugerir relaciones entre las variables de la
teoŕıa sobre la cual se realiza la investigación.

Por ejemplo, el Análisis de Componentes Principales es un método popu-
lar en las ciencias sociales para reducir el número de variables de trabajo,
y encontrar combinaciones lineales de las variables originales que aporten la
mayor cantidad de varianza, con el fin de validar instrumentos de investi-
gación a través de la exploración de grandes conjuntos de datos en búsqueda
de posibles estructuras para “análisis factoriales confirmatorios”. La popula-
ridad del método se debe principalmente a que es el default de muchos pa-
quetes estad́ısticos usuales de las ciencias sociales dentro de la clasificación
de “Análisis Factoriales” (a la cual no pertenece este método).

Sin embargo, a pesar de que muchos cient́ıficos sociales utilizan de manera
más o menos frecuente el análisis de componentes principales, e incluso reali-
zan rotaciones varimax en búsqueda de alternativas para una interpretación
más sencilla de los datos de salida; en muchas ocasiones existe gran cantidad
de información resumida en los Componentes Principales que es desaprove-
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chada por la falta de experiencia en el manejo de estos objetos.

En la aplicación presentada al final del trabajo se ilustra como los Com-
ponentes Principales pueden ser rotados para satisfacer distintos criterios
algebráicos que simplifican y clarifican la estructura de los datos; pueden ser
retransformados y rotados virtualmente para realizar exploraciones visuales,
a través de paquetes estad́ısticos comunes, en búsqueda de estructuras in-
teresantes o inesperadas; o bien, pueden ser objeto de otros tipos de análisis
estad́ısticos, como las pruebas de modelos de regresión, usando los compo-
nentes como materia prima de modelos adecuados para enriquecer las teoŕıas
sobre las cuáles se realiza la investigación social que requirió su extracción.

Aśı se hace evidente que, a pesar de las limitaciones teóricas que un cient́ıfico
social pudiera tener en la comprensión de modelos multivariados complejos,
los Componentes Principales, apoyados de un conjunto de técnicas de relativa
simplicidad y disponibles en la paqueteŕıa estad́ıstica de uso común, podŕıan
aportarle gran cantidad de información valiosa para su labor de investigación.
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Resumen

Este trabajo presenta el análisis estad́ıstico de una consulta nacional para
adolescentes, basándose en la técnica del Análisis de Componentes Princi-
pales. Para estos fines se realiza una revisión teórica de la técnica, de las
caracteŕısticas de los Componentes Principales y de otras relacionadas ı́nti-
mamente con ella.

De manera inicial se define a qué se llama Componentes Principales y se
describen los principios subyacentes a la técnica para su obtención; para
luego realizar una revisión de sus propiedades matemáticas y estad́ısticas.

Dada cierta similitud entre el Análisis de Componentes Principales y el
conjunto de procedimientos conocidos como Análisis Factorial, se procede
entonces a realizar una revisión de éstos últimos presentando diferencias y
similitudes entre ambos métodos, y enfocándose de manera particular en las
técnicas de rotación, como procedimiento que puede ser aplicado tanto a
Componentes Principales como a Factores.

La revisión continúa presentando un conjunto de criterios que pueden ser
usados para elegir el número adecuado de Componentes Principales a con-
servar al realizar el análisis, para después mostrar como, tras su obtención,
es posible realizar otros análisis en búsqueda de patrones informativos de los
Componentes, ejemplificando esto con la técnica conocida como “Projection
Pursuit”.

Para finalizar se presenta el análisis realizado sobre la consulta, ilustrando el
uso del método en cuestión, la búsqueda de patrones informativos, la explo-
ración gráfica de resultados y el apoyo en modelos de Regresión Multinomial
Loǵıstica para contar con la información suficiente para tomar decisiones
acerca de la calidad de la consulta como instrumento de medición social,
aśı como de posibles significados de sus resultados.
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Caṕıtulo 1

Análisis de Componentes
Principales

La idea central de realizar un análisis de componentes principales (ACP)
es reducir la dimensionalidad de un conjunto de datos consistente en un
número relativamente grande de variables correlacionadas, manteniendo en
cuanto sea posible la variación presente en el conjunto original. Esto se logra
transformando las variables originales en un nuevo conjunto de variables, los
componentes principales (CPs), los cuales no están correlacionados, y se en-
cuentran ordenados de tal manera que unos pocos de los primeros retienen
la mayor parte de la variación presente en el conjunto original.

1.1. Definición y derivación de componentes

principales

Supongamos que X es un vector de p variables aleatorias, y que las varianzas
de las p variables aleatorias y la estructura de covarianzas o correlaciones
entre las p variables son de interés. A menos que p sea pequeña, o que la
estructura sea muy simple, no seŕıa de mucha ayuda simplemente observar
las p varianzas y las 1

2
p(p−1) correlaciones o covarianzas. Una alternativa es

encontrar unas pocas (¿ p) variables derivadas tales que preserven la mayor
parte de la información dada por estas varianzas y que no estén correlacio-
nadas.
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A pesar de que un ACP no ignora las covarianzas o correlaciones, se con-
centra en varianzas. El primer paso es buscar una función lineal α′1X de
elementos de X que tenga varianza máxima, donde α1 es un vector de p
constantes α11, · · · , α1p tales que:

α′1X = α11x1 + · · ·+ α1pxp =

p∑
j=1

α1jxj

Ahora, se busca una función lineal α′2X no correlacionada con α′1X y con va-
rianza máxima, y aśı sucesivamente hasta el k-ésimo paso: hallar una función
α′kX de varianza máxima e independiente de α′1X, · · · , α′k−1X. La k-ésima
variable derivada es el k-ésimo CP. De esta manera pueden ser encontrados
hasta p CPs, aunque se espera de manera general que la mayor parte de la
varianza sea aportada por los m primeros CPs, con m ¿ p.

Habiendo definido los CPs, se necesita ahora saber como hallarlos. Con-
sidérese, inicialmente, el caso donde el vector de variables aleatorias X tiene
una covarianza conocida Σ. Ésta es la matriz cuyo elemento (i, j) es la
covarianza conocida entre el i-ésimo y el j-ésimo elemento de X, cuando
i 6= j, y la varianza del i-ésimo elemento cuando i = j. Resulta entonces
que para k = 1, · · · , p, el k-ésimo CP está dado por zk = α′kX donde αk

es un vector propio de Σ correspondiente a su k-ésimo valor propio más
grande λk. Además, si αk es elegido de longitud unitaria (α′kαk = 1), en-
tonces Var(zk) = λk, donde Var(zk) denota la varianza de zk.

Para derivar la forma de los CPs, se considera primero α′1X; el vector α1

maximiza Var(α′1X) = α′1Σα1. Es claro que, de esta manera, el máximo
no se alcanza para α1 finita, aśı que una restricción de normalización debe
ser impuesta. La restricción usada en esta derivación es α′1α1 = 1, es decir,
que la suma de los cuadrados de los elementos de α1 sea igual a 1. Otras
restricciones pueden ser más útiles en otras circunstancias, por ejemplo que
máx | α1j |= 1 con j = 1, · · · , p, sin embargo, estas otras opciones suelen
llevar a problemas más dif́ıciles de optimización.

Para maximizar α′1Σα1 sujeto a α′1α1 = 1, la manera estándar es usar la
técnica de los multiplicadores de Lagrange. Maximizar α′1Σα1−λ1(α

′
1α1−1),

donde λ1 es un multiplicador de Lagrange. La diferenciación con respecto a
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α1, al ser igualada a cero, da

Σα1 − λ1α1 = 0

ó
(Σ− λ1Ip)α1 = 0,

donde Ip es la matriz identidad de p × p. Es decir, λ1 es un valor propio de
Σ y α1 es el vector propio correspondiente. Para decidir cuál de los p valores
propios da α′1X con varianza máxima, nótese que la cantidad que debe ser
maximizada es

α′1Σα1 = α′1λ1α1 = λ1α
′
1α1 = λ1,

luego λ1 debe ser tan grande como sea posible. Dado que Σ es positiva
definida y simétrica, sus valores propios son reales positivos. Esto es, α1

es el vector propio correspondiente al valor propio más grande de Σ, y
Var(α′1X) = α′1Σα1 = λ1, el valor propio más grande.

En general, el k-ésimo CP de X es α′kX y Var(α′kX) = λk, donde λk es
el k-ésimo valor propio más grande de Σ, y αk es el vector propio correspon-
diente. A manera de ilustración se prueba lo anterior para k = 2, la prueba
para k ≥ 3 es similar aunque su desarrollo es más complejo.

El segundo CP, α′2X, maximiza α′2Σα2 sujeto a no estar correlacionado con
α′1X, es decir, sujeto a Cov(α′1X, α′2X) = 0, donde Cov(x, y) denota la
covarianza entre las variables aleatorias x y y. Pero

Cov(α′1X, α′2X) = α′1Σα2 = α′2Σα1 = α′2λ1α1 = λ1α
′
2α1 = λ1α

′
1α2.

Esto es, cualquiera de las ecuaciones

α′1Σα2 = 0, α′2Σα1 = 0,

α′1α2 = 0, α′2α1 = 0,

podŕıa ser utilizada para especificar que la correlación entre α′1X y α′2X es
cero. Eligiendo arbitrariamente la última de ellas, y notando que de nuevo
una restricción de normalización es necesaria, la cantidad a ser maximizada
es

α′2Σα2 − λ2(α
′
2α2 − 1)− φα′2α1,
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donde λ2, φ son multiplicadores de Lagrange. Diferenciando con respecto a
α2 se obtiene

Σα2 − λ2α2 − φα1 = 0,

y multiplicando el lado izquierdo de la ecuación por α′1 se obtiene

α′1Σα2 − λ2α
′
1α2 − φα′1α1 = 0,

lo cual, dado que los primeros dos términos son cero y que α′1α1 = 1, se reduce
a φ = 0. Aśı, Σα2 − λ2α2 = 0, o de manera equivalente, (Σ − λ2Ip)α2 = 0,
por lo que λ2 es una vez más un valor propio de Σ, y α2 el vector propio
correspondiente.

Una vez más, λ2 = α′2Σα2, aśı que λ2 debe ser tan grande como sea posible.
Ahora asumiremos que Σ no tiene valores propios repetidos, de esta manera,
λ2 es el segundo valor propio más grande de Σ, y α2 es el vector propio
correspondiente. Cuando existen valores propios repetidos para la matriz de
correlación, o de varianza-covarianza, y por lo tanto existan varianzas iguales
para distintos CPs, los CPs individuales correspondientes a un grupo de va-
lores propios iguales no estarán definidos de manera única. Sin embargo este
es un caso muy poco común en la práctica.

Continuando con el supuesto de que todos los valores propios son distin-
tos entre śı, puede ser demostrado que para el tercer, cuarto, ..., p-ésimo CP,
los vectores de coeficientes α3, · · · , αp son los vectores propios de Σ corre-
spondientes a λ3, · · · , λp, del tercer valor propio más grande al más pequeño.
Por otro lado, Var(α′kX) = λk para k = 1, · · · , p. Finalmente, asumiendo
que Σ es de rango completo, entonces existen exactamente p valores propios
diferentes y diferentes de cero, y por tanto, p CPs.

Aun cuando la anterior definición y procedimientos fueron presentados u-
sando la matriz de covarianzas poblacionales Σ, en el caso más realista, ésta
es desconocida y se reemplaza por la matriz de covarianzas muestrales S, de
esta manera se obtienen CPs muestrales, los cuales serán estimadores de los
CPs poblacionales, que bajo suposiciones distribucionales pueden usarse para
hacer inferencias sobre la existencia de estos últimos y sobre la importancia
de sus coeficientes.
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Caṕıtulo 2

Propiedades Matemáticas y
Estad́ısticas de los
Componentes Principales

A partir de este punto se considerará que ninguna de las varianzas de los
CPs son iguales entre si o iguales a cero, a menos que se indique lo contrario.

2.1. Propiedades algebráicas óptimas de los

componentes principales poblacionales

Sea Z el vector cuyo k-ésimo componente es zk, el k-ésimo CP, k = 1, · · · , p,
según la derivación dada. Entonces

Z = A′X (2.1)

donde A es la matriz ortogonal cuya k-ésima columna, αk, es el k-ésimo vector
propio de Σ. Esto es, los CPs están definidos por una transformación lineal
ortonormal de X. Además, se tiene directamente de la derivación presentada
que

ΣA = AΛ (2.2)
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donde Λ es la matriz diagonal cuyo k-ésimo elemento diagonal es λk, el
k-ésimo valor propio de Σ, y λk = Var(α′kX) = Var(zk). Dos maneras
alternativas de expresar (2.2) que son resultado de la ortogonalidad de A, y
que serán de utilidad más adelante son:

A′ΣA = Λ (2.3)

y

Σ = AΛA′ (2.4)

La transformación ortonormal de X, (2.1), la cual define Z, satisface un con-
junto de propiedades algebráicas óptimas -que pueden ser consultadas en
Jolliffe (2002)-, las primeras de las cuales se presentan a continuación:

P1 Para cualquier entero q, 1 ≤ q ≤ p, considérese la transformación lineal

Y = B′X, (2.5)

donde Y es un vector de q elementos y B′ es una matriz de (q × p).
Sea ΣY = B′ΣB la matriz de varianza-covarianza para Y. Entonces
la traza de ΣY , denotada tr(ΣY ), es maximizada tomando B = Aq,
donde Aq consiste de las primeras q columnas de A.

P2 Considérese la transformación ortonormal Y = B′X, con X, B, ΣY

como ya han sido definidas. Entonces tr(ΣY ) se minimiza tomando
B = A∗

q, donde A∗
q consiste de las últimas q columnas de A.

P3 Descomposición Espectral de Σ

Σ = λ1α1α
′
1 + · · ·+ λpαpα

′
p. (2.6)

P4 Considérese la transformación lineal Y = B′X como ya ha sido presen-
tada. Si Det(ΣY ) denota al determinate de la matriz de covarianzas de
y, entonces Det(ΣY ) es maximizado cuando B = Aq.

P5 Supóngase que se desea predecir cada variable aleatoria xj en X con una
función lineal de Y, donde Y = B′X, como se ha presentado. Si σ2

j es
la varianza residual al predecir xj con y, entonces

∑p
j=1 σ2

j es mı́nima
cuando B = Aq
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La propiedad P1 enfatiza que los CPs explican, sucesivamente, tanto como
sea posible de tr(Σ), es decir la varianza de las variables originales.

La implicación estad́ıstica de P2 es que los últimos CPs no son sólo re-
manentes sin estructura tras remover los CPs más importantes. Dado que
estos últimos CPs tienen varianzas tan pequeñas como sean posibles, son
útiles por derecho propio. Éstos pueden ayudar a detectar relaciones lineales
insospechadas, cercanas a lo constante, entre los elementos de X, ser útiles
para fines de regresión, para la selección de subconjuntos de interés de X, o
para la detección de outliers al identificar valores grandes en el caso de usar
muestras.

La ecuación (2.6) sugiere a su vez que la matriz de covarianza o correlación
puede ser construida exactamente, dando los coeficientes y las varianzas de
los primeros r CPs, donde r es el rango de la matriz, en este caso conside-
ramos que la matriz es de rango completo. Lo que esta propiedad implica es
que si los valores λq+1, · · · , λp son pequeños al retener solamente los primeros
q componentes, podemos recuperar no solo la varianza sino también la cor-
relación de las variables originales.

La importancia estad́ıstica de P4 radica en que el determinante de una ma-
triz de covarianza, o varianza generalizada, puede ser usado como una medida
simple de dispersión para una variable aleatoria multivariada. La ráız cuadra-
da de una varianza generalizada para una distribución normal multivariada,
por ejemplo, es proporcional al “volumen” en el espacio p-dimensional que
contiene una proporción fija de la distribución de probabilidad de X, los
primeros q CPs son, por lo tanto, y como consecuencia de P4, q funciones
lineales de X cuya distribución de probabilidad conjunta tiene contornos de
probabilidad fija conteniendo el volumen máximo.

Finalmente, la implicación estad́ıstica de la propiedad P5 consiste en que,
si se desea obtener el mejor predictor lineal de X en un sub-espacio q-
dimensional, en el sentido de minimizar la suma sobre los elementos de X de
las varianzas residuales, entonces el subespacio óptimo está definido por los
primeros q CPs. Esta propiedad algebráica se encuentra también en ı́ntima
correlación con cierta propiedad geométrica de CPs muestrales que se pre-
sentará más adelante.
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2.2. Componentes principales usando una

matriz de correlación

Las propiedades de los CPs consideradas anteriormente están basadas en
vectores propios y valores propios de la matriz de covarianza. Sin embargo,
en la práctica es común definir CPs como

Z = A′X∗, (2.7)

donde A tiene columnas consistentes en vectores propios de la matriz de
correlación de X, y X∗ consiste de variables estandarizadas. La intención
de adoptar esta representación es encontrar los CPs de X∗,una versión es-
tandarizada de X, donde X∗ tiene j-ésimo elemento xj/

√
σjj, j = 1, · · · , p,

xj es el j-ésimo elemento de X, y σjj es la varianza de xj. De esta manera
la matriz de covarianza de X∗ es la matriz de correlación de X, y los CPs de
X∗ están dados por (2.7).

Otra opción es utilizar las covarianzas de xj/wj, donde los pesos wj son
elegidos de tal manera que reflejen alguna idea previa acerca de la importan-
cia relativa de las variables. El caso especial donde wj = σ

1/2
jj lleva a X∗, y

a CPs basados en la matriz de correlación. Sin embargo tal elección de wj

puede ser igual de arbitraria que cualquier otra y, aunque es un caso que se
da de manera inusual, en ocasiones algunos pesos wj son sugeridos de manera
intuitiva por las cualidades del conjunto de datos que se esté manejando.

De esta manera, las propiedades presentadas para los CPs siguen siendo
válidas para matrices de correlaciones, o matrices de covarianzas “pondera-
das” por un conjunto de pesos wj, con la excepción de que se consideran
entonces los CPs de X∗, es decir, de alguna transformación de X, en vez de
los relativos a sus elementos originales.

Podŕıa parecer que los CPs de una matriz de correlación pudieran ser obtenidos
de manera más o menos sencilla a partir de aquellos para la matriz de cova-
rianza correspondiente, dado que X∗ está relacionado con X por una trans-
formación relativamente simple. Sin embargo éste no es el caso, los valores
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y vectores propios de la matriz de correlación no tienen relación con aque-
llos de la matriz de covarianza correspondiente. En particular, si los CPs
obtenidos de la matriz de correlación están expresados en términos de X por
una transformación de X∗ a X, entonces estos CPs casi nunca son los mis-
mos que aquellos encontrados a partir de Σ. Esto se debe a que los CPs son
invariantes bajo transformaciones ortogonales, pero no necesariamente bajo
otro tipo de transformaciones. La transformación de X a X∗ no es ortogonal,
por lo tanto, los CPs obtenidos a partir de las matrices de correlación y de
covarianza no son necesariamente equivalentes en información, ni pueden ser
derivados directamente los unos de los otros.

Un argumento importante para usar matrices de correlación en vez de ma-
trices de covarianza para definir CPs radica en la facilidad para comparar
directamente resultados obtenidos de diferentes conjuntos de individuos. Una
gran desventaja del ACP basado en matrices de covarianza es la sensibilidad
de los CPs a las unidades de medida usadas para cada elemento de X. Si
existen grandes diferencias entre las varianzas de los elementos de X, aque-
llos con mayor varianza tenderán a dominar los primeros CPs, lo cual podŕıa
ser adecuado cuando todas las variables utilizan la misma escala, sin embar-
go, cuando se usan distintas unidades entre ellas, los resultados pueden ser
engañosos.

Al trabajar con matrices de correlaciones para obtener CPs se puede ob-
servar que estos cumplen tres propiedades interesantes. La primera es que
los CPs no dependen de los valores absolutos de las correlaciones sino so-
lamente de sus razones. Esto se debe a que la multiplicación de todos los
elementos no diagonales de la matriz por una misma constante no genera
cambios en los vectores propios de la matriz.

La segunda propiedad señala que si, en vez de la normalización α′kαk = 1, se
usa

α̃′kα̃k = λk (2.8)

con k = 1, · · · , p, entonces α̃kj, el j-ésimo elemento de α̃k es la correlación
entre la j-ésima variable estandarizada x∗j y el k-ésimo CP. Para observar lo
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anterior nótese que para k = 1, · · · , p,

α̃k = λ
1/2
k αk, Var(zk) = λk,

y que el vector p-dimensional Σαk tiene como j-ésimo elemento la covarianza
entre x∗j y zk. Pero Σαk = λkαk, entonces la covarianza entre x∗j y zk es λkαkj.
Asimismo Var(x∗j) = 1, y la correlación entre x∗j y zk es por tanto

λkαjk√
Var(x∗j)Var(zk)

= λ
1/2
k αkj = α̃kj,

como era requerido. Debido a esta propiedad, la normalización (2.8) es usada
frecuentemente en paquetes computacionales, sin embargo tiene la desven-
taja de que es menos fácil hacer interpretaciones informales y comparar un
conjunto de CPs cuando cada CP tiene una normalización diferente en sus
coeficientes.

La tercera propiedad es lo suficientemente importante para ponerle una eti-
queta y agregarla al listado de propiedades algebráicas ya presentadas.

P6 Para cualquier entero q, 1 ≤ q ≤ p considere la transformación ortonor-
mal

Y = B′X, (2.9)

como fuera definida en P1. Sea R2
j:q la correlación múltiple cuadrática

entre xj y las q variables y1, · · · , yq, definidas por los elementos de y.
El criterio

p∑
j=1

R2
j:q

es maximizado cuando y1, · · · .yq son los primeros q CPs de la matriz
de correlación. El valor maximizado del criterio es igual a la suma de
los q valores propios más grandes de la matriz de correlación

Dado que los componentes principales no están correlacionados, el criterio en
P6 se reduce a

p∑
j=1

q∑

k=1

r2
jk,
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donde r2
jk es la correlación cuadrática entre la j-ésima variable y el k-ésimo

CP. El criterio será maximizado por cualquier matriz B que de y exten-
diéndose en el mismo espacio q-dimensional que los primeros q CPs. Sin
embargo, los CPs de las matrices de correlaciones son especiales, dado que
sucesivamente maximizan el criterio para q = 1, · · · , p.

La propiedad P6 puede ser fácilmente modificada para dar una nueva pro-
piedad para el ACP de las matrices de covarianza. Los primeros q CPs de una
matriz de covarianza maximizan, entre todas las transformaciones ortonor-
males de X, la suma de las covarianzas cuadráticas entre x1, · · · , xp y las
variables derivadas y1, · · · , yp. Las covarianzas, a diferencia de las correla-
ciones, no son invariantes ante cambios en la escala, y por lo tanto tampoco
lo es el ACP de las matrices de covarianza.

2.3. Propiedades algebráicas óptimas de los

componentes principales muestrales

Supóngase que se tienen n observaciones independientes en el vector p-di-
mensional X; denótense estas n observaciones x1, · · · ,xn. Sea z̃i1 = a′1xi,
i = 1, · · · , n; y eĺıjase el vector de coeficientes a1 de tal manera que maximice
la varianza muestral

1

n− 1

n∑
i=1

(z̃i1 − z1)
2,

sujeta a la restricción de normalización a′1a1 = 1. Después, sea z̃i2 = a′2xi,
i = 1, · · · , n; y eĺıjase el vector de coeficientes a2 de tal manera que maxi-
mice la varianza muestral, sujeta a la restricción a′2a2 = 1, y a que z̃i2 sea
independiente de z̃i1. Continuando este proceso de igual manera se obtiene
una versión muestral de la definición de CPs dada para poblaciones. De esta
manera a′kx queda definido como el k-ésimo CP muestral, con k = 1, · · · , p,
y zik es el puntaje para i-ésima observación en el k-ésimo CP. Continuando
la analoǵıa de esta definición con el caso poblacional, resulta que la varianza
muestral de los puntajes para el k-ésimo CP muestral es lk, el k-ésimo valor
propio más grande de la matriz de covarianza muestral S para x1, · · · ,xn; y
ak es el vector propio correspondiente para k = 1, · · · , p.
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Def́ınanse las matrices (n×p)-dimensionales X̃ y Z̃ de tal manera que tengan
como (i, k)-ésimos elementos el valor del k-ésimo elemento x̃ik de xi, y el de
z̃ik, respectivamente. Entonces Z̃ y X̃ están relacionados por Z̃ = X̃A, donde
A es la matriz ortogonal (p× p)-dimensional cuya k-ésima columna es ak.

Si se sabe que la media de cada elemento de X̃ es cero, entonces S = 1
n
X̃′X̃.

Sin embargo, es más usual que la media sea desconocida, en cuyo caso el
(j, k)-ésimo elemento de S es

1

n− 1

n∑
i=1

(x̃ij − xj)(x̃ik − xk),

donde

xj =
1

n

n∑
i=1

x̃ij,

para j = 1, · · · , p.

La matriz S puede ser entonces escrita como

S =
1

n− 1
X′X, (2.10)

donde X es una matriz de dimensiones (n × p) con (i, j)-ésimo elemento
(x̃ij − x̃j).

Para fines prácticos será conveniente definir la matriz de puntajes de los
CPs como

Z = XA (2.11)

Estos puntajes tendrán exactamente las mismas varianzas y covarianzas que
las dadas por Z̃, pero tendrán media cero, en vez de medias z̃k, k = 1, · · · , p.
Otro punto a notar es que los vectores propios de 1

n−1
X′X y X′X son idénti-

cos, y que lo valores propios de 1
n−1

X′X son simplemente 1
n−1

veces los de
X′X.
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Entonces, definiendo de manera similar que para la propiedades P1-P5, se
tiene

yi = B′Xi (2.12)

para i = 1, · · · , n. De esta manera, la propiedades P1, P2, P4 y P5 se
cumplen al reemplazar ΣY con la matriz de covarianza muestral de las ob-
servaciones yi, i = 1, · · · , n, y con la matriz A definida ahora con k-ésima
columna ak, y con Aq, A∗

q representando, respectivamente, sus primera y
última q columnas.

La descomposición espectral presentada en la propiedad P3, también se
cumple para muestras en la forma

S = l1a1a
′
1 + · · ·+ lpapa

′
p (2.13)

Las implicaciones estad́ısticas de ésta y las anteriores propiedades algebráicas
P1, P2, P4 y P5 son las mismas que las correspondientes para poblaciones,
con la excepción de que deben ser interpretadas en un contexto muestral.

Otra propiedad, que concierne al uso de CPs en modelos de regresión se
presenta a continuación.

P7 Supóngase ahora que X consiste de n observaciones de p variables pre-
dictoras x medidas por sus medias muestrales, y que la ecuación de
regresión correspondiente es

Y = Xβ + ε (2.14)

donde Y es el vector de n observaciones de la variable dependiente,
medida de nuevo por la media muestral. Supóngase que X es trasns-
formada por la ecuación Z = XB, donde B es una matriz ortogonal
de (p× p) elementos. Entonces, la ecuación de regresión puede ser re-
escrita como

Y = Zγ + ε,
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donde γ = B−1β. El estimador de mı́nimos cuadrados usual para γ es
γ̂ = (Z′Z)−1Z′y. Entonces los elementos de γ̂ tienen, sucesivamente,
las varianzas más pequeñas posibles si B = A, la matriz cuya k-ésima
columna es el k-ésimo vector propio de X′X, y por tanto, el k-ésimo
vector propio de S. Esto es, Z consiste de valores de los CPs muestrales
de X.

Esta propiedad permite considerar que una manera de resolver el problema
de la colinealidad en regresión lineal es usar componentes principales en vez
de los regresores originales, ignorando aquellos componentes cuyas varianzas
son cercanas a cero. Weisberg (1980) asegura que la matriz de covarianzas de
los nuevos regresores es diagonal, y que todos los elementos de esta diagonal
son distintos de cero, evitando problemas numéricos. Este método puede ser
visto como una forma de regresión robusta donde, al reescribir Z con las
combinaciones lineales de X se obtiene Y = XBγ + ε, donde Bγ seŕıa un
estimador sesgado de β pero con menor varianza.

En caso de que se hagan suposiciones sobre la distribucion de las X, en
particular en el caso que asuma una distribución dentro de la familia ex-
ponencial existen resultados distribucionales para lk y ak, sin embargo los
resultados presentados hasta aqui son válidos para cualquier distribucion de
X, incluso distribuciones discretas.
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Caṕıtulo 3

Análisis de Componentes
Principales y Análisis Factorial

En muchas ocasiones el ACP suele presentarse equivocadamente como un
caso particular de análisis factorial. Aun cuando tanto el ACP como las dis-
tintas técnicas de análisis factorial pretenden la reducción de dimensionalidad
de un conjunto de datos, ambas procedimientos tienen grandes diferencias en-
tre śı. A continuación se presentan brevemente los fundamentos del análisis
factorial para poder ilustrar las similitudes y discrepancias entre ambos tipos
de análisis.

3.1. Modelos para Análisis Factorial

La idea básica subyacente al análisis factorial es que si X es el vector de p
variables observadas, éstas pueden ser expresadas como funciones lineales de
m(< p) variables aleatorias hipotéticas o factores comunes, más un término
de error, en ocasiones llamado factor espećıfico por existir uno distinto para
cada variable original. Si x1, · · · , xp son las variables, f1, · · · , fm los factores
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para una m dada, y e1, · · · , ep los errores, entonces

x1 = λ11f1 + λ12f2 + · · ·+ λ1mfm + e1 (3.1)

x2 = λ21f1 + λ22f2 + · · ·+ λ2mfm + e2

... =
...

xp = λp1f1 + λp2f2 + · · ·+ λpmfm + ep

donde λjk, j = 1, · · · , p, k = 1, · · · ,m son constantes desconocidas lla-
madas cargas factoriales, y ej, j = 1, · · · , p son términos de error, llamados
comúnmente “error espećıfico”. La ecuación (3.1) puede ser escrita también
en forma matricial:

X = Λf + e (3.2)

El primer contraste entre el ACP y el análisis factorial se hace evidente. Un
análisis factorial intenta reducir p a m dimensiones usando un modelo que
relaciona x1, · · · , xp con m variables hipotéticas no observadas. El ACP no
tiene un modelo expĺıcito.

La ecuación (3.2) puede ser modificada haciendo el modelo no lineal, o permi-
tiendo la inclusión de varios errores de medida y otros residuales espećıficos
(Thurstone, 1969), los cuales se encuentran representados por el término de
error único e del modelo presentado.

Existen varios supuestos asociados con el modelo factorial

(i)
E(e) = 0, E(f) = 0, E(X) = 0.

De estos tres supuestos, el primero es un supuesto estándar para los términos
de error común a la mayoŕıa de los modelos estad́ısticos, el segundo es con-
veniente y no causa pérdida de generalidad. El tercero podŕıa no ser cierto,
sin embargo (3.2) puede ser modificado para convertirse en X = µ + Λf + e,
donde E(X) = µ, o bien, trabajar con variables centradas. Lo cual no causa
mayores complicaciones algebráicas ni pérdida de generalidad.

(ii)
E(ee′) = Ψ, E(fe′) = O, E(ff ′) = Im
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donde Ψ es una matriz diagonal, O es una matriz de ceros y Im es una matriz
identidad de orden m.

El primer supuesto indica que los términos de error no están correlacionados,
lo cual es un supuesto básico del modelo factorial, el que todo en X que pueda
ser atribuido a influencias comunes esté contenido en Λf , y ej, ek, j 6= k no
estén relacionados. El segundo supuesto, que los factores comunes no tengan
relación con los factores espećıficos también es fundamental. Sin embargo el
tercer supuesto puede ser relajado, permitiendo cierta correlación entre los
factores comunes.

(iii) Para fines de inferencia estad́ıstica, es necesario hacer supuestos ac-
erca de la distribución de los datos. Usualmente, tanto en el análisis factorial
como en ACP, se asume que los datos son normales multivariados, aun cuan-
do en la práctica no siempre se cumplen estos supuestos.

(iv) Para evitar el problema de multiplicidad de soluciones de Λ, se requieren
varias restricciones de esta matriz dependiendo del método de estimación a
utilizar.

A diferencia del modelo de regresión estándar, donde Λ seŕıa conocido y
los únicos valores desconocidos estaŕıan contenidos por f , en el modelo fac-
torial tanto Λ como f son desconocidos. Lo anterior implica que las técnicas
de estimación a utilizar serán diferentes, que existe indeterminación en las
soluciones, y que la solución de “mejor ajuste” no será única.

La estimación en este modelo es usual e inicialmente hecha en términos de
Λ y Ψ, mientras que la estimación de f se realizan en una etapa posterior.
Dados los supuestos presentados, la matriz de covarianza puede ser calculada
para ambos lados de (3.2) dando

Σ = ΛΛ′ + Ψ (3.3)

En la práctica, suele utilizarse la matriz de covarianza o correlación S en vez
de Σ, y Λ y Ψ son encontrados tales que satisfagan

S = ΛΛ′ + Ψ,
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tan precisamente como sea posible. La indeterminación de la solución es
ahora evidente; si Λ, Ψ es una solución de (3.3), y T es una matriz ortogonal,
entonces Λ∗ y Ψ son también una solución, dado Λ∗ = ΛT. Esto se debe a
que

Λ∗Λ∗′ = (ΛT)(ΛT)′ = ΛTT′Λ′ = ΛΛ′,

dado que T es ortogonal.

Debido a esta situación, la estimación de Λ y Ψ procede t́ıpicamente en
dos etapas. En la primera, algunas restricciones son impuestas sobre Λ de
tal manera que se encuentre una solución única. Habiendo encontrado esta
solución inicial, otras soluciones son halladas mediante rotación de Λ, esto es,
se exploran otras soluciones mediante multiplicación por una matriz ortogo-
nal T. Un criterio particular permite decidir entonces cuál de esas soluciones
es “la mejor”. Existen varios criterios para esta elección, en general se busca
hacer la estructura de Λ tan simple como sea posible, ya sea haciendo que
la mayor parte de sus elementos sean lo más cercanos o lejanos de cero, y
con tan pocos como sean posibles tomando valores intermedios. Asimismo,
algunos criterios permiten que T sea oblicua y no ortogonal, en casos donde
se suponga cierta relación entre factores.

3.2. Estimación de una solución inicial única

En la primera etapa de la estimación de Λ y Ψ, en ocasiones existen pro-
blemas con la identificabilidad, cuando el tamaño del conjunto de datos es
demasiado pequeño comparado con el número de parámetros para permitir
que estos parámetros sean estimados. Asumiendo que la identificabilidad no
sea un problema, el desarrollo de la tecnoloǵıa de cómputo ha permitido hacer
estimaciones iniciales por métodos con adecuados sustentos matemáticos que
antes resultaban impensables por la complejidad de los cálculos algebráicos
implicados.

El método más usado para la estimación de una solución única es el lla-
mado análisis del factor principal. Éste es un método iterativo que parte de
la estimación inicial de una matriz Ψi (i = 1), Σ̂i := Σ−Ψi, con Σ̂i ≈ ΛΛ′,
a partir de donde se obtiene Λ como matriz de factores principales. Dada
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ésta estimación se procede a obtener Ψi+1 = Diag(Σ − Σ̂i) y se repiten los
pasos hasta convergencia de las iteraciones.

Otro de los métodos más usados implica la estimación máximo verośımil
de Ψ y Λ, asumiendo normalidad multivariada de f y e, y por tanto de X.
El método busca estimadores máximo verośımiles (EMV) para las cargas fac-
toriales y varianzas del modelo Σ = ΛΛ′+Ψ, donde Σ = E(XX′). Para una
muestra de n observaciones x1, · · · ,xn independientes p-dimensionales de una
distribución normal multivariada se tiene que E(X) = µ y E(XX′−µµ′) = Σ.
La verosimilitud conjunta para estas n observaciones está dada por el pro-
ducto

L =
n∏

i=1

| Σ |− 1
2

(2π)
p
2

exp

[
−1

2
(xi − µ)′Σ−1(xi − µ)

]
.

Aunque es más conveniente la expresión usando su logaritmo natural:

ln L = −1

2

[
np ln(2π) + n ln | Σ | +

n∑
i=1

(xi − µ)′Σ−1(xi − µ)

]
.

A partir de la cual se estiman simultáneamente µ y Σ. Morrison (1967) de-
muestra que el EMV para µ es: µ̂ = 1

n

∑n
i=1 xi, y sustituyendo este valor,

Jöreskog (1976) propone un método basado en el algoritmo de Fletcher-
Powell y descomposición de Cholesky para estimar Σ.

Es de llamar la atención que las cargas factoriales halladas por máxima
verosimilitud para una matriz de correlación son equivalentes a aquellas de la
correspondiente matriz de covarianza, esto es, son invariantes ante cambios
en la escala. Lo anterior contrasta con lo que sucede con el ACP.

Un problema potencial de la estimación por máxima verosimilitud es que
se basa en el supuesto de normalidad multivariada, lo cual podŕıa no ser
justificable en muchas ocasiones. Sin embargo Morrison (1976) y Rao (1955)
han demostrado que los EMV también optimizan dos criterios no basados en
supuestos distribucionales.

Morrison señala que si el modelo factorial (3.2) se cumple exactamente, en-
tonces las correlaciones parciales entre los elementos de X, dado f , son cero,
ya que f aporta toda la variación común en los elementos de X. Aśı, la de-
terminante de esta matriz de correlaciones obtendrá su valor máximo cuando
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todos los elementos fuera de la diagonal sean cero, por lo tanto, maximizar
este determinante es una manera de intentar minimizar los valores absolutos
de las correlaciones parciales. Este proceso de maximización lleva a los EMV,
los cuáles se obtendŕıan se cumpla o no el supuesto de normalidad multivari-
ada.

Por otro lado, Rao ha sugerido un proceso basado en análisis de correlaciones
canónicas entre X y f . Este autor sugiere buscar, sucesivamente, pares de fun-
ciones lineales {a′k1X, a′k2f} que tengan correlación máxima tras ser sujetas a
estar no correlacionadas con lo pares previos. De esta manera las cargas fac-
toriales son proporcionales a los elementos de ak2, k = 1, · · · ,m, lo cual lleva
a obtener los mismos EMV basados en el supuesto de normalidad multivari-
ada. Sin embargo, el procedimiento de Rao, al estar basado en correlaciones
parciales y análisis canónico, no requiere supuesto alguno sobre la distribu-
ción de las variables.

En cierta manera, el comportamiento de las correlaciones parciales y el crite-
rio de correlaciones canónicas son similares al fenómeno en regresión donde
el criterio de mı́nimos cuadrados es válido sin importar la distribución de los
términos de error, pero si los errores son normalmente distribuidos entonces
los estimadores de mı́nimos cuadrados tienen la virtud añadida de maximizar
la función de verosimilitud, siendo posible a su vez encontrar una distribu-
ción para ello.

Una forma alternativa de obtener estimadores iniciales para Λ es utilizar
los m primeros CPs. Si Z = A′X es el vector consistente de todos los p CPs,
con A definida con αk, el k-ésimo valor propio de Σ, y su k-ésima columna
como en (2.1), entonces X = Az debido a la ortogonalidad de A. Si A es
particionada en sus primeras m y sus últimas (p − m) columnas, con una
partición similar de las filas de z, entonces

X = (Am | A∗
p−m)

(
Zm

Z∗p−m

)
(3.4)

= AmZm + A∗
p−mZ∗p−m

= Λf + e

donde
Λ = Am, f = Zm, e = A∗

p−mZ∗p−m.
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La ecuación (3.4) es muy parecida al modelo factorial (3.2), sin embargo viola
un supuesto básico del modelo: los elementos de e en (3.4) no se encuentran
usualmente sin correlacionar. Aśı, a pesar de la sofisticación aparente de usar
la versión muestral de Am como estimador inicial, su justificación teórica no
es en realidad muy fuerte.

3.3. Rotación de factores

Uno de los criterios más populares de rotación, opción automática en los
paquetes estad́ısticos más conocidos, es la rotación varimax, una rotación or-
togonal del eje de factores que maximiza la varianza de las cargas cuadráticas
de un factor (columna) en todas las variables (filas) de la matriz de factores.
Este método se ilustra a continuación.

Supóngase que B = AT y que B tiene elementos bjk; j = 1, · · · , p, k =
1, · · · ,m. Entonces para rotación varimax la matriz de rotación ortogonal T
es elegida de tal manera que maximice

Q =
m∑

k=1




p∑
j=1

b4
jk −

1

p

(
p∑

j=1

b2
jk

)2

 (3.5)

Donde los términos entre corchetes son proporcionales a las varianzas de las
cargas cuadráticas para cada factor rotado. En las implementaciones usuales
del análisis factorial las cargas están necesariamente entre -1 y 1, aśı el crite-
rio genera cargas cuadráticas hacia los extremos del rango entre 0 y 1, y por
tanto cargas que tienden hacia el -1, el 1 o el cero, alejándose de los valores
intermedios, como es requerido. La cantidad Q en la ecuación (3.5) es el crite-
rio varimax crudo. Se puede obtener una versión normalizada reemplazando
bjk por

bjk√∑m
k=1 b2

jk
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en (3.5) (Kaiser, 1958).

A pesar de la popularidad de la rotación varimax, en la mayoŕıa de los pa-
quetes computacionales actuales se cuenta con otras opciones de rotación
ortogonal como la cuartimax y la equamax.

Distintos analistas han propuesto diferentes criterios equivalentes involucran-
do los elementos bjk, j = 1, · · · , p, k = 1, · · · ,m de B (Neuhaus & Wrigley,
1954; Carrol, 1953; Saunders, 1953; Ferguson, 1954), mismos que son cono-
cidos como criterio cuartimax. El criterio cuartimax es una opción que min-
imiza el número de factores necesarios para explicar cada variable. Este tipo
de rotación suele generar un factor general en el cual la mayoŕıa de las vari-
ables están cargadas en un nivel alto o medio.

Una de las expresiones más simples para estos fines es la de Ferguson, quien
propone maximizar la suma de los coeficientes bjk, cada uno de ellos elevados
a la cuarta potencia, propuesta con base en algunos resultados de teoŕıa de
la información. Aśı, para este autor, el criterio cuartimax consiste en encon-
trar simultáneamente todos los coeficientes de la matriz de transformación
ortonormal T cuando, multiplicada por A, produce B de tal manera que se
hace máxima

Q =

p∑
j=1

m∑

k=1

b4
jk

El criterio equamax, por su parte, consiste en encontrar el valor óptimo para

K =

∑r
j=1

∑n
i=1 a4

ij∑r
j=1

(∑n
i=1 a2

ij

)2

donde los elementos aij son los correspondientes a la matriz de estructura
factorial normalizada H−1A, donde H2 es la matriz diagonal de n×n de las
comunalidades. Este factor K es una constante que aparece al intentar inte-
grar los criterios varimax y cuartimax en una sola ecuación que se resuelva
para ambos. En la rotación varimax la constante K toma el valor de 1, mien-
tras que en la cuartimax, toma un valor de 0. Saunders (1953), sin embargo,
notó que estos intentos de integración no siempre daban resultados satisfac-
torios por la complejidad de las expresiones necesarias, en especial cuando
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se hubieran elegido muchos factores para rotación. Sin embargo, también en-
contró que este método daba los resultados más satisfactorios cuando K era
igual a la mitad del número de factores rotados, esto es, cuando K = m

2
.

Saunders decidió llamar a la solución con K = m
2

solución equamax.

Además de éstas y otras técnicas de rotación ortogonales, es posible encon-
trar rotaciones de tipo oblicuo como la oblimin directa, la cuatrimin y la pro-
max. El hecho de que los métodos ortogonales produzcan factores más fáciles
de interpretar ha favorecido su elección en la práctica del usuario común.
Sin embargo en muchos casos se esperaŕıa teóricamente que los factores a
obtener se encuentren correlacionados entre si, por lo que los métodos de
rotación oblicua generaŕıan soluciones más realistas. Además, si los factores
se encontraran verdaderamente sin correlacionar, ambos tipos de rotaciones
produciŕıan resultados similares.

Por ejemplo, como contraparte oblicua a la rotación varimax, Kaiser (1958)
propuso la minimización a través de todos los pares de los ejes de referencia
de la suma de las covarianzas de las cargas factoriales cuadráticas (sumando
cada par a través de las variables), es decir, minimizar

Q =
m∑

j=1

m∑

k=1

[
p∑

i=1

b2
ijb

2
ik −

1

p

(
p∑

i=1

b2
ij

)(
p∑

i=1

b2
ik

)]
;∀j 6= k (3.6)

Este criterio alternativo es conocido como oblimin directo. La rotación oblim-
in directa es el método más usado cuando uno desea una solución no ortogonal
(Abdi, 2003).

Aśı como la rotación es una parte integral de hacer un análisis factorial,
haciendo los factores rotados tan fáciles de interpretar como sea posible, la
misma idea puede ser utilizada para simplificar CPs. Un componente princi-
pal es una función lineal de todas la p variables originales. Si los coeficientes o
cargas para un CP son todos de tamaño similar, o si unos pocos son grandes
y los restantes pequeños, el componente se puede interpretar fácilmente. Sin
embargo, si existen cargas grandes, pequeñas e intermedias, el componente
puede ser dif́ıcil de interpretar.

Supóngase que se ha decidido que los primeros m componentes aportan la
mayor parte de la variación en un conjunto de datos p-dimensional. Podŕıa
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entonces argumentarse que es más importante interpretar simplemente el es-
pacio m-dimensional definido por estos componentes que interpretar cada
componente individual. Una manera de conseguirlo es rotar los ejes dentro
de su espacio m-dimensional de tal manera que simplifique la interpretación
de los ejes tanto como sea posible.

Supóngase que Am es la matriz de (p×m) cuya k-ésima columna es el vector
de coeficientes para el k-ésimo CP. De manera similar al procedimiento usado
en el análisis factorial, los CPs rotados ortogonalmente tendrán coeficientes
dados por las columnas de Bm, donde Bm = AmT, y T es una matriz or-
togonal de (m × m). La matriz T se elige de tal manera que optimice uno
o varios criterios de simplicidad usados en el análisis factorial. La elección
de cual criterio de simplicidad suele ser menos importante que la elección de
m. Rotaciones oblicuas también son posibles y suelen dar un poco más de
felxibilidad para algunos tipos de datos en particular.

El tipo de simplicidad que es favorecido por la mayoŕıa de los criterios de
rotación intenta llevar los coeficientes a cero o hacia su máximo valor abso-
luto posible, el cual con la mayor parte de las escalas usadas para los datos
es uno. La idea es que debeŕıa ser entonces claro cuáles variables son impor-
tantes en un componente rotado -aquellas con grandes valores absolutos en
sus coeficientes- y cuáles no son importantes -aquellos con coeficientes cer-
canos a cero.

En el contexto del ACP, es importante señalar algunos aspectos del proceso
de rotación:

Tras rotación, ya no se cuenta con los CPs obtenidos durante el análisis,
sino con proyecciones de los puntos originales sobre un subespacio m-
dimensional.

Un criterio de rotación debe ser tomado de entre un amplio número
posible de ellos. Frecuentemente se elige arbitrariamente el que se use
por default (usualmente varimax) en algún paquete de computación
especializado. aportada por los CPs. Cuando la rotación es llevada a
cabo, el total de varianza en el subespacio m-dimensional permanece
constante; es aun la máxima que puede ser obtenida, pero redistribuida
entre los componentes de manera más equitativa. Esto significa que la
información acerca de la naturaleza de algún componente dominante
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podŕıa perderse, a menos que éste ya sea simple en el sentido definido
por el criterio de rotación utilizado.

La elección de m puede tener grandes efectos en los resultados tras
rotación. Interpretar las “dimensiones” más importantes para un con-
junto de datos es más dif́ıcil cuando estas dimensiones pudieran ser
observadas o no según el valor elegido para m.

La elección de la restricción de normalización usada para las columnas
de la matriz Am cambia las propiedades de los coeficientes rotados.
En los paquetes computacionales se suele rotar una matriz Ãm cuyas
columnas tienen longitudes iguales a sus valores propios correspondien-
tes, en vez de haber sido normalizadas para tener longitud unitaria. Lo
anterior se debe a que por fines prácticos, estos paquetes toman presta-
do el algoritmo del análisis factorial, donde suele estar categorizado el
ACP.

A pesar de la popularidad de las técnicas de rotación, éstas no son la única
manera para buscar representaciones útiles de espacios de variables en es-
pacios de menor dimensión. Otras representaciones son consideradas en el
caṕıtulo 5 de este trabajo.
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Caṕıtulo 4

Elección de un Subconjunto de
Componentes Principales

El principal objetivo en muchas aplicaciones del ACP es reemplazar p e-
lementos de X por un número mucho más pequeño m de CPs, los cuales
sin embargo conserven la mayor parte de la varianza. Aśı, es crucial saber
qué tan pequeño puede ser m sin una pérdida importante de varianza. A
continuación se presentan varias de las propuestas conocidas más comunes
para seleccionar los subconjuntos de CPs que satisfagan estas condiciones.

4.1. Porcentaje acumulado de varianza total

Probablemente el criterio más obvio para seleccionar m sea elegir un por-
centaje acumulado de varianza mı́nimo con el que se desea que los CPs selec-
cionados contribuyan. El número mı́nimo de CPs es entonces el valor de m
para el cual el porcentaje elegido es igualado o excedido. Basta recordar que
los CPs son elegidos sucesivamente para tener la varianza más grande que
sea posible, y la varianza del k-ésimo CP es lk. Además,

∑p
k=1 lk =

∑p
j=1 sjj,

la suma de las varianzas de los CPs es igual a la suma de las varianzas de los
elementos de X. De esta manera el “porcentaje de varianza con la que los
primeros m CPs contribuyen” es

tm = 100

∑m
k=1 lk∑p
j=1 sjj

= 100

∑m
k=1 lk∑p
k=1 lk

,
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lo cual se reduce a

tm =
100

p

m∑

k=1

lk

en el caso del ACP usando una matriz de correlación.

Elegir un punto de corte t∗ en el rango de 70% a 90% y reteniendo m CPs,
donde m es el entero más pequeño para el cual tm ≥ t∗, da una regla que en
la práctica preserva en los primeros m CPs la mayor parte de la información
en X. El valor óptimo para t∗ se hará generalmente más pequeño según p o
n, el número de observaciones, se vuelvan más grandes. Y aunque un punto
de corte sensible entre el 70% y el 90% sea lo más común, en ocasiones un
valor mayor o menor puede ser más apropiado según los detalles prácticos
del conjunto particular de datos con los que se esté trabajando, y la razón
para disminuir la dimensión.

4.2. Tamaño de la varianza de los

componentes principales

Esta regla está construida espećıficamente para su uso con matrices de co-
rrelación, sin embargo puede ser adaptada para algunos tipos de matrices
de covarianza. La idea detrás de la regla es que, si todos los elementos de
X son independientes, entonces los CPs son los mismos que las variables
originales y tendrán todos varianzas unitarias en el caso de una matriz de
correlación. Aśı, cualquier CP con varianza menor que uno contendrá menos
información que cualquiera de las variables originales y por tanto no val-
drá la pena conservarla. La regla, en su forma más simple, es llamada Regla
de Kaiser (Kaiser, 1960) y retiene solo aquellos CPs cuyas varianzas lk sean
mayores que la unidad. Si el conjunto de datos contiene grupos de variables
con correlaciones intragrupales elevadas, pero correlaciones bajas entre gru-
pos, entonces existirá un CP asociado con cada grupo cuya varianza es mayor
que uno, y cualquier otro CP asociado al grupo tendrá varianza menor que
uno. Es decir, la regla conservará un, y sólo un, CP asociado con cada uno de
estos grupos de variables, lo cual parece un curso de acción razonable para
datos de esta naturaleza.

33

Neevia docConverter 5.1



Se puede argumentar que un punto de corte en lk = 1 conserva muy pocos
CPs. Considérese una variable que, en la población, es relativamente inde-
pendiente de las demás. En una muestra, tal variable tendrá pequeños coefi-
cientes en (p − 1) de los CPs pero dominará uno de los CPs, cuya varianza
será cercana a lk = 1 en una matriz de correlación. Como esta variable provee
información independiente a la de las demás variables no seŕıa recomendable
eliminarla. Sin embargo, usando la Regla de Kaiser, esta eliminación podŕıa
ocurrir dado que, por variaciones muestrales, lk < 1. De esta manera seŕıa
recomendable elegir un punto de corte l∗ algo menor que 1, para permitir
variaciones muestrales. Jolliffe (2002) sugiere que l∗ = 0,7 podŕıa ser un va-
lor adecuado.

La Regla de Kaiser fue espećıficamente diseñada para matrices de correlación,
sin embargo puede ser adaptada para matrices de covarianza eligiendo como
punto de corte l∗ = l, la media de los valores propios, en vez de la unidad,
o bien, l∗ = 0,7l, en lugar del criterio de Jolliffe. Sin embargo, para matrices
de covarianza con varianzas muy diferentes entre si, este método y el del
porcentaje de varianza total retienen muy pocos CPs.

Otra manera de observar los tamaños de las varianzas individuales es usar
el modelo de la varita rota. Si se rompe una varita de manera aleatoria en
p segmentos, entonces puede ser demostrado que la longitud esperada del
k-ésimo segmento es

l∗k =
1

p

p∑

j=k

1

j
.

Una manera de decidir si la proporción de varianza con la que contribuye
el k-ésimo CP es lo suficiéntemente grande para conservarlo es comparar es-
ta proporción con l∗k. Los CPs para los cuales la proporción exceda l∗k son
conservados, los demás serán eliminados.
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4.3. La gráfica de sedimentación y el diagrama

log - valor propio

Las dos primera reglas presentadas involucran cierto grado de subjetividad
en la elección de los puntos de corte t∗ y l∗. La gráfica de sedimentación
(scree graph, en inglés) discutida y bautizada por Cattell (1966), aún cuando
ya era previamente de uso común, es aún más subjetiva en su forma usual,
ya que involucra la observación de una gráfica de lk contra k para decidir
en cuál valor de k las pendientes de la lineas que unen los puntos graficados
tienen una pendiente pronunciada a la izquierda de k, y no la tienen a la
derecha. Este valor de k, definiendo un “codo” en la gráfica, es tomado en-
tonces como el número de CPs que deben ser conservados. Una alternativa,
cuando los valores propios de los datos decaen en progresión geométrica, es
graficar log(lk), en vez de lk, contra k; la gráfica resultante es conocida como
el Diagrama Log - Valor Propio (LVP).

La gráfica de sedimentación fue formulada por Cattell presentando argumen-
tos poderosos de que cuando es usada en análisis factorial es enteramente
objetiva y debe sugerir el número “correcto” de factores. De hecho, pre-
sentaba la regla como una manera de elegir una cota superior al número de
factores tras rotación. Y a pesar de que Cattell no parece haber considerado
su uso para ACP, este método ha sido adoptado ampliamente para estos fines.

La forma en que Cattell formula la regla de elección de k va más allá de
un simple cambio de pendiente pronunciada a no pronunciada. Él propone
buscar el punto a partir del cual la gráfica define una ĺınea más o menos recta,
no necesariamente horizontal. El primer punto en la ĺınea recta es tomado
como el último factor (o componente) a ser conservado. Si hay dos o más
ĺıneas rectas formadas por los valores propios menores, entonces el punto de
corte se toma del extremo superior (el de la izquierda) de la ĺınea recta más
a la izquierda. Cattell discute acerca de si este punto debe ser el primer fac-
tor excluido o el último conservado, y concluye que es preferible incluir este
factor, a pesar de que ambas variantes son usadas en la práctica.

Mientras que la primera regla se basa en t∗, el porcentaje mı́nimo de va-
rianza aportada; la segunda en l∗, la varianza mı́nima, este tercer método
se basa en el tamaño de la diferencia lk−1 − lk. De hecho, juzgar cuándo
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lk−1 − lk deja de ser grande o pronunciada dependerá tanto de los valores
relativos de lk−1− lk y lk − lk+1, aśı como del valor absoluto de lk−1− lk, por
lo tanto es dif́ıcil formular una regla numérica formal y el procedimiento se
realiza puramente por análisis gráfico. La formulación de Cattell de buscar
el punto en el cual lk−1 − lk se vuelve relativamente constante para varios
valores sucesivos de k puede resultar un poco menos subjetivo, sin embargo
aun involucra algún grado de juicio.

Las formulaciones propuestas para el uso de la gráfica de sedimentación sue-
len funcionar bastante bien en la práctica mientras exista un “codo” visible
en ella, un cambio en la pendiente discernible. Sin embargo en muchas oca-
siones el cambio en la pendiente es gradual haciendo casi imposible usar este
procedimiento.

4.4. Número de componentes con valores

propios desiguales

Existen varias pruebas de hipótesis concernientes a patrones en Σ y sus
vectores y valores propios. La más conocida es aquella que prueba

H0,q : λq+1 = λq+2 = · · · = λp = 0,

esto es, el caso cuando los últimos (p−q) valores propios son iguales e iguales
a cero, contra la alternativa H1,q, el caso cuando al menos dos de los últi-

mos (p− q) son diferentes. Ésta es conocida como Prueba de Bartlett. Se ha
argumentado que usando esta prueba para varios valores de q, pueden ser de-
scubiertos cuántos CPs contribuyen con cantidades sustanciales de variación,
y cuántos son simplemente “ruido”. Si m, el número requerido de CPs que
han de ser conservados, es definido como el número de CPs que no son ruido,
esta prueba puede ser usada secuencialmente para encontrar m.

Siguiendo este procedimiento, se prueba primero H0,p−2, esto es λp−1 = λp =
0, y si H0,p−2 no es rechazada entonces se prueba H0,p−3, y si H0,p−3 no se
rechaza, se prueba H0,p−4, y aśı consecutivamente hasta que la prueba de
H0,q es rechazada para q = q∗. El valor de m es entonces q∗ + 1, o q∗ + 2 en
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el caso de que q∗ = p− 2.

Existen varios problemas para este procedimiento, el primero es que el es-
tad́ıstico de prueba utilizado asume normalidad multivariada de X. El segun-
do problema consiste en el hecho de que a menos que H0,p−2 sea rechazada,
aun se requiere realizar otras pruebas y, en ese caso, hay que tomar en cuenta
que el nivel de significancia global del total de pruebas no es el mismo que el
nivel de significancia de cada una de ellas. Más aun, el nivel de significancia
global no puede ser calculado ya que el número de pruebas no es fijo sino
aleatorio, y a que las pruebas no son independientes entre si. Por lo ante-
rior, a pesar de que el procedimiento puede ser usado para estimar m, no
puede ser considerado como una pieza formal de inferencia estad́ıstica ya que
sus niveles de significancia son usualmente desconocidos. Un tercer proble-
ma práctico consiste en que esta prueba tiende a conservar más CPs de los
que son realmente necesarios. La secuencia inversa de pruebas H0,0, H0,1, · · ·
también puede ser utilizada, pero tiene las desventajas similares. A fin de
cuentas, a pesar de que esta propuesta es mucho más formal que el uso de
una gráfica de sedimentación, en esencia ambos métodos son muy parecidos.

4.5. Correlaciones parciales

Para ACP basado en matrices de correlación, Velicer (1976) ha sugerido
que las correlaciones parciales entre las p variables, dados los valores de los
primeros m CPs, podŕıan ser usadas para determinar cuántos CPs conservar.
El criterio propuesto es el promedio de las correlaciones parciales cuadráticas

V =

p∑
i=1

p∑
j=1

(r∗ij)

p(p− 1)
,

para i 6= j, y donde r∗ij es la correlación parcial entre la i-ésima y j-ésima
variable, dados los primeros m CPs. El estad́ıstico r∗ij es definido como la
correlación entre los residuales de la regresión lineal de la i-ésima variable
en los primeros m CPs y los residuales de la regresión correspondiente a la
j-ésima variable en los mismos m CPs. Por lo tanto este estad́ıstico lo que
hace es medir la fuerza de la relación lineal entre las i-ésima y j-ésima vari-
ables tras remover los efectos comunes de los primeros m CPs. El criterio V
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decrece para luego incrementarse, según m va creciendo. Velicer sugiere que
el valor óptimo de m corresponde al valor mı́nimo del criterio V .

Sin embargo, supóngase una vez más que existe una variable única relativa-
mente independiente de las otras (p−1) variables y que tenga dominio sobre
uno de los CPs. Esta variable seŕıa omitida usando el criterio de Velicer, a
pesar de que en un ACP la información de esta variable es de importancia.
Otras propuestas similares han sido presentadas por Jackson (1993) y Re-
ddon (1984), las cuales son desarrolladas en un contexto de análisis factorial,
donde la eliminación de variables de este tipo no afectan la determinación
del número de factores, sin embargo no son plausibles para un ACP.
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Caṕıtulo 5

Componentes Principales e
Información

Dado que un objetivo del ACP es identificar combinaciones lineales de las
variables originales con medidas importantes de su varianza, entonces se tiene
un proceso que crea conglomerados de dichas variables. Para muchos fines,
estas combinaciones mantienen gran cantidad de la información contenida
en el conjunto mayor de variables originales, sin embargo en otras ocasiones
el ACP puede perder gran parte de la información relevante, encontrando
conglomerados de datos que resultaŕıan mejor explicados desde una ópti-
ca diferente a la de las medidas de los CPs, como por ejemplo el método
conocido como projection pursuit, y cuya conformación pudiera ser predicha
a través de las variables originales mediante modelos lineales generalizados
para datos categóricos.

5.1. “Projection Pursuit”

La mayor parte de lo métodos que buscan proyecciones de datos p-dimen-
sionales en un número pequeño m de dimensiones, usualmente m=2 ó 3;
conf́ıan en una medida del grado en el cuál las soluciones obtenidas reflejan
el aspecto de interés de realizar tal proyección, y a partir de estos criterios
se elije aquella que optimice esta medida. El ACP es un ejemplo de este pro-
ceso, con una medida cuantitativa de la varianza. Sin embargo, una vez que
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vamos más allá de los objetivos de maximizar el total de la varianza, las me-
didas cuantitativas pueden volverse demasiado complicadas para su cálculo
con lápiz y papel, o dif́ıciles de programar para su cálculo automatizado en
una computadora. Por este motivo, se buscan proyecciones de a lo más dos o
tres dimensiones , y en ocasiones sólo una proyección unidimensional resulta
viable. La estrategia general para este tipo de descripción de datos ha sido
llamada projection pursuit, una “búsqueda de la proyección” (Friedman &
Tukey, 1974).

El algoritmo de búsqueda de proyecciones mencionado utiliza las distancias
interpuntuales, aśı como la varianza de la nube de puntos, en su búsqueda
de proyecciones óptimas. Este algoritmo asocia a cada dirección en el espacio
multidimensional, un ı́ndice que mide su utilidad como eje de proyección, y
luego vaŕıa la dirección de la proyección hasta maximizar tal ı́ndice. Se procu-
ra que el ı́ndice usado sea una función con la continuidad suficiente para
utilizar algoritmos iterativos de aproximación a su valor máximo. Asimis-
mo, este método asume la existencia de múltiples soluciones, y el usuario
deberá analizar visualmente cada una de ellas para juzgar su utilidad e in-
terpretabilidad.

Originalmente se propuso la projection pursuit por su mayor simplicidad al
momento de usar computadoras menos potentes y veloces que las actuales;
sin embargo, el uso de estos procedimientos alternativos también pueden
ser considerados cuando se dificulte la obtención de una matriz de varianza-
covarianza, cuando la dimensionalidad de los datos sea muy grande, o cuando
explicaciones alternativas pudieran proveer mayor información que los CPs
tradicionales.

Tómese por ejemplo la Figura 1, en ella se observa como los datos se agrupan
en dos conglomerados que parecen dos muestras de una distribución eĺıptica
normal bivariada con una pequeña correlación positiva. Estos dos conjuntos
se separan por un desplazamiento de la media sobre el segundo CP. Como se
espera, el primer CP está en la dirección de la mayor extensión de los datos,
mientras que el segundo es ortogonal a éste primero. Esto es, el primer CP no
contiene información sobre los conglomerados. Se supondŕıa que si la mayor
fuente de variación en los datos es la variación entre conglomerados, entonces
el ACP identificará los conglomerados; sin embargo, en la práctica éste no
siempre es el caso y en ocasiones el primer CP no estará en la dirección más
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informativa.

Figura 1. Componentes principales de un conjunto de datos bimodal con
dos conglomerados

El método de projection pursuit busca proyecciones de los datos en direc-
ciones que exhiben otras estructuras interesantes, como es el caso de la bi-
modalidad sobre el segundo CP en el ejemplo presentado. Una “estructura
interesante” suele hallarse analizando proyecciones de los datos en espacios
de menor dimensionalidad como los CPs. Las proyecciones pueden ser usadas
para tener una mejor visualización de los conglomerados de los datos, esti-
maciones de su densidad, e incluso con fines de análisis de regresión.

Una proyección seleccionada al azar de un conjunto de datos de dimensionali-
dad alta en un espacio de dimensionalidad mucho menor (2 ó 3 dimensiones),
tenderá a verse similar a una muestra de una distribución normal multivaria-
da. Este resultado, el cual podŕıa verse como un Teorema Central del Ĺımite
para proyecciones, implica que un conjunto de datos normales multivaria-
dos es el menos “interesante”. Una proyección espećıfica de dichos datos, sin
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embargo, podŕıa revelar patrones no normales, como sesgos, “agujeros”, o
multimodalidad en proyecciones lineales de los datos.

5.2. Búsqueda de estructuras de interés

Considérese un variable aleatoria p-dimensional Y. En general el interés se
centrará en una proyección m-dimensional de Y con m ¿ p, digamos A′Y,
tales que la variable aleatoria A′Y difiere evidentemente de una distribución
normal m-variada. Debido a que todas las marginales univariadas de una
normal multivariada son normales, y a que el producto cruz de normales es
normal multivariado, es necesario encontrar esa Z = A′Y que se distribuya
lo más diferente posible de una normal.

Con el fin anterior, algunos autores como Huber (1985), Hall (1989) o Fried-
man (1987) han propuesto ı́ndices de normalidad para medir que tanto se
alejan de esta distribución las distintas proyecciones; aunque en muchas oca-
siones, como en el ejemplo presentado, la falta de normalidad es evidente.
En el ejemplo presentado la bimodalidad de los datos es clara. Al realizar
el ACP, si solamente observamos los parámetros t́ıpicos que se obtienen del
procedimiento, el primer CP ocultará la existencia de los dos grupos, mien-
tras que el segundo CP la mostrará con claridad.

Por ejemplo, una manera de cuantificar la no normalidad es considerar la
función de densidad probabiĺıstica de la variable proyectada y compararla
con la función de densidad probabiĺıstica φ de una variable aleatoria normal
estándar. Si p es la densidad de Z, se desea que ésta sea muy diferente de
φ. Éste es un problema opuesto al problema de la función de aproximación,
sin embargo las soluciones propuestas son similares. Mientras que para las
funciones de aproximación la norma de Chevishev centra su interés en hallar
una función que es “diferente”, una norma L2,

∫ ∞

−∞
(p(z)− φ(z))2dz (5.1)

tiene más sentido como medida de la diferencia.
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El ı́ndice (5.1) es llamado Índice de Hermite porque los polinomios de Her-
mite son adecuados para aproximarse sobre el dominio no acotado. También
se le llama Índice de Hall, porque Hall (1989) lo estudió extensamente.

Entonces, el objetivo en la búsqueda de proyecciones es encontrar una A
que maximice esta norma. Por ejemplo Friedman (1987) propone primero el
mapeo Z = A′Y en [-1,1] mediante la transformada

R = 2Φ(Z)− 1,

donde Φ es la función de densidad acumulada de una distribución normal
estándar. Si pZ es la función de densidad probabiĺıstica de Z, entonces la
densidad probabiĺıstica de R es

pR(r) =
1

2
· pZ(Φ−1( r+1

2
))

φ(Φ−1( r+1
2

))
.

Si Z tuviera una distribución normal con media cero y varianza uno, R
tendŕıa distribución uniforme sobre (−1, 1), y por tanto tendŕıa densidad
constante 1

2
. Luego, el problema consiste en hallar A tal que pR sea lo más

diferente de 1
2
. La norma L2 relevante es:

L(A) =

∫ 1

−1

(
pR(r)− 1

2

)2

dr,

lo cual se simplifica

L(A) =

∫ 1

−1

p2
R(r)dr − 1

2
(5.2)

La norma (5.2), la cual es una función escalar de A y una funcional de pR, se
llama algunas veces Índice de Legendre porque los polinomios de Legendre
son series de polinomios ortogonales para funciones sobre dominios finitos
que se aproximan naturalmente.

Cuando no se encuentren estructuras evidentemente no normales, el primer
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paso es generalmente centrar y esferizar los datos, es decir, hacer las varian-
zas en todas las direcciones casi iguales. Los datos de la Figura 1 una vez
centrados y esferizados se muestran en la Figura 2. Ahora los componentes
principales se encuentran sobre los ejes, la aparente normalidad ya no es evi-
dente y, sin embargo, la bimodalidad se mantiene y es más fácil de manejar
para otros análisis de la estructura de los datos.

Figura 2. Conjunto de datos esferizados con dos conglomerados

En ocasiones, cuando las proyecciones con las que se está trabajando son
tridimensionales, es común que los conglomerados de puntos que se forman
en su gráfica pudieran parecer una sola nube de puntos que cumple con
las caractersticas de normalidad esperadas, sin embargo, a través del uso
de software estad́ıstico reciente como SAS, JMP o SPSS es posible “rotar”
virtualmente estas nubes de puntos encontrando de manera sencilla nuevas
estructuras de interés, simplificando de esta manera el análisis de la informa-
ción resumida a través de un ACP. Este procedimiento, a pesar de su gran
simplicidad, pudiera evitar el tener que enfrentarse a los problemas estad́ıs-
ticos relacionados con la búsqueda numérica de patrones no normales.
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5.3. Modelos Lineales Generalizados

Ahora supóngase que sólo existen casos que pertenecen a una de las dos
nubes de puntos de la Figura 2, cualquier otro caso será considerado una
anomaĺıa y desechado, y que se desea predecir la pertenencia de un parti-
cipante a una de estas dos nubes. Entonces lo que se desea es predecir una
variable dicotómica a la cuál se le pueden asignar los valores uno, si el parti-
cipante se encuentra en la nube, o cero, si no se encuentra en ella y por tanto
se encuentra en la otra.

En este caso, ajustar un modelo de regresión lineal tiene varios inconve-
nientes. Debido a que la variable respuesta Y toma solo dos valores, cero y
uno, los errores no son normalmente distribuidos, aśı se viola un supuesto
necesario para hacer inferencia. Además, los errores son heteroscedásticos:
Var(ε) = Y (x)(1 − Y (x)), donde Y es la probabilidad del evento; como Y
depende de la matriz de datos X, se viola otro de los supuestos de la regre-
sión lineal. Finalmente, los valores predichos podŕıan ser mayores a uno o
menores a cero, lo cual es un problema si se deseaba usar estos valores para
análisis posteriores.

Como una solución a estos inconvenientes se utilizan los modelos lineales
generalizados (MLG), los cuales extienden los modelos de regresión ordina-
rios para abarcar distribuciones de respuesta no normales y modelar funciones
de la media. Los MLG constan de tres componentes:

1 Un componente aleatorio que identifica la variable respuesta Y y cuya
distribución de probabilidad, pertenece a la familia exponencial:

f(yi, θi) = a(θi)b(yi)exp[yid(θi)],

donde θi y yi denotan: el parámetro del modelo y la variable respuesta
para la i-ésima observación respectivamente y a, b y d son funciones
reales.

2 Un componente sistemático que especifica las variables explicativas u-
sadas en una función lineal. Esto es, un vector (η1, · · · , ηn) de variables
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explicativas a través de un modelo lineal. Dado xij el valor de la pre-
dictora j para el sujeto i entonces

ηi =

p∑
j=0

βjxij, (5.3)

con xi0 = 1 para toda i.

3 Una función de enlace que conecta los componentes aleatorio y sis-
temático. Dada µi = E(Yi), i = 1, · · · , n. El modelo enlaza a µi con ηi

por ηi = g(µi), donde la función de enlace g es monótona y diferencia-
ble.

En el modelo de regresión loǵıstica se tienen n variables aleatorias binomiales
yi, i = 1, · · · , n. Para cada yi se conoce la cantidad de ensayos mi y un vector
asociado de p predictoras xi = (xi1, · · · , xip)

′. La probabilidad de éxito π(xi)
depende de xi, entonces yi | xi ∼ Bin(mi, π(xi)), i = 1, · · · , n.

Un caso común es que mi = 1, es decir, yi es una variable Bernoulli que
toma el valor uno si la caracteŕıstica de interés está presente y cero si no.
Para estimar la probabilidad π(xi) se utiliza una función kernel M aplicada
a ηi. La función kernel para la regresión loǵıstica debe estar entre cero y uno.
La más frecuentemente utilizada es la función loǵıstica dada por:

π(xi) = M(ηi) =
exp(ηi)

1 + exp(ηi)
=

1

1 + exp(−ηi)
.

Entonces, para el modelo de regresión loǵıstica el componente sistemático
está dado por la ecuación 5.3, y la función de enlace (también denominada
logit) que hace al modelo lineal es:

g(π(xi)) = ln
π(xi)

1− π(xi)

De esta manera ya se puede contar con un modelo para predecir la pertenen-
cia a uno de los conglomerados como era deseado, a través de asignar un uno
al conglomerado de mayor probabilidad. Más aun queda por resolver aquellas
posibles situaciones donde se hallen más de dos conglomerados como resul-
tados de nuestra exploración. Suponga que la variable respuesta Y tiene J
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categoŕıas: 0, 1, 2, · · · , J − 1 conglomerados. De manera similar al caso bino-
mial, en el cual la variable respuesta es parametrizada en términos del logit
de Y = 1 vs Y = 0, en el caso multinomial se tienen J − 1 funciones logit
comparando: Y = 1 vs Y = 0, Y = 2 vs Y = 0, · · · , Y = J − 1 vs Y = 0; los
demás logit pueden derivarse de combinaciones de los anteriores, por ejemplo
el logit de Y = 2 vs Y = 1 se obtiene de la diferencia entre el logit de Y = 2
vs Y = 0 y el logit de Y = 1 vs Y = 0. Dado xi = (xi1, xi2, · · · , xip)

′ el vector
de p predictoras asociado a yi, y dado πji = πj(xi) = P(Y = j | xi) para
j = 0, · · · , J − 1, entonces las J − 1 funciones logit son

g1(xi) = ln

(
π1i

π0i

)
= β10 + β11xi1 + · · ·+ β1pxip

g2(xi) = ln

(
π2i

π0i

)
= β20 + β21xi1 + · · ·+ β2pxip

...

g(J−1)(xi) = ln

(
π(J−1)i

π0i

)
= β(J−1)0 + β(J−1)1xi1 + · · ·+ β(J−1)pxip

Ahora, dado que
∑J−1

j=0 πji = 1, es posible demostrar que:

πji =
exp gj(xi)∑J−1

j=0 exp gj(xi)
, j = 0, 1, · · · , J − 1, exp g0(xi) = 1

De esta manera, el problema de hallar un modelo para predecir la pertenencia
a alguno de los J conglomerados queda resuelto, asignando al individuo al
conglomerado de mayor probabilidad ajustada. Una presentación extensa de
la racional para obtener las ecuaciones de los MLG que fueron presentadas
anteriormente puede ser encontrada en Prieto-Castellanos (2005).

La estimación de los parámetros para estos modelos puede realizarse por
medio de máxima verosimilitud. A partir de la función log-verośımil para la
familia exponencial,

` =
n∑

i=1

yiθi − d(θi)

a(φ)
−

n∑
i=1

c(yi, φ)

es posible obtener el estimador máximo verośımil

∂`

∂β
=

1

a(φ)
X′W∆(y − µ),
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donde W,∆, µ son funciones del parámetro β desconocido. Espećıficamente

W = diag

[
∂2d(θi)

∂θ2
i

·
(

∂g(µi)

∂µ

)2
]−1

, ∆ = diag

[
∂g(µi)

∂µ

]
.

Igualando a cero ∂`
∂β

se obtiene

X′W∆y = X′W∆µ. (5.4)

Sin embargo, t́ıpicamente las funciones W,∆, µ no son funciones lineales de
β, impidiendo la resolución anaĺıtica de la ecuación 5.4, resolviéndose usual-
mente por métodos iterativos como el de mı́nimos cuadrados ponderados
(McCullach & Searle, 2001).

En la aplicación que se presenta en este trabajo se realizará un ACP tanto
con una rotación ortogonal (varimax) como una oblicua (oblimin directa) y
se realizará una exploración posterior buscando estructuras interesantes en
los CPs generados a partir de los datos de la Consulta Infantil y Juvenil 2000
del Instituto Federal Electoral, y se pondrán a prueba MLGs para predecir
la pertenencia de los participantes a distintos conglomerados de CPs, de ser
halladas estructuras adecuadas para esta práctica.
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Caṕıtulo 6

Aplicación

6.1. Descripción de la base de datos

Los datos utilizados para este trabajo corresponden a las respuestas de 150,718
adolescentes entre 14 y 17 años a la Consulta Infantil y Juvenil 2000 con-
vocada por el Instituto Federal Electoral. La base recupera 113 variables
mediante el instrumento presentado en el Anexo I. Se eligieron estos cues-
tionarios, de una total superior a los 750,000, debido a que fueron aquellos
que cumplieron con el criterio de que se tuvieran claramente registradas las
respuestas positivas con un número 1, aśı como las negativas con un 0. Los
demás cuestionarios contaban con valores perdidos que no permiten deter-
minar si la celda vaćıa se debe a una respuesta negativa o a la ausencia de
respuesta.

A través de este instrumento se recopila información explorando percepciones
de los adolescentes relacionadas con la formación de valores ciudadanos como
la democracia, ciudadańıa, cultura poĺıtica y participación, en el escenario
de la familia, la escuela, la comunidad y el páıs. Los reactivos de la consulta
con este fin presentan frases ante las cuales los adolescentes debieron mar-
car con una “palomita” (

√
) recuadros etiquetados con las palabras “Śı” o

“No”, según el acuerdo que ellos tuvieran con cada frase. Por ejemplo, ante
el reactivo “Recibo suficiente información sobre sexualidad”, en caso de que
el adolescente considere que śı la recibe en su familia, pero no en la escuela,
deberá marcar el recuadro etiquetado con “Śı” bajo la columna “En la Fa-
milia”, y el marcado con “No” bajo la columna “En mi escuela”, como se
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ilustra en la Figura 3.

Figura 3. Ejemplo de respuesta a los reactivos de la consulta

Estas respuestas fueron codificadas para el ACP con un valor de 1 para cada
“Śı” marcado, y con un 0 para cada “No”, contando aśı con un conjunto de
64 variables dicotómicas sobre las cuales se realizaron los análisis. Estas vari-
ables se presentarán en los resultados identificando los aspectos conceptuales
que la consulta pretendió medir, el ámbito en el que es medido y la frase
usada en el reactivo.

Por ejemplo, la pregunta acerca de si los adolescentes consideran que reciben
suficiente información sobre sexualidad en la escuela se presentará como “In-
formación (Escuela): Recib́ı suficiente información sobre sexualidad”. Lo
anterior tiene la intención de facilitar la interpretación de los resultados
obtenidos.

El objetivo del ACP, es encontrar un grupo pequeño de variables que re-
sulten trascendentes para los adolescentes que respondieron la consulta, y
con las cuáles se pudieran realizar posteriormente otros análisis e investi-
gaciones que ayuden a caracterizar la población adolescente en cuanto a su
formación ciudadana. Para el procesamiento de los datos se utilizaron los
paquetes especializados “Statistical Package for the Social Sciences for Win-
dows, Release 13.0” (SPSS, 2004) y “JMP r, Release 7.0” (SAS Institute
Inc., 2007). En general, aun cuando los análisis fueron realizados de manera
paralela en ambos paquetes, se eligió usar las gráficas en tonos de gris y las
tablas de las salidas del SPSS por las opciones de este programa para generar
las primeras y ordenar las segundas; de la misma forma, las gráficas a color
provienen del JMP por la sencillez de visualización y edición de gráficos de
este paquete.
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6.2. Análisis y resultados

De manera inicial se realizó un ACP de las 64 variables, utilizando la matriz
de correlación de las variables. Nótese que al encontrarse todas las variables
en la misma escala de medida, la matriz de covarianza también pudo haber
sido utilizada como ya se comentara en la sección 2.2.

Como salidas se eligieron las gráficas de sedimentación, las cargas de las
variables originales en los CPs, los valores propios, las varianzas explicadas y
las varianzas acumuladas de los CPs. Asimismo, con la intención de obtener
una mejor interpretabilidad de estos resultados, se eligió la realización de
una rotación ortogonal de los componentes (varimax), y una oblicua (direct
oblimin), a manera de comparación.

La gráfica de sedimentación resultante de este primer análisis se presenta
en la Fig 4.

Figura 4. Gráfica de sedimentación del ACP con todos los reactivos de la
encuesta
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Tabla 1. Varianza explicada de los componentes principales

En este caso, tomar la aparición del primer componente con valor propio
menor o igual a uno como criterio de corte para el número de CPs a consi-
derar puede ser una mala idea, ya que, ante una gran cantidad de variables
similares, nos encontramos con una veintena de los primeros componentes
extráıdos que tienen valor propio superior a la unidad. Esta situación se
observa claramente en la gráfica de sedimentación, misma que sugiere tomar
los tres primeros CPs antes del codo, y que presentan una diferencia “visible”
entre sus valores propios y los del componente siguiente. De esta manera se
conservan para el análisis tres CPs de 64 que explican cerca del 30 % de
la varianza total (Tabla 1); además al ser uno de los objetivos explorar la
estructura de los datos, no es posible visualizar la estructura de mayor número
de variables. La matriz de componentes extráıdos, presentada en la Tabla 2,
muestra los coeficientes de las variables para cada CP. Estos valores han sido
ordenados de mayor a menor absoluto, del primer al último CP considerado,
valores menores a 0.3 no fueron presentados, como criterio convencional de
su importancia y para una mejor lectura e interpretación de la información.
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Tabla 2. Matriz de componentes extráıdos

Una primera mirada a los 3 primeros CPs no permite descubrir algún patrón
claro de las variables que los conforman, por lo cual se procede a rotar esta
solución, primero a través de rotación ortogonal varimax. Los resultados de
este procedimiento se observan en la Tabla 3. Donde ya se observa cómo
el segundo componente se encuentra relacionado con variables que miden
la información que los adolescentes perciben que están recibiendo, mientras
que el primero y el tercero comparten en este sentido variables de los con-
juntos de “Equidad y Justicia” y de “Paz vs Violencia”. En la Figura 5
se presentan los componentes extráıdos representados en el espacio rotado
ortogonalmente, sin embargo, aun es dif́ıcil encontrar un patrón claro para
el primer y el tercero de ellos, o conjuntos de variables que espacialmente
tengan un comportamiento definido.
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Tabla 3. Matriz de componentes tras rotación varimax
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Figura 5. Componentes en el espacio tridimensional tras rotación varimax

Dado que se comparten variables clasificadas originalmente en los mismos
grupos del intrumento, se puede sospechar que una rotación que permita
cierta correlación entre estos componentes pueda ser más útil para su inter-
pretación. Una rotación oblicua oblimin de los datos permite observar cómo
los tres primeros componentes pueden transformarse para estar relacionados
con variables “Abuso de Autoridad”, “Violencia”, y la ya observada previa-
mente “Información”. Más allá, en cuanto a las variables de “Violencia”, se
observa en la matriz de componentes rotados obĺıcuamente como al ser medi-
das en el contexto social micro: Escuela y Familia, operan en sentido contrario
que al ser medidas en el contexto social macro: Comunidad y Nación. Lo an-
terior queda ilustrado en la Tabla 4, la matriz patrón, también llamada de
configuración, que presenta las correlaciones parciales entre el reactivo y el
componente rotado (Jennrich & Sampson, 1966).

De la misma manera, al observar en la Tabla 5 las correlaciones simples de
las variables con estas transformaciones, también es posible observar como
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las variables de “Abuso de Autoridad”, operan en sentido contrario a otros
aspectos positivos de “Equidad y Justicia”. Esta tabla es llamada matriz es-
tructura, o simplemente de correlaciones, ilustrando la correlación completa
entre reactivo y componente, incluyendo aquellas porciones de la correlación
aportadas indirectamente a través de las correlaciones con los otros compo-
nentes. En la Figura 6, estas relaciones se hacen más evidentes, encontrando
que las variables de “Violencia” se comportan de manera independiente a las
de “Abuso de Autoridad” y las de “Información”. Las variables señaladas
como v6e y v6f cuestionan a los adolescentes con respecto a si encuentran
violencia en su escuela y su familia; las variables marcadas como y3m y x3l,
si la encuentran en México y en su comunidad, respectivamente. La codifi-
cación completa de las variables incluidas en el análisis se encuentran en el
Anexo II.

Tabla 4. Matriz patrón tras rotación oblimin (correlaciones parciales)

Con el fin de explorar la estructura de los datos para las variables de “Equidad
y Justicia”, “Paz vs Violencia” e “Información” como CPs, se realizaron
ACPs independientes para cada uno de los conjuntos de reactivos relaciona-
dos con ellas; asimismo se realizó una búsqueda de patrones o conglomerados
por inspección gráfica de sus primeros tres componentes, para finalizar con la
realización de regresiones loǵısticas multinomiales para predecir la pertenen-
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cia de los participantes a dichos conglomerados, en caso de que éstos hayan
sido encontrados.

EQUIDAD Y JUSTICIA. Realizando un ACP con rotación oblimin para
las variables de la categoŕıa “Equidad y Justicia” se encuentran cinco CPs,
tomando como criterio que los CPs tengan un valor propio superior o igual a
la unidad y explicando el 66.2% de la varianza. Estos CPs quedan conforma-
dos por reactivos que preguntan los mismos aspectos espećıficos a diferentes
contextos, por ejemplo, el primer CP estuvo conformado por los reactivos
que cuestionaban si “Todos respetan las reglas” en la escuela, la familia, la
comunidad y el páıs, validando de esta manera que los reactivos evalúan
los aspectos considerados teóricamente por la encuesta. Estos resultados se
observan en la Tabla 6. Cabe notar en la tabla que el primer y el tercer
componentes tienen cargas indirectas del uno para el otro, aśı los reactivos
que hablan de respeto a las reglas también presentan cargas considerables en
el componente de trato con equidad de género, y viceversa.

Tabla 5. Matriz estructura tras rotación oblimin (correlaciones simples)
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Al graficar los tres primeros CPs para los participantes de la encuesta en una
gráfica de puntos, y tras realizar algunas rotaciones de la misma para buscar
patrones en esta representación, se nota como se forman cinco conglomerados
de puntos, es decir, cinco conjuntos de participantes, entre planos definidos
por el espacio tridimensional de los tres primeros CPs. Más allá, tras una
segunda rotación de la gráfica se observa como intersectando estos planos
puede observarse otro conjunto de planos que separaŕıan a los participantes
en 13 conglomerados de puntos, distintos de los cinco primeros (Figuras 7
y 8). A partir de esta observación se puede suponer que los tres primeros
CPs definen la pertenencia de los participantes a uno de los grupos definidos
por cualquiera de los conglomerados mencionados.

Figura 6. Componentes en el espacio tridimensional tras rotación oblimin
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Tabla 6. Matriz estructura tras rotación oblimin para los reactivos de
Equidad y Justicia

Figura 7. Conjunto de conglomerados al graficar los tres primeros CPs de
los participantes para los reactivos de “Equidad y justicia”
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Por ejemplo, un conjunto de planos que separa los primeros cinco conglom-
erados observados seŕıa el siguiente:

C1 + 2,491C2 − 0,705C3 − 2,358 = 0

C1 + 2,883C2 − 0,790C3 − 0,521 = 0

C1 + 3,147C2 − 0,813C3 + 1,176 = 0

C1 + 3,046C2 − 0,723C3 + 4,043 = 0

Donde Ci es la coordenada sobre el i-ésimo CP. Los planos presentados fueron
hallados por ensayo y error mediante la elección de tres puntos que, por
inspección visual simple de la gráfica, parecieran encontrarse en un plano
entre conglomerados. Nótese que, si asignamos un color a cada punto definido
en el espacio de los tres primeros CPs según la sección definida por los planos
donde se encuentre, se observa como cada conglomerado queda conformado
sólo por puntos del mismo color (Figura 9).

Figura 8. Conjunto de conglomerados al graficar los tres primeros CPs de
los participantes para los reactivos de “Equidad y justicia”
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Sin embargo no hay que perder de vista que dentro de estos conglomerados
aun existen subgrupos que no se alcanzan a diferenciar de esta manera, y que
tal vez podŕıan ser explorados posteriormente.

Si en vez de utilizar la sección definida por los planos para colorear la gráfica
utilizamos las variables originales, se observa como con las variables acerca
de si hay discriminación en la familia, la escuela, la comunidad y en México,
las respuestas van cambiando de “Śı” a “No” a través de los conglomerados,
quedando los extremos perfectamente definidos por sujetos que respondieron
exclusivamente una respuesta o la otra. Cuando sucede que uno o más con-
glomerados quedan perfectamente separados por una sola variable como en
este caso, se dice que existe separación completa (Albert & Anderson, 1984).
Este hecho se ilustra en la Figura 10.

Figura 9. Conjunto de conglomerados al graficar los tres primeros CPs de
los participantes para los reactivos de “Equidad y justicia”, coloreados a

partir de las secciones definidas por los planos
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Continuando con el análisis, las diferentes regiones delimitadas por los planos
presentados, y por lo tanto los conglomerados, fueron numeradas del cero al
cuatro. De esta manera, sin tomar en cuenta las variables sobre discrimi-
nación; e incluyendo las variables sociodemográficas sexo, edad y tipo de co-
munidad como predictores; se ajustó el siguiente modelo de regresión loǵıstica
multinomial (RLM):

πji =
egj(x(i))

1 + eg1(x(i)) + · · ·+ egJ−1(x(i))
;

gj(x(i)) = ln
πji

π0i

= βj0 +
K∑

k=1

βjkxik

Donde:

πji es la probabilidad de que el sujeto i pertenezca al conglomerado j, j =
0, · · · , J − 1.
gj(x(i)) es una función de enlace que hace al modelo lineal (el logaritmo
natural de la razón de probabilidades de que el i-ésimo sujeto esté en el con-
glomerado j con respecto a que se encuentre en el conglomerado 0).
x(i) es el valor de los predictores para el i-ésimo sujeto.
xik es el valor del k-ésimo predictor para el i-ésimo sujeto.
βjk es el coeficiente del k-ésimo predictor para el j-ésimo conglomerado.

En el caso de la consulta, los predictores fueron codificados de la siguiente
manera: un valor de cero correspondió a las comunidades rurales y un uno
a las urbanas; para el sexo, las mujeres fueron codificadas con un cero y los
hombres con un uno; finalmente, las edad de los sujetos pudo ser 14, 15, 16
ó 17 años. Los reactivos de ciudadańıa se mantuvieron codificadas como ya
fue comentado.

Las variables de discriminación fueron excluidas debido a la separación com-
pleta, al quedar definida la pertenencia a un conglomerado por una de las
variables ya no es necesaria su inclusión pues se está seguro de poder predecir
la pertenencia por el valor que tomen estas variables: los primeros conglomer-
ados (según el orden de la numeración) contendrán a quienes no perciben dis-
criminación en ningún contexto; los últimos, a quienes śı la perciben. Además,
al ocurrir esta separación los algoritmos para realizar las estimaciones propias
de este tipo de modelos de regresión fallan, ya que el logaritmo de la función
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de verosimilitud converge a cero pero el estimador de máxima verosimilitud
no existe, tendiendo a infinito.

Figura 10. Conjunto de conglomerados al graficar los tres primeros CPs de
los participantes para los reactivos de “Equidad y justicia”, coloreados a

partir de las respuestas sobre si hay discriminación en la familia, la escuela,
la comunidad y México

Se eligió el algoritmo Custom Forward Stepwise del SPSS para la estimación
de los coeficientes de las K variables predictoras con mayor efecto en el
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modelo; las variables edad, sexo y tipo de comunidad fueron introducidas de
manera obligada al modelo. Se encontró que, con excepción del tipo de comu-
nidad, todas las variables aportan un efecto significativo para la predicción
de la pertenencia de los sujetos a un conglomerado particular. Los valores de
los coeficientes bkj, aśı como de su significancia y del ajuste de la prueba se
presentan en el Anexo III.

Con respecto a la edad se encontró que aquellos participantes de menor edad
tend́ıan a encontrarse con mayor probabilidad en los primeros conglomera-
dos, mientras que en el cuarto se encontraŕıan con mayor probabilidad los
participantes de 17 años y los cercanos a esa edad. Las mujeres también
tienen la tendencia a encontrase en los conglomerados 3 y 4, mientras que
los hombres tienen mayor probabilidad de encontrarse en los primeros. Los
adolescentes que consideran que no se respetan las reglas en la familia ni en
la escuela, y que creen que en la escuela no se trata igual a niños y a niñas
tienen mayor probabilidad de pertenecer al conglomerado 0, lo mismo sucede
con aquellos sujetos que creen que no hay abuso de autoridad en México. Esta
tendencia a pertenecer con mayor probabilidad a los primeros conglomerados
se mantiene para quienes consideran que no se trata igual a los niños y las
niñas en la comunidad. Quienes creen que no se respetan las reglas y que no
se trata igual a niños y niñas en México, a su vez, tienen mayor probabili-
dad de estar en los últimos conglomerados. Estos resultados son congruentes
con la definición de los primeros conglomerados por aquellos sujetos que no
perciben discriminación y los últimos por aquellos que śı la perciben.

Aśı es posible notar que existe una tendencia en el mismo sentido de los
varones y los sujetos más jóvenes de la muestra y la percepción de injusticia
y falta de equidad en los ambientes más cercanos, la familia y la escuela;
mientras que en sentido opuesto se encuentran los mayores, las mujeres, y la
tendencia a percibir estos problemas a niveles más lejanos, notando el prob-
lema a nivel nacional, sin importar la pertenencia a comunidades rurales o
urbanas.

INFORMACIÓN. Al realizar el ACP de las variables de “Información”
se pueden encontrar resultados similares. En su caso, se encuentran tres CPs
tras el análisis que explican el 61.8% de la varianza total. Más, al analizar
la gráfica de las variables originales en el espacio de estos componentes, es
posible observar como se forman dos conjuntos claramente definidos: el que
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se refiere a la información en el contexto más ı́ntimo de la familia y la escuela,
y el que contiene las variables en el contexto comunitario y nacional. Lo cual
resulta congruente con lo hallado al analizar las variables de “Equidad y
Justicia”. Estos resultados se ilustran en la Tabla 7 y la Figura 11, respec-
tivamente.

Como en el caso del análisis previo, al graficar los tres primeros CPs de
los participantes de la encuesta, y tras realizar una rotación, se observa como
se forman siete conglomerados que pueden ser separados por seis planos, por
ejemplo, los planos que se presentan a continuación:

C1 + 0,518C2 + 0,144C3 − 0,527 = 0

C1 + 0,457C2 + 0,126C3 + 0,141 = 0

C1 + 0,479C2 + 0,283C3 + 0,672 = 0

C1 + 0,503C2 + 0,304C3 + 1,356 = 0

C1 + 0,482C2 + 0,267C3 + 2,008 = 0

C1 + 0,486C2 + 0,247C3 + 2,708 = 0

Una vez más, si asignamos un color a cada punto definido en el espacio de los
tres primeros CPs según la sección definida por los planos donde se encuentre,
se observa como cada conglomerado queda conformado sólo por puntos del
mismo color (Figura 12).

Tabla 7. Matriz estructura tras rotación oblimin para los reactivos de
“Información”
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Figura 11. Componentes en el espacio tridimensional tras rotación oblimin
para los reactivos de “Información”

Figura 12. Conjunto de conglomerados al graficar los tres primeros CPs de
los participantes para los reactivos de “Información”, coloreados a partir de

las secciones definidas por los planos

66

Neevia docConverter 5.1



Figura 13. Conjunto de conglomerados al graficar los tres primeros CPs de
los participantes para los reactivos de “Información”

Asimismo, también seŕıa posible encontrar otro conjunto de planos que inter-
sectan a los presentados y que definiŕıan conglomerados en otra dirección de
la gráfica, cada grupo conformando subgrupos dentro de los conglomerados
observados en la otra dirección. Esto se observa en la Figura 13. Además,
en este caso, al intentar colorear con base en los valores de las variables
originales se encuentra que, para toda variable original, siempre existen con-
glomerados a los extremos conformados por un solo valor de la variable, sin
importar la dirección elegida. Como ejemplo de esta situación está la Figu-
ra 14, coloreada a partir de la variable x10f: “Recib́ı suficiente información
sobre sexualidad (familia)”. De rojo cuando no se recibió suficiente informa-
ción, de azul cuando śı se recibió.

Con base en estas observaciones y de manera similar al análisis de las vari-
ables de “Equidad y Justicia”, se excluyeron como predictoras de la perte-
nencia a un conglomerado a las variables de “Información”. Sin embargo, en
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esta ocasión se encontró que sólo las variables sociodemográficas sexo, edad
y tipo de comunidad contribuyen significativamente al modelo, confirman-
do la independencia del constructo “Información recibida” de los otros que
se exploraron a través de la consulta. Las medidas de ajuste y parámetros
estimados para esta regresión se presentan en el Anexo IV.

Figura 14. Conjunto de conglomerados al graficar los tres primeros CPs de
los participantes para los reactivos de “Información”, coloreados a partir de

los valores de la variable x10f

En estos resultados es posible observar una tendencia de que los partici-
pantes de poblaciones rurales tienen menor probabilidad de pertenecer a los
últimos conglomerados. Asimismo es posible ver como el hecho de ser mu-
jer disminuye la probabilidad de pertenencia a los primeros conglomerados,
mientras que los sujetos de mayor edad tenderán a encontrarse en los últimos.
Al parecer las variables sociodemográficas sexo y edad siguen definiendo la
pertenencia a los conglomerados de la misma manera en que lo hicieron para
las variables de “Equidad y Justicia”. La tendencia a percibir que śı se recibe
información se da en el mismo sentido que el hecho de ser mujer, pertenecer
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a una comunidad urbana y ser de mayor edad.

PAZ VS. VIOLENCIA. Finalmente, al realizar el ACP a las variables
de “Paz vs Violencia”, y a diferencia de lo ocurrido en los dos análisis pre-
vios, es posible observar como los tres primeros CPs definen 16 microcúmulos
en su espacio, observados como puntos en la gráfica. Para cada uno de estos
CPs existen ocho cúmulos cerca del cero, cuatro en valores positivos cercanos
al tres, y cuatro en los valores cercanos al tres negativo. Este patrón se ilustra
en la Figura 15. La varianza explicada por los tres primeros componentes
es el 88.9% del total.

Figura 15. Conjuntos de puntos encontrados tras el análisis para los
reactivos de “Paz vs Violencia” en el espacio de los tres primeros CPs

Este resultado no es tan extraño si consideramos que el análisis fue realizado
con una categoŕıa de la consulta conformada por sólo cuatro reactivos, con
dos opciones de respuesta cada uno, 24 = 16 combinaciones posibles de res-
puesta; y a que sólo el primer CP tiene un valor propio mayor a la unidad
(2.412), mientras que los siguientes se encuentran muy por debajo de este
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valor (Tabla 8).

Tabla 8. Valores propios y varianzas que explican los CPs de los reactivos
de “Paz vs Violencia”

6.3. Conclusiones

Como puede observarse, el ACP confirma que los reactivos incluidos en el
instrumento analizado pueden ser reducidos a variables congruentes con los
contenidos que se pretendan medir: equidad y justicia, información recibida,
y paz vs violencia. Además, es posible comprobar que, en casos como los
de las variables de “Equidad y Justicia”, existe un conjunto reducido de los
reactivos de la consulta que pudieran predecir la pertenencia de los parti-
cipantes a categoŕıas definidas (que habŕıa que estudiar de manera teórica
desde la perspectiva de las ciencias sociales), en esta ocasión, las experien-
cias y percepciones de discriminación, a través de las respuestas a los reac-
tivos espećıficos de este tema. En otros casos, como al analizar la porción
del instrumento acerca de la información recibida, no es posible encontrar
a primera instancia un tema, o un conjunto de reactivos, que pueda usarse
para este tipo de predicciones. Asimismo, es posible ver que variables so-
ciodemográficas como el sexo, la edad, o la pertenencia a una comunidad
rural o ind́ıgena, también influiyen en la respuesta que se de a los reactivos
de la consulta, y por tanto a la pertenencia a las categoŕıas teóricas sugeridas.

Al señalar de esta manera cuáles son los grupos de la sociedad que se separan
de los otros en cuanto a su experiencia con los temas de la consulta, se sugiere
la posibilidad, a nivel descriptivo, de crear ı́ndices de desarrollo ciudadano
con sólo recolectar un conjunto menor de información al recolectado en esta
ocasión.

A nivel evaluativo y de toma de decisiones, el análisis permite seleccionar
aquellos grupos que pudieran estar en desventaja con respecto a otros, para
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aśı llevar a cabo programas de intervención que busquen el ideal de equidad
de oportunidades entre los individuos deseable en toda sociedad.

Por otro lado, a nivel metodológico, también ha quedado ilustrado cómo, tras
profundizar un poco en los análisis, el instrumento no solamente es respondi-
do sobre los temas esperados, sino que también los contextos de experiencia
de estos temas -escuela, familia, comunidad, nación- se responden con cierta
consistencia interna, quedando agrupados aun tras transformaciones como
las realizadas en un ACP. Esto habla de la validez y las limitaciones que
como instrumento de medida tiene el analizado, además de sugerir posibles
mejoras del mismo al señalar cuáles de sus reactivos son los que están funcio-
nando de mejor manera para describir las diferencias en la población. Vale la
pena aclarar que, aunque se espera encontrar estos patrones al hacer análisis
de validez de los instrumentos, en la práctica no siempre sucede aśı.

Por todo lo anterior, es evidente como el ACP, y el análisis posterior de los
resultados que éste arroje, son de gran utilidad para la validación de instru-
mentos de medición de fenómenos sociales, el avance de las teoŕıas al sugerir
nuevas posibles relaciones entre variables, la comprobación de hipótesis teóri-
cas sobre los grupos de interés de las investigaciones sociales, y la toma de
decisiones sobre las acciones a realizar con estos grupos.
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ANEXO I
Instrumento utilizado para la Cosulta Infantil y Juvenil 2000 del
Instituto Federal Electoral
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ANEXO II
Claves de identificación de los reactivos
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ANEXO III
Salidas de SPSS 13.0 para la regresión multinomial loǵıstica de los
conglomerados de “Equidad y Justicia”
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ANEXO IV
Salidas de SPSS 13.0 para la regresión multinomial loǵıstica de los
conglomerados de “Información”
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