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P R E S E N T A N:

MARY CARMEN TREJO AVILA

JOSÉ GUSTAVO GONZÁLEZ ANGELES

DIRECTOR DE TESIS:
DR. HUMBERTO ANDR ÉS CARRILLO CALVET
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una amistad franca, viviendo experiencias importantes, irrepetibles e incomparables, tal como
lo es el objetivo de este trabajo.
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Gracias paṕa por todo tu esfuerzo y sacrificio que hiciste para que yo estuviera aquı́ el d́ıa
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cado de ser parte de esta institución: coraje, honradez, verdad y sobre todo honestidad.

Debo agradecer a todas y cada una de las personas que he conocido alo largo de mi vida,
ustedes también son parte de esto.
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2.4. SOM en la Mineŕıa de Datos. . . . . . . . . . . . . . . . . . . . . . . . . . . . 26
2.4.1. Ventajas y beneficios de la red SOM en la Minerı́a de Datos. . . . . . . 29

2.5. Implementaciones de la red SOM en Matlab y SNNS. . . . . . . . . . . . . . . 31
2.5.1. SOM Toolbox para Matlab. . . . . . . . . . . . . . . . . . . . . . . . . 31

2.5.1.1. Caracterı́sticas generales. . . . . . . . . . . . . . . . . . . . . 31
2.5.1.2. Ventajas y desventajas. . . . . . . . . . . . . . . . . . . . . . . 33

2.5.2. SNNS. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
2.5.2.1. Caracterı́sticas generales. . . . . . . . . . . . . . . . . . . . . 34
2.5.2.2. Ventajas y desventajas. . . . . . . . . . . . . . . . . . . . . . . 35
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Presentacíon

El vertiginoso desarrollo de nuevas tecnologı́as en el terreno de la inforḿatica, nos da acce-
so a grandes volúmenes de datos en cualquier tema y con relativa facilidad. Aunque en primera
instancia parecerı́a que al disponer de ḿas datos, autoḿaticamente disponemos de más infor-
macíon útil, esto es verdad hasta cierto punto, ya que los datos por sı́ mismos no nos aportan
conocimiento que es justamente lo que queremos extraer de ellos. Nos enfrentamos entonces al
problema de traducir esta gran cantidad de información en conocimiento que nos seaútil.

Antecedentes.

La revolucíon tecnoĺogica que surgió durante el siglo pasado, trajo consigo resultados sor-
prendentes y consecuencias inevitables. Esta revolución fue dirigida por laInternational Bussi-
nes Machines (IBM), que en 1952 produce la primera computadora diseñada para ćalculos de
ı́ndole cient́ıfica, la IBM 701. Con el paso de las décadas, IBM consideró el hecho del creci-
miento progresivo y constante de datos almacenados por las empresas e instituciones; en 1983
introduce al mercado la IBM 3330 Data Storage, un dispositivo con capacidad de almacenar
200 millones de bytes expandibles hasta 1.6 billones de bytes. Sin embargo, losdatos conteni-
dos en estos grandes y avanzados dispositivos, no respresentabanpor si mismos herramientas
que permitieran llevar a cabo procesos y/o decisiones beńeficos para si.

En los ãnos ochenta, laNational Agency of Space Administration (NASA)requeŕıa de crear
una clasificacíon por temas, de toda la información que en ese entonces poseı́a. Tal clasificacíon
deb́ıa ser producto de un análisis de informacíon automatizado, de tal manera que los resultados
fuesen obtenidos en el menor tiempo posible, además de tener un grado de veracidad aceptable;
para ese entonces, se habı́an observado los problemas que el Aprendizaje de Máquina (Machine
Learning, ML) presentaba para el análisis en bases de datos. En respuesta surge el concepto
de Descubrimiento de Conocimiento en Bases de Datos (Knowledge Discovery in Databases,
KDD) como alternativa del ańalisis de bases de datos a gran escala, tomando como antecendente
directo a ML e incorpoŕandolo como parte de este proceso.

Era de suma importancia que estos nuevos métodos de ańalisis de la informacíon no fueran
limitados por la cantidad de datos a analizar, y debı́an ser aptos para ser utilizados en un futuro
pues, tan śolo en esa d́ecada, la NASA pronosticaba generar un terabyte de datos diariamente.

A principios de los ãnos noventa, se habı́an dearrollado algunas herramientas de software y
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distintos dispositivos de almacenamiento que ayudaban a este análisis, sin embargo,́estas fun-
cionaban de forma aislada y eran incompatibles entre sı́. Algunas implementaban nuevas técni-
cas de ańalisis como aprendizaje inductivo, algoritmos genéticos, redes neuronales, estadı́stica
bayesiana, sistemas expertos e incluso conceptos de teorı́a de la informacíon.

Con el paso de los años eran ḿas y ḿas las compãnı́as e instituciones que requerı́an de
estos recursos, y al mismo tiempo la cantidad de datos que se generaban, incrementaban d́ıa
con d́ıa. Este es el caso de laBiblioteca Nacional de Medicina de los Estados Unidos (National
Library of Medicine, NLM)de los Estados Unidos, pionera en el uso de la emergente tecnologı́a
en computacíon para la consulta de material bibliográfico impreso. En 1971, la NLM crea su
primer base de datos:MedLine; oficialmente MedLine contiene registros de publicaciones desde
1966 a la fecha. En 1966 contenı́a 239 publicaciones, para 1985 contaba ya con 300,000 tı́tulos.

En 1998Winter Corporation, compãnı́a que provee servicios de consultorı́a en sistemas de
bases de datos, calculaba que para el año 2001 el promedio de tamaño de las bases de datos
de los grandes consorcios e instituciones serı́a de 10 terabytes. En 1999 MedLine reportó 10
millones de t́ıtulos de publicaciones; es decir que el crecimiento es de más de 1,000 artı́culos
diariamente; actualmente MedLine realiza actualizaciones de sus tı́tulos mensualmente.

Debido al tamãno actual de las bases de datos, el proceso KDD representa un reto notrivial,
pero con resultados que pueden tener un alto impacto en nuestro entorno;las estad́ısticas indican
queFrance Telecommposee la base de datos más grande con 29.2 terabytes, después se tiene
a AT&T con una base de datos de 26.2 terabytes. Ante estas circunstancias, los requerimientos
tecnoĺogicos para un proceso como KDD, implica el uso de sistemas de cómputo de alto desem-
pẽno como procesamiento paralelo y distribuido, además de sistemas de software eficientes que
integren todas las herramientas necesarias para llevar a cabo todas y cada una de las fases de las
que se compone el proceso KDD.

Actualmente estos sistemas de software presentan serias limitaciones a considerar: por un
lado estos sistemas sólo ofrecen soporte parcial para algunas fases del proceso como selección
de datos, limpieza, transformación o mineŕıa de datos y en muchas ocasiones es necesario llevar
a cabo cada fase con distinto software. Algunos sistemas de este tipo son Procite, Excel, SNNS
entre otros. Por otro lado, los sistemas integrales para el proceso en su mayoŕıa son comerciales,
y los costos de sus licencias son excesivos; ViscoveryR© SOMineR©, Clementine, DBMiner y
Ghost Miner son suites integrales de este tipo.

Objetivo.

El objetivo principal de este trabajo es diseñar y desarrollar una suite integral, es decir un
sistema de software que contenga todas las funcionalidades necesarias para el proceso de Des-
cubrimiento de Conocimiento en Bases de Datos mediante el uso de la red neuronal SOM y di-
versas t́ecnicas de conglomeración (clustering) y visualización. La suite cumple con el estándar
de calidad ISO/IEC 9126-1.1 Esta versíon de la suite será disẽnada para la investigación cien-

1ISO/IEC 9126-1: Organización Internacional para la Normalización o Estandarización/Comisíon Electrot́ecnica
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ciométrica, basada en el análisis biblioḿetrico de textos cientı́ficos.

Organización del documento.

El presente trabajo se encuentra dividido en cinco capı́tulos.

Los tres primeros capı́tulos aportan los elementos teóricos necesarios para entender el siste-
ma. En ellos se exponen conceptos generales y definiciones de elementos que seŕan de utilidad
a lo largo del trabajo. Los capı́tulos cuatro y cinco describen el primer ciclo del proceso de
desarrollo de la suite. Posteriormente se presentan las conclusiones generales.

Presentacíon. Se ofrece una introducción, sus objetivos y antecedentes de lo que es este trabajo.

Caṕıtulo 1. Descubrimiento de Conocimiento en Bases de Datos.Se definen los conceptos fun-
damentales de KDD, minerı́a de datos y redes neuronales. Estos conceptos nos introducen
a las ideas fundamentales sobre las cuales se basa el desarrollo de la suite.

Caṕıtulo 2. Redes Neuronales y el algoritmo SOM.Este caṕıtulo comprende la especificación
de la red neuronal de Teuvo Kohonen: Self-Organizing Map (SOM), su integracíon como
técnica de minerı́a de datos y su visualización. Adeḿas se presenta el análisis realizado a
distintas herramientas de software para redes neuronales.

Caṕıtulo 3. Metodologı́a ViBlioSOM.Se definen los conceptos de Bibliometrı́a, Patentometrı́a,
Cienciometŕıa e Informetŕıa. Se presenta la metodologı́a ViBlioSOM R©, la cual permite la
visualizacíon de informacíon bibliométrica mediante el mapeo auto-organizado.

Caṕıtulo 4. Diseño de una suite para la Minerı́a de Datos: Data SOMinning.Se exponen los
requerimientos ası́ como el disẽno de la suite mediante el uso de diagramas (paquetes,
caso de uso y secuencia).

Caṕıtulo 5. Data SOMinning y su aplicación en la investigación cientı́fica.Se presenta un caso
de estudio utilizando la suite Data SOMinning.

Conclusiones.Se presenta una reflexión final acerca del presente trabajo, mostrando el impacto
y beneficios de la construcción de una herramienta con los alcances de Data SOMinning.

Internacional, referente a Ingenierı́a de Software, calidad de producto y modelos de calidad.



Caṕıtulo 1

Descubrimiento de Conocimiento en
Bases de Datos

Como parte del avance tecnológico de losúltimos ãnos, el acopio de datos y generación
de informacíon son parte de las tareas principales de los usuarios de sistemas de cómputo. Sin
embargo, estas tareas llevan consigo consecuencias importantes: el rápido crecimiento de la
informacíon y por ende, el sobrealmacenamiento deésta. Este conjunto de datos es almacenado
en avanzados dispositivos de hardware y administrado por sistemas de software cada vez ḿas
eficientes y cada vez ḿas costosos.

LasBases de Datosson estructuras organizadas de tal forma que facilita el almacenamiento
eficiente, la consulta y modificación de los datos almacenados; durante años han ayudado a
enfrentar este crecimiento y sobrealmacenamiento de información, mejorando cada vez más los
sistemas manejadores de bases de datos. Hoy en dı́a es ḿas coḿun observar bases de datos de
giga o terabytes de tamaño en distintos campos de desarrollo: instituciones educativas, institutos
de investigacíon, empresas privadas, instituciones de gobierno, etc.

El volumen de estos almacenes de datos hacen inoperante llevar a cabo un análisis con
técnicas tradicionales de la estadı́stica, que representen beneficios potenciales para el desarrollo
humano, acad́emico, cient́ıfico, tecnoĺogico o ecońomico.

“Es por esto la necesidad de la generación de nuevas técnicas computacionales y
herramientas que asistan a los humanos en la extracción de informacíon útil (cono-
cimiento) de grandes volúmenes de datos.”(U. Fayyad et al., 1996.)[FPSS96a]

Como respuesta a esta necesidad surge el campo delDescubrimiento de Conocimiento en Ba-
ses de Datos (Knowledge Discovery in Databases, KDD). Este proceso es considerado como
el desarrollo que por medio de varias etapas, los datos analizados toman cierto sentido. KDD
combina t́ecnicas de ḿultiples campos de aplicación como inteligencia artificial, estadı́stica,
diversas t́ecnicas de visualización y como ya mencionamos, bases de datos.

3
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1.1. Definiciones b́asicas.

Como su nombre lo indica, el resultado del proceso KDD es consecuenciade llevar a cabo
una serie de pasos, cada uno con tareas especı́ficas. Podemos definir el proceso KDD como:

“el proceso no trivial de identificar patrones válidos, nuevos, potencialmenteútiles
y entendibles, dentro de los datos”(U. Fayyad et al., 1996.)[FPSS96a]

Entendemos pordatos al conjunto de śımbolos que utilizamos para expresar o representar un
valor nuḿerico, un hecho, un objeto o una idea en la forma adecuada para su procesamiento,
que bien pueden ser información almacenada en una base de datos.Patronesse refiere a ajustar
un modelo, encontrar estructuras, o en general, hallar alguna descripción representativa de este
conjunto de datos. Se dice que el proceso es no trivial debido a que el cómputo involucrado no
es simple y por lo tanto requiere de aplicar técnicas computacionales de alto desempeño (por
ejemplo ćomputo distribuido).

Hemos mencionado la importancia de la búsqueda de patrones que formen un modelo de
representación de los datos, es por esto que una de las etapas más importantes dentro del proceso
es la de minerı́a de datos. LaMiner ı́a de Datos(Data Mining, DM) es la fase que por medio
de distintas herramientas y métodos nos permite obtener de forma automática, tales patrones o
informacíon útil que una vez validada se acepta como conocimiento. Entre estas herramientas
y métodos de la minerı́a de datos, se encuentran métodos como Ańalisis Exploratorio de Datos
(Exploratory Data Analysis, EDA) y una relación muy estrecha con la Inteligencia Artificial
(Artificial Intelligence, AI) en el campo de ML.

Sin embargo, en esta etapa nos encontramos con diversos problemas; enmuchas ocasiones
la estructura en que los datos son representados no es la adecuada, o el conjunto de los patrones
es demasiado grande, por lo que el número de variables a considerar es multidimensional. Lo
anterior impide que estas técnicas y ḿetodos para la minerı́a de datos, sean lośoptimos para
llevar a cabo un ańalisis eficiente. Es por esto la importancia de investigar, desarrollar e imple-
mentar nuevas técnicas y ḿetodos, que se lleven a cabo de manera que el tiempo de ejecución
sea corto y los algoritmos ḿas eficientes con resultadosóptimos.

Teniendo como antecedente a ML como técnica de minerı́a de datos, la inteligencia artificial
aporta una nueva opción para esta etapa: las Redes Neuronales Artificiales.

“Inspirados en la anatoḿıa y fisioloǵıa del cerebro humano, las Redes Neuronales
Artificiales son modelos mateḿaticos que permiten hacer computación inteligente.”
(Wright, 1998.)[WP98]

En una red neuronal, el procesamiento de la información se realiza por medio de un desarrollo
distribuido y el ćomputo se realiza en forma paralela. Desde el punto de vista de la minerı́a de
datos el procesamiento paralelo y distribuido, permite que las redes neuronales lleven a cabo el
procesamiento de datos a una escala masiva.

La red neuronal de entrenamiento no supervisadoSelf-Organizing Map (SOM) disẽnada
por Teuvo Kohonen, resulta ser un eficiente algoritmo que permite la proyección de datos mul-
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tidimensionales a una malla o retı́cula bidimensional denominadamapa, preservando la organi-
zacíon topoĺogica del conjunto de datos original. En el capı́tulo 2 hablaremos con precisión de
esta red neuronal.

1.2. Fases del proceso KDD.

Existen distintas versiones acerca de cuáles son las fases que envuelve el proceso KDD, cada
versíon toma en cuenta ḿas o menos fases dentro del proceso, sin embargo la mayorı́a reconoce
tres etapas:

1. Preprocesamiento y preparación de los datos.

2. Búsqueda de patrones o modelos.

3. Evaluacíon del conocimiento.

1.2.1. Preprocesamiento y preparación de los datos.

Generalmente los datos de inicio utilizados en el proceso KDD no son adecuados para ser
usados en la etapa de búsqueda de patrones. Esta etapa consiste en la aplicación de t́ecnicas para
obtener los datos de modo que puedan ser procesados posteriormente.

1.2.1.1. Entendimiento del dominio de aplicación.

Al iniciar el proceso es importante llevar a cabo la selección de un conjunto apropiado de
datos, la cual dependerá de los objetivos que se deseen alcanzar.

Para definir estos objetivos es necesario desarrollar un completo entendimiento del dominio
en el campo de aplicación y contar con conocimiento relevante previo del conjunto de datos; para
esto es ideal contar con expertos que estén asociados directamente con el campo de aplicación,
pues su interpretación seŕa fundamental para tomar decisiones y aplicar criterios adecuados para
determinar patrones que lleguen a ser de importancia para llegar al objetivo.

1.2.1.2. Creacíon del conjunto de datos objetivo.

Una vez seleccionados los datos adecuados, se procede a realizar una nueva selección de
un subconjunto déestos con los cuales realizar el análisis y descubrimiento. Este subconjunto
pueden ser variables de las muestras o un subconjunto de ejemplos que sirvan como base para
el ańalisis.

1.2.1.3. Limpieza y preprocesamiento de datos.

Esta fase puede tomar más del 80 % del tiempo total del proceso. Consiste en una serie pasos
sisteḿaticos los cuales, permiten obtener datos confiables.
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Debemos considerar que en la realidad, el conjunto inicial de datos presenta diversos tipos
de ruido como inconsistencia entre los datos, redundancia o duplicidad. Para solucionar este
problema es necesario establecer unanormalizaciónde los campos que contiene cada dato por
medio de criterios para la selección de atributos que sean de importancia para el proceso. Al-
gunos de estos criterios de normalización seŕıan establecer tipos de datos a considerar (enteros,
racionales, continuos, discretos o intervalos de valores), datos que dependan del tiempo (series),
etc.

La calidad de los resultados obtenidos al final del proceso, dependerán en su totalidad de la
calidad de los datos obtenidos del preprocesamiento.

1.2.1.4. Reduccíon y proyeccíon de datos o transformaciones.

La aplicacíon de los ḿetodos de reducción y proyeccíon dependerá si el tipo de datos lo per-
mite, por ejemplo los datos pueden estar respresentados en texto plano, algunos pueden incluir
series de tiempo, pueden ser imágenes o bien pueden ser datos estructurados. Si la represen-
tación de los datos es la adecuada, sı́ es posible utilizar ḿetodos de reducción de dimensíon o
transformacíon para reducir el ńumero de variables a considerar y encontrar caracterı́sticasútiles
para la representación de los datos; algunos métodos son: el Ańalisis de Componentes Principa-
les (Principal Component Analysis), el análisis de factores o el escalado multidimensional.

1.2.2. B́usqueda de patrones o modelos.

Mediante una t́ecnica de minerı́a de datos, se obtiene un modelo de conocimiento, que re-
presenta patrones de comportamiento observados en los valores de las variables del problema
o relaciones de asociación entre dichas variables. También pueden usarse varias técnicas a la
vez para generar distintos modelos, aunque generalmente cada técnica obliga a un preprocesado
diferente de los datos.

1.2.2.1. Seleccionar el ḿetodo de Mineŕıa de Datos.

Uno de los aspectos ḿas sutiles del arte de llevar a la práctica el proceso KDD, es el re-
lacionar los ḿetodos de minerı́a de datos con problemas del mundo real. Este proceso puede
ser a menudo no trivial, ya que los problemas tienden a ser relativamente complejos y adeḿas
incluyen algunos detalles que no son necesariamente relevantes para el proceso de descubri-
miento, mientras que las definiciones de los métodos para resolver estos problemas tienden a
ser abstractos y complejos.

Los métodos para minerı́a de datos pueden ser clasificados de acuerdo a las tareas especı́ficas
que desempẽnan:

1. Métodos descriptivos o no supervisados: descubren patrones que permiten describir la
manera en que los datos se distribuyen o agrupan en el espacio.

2. Métodos predictivos o supervisados: pronostican el valor de una variable, desde valores
conocidos de otras variables.
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Las metas de estas tareas se pueden generar a partir de alguna de las siguientes t́ecnicas:

Clasificación: determina una función que mapea un dato dentro de una o varias clases
predefinidas.

Regresíon: determina una función que representa el comportamiento de alguna porción
del conjunto de datos o el descubrimiento de relaciones funcionales entrevariables.

Conglomeracíon (Clustering): identifica un conjunto finito de categorı́as o clases que
describen los datos. A diferencia del método de clasificación, este no depende de clases
predeterminadas.

Sumarización: encuentra una descripción que representa el comportamiento de alguna
porción del conjunto de datos o el descubrimiento de relaciones funcionales entre varia-
bles.

Modelación de Dependencia: encuentra un modelo que describa dependencias significa-
tivas entre las variables.

Cambio y deteccíon de desviacíon: descubre los cambios más significativos en los datos
a partir de medidas previas o valores normativos.

Dependiendo de la naturaleza de los datos, ası́ como del objetivo planteado para una aplica-
ción que utilice mineŕıa de datos, variarán las tareas a ser ejecutadas.

1.2.2.2. Seleccionar el algoritmo de Minerı́a de Datos.

Para lograr la realización exitosa de las tareas presentadas anteriormente es importante es-
coger los algoritmos de minerı́a de datos de manera correcta.

Un algoritmo de minerı́a de datos es un procedimiento bien definido que toma datos como
entrada y produce una salida en forma de modelo o patrón. Usamos el término bien definido
indicando que el procedimiento se debe plantear como un conjunto finito de reglas. Para que sea
considerado un algoritmo, el procedimiento debe terminar siempre después de un ńumero finito
de pasos y producir un resultado.

La mayoŕıa de los algoritmos para la minerı́a de datos pueden ser vistos como composicio-
nes de algunas técnicas y principios b́asicos. Existen una gran variedad y un número amplio de
algoritmos, estos se encuentran en diversas disciplinas como la estadı́stica, reconocimiento de
patrones, aprendizaje de máquina y bases de datos y se aplican dependiendo de las caracterı́sti-
cas del problema a resolver. Estos algoritmos consisten, en gran parte, de tres componentes
principales, los cuales se listan a continuación:

1. Modelo de representación. Es el lenguaje o modelo matemático usado para describir los
patrones a ser considerados por el algoritmo; es decir un modelo contienelos paŕametros
que deben ser determinados a partir de los datos. Hay dos factores relevantes: la funcíon
del modelo (e.g. clasificación, regresíon, conglomeración) y la representación del modelo.
Las representaciones del modelo que se utilizan con más frecuencia son:



8 Caṕıtulo 1. Descubrimiento de Conocimiento en Bases de Datos

a) Árboles de decisión y reglas de clasificación.

b) Modelos lineales.

c) Modelos no lineales (e.g. redes neuronales, k-means)

d) Métodos basados en ejemplos (método del vecino ḿas cercano).

e) Modelos gŕaficos de dependencias probabilı́sticas (e.g. redes Bayesianas).

f ) Modelos de aprendizaje relacional (e.g. Prolog).

La eleccíon del modelo de representación para cada problema debe hacerse cuidadosa-
mente ya que si se elige una representación inadecuada puede provocar que ningún en-
trenamiento describa la estructura del conjunto de datos de manera correcta. El modelo
determina tanto la facilidad de la manipulación de los datos, ası́ como la f́acil interpre-
tación para el usuario. Por lo general, los modelos más complejos manipulan mejor los
datos, pero suelen también ser ḿas complicados de entender y de usar confiablemente.

2. Criterio de evaluación. Son medidas cuantitativas que nos indican qué tan bien un patrón
(un modelo y sus parámetros) encontrado cumple las metas (útil, novedoso, entendible,
efectivo para predecir) del proceso KDD.

3. Método de b́usqueda. Estos ḿetodos, comunmente, consisten de dos elementos: búsque-
da de paŕametros y b́usqueda de modelos. En el primer caso el algoritmo debe buscar
aquellos paŕametros que optimicen la evaluación del modelo, dado un conjunto de datos
observados y un modelo fijo de representación. La b́usqueda de modelos se presenta de
forma iterativa sobre el ḿetodo de b́usqueda de parámetros; es decir el modelo de repre-
sentacíon es cambiado para que una nueva familia de modelos sea considerada.

1.2.2.3. Mineŕıa de Datos.

La etapa de minerı́a de datos del proceso KDD es considerada la más importante, debido a
la integracíon y aplicacíon de forma iterativa de ḿetodos de aprendizaje y estadı́sticos para la
obtencíon de hiṕotesis de patrones y modelos. Esta etapa se puede definir como

“el paso consistente en el uso de algoritmos concretos que generan unaenumeracíon
de patrones a partir de los datos procesados”(U. Fayyad et al., 1996.)[FPSS96a]

1.2.3. Evaluacíon del conocimiento.

Nosotros podemos crear modelos a nuestro gusto, pero antes de que un modelo pueda ser
utilizado confiablemente,́este debe ser validado. Validación significa que el modelo está pro-
bado, de tal manera que estemos seguros que el modelo nos da valores razonables y exactos.
Estas pruebas dependen directamente tanto de nuestro conjunto de datos como del campo de
aplicacíon. La validacíon debe ser realizada usando un conjunto de datos independiente. Este
conjunto debe ser construido semejante al conjunto de datos real utilizado para el entrenamien-
to, el cual no debe formar parte de esteúltimo, dicho conjunto experimental se puede considerar
como representante del caso general.
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Las t́ecnicas de validación desarrolladas a lo largo de los años 80 en el campo de ML, hacen
posible que las inferencias de la minerı́a de datos sean validadas para obtener patrones o aso-
ciaciones realmente ciertas y no sólo reflejos de un manipuleo de los datos. La evaluación del
modelo en cuanto a predictividad se basa en técnicas de validación cruzadas (cross validation);
en cuanto a calidad descriptiva del modelo se basan en principios como el de máxima verosi-
militud (maximum likelihood) o en el principio de longitud de descripción ḿınima (minimum
description length).

1.2.3.1. Interpretacíon de los patrones obtenidos.

El proceso KDD no finaliza cuando los patrones han sido mostrados. El usuario debe enten-
der qúe ha sido descubierto, si este descubrimiento es novedoso, si es un nuevo conocimiento
que le auxilie en la toma de decisiones, ası́ como acotejar la coherencia que esta información re-
presenta. Para lograr esto se pueden llevar a cabo tareas tales como: la seleccíon u ordenamiento
de patrones, la visualización de los patrones extraidos o la visualización de los datos, dados los
modelos extraidos. A su vez estas tareas permiten eliminar patrones redundantes o irrelevantes.

Tal es el caso de la obtención de reglas de asociación. Los algoritmos de reglas de asociación
descubren patrones de la formaSi X entonces Y, las cuales establecen asociaciones o relaciones
de correlacíon entre los atributos de un conjunto grande de datos. El proceso de obtención de
dichas reglas se divide en dos pasos:

Encontrar un subconjunto de datos frecuentes a partir del conjunto de datos inicial. Una
alternativa es la obtención de conglomerados (clusters).

Generar reglas de asociación entre los elementos del subconjunto obtenido en el paso
anterior. Para ello se definen dos factores (de soporte y de confianza) los cuales toda regla
debe satisfacer. Estos dos factores permiten cuantificar la fuerza estadı́stica de un patŕon.
Entre mayores sean los valores de estos factores mayor utilidad tiene la regla.

El proceso de generación de reglas es bastante sencillo, el problema es el gran número
de reglas generadas, muchas de las cuales no tienen ninguna utilidad, porlo que es necesario
evaluar su validez. Adeḿas de los factores antes mencionados, para determinar el interés de
una regla se pueden usar medidas subjetivas como la incertidumbre y la accionabilidad. La
incertidumbre indica que las reglas son interesantes si no son conocidas por los usuarios o
contradicen el conocimiento existente. La accionabilidad significa que los usuarios obtienen
ventajas de las reglas.

Al llevar a cabo una interpretación de los resultados es posible regresar a cualquiera de las
fases anteriores, o sea que el proceso KDD es iterativo. Se puede incluso repetir todo el proceso,
quizás con otros datos, otros algoritmos, otras metas y otras estrategias. Este esun paso crucial
en donde se requiere tener conocimiento del dominio del problema.

1.2.3.2. Consolidacíon de conocimiento descubierto.

El conocimiento descubierto se obtiene para realizar acciones, ya sea incorpoŕandolo dentro
de un sistema de desempeño o simplemente para almacenarlo y reportarlo a las personas intere-
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sadas. La incorporación de este nuevo conocimiento a un sistema existente, usualmente para
mejorarlo, puede involucrar corregir o resolver conflictos potenciales entre el conocimiento pre-
vio y el extráıdo.



Caṕıtulo 2

Redes Neuronales y el algoritmo SOM

Por miles de ãnos la dińamica y comportamiento del sistema nervioso ha sido una incog-
nita para el ser humano; el estudio del sistema nervioso se remonta a la antigua Grecia, donde
Plat́on y Aristóteles durante el siglo VI (A. de C.), dieron las primeras explicaciones teóricas
del funcionamiento del cerebro y el origen de la mente, además de ser primero en establecer los
principios formales del razonamiento deductivo, hasta finales del siglo XIX con el trabajo de
Santiago Raḿon y Cajal, quien descubriera la unidad funcional y estructural del sistema nervio-
so: laneurona. Describío pŕacticamente todos los tipos de neuronas de las distintas regiones del
cerebro, cerebelo y la retina de muchas especies animales; pudo demostrar que las neuronas son
células individuales, separadas una de otra, y que constituyen la unidad anat́omica y funcional
del sistema nervioso. Las neuronas están organizadas en redes de intercambio de información
permitiendo que el cerebro esté conectado con todos y cada uno de los sentidos yórganos del
cuerpo humano.

En 1943 Warren McCulloch y Walter Pitts proponen el primer modelo de neurona artificial,
la neurona binaria que llevaba a cabo operaciones lógicas proporcionando una representación
simbólica de la actividad cerebral. Las Redes Neuronales Artificiales son un intento de simular
el procesamiento de información que realiza el sistema nervioso; pueden ser vistas como un
sistema de procesamiento paralelo y distribuido que consiste de un gran número de unidades
(neuronas) conectadas entre sı́, donde cada una de ellas es un dispositivo simple de cálculo
que apartir de un ńumero variable de entradas produce una sola salida. Desde su creación, las
redes neuronales artificiales han sido de mucho interés como una herramienta efectiva para la
solucíon de distintos problemas como clasificación y reconocimiento de patrones, agrupación,
aproximacíon de funciones, entre otros.

En 1982 Teuvo Kohonen presenta la red neuronalSelf-Organizing Map o SOM, clasificada
dentro de las redes neuronales de aprendizaje no supervisado y entrenamiento competitivo. El
objetivo del algoritmo de aprendizaje de la red SOM, puede definirse ası́:

“es un algoritmo para la visualización de datos multidimensionales que implementa
un mapeo ordenado de una distribución multidimiensional en una malla regular de
menor dimensíon, que usualmente consiste de una malla de dos dimensiones”(T.
Kohonen, 1998.) [Teu98]

11
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donde radica su fuerza e importancia.

La red SOM se ha convertido en un tema importante de investigación del cual se han pro-
ducido una gran cantidad de artı́culos y su aplicación en diversos campos de la ciencia, se
utiliza cada vez con ḿas frecuencia como una herramienta importante para el reconocimiento
y visualizacíon de patrones. Con estas bases, se han desarrollado diversos sistemas de software
que permiten al usuario realizar una especificación de disẽno y uso de la red SOM. Stuttgart
Neural Networks Software (SNNS) y SOM Toolbox para Matlab son dos ejemplos de estos sis-
temas. ViscoveryR© SOMineR© de la compãńıa austricaca Eudaptics Company, es un sistema de
software para la minerı́a de datos que tiene como base la aplicación de la red SOM precisamen-
te como algoritmo de minerı́a de datos; ViscoveryR© es un sistema con una interfaz amigable e
interactiva con el usuario, que facilita la generación autoḿatica de mapas de conocimiento.

En la presentación de este trabajo se hizoénfasis en la necesidad de obtener a través del
proceso KDD conocimientóutil, nuevo y relevate a partir de un conjunto de datos almance-
nados en una base de datos; hablamos también de la interpretación de los patrones obtenidos
por el proceso y ćomoéstos son transformados en conocimiento. Sin embargo la obtención de
dichos patrones, no proporciona una representación que permita a simple vista observar la es-
tructura, comportamiento o topologı́a deéstos, adeḿas, tomando en cuenta que estos patrones
habitan regularmente en espacios multidimensionales, resulta imposible obtener una visualiza-
ción que proporcione tal información. Ante estas circunstancias, las redes neuronales artificiales
representan una solución dentro del proceso KDD.

Es por esto nuestro interés hacia el estudio e implementación de la red SOM dentro del pro-
ceso KDD; la red SOM se convierte en una alternativa para la solución a estos problemas. En el
contexto del proceso KDD, la obtención de mapas topológios de datos n-dimensionales implica
facilitar la b́usqueda y el descubrimiento de información valiosa a trav́es de la exploración de
estos mapas.

En este caṕıtulo definimos los fundamentos teóricos de la red SOM, la importancia de su
uso dentro del proceso KDD en la fase de minerı́a de datos y el impacto de los resultados ob-
tenidos en esta fase. Además, analizaremos los sistemas de software Stuttgart Neural Networks
Software (SNNS) y SOM Toolbox para Matlab, como alternativas para automatizar el ańalisis
y visualizacíon de informacíon a trav́es del SOM.

2.1. Redes Neuronales Biológicas.

La teoŕıa y modelado de redes neuronales artificiales está inspirada en la estructura y fun-
cionamiento de los sistemas nerviosos, donde la neurona es el elemento fundamental. Existen
neuronas de diferentes formas, tamaños y longitudes. Estos atributos son importantes para de-
terminar la funcíon y utilidad de la neurona.

Las neuronas son células vivas y, como tales, contienen los mismos elementos que forman
parte de todas las células bioĺogicas. Adeḿas, contienen elementos caracterı́sticos que las di-
ferencian. En general, una neurona consta de un cuerpo celular más o menos esférico, del que
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sale una rama principal, elaxón, y varias ramas ḿas cortas, llamadasdendritas. A su vez,
el ax́on puede producir ramas en torno a su punto de arranque, y con frecuencia se ramifica
extensamente cerca de su extremo.

Una de las caracterı́sticas que diferencian a las neuronas del resto de las células vivas, es
su capacidad de comunicarse. En términos generales, las dendritas y el cuerpo celular reciben
sẽnales de entrada; el cuerpo celular las combina e integra y emite señales de salida. El axón
transporta esas señales a los terminales axónicos, que se encargan de distribuir información a un
nuevo conjunto de neuronas. Las neuronas y las conexiones entre ellas, llamadassinapsis, son
la clave para el procesado de la información.

Figura 2.1: Estructura de una neurona biológica t́ıpica.

2.2. Redes Neuronales Artificiales.

2.2.1. Origen.

Alan Turing, en 1936, fue el primero en estudiar el cerebro e intentar simular su funcio-
namiento de manera computacional; sin embargo, los primeros teóricos que concibieron los
fundamentos de la computación neuronal fueron Warren McCulloch, un neurofisiólogo, y Wal-
ter Pitts, un mateḿatico, quienes, en 1943, lanzaron una teorı́a acerca de la forma de trabajar de
las neuronas.

El modelo propuesto por McCulloch y Pitts representa a cada neurona comouna funcíon
booleana de dos estados: en reposo o activada. Cada neurona recibe un conjunto de señales
de entrada procedentes del mundo exterior o de otras neuronas (donde cada sẽnal es un valor
numérico) y obtiene la suma ponderada de las mismas. El estado de la neurona seactualiza
de acuerdo a la siguiente regla: si el resultado de la suma excede a cierto umbral entonces la
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neurona se activa y por lo tanto emite una señal de salida con valor de 1. Si por el contrario es
menor entonces la neurona permanecerá en estado de reposo y emite el valor de 0.

Figura 2.2: Analoǵıa entre una neurona biológica y un neurona artificial McCulloch-Pitts.

2.2.2. Definicíon.

Existen diferentes formas de definir qué son las redes neuronales una de ellas es:

”Las Redes Neuronales Artificialesson redes de elementos simples interconecta-
das masivamente en paralelo (usualmente adaptativos) y con organización jeŕarqui-
ca, las cuales intentan interactuar con los objetos del mundo real del mismo modo
que lo hace el sistema nervioso biológico”(T. Kohonen, 1998.) [Teu98]

La compleja operación de las redes neuronales es el resultado de abundantes lazos de realimenta-
ción y cambios adaptativos de sus parámetros, que pueden definir incluso fenómenos dińamicos
muy complicados.

2.2.3. Modelo general.

La siguiente estructura genérica de neurona artificial es la establecida por el grupo Proceso
Distribuido Paralelo (Parallel Distributed Processing, PDP) de la Universidad de Princeton. Se
denomina neurona a un dispositivo simple de cálculo que, a partir de un vector de entrada proce-
dente del exterior o de otras neuronas, proporciona unaúnica respuesta o salida. Los elementos
que constituyen la neurona de etiquetai son los siguientes:

Conjunto de entradas,X j(t).

Pesos sińapticos de la neuronai, wi j que representa la intensidad de interacción entre cada
neurona presińaptica j y la neurona postsińapticai.
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Regla de propagación σ
(

wi j, x j(t)
)

, que proporciona el valor del potencial postsinápti-
co hi(t) = σ

(

wi j, x j(t)
)

de la neuronai en funcíon de sus pesos y entradas.

Funcíon de activacíon fi
(

ai(t − 1), hi(t)
)

, que proporciona el estado de activación ac-
tual ai(t) = fi

(

ai(t − 1), hi(t)
)

de la neuronai, en funcíon de su estado anteriorai(t − 1) y
de su potencial postsináptico actual.

Funcíon de salidaFi
(

ai(t)
)

, que proporciona la salida actualyi(t) = Fi
(

ai(t)
)

de la neuro-
nai en funcíon de su estado de activación.

De manera general, la operación de la neuronai puede expresarse como:

yi(t) = Fi

(

fi
[

ai(t − 1), σi
(

wi j, X j(t)
)

]

)

2.2.4. Arquitectura.

La arquitectura o topologı́a de las redes neuronales consiste en la organización y disposicíon
de las neuronas en la red formando capas o agrupaciones de neuronas más o menos alejadas de la
entrada y salida de la red. En este sentido, los parámetros fundamentales de la red son: el número
de capas, el ńumero de neuronas por capa, el grado de conectividad y el tipo de conexiones entre
neuronas.

Se conoce como capa o nivel a un conjunto de neuronas cuyas entradas provienen de la
misma fuente y cuyas salidas tienen el mismo destino.

En las redes monocapa (1 capa) se establecen conexiones laterales entre las neuronas que
pertenecen a láunica capa que constituye la red. También pueden existir conexiones autorrecu-
rrrentes (salida de una neurona conectada a su propia entrada).

Las redes multicapa son aquellas que disponen de conjuntos de neuronasagrupadas en varios
niveles o capas. Normalmente, todas las neuronas de una capa reciben señales de entrada de
otra capa anterior, ḿas cercana a las entradas de la red, y envı́an sẽnales de salida a una capa
posterior, ḿas cercana a la salida de la red; a estas conexiones se les denomina conexiones
hacia adelante o feedforward. Sin embargo, en un gran número de estas redes también existe
la posibilidad de conectar las salidas de las neuronas de capas posteriores a las entradas de las
capas anteriores, a estas conexiones se las denomina conexiones haciaatŕas o feedback.

En la figura 2.3 se muestran 5 redes de arquitecturas diferentes: (a) Un Perceptŕon de una
capa conectado completamente, (b) Un Perceptrón multicapa conectado completamente, (c) Un
Perceptŕon multicapa modular, (d) Una red recurrente conectada completamente y (e)Una red
recurrente conectada parcialmente.

2.2.5. Mecanismo de aprendizaje.

El aprendizaje es el proceso por el cual una red neuronal modifica sus pesos en respuesta
a una informacíon de entrada. Los cambios que se producen durante el proceso de aprendizaje
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Figura 2.3: Redes Neuronales Artificiales con diferentes arquitecturas.

se reducen a la destrucción, modificacíon y creacíon de conexiones. En los modelos de redes
neuronales artificiales, la creación de una nueva conexión implica que el peso de la misma pasa
a tener un valor distinto de cero.

Durante el proceso de aprendizaje, los pesos de las conexiones de la red sufren modifica-
ciones, por tanto se puede afirmar que este proceso ha terminado (la red ha aprendido) cuando
los valores de los pesos permanecen estables o el margen de error es menor o igual al que se ha
definido como aceptable.

Un aspecto importante respecto al aprendizaje en las redes neuronales es el conocer ćomo se
modifican los valores de los pesos; es decir, cuáles son los criterios que se siguen para cambiar el
valor asignado a las conexiones cuando se pretende que la red aprenda una nueva información.
Estos criterios determinan lo que se conoce como la regla de aprendizaje de lared. De forma
general, se suelen considerar dos tipos de reglas: las que respondena lo que habitualmente se
conoce como aprendizaje supervisado, y las correspondientes a un aprendizaje no supervisado.
La diferencia fundamental entre ambos tipos de aprendizaje está en la existencia o no de un
agente externo (supervisor) que controle el proceso de aprendizajede la red.

2.2.5.1. Redes con aprendizaje supervisado.

La técnica mayormente utilizada para realizar un aprendizaje supervisado consiste en ajustar
los pesos de la red en función de la diferencia entre los valores deseados y los obtenidos en la
salida de la red; es decir, una función de error cometido en la salida.
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Existen varias formas de calcular el error y luego adaptar los pesos conla correccíon corres-
pondiente. Una de las ḿas implementadas utiliza una función que permite cuantificar el error
global cometido en cualquier momento durante el proceso de entrenamiento dela red, lo cual
es importante, ya que cuanto más informacíon se tenga del error cometido, más ŕapido se puede
aprender.

2.2.5.2. Redes con aprendizaje no supervisado.

Las redes con aprendizaje no supervisado no requieren influencia externa para ajustar los
pesos de las conexiones entre sus neuronas. La red no recibe ninguna informacíon por parte
del entorno que le indique si la salida generada en respuesta a una determinada entrada es o
no correcta; por ello, suele decirse que estas redes son capaces de auto-organizarse. Estas re-
des deben encontrar las caracterı́sticas, regularidades, correlaciones o categorı́as que se puedan
establecer entre los datos que se presentan en su entrada.

En algunos casos, la salida representa el grado de familiaridad o similitud entre los datos
que se le están presentando en la entrada y la información que se le ha mostrado hasta entonces
(en el pasado). En otro caso podrı́a realizar una agrupación o clasificacíon de patrones o cate-
goŕıas seǵun su similitud indicando, la salida de la red, a qué categoŕıa pertenece la información
presentada a la entrada, siendo la propia red quien debe encontrar las categoŕıas apropiadas a
partir de las correlaciones entre las informaciones presentadas.

Finalmente, algunas redes con aprendizaje no supervisado lo que realizan es un mapeo de
caracteŕısticas, obteniéndose en las neuronas de salida una disposición geoḿetrica que repre-
senta un mapa topográfico de las caracterı́sticas de los datos de entrada, de tal forma que si se
presentan a la red datos similares, siempre sean afectadas neuronas de salida pŕoximas entre śı,
en la misma zona del mapa.

2.2.6. Otra clasificacíon.

Kohonen divide a las redes neuronales artificiales, según su funcionamiento, en tres cate-
goŕıas:

1. Redes de transferencia de señal. La sẽnal de entrada se transforma en una señal de sali-
da. La sẽnal atraviesa la red y experimenta una transformación de un cierto tipo. Estas
redes usualmente tienen un conjunto de funciones básicas predefinidas, las cuales son
parametrizadas.

2. Redes de transición de estados. Son aquellas en las cuales el comportamiento dinámico
de la red es esencial. Dada una señal de entrada, la red converge a un estado estable, que,
si se tienéexito, corresponde a una solución del problema que se le presentó.

3. Redes con aprendizaje competitivo. Todas las neuronas de la red reciben la misma sẽnal
de entrada; las celdas compiten con sus vecinas laterales y la que mayor actividad tiene es
la ganadora. En la siguiente sección se explicaŕa en detalle un modelo fundamental para
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el objetivo de este trabajo que se incluye en esta clasificación llamado Self-Organizing
Map.

2.2.7. Ventajas.

Debido a su constitución y a sus fundamentos, las redes neuronales artificiales presentan
un gran ńumero de caracterı́sticas semejantes a las del cerebro. Por ejemplo, son capaces de
aprender de la experiencia, de generalizar de casos anteriores a nuevos casos, de abstraer carac-
teŕısticas esenciales a partir de entradas que representan información irrelevante. Las principales
ventajas ofrecidas poréstas son:

Aprendizaje adaptativo. Capacidad de aprender a realizar tareas basadas en un entrena-
miento o en una experiencia inicial.

Auto-organizacíon. Una red neuronal puede crear su propia organización o representación
de la informacíon que recibe mediante una etapa de aprendizaje.

Tolerancia a fallos. La destrucción parcial de una red conduce a una degradación de su
estructura; sin embargo, algunas capacidades de la red se pueden recuperar.

Operacíon en tiempo real. Los cómputos neuronales pueden ser realizados en paralelo,
para ello se disẽnan y fabrican ḿaquinas con hardware especial para obtener esta capaci-
dad.

Fácil insercíon dentro de la tecnologı́a existente. Una red neuronal puede ser rápidamente
entrenada, comprobada, verificada y trasladada a una implementación en hardware de bajo
costo, por lo que es fácil insertar dichos modelos para aplicaciones especı́ficas dentro de
sistemas existentes.

Las redes neuronales artificiales ofrecen una manera conveniente de construir un modelo
implı́cito sin tener que formar un modelo tradicional fı́sico del feńomeno subyacente. En con-
traste con los modelos tradicionales estos se pueden aplicar sin la presenciade un conocimien-
to a priori del problema. Estos modelos se pueden utilizar para distinguir el caso general del
fenómeno actual d́andonos la idea del cómo se comporta el fenómeno en la pŕactica. Las redes
neuronales en poco tiempo se han vuelto altamente prometedoras para la solución de distin-
tos problemas, donde los modelos tradicionales han fallado o son excesivamente complicados
de construir. Debido a la naturaleza no lineal de las redes neuronales,éstas pueden expresar
fenómenos mucho ḿas complejos que algunas técnicas de modelado lineal.

2.3. Self-Organizing Map (SOM).

Teuvo Kohonen, profesor de la Facultad de Ciencias de la Información (Universidad Tec-
nológica de Helsinki), presentó en 1982 un modelo de red neuronal artificial con capacidad
de generar de manera automática agrupaciones de datos multidimensionales y proyectar dichas
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agrupaciones en mapas bidimensionales de manera que las relaciones de similitud entre los da-
tos se representan por la cercanı́a de sus proyecciones en los mapas. Con este modelo intenta
simular los mapas de los fenómenos sensoriales y motores existentes en el cerebro.

Esta red es de tipo auto-organizado, esto es, que de manera automática clasifica conjuntos
de datos de los que no se conoce a priori ningún tipo de organización. La red, a partir de un
proceso de auto-organización, proporciona un resultado, que depende de la relación de similitud
existente entre dichos patrones de entrada.

El algoritmo de aprendizaje de la red SOM está basado en el aprendizaje no supervisado y
entrenamiento competitivo, lo cual quiere decir que no se necesita intervención humana durante
el mismo y que se necesita saber muy poco sobre las caracterı́sticas de la información de entrada.
Podŕıamos, por ejemplo, usar la red SOM para clasificar datos sin saber a qué clase pertenecen
los mismos. La idea de entrenamiento competitivo consiste en determinar cuál de las neuronas
es la que mejor representa a un estı́mulo de entrada dado. A esta neurona se le considera neurona
ganadora y tiene la capacidad de inhibir a las otra neuronas; es decir, elvector de pesos de estas
neuronas no serán ajustados de igual forma que el vector de la neurona ganadora.

Algunas caracterı́sticas de esta red son:

Los datos deben tener un grado de redundancia elevado para realizarsu clasificacíon; para
ello, el conjunto de datos de entrada es presentado una y otra vez al algoritmo.

Est́a formada śolo por 2 capas o niveles (una capa de entrada y una de salida).

Permite establecer relaciones de similitud en un conjunto de datos.

2.3.1. Algoritmo básico.

La red SOM est́a constituida por un arreglo bidimensional de neuronas:

H = {η1, η2, . . . , ηk}

donde cada neurona tiene asociado un vector de pesos (o vector de referencia) representado
de la siguiente forma:

mi = (mi1,mi2, . . . ,min)

El vector de pesos de las neuronas, es de la misma dimensión que los vectores de entrada
(datos de entrada), es decir que es n-dimensional.

A su vez, la localizacíon de una neurona en el arreglo bidimensional está representada por
su vector de localización:

ri = (pi, qi) ∈ N2
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Las neuronas interactúan entre ellas por medio de relaciones laterales que se activan durante
la actualizacíon de los vectores de pesos. Estas relaciones responden a la relación de distancia
fı́sica entre una neurona y sus vecinas. Usualmente, las neuronas están conectadas unas con otras
en una topoloǵıa hexagonal o rectangular. En la figura 2.4 podemos observar (a) unaestructura
hexagonal y (b) una estructura rectangular.

Figura 2.4: Arquitecturas usualmente usadas en SOM.

Comúnmente se definen las distancias entre las neuronas de acuerdo a la distancia Eucli-
deana entre los vectores de localización, sin embargo, en ocasiones es más pŕactico usar otras
funciones de distancia. En cada tiempot se define una vecindad de actualización Nc(t) con ra-
dio ρ(t). Esta es una vecindad alrededor del vector de localización rc de la neurona ganadora
ηc. Dicha vecindad delimita las neuronas cuyos vectores de referencia serán actualizados en el
tiempot. El radio de actualización ρ(t) es decreciente en el tiempo para lograr la convergencia
del algoritmo; es decir, quéeste tenga siempre un término.

En la figura 2.5 podemos observar vecindades de distintos tamaños. En el hex́agono ḿas
pequẽno se encuentran todas las neuronas vecinas que pertenecen a la segunda vecindad ḿas
pequẽna de la neurona ubicada en el centro.

En el algoritmo b́asico de la red SOM, la arquitectura y el número de neuronas son determi-
nados desde el comienzo, sin sufrir cambios durante el entrenamiento. Laeleccíon de estos dos
paŕametros determinan la escala del modelo resultante, ya sea obteniendo un modelo preciso
o general. Un modelo preciso obtendrá muchos ḿas grupos para poder clasificar los datos de
entrada, evitando que se pueda generalizar el espacio en clases que describan adecuadamente
estos datos. En el caso de los modelos generales se puede perder informacíon que caracterice a
un grupo especı́fico, incluyendo dos grupos en un solo conglomerado.
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Figura 2.5: Vecindad de una neurona.

2.3.1.1. Iniciacíon.

Kohonen propone tres distintas formas de iniciación para los valores de los pesos: al azar,
utilizando las primeras muestras e iniciación lineal. En la iniciacíon al azar se asignan valores
aleatorios a los vectores de referencia; se utiliza cuando se sabe muy poco o nada sobre los datos
de entrada en el momento de comenzar el entrenamiento. La iniciación utilizando las primeras
muestras utiliza los primeros datos de entrada asignándolos a los pesos; tiene la ventaja de que
autoḿaticamente se ubican en la parte correspondiente del espacio de entrada.La iniciación li-
neal est́a enfocada a la aplicación de componentes principales; tiene la ventaja queéstos adaptan
el mapa a los valores ḿas significativos. De cualquier forma se obtiene una configuración inicial
de los vectores de referencia:{m1(0),m2(0), . . . ,mn(0)}.

2.3.1.2. Entrenamiento.

El entrenamiento es un proceso iterativo a través del tiempo. Requiere un esfuerzo compu-
tacional importante, y por lo tanto, consume un tiempo considerable. El aprendizaje consiste en
elegir una neurona ganadora, para cada dato de entrada, por medio deuna medida de similitud
y actualizar los valores de los pesos en la vecindad de la ganadora; este proceso se repite varias
veces para poder ir refinando (acotando) el error y acercar las neuronas a una representación
más adecuada de los datos de entrada.

Durante el proceso de entrenamiento competitivo, la entrada ¯x se considera como una varia-
ble en funcíon det, dondet es la coordenada de tiempo discreto, que toma valores del conjunto
de datos de entradaX, por tal motivo es necesario indexar a los elementos del conjuntoX de la
siguiente manera:

X = {x(t) : t = 1,2, . . . , l}
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cuando el valor det sobrepasa al ńumerol, el conjuntoX es reciclado y sus elementos son
reindexados manteniendo el orden de la primera presentación.

En un paso del entrenamiento, un vector muestra se toma de los datos de entrada; este vector
es presentado a todas las neuronas en la red y se calcula la medida de similitud entre la muestra
ingresada y todos los vectores de referencia. La unidad más parecida (Best Matching Unit,
BMU) se elige como el representante con la mayor similitud con la muestra de entrada; esta
similitud usualmente se define con una medida de distancia vectorial, por ejemplo la euclideana.
La norma euclideana de un vectorx se define como:

‖x‖ =

√

√

n
∑

i=1

x2
i

donde;

xi corresponde al valor de la componentei del vectorx,

n corresponde a la dimensión del vectorx.

Por lo tanto, la distancia euclideana en términos de la diferencia de la norma euclideana
entre dos vectores se define como:

de(x, y) = ‖x − y‖

donde;

x corresponde al vectorx,

y corresponde al vectory.

Para cadat la BMU(t), usualmente denotada conmc(t), es aquella con el vector de referencia
que ḿas se parece al vector de entradax(t). Se define formalmente como la neurona para la cual

‖x(t) − mc(t)‖ = mini{‖x(t) − mi(t)‖}

donde;

x(t) corresponde el vector de entrada en el tiempot,

mc(t) corresponde al vector de referencia que representa la BMU,

i corresponde a la neuronai,

mi(t) corresponde al vector de referencia que representa la neuronami(t).

Luego de encontrar la BMU, se actualizan todos los vectores de pesos dela red SOM.



2.3. Self-Organizing Map (SOM). 23

Durante el procedimiento de actualización, la BMU se actualiza para acercarse aún más al vector
de entrada. Los vecinos de la BMU también se actualizan de manera similar utilizando un factor
de raźon de aprendizaje de menor valor. Este procedimiento acerca a la BMU y a sus vecinos
topológicos hacia la muestra ingresada.

El esfuerzo computacional consiste en encontrar una BMU entre todas las neuronas y actua-
lizar cada uno de los vectores de referencia en la vecindad de la unidad ganadora. Si la vecindad
es grande, entonces más neuronas deberán ser actualizadas; este es el caso que se presenta en
el comienzo del entrenamiento, donde se recomienda utilizar vecindades grandes. En el caso de
redes con muchas neuronas, se utiliza gran parte del tiempo buscando a laganadora. Obviamen-
te que dependiendo del diseño del software utilizado y el hardware estas consideraciones serán
más o menos significativas.

A través del procedimiento de actualización descrito, la red forma una red elástica que du-
rante el aprendizaje cae en una nube formada por los datos de entrada.Los vectores de referencia
tienden a posicionarse allı́ donde los datos son densos, mientras que se tiende a tener pocas neu-
ronas donde los datos de entrada están ḿas dispersos.

La regla de actualización de la red SOM para una unidadmi en el tiempot, es la siguiente:

mi(t + 1) = mi(t) + hci(t)[x(t) − mi(t)]

donde;

t representa un estado en el tiempo.

Por lo tanto, y como se mencionó anteriormente, este es un proceso de entrenamiento a
través del tiempo. El vector de entradax(t) es tomado en el instantet para ser procesado,hci es la
función vecindad la cual es decreciente en función de la distancia entre el vector de localización
rc de la neurona ganadoraηc y el vector de localización ri de la neuronaηi.

La función de vecindad incluye el factor de razón de aprendizajeα(t) el cual sirve para
congelar el aprendizaje de las neuronas a lo largo del tiempo y de esta forma obtener la conver-
gencia. Este factor de aprendizaje es una función decreciente en el tiempo que toma valores en
el intervalo (0,1). Un ejemplo de función vecindad es la forma Gaussiana, la cual se define de
la siguiente manera:

hci(t) = α(t)e
(‖ri−rc(t)‖)2

2ρ(t)2

donderi corresponde al vector de localización de la neurona por actualizar,rc(t) corresponde
al vector de localización de la neurona ganadora yρ(t) es el radio de actualización en el tiempo
t.

Se pueden utilizar otras funciones de vecindad como la función que se presenta en la fi-
gura 2.6. Laúnica restriccíon es que sea decreciente en función de las distancias alrededor de
la neuronaηc. Por lo tanto, también podŕıa ser constante dentro de la vecindad de la neurona
ganadoraNc(t).
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Figura 2.6: Funciones de vecindad.

En la figura 2.6 se pueden observar dos funciones de vecindad: (a) función Gaussiana y (b)
función constante.

El factor de raźon de aprendizaje utilizado en la función vecindad es una función decre-
ciente en el tiempo. Dos formas comúnmente usadas son la función lineal y la inversamente
proporcional al tiempot.

En la figura anterior 2.7 se pueden observar tipos de factores de razón de aprendizaje: (a) la
función lineal decrece a cero linealmente durante el aprendizaje y (b) la función inversamente
proporcional decrece rápidamente desde su valor inicial.

Los valores de factor de razón de aprendizajeα se definen de la siguiente manera:

α(t) = α(0)
(

1−
t
r
)

parat < r y α > 0, donder corresponde al ńumero de vectores de entrada utilizados en el
entrenamiento.

Se debe determinar el valor inicial deα, que define el valor inicial del factor de razón de
aprendizaje. Usualmente, cuando se utiliza una función inversa, el valor inicial puede ser mayor
que en el caso lineal. El aprendizaje se realiza usualmente en dos fases:

En la primera etapa se utilizan valores relativamente altos deα (desde 0.99 a 0.3).

En la segunda vuelta se utilizan valores más pequẽnos. Esto corresponde a adaptaciones
que se van haciendo hasta que la red funciona correctamente.

La eleccíon de los valores iniciales deα y la forma en quéestos van variando, pueden
transformar sensiblemente los resultados obtenidos.
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Figura 2.7: Factores de razón de apredizaje.

2.3.1.3. Visualizacíon.

La red SOM es una aproximación de la funcíon de densidad de probabilidad de los datos de
entrada y puede representarse de una manera visual.

La representación U-Matrix (Unified distance Matrix) de la red SOM visualiza la distancia
entre neuronas adyacentes. La misma se calcula y se presenta con diferentes colores entre los
nodos adyacentes. Un color oscuro entre neuronas corresponde auna distancia grande, que
representa un espacio importante entre los valores de los patrones en el espacio de entrada.
Un color claro, en cambio, significa que las neuronas están cerca unas de otras. Lasáreas claras
pueden pensarse comoclasesy las oscuras comoseparadores. Esta puede ser una representación
muy útil de los datos de entrada sin tener información a priori sobre las clases.

En la figura 2.8 podemos observar las neuronas indicadas por un punto negro. La represen-
tación revela que existe una clase separada en la esquina superior derecha de la red. Las clases
est́an separadas por una zona negra. Este resultado se logra con aprendizaje no supervisado, es
decir, sin intervencíon humana. Enseñar a una red SOM y representarla con la U-Matrix ofrece
una forma ŕapida de analizar la distribución de los datos.

2.3.1.4. Validacíon.

Se pueden crear la cantidad de modelos que se quiera, pero antes de utilizar alguno de
ellos, debe ser validado. Validar un modelo significa que debe ponerse a prueba para asegurar
que devuelve valores razonables y certeros. La validación debe realizarse usando un conjunto
independiente de datos; este conjunto de datos es similar al utilizado para el entrenamiento pero
no parte déel; puede verse a este conjunto de prueba como un caso representativodel caso
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Figura 2.8: U-Matrix.

general.

2.4. SOM en la Mineŕıa de Datos.

Hemos mencionado los aspectos teóricos que definen los objetivos, arquitectura y funciona-
miento de la red neuronal SOM,señalando con especialénfasis, la importancia de obtener una
representación visual de la topoloǵıa de los datos y las relaciones que existen entre ellos por
medio de su clasificación y la formacíon autoḿatica de conglomerados entre datos similares.

En el contexto de la minerı́a de datos, la red SOM es considerada como una herramienta
altamente efectiva y sofisticada para el análisis de datos. La aplicación de la red neuronal y su
algoritmo de aprendizaje como método y algoritmo para la ḿıneria de datos, se traduce en re-
sultados con un alto impacto en la toma de decisiones posteriores al análisis de estos resultados.

En 1997, Samuel Kaski en [Sam97] hace un importante estudio donde introduce la red SOM
para la mineŕıa de datos en textos, obteniendo como resultado, estructuras visibles dentro del
mapa que facilitan la observación de las relaciones existentes entre neuronas vecinas. En años
recientes la minerı́a de datos en textos, se ha convertido en un tema importante para la reali-
zacíon de distintas investigaciones; como resultado deéstas, se ha logrado establecer diversos
métodos a trav́es de los cuales se lleve acabo la búsqueda de estos patrones de forma consistente:
búsquedas por medio de palabras clave (keywords), exploración del contenido de una colección
de textos organizados de alguna forma previamente definida y el filtrado detextos.

Cabe sẽnalar que la organización de los textos se realiza bajo un esquema jerárquico, que
el usuario define dependiendo de los resultados a los que desee llegar.El filtrado de textos se
refiere principalmente a descartar del conjunto de textos aquellos que no sean del inteŕes del
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usuario.

“El algoritmo SOM de Kohonen puede ser usado dentro del campo EDA para la mi-
neŕıa de datos de grandes conjuntos de datos multidimensionales”(S. Kaski, 1997.)
[Sam97]

En 1996 la NASA requerı́a implementar un control de calidad en sus bases de datos (incluyendo
bases de datos en lı́nea) y cat́alogos de literatura astronómica, todos ellos recopilados desde
1989. Se desarrolló una interfaz de usuario para tal fin, donde la red SOM agrupaba una serie
de palabras clave okeywords de la literatura utilizada dentro del mapa, donde la dimensión de
cada entrada tenı́a un estimado de 463 elementos; los resultados obtenidos fueron más alĺa de
lo que se esperaba. El mapa agrupó los keywords por su similitud y gracias a esto, fue posible
crear nuevos catálogos de bases de datos astronómicas con base en la información recuperada a
través del mapa.

La cantidad de información generada por la Astronomı́a y Astrof́ısica va desde biblio-
graf́ıa general, hasta datos de estrellas, galaxias, etc.SIMBAD (Set of Identifications, Measu-
rements and Bibliography for Astronomical Data) es una base de datos creada y administrada
por el Centre de Donńees Astronomiques de Strasbourg (CDS, Francia), que contiene infor-
macíon acerca de 1,500,000 estrellas, 1,250,000 objetos no estelares como galaxias, ńebulas
planetarias, entre otras. SIMBAD da acceso a alrededor de 10,321 artı́culos de Astronoḿıa
y Astrof́ısica; la organización de estos artı́culos en distintaśareas con base en sus keywords
se lleva acabo por la red SOM. El website de SIMBAD presenta este mapa deforma que
el usuario puede interactuar de tal manera, que presionando el mouse sobre alguna neurona
de la red SOM, el mapa despliega la información asocidada a esta neurona, véase la figu-
ra 2.9. Para mayor información consultar el website de SIMBAD en la siguiente dirección:
http://simbad.u-strasbg.fr/A+A/map.pl.

Figura 2.9: Base de datos SIMBAD.



28 Caṕıtulo 2. Redes Neuronales y el algoritmo SOM

En 1994 Gerhard Kranner crea en Viena el Centro de Investigacionesen Software, que ahora
conocemos como Eudaptics Company, que durante un periodo de tiempo de 3 años desarrollaron
distintos productos de software que implentara la red SOM. Casi al mismo tiempo en que Kaski
llevaba a cabo su estudio de aplicación de la red SOM a la minerı́a de textos, Eudaptics creaba
el sistemaViscovery R©, un sistema de software comercial para la minerı́a de datos, que integra
multiples ḿetodos estadı́sticos.

Actualmente el sistema ViscoveryR© es una suite que consta de distintos módulos para el
ańalisis de informacíon como: evaluación y ańalisis de riesgos, marketing, análisis de fraudes,
planeacíon y monitoreo de procesos, análisis geńetico, diagńosticos ḿedicos, entre otros. Dentro
de la suite se encuentraViscovery R© SOMine R©, que como su nombre lo indica es el módulo
que realiza el proceso de minerı́a de datos a través de la red SOM; ViscoveryR© SOMineR© im-
plementa algunas variantes de la red SOM como el algoritmo Batch Map para el entrenamiento
de la red, adeḿas de definir vecindades de tipo hexagonal en el mapa.

ViscoveryR© SOMineR© organiza los datos de dimensión n en mapas, con base en su simi-
laridad; el mapa resultante puede ser usado para indentificar y evaluar caracteŕısticas ocultas en
los datos. La principal arma de ViscoveryR© SOMineR© es el despliegue visual de los mapas ge-
nerados por la red SOM; el sistema permite interactuar con el mapa de tal manera que es posible
obtener los datos que contienen las neuronas, despliege de distintos algoritmos de visualización
y de conglomerados, entre otras 2.10.

Figura 2.10: Mapas de la red SOM generados por ViscoveryR© SOMineR©.

El sistema ViscoveryR© SOMineR© es acutalmente uno de los sitemas de minerı́a de datos
más importantes dentro del mercado; algunas de las empresas que lo utilizan son Visa y Green
Peace.

Dentro del campo de la Bioinforḿatica actualmente, la búsqueda de patrones ocultos den-
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tro de largas series de información geńetica es de suma importancia; los avances en el estudio
del ćancer han traido consigo, complejos cambios en los patrones genéticos. Para poder iden-
tificarlos es necesario realizar análisis dentro del ćodigo geńetico y aśı, obtener un diagńostico
confiable acerca del tipo de tumor, terapia, etc. del paciente. Como sabemos, este tipo de infor-
macíon es demasiado compleja, y el espacio en el que habitan los datos es mucho mayor del que
podemos analizar utilizando métodos cĺasicos. Una herramienta para la minerı́a de datos como
la red SOM, es necesaria.

La mayor parte de estos análisis est́an basados en hipótesis tomadas a priori, perdiendo en
muchas ocasiones información precisamente por la naturaleza multidimensional de los datos
y el método de ańalisis. Por medio de la red SOM, se ha podido identificar mas información
de la que se habı́a obtenido anteriormente, además de facilitar la inspección de la informacíon
dentro de los conglomerados que integran el mapa, generando nuevas hipótesis con una ḿınima
superviśon del algoritmo.

En los sectores financieros, económicos y de marketing, la red SOM para la minerı́a de datos
tiene distintas aplicaciones:

Análisis de estados financieros.

Análisis de oportunidades de inversión.

Monitoreo de desempeño financiero.

Prediccíon del comportamiento de mercado.

Prońosticos financieros.

Prońosticos de indicadores macro-económicos.

Administracíon de conocimiento en Economı́a.

Análisis de preferencias de consumidores.

Prediccíon del comportamiento de consumidores.

Segmentación de mercado.

Definición de estrategias de mercado.

2.4.1. Ventajas y beneficios de la red SOM en la Minerı́a de Datos.

En la mineŕıa de datos, el objetivo de la red SOM es crear un mapa en 2 dimensiones, delos
datos preservando la topologı́a del espacio en cual viven estos datos, con el fin de analizar las
relaciones (que en muchos casos se encuentran ocultas o son no lineales) entre ellos.

Anteriormente mecionamos algunas aplicaciones de la red SOM en la minerı́a de datos, sin
embargo: ¿por qúe utilizarlo?. Algunas ventajas que podemos mencionar de la red SOM son las
siguientes:
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Atenuacíon local de las neuronas. El ordenamiento topológico trabaja de inicio en una
vecindad de radio previamente definido para cada neurona del mapa, esdecir, la actuali-
zacíon se realiza sobre las neuronas que se encuentren dentro del rangode este radio y
conforme el proceso de entrenamiento avanza, el radio de la vecindad disminuye hasta
que el ordenamiento o modificación del valor de las neuronas se realize de forma local
(figura 2.11).

Figura 2.11: Disminucíon del radio de actualización durante el entrenamiento.

Visualizacíon sencilla. El mapa es representado como una malla regular (rectangular o
hexagonal), facilitando la construcción de diversos tipos de visualizaciones (U-Matrix,
visuzalizacíon de componentes, relaciones de vecindad de cada neurona, frecuencia, error
de cuantizacíon, entre otras) e implementación de interfaces de usuario.

Conglomeracíon autoḿatica. La red SOM es considerada también como un algorı́tmo de
conglomeracíon; cada neurona es considerada como un conglomerado por sı́ mismo. Cabe
sẽnalar que la red SOM genera los conglomerados sin previa información de los datos que
le presentan como vectores de entrada.

Complejidad. La complejidad computacional de la primera iteración del entrenamiento es
deO(md) dondem es el ńumero de unidades del mapa (neuronas) yd la dimensíon de los
vectores de entrada, esto implica, que al término del entrenamiento, la complejidad total
es deO(nmd), donden es el ńumero de vectores de entrenamiento.

“La complejidad total del proceso de entrenamiento depende del número de
iteraciones del entrenamiento”(J. Vesanto, 2000.) [Juh00]

Si el ńumero de neuronas es proporcional a
√

n, la complejidad del entrenamiento crece
de forma lineal con respecto al tamaño de los datos enO(nd).
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Reemplazo de valores perdidos. El algoritmo de entrenamiento soluciona eficientemente
este problema; si el vector de entrada presenta uno o más valores faltantes, la red SOM
sólo toma aquellas coordenadas donde sı́ los halla.

2.5. Implementaciones de la red SOM en Matlab y SNNS.

2.5.1. SOM Toolbox para Matlab.

Matlab es un entorno de programación totalmente integrado creado en 1984 por MathWorks,
Inc. Matlab est́a orientado para llevar a cabo proyectos en donde se encuentren implicados ele-
vados ćalculos mateḿaticos y la visualización gŕafica de los mismos. Actualmente dispone de
una amplia gama de bibliotecas de apoyo especializadas, denominadas Toolboxes, que extien-
den significativamente el número de funciones incorporadas en el programa básico. Destacando
entreéstos se encuentra el SOM Toolbox, creado en 1997 por un grupo de trabajadores, llama-
do equipo SOM Toolbox, del Laboratorio de Información y Ciencias de la Computación de la
Universidad Tecnológica de Helsinki.

Para poder hacer uso de SOM Toolbox es necesario tener instalado Matlab versíon 5.2 o
posterior. Matlab está disponible para los sistemas operativos Windows, Unix y Mac OS X, del
cual se puede obtener una versión de prueba en internet. El SOM Toolbox está disponible, en el
URL http://www.cis.hut.fi/projects/somtoolbox/, bajo la licencia GNU1 (General
Public License), la cual permite usarlo, modificarlo y distribuirlo bajo los estatutos establecidos
por los autores.

SOM Toolbox provee herramientas para el diseño, implementacíon, visualizacíon, simula-
ción y ańalisis de la red neuronal de Kohonen, de la cual se han mencionado sus amplias ventajas
anteriormente. Cabe señalar que el grupo de desarrollo trabaja en el campo de minerı́a de datos,
por lo que el Toolbox está enfocado a este propósito permitiendo visualizaciones eficaces.

2.5.1.1. Caracteŕısticas generales.

Es necesario que el conjunto de datos de entrada se proporcione en forma de tabla, de forma
que cada renglón represente un vector de entrada. A su vez, los elementos en un renglón indican
las variables o componentes significativas del conjunto de datos. Es importante que cada dato de
entrada esté compuesto por el mismo conjunto de variables. Con esto se tiene que cada columna
de la tabla, representa todos los posibles valores para una determinada variable. Algunos de estos
valores pueden ser omitidos, pero la mayorı́a deben estar indicados. El tipo de valores para los
datos de entrada para llevar a cabo un entrenamiento, deben ser numéricos. Existe la posibilidad
de hacer uso de cadenas, peroúnicamente para el etiquetado de los datos, orientado a un posible
ańalisis posterior. Este conjunto de datos debe introducirse adaptándolo a una estructura de datos
predeterminada.

Ya hemos mencionado que en el preprocesamiento de datos se puden realizar tareas como
transformaciones o normalizaciones, filtros para eliminar valores erróneos o no atractivos, entre

1GNU Proyecto de Software Libre.
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otras. En el Toolbox,́unicamente se permiten realizar simples transformaciones y normalización
(escalamiento) de variables.

Para llevar a cabo un entrenamiento es necesario indicar la forma en que losvectores de
referencia serán iniciados. Toolbox provee dos formas: aleatoria y lineal. También es necesa-
rio indicar el algoritmo con el cual se realizará el entrenamiento, para ello se cuenta con dos
opciones: algoritmo SOM b́asico y algoritmo batch map. El entrenamiento es realizado en dos
fases: entrenamiento riguroso, tomando en cuenta un radio de vecindad yun factor de raźon
de aprendizaje grande, y entrenamiento de optimización, con un radio de vecindad y un factor
de raźon de aprendizaje pequeño. La medida de similitud utilizada en el SOM Toolbox es la
distancia euclideana.

Sabemos que las neuronas son conectadas con las neuronas adyacentes por una relación
de vecindad, la cual dicta la topologı́a del mapa. En el SOM Toolbox, la topologı́a es dividida
en dos factores: estructura local de la malla y la forma global del mapa. En lafigura 2.12
se muestran 3 formas de mapas diferentes: (a) el mapa usado en cualquierentrenamiento por
omisión, (b) un cilindro y (c) un toro.

Figura 2.12: Distintas formas de mapas para utilizar en SOM Toolbox.

En el ToolBox, existe un conjunto de funciones para la visualización del mapa obtenido con
el SOM.éstas se dividen en tres categorı́as:

Visualizaciones de neuronas, están basadas en mostrar la malla del mapa como está en el
espacio de salida.

Visualizaciones gŕaficas, muestran gráficos sencillos en la localidad de cada componente
del mapa.

Visualizaciones de aclopamientos, muestran el mapa como una diagrama dondedestaca
la dispersíon del mismo.



2.5. Implementaciones de la red SOM en Matlab y SNNS. 33

tamãno de los datos elementos en el mapa algoritmo batch algoritmo básico sompak
30010 30 0.3 s 2.7 s 1.9 s
3000010 300 24 s 76 s 26 s
3000010 1000 13 min 40 min 15 min

Cuadro 2.1: Tiempos empleados al ejecutar 3 vertientes de algoritmo para la red neuronal de
Kohonen utilizando SOM Toolbox.

Finalmente se permite realizar análisis de los mapas obtenidos aplicando algoritmos de con-
glomerados y clasificación.

En esta sección se mostraŕan los resultados de las evaluaciones realizada por el grupo de de-
sarrollo, a SOM Toolbox. El proṕosito de estas pruebas de funcionamiento sonúnicamente para
evaluar el trabajo computacional de los algoritmos. No existe la intención de comparar la cali-
dad entre los mapas resultantes, ya que no hay un método universalmente correcto reconocido
para evaluarlos. Las pruebas fueron realizadas en una estación de trabajo con un solo procesador
Pentium II a 350 MHz, con 128 de memoria RAM y Linux como sistema operativo.La versíon
de Matlab fue 5.3.

Las pruebas fueron realizadas con conjuntos de datos y mapas de diversos tamãnos, y tres
algoritmos de entrenamiento:som batchtrain, som seqtrain y som sompaktrain, esteúlti-
mo forma parte de SOMPAK 2. Los resultados generales se muestran en la tabla 2.1

En la tabla 2.1 el tamãno del conjunto de datos está dado porn x d, donden es el ńumero de
datos de entrada yd es la dimensíon deéstos.

Como conclusiones generales puede decirse que la función som batchtrain fue clara-
mente la ḿas ŕapida. La funcíon som batchtrain es especialmente rápida cuando se aplica a
grandes conjuntos de datos, mientras que con conjuntos de datos pequeños y mapas grandes es
ligeramente ḿas lento.

2.5.1.2. Ventajas y desventajas.

A pesar de que SOM Toolbox es un paquete con licencia GNU, es necesario tener a nuestro
alcance Matlab para su funcionamiento. Matlab es un producto comercial elcual puede ser
adquirido por dos medios; comprándolo con un costo de 1,900 dólares o mediante la obtención
de una licencia con fines totalmente académicos.

Las redes neuronales requieren un uso intensivo de matrices, peculiaridad de la cual no
se escapa la red SOM, Matlab provee un ambiente natural para la rápida implementación de
éstas, lo que permite una mejor eficiencia de los algoritmos de entrenamiento reflejándose en
su velocidad. A pesar de los beneficios que se obtienen con el manejo de matrices,éste tiene su
complicacíon al emplear demasiada memoria. A su vez, Matlab permite la creación de funciones
propias para la manipulación de la red neuronal SOM, aunque para esto es imprescindible saber

2SOM PAK: Paquete, desarrollado en la Universidad Tecnológica de Helsinki (para UNIX y MS-DOS), para
aplicar el algoritmo SOM.
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programar en Matlab, o al menos, tener conocimientos previos de un lenguaje de programación
estructurado para una pronta incorporación a la sintaxis de Matlab.

El SOM Toolbox dispone de una interfaz gráfica para el usuario (Graphical User Interface,
GUI) a partir de la cual se puede crear, iniciar, entrenar, simular y manipular la red neuronal.
Siempre queda la posiblidad de llevar a cabo todas estas tareas desde la lı́nea de comandos
tradicional de Matlab.

El SOM Toolbox nace ante la búsqueda de una sencilla implementación de la red neuronal
SOM en Matlab, con proṕositos de investigación. SOM Toolbox toma como referencia de par-
tida SOMPAK, por lo que este toolbox añade la posibilidad de incorporar los datos de entrada
de la misma manera como se realiza en el SOMPAK. Esta caracterı́stica incrementa la cantidad
de gente favorecida con este paquete, al ser reutilizables sus datos.

2.5.2. SNNS.

Sttutgart Neural Networks Software oSNNSes un simulador de distintos modelos de redes
neuronales artificales e implementa distintos tipos de algoritmos de entrenamiento; entre estos
modelos, se encuentra la red SOM. SNNS fue desarrollado y es distribuidopor la Universidad
de Sttutgart como software libre, sin embargo, no forma parte del softwarecon licencia GNU ni
es Licencia de Dominio Ṕublico o tambíen conocida comoGPL. SNNS est́a disponible para los
sistemas operativos Windows, Unix y Unix-Like en dos distintas distribuciones: Java yX11 3.

2.5.2.1. Caracteŕısticas generales.

SNNS presenta al usuario un menú principal que contiene distintas opciones:

FILE HANDLING. File permite abrir archivos. SNNS maneja tres tipos de archivos dife-
rentes en texto plano, cada uno de ellos esta define tareas en especı́fico:

• Archivos *.NET. Estos archivos definen la topologı́a de la red y reglas de aprendizaje.

• Archivos *.PAT. Son los archivos que contienen los datos de entrenamiento.

• Archivos *.RES. Contienen el resultado de las salidas generadas por la red; estos
archivos pueden ser interpretados de distintas formas, dependiendo del tipo de red y
el tipo de problema que se esté trantando.

CONTROL. Es un panel donde se asignan los valores a las variables que intervienen en la
red: ńumero de pasos, ciclos, patrones (o tambien se asignan los patrones a un archivo en
espećıfico), validacíon.

DISPLAY. Despliega en pantalla la red cargada previamente.

DISPLAY 3D. Despliega en pantalla la red cargada previamente en 3 dimensiones espa-
ciales.

3Sistema de interfaces gráficas de arquitectura cliente-servidor, donde la aplicación cliente se ejecuta en el host
local y sus procesos en uno o más servidores remotos.
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BIGNET. Esta opcíon permite al usuario definir una nueva red neuronal.

En ambas distribuciones SNNS permite al usuario crear distintos modelos de redes neurona-
les, entre los cuales se encuentran: general, que SNNS lo toma como Feed-Forward, redes Art 1
y 2, ARTMAP, redes de Jordan, Kohonen, Hopfield y Elman. Para cadared, SNNS permite asig-
nar el valor de las varialbes que intervienen en la red como número y tipo de unidades (entrada,
ocultas o de salida), reglas de aprendizaje, pesos inciales, asignación de las conexiones entre las
neuronas, etc. Dentro de los algoritmos de apredizaje SNNS tiene como opciones LVQ (Lear-
ning Vector Quantization) dińamico, backpropagation, counter propagation, recurrent cascade
correlation, entre otros.

Una vez que el usuario define las caracterı́sticas de la red,DISPLAY permite la visualizaćıon
del modelo en una nueva pantalla del sistema. Esta visualización puede ser en 2D́o en 3D;
SNNS implementa un control dentro de la ventana de visualización que permite la traslación
y/o rotacíon del grafico sobre los ejes coordenados. Para la distribución en Java la visualización
sólo es en 2D y áun no est́an implementadas las opciones de rotación y translacíon. Más adelante
abordaremos este punto.

Figura 2.13: Controles y visualización en 3D de la red SOM.

2.5.2.2. Ventajas y desventajas.

Si bien un sistema de simulación como lo es SNNS automatiza el diseño de redes neuronales,
al mismo tiempo presenta una serie de caracterı́sticas a tomar en cuenta si se desea implementar
la red SOM con este sistema.

Bajo la distribucíon X11 la red neuronal realiza los cálculos necesarios a través de la red
en uno o ḿas servidores remotos, disminuyendo el número de opeaciones que realiza el host
local, adeḿas se debe tener instalado en el host el programa cliente deX11; sin embargo, si no
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se cuenta con una red de datos de por lo menos 100 mbps, la transferenciade datos entre el
host local y los servidores remotos disminuye significativamente. En este sentido la distibucíon
en Java pesenta serias limitaciones; como sabemos las operaciones necesarias que reuquiere
un programa en Java, se hacen por medio de peticiones de recursos al sistema por parte de la
máquina virtual, en conscuencia, una red neuronal con un número considerable de unidades
requiere de una cantidad importante de operaciones, esto se traduce en un consumo desmedido
de recursos del sistema (memoria, procesador,etc.).

El ambiente gŕafico de los sistemas de software desarrollados bajoX11, est́an basados en
los desarrollados para los sistemas operativos Unix y forma parte de las distintas opciones de
ambientes gŕaficos para diversas distribuciones Unix Like;X11 no proporciona una interfaz
completa al usuario, es decir, cada ventana dentro de los sistemasX11 son programas indivi-
duales. Para el usuario interactuar con SNNS en esta distribución, resulta complicado síeste
no est́a familiarizado con el sistemaX11, pues SNNS abre una nueva ventana por cada acción
que realiza el sistema, lo cual no permite que el usuario “navegue” con libertad en la interfaz;
adeḿas presenta problemas de implementación ya que si las ventanas son cerradas con el control
adecuado, termina por completo la ejecución de todo programa. Como hemos mencionadoX11
maneja una arquitectura de cliente-servidor, por lo que las sesiones tienenun ĺımite de tiempo
para ser ejecutadas; terminado el tiempo establecido, es necesario cerrar el programa cliente y
reiniciar el servidor desde el host local.

Poder crear y observar distintos modelos de redes neuronales por mediode un software sig-
nifica, en el sentido práctico, interactuar directamente con los modelos lo cual permitirı́a identi-
ficar más facilmente problemas de implementación o interpretar de forma ḿas clara el proceso
que realiza la “caja negra” que toda red neuronal contiene. Podemos afirmar entonces, que la
visualizacíon juega un papel importante dentro de esta búsqueda de la solución que uno espera;
en este sentido, SNNS en ambas distribuciones no es una herramienta muy recomendable.

Las imágenes de redes pequeñas (en cuanto ńumero de unidades) generadas por SNNS
en ambas distribuciones ofrecen una descripción amplia del modelo, sin embargo el problema
aparece cuando el número de neuronas es mayor. ParaX11 la visualizacíon en 3D es de buena
calidad pero śolo se puede interactuar con esta representación del modelo por medio del control
de 3D, que solamente permite rotaciones y traslaciones sobre los distintos ejes.

Existen algunos otros problemas; cuando aparecen los gráfcios de los modelos, eńestos no
aparecen nunguna etiqueta. Existen datos que para el usuario es importante conocer tales como
los valores de los vectores de pesos, las conexiones que existen entre las neuronas, su valor o
su etiqueta; SNNS tiene las opciones para mostrar esta información en los gŕaficos, pero como
podemos ver en la figura 2.14, con un número considerable de unidades y conexiones estos
datos son practicamente ilegibles. Para habilitar estas opciones o modificar algún paŕametro de
la red es necesario utilizar el controlSETUP y CONTROL.

Para la distribucíon en Java, SNNS utiliza las bibliotecas de javax.Swing proporcionando un
ambiente gŕafico ḿas amigable para el usuario, sin embargo la visualización de las simulaciones
carecen de calidad. Hasta ahora, en esta distribución śolo es posible ver los modelos en 2D,
adeḿas, los modelos son dibujados sobre un administrador de distribución en forma de malla
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Figura 2.14: Ejemplo de una red neuronal donde no se aprecian las etiquetas de las componentes
de la red en java.

o GridLayout4 donde cada nodo del GridLayout representa una neurona; entre cada neurona
existe un nodo vacı́o en el GridLayout y a cada uno de ellos se le asigna una coordenada dentro
de la ventana oframe. Los modelos son dibujados sobre el GridLayout y por omisión, tampoco
aparecen las etiquetas de los componentes de la red.

Al igual que SNNS enX11, se pueden habilitar estas opciones, pero el problema de ilegi-
bilidad es el mismo, como se muestra en la figura. Como hemos mencionado, el impacto de
los resultados de la red SOM radican en la observación e interpretación de la informacíon que
contiene el mapa. Consideramos que la visualización de los mapas generados por la red SOM
es mejor en la distribuciónX11; la calidad de los gráficos permiten una mejor interpretación de
los resultados, pero con las limitaciones antes mencionadas. La visualización en 3D no permite
desplegar la información asociada de los elementos de la red.

En el comienzo de esta sección mencionamos que SNNS maneja tres tipos de archivos,éstos
son creados por el sistema para definir la arquitectura de la red, los datosdel entrenamiento y los
resultados. El usuario tiene acceso a tales archivos, por lo que es posible modificar directamente
desde los archivos algunas de las propiedades defininas en ellos; sin embargo, el formato en el
que estan definidos no representan una buena opción.

4GridLayout, clase del paquete java.awt de Java J2SE 1.4.2.
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Figura 2.15: Ejemplo de una red neuronal donde no se aprecian las etiquetas de las componentes
de la red en X11.



Caṕıtulo 3

Metodoloǵıa ViBlioSOM.

En los caṕıtulos anteriores, hemos mencionado los conceptos teóricos del proceso KDD y
la red neuronal SOM, adeḿas de sus aplicaciones, impacto, ventajas y desventajas. Podemos
resaltar dos aspectos muy importantes: la necesidad de obtener una representacíon visual de las
relaciones entre datos sumamente complejos para su análisis, por parte del proceso KDD y el
poder de la red neuronal SOM, para organizar de forma automática los datos y su representa-
ción sobre mapas bidimensionales. Al mismo tiempo, se mencionaron algunas de lastecnoloǵıas
desarrolladas para la automatización del proceso KDD y tres sistemas de software que imple-
mentan la red neuronal SOM para distintos propósitos.

Podemos pensar en la combinación de ambos conceptos, de tal forma que dentro del proceso
KDD, la fase de minerı́a de datos sea llevada a cabo por la red neuronal SOM y por medio
de un algoritmo de conglomeración y la informacíon obtenida sea representada en un mapa
bidimensional. Sin embargo, este escenario no es del todo real.

Actualmente existen distintas herramientas que realizan este tipo de procedimientos, sin
embargo muchas de ellas presentan limitaciones. Una de estas es la falta de validación de sus
resultados o que son, en muchos de los casos, desarrolladas para determinadaárea teḿatica
o para solucionar un problema en particular. A estos factores, se le suma loinaccesibles que
pueden ser estos sistemas de software por lo costoso o por estar destinados a ofrecer servicios, y
no a su comercialización. Esta situación ha llevado al surgimiento de diversos “modos de hacer”,
y a la adaptación de distintos sistemas con propósitos diferentes para tratar de automatizar las
etapas de la minerı́a de datos y llegar al descubrimiento de conocimiento. Estas razones han
motivado el surgimiento de diferentes metodologı́as entre las que está el ViBlioSOMR©.

ViBlioSOM R© (Visualizacíon - Bibliometŕıa - Mapas Auto-Organizados(SOM)), es una
metodoloǵıa desarrollada para el análisis biblioḿetrico que se vale, en una de sus etapas, de la
visualizacíon en forma de mapas auto-organizados. La metodologı́a ViBlioSOM R© est́a basada
en el uso de distintos sistemas de software propietarios; uno de estos sistemas es el ViscoveryR©
SOMineR©.

En laúltima d́ecada, ViBlioSOMR© ha obtenido importantes resultados en el descubrimiento
de conocimiento y en la investigación documental, adeḿas ha permitido organizar visualmente

39



40 Caṕıtulo 3. Metodoloǵıa ViBlioSOM.

la informacíon bibliométrica y ha ayudado a percibir la estructura topológica de un conjunto de
datos. Pero como acabamos de mencionar, ViBlioSOMR© usa distintos sistemas de software que
si bien han subsanado algunas de las necesidades de los usuarios, nodejan de presentar ciertos
inconvenientes, por ejemplo:

La complejidad que han alcanzando algunos ejercicios y casos reales sobrepasaban los
lı́mites de procesamiento de algunos de los módulos o software utilizados por ViBlioSOMR©.

Existen limitaciones en cuanto a la aplicación de algunos indicadores bibliométricos
más complejos y necesarios en las actividades de inteligencia empresarial o vigilancia
cient́ıfica-tecnoĺogica como la identificación de sẽnales d́ebiles.

El hecho de disponer de diferentes módulos o software crea incertidumbre en los usuarios
al tener que emigrar de unas interfaces a otra para realizar los análisis.

El usuario de ViBlioSOMR© debe dominar varias plataformas automatizadas, lo que le da
una complejidad adicional.

Necesidad de hacer evolucionar dinámicamente los ḿodulos del ViBlioSOMR© a los ni-
veles de desarrollo que marchan las tecnologı́as de la información para hacerlos operables
y optimizar sus niveles de procesamiento.

En este caṕıtulo, se definiŕan los conceptos de Bibliometrı́a, Cienciometŕıa e Informetŕıa; se
explicaŕa cada fase de la metodologı́a ViBlioSOM R©, sus objetivos, ventajas y desventajas.

3.1. Definiciones b́asicas.

En la actualidad, el análisis de informacíon es parte esencial de los procesos de inteligencia
empresarial, vigilancia cientı́fico-tecnoĺogica, gestíon del conocimiento y evaluación de proyec-
tos; en nuestro caso de estudio, el análisis de la informacíon est́a centrado en el comportamiento
de la actividad cientı́fica aśı como la necesidad de realizar una vigilancia cientı́fico-tecnoĺogica,
de tal manera que se puedan identificar lı́neas tecnológicas, tecnoloǵıas emergentes o en declive,
e incluso las distintas lı́neas de investigación.

Una forma de llevar a cabo este análisis es a trav́es de los indicadoresBibliométricosy
Cienciométricos, englobados en un campo más amplio llamadoInformetrı́a

3.1.1. Bibliometŕıa y Patentometŕıa.

Un método de ańalisis y medicíon de esos documentos es la Bibliometrı́a. El concepto de
Bibliometr ı́a ofrecido por Spinak es:

“El estudio de los aspectos cuantitativos de la producción, diseminacíon y uso de
la informacíon registrada, a cuyo efecto desarrolla modelos y medidas matemáticas
que sirven para hacer pronósticos y tomar decisiones en torno a tales procesos.”
(Spinak, E., 1996.)[Spi]
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Otros especialistas, particularizando su uso en las actividades bibliotecarias, la definen como:

“la aplicacíon de ḿetodos mateḿaticos y estad́ısticos al estudio del uso que se hace
de los documentos dentro de los sistemas de bibliotecas y entre ellos.”(Macı́as
Chapula, CA., 2003.)[MC03]

Como consecuencia del desarrollo de la ciencia y la tecnologı́a, se amplío el alcance de
las disciplinas ḿetricas a otros campos del quehacer cientı́fico. Un ejemplo es la aplicación de
las t́ecnicas ḿetricas a la información de patentes conocida comoPatentomeŕıa. La importan-
cia estrat́egica de las patentes como fuente de información, produjo la aparición de distintos
indicadores para analizar este tipo de documento, fundamentalmente para la búsqueda de opor-
tunidades tecnológicas, aśı como para la evaluación de programas de investigación y desarrollo.

Conceptualmente, el término Patentometrı́a ha sido poco abordado, una de las escasas defi-
niciones existentes fue encontrada en el sitio web de la RAND (Research and Development) en
el 2001. En dicho sitio aparecı́a definida como el ḿetodo de evaluación asociado con la iden-
tificación de las fortalezas y debilidades de la ciencia y la tecnologı́a, a partir de los registros
de invenciones e innovaciones provenientes de un paı́s, institucíon o teḿatica determinada. La
Patentometrı́a puede aparecer además como “bibliometŕıa de patentes”.

3.1.2. Cienciometŕıa.

La Cienciometŕıa utiliza métodos mateḿaticos para el estudio de la ciencia y de la acti-
vidad cient́ıfica en general, adeḿas de medir el nivel de desarrollo y el aporte de la ciencia a
las diferentes esferas de la sociedad. A pesar de la existencia de las distintas disciplinas ḿetri-
cas, surgidas como materias instrumentales de otras ciencias, el término Cienciometrı́a se ha
generalizado para la denominación de los estudios de estaı́ndole.

“La Cienciometŕıa estudia los aspectos cuantitativos de la ciencia como disciplina
o actividad ecońomica, forma parte de la sociologı́a de la ciencia y encuentra apli-
cacíon en el establecimiento de las polı́ticas cient́ıficas, donde incluye entre otras
las de publicacíon” (Arencibia, Ricardo J. y Araújo, Juan A., 2002.)[AA02]

3.1.3. Informetrı́a.

La Informetr ı́a estudia los aspectos cuantitativos de la información en cualquier forma, no
sólo la compilada en registros bibliográficos, y abarca cualquier grupo social por lo que no se
limita sólo al cient́ıfico como lo hace la Cienciometrı́a. Puede incorporar, utilizar y ampliar los
diversos estudios de evaluación de la informacíon que se encuentra fuera de la Bibliometrı́a y de
la Cienciometŕıa. La Informetŕıa tiene como objetivo, aumentar la eficiencia de la recuperación
de informacíon, aśı como identificar estructuras y relaciones dentro de los diversos sistemasde
informacíon.

Además de las investigaciones de la Bibliometrı́a y la Cienciometŕıa, comprende asuntos
como el desarrollo de modelos teóricos y las medidas de información, para hallar regularidades
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en los datos asociados con la producción y el uso de la información registrada; abarca la medi-
ción de aspectos de la información, el almacenamiento y su recuperación, por lo que incluye la
teoŕıa mateḿatica y la modulacíon.

La Informetŕıa se aplica a variaśareas, entre las que se pueden señalar:

Las caracterı́sticas de la productividad de los autores, medida por la cantidad de docu-
mentos publicados en un tiempo determinado o por su grado de colaboración.

Las caracterı́sticas de las fuentes donde se publican los documentos, incluida su distribu-
ción por disciplinas.

Los ańalisis de citas, seǵun distribucíon por autores, tipo de documento, instituciones o
páıses.

El uso de la información registrada a partir de su demanda y circulación.

La obsolescencia de la literatura mediante la medición de su uso y de la frecuencia con
que se cita.

El incremento de la literatura por temas.

La distribucíon idiomática seǵun la disciplina o eĺarea estudiada.

Figura 3.1: La Informetrı́a es un campo ḿas general donde encontramos a la Bibliometrı́a y la
Cienciometŕıa.

Es aśı como el constante crecimiento de la información y de los conocimientos reflejados
en publicaciones cientı́ficas y t́ecnicas (artı́culos, patentes, etc.), impone nuevos requerimientos
marcados por la impronta de las nuevas tecnologı́as de la información; a trav́es de la Bibliometŕıa
y la Cienciometŕıa se afronta de manera cada vez más efectiva este reto.
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En el contexto actual, uno de sus “modos de realización”más prometedor es KDD, que
adeḿas de apoyarse en técnicas ya establecidas como las que ofrece la estadı́stica, suma los
modernos enfoques del análisis multivariado tales como las redes neuronales.

3.2. ViBlioSOM R©.

En la introduccíon del presente capı́tulo, mencionamos lo complicado que es tener acceso
a herramientas eficientes yad-hoccon las distintas probleḿaticas a las que el proceso KDD se
enfrenta. Como consecuencia, los investigadores han adaptado los recursos con los que cuentan
para crear nuevasmetodologı́asque respondan a sus necesidades y cumplan con sus objetivos.

Hacia el ãno 2002, el grupo del Laboratorio de Dinámica No Lineal de la Facultad de Cien-
cias de la UNAM (LDNL) en colaboración con un grupo del Instituto Finlay de la Habana,
propusieron en [SGC02] una metodologı́a para el ańalisis y evaluacíon de informacíon prove-
niente de bases de datos cientı́fico-tecnoĺogicas, mediante la aplicación de modernas técnicas
bibliométricas y de visualización a trav́es de la red neuronal SOM.

ViBlioSOM R© es una metodologı́a abierta, basada en la utilización secuencial de varios
sistemas comerciales de software; ViBlioSOMR© se ha concebido como un proceso iterativo que
modela cada etapa del proceso KDD, donde algunos de estos sistemas de software se utilizan en
el preprocesamiento de los datos y otros llevan a cabo el análisis y visualizacíon de los datos.

“El objetivo fundamental de ViBlioSOMR©, es contar con una guı́a o modelo de re-
ferencia que permita estandarizar los procesos de descubrimiento de conocimiento,
de forma tal que se puedan validar los datos de entrada con sus resultados de salida,
acortar el tiempo requerido para el análisis de los datos y automatizar el proceso.”
(H. Carrillo et al., 2002)[SGC02]

En [CGMdlE+05], se toma como objeto de estudio una de las bases de datos bibliográficos
disponibles en una de las más importantes instituciones en el mundo; elCentro Nacional de In-
formación en Biotecnologı́a, (National Center for Biotechnology Information, NCBI). El NCBI
ofrece MedLine.

MedLine es una base de datos bibliográficos producida por la NLM. Contiene aproxima-
damente 10 millones de registros, 15 millones de citas bibliográficas que provienen de más de
4,600 revistas que cubren los temas de la medicina, biomedicina, enfermerı́a, odontoloǵıa, on-
coloǵıa, medicina veterinaria, salud pública, ciencias preclı́nicas y otraśareas de las ciencias de
la vida.

En el ãno 2001, se inicia una etapa de aplicación de ViBlioSOMR© a diferentes probleḿaticas
vinculadas con la biotecnologı́a, la agricultura, la sociologı́a, etc; motivo por el cual se recurrió al
uso de MedLine. Como parte de esta expansión, se amplı́a la colaboracíon con otras instituciones
cient́ıficas de Cuba y del mundo, además de que se profundiza en la investigación de la red SOM
para los fines especı́ficos de la Bibliometŕıa aśı como de la minerı́a de datos y textos.

Esteúltimo motivo, unido a la b́usqueda de nuevas aplicaciones, propició el surgimiento
de la colaboración con el Laboratorio de Dińamica No Lineal de la Facultad de Ciencias de la
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UNAM. Uno de los primeros trabajos en conjunto estuvo enfocado al estudio de las aplicaciones
de la dińamica no lineal a la biomedicina.

MedLine fue elegida de entre otras bases de datos internacionales, a causa de su carácter
especializado en ciencias biomédicas, el amplio procesamiento que realiza de la literatura en la
rama, la utilizacíon de rigurosos criterios selectivos en la elección de las publicaciones y trabajos
a registrar, su alta difusión y popularidad mundial y del interés mostrado por esta base de datos
en la recoleccíon de la literatura ḿas representativa publicada por la región latino-americana
(cobertura).

ViBlioSOM R© tiene un v́ınculo muy estrecho con los procesos de inteligencia empresarial,
vigilancia cient́ıfico-tecnoĺogica, gestíon del conocimiento y evaluación de proyectos. Al mis-
mo tiempo, puede ser aplicado en servicios bibliotecarios e informativos y en observatorios de
ciencia y tecnoloǵıa. Todo depende de la problemática concreta y del indicador que se aplique.

3.2.1. Fases de la metodologı́a ViBlioSOM R©.

Como mencionamos anteriormente, a través de indicadores biblioḿetricos y sistemas de
software especializados, ViBlioSOMR© lleva a cabo las etapas básicas del proceso KDD; sin
embargo, los autores de [CGMdlE+05] proponen para ViBlioSOMR© fases especı́ficas.

3.2.1.1. Comprensíon del campo de aplicacíon.

Es importante desarrollar un completo entendimiento en el campo de aplicación; es im-
portante trabajar en unión con especialistas de la rama del conocimiento a la cual se asocia la
probleḿatica, si es posible se deben identificar a las personas claves que liderean los temas de
investigacíon, desarrollo o innovación.

3.2.1.2. Adquisicíon y seleccíon de archivos.

Los datos son obtenidos de MedLine por medio de peticiones desde su sitio enInternet1. La
búsqueda es llevada a cabo por el sistema de recuperación de informacíon Entrez PubMed, que
básicamente se encarga de encontrar coincidencias de términos o frases que son ingresados en
los cuadros de b́usqueda de dicha página.

Una vez que se realiza la consulta, el usuario elige el conjunto de datos apropiados. MedLine
permite almacenar los resultados en archivos con distintas opciones de formato:XML, txt, for-
mato MedLine, entre otros. véase la figura 3.2. Para los usuarios de ViBlioSOMR©, es necesario
que los resultados sean almacenados en archivo con formato de texto plano (txt).

3.2.1.3. Preprocesamiento.

Esta fase consiste en la depuración de los datos almacenados en el archivo obtenido en la fase
anterior, aśı como su preprocesamiento. Se realizan diferentes operaciones para eliminar datos

1Para mayor referencia consultehttp://www.ncbi.nlm.nih.gov/entrez/query.fcgi
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Figura 3.2: Ṕagina principal del sitio de Entrez PubMed.

espurios si es requerido, colectar la información necesaria para el modelo o registro del ruido,
decidir estrategias para el manejo de campos faltantes en los datos, registrar la informacíon de
secuencias en el tiempo y cambios conocidos.

Esta tarea se lleva a cabo exportando todos los registros contenidos en elarchivo obtenido
desde MedLine, al sistema ProCite.ProCite fue creado por el Instituto de Información Cient́ıfi-
ca de Filadelfia (Institute for Scientific Information of Philadelphia); es un gestor de bases de
datos de referencias bibliográficas, capaz de conectarse a través de la red a distintas bases de da-
tos y obtener registros por medio del sistema. Además, permite cambiar el formato del archivo
original, a otro que sea manipulado con facilidad por alguna otra herrmienta de software.

ProCite puede conectarse a traves de Internet con alrededor de 200 bibliotecas y permite
importar registros almacenados en archivos de texto de otras bases de datos (comerciales) u
otras fuentes.

ProCite utiliza el protocolo ANSIZ39.50, que es un protocolo cliente-servidor para el in-
tercambio de informacion entre un cliente y multiples bases de datos bibliográficas. Estados
Unidos ha establecido este protocolo como estandar para el intercambio de informacíon de ba-
ses de datos bibliográficas y es mantenido por la Biblioteca del Congreso. Z39.50 permite la
obtencíon de conjuntos de resultados obtenidos en distintas bases de datos consultadas de forma
distribuida.

ProCite permite realizar la tarea de preprocesamiento de forma eficaz: se pueden seleccio-
nar los campos especı́ficos, para llevar a cabo cambios globales o locales del contenido de los
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Figura 3.3: Detalle de los registros obtenidos de MedLine en formato de texto plano.

registros, eliminar inconsistencias o duplicidades, importar los resultados debúsquedas realiza-
das en diferentes bases de datos bibliográficas y crear todas las bases de datos de diversos temas
que se deseen. Una de las caracterı́sticas ḿas importantes de Procite, es que permite eliminar
duplicados al momento en que realiza la búsqueda en distintas bases de datos, donde el usuario
determina qúe campos debe comparar.

El usuario puede definir cuáles t́erminos est́an o no duplicados y decidir eliminarlos o no;
Procite permite realizar búsquedas dentro de los diferentes campos, por medio de distintas fun-
ciones y operadores relacionales: equals(=), not equal(<>), greater than(<), less than(<), begins
with, ends with, exactly, contains, empty, not empty.

Estas funciones permiten al usuario establecer distintos criterios de búsqueda y selección
de datos; al mismo tiempo, el usuario puede guardar estos criterios y utilizarlos en b́usquedas
posteriores.

En ProCite se pueden realizar conteos utilizando los principales campos de labase de datos
o utilizando los campos definidos por el usuario. De esta manera se puedendesarrollar diferentes
tipos de investigaciones como por ejemplo: conocer cuál es el autor ḿas productivo, las materias
tratadas con mayor frecuencia, las revistas que más publican sobre algún tema, producción por
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páıses, tipos de artı́culos, etc.

Es por esto que ProCite se considera una herramienta muyútil y poderosa para realizar es-
tudios ḿetricos en diferentes especialidades y ramas de la ciencia, ası́ como para el disẽno y
prestacíon de servicios de alto valor agregado. En el caso de ViBlioSOMR©, las funciones de
ProCite han podido adaptarse como una herramienta de alto impacto en la fase de preprocesa-
miento, aśı como para aplicar algunos indicadores básicos.

Figura 3.4: Vista de la interfaz de usuario de Procite.

Dentro de la fase de preprocesamiento se realizan las operaciones de procesamiento y trans-
formacíon de datos. En esta parte del proceso, se llevan a cabo una serie de transformaciones de
los datos para ponerlos en un formato, en caso de ser requerido, parael algoritmo de minerı́a de
datos. Una vez finalizada la depuración de los datos, es necesario cambiar el formato del archivo
a un formato que sea compatible conExcel (al finalizar el preprocesamiento, se crea un archivo
de texto que contiene los cambios realizados en ProCite).

Las transformaciones de los datos se realizan por medio de unamacropara Excel llamada
ToolInf . ToolInf consta de cinco opciones, cada una incluye diferentes variantes para realizar la
operacíon que representa. Las opciones son:

1. Conteo de datos.

2. Identificacíon de datos.

3. Clasificacíon de registros
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4. Creacíon de matrices.

5. Ayuda del sistema.

Los datos son exportados a Excel desde el archivo previamente procesado en ProCite; el
objetivo es crear una respresentación matricial de los datos, transformados por alguna de las
opciones de ToolInf. Los resultados se almacenan en nuevas hojas de cálculo o en hojas ya
creadas, dependiendo de lo especificado.

3.2.1.4. Mineŕıa de Datos y visualizacíon de los resultados.

Ambas fases se realizan con el ya mencionado sistema de software Viscovery R© SOMineR©,
que provee de medios poderosos para analizar conjuntos de datos con una estructura compleja,
sin necesidad de contar a priori con algún tipo de informacíon estad́ıstica. La fuente de datos
de entrada que requiere ViscoveryR© SOMineR©, es un archivo que contenga una tabla de datos
numéricos, ya sea en formato de texto o de Excel.

Miner ı́a de Datos.

El algoritmo de mineŕıa de datos que utiliza ViscoveryR© SOMineR©, est́a basado en la va-
riante Batch Map de la red SOM. La ejecución del proceso de entrenamiento, depende tanto de
la determinacíon de los paŕametros b́asicos del mapa: número de nodos en la retı́cula, raźon del
mapa y tensíon; como de los parámetros que determinan la manera en que la retı́cula cambia a
lo largo del proceso de entrenamiento, como son el factor de escalamiento,la altura del mapa
inicial y la configuracíon de un vector de parámetros de entrenamiento (también llamada ćedula
de entrenamiento).

Durante el entrenamiento, ViscoveryR© SOMineR© permite observar la evolución del proceso
mostrando las gráficas de error de cuantización y distorsíon normalizada e indica la duración
estimada del entrenamiento.

Visualización de resultados.

Concluido el proceso de entrenamiento, ViscoveryR© SOMineR© despliega una serie de ma-
pas y visualizaciones. Al mismo tiempo permite al usuario elegir entre distintos algoritmos de
visualizacíon para los mapas. ViscoveryR© SOMineR© ofrece los siguientes algoritmos de visua-
lización:

Mapas de Componentes.

Conglomeraciones Ward.

Conglomeraciones SOM-Ward.

Conglomeraciones SOM con frontera Single Linkage.

Proyeccíon de los Datos.
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U-Matrix.

Posteriormente el usuario dará una interpretación del resultado obtenido, a partir de la elec-
ción de uno o distintos algoritmos de visualización.

Figura 3.5: Mapa generado por el sistema ViscoveryR© SOMineR©.

Una vez generados los mapas, el usuario plantea diversos criterios para elaborar una o va-
rias interpretaciones acerca del problema. Cabe recordar, que si bien una representación gŕafica
de un conjunto de datos esútil para lograr un entendimiento intuitivo, esta representación no
otorga elementos suficientes para establecer una condición de veracidad del mapa, por ello, la
interpretacíon del experto es crucial para validar el proceso.

3.2.2. Ventajas y desventajas de ViBlioSOMR©.

ViBlioSOM R© ha podido sustituir la carencia de herramientas altamente sofisticadas, por
una secuencia de fases que permite al usuario adaptar a la metodologı́a su campo de aplicación,
cualquiera que fuese y obtener resultados de importancia.

En la primera parte de este trabajo, mencionamos la importancia de obtener una representa-
ción gŕafica de los datos que estamos analizando; una herramienta como ViscoveryR© SOMineR©

para la visualización de estos datos, permite extraer información valiosa, partiendo de la inspec-
ción visual de una amplia gama de mapas, a pesar de que no es posible establecer una metodo-
loǵıa general para su exploración.
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Figura 3.6: Secuencia del proceso ViBlioSOMR©.

Si bien ViBlioSOMR© ha aportado una nueva forma de analizar bancos de información, al
mismo tiempo presenta ciertas desventajas en su uso.

ProCite permite depurar y realizar cambios globales sobre los registros quese desean anali-
zar, esta fase puede llevarse a cabo de forma manual o automática. De forma manual, el usuario
es quien busca en cada registro el término a modificar. Sin embargo, el usuario tiene la opción
de automatizar esta tarea, como serı́a por ejemplo, importar un archivo deTesauro.

Una de las principales limitaciones de ViBlioSOMR© la encontramos dentro del procesa-
miento y transformación de los datos; los datos que se analizan pertencen a un espacio multidi-
mensional y la dimensión de cada registro es desconocida. En Excel no es posible tener más de
250 columnas por registro, por lo que sólo podemos analizar aquellos datos cuya dimensión sea
menor a 250. Esta limitante abre la posibilidad de una pérdida de información considerable.

El hecho de utilizar distintos sistemas de software para cada fase del proceso, significa
modificar una y otra vez los archivos obtenidos, para adapatarlos al formato de entrada para
iniciar la siguiente fase. Cada sistema utilizado por ViBlioSOMR© es software de tipo comercial,
por lo que es necesario realizar una inversión considerable en la compra de las licencias de cada
sistema.

Para la comprensión de las distintas opciones que ofrece cada sistema y al mismo tiempo
para su uso, el usuario requiere de un entrenamiento previo y en ocasiones prolongado.

Debido a esto surge la necesidad de crear una herramienta propia que integre cada fase de
ViBlioSOM R©, que réuna las caracterı́sticas b́asicas que componen a cada uno de estos sistemas,
aśı como de disminuir el tiempo de entrenamiento que el usuario requiere para eluso del mismo;
de esta manera, se plantea el desarrollo deData SOMinning.



Caṕıtulo 4

Diseño de una suite para la Mineŕıa de
Datos: Data SOMinning

Con el objetivo de solucionar las limitaciones mencionadas en el capı́tulo anterior, en el
presente trabajo se ha diseñado y desarrollado un sistema de software que perfeccione e inte-
gre las caracterı́sticas b́asicas de los sistemas utilizados por ViBlioSOMR©. Este sistema es de
gran utilidad para la gestión eficiente de la ciencia y la tecnologı́a, la gestíon de proyectos y
para la toma de decisiones en instituciones de Investigación + Desarrollo (I+D). Este tipo de
sistema puede servir a la comunidad cientı́fica en general, en la medida que permite el procesa-
miento autoḿatico de datos bibliográficos digitales de una de las principales bases de datos en
informacíon bioḿedica:MedLine.

Se uśo TSP′i (Team Software Process) para implementar el sistemaData SOMinning to-
mando en cuenta las caracterı́sticas de modularidad, incrementabilidad, funcionalidad y mante-
nibilidad. Tambíen se utiliźo el paradigma orientado a objetos y el lenguaje C# para construir el
sistema; la plataforma que se utilizó para implementar es Visual Studio .NET.

En este caṕıtulo, se describiŕa el disẽno de Data SOMinning ası́ como los diagramas ge-
nerados en el Lenguaje de Modelado Unificado (Unified Modeling Language, UML) para el
sistema.

4.1. Data SOMinning: sistema de software para la Mineŕıa de Da-
tos.

TSP′i (Team Software Process), es una t́ecnica aplicable al desarrollo de software que
provee un balance entre proceso, producto y equipo de trabajo. Un proceso TSP′i es un est́andar
para dar soluciones a problemas de software, y está constituido por siete fases. La unión de
todas estas fases forma un ciclo, existiendo la posibilidad de realizarn ciclos para el desarrollo
de un producto. El objetivo de cada ciclo es establecer el tamaño y el contenido del producto de
software. Las siete fases son:

Fase de Lanzamiento.

53
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Fase de Estrategia.

Fase de Planificación.

Fase de Requerimientos.

Fase de Disẽno.

Fase de Implementación.

Fase de Prueba.

Fase de Postmortem.

Para el objetivo de este trabajo nos esfocamos particularmente a las fasesque contemplan
el desarrollo del software ḿas que a la gestión del mismo. En el resto de este capı́tulo se des-
criben algunos de los resultados obtenidos en dichas fases. Recordemos que nuestro equipo fue
conformado por dos personas, a las cuales se les asignaron tareas desde el inicio del proyecto.

Con base en las definiciones teóricas, los antecedentes y el contexto actual citados a lo lar-
go de este trabajo, hemos de determinar de forma precisa nuestro objetivo.Una vez precisado
nuestra meta, mostraremos el diseño conceptual del sistema, sus requerimientos y explicare-
mos detalladamente las caracterı́sticas de cada fase del mismo, ası́ como la especificación del
lenguaje de programación, arquitectura del sistema y los diagramas UML generados.

Objetivos:

Desarrollar con base en los fundamentos teóricos del proceso KDD y la metodologı́a
ViBlioSOM R©, una herramienta de minerı́a de datos con un enfoque neurocomputacional
que permita realizar análisis biblioḿetrico.

Integrar todos y cada uno de los módulos de la metodologı́a ViBlioSOM R©, en un sistema
de software que llamamosData SOMinning.

4.1.1. Descripcíon de las necesidades del sistema.

Dados los elementos teóricos suficientes y las experiencias del usuario en el uso de la meto-
doloǵıa ViBlioSOM R©, el sistema debe cumplir las siguientes caracterı́sticas:

1. Recuperar y mostrar en pantalla, los registros obtenidos de la búsqueda realizada en la
base de datos MedLine. Estos registros se encuentran almacenados en archivo, bajo el
formato de texto plano.

2. Normalizar los registros obtenidos de forma manual y por medio de un archivo de tesauro.

3. La fase de procesamiento deberá implementar al menos las operaciones que integran la
macro para Excel llamada ToolInf.
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4. Las matrices obtenidas del procesamiento de los datos serán visibles para el usuario en la
misma interfaz.

5. Los paŕametros para el entrenamiento de la red SOM, están basados en los definidos en
el sistema ViscoveryR© SOMineR©.

6. La ret́ıcula de la red SOM deberá definirse como una retı́cula hexagonal.

7. Los paŕametros para el entrenamiento de la red SOM podrán ser definidos por el usuario.

8. Incluir los algoritmos de visualización, ḿas coḿunmente usados, permitidos en el sistema
ViscoveryR© SOMineR©.

9. Almacenar y recuperar las operaciones realizadas por el usuario,en un ambiente tipo
escritorio.

Dado que el objetivo principal de este sistema es proveer de una amplia gamade funciones
bajo una misma interfaz, los componentes visuales deésta son un factor importante para el
desarrollo. Entonces, nos dirigimos a proponer el siguiente diseño conceptual:

1. Se propone utilizar los recursos que ofrece la plataforma de desarrollo Microsoft Visual
Studio .NET.

2. Implementar el sistema bajo el lenguaje de programación orientado a objetosC#.

3. Hacer uso de la interfaz contenida en.NET Framework llamadaGDI+ para generar las
salidas gŕaficas.

4. Uso deUML para modelar los elementos que conforman el sistema mediante la herra-
mientaRational Rose.

5. Uso deNDoc para generar la documentación en formato de ayuda de Visual Studio .NET,
a partir de los archivosXML generados por el compilador deC#.

6. Definir el sistema como un conjunto de componentes separados en tres partes:

Componentes visuales. (Interfaces)

Componentes de dominio de problema. (Algoritmos)

Componentes de manejo y control del flujo de datos. (Capa de Persistencia)

El sistema se desarrolló en 2 ciclos incrementales, en el primer ciclo se integraron las fun-
ciones b́asicas primordiales, con base en la especificación de las necesidades del sistema y en el
segundo se optimizaron dichas funciones. De esta manera se estableció la funcionalidad b́asica:

1. Adquisicíon de datos.

2. Procesamiento de datos.
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Figura 4.1: Integración de la metodoloǵıa ViBlioSOM R© a una suite para Minerı́a de Datos.

3. Transformaciones.

4. Entrenamiento SOM.

5. Visualizacíon.

La especificacíon de requerimientos incluyó realizar un prototipo de interfaz con el usuario
de manera sencilla, que inclusive no tuvo alguna funcionalidad, sin embargo estas śı fueron
establecidas.

4.1.2. Diagramas de Caso de Uso.

Una vez establecidas las funcionalidades básicas para el primer ciclo, se definieron los casos
de uso que representan cada una de las funciones establecidas.
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4.1.2.1. Caso de Uso: Adquisición de datos.

Figura 4.2: Diagrama de Caso de Uso para Adquisición de datos.

Usuario Sistema Ex.

Adquisición de
datos.

El usuario selecciona de
un componente combo-
Box, la base de datos
MeSH.

Habilita un componente
TextBox, para el ingreso
de la frase de b́usqueda.

El usuario proporciona en
un componente TextBox,
la frase de b́usqueda.

Habilita un componente
Button, para poder iniciar
la búsqueda.

El usuario inicia por medio
de un componente Button,
la búsqueda deseada.

Muestra en un compo-
nente CheckedListBox los
términos relacionados a la
frase indicado.

E1

E1 No hay t́erminos relacio-
nados respecto a la fra-
se introducida por el usua-
rio en el componente Text-
Box.

Indica al usuario que debe
reingresar una nueva frase
de b́usqueda.

Usuario Sistema Ex.

Adquisición de
datos.

El usuario selecciona de
un componente combo-
Box, la base de datos Pub-
Med.

Habilita un componente
TextBox, para el ingreso
del t́ermino de b́usqueda.

Habilita diversos compo-
nentes, para el ingreso de
lı́mites de b́usqueda.

El usuario proporciona en
un componente TextBox,
el término de b́usqueda.
Opcionalmente proporcio-
na diversos limitadores de
búsqueda.

Habilita un componente
Button, para poder iniciar
la búsqueda.

El usuario inicia por medio
de un componente Button,
la búsqueda deseada.

Muestra en un componen-
te DataGrid los registros
encontrados de la búsque-
da.

E1

E1 No hay registros relaciona-
dos respecto al término in-
troducido por el usuario en
el componente TextBox.

Indica al usuario que de-
be reingresar un nuevo
término de b́usqueda.
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4.1.2.2. Caso de Uso: Selección de t́erminos.

Figura 4.3: Diagrama de Caso de Uso para Selección de t́erminos.

Usuario Sistema Ex.

Seleccíon de
términos.

El usuario selecciona
de un componente
CheckedListBox, el(los)
término(s).

Muestra en un componen-
te Panel, la descripción de
el(los) t́ermino(s) seleccio-
nado(s).

El usuario selecciona por
medio de un componente
Button, el(los) t́ermino(s)
seleccionado(s).

Muestra en un compo-
nente DataGrid los artı́cu-
los asociados a el(los)
término(s).

E1

El usuario selecciona de
un componente Com-
boBox, el operador de
búsqueda.

Asigna el operador de
búsqueda.

E1 No hay t́erminos seleccio-
nados en el componente
CheckedListBox.

Indica al usuario que de-
be seleccionar al menos un
término.
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4.1.2.3. Caso de Uso: Procesamiento de datos.

Figura 4.4: Diagrama de Caso de Uso para Procesamiento de datos.

Usuario Sistema Ex.

Procesamiento
de datos.

Selecciona la opción de
Procesamiento de datos.

Muestra en un componen-
te DataGrid los registros
encontrados de la consulta.

El usuario selecciona de
un componente Checked-
ListBox, los autores o afi-
liaciones a normalizar.

Añade a un componente
ListBox los elementos se-
leccionados.

Introduce a un componen-
te TextBox, el valor de los
elementos seleccionados y
selecciona desde un com-
ponente Button la opción
de cambiar.

Cambia el valor del o
los elementos selecciona-
dos en los componentes
DataGrid y CheckedList-
Box.

E1

El usuario selecciona de
un componente Checked-
ListBox, el(los) tesauro(s)
con ellos que normali-
zaŕa los registros.

Cambia el valor del o
los elementos que contie-
ne el(los) archivo(s) de te-
sauro(s) en el componente
DataGrid.

El usuario selecciona de
un componente Combo-
Box, el tesauro a editar.

Muestra en un componen-
te TreeView el contenido
del archivo de tesauro se-
leccionado y actualiza los
valores de los componen-
tes DataGrid y Checked-
ListBox.

E1 El usuario introduce valo-
res no v́alidos.

Indica al usuario introdu-
cir valores permitidos.
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4.1.2.4. Caso de Uso: Transformaciones.

Figura 4.5: Diagrama de Caso de Uso para Transformaciones.

Usuario Sistema Ex.

Transformaciones. Selecciona la opción de
Transformaciones.

Muestra en un componen-
te comboBox, los campos
posibles a partir de los
cuales se pueden crear ta-
blas de frecuencia.

El usuario selecciona de
un componente combo-
Box, el campo para crear
una tabla de frecuencia.

Habilita un componente
Button, para poder iniciar
la creacíon de la tabla de
frecuencia.

El usuario inicia por medio
de un componente Button,
la creacíon de la tabla.

Calcula la tabla correspon-
diente.

Muestra en un componen-
te DataGrid, la tabla obte-
nida.

Añade en un componente
comboBox, el nombre de
la tabla obtenida. Habilita
dicho comboBox.

E1
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Usuario Sistema Ex.

El usuario selecciona de
un componente combo-
Box, la tabla de frecuen-
cia para crear una matriz
de clasificacíon.

Habilita un componente
Button, para poder iniciar
la creacíon de la matriz de
clasificacíon.

El usuario inicia por medio
de un componente Button,
la creacíon de la matriz.

Calcula la matriz corres-
pondiente.

Muestra en un componen-
te DataGrid, la matriz ob-
tenida.

Añade en dos componen-
tes comboBox, el nombre
de la matriz obtenida. Ha-
bilita dichos comboBox.

E1

El usuario selecciona de
un componente combo-
Box, la matriz de clasifica-
ción para crear una matriz
de coocurrencia.

Habilita un componente
Button, para poder iniciar
la creacíon de la matriz de
coocurrencia.

El usuario inicia por medio
de un componente Button,
la creacíon de la matriz.

Calcula la matriz corres-
pondiente.

Muestra en un componen-
te DataGrid, la matriz ob-
tenida.

Añade en dos componen-
tes comboBox, el nombre
de la matriz obtenida. Ha-
bilita dichos comboBox.

E1

El usuario selecciona de
un componente combo-
Box, la matriz de coocu-
rrencia para crear una ma-
triz de transformación.

Habilita un componente
Button, para poder iniciar
la creacíon de la matriz de
transformacíon.

El usuario inicia por medio
de un componente Button,
la creacíon de la matriz.

Calcula la matriz corres-
pondiente.

Muestra en un componen-
te DataGrid, la matriz ob-
tenida.

Añade en un componente
comboBox, el nombre de
la matriz obtenida. Habili-
ta dicho comboBox.

E1

E1 El usuario intenta crear
nuevamente una tabla o
matriz previamente calcu-
lada.

Muestra la tabla o matriz
correspondiente.
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4.1.2.5. Caso de Uso: Entrenamiento SOM.

Figura 4.6: Diagrama de Caso de Uso para Entrenamiento SOM.

Usuario Sistema Ex.

Entrenamiento
SOM.

Selecciona la opción de
Entrenamiento SOM.

Muestra el componente
ComboBox con las matri-
ces generadas en la fase de
Transformaciones.

El usuario selecciona de
un componente Combo-
Box, la matriz de entrada
para la red SOM.

Añade a un componente
ListBox los elementos se-
leccionados.

El usuario introduce en
cada campo, las varia-
bles que intervienen en el
entrenamiento de la red
SOM.

Asigna las variables del
entrenamiento de la red
SOM.

E1

E1 El usuario introduce valo-
res negativos o no válidos.

Indica al usuario introdu-
cir valores positivos o per-
mitidos.
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4.1.2.6. Caso de Uso: Visualización.

Figura 4.7: Diagrama de Caso de Uso para Visualización.

Usuario Sistema Ex.

Visualización. Selecciona la opción de
Visualizacíon.

Muestra los posibles al-
goritmos de visualización
para los datos resultantes
de un determinado entre-
namiento.

El usuario selecciona de
un componente Button, la
construccíon de los mapas
de componentes.

Obtiene y muestra el ma-
pa de componentes resul-
tante.

E1

El usuario selecciona de
un componente combo-
Box, un tipo de algoritmo
de visualizacíon.

Habilita un componente
comboBox, para el ingre-
so del tipo de ḿetrica pa-
ra el algoritmo de visuali-
zacíon.
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Usuario Sistema Ex.

El usuario selecciona de
un componente combo-
Box, un tipo de ḿetrica.

Habilita un componente
comboBox, para el ingre-
so del tipo de frontera y el
número de conglomerados
para el algoritmo de visua-
lización.

Habilita un componente
button, para poder ini-
ciar la creacíon del mapa
correspondiente.

El usuario selecciona de
un componente combo-
Box, un tipo de frontera.

El usuario selecciona de
un componente combo-
Box, el ńumero de conglo-
merados.

El usuario inicia por medio
de un componente Button,
la creacíon del mapa.

Obtiene y muestra el ma-
pa U-Matriz o de conglo-
meracíon jeŕarquico resul-
tante.

E1

E1 El usuario intenta crear
nuevamente un mapa pre-
viamente calculado.

Muestra la visualización
correspondiente calculado
con anterioridad.
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4.2. Construccíon del sistema.

4.2.1. Arquitectura del sistema.

Generados los diagramas de casos de uso, es necesario establecer la vista conceptual de
los componentes que integran la estructura de la aplicación, es decir, definir unaarquitectura.
La arquitectura de las aplicaciones difieren según como est́a distribuido este ćodigo; para esta
aplicacíon proponemos laArquitectura de Tres Capas, véase la figura 4.8.

En este modelo una aplicación se convierte en un conjunto de 3 elementos con distintos
fines:

Capa de Interfaz Humana.
Proporciona los componentes gráficos de la interfaz de usuario.

Capa de Dominio de Problema.
Es el puente entre un usuario y los servicios de datos. Responde a peticiones del usuario
para ejecutar una tarea especı́fica.

Capa de Manejo de Datos.
Esta capa es responsable de almacenar, recuperar, mantener y asegurar la integridad de
los datos.

Figura 4.8: Esquema de la arquitectura de tres capas propuesta para el desarrollo de Data SO-
Minning.

La separacíon de la aplicacíon en una arquitectura de tres capas, hace más f́acil reemplazar
o modificar una capa, sin afectar las capas y módulos restantes. Al mismo tiempo, las peticiones
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realizadas desde la capa de interfaz humana a la de dominio de problema, sonmás flexibles en
el sentido de que la interfaz humana sólo necesita transferir parámetros al dominio de problema.

4.2.2. Prototipo del sistema.

En esta sección, describimos el prototipo del sistema por medio de imágenes correspondien-
tes a la interfaz gráfica.

Figura 4.9: Pantalla principal de Data SOMinning.
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Figura 4.10: Vista de la interfaz de usuario de Data SOMinning para Adquisición de datos desde
MeSH.
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Figura 4.11: Vista de la interfaz de usuario de Data SOMinning para Adquisición de datos desde
PubMed.
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Figura 4.12: Vista de la interfaz de usuario de Data SOMinning para Selección de t́erminos.
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Figura 4.13: Vista de la interfaz de usuario de Data SOMinning para Procesamiento de datos.
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Figura 4.14: Vista de la interfaz de usuario de Data SOMinning para Edición de tesauro.
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Figura 4.15: Vista de la interfaz de usuario de Data SOMinning para Transformaciones.
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Figura 4.16: Vista de la interfaz de usuario de Data SOMinning para Entrenamiento SOM.
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Figura 4.17: Vista de la interfaz de usuario de Data SOMinning para Visualización.

4.2.3. Diagrama de Paquetes.

Los Diagramas de Paquetesnos ayudan a clasificar clases en categorı́as, generalmente
agruṕandolas por funcionalidad o misión coḿun. Dentro de cada paquete es factible definir
subpaquetes con clases que realizan funcionalidades de propósito coḿun. En esta sección, se
muestra el diagrama UML de paquetes que refleja la estructura general deData SOMinning.
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Figura 4.18: Diagrama de Paquetes de Data SOMinning.

4.2.4. Diagramas de Secuencia.

Los Diagramas de Secuenciapueden ser definidos como una vista que modela el compor-
tamiento dińamico de un sistema. En esta sección, se muestran los diagramas UML de secuencia
que modelan la dińamica de Data SOMinning.
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4.2.4.1. Diagrama de Secuencia: Adquisición de datos desde MeSH.

Figura 4.19: Diagrama de Secuencia para Adquisición de datos desde MeSH.
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4.2.4.2. Diagrama de Secuencia: Adquisición de datos desde PubMed.

Figura 4.20: Diagrama de Secuencia para Adquisición de datos desde PubMed.
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4.2.4.3. Diagrama de Secuencia: Selección de t́erminos.

Figura 4.21: Diagrama de Secuencia para Selección de t́erminos.
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4.2.4.4. Diagrama de Secuencia: Procesamiento de datos manual.

Figura 4.22: Diagrama de Secuencia para Procesamiento de datos manual.
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4.2.4.5. Diagrama de Secuencia: Procesamiento de datos desde tesauro.

Figura 4.23: Diagrama de Secuencia para Procesamiento de datos desde tesauro.
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4.2.4.6. Diagrama de Secuencia: Edición de tesauro.

Figura 4.24: Diagrama de Secuencia para Edición de tesauro.
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4.2.4.7. Diagrama de Secuencia: Transformaciones.

Figura 4.25: Diagrama de Secuencia para Transformaciones.
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4.2.4.8. Diagrama de Secuencia: Entrenamiento SOM.

Figura 4.26: Diagrama de Secuencia para Entrenamiento SOM.
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4.2.4.9. Diagrama de Secuencia: Visualización.

Figura 4.27: Diagrama de Secuencia para Visualización.

4.3. Implementacíon.

Una vez establecidos los objetivos y las necesidades del sistema, ası́ como los elementos
identificados en los diagramas UML, es posible iniciar la codificación del sistema en su totali-
dad.

En este caṕıtulo mencionamos las 5 funciones básicas de ViBlioSOMR© que integra Data
SOMinning, en esta sección describimos detalladamente cada una de estas funciones ya imple-
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mentadas del sistema.

4.3.1. Adquisicíon de datos.

En la metodoloǵıa ViBlioSOM R©, el usuario obteńıa los datos realizando consultas a Med-
Line desde el portal de Entrez PubMed, almacenando los resultados en un archivo con formato
de texto. Uno de los objetivos del sistema es que las consultas que realice elusuario, se hagan
desde la interfaz del sistema; en Data SOMinning, los datos son obtenidos deMedLine a trav́es
del sistema de recuperación de informacíon Entrez Programming Utilities.

Entrez Programming Utilities , tambíen llamadaseUtils, es un conjunto de herramientas
las cuales proveen acceso a las diversas bases de datos de MedLine.Para ello se realizan transac-
ciones de petición y respuesta mediante el Protocolo de Transferencia de HiperTexto (HyperText
Transfer Protocol, HTTP), operaciones independientes de la interfazweb Entrez PubMed para
MedLine. Estos resultados son enviados en formatoXML (eXtended Markup Language).

Para realizar una búsqueda en Data SOMinnig, el usuario debe seleccionar la base de datos
en la cual se realizará dicha b́usqueda, ya seaMeSH o PubMed, e ingresar la frase de consulta
o término que se desee. En el caso de PubMed, los registros son obtenidosdirectamente. Eli-
giendo MeSH, el sistema envı́a la frase y el sistema de recuperación eUtils devuelve una lista de
términos relacionados con la petición, aśı como la descripción de cada uno déestos; Data SO-
Minning muestra esta lista, de donde el usuario seleccionará el o los t́erminos que sean acorde a
su inteŕes (Fig:??).

Para la selección de los t́erminos, correspondientes a una misma búsqueda, se proporcionan
los operadores AND y OR; cońestos el usuario puede realizar búsquedas donde combine los
términos de la lista que haya seleccionado (Fig: 4.12).

Cuando el usuario desea obtener los registros de los términos seleccionados, MedLine a
través de las herramientas eUtils envı́an un archivoXML que contiene la información de los
art́ıculos. MedLine establece una serie de campos que determinan la información que contiene
cada art́ıculo como: autores, tı́tulo del art́ıculo, afiliacíon, páıs, etc. En total, MedLine define 63
campos; con base en las investigaciones realizadas por el grupo de trabajo del Instituto Finlay,
consideran a 15 de ellos los más importantes:

1. Autor. 9. Ńumero de referencias.
2. Términos MeSH. 10. Autor Corporativo.
3. Año de publicacíon. 11. Tipo de publicación
4. T́ıtulo del art́ıculo. 12. Ṕaginas.
5. ResumenAbstract. 13. Número de sustancia.
6. Afiliación. 14. Volumen.
7. Idioma. 15. Fecha de creación.
8. Páıs de publicacíon. 16. T́ıtulo de la revista

De cada registro contenido en el archivoXML, Data SOMinning recupera estos 15 campos y
los muestra al usuario en forma de tabla.
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4.3.2. Procesamiento de datos.

En los caṕıtulos anteriores, hemos mencionado la normalización de los datos como un pro-
ceso que el usuario realiza comúnmente de forma manual, o a través de archivos de tesauro.
Para esta fase en ViBlioSOMR©, Procite permite seleccionar los campos a normalizar y realizar
estos cambios de forma global; dos de los campos más dif́ıciles de normalizar son el de autor y
de afiliacíon.

Data SOMinnig permite normalizar los registros de forma manual, proporcionando al usua-
rio una lista de los campos de autor y de afiliación. Para normalizar estos campos, el usuario
selecciona de esta lista, el o los nombres que considera son los mismos pero escritos de distinta
forma. Seleccionados los nombres, el usuario debe ingresar la sintaxis correcta del nombre y
presionar el bot́on correspondiente para realizar los cambios dentro de la tabla de registros (Fig:
4.13).

Tambíen, se incluyen tres archivos de tesauro: afiliaciones, autores y paı́ses. Los archivos
est́an descritos en formatoXML y pueden ser modificados de forma manual, ingresando la infor-
macíon directamente en el archivo fuente o desde la interfaz.

El objetivo de describir estos archivos bajo formatoXML, es la facilidad de recuperar y mos-
trar la informacíon que contienen, además de ser un formato libre. Si el usuario desea modificar
los archivos desde el archivo fuente, no es necesario queél aprenda todo acerca deXML, basta
con la sintaxis del archivo que consta de 4 etiquetas:

<Tessaurus> define la lista de autores, afiliaciones o paı́ses que contiene el archivo.

<Field> es el campo correspondiente al tesauro, es decir<Author>, <Affiliation> o
<Country>

<Name> define el nombre del campo.

<AlternativeName> define el nombre alternativo del campo.

Desde la interfaz, los archivos de tesauro son representados como unárbol de dos niveles,
donde cada nodo raı́z representa la sintaxis correcta del nombre y cada subnodo, las distintas
formas con que ese nombre puede aparecer.

Para ãnadir nuevos nombres, basta con ingresar el texto del nuevo nombre enel TextField
“Agregar nuevo elemento” y presionar el botón “Añadir”; para ãnadir nuevos subnodos, el usua-
rio debe seleccionar el nodo raı́z e ingresar el texto del nuevo subnodo en el TextField “Agregar
nuevo sińonimo” y presionar el botón “Añadir” (Fig:4.14).

4.3.3. Transformaciones de datos.

Sabemos que cuando la representación de los datos está libre de ambig̈uedades, nos es po-
sible aplicar distintas transformaciones que reduzcan el número de variables y trabajar con las
más peculiares del conjunto total de datos.



4.3. Implementacíon. 87

En la metodoloǵıa ViBlioSOM R©, la fase de transformación de datos es llevada a cabo por la
macro ToolInf; los datos normalizados son almacenados en formatoxls y deben ser exportados
a Excel; las matrices generadas por el usuario se crean en distintas hojasde ćalculo.

A diferencia de Excel, en Data SOMinning los datos son obtenidos directamente de la tabla
de registros que el usuario normalizó en la fase anterior, sin importar el número de columnas que
estos ćalculos puedan generar. En esta fase se incluyen distintas funciones deconteo y reducción
de dimensíon:

Tabla de Frecuencia.

Matriz de Clasificacíon.

Matriz de Coocurrencia.

Matriz de Distribucíon.

Matriz Condicional.

Matriz Binaria.

Matriz de Coeficiente de Empates.

Matriz de Coeficiente de Jacard.

Matriz de Coeficiente de Rogers y Tanimoto.

Matriz de Coeficiente de Sokal y Sneath.

Matriz de Coeficiente de Gower y Legendre.

Para generar las tablas de frecuencia, sólo es necesario que el usuario seleccione el campo
sobre el cual quiere hacer el conteo; los campos por seleccionar sontodos aquellos no nulos
obtenidos de los registros originales.

La generacíon de matrices de clasificación, es a partir de alguna tabla de frecuencia pre-
viamente calculada. Basta con que el usuario seleccione una de estas tablas para que se cree la
matriz correspondiente.

La generacíon de matrices de coocurrencia, es a partir de dos matrices de clasificación cua-
lesquiera, previamente calculadas. Nuevamente, es suficiente con que elusuario indique cúales
dos desea intersectar para que se calcule la matriz correspondiente.

Para generar las matrices restantes; es decir, aplicar alguna de las transformaciones brinda-
das por el sistema, es necesario que el usuario haya generado con anterioridad alguna matriz de
coocurrencia. El usuario deberá indicar como datos de entrada una matriz de coocurrencia para
que se ejecute el procedimiento correspondiente.

Todas las operaciones que el usuario haya generado en esta etapa, apareceŕan en pantalla en
forma de TabPane. Cada pestaña del TabPane especifica el nombre de la matriz que generó el
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usuario, este nombre está compuesto por una letra que indica el tipo de tabla o matriz seguido
se encuentra el nombre del campo el cual la originó aśı como un ID. Por ejemplo:F[Términos
MeSH]1 indicaŕıa la obtencíon de la primera tabla de frecuencia del campo Términos MeSH,
C[Términos MeSH]1corresponderı́a a la matriz de clasificicación de la antes mencionada ta-
bla de frecuencia,COO[Términos MeSH]1 representarı́a la matriz de coocurrencia tomando
como entrada dos veces la misma matriz de clasificación C[Términos MeSH]1. Finalmente
CJ[Términos MeSH]1corresponderı́a a la matriz de coeficiente de jacard tomando como en-
trada la matriz de coocurrencia antes mencionada. Véase la figura 4.15.

4.3.4. Entrenamiento SOM.

ViBlioSOM R© toma como algoritmo de minerı́a de datos la red neuronal SOM y ViscoveryR©

SOMineR© es el sistema de software que implementa el algoritmo. ViscoveryR© SOMineR© per-
mite asignar los valores de distintos parámetros que intervienen durante el entrenamiento de la
red; una de las principales caracterı́sticas de ViscoveryR© SOMineR© es la ret́ıcula hexagonal de
la red.

La entrada de datos de ViscoveryR©SOMineR©, son las matrices de datos generadas en Excel;
en Data SOMinnig, el usuario selecciona la entrada de datos desde un listado que contiene los
nombres de las matrices adecuadas generadas en la fase de Transformaciones. Seleccionada la
entrada de datos, el usuario debe asignar la dimensión de la ret́ıcula,ésta puede ser cuadrada (n
x n) o rectangular (n x m); la implementacíon de ret́ıcula de la red es de tipo hexagonal, como se
hab́ıa especificado anteriormente en los objetivos.

Uno de los aspectos importantes durante el entrenamiento es la actualización de los vectores
de referencia de las neuronas; en Data SOMinning, el usuario puede definir cuatro paŕametros
que intervienen en la actualización: funcíon de vecindad, ḿetrica, radio de actualización inicial
y radio de actualización intermedio.

El radio inicial e intermedio, definen el radio de actualización de los pesos de las neuronas.
El radio de actualización se define como una función que decrece en cada iteración del entre-
namiento de forma lineal. El radio inicial es el número de iteraciones en el cual el radio de
actualizacíon permanece constante; es decir, en este intervalo de tiempo se actualizan todas las
neuronas.

El radio intermedio, es el ńumero de iteraciones donde el radio de actualización disminuye
hasta actualizar solamente a las neuronas ganadoras.

Se implementaron cinco distintas funciones de vecindad:

Gaussiana.

Umbral.

Lineal.

Sigmoidal en (0,1)



4.3. Implementacíon. 89

Sigmoidal en (-1,1)

Una de las principales caracterı́sticas de Data SOMinning es la implementación de distintas
métricas; a diferencia de ViscoveryR©SOMineR©, se implementaron 6 tipos distintos de métricas:

Euclideana.

Canberra.

Manhattan.

Minkowski.

Pearson.

Separacíon Angular.

Por útlimo, el usuario debe especificar el número de iteraciones del entrenamiento (Fig:
4.16).

4.3.5. Visualizacíon.

Cuando concluye el entrenamiento de la red, el resultado es una matriz quealmacena el
sistema y sobre la cual se aplicará alguno de los algoritmos de visualización. Los algoritmos
son:

Mapas de Componentes.

SOM-Ward.

U-Matrix.

Ward.

Si el usuario desea generar los mapas de componentes, sólo es necesario presionar el botón
con la leyenda correspondiente.

Cuando se selecciona cualquiera de los tresúltimos algoritmos, el usuario tiene la posibili-
dad de definir si desea que se dibujen las fronteras o no. Para el casoen que se requiere dibujar
las fronteras, adeḿas podŕa especificar el ḿetodo para realizarlo (Single Linkage o Complete
Linkage).

A su vez, al usuario le es permitido elegir el tipo de métrica por aplicar en cada uno de los
algoritmos de visualización. Estas ḿetricas son las mismas permitidas en el entrenamiento de la
red neuronal SOM.

En el caso de los mapas de conglomerados se puede indicar el número de conglomerados
que se desean obtener, o en su defecto indicar que el sistema obtenga este ńumero mediante la
aplicacíon del criterio implementado.
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Una vez seleccionados los parámetros antes mencionados, basta con iniciar el proceso para
la obtencíon del mapa. Los mapas generados aparecerán en la pantalla en forma de TabPane.
Cada pestãna del TabPane indica el tipo de algoritmo y métrica aplicada.

4.3.6. Otras funciones de Data SOMinning.

Dentro de las funciones incluidas en el sistema tenemos el almacenamiento y recupera-
ción de proyectos. Esta opción nos permite guardar en disco duro tanto resultados finales como
parciales que formen parte de un caso de uso recientemente creado o modificado. Este almace-
namiento contiene los parámetros proporcionados por el usuario, ası́ como los resultados para
cada una de las etapas. Lo anterior permite que cada vez que el usuario abra un proyecto, le sea
fácilmente continuar las etapas no concluidas o en su defecto poder llevar a cabo una adecuada
manipulacíon de los mapas obtenidos.

Los datos tales como los registros recuperados de MedLine, tablas y matrices, son almace-
nados en formatoXML, mientras que las visualizaciones son imágenes en formatojpeg (Joint
Picture Experts Group). Los parámetros proporcionados por el usuario se encuentran en un con-
junto de archivos en texto plano, formatotxt. Estos formatos permiten una gran portabilidad
de los mismos, pudiendo seréstos analizados en prácticamente cualquier computadora con ca-
racteŕısticas ḿınimas requeridas.

Finalmente el sistema permite la lectura de archivos que contengan registros obtenidos desde
el sistema de b́usqueda Entrez PubMed, ya sea en formatoXML o txt únicamente. Esto permite
flexibilidad al usuario de realizar la tarea de adquisición de datos de manera independiente al
software, brind́andole ventaja a todos aquellos usuarios que no cuenten con una conexión a
Internet deseable.



Caṕıtulo 5

Data SOMinning y su aplicacíon en la
investigacíon cient́ıfica.

En el último siglo, hemos presenciado un importante desarrollo tecnológico que ha revo-
lucionado la relacíon entre las diversaśareas de conocimiento. LaMedicinay la Biologı́a, son
claros ejemplos de esta revolución tecnoĺogica: desde el procesamiento digital de imágenes de
resonancia magnética hasta el ańalisis de secuencias genómicas.

Una pieza clave en los avances de la Medicina y la Biologı́a, ha sido sin duda lasMatemáti-
cas, que se han convertido en una herramienta valiosa e indispensable para lainvestigacíon.
En la actualidad, la creación de modelos mateḿaticos en sistemas biológicos, son un elemento
importante para diversasáreas de la biomedicina.

Ante esta situación, universidades e institutos han establecido las bases para definir un nuevo
perfil de individuos en eĺarea de biomedicina: profesionales enbiomedicina computacional,
capaces de explotar el poder de las herramientas que ofrece el cómputo de alto rendimiento,
aśı como el desarrollo de herramientas de software, en diversas lı́neas de investigación.

El objetivo de este trabajo, fue desarrollar una herramienta que permita realizar este tipo
de ańalisis biblioḿetrico; el resultado es Data SOMinning. En los capı́tulos anteriores, hemos
mencionado los aspectos teóricos que intervienen en el sistema, ası́ como la metodoloǵıa de
su construccíon, ahora es importante llevar a cabo un caso de estudio en Data SOMinning y
analizar los resultados obtenidos.

En esteúltimo caṕıtulo, contrastaremos los procedimientos llevados a cabo, ası́ como los
mapas generados durante la investigación aplicando la metodologı́a ViBlioSOM R©, primera-
mente utilizando los distintos sistemas de software comerciales y finalmente los obtenidos con
el software propio Data SOMinning.

91
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5.1. Matemáticas en Ciencias Bioĺogicas.

En la actualidad, se manejan grandes volúmenes de datos en diversosámbitos profesionales;
sin embargo uno de los retos es conocer y dominar el uso de herramientas que permitan procesar
estos datos convirtiéndolos en información que proporcionen conocimientoútil.

Un problema de interés para el grupo del Laboratorio de Dinámica No Lineal, es evaluar
la evolucíon y comportamiento de temas comprendidos en las Ciencias Biológicas desde la
perspectiva de las Matemáticas en el intervalo de anõs de 1950 a 2004.

Esta investigación resulta de gran importancia en el sentido de conocer nuevas aplicacio-
nes, ḿetodos y resultados en los que intervienen distintasáreas de las Mateḿaticas, adeḿas de
identificar hacia d́onde se deben destinar los recursos y esfuerzos con los que cuentanlas institu-
ciones ya sean educativas o gubernamentales. De esta manera, podemosreafirmar la importancia
de la Bibliometŕıa para el desarrollo tecnológico.

A continuacíon se describe el proceso realizado al utilizar la metodologı́a ViBlioSOM R© con
sus dos posibles vertientes de aplicación: distintos sistemas de software comerciales (Procite,
Excel y ViscoveryR© SOMineR©) y el sistema Data SOMinning.

Una vez definido nuestro objetivo, continuamos a la segunda fase de ViBlioSOMR©, la cual
consiste en la adquisición y seleccíon de archivo que contenga el conjunto de datos incial. Para
ello recurrimos a MedLine de la NLM. Cabe señalar que la NLM utiliza elMeSH Vocabulary,
este sirve para indizar toda la literatura biomédica de la base datos. ElMeSH Vocabularyest́a or-
ganizado en 19 categorı́as principales y cada categorı́a se ramifica en series de subcategorı́as
cada vez ḿas concretas o especı́ficas. Un ejemplo de categorı́as principales lo sonCiencias
Fı́sicasy Ciencias Bioĺogicas, mientras que la subcategorı́a Matemáticas est́a contenida en
Ciencias F́ısicas.

Es por ello que la investigación consiste en realizar una búsqueda avanzada; es decir, una
búsqueda especı́fica controlando lo que se busca. Recuperamos los documentos indizadoscon
términos mateḿaticos que no estén indizados dentro de los temas estadı́sticos. Lo anterior debi-
do a que la rama de Estadı́stica representa el 83.98 % de Matemáticas y el ńumero de registros
es considerable. También aplicamos lı́mites, espećıficamente sobre laFecha de Publicaciónla
cual restringimos del 1 de enero de 1950 al 31 de diciembre de 2004. El resultado que se obtuvo
es una colección de 116,612 artı́culos en la consulta a través del portal de Internet para PubMed.

En el primer caso (distintos sistemas de software comerciales) es necesarioexportar con
Procite, el archivo recuperado del portal de Internet para PubMed y con ello comenzar a trabajar
con los datos obtenidos. En este paso se realiza una pequeña seleccíon intereśandonos en el
campoTérminos MeSH. Cabe sẽnalar que no se hizo distinción entre elMeSH Principal(MeSH
Major Topic, MAJR)1 y los Términos MeSH(MeSH Terms, MH)2. La tarea antes descrita
corresponde a la tercera fase de ViBlioSOMR©; es decir, procesamiento de datos.

1MAJR, se trata de un término MeSH que refleja una de las materias principales tratadas en el artı́culo.
2El Medical Subject Headings (MeSH), de la NLM es el vocabulario controlado de t́erminos bioḿedicos que se

utiliza para describir el tema de cada artı́culo de revista en MedLine.
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Dentro de la misma fase seguimos ahora con la operación de transformaciones. Por lo que
una vez seleccionado el campo deseado iniciamos la creación de 2 tablas de frecuencia que
necesitamos. La primera de ellas contiene los siguientes términos de la subcategorı́a de Ma-
temáticas:

Mathematics

Algorithms

Finite Element Analysis

Fourier Analysis

Fractals

Game Theory

Games, Experimental

Mathematical Computing

Decision Support Techniques

Decision Theory

Decision Trees

Neural Networks (Computer)

Nonlinear Dynamics

En la segunda tabla de frecuencia, contabilizamos todos los términos de la categorı́a de
Ciencias Bioĺogicas, la cual está compuesta por las siguientes 14 subcategorı́as:

Biochemical Phenomena, Metabolism, and Nutrition

Biological Phenomena, Cell Phenomena, and Immunity

Biological Sciences

Chemical and Pharmacologic Phenomena

Circulatory and Respiratory Physiology

Digestive, Oral, and Skin Physiology

Environment and Public Health

Genetic Phenomena

Genetic Processes
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Genetic Structures

Health Occupations

Musculoskeletal, Neural, and Ocular Physiology

Physiological Processes

Reproductive and Urinary Physiology

Recordemos que en esta fase, para el primer caso, hacemos uso de Excel junto con la macro
ToolInf. Posteriormente calculamos las matrices de clasificación correspondientes a las tablas de
frecuencia del paso anterior. En el caso de utilizar Excel con ToolInfrepresenta varias desventa-
jas, ya que para poder generar la matriz de clasificación del conjunto total de datos es necesario
hacerlo por partes. Esto se debe a que en total obtuvimos 1668 componentes y Excel permite
hojas de a lo ḿas 250 columnas, teniendo que dividiréstos 1668 t́erminos en 7 hojas de cálculo,
obteniendo 7 matrices de clasificaciones parciales.

Otra caracterı́stica indeseable de ToolInf es que al momento de generar matrices de clasi-
ficación, lo hace de manera errónea generando varias columnas vacı́as. Por otro lado, la macro
ToolInf no realiza de manera satisfactoria la comparación de expresiones regulares. Tal es el
caso del t́erminoPhysiology, el cual no aparece en la tabla de frecuencia truncada pero en la
matriz de clasificación respectiva śı lo hace. Lo anterior se debe a que la expresión: .*Physio-
logy.* es la que en realidad se busca cuando deberı́a ser “Physiology” tal cual. En este caso el
metacaracter “.” es interpretado por el motor de búsqueda como cualquier otro caracter excep-
to los caracteres que representan un salto de lı́nea. Esta alteración influye para la generación
de resultados posteriores, lo que nos indica que dicha fase no se excluye de obtener resultados
distintos en relación a Data SOMinning.

En el caso del sistema Data SOMinnning la representación de las matrices de clasificación
fue modificada, pero esto fueúnicamente con la finalidad de mejorar el tiempo de ejecución. Esta
modificacíon no afecta en ninǵun momento la correcta interpretación de la misma, ası́ como la
obtencíon de resultados posteriores. Inclusive permite que esta matriz pueda serun conjunto de
datos de entrada para la red neuronal artificial SOM.

Comoúltimo paso en la etapa de transformaciones creamos la matriz de coocurrencia, uno
de los ćalculos ḿas pesados del proceso. Satisfactoriamente para dicha tarea, Data SOMinning
requiere un tiempo de ejecución menor al de ToolInf. Adeḿas que con 3 matrices de clasifi-
cacíon parciales, tendremos que intervenir de manera directa para poder obtener la matriz de
coocurrencia deseada. Esta matriz tiene como resultado 13 componentes, correspondientes a la
primera tabla de frecuencia, y 1668 datos de entrada, correspondientes a la segunda tabla de fre-
cuencia. A esta matriz de coocurrencia se le aplicó una normalización de acuerdo al criterio del
coeficiente de Jacard. Esta matriz de transformación, es la entrada de datos de la red neuronal
artificial.

Ahora que ya tenemos listos los datos para la fase de minerı́a de datos ejecutamos ViscoveryR©
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SOMineR© para la aplicacíon del algoritmo Batch Map (variante de la red neuronal SOM). Para
los distintos paŕametros del entrenamiento de la red se asignaron los siguientes valores:

1. Ret́ıcula de 2044 neuronas.

2. Vecindad gaussiana.

3. Raźon de cambio de vecindad de 0.5.

4. Métrica euclideana.

5. 40 iteraciones.

Por otro lado, para los distintos parámetros del entrenamiento de la red en Data SOMinning
se asignaron los siguientes valores:

1. Ret́ıcula cuadrada de 2025 neuronas.

2. Vecindad gaussiana.

3. Métrica Pearson.

4. Radio inicial: 10.

5. Radio final: 22.

6. 40 iteraciones.

Una vez concluido el entrenamiento, en ambos sistemas de manera independiente, conti-
nuamos con la elaboración de diversos mapas. Estos mapas serán la manera de visualizar los
resultados generados por el entrenamiento y de esta forma poder comparar ambos sistemas. Re-
cordemos que en Data SOMinning se implementó el algoritmo SOM b́asico, esto con la finalidad
de crear una comparación áun más distinguida.

Las visualizaciones creadas son los mapas de componentes, mapas U-Matrix, aśı como ma-
pas de conglomerados con algoritmos SOM Ward y Ward en los dos sistemas. Estos mapas nos
permitiŕan llevar a cabo una exploración de la auto-organización con la finalidad de dar una
interpretacíon.

El despliegue de los mapas de componentes tiene la particularidad de representar la distri-
bución de los valores de cada variable de los datos asociados a cada neurona en un mapa. La
distribucíon de valores se puede visualizar por medio de una escala de color, que corresponde al
rango de valores que los datos toman en la variable correspondiente. Losvalores ḿınimos est́an
representados en color azul, los intermedios en verde y amarillo y los valores máximos en rojo.

Los mapas U-Matrix los obtenemos al calcular los promedios de las distancias entre cada
neurona y sus vecinas inmediatas, por lo que cada neurona tiene asociada un valor. El conjunto
de estos valores se asocia a una escala cromática, para posteriormente asignar un color a cada
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neurona. Este tipo de mapa permite visualizar las relaciones de cercanı́a entre los vectores de
referencia de manera global.

Además de la visualización de los mapas de componentes y U-Matrix se pueden obtener
mapas de regiones, que representan conglomerados del conjunto de datos. Para realizar esta
división los sistemas brindan la posibilidad de utilizar dos algoritmos distintas: SOM Wardy
Ward.

En el punto de partida del algoritmo SOM Ward, cada neurona representaa un conglo-
merado. En cada paso, dos conglomerados distintos se unen en uno sólo. Los conglomerados
seleccionados son aquellos cuya distancia es la mı́nima de todas las distancias entre conglome-
rados. Esta distancia toma en cuenta cuando dos conglomerados son adyacentes en el mapa, lo
que tiene como consecuencia que sólo se pueden unir conglomerados adyacentes en el mapa.

El algoritmo Ward se diferencia del SOM Ward en que no comparaúnicamente las distancias
entre conglomerados adyacentes, por lo que los mapas no necesariamentemuestran regiones
conexas. Con los mapas de conglomerados SOM Ward y Ward es posible elestablecimiento de
relaciones entre las distintas variables.

Los mapas U-Matrix, ası́ como los mapas de conglomerados SOM Ward y Ward contie-
nen un descriptor asociado a cada dato. De esta manera es posible adicionar referencias con
informacíon a la visualizacíon del conjunto de datos y contar con elementos que faciliten la
interpretacíon de los mapas dentro de un contexto especı́fico. En nuestro caso de estudio sola-
mente se exhiben las etiquetas correspondientes a los términos que conforman la subcategorı́a
Ciencias Bioĺogicas.

A continuacíon se muestran todos los mapas generados para nuestro caso de estudio“Ma-
temáticas en Ciencias Bioĺogicas durante el perı́odo 1950-2004”mostrando primero los obte-
nidos con ViscoveryR© SOMineR© continuando con los de Data SOMinning.
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Mathematics

Algortihms

Finite Element Analysis
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Fourier Analysis

Fractals

Game Theory
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Games, Experimental

Mathematical Computing

Decision Support Techniques
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Decision Theory

Decision Trees

Neural Networks (Computer)
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Nonlinear Dynamics
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Figura 5.1: Mapa U-Matrix a partir de ViscoveryR© SOMineR©.
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Figura 5.2: Mapa U-Matrix a partir de Data SOMinning.
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Figura 5.3: Mapa de Conglomerados aplicando SOM Ward a partir de ViscoveryR© SOMineR©.
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Figura 5.4: Mapa de Conglomerados aplicando SOM Ward a partir de Data SOMinning.
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Figura 5.5: Mapa de Conglomerados aplicando Ward a partir de ViscoveryR© SOMineR©.
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Figura 5.6: Mapa de Conglomerados aplicando Ward a partir de Data SOMinning.
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A partir del ańalisis de los dos conjuntos de mapas podemos llegar a resultados semejantes.
Cabe mencionar que ViscoveryR© SOMineR© arrojó mapas de 13 clusters tanto para el algorit-
mo SOM-Ward como Ward. En el caso de Data SOMinning se obtuvieron mapasde 14 y 13
clusters para los algoritmos SOM-Ward y Ward respectivamente. Lo anterior aplicando el crite-
rio, implementado en el sistema, para plasmar el número de conglomerados que den una mejor
representación de la clasificación de los datos. Este criterio hace una división de clusters de tal
manera que tenga una disimilaridad mayor entre clusters, ası́ como tambíen la mayor similaridad
entre los elementos que componen cada cluster.

Al utilizar Data SOMinning se aplicaron las distintas métricas tanto para entrenamiento
como para la creación de visualizaciones, llegando a la conclusión de que la transformación de
coeficiente de Jacard se acopla de manera positiva con la métrica Pearson.

De los mapas podemos apreciar regiones que abarcan solamente un término, o ninguno,
aśı como otros que abarcan un número considerable de ellos. Para dar conclusiones respecto
a la interpretacíon de los mapas, nos enfocamos en los dos componentes de mayor interés por
nuestro grupo de investigación que son:Nonlinear Dynamicsy Neural Networks (Computer).

A partir de la interpretación de los mapas podemos percibir la estrecha relación de la dińami-
ca no lineal con la Bioqúımica, Sistemas Biológicos y la Electrofisioloǵıa. A su vez apreciamos
que las redes neuronales artificiales mantienen una relación de aplicacíon en el campo de la
Neurofisioloǵıa, Biotecnoloǵıa, Microbioloǵıa, Bioloǵıa Molecular y Neuroloǵıa.

Las aplicaciones actuales apuntan hacia los modelos biológicos y muy vinculadośestos a las
redes neuronales artificiales. Una evidencia de estos progresos es que los propios investigadores,
que trabajan en Medicina con redes neuronales, se han agrupado en una Sociedad Cientı́fica
Mundial: ANNIMAB (Artificial Neuronal Network in Medicine and Biology).

De forma general, se ha podido apreciar que la Biomedicina y las Matemáticas se comple-
mentan en su propio desarrollo. Tal es el caso delárea de Dińamica No Lineal, t́ermino de la
subcategorı́a Mateḿaticas, el cual sirve de soporte a la Biomedicina para el desarrollo de su
tecnoloǵıa, como soporte de análisis epidemioĺogico y mejores respuestas clı́nicas. Un ejemplo,
son las investigaciones sobre el establecimiento de patrones comunes en pacientes sometidos a
cámara gamma con talio radioactivo para el diagnóstico de insuficiencia coronaria (Universidad
de Viena) [DdC].

Aśı podemos apreciar la importancia de la visualización de los datos, resultados de la apli-
cacíon de indicadores biblioḿetricos, para descubrir un nuevo conocimiento relevante para la
gestíon de los proyectos y el re-direccionamiento de lı́neas de investigación.



Conclusiones

Durante losúltimos ãnos, hemos sido testigos de un importante proceso evolutivo de los
sistemas de software, el cual ha sido trascendental para los usuarios de sistemas de cómputo.
Dı́a a d́ıa, son desarrollados enormes volúmenes de sistemas de software “a gran escala”, que
implementan desde las mejores técnicas de la inteligencia artificial, hasta los más avanzados
algoritmos de procesamiento digital de imágenes.

Al mismo tiempo y de manera natural, el avance mismo de la ciencia ha proporcionado las
condiciones ideológicas, f́ısicas y ecońomicas para esta evolución. Este avance ha permitido que
hoy en d́ıa, eldesarrollo de software cientı́ficosea parte fundamental para la investigación.

Es aśı como instituciones privadas, universidades e institutos destinan cada vez más, impor-
tantes cantidades de recursos económicos a la contratación y apoyo de investigadores y cientı́fi-
cos. Cabe sẽnalar, que tanto universidades como institutos, han sido pieza clave en la generacíon
de nuevos profesionales, capaces de desarrollar este nuevo tipo de software.

A lo largo del presente trabajo, hemos mencionado la importancia y el impacto del desarrollo
y la aplicacíon de herramientas de software cientı́fico, en distintaśareas del conocimiento. De
esta forma, llegamos a esta sección donde presentamos las conclusiones obtenidas durante el
desarrollo de este trabajo.

Software cient́ıfico como una categoŕıa de software.

El desarrollo de un sistema de software cientı́fico no śolo depende de la habilidad y expe-
riencia que los programadores posean; un software de estaı́ndole va ḿas alĺa.

Es necesario que el o los programadores tengan los fundamentos teóricos, se apropien y
dominen los algoritmos que se implementarán, adeḿas de tener la capacidad de crear y/o disẽnar
nuevas soluciones para su aplicación.

Es fundamental que el equipo de desarrollo tenga un periodo de entrenamiento, que va desde
la investigacíon de sistemas de software desarrollados previamente, adquisición de bibliograf́ıa,
hasta cursos impartidos por investigadores y/o especialistas en el dominio de aplicación.

Es necesario establecer el concepto de unProceso de Desarrollo de Software Cientı́fico; los
procesos comunes para el desarrollo de software no contemplan este periodo de entrenamiento
que requiere el equipo de desarrollo para un proyecto de software cient́ıfico y que tiene un
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impacto directo en la asignación de roles, tareas y tiempos de implementación al equipo de
desarrollo.

Ventajas de Data SOMining.

Hay que resaltar que la ventaja primordial que pueda proveer este sistema es gracias al
sustento que brinda la eficiente e innovadora metodologı́a ViBlioSOM R©, metodoloǵıa en la cual
se baśo el desarrollo de Data SOMinning. Por ejemplo, ViBlioSOMR© utiliza la red neuronal
SOM, la cual ha probado ser de gran utilidad para resolver problemas demineŕıa de datos.́Esta
ha sidoútil particularmente en la organización creativa de información, el descubrimiento de
conocimiento y la visualización de informacíon.

La metodoloǵıa ViBlioSOM R©, y por ende Data SOMinning, es muyútil para realizar ańali-
sis de correlación entre variables o datos complejos y en la clasificación de informacíon. Las
ventajas alcanzadas con este método consisten en que ha permitido organizar visualmente la
informacíon bibliométrica y de esta manera percibir la estructura del conjunto de datos y pro-
fundizar en su ańalisis.

Gracias a la automatización obtenida al aplicar ViBlioSOMR© con Data SOMinning se per-
mite enriquecer el procesamiento, visualización y ańalisis de los indicadores biblioḿetricos, con
una metodoloǵıa propia. Este ḿetodo puede ser aplicado a cualquier campo del saber y tiene
un v́ınculo muy estrecho con los procesos de inteligencia empresarial, vigilancia cient́ıfico-
tecnoĺogica, gestíon del conocimiento y evaluación de proyectos. Igualmente, el método puede
ser aplicado en servicios bibliotecarios e informativos y en observatoriosde ciencia y tecnologı́a.

La interfaz de Data SOMinnig contiene todas las funciones utilizadas dentro de la metodo-
loǵıa ViBlioSOM R©, desde la adquisición de datos a partir de MedLine hasta la visualización
de mapas de conglomerados de los datos entrenados mediante la red SOM. Deesta manera el
usuario no requiere de algún otro tipo de software, incrementando de manera significativa su
productividad.

Las tablas generadas por el usuario son almacenadas en archivo conformatoXML, por lo que
el usuario puede hacer uso de la información generada en el sistemaen otra aplicación e incluso
modificar la informacíon que contienen los archivos de forma manual. Hasta el momento se
han realizado pruebas que han generado matrices de hasta 441 renglones y 441 columnas; cabe
recordar que Excel sólo permite 256 columnas por hoja de cálculo, lo cual significa una seria
limitación.

Los archivosXML de tesauro tienen un formato sencillo para el usuario, de esta forma, es
posible que se editen estos archivos desde la interfaz o desde el archivo fuente. Estos archivos
de tesauro se incrementan de forma dinámica conforme a las actualizaciones realizadas por los
usuarios, de esta forma dichos archivos son altamente reutilizables para experimentos posterio-
res decrementando el tiempo de uso y aumentando la eficiencia.

Los paŕametros de entrenamiento de la red SOM son claros para el usuario, además de
ofrecer ḿas opciones en cuanto a la métrica y la funcíon de vecindad a utilizar.
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Las visualizaciones generadas pueden ser almacenadas en archivo con formatojpeg, lo
cual garantiza su manipulación a partir de cualquier aplicación para procesar gráficos, sin la
necesidad de contar con el sistema de software Data SOMinning.

La posibilidad de almacenar resultados parciales o finales como parte de un proyecto de
Data SOMinning, da la oportunidad de abortar el sistema sin la necesidad de rehacer los ćalculos
hasta ese momento obtenidos.

Desventajas de Data SOMining.

Como se menciońo anteriormente, Data SOMining está implementado en C# bajo la pla-
taforma de desarrollo de .NET, por lo tanto, el sistema sólo puede ser ejecutado en sistemas
operativosMicrosoft Windows XP(el sistema no ha sido probado con versiones anteriores del
sistema operativo).́Esto representa una desventaja para aquellos usuarios que utilizan algún otro
sistema operativo y que requieran de utilizar el sistema.

Cabe mencionar que es necesario adquirir la licencia de uso de Visual Studio .NET, debido
a que contiene todas las bibliotecas disponibles del lenguaje, ası́ como versiones estables del
compilador. Una posible opción fue utilizar el compilador de Mono para C#, sin embargo,éste
aún no est́a liberado por completo, además de estar en fase de desarrollo de algunas bibliotecas
como las de los componentes gráficos, las cuales representan un gran beneficio para este tipo de
aplicaciones.

Hasta el momento, Data SOMining sólo puede leer y recuperar la información de archivos
txt y XML con el formato definido por PubMed. El usuarioúnicamente puede acceder a estos
archivos originales v́ıa Internet a trav́es del portal PubMed o por medio de Data SOMinning. Sin
embargo, de esta forma es posible acceder a todos los registros contenidos en la base de datos
MedLine.

Data SOMinning se encuentra en periodo de evaluación. Actualmente el grupo del Instituto
Finlay que colabora con el grupo del laboratorio se encuentra realizando diversas pruebas; cabe
sẽnalar, que son usuarios que han utilizado la metodologı́a ViBlioSOM R©.

Trabajo a futuro.

Uno de los dos principales objetivos es añadir en el ḿodulo de adquisición de datos, otras
bases de datos que permitan el acceso a través de la interfaz. Al mismo tiempo, integrar nuevos
módulos de lectura y recuperación de registros de estas nuevas bases de datos. Este punto es de
gran inteŕes, ya que al ãnadir nuevas fuentes de datos, el campo de aplicación de Data SOMinnig
se vuelve ḿas amplio.

Es importante obtener la opinión del usuario en cuanto el diseño dińamico de la interfaz, ya
queéste es un factor primordial para el mismo.

Hasta el momento, la generación de los mapas se realiza con las bibliotecas nativas de
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C#. En este sentido, habrá que investigar ḿas acerca de nuevas bibliotecas y herramientas de
visualizacíon que aporten mayor interactividad con el usuario.

Seŕıa de suma importancia evaluar la opción de migrar Data SOMinning bajo plataforma
Unix Like, debido a las diversas ventajas de administración de recursos que ofrecen dichos
sistemas. Para ello, podemos pensar en dos posibles opciones:

1. Utilizar el compilador de Mono para C# y adaptar las clases ya desarrolladas a las biblio-
tecas disponibles del compilador en el mejor de los casos, ya que existen bibliotecas para
C# en .NET, que áun no son desarrolladas en su totalidad para Mono. Para este caso, las
clases deberán ser reimplementadas con bibliotecas nativas para ambos compiladores.

2. Desarrollar Data SOMinning en otro lenguaje multiplataforma (Java, C++ o C).

Ambas consideraciones tienen un impacto negativo para el desarrollo, pues parte del ćodigo
implementado serı́a desechado, sin mencionar el costo en tiempo y recursos que tendrı́a el hecho
de volver a implementar el sistema en otro lenguaje.

La concepcíon de Data SOMinning como un sistema de software multiplataforma, es una
tarea importante. Bajo una plataforma de software libre, es posible eliminar costos de licencias
de ambientes de desarrollo y compiladores, de implantación, mantenimiento, seguridad e in-
teroperabilidad; serı́a posible llevar a cabo un proceso de corrección de errores y soporte, más
dinámico y eficaz.

Una de las mejores opciónes para llevar a cabo este objetivo, es orientar las versiones poste-
riores de Data SOMinning aldesarrollo de componentes, con el fin de construir un framework
para mineŕıa de datos disponible para cualquier plataforma.

De esta forma, el ćodigo de esta primera versión de Data SOMinning, puede ser revisado
para identificar partes del código que pueda ser reutilizado. Al mismo tiempo, la construcción
de un framework, mitiga de forma considerable los costos de mantenimiento y escalabilidad.

Otro de los objetivos es añadir nuevos ḿetodos y algoritmos mateḿaticos para la minerı́a
de datos. De inicio puede pensarse en las distintas variantes de la red neuronal SOM. Con esto
se intentaŕa abarcar un mayor número déareas en las cuales sea de gran apoyo el uso de dicha
herramienta. A su vez, se podrán realizar comparaciones entre los resultados obtenidos de los
distintos algoritmos y de esta manera poder decidir cuál de ellos es el mejor para cada uno de
los casos de estudio.



Bibliograf ı́a
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[MC03] CA. Maćıas Chapula. Papel de la informetrı́a y la
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[SGC02] G. Sotolongo, M. V. Guzḿan, and H. Carrillo. Vibliosom: Visualización de in-
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