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Introduccion

Actualmente el ultrasonido es utilizado en un gran nimero de disciplinas: en la obtencién
de imagenes médicas, para cortar metales, para pruebas no destructivas en la evaluacién de
materiales (ensayos no destructivos, END), etc. En este trabajo se usa el ultrasonido para la
deteccion de fracturas en materiales hechos de aluminio.

Las pruebas END usan ondas ultrasénicas de alta frecuencia para evaluar materiales sin
afectar su integridad. Esta tecnologia se utiliza en variadas industrias (aeroespacial,
nuclear) para inspeccionar con un alto grado de seguridad las partes criticas de diferentes
materiales, asi como para determinar defectos que a la larga provoquen una falla. Otro uso
de las pruebas END con ultrasonido es en el control de calidad en los procesos de
manufactura de materiales.

Los métodos de ensayos no destructivos pueden ser utilizados en tres tipos de aplicaciones:
medidas de magnitudes, deteccién de fallas y caracterizacién de materiales. Dentro del
primer grupo es frecuente la medida de distancias o espesores de materiales, velocidad de
fluidos, densidad de materiales, concentracion de disoluciones, etc. El segundo tipo tiene un
uso muy fuerte en el control de calidad de estructuras de fabricacién o en servicio.
Finalmente, la caracterizacion de materiales por métodos END permite determinar
propiedades de los granos del material, o la distribucion y tamafio de los poros internos, o
evaluar la corrosion y deterioro de los materiales.

Las técnicas ultrasonicas se destacan como las mas usadas para medicion, deteccién y
evaluacion de fallas en materiales que requieren un alto ¢ -“o de calidad y confiabilidad.
Entre las ventajas que presenta el ultrasonido frente a otras  “~uicas son:

e Se pueden aplicar a cualquier tipo de material s6l.do, liquido o gaseoso, con la
Gnica condicién de que existan moléculas capaces de transmitir la perturbacion
mecénica.

e Permiten detectar defectos o fallas en el interior de los materiales dando como
resultado el tamaiio y la posicion del defecto.

Técnicas para el procesamiento de la sefial tales como Transformada Répida de Fourier
(Schmerr, 1998), onduletas (Legendre, et al, 1998) presentan diferentes alternativas para
rescatar informacién caracterizada en primera instancia como ruido.

El problema a solucionar es la deteccion de fallas en un material de aluminio al 90% . Para
tal efecto, se propone utilizar ultrasonido como método de exploracién del material y redes
neuronales como método de reconocimiento de las fallas.

El objetivo del presente trabajo es detectar fallas dentro de un material de aluminio al
analizar los ecos de los pulsos ultrasénicos enviados al material. Para procesar la sefial
ultras6nica se utiliza la tecnologia de onduletas (Legendre, et al, 1998.), y redes neuronales
no supervisadas. Primeramente, se descompone la seifial en diferentes niveles a través de la



transformada continua de onduleta y como nicleo se propone la onduleta Daubechie 4.
Posteriormente, se procesa al grupo de las sefiales descompuestas por medio de la red
neuronal no supervisada. En el presente trabajo se determina la distancia temporal entre
dos ecos para este tipo de materiales. Se busca definir a que profundidad del material se
localiza la falla.

Para clasificar los patrones generados por los ecos se propone el uso de la red neuronal del
tipo Teoria de Resonancia Adaptable clase 2 (ART2, por sus siglas en inglés.) En el
capitulo 1, se hace una descripcion general de las redes neuronales y se estudia las redes
tipo ART. En el presente trabajo se implementa la red neuronal ART2A (su arquitectura
estd descrita en el capitulo 1) para clasificar los diferentes niveles de descomposicion en
onduletas del eco recibido durante la prueba no destructiva.

En el capitulo 2 se hace una descripcién resumida de la tecnologia de las onduletas. No es
nuestro objetivo desarrollar la teoria de onduletas en generalidad, (inicamente se utiliza
como una herramienta para el procesamiento de sefiales. La teoria de onduletas nos ofrece
técnicas muy generales para el procesamiento de sefiales, por lo que tiene un gran potencial
de aplicaciones. Para algunos casos es deseable ver la transformada de onduleta como la
descomposicion de una sefial sobre un conjunto de funciones base (Frazier, 1999.) De
hecho, las funciones base se llaman onduletas.

Como se verd en el capitulo 3, no es dificil montar un sistema de pruebas END con
ultrasonido. Este consta del envio de pulsos ultrasénicos a un material, asi como la
recepcion del eco modificado por la presencia de fallas en el material. Posteriormente se
procesa a la sefial recibida en un equipo de computo. Es en esta parte donde este trabajo se
enmarca. Es decir, en la interpretacién cualitativa de la seflal que ha sido muestreada
durante la prueba END. En este capitulo se desarrolla el método que se utiliza para el
procesamiento y clasificacion de la sefial. En general, en el método se desarrollan e
implementan las tecnologias ya mencionadas. Para la descomposicién de la sefial en
diferentes niveles de onduleta se emplea la caja de herramientas wavetool de Matlab 6.0. La
red neuronal ART2A también se programé en Matlab 6.0. Los listados de los programas se
pueden consultar en el apéndice A.

En el capitulo 4 se analizan los datos obtenidos con base a la experimentacion propuesta en
el capitulo 3. Dichos resultados contemplan los diferentes experimentos llevados a cabo asi
como la variacion de los diferentes parametros de la red (descritos en el capitulo 2). En ese
capitulo se describe el ambiente de experimentacion.

Finalmente se presentan las conclusiones generales, las referencias y el apéndice A.



CAPITULO 1
REDES NEURONALES

1.1 Introduccion

La estructura de los modelos de las redes neuronales artificiales (red neuronal) se basa en el
conocimiento actual que se tiene sobre los sistemas nerviosos bioldgicos. Las redes
neuronales estdn compuestas de muchos elementos computacionales no lineales que operan
en paralelo y estdn ligados en patrones parecidos a las redes neuronales bioldgicas. Los
elementos computacionales o nodos estdn conectados entre si a través de una matriz de
pesos que se adaptan durante el uso de la red neuronal con el fin de mejorar su rendimiento.

La red neuronal puede ser vista como una sola unidad computacional, en el sentido de que
puede recibir datos de entrada y emitir datos de salida, ademas Gnicamente los nodos en la
red efectian el procesamiento de la informacion. Por esta razén, los nodos se clasifican en
tres tipos: de entrada, de recepcion de los datos a procesar, los nodos de salida que emiten
los datos generados por la red; y los nodos ocultos que envian y reciben datos desde otros
nodos de la red.

Los modelos de la red neuronal estén definidos por la topologia de la red, las caracteristicas
de los nodos, y por las reglas de entrenamiento y aprendizaje. Estas reglas especifican un
conjunto inicial de pesos, asi como éstos deben adaptarse durante el uso de la red. La
adaptacion, y aprendizaje es muy importante en las pruebas de END, pues se tiene un
numero finito de patrones, y la red tiene que aprender los nuevos patrones generados por las
diferentes fallas que pueden presentarse en el material a evaluar.

Las redes neuronales pueden ser entrenadas con o sin supervision. Las redes entrenadas con
supervision como la red de Hopfield y los perceptrones (Lippmann, 1997) se utilizan como
memorias asociativas o clasificadores. Estas redes estdn provistas con informacién o
etiquetas que especifican la clase correcta a la que deben pertenecer los patrones de entrada
durante el entrenamiento. Las redes entrenadas sin supervision, como la red de mapas de
Kohonen (Nelles, 2001), usan vectores para formar cimulos. Ninguna informacién a priori
respecto a la clase correcta se les da a estas redes durante la fase de entrenamiento. En este
capitulo se estudia el modelo de redes neuronales no supervisadas del tipo ART (Carpenter
etal, 1987.)

Las redes neuronales en la actualidad se aplican en el procesamiento de sefiales (Luo 1997),
por ejemplo, filtrado, estimacion de parametros, reconocimiento de patrones,
reconstruccion de sefiales, deteccion de sefiales, comprension, y trasmision de sefiales. El
tipo de sefiales puede ser de audio, video, voz, comunicacion, ultrasonido, geofisicas, etc.

El objetivo de este capitulo es presentar las caracteristicas generales de una red neuronal, y
se desarrolla el modelo conocido como teoria de resonancia adaptable.




1.2 Generalidades de las Redes Neuronales

Los elementos computacionales que forman a las redes neuronales artificiales se conocen
como nodos, unidades, o elementos de procesamiento. Un nodo es un elemento
representativo de la unidad conocida como neurona.

La Fig. 1.1, muestra el modelo general de un nodo. Cada nodo estd numerado, en la figura
se muestra el i-ésimo. Como podemos ver en la Fig. 1.1, un nodo tiene muchas entradas y
s6lo una salida, que puede estar conectada a otros nodos en la red; con x, denotaremos el
valor de entrada que proviene del j-ésimo nodo y que recibe el i-ésimo nodo, también
nétese que x, es el valor de salida del j-€simo nodo, y por tanto, la salida del i-ésimo nodo

€8 X,

i~¢simo Nodo

net, = 2 W;X;
J

&
ks
))%% & o
%, 5
% &
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Fig. 1.1 Representacion de un nodo de una red neuronal artificial cualquiera. Las
conexiones de entrada, que provienen de otros nodos estan representadas por las flechas de
entrada. Los tipos de datos de cada entrada esta determinada por la naturaleza del problema
que se quiere resolver, en el presente trabajo, todas las entradas son del mismo tipo,
nameros reales. Cada conexion de entrada tiene asociada una cantidad, W, llamada peso.

Solo hay una salida que puede ser la entrada de otros nodos.

Cada conexion del i-ésimo nodo tiene asociada una cantidad llamada peso. El peso que
corresponde a la conexi6n del j-ésimo nodo con el i-¢simo nodo se denota con w,. Todas

estas cantidades tienen sus andlogos en el modelo estdndar de una neurona: la salida del
nodo corresponde con la frecuencia de disparo de la neurona, el peso corresponde con la



fuerza de la conexion sinaptica entre neuronas. En este modelo, las cantidades seran
numeros reales. Notese que las entradas al nodo las hemos agrupado por tipo. Este
agrupamiento nos dice que una conexion de entrada en particular puede tener uno o varios
efectos. Por ejemplo, la conexidn se activa, cuando el peso es positivo, o se inhibe, si el
peso es negativo.

Cada nodo calcula un valor neto de entrada cuyo valor depende de todas las conexiones de
entrada que llegan al nodo. Tipicamente, el valor de entrada neto se obtiene sumando los
productos de los pesos con sus respectivos valores de entrada. Es decir, el valor de entrada
del i-ésimo nodo se calcula como

net, =y w,x, (1.1)
J

donde el indice j, corre sobre todas las conexiones que llegan al nodo. Una vez que se ha
calculado el valor de entrada neto, se procede a calcular el valor de activacion, o
simplemente la activacion, del nodo. El valor de activacién es una funcién explicita F,(-)

de la entrada

a,(t)=F(a,(t-1),net (1)) i (1.1a)
Segun la ecuacion anterior, el valor de activacion también depende de los valores previos
de activacion. En la mayoria de las redes, el valor de activacion y el valor de entrada neto

coinriden, por lo que estos términos usualmente se intercambian.

Una v~z calculado el valor de activacion, se procede a calcular el valor de salida al aplicar
la func:5n de activacion f(-),

x, = fi(a) (1.2)

Usualmente a, = net,, por lo que el valor de salida se calcula como

x, = fi(net,). (1.3)

El modelo matematico de la red neuronal nos dice que la red va evolucionando en el
tiempo, pues como ya se mencionod, el valor de activacion depende de los valores previos
de activacion (1.1a), por lo que se puede pensar que la red es un sistema dindmico. Para
describir la red, se hara uso de ecuaciones diferenciales que describen los cambios de la
salida respecto del tiempo de los nodos, por ejemplo,

X, = g,(x,, net,) {1.4)
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representa una ecuacion diferencial para la salida del i-ésimo nodo. Pero, net, depende de

las salidas de otros nodos, por lo que en realidad tenemos un sistema de ecuaciones
diferenciales acopladas.

También es util considerar al conjunto de los pesos como un sistema dinamico. Porque al
estar aprendiendo la red estos valores van a cambiar con el tiempo. Podemos escribir un
sistema de ecuaciones diferenciales para los pesos,

w, =G, (w,,

X2 X)) (1.5)

donde G, () representa la ley de aprendizaje. El proceso de aprendizaje consiste en

encontrar los pesos que codifican el conocimiento que queremos que el sistema aprenda.

En muchos modelos de redes neuronales es conveniente describir ciertas cantidades en
términos de vectores (ART1, ART2, la red neuronal de Hopfield, etc.) Consideremos una
red formada por varias capas con nodos idénticos en cada capa. Supongamos que una capa
tiene » nodos, los valores de salida de la capa pueden representarse con un vector columna
con n componentes

X=(0 05050, (1.6)

el superindice ¢ significa transposicion. Es decir, x'es un vector renglon.

Supongamos que en un vector agrupamos los valores de salida que pasaran a ser valores de
entrada para cada nodo de una capa con m elementos. Cada nodo de la capa tendra » pescs
asociados con las conexiones provenientes de la capa subyacente. Entonces hay m vectores
de pesos con n componentes cada uno de ellos. El vector de pesos asociado al i-ésimo rcdo
puede ser escrito como

! -
W, =(W,, W;y,....W,,) (1.7)
Recordemos que la entrada neta al i-ésimo nodo es una suma de productos de los pesos con
las entradas, ver ecuacion 1; ésta ecuacion puede ser escrita en notacion vectorial como un
producto escalar

net, =X'w, =w.x (1.8)

En resumen, habré vectores de entrada, salida y de pesos.

Con respecto a la capacidad de aprendizaje de una red existen dos tipos, las redes
supervisadas y las no supervisadas. Dentro de las primeras se clasifica al uso del
aprendizaje con base al algoritmo de retropropagacion (Wang, 1994), de aprendizaje hacia
delante(Hassoun, 1995) y de funciones de base radial (Kirby, 2001.) Para el segundo tipo se
encuentran los métodos basados en el agrupamiento como son los mapas de organizacion
propia (Nelles, 2001) y la teoria de resonancia adaptable (Carpenter et al, 1987). Dado que
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el objetivo de esta tesis es el uso de las redes neuronales como clasificador de patrones solo
sera revisada la ultima técnica.

1.3 Redes no supervisadas

El uso principal de las redes no supervisadas es la construccion de patrones en linea. Esto
es, con base en informacion dentro de una ventana de tiempo y sin detener al proceso
observado se construye el patron de referencia. Esta forma de aprendizaje presenta la
desventaja de poder ser no inmune al ruido o a la inestabilidad del sistema observado.

Como se menciond en la seccién anterior existen varios métodos para programar la
clasificacion de patrones en linea: .
e Agrupamiento

e Mapas de Organizacion Propia

e Teoria de Resonancia Adaptable

Los primeros se basan en la separacion de la informacion a partir de grupos. Estos pueden
ser de varias dimensiones. Cada grupo es representado a través de un patrén que cumple
ciertas caracteristicas como el centro de masa del grupo a representar o la minima varianza
de este mismo (Abe, 2001.) Técnicas tales como Fuzzy C-means (Hoppner et al, 1999) la
cual usa la minimizacion de la norma euclidiana de la diferencia entre el vector a evaluar y
el patron representativo del grupo, presentan la ventaja de un célculo sencillo para la
minimizacion de errores. Sin embargo, no tiene una alta inmunidad al ruido.

Por otro lado, técnicas como los mapas de organizacion propia determinan (entrenan) los
pesos de la red de manera autonoma de acuerdo a la distribucion de los datos de entrada.
Cuando una entrada se presenta a la red, la neurona cuyo vector de pesos es el mas cercano
al espacio de entrada se selecciona como neurona ganadora. Este vector de pesos se
modifica de tal forma que se aproxima al vector de entrada. Ademas, los vectores de peso
de las neuronas que estan cercanas a la neurona ganadora también se modifican para estar
proximos al vector de entrada. Antes de mostrar el algoritmo de entrenamiento de la red,
definamos las siguientes cantidades. Denotemos el vector de entrada con x=(x,...,x,)’,
sean M el nimero maximo de iteraciones para el entrenamiento de la red, U el nimero de
neuronas y w, =(w,,...,w,, ) €l vector de pesos entre la entrada y la i-ésima neurona, donde

w, es el peso asociado entre la j-ésima entrada y la i-ésima neurona. El algoritmo de

entrenamiento es el siguiente:

1) Asignar valores al vector de pesos w, para j=1,...,U.

i) [terar los pasos (iii) y (iv) para /=1,...,M. El entrenamiento termina cuando las
correcciones hechas a los pesos son menores a un valor especificado de
antemano o cuando han transcurrido M iteraciones.

iil) Buscar la neurona ganadora i que satisface
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1=1,....0

iv)  Modificar los vectores de peso w, de las neuronas cercanas a la neurona

ganadora para que w, este cercano al vector x:

w nuevo -w jlejﬂ

i +&hy(x —w9?),

d, , . o
donde 0<e<ly h, =ex =1 > aqui 4, es la distancia entre las neuronas i y ;

y o es un parametro de ajuste. Los parametros £ yo deben decrecer durante el
entrenamiento para evitar que los vectores de pesos oscilen.

Para clasificar datos de entrenamiento en cumulos con la red de Kohonen(Nelles, O., 2001),
se entrena a la red poniendo el nimero de neuronas mayor al nimero de clases (grupos).
Después de entrenar la red, la “alimentamog” con un vector de entrada que represente una
clase de interés, y asociamos el dato con la neurona ganadora. El conjunto de datos
asociado con una neurona forma un grupo. Si un grupo tiene datos que pertenecen a
diferentes clases, entonces se divide al grupo en otros grupos que tnicamente contengan
datos pertenecientes a la misma clase.

1.4 Redes tipo ART

Una de las caracteristicas de las primeras redes neuronales es que tendian a olvidar la
informacion que ya habian aprendido. Durante el entrenamiento el conocimiento adquirido
se codificaba en el sistema ajustando el vector de pesos. Una vez que el entrenamiento se
consideraba adecuado, el sistema se ponia en produccién, y ya no se permitia ninguna
- modificacion al vector de pesos. Este escenario operacional es aceptable si el dominio del
problema esta bien definido (acotado) y si es estable. Bajo estas condiciones, usualmente es
posible definir un conjunto adecuado de entradas para entrenar al sistema y se procede a
resolver el problema. Desafortunadamente en muchas situaciones, el problema no esta
acotado y es no estable.

Stephen Grossberg(Carpenter G., and Grossberg S., 1988) estudio la situacién anterior y se
planteo el dilema de la plasticidad: ;Como podria un sistema que aprende permanecer
adaptado (plasticidad) y estable sin importar que informacion este recibiendo? ;Cémo
podria el sistema saber en que momento cambiar su estado de plasticidad a uno estable y
viceversa? ;Como podria el sistema retener la informacién ya aprendida, y continuar
aprendiendo nuevos hechos?

Para dar respuestas a las preguntas anteriores, Stephen Grossberg y Gail
Carpenter(Carpenter G., and Grossberg S., 1988) desarrollaron la teoria de resonancia
adaptable (Adaptive Resonance Theory, ART por sus siglas en inglés). ART es una
extension de los esquemas de aprendizaje competitivo. En los sistemas competitivos, los
nodos compiten basados en algun criterio, entre ellos mismos, y decimos que el nodo
ganador es el que clasifica al patron de entrada. Pueden presentarse ciertas inestabilidades
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en la red, por ejemplo, dos nodos podrian responder al mismo patrén de entrada en
diferentes ocasiones.

La clave para resolver el problema de estabilidad y plasticidad es afiadir un mecanismo de
realimentacion entre las capas competitivas y la capa de entrada de la red. Este mecanismo
facilita: el aprendizaje de nueva informacion sin perder la informacion anterior, y el cambio
de estado del modo de plasticidad al estable. Como resultado se tiene la arquitectura de dos
redes neuronales que son convenientes para resolver problemas de clasificacion de patrones
en ambientes reales. Estas arquitecturas se conocen como ART1 y ART2 (Frank et al,
1998). Las redes se diferencian por el tipo de patrones de entrada. La red ART1 requiere
que sus patrones de entrada sean binarios, mientras que ART2 es conveniente para procesar
patrones continuos.

El nombre de ART dado a la red proviene de la manera en que la red aprende. La
informacion viaja hacia atras o hacia adelante entre las capas, si el patron progresa, por lo
que se tiene una oscilacion estable que es el equivalente en redes neuronales a la resonancia
de un sistema fisico. Durante este periodo de resonancia la red aprende y se adapta.

1.5 Descripcion de la red ART

Las redes ART se desarrollaron para resolver el dilema estabilidad-plasticidad planteado
por Carpenter y Grossberg: Un sistema que aprende tiene que cumplir con al menos dos
tareas:

(i) Tiene que adaptarse a la nueva informacion que recibe. Cémo la red podria
aprender nuevos patrones.

(il)  Tiene que converger a una solucion que sea 6ptima y sin olvidar los patrones ya
aprendidos.

Asi, el objetivo es disefiar un sistema que sea capaz de adaptarse a la nueva informacion
(plasticidad) sin olvidar o sobrescribir las relaciones que ya conoce (que sea estable.) Como
pude notar el lector, en este contexto estabilidad es un sinénimo para convergencia. En las
redes ART este conflicto se soluciona al introducir un pardmetro de vigilancia. Su objetivo
es definir si las relaciones ya aprendidas deben adaptarse en funciéon de la nueva
informacién que esta recibiendo el sistema, o si se debe crear un cimulo que represente a
los nuevos datos.

El algoritmo de las redes ART se inicia sin neuronas y las va construyendo conforme va
aprendiendo el sistema. En cada iteracion, se procede a calcular la distancia que hay entre
el centro de los cumulos de las neuronas y la informacion de entrada. La neurona ganadora
sera aquella que minimice la distancia. Si la distancia es menor que el parametro de
vigilancia p, entonces la neurona ganadora se actualiza, de acuerdo a cierto algoritmo de
adaptacion (en la siguiente seccion se describe el algoritmo que se utilizé en este trabajo,
que corresponde a la red ART2A.) Si no hay neurona ganadora, se genera una nueva
neurona que conoce la nueva informacion.
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Claramente, el comportamiento de las redes ART depende fuertemente del parametro de
vigilancia p. Valores grandes de p generan muy pocas neuronas (cumulos), mientras que
para valores pequeiios de p posiblemente habra un cumulo para cada dato presentado a la
red. Como la eleccion de p es crucial, el usuario de la red debe encontrar un buen valor para
el parametro de vigilancia para cada aplicacion especifica con base a un método de ensayo
y error. Otra caracteristica no conveniente en las redes ART, es que su algoritmo de
adaptacion y aprendizaje depende del orden en que se le presenten los datos durante el
proceso de entrenamiento.

1.6 Lared ART2A

En esta seccion se presenta el algoritmo de la red neuronal ART2A (Frank et al, 1998.) La
red ART2A utiliza el angulo entre los vectores de entrada para medir la similitud de los
datos, en la Fig. 1.4, se ilustra la relacion entre dos vectores bidimensionales.

A

>

LW,

Fig. 1.4. La similitud de los patrones de entrada en la red ART2A esta dada por el angulo ¢
entre los vectores de entrada I y el prototipo W,. La entrada I es asignada al agrupamiento j

si €l cosg > cos g = p (pardmetro de vigilancia.)

Las funciones principales del algoritmo de la red ART2A, de acuerdo a la Fig. 1.4, son las
siguientes:

1. Condicion sobre los datos. Los componentes de los vectores de entrada A tienen
que ser no negativos. También es necesario que los vectores de entrada sean
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unitarios (de norma uno) respecto a la norma Euclidiana, representemos con N la
funcion que normaliza los patrones de entrada,

l=N(A)=——é——_--=-%, A=(a,a,) a20 Vi, |[A]>0. (19)

Eleccion. Se ejecutan las actividades de la red que van de las capas inferiores a las
superiores, lo que nos lleva a un valor prototipo, determinado por,

IJ — .[ " Wj
Aqui se verifican todos los prototipos para después elegir el ganador.

Concordancia. Para elegir el prototipo ganador se busca el indice J que cumpla con
la siguiente desigualdad,

p<I-W, =¢,

Si se encuentra dicho indice entonces ocurre la resonancia y la adaptacion, en caso
contrario se agrega un nuevo prototipo.

Adaptacion. La adaptacion del prototipo ganador consiste en acercarlo hacia el
vector que representa el patron de entrada actual,

wree =R(pl+A-pWme)  0<p<l.

El parametro n se conoce como parametro de aprendizaje. Cuando no se encontrd
ningun prototipo ganador, el parametro n toma el valor 1.

En las redes ART2A se recomienda no usar el aprendizaje rapido n ~ 1, porque los
prototipos empezaran a saltar entre todos los valores asignados al cimulo, en lugar de
converger a la media.

1.7 Implicacion en el Proyecto

Aun cuando existe una diversidad de métodos de entrenamiento en las redes neuronales,
como los supervisados y los no supervisados, los cuales son validos para la clasificacion de
patrones, se requiere restringir el espacio tomando en cuenta las necesidades puntuales del
proyecto. Esto es, debido a necesidades especificas se obtiene una decision totalmente
restringida para una solucioén viable desde diferentes alternativas.
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En este proyecto se opt6 por las redes neuronales para la construccion de patrones en linea
dada su respuesta en tiempo real. En particular se ha trabajado con las redes tipo ART2A
(Wang, et al, 1999) dada su rapida respuesta en tiempo y su ligereza en cémputo.
Alternativas tales como el uso de Multi-Perceptrones (Guez et al, 1991) para el analisis de
ensayos no destructivos se presenta como una opcion inmune al ruido pero con alto gasto
computacional.

En los capitulos cuatro y cinco se presenta de manera préctica el uso de las redes tipo
ART2A para una revision del tipo B-scan de un material compuesto de aluminio con fallas.

1.8 Conclusiones

En este capitulo se presenta una revision breve de las redes neuronales buscando enfocar al
lector en el tipo de redes que se usa en esta tesis. Aun cuando no es factible eliminar de
manera formal cualquier tipo de red, se propone el uso de la clasificacion de patrones por
medio de redes no supervisadas. En especifico las redes tipo ART2A, por su alta velocidad
en la clasificacion de patrones.

Una interesante linea de investigacion queda abierta en el uso de mapas de organizacion

propia por su alta inmunidad al ruido, no obstante requiera una alta cantidad de memoria
para una aceptable discriminacion de patrones.
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Capitulo 11

Onduletas

2.1 Introduccion
Cada componente de un sistema ultrasonico para pruebas END puede ser modelado como

un sistema lineal invariante en el tiempo (Schmerr, 1998.) Es decir, el operador L que
modela al sistema cumple con la relacion siguiente: si la sefial de entrada f(¢) se retarda un

tiempo T, entonces la salida también se retarda el mismo tiempo t, por lo tanto, si
g)=Lf(t) = glt-r)=Lf(t-7). (2.1)

Ahora bien, para tener estabilidad en los calculos numéricos se necesita que el operador L
sea continuo (Rudin, 1986.) Es importante mencionar que los teoremas y demostraciones
que aparecen en este capitulo no son obra del autor de ésta tesis. El lector interesado puede
consultarlos en la bibliografia correspondiente.

Los sistemas LTI quedan totalmente caracterizados si se conoce su respuesta a un impulso
de Dirac &(t). Si fes continua, su valor en  se obtiene al integrarla contra el pulso de Dirac

(Kolmogorov, 1999.) Sea 5, (r) = 6(t - u), entonces

f0=["f@s,®ar - 22)

La continuidad y linealidad del operador L implica que (Proakis John, Manolakis Dimitris
G., 1995)

Lf (1) = [: F(u)LS,(t)du. (2.3)
Sea A la respuesta de L al impulso de Dirac,

h(t)=L5(t) (2.4)
La no-dependencia en el tiempo nos dice que,

Lf@0)= [ f@h(t-u)du= [ f(t-u)h(u)du =ht)* £ (©). 2.5)

Es decir, un sistema lineal invariante en el tiempo es equivalente a un producto convolucién
con la respuesta 4 de L al impulso de Dirac.
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Los operadores de convolucion tienen como funciones propias las funciones exponenciales
complejas ¢'”'. Veamos que asi es,

149 — Eﬁu)e:’a(r—u) du=® E Hae " du= K. 26)
El valor propio

h(w) = [:h(u)e"“""du (2.7

se llama la transformada de Fourier de 4 en la frecuencia angular w. Al ser las

exponenciales complejas e’ funciones propias (vectores propios) de los sistemas
invariantes en el tiempo, es tentativo intentar descomponer cualquier funcién f como una
suma de estas funciones propias. Mas adelante veremos bajo que condiciones es posible
hacerlo. La transformada de Fourier mide cuantas oscilaciones en la frecuencia @ hay en la
funcion £

Ahora se definiran los dos espacios vectoriales en los que se va a trabajar, el primero de
ellos es el espacio L, (~o,+) que es el conjunto de todas las funciones (con dominio en

el campo de los nimeros reales y contradominio en el campo de los nimeros complejos)
absolutamente integrables en el sentido de Lebesgue sobre la recta real (Rudin, 1986), la
norma en este espacio esta definida por

f =(I il d#)”- (2.8)

Por definicion, @ f (r);2 = f(t)f(t), en donde f(t)es la compleja conjugada de f(r).
Ademas L, (—o0,) es un espacio completo, por lo que es un espacio de Banach (Rudin,

1986). Otro espacio importante en el que se trabaja en procesamiento de sefiales, es el
espacio de Hilbert L,(—o0,0) que es el conjunto de todas las funciones de cuadrado

integrable en el sentido de Lebesgue (Rudin, 1986.) En este espacio se tiene definido un
producto interior (escalar) y una norma que proviene del producto interior. Sean /'y g dos

funciones en L, (—0,) se define su producto escalar como

(f. &= [fgdu (2.9)

y la norma de f por

f1=[£(x) dux). (2.10)
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A las funciones en L,(—w,) también se les conoce como funciones de energia finita
(Proakis, 1995).

El analisis de Fourier dice bajo que condiciones una funcion fen el espacio L, (—%,) tiene
transformada inversa de Fourier (Kolmogorov, 1999).

Teorema. Si una funcion f pertenece a L,(—»,) y verifica la condicion de Dini, es decir,

(‘C+f) f(x)
si la ")"r‘" ——dl existe para algin € >0 perteneciente a los nimeros reales, se
-£
tiene que
1 t ia
)= [}(@)"do. @2.11)
27 =

Ahora se vera cuando es posible interpretar la transformada de Fourier para funciones en
L,(—oo,). La dificultad principal consiste en que una funciéon cuadrado integrable no

pertenece necesariamente a L,(—=,»), es decir, su transformada de Fourier podria no

existir. Sin embargo, es posible definir, la transformacién de Fourier para toda funcién f'en
L,(—w,x). Se tiene el siguiente teorema (cuya demostracion puede consultarse en la

referencia Kolmogorov, 1999) que permite definir la transformada de Fourier en el
espacio L, (—oo,0).

Teorema de Parseval-Plancharel Para cualquier funcion fen L,(—,) la integral

gv(@)= [f(x)e =dx

es para cualquier N, una funcion que pertenece a L,(-»,»). Para N — o las funciones
gy convergen en la métrica del espacio L,(—,) hacia un limite g tal que,

[lg@)’ do =27 || f(x)f . (2.12)

A esta funcién g se le conoce como la transformada de Fourier de la funcién f en
L,(—0,). Si fpertenece también a L, (—o0,0), la funcion correspondiente g coincide con
la transformacion habitual de Fourier de la funcién f.

La propiedad mas importante de la transformada de Fourier para el procesamiento de
sefiales es el teorema de convolucidn. Es otra manera de expresar que las funciones de onda

sinusoidales e'“‘son valores propios del operador convolucion.
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Teorema de Convolucién Sea feL'(R) y heL'(R) La funcion gxfeL(R) y
g(w) = h(w) f(w).

Demostracion:

+30

g(w) = Ie B (Tf(t -~ u)h(u)du}d(.

Como f(r—u) h(u) es integrable en R*, podemos aplicar el teorema de Fubini, hagamos

el siguiente cambio de variable (t,u) — (v=1—u, u) entonces

o4 +o0 +

2w = [ e f)h(u)dudv = [e™ f(v)dv Te‘"“”h(u)du

-0 -

por lo tanto,

g(w) = h(w) f (w).

La respuesta de un sistema lineal invariante en el tiempo Lf = g = f *h puede calcularse a

partir de su transformada de Fourier g(w) = };(w) j? (w) junto con la formula de inversion de
Fourier.

El objetivo que se persigue en el analisis de sefiales es extraer informacion relevante de una
sefial al transformarla. La codificacion y el reconocimiento de patrones se hace en el
dominio de la transformada, ademas ciertas propiedades pueden ser evidentes.

Las sefiales estacionarias x(f), son aquellas cuyas propiedades no evolucionan en el tiempo.
La transformada adecuada para el analisis de estas sefiales es la transformada de Fourier.
Los coeficientes x(w), se calculan como se muestra en la ecuaciéon (2.2) a través de un
producto interior de la seifial con las funciones base, sinusoidales con duracion infinita.
Como consecuencia, el andlisis de Fourier trabaja adecuadamente para sefiales x(f) con
pocas componentes estacionarias. Sin embargo, si se presenta un cambio abrupto en la
sefial en el tiempo, esta se convierte en una sefal no estacionaria x(f). Su transformada x(w)
se expande sobre intervalos a lo largo del dominio de la frecuencia. Por lo tanto, se requiere
de una herramienta adecuada para el analisis de sefiales no estacionarias.

El método usual es introducir la dependencia sobre el tiempo en el andlisis de Fourier
preservando sus propiedades de linealidad. La idea es introducir un parametro llamado
“frecuencia local” para que la transformada de Fourier analice la sefial a través de una
ventana sobre la cual esta sefial es aproximadamente estacionaria. Otra alternativa es
modificar las funciones base sinusoidales usadas en la transformada de Fourier por otras
funciones base con soporte compacto en el tiempo (y menos concentradas en la frecuencia).
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2.2 Onduletas

La teoria de onduletas ofrece un conjunto de técnicas que han sido desarrolladas de manera
independiente para implantar aplicaciones de procesamiento de sefiales, por ejemplo,
procesamiento en multirresolucion de sefiales, en vision computacional, para comprimir
imagenes, para el procesamiento de sefiales ultrasonicas, y expansion de funciones en series
de onduletas. La teoria de onduletas cubre una gran area de estudio, permite analizar
sefiales continuas y discretas en el tiempo.

La transformada continua de onduleta (CWT, por sus siglas en inglés) es util para el
procesamiento de sefiales no estacionarias. Es una alternativa a la transformada de Fourier
en tiempo corto (Goswami, 1999) (STFT, por sus siglas en inglés), y para la transformada
de Gabor (Gabor, 1946). La diferencia basica es la siguiente, mientras que STFT utiliza una
ventana de tiempo para el andlisis de la sefal, la CWT usa ventanas pequefias en
frecuencias altas, y ventanas grandes en bajas frecuencias (Goswami, 1999).

En algunas aplicaciones, como es en el presente trabajo, es conveniente ver la CWT como
una técnica que nos permite descomponer una sefial sobre un conjunto de funciones base,
que de hecho se conocen como onduletas. Ellas se obtienen a partir de una onduleta
prototipo por medio de dilaciones, contracciones (escalamiento) y corrimientos. Asi, en la
CWT, la nocién de escala se presenta como una alternativa a la frecuencia, dando origen a
la repreentacion tiempo-escala.

Existen varios tipos de transformadas onduleta, y dependiendo de la aplicacion se elegird la
mas adecuada. Para una sefial continua en el tiempo, el tiempo y los parametros de escala
deben ser continuos, por lo que se tiene que definir la transformada continua de onduleta.
Alternativamente existe la transformada discreta de onduleta, que se usa en el
procesamiento de sefiales discretas en el tiempo.

La teoria de onduletas ha sido desarrollada recientemente en una marco unificado, aunque
ideas similares se analizaron a principios del siglo XX (Haar, 1910). La idea de
descomponer una sefial en varias escalas y analizarla en diferentes resoluciones surgié de
manera independiente en varios campos de las matematicas, fisica e ingenieria. A mediados
de los ochentas, Morlet geofisico, Grossman fisico teérico y Meyer matematico,
construyeron el fundamento matematico que sustenta la teoria de las onduletas.

Definicién. (Onduleta) Una onduleta es una funcion en L’ (R) que tiene promedio cero:

[Cwdi=o. (2.13)

A las onduletas se les puede dilatar usando un parametro s llamado parametro de escala;
también se les puede trasladar por medio del parametro u:
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v, ()= éw["—”]. (2.14)
Vs s

Se puede construir onduletas  de tal manera que la familia 3 de onduletas trasladadas y
expandidas:

-,
3={w,,.,,(f)=\%w[' ; n):j,nez}, (2.15)

forme una base ortonormal de L*(R).

Las onduletas ortonormales expandidas por el factor 2/ permiten ver las variaciones de

la sefial a una resolucién 27/. La construccion de estas bases permite hacer un estudio de
multirresolucion de la sefial. Formalmente, la aproximacién de una funcion a la resolucion

27/ se define como una proyeccién ortogonal sobre un espacio V,  L*(R). El espacio V,
reagrupa todas las aproximaciones posibles a la resolucién 27/. Recuérdese que la
proyeccidn ortogonal de la funcién f es la funcién f, € V, que minimiza “ f- fJ”

Definicion. (Multirresolucion) Una familia de subespacios cerrados {V ;ije Z}de L’(R)

es una aproximacion multirresolucion si satisface las siguientes seis propiedades:

(1) Paratodo j,keZ, f()eV, & f(t-2'k)eV, (2.16)
(i1) Paratodo jeZ, V,, cV,

J+l

(iii) Paratodo jeZ, f()eV, f(é]eVm

(iv) limV, =£le ={0}

) limV, = [jvj =L*(R)
_,"-“-02

(vi)  Existe 0 tal que {6(t—n):ne Z} es una base de Riesz de V,.

La propiedad (i) dice que el subespacio V, es invariante ante cualquier traslacion

proporcional a la escala 2’. La inclusion (ii) es una propiedad de causalidad, pues dice que
una aproximacion a la resolucion 2™/ contiene toda la informacion necesaria para computar
una resoluciéon mas burda 277", Si dilatamos las funciones en V, por 2, entonces los
detalles se amplifican en un factor de 2, y asi (ii1) define una aproximacién a una resolucion
mas burda. Cuando la resolucién 27/ tiende a cero, (iv) implica que se han perdido todos
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los detalles de f, es decir, la proyeccion de la sefial / sobre el espacio V| cuando j — +o0

es igual a cero:

lim| 7, /] =0.

=+

De otra manera, si la resolucion 27/ tiende a +oo, la propiedad (v) obliga a que la
aproximacion de la sefial converja a la sefial original:

f-2,f]=o0.

lim|
J——m=l
La existencia de una base de Riesz {#(t—n):neZ} de V, regala un teorema de

discretizacion. La funcién € puede interpretarse como una celda de resolucion unidad.
Para computar varias resoluciones de una sefial, se necesita calcular sus componentes

ortogonales sobre diferentes espacios {Vf [ J€ Zf de L’(R). Segin la definicién de una

base de Riesz, existen 4,B>0tal quesi f €V, puede ser descompuesto:

+0

f@6y="3 a[n}ple-n) (2.18)

n=-®

con

Alf[ < Ylaln] < BT @.19)

n=-—x

Esta expresion garantiza que la expansién de la sefial sobre {9(t—n):neZ} es
numéricamente estable.

La aproximacion de f en la resolucion 27/ se define como la proyeccién ortogonal
P, fsobre V. Para calcular esta proyeccion, se debe encontrar un base ortonormal del

espacio V. El siguiente teorema permite ortogonalizar una base de Riesz {(t-n):ne z}
y construye una base ortogonal para cada espacio V, dilatando y trasladando una funcién ¢
llamada funcién de escala.

Teorema(Goswami Jaideva, 1999). Sea {V T ed } una aproximacion multirresolucion y

@ la funcion de escala cuya transformada de Fourier es
()
+o0 2 12
[ $6(0-+ 261 }

k=-m

Hw)= (2.20)
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Definamos
P, ¢(“,—’"] (2.21)
Ak N 2

Entonces la familia {¢ LINE Z} es una base ortonormalde V, V je Z.

Demostracion,
El objetivo es construir una base ortonormal, tomese una funcion ¢ € V,. Ahora se expande

ésta funcion en términos de la base de Riesz {9(t —n):ne Z}:

+0

¢(t)=" aln]ot-n) (2.22)

k=-m

Calculese la transformada de Fourier a la expresion anterior,
d(w) = a(w)d(w), (2.23)

donde a es una serie de Fourier con periodo 27 con energia finita. Para calcular a se
expresa la condicion de ortogonalidad de {#(t—n):ne Z} en el dominio de Fourier. Sea

@(t)=¢ (—t). Se necesita que parz cualesquiera n, pe Z,

§t-n). 4t~ p) = [ pt-n)p’(t- p)dt = »§(p-n)=5[n} (2.24)

Si se calcula la transformada de Fourier de esta igualdad se llega a que

f He+2kz) =1. (2.25)

k=—m

Por otra parte, la transformada de Fourier de ¢(¢)*@(r) es é(a)]z, que junto con la

ecuacion (2.20) obliga a que

oy — (2.26)

[ ié(a)+2k:r)52)j

==

Para encontrar una aproximacion de f sobre el espacio V, se requiere expandir la funcion
en términos de la base ortogonal de funciones de escala

Pr=3 16,96, (2.27)

n=-—
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los productos interiores
a,[n]=(f9,.) (2.30)

dan una aproximacion discreta en la escala 2’. La ecuacion anterior se puede escribir como
un producto convolucién

aln)= [" ) -_‘_ %—?{F;"]dt = f*4,(2'n) 2.31)

con @,(1)= -V'Z?¢(2"’r) La energia de la transformada de Fourier ¢ tipicamente esta
concentrada en [— T, :r]. Como consecuencia, la transformada de Fourier - 2_"{;3‘( 4 a)) de

@,(t) concentra su energia en el intervalo [—2" 7r,2":r] Entonces la aproximacion

discreta a, [#] es un filtro pasabajos de la funcién / hecha un muestreo a intervalos 2”.

2.3 La transformada continua de onduleta

Al igual que la transformada de Fourier, la transformada continua de onduleta puede medir
las variaciones en tiempo-frecuencia de las componentes espectrales de la sefial, sin
embargo, permite tener una resolucién diferente en tiempo-frecuencia. La CWT
correlaciona la sefial f(r) con la onduleta y, (f), ecuacién (2.14), y se calcula por medio

de la ecuacion,
Wf (u,s)= [ f(r)T;y[ Jdt (2.32)

Al aplicar la férmula de Parseval (2.12) a la ecuacién (2.32), se obtiene una integracion
respecto a la frecuencia,

W (u,5) = [:f(f)\/l;( ]dx- [ f(w) V..M. (2.33)

Como se puede observar en la ecuacion anterior, los coeficientes de la transformada
Wf (u,s) depende de los valores de f(r) y de su transformada de Fourier f(w) sobre la
regién tiempo-frecuencia donde la energia de y, (f) y ¥, (@) se concentra. Asi, los

armonicos que varian en el tiempo pueden detectarse a partir de la posicion y escala de los
coeficientes onduleta que tienen una gran amplitud.

En el dominio del tiempo, la onduleta y, () esta centrada en la posicién u con una
anchura proporcional al valor s. Su transformada de Fourier es,
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W, (0 =e"" sy (sw) (2.34)
donde i es la transformada de Fourier de .

La transformada de onduleta también puede detectar y caracterizar transitorios por medio
de escalamiento. Supongase que la sefial  es real. Como tiene un promedio igual a cero,
su coeficiente onduleta mide la variacion de la sefial f(r) en una vecindad de « cuyo radio
es proporcional a s. Las transiciones en sefiales con radio muy pequefio generan
coeficientes onduleta con amplitud grande. Se pueden detectar singularidades al analizar las
escalas y los maximos locales de la transformada onduleta.

2.4 Conclusiones

En este capitulo se mostré que las onduletas y la SFTF son una alternativa para el analisis
de sefiales. Las onduletas forman una base ortogonal, localizadas en tiempo y frecuencia,

del espacio de Hilbert L, (—o0,%).

La tecnologia de onduletas es un conjunto de técnicas que se desarrollaron de manera
independiente en varios campos del conociiniento. La unificacién conceptual de ésta
tecnologia permitid conocer los mecanismos matematicos involucrados, y permitid
desarrollar nuevas aplicaciones.

La teoria matematica de la aproximacion sugiere que una base de funciones debe elegirse

de tal manera que la sefial puede ser aproximada con un numero pequefio de vectores
pertenecientes a la base del espacio vectorial.
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Capitulo III

Disefio Experimental

3.1 Introduccion

En este capitulo se presenta la descripcion del método propuesto en esta tesis para el
procesamiento y clasificacion de la sefial. En general el proceso se desarrolla con las dos
técnicas ya trabajadas en capitulos anteriores. Dicho método utiliza sefiales obtenidas a
partir de la exploracion de un material por medio de Ensayos No Destructivos (END). El
procedimiento consta inicialmente de un pre-procesamiento de la sefial con la finalidad de
normalizarla y obtener su envolvente, como se mencionoé en el capitulo 2, en la red ART2A
se necesita que los datos de entrada tengan componentes positivas y que estén
normalizados. Una vez logrado este pre-procesamiento se realiza el procesamiento de la
sefial con base a la descomposicién de onduletas (daubechies 4) en 50 niveles para después -
ser clasificadas por medio de una red neuronal no supervisada. Se eligi6 la base daubechies”
4 por su semejanza cualitativa con la sefial a procesar. Lo que se busca es que al proyectar; -

la sefial en la base de onduletas se obtenga el mayor nimero de coeficientes iguales a cero. &

Para que asi, la informacién inherente a la sefial este concentrada en los niveles de la.
onduleta. . %

Teniendo ya un banco de patrones que representan a diversas caracteristicas del material, cl
siguiente paso es la clasificacion de las sefiales por medio de la red neuronal sin necesuiad _
del uso de onduletas, dado que estas ya han sida representadas con anterioridad.

Ahora bien para el caso de estudio, la red neuronal debe detectar distinciones entre objetos
y ecos de grano para un grupo de muestras en partlcular Los pardmetros dé la red
Como se revisa en la seccién tres, la red neuronal propone la clasificacién de deerentes "
escenarios, entendiendo por estos a los distintos tipos de eco a partir de la distancia "
temporal medida por medio de sefiales obtenidas del proceso de ensayos no destruqnvos . 52

Cabe hacer hmcaplé que el procedimiento revisado en este capitulo propone la sustitucion”
ans formada continua de onduleta por la clasificacion de patrones. Esto es,,
_comparacién de vectores que representen la mformac16n ya. procesada a

través dlcha:ﬁnnsformad&.

"‘J‘.

Es nnportante mencionar que se propone el uso de onduletas en lugar del analisis” de
Fourier, debido a que éstas presentan de manera natural una descomposicion en mveles de
multi-resolucién. Esta descomposicién representa patrones que son clasificados por Ia red‘
neuronal. ik
Como colofén del trabajo de integracion desarrollado entre estas dos técnicas se definié que
el niumero de niveles en la descomposicion de la onduleta tendria que ser compatible con el
desempefio de la red neuronal. Por lo cual, se realizaron distintos ensayos para determinar
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este numero de niveles ad-hoc a la red. El resultado es el ya mencionado nimero de 50
niveles de descomposicion.

Este capitulo se divide en seis secciones. La primera es la introduccion al procedimiento
propuesto, la segunda seccion es una revision de la técnica de ensayos no destructivos, la
tercer es una descripcion del método propuesto. La cuarta seccion es una breve descripcion
del material a revisar. La quinta seccién es una revision global del método. Por tltimo se
presenta conclusiones preliminares relacionadas al trabajo de integracion.

3.2 Revision del Ensayo No Destructivo

Los métodos END pueden ser utilizados en tres tipos de aplicaciones: medidas de
magnitudes, deteccion de defectos y caracterizacion de materiales (Gémez-Ullate, 1999.)
En el primer grupo es frecuente la medida de distancias o espesores de materiales,
velocidad de fluidos, densidad de materiales, concentracién de disoluciones, etc. El
segundo tipo tiene un uso muy fuerte en control de calidad de estructuras de fabricacion o
en servicio. Finalmente, la caracterizacion de materiales por métodos END permite
determinar propiedades de los granos del material, o la distribucién y tamafio de los poros
internos, evaluar la corrosion o deterioro de los materiales, etc.

Una caracteristica comun de los métodos de END es que siguen métodos indirectos, es
decir, determinan la caracteristica buscada en el producto a partir de otra propiedad
relacionada con ella. Asi, el espesor de un material puede determinarse midiendo el tiempo
de vuelo de un pulso ultrasonico cuya velocidad de propagaciéon en el material resulta
conocida.

Las técnicas ultrasonicas se destacan como las mas ampliamente utilizadas para medicion
(distancias, espesores , velocidad, densidad, etc.), y deteccion y evaluacion de defectos en
materiales que requieran un alto grado de calidad y fiabilidad. Entre las ventajas que
presentan los ultrasonidos frente a otras técnicas cabe destacar:

Se pueden aplicar a cualquier tipo de material sélido, liquido o gaseoso, con la Unica
condicién de que existan moléculas capaces de transmitir la perturbacion mecanica.

Permiten detectar defectos en el interior de los materiales dando como resultado el tamafio
y la posicion del defecto. La Fig. 3.1 muestra la revision basica de un material a partir de
END, aqui se tienen dos materiales, el primero de acoplamiento y el segundo a revision. El
material a revisar consta de dos caras (C; y C;). El objetivo es revisar el contenido del
material por medio de la distancia temporal establecida por el tiempo de vuelo de la sefial
ultrasénica dividido entre dos. La distancia (d) que tiene algin defecto con respecto a la
cara inspeccionada por el transductor se encuentra relacionada de manera lineal con el eco
de la sefial como se muestra en la Fig. 3.1. Si no existe tal defecto en el material, la sefial
recibida contendra el eco debido al fondo del material.
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T, TF2diC
Fig. 3.1 Descripcion del uso de Ensayos No Destructivos con base al uso de la técnica de
ultrasonido

Las técnicas para el procesamiento de la sefial tales como Transformada Répida de Fourier
(Schmerr, 1998), onduleta (Legendre et al, 2001) o splines (Xiao et al, 2002) presentan
diferentes alternativas para rescatar informacion caracterizada en primer instancia como
ruido.

En END ultrasénico hay tres tipos de desplegados que se usan para presentar la
informacion de las fallas. El primer tipo de desplegado se conoce como A-scan, en el
osciloscopio se presenta una grafica bidimensional, con un sistema de coordenadas
rectangular, en la que el tiempo de un pulso ultrasonico se representa como un
desplazamiento ordenado a lo largo del eje de las abscisas. En esta presentacion, los pulsos
reflejados se muestran como un evento. Este es el tipo mas comiin para desplegar la prueba
END. Un segundo tipo es el B-scan, que consiste en el movimiento lineal del transductor a
lo largo del material a inspeccionar con el objetivo de generar una representacion grafica
bidimensional en la que se despliegan las discontinuidades de los ecos vistos desde la parte
superior de la superficie de prueba.

Por altimo el tercer tipo conocido como C-scan, se obtiene una imagen bidimensional a
partir de un recorrido del sensor sobre la superficie superior de la pieza a inspeccionar
(Schmerr, 1998).

La Fig. 3.2 muestra como el transductor presenta la seiial de eco fondo recogida al evaluar
un material. En este caso se encuentra un defecto a una distancia dada entre el inicio del
material a evaluar y el fondo del mismo. Estos dos se presentan por el eco con un contenido
de ruido, el cual proviene de la evaluaciéon del aluminio debido a sus impurezas. En el
capitulo siguiente se hara una descripcion mas a detalle de la informacion recuperable en la
evaluacion de este material.
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Fig. 3.2 Diagrama esquemadtico en el uso de Ensayo No Destructivos para la deteccion de
fallas utilizando la técnica B-Scan

3.3 Descripcion del Método Propuesto

En este capitulo se describe el sistema END que se utiliz6 en el trabajo para analizar
materiales de aluminio, y tratar de determinar si existe alguna falla en el material de
evaluacion. Inicialmente los dispositivos que componen nuestro sistema de pruebas END
son descritos asi como la terminologia que se usa.

En la Fig. 3.3 se muestra el arreglo experimental que se uso para la evaluacion del material.
En el experimento se utilizaron los siguientes elementos:

1. Un pulsador. Compuesto por una tarjeta del tipo MATEC SR9000 (SR9000,
MATEC, 1999) de 100 MHz.

2. Un transductor tipo gama a 2.25 MHz, que funciona en modo pulso-eco de la marca
KrautKrdammer (KrautKrimer, 1999).

3. Digitalizador. El mismo osciloscopio tiene esta funcién. Este dispositivo es un
Tektronix modelo TDS 340 two channel. Se usé una base de tiempo de 20
microsegundos, y se tomaron 25 millones de muestras por segundo (frecuencia de
muestreo).
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4. Un escaner tipo Hydrophase Scanning System fabricado por Specialty Engineering
Associates (SEA), y un tanque de agua.

5. Computadora con procesador Pentium II con sistema operativo Windows 98 y
software de programacién MATLAB 6.0.

Tenque

Fig. 3.3. Diagrama esquemético del experimento.

El experimento se llevo a cabo sobre un tipo de material compuesto de aluminio al 90%. Se
hizo una revisién conocida como B-Scan por el movimiento lineal del transductor. Este
experimento consta del uso de un tanque con agua para acoplamiento de impedancias entre
el transductor y el material a revisar. La distancia que existe entre: este elemento y el
transductor no es considerable debido a que la velocidad del sonido en el agua es mucho
menor que en el aluminio (Krautkriimer et al., 1983). Debido a esto, hubo un retraso en la
adquisicién de la sefial.

El movimiento lineal del transductor en la revision del material es de manera discreta con
un paso de 0.635 milimetros por lo que se obtuvieron alrededor de 110 muestras a evaluar.
Cabe sefialar que cada muestra es equidistante entre sus vecinas, esto con el objeto de tener
un barrido lineal del material. Dicho recorrido lineal se lleva acabo bajo el uso de un robot
de dos grados de libertad que mueve al transductor con velocidad constante sobre el eje
lineal con la precision antes sefialada.

La Fig. 3.4 muestra el diagrama general del método llevado a cabo con respecto a los
diferentes tipos de programas desarrollados para la evaluacién y clasificacion de las
sefiales. Los programas desarrollados para el procesamiento de la sefial utilizan al ambiente
MATLAB 6.0 (en la PC Pentium II con Windows 98) como base. Estos programas se
presentan en el apéndice A en la forma de seudo-cédigo.
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Fig. 3.4. Método propuesto para la evaluacién del material

La seiial eco procedente del transductor es un vector con 500 puntos que requiere un pre-
procesamiento consistente en normalizar el vector sin un cruce por cero. Durante la
normalizacion también se lleva a cabo su transformada de Hilbert para finalmente trabajar
con una envolvente de la sefial. Dicha normalizacion es requerida en las dos posibilidades
del procesamiento de la sefial (onduletas y redes neuronales). Como consecuencia, al final
del recorrido lineal se tendra una matriz de 110x500 elementos, considerando el numero
total de muestras.

Durante el procesamiento se descompone a la sefial muestreada reflejada por el mate ‘ial en
50 niveles con la transformada continua de onduleta tipo daubechies 4 (Frazier, 19¢9). El
resultado de este proceso es una matriz con coeficientes constantes de la onduleta de cada
nivel llamada matriz de descomposiciéon. Una vez obtenida la matriz de descomposicion,
esta es procesada por la red neuronal ART2A para que clasifique un nimero finito de
patrones. Estos patrones llegan a constituir distintas sefiales descompuestas por medio de su
representacién en onduletas. Para efectos del experimento se elige un nimero finito de
sefiales cercano al diez por ciento de un primer barrido del material. Como sera revisado en
el siguiente capitulo es posible llegar a utilizar la totalidad de las sefiales durante el
entrenamiento de la red debido a las condiciones de experimentacion.

Este procedimiento es aplicado a la placa de aluminio para generar una base de datos de
patrones que registran las sefiales del tipo sin fallas con ecos de fondo, sin fallas con ecos
de fondo y borde y con fallas. Dicha base de datos se forma a partir de la matriz de pesos de
la red neuronal formada con respecto a los patrones. Esta matriz es conocida como matriz

de patrones.

Una vez obtenida la matriz de patrones, ésta se utiliza para evaluar el material sin recurrir a
la técnica de la transformada continua onduleta. En la Fig. 3.5 se muestra el diagrama de
flujo del método propuesto. En este proceso se distinguen dos condiciones principales la
deteccion de una falla o la sola declaracion del eco fondo. Es importante mostrar que si una
falla no ha sido clasificada entre los patrones de la red se requiere el uso de la
descomposicién de la transformada continua onduleta para procesar la sefial. De esto se
puede deducir que los parametros de aprendizaje y de entrenamiento juegan un papel basico
en los umbrales de clasificacion de patrones.
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Habra que recordar que el experimento se lleva a cabo la evaluaciéon del material a lo largo
del eje de la cara superior (ver Fig. 3.4). Durante la evaluacién, si hay alguna falla cuyo
patrén no este registrado en la red neuronal, la transformada continua onduleta procesa la
informacion para generar la matriz con los coeficientes onduleta.

Leer seiial de
archivo de datos

v

Calcular la norma de

la transformada de Hilbert
del valor absoluto de la sefial
y normalizar la sefial.

Si Calcular transformada
4 wavelet continua db4

Seifial sin falla

Entremar red neruonal
con la matriz de
coeficientes wavelet
normalizados.

Fig. 3.5 Diagrama de flujo del algoritmo para el procesamiento de las sefiales

La Fig. 3.6 muestra el uso de la red neuronal integrada con la transformada continua
onduleta. En este diagrama se hace hincapié en la estrategia dividida en los dos pasos ya
explicados. El primer paso consiste en el entrenamiento de la red y el segundo en la
clasificacion de la sefial sin uso de la técnica de la onduleta. Como se menciond, si el vector
analizado no es cercano a ninguno de los patrones existentes se requiere hacer un
procesamiento de este por medio de la transformada continua onduleta. Cabe hacer
mencion que para cualquiera de estos dos pasos el pre-procesamiento de la sefial es
necesario para tener una base comun de comparacion.
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Fig. 3.6 Descripcion del uso de la Red Neuronal en conjunto con Onduletas

Una vez establecida la descripcién general del método propuesto es necesario hacer una
revision del caso de estudio. Este se presenta en la siguiente seccion.
3.4 Descripcion del Material

El material a estudiar (Fig. 3.7) es un prisma rectangular cuyas dimensiones son 7x7x4 cm.
Este material es de aluminio con un 90% de pureza.

<y

cm.

7 cm,
A

cﬂ(\.

Fig. 3.7 El material de muestra es un prisma rectangular cuyas dimensiones son 7x7x4 cm.
El material esta formado de aluminio con un 90% de pureza.
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El mismo material con tres fallas de 2 cm de profundidad y con un didmetro de 0.5 cm se
muestra en la Fig. 3.8. A cada una de las fallas se les nombra como falla A, B y C
respectivamente. En la Fig. 3.8 se muestra el material y la posicion de las fallas medidas
respecto a la cara superior, o cara 1. Las medidas se toman a lo largo de la cara 4 (Fig. 3.8),
teniendo al cero en la cara 1 y la distancia maxima en la cara 3.

\
A

4
c}.B
o 2
oC
3

Fig. 3.8. Material de evaluacion. A lo largo del eje que estd sobre cara 1 se movié el
transductor. Las posiciones de las fallas A, B y C se miden con respecto de la cara 4, sus
posiciones estan a 3.335 cm, 4.168 cm y 5.138 cm respectivamente.

Se eligié este tipo de material por sus caracteristicas homogéneas en la evaluacion de la
técnica antes mencionada (Seccion 3.3). Este prisma presenta una serie de fallas parecidas
que tienen su principal diferencia por su ubicacién dentro de la geometria del material.

Como ya se ha mencionado el material es inspeccionado a lo largo de la cara 1 teniendo
como inicio del recorrido la cara 4 y finalizando en la cara 2. La flecha de color blanco
indica este recorrido.

3.5 Descripcion Global

Habiendo construido las diferentes secciones del sistema, resta su integracion fisica. El
diagrama esquematico del experimento se muestra en la Fig. 3.9. Dicha integracion consta
del generador/receptor de pulsos (MATEC SR9000), el médulo de conversion digital
(Osciloscopio Tektronix modelo TDS 340 rwo channel) y el modulo de procesamiento de
sefiales el cual fue implantado en MATLAB 6.0. Este ultimo consta de la integracion de la
red neuronal con la herramienta de onduletas (Daubechies 4).
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Aluminio

Fig. 3.9 Implantacion final del Sistema

Las pruebas se realizan de la siguiente forma, el transductor es excitado por medio de la
tarjeta SR9000. Una vez excitado el transductor la sefial es propagada a través del agua
hasta llegar al componente a examinar. La seifial es rebotada a través del material y el medio
acuoso. El eco es recibido por el transductor y la tarjeta SR9000. Esta sefial es la salida de
dicha tarjeta, la cual es digitalizada por el Osciloscopio para después procesar la seiial
resultante mediante el procedimiento de la clasificacion de patrones antes descrita.

3.6 Conclusiones

El presente capitulo muestra la integracion propuesta de varias técnicas para el andlisis de
muestras de aluminio mediante Ensayos No Destructivos. Esta revision propone un método
de clasificacion de patrones para determinar fallas en materiales.

El uso de redes neuronales se presenta como una alternativa viable para el anélisis de fallas
con un uso intermedio de una técnica ya conocida como las onduletas. Ain cuando se
requiere un entrenamiento exhaustivo en la red para poder sustituir de manera viable a la
transforma de Daubechies.
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Capitulo IV

Analisis de Resultados

4.1 Introduccion

En este capitulo se presentan los resultados con base a la experimentacion propuesta en el
capitulo anterior. Dichos resultados contemplan los diferentes experimentos llevados a cabo
asi como la variacion de los diferentes parametros de la red. Con base a estas variaciones
un grupo de gréficas es revisado para dar una idea de como trabaja el método propuesto.

Durante este capitulo se da una revision del ambiente de experimentacion, entendiendo por
éste, los diferentes experimentos a ser planteados asi como los rangos de modificacion de
los parametros de aprendizaje y vigilancia. Asi mismo, se presenta una revision del tipo de
sefial con la que se trabaja y cuales son las caracteristicas que presenta.

A partir de esto, se presentan una serie de graficas donde se explora el comportamiento del
método con respecto a los experimentos propuestos. Por ultimo, se da un analisis de los
resultados obtenidos de manera global haciendo hincapié en las ventajas que presenta esta
propuesta.

4.2 Revision del Ambiente de Experimentacion

A partir del estudio realizado en los capitulos anteriores resta determinar el ambiente de
experimentacion para llevar a cabo la clasificacion de fallas de manera adecuada, y sobre
todo repetible. Para tal efecto, se examinara el material ya mostrado en el capitulo anterior
que consiste de aluminio al 90%. En una de las caras del prisma rectangular se hacen tres
perforaciones con la finalidad de que el modelo los detecte como defectos en el material.

Ahora bien, ya establecido el experimento mostrado en el capitulo anterior, la tarjeta Matec
envia los pulsos ultrasénicos al material de aluminio por medio del transductor. Este tltimo
cumple la funcién de enviar los pulsos y recibir los ecos de la sefial ultrasénica al ser
reflejada en la cara inferior o por un defecto del material. El robot con tres grados de
libertad se encarga de mover el transductor a lo largo de una linea recta sobre la cara
superior del material, y asi llevar a cabo un barrido del tipo B-Scan. Los ecos que resultan
de la inspeccién del material se capturan en archivos de datos. Dichas muestras son
procesadas por medio de una serie de programas en Matlab 6.0 para determinar y clasificar
defectos. El primer paso es entrenar la red neuronal ART2A con una serie de sefiales que
contengan Gnicamente informacién sobre el eco de fondo del material. Estas seiiales tienen
que haber sido descompuestas por medio de la transformacion continua de onduletas. Una
vez obtenidas estas sefiales la red neuronal las clasifica. Para tal motivo se requiere ajustar
una serie de parametros de la red no-supervisada. La red neuronal ART2A usa dos
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parametros conocidos como de vigilancia y de aprendizaje. Durante el entrenamiento de la
red se ha determinado que estos pardmetros son bésicos para que esta aprenda y clasifique
los patrones que le son presentados.

Ademas, también influye el orden en que las sefiales se introducen a la red para que ésta
pueda distinguir una de otra. La primera sefial que debe conocer la red es aquella que
contenga solo el eco de fondo. Las sefiales subsecuentes tienen que llevar el orden del
movimiento lineal del transductor. Por lo que la enésima sefial capturada es la enésima
sefial presentada a la red para su entrenamiento.

El pre-procesamiento llevado a cabo es el célculo de la envolvente de cada vector (sefial)
sin utilizar la red neuronal ni la transformada continua onduleta, es decir, se aplicd
unicamente la transformada de Hilbert a los vectores normalizados con componentes
positivas. Asi, se generd una matriz H en la que el renglén i almacena el médulo de la
transformada de Hilbert del i-ésimo vector (sefial).

La Fig. 4.1 muestra la grafica de contorno de la matriz H. Como se puede observar, en
este procesamiento se reconocen por inspeccion a los tres defectos del material més un
defecto no existente encerrado en el recuadro rojo. Con este método, las reflexiones de las
sefiales ultrasOnicas cercanas a la cara lateral (cara 2) e inferior (cara 3) del material
producen un defecto no existente. Posteriormente se verd que utilizando la red neuronal esta
confusién no se presenta. Cabe sefialar que la constante presentada alrededor de los 70
milimetros a lo largo del niimero total de patrones coincide con el eco de fondo del
material.

El

T

No. de patrones

B8 58 8 8 3 8 8

s

=
(=]

40 S0 60
Distancia en milimetros

Figura 4.1 Gréfica de contorno de la matriz H. En el recuadro aparece un supuesto defecto
que no existe en el material que se analiz6. Su aparicion se debe a las reflexiones del
ultrasonido en las caras lateral (cara 2) e inferior (cara 3) del material
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Una vez descrito el pre-procesamiento de cada sefial se determina el procedimiento
utilizando onduletas y la red neuronal ART2A como estrategia alternativa para el
procesamiento y clasificacion de fallas. Con base en esta técnica se busca eliminar los
efectos no deseados de los bordes y esquinas del material a explorar.

Una vez que se adquiere la sefial con solo el eco de fondo, se procede a calcular la
transformada continua onduleta con 40 niveles usando la daubechie 4 (db4). Después de
haber realizado el procesamiento de la sefal se obtiene la matriz de coeficientes onduleta
para proceder a entrenar a la red neuronal normalizando previamente los vectores que
componen a la matriz de coeficientes. Es en esta seccion donde la red neuronal empieza su
entrenamiento.

Para esta tesis se llevo a cabo dos tipos de entrenamientos, el primero con sefiales de eco
fondo cada 5 pasos de recorrido lineal y el segundo con sefiales de eco fondo cada diez
pasos de recorrido lineal. Esto tiene un impacto en la clasificacion de las sefiales, el cual es
revisado en la seccion 4.4,

Para ambos casos y habiendo entrenado a la red neuronal, cualquier sefial que provenga de
la lectura del eco de fondo del material, la red lo buscara como parte de su matriz de pesos.
Si este ya fue clasificado se procede a verificar si corresponde a una sefial sin falla, si esto
es asi, se emite el mensaje de “senal sin fallas”™, en caso contrario, “sefial con falla”. Esto
con el afdn de determinar en linea si existen fallas en el interior del materia/. Durante este
procedimiento se busca delimitar a la matriz de pesos con informacion representativa del
material revisado. Esto por supuesto depende de la correcta seleccion de parametros de la
red neuronal.

En caso de que no se encuentre el patron en la matriz de pesos de la red neuronal, este se
clasifica como un nuevo patron que ha descubierto alguna inconsistencia en el material.
Para completar el entrenamiento de la red se calcula la transformada continua onduleta
nuevamente con 50 niveles de resolucion con la onduleta db4. Con esta informacion se
procede a entrenar la red para que clasifique el defecto o la singularidad que encontr6
inicialmente. Como se mencioné en el parrafo anterior la deteccion correcta de este patron
depende enteramente de los parametros de la red neuronal y de manera indirecta de la
normalizacion de la sefial a revisar.

Habiendo establecido la importancia de los parametros de aprendizaje y vigilancia de la red
neuronal (Frank et al., 1998), es necesario plantear como se espera que varien. Dado que las
sefiales son normalizadas dichos parametros ticnen que oscilar entre cero y uno. Asi mismo
y dada la experiencia obtenida durante el entrenamiento de la red se determinaron una serie
de rangos en los cuales el contorno de las tallas es aceptable. En la tabla 4.1 se listan los
valores de los parametros de vigilancia utilizados para la medicion del eco de fondo y la
clasificacion de fallas en el material.
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Parametro de vigilancia: p Parametro de aprendizaje: n

0.75 0.1,02.03y 0.4
0.80 0.1,02,03y 0.4
0.85 0.1,02,03y0.4

Tabla 4.1 Valores Propuestos para los Parametros de Aprendizaje y Vigilancia

Durante la medicion del eco de fondo se obtuvieron 105 archivos de datos relacionados con
el movimiento lineal del transductor. El primer archivo contiene la sefial sin ruido, en el
segundo se tiene a la sefial que se genero al mover el transductor hacia la derecha por
medio del robot una distancia correspondiente a un paso establecido. Para la siguiente sefial
se corre al transductor con base al mismo paso, asi sucesivamente hasta recorrer la toda la
cara 1. Por lo que, en cada archivo se tiene la historia del recorrido del transductor y la
conformacion del material visto desde una cara. Un analisis desde dos caras es factible con
base al uso de redes como los mapas de organizacion propia. Esto queda como parte del
trabajo a futuro a realizar.

Dado que el paso presenta un movimiento equidistante, se trabajo con dos tipos de
entrenamiento en la red. En el primero se le presenta a la red neuronal la sefial
correspondiente de la serie de 5 en 5 archivos. Para el segundo entrenamiento se le presenta
a la red neuronal la sefial correspondiente de la serie de 10 en 10 archivos. Para ambos
casos se entrena a la red neuronal con valores dados en la tabla 4.1. Este espaciamiento
permite determinar si la red con los parametros elegidos propone un resultado viable.
Entendiendo por viable, la seleccion de patrones similares y la no clasificacion de supuestos
patrones cuando su representacion ya existe en la matriz de pesos. Los resultados de estas
dos evaluaciones son presentados en las secciones 4.4 y 4.5.

4.3 Senales Adquiridas

Una vez establecido el experimento, asi como sus variaciones, en esta seccion se presenta
una serie de resultados basados en el pre-procesamiento de las sefiales sin y con ruido.

En la Fig. 4.2 se muestra la primera sefal con solo el eco de fondo a una distancia de 70

mm. Dicha sefial es obtenida de un material sin fallas. La segunda grafica muestra el
modulo normalizado de su transformada de Hilbert.
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Fig. 4.2. Senal eco-fondo de un material sin fallas. Su representacion del médulo
normalizado de su transformada de Hilbert.

Para la Fig. 4.3 se presenta ademés del eco de fondo, la respuesta del sistema ultrasonico
bajo la presencia de una falla en el material. Como se mostré en la Fig. anterior, el fondo se
encuentra a 70 mm de distancia. Por lo que respecta, a la falla encontrada, ésta se localiza a
48 mm. La segunda parte de dicha Fig. despliega el modulo normalizado de su
transformada de Hilbert. Cabe sefialar que en ambos casos, la falla se encuentra
representada a los 48 mm de distancia temporal.
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Fig 4.3. Seiial eco-fondo con presencia de una falla en el material a una distancia de 48
mm. Su transformada de Hilbert esta representada en la segunda parte de esta Fig.
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4.4 Procesamiento de la Sefial

En el presente andlisis se vera que los valores de p y m son necesarios para que la red
neuronal identifique los patrones que recibe como entrada sin generar una sobre-poblacion
de estos. Entendido por esto tltimo, una sobre-generacion de patrones similares. Cabe
hacer mencion que la medida de similitud se convierte en una representacion heuristica por
la naturaleza propia de las redes neuronales. Esto tendra un efecto de mayor importancia en
la separacion de fallas existentes en el material.

La matriz de pesos de la red neuronal almacena los patrones clasificados para su
comparacion con los vectores de entrada que provengan de la transformada continua
onduleta o de sefiales crudas provenientes del digitalizador.

En la Fig. 4.4 se muestra la grafica de la matriz de pesos de la red neuronal. Todas las
graficas de esta figura se obtuvieron con un valor para p de 0.75, y los valores que se
tomaron para 1 fueron 0.1, 0.2, 0.3 y 0.4. Para este experimento se tomaron muestras cada
cinco mediciones durante el recorrido lineal del transductor sobre el material. Esto quiere
decir, que de acuerdo al paso del robot de 0.635 mm, se adquiri6 una sefial cada 3.175 mm.
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Fig. 4.4. Graficas de la matriz de pesos que se obtuvo al entrenar la red con p=0.75 yn =
0.1 en (a), 0.2 en (b), 0.3 en (c) y 0.4 en (d). A lo largo del eje horizontal se indica la
profundidad en milimetros del material, y a lo largo del eje vertical se representa el nimero
de patrones clasificados por la red neuronal.

Como se puede observar en la Fig. 4.4 el inciso (a) presenta tres defectos. El primero a una
distancia temporal de 27mm, el segundo a 37 mm, y el tercero a 50 mm. Conforme n se
incremento, el nimero de patrones clasificados disminuyé con lo que también se perdio la
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resolucion en el enfoque del barrido tipo B-Scan del material. Es notable mostrar que bajo
una configuracion de pardmetros “correctos” la red neuronal no logré la clasificacion del
efecto producido por la esquina formada por las caras 2 y 3 del material. Sin embargo,
cuando estos parametros no son elegidos de manera “correcta” se obtiene el efecto
contrario en el enfoque del barrido. Es decir, no se logra distinguir defectos a una alta
profundidad.

El término “‘correcto” en este caso, se define a partir de la revision fuera de linea del
contorno de la matriz de pesos por parte del usuario con el fin de determinar si las fallas
reportadas corresponden a sus pares reales o fisicas. Por ejemplo, para el caso de la Fig.
4.4b se considera que este contorno no es “correcto” debido a que no presenta la tercera
falla del material. Asi mismo, la ubicaciéon en milimetros de dichas fallas tiene que
coincidir con la distancia real para llamar a la matriz de pesos “correcta”. Estas dos son las
tinicas condiciones establecidas para la evaluacion posterior de la clasificacion de patrones
en el material con fallas.

La Fig. 4.5 muestra el contorno de la matriz de pesos para el experimento con base a una p
de 0.8 ynigual a 0.1, 0.2, 0.3 y 0.4. En el inciso a, se detectaron tres fallas con las mismas
distancias que en la Fig. 4.4 del mismo inciso. Sin embargo, se obtuvo la presencia no
deseable del efecto de la esquina correspondiente a las caras 2 y 3. Aun cuando éste es de
menor amplitud que el presentado en la Fig. 4.1, el usuario no puede reportar a dicho
contorno como “correcto”. El mismo caso se presenta en el inciso b, pero su efecto es
mucho menor, lo cual puede ser determinado como “correcto”. Para el inciso ¢, las fallas
son detectadas de manera correcta, sin embargo, el recorrido lineal no se presenta de
completa. Por lo que la tercer falla es declarada como existente aun cuando su informacion
es incompleta. Para el caso del inciso d, el contorno es declarado no “correcto™ debido a
que la falla tres no es presentada de ninguna forma. De la misma forma que en la Fig. 4.4
cuando se incrementa el valor de 1 el nimero de patrones clasificados disminuye. Esto
provoca el efecto no focalizacion en el barrido del material. El haber dado un incremento de
p no presenta una ventaja significativa sobre la localizacion de las fallas.
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Fig. 4.5. Grafica de contorno de la matriz de pesos de la red neuronal con p=0.8 yn =0.1
en (a), 0.2 en (b), 0.3 en (c) y 0.4 en (d). Los ejes coordenados que se muestran en dicha
grafica corresponden al nimero de patrones y su respectiva distancia en mm.

Por otro lado, La Fig. 4.6 muestra el contorno de la matriz de pesos para el experimento con
base a una p de 0.85 y nigual a 0.1, 0.2, 0.3 y 0.4. En este caso, para todos los incisos se
denota el resultado de la sobre-valuacion del parametro p. Esto es, no se logra eliminar el
efecto de la esquina y la matriz de pesos presenta una baja inmunidad al ruido. Las graficas
de contorno no presentan alguna diferencia factible para los diferentes incisos. Ademas, el
numero de patrones no disminuye, por lo que se concluye que la red neuronal bajo estas
condiciones no clasifica. Dado lo anterior y con base en nuestra definicion de “correcto” se
determina que los valores nos son los adecuados.
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Fig. 4.6. Grafica de contorno de la matriz de pesos de la red neuronal conp =085 yn =
0.1 en (a), 0.2 en (b), 0.3 en (c) y 0.4 en (d). Los ejes coordenados que se muestran en dicha

grafica corresponden al numero de patrones y su respectiva distancia en mm.

Por lo tanto, para los experimentos mostrados con anterioridad y con un paso de 5 en 5
sefiales (3.175 mm), los valores 6ptimos de p y 1) son 0.75 y 0.1 respectivamente, porque se
obtuvo el menor nimero de patrones para la clasificacion satisfactoria. Dos puntos son
importantes en este analisis, el nimero de patrones y el resultado correcto del contorno de
la matriz de pesos. El primer punto permite tener una red eficiente en términos de uso de
memoria y rapidez computacional. El segundo permite visualizar la localizacion de las
fallas sin conflictos de fantasmas como el presentado por la esquina del material. Dicho
conflicto es descrito con anterioridad.

Ahora bien, el paso del recorrido lineal es una variable durante este experimento, para
justificar lo dicho se lleva a cabo la misma experimentacién bajo dos condiciones distintas.
La primera con un paso de 10 en 10 sefiales. La segunda con un paso de una en una seiflal.
Los resultados de ambos experimentos se muestran en las secciones siguientes.

4.5 Procesamiento de la sefial con un paso de 10 en 10 sefiales

En este conjunto de experimentos se modifica el paso del recorrido lineal del robot. Este es
ahora de 10 en 10 seales, lo que significa que cada 6.35 mm se toma una sefial para ser
procesada. En este sentido se le presenta a la red neuronal una sefial cada 6.35 mm, por lo
que, con base a las condiciones de p y n se determinara si hay o no un nuevo patroén que
clasificar, y segun sea el caso, se usara la técnica de onduletas para su clasificacion.
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En la Fig. 4.7 se muestra la grafica de contorno de la matriz de pesos de la red neuronal.
conp=0.75yn=0.1, 0.2, 03 y 0.4. En este caso, para los incisos a, b y ¢, el efecto
producido por la esquina del material no aparece. Segiin esta figura (incisos a, b y c). el
primero esta a una distancia temporal de 27mm, el segundo a 37 mm, y el tercero a 50 mm.
En el inciso d. la red neuronal solo clasifica dos defectos. por lo que la matriz de pesos no
es correcta, pues no pudo localizar el tercer defecto.
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Fig. 4.7. Grafica de contorno de la matriz de pesos de la red neuronal con p=0.75 yn =
0.1 en(a), 0.2 en (b), 0.3 en(c) y 0.4 en (d). Los ejes coordenados que se muestran en dicha
grafica corresponden al nimero de patrones y su respectiva distancia en mm.

En la Fig. 4.8 se muestra la grafica de contorno de la matriz de pesos de la red neuronal,
conp =08 yn=0.1, 0.2, 03 y 0.4. Para estos valores de p y 7, la red neuronal logré
clasificar los tres defectos del material, ademas sus distancias temporales coinciden con los
de las Figs. 4.4 y 4.7. Para 1 igual a 0.4 (inciso d) la red neuronal necesité menos patrones
para su entrenamiento en este experimento. Dado esto la red neuronal presenta la respuesta
mas eficiente en el consumo de memoria. Cabe sefialar que para este inciso se considera
que su grafica de entorno es “correcta”.
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Fig. 4.8. Grafica de contorno de la matriz de pesos de la red neuronal conp =08 y 1 =0.1
en(a), 0.2 en (b), 0.3 en(c) y 0.4 en (d). Los ejes coordenados que se muestran en dicha
grafica corresponden al nimero de patrones y su respectiva distancia en mm.

En la Fig. 4.9 se muestra la grafica de contorno de la matriz de pesos de la red neuronal,
conp=085yn=0.1,0.2, 03y 0.4. En este caso, la red neuronal no pudo eliminar el
efecto esquina, y la red neuronal presenta sensibilidad al ruido. Las graficas de contorno no
presentan alguna diferencia factible para los diferentes incisos, por lo que se concluye que
la red neuronal bajo estas condiciones no clasifica y su respuesta de contorno es no
“correcta”.
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Fig. 4.9. Contorno de la matriz de pesos con p = 0.85 yn =0.1 en (a), 0.2 en (b), 0.3 en (¢)
y 0.4 en (d). Los ejes coordenados corresponden al nimero de patrones y su respectiva
distancia en mm.
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Para Este experimento se deduce que p requiere un valor cercano a 0.75 para obtener una
respuesta ““correcta”. Aun cuando con un valor de 0.8 y una 1 de 0.4 la respuesta es
satisfactoria pero el nimero de patrones se incrementa.

4.6 Procesamiento de la sefial bajo un paso de una seiial

El ultimo experimento realizado entrena la red neuronal recibiendo todas las sefiales
sucesivamente. En la Fig. 4.10 se muestra la grafica de contorno de la matriz de pesos de la
red neuronal, con p = 0.75 y n = 0.1, 0.2, 0.3 y 0.4. En los incisos a y b la red pudo
clasificar las tres fallas del material, cuyas distancias temporales coinciden con la Fig. 4.4.
En los incisos ¢ y d la red no pudo clasificar, por lo tanto, su respuesta se considera no
“correcta”. Cabe sefialar que el nimero de patrones es relativamente bajo por lo cual la red
neuronal no consume mucho espacio en memoria.
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Fig. 4.10 Gréfica de contorno de la matriz de pesos de la red neuronal conp=0.85yn =
0.1 en(a), 0.2 en (b), 0.3 en(c) y 0.4 en (d). Los ejes coordenados que se muestran en dicha
grafica corresponden al numero de patrones y su respectiva distancia en mm

La Fig. 4.11 muestra la respuesta de la red parap =0.8 yn =0.1, 0.2, 0.3 y 0.4. En este
caso, los incisos a y b despliegan las graficas de contorno las cuales no son inmunes al
ruido y presentan el problema ““efecto esquina™ ya antes mencionado. Como es obvio, estas
dos respuestas son declaradas como no “correctas™. Para el caso del inciso c, se exhiben los
tres defectos, sin embargo, el nimero de patrones no es eficiente en comparacion a las
respuestas obtenidas en los experimentos anteriores. Cabe seiialar, que el tercer defecto no
es completamente distinguible, lo cual es una desventaja, para futuros trabajos con base a
un barrido tipo C-Scan (Schmerr, 1998) en una sola dimensién. Para el inciso d, la
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respuesta es satisfactoria, sin embargo, presenta la misma deficiencia respecto al nimero de
patrones como sucede en el inciso anterior. Con base a este analisis preliminar se determina
que el inciso ¢ cumple con definicion de “correcto” aun cuando es no deseable utilizar estos
parametros para el entrenamiento de la red. Por dltimo, el inciso d se le declara como
“correcto” pero deficiente por el alto nimero de patrones clasificados.
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Fig. 4.11. Gréfica de contorno de la matriz de pesos de la red neuronalconp =0.85yn =
0.1 en(a), 0.2 en(b), 0.3 en(c) y 0.4 en (d). Los ejes coordenados que se muestran en dicha
grafica corresponden al nimero de patrones y su respectiva distancia en mm

La Fig. 4.12 muestra la respuesta de la red bajo los parametros p=0.85yn =0.1,0.2,03 y
0.4. Para todos los incisos las graficas de contornos son no “correctas” debido a la sobre
clasificacion de patrones y su alta sensibilidad al ruido. Es importante hacer mencion que se
presenta un efecto de repeticion de la informacién a lo largo del eje llamado “No. De
Patrones”, dicho efecto es debido a la sobre clasificacion que no es mas que una generacion

de cimulos repetidos. EL pardametro que determina esta situacion es p = 0.85.
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Fig. 4.12. Gréfica de contorno de la matriz de pesos de la red neuronal conp=0.85yn =
0.1 en(a), 0.2 en(b). 0.3 en(c) y 0.4 en (d). Los ejes coordenados que se muestran en dicha
grafica corresponden al nimero de patrones y su respectiva distancia en mm

4.7 Analisis de Resultados

En este capitulo se presentan los resultados correspondientes a varios experimentos
realizados para mostrar las ventajas y desventajas del método propuesto en el capitulo
anterior. Se proponen distintos experimentos donde se exhibe a la red neuronal con una
sobre clasificacion asi como su baja inmunidad al ruido. Esto con el afan de mostrar la
importancia en la seleccion de los parametros p y 1. Cabe seiialar que los valores obtenidos
para esto caso de estudio (material de aluminio al 90%) son intrinsecos a éste. Es decir, si
se revisa algiin otro material se tiene que llevar a cabo el mismo proceso inspeccion y
entrenamiento de la red.

Por otro lado, una de las ventajas que presenta esta aproximacion es su alta inmunidad al
ruido previa seleccion de parametros como se muestra en las Figs. 4.4, inciso a, 4.7 incisos
a, b, c¢. Una ventaja adicional es el nimero de patrones clasificado que hace de la red una
implantacion ligera en términos del consumo de memoria.

Con respecto a la combinacion de técnicas tales como las onduletas y la red tipo ART2A se
concluye lo siguiente, se obtiene un hibrido que presenta la ventaja de la clasificacion con
una alta inmunidad al ruido con una respuesta eficiente en el tiempo. Por lo que respecta a
la sensibilidad de la red, p y n pueden variar hasta un 10% de su valor 6ptimo sin que se
vea afectado el desempeiio de la red.
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Conclusiones

En esta tesis se propuso un método para la deteccion de fallas en materiales hechos de
aluminio. para ello. se uso la tecnologia de onduletas y la red neuronal tipo ART2A. Este se
desarrolla en tres etapas: la primera con respecto a la teoria de onduletas, la segunda de
acuerdo al uso de redes neuronales y la tercera con base a la integracion del procedimiento
con un robot de dos grados de libertad sobre una base plana.

Los resultados obtenidos en esta tesis permiten demostrar que el uso de la red discrimina
errores propios de la geometria del material a examinar. Aun cuando esto depende
enteramente de la “acertada” eleccidn de los parametros de aprendizaje y vigilancia.

El objetivo de esta tesis se cumple desde el punto de vista de la revision de externa del caso
de estudio. Alin cuando se requieran establecer parametros con base en la experiencia
como son la eleccion de la onduleta, y los parametros de la red neuronal, se logra en esta
red una integracion de varios dispositivos para la clasificacion de seiiales.

Como trabajo futuro se presenta el uso de las redes con base a mapas del conocimiento. Tal
es el caso de las redes tipo ARTMAP. Asi mismo, es necesario identificar y desarrollar la
onduleta optima del caso de estudio esto teniendo en cuenta las caracteristicas de las
sefiales a analizar. Cabe sefalar que es de interés ampliar el estudio del método propuesto a
la revision de materiales compuesto como es el caso de los polimeros con alta resistencia
mecanica.
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Apéndice A

Programa que implanta la red Neuronal ART2A

function [W, pos] = art2a(l, add)

% Implementacion de una red neuronal tipo ART2A.
%

% [W pos] = art2(l, add)

% W : Matriz de pesos de la red neuronal

% pos: Posicién de la neurona ganadora

% | : vector de datos de entrada: M X 1

%

% ***Valores de inicio ***

etha=04; % etah = 0.3, rho = 0.8 para sefiales con eco
rho =0.85;

fname = 'mart2a.mat' ;

fd = fopen(fname, 'r') ;

if fd == -1 & add == % Es la primera vez. Se crea la red
W=1;
[M pos] = size(W) ;
save(fname, 'W'") ;

raturn
end
fclose(fd) ;
load(fname) ; % La red ya existe, cargamos matriz de pesos desde de la memoria permanente
[M N] = size(W) ;
T=W"*I; % Aplicamos matriz de pesos al vector de entrada
[mjl=max(T); % Se busca neurona ganadora y registramos su posicion en |
if (m>rho) % Si es mayor al parametro de vigilancia
W(:, j) = etha*l + (1 - etha)*W(:,j) ; % Se aplica ley de aprendizaje
pos =],
save(fname, 'W') ; % Se registra el aprendizaje
return
else
pos=N+1;
end
if add == 1
W(;, pos) =1; % Se agrega nuevo patrén
save(fname, 'W') ; % Guardamos matriz pesos actual
end
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Programa que determina si existe una falla en el material.

function [W, Pos, fault] = fault_art2a(signal)

% [W, Pos, fault] = fault_art2a(signal)

%

% W : Martiz de pesos de |a red neuronal ART2

% Pos : Renglones que se modificaron

% fault : Si se encontro una falla, fault = 1, sino fault = 0
% signal : sefial que vamos a procesar

fault=0 ;

fname = 'mart2a.mat' ;

fd = fopen(fname, 'r') ;

if fd == -
fprintf('Codificando sefial sin fallas\n') ;
[W Pos] = wtrain_art2a(signal, 'db4') ; % Es la primera vez
[n good] =size(W) ; -
save('nde.mat’, 'good') ;
fprintf('good = %1d\n\n’, good) ;
return

end

fclose(fd) ;

load('nde.mat’) ;
load('mart2a.mat’) ;
[M N] = size(W) ;

x = signal ;
%fprintf('Buscando patron en la red ART2A\n'") ;
(W p] = art2a(x, 0) ;
fprintf('Patron en renglon %d de la red ART2A\n', p) ;
if p <= good
Pos=p;
fault=0,
return
end

if p>good & p<=N
fault=1;
Pos=p;
return

end

ifp>N
forintf('Clasificando nuevo patron\n') ;
[W Pos] = wtrain_art2a(signal, 'db4’)
fault=1;

end



Programa que entrena la red neuronal, primero se invoca a la Transformada Continua de Onduleta.

function [W, Pos] = wtrain_art2a(signal, wavelet)

% W = wtrain_art2a(signal, wavelet, win)

%

% W : Martiz de pesos de la red neuronal ART2
% signal : sefial que vamos a procesar (1000 datos)
% wavelet: Familia de wavelets

% win : Ventana para graficar

fprintf('Calculando transformada continua wavelet...\n') ;
C = abs(cwt(signal, 1:40, wavelet)) ;
[m, n] = size(C) ;

fori=1:m
for j=1:n
if C(i, j) < 0.0001
C(i, j)=0.0;
end
end
end

fprintf('La red ART2A esta aprendiendo...\n') ;
for i=1:m

x=C(i,);
nor = norm(x) :
if nor ~=0
X = x/nor ; % Se necesita normalizar x, requisito de ART2A
end
[W p] = art2a(x', 1) ;
Pos(i) = p ;
end
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