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Introduccion

En un sistema dinamico existen parametros que caracterizan su comporta-
miento. Frecuentemente estos parametros son desconocidos y no pueden ser
medidos directamente, por lo cual, el monitoreo del sistema debe llevarse a
cabo mediante observaciones. Estas observaciones son cantidades medibles
que dependen de los parametros del sistema. El mapeo entre los parametros
y las observaciones medidas puede ser llamado el operador de observacion.
El objetivo entonces es determinar el valor de los parametros, generalmente
utilizando algiin criterio de minimos cuadrados o métodos probabilisticos
para determinar la convergencia. Este problema se llama problema de esti-
macion de parametros, y en la mayoria de los casos requiere la solucién de
un problema de optimizacion.

La estimacion de parametros es un problema comin en diversas areas de
modelado de procesos, tanto en aplicaciones que funcionan en tiempo real
(e.g. en robdtica), como en aplicaciones que funcionan fuera de linea (e.g. el
modelado de sistemas biologicos). Cuando el sistema dinamico es no lineal,
el problema de estimacion de parametros se vuelve complicado, y el desem--
pefio de métodos tradicionales, en estos casos, es bastante pobre. La estima-
cion de parametros en sistemas no lineales es un problema computacional
importante con aplicaciones en diversas dreas, tanto cientificas como tecno-
Iogicas.

En este trabajo estimamos los parametros de un sistema dinamico no lineal
utilizando un método hibrido que combina las redes neuronales con la teoria
de los algoritmos genéticos. Desarrollamos una red neuronal que sera entre-~
nada con algoritmos genéticos, comiinmente llamada red neuro-genética que
genera una estimacién de los pardmetros buscados. Determinamos la conver-
gencia utilizando un criterio de minimos cuadrados. Este método fue elegido
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porque resulté mas eficiente para nuestra aplicacion que otros (e.g. redes
neuronales con retropropagacién, o algoritmos genéticos puros).

El método que proponemos se examina bajo diferentes condiciones aplican-
dolo a un sistema dinamico no lineal, cadtico, que en los Gltimos afios ha
despertado un gran interés. Trabajamos con una particula en un potencial
periddico asimétrico en el que actua una fuerza externa arménica dependien-
te del tiempo. Este sistema es comunmente llamado Motor Molecular o Rat-
chet en inglés y lo hemos elegido porque exhibe una dinamica cadtica y tiene
muy variadas aplicaciones en la biologia, la quimica y la ingenieria. Aplicar
nuestro método a los motores moleculares, puede ser de utilidad para encon-
trar los parametros de alguna trayectoria especial (e.g. la trayectoria que
tiene una.velocidad de transporte Optimo), lo cual resultaria excesivamente
laborioso si se tuviera que hacer una busqueda exhaustiva en el espacio de
parametros.

La red neuro-genética que hemos desarrollado encuentra el valor de los pa-
rametros del sistema dinamico de forma eficiente y confiable. La informacion
que se requiere para la estimacién son tGnicamente las mediciones tomadas
del comportamiento del sistema, es decir, una serie de tiempo de las variables
importantes (trayectoria y velocidad de la particula en el potencial). No se
asume conocimiento alguno del operador de estimacién como lo hacen mé-
todos tradicionales, y siempre se converge a un 6ptimo global. v '




Capitulo 1

Antecedentes

En este capitulo se establecen las bases tedricas y los antecedentes histori-
cos de cada uno de los temas que se trataran en este trabajo.

1.1 Estimacién de parametros

Modelar y predecir el comportamiento de muchos sistemas técnicos es com- -
plicado, ya que, por un lado, generalmente estan caracterizados por un gran .
nimero de variables, parametros e interacciones, y por otro, la informacion
que se tiene del sistema es limitada. Las técnicas de identiﬁcacié‘n del -
sistema, se utilizan en muchos campos de la ciencia y la mgemena para
predecir el comportamiento de sistemas desconocidos. La mayor. parte ‘de
estas técnicas de identificacion de sistemas estan basadas en la estimacion de
parametros y funciones. Desafortunadamente, estos métodos-tienen una
explosion combinatoria cuando el nimero de parametros aumenta.

La estimacion de parametros es un problema importante dentro del modela-
do de sistemas dinamicos. En modelos complejos es muy dificil hacerlo da-
do fa gran cantidad de combinaciones posibles de los valores de los parame-
tros. E! procedimiento habitual, utiliza métodos probabilisticos, y podemos
encontrar una basta cantidad de literatura introductoria [Bard 74, Beck 77,
Gallant 87] y numerosos articulos escritos sobre el tema, aplicando la esti-
macién de parametros a probiemas de diversos campos, como la fisica, la
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biologia, la ingenieria, la quimica, etc. [Jorgensen 01, Park 98, Whigham,
o1]. | ta quimica, etc. ;

El problema de estimacién.de parametros tradicionalmente se resuelve si-
guiendo los siguientes pasos: se encuentran los posibles rangos donde pue-
den estar los valores de los paridmetros, se determina la sensibilidad de los
parametros y se calibran los mas sensibles para obtener la mayor concordan-
cia posible entre los valores observados de las variables mas importantes del
sistema y las predicciones de las mismas dadas por el modelo.

Cuando el sistema que esta siendo modelado es no lineal, el problema de
estimacidon de parametros se deteriora conforme aumenta la desviacion entre
la estimacion inicial y el valor real, por lo que en métodos convencionales,
es necesario tener una estimacion inicial cercana al valor real, lo que gene-
ralmente es muy dificil. Diferentes técnicas han sido propuestas por muchos
autores para resolver el problema de estimacion de parametros en sistemas
dinamicos, sin embargo muchos de ellos tienen grandes limitaciones, sobre
todo cuando se trabaja con sistemas no lineales.

1.2 Motores moleculares

En las células vivas existe un movimiento dirigido en ausencia de gradientes
espaciales, de potencial, temperatura o concentracion, efectuado. por las
moléculas motoras. '

En los dltimos afios, ha habido un interés muy grande por estudiar y mode-
lar este fendbmeno, y en general las propiedades de transporte de los sistemas
no lineales que pueden extraer trabajo atil a partir de fluctuaciones fuera del
equilibrio. Esto puede ser modelado considerando una particula Browniana
en un potencial periddico, asimétrico, sobre el cual actia una fuerza externa
dependicente del tiempo, cuyo promedio es cero. Como ya se menciond, este
sistema es denominado motor molecular o ratchet en inglés.

TESIS CON
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Los motores moleculares han generado un gran interés en la comunidad
cientifica, principalmente por su conexién con problemas biologicos. Sin
embargo mientras tanto. un nuevo conjunto de paradigmas y posibles apli-
caciones han sido identificados. Incluyendo en areas como la cromatografia,
efectos cuanticos especificos en gases, en sistemas Optico-eléctricos, en teo-
ria de juegos, etc.

La mayoria de los ratchets pueden dividirse en dos categorias: los sistemas
en los que las fluctuaciones fuera del equilibrio modulan el potencial en el
que se encuentran llamados flashing ratchets. En estos sistemas el promedio
espacial de las fuerzas impuestas por la estructura es cero en cada instante.
En otros sistemas, llamados rocking raichets, la estructura del potencial no
cambia, pero una fuerza externa fluctuante de promedio cero actia en las
particulas.

Ademas del interés por las aplicaciones que tienen los ratchets, entre las
cuales estan el intentar explicar el transporte unidireccional de los motores
moleculares en la biologia y la busqueda de nuevos métodos de separaciéon
de particulas, son sistemas de gran interés por sus propiedades dinamicas ya
que la fuerza externa aplicada, en combinacion con la asimetria del poten-
cial, van a producir una dinamica cadtica en el sistema.

Para poder entender la generacion de mqvinﬁentd unidireccional a partir de
fluctuaciones fuera del equilibrio, se han construido diversos modelos [Cor-
tés 2000, Magnasco 93, Sarmlento Larra]de 99] :

Una revisidn reciente del tema se puede consultar en el articulo publicado
por Reimann [Reimann 02]. Este sistema se estudiara en detalle en el capitu-
lo II.

1.3 Sistemas dinamicos cadticos

iy
! FALLA DF Ch'ﬁr"\f

Muchos de los fendmenos que ocurren en la naturaleza pueden describirse
utilizando modelos matematicos lineales, donde lineales significa que el re-
sultado de una accidn siempre es proporcional a su causa. Sin embargo, la
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mayor parte de los fenémenos en la naturaleza son no lineales. En las alti-
mas tres décadas se han'desarrollado métodos'y tecnologias que han logra-
do un progreso significativo en los sistemas no lineales. Una clase entera de
fendmenos que no existen en el marco de la teoria lineal se ha vuelto des-
arrollado, y se denomina teoria del caos. El comportamiento cadtico descri-
be estructuras irregulares y sumamente complejas en el tiempo y en el espa-
cio que siguen leyes y ecuaciones deterministicas.

1.3.1 Antecedentes Historicos

Aunque la dinamica caética se conoce desde hace mucho tiempo, su impor-
tancia para una amplia variedad de aplicaciones empez6 a ser apreciada am-
pliamente a partir de Gltimas dos décadas, aproximadamente. En estos afios,
ha habido un creciente interés tanto en la teoria como en aplicaciones en la
ingenieria y en la ciencia. El campo continia creciendo rapidamente en mu-
chas direcciones. Existe una amplia cantidad de bibliografia introductoria
sobre el tema [Devaney 92, Ott 92, Peitgen 92].

El estudio de la dinamica caodtica empezd con el trabajo del matematico
francés Henri Poincaré en 1890. La motivacion de Poincaré era poder en-
tender el problema de las orbitas de 3 cuerpos celestiales que experimentan
una atraccion gravitacional mutua, considerando el comportamiento de las
orbitas que surgen a partir de conjuntos de puntos iniciales. Este problema
es comunmente llamado el problema de los tres cuerpos.

Con las ecuaciones desarrolladas por Newton se puede resolver el problema
para 1 y 2 cuerpos explicitamente, pero para mas de 2 cuerpos, el problema
continiia sin ser totalmente resuelto. Poincaré abord6 el problema de una
forma cualitativa, utilizando técnicas topolégicas y geométricas para tratar
de entender la estructura global del conjunto entero de soluciones, en vez de
tratar de buscar soluciones individuales. De esta forma, Poincaré demostro
que eran posibles 6rbitas muy complicadas (ahora llamadas cadticas).

Entre los trabajos importantes en la teoria del caos, después del trabajo de
Poincaré, estan el trabajo en dinamica cadtica de G. Birkhoff en 1920, ML
Cartwright y J.E. Littlewood en 1940, el trabajo de Smale en 1960 y el de
Kolmogorov y sus colaboradores.

VGO M
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A pesar de todo el trabajo desarrollado, la teoria del caos y concretamente,
la posibilidad de encontrar comportamiento cadtico en sistemas fisicos re-
ales, no fue ampliamente aceptado hasta afios recientes, donde gracias al
desarrollo tecnologico que ha habido en las Gltimas dos décadas, se han po-
dido encontrar soluciones numéricas de sistemas dinamicos no lineales en
computadoras digitales, produciendo esto un gran interés en esta disciplina,
en miembros de la comunidad cientifica de diversas areas.

Utilizando estas soluciones, el caracter cadtico de la evolucion en el tiempo,
en situaciones de importancia practica se ha vuelto muy claro. Por otro la-
do, utilizando métodos numeéricos, la complejidad de la dindmica no puede
adjudicarse a errores experimentales, como puede ser el caso' cuando se
trabaja con sistemas fisicos reales.

1.3.2 Sensibilidad ante condiciones iniciales

Un atributo que define un sistema cuya dinamica es cadtica, es que tiene una
dependencia exponencialmente sensible a las condiciones iniciales. Esto sig-
nifica que conforme pasa el tiempo, pequefios errores en la solucién pueden
crecer exponencialmente en el tiempo, por lo tanto, después de un cierto
periodo, efectos como el ruido y el redondeo de la computadora, pueden
cambiar radicalmente la solucion. Asi, dado el estado de un sistema caoético,
su futuro es dificil de predecir después de un cierto tiempo.

El hecho de que en un sistema cadtico sea dificil la prediccion del estado del
sistema, despues de un cierto tiempo, tiene consecuencias muy importantes:
Dada la dificultad de obtener datos numeéricos exactos, surge la pregunta de
la validez de estudios numéricos de este tipo de sistemas. Para responder
esta pregunta, existe la demostracién rigurosa de la propiedad de sombreo
(shadowing) para ciertos sistemas cadticos. Aunque una trayectoria numé-
rica diverja exponencialmente de la trayectoria real, con la misma condicion
inicial, existe una trayectoria cierta (i.e. sin error) con una condicion inicial
ligeramente diferente, que se queda cerca de ia traye meérica. Por lo
tanto la trayectoria numeérica es real [Rasband 91].




Antecedentes

Se dice que la dinamica de un atractor es caodtica si existe sensibilidad expo-
nencial a condiciones iniciales. Se dice que un atractor es extraifio si es frac-
tal. Por lo tanto, caos, describe la dinamica del atractor, y extrafio se refiere
a la geometria del atractor [Ruelle 89]. Es posible que atractores cadticos
no sean extrafios (algunos casos de los mapeos unidimensionales) y es tam-
bién posible que los atractores sean extrafios pero no caéticos. Para la ma-
yoria de los casos que involucran ecuaciones diferenciales, el caos y los
atractores extrafios ocurren juntos [Grebogi 87].

1.4 Redes neuronales

Las redes neuronales artificiales son modelos que imitan la estructura y el
funcionamiento del cerebro humano mediante modelos matematicos. Las
redes neuronales resuelven problemas que serian muy dificiles para métodos
tradicionales y ya que imitan en forma sencilla el funcionamiento de las re-
des neuronales bioldgicas, en muchos casos son mejores para resolver pro-
blemas del mundo real [Freeman 92, Fausett 94].

1.4.1 Antecedentes histéricos

Las redes neuronales se originaron pretendiendo ser un modelo del ﬁmcio-?
namiento del cerebro. McCulloch y Pitts en 1943 formularon el pnmer mo-
delo de red neuronal. Esta red contaba con neuronas digitales, pero no tenia
la capacidad de aprender. A partir de entonces ha habido un gran desarrollo
en este campo, los trabajos principales se describen a continuacién; En
[Hertz 91] y [Rojas 96] podemos encontrar una introduccion historica.

El trabajo del psicélogo Donald Hebb: Organization of Behavior, afirma
que los cambios en los pesos sinapticos (la conexidn entre las neuronas) son
proporcionales a la activacion de las neuronas y describe una regla para ac-
tualizar los pesos sinapticos en redes de dos capas, permitiendo asi el apren-
dizaje. Esta fue la base formal de la creaciéon de redes neuronales con capa-
cidad de aprendizaje. Frank Rosenblatt incorpord esta idea de aprendizaje
en una red de dos capas y le llamo a esta red perceptron. Rosenblatt formu-
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16 una re[,la de aprendizaje basada en ajustar los pesos en proporciéon con el
error entre la salida de las neuronas de la Gltima capa y la salida deseada, y
demostré que de esta manera se obtendria el conjunto deseado de pesos
(Teorema de Convergencia del Perceptron). Rosenblatt ademas formulé un
perceptron de tres capas, pero fracaso en el intento de construir un método
de entrenamiento.

Muchos problemas no pueden resolverse con redes de dos capas. La falta de
un procedimiento matematico riguroso para permitir el aprendizaje en redes
multicapa es un campo abierto en el desarrollo de las redes neuronales.

En 1969, Minsky, y Papert en su trabajo Perceptrons indicaban las limita-
ciones del perceptrén para muchos problemas y planteaban que aunque qui-
z4 una red multicapa podria superar estas limitaciones no veian que existiera
la forma de encontrar un método para entrenarla,’ asi que concluyeron que el
trabajo en el area posnblemente no tend a futuro :

Aunque se escribieron trabaJos de: mteres obre redes de dos capas, el arti-
culo de Minsky provocéd que dlsmmuyera el interés en las redes neuronales.
A continuacién se citan algunos de los trabajos hechos con redes de dos
capas: ' ~

- Kohonen en 1984 [Kohonen 84] us6é una red de dos capas para
construir una memoria asociativa, en la que no es necesario tener un
indice para recuperar datos de la memoria. La memoria asociativa
esta basada en un algoritmo de entrenamiento no supervisado, donde
los pesos se ajustan mediante los patrones presentados, sin tomar en
cuenta la salida deseada.

- Desde mediados de los aifios 60, Stephen Grossberg, habia estado
desarrollando modelos matematicos del funcionamiento del cerebro
[Grossberg 82]. Aunque el trabajo de Grossberg estaba principal-
mente orientado hacia la investigacion en psicologia y biologia, mu-
cho de su trabajo dio como resultado diversos modelos ttiles para
redes neuronales artificiales. Los principales avances que produjeron
los modelos de Grossberg fueron: el permitir construir redes en las
que el entrenamiento fuera en linea, redes con la capacidad de auto-
organizacion v redes con las cuales se pudieran modelar de forma

= e = o . ———
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compacta fenomenos complejos. Uno de los modelos mas importan—
tes de Grossberg, en el que el entrenamiento es en linea, es el ART
(Adaptative Resonance Theory).

Paralelamente a todo el trabajo realizado para redes con dos capas, Werbos
en 1974 y Parker en 1982, encontraron de manera independiente un nuevo
método llamado retropropagacion, el cual permitia el entrenamiento en re-
des multicapa. Esto fue un gran avance en el area y abrié de nuevo el campo
que se creia muerto.

Rumelhart, Hinton y Williams trabajaron con la retropropagacion, simulan-
do procesos cognoscitivos en 1982. Su trabajo se dio a conocer mejor con
el trabajo de McClelland y Rumelhart, llamado Procesamiento Paralelo
Distribuido [McClelland 86].

La retropropagacion ha sido utilizada para entrenar redes neuronales aplica-
das a diferentes campos. Es una herramienta poderosa y practica para resol-
ver problemas, dificiles de resolver utilizando métodos computacionales
tradicionales. Algunos de los problemas que pueden resolver este tipo de
redes son el procesamiento de imagenes, reconocimiento de voz, prediccion
de series de tiempo, y optimizacidén entre otros. A partir de entonces, han
surgido diferentes métodos de entrenamiento, muchos mas adecuados que la
retropropagacion para cierto tipo de aplicaciones.

El progreso que ha habido en utilizar las redes neuronales como una herra-
mienta para resolver problemas ha sido muy grande, sin embargo esta herra-
mienta aun tiene mucho que ofrecer en aplicaciones de muy diversas areas.

1.4.2 Bases teoricas

Los modelos de redes neuronales pretenden emular el funcionamiento del
cerebro humano en sus aspectos mas fundamentales [Amit 89]. Principal-
mente existen tres caracteristicas en una red neuronal real que se mantienen
en las redes neuronales artificiales. Estas son:

- Las neuronas se pueden comunicar localmente entre si
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- El conommlento esta dlstnbuldo sobre muchas neuronas dentro del
cerebro : 5 )
- Ei cerebro es adaptable

mos una red neuronal artificial, tendremos:

§) que transmitiran la infor-

J tando las conexiones entre los
- nodos, ir ‘mejorando su desempeno s,decn_r, se ird adaptando hasta
lograr resolver el problema propu to it ,

1.4.2.1 Caracteristicas

Podemos descnblr una red neuronal artificial a pamr de las siguientes ca-
racteristicas [Fausett 94]:

A. Unidades néurdﬁéles
B. La topologla de la red

hnidades de procesamiento
C. El metodo de entrenamlento

A. Unidad Neuronal

Las neuronas, o unidades de procesamiento son el procesador basico en una
red neuronal. Son elementos sencnllos que consisten principalmente de cua-
tro componentes:

- Pesos de Conexion.

- Una variable de entrada - -

- Una funcidén de activacion o transferencia
- Una variable de salida
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En el S|gu1ente dlagram (Flg 1) se muestra una umdad neuronal con sus
cuatro componentes baSICOS :

Fig 1. Unidad Neuronal. Donde ® es la funcién de activacion, X el vector de entrada, W los pesos
de conexion, y la salida, y E el operador suma ¢ indica que la salida, se calcula tomando en cuenta
las contribuciones de cada entrada, como se verd mas adelante.

Una neurona recibe sefiales mediante diversas conexiones de entrada. A
cada una de estas le es asignado un cierto peso. Los pesos utilizados defi-
nen la fuerza de acoplamiento (sinapsis) de las conexiones respectivas y: se
establecen durante el proceso de aprendizaje, donde son modlﬁcados de
acuerdo con el método de entrenamiento utlhzado T i '

Existen diversos tipos de funciones de activacién. La ﬁmcnon de actwacxon
es generalmente una funcnon simple, no lmeal Ejemplos de esta son

- La ﬁmcién,es_céﬂén: - SRR
e - JGo)={1 si x>=0, 05ix<0}.

- La funcion sigmoide:
E RN OIE I S f(x) ]/(1-*—1."'L ), kconslante

- La funcién tangente hiperbolica:

Jtx)=tanh(x)
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B Topolqg:iah‘de la red

Una unidad. de procesamiento consiste de-elementos homogéneos (neuro-
nas). Estos elementos estan interconectados para formar una estructura de
red rigida, la cual tiene varias capas: Una:capa de entrada, dondé acthan las
sefiales de ‘entrada, una capa de salida y las capas intermedias u ocultas que
pueden ser una o mas,

Las neuronas generalmente estan mterconectadas comp]etamente entre capa
y capa direccionalmente. El numero de ‘capas_se deﬁne al_disefiar_la red,
generalmente ia red funciona de una manera optlma con 5010 res capas las
capas de entrada y salida y una capa mtennedla

apa, y: algunos
esempeiio de la
red. Dependlendo del problema que se: quiera; r 3 bra’ Véirquttecturas
mas eficientes que otras.
A continuacion (Fig. 2) se muestra:la estructura“de'una red _euronal multl-
capa. :

ENTRADAS (E) CAPAS OCULTAS (M) 7 SALIDAS (8)

Fig 2. Topologia de la red. Donde E. M y S son el numero de neuronas en la capa de entrada,
ocultas v salida respuectivamente, X, son las entradas de la capa 1nicial, y zi son las salidas de 1 red,
Wi V vjx son los pesos de las conexiones, © es la funcién de activacion, y <i<E, 0<j<M, 0<k<S.
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C Entrénamiento

g
El conocimiento que la red adquiere lo almacena: en. Ios pesos de las co-
nexiones entre las neuronas (sinapsis), los cuales' pu‘ den’ representarse en un
arreglo matricial. Las matrices de peso se mncnahzan aleatonamente y se van-
ajustando durante el proceso de entrenamlento e la'red de acuerdo con
una regla de aprendizaje. Cuando el. resultado que: proporcnona la red (la

salida de la Gltima capa) para el problema e S 'on,es atlsfactono finali-
za el entrenamiento.

Existen diferentes métodos para entrenar una red; Dependlendo del proble-v
ma que se quiere resolver, algunos metodo resultan mas adecuados y eﬁ-‘
cientes que otros (e.g. [Tenorio 90]) SEL

En general el proceso de entrenamlen

A continuacién, evemente como funciona cada uno:

i A prendlzaje superwsada

Ademas de los datos de entrada, los datos de salida deseados son presenta-
dos a la red en la fase de entrenamiento. La red calcula una salida a partir
del dato de entrada que compara con el valor deseado. Una seiial de error
se obtiene de la diferencia entre la salida generada y la deseada, la cual es
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usada para modificar Ios pesos de acuerdo con la regla de aprendxzaje Co-
mo resultado la senal_d“ >

La red con aprendlza_] 1gjor: conomda yr mas empleada es el
Perceptron Multzcapa con Re!ropropagacton S

ii. Aprendl a]e no supervlsada

En el aprendizaje no supervisado, la red encuentra un criterio de clasifica-
cién para los datos de entrada por si misma. Intenta descubrir caracteristicas
comunes entre los datos de entrada presentados mediante una comparacion
de similitudes, y adaptar su estructura de pesos de acuerdo a esto.

iii. Estrategias estocdsticas
Los métodos estocasticos de aprendizaje, utilizan procesos aleatorios y
distribuciones de probabilidad para minimizar una funcién definida de

energia en la red (e.g. Maquina de Boltzman).

iv. Algoritmos genéticos

Una forma alternativa de entrenar una red neuronal, es utlll' nd'oélgoritrhos
genéticos. A este tipo de redes comiinmente se les denomina redes Neuro-
Genéticas.

Las redes neuro-genéticas se han utilizado en dive
visto que son muy eficientes. En este traba
con un algontmo genetlco ‘ SR

ciones, y se ha

La sngunente seccion (1 5) exphca las bases de los algontmos genetlcos y
mas adelante se trata con detalle la forma en la que construimos nuestra red
neuro genetnca y su ﬁmc1onamxento i

TESIS CON
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1.4.2.2 Algoritmd

Como hemos visto, una red neuronal es'una graﬁca dlngxda“formada por
varias capas, donde los nodos de cada’ capa estan‘cone "dos densamente
con los de la capa siguiente, las’ ‘conexiones’ (anstas)‘tlenen un peso. Los
nodos de la primera capa recnblran los datos-de entrenamiento como entrada
y la salida de la Gltima capa sera el resultado“ por la-red, para el
problema que est4 resolviendo. Mediante el entrenamnento ‘se espera que la
salida de la red sea cada vez mejor hasta llegar aun resultado satisfactorio.

A continuacién se describen los pasos mas importantes que se siguen en una
red neuronal de tipo perceptrén multicapa.

A. Inicializacion

Los pesos de las aristas se pueden almacenar en una matriz (matriz de pe-
sos). Como primer paso es necesario asignarle un valor inicial a cada ele-
mento de la matriz de pesos. Esto se hace eligiendo un namero aleatorio
dentro de un cierto rango, generalmente [0, 1]. Posteriormente estos pesos
se irdn ajustando de manera que la red tenga un desempeiio ptimo.

B. Entrada de la red

A la red se le presenta una entrada de entrenamiento, dada por datos que le
proporcionen-informacién til del sistema que se esta tratando.La entrada
sera la salida de la capa inicial. Habra un dato por cada nodo en la capa ini-

cial. — Bl
m T\ OOV
\ }’_ i) \J\‘,‘;_
C. Propagacion de la senal Ly 1 = ]
i i Il 3 .:\‘ Uu (W u:v....;\

oda ittt

La propagacion de la sefial consiste en transmitir la informacion que va ge-
nerando cada capa a la siguiente, hasta producir la salida de la red (salida de
la ultima capa). La salida de la capa inicial esta dada por la entrada de la red
(ver inciso anterior), ésta, junto con los pesos de conexion entre la capa
inicial y la primera capa oculta, producira una sefial, utilizando la funcién de
activacion elegida, se decidira si ésta sefial es lo suficientemente fuerte, co-
mo para pasar a la siguiente capa. Asi se repite el proceso para cada capa
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hasta llegar ala ulnma produc1endo a51 una salida de la red, que sera una
aproximacion al resultado buscado

D. Evaluacio’n

La evaluamon consxste en dar una medida de desempefio a una red neuronal,
definida por“sus matrices de-pesos. Esta medida se calcula tomando en
cuenta la salida producida por la red. La forma de evaluar la salida de la red
depende del tipo de red que estemos utilizando y de la aplicacion. A partir
de esta evaluacion se entrena a la red (ajuste de los valores de las matrices
de pesos) hasta que la evaluacion sea satisfactoria, y entonces, el algoritmo
termina. Como ya mencionamos existen muchos métodos para entrenar una
red, dependiendo de! problema que estamos resolviendo, unos tienen mejor
desempefio que otros.

1.4.2.3 Pseudocodigo

A continuacién se enlista el pseudocodlgo del proceso general que
implementa una red neuronal:

COMIENZA RED NEURONAL

E = valor fijo //numcro de nodos de entrada
M = valor fijo - . // numero de nodos cn la capa media
S = valor fijo - - // nlimero de nodos en la capa de salida

inicializa matriz de pesos
asigna valores dec cntrada a los nodos de la capa inicial

REPITE
se propaga la sefial y se produce una salida
la salida de la red serd una aproximacién al resultado
se evalua ¢l resultado obtenido
se entrena la red mediante el método clegido
HASTA que cl resultado sea satisfactorio

TERMINA
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1.5 Algoritmos genéticos

Los algoritmos genéticos son algoritmos de busqueda basados en la mecani-
ca de la seleccidén natural y la genética. Combinan la supervivencia del mas
apto, con un intercambio de informacion estocastico, para formar un algo-
ritmo de busqueda. En cada generacidn un nuevo conjunto de individuos
artificiales es creado sin perder informacion de los individuos mas aptos de
la generacion anterior [Michell 98].

1.5.1 Antecedentes historicos

Los algoritmos genéticos fueron desarrollados por John Holland y sus cola-
boradores en la Universidad de Michigan [Holland 75, 81]. Las metas de su
investigacion eran por un lado abstraer e intentar explicar rigurosamente los
procesos adaptativos de sistemas biologicos y por otro lado disefiar sistemas
computacionales artificiales, tomando como base los principios de los pro-
cesos adaptativos de los sistemas naturales. Esta investigacion ha producido
avances importantes tanto en los mecanismos de la biologia como en los
sistemas artificiales.

Se ha demostrado tedricamente y empiricamente que los algoritmos genéti-
cos son un método de bisqueda robusto en espacios complejos. Cada vez
hay mas aplicaciones en diversos campos como en la ciencia, en las finanzas,
en la ingenieria, etc. [Poli, Langdon 02]

1.5.2 Bases tedricas

Aunque parte del funcionamiento de los algoritmos genéticos es aleatorio,
no son una simple caminata al azar. Los algoritmos genéticos explotan la
informacién historicamente para especular en nuevos puntos de busqueda
con un mejor desempefio esperado:——-

—

| LSS CON
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A partir de una poblacnon 1mc1al generada aleatonamente cada individuo es.
evaluado, y se le asigna una medida de: desempefio.' De acuerdo a esto, se

hace una selecmon de:los mejores mdwnduos con los cuales se realizan ope-

raciones de cruza'y mutacion para crear la stguxente generacion, Este proce-
so se repite hasta’encontrar un individuo con un desempefio satisfactorio.

Existen. mu‘chas' formas de implementar un algbritmo genético [Brarnlette
91]. En una gran cantidad de problemas, un algontmo genenco s1mple da
muy buenos resultados [Goldberg 89]. o :

1.5.2.1 Operadores
Los operadores de un algoritmo genético 'simple son:.

Inicializacion

Seleccion (con elitismo)
Cruza -
Mutacion

Evaluacién

moowp

Se describen a continuacioén:
A. Inicializacion

La poblacién sé inicializa de manera aleatoria. Cada individuo va a represen-
tar una posible solucion del problema. Generalmente el individuo es repre-
sentado codificando su valor en binario. De esta forma el mdwxduo sera una
serie de bits (unos y ceros) (Fig. 3).

10010111 |

Fig 3. Individuo

TESIS CON
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B. Seleccion .

La seleccion. que llevaremos a cabo sera mediante el Método de la Ruleta
(Fig. 4). Cada individuo de la poblacion tiene una cierta probabilidad de ser
elegido (proporcional a su medida de desempefio),’ la suma de las probabili-
dades de todos los individuos es 100%. De esta forma. los individuos con
mejor desempefio tendran una mayor probabilidad de:ser elegldos que_los
individuos con un desempefio menor. Puede haber individuos que’ sean se-
leccionados mas de una vez, e mdnvnduos que no, sean seleccnonados para la
siguiente generacion. Gl

Para hacer el algontmo mas eficiente se utiliza elmsmo en la seleccnon lo
cual significa que el mejor mdmduo de la generacnon snempre va a pasar a la
siguiente, al menos und vez.: : Sk :

: P(:)blaciénz 15

Fig 4. Seleccion: método de la ruleta

C Cruza

Se seleccionan dos individuos, y se elige un punto de cruza pc aleatoriamen-
te en el primer individuo. se parten ambos individuos en pc, y se concatena
el inicio del primero con el final del segundo y viceversa (Fig. 5). Este pro-
ceso se repite hasta que uu.pm:ca(ltaje PCruza, de la poblacién haya sido
cruzado. & RaIs OO \
v A S
5

‘ ff\LL UL) Ui

i
1
.
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Fig 5. Cruzamiento

D. Mutacion

Para llevar a cabo la mutacion, se va a seleccionar un individuo de la pobla-
cion. El individuo sera modificado en un punto pm. Este punto es elegido
aleatoriamente y se cambia por una constante proporcional a su valor origi-
nal, o si el individuo esta codificado en bits, se le aplica el operador légico
de negacion al (los) bit(s) elegidos (Fig. 6).. Este’ proceso se repite hasta que
un porcentaje PMuta haya sido mutado. :

pm
[10101100]ﬁ0101000
individuo original nucvo individuo

Fig. 6 Mutacion

E. Evaluacion

Cada individuo de una generacion debe ser evaluado (que tan bueno es co-
mo solucidn al problema). Es decir, se calcula el error que produce el indi-
viduo, como solucion al problema que esta siendo tratado, y en base a esto
se le asignara una medida de desempefio, comiinmente llamada fitness.

TESIS CON
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En la primera iteracidn, los individuos generados aleatoriamente deberan de
ser evaluados. Una vez evaluada toda la poblacién se procede a aplicar los
operadores de los algoritmos genéticos: seleccién, cruza y mutacién. Esto,
como ya se dijo, generara una nueva poblacion. Este nuevo conjunto de
individuos sera nuevamente evaluado y se vuelve a repetir el proceso. El
algoritmo se detiene cuando se encuentra un individuo cuyo desempeifio es
satisfactorio (produce un error minimo).

1.5.2.2 Pseudocédigo

El pseudocodigo de un algoritmo genético siniple es el siguiente:

COMIENZA ALGORITMO GENETICO

HASTA alcanzar uhf‘Pc_mza‘dg individuos cruzados

REPITE g :

elige un mdwlduo para mutar

VR muta individuo

L] __:,, il “ STA alcanzar un PMuta de individuos mutados

HASTA que se encuentre un individuo satisfactorio

TERMINA




II. Motores moleculares deterministas

Las fluctuaciones fuera de equilibrio, pueden generar movimiento dirigi-
do en una estructura sin gradientes de temperatura o fuerzas macrosco-
picas, simplemente mediante movimiento Browniano. Los sistemas que
operan bajo este principio se llaman cominmente Ratchets Brownianos.

Los ratchets Browmanos se han estudlado como una posible explicacién
del ﬁmcnonamlento de motores moleculares y pueden tener aplicaciones
en otros campos como en la separacnon de'pamculas o en el disefio de
motores a nano- escalas i

Aunque en algunos trabajos se: considera la presencia de ruido [Riemann
2002}, muy recientemente, ha habido motivaciones para entender con
detalle las propiedades de transporte de ratchets deterministicos deter-
minadas por lo general por una dindmica cadtica clasica.

2.1 Modelo

Trabajaremos con el problema uni-dimensional de una particula a la cual
se le aplica una fuerza externa dependiente del tiempo, bajo la influencia
de un potencial periddico asimétrico. El promedio en el tiempo de la
fuerza externa es cero. En este trabajo no se toma en cuenta ningtn tipo
de ruido, por lo que la dinamica es determinista [Jung 1996]. A conti-
nuacién se analizara el modelo introducido por Mateos (2000) y segui-
remos la notacion de este articulo. »

La ecuacion de movimiento esta dada por:

27
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v ,km(‘dz,x/dtz) + p(dx/dt) + dV(x)/dx=Fo cos(wnt) (1)

donde m es la masa de la partlcula W el coeficiente de friccion, V(x) el
potencial - penodlco asxmetnco externo, Fo la amplitud de la fuerza ex-
terna aphcada Y. o)D ‘a frecuencia’ de la fuerza.

El potenc:al‘del motor molecular esta dado por
V(x)— V1 Vosen[Zn(x-xo)/L] (Vo/4) sen [4.n(x-xo)/L] 2)

donde L es la penodlmdad del potencnal Vo la amphtud y V1 una cons-
tante ‘arbitraria‘(Fig.- 7). El potencial se desplaza una cantidad x0 de tal
forma que el minimo del potencial se encuentre en el origen.

AVAVAY,

- Fig.’ 7 Potencial asimétrico dado por la ecuacion 2

Definamos las siguientes cantidades adimensionales:

x'=x/L .
Xo’= xo/L. ,
t’= et , ‘ 3)
w= wp/op .
b= wmws,,
a= Fo/mL(Do2

La frecuencia wy esta dada por :

wo*= 4aV4 A/ mL? “4)
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A es una constante definida por‘ ‘

? )+ 'sen(4n |xo D

- w c.s 76 g ncna de la ﬁjerza externa aphcada y

Despejando m de la ecuacion [4] y sustituyendo en a= FO/mLw0* obte-

nemos que:
TESIS CON
FALLA D ORIGEN




30 s - Motores moleculares deterministas -

« (9) >

E 'azﬂdt2+'l§(dﬂdt)+ dV(x)/dx= a cos(wt)

es no lineal, obtendremos trayectorias periddicas y cadticas.

2.2 Trayectorias periddicas y caolticas

Para diferentes valores de los parametros del sistemna (a, w y b) tendre-
mos trayectorias con estructura periddica o cadtica. B

Las trayectorias con estructura periddica tendran corriente pbsitiVa (el
movimiento de la particula en el potencial tiende a ser-hacia la derecha)
o corriente negativa (el movimiento tiene hacna la lzqmerda) ; e

En la figura 8 se muestra un ejemplo donde la pamcula tle e una trayec-
toria con estructura penodlca con corriente’ positiva, como: podemos
observar, después de un cierto tiempo t,’la partlcula réplte su compor-
tamiento. En este caso podriamos predecir-la posxcnon ‘dela particula.
Ademds se muestra la velocxdad de la partlcula en el potencnal también
periddica.

En la figura 9 observamos un ejemplo donde la estructura de la trayec-
toria de la particula es cadtica. Se observa como la particula inicia con
movimiento irregular con corriente positiva, luego negativa, y asi conti-
nila. sin ningln tipo de periodicidad. Igual que en el caso anterior, se
grafica la velocidad de la particula, también cadtica.
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"l NN NN NN NN NN NN

st

Fig. 8 Trayectoria periédica

tiempo

posicién
———velocidad

Fip. 9 Travectoria cadtica
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El espacio fase extendido en el cual se lleva a cabo la dinamica del mo-
tor molecular es de tres dimensiones, ya que estamos trabajando con una
ecuacion diferencial no homogénea con una dependencia explicita en el
tiempo. o

Graficando la velocidad de la particula. como funcion de un parametro
de control (Fig. 10, tomada de [Mateos 02]), se obtiene el diagrama de
bifurcacién asociado con la dinamica cadtica, mediante el cual podemos
conocer las regiones de parametros donde el sistema es periddico o cad-
tico.

04 T T T T v T T T -

03 b

01

o1

202} . L 4

.03 s s " I 1 1 I
0062 J08B4 0066 DJ.DEE 007 0072 0074 0.076 0078 o.08 co82 008z
a

T

4 ‘:
JRIGEN |

Fig. 10 Diagrama de bifurcaciones

2.3 Pscudocodigo

La ecuacidon de movimiento (6), se puede escribir como un sistema di-
nadmico de tres dimensiones que se resuelve numéricamente usando
Runge-Kutta de cuarto orden. El pseudocaédigo es el siguiente:
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COMIENZA RUNGE-KUTTA

b = valor fijo //parametro fijo
x = valor inicial  // posicion inicial
v = valor inicial  // velocidad inicial

At = valor fijo // intervalo de tiempo
5 = 1.6 // constante

N = 1000 // nimero de iteraciones
REPITE

-dV/dx= 1/(4n8) [2cos(2n (x-xO))+cos(4n (x-xo))]

fo=a cos(wt)  //amplitud

kii=v At

kiz= At [dV/dx+ fo-(bv)]

-dV/dx=1/(4nd)[2cos(2n(x+Yk, 1-xo))+cos(4n(\+'/zkl 1=%xo))]
fo=a cos[{w(t+2At)]

k21= (v+¥%2 ki2) At

k22= [dV/dx+fo-(b (v+% k12))] At

-dV/dx= 1/(4n8)[2cos(2n(x+2ks; -‘(o))+cos(4n(x+ Yaka1-xo))]
k31= (v+'2 k22) At

k3a= [dV/dx+fo-(b (v+% k22))] At o

-dV/dx= l/(4n8)[2cos(2n(‘<+'/zk31-xo))+cos(4n(x+Vzk3;-‘(o))]
fo=a cos|w(t+At)]

ka1= (v+%2 k32) At

kaz= [dV/dx+fo-(b (v+ks2))] At

x= x+(kj1 + 2kz21+ 2ka; + k41)/6

v=v+(kiz + 2ka2+ 2ka3a + ks2)/6

t= trAt

HASTA que sc completen N iteraciones

TERMINA
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Capitulo III.

Sistema Computacional

En este capitulo se explicara la forma en la que fue construida la red
neuro-genética y la aplicacion de ésta para resolver el problema de esti-
macion de parametros en el sistema dinamico no lineal con el que esta-
mos trabajando.

3.1 Planteamiento del problema

El problema que resolveremos consiste en encontrar los parametros-a 'y

w (ecuacién 6) de un motor molecular determinista, a partir de una serie-
de tiempo de la velocidad y la posicion de la particula. Resolveremos -
esto utilizando una red neuronal entrenada mediante un algoritmo. gene-

tico. : : :

El problema de estimacion de parametros en términos generales conS|ste‘
en lo siguiente. Tenemos un modelo de la forma:

)'-—f (x B)

donde x=(xi, Xa...., Xn) son las vanables i
Bw), son los parametro: del sistema. SR
Dada una serie de tiempo y;; i=1,2,.. N obtem a ya sea experimental-
mente o numéricamente, el objetivo es determmar el valor 6ptimo para
los parametros, es decir, aquellos que se ajusten mejor a las ecuaciones

_‘ _(ﬁh BZ’ seey
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del sistema. Para esto,: generalmente se utxhza un criterio .de minimos
cuadrados, que requlere minimizar] ﬁmmon' e

LRI

Esto no es una tarea fac11 ma es no lineal. En este trabajo lo
haremos utilizando-una: red:neuronal-entrenada mediante un algoritmo
genético. La red. ‘neuro-genética ue‘ ‘hemos disefiado, estima los
parametros a y. w.del's ‘una serie de tiempo de la posicion y
otra de la velocndad de n mcula ‘en este tipo de potencial, ambas
series de tiempo tlenen 1000,datos’ El parametro b queda fijo en b=0.1.

Como podemos ver en el diagrama de blfurcaClon (Fig. 10), dependlen-
do del valor de los: parametros a: y w; podemos tener trayectorlas con»
una estructura penodlca o caotlca en el espacm fase. , ;

En este trabajo, resolvemos. el problema de estimacion, utlhzando .una
red neuro-genética, es decir, una red neuronal entrenada s
algoritmo genético. En el siguiente diagrama: (Fig. 11)1
interaccion entre la red neuronal, el sistema dinamico® y el
genético, lo cual se explicara detalladamente en las sngulentes seccnones

Algoritmo -

: ; L Genético
M , e

Xn,Vn Red Neproqa] . aw Sistema ‘ Xm, V-

: L Dindmico

Fig. 11. Funcionamiento del Sistema. Donde Xn=(x1,x2,....xn) cs la posicion de la pm‘ixéuln y
=(vJ,v2....vn) ¢s la velocidad, M es la matriz de | pcsos de la red, la salida de la red Fo y m
son los pnramelros estimados.
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3.2 Red neuronal

La red que utilizaremos es un perceptron de-tres capas (capa inicial,
media y final). Una red esta definida por los pesos de conexion entre las
capas, asi, tendremos una matriz de pesos entre la capa inicial y la capa
media, y una matriz de pesos entre la capa media y lafinal.: La capa'ini-
cial recibira una entrada, que le proporcionara informacién util del sis-
tema dindmico con el que esté trabajando, esta informacidn, junto con
los pesos de conexiones, producirad una salida, que sera evaluada. Para
mejorar la salida, es necesario ajustar los valores de las matrices de pe-
sos, esto se lleva a cabo en el entrenamiento, el cual se hara en este caso
mediante un algoritmo genético. A continuacién se descnbe con detalle
cada uno de estos procesos.

3.2.1 Estructura de la red

- Capa‘inicial: Compuesta por 10 neuronas (nodos). Cada nodo de
esta capa recibira como entrada un valor de la posicidén de la
particula en el tiempo t. Elegimos 10 neuronas para esta capa,
por ‘ser ‘un, nimero mediante el cual obtenemos suficiente
informacion del sistema sin que disminuya la eficiencia del
sistema.

- Capa media:-Compuesta por 4 neuronas. El encontrar el nimero
optimo' de neuronas para la capa media, en general se hace de
forma muy empirica. Si son demasiadas neuronas, la velocidad
del proceso disminuye, ya que el nimero de operaciones que se
deben de llevar a cabo aumenta. Si el numero de neuronas es
muy poco el sistema tardard mas en converger.

- Capa final: Compuesta por 2 neuronas. Cada neurona de esta
capa producira una salida, que eventualmente debe de ser la so-
lucion buscada, i.e.. los dos parametros estimados.

; TESIS CON
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Lared qLie t;ohstruiremos tiene la siguiente arquitectura (Fig. 13):

- X1

x2

x3

x4

x5

X6

X7

X8

X9

x10

Fig. 12. Estructura de la red

Asi, tendremos una matriz de pesos U de 10x4 entre la capa inicial y la
capa media y una V de 4x2 entre la capa media y la capa final (Fig 12).

e T Fig 13. Matrices de pesos
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donde:

8(x)=1/(1+e*),

3.2.2 Algoritmo
El algoritmo de una red neuronal esta dédd 'por 'l‘os’bsigu_ientévs' pasos:

Inicializar los pesos de las aristas
Fijar la entrada de la red
Propagar la seifial

Evaluacion del resultado
Entrenzmiento de la red -

moowy

A continuacién se da una breve explicacion de cada uno..

neran aleatonamente y son un numero real
pel0, 1] Estaswzdos matrices: endran que ajustarse en el entrenamiento

para producnr la salida de:eadaﬂ B TES}.S CON
E FALLA DY ORIGEN
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B. Entrada de Ia red

ticula en el potencial X—[x|,x2, ,Xi10). Cada’ dato St

neurona. de la capa inicial

C. Propagacion de la sefial

A partir de una matriz de pesos y un vector de entrada la red neuronal
debe de calcular un vector de salida. : Sy

Esto se hace de la siguiente forym‘a;k :

Sea X=[x,xs,... x.o] el vector de entr: ‘ r_natnces de

la’de las neuronas de la

donde i=1v,2,”§ :
B(x)=1/(1+e’

La salida de la
ocasion, sin utilizarla:funcion de activacio

.de manera similar, en esta
donde i=1,....4, yj=1,2y v; es el eleme

La salida Z son los parametros estimadds;.EnAes‘teicéso solo tendremos
dos neuronas en la capa final y por lo tanto dos datos'de salida:

W=z
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Esta salida son los parametros estimados del sn;tema dmamnco De esta
manera, con cada red (matnces Uy V) obtendremos una: sallda dlferen-
te. La entrada sera la misma para todas. 5 i -

Para mejorar la salida debemos de ir ajustando los valores de las matn--
ces de pesos. Esto se hace en el entrenamlento :

D. Evaluacion

Como ya vimos, la salida de la red, sera una estimacién de los parame-
tros buscados. La evaluacmn conS|st1ra en Ver que tan buena es esta
aproximacion. : ~ :

E. Entrenamiento

Entrenaremos nuestra red utilizando algoritmos genéticos. En la siguien-
te seccidn se explica detalladamente la forma en la que hacemos esto.

3.3 Red neuro-genética

La forma en que entrenaremos la red neuronal serd mediante algoritmos
genéticos. A este tipo de red se le suele llamar Red Neuro-Genética. :

Las redes neuro-genéticas son un método hibrido que combma las redes
neuronales con la teoria de los algoritmos genéticos. La tarea del algo-
ritmo genético sera entrenar la red, es decir, ajustar los valores de la
matriz de pesos hasta que se produzca una salida satisfactoria.

Como ya dijimos, la red utilizada, es un perceptrén de tres capas: la
capa inicial, una capa oculta o intermedia y la capa final. El algoritmo

TESI CON
FALLA DE ORIC o
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genético utlhzado en este traba_]o es un algoritmo genético simple, que

cuenta con los operadores:. seleccion con elitismo, cruza y mutacion.
Como se vio en el capitulo anterior, los algoritmos genéticos trabajan
con un conjunto de individuos, o poblacion. En este caso, cada indivi-
duo sera una red neuronal, i.e., las matrices de pesos que la definen. No
se codifica en este trabajo a los individuos en binario, trabajaremos con
datos reales. Asi, cada individuo es un conjunto de (EM)+(M'S) datos,
dados por los pesos de ambas matrices (ver Fig. 13). Colocaremos pri-
mero los pesos de cada renglén de la matriz U, seguidos por los de cada
renglén de la matriz V. .

3.3.1 Algoritmo

Los pasos que se sigue el algontmo de una red neuro-genetxca son los
siguientes. - R . ; ;

A. Inicializacion de.la_pqplaéién'

Asignacion éntradé"de;la"r'ed*ﬂ

Propagacioén de la: senal en la red
Evaluacién del desempeno cada: |nd1v1duo de la poblacién

Seleccxon, ‘
Cruza

Mutacién

m 0 "W Yo w

Elitismo

A continuacién. se describe brevemente cada paso:
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A. Inicialiéacio’n de la poblacion:

‘ronas; como atos de entrada tengamos (ver seccion 3.3.1). Como se

.

mencnon n: laf seccién anterior, en este trabajo, la entrada que se le
proporcxona a la red, sera una serie de tiempo la trayectoria de la parti-

“cula; con dlez datos

C. Propagacion llyevla serial en la red

Cada uno de los individuos, junto con la entrada que se le proporcionara
a la red, producira una salida, al propagar la sefial por la red (ver secciéon
3.3.1). De esta manera, a cada individuo le correspondera una salida. La
salida de la red seran los dos parametros estimados.

D. Evaluacion del (lesempeﬁa de cada individuo de la poblacion
Evaluaremos a- cada mdwxduo calculando el error que produce en el

problema que esta sxendo trabajado, la salida producida. En base a este
error se le, asignara.una medlda de desempeiio a cada individuo.

En este caso para valuar al individuo en cuestion, se obtiene una serie
de tlempo‘d cion.y.la velocidad (100 datos) de la particula utili-
zando:los. nuevo: parametros estimados en la ecuacion de movimiento
namlcd De esta manera, tendremos dos series de tiempo:
la original'y la calculada con los parametros estimados.

TESIS CON
FALLA DE ORIGEN
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Calculamos el error er
En base a este 1
rrespondlente una medida'de desempeno'(ﬁtness),

Este procedlmlento se repite para cada’ mdw:duo de la poblacnon

E. Seléccfo'}::‘ SR

En este momento tenemos una poblacnon donde cada mlelduo tiene
una medida de desempefio.' Procedemos ahora a‘hacer;una seleccion de
los individuos que pasaran a la siguiente generacion, en este trabajo uti-
lizamos un método de seleccidon estandar proporcional ‘(método de la
rulera, ver seccion 1.5.2.1-B). Mediante este procedimiento elegiremos
una nueva poblacién con el mismo nimero de mdwnduos que la pobla-
cion anterior. ~

Cada individuo tendra una probabllxdad de ser elegldo proporcional a su
medida de desempefio. De esta manera,: los ‘mejores’ individuos tendran
mas probabilidad de ser elegidos.: ‘Sin: embargo los peores individuos
también pueden llegar a ser: selecclonados evitando de esta manera caer
en un 6ptimo local y permmendo una mayor dwersndad en la poblacién.

F. Cruza

Aplicaremos el operador cruza a la nueva poblaciéon. Como se vio en la
seccion 1.5.2.1-C, se le aplicara este operador a un porcentaje PCruza
de la poblacion. Como ya se menciond en este caso no estamos traba-
jando con cadenas de bits, como se hace regularmente en los algoritmos
genéticos. Aqui tenemos un conjunto de (EM)+(M'S) niimeros reales.

Una vez elegidos:los:dos:individuos I, I, que seran cruzados. se elige
(aleatoriamente) una;de las dos matrices U 6 'V, donde se encontrara el
punto de cruza pc:-Posteriormente se seleccionara aleatoriament \
renglén i y una columna j, por lo que pe=(i,j S T Nﬂl) \
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Si se eligio la matriz U, entoncesic[1,E]y jc[1,M], dondei, jeN,yen
otro caso, i €[1,M]y je[l,S], dondei, j cN.

Esto se ilustra con un ejemplo a continuacion, donde la matriz seleccio-
nada fue U y pc=Q,j).

Individuo 1 :

UM
Llan

MxS

Ug ExM,

Individuo 2:

ExM MxS

El punto de cruza pc, divide al individuo (compuesto por los datos de
ambas matrices) en dos partes. Una vez elegido pc, se procede a hacer
la combinacion de ambos individuos (I,.y I.), concatenando la primera
parte de I,.con la segunda de I,y viceversa, formando asi, dos nuevos
individuos, como se puede ver a continuacién (continuando con el

ejemplo anterior). o X
f - TESTS CON
LFALLA DE ORIGEN
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Nuevo individuo'1:

Uyg eee T e Uiy
Uz

iy,
Uz

ExM,

Nucvo individuo 2:

Via . 'V!M
Vaz Vam
2 Uga e+ e e Uy | EXM Vipga et Vs ) MIXS

G. Mutacion

A continuacion se le aplica el operador de mutacidn a un porcentaje
PMuta de la poblacion. Para esto se elegira aleatoriamente una de las
dos matrices que forman el individuo (U 6 V) y posteriormente se selec-
ciona un punto pm=(i,j), donde i es un renglon y j es una columna de la
matriz seleccionada. E! dato aij sera sustituido por una constante pro-
porcional a su valor original, ka;, donde k es un valor elegido aleatoria-
mente dentro de un rango generalmente (0, 1).

Esto se ilustra con un ejemplo a continuacién. En este caso suponemos
que la matriz seleccionada fue V y pm=(i,j).

TESIS CON
FALLA DE ORIGL:N
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Individuo original:

2 Viz
U2z Vaz
U= V=
U2
< Uga’ ExM, S Vg MxS

Nuevo individuo:: =

_MxS

donde k es una constante elegida aleatoriamente dentro.de un- cierto

Elitismo -

Al llevar a cabo la seleccion vamos a conservar siempre el mejor indivi-
duo de la poblacion. De esta manera el individuo dela nueva poblacién
sera por lo menos tan bueno como el mejor de la anterior. :

Iteraciones

Después de aplicar los operadores cruza y mutacién a la poblacién, ob-
tendremos una nueva poblacién. Los individuos que no hayan sido mo-
dificados, pasaran a la nueva generacion integramente. Con estos nue-
vos individuos repetiremos los incisos B, C y D. Si alguno de los indi-
viduos tiene un desempeiio satisfactorio, el algoritmo se detiene, si no,

continlia el proceso (incisos E, F y G). TESIS CON
FALLA DE ORIGEN
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PCruza y PMuta son constantes que se cligen al construir la aplicacidn,
Si el porcentaje de mutacion PMuta, es muy grande, puede provocar
que se pierda informacion historica sobre los individuos, si es muy pe-
quefio, puede caerse en un 6ptimo local, ya que los individuos producl-
dos por cruzamiento, no producen informacién nueva.

En esta implementacion elegimos PCruza=80% y PMuta=20%, ya que
fueron los valores que produjeron los mejores resultados.

Ya que cada individuo esta compuesto por 48 nimeros reales (elemen-
tos de matriz), la probabilidad de mutacidén para cada dato es de 0.4%
(0.2(1/48)=0.004), que coincide con el porcentaje de mutacidn que ge-
neralmente se utiliza.

A continuacion (Fig. 14) se muestra un esquema del funcionamiento del
algoritmo genético en conjuncion con la red neuronal y el sistema dina-
mico a tratar.

l matrices de pesos
RED NEURONAL SISTEMA DINAMICO
NiyoorsXn' -/
' aw T A Vi Va
nucva a0 i
poblacion . - "
(matrices Evaltia Individuo ;
de pesos)
. I Sclccmon E
{ Cruza y Mutacion

B T Fig. 14, Entrentuniento de la red
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Como. primer paso la red neuronal recibira un conjunto de matrices de
pesos: (individuos), y una entrada (serie de tiempo de la posicién de la
particula“en el potencial). Con cada individuo se calculard una salida
(parametros estimados a y w), que pasara al sistema dinamico. El siste-
ma producira una serie de tiempo de la posicioén y la velocidad con los
pardmetros a.y w estimados. Esta serie de tiempo se comparara con la
real y en base a esto se evalia al individuo. Se aplican los operadores
seleccion, cruza y mutacion a todo individuo de la poblacién, esto pro-
duce una nueva poblacion, con la que trabajara la red neuronal nueva-
mente. Este proceso se repetird hasta encontrar un individuo cuyo des-

empefio sea el deseado.

3.3.2. Pseudocédigo

El pseudocédigo de una red neuro-genética es el siguiente:

TESIS o

FALLA DE ( ORIG‘EI\L.
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COMIENZA RED NEURO-GENETICA -

valor, ﬁ_|o “//porcentaje de mdxvtduos a cruzar
alor ﬁJO //porcentajc de individuos a mutar

S PARA cagla‘mdvlwduo de la poblacion
-+ inicializa'los pesos de ambas matrices (U y V)

“se jasngna"le:i'éﬁtrada a los nodos de la capa inicial
'REPITE
'PARA cada individuo de Ia poblacion
sc propaga la seiial en la red obtcnicndo asi una salida

se evaliia la salida asignandole una medxda de desempeiio

se hace una selecc:én de mdlwduos (método dc 1a rulcta)

REP[TE : : -
elige dos mdlwduos para cruzar
©.cruza mdlwduos E

duos cruzados

mdxvnduo para mutar
“ muta individuo
HASTA alcanzar un PMuta de mdlwduos mutados

HASTA que se encuentre un individuo satisfactorio

TERMINA
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3.4 Algoritmo

En este momento hemos expllcado como se construye cada’ una de las’
partes que conforma nuestro sistema computacnonal lared neuronaj el
entrenamiento mediante un algoritmo genético y el 1amico
(motor molecular). o

En esta seccion, explicaremos como funciona el.algo estas
tres partes, formando asi, el sistema que hemos. desarrol]ad G

Los pasos mas generales que sigue el algontmo se enhstan a contmua—
cion: ‘

i - Para poder estimar los parametros deseados (a y W) necesi-
- tamos tener una serie de tiempo de la posicion y de la veloci-
dad de la/particula. En este caso, estamos trabajando con se-
ries “de ‘tiempo de 1000 datos, obtenidas numéricamente.
Guardamos los parametros reales (con los que obtuvimos
nuestras series de tiempo), unicamente para demostrar que
‘los valores de los parametros obtenidos por la red tienen un
error tan pequefio como nosotros queramos (evidentemente
los parametros reales no se utilizan en el algoritmo). Para fu-
turas aplicaciones puede trabajarse con series obtenidas ex-
perimentalmente.

il. Se genera una poblacion inicial, en este caso de 10 indivi-
duos, cada uno de los cuales es una matriz de pesos

iii. Se obtiene la entrada de la red neuronal, que esta dada por
10 valores de mediciones sucesivas de la posicidon y la velo-
cidad de la particula (los 10 primeros valores de ambas series
de .1empo) : :

iv. A partir ae la entrad 'se calcula una salida, utilizando cada
unc de ]os mdwlduos (matnces de pesos) generados en (i).

[ *erIS CON
FALLA DE ORIGEN
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vi.

vii.

vii

i.

.ca una serie de tlempo COD unerror. e: 1

La red genera dos salidas: los parametros a'y w. Con estos
parametros calculamos la posicion y la:velocidad de la parti-
cula, iterando 1000 veces el método Runge-Kutta.

Comparamos las series de tiempo originales con las obteni-
das utilizando los parémetros estimados y para cada indivi-
duo obtenemos un error ei calculado medlante minimos cua-
drados:

e=Z ((x; - x;)/1000)*

A cada individuo le asignamos una medlda de desempeno f

(ﬁtness) utnhzando el error:

= 1/ +1)

de forma que f e[0,1], por lo que un mlelduo i que produz-
0; tendra una medl-

da de desempeno fi=1"

Una vez. que le hemos asngnado una medlda de desempeno a
cada individuo' de la- ‘poblacién,’ procedemos a- aplicarle:los
operadores de los algoritmos’ genéticos; como indicado ‘en la
seccion anterior. Esto generara una nueva poblacién.

Con la nueva generacién repetimos del inciso (iv) al (vii). El
ciclo se termina cuando se encuentra un individuo con el
desempeiio deseado, o si se exceden el nimero de genera-
ciones (o iteraciones) permitidas, en caso de que el problema
no llegara a converger.

3.5 Pseudocédigo

El pseudocodlgo del sistema se enlista a continuacioén.

x"

o

i
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COMIENZA

- Abre grificos

~ Abre archivos para guardar resultados

- Inicializa Motor Molccular (real)

- Datos Motor Molecular

- Ejecuta Sistcma (datos reales)

- Inicializa Red

- Inicializa Motor Molecular (estimado)

- Inicializa Red (dltimo individuo de l‘abpoblaci()n)

PARA cada individuo de la poblacién:
- Inicializa Red ’
- Inicializa Pesos
- Fija Entrada
- Propaga Red
- Evalua Individuo

- Encuentra mejor Individuo -

REPITE:
- Selecciona nueva poblacion
- Seleccidn cruza
- Muta Individuo
Para cada individuo de la poblacion:
- Propaga red
- Evalua Individuo
- Elitismo generacion
- Repoita resultados
HASTA que se cumpla el criterio de paro o sc exceda
cl nimero de gencraciones permitidas.

- Cierra graficos
- Cierra archivos

TERMINA

[ TESIS Con

[FALLA DE Orloey
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3.5.1 Datos del sistema

La implementacion del sistema estd hecha en el lenguaje C. El codigo
esta incluido en el apéndice D. A continuacion se enlistan algunos de los
datos importantes que fueron utilizados:

Red Neuronal:
- Numero de capas en la red 3
- Nuamero de neuronas en la capa inicial: E=3
- Numero de neuronas en la capa media: M=10
- Numero de neuronas en la capa final: E=2
- Funcién de activacién: Sigmoide, 8(x)=1/(1+e™), k=3
- Valores de los pesos de conexion en el intervalo [0,1]

Algoritmo Genético:
- Ntmero de individuos en la poblacién: POB=10 -
- Genotipo formado por 48 nimeros reales.
- Probabilidad de cruza: PCruza=80%
- Probabilidad de mutacidon: PMuta=20%
- Maximo namero de generaciones: 5000
- Criterio de paro: desempefio>0.99999"

Runge-Kutta:
- Orden: 4to
- Intervalo de tiempo: dt—O 05
- Parametro b fijo: b=0.1.
- Nuamero de iteraciones: N—lOOO

Los datos de la red neuronal fueron elegidos expenmentalmeme Se” °

hicieron pruebas ejecutando el sistema, con diferentes datos-y:se llegd a:
la conclusion que los elegidos eran los que producian un comportamlen- ;
to optimo. El criterio siempre es, disminuir nimero de iteraciones, y
disminuir el tiempo de cada iteracion. Muchas veces estos dos criterios
se contraponen, por egjemplo, si aumentamos el nimero de neuronas en
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la capa intermedia, quizé haya una convergencna en un menor numero de
iteraciones. pero cada iteracion tomara mas tiempo. Para elegir los datos
de los algoritmos genéticos: numero de individuos por poblacién, por-
centaje de cruza, y de mutaciéon ocurre algo similar. Si aumentamos el
nimero de individuos, se requieren menos iteraciones para llegar a una
solucion satisfactoria, sin embargo cada iteracidon es mas lenta. En los
ejemplos tratados en este trabajo (capitulo 4), elegimos como criterio de
paro el encontrar un individuo con un desempeiio mayor que 0.999999,
Esto se puede modificar, dependiendo de las necesidades de la aplica-
cion que le estemos dando al sistema.

| TESIS CON
3.6 Otros métodos | TALLA DE ORIGEN

En este trabajo elegimos para resolver el problema utilizar un método
hibrido, que utiliza redes neuronales y algoritmos genéticos para el en-
trenamiento. Este método resultd sumamente adecuado para la estima-
cion de parametros que llevamos a cabo.

Ya que nuestro sistema es no lineal y tiene comportamiento cadtico para
ciertos valores ae los pardmetros, no fue conveniente utilizar métodos
tradicionales (e g metodos estadisticos o probabxhstlcos)

Las altematlva/ que’: consxderamm para resolver el problema fueron
redes neuronales,entrenadas mediante retropropagacxon y algontmos
genetxcos puros v

La desventaja que encontramos en utilizar una red neuronal entrenada :

con retropropagacion, es que a diferencia de la red qeuro—genenca ini-

cialmente se parte de una sola red (inicializada aleatoriamente), y de ahi -

debe de llegar al resultado adecuado. Nuestro método parte de 10 redes
diferentes, y hace una bisqueda a partir de cada una de ellas. Esto por

un lado, hace que cada iteracion sea mas lenta, pues tenemos dos méto-

dos anidados, pero el hecho de llevar a cabo una busqueda paralela
hace que el sistema converge mas rapidamente. Asi con redes neuro-
genéticas tenemos que cada iteraciébn es un poco mas lcnta, con la
ventaja de que se requieren muchas menos iteraciones. Tomando en
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taja de que se: reqmeren muchas menos iteraciones.: Tomando en cuenta
estos dos factores pensamos que la‘red neuro- genetxca resultana mas
eficiente, . :

Para decidir entre utilizar un algoritmo genético puro y una red neuro-
genética, construimos ambos y los probamos con un problema de esti-
macion de parametros mas sencillo que el tratado en este trabajo. En el
algoritmo genético, los individuos estaban dados por el conjunto de pa-
rametros a estimar. La red neuro-genética funcionaba de la misma mane-
ra a la utilizada en este trabajo. Observamos que la red neuro-genética
requeria muchas menos iteraciones que el algoritmo genético. En el al-
goritmo genético encontramos que lo optimo era trabajar con genera-
ciones de 100 individuos, en contraste con la red neuro-genética donde
utilizamos solo 10,

La implementacion fue hecha en el lenguaje C. No utilizamos bibliotecas
o toolkits como las de Mathlab para los algoritmos genéticos o las redes
neuronales, porque por un’lado, queriamos implementar funciénes que’
cubrieran especificamente las necesidades de nuestro sistema, y por. otro
sabemos que cualquier implementacién en C es mucho mas eficiente y
tiene un tiempo de ejecucién mucho menor.
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Resultados

Hicimos mas de 100 pruebas de nuestro sistema para diferentes valores
de los parametros. Se observd que el sistema es confiable y eficiente
tanto para trayectorias periédicas como para trayectorias caoticas.

En cada ejecucion, el programa utiliza una serie de tiempo de la posiciéon
y una de la velocidad de la particula ¢n el potencial, generadas numéri-
camente. En base a esto la red estimara los valores del conjunto de pa-
rametros que produjeron estas series. Mostraremos tres ejemplos signi-
ficativos de diferentes corridas. En el primero se obtiene una trayectoria
periddica con corriente positiva, en el segundo una trayectoria periédi-
ca con corriente inversa y en el ultimo se produce una trayectoria cadti-
ca. Las iteraciones del programa se detienen cuando se encuentra un
individuo con un desempefio f = 0.9999990, lo cual significa que, el
error e sera e < 107, Si es necesario, se puede obtener un error menor,
para lo cual se requerira un mayor nimero de iteraciones

Para cada caso (Figs. 17, 23, 29) graficamos la evolucion del desempe-
fio del mejor individuo de cada poblacién a través de las generaciones.
Como es caracteristico en los algoritmos genéticos. en cada una de estas
graficas se observa una mejora dramatica en las primeras generaciones,
posteriormente se aproxima lentamente al 1, siguiendo un comporta-
miento de saturacién. Se observa en los tres casos que se alcanza un
desempefio bastante bueno en las primeras 100 generaciones.

Las figuras 18, 24 y 30, nos muestran para cada ejecucion, el promedio
del desempefio de todos los individuos de la poblacién, en cada genera-
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Las figuras:18, 24 y 30, nos muestran para cada ejecucic’m el promedio
del desempefio de todos los individuos de la poblacxon en cada genera-
cién. En'los tres casos se observa que ¢l promedio es mayor que 0.6. En
general a través de las generaciones el promedio fluctia’en un rango no
muy amplio, sin tener una tendencia marcada a ni disminuir ni a aumen-
tar. Se considera que se ha alcanzado la meta y se detiene la ejecucion
del programa, cuando se encuentra un individuo con el desempefio de-
seado, por lo que no necesariamente todos los individuos de la genera-
cion tienen que ser igual de buenos. Sin embargo, si es necesario que el
promedio de cada generacién se mantenga dentro de un cierto nivel, ya
que de ahi deben de salir los individuos de la siguiente generacion (me-
diante cruzas y mutaciones) y se espera que cada vez el mejor individuo:
cada generacion vaya teniendo un nivel de desempefio mas alto. - T

Finalmente graficamos la desviacion estandar del desempefio de los
individuos de cada generacién (Figs. 19, 25, 31). Observamos que en los
tres ejemplos la fluctuacion es menor que 0.4, lo cual es bueno, ya que
por un lado una fluctuacidon demasiado pequefia, implicaria una falta de
diversidad en los individuos, lo que podria provocar que se cayera en un
optimo local, y por otro lado fluctuaciones demasiado grandes implica-
rian que nuestra biisqueda es equivalente a una blisqueda estocastica.

Ve T VM‘-\
\

4.1 Trayectoria peri6édica LR I

En este ¢jemplo se muestra el comportamiento de la red cuando trabaja
con una trayectoria periddica. En la figura 15 se grafica la posicion co-
mo funcién del tiempo, se observa que la corriente ‘es. posmva En la
figura 16 se grafica la velocidad de la pamcula co funcion del tiem-
po, la cual enk este caso, tlene un comportarmento pe édico de penodo

£

Ya que la"trayectoria’ que s:gue Ia pamcula es periodica,la trayectona
producida con los parametros reales es idéntica a’la que se obtiene con
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los parametros estimados (Fig. 15). De igual manera, la grafica de la
velocidad es idéntica en ambos casos (Fig. 16). =~ -

En la figura 17, graficamos el mejor desempeiio de cada generacion,
durante las primeras generaciones, que es donde realmente hay un cam-
bio sustancial. Un desempefio mayor que 0.999 se alcanza con 59 itera-
ciones (generaciones) y uno mayor que 0.9999 se alcanza en la iteracion
nimero 110 y para obtener el desempefio deseado son necesarias 134
iteraciones. Estos valores varian en cada ejecucion del programa, ya que
los pesos de la red son inicializados aleatoriamente.

Los datos obtenidos son:

a ' b w
Parametros Reales 0.071000 F1IJO (0.100) | 0.670000
Parametros Estimados 0.071003 FIJO (0.100) 0.669997
Error aproximado 3x10° - 7x10%
Numero de generaciones: 134
Desempefio: 0.9999992

Error: : - < 10'7

El error obtemdo es calculado comparando ambas series de tiempo (la
real y la producida por Lro estlmados) utilizando un criterio
de minimos cuadrados erente al ‘¢ error que tienen los parametros.

Enla ﬁgura 18 se observa que el valor promedlo del desempeifio de cada
generacion esta aproxnmadamente entre 0.5y 0.7

ESTQ CON
FALLA DT ORIGEN
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Fig 15. Traycctoria periodica: posicién contra tiembo .
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Fig 16. Trayectoria periodica: velocidad contra tiempo
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mejor desempefio

desempefio promedio
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Fig 17, Truycclorin beriédica: rﬁéjor deéempeﬂo de la poblacién
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Fig 18. Trayectoria periddica: desempefio promedio de la poblacién
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0.45
0.4
0.35
0.3
n.25
0.2
0.15
0.1
0.05

desviacion estindar

generacién

Fig 19. Trayectoria periodica: desviacion estdandar

los mismos datos, en la siguiente
1 ultados de 20 corridas diferentes
elegidas al azar, obteniendo’en promedio 409.05 generaciones necesa-
rias para obtener: el resultado deseado (un desempeno mayor que
0.999999), donde el mejor ‘resultado es de 134 generaciones y el peor es
639. El algoritmo tiene un comportamiento estable, ya que en ninguna
ejecucion se requirid un nimero excesivamente grande de iteraciones.

700
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200
100

generaciones

19 20

14 15 16 17 18

10 11 12 13

experimento

Trayectoria periodica: nitmero de generaciones por experimento
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4.2 Trayectoria periédica con corriente inversa

En este caso elegimos una trayectoria periédica, cuya corriente es nega-
tiva, se grafica su trayectoria como funcion del tiempo (Fig. 21) y la
velocidad como funcidn del tiempo (Fig. 22). En este caso tiene un
comportamiento periodico de periodo 4,

Al igual que en el ejemplo, antenor la trayectona producxda con los pa-
rametros reales es idéntica’ ‘la; que se ‘obtiene con los parametros esti-
mados (Fig."21) y la graﬁc de la velocndad también es idéntica en am-
bos casos (Fig. 22). Rt

El comportamiento de,la grafica del mejor desempefio (Fig. 23) es simi-
lar al del ejemplo anterior. En este caso, el desempeiio deseado se obtie-
ne después de 206 generaciones. Un desempefio mayor que 0.999 se da
después de 94 iteraciones, uno mayor que 0.9999 se alcanza en la itera-
cion nimero 185, y un desempefio de 0.99999 se alcanza en 198. En
este caso se mantiene en un desempeiio cercano a 0.96 hasta la genera-
cion 66, a partir de la cual se inicia una mejora mas dramatica.

En las figuras 24 y 25 se muestra el promedio del desempefio de cada
generacion y la desviaciéon estandar del desempefio respectivamente.
Observamos que el desempefio promedio se encuentra aproximadamente
entre 0.6 y 1'a través de las distintas iteraciones.

Los datos obtenidos son: -

A B w

Parametros Reales 0.082000 [FIJO (0.100) 0.670000
Parametros Estimados | 0.081992 |FIJO (0.100) 0.670012
Error aproximado 8x10° - 1x107°
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Numero de generaciones: 206

Desempeiio:
Error:

velocidad

0.9999999
<107
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Fig 21, Trayectoria peridédica con corriente inversa: posicién contra tiempo
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Fig 22. Trayectoria periodica con corriente inversa: velocidad contra tiempo
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Fig 23. Traycctoria periédica con corrientc inversa: mejor desempeiio de la poblacién
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Fig 24. Trayecioria periddica con corriente inversa: desempeiio promedio de la poblacion
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Fig 25. Traycctoria periddica con corriente inversa: desviacion estdndar de la poblacion

Para este conjunto de datos- tamblen reahzamos varias ejecuciones. De
nuevo tomamos 20 al azar mostramos Ios resultados‘en "la s:gulente
grafica (Fig. 21). En este ca: “hi:
ciones y la peor en 693 sromedio de generaciones (o iteraciones)
necesarias para alcanzar la meta propuesta es 369.10.
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Fig 26. Travectoria periodica con corriente inversa: nitmero de generaciones por ejecucion
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4.3 Trayectorias caéticas

A continuacién trabajaremos con una trayectoria cadtica. En este caso,
observamos una divergencia, después de un cierto tlempo entre la tra-
yectoria real y la trayectoria obtenida con los parametros estlmados (fig.
27), lo mismo ocurre cuando graficamos la velocxdad en funcién del

tiempo (fig. 28).

Como ya mencionamos, los ratchets son un sistema dinamico no lineal,
por.lo que para ciertos valores ‘de. los parametros tendremos trayectorlas
cadticas, como ocurre en este caso. Un sistema cadtico tiene una sensi-
bilidad muy alta a llgeros cambios en las condiciones iniciales o en los
parametros. Podemos observar que el error de los parametros obtenidos
es muy pequefio (parecido al del caso periddico). Sin embargo, después
de un cierto tiempo, la trayectoria obtenida con los parametros estima-
dos diverge de la trayectoria real/ (fig. 27). El tiempo en que permane-
cen juntas las dos trayectorias aumenta conforme disminuye el error, y
esto se logra aumentando la precision del criterio de paro, lo que au-
mentara el nimero de iteraciones (generaciones) y por lo tanto el tiempo
de ejecucién. De manera analoga, en la figura 28 observamos la grafica
de la velocidad real en funcion del tiempo y la obtenida con los parame-
tros estimados. Ambas graficas divergen aproximadamente en el mismo
tiempo en el que se separan las dos trayectorias (fig. 27).

En la figura 29 podemos observar la evolucién del desempefio del mejor
individuo. En este caso se llega a un individuo con el fitness deseado
después de 145 generaciones. Un ﬁtness de O 99999 se alcanza en 130
generaciones y uno de 0.9999 en 130.; :

Las ﬁguras 30y 31 donde se observa' omedlo del fitness por gene-
racion y la desviacion estandar,: muestra In‘comportamiento semejante
al ocurrido en el caso de las’ trayectorlas perlodlcas

Los datos obtenidos son:
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a b w
Parametros Reales 0.080800 | FIJO (0.100) 0.670000
Parametros Estimados 0.080801 | FIJO (0.100) 0.670032
Error aproximado 10° - 3x107°
Numero de Generaciones: 145
Fitness: 0.9999992
Error; = 107
4
3_.
2 ] f.
= - ;
ﬁ 1 trayectoria real
g 1 /\I\\ l trayectoria estimada
0 1S \A/
-1 \/
2
"8 EEIT QRS 2EE2S s s
REEsRrLEERRaEBEEREER S

tiempo

* Fig 27. Trayectoria caética: posicién contra tiempo
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Fig 28. Trayectoria cadtica: velocidad contra tiempo
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Fig 30. Traycctoria caética: fitness promedio de la poblacién
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Fig 31. Trayectona cadtica: desviacidn estandar
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Igual que en los dos casos anteriores, probamos nuestro programa con
estos datos llevando a cabo multiples ejecuciones. En la siguiente grafica
(fig. 32) observamos el desempefio en 20 casos diferentes. El promedio
de iteraciones necesarias para alcanzar la meta es 398.05, la mejor eje-
cucion se da en 145 iteraciones y la peor en 717. El desempefio del
programa es parecido con trayectorias periddicas que con trayectorias
cadticas.

generaciones

ejecucién

Fig 32. Trayectoria cadtica: niimero de iteraciones por generacidén
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Discusion y conclusiones

Conforme ha avanzando el desarrollo de las teorias y arquitecturas de
las redes neuronales y los algoritmos genéticos, el alcance de sus aplica-
ciones ha crecido rapidamente.

Existen muchas aplicaciones computacionales donde se trabaja con pro-
cesos dinamicos que no se pueden resolver de manera eficiente mediante
algoritmos secuenciales y por lo tanto son especialmente dificiles de
abordar con métodos tradicionales. Herramientas como las redes neuro-
nales 'y los algoritmos genéticos, utilizan un mecanismo inteligente que
no requiere modelos matematicos precisos o parametros accesibles de
sistemas fisicos.

El lograr una estimacion confiable de los parametros de un sistema,
puede ser necesario en muchos problemas de la ciencia, la ingenieria y
las ciencias sociales. La estimacidon de parametros de un sistema dinami-
co no lineal es un problema computacional complejo, para el cual las
redes neuronales y los algoritmos genéticos resultan especialmente (ti-
les.

En este trabajo se construyd una red neuronal entrenada mediante algo-
ritmos genéticos capaz de estimar los parametros de un sistema dinami-
co no lineal, con comportamiento cadtico. Existen muchos problemas en
diversas disciplinas, modelados mediante un sistema dinamico no lineal
donde es de gran utilidad estimar los parametros a partir de una serie de
tiempo de alguna variable del sistema. La red que implementamos en

LFALL“A
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este trabajo se puede, en principio, adecuar a cualquier problema de este.
tipo y estimara los parametros eficientemente.

Consideramos utilizar algun otro método (redes neuronales con retro-
propagacion o algoritmos genéticos puros) pero llegamos a la conclu-
sién de que el método mas eficiente para resolver nuestro problema en
particular, era utilizar una red neuro-genética.

Como sabemos, tanto las redes neuronales como los algoritmos genéti-
cos muchas veces se construyen de forma artesanal, por lo que la elec-
cién de ciertos parametros como niimero de capas, nimero de neuronas
por capas, nimero de individuos por poblacién, porcentaje de indivi-
duos que seran cruzados y mutados, etc., se eligen experimentalmente.
El criterio siempre es, disminuir namero de iteraciones, y disminuir el
tiempo de cada iteracion estos dos criterios frecuentemente se contra-
ponen. En este trabajo hicimos pruebas variando estos datos, hasta en-
contrar un conjunto que datos que hicieran que nuestro sistema trabajara
de manera 6ptima

Para probar el funcionamiento de la red neuro-genética que construi-
mos, se tomo como caso de estudio un rarchet determinista, un sistema
de una particula en un potencial peridédico asimétrico, sobre la cual actiia
una fuerza externa armonica. Este sistema complejo, altamente no lineal
y no integrable, es de sumo interés tanto por sus aplicaciones bioldgicas
como por la dinamica que presenta.

La red estima de manera eficiente y confiable los parametros en este
sistema, tanto en los casos en los que la particula en el potencial exhibe
un comportamiento con cierta periodicidad, como en los casos en donde
el comportamiento es cadtico.

Como era de esperarse, las trayectorias cadticas reales se separan de las
trayectorias obtenidas utilizando los parametros estimados, que gene-
ralmente tienen un error del orden de 10, Esto es debido a la alta sen-
sibilidad que tienen los sistemas cadticos a ligeras perturbaciones en las
condiciones iniciales o los parametros en este caso. El tiempo que las
trayectorias permanecen juntas puede aumentar si disminuimos el error
en la estimacion, lo que se lograra con un nimero mayor de iteraciones
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del programa. Dependiendo de la aplicacion que se le quiera dar al pro-
blema, se decide la precision que se necesita, tomando en cuenta que
mientras mas preciso sea el resultado el tiempo de ejecucion serd mas
largo.

Consideramos que la contribucién de este trabajo, es: por un lado, la
creacion de un sistema computacional 0til para resolver el problema de
estimacion de parametros, mostrando de esta manera la gran utilidad de
las redes neuronales y los algoritmos genéticos, como una herramienta
computacional, capaz de superar otras técnicas computacionales con
mucha ventaja, y por otro lado, abrir un camino en la dificil tarea de
caracterizar la dinamica de los ratchets, donde, a pesar del gran auge
que ha tenido la investigacion en el tema en los ultimos afios, ain queda
mucho por hacer.

Dadas las multiples aplicaciones que tienen los ratchets, consideramos
que las contribuciones que se puedan hacer en este campo, por medio de
nuestro enfoque pueden resultar de suma importancia.
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Apéndice A. Estructuras de datos

Para hacer mas eficiente y ordenado el sistema, se utilizan las siguientes
estructuras en las que se definen nuevos tipos de datos.

i) Estrucﬁi a ‘dt_a'una capa

En esta estri tura se defne una capa k de una red neuronal. La es-

: ]Slgulente capa (la capa inicial k; con la capa media 6 la capa me-
dia k con la- capa final). Los pesos estan dados:por nimeros
: reales v el campo se define como un doble apuntador a,un datok

"Un campo donde se almacenan las salx
~capa k Las salldas estan dadav por na

Nombre de la estructur
Campos . real o
re@arlf'

ii) Estructura de una red y

En esta estructura s¢ deﬁne a red neuronal r. La_estructura contie-
ne los siguientes campos: "
ESIST
s /

# r
. / ORJGIW
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- Un campo donde se almacena la capa inicial de Ia red Este esta”
definido’ por un’ apuntador a un dato de tipo' cap: *"(deﬁmdo en
(1)) i.e. un arreglo unidimensional de capas. o

- Un campo donde se almacena la capa medla de la‘red Tamblen,
defmxdo por un apuntador a un dato de t:po cap : o

iii) Estructura de un r'atch’et

En esta estructura,se deﬁne un sxstema de tlpo ratchet La estructura
contiene los mgulentes campos

- Un campo donde se almacena la serie: de tlempo de la posxclon
de la’particula en el potencial. Sc ‘define como un apuntador a
datos de tipo real, i.e. un arreglo unidimensional de nimeros
reales.

- Un éampo donde se almacena la serie de tiempo de la velocidad
de la particula en el potencial, definido igual que en el caso ante-
rior.

B Se i |
[ i | 1
i

T
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- Un campo de tipo real donde se almacena la masa de la particu-
la. g

- Un campo de tipo real donde se almacena la frecuencia de la
fuerza externa aplicada a la particula.

Nombre de la estructura: ratchet

Campos: double *X (serie de tiempo de la posicién)
double *V (serie de tiempo de la velocidad)
double m  (masa de la particula)
double w  (frecuencia de la filerza externa)

[
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Médulos del sistema

Apéndice B. Descripcion de los médulos del sistema

Médulo Principal

En este modulo se encuentra el ciclo principal del programa. Cada itera-
cidon de este ciclo es una generacién con una nueva poblacion cada vez.
Hace las llamadas a los modulos importantes del sistema.

Modulos de 1a Red Neuronal

1)

2)

3)

4

5)

Inicializa red : S
Reserva espacio en memoria para. los campos de un dato de tipo
red e inicializa los parametros: ﬁtness y: resultado en’ ceros y fija
el nimero de nodos de las capas inicial'y medla &

Fija entrada : B
Le asngna los valores de entrada

Propaga Red
Propaga la senal de la red, llama

las funciones (4) y (5).

Propaga Media : R N
Propaga la sefial de la capa in es decir, cal-
cula la salida de la capa media St n
Propaga Final P :
Propaga la sefial de la capa medla a la capa ﬁnal es decnr calcula
ia salida de la capa final. SRR s '

O

LSS S )
,, by § e
\j.lb ‘) ;_}:.- B
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Moédulos del Algoritmo Genético

1))

2)

3)

4) S

5)

6)

7

8)

Inicializa individuos
Inicializa a cada individuo (matriz de pesos) de la poblacidn, i.e.,
le asigna un valor aleatorios a cada peso dentro de la matriz.

Evalia individuo

Evaltia a un individuo, asignandole una medida de desempefio
(fitness) segin su desempefio. Esto lo lleva a cabo comparando
la serie de tiempo que se obtiene con los parametros estimados,
con la serie de tiempo buscada y calcula el error utilizando
minimos cuadrados. A partir de este error se calcula el fitness.

Seleccion ! :
Selecciona por el método de la ruleta a los mdlwduos que pasan
a formar parte de la nueva generac:on e

Seleccion Cruza
Selecciona aleatoriamente a dos 1nd1v1duo qu

Cruza Individuos e vl
Cruza dos individuos, dlvndxendolos en.un punto élegldd aleato-
riamente y concatenando el prmcnplo del pnmero con el ﬁnal del
segundo y viceversa. :

Muta Individuos : SR
Muta un individuo modxﬁcando un de los’ pesos de su matnz
multiplicandolo por una constante aleatorla

Elitismo Generacion

Sustituye al peor individuo de la generac1on por el mejor indivi-
duo de la generacion anterior, si el nuevo mejor individuo es me-
jor que el anterior, lo sustituye.

Mejor Individuo
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“Médulos del sistema

Guarda el mejor individuo de la poblac10n en el ultimo lugar del
arreglo de individuos.

Moédulos del Sistema Dinamico (Ratchet)

D

2)

3)

Moédulos adicionales

1)

2)

3)

4)

5)

Inicializa Ratchet
Reserva espacio en memoria para todos los campos de un dato

de tipo ratchet y fija los parametros my w.

Datos Ratchet
Asigna los valores al ratchet original.

Ejecuta Sistema
Aplica el método Runge-Kutta de cuarto orden a la ecuacion de
movimiento del sistema dinamico ratchet.

Ordenamiento
Ordena los individuos (matrices de pesos) segin su fitness, utili-
zando el método de la burbuja (bubble sort)

Busqueda
Dada la medida de desempeiio relativa de un individuo, lo busca
en la poblacion utilizando una biisqueda binaria.

Inicializa Aleatorio S
Inicializa la semilla para la generacién de niumeros aleatorios.

Genera Aleatorio : "
Genera un nimero aleatorio entre na cota’ mfenor y superior.

Reporte
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6)

7)‘

Escnbe a drchxvos los datos que utlhzaremos despues pa.ra anah-

zar, los resultados o
leUJa e_]es S

Innc;al[za graﬁcos
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Cédigo del programa

Apéndice C. Cddigo del programa

#include <stdio.h>
#include <stdlib.h> I %(“
#include <conio.h> VBl

#include <math.h>

#include <graphics.h>

ON
ORGE PN

\2 M L

/***x*xx*x MACROS *****/

#define N 1000 //Numero de muestras tomadas para la

evaluacidén

#define POB 10 //Numero de individuos en la poblacién
#define MAXGEN 5000 //MAximo numero de generaciones
#define PMUT .8 //Probabilidad de mutacidn

#define PCRU .6 //Probabilidad de cruza

#define E 10 / /Numero de nodos capa inicial
#define M 4 / /Numero de ncdos capa media
#define datos 2 //Numero de datos a encontrar

#define PI (2*asin(1))

#define e 2.71

/****x ESTRUCTURAS **=**/

/* Estructura de una capa */
typedef struct {

double **W; //Matriz de pesos
double *S; //Salida de la capa
int nodos; //Numero de nodos

}capa;

/* Estructura de una red */
typedef struct (

capa *inicial; //Capa inicial

capa *media; //Capa media
double *result; //salidas de la red
double fitness; //Desempefio de la red

Yred;

/* Estructura del ratchet */
cypedef struct (

double *X; //Serie de tiempo posicidén
double *V; ‘//Serie de tiempo velocidad
double m; / /Masa
double w; //Frecuencia

}ratchet;
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; **xx* DROTOTIPOS *»x**x%x/
void ejecutaSistema(ratchet *RAT, int s, int c);
void cruzalIndividuos(red *R1l, red *R2);
void inicializaRatchet (ratchet *RAT);
void igualaRedes(red *R1l, red *R2);

/*x**** DEFINICION DE FUNCIONES *****/

/* GENERACION DE NUMEROS ALEATORIOS */-”~—“‘

'Y 71\'\‘1\\‘\-

/x* AF ‘“"”O (J l 7
Inicializa Semilla A ]

*xy -JDE OR[G'EN
void inicializaAleatorio() BT 1

{
srand(4715) ;

}

/** N

Genera numero real aleatorio entre inf y sup

**y T
doub;elngm o l,acorlo(double inf, double sup)

{ ) :
return ((double)rand()/RAND MAX) * (sup—-inf)+inf;
}

/* I‘I\iICjIﬂAVIiIVZAQiO”NV DE LA RED */

/w* . 8 B
'Reserva espac1o en memoria e inicializa: 1os para-—
metros: ,‘ de la red

**/ '
void: 1n1c1allzaRed(red *R})

{

intc i;

R->inicial=(capa*)malloc(sizeof (capa));
R->media ={(capa*)malloc(sizeof (capa)):;

R->inicial-»nodos=E;
R-»>media->nodos =M;

R->inicial->S=(doubkle~'calloc(E,sizeof(double)) ;
R-»miredia->S =(double*)calloc(M,sizeof (double));

R—>1nigial—>w=(double**)calloc(E,sizeof(double*));
R->media->W =(double**)calloc(M,sizeof (double*));

R->result=(double*)calloc (datos,sizeof (double));
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for (i=0; i<E; i++)
R—>1nic1al—
>W[1]-(doub1e*)calloc(M 51zeof(double)),~
for (i=0; i<M; i++)
R- >med1a-
>Wlil=(double*)calloc (datos, sizeof(double)), S
for (i=0; i<datos; i++) :
R—>resu1t[1] 0;
R->fitness=0; i
}

VAR
Inicializa los pesos de las’ matrlces de cada capa

aleatoriamente
**/ o ; L :
void -inicializaPesos{red *R, .double inf, double

. sup) . H 3 s .

for(i 0 i<E; i++)
S e or(J 0; j<M; J++)
. ‘R=>inicial- -
>W(i] (3] —numeroAleatorlo {(inf, sup) TEqu CON
for(i=0; i<M; i++) -
for(J 0; j<datos; j++) “‘ "R O ? T

‘ - R->media- A.TJ:’. : _.':'_’.;;;.:-ir G N v

>W[i][j]=numeroAleatorlo(1nf,sup),

/**
Inlcla‘lza la entrada de la red
**/

voicd f1jaEntrada(red *R double *X)

int i;

for (i=

/* EJECUCION DE LA RED NEURONAL. */
. Propaga de'iéncapé inicial a la capa me-
dia vy

Yoid propagaMedia(red *R)
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int i j,
double suma,
for(1 0; 1<M, i++)

ssuma=0;-

. for(j=0; j<E; Jj++) _
S.suma+= (R->inicial- >S[j])*(R->1n1c1a1-
>W[FI[i))

e R=>media->S([i]=1/ (1+pow(e,3*suma))’; .
//sigmoide- e :

}

b

/**

Propaga" la sefial de la capa medla a la capa final
**/ :
vqld propagaFinal (red *R)

int i, 3;
double suma;

for(i=0; i<datos; i++) { .-
' suma=0;
for (j=0; J<M; Jr+).
X suma-+= (R—>med1a—>s[j])*(R->med1a—
>W{ji(il);
;. R=>result[i]=suma;

R->result[0]/=10;
D I FRP

/**
Manda 1llamar a las funciones que propagan 1a se-
fial por ~la red
'*/
void propagaRed(red =~R)
{

prcpagaMedia (R) ;
propagaFinal (R) ;
}

/* OPERADORES DEL ALGORITMO GENETICO */

7w

i
Evalia a un individuo, asigndndole un fitness se-
gin su desempefio
**/
void evaluaIndividuo(red *R, double *X, double
*V, ratchet *RAT)
{
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double *Y, temp, errorX=0, errorv=0, error;
int i; C o

RAT->m=R->result[0];
RAT->w=R->result[1];
ejecutaSistema (RAT,0,0):;
for(i=0; i<N; i++) {
temp=X[i] - RAT->X[i]}:;
temp=pow(temp,2) ;
errorX+=temp;
temp=V([i] - RAT->V[i];
temp=pow (temp, 2) ;
errorV+=temp;

}
error={(errorX+errorV)/ (2*N);
error=errorV/N;
R->f!tness=1/(error+l) ;

}

/‘*
Guarda el mejor individuo de 1la poblacién en el
dltimo
lugar del arreglo
[
void mejorIndividuo(red. R(POB+1])

int mnejor=0, i, j;

for (i=1; i<POB; i-++) .

if(R[i).fitness > R[POB] .fitness) {

mejor=i; e :
R[POB].fitness=R{i].fitness;

}
iguailaRedes (&R{POB] , &R [mejor]} ;
}

/x* .

Sustituye al peor individuo de la generacién por
el mejor individuo de la generacién anterior, si el
nuevo mejor individuo es mejor que el anterior, 'lo
sustituye

&"/

void elitismoGeneracion{red R{POB+1])}

int mejor=0, peor=0, 1i;

//guarda el indice del mejor y peor individuoc
for(i=0; i<POB-1; i++) {

ST, f(Rfi].fitness > R[i+1l].fitness) {
a8 if(R[i}).fitness>=R[mejor].fitness)
l .'\_1‘.);'3 NPATUR A . t mejor=i; -
e Y0 \
1A D U ¥
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1f(R[i+1] fitness<=R([peor].fitness)
peor 141, AR

else R

if(R[i] fltness< R[peor]{fltness)
peor=i;

1f(R[1+1] f1tness>—R[mejor] fltness)

‘mejor=i+1;
}

3} . i T
if(R[mejor) . fitness >= R[POB].fitness)
igualaRedes (&R[POB], &R{mejor]) ;-
else
igualaRedes (&R [peor] ,&R[POB]) ;

/**
Selecciona por el metodo de la ruleta a la nueva
poblacion.
(seleccion estandard proporcional)
El mejor individuo siempre sobrevive.
* K

void seleccion(red R[POB], red antR[POB])

{
red temp[POB], ’ .
int num=0,i,ind; ’ -
double sum—O P

//Pasamos la poblacion anterior a: antR para. llenar

for (i=0; i<=POB; i++)
igualaRedes (&antR{1i},&R[1i1);

for (i=0; i<=POB; i++)
sum += R[i].fitness;

//Asigna temporalmente el fitness relativo a cada

// individuo

for (i=0; i<=POB; i++)
antR[i).fitness/=sum;

ordena (antR) ;

igualaRedes (&antR{POB] ,&R[POB] ) ;

antR[POB] . fitness/=sum;

sum=antR[0] .fitness;

fcr (i=l; 1i<=POB; 1++)(

antR[i]}.fitness+=sum;
sum=antR(i].fitness;

//Seleccionamos la siguiente generacion dejando el me-
jor individuo

o | TESIS Com
[FALLA DE 7~y

\

-—.._...___ -
o s
-
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p=numercAleatorio(0,1);:

ind=busquedaBin (antR,p); )

//Pasa el individuo selecc1onado a la - si-
guiente generacion T

1gualaRedes(&R[num] &antR[lnd]),

num++;

} while (num<POB)

Il ’ S i ;7’¢” RO :
Selecciona a~ dos;,1nd1v1duos .de- acuerdo con la
probabllldad de cruza para cruzarlos
ww/ ‘ )
void selecclonCruza(red R[POB])

int i, num=0, ind=0;
double pc; -

for(i=0; i<POB; i++) {(

pe=rand()%100;

pc/=100;

if(pc < PCRU) {
num++;
if(num%z ==.0)

cruzaInd1v1duos(&R[1nd] &R[i]);

else ind=i;
}

/-kv
Cruza dos individuos
'k*/

void cruzaInd1v1duos(red *R1l, red *R2)

{

int pl1l, p2, K, i, 3j;

double wiE] [M], v[M][datos];

K=rand()%2; //Elige una capa

if (K==0)

pl=rand()%E;

p2=rand () $M;

for(i=p2; i<M; i++) (
wlipl]lfi]= Rl->inicial-

>W{pll[il; to

Rl->inicial->W[pll[i}=R2->inicial-

>Wipl]{i): : ’

R2->inicial->Wipl][(i)=wlpl]1(il;

for (i=pl+l; i<E; i++)
for(j=0; Jj<M; d++) {(
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- wlil[3]= R1l- $1n1c1al—>W[1]f3j; '
Rl >1n1c1al >w[1][j]—R2—>in1c1a1—
>Wlil(3)- )
R2- >1n1c1al >w[11[J]-w[1][3],‘
.}

for(l 0; 1<M, I+)
for(j=0; 3<datos, FJ++).:
v[1][3]— R1- >media >w[
Rl->media~->W[i] [j]=R2->media->W[i
R2- >med1a—>WE1][J]—v{1][3],
}

e g

else {
pl=rand () sM;
p2=rand()%datos:

,for(l—pz- i<datos; i+4) ( :
. V[Plllil— ’ : SRR Rl >media—
>Wipl)[1]); ‘

>Wip1] [11;

Rl >media—>w[p1][1]-R2 >med1a—‘ 

) :
for(1—p1+1 i<M, 1++)
& ﬁfor(] 0 J<datos
B V[l][J]—

CSWiT (3]
>Wli1 ()

/** N : , -
Elige ‘'a “.los 1nd1v1duos que serén mutados de

acuerdo a-la. -’

probabilidad de mutac16n y modiflca uno de los pe—
sos de

ia matriz elegido aleatorlamente

t-*/

void mutalIndividuo(red R[POB+1], double inf, dou-
blesup)

{

double pm;
int K, pl, 2, i, j, num;

for(i=0; i<POB; i++) {
pm=rand()%$100;
pm/=10C;
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if(pm < PMUT) { )
num=rand()%20; //numero de pesos a’ mutar
for(j=0;j<num;j++) {
K—rand()%z //capa

se Va a mu—

tar

if (K==0) {
pl=rand()3%E; .
p2=rand () %M; S
R[(i}.inicial- >w[p1][p2]—'

numeroAleatorio{inf,sup) ;i -

else (
pl=rand()3M; .
p2= rand()%datos,f
R[i].media->W([pl] [p2]= nume-
roAleatorio (inf, sup) ;
}

/**

Recibe dos redes y copia los datos de la
segunda en la primera . L
**/

void igualaRedes (red *R1l, red *R2)
{ o
inc i,3;

for(i=0; i<E; i++)

for(j=0; Jj<M; j++)

Rl->inicial->W([i] [J]=R2->inicial- >W[i][3],
for(i=0; i<M;i++)

Lor(j 0;j<datos;j++)

Rl >media->W([i] [j]=R2- >med1a—>w[1][3],

Rl->fitness=R2->fitness; .
for(i=0; i<datos; i++}

R1 ->result[i]=R2- >resu1t[1],r
}

/* FUNCIONES DEL SISTEMA */

/**
In1c1aliza los parémetros del ratchet
**/ B
void 1n1c1allzaRatchet(ratchet *RAT)

{
RAT->X= (double*)calloc (N, 51zeof(doub1e));
RAT->V=(double*)calloc (N,sizeof (double)) ;
RAT->m=0;
RAT~->w=0;
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}

/**

Asigna los valores al ratchet orlglnal
**/ .
void datosRatchet(ratchet *RAT) e

{
RAT~->m=.072;
RAT->w=.67;
ejecuta51stema(RAT 1 2),
gotoxy(10,1); prlntf("a
gotoxy{(10,2); printf(

) e

/**
Runge Kutta de cuarto orden para calcular la tra-

yectoria del ratchet g

**/

void e]ncuta51stema(ratchet *RAT, int s, int color)

S E*, RAT->m) ;
;%f",RAT->w);

double a, w, dt=.05, px, py., temp(2], x=0, p=0,
t=0; double £, fos, k[4]1[2], b, delta=1.6, x0=-.19;

int i, j=0, pasos=0, cont=0;

int ho0=30,v0=250;

float sk=.5, sv=3.0;

b=.1;
a= RAT->m;
w= RAT->w;

do {

(1/(4*pPI~ delca))*(2*cos(2*p1*(x—x0))+'”
os(’

TPI*(X-%0)));

fos=a*cos (w*t);

k(0] (0]=dt~ p;
k(0] 1] at'(f+fos-(b*p)),
E 1/ (4*PI*delta))* (2+cos (2*PI* ({x+k[0][0]/2
)

+cos (4*PI* ((x+k[0][{0]1/2)-Xx0)});
fos=a* cos(w* (t+.(dt/2)));

for (i=0; i<2; i) (e e i e
k[i+1][0])=dt* (p+(k[i].{1]/2));
k[i+1][1]=dt* e IR {f+fos-

(b*(p+(kIi]1([11/2)))); e

—(1/(4*PI*de1ta))*(2*cos(2*PI*((x+k[1
+1]1[0]/2) -
xO))+cos(4*PI*((x+k[1+1][0]/2)—x0))),
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}
fos=a*cos (w* (t+dt));

K([3][0]=dt* (p+ k[2]([1]);"
k([(3)[1l]=At* (f+ fos - (b* (p+k[2][1])) )i

for (i=0;i<2: i++) R ,,', L' N
temp{i]=k{0][{]+" 2%k ([1T(4)) +
(2*k (2] (1)) +" k[3][1]. s

x+=temp(0])/6;
p+=temp{11/6;

if (s!=0) (
px=h0+ (sh*cont*dt) ;
py=v0-(sv*p) ;
putpixel (px,py, LIGHTRED);
px=ho0+ {sh*cont*dt) ;
py=v0- (SV*X} ;
putpixel (px,py, color+9);
if (cont>10*N) j=N;
}

else {
RAT->X[J]=x;
RAT->V([3j)=p;
J++;

t+=dt;
cont++;
pasos++;
)wh11e(3<N),

/v* - -
Metodo de ordenamlento - Burbuja .
Ordena los individuos. .de:la: poblac1on
segun su fltness relatlvo :

**/

void ordena(red R[POB+11)

int i J,'"amblo 1 
double sum; EEREN

for (j=0;j<POB && cambio!=0;j++) {
cambio=0;
for (i=0;i<POB-1-3j;i++)
if (R[i]).fitness>R[i+1l].fitness) ¢
cambio=1;
igualaRedes (&R[POB],&R[1]) ;
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~iguaiéRedés(&R[i]}&R[i+1]);
“igualaRedes (&R[i+1] . &R [POB1) ;

1nt busquedaBln(red R[POB+1J, double p)
{ : L

med=(int) (fin+ini) /2;
if(R[med) . fitness>=p) {
S1if (R{med-1].fitness<p)
- return med;
S fin=med-1;

}
else if (R[med] .fitness<p) {
if (R{med+1l].fitness>p)
x2turn med+1;
ini=med+1; )}
}Jwhile{ini<fin);
return POB;

/* GRAFICOS */

/**
Inicializa graficos
**/

void graficos (void)

int gdriver = DETECT, gmode, errorcode;
initgraph(&gdriver, &gmode, "d:\\tc\\bgi\\");
errorcode = graphresult(); S ’
if (errorcode != grOk) {
printf{"Error:%s\n", Jgrapherrormsyg
(errorcode); ;
getch{(),

} a1t (1), ’ TESIS CON

/;;buja ejes . FMLA DE ORICTEN

void ejes ()
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o~ uﬂﬂ‘“ P
W

Reporta el progres
desplegada en el arc

int h0=30, v0=250, ny—
double sv=3.0,d,s; .//Sh"
d=2*3,14159; ’
s=sv*d;

setcolor(WHITE)r

for (i=1; i<ny:

inti;

blacion */ e R
double mejor_ val- /* Fitness promedio poblacién

40‘;'i;"~~ k/'/,z, t£=1000;

}fitness de la po—

*
/
double avg; /* Desviac1én estadndar del fit-
ness*/ double stddev; i/ * suma s de - cuadrados
*/ L
double sum_square; /* Cuadrado de la suma */
double sqguare_sum; /* .suma total del fitness */
double sum;
sum=0.0;
sum_square=0.0;
for (i=0;i<POB;i++){
sum+=R[{i].fitness;
] sum_square+=R{i].fitness*R[i].fitness;
)] . :
avg=sum/,/ (double) POB; L T e
square_ sum—avg*avg*(double)PoB, ;
stddev= scrt((sum_square—square sum)/(PoB 1)),
mejcr_val=R[POB] .fitness; '
fprlntf(fp, *"\n%54, %$6.3€, %6.3f, %£6.3f
\n\n*,qg,
rejor_val, avg, stddev) ;
}
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/*%*%** MODULO PRINCIPAL ****%/
void main{()

red R{POB+1]; )
ratchet ratC,ratE;
double inf=0, sup=1, mf;
int i,g=0;

FILE *fit,*fp;

graficos () ;
ejes();
randomize () ;
inicializaRatchet (&ratC);
datosRatchet (&ratC) ;
ejecutasistema(&ratc,0,0) ;
inicializaRatchet (&ratE) ;
inicializaRed (&R [POB]) ;
fp=fopen("res.txt", "w");
fit=fopen(“fit.txt",*w"); )
fprintf(fp, “\n Mejor Fitness Fitness Promedio
Desviacion Etandard\n\n"}; i
for(i=0; i<POB; i++) {
inicializaRed(&R[1]);
inicializaPesos (&R[1i], inf,sup);
fijaEntrada (&«R[i],ratCc.V);
propagaRed(&R[l]),
evaluaIndividuo (&R{[i],ratcC. x ratCc.V,&ratg) ;

mejorIndividuo (R) ;
do {

seleccionCruza(R); 'ﬂﬁ

lﬁ C(YM

mutaIndividuo (R, inf, sup); I

fer(i=0; i<POB; i++) { X ) ) H
propagaked (&R[1i]); H > UE;\m R
evaluaInd:- Lg_;m_f,!:‘.b_.———v——“-—‘ """"

viduo (&R [1i] ,ratC.X,ratC.V,&ratE);
}

elitismoGeneracion(R) ;

gotoxy (40,1} ; printf("a:
%f" ,R[POB].result{0]);
gotoxy (40,2); printf("w:

$f",R[POB].result[1]);
reporte(R, fp,g);
g-+;
gocoxy {(10,5);
printf("%d&",g);
gotoxy «15,5) ;
printf("%£f" ,R[POB].fitness);
fprintf(fit, "\n%£f",R[POB] .fitness) ;
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} while (g <. MAXGEN &&
R[POB].fitness<=,999999) ; ’

ratC.m=R[POR] .result[0];
ratC.w=R[PORB] .result(1];
ejecutaSistema(&ratc,1,1);
getch() ;
fclose(£fp);
fclose(fit)
closegraph ({

Vi

/*** TERMINA PROGRAMA ***+*/
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