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1.AINTRODUCCION.

Una de las habilidades basicas y naturales del hombre involucra el agrupamiento
de objetos similares, para producir una clasificacién. En sus comienzos e hombre
debia ser capaz de distinguir a animales tanto venenosos como feroces, asi como a
plantas u hongos comestibles. La idea de clasificar a objetos similares en
categorias es claramente primitiva, en un sentide mas estricto la clasificacion es
necesaria para el desarrollo de! lenguaje, que consiste en palabras que nos ayudan
a reconocer y discutir fos diferentes tipos de eventos, objetos o personas. Cada
nombre en el lenguaje, por ejemplo, es una etiqueta usada para describir una clase
de objetos o cosas que tienen notables coincidencias. Por tanto, los animales son
nombrados gatos, perros, caballos, y tal nombre los asocia a grupos.

Asi como ha sido una actividad bésica del hombre, la clasificacién es también
fundamental en las demas ramas de la ciencia. En biclogia por ejemplo, la
clasificacién de los organismos ha sido de mucha preocupacién desde los primeros
investigadores. Aristotle consideré un elaborado sistema para clasificar a las
especies del reino animal, el cual comienza con la divisién de los animales en dos
grupos, aqueflos que tienen sangre roja (correspondiente casi a los vertebrados) y
los que no ia tienen (invertebrados). Posteriormente subdividié estos dos grupos
dependiendo de la forma de nacimiento, es decir, vivipares y oviparos.

Seguidamente de Aristotle, Theophrastos escribié los primeros fundamentos de la
clasificacién de fas plantas, los libros resultantes estuvieron muy bien
documentados los cuales se mantuvieron por varios sigles. Estos libros fueron
reemplazados sélo en el siglo XVIl y XWill cuando los grandes exploradores
europeos comenzaron sus viajes, uno de ellos el naturalista Lineo (1737), quien

hizo una clasificacién mas completa de plantas y animates.
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En biclogla ia teoria y practica de ia G

Sificacion @& ofganismos 65 conocida
generalmente come Taxenomia. Las primeras clasificaciones taxonémicas en cierto
sentido fueron mas un arte que un método cientifico, pero posteriormente fueron

cambiando a lo segundo.

La clasificacién de piantas y animales ha jugado un reto importante en el campo de
la Biologla y la Zoologia, particularmente como una base de la teoria de la
evolucién de Darwin, Pero la clasificacién también ha tenido un papel central en el
desarrollo de teorias en otros campos de la ciencia. La clasificacién de los
elementos de la tabla periédica por ejemiplo, producida por Mendeleyev en 1860,
ha tenido un enorme impacto en el entendimiento de la estructura del atomo. En
Astronomia, la clasificacién de las estrellas en estrelias dwarf y estrellas gigantes
usando la grafica de Hertsprung-Rusell basada en temperatura contra iuminosidad,
ha afectado fuertemente [a teoria de la evolucién estelar. |

Er un sentido mas amplio, un esquema de clasificacibn podria representar
simplemente un método conveniente para organizar un gran conjunto de datos,
para que la recuperacién de informacién sea mas eficiente. Describir patrones de
diferencia y similaridad entre los objetos’ investigados por medio de sus niveles,

puede ser de gran ayuda para hacer alguna inferencia sobre ellos.

Algunas clasificaciones sin embargo, son mas usadas que otras, como por ejemplo
clasificar entre hombres y mujeres es de mucho mayor importancia que clasificar
por medio de [a longitud del bello en los brazos y piernas, pues lo ptimero puede
inferir mucho mas cosas que lo segundo. En el mismo sentido la clasificacion de
libros en diferentes grupos, come por ejemplo diccionarios, novelas, bicgrafias, es
de mucho mayor uso e impertancia que una clasificacién basada en cotor, tamafio,
etc. El punto importante de los dos ejemplos anteriores, es que cualquier
clasificacidn de los objetos o individues en grupos estd basada en una serie de

reglas.



1.1- METODOS NUMERICOS DE CLASIFICACION.

En la segunda mitad el siglo XX se ha visto un incremento dramatico en el numero
de técnicas de clasificacion numéricas. Este crecimiento ha sido paralelo al
desarrollo de las computadoeras de alta velocidad, las cuales son necesarias para el
procesamiento de cantidades grandes de aritmética involucrada. Asi como se ha
dado un gran incremento en la cantidad de métodos de clasificacién, una
expansion similar se ha dado en sus ramas de aplicacion. Hoy en dia, estas
técnicas son usadas en campos tan distintos como son Arqueologia y Psiquiatria, o

Economia y Astronomia.

Diferentes nombres han sido aplicados a estos métodos dependiendo del area de
aplicacion. Taxonomia Numérica es usada generalmente en biologia. En psiquiatria
el término andlisis Q es empleado. En la fiteratura de inteligencia artificial el nombre
de reconocimiento de patrones es comun. Sin embargo, el término mas comin es

andiisis de conglomerados (clusters), que es el término que se usard en este caso.

1.2-EJEMPLOS SOBRE EL USO DE CONGLOMERADOS.

Para ilustrar el rango de disciplinas en el que e! analisis de conglomerédos ha sido

aplicado, algunos ejemplos breves son dados a continuacién.



Psiquiatria.

Las enfermedades de la mente son mas elusivas que las enfermedades del cuerpo,
por lo que ha habido un gran interés en usar el andlisis de conglomerados en
psiguiatria: Mucho de este frabajo ha involucrado a pacientes con depresion, donde
el principal interés se centra en la existencia de subtipos enddgenos y neurdticos.
Pilowski (1269) por ejemplo, conglomeré 2000 pacientes, con base a sus
respuestas en un cuestionaric de depresion, junto con informacién de su estado
mental, sexo, edad y periodo de enfermedad. Uno de los congiomerado producidos,
fue identificado con depresién endégena. Un estudio similar hecho por Paykel
(1971} usando 165 pacientes y el método descrito por Friedman y Rubin (1967)
indicd cuatro grupos, uno de los cuales claramente con depresion psicética.

El analisis de conglomerados ha sido usado para encontrar una clasificacion de
individuos con intentos de suicidio, la cual puede formar la base para estudiar las
causas y tratamiento del problema. Paykel y Rassaby (1978) estudiaron a 236
personas con intentos de suicidio presentadas en el servicio de emergencia de E.U.
En el anélisis fueron seleccionadas 14 variables relevantes, algunas de ellas fueron
edad, nimero previo de intentos de suicidio, severidad de depresién y hostilidad,
mas un numero de caracteristicas demogréficas. Algunos métodos fueron
aplicados a los datos y una clasificaciéon en tres grupos fue considerada de mas

ayuda. Las caracteristicas generales de los grupos encontrados fueren:

Grupo 1

Los pacientes toman sobredosis. Menos disturbios psiquiatricos

Grupo 2
Los pacientes en este grupo tuvieron intentos mas severos y violentos que las

sobredosis



Grupo 3
Los pacientes en este grupo han tenido un historial de muchos intentos, sus altimos
intentos han sido generalmente suaves, y han sido personas excesivamente
hostiles.

Medicina.

Wastell y Gray (1987), describieron un fascinante uso de los conglomerados para
e! deszrrollo de una clasificacién en pacientes con sindrome de disfuncion de dolor
temporomandibular. El principal interés aqui fue desarrollar una clasificacion del
dolor facial en términos de su distribucién, con la esperanza d2 que clinicamente la
clasificacion derivada pudiera ser de gran ayuda en la identificacién de estados
diferentes de la enfermedad. Esto podria ayudar a definir mas planes de
tratamiento.,

Investigaciones de Mercado.

Un gran numero de ciudades pueden ser utilizadas para pruebas de mercado, pero
por factores econdémicos las pruebas deben ser restringidas sélo a un numero
pequefio de éstas, Conglomerando a las ciudades en un numero pequefic de
grupos, en donde ciudades en mismos grupos son muy Similares unas de otras y
escogiendo una ciudad de cada grupo, se pueden hacer pruebas de mercado sélo
sobre éstas. Green adopté ésta aproximacién, clasificando 88 ciudades con base
en 14 variables, como son, tamafio de ciudad, circulacién de periédicos, ingreso

percapita y mas,
Educacion.

Aitkin, Anderson y Hinde (1981) clasificaron a maestros en distintos estilos de

ensefianza, con base a muchas variables binarias que describian la forma de



enseftar, por ejempio, JLO3 alumnos éscogen donde sentarse?, Jutilizan tablas de
tiempo para organizar el trabajo?, ;se hace examen después de cada médulo?,
ise dan premios a los mejores alumnos?. La clasificacién producida, (por un
método conocido como anélisis latente de clases) fue identificada como estilo

'‘formal' e 'informal' en la forma de ensefiar.

Arqueologia.

Se pueden utilizar las técnicas de anélisis de conglomerados para fines
arqueolégicos, por ejemplo, se pueden analizar las caracteristicas de figurillas
encontradas en algunas regiones de ciertas culturas, estas caracteristicas pueden
ser tamafio, dimensiones de ojos, boca, colores, sexo etc. y asi observar algunos

patrones de similaridad e influencias.

En este frabajo se dan los fundamentos del anéalisis de conglomerados, asi como
las técnicas mas utilizadas en la practica. En el segundo Capitulo se presenta la
formacién de la matriz de similaridad o disimilaridad que es la base para el
comienzo del analisis. El tercer Capltulo trata las clasificaciones jerarquicas, sus
distintos métodos, y la formalizacion de estos por medio de las jerarquias
indexadas y la geomefria ultramétrica. El Capitulo cuarto aborda a los métodos
partitivos, en los cuales ya se tiene prefijade un nimero de grupos para la
clasificacién, ademés de no producir una clasificacion jerdrquica. En el Capitulo
cinco se ven los modelos mixtos para el andlisis de conglomerados, los cuales
tienen bases estadisticas mas fuertes. En los Capitulos seis y siete se ven otras

técnicas de clasificacion y algunos comentarios finales, respectivamente.



2.- DISTANCIAS, DISIMILARIDADES Y SIMILARIDADES.

Existen tres tipos de datos usados en el analisis de conglomerados. Los primeros
son datos de tipo vector de d-dimensién E ST x, que provienen de medir d

caracteristicas en cada uno de n objetos o individuos. Las caracteristicas o
variables pueden ser cuantitativas (discretas o continuas) o cualitativas (ordinales o
nominales). Es usual tratar a las variables dicotomicas cualitativas por separado,
pues los dos estados no son generaimente considerados comparables, ya que la
presencia de un caracter dado puede ser de mucha mayor significancia que su
ausencia.

El segundo tipo de datos consta de una matriz de proximidades de nxn [{ss)] ©

[(d,s)] donde s,.(d,5)es una medida de similaridad (disimilaridad) entre los

objetos ry s.

El tercer tipo de datos es el que podria ser llamado datos de clasificacion, por
ejemplo, cada sujeto podria_ser cuestionado para seleccionar n atributos o

estimulos en un gran nimero, posiblemente traslapandose.

Los tres tipos de datos pueden ser convertidos en proximidades, por ejemplo, la

disimitaridad (d,s) entre los objetos x, y x, podria ser simplemente la distancia
euclidiana |x, - x;|. Para datos de clasificacién se puede tomar s, como el

namero de sujetos que pusieron ry s en el mismo grupo. Una vez que se tiene una
matriz de proximidad se puede proceder a formar conglomerados de objetos que
son similares o cercanos uno del ofro. Una alternativa que evita el uso de
proximidades de datos, es comenzar con los vectores (en caso que lo sean) y crear
conglomerados directamente.



Sea A un conjunto formado por n objetos (especies, razas, estimulos, etc.) indicado

por {L2,..r.s..n}. Se da el nombre de distancia o disimilaridad entre ry s a una
medida indicada por d(r,s), que mide ei grado de semejanza entre ambos objetos
(los cuales pueden ser vectores x, y x, ), en relacién a un cierto numero de

caracteristicas cualitativas y cuantitativas. Cuanto mayor es la diferencia entre ry s
mayor es el valor positivo de d(r,s).

Las propiedades que puede tener una distancia ¢ una disimilaridad son todas o
algunas de las siguientes.

r.s
r,r
s,r) (simetria)

)z0
a
5)< d(r 1)+d(1,s) (desigualdad del triangulo)
s)=
)
)

0= r=s

ar,
d(r,
dr,
dr,
dir,

EE&EBBE
a,

(r,5) < max{d(r,1),d(t,s)} (desigualdad ultramétrica)
d{r,s) es euclidiana

Una distancia recibe diferentes denominaciones segun las propiedades que
verifica:

Denominacién Propiedades
disimilaridad pi,p2, p3
distancia métrica p1,p2, p3, p4, po

distancia ultramétrica |p1, p2, p3, p6
distancia euclidiana p1, pZ, p3, p4, p7

Usando la llamada familia de Minkowski:



En las que las mas comunes son:

a) L, denominada distancia ciudad

x,.xs) Z lx’] s"

b) L, o distancia euclidiana, la cual es muy popular y se define de ia siguiente

forma:

d 5 12
Balirsns) =1 £ ey =g

€) sup-norma:

Awlxy,xg)= sup ;x L-x
i i<jdl 7Y

Sin embargo, cambios en la escala puede producit grandes efectos en Az(xr,xs).

Por ejemplo, suponiendo que se tienen medidas de peso y altura en tres objetos
como se muestra:

objeto peso (gm) |altura (cm)
A 10 7
B 20 2
C 30 10

la distancia euclidiana entre cada objeto quedaria:

Ay(4,B)= \/(10—20)2 +(7-2)% = VI35 =118

. ! 2 2
A5(A4,C) = (10-30) +(7-10) = VEDO+ 9 = /308 = 2022



8y(B,C) = (20-30)% +(2-10)? = JT00+ 64 = T64 = 1238

Si ahora medimos las afturas en milimetros, las distancias quedarian:

8,(4,B)= J(m— 20)2 +({70~ 20)2 = Y100+ 2560 = /2600 = 509

B5{4,C) = {(10-30)% +(70-100)? = 406+ 500 = 4300 = 3605

8,(8,C)= J(zo— 30)2 +(20- 100)2 = V100 + 6400 = /6500 = 80.62

por lo que podemos formar la siguiente tabla:

con altura en | con altura en
(cm) {mm)
A4 8) 11.18 50.9
8,(A.C) 20.22 36.05
8,(8.C) 128 80.62

Con esto se puede ver que el objeto A estd mas cercano al objeto B que al objeto C,
cuando la altura esta expresada en ¢m, mientras que al expresar la altura en
milimetros, el objeto A estd mé&s cercano al objeto C que al objeto B. Para resolver

este problema, cada variable se debera dividir por su desviacién estandar.

2
X 2y - )2

L

esto es, x, es reemplazada por x; /s - Aplicando esto a los datos anteriores

i;

tenemos que:

10



12
o |(10-20)% + (20-20)” + (30— 20)? _{100+100}1/2 1o
1 2 o2 -
' 12
(7-633) +(2-633)° +(10- 633)° 4444 + 18777 + 13444 V2
S?. = 2 = 2 = 404

por lo que los nuevos valores quedan de la siguiente forma;

objeto peso altura
A 10/10=1 | 7/4.04=1.73
B 20/10=2 |2/4.04=495
c 30M10=3 [10/4.04=2.4

Este método podra remover la dependencia en las unidades de medida, pero
presenta otros problemas. Por ejemplo, este cambio puede diluir Ia diferencia entre
conglomerados con respecto a las variables. La distancia entre los puntos dentro de
los conglomerados se incrementa con relacién a la distancia entre conglomerados y
por consiguiente los conglomerados son menos claros, como se puede ver en la
siguiente grafica:

1111 2222 1112 1111
11111 122222 1111111111

I y Iy I Tt

1t1i111 w2222 11T} 11 k11K

Sin estandarizar Estandarizando

Esto quiere decir que sin estandarizar quedarian dos conglomerados, y

estandarizando sélo uno



Por este camino, suponiendo que se hace un cambic en las variables para que
dentro de los conglomerados las varianzas sean unitarias. Si se reescalan todas las
variables de tal forma que tengan varianza unitaria con respecto a todo ef conjunto
de datos, entonces aquellas variables con varianzas relativamente grandes entre
conglomerados podrian ser reducidas en importancia, pues su factor de
escalamiento es grande. Esto significa que la varianza entre conglomerados podria
reducirse con respecto a la varianza dentro de los conglomerados y como antes

podrian ser menos claros.
Ctro problema que se presenta son los efectos de la correlacién entre variables.

Para cubrir no sé6lo los efectos de cambio de escala sino también los de la
correlacion entre variables, la distancia de Mahalanobis

T e L

donde:

ha sido propuesta como una medida de distancia, la cual es invariante bajo
transformaciones lineales no singulares de las variables, lo que se demuestra a

continuacién:

Demostracion:

Sea y; = Ax‘. + b una transformacién lineal, entonces se tiene que:



(2 —xg)= (Ax, +b(Ax; +8))=(Ax, +b - Ax b} =(dx, - Ax,). por tanto

o /2
Alxyp,xg )= tx,.-xs)ls {x,-x5){ esiguala

En particular es invariante bajo cambios de escala.



Varias versiones de la métrica L, han sido usadas como una medida de

disimilaridad. Por ejemplo Gower propuso:

donde R es el rango de la variable ;. La medida de Bray-Curtis, que es usada

ocasionalmente en Ecologia toma la forma:

%lx’fdxsfl _ %€

d(r.s)= PIEINESE T A+B
FAR

donde A=Fx ., B=%x; ¥ C=Zmin(x .
7 iy 7

» U’x@f)' Esta medida no es una métrica

puessi x,={2,5,2,53), x,=(3,5,2,4,3) v x,=(9,1, 1,1, 1) entonces:

R s-1+2- Y+ 5-1+B-1 7+
dyy = dxy,xy) = Bt oA po Bl Tedrledr o
17+13 30
2= 3+[5- 5+ [2- 2| +[5- 4+ ]3-3
dlzzd(xl,x2)=| +f5= S+ -2 efs- 4+ 33 _1+0+0+140_ o5
17+17 34
_ _B-9+B-Y+R-Y+4-3+B-1| 6+4+1+3+2 _
dyy =d(xy,x3)= T = m = 0533

por lo que d)3 > dy5 +d,y3 'y por consiguiente no es una métrica.
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Ofra medida, la cual es una métrica para variables positivas es la llamada métrica
de Camberra '

1a cual es insensible a valores extremos.

La situacién en escalamiento es claramente dificil. v existe falta de guia en la
literatura. Claramente, programas con cambios de escala automaticos deberdn ser

evitados; uno debe de tener la opcidn de hacer un cambio de escala o no.

Una medida de disimilaridad 4(r,s)entre los objetos r y s no necesita ser una
métrica. Se define ¢sta como una funcién que satisface d(r,s)20, d(r,r}=0y

d(r,s)= d(s,r). Sin embargo es posible tener d(r,s)= 0, pero rser distinto a s.

Las relaciones de orden son més importantes que los valores numéricos y una
funcidn mohétona creciente de un coeficiente de disimilaridad debe de
conservarse. Por esta razén la desigualdad del triAngulo no es un requerimiento
importante, pues una transformaci6n monétona de una métrica no necesita
satisfacer la desigualdad del fridngulo, por ejemplo, el cuadrado de la métrica
Euclidiana. '

2.2- SIMILARIDADES
Un coeficiente de similaridad indica la relacién entre dos objetos dados. La

similaridad entre dos objetos dados r y s puede ser una funcién de sus valores
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ohservados. Muchas funciones han sido propuestas dependiendo del tipo de
variable y del tipo de objetos.

Las similaridades son generalmente consideradas como relaciones simétricas

S(r,s)=S(s,r). La mayoria de los coeficientes de similaridad son no negativos y

son acomodados de tal manera que tengan un limite superior a 1. Aungue algunos

son como la correlacién que cumplen 1< 5(r,s)<1.

Asotiada con cada medida de similaridad limitada por cefo y uno, existe una
disimilaridad d(r,s)=1-S{r,s) la cual es simétrica y no negativa. El grado de
similaridad entre dos objetos se incrementa con el incremento de 3(r,s) y decrece
con el incremento de d(r,s). Es natural para un objeto tener méxima similaridad

con el mismo, es decir, S(r,r)=1 y d(r,r)=0.

2.2.1-MEDIDAS DE SIMILARIDAD PARA VARIABLES BINARIAS

Los mas simples y comunes de los coeficientes de similaridad son aquellos de
variables dicotomicas, donde cada variable tiene sélo dos valores. En algunos
casos estos pueden tratarse de la presencia o ausencia de alguna cualidad, por
ejemplo; alto/bajo, viejofjoven, etc. Estos datos para dos individuos u cbjetos ry s

pueden ser puestos en una tabla:

objeto r
+ -
objeto s + o J:] a+f
- i 4 é r+é
;‘ oty p+d d




\
donde o =niimero de taracteres presentes comunes.
&4 = nimero de caracteres ausentes comunes.

d=a+B+y+6

Muchos coeficientes de similaridad han sido propuestos de tal forma que combinan
las cantidades «a, 8, 7 &, sin embargo el incluir 2 § puede ser peligroso, pues al

afladir caracteres arbitrarios no comunes, podrian hacerse falsamente similares

objetos o individuos que no lo son.

La asociacion se mide entonces mediante un coeficiente de similaridad 8 funcion

(la mayoria de las veces)de a,5 ¥ 7 :

Sys = fla,B,7)
tal que: 1) es crecienteen
2) es decreciente en Sy y

3) es simétricaen Sy y

Numerosos autores han propuesto coeficientes de similaridad con tales

propiedades:
a+f 2a+38)
1) 4 ETC)
d Aa+8)+B+y
a [#4
—— (Coef.de J d _
2) P {Coef. de Jaccard) 5) a+2Af7)
3 2% 6) 272 (Coef. de Sokal)
2(1-.-ﬁ+7 d



Los dos coeficientes mas usados cominmente en |a practica son el de Sokal y &l
de Jaccard. El primero es simplemente el cociente del total de variables en donde
los dos objetos o individuos coinciden, con el namero total de variables; el segundo
es el mismo cociente pero ignorande a §. El problema de incluir o no a §, es que,
como ya se dijo anteriormente pueden haterse falsamente similares, sin embargo

es uno el que decide en que tipo de datos incluidos o no.

Los diferentes coeficientes de similaridad tienen diferentes valores para el mismo
conjunto de datos. Suponiendo, por ejemplo, que dos individuos tienen las

siguientes cantidades en 10 variables binarias:

Variables
112|314 |5]6j7|8;,9|10
individuol |1 |0 (01O |1
individuo2|{ 0 (OjO0O{O{1|O0}]O}1j1]|0

Entonces con este conjunto de datos o =2, pues solo en las variables 5y 9
coinciden los individuos 1 y 2, también tenemos que 5= 5, pues en las variables
2,3,4,7 y 10 ninguno de los dos individuos tiene la caracteristica, asi también

¥ =2, pues el individuo1 tiene la presencia de dos variables 1 y 6 que el individuo

2 no tiene, y lo mismo para 8.

La correspondiente tabla es:

individuo 1
1 0 !
individuo 2 1 | e=2 p=1 a+ =3
0 i y=2 §=5 y+6=7
i a+y=4 p+5=6 a+ﬁ+y+5=¢t’
| | L
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Los valores tomados por los primeros 5 coeficientes son 1)0.70, 2)0.40, 3)0.57,
4)0.82, y 5)0.25. El hecho de que los diferentes coeficientes tomen valores
distintos para el mismo par de individuos puede ser poco importante, ya que fo

importante es que conserven la monotonia.

Datos categéricos donde las variables tienen mas de dos niveles -color de ojos por

ejemplo- pueden ser tomades de la mismez forma que los datos binarios, con cada
nivel ge 1a variable considerada como una variable binana. 3mn embargo esto puede

producir un gran nimero de caracteres no comunes. Un mejor método consiste en

tomar S

st AU toma los valores de 1 y O para cada variable &, dependiendo si los

dos individuos ry s son iguales en tal variable. Tomando el promedio se tiene:

2.2.2-MEDIDAS DE SIMILARIDAD PARA VARIABLES CUANTITATIVAS

Variables cuantitativas podran ser convertidas en variables binarias y usar los
coeficientes descritos anteriormente. Anchura, por ejemplo, podria ser transformada
en abajo de 10 cmy 10 cm o mas. Tal aproximacién obviamente provoca una faita
de informacion y por consiguiente es preferible tomar medidas de similaridad que
puedan ser aplicadas directamente.

Con las variables cuantitativas, una medida de similaridad entre x, y x_, es decir,

las observaciones en los objetos r y s es la corretaciéon de los pares (x con

7 -"‘sj)
f=1....d, donde:




d — —
jél("a' -5z - %)
Spe =

P 2 4 2 U2
B oo =) Bro-) |

ademas -1< §,; <1. Esta medida, aparte de no estar entre 0 y 1 tiene ciertas
desventajas. Por ejemplo, si S, = 1, esto no significa que x, = x; , sélo significa
que los elementos de x, estan refacionados linealmente con los de x, . Ademas,
qué significado se le da a x,, la media sobre las diferentes variables del objeto r,

por ésta y ofras razones el coeficiente de correlacién ha sido criticado por mucho
autores.

2.2.3 MEDIDAS DE SIMILARIDAD PARA VARIABLES DE TIPO MIXTO.

El problema de los conjuntos de datos conteniendo varios tipos de variables
pueden ser tomados en cuenta. Un coeficiente de similaridad propuesto por Gower

es usado particularmente para tales tipos de datos, el cual se define como:

En esta formula, 5 . esla similaridad entre r y s con respecto a la variable k vy
W, €8 160 dependiendo si la comparacién es considerada valida con relacion a

la variable k. Los valores de 0 son asignados cuando la variable k no es conocida
para uno © ambos individuos o cuando se excluyen las coincidencias negativas

para variables binarias. Para datos categéricos 5, toma el valor 1 cuando los dos



individuos tienen el mismo valor y O en cualquier otro caso. Para variables
cuantitativas se tiene:

Srsk =1- 'xrk};kxsk|

donde x . ¥ x . son los dos valores individuales de la variable k, y R ¢ &S el rango

de la variable k.

Para ilustrar el uso del coeficiente de Gower se consideran los siguientes datos de

5 pacientes con problemas psiquiétricos:

Pesoflibras) | Nivel de Depresién | Alucinaciones | Grupo de
ansiedad edad
paciente 1 120 Medio No No Joven
paciente 2 150 Moderado Si No Medio
paciente 3 110 Severo Si Si Viejo
paciente 4 145 Medio No Si Vigjo
paciente 5 120 Medio No Si Joven

En este caso, supeniendo, ademas, que el investigador desea excluir coincidencias
negativas en depresién y alucinaciones para el céleulo de similaridad entre
pacientes.

{
x| 1—%%]+1x0+1x0+0x1+1x0

Siq = = 00625
12 1+1+1+0+1




-

-2 1% 04 1% 0+1x0+1x0
10

")

Ix

53 = = 0150

1+1+1+1+1

Ix{l—éj+lx1+1x0+lxl+lx0
40

Sic= = 0475
45 141+1+1+1

Los valores para todos los pares de pacientes pueden ser puestos en la siguiente
matriz de similaridad S:

100
062 100
S=|150 200 100
344 175 425 100
J50 005 350 475 100



3.-CLASIFICACION JERARQUICA

En una clasificacién jerarquica los datos no son divididos en un nimero particular
de clases o conglomerados en un sélo paso. La clasificacion consiste en una serie
de divisiones o conjunciones de individuos. Las técnicas de clasificacién jerarquica
se dividen en métodos aglomerativos y métodos divisivos.

Meétodos aglomerativos: comienzan con n conglomerados, cada uno con un
individuo u objeto, y posteriormente se van uniendo hasta formar un sélo grupo con
los nindividuos.

Métodos divisivos. comienzan con un sélo grupo de n individuos y se va

dividiendo el grupo hasta formar n grupos con un individuo cada uno.

Con tales métodos, aglomerativos o divisivos no se pueden hacer reasignaciones,
pues cuando un algoritmo aglomerativo ha unido dos individues, estos no pueden
ser separados posteriormente, y cuando un algoritmo divisivo ha hecho una

separacién, no puede ser unido posteriormente.

También existen clasificaciones monotéticas y politéticas, las primeras estan
basadas en una caracteristica Unica que sea muy relevante y por lo general es
divisiva, pues los objetos se clasifican en los que tienen la caracteristica y los que
no [a tienen, por lo que puede dar lugar a clasificaciones poco adecuadas dada la
dificuitad de obtener grupos lo bastante homogéneos y naturales, por ejemplo, hay
pajaros que no vuelan, mamiferos que viven en el agua, etc. La segunda esta
basada er un gran niimero de caracteristicas (en general) y no exige que todos los
elementos de una clase posean todas las caracteristicas, sino un namero suficiente
para poder justificar analogias entre los miembros de una misma clase. Este tipo de-

clasificacién es aglomerativa.



La clasificacidén jerarguica podra Sef representada por un diagrama de 2
dimensiones conocido como dendegrama, el cual ilustra la fusién o divisién hecha
en cada paso sucesivo del anilisis

El esquema de una clasificacion jerarquica es el siguiente:

|
Matriz de similaridad Algoritmo de _ Jerarquia
entre 1os individuos clasificacion . indexada
(dendograma) |-L| l

Una jerarquia indexada resultado de una clasificacién, estd representada
graficamente por un dendograma. La siguiente figura es una ilustracién de una
clasificacion jerarquica taxonémica de 5 especies hipotéﬁc;as. Pero en este ejemplo
{ a diferencia de la taxonomia tradicional ) los términos familia, género y especie
tienen un significade mas preciso, puesto que se habla de d-taxas ¢ clases con
distancia fenotipica d. La distancia d es el Indice de la jerarquia, la cual mide el
grado de homogeneidad entre las diferentes clases. Por ejemplo, la similaridad
entre las especies 2 y 3 (d = 0.3) es mayor que entre las especies 4 y 5 (d = 0.5).
Hay tres géneros {1}, {23} y {4,5}. La distancia fenotipica entre el género
{1} formado por una sola especie, y el género {2,3} es 0.8. A partir de d = 0.5 se

habla de familias.
I

-1.8 Familia

1.5 Género

3
r 2 3 4 3 |0Especie
{ Ejemplo hipotético de dendograma)



Existen dos procedimientos para dar un planteamiento matematico a la 7axonomia
Numérica. mediante el concepto de jerarguias indexadas y mediante las
propiedades da |la distancia ultramétrica,

3.1-JERARQUIAS iNDEXADAS

£n esta ssccién se formalizan los conceptos de taxas ( Género, Especie, efc.),
distancia fenotipica y clasificacién jerarquica.

Sea Q={1, 2, ..., n} un conjunto finito. Se dice que H < P(Q) es una jerarquia

de partes de O si verifica los siguientes axiomas.

1) Axioma de /a interseccion -

Dados dos elementos de H, o son disjuntos o uno de elios esta contenido en el
otfro, es decir:

Vhoh eH hnh e{h,h',@}

2) Axioma de la reunion.

Todo elemento de H es el resultado de la reunién de los elementos de H que
contiene, o bien no contiene ningln elemento de H, es decir:

VheH, U/ i eH.h ch) efh,o)

Si ademas H contiene a Q y a las partes formadas por un sélo elemento, es decir,

QeH y {i} eH vieQ sedice entonces que H es una jerarqula total.

Los elementos de H ( que son subconjuntos de Q) se llaman clases

(‘conglomerados™). Si hl’h2 O p son elementos de H tales que:

[ ]
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Q=h +hy+...+h

se dira entonces que {hl’hz’ ....... hp} es una division de "conglomerados”.

El primer axioma afirma que dos clases a un mismo nivel son disjuntas. El segundo

axioma afirma que una clase es reuni6n de ias clases comparabies de nivel inferior.

y que todo género es reunion de las especies que los constituyen.

Por ejemplo, si Q={1, 2, 3, 4, 5} entonces:

H = {112 (31 (4)(512.3,(4.,(123).)

es una jerarquia, cuya representacion grafica es el dendograma anterior.

Faita definir un indice que refleje la similitud entre clases (géneros, especies, eic.),

que corresponda con la nocién de Ia distancia fenotipica.

Se llama indice de la jerarquia H a una aplicacién d, que a cada clase h hace

corresponder un namero real no negativo d(h)tal que:

1 d(fi})=0 VieQ
2) hc k' = dh)<d(n)

se dice entonces que H es una jerarquia indexada.

Por ejemplo, el dendograma anterior corresponde a una jerarquia indexada . El

indice d verifica

difi})=0 i=1..6: d{{23})=03; d({4.5))=05; d({12,3})=08; d(Q)=1



El indice d se utiliza para cuantificar las diferencias enire ias ciases que se
consideran a un mismo nivel { a nivel género, las especies 2 y 3 son més similares
que las especies 4 y 5). A medida que aumenta el nive! de una clase aumenta el

indice d, es decir, disminuye [a similaridad entre los elementos de la clase.

Aunque d no es exactamente una disimilaridad sobre Q se puede construir una
disimilaridad poniendo

si h es la menor clase que contiene a ;, |

De este modo, la disimilaridad entre dos especies dei mismo género es el indice del
geénero al que pertenecen; si son de distinto género, es el indice de la familia a la
que pertenecen, etc. Ejemplo 4 (2, 3) = 0.3 porque 2,3¢{2, 3}, 4 (1, 4) = 1 por que
1,4cQ, etc.

Teorema 1

Sea d|(i, f) la disimilaridad (1) y considerando x = 0, Ia relacion binaria en O
iRxj siysolosi di, )< X i @

es de equivalencia.

Demostracién:

Es reflexiva, pues si ; Rx, = di,j)=0<x.
Es simétrica, pues si ; Rx ; = d(i, j) = d{h) = d(}.i) = Ry,

Para demostrar {a transitividad si

-~
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Rx; = d(i.j)=dh), ijeh

jRx, =d(jk)=dl) jkeh

como A(h' #Q, 0 hc k' o h’ c h (axioma de la interseccion). Suponiendo que

hc ' entonces i, j,k eh’ = d(i,k) < d(h')< x =;Rx, O

Liamando division (‘conglomerativa™ a nivel x a la particion de Q definida por la

relacion Rx.

En el ejemplo anterior se tienen 5 particiones:

C'O: {13.{2}. {3}, {43.{5} divisién a nivel x=0
C 1:{1}, £23},{4},{5}  division a nivel x=0.3
Cz:{l}, {2.3},{4.5} divisién a nivel x=0.5
C3: {1.2,3}, {4,5} divisién a nivel x=0.8
C 4:{1,2,3,-4,5} =Q division a nivel x=1

Las diferentes division definen las especies, géneros, familias, etc. Corresponde ai
investigador decidir a partir de que nivel se habla de género o familia. Por ejemplo,
si se establecen los géneros a partir de x = 0.3, dos especies i, j son del mismo

género si d(i, /)< 03. Asi, 2 y 3 seran del mismo género; pero 1, 4, y, 5 definiran 3

géneros distintos. Si se establecen los géneros a partir de x = 0.5, entonces 4y 5

serfan del mismo género, pero 1 perteneceria a un género distinto.
Dada fa relacidén que existe entre los conceptos de similaridad y disimilaridad, se

puede también definir un indice sobre una jerarquia H que se corresponda con la

nocién de similaridad. Este indice es una aplicacién
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S:H -0,]]
verificando:
7 8(§i})=1 VieQ
2) hch' = S(h)> S(r)

En analogia con d (pero en sentido contrario), S permite cuantificar las
similaridades entre las clases 2 un mismo nivel. Se puede definir un coeficiente de

similaridad sobre Q) de la siguiente manera:

S(i, /)= S(h) si hes la menor clase que contiene a i,
La relacién de equivalencia (2) adopta ahora la forma jRx g siy s6lo si S| (ti)zx
3.2-GEOMETRIA ULTRAMETRICA

Un dendograma, representacién geométrica de una clasificacion jerarquica, es la
representacion grafica de una distancia ultramétrica sobre un conjunto finito. A
continuacion se ver4 este tipo de distancias y sus propiedades.

Sea Q={1,2,...... , A} un conjunto finito de objetos o individuos . Una ultramétrica u

sobre Q es una distancia que verifica:

1) i, j)=0

2) uii)=0

3y u(i, j)=u(j.i)

4 uli, j)< sup{ufi. k) u(k, j)} ( axioma ultramétrico)

por tanto v verifica la desigualdad del trianguio, pues:

(=]
-]



(i, j) < sup{u(i, k), ulk, j)} < . k) + ulk, j)

Como ejemplo, se hard corresponder a cada par de especies /, f del dendograma
anterior la distancia fenotipica d de la clase a la que pertenecen. Obteniendo la
matriz de distancias

1 2 3
0 08 08
0 03

[T N ol B
P e K

0.5

Es facil verificar que la distancia es ultramétrica. Tomando 1(1,2) tenemos:
#12)=0820

#1,1)=0

1,2) =08 =1(2,1)

u(1,2) = 08 < sup{e(1,3),4(3,2)} = 08

Tomando 2{1,3) tenemos que:

u(1,3)=0820

ull)=0

#1,3)=08=u(3]1)

u(1,3) = 08 < sup{u(1.4),u(4,3)} =1

y lo mismo para las demas distancias.
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Se expondra ahera la propiedad fundamental de una ultramétrica:

Teorema 2

Todo triangulo en Qes isésceles, siendo la base el lado de longitud mener, es

decir, si 7, jes la base

uli, ) < (i, k)= u(k, j)

Demostracién;

Sea {i, 7 k} un triangulo y u(i, j) el menor de sus tres lados. Entonces:

ult, k) < supfuti, 7). j, )} = (), k)
u j,k) < supfu(i, j), uli, k)} = ufi, k)
porfo que (i, k)< u{ j, k)< ufi, k) por lo tanto ui, k)= 1}, k)I:l

Con esto ahora es posible efectuar agrupaciones en el conjunto Q conservando la

propiedad ultramétrica. Sea i, f elementos de O tal que u(i, J)=minimo; esto es
i, jes el par de elementos mas préximos. Considerando entonces el conjunto de

n-1elementos Q = {l.....{i, J}---:} ¥ definiendo una distancia en & como sigue:
afk, {i,j}) =ulk,i)=u(k.j) paratodo k=i,

afk,m) = u(k,m) paratodo A m=#=i,j

Entonces 7 es una ultramétricaen & .

Agrupande seguidamente los elementos mas préximos de Q, se podria definir
analogamente una distancia sobre el conjunto de n-2 elementos restantes. En
general se verifica:

3



Teorema 3

u{hi,h j) = minimo

la distancia # definida por:

gty by ) =ty ) =l by by) s
Al him) =l Hom) i g

es una ultramétrica sobre el conjunto {h "“'hz' Uh T ,hp}

Demostracién:
"(hk’hi) = "{hk’h j) es valido por que hz"hj’hk es un tridangulo que cumple las
condiciones del teorema 2.

Considerando el triangulo 4, hb hl uh, y se verifica:

bty )= iy ) < ol oy ) = sup{ sy o )y o
Y

a{hg.hy U ;) = ulhg. ) <sup{u(ha,hb),u{h h )}—sup{ alhg.hy )@ hfuhj,hb}}

por o que:

(ha hb)<sup< “'\ha huh . ) u;\h J, uhj:i} y



(.l oh)) suplu( why bl oh, hb)}

analogamente para u(hb,h uh ]

Si existen tres clases h,.,h j’hk tales que:

'{1’ )= ”(hh) "[ ) minitmo

se agruparian para formar {hl’"“hiUhjUhk="""hp} y se definirla la

ultramétrica # de forma parecida. Se procederia de la misma forma para mas de

tres clases.

3.3-ALGORITMO FUNDAMENTAL DE CLASIFICACION

Una jerarquia indexada H estd formada por una sucesién de divisiones

{(“conglomerativas™) CO’CI’ ..... Cpy de Q, a niveles respectivamente mayores.

Cuando hay definida una ultramétrica en Q es posible construir tales divisiones
mediante ! algoritmo fundamental que consta de los siguientes pasos:

1) CO = {1}, {2} oo §}
2) Sea Cr t 1, ............ hp la divisidn en el paso r, y u una distancia

ultramétrica sobre las clases de Cr—~l‘ Agrupando las clases h.h tales que’

u(hi ,hj) = minimo.

3) Formando ta divisi6n C,.:hl, ...... JOh j='“'-'hp y definiendo una distancia

ultramétrica i sobre las clases de C. de acuerdo con el teorema 3, es decir;
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ahy by uhj) =y )=y j)

4) Repitiendo los pasos 2) vy 3) las vectes necesarias hasta llegar a la particién
Cpp = Q.

 Por construccion, el resultads de este algoritmo es una jerarquia indexada H de
indice, d(hiuth=u(hi,th si hi,hj son las clases mas proximas en la
particién Cr—l'
Ejemplo:

Se aplicara el algoritmo fundamental a partir de la siguiente matriz.

Divisién Distancias
1 2 3 4 5
110 08 08 1 1
. 2 0 03 1 1
Co{lh 233 8308} d(fi})=0 3 0 1 1
4 0 05
5 0
1 23 4 35
1 0 08 1 1
Cl:{l}, {2,3}, {4} {5} a’[{2,3})= 03 {2.3} 0 1 1
4 0 05

5 0
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Coi {1}, {233,145

Cy {123} 4.5}

Cy{12345)=0Q

123 (45

1 [0 08 1
d({4,5})=05 03 o
{4.5) 0

{L23} {45}

d({1.2.3})= 08 1231 0 1

{4.5) 0

-

Q

alo

d(Q)=1

El teorema 4 establece la relacién existente entre ultramétrica y jerarquia indexada.

Teorema 4

Una distancia ultramétrica v sobre un conjunto finito Q define una jerarquia

indexada sobre 2. Reciprocamente, una jerarquia indexada sobre Q define una

distancia ultramétrica.

Demostracién:

La ptimera parte del teorema es una consecuencia del algoritmo fundamental de
clasificacion, por lo que se demostrara [a segunda parte.

Sea H una jerarquia indexada. Definamos (i, j) = d{#) si h es la menor clase que
contiene a 7, f; la distancia u verifica:

1) u(i, /)2 0

2) ufi.i)=d({i})=0
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4) ufi, )< suplu(i, k) k. /)}

Sean hi,j' hi,k’ hj,k tales que “(i’j)=d(hi,jj- etc. Como hi,knhj,k #

entonces por el axioma de la interseccién hi PR hj

Ed

k o bien hj,k Chi,k' En el
primer caso se tiene i,k ehj ¥ Por lo tanto u(i,j)<u(j.k) luego
i, j) < supfedi, k), o j,'k)}. En el segundo caso se tendrd 1,j,k e, ;. por los

tanto ufi, /) <u(i,k) por lo que ufi, /)< sup{u(i,k),u( j,k)}. =

Una propiedad interesante de la ultraméfrica es la varianza monétona.

Considerando la preordenacién asociada a una ultramétrica vy sea f(u)=# una

transformacion monédtona, es decir:

uli, jY<ufi’, j )= i, j) S i’ j’)
satisface:
a) La preordenacion asociada a # sigue siendo la misma.
b) & es también una ultramétrica

c) uy u definen una misma jerarquia H, diferencidndose solamente en el indice de

la jerarquia. Se dice entonces que vy i son ultramétricas equivalentes,

3.4 - PRINCIPALES ALGORITMOS DE CLASIFICACION

E! algoritmo fundamental de clasificacién conduce a una clasificacién jerarquica si
ta disimilaridad d entre los objetos de Q cumple con las condiciones de una
ultramétrica. Desafortunadamente, en un problema real la disimilaridad no es, en

general, ultrameétrica.
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Un algoritmo de clasificacién consiste en transformar razonablemente la
disimitaridad inicial para convertirla en ultramétrica, y con esto poder construir la
jerarquia indexada.

Una representacién de lo que sucede se muestra a continuacion:

Disimilaridad Distancia Dendograma
inicial Ultramétrica

G Ay My Yy .
D=| ’ Algoritmo U= . -

. - —_— - »

dy - - dm R ’J-T I |

Algoritmo de clasificacién:

1) Se inicia el algoritmo con la particion CO: {B3.2% .{n}

2) Sea Cr t hl’ h ............. h p la particién en el paso r, y d es una disimitaridad
hY

sobre las clases C,, se agrupan las clases hi,h it tales que, d[hi,h jjl =minimo

3) Se forma la particion de p-1 clases en C,.:hl, ..... ’hi wh Iz

ahora no se puede definir una ultramétrica 4 sobre las clases de C, (aplicando el

..hp. Sin embargo

N
teorema 3), pues en general no sera cierto que a'(h h ) d(hj’th' es decir,



hi’hj=hk no es un trianguto is6sceles. Se debe definir la distancia de hi uhj a

hk como una funcion de d(hi’hk)y d(hj,hk) .

IO ANTRESIE DR U] S— 3)

. \ TS o ~ . .
mientras que a’f y Jpermanece inaiterada para ias demas ciases. Si para aigiin
[ i

hk se verifica que d(hi,hk)=d(h j’hk)' es conveniente que ia funcién f

verifigue la condicion ;

f[d(h,-,hk),d(hj,hk)}d(hi,hk)=d(hj,hk) ........... @) .

El propésito de la transformacién (3), es modificar todo fridngulo con base hi,h j

para convertirlo-en is6sceles.

Algunos algoritmos hacen depender 4 también de d(hi,h j) , 85 deeir:
(. oh) = 1| dli g )l by ) ()|

4) Se repiten los pasos 2) y 3) las veces necesarias hasta llegara Q.

Los algoritmos de clasificacion diferitan en la forma de definir d al pasar de la

particién Cr—l a la particién C,. por fusién de las clases mas préximas hi,h iz

A continuacién se mostraran los métodos mas cominmente utilizados, asi como la
manera en que estos son definidos con mayor frecuencia, incluyendo el méiedo de
Lance y Williams el cual permitird ver como a partir de éste se generan los demas

métodos y con este mismo ver si se cumple la condicién (4).
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3.4.1- METODO DE LIGA SIMPLE (VECINO MAS CERCANO)

Sean h, y h, dos conglomerados, la distancia entre ellos se define como la menor

disimilaridad entre un miembro de 4 yunode 4,.

d[hl][hz] = d(hl’hZ) = min{d”:r ehy,s ehz}

Se ejemplificard el proceso de fusién a partir de la siguiente matriz de
disimilaridades:

< =

o =1 |
=
o2 |Lh

Cor{13-£23. 831 {4} 5 a5 =10

Lon T s < B WA Vs Y 0

W B W ke
O B o~

La menor de las distancias es d(1,3)=1= aj, por lo que se unen 1y 3 en un

mismo conglomerado y se definen las distancias a este nuevo congtomerado {13},
es decir:

133 2 4 5
{131 [0 6 8
Cpfl3h {23 8385 gy =1 2 0
4

1,3 =minidy a3 = min{1.6} =6
= i ] = i =
) minjd,y,dya| = min{0.8} =8
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Estas distancias forman el primer renglén, y las demas distancias permanecen
igual.

La menor de las distancias en esta nueva matriz es d(2,4)=3=a,, por lo que se

unen 2y 4 en un mismo congiomerade y se definen las distancias a este nuevo

" conglomerado {2,4}, es decir:

13 P4 s

. _ {134 { O 6 7
C3 A ay=3 pay| o 4
3 0

d[l’B)z,d[l’?’) 4} = min{6,8} = 6

d = min
(13)24) {
904" minfdy ds, } = min{5 4} = 4

La menor de las distancias en esta nueva matriz es d2( 4 5) =4= as. por loque 2

se une al conglomerado gue tiene al 4 y al 5, para formar el conglomerado {2.4,5}
y posteriormente se definen las distancias a este conglomerado,

{13} 45

C{L3.245 ay=4 433 [ 0 6
{2,4,5 0

413245 =”“'"{d(2,4)(1,3)=d5(1,3]}=mi"{6,7}=6

Q
C4:{1,2,3,4,5} =Q a, = 6 a I‘O—
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-6
-5
et-4
-3
-2
— -1
* -0
4 5

N

R N
I3

(dendograma correspondiente al método de liga simple).

El dendograma anterior y la matriz ultramétrica resultante se obtienen de los
valores g A ; por ejemplo:

Los objetos 1 y 2 son unidos en el mismo conglomerado cuando la distancia entre
los conglomerados a los que pertenecen son menores, es decir, en este caso
cuando a =6, por lo que la distancia de 1a 2 es 6.

Los objetos 2 y 5 son unidos en el mismo conglomerado cuando la distancia entre
los conglomerados a los que pertenecen son menores, es decir, en este caso
cuando a =4, por lo que la distancia de 2 a 5 es 4. De esta forma se obtiene la
sigutente matriz:

5 0
(Ultramétrica resultante).

3.4.2.- METODO DE LIGA COMPLETA (VECINO MAS LEJANO)

Este método es contrario al métode de liga simple, pues se toma la mayor

disimilaridad entre los miembros de hl contra los de }12
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d

[h[}[’b] = d(hl’hz) = nmx{drj:r ehy,s ehz}

Para ejemplificar este método, se iniciard con una matriz de disimilaridades en la
cual existe empate y ver con esto la diferencia de uliramétricas resultantes al tomar
una u ofra.

{Primera solucién}

o =

(=2 LV

O N =W

o =3 W R e
=2 o N - BNV B Y

hoa W b —

Cotlh 23,83 {41555 ap=0

La menor distancia en esta matriz es d(1,2)=d(1.3)=1. Si se toma a
d1,2)=1= a primero, entonces 1 y 2 forman.un conglomerado, y se definen las
distancias a este conglomerado como sigue:

12} 3 4 5
12} |0 »2 3 5

C:{L2}. 344165} ap=1 3 7/8
4 0 6

0

d3(1,2] = nm{d3(1) , d3[2)} =max{l,2} =2

1



Estas distancias forman et primer renglén, y las demés distancias permanecen
igual.

La menor distancia en esta nueva matriz es d =2=aqa., porlo que 3 se une

3[1,2] 2
al conglomerado {1,2} para formar el conglomerado {12,3%} y tomando las

distancias respectivas a este, tenemos:

{123} 4 5
_ N {1234 | 0 7 8
C2 :{1.2.3}, {4}, {5} ay = 2 A 0 6
5 0
d4{l,2,3] = mwc{d4(112),d4(3}} =max{37}=7
d5(1,2,3] = max{dS[I,Z]’dS[Ii)} =max{5.8} =8
Siguiendo de fa misma forma tenemos:
{123} {4.5
C3:{1,2,3}, {4.5} a, = 6 {1.2,3} 0 8
{4.5} 0
[
d{1,2,3l4,5] - m"x{d[1,2,3}4"1[1,2,3]5} =max{18} =8

Q

Ci{12345=Q a,=8 oo
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i
LAdd L

1 2 3 4 5

TG o

( dendograma correspondiente al método del maximo).

El dendograma vy [a matriz ultramétrica son formados con los valores de a ! como

se expuso anteriormente.

o =
Lo- T o8]

S NN W

S 00 00 00 |4
S Ov 00 00 00 |Ln

W W N

(utramétrica resultante).

Ahora tomando a d1[3} =1 como el minimo en el primer paso.

(Segunda solucién)

1
0

D o=

Cor{lh 2131 W13} 4y =0

[ B O I 7
[T B UV S R VL
S ON 00 R

[V I R FY R



03

{ 5(1)"’5(3)}='"“{5°8}=8

{13}

2

{12 3{4L{5} a,=2 {123

Y23

.23

2

m{dzl(l 3%

Cy {123} {45 a3=6

4
5

max{'l 3}=7

= max{ds[m) ,ds(z]} = max{84} = 8

{123}
{45}

3 2 4 5
0 27 8
03 4
0 6
0
1231 4 5
0 7 8
0 6
0

§123i i 5%

45



2345 ’”""{d4(1,2,3) "%{1,2,3)} =mae{1 8} =8
{123451=Q a,=8 2
V4'{32,5-’}— 4— QIO_
7
-5
L4
L3
I -2
r1 } 1

* *

1 3 2 4 5
(dendograma correspondiente a la segunda solucién del método del maximo).

B S R N
= |-
[T S T | 9]
[sn B S B e L7
o w0 o oo A
@ O 00 00 00 |

Lh

(ultramétrica correspondiente)

Observaciones:

1) Si se considera la clase de ultramétricas u(i, j) inferiores a d(i, j). es decir,



i, j)<di, j) VijeQ

entonces la jerarquia indexada por el método del minimo tiene como ultramétrica
asociada U el elemento maximo de esta clase.

2] es unico y representa la aproximacion a la disimilaridad d.
2) Si se considera u(, /) tal que:
u(i,j)zdi,j) Vi jeQ

la jerarquia indexada construida por €l método del maximo tiene como ultramétrica

asociada U, un elemento minimal de esta clase.

ty No es necesariamente Gnica y representa la aproximacion por exceso a la

disimilaridad d. Si toda las d(i, j), i # j son diferentes, entonces u, es nica.

3) La ultramétrica inferior maxima upy la ultramétrica superior minimal Uy que
resultan de los dos métodos minimo y maximo verifican:

ui.J)< d(i,j)< uy(i. j)
U =ty si y sélo si d es también ultramétrica.

3.4.3- METODO DEL CENTROIDE

La distancia entre dos conglomerados se define como la distancia entre los
centroides de cada conglomerado. Si
Xr

xl-_—'rezhln—l . )

es el centroide de los », miembros de 4, y ¥, se define igual pero en &, , entonces:

d[’ﬁ]{"z] =d{.y)= P55



donde p es una medida de proximidad como la comelacién, el cuadrado de la

S 2
distancia euclidia ﬂfl - iz ” u otras disimilaridades.

Se puede empezar con una matriz de proximidades con elementos p(x,,xs) v, en

- cada paso, los dos conglomerados mas cercanos son unidos y reemplazados por el
nuevo centroide. ’

_MF R
S )

3.4.4- METODO DEL INCREMENTO DE SUMA DE CUADRADOS 0 DE WARD

i

Usando una idea propuesta por Ward para el caso univariado, Wishart propuso unir

los dos conglomerados que minimicen [ , esto es, el incremento del total del

)

cuadrado de las sumas de las distancias dentro de los conglomerados, donde % es
el centroide de 4 y 4,.

2 2
™ ey | el 5 el

2 e R oM P
' —aélna“xa —x“ -nl +n, ]L’l —x2”
" : 1 2 1,2
En particular para los objetos ry s I(r]{SJ = Ehxr - xS“ = Edrs

Comenzando con D=[(d 2) se puede definir la distancia entre dos

rs

| I—

conglomerados como:

i) ™ i)

48



Este método ha sido propuesto por distintos autores bajo los nombres de
conglomerados de varianza minima, método de suma de cuadrados, método de
Ward, y ofros.

3.4.5- METODO DE LA MEDIANA

Este método es parecido al método del centroide, sélo que ahora se define ¥de la

siguiente forma:

%= [:‘cl +3)

[ ST

Este método fue introducido para cubrir una desventaja del método del centroide, la
cual es gue si {a medida ¢ o tamafio de do_s grupos para ser unidos son muy
diferentes, entonces el centroide del nuevo grupe podria caer muy cercano al grupo
mas grande o incluso dentro de él. Las propiedades o caracteristicas del grupo
pequefio son por tanto perdidas virtualmente. La estrategia puede ser hecha de tal
manera que se asuman los grupos de igual famafio, por lo que el nuevo centroide
caera en medio de los dos centroides de cada uno de los grupos.

3.4.6 - METODO DEL PROMEDIO ENTRE GRUPOS. (UP.G.MA)

La distancia entre 4, y h, se define como el promedio de las »,n, disimilaridades
entre todos los pares.

_L <
) ~Ni) =i 5, 5,

3.4.7 - METODO FLEXIBLE DE LANCE Y WILLIAMS

Lance y Williams mostraron que el siguiente método da fugar a los métodos

anteriores:
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{hk [h,uh ] hk][h,) fd[hklhjj P d[h,.[hj] 7 \d[hk][hi] _d[hk][hj]

=a,d(n h) +ajd(hk,hj] y d[hi,th +old(h k) -d[hk,hj]’

Este méteds incluye como caso particular a los métodos anteriores y permite ver

como es gque se cumple la condicion (4) expuesta anteriormente, es decir.

H[hk,hiuhj)=f[ h, hkj o H c{h h )

Por ejemplo, para a; =a.

J  B=0y ¥y =-—% se obtiene el método del

NI

minimo

dnion) <helnn)ssen ) Selh) - )
ﬁd(hk,h,a>dw:iafhk,h,-)—d(hk,m|=d(hk,h,-J-d(hk,h,-J
N RN (AR (WO (WS W%
d(hk,hiJw(hk,h,-l=~]d(hk=h,-J—a(hk,thl=d(hk ;
i)t )
S T Y

Lo que geométricamente significa, es que el triangulo se deforma hasta obtener dos

lados iguales que coinciden con el menor de ios lados que no son base.
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El método del méximo verifica analogamente la condicién (4) con @, =a.= 1

J

[\

p=0yy=3.
o) o) o) o) o )
Sid(.hk’hi)>d(hk’hj)::"d(hk’hij_a(hk’hjj'zd(hk’hi)_d(hk’hj]
o) gy ) s by ) eln)-Sdon) = )
o)) o)y o) o)
=t by oty ) =)
vt 3t o, J= ol i, )|

Eltridangulo se deforma pero ahora tomando el lado mayor que no es base.
. h
4

. k.
1 K
1

Para el método de la mediana @, = a;= % RS V7= 0 definiendo

h}



Tiohon) el ) )3l

d(n uhjj LTI (WRES Y (W
en este caso se deforma el tridngulo de modo que los dos lados iguales coinciden
con la mediana del mismo.

este método no verifica la condicion (4) y puede presentar inversiones, es decir,

que el triangulo isésceles que resufte tenga a base mayor gue los lados iguales.

Lance y Williams sugirieron usar el método flexible con tas siguientes restricciones:
; +a‘j+ﬂ=l . a; =a; . B<lyy=0 yun nimero pequefio para 3 tal

como f=-025

3.5 - COMPARACION DE METODOS.
3.5.1- MONOTONIA

Si el proceso de fusidn es representado por un dendograma con la propiedad de

incremento de los valores a, , entonces se requiere @, =min.d en el paso

g )

k . Lo que pasa en el paso k y k+1 puede ser descrito en términos de cuatro
conglomerados hl’hz’h3’h R Suponiendo que en el paso k se forma hl uh2 , esto

es!

a, = d(hl_.hzj <min{d(hl,h3)_.c{lrz,h3},d(113,h4j}

y en el paso k+1 se une (1) h3 uh4 o (2 111 uh2 uh3 . En el caso (1) se tiene



PN ,;(1 h];

)7 R

para el caso (2) se toman los métodos de liga simple y liga completa, teniendo:

d[h3.h1 uhz) =4, 0= min{d(h3,h1],d(h3,h2]} =>:.r1k+1 >a,
d(hy,h ohy)=a 1=max{d(h3,hl),d[h3,h2]}=>ak+l>ak

Para los otros métodos [}/ = 0,..ai, afj > 0] se encuentra gue :

dyh ohy)> [ai+aj+ﬂ)d(hl,h2]

por lo que se requiere que a; + aj + 3> 1 para la monotonia. Por lo que todos los

metodos anteriores cumplen con la monotonia, excepto el método del centroide y el

de la medi los uede .
media en los que p suceder que ak+1 < ak

triangulo isésceles puede presentar inversiones, es decir, que el triangulo

Lo que quiere decir que el

resultante tenga la base mayor que los lados iguales.

3.5.2 - PROPIEDADES ESPACIALES.

Las proximidades iniciales pueden ser consideradas como espacios definidos con
propiedades conocidas. Sin embargo, por la forma de los conglomerados, esto no

significa que dentro de los conglomerados se definan espacios con las propiedades
originales.

Un algoritmo es espacio contractivo si la ultramétrica asociada a la clasificacion
Jerarquica tiende a aproximar a los objetos respecto a sus disimilaridades iniciales.

Si tiende a alejarles, se dice entonces que es espacio dilatante. Si por el contrario,
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no cambia de forma apreciable las disimilaridades, ¢l algoritmo es espacio
conservativo, El método del minimo y el del méximo son, respectivamente, espacio
contractive y espacio dilatante. En general los métodos basados en medias son

espacios ¢onservativos.

Algunos algoritmos espacio contractivos, tai como el método dei minimo tienden a
unir en un sélo conglomerado, grupos que estan relativamente separados por la
presencia de algin punto entre ellos. Este problema es conecido como cadenay la

representacién grafica es la siguiente.

Los diferentes aigoritmos de clasificacion estan representados en la siguiente tabla:



Método Qh. a . p ¥ Espacio de | Monotonia | Inversiones | Condicién
J distorsion 4 __.
Minimo 1 1 1
. 7 3 0 2 Contractivo Si No Si
Maximo 1 1 0 1 Dilatante Si No S
a5 Y 2
2 A R R I R S
Ward nt+n n.+n -n
Ik J_k k 0 Si No Si
Bu.._.w,__.\. +3_~ﬂ _En. +§.\. +3.«ﬁ Eq.._.wn.\. +=\n
Mediana 1 1 _1 0 [Conservativo| No Si No
2 2 4 ]
n. n. -n." .
Centroide ! J 1 J 0 Conservativo No Si No
ntn n+n 2
J PoJ T.. +n u
rJ
UPGMA n, ", . . .
—— —J 0 0 Conservativo Si No Si
i .\ Ba. +3.\.
Flexible 29 o p<l 0 Contractivo Si No Si

TABLA CORRESPONDIENTE A LAS PROPIEDADES DE LOS METODOS.




3.5.3 - MEDIDAS DEL GRADOQ DE DISTORSION.

Las técnicas de clasificacién jerarquica imponen una estructura jerarquica en los
datos, por lo que o5 necesario ver si al aplicar el algoritmo les datos originales
cambian considerablemente, y con esto ver si existe una buena o mala

clasificacion.

E! métedc mé&s comunments usads es el Hamado coeficients de cofrelacién

cofenético. Este es simplemente la correlacion que existe entre los pares de

distancias (d._,u__\n donde d_ -disimilaridad inicial y u_ =ultramétrica
y i) i i

correspondients.

Para ilustrar el uso del coeficiente de correlacion cofenético, se tomaran las
matrices de disimilaridad original y la ultramétrica comespondiente, asociada al

método del maximo (1? solucién) expuestas anteriormente.,

12 3 435 1 23 45
ifjo 11235 1fo 1 2 8 8
2 0 2 3 4 2 0 2 8 8
3 0 7 8 3 0 8 8
4 0 6 4 0 6
5 0 5 0
(disimilaridad original) (ultramétrica resultante)

dy,=1,1,2,5,2,3,4, 7.8,6 cond =39
H

u _=1,2,8,8128,8828,6conm =59
if i



(1-4)1-5.9)+.+(6-3.9¥6-5.9)

T R e B e el

r verifica Osru <1. Por tanto, cuando r, s préximo a 1 existe una clara
estructura jerarquica entre los objetos de Q, y cuando r, es pequefio indica una

distorsién notable al aplicar el algoritmo.

Jardine y Sibson propusieron otra medida de distorsién, la cual se define como:

| Ve Y
d_-u.
I
A= a
d.
)

Dando diferentes valores a «, se tiene una medida de ajuste entre dij y uy_, que

satisface: 0 < }La <1.

En este caso una buena clasificacién se manifiesta cuando /”La es proximaa 0.
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3.5-APLICACIONES {(METODOS AGLOMERATIVOS)

3.6.1 -CLASIFICACION DE LA FORMA DE LAS ABEJAS HOPLITES PRODUCTA.

A continuacion se muestra la matni2 de distancias de 11 formas de abejas Hopiites

Producta, basada en 23 variables usadas para describir cada forma.

1 2 3 4 5 6 7 8 9 10 11
1 0
2 10940 O
3 [1229 0191 O
4 [1266 0847 0303 O
5 |1L507 1331 1070 1026 O
6 (1609 1306 0.778 0573 1175 O
7 |1450 1266 1475 1506 1829 1876 O
£ (1239 1286 L1510 L1540 1908 1832 1655 O
9 |1493 1160 0848 0.792 0965 0978 1847 1761 O
10 [1494 1396 1497 1528 1724 1687 1954 1733 L721 O
11 {1348 1238 1352 1385 1724 1559 1844 1608 1596 0645 0O

Los nombres de las formas se muestran en el sigulente cuadro:

1.- Hoplites graciles

7.- Colei
2.- Subgracilis 8.- Elongata
3.- Interior 9.- Uvularis
4.- Bernardina 10.- Grinelli

5.- Panamintana

11.- Septentrionalis

6.- Producta




Aqui podré ser util formar primero una ordenacién de las distancias usando

escalamiento multidimensional.

Escalamiento Multidimensional. Una representacién geométrica o espacial de una

matriz de proximidades consiste en un conjunto de puntos X l,X e X enp

dimensiones, con cada punto representando cada uno de los individuos u objetos
investigados, y una medida de distancia entre los pares de punios. El objetivo del
escalamiento multidimensional es determinar ambos, ya sea la dimensionalidad
necesaria para representar la informacién en la matriz de proximidad
adecuadamente, y la posicién de los puntes, tal que, en cierto sentido, haya una
maxima correspondencia entre las proximidades y las distancias entre los puntos.
En términos generales simplemente significa que entre mas grande sea la distancia
entre dos individuos, mas separados deben de estar los puntos que los
representan.

Una solucién de dos dimensiones producida por este medio es puesta en la

siguiente grafica:
7
1.5
2
2 1
43
0.0 | 59
6
0.5
11
10

06 -04 -02 00 02 04 06

(representacitn de la distancia euclidiana entre los objetos)
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Los dendogramas correspondientes aplicando Iiga simple, liga completa, y
promedio entre grupos se muestran a continuaciéon.

_J_-‘ -1.2

-1.0
1 -1.5
-0.8
-0.6 -1.0
-0.4
-0.5
-0.2
® Ok % Kk ok R W % - 0O ] * * -0
7 810115 1% 2 6 34 78101112 5 9% 6 3 4
(liga simple) (promedio entre grupos)
-2.0
1.5
|
1.0
-0.5
] o -0

78 t 2 WL E 3 4509

(liga completa)
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Cortando cada dendograma en el paso comrespondiente en que se forman tres
grupos, se dan fos siguientes conglomerados:

liga simple {3, 4,6,2,9,1,5, 10, 11}, {7}, {8}

promedio entre grupos {3, 4, 6,9, 5,1, 2, 10, 11}, {7}, {8}

liga completa {3, 4,6, 5,9}, {10,11},{1,2,8, 7}

Comparando los resultades ’con la representacién en dos dimensiones de las
distancias entre ios objetos, se observa que el método de la liga completa es el que
se aproxima mas a la representacion visual de los datos, por 1o que da una forma
de seleccionar a favor de este.

3.6.2-UNA COMPARACION CON LA CLASIFICACION TRADICIONAL,

Se analizaran los resultados obtenidos con la clasificacién tradicional, referente a la

sistemética de los chaefognathes®, y los resultados de la taxonomfa numérica.

Dallot e Ibanes observan que la sistematica ha sido realizada en funcién de un
cierto namero muy reducide de caracteres, atribuyendo a algunos de ellos una
significacion evolutiva, estando muy ligadas la clasificacion y la interpretacion
filogenética. Para completar esta sistematica se estudian 7 géneros conocidos,

tomando una o varias especies en cada género. Las especies a estudiar son:

Orden Phragmophora
Familia Spadellidae:

Spadelfa cephaloptera (Sp.c.)

Spadella schizoptera (Sp. s)
Famitia Eukrohniidae:

/f’.:ukmhnia hamata {Eu. h.}

Eukrohnia fowleri (Eu. f)

- Heterokrohnia involucrum  (He. y.}
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Bathyspadella edenfata {Ba.e)

* chaetognathes.- Gusano marino del plantum marino

Orden Aphragmophora
Sub-orden Ctenodontina
Familia Sagittidae:

Sagitta tasmanica (Sa. t)
Sagitta robusta (Sa.r)
Sagitta neglecta {Sa. n)
Sagitta lyra {(Sa. l)

Familia Pterosagittidae

Plerosagitta draco (Pt d)

Sub-orden Flabellodontina
Krohnitta subtifis (Kr. s.)

Esta clasificacion en forma de dendograma se representa en la siguiente figura:

- clase
- orden
- sub-orden
- familia
j -| - género
Krs PLo 540 Sar Sat Sen Bas Me: Eun Buf Sps Spe

(Clasificacién de 12 especies de Chaetognates segun el esquema tradigional )



Para la clasificacién jerarquica, segln los métodos de la taxonomia numérica,

establecieron 34 caracteres morfolégicos. La similaridad entre cada par de especies
se evalué utilizando:

a

a+2(B+y)’

Se utilizé el método UPGMA (Método del promedio entre grupos) para construir la
jerarquia. E| dendograma obtenido es el siguiente:

0.5
0.6
0.7
’ 0.8

0.9
1.0

[

Ewf Euh Sat Sdn ar Bae .S;u Spc Xrs Ptd He

(Clasificacion jerarquica de 12 especies de Chaetognathes, en relacién a 34

caracteres morfolégicos . El indice de la jerarquia es una simitaridad.)

El dendograma obtenido, revela la presencia de 4 grupos, correspondientes a 4
clases disjuntas que resultan de establecer un nivel de semejanza fenotipica
superior a 0.6. A partir del nivel 0.7, se reconstruyen los géneros con sus
correspondientes especies, segun la clasificacion tradicional, excepto para S./yra,
que se redne con el género Sagifta a parir del nivel 0.64, Sin embargo, las
divisiones de orden superior ya no se conservan. Por ejemplo, H. involucrumy P.
draco ferman un “conglomerado”aparte, estando en la sistematica clasica inciuido

en los érdenes Phragmophora y Aphragmophora, respectivamente.
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3.6.3- CLASIFICACION DE ADJETIVOS.
.

Manzano y Costermans aplican el analisis de proximidades y taxonomia numérica,
para estudiar la estructura semdntica de 23 adjetivos de peso y extensién espacial

del castellano.

Los adjetivos utilizados fueron: bajo, corto, diminuto, menudo, pequefio, enorme,

inmenso, voluminoso, alto, delgado, elevado, fino, largo, ancho, angosto, estrecho,

grande, grueso, profundo, hueco, denso, pesade, ligero.

La experiencia consistia en someter los 23(23-1)/2=253 pares de adjetivos,
presentados zleatoriamente, al juicio de 90 sujetos de nivel universitario. La
disimilaridad entre los adjetivos variaba de 0 a 4 y es la medida de los juicio

emitidos. La escala oscilaba en los siguientes términos:

Muy semejante (0), bastante semejante (1), bastante diferente (2), muy diferente
(3), totaimente diferente (4).

Cada sujeto debia formar tantos grupos como deseara, con el propésito de que los

adjetivos dentro de un mismo grupo fueran seleccionados sobre la base de su

semejanza en significade. La matriz de similaridad [sy] utilizada como

informacién inicial para la clasificacion jerarquica , consistié en la frecuencia con

que los pares de adjetivos eran incluidos en un mismo grupo, es decir, s es el
y

nimero de veces que los 90 sujetos han relacionado i con j. Una parte de la tabla

es mostrada a continuacion:
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bajo 90

corto
diminuid

menudo

pesado

ligero

30 16 11
90 20 14
90 48

90

......

0 4
0 3
0 7
1 21
90 9
90

Como algoritme de clasificacion, se utilizé el método del minimo y el método del
maximo. Los dendogramas correspondientes son los siguientes.

k k& ok ok ok

dOk ke W % R ko & % % & M b &

lig est ang fin del peq dim men cor baj pes den gru anch g inm enc vol lar ele alt lue pro

{Méetodo del minimo)
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0.7 111

24 2

.9

T )
:[-LJ-] M VO B O A k*II-jL*

lis est amg fin del peq dimn men cor baj pes des gru anch gra fmh eho vel lar ele alio bue prof

(Método del maximo) .

La semejanza enire ambos dendogramas indica que existe una buena estructura
jerarquica entre los adjetivos. El indice de la jerarquia en una similaridad, que

resulta de dividir por 10 las frecuencias de la matriz original.

De los dos métodos, el del maximo es el que representa mejor la organizacion de
los adjetivos. Los autores destacan la presencia de una fisura principal que agrupa
los adjetives de peso y extension espacial siguiendo la dicotomia gran cantidad y
pequefia cantidad. El primero agrupa pesado, enorme, grueso, entre otros, y el
segundo ligero, pequefio, estrecho, etc. Dentro de estas dos grandes divisiones, a

niveles mas altos de similaridad, se van encontrando particiones mas especificas.
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3.7-METODOS DIVISIVOS.

Las técnicas divisivas son esencialmente de dos tipos, monotéticas, las cuales
dividen con base 2 la presencia o ausencia de un cierto atributo, y politéticas,
donde las divisiones estan basadas en los valores tomados por todos los atributos.
Esta clase de métodos de clasificacion son menos populares que las técnicas

anteriores (métodos agiomerativos), por lo que se dara una descripcién breve.

Lance y Williams notaron que con los métodos divisivos el proteso empieza con la
méaxima informacién, que la division no necesita continuar hasta tener n
conglomerados con un objeto cada uno, y si ademas existen menos variables o

caracteristicas que objetos, las necesidades computacionales son menores, pues

dependen de d?.

En los métedos divisivos el primer pase es dividir los n objetos en dos grupes. Esto

puede ser hecho en 2”_1 —1 formas, y aunque se cuente con una buena
computadora, es posible examinar cada divisién sélo si 7 es pequefia. Con valores
moderados de n es posible obtener buenos resultados. Por esta razén la mayoria
de las técnicas divisivas son monotéticas, esto es, la divisién se basa s6lo en una
variable.

3.7.1- METODOS MONOTETICOS.

Si todas las variables son dicotémicas, se podrian dividir los objetos en dos grupos,
con base a la presencia o ausencia de un atributo A. Se escogeria A de tal forma
que maximice una cierta medida de distancia entre los dos grupos. Por ejemplo,
para cada par de atributos j y k, se puede construir una tabla de presencias y
ausencias de 2x2 como se hizo anteriormente con los objetos, y calcular la medida

ji-cuadrada:



2 Has-pf
ik (a+BXa+yNB+o)y+d)

Un criterio es escoger A de tal forma que maximice:

2
jEA x}'fl

Una vez que la primera divisién se ha producido, el mismo método se aplica a cada

grupo por separado.

La divisién se inicia por medic de agquellos que tienen el atributo y los que no. Si
séle son consideradas las divisiones de este tipo, entonces para un conjunto con m
variables binarias, existen m divisiones potenciales del conjunto inicial, m-1 para

los dos conjuntos formados, y ast sucesivamente.

Oftros criterios que han sido propuestos son:

2
maxy, x}. v

maxg|of ~ o

maxs(of - ¥5)

Como ejemplo para este método, se toman los siguientes datos con tres variables

binarias sobre cince individuos.



Variables

individuos

1 2 3
1 0 1 1
2 1 1 0
3 1 1 1
4 1 1 0
5 0 0 1

Las tres medidas ji-cuadrada para cada par de variables son:

] _ % 12

Zz _ 5(3 1-0*1) - 187,

12 (3+0)3+1)0+1)1+1)
2 Xeo- 2:2) SO
13 (1+2)1+2)2+0)2+0)
2 5(2%0 - 281)?
X = = 0383
23 (2+2)(2+1)2+0)1+0)

Por o tanto:

2. 2
+72 =409
Kyt =40
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Usando el criterio del maxy y<, se observa que la primera suma es maxima, por

lo que la variable A=1 es tomada como base para la divisién de los datos, es decir,
la divisién se basa en los que tienen la variable 1 y los que no la tienen, dando la

siguiente divisién

234 y(5).

y asl podemeos seguir haciendo divisiones con cada sub-grupo por separado.

3.7.2- METODOS POLITETICOS.

El mas factible de los métodos politéticos divisivos es el descrito por MacNaughton-
Smith, en el cual el primer grupo se acumula por adiciones secuenciales de los
individuos cuya total disimilaridad con el resto, menos la disimilaridad con los del
primer grupo, es maxima. Cuando esta diferencia se hace negativa, el proceso se
repite en los dos sub-grupos. La medida usual de disimilaridad usada, es el

promedio de la distancia euclidiana entre cada individuo y los otros individuos en el
grupo.

Considerando por ejemplo, la siguiente matriz de distancias D para siete

individuos,



e - SV R N FYR S

10

30
29
38
42

b2

23
235
34
36

21
22
31
36

7 0
10 11 ¢
13 17 9 0

/

E! individuo usado para iniciar el primer grupo es aquel cuya distancia promedio a
los ofros individuos sea maxima, por lo que se puede formar la siguiente tabla:

Individuo

Distancia promedio a ios demas

individuos

26

225

20.67

17.33

185

2217

~f D] | b W] N =

255

En esta tabla se puede ver que la mayor distancia es 26, que corresponde al
individuo 1, por lo que la divisiéon queda de la siguiente manera:

{(hyR34567

Después, la distancia promedio de cada individuo en el grupo principal al primer

grupo se encuentra, seguido de la distancia premedio de cada individuo en el grupo




principal a los otros individiuos de este mismo grupo. La diferencia entre estos dos

promedios se muestra a continuacién;

Individuos Distancia promedio | Distancia promedio Diferencia
al primer grupo al grupo principal
2 10.0 250 150
3 7.0 . 234 16.4
4 30.0 14.8 -15.2
5 29.0 . 164 -12.6
5] 380 19.0 -19.0
7 42.0 222 -19.8

La mayor diferencia es 16.4 para el individuo 3, por lo que es acumulada en e
primer grupo, resuitando los grupos:
(1.3)y(2456,7)

repitiendo el proceso tenemos Io siguiente:

Individuos Distancia promedio | Distancia promedio Diferencia
al primer grupo al grupe principal
2 85 295 21.0
4 255 13.2 -12.3
5 ; 255 15.0 -105
6 ; 345 16.0 -185
7

390 ; 18.7 | 203 |




La mayor diferencia es 21.0, por lo que el individuo 2 se une al primer grupo:

(13.2)y(4567N

repitiendo de nuevo se tiene:

Individuos Distancia promedic | Distancia promedio Diferencia
al primer grupo al grupo principal
4 243 . 10.0 -14.3
S 253 11.7 -13.6
6 343 10.0 -24.3
7 380 13.0 -25.0

Como todas las diferencias son negativas, el proceso podra continuar (si se desea)

en cada sub-grupo por separado.

Este método tiene la ventaja que los esfuerzos computacionales son menores que

las posibles subdivisiones de los otros métodos.




4.- METODOS PARTITIVOS.

En esta clase de métodos se considera una particién de los elementos en un
nimero definido de grupos g, y se feasignan ¢ reacomodan los elementos
dependiendo si minimizan o maximizan algun criterio numérico. Tales técnicas de
optimizacién, diferiran de las descritas anteriormente en que no necesariamente
forman clasificaciones jerarquicas de los datos.

4.1- NUMERO DE PARTICIONES.

Suponiendo que el nimero de conglomerados g es determinado, un procedimiento
natural puede ser partir los n objetos en g conglomerados para optimizar algin

criterio. El nimero posible de particiones es:

g . . n_ _1\?
P n:lzc’(_l)g iim_8 —glg-1)
g1 g= 8 g'

Al igual que en los métodos divisivos, este numero no es practice, pues es
demasiado grande aunque ¢ sea pequefo. Aun con las nuevas computadoras no

es posible calcufarlo. Algunos ejemplos sirven para ilustrar el problema,

N(15,3) = 2,375107

N(20,4)= 45,232,115,901

N(25.8) = 690,223,721,118,368,580
N(10055)=10%8

donde N{n.g) es el numero de particiones distintas, de # individuos en g grupos.

Signo estd esbeciﬁcada la situacién es peor, pues el nimero total es:

~1
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%P e
Claramente una mayor restriccién, menos que la aproximacién al éptimo del
problema es requerida. Por ejemplo, las técnicas jerarquicas pueden utilizarse para
producir una particién con un cierto nimero g de conglomerados. Sin embargo, se
considera ahora a los métodos partitivos para que cada objeto o individuo pueda
ser acomodado en otfros conglomerados, $egun maximice o minimice algun criterio.
Existen varias formas de elegir o formar g grupos , se pueden formar grupes con fas
técnicas jerarquicas como ya se dijo anteriormente, pueden elegirse aleatoriamente
g puntos en el espacio de d-dimensiones como nuicleos para iniciar la formacién de
conglomerados. Varias técnicas para escoger los centros de los conglomerados
han sido propuestas, como por ejemplo, elegir g puntos aleatoriamente, los que

estén mas separados, donde haya mayor densidad o espaciados regularmente.

Una vez que se han elegido los g niclecs, los objetos restantes son asignados a su
nicleo mas cercano, usando una medida apropiada de proximidad, generaimente
el cuadrado de la distancia Euclidiana. E! centro dei conglomerado, generalmente el
centroide, puede ser recaiculado cada vez que se ingresa un nuevo individuo

{método g-medias) o después de que todos los puntos son acomodados.
4.2 - REASIGNACION DE OBJETOS.

Una vez que se ha elegido la particion inicial, el siguiente paso es ver si los objetos
deben ser reacomodados en otro conglomerado. Cada individuo es reasignado a
otro conglomerado, y si al hacer el cambio el valor del criterio se incrementa o
decrementa segun sea el caso, el cambio es hecho. El proceso se puede poner

basicamente en los siguientes pasos:

a) Encontrar una particién inicial de los individuos en el nimero requerido.



b) Calcular los cambios en e criterio de conglomeracién , al mover cada individuo a
olro conglomerado.

c) Hacer el cambio sélo si optimiza el eriterio propuesto.
d) Repetir b) y ¢) hasta que no se optimice mas el criterio.

Los resultados obtenidos por algin método pueden, en algunos casos, ser
radicalmente afectados por la manera de tomar los ¢ grupos iniciales. Diferentes
particiones pueden dar lugar a diferentes éptimos locales de los criterios de
conglomeracién, aunque con datos bien estructurados es razonable que se llegue a
la convergencia.

4.3 - CRITERIOS DE CLASIFICACION.

La idea basica de los métodos partitivos, es que asociado con cada particién de los

n individuos en los g grupos requeridos, existe un indice fing), el cual es un

indicativo de la calidad de esa clasificacion particular. Aseciar un nGmero con cada
particién permite comparar entre si a las clasificaciones. Muchos criterios de
conglomeracién han sido propuestos, pero los mas usados son los que provienen
de las siguientes matrices fundamentales:

T=W+B
g ", v :
= f -5 . —~X
donde T ;Eljg—-lkxy x)(xy x)

es decir, T es la suma de las diferencias entre cada individuo y el centroide

general.



O |
W=3 Slx -x |x ~-x|,
==

Py i

W es la suma de las difefencias entre cada individuo y el centroide al que

pertenecen
§ 5
s x..
B=% n(x —x:(r x| y g=lELY
e i J ’ .)3 i

=11
B es la suma de las diferencias entre el centroide de cada grupo y el centroide

general, por fo gue

SIOEN RN S
x -Xfx -x|= x - lx -x | )
i=] j=1( b ¥ 7 = PA 0 =1

Estas matrices de d=xJd, donde d es el numero de variables, representan
respectivamente, dispersion total, dispersion dentro de fos grupos y dispersion

entre grupos,

La entrada u,v de las tres matrices son:



Para datos univariados (d =1) la expresién anterior se reduce a la descomposicion
usual de suma de cuadrados de analisis de varianza. En este caso, se quiere que
W sea chica y B grande, para que la distancia dentro de los conglornerados sean
pequefias con respecto a la distancia entre los centros de los conglomerados. Para
datos en d dimensiones un criterio similar que parece intuitivo es minimizar el
tamafio de W ,0 como T es constante maximizar B. Muchas funciones de W han

sido propuestas, pero las mas comunes se muestran a continuacién.,

4.3.1 - MINIMIZAR LA TRAZA DE W.

Una extension de la minimizacién de la suma de cuadrados dentro de los grupos
sugerida para el caso en que d=1, es minimizar la suma de cuadrados dentro de los

grupos, pero sobre todas las variables, esto es, minimizar la (W) donde:

n.

_ g i d _ !
)= ;Zl ]él uzx(xﬁu- " Ix'fu ~iu )

como cada término de la suma es un namero real, entonces:

)= & g 32
A A uz=1(x’7“ )
como
n d 2
tr&l",)" E,{ p {x.. - )
H JElu=1t ju i
entonces

M "8




Este criteric es equivalente a minimizar la suma de cuadrados de ja distancia

Euclidiana entre los individuos y la media de} conglomerado, esto es:

2
E=%4d2
=

donde di ) es la distancia euclidiana del individuo 7 a la media del conglomerado
*1)

al que este pertenece.

4.3.2- MINIMIZAR 7.

Este metodo puede ser motivado de dos formas. Suponiendo que los g

conglomerados representan muestras de g distribuciones muttivariadas

Nd(p;.,Z) F=12nn ,d

con matriz de dispersién comun. La razén de verosimilitud para la prueba

H01u1=y2_= .................. =Hg

14-/‘
esta relacionadacon A = Tlf'f‘-ll‘ .
|
La hipotesis H, es rechazada si Aes pequefa, por lo que un criteric de
conglomeracion posible es minimizar A , o equivalentemente minimizar i,
&

Alternativamente, suponiendo que se desea asignar las r observaciones en g

distribuciones normales con la misma matriz de dispersién, y con esto maximizar la

wE W
sﬁ'gmu.mm



funcién de verosimilitud para un reacomodo.dado. El mé&ximo de la funcién de
verosimilitud es

‘ c—-%nlog{W}

por tanto, escogiendo el reacomodo tal que minimice el logj#|, esto es, minimizar

wl.

4.3.3 - MAXIMIZAR zr(BW“)

Usando otra prueba estadistica para probar

Friedman y Rubin (1967) propusieron maximizar tr(BW_l )

Algunos resultados que hacen mas facil calcular los cambios producidos en

algunos de los criterios de conglomeracién, al afiadir un vector de variables x a un
grupo s con media ¥, Yy tamafio ng, son que . cambia a una WSN de ia

siguiente manera:

N _ - t _ =\
M’s -H/s+dsds donde ds-(x—xsl

por consecuencia

rr(H’;\:) = i)~ dj:ds y




dct(WsN) - det(W_,)(l +diws lds)

4.4- PROPIEDADES Y PROBLEMAS DE LAS TECNICAS PARTITIVAS.

El criteic mas comunmente usado es el de minimizar Ia (W),

desafortunadamente es bien sabido que sufre algunos problemas. Primeramente, el
método depende de cambios de escala, esto es, diferentes soluciones se obtienen
con los datos originales y los estandarizados, pues este meétodo es equivaiente a la
definicién en términos de la distancia euclidiana. Otro problema que se presenta
con el uso de este criterio, es que se puede imponer una estructura esférica en los
conglomerados aunque estos sean de otras formas. Esto sucede ya gue todos los
elementos de la diagonal intervienen, por lo que la traza no toma en cuenta la

_correlacién entre las variables.

Como ejemplo se consideran los datos de la figura siguiente, en los que se
observan dos conglomerados elipticos bien definidos. '

ERRAREEINRERE LR
TP 111191 9
111118 111141 11

LREANRRSRERERRRAL RS
TSI 1P (111 1
ARERRRRERRRIRRRE]

(Dos conglomerados de forma eliptica)

La solucién que resulta de la minimizacion de la traza de W, aplicada a estos datos

en dos grupes se muestra en la siguiente figura:
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2222222 22 2111111 11
2222 2222 2222 22111 111 111114
22222 22222 211111 11 11

222222 2 21111811 11
222222 22227211111 11 11111
222222 2222411111 11111

{Solucién por medio de minimizar la V) en dos conglomerados).

La dependencia a cambios de escala que se presentan con la #{W), motivé a
utilizar mas el det(w). Spath dio una buena ilustracién de la falta de dependencia

escalar del det(W) en comparacién con la #{W), la cual se muestra a continuacion.



(W) detiW)

-3 G-

xy

D ¢

U %,0.2 @
D

GDEENNGD

(0.1xy)

GD I O

(llustracion de la dependencia escalar producida por la minimizacién de 1a trfW}

comparada con la minimizacién del def(W)).

Aparte de la ventaja de la estandarizacion, el criterio del def(W) tiene un punto mas
a su favor, ya que este no restringe a los conglomerados a tener forma esférica.
Desafortunadamente, el criteric del deffW) asume que todos los conglomerados en
los datos tienen la misma forma, por lo que puede causar problemas. Como

ejemplo, considera los datos que se muestran en la figura siguiente:

0
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(Dos conglomerados de distinta forma)

La solucién que resulta por medio de la minimizacion del det(W] en dos
conglomerados se muestra en seguida;

2171111 11 11
2222111 11 11911

222 2211 1119111 9111 11911
222222222 HI1111111
2222 22222 2222
2222222222
2222

(Solucién por medio de minimizar el det{W) en dos conglomerados).

Para cubrir las formas similares entre los conglomerados cuando estos no io son,

Scott y Symons sugirieron un método de conglomeracién basado en Ia
minimizacién de

g .
i[;[ldet(Wi)n’ .




La tendencia de los criterios tales como W) v deffW) a formar grupos de igual
tamarnio, ha dado como resultado otro criteric para solucionar este problema.

Symons propuso dos criterios de conglomeracion, que son:

n ln(det(W )) -2 n, lnni
= (m, In{det(#)) 27, Inn )

En la siguiente figura se muestra el problema:

1111222 111111
111111222 2 111141 111 2
11111122 2222 22 11111113 141 22
1M1 222 1M1
t11122 1111 11

(a). (Dos conglomerados de igual tamafio)  (b). (Dos de distinto tamafio)

(Grafico del problema de conglomerados de igual tamafio utilizando fa
minimizacion de tr{iW)). '

4.5 - NUMERO DE CONGLOMERADOS.

En muchas aplicaciones de los métodos partitivos, el investigador tiene que
“estimar” el nimero de conglomerados en los datos. Muchos métodos han sido
sugeridos los cuales pueden ser de mucha ayuda. Algunos son relativamente
informales e involucran esencialmente, la grafica de algan criterioc de

conglomeracién contra el nimero de grupos. Cambios grandes en los niveles de ta



grafica son generalmente usados para el nimero de grupos, aunque esta forma de

seleccion es subjetiva.

Ofras técnicas han sido descritas las cuales tratan de cubrir el problema de la
subjetividad. Beale por ejemplo, dio una prueba F que puede ser usada para probar
si la particiébn en g, conglomerados es mejor que la particion en menos

conglomerados g, . La prueba estadistica se define como

2/d

{ 3

R_-R

I'\ &1 gZJ.!_{n—gI)‘ i\| -licong,>g
2 274

donde RgA es el valor de la W) para el conglomerado g El estadistico es
T

comparado con una Fde d(g,-g,) Y d{n-g,) grados de libertad. Un resultado
significativo indicard que la subdivision en g, conglomerados es mejor que la
subdivisién en un nimero mas pequefic g de conglomerados. En la practica, este

procedimiento sugiere que cuando los conglomerados estdn muy separados y

aproximadasmente esféricos, da buenos resultades.

Un método sugerido por Calinski y Harabasz, es tomar el valor de g que
' corresponde al valor maximo de C, donde C se define como:

rr(B) tr(A)

g-1/ n-g

Marriot sugirié un procedimiento ef cual selecciona g de tal manera que g2 det(fV)

sea minimo. Propuso gue los dates fueran considerados como un sblo

conglomerado si



22 det(W)
det(T)

>1

para todos los valores de g.

4.6 - APLICACIONES DE LOS METODOS PARTITIVOS O DE OPTIMIZACION.

Primero se dard un ejemplo numérico para ver como funcionan algunas de estas

tecnicas, en particular la minimizacion de la #{14), tomando los siguientes datos:

individuo | Variable | Variable

1 2
1 1.0 10
2 1.5 20
3 3.0 4.0
4 5.0 70
5 35 5.0
5] 4.5 50
7 35 4.5

La grafica correspondiente queda:
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Este conjunto de datos serd conglomerado en dos grupos, usando el método de la

minimizacién de la traza de W . Como paso inicial para encontrar una particién de

los datos, se toman los individuos mas alejados entre si, dando lo siguiente:

Grupo 1 Grupo 2
Individuos 1 4
Vector de medias (1.0,1.0) (5.0,7.0)

Los individuos restantes son examinados y asignados al grupo mas cercano en

terminos de la distancia euclidiana al centroide. El centroide es recalculado cada

vez que un individuo es adherido, por lo que se tienen los siguientes pasos:

Individuo

Centroide | Individuo Centroide

paso 1 1 (1.01.0) 4 (5.0.7.0)

| paso 2 1.2 (1.2,1.5) 4 (5.0,7.0)

i paso3 123 (1832.33) 4 5.0.70)

T rasod | 123 (1832.33) 45 @560)
I paso 5 : 123 (1.832.33) 456 (4357 !
T paso6 | 123 (183333 | 4567 | @154 |




Grupo 1:1,2,3
Grupo 2: 4,5,6,7

Para formar la matriz W, primero se forma la matriz W correspondiente al primer

conglomerado, y después la del segundo conglomerado ¥ _, usando

Weaw ™ :Zl_cl( “lgu —fkuJ(ng'vngkv]

donde k es un conglomerado vy u,v las variables

n
1
W= L ( ] ={3-1.83P +(1.5-1.837 + (1-1.83)% = 2.1667
f=1!

2
¥ 22 ng{ 12 qu =(4-2337 +(2-233)2 +(1-2.33F = 4.6667

"
| - (3-1.83)(4-2.33)+(1.5-1.83)2-2 1-1.83%1~
1 = AU 1111;2 12) f4-233p+0 ! Jli-1.83)
=3.1667

il

N
=3ix -X j x]—31667
121 512 12A a0 1)
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21667 31667

r lo tanto para el grupo 1 se tiene la matriz W, | ales i =
po P grup acu i 31667 46667

Para el grupo 2 se tiene:

) _ V2 2 2 2 2
2J1—j§1(x21_1-lej = (541 +(35-21)2 +(43-42)2 + (35— 41)° =157

2 Y 2 2 2
WZ,ZZ_E-_Iszﬂ —x22J =(7-54)"+2(5-54)" +(45-54)" =369

%y ) = (5= 417 -S4+ (35— 41f45- 54) = 214

] ) _ _
M1 ™ Jél[xz 27 J(xz i "21] =214

157 214
or lo tanto para el grupo 2 ¥
porio P grip 2 214 369

373 53
P rW sélosetomalas deW v J e W=
ara forma sélo se tom uma : y 2 por lo qu ( 53 8_35)

W también se puede formar como ya se expuso anteriormente con:

20




Las trazas de Wl y W2 son 6.8334 y 5.26 respectivamente, por lo que

(W)= (W) + (W, ) = 121.

Si se considera ahora el movimiento del individuo 3 al segundo grupo, las trazas

guedan de la siguiente forma:

(WN rr(W )+d d! =526+25359 =779

tr(Wl ] =063

por lo tanto

rr(W)=n-(W2-‘V)+zr( =779 +063=8.42,

Como el movimiento ocasioné un decremento en el criterio, y el criterio es la
minimizacién de la traza de W, el movimiento es hecho, y el proceso continga con

esta nueva particioh hasta que ningun movimiento disminuya la t#W).
4.6.1-CLASIFICACION ESTETICA EN PINTORES.

Un critico del siglo XV, Roger de Piles, expresé en términos cuantitativos una serie
de propiedades estéticas en 56 pintores, usando cuatro propiedades, las cuales

son:

- Composicién



Diserto
Color

Expresi6n

De Piles dio un numero a cada propiedad de cada pintor entre 0 y 20, con 20

reservado para la "perfeccién absoluta”, a la cual ningun hombre ha llegado adn.

Los datos son dados en la siguiente tabla:

! Pintor Composicion | Disefio | Color | Expresion | Escuela
§1.Albani | 14 14 10 6 e
|2. Durer 8 10 10 8 f
3. Del Sarto 12 186 9 8 a
4. Barocci 14 15 & | 10 c
5. Bassano . 6 8 17 0 d
6. Del Piombo 8 13 186 a
1 7. Bellini 4 6 14 d
8. Bourdon 10 8 h
9. Le Brun 18 16 8 |‘ 16 h
10.Veronese 15 10 16 3 d
1 11.The Carracci 15 17 13 13 e
12.Corregio 13 13 15 i 12 e
13.Volterra 12 15 5 8 b
14.Dipenbeck 11 10 14 8 g
15.Demenichino : 15 17 9 17 e
116 Giogione ) 9 T8 4 4
. 17.Guercino l 18 l 10 10 | 4 t e

o

'18.Guido Reni U135 13 ¢ 8 . 12




19.Holbein 9 10 16 13 f
20.0a Udine 10 8 16 a
21.J Jordaens 10 8 16 g
22| Jordaens 13 12 c
23.Josepin 10 10 c
24.Romano 15 16 14 a
25 Lanfranco 14 13 10 e
26.Da Vinci i5 16 14 a
27 Van Leyden 8 6 f
28 Michelangelo - 17 a
29.Caravaggio 16 e
30.Murillo 15 4 d
31.Venius 13 14 10 10 g
32 .Vecchio 16 0 d
33.Giovane 12 14 6 d
34.Parmigiano 10 15 6 b
35.Penni 0 15 0 a
36.Perino del Vaga 15 16 6 a
37 Cortona 16 14 12 6 c
38.Perugino 4 12 10 4 a
39.Polidore de Cara 10 17 7.58 15 a
40.Pordenone 14 17 d
41.Pourbus 15 6 f
42 Poussin 15 17 6 15 h
43 Primaticcio 15 14 7 10 b
44 Raphael 17 18 12 18 a
45.Rembrandt 15 6 17 12 g
46 Rubens 18 P13 17 ; 17 g !
13 i 15 8 | 8 b

'47.Salviata

!




48.Le Sueur | 15 504 ] 15 T Th]

49.Teniers 15 12 13 a

50.Testa 11 15 0 c

51.Tintoretto 15 14 16 d

52 Titian 12 15 18 d

53.Van Dyck 15 10 17 13 9
154.Vanius 15 15 12 13 c
155.7 Zuccaro 13 14 10 9 b
"56.F Zuccaro |10 1] s 8 b

a=Renacentista, b=Manerista, c=Seicenta, d=Veneciana, e=Lombardiana, f=Siglo
XV, g=Siglo XVII, h=Francesa.

En un esfuerzo para organizar los datos de tal forma que pudieran dar a luz una
mejor clasificacion de los artistas, los pintores fueron conglomerados usando Ia
minimizacién de la t{W}. Soluciones de dos a cuatro grupos fueron encontradas,
con, en cada caso, cuatro inicializaciones aleatorias. La composicién de los grupos

y el vector de medias de cada solucion fueron:

&) En dos grupos.

Grupo 1: n=35

{1.3.4,9,10,11,12, 13, 15, 17, 18, 22,23, 24, 25, 26, 28, 31, 34, 36, 37, 39, 42,

43, 441 461 47! 481 49! 50! 51 ' 52‘ 54‘ 55’ 56}

Grupo 2: n=21
{2,5,6,7,8,14, 16,19, 20, 21, 27, 29, 30, 32, 33, 35, 38, 40, 41, 45,53}

 Medias

Composicion. Disefio Caolor Expresién
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Grupo 1 13.7 14.4 92 - 96
Grupo 2 7.9 9.4 13.7 5.0

b) En tres grupos.

Grupo 1: n=13
{5.6, 7,16, 20, 29, 30, 32, 35, 38, 40, 41, 52}

Grupo 2: n=27
{1,2,3,4,8,10,13, 14,17, 21, 22, 23, 25, 27, 28, 31, 33, 34, 36, 37, 43, 47, 49,
50, 51, 56}

Grupo 3: n=16

{9, 11,12, 15, 18, 19, 24, 26, 39, 42, 44, 45, 46, 48, 53, 54}
""" "~ Medias

Composicién Diseho  Color  Expresion

Grupe 1 6.2 10.4 144 3.0
Grupo 2 124 125 9.2 64
Grupo 3 145 143 10.7 14.3

¢) En cuatro grupos.

Grupo 1: n=16

{2,5,7,8, 14,16, 19, 20, 21, 27, 29, 30, 32, 33, 45, 53}

Grupo 2: n=15
{9, 11,12, 15, 18, 24, 26, 31, 39, 42, 44, 46, 48, 54, 56}

Grupo 3: n=18



{1.3,4,10,13,17, 22, 23, 25, 34, 36, 37,43, 47, 49, 50, 51, 55}

Grupo 4: n=7

{6.28, 35, 38, 40, 41, 52)

Medias
Composicién Disefio Color Expresién
Grupo 1 89 8.0 144 52
Grupo 2 14.4 _ 153 93 13.9
Grupo 3 1386 135 89 6.3
Grupo 4 6.3 144 113 5.1
Algunos valores de
g det(i)
det(T)

fueron calculados para ver cuantos conglomerados eran mas apropiados. Los
resultados obtenidos fueron:

Numero de grupos

32 det{¥)

det(T)

1.000

0.785

B W] K -

0.643

0611
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Para estos datos, este resultado no parece ser de gran ayuda, aunque los valores

decrecientes sugieren que los datos tienen alguna estructura.

Es dificil especular en estos resultados sin conocer alguna informacién histérica.
Sin embargo, una cosa que es aparente en las soluciones anteriores y en
soluciones para mas conglomerados, es que la correspondencia entre
conglomerados y las escuelas de arte es relativamente pequefia. Una observacién,
es que muchos de los maestros a quienes de Piles y sus contemporéneos
consideraron de gran tradicién, son siempre agrupados juntos. Se puede ver por
ejemplo, Le Brun (9), Da Vinci (26), Poussin (42) y Le Sueur (48). Davenport y
Studdert-Kennedy (1972).

4.6.2-CLASIFI-CACIC')N SOBRE DOLORES BAJOS DE ESPALDA NO
ESPECIFICADOQO.

Algunos autores aplicaron una serie de métodos de analisis multivariade a un
conjunto de 132 signes y sintomas en 301 pacientes dados por Heinrich (1985),
con dolor bajo de espalda no especificado, para su clasificaciéon. Entre estas
técnicas se usaron la minimizacion de la #{W) y la minimizacién del deffW)}, para el
caso de los conglomerados. Aungue los resultados obtenidos por los distintos

métodos no fueron consistentes, cinco grupos estables fueron identificados.
(1) Grupo con pacientes que tienen altos grados en el indice general del dolor

(2) Grupo con pacientes que se caracterizan por altos grados en el indice de dolor
bilateral. -

(3) Grupo en el que los pacientes muestran el dolor cambiando de lado.

{4) Grupo-que se caracteriza por la ausencia de signos y sintomas



{5) Grupo de pacientes que muestran la presencia de cambios en el disco anterior,
la ausencia de reflejos, presericia de ciatica* y dolor ipselateral* junto con un
cuadro agudo.

Muchas técnicas de conglomeracion partitivas han sido sugeridas, pero las mas
Populares son ta minimizacién de la trfW) y la minimizacion del det(W). La ultima
tiene mayor ventaja, pues es invariante a cambios de escala, adicionalmente, esta
no restringe la forma de los conglomerados.

Las técnicas de conglomeracién partitivas o de optimizacién no son tan aceptadas
como Ias técnicas jerdrquicas descritas anteriormente. Ciertamente el nimero de

aplicaciones en la literatura es mucho meneor.

*cidtica.- inflamacién de I gléndula cidtica

"ipselateral.- del mismo lado



5.- MODELOS MIXTOS PARA ANALISIS DE CONGLOMERADOS.

Los diferentes métodos descritos en los capitulos anteriores tienen en comin que
ninguno se basa en los tipos de modelos que generalmente se usan en la
estadistica. Consecuentemente, las preguntas sobre inferencia de una pobiacién no
se han puesto de manifiesto. Los conjuntos de datos analizades, no han sido
considerados como muestras de alguna poblacién de interés. Para los usuarios que
consideran las técnicas de conglomeracion de gran ayuda para la exploracién de
sus datos, la falta de inferencia estadistica es poco problematica. Sin embargo, se
han dado algunos métodos cubriendo este aspecto, siendo el mas comun el que
usa las llamadas distribuciones mixtas.

5.1 DISTRIBUCIONES MIXTAS FINITAS.

Como ejemplo, si se toma una muestra de individuos de alguna poblacién de
interés y se miden sus alturas, en tal muestra puede haber hombres y mujeres cuya
media es conocida y diferente. Si el sexo de cada individuo es registrado, estimar la
media de hombres ¢ mujeres es facil. Sin embargo, si los individuos no son
registrados por su sexo, la estimacién no es tan simple. Ahora, la funcién de

densidad de la altura tendra la siguiente forma
Waltura) = p(M Y (altura | M)+ p(H Vi, (altura/ H)

donde p(M) y p(H) son, respectivamente, |la probabilidad de que un miembro de 1a

poblacién sea mujer u hombre, ¥y 111, h2 son las funciones de densidad para mujer

y hombre respectivamente. Por tante, la funcién de densidad de la altura ha sido
expresada como superposicién de dos funciones condicionales; esto es conocido

como densidades mixtas finitas.

Cuando ios datos no son permitidos para cada distribucién condicional por

separado, pero séio sobre toda la disitribucion mixta, la estimacion de p(M) v los
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demas parametros de las densidades condicionales de las alturas pueden ser

dificiles; sin embargo, fue al final del siglo XIX cuando se asumié que hl ¥ h2

fueran normales.

5.2. MEZCLAS NORMALES.

Pearson considet6 la estimacién de los ¢inco parametros en la siguiente densidad
mixta

£(3)= B3 +(1- ),

donde:
( 2
1 ks 1‘]
fl(x)zdz_xolze' ) 2012 }
(x-n) |
ACE J%ag expt = g

Pearson derivé estimadores por medio de momentos, la evaluacion de los
estimadores involucré la solucién de una ecuacién polinomial de noveno grado.
Ahora los parametros deben de ser estimados por el método de Maxima

verosimilitud.

Para que sea un modelo usual en analisis de conglomerados, la densidad de f(x)
tiene que ser extendida para acomodar mas de dos componentes (cada
componente de la mezcla debe estar asociado con un conglomerado de

observaciones en los datos) y mas de una variable. La extensién queda:
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g A
709= 5 el 2

donde:

Osp,<1; ZP—I y

on el Ko i)

Este puede ser un modelo conveniente cuando los datos son considerados que
contienen g conglomerados, y dentro de cada conglomerado las variables tienen
una distribucién normal multiple, con vector de medias y matriz de covarianzas
particulares.

Los conglomerados pueden ser formados con base a los valores maximos de las
probabilidades posteriores estimadas:

As/ x)= 5 sl ‘”SS)
izl Ar'a(x"ui’zz)

donde p(s/x) es la probabilidad estimada de que un individuo con vector de

observaciones x, pertenezca al grupo s. Antes de que estas probabilidades
estimadas sean obtenidas, deben ser tomadas en cuenta algunas consideraciones

en cuanto a la estimacion de los parametros de f{x).
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5.2.1 ESTIMADORES DE MAXIMA VEROSIMILITUD.

Mezclas de densidades normales multiples han sido consideradas por muchos
autores. El método mas comin de estimar parAmetros ha sido via méaxima
verosimilitud. La funcién Log-maxima verosimilitud de una muestra de

observaciones xl,xz, ........ . X,, de la funcion fx) esta dada por

L=ln_ﬁ1f(x)

=

. n g
= T,
L lni1='[h§1pia Xy t)

i=1

n
L=7% ln[
J..—

g
s [ z)
=kl el J}

Las ecuaciones de verosimilitud son obtenidas haciendo las derivadas parciales de
L con respecto a cada parametro e igualando a cero. Everitt y Hand mostraron ios

siguientes estimadores

~ 1 n .
,=— / ] =12,... -1
pt n}%}ﬂ{‘ xJ ! 8
po=t % o ] 12
=— ilx . |x., i=12,..
i np; j=1 J g
1 » !/, \‘f ’ !
£ =—3 iix 1x . —f1 jx —@ | i=12,....2
ERpg=l v JAJ IR J J



Escritas de esta forma, ias ecuaciones de méxima verosimiiitud son anaiogas a ias
estimadas para los parametros de una funcién normal univariada, excepto que en

este caso, cada punto estd ponderado por la probabilidad posterior Ps/x). Los

estimadores no dan explicitamente la estimacién de los pardmetros, por fo que
deben ser resueltos utilizando algan procedimiento iterativo. Ef mas comunmente

usado es el sugerido por Hasselbland y Woife. Estimadores iniciales de p,u Y5,

son obtenidos por uno de los muchos métodos, y éstos son utilizados para calcular

los valores iniciales para las probabilidades posteriores.

Algunos problemas pueden salir con los estimadores maxima verosimilitud si no
hay restricciones en las matrices de covarianzas para cada compenente. Sin
embargo, una consecuencia es que en muchas aplicaciones, estas matrices son

iguales.

5.3. ESTIMACION DE EL NUMERO DE COMPONENTES MIXTAS.

De acuerdo con McLachlan y Basford, hacer una prueba para el nimero de
componentes g en una mezcla es importante pero muy dificil, y no ha sido resueito
completamente. El camine para aproximar el problema usando a prueba estadistica
del radio de verosimilitud i para probar el menor valor de g compatible con los

datos es, no es muy adecuado para los modelos mixtos.

Un gran ndmero de autores han considerado modificaciones al radio de
verosimilitud 4, para que sea mdas apropiado para probar el numero de
componentes en una mezcla. Una propuesta reciente por ejemplo, fue hecha por
Wolfe, quien recomend6 en base al estudio de simulaciones escalares pequenas,

que la distribucion de -2In i para probar gl contra g2 sea aproximada por



2

-2clni~y p

donde los grados de libertad £, son tomados como dos veces la diferencia en el
numero de parametros en las dos hipétesis, sin incluir las proporciones mixtas.

Waifa suaqirié el siguiente valor de ¢:

sobre la base de alguna simulacion de poblaciones normales.
5.4. APLICACIONES DE LAS MEZCLAS NORMALES.

Un ejemplo reciente sobre un'conjunto de datos modelados por una mezcla normal

univariada es dada por Roader.

Velocidad de las gataxias
{km por segundo)

9172 9350 9483

9558 8775 10227

10406 16084 16170

18419 18552 18600

18927 19052 18070
i 19330 19343 19349
1 19440 19473 18529

19541 * 19547 ; 19663 ;
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19846 10858 15653
18914 19918 19973
19989 20166 20175
20179 20196 20215
20221 20415 20629
20795 20821 20846
20875 20986 21137
21492 21701 31814
21921 21960 22185
22208 22242 22749
22314 22374 32495
55746 33747 22888
32914 23206 23241
23263 23484 23538
73542 53666 23706
73711 24129 54285
24289 24366 24717
24350 25633 26960
26995 32065 32789
34279

Este conjunto de datos es la velocidad de 82 galaxias de 6 bien separadas
secciones cénicas del espacio, y se trata de ver si el universo observable contiene
superconglomerados de galaxias rodeados de grandes vacios. La evidencia de la .

existencia de superconglomerados sera en la multimedalidad de fa distribucion de

la velocidad.

Una densidad normal con dos componentes, con cada componente teniendo la

misma varianza fue ajustada a estos datos, los cuales fueren redondeados a dos




digitos para una mejor vista en el eje x . Los resuitados se muestran en la siguiente

figura:

0.15

7] H=9924
0.12_ Grupo1 =00877

H=21807 z

0.09 Grupo2 =305

> MPOS 5= 09123 Z
0.0Gﬁ
0.03—

T

000 7 14 21 28 35

La grafica muestra alguna evidencia de bimodalidad en los datos, aunque una
investigacion mas detallada es requerida antes de dar alguna respuesta. La
respuesta de Roader fué en base al la bimodalidad de los datos.

Otro ejemplo del ajuste de densidades mixtas a datos univariados, es la aplicacién
a la presidn sanguinea hecha por Clark. Los histogramas de la presidn sistélica y

diastélica se muestran a continuacién:

25 4
20 -
15 1

B porcentaje
10 1

AN A nm e

75 8% 95 105 115 125 135 145 155 165 175 185 195 205 215 225 235

Presién sistélica
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Qporcentaje

375 475 575 675 s 875 75 1075 175

Presién diastdlica

Ei ciinico Pickering dijo que la presién sanguinea represenia una medida de una
variable continua de una sola poblacién; otros como Platt, sugirieron que existen
dos ¢ tres subpoblaciones separadas con diferentes niveles de medias. La base del
punto de vista de Platt es unz hip6tesis de un gene dominante, causante de la
tendencia de la presién sanguinea arterial al incremento acelerado con la edad en

los que tienen el gene, y menos en los que no lo tienen.

Los resultados obtenidos por Clark ajustando dos componentes normales a varios

subconjuntos de sus datos fueron:

Medias y Varianzas para las dos distribuciones normales, blancos y no blancos,

todas las edades.

Media Varianza Individuos Porcentaje
) - "7 "Blancos
Sistolica
Grupo 1 118.3 215 847 74

Grupe 2 1476 694 301 26




Diastélica

Grupo 1 657 102 821 72
Grupo 2 78.4 169 . 325 28
No biancos

Sistolica

Grupo 1 116.1 159 136 65
Grupo 2 145.9 552 74 35
Diastélica

Grupo 1 71.0 102 178 85
Grupo 2 849 54 30 15

La conciusién final fue que existe poca evidencia para la hipétesis de los subgrupos

en el caso de la presion sistélica, pero adn menor en la presién diasiélica.
5.5 MEZCLAS PARA DATOS CATEGORICOS-ANALISIS LATENTE DE CLASES.

Los modelos mixtos considerados en la seccion anterior no son apropiados para
conjuntos de datos donde las variables son categoéricas, pues asumen que dentro
de cada grupo las variables tienen una distribucién normal muitivariada.
Claramente, para proveer modelos adecuados para datos categéricos las mezclas
tlenen que contener otras densidades. La mas usada es la densidad multivariada
de Bernoulli, que asume dentro de cada grupo que las variables categéricas son
independientes una de otra, lo que se ilama supuesto de independencia
condicional. Esto es lo que es la base del analisis latente de clases. E} modelo

apropiado para variables binarias es descrito.

Suponiendo que hay g grupos en los datos y que en el grupo i , el vector 91. da la

probabilidad de la siguiente forma:
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Pr(Xﬁ =1/ grupoi) =6,
Y / 2

W H

. donde er es el valor tomado por [a variable j en el grupo 7 . De la suposicién de la

independencia condicional se sigue que la probabilidad de que un vector de
observaciones x, pertenezca al grupo ¢ esta dada por:

I-x,,

N g Xy ij
f(x/gmpoz)=JE19y. [1—9{.’.) :

probabilidad de la observacion x esta dada por ia densidad mixta

g d l“x;'j
Pe(x)= S p. e..xf'(l—a..) .
)= 2 Py I Rt

La estimacién de los parametros es via méxima verosimilitud, y la formacion de

grupos, considerando las probabilidades posteriores estimadas.
5.5.1 APLICACIONES DEL ANALISIS LATENTE DE CLASES.

Como parte de su modelo estadistico aplicado a la investigacion educativa en la
enseflanza, Aitkin, Anderson y Hinde ajustaron modelos latentes de clases. Se

observaron 38 variables binarias describiendo las formas de ensefianza en 468
maestros. Los pardmetros estimados % (que es la probabilidad de que se tenga a

la variable j} estimados por maxima verosimilitud para dos y tres modelos de clases

se muestran a continuacién.



Tabla con dos y tres clases latentes. Los parametros estan dados por 100 x éy

Descripcion Modelo de |dos clases | Modelo dé|tres clases
Clase1 |Clase2 Clase1 Clase2 Clase3

Alumnos escogen su 22 43 20 44 33

lugar.

Alumnos se sientan en 60 87 54 88 79

grupes de res o mas.

Alumnos se sientan por 36 23 36 22 30

habilidad.

Alumnes permanecen a1 63~ a1 52 89

en el mismo lugar por

mas de un dia,

No se permite libre g7 54* 100 53 74

movimiento en clase.

No se permite hablar ag 48" g4 50 61

libremente.

Se tiene que pedir 97 76* 96 69 95

permiso para salir.

Se tiene que estar 82 42* 92 e ] 56

guieto.

Se monitorea en 85 67 80 70 69

trabajos especiales. .

Se sale de la escuela 32 60 33 70 &9

en forma regular.

Tablas de tiempo se 80 g&* 95 62 77

utilizan para organizar et

trabajo.

Se usa material propio 19 49 20 56 | 26

len lugar de libros de

i texta,

1:Se aprende las tablasé 92 76 g7 80 75"

1] 0
; de memoria.

i
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Se pregunta por 29 37 28 35 34
material adicional. ’

Se da tarea con 35 22 45 .28 1
regulandad. -

El maestro habla a 71 44 73 37 62
todos los de la clase,

Se trabaja en equipo en 29 42 24 45 38
las tareas dadas por el

maestro.

Se trabaja en equipo 15 46" 13 . 59 20

sobre trabajos elegidos
por los alumnos.

Se tabaja de manera 55 37 57 T 50
individual en las tareas.

Se trabaja de manera 28 50 29 60 26"
individual sobre trabajos
elegidos por los

alumnos.

Se examinan los 18 55* 14 62 34
conceptos en cuanto a

numeto de trabajo.

Se anima sobre la 87 94 87 a5 g0
escritura  fluida  del ’
inglés  aunque se

cometan ermores.

Se marcan o se les da 43 14* S0 .16 20
un grado a los alumnos

para los trabajos.

Se corrigen  erfores 84 68 86 64 78

gramaticales.
Se dan estrellas a los 57 29 65 30 34

alumnos que hacen

mejor el trabajo.

Exédmenes de aritmética : 59 38 68 43

‘son  hechos por o ‘
i

imenos una vez porj i |
X - . X .

2%

I

11



semana.
Exdmenes de ortografia 73 51 83 56 [

son hechos por o

menos una vez por

semana.
Se hacen los examenes 66 44 75 48 42
al final.

Muchos alumnos que 09 09 o7 01 18*
crean problemas.

Se hace un llamamiento 97 95 98 89 a1+
verbal.

Se da extratarea a los 70 &3 69 49 67
mal disciplinados.

Se da una palmada. 65 42 64 33 63
Se le suspende de 86 77 a5 74 85
algunos privilegios.

Se manda con su 24 17 21 13 28"
maestro tutor.

Se saca del saion, 19 15 15 08 27
Se hace énfasis en la 85 50~ 87 43 73

separacién de la

ensefanza - de las

materias.
Se hace énfasis en la 55 63 53 61 63
estética de la

ensenanza de las

materias.

Enfasis en la 22 65~ 21 75 33
integracion de materias

Estimacidn de la 0.538 0.462 0.366 0.312 0.322

proporcion de maestros

i en cada clase. i

* Descripcién con diferencia iarga en las probabilidades posteriores entre clase 1y
clase 2.

** Descripcién en donde la clase 3 es extremo,



Para los modeios de dos clases, ias probabiiidades marcadas con * muesiran
diferencias grandes entre clases. Para el modelo de tres clases las probabilidades
para la clasel y 2 estdn muy cercanas a las correspondientes clases en el modelo
de dos clases (aunque la mayoria mas separados) y las probabilidades de la clase
3 estan mayormente entre las clases 1 y 2. Entonces la clase 3 estd intermedia
entre la clase 1 y 2. Aitkin, Anderson y Hinde interpretaron los grupos que

encontraron en términos de ensefianza “formal” e “informal”.
5.6 MODELOS MIXTOS PARA DATOS MEZCLADOS.

Mezclas normales muiltiples son aplicadas a datos que contienen variables
continuas, y modelos latentes de clases a datos con variables categéricas. En la
practica, los datos pueden tener variables de ambos tipos, y Everitt sugirié cémo

las aproximaciones mixtas pueden ser aplicadas a tales datos mezclados.

Suponiendo que fos datos consisten de p variables continuas

o

teniendo ¢ categorias. Se asume que cada variable categérica zI. proviene de una

no observable variable aleatoria Vi aplicando una serie de limites, es decir:

.=k si <y. <
% “ik-13% %
para k =1""““"'Ci’ ai,O =—coy ai,ci =0, i=1..... q.
Los valares limite azj' i=l...... g, k=1 ¢;_ son considerados como

parametros desconocidos para ser estimados con datos.
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/
La funcién de densidad de x, y ={ Ppsevevnseven ¥y p} es la usual mezcla de normales

multiples, con matriz de covarianza comiin.

i P . 4 A
La probabilidad de que un vector de observaciones z = kzl,........,ij pertenezca

al grupo i esté dada por:

Si como antericrmente las proporciones de la poblacién son pl, pz, ........ pgen

cada grupo, entonces la funcién de densidad esta dada por:

b5, b
Hx2)= 3 b, J ] ] a(y,yl,Z)cb'lajzz, ........ @,
= 5% q

donde los limites de integracién corresponden a los valores de los limites

apropiados a cada valor particular en el vector z.

El método de Maxima verosimilitud puede ser usado para estimar los parametros
del modelo, aungue la presencia de la integral multiple hace que los procedimientos
computacionales sean impracticables si el nimero de variables categéricas es

mayor que cuatro.

Los métodos mixtos de analisis de conglomerados proveen una firme base

estadistica a diferencia de los otros métodos, y no involucran decisiones sobre que
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similaridad o distancia es apropiada para un conjunto de datos. Sin embargo, ios
modelos mixtos tienen sus propias suposiciones, por ejempio ia normaiidad,
independencia condicional, las cuales pueden ser no muy realistas en las
aplicaciones {(Heveritt).



6.-OTRAS TECNICAS

Los métedos descritos anteriormente forman la mayor parte del cuerpo del andlisis
de conglomerados. Sin embargo, existen otros métodos que han side desarrollados
pero que no caen en ninguna de las categorias anteriores. En este capitulo se
describen un numero de estas técnicas, aunque una comprensién total es

imposible por la gran cantidad de literatura involucrada,

6.1 TECNICAS DE CONGLOMERACION POR MEDIO DE LA BUSQUEDA DE
DENSIDAD.

Si los individuos son puestos como puntos en un espacic métrico, un concepto
natural de conglomeracién sugiere que debe haber partes del espacio en donde los
puntos estan muy densos, separados de partes de baja densidad. Muchos métodos
de conglomeracion han sido desarrollados los cuales buscan regiones de alta
densidad en los datos. Un numero de estas técnicas tienen su origen en el método
de liga simple, pero tratan de cubrir los efectos de cadena, siendo éste uno de los
problemas principales de este método.

6.1.1 EL METODO TAXMAP:

Carmichael y Sneath (1969) describieron un método de conglomeracion, el cual
consiste en gue los conglomerados son formados inicialmente de la misma forma
que el método de figa simple, pero se establece un criterio para juzgar cuando las
adiciones al conglomerado deben de detenerse. Uno de esos criterios, es el que
detiene la admisién si el individuo prospecto estda mucho mas lejos que el ditimo

individuo admitido, indicado por una discontinuidad en alguna medida.

Para indicar el método se considera la siguiente matriz de similaridad entre 5

individuos.-
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1 2 3 4 3
1f 10 ™)
2 07 10

3l 09 08 10

4 04 05 04 10

s 83 04 02 07 10

\ W,

Los individuos mds similares son usados para iniciar un conglomerado. De esta
matriz sacamos que 1 y 3 son los mas similares con una similaridad de 0.9. E!
siguiente individuo considerado para ser admitido en el conglomerado es el que es
mas similar a un individuo en el conglomerado. El individuo 2 es el que se toma,
pues su similaridad con el individuo 3 es 0.8. El promedio de similaridades entre

los tres individuos es calculado para dar:

Miembros de! Conglomerado Candidato

1.3 2

" La similaridad entre 1y 3¢5 0.9.

El promedio de similaridades entre los individuos 1, 2y 3 es:
1
3(0'9 +07+08)=08

Por tanto, la baja en la similaridad es 0.9 - 0.8 = 0.1 y la medida de discontinuidad
es 0.8 - 0.1 = 0.7. Valores mas bajos de esta medida indican que el candidato no
deberia ser afadide al conglomerado. Suponiendo que el limite de aceptacién es

0.5, por lo-gue el individuo 2 podra ser afiadido al conglomerado y los demas




tenaran qué Sef consiasrados para Su admisién. El siguiente candidato es el
individuo 4.
Miembreo dual Conglomorado Candidate
1,2,3 4

La similaridad promedio entre 1,2,3 es 0.8

El promedio de simiiaridad enire ios individuos 1,23y 4 es:
2(09 +0.7+04+08+05+04)=06

Por tanto la disminucién en la similaridad es 0.8 - 0.6 = 0.2 v Ia medida de
discontinuidad es 0.4. Consecuentemente el individuo no es admitido en el

conglomerado, pero inicia un nuevo conglomerado.
6.1.2 ANALISIS MODAL

El andlisis modal se deriva del métedo de liga simple, que ve subgrupes naturales
de los datos. El rastreo es hecho considerando una esfera de algin radio R,
rodeando cada punte y contando ef nimero de puntos que caen en la esfera. Los
individuos son nombrados densos o no densos, dependiendo la cantidad de puntos’
en la esfera con relaciébn a un pardmetro k, el cual es un valor que depende del

numero de individuos en el conjunto de datos.

El parametro R es incrementado gradualmente, por lo que mas individuos se
convierten en densos. Cuatro acciones son posibles con la introduccién de un

nuevo punto denso.
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1) El punto nuevo esth separado de los ofros puntos densos con una distancia
mayor que R. Cuando esto sucede, el punio inicia un nuevo nicieo de

conglomerado por lo que el nimero de conglomerados se incrementa en uno.

2) La distancia dei punto nueve a uno u offos puntos denso que perterieten a un
mismo conglomerado es menor a R, por lo que el punto nuevo es unido al

conglomerado ya existente.

3) La distancia del punto nueve a otros puntos densos que pertenecen a distintos
conglomerados es menor que R, por lo que todos los conglomerados involucrados

son unidos.

4) En cada introduccién, la menor distancia D entre puntos densos pertenecientes a
diferentes conglomerados es encontrada, y comparada con un valor calculado del
promedio de las 2k méas pequefias distancias para cada individuo. Si D es menor

que este valor, entonces los dos conglomerados son unidos.

Una dificultad con este analisis, es la falta para identificar conglomerados grandes y

pequefios simultaneamente.

Un radie pequefio R podria distinguir dos conglomerados iargos, pero sin encontrar
uno pequefio. Alternativamente, si R es grande el conglomerado pequefio podria
ser encontrado, pero los dos grandes podrian ser unidos.

6.1.3 VECINO PROXIMO.

Wong y Lane (1983) describieron un método de conglomeracion jerarquico el cual
es similar al de andlisis modal discutido anteriormente. El método esta disefado
para detectar lo que Hartigan definié como conglomeracion de alta densidad, los

cuales son conjuntos formados por:



Wong y Lane (1583} estimaron la densidad de un punto x por medio de f,(x)
dado por
k
fn(x) = s
ni k(x)

donde Vk (x) es el volumen de ia esfera mas pequefia centrada en x conteniendo k

observaciones. Una matriz de distancias provenientes de estas densidades

estimadas es determinada por lo siguiente:

1) Definicion 1.- Se dice que dos observaciones Xy xj son vecinos, si

* * * * -
d [xi:xj] Sdk(xi) o dk[xj] ,donde d es euclidiana y dk(xz') es el k-ésimo

vecino mas cercano a x.

2) Definicién 2 .- La distancia entre X; ¥ xj es:

n .
=—iF x|+ {x. ix, .
% k(xl)ﬂ k[xjﬂ si x; y xJ son vecinos e

infinito en otfro caso.

=
(=]




&l méiodo de liga simpie &5 apiicado a la matr

obtener con esto et dendograma.

El valor de k controla el total de conglomeracion, por lo que Wong y Schaak (1982)
propusiercn soluciones empiricas de la forma:

k=2]0g2n.

Puesto que las conglomeraciones jerarquicas obtenidas con distintos valores de &
pueden ser muy diferentes, Wong y Lane sugirieron muchos valores cercanos al
anterior.

6.2 CONGLOMERACION NO DISJUNTA.

Hasta ahora se han considerado métodos que producen conglomeracién disjunta.
Sin embargd existen situaciones donde es mas significativo permitir trastape. Por
ejemplo, en lingliistica las palabras pueden tener muchos significados y pueden
pertenecer a muchos grupos, mientras gue en poblaciones humanas matrimonios

mezclados permiten mezcla de razas o traslape de razas.

Estas técnicas frecuentemente empiezan con el calculo de una matriz de
similaridades, seguida de la divisién de los datos en dos grupos por medio de la
minimizacion de lo que es llamada la funcién de cohesién. Needham (1967)

consideré una funcién de cohesion simétrica CrI (A) dada por:

S
Gl(A)z%—'
A4°BB
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Parker-Rhodes y Jakson (1565) sugirieron una modificacién, Gz(fi) dada por:

S nln (n —1) S
G (A __AB| AN A _ AA
2 ) SAA SAA bnA(nA—l)

es la suma de similaridades enire miembros de X y Y, es decir:

S T S..

XY &y jati

SU' es un coeficiente de similaridad, » 4% el numero de individuos en el grupo A,

y b es un parameiro arbiirario que permite ai investigador aigin coniroi sobre ia
talla def traslape.

Los algoritmos para mminimizar estas funciones reacomodan a los individuos de una
conglomeracién basada en centros aleatorios. La funcion de cohesion G (4)es
desighada para encontrar buenas particiones del conjunto de individuos, mientras
que G,{A4) permite a las similaridades internas de A y la separacién de A y B

ajustarse por medio del parametro b.

Jardine y Sibson (1968) introdujeron su familia de métodos no disjuntos

(conglomeracién Bk). que permite a los conglomerados el fraslape hasta de k-1

objetos. Este método es incorporado en el programa CLUSTAN. Sin embargo,
aunque el método tiene grandes propiedades mateméticas gue se refacionan con el
metodo de liga simple, es computacionalmente complejo y el dendograma
resultante es dificil de dibujar e interpretar.
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7.-COMENTARIOS FINALES
Se pondra un ejemplo para la ayuda a los comentarios finales:

Se evaluaron una serie de insectos del género Cyluidrospermopsis provenientes de
3 especies de cierta regién, en ias cuales se sabe de antemano guie ios insectos de

cada una de ellas tienen ciertas diferencias.

Las variables utilizadas fueron: largo y didmetro de la célula
largo heritrocito

ancho heritrocito

Lo que se trata de ver, es cudles de los diferentes métodos jerarquicos junto con
distintas medidas de distancia clasifican correctamente, es decir, cuéles hacen ver

tres grupos, los que corresponden a los insectos de cada especie.

A continuacién se pondré una tabla matricial con los distintos métodos y distancias,

en los que se ve el nimero de grLipos gue clasifican:

; i Euclidiana | Euclidiana | Distancia | Distancia | Distancia |
i ! Cuadrada | Chebychev ;| Coseno Ciudad i
" Méiodo 2 | 2 2 T 2
| Centroide | ‘ 11
i Liga } 2 | 2 2 3 3 i
i Complieta i |
iLiga Simple 2 2 2 3 [ 2 !
i Promedio | 3 E | :
! entre ! | !
i Grupos . 1 J ;

Meodo 2z 2 1 3 3 ., 2 |

Mediana \




Meétodo 3 3 3 1 3
Wards

Se puede ver que el métode de Wards y el promedio entre grupos clasifican
correctamente en la mayoria de los casos, excepto cuando la distancia es el
coseno, la cual es muy divergente pues como se puede ver en algunos casos no
hace division alguna.

¢ Cual método de conglomeracion debe de ser usado en una sifuacién dada?, esta
es sin duda, una de las principales preguntas que salen a fiote,

desafortunadamente, existe una gran faita de guia sobre este aspecto.

Debe de ser claro que el uso de conglomerades en la practica no involucran
simplemente |a aplicacién de una técnica en particular sobre los datos a investigar.
Es generalmente imposible anticipar que combinaciéon de variables, medida de
similaridad y técnica de cong!orﬁeracién son apropiadas para estos datos.
Consecuentemente, el analisis proviene de una serie de pasos en los que el
investigador si es necesario, altera variables, escoge medidas distintas, escoge un
subconjunto particular de los datos, etc. El paso final se enfoca en la evailuacién de
la solucién obtenida. No existe una estrategia optima para la aplicacién de técnicas
de conglomerados o la evaluacién de resultados, pero algunas sugerencias que

pueden ser de gran ayuda en muchas situaciones se daran.
7.1-SUGERENCIAS GENERALES.

Al empezar a analizar los datos, no es facil ver si en realidad tienen una estructura
de conglomerades, sobre todo si la dimensién es grande, por lo que los métodes
graficos son de gran ayuda. Si no se tiene una idea de como se ven los datos,
poner los datos en algin programa de conglomeracién puede hacer que se formen

conglomerados ficticios.
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El analisis de componentes principales es cominmente empieado para obtener un
mapeo de menor dimension de los datos, aunque este no garantiza que las mejores
variables para la conglomeracion puedan ser escogidas. Clifford y Stephenson
{1975) dieron un ejemplo (¢l cual se muesira abajo) de datos bivariados eh tres
distintos congiomerados. La proyeccion de las observaciones en el primer
componente principal produce una distribucién continua, sugiriendo con esto, que
las observaciones pertenecen a un mismo grupo. Sin embargo, los tres
conglomerado pueden mostrarse si la proyeccidn se hace en el segundo
componente principal. Una reduccién a una dimensién usando componentes

principales puede ser por tanto no adecuada.

PRIMER COMPONENTE

VARIABLE 2

** SEGUNDO COMPONENTE

L] LR ]

LR N}

{VARIABLE 1}

(Tres conglomerados de datos bivariados mostrando dos componentes principales)

Adicionalmente, las técnicas de escalamiento multidimensional pueden ser usadas

para extraer despliegues similares de una matriz de proximidad.

Escalamiento multidimensional y analisis de conglomerades son considerados
métodos competitivos, en el sentido de que si uno ajusta petfecto, ¢! otro ajusta
pobremente, v viceversa (Holman 1872). Sin embargo, Kruskal (1977) arguments



gue esta conclusion se refiere a una siuacién limitada. Con datos reales, en donde
los ajustes no son perfectos, los dos métodos sen complementarios, es decir, si un

método ajusta bien, el otro también,

El siguiente paso involucra el decidir si los datos derivados deben ser usados para
el andlisis de conglomerados. Varios factores intervienen en esta eleccion, como
por eiemplo la técnica de clasificacién ha ser usada y el tipo de datos, es decir,
variables continuas, variables dicotémicas, etc. Con las variables continuas la
elecciéon de como estandarizar debe de ser hecha, con las variables dicotomicas las
eleccion entre los diferentes coeficientes de similaridad debe de ser hecha. El
mayor problema es frecuentemente el decidir que hacer con las coincidencias
negativas, en las cuales el investigador es el que debe tomar ciertos criterios

propios.

Después de decidir las variables a usar, es necesario elegir la técnica de
conglomeracion que va ha ser aplicada. Por ahora debe de ser claro que ningdn
método debe de ser juzgado como &l mejor en todas las circunstancias. Métodos
particulares pueden ser mejores para cierto tipo de datos. Sin embargo algunas
recomendaciones generales sobre las técnicas usadas en ciertas situaciones son
dadas. Entre las clases jerarquicas, por ejemplo, el método de Wards y promedio
entre grupos se han encontrado que ajustan bien. De los métodos de optimizacién,
la minimizacién del def(W) tiene muchas ventajas, y las densidades mixtas

descritas en el capitulo 5§ dan una base estadistica adecuada.

7.2 - EVALUACION DE SOLUCIONES DE CONGLOMERADOS.

La interpretacion de resuitados provenientes de un método de conglomerados es
frecuentemente dominada por la intuicion, por lo que algunas veces esta puede

producir malas clasificaciones.



La estabilidad de una solucién de congiomerados puede ser examinada por medio
de la divisién aleatoria de los datos en dos subconjuntos y hacer el anélisis en cada
subconjunto por separado. Soluciones similares deben de obtenerce en los dos
conjuntos cuando los datos estdn claramente estructurades. Similarmente, el
andlisis debe ser repetido usando subconjuntos de variables y comparar los
resultados. La eliminacién de un nimero pequefio de variables no debe, en Ia
mayoria de los casos, alterar grandemente los conglomerados encontrados, si estos
conglomerados son reales y no una tendencia de ia técnica empleada {Jolliffe
1982).

Cohen (1977) describié un numero de técnicas graficas de gran ayuda para
evaluar las soluciones del analisis de conglomerades. El primerc involucra la
consideracion de las distancias cuadradas de ciertos centroides de conglomerades
a individuos cercanos a estos. Para cada centroide, la distancia de cada individuo a
este es graficada sobre {a identificacién del conglomerado, mostrada en el gje x. El
simbolo graficado corresponde al conglomerado en el que el individuo reside. Un

ejemplo de esta gréfica se muestra a continuacion:

[T [ D [
D
L G
E G
rrnnred E G
[ G
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En esta gréfica se puede ver que el conglomerado F y H estan bien separados de
individuos vecinos, contrariamente al conglomerado E que tiene miembros

cercanos a los conglomerados L e |.

Otra gréfica simple que permite la evaluacién de soluciones de conglomerados
sugerida por Cohen (1 877). puede ser usada para examinar los conglomerados en
términos de ciertas variables. Los congiomerados son identificados en el eje x, y
sobre cada identificacién los valores de una variable en particular son graficados
para cada individuo en el conglomerado. La media también es graficada. La grafica
puede ser usada para comparar individuos en mismos conglomerados en la
variable en cuestién, y para hacer comparaciones entre conglomerados. Un

ejemplo de esta grafica se muestra a continuacién:

Al Ci El
Grrreed C2 o7 E*2
b3
Bl c"3 4 E3
Hl
Bovennnd Al B2 C4 Gl b
Ll L] L] Hz
A3 B3 G2
Cs F1
3 F*2
B4 F3
Al

e
A B C D E F G H

La grafica muesira que A y B son muy similares en esta variable, menos el
individuo A1 en el conglomerado A. El conglomerado E tiene individuos con valores
grandes en esta variable y una dispersién moderada, mientras el conglomerado F

tiene valores muy pequedfios con una dispersién muy pequefa.



Los métodos de andlisis de congiomeradoes pueden ser herramientas muy valiosas
en la exploracién de datos multivariados. Por medio de ia organizacién de datos en
subgrupes o conglomerados, este andlisis puede ayudar al investigador a descubrir
las caracteristicas de alguna estructura o presencia de patrones. Sin embargo,
aplicar el anélisis en la practica requiere de cuidados considéerables, y por tanto

tomar en cuenta las distintas sugerencias que se dan es importante.



