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Prologo 

En este trabajo hemos desarrollado el modelo clásico de regresión lineal múltiple bajo los 

siguientes supuestos: Caso A : e está distribuida como N (O, 021) donde o2  es desconocido. 

Caso 13 : e es una variable aleatoria tal que : E(e)=O y Cov[e1=E[eetl=a21 

Para el caso A: obtuvimos para los estimadores de los coeficientes de regresión lineal, 

intervalos de confianza, además evaluamos las pruebas de hipótesis para los coeficientes 

de regresión. 

Para el caso B: obtuvimos los estimadores de mínimos cuadrados ordinarios de los 

coeficientes de regresión y además que estos son los mejores linealmente insesgados 

En el capítulo cuatro analizamos el modelo de regresión lineal cuando no se cumple 

que el supuesto de que las variables explicativas no están corrrelacionadas. En este 

capítulo observamos que existen varias reglas para detectar la multicolinealidad aunque 

para saber cuál de estas reglas hay que utilizar en la práctica tendremos que considerar 

la naturaleza de los datos y la severidad de la multicolinealidad. 

En el capítulo cinco, analizamos el modelo de regresión lineal cuando no se cumple el 

supuesto de homocedasticidad. La heterocedasticidad no destruye el insesgamiento de los 

estimadores por mínimos cuadrados ordinarios , sin embargo estos estimadores no poseen 

varianza mínima , no siendo por tanto eficientes, Para detectar la beterocedasticidad 

generalmente se basa en examinar los residuos obtenidos para buscar en ellos patrones 

sistemáticos, 
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Capítulo 1 

Introducción 

La econometría es la aplicación de la estadística a los datos económicos con el objeto 

de proporcionar no solo un apoyo empírico a los modelos construidos por la economía 

matemática, sino una forma de obtener resultados numéricos. 

El trabajo del econometrista consiste en encontrar un conjunto de supuestos que sean 

suficientemente específicos y realistas, de tal manera que le permitan aprovechar de la 

mejor manera posible los datos que tiene a su disposición. 

La econometría es una mezcla de teoría económica, economía matemática y es-

tadística. 

La teoría económica hace afirmaciones o formula hipótesis (le naturaleza principal-

mente cualitativa. La econometría proporciona el contenido empírico a la mayotía de las 
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teorías económicas. 

La economía matemática consiste en expresar la teoría económica en forma matemática, 

sin prestar atención a la medición ni la verificación empírica de la teoría. La econometría 

hace uso de las ecuaciones propuestas por el economista, pero de tal forma que éstas 

puedan estar sujetas a pruebas o comprobaciones de tipo empírico. Esta conversión de 

ecuaciones matemáticas a ecuaciones econometristas requiere ingenio y destreza. 

La estadística centra su atención en la recolección, procesamiento y presentación de 

cifras económicas. Aunque la estadística prolx► rciona la mayor parte de la herramienta 

utilizada en econometría, a menudo el econometrista requiere de métodos especiales en 

virtud del carácter sui generis de la mayor parte de la cifras económicas, debido a que 

estas no son resultado de un experimento controlado. 

1.1 Objetivos de la Econometria 

El objetivo de la econometría es la especificación del modelo que prueba la teoría. 

Los atributos que deben tener un buen modelo son: 

a) Parsimonia. Un modelo nunca puede llegar a ser una descripción completamente 

exacta de la realidad; para describir la realidad exactamente se tendría que desarrollar 

un modelo tan complejo que no sería ►itil en la práctica. Por lo tanto, un modelo debe 

ser una abstracción de la realidad. El Principio á Occam o Principio á Parsimonia 

enuncia que un modelo debe ser tan simple como sea posible. Lo anterior implica que 

se deben introducir solamente las variables necesarias en el n►odelo, relegando todas las 
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influencias menores y aleatorias al término del error ci. 

b) Consistencia Te.xirica. Si el objetivo inmediato es tomar una decisión acerca de un 

problema económico, el modelo debe ser consistente con las partes pertinentes de la 

teoría económica establecida. Por otra parte, si el objetivo inmediato es buscar la verdad 

poniendo a prueba la teoría económica, el modelo que se utilice debe de ser consistente 

con la teoría económica que se trate de poner a prueba, ya que se halle bien establecida o 

una nueva o muy tentativa. En cualquier caso, se desea manejar un modelo que exprese 

o al menos sea consistente con las partes de la teoría económica. 

c) Poder predictivo. Lo que se busca con un modelo es predecir el futuro. 

1.2 Selección de Variables en Regresión Múltiple 

En la práctica, aunque se especifica que Y depende de x1,...,xp, no todos los coeficientes 

de estas variables pueden estimarse con una precisión razonable. Por ello tenemos que 

considerar que variables incluir y cuáles excluir. Se han desarrollado algunos proced-

imientos para añadir y eliminar variables sistemáticamente. 

Los procedimientos son: 

a) Todas las regresiones. 

b) Procedimiento de eliminación hacia atrás. 

c) Procedimiento de selección hacia adelante. 



d) Regresión por etapas. 

1.3 Diferencia Entre Relaciones Estadísticas y De-

terministas 

La diferencia entre las relaciones estadísticas y las deterministas, las primeras trata con 

variables aleatorias y en las deterministas no. Por ejemplo, en las primeras la dependencia 

de los niveles de producción de un cultivo con respecto a la temperatura, la lluvia, el sol, y 

la fertilidad tienen una relación estadística en el sentido de que las variables explicativas, 

aunque son muy importantes, no permite al agrónomo predecir la producción de el cultivo 

en forma exacta, debido a los errores involucrados en la medición de estas variables, 

como también debido a otra serie de factores, que también afectan la producción pero 

que pueden ser difíciles de identificar. Por lo tanto, se va a presentar cierta variabilidad 

aleatoria en la variable dependiente producción del cultivo. 

Por otra parte, en las relaciones deterministas tratamos con variables no aleatorias, 

Por ejemplo, la ley de gravitación universal de Newton, que dice: toda partícula en 

el universo atrae a otra partícula con una fuerza que es directamente proporcional al 

producto de sus masas e inversamente proporcional al cuadrado de la distancia que las 

separa y que se expresa como 

F, 	rn r n► 2  
1,2  

donde F = fuerza, nr ►  y m2  son las masas de las partículas y k = constante de gravitación. 
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Sin embargo, es preciso aclarar que si existen errores de medición, digamos en el 

valor de k, entonces la relación que de otra manera seria determinista se convertiría en 

relación estadística. La razón radica en que bajo esta situación la fuerza puede predecirse 

únicamente en forma aproximada, a partir de un valor dado de k (m ►  y n►1  y e) que 

contiene errores. Entonces la variable F, en este caso, se convierte en una variable 

aleatoria. 

1.4 El Análisis de Regresión no Implica que Exista 

una Relación de Causalidad 

Aunque el análisis de regresión tiene que ver con la dependencia de una variable con 

relación a otras variables, esto no implica necesariamente que exista una relación de 

causalidad, Por ejemplo, todos sabemos que existe una relación entre la altura y el peso 

de los seres humanos, pero ¿implica esta relación, que pueda cambiar la altura de una 

persona si se modifica su peso? 

Con lo cual, una relación estadística no puede por si misma implicar en forma lógica 

una relación de causalidad, Para atribuir causalidad se debe hacer uso de consideraciones 

teóricas o a priori. 
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1.5 Diferencia entre el Análisis de Regresión y el 

de Correlación 

Aunque el análisis 'de correlación esta estrechamente relacionado con el análisis de re-

gresión, conceptualmente los dos son muy diferentes. En el análisis de correlación, el 

objetivo fundamental es la medición de la fuerza o grado de asociación lineal entre dos 

o avis variables. El coeficiente de correlación, mide esta fuerza de asociación. En el 

análisis de regresión no estamos fundamentalmente interesados en este tipo de medición. 

En lugar de ello, se intenta estimar o predecir el valor promedio de una variable con 

base a los valoies fijos de otras variables. Las dos técnicas de regresión y correlación 

tienen ciertas diferencias fundamentales que vale la pena mencionar. En el análisis de 

regresión existe una diferencia en la manera como se manejan las variables dependiente 

y explicativas. Se supone que la variable dependiente es aleatoria y las variables explica• 

tivas tienen valores fijos, Por otra parte, en el análisis de correlación las variables se 

manejan indistintamente; no existe distinción alguna entre las variables dependientes y 

las explicativas. 
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Capítulo 2 

Antecedentes Matemáticos 

2.1 Conceptos Matemáticos 

Teorema 1 Una matriz A de tamaño n x n es singular si y sólo si deL (A) = O. 

Teorema 2 Una cicatriz de Malaria n x n es no singular si y sólo si A no tiene inversa. 

Teorema 3 Si A es una matriz de tamaño cualquiera entonces la matriz transpuesta de 

A' es igual a A; es decir, (Al)' = A. 

Teorema 4 Si A es una matriz no singular de tamaño n x n entonces (A-1 )-1  = A. 
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Teorema 5 Si A es una matriz no singular de tamaño n x n las operaciones de transponer 

y obtener inversa de una matriz pueden ser perrnutados,es decir, (A-1)r  = (ATI  . 

Teorema 0 Sean A y I3 dos matrices cualesquiera tal que cl producto AB este definido 

entonces (AB)r  = 

Teorema 7 Si A y B son dos matrices no singulares de tamaño n x o entonces AB 

tiene inversa y (AB)-1  = 

Teorema 8 Si A es matriz cualquiera entonces Al = IA = A, donde 1 es la motriz 

identidad. 

Teorema 9 Si A es una matriz de tamaño n x o y rango(A) < n entonces las columnas 

como los renglones de A son linealmente dependientes. 

Teorema 10 Si A es una matriz de tamaño o x n y rango(A) = ni < n entonces el 

número de columnas o renglones linealmente independientes de A es 111. 

Definición 1 Si A es una matriz den x n entonces la traza de A es la suma de los 

elementos de la diagonal; y se denota por Tr (A) =t 

Teorema 11 Si A y B son dos matrices de tamaño nxm y ro x n respectivamente 

entonces tr (AB) = tr(BA) 

Teorema 12 Tr (1) = n, donde I es la matriz identidad de n x n. 

12 



Definición 2 Una matriz es idcmpofente si y sólo si y A = A', 

2.2 Conceptos Estadísticos 

Teorema 13 Si A es una matriz no singular y definida positiva entonces existe una 

matriz 13 simétrica de tamaño n x n tal que A = 

Teorema 14 Si Y esta distribuido corno una normal con media° y matriz de covarianza 

on entonces E MAY) = ernr (A) 

Teorema 15 Si Y es un vector de p x 1 y es distribuido normalmente con media p  y 

matriz de covarianza V y si B es una matriz de q x p donde q < p y rango(B) = q 

entonces el vector Z = BY también se distribuye como una normal. 

Teorema 18 Si Y es distribuido como N (p,a211) entonces XII. es distribuido como 

X.7  (k, A) donde A = 0-YIL si solo si A es una matriz idempoterric de rango(A). 

Teorema 1/ Si B es una matriz de q x n, A es una matriz de n x n y Y es un vector 

distribuido como N (p,o2I) entonces la forma lineal BY es independiente de la forma 

cundratica Y'AY si HA = 

13 



f,. (x) = 	
1

1xr( r-" )? / 2''' donde - 	< < 00, o > O y - oo < a < oa 
?aro 

11 

Teorema 1$ Sea Y una variable aleatoria distribuida como N (p,o21) y 

= Y'Y 

donde el rango(A;)= n; si se cumplen las siguientes condiciones: 

i) A; es una matriz idempotente para i = 1, ...,k 

Aiiii = O para i # j. 

iii) E fi=n 
e.rt 

entonces 

i) 91  es distribuida como (n, A) donde 

A; = 
pitot 
2o2  

ii) ritiY y YlAiY son independientes. 

Definición 3 Distribución Normal. Si X es una variable aleatoria con función de den- 

sidad de probabilidad 



, 	k 2 

m. (t) 

Demostración. 

Como 

	

1  	I  mr (t) E[exp(tx)I = J c
or ( 

\r` (Al2)1 (2)
"2 
 

1!1 r (t)  = 

	

1/2 )147 (1/2 — 	,,J42-ictit2-0.rdx  
T (k12) - 

al efectuar un cambio de variable de manera tal que 

=(1/2 

15 

entonces X tiene una función dr distribución normal. 

Definición 4 Distribución Ji•Cuadrada. Si X es una variable aleatoria con función de 

densidad de probabilidad 

(x) = 1 	(1)142 xki2-l ex 
177-1/1 2 	• 	P  ( —42) 1(°'°°)(x)  

entonces X tiene una distribución Ji-Cuadrada con k grados de libertad. 

Teorema 19 Si X es una variable aleatoria distribuida como una Ji-Cuadrada con k 

grados de libertad entonces su función generadora de momentos de la distribución 

Cuadrada es 



111,(1) = G-119-7)k11  

=  (
Nk/2 

1=W) 

Teorema 20 Si 	Xk son variables aleatorias distribuidas normalmente e indept n- 

dientes con media pi y varianza o? para i = 	k entonces 

u= E xi - pi 
ai )2  

tiene una distribución Ji-Cuadrada con k grados de libertad, 

Demostración, 

—  
Si Zi 	entonces Zi tiene una distribución normal standard. 

Con lo cual, 

16 

entonces 

d 
x = 1/2t_ 
	

ddas= 
 1/2

u 

 t 

por lo tanto, 

1/2 	\ k11 	1 	
) /11k/2-te-VII 

MI (t)  = k1/2  tj 	kr (k/2) 

y como 1' (n) = 
J 

u'le-udu entonces 



nt.(t) 	= 

= 

= 

E 

E 

E[e"1 

et I 11  

h eg 1 i.1 
y por ser independientes las .variables 

= .11 E ietzl 
i.a 

por otro lado se tiene que 

711.171 N/1.7---27 e .40_20z2d: 47   

como p = O y 02  = 7_15 entonces ó = ff—Ti y de esto se obtiene que 

E ',IV] 	71:11 (71;) e-z7 /2 2  

= 7/rs  para t < t 

entonces 

;, 	
k 

 . n E  PI ' ,n (0L-T)
k  

= h (1-15)"2  i=1 

y por el teorema anterior, observamos que la variable aleatoria U tiene la misma función 

generadOra de momentos que la distribución Ji-Cuadrada con k grados de libertad. Por 

lo tanto U se distribuye como una .11•Cuadrada. 

I7 

= 	etZ 2  (j—)e-i 3 2  dz 
.1 	7r 

_ 	e-10-10 d, 
siEr 



Definición 5 Distribución F. Si X es una variable aleatoria con función de densidad de 

probabilidad 

shii-2)/2 

	

fr (x) 	0171 n) 	( \ 	  

r (m/2) r(n/2) n 	11 + (r701),11(114- )/21(°43)(3)  

entonces X tiene una distribución F con m y n grados de libertad. 

Teorema 21 Sean U y V dos variables aleatorias conjunción de distribución Ji-Cuadrada 

con m grados de libertad y n grados de libertad respectivamente y además U y V son in-

dependientes entonces la variable aleatoria 

nt X 	U /— 
V/ n 

está distribuida como una función de distribución F con ni y n grados de libertad. 

Demostración. 

Com6 U y V son independientes entonces su función de densidad conjunta es 

	

f.,» (u, v) = 	(t4).4(v) 

- roinwhp)2(.0.)t."("1-2)/20(n-2)/2c1(""")1(o,00)(u) 	)(1) ) 

y para encontrar la función de distribución de .V, liaremos la transformación 

U/nt 
X 	y Y .11  

n 
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con lo cual se obtiene que 

a = (—y) x 

por lo tanto, el Jacobiano de la transformación es 

da = (ni ) 
el 

dr 	n 

y como 

(u) -  	
\ "1 /2 

fu 	
r(n/2) 2) °IP-le-421mm (u) 

entonces 

(1) 	1 l¥ir (x IY)= 	{I'On/2) (2 	e" 11( 	]  

Con lo cual la función de densidad conjunta de X y Y es 

	

fs.Y (T,y) = 	(x I y)!Y(y)  

	  (m xu) 	O (rn -4 / 2 n-2 )12e-1((10 )491 

	

= 	(119 ) r(m12)rfr ip)2(."+"112 n - .1 

y la función de densidad marginal de X es 
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(x) = I f,,y(x,Y)4 

= 	nnon.)200.+.)i, enur il2  x(1"-2)12 I y( m+n-2)12  #[(1)r+111,  dy  

Al efectuar el cambio de variable u= l hr lbr entonces y— r 	 y 2 n 	 r r+11 

2du  
dy — 

1(1) + 11 

obteniendo lo siguiente 

(in +Pa —2)/2 

(x) = 	  nmiinniallmoon (1)m" x(m-2)/2 	2u 	
- e 11  

(e) 4' + 1  

= r(”111)11,11212(msol , 	(1)In/2  ty::;,[lb u
(
"#")12-le-Idu 

Como r (a) = ju'le'du entonces 

fi (r)  = rr [(
(
on:p.') 	et:Yn12  ((nzt/ni  (tt-)2:+2  1)1")(x)  

Definición 6 Distribución t Student. Si X es una variable aleatoria con función de 

densidad de probabilidad 

ok+1)/21  1 	1  
(1) = r (k/2) Vri(1 ;t2/0"112  

entonces X tiene una distribución t Student. 

20 
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Z 	, 
.1= 	y 1" =CI 

111; 

obteniendo lo siguiente 

Z = X‘Fk: 

por lo tanto, el Jacobiano de la transformación es 

Teorema 22 Scan Z y U dos variables aleatorias que se distribuyen como una normal 

standard y como una Ji-Cuadrada con k grados de libertad, donde Z y U son indepen- 

dientes entonces la variable aleatoria X =
Ulk 

 tiene una distribución t Siudent con k 

grados de libertad, 

Demostración, 

Puesto que Z y U son independientes entonces su función de densidad conjunta es 

fh.(z,u) = b(z)h(u) 

= 	a. r tz 
(1)k/2 

Uki"C412e-i21240.00(u) 

Para encontrar la función de distribución de X se liará la siguiente transformación 



y como 

(Z) = 1  e-='/s 

entonces 

(x 1 Y) = V;71; 	1  e-x2v/k) 

Con lo cual, la función de densidad conjunta de X y Y es 

(x, y) = hiy(x I y) fy (y) 

ViTli 7 5; orbi  (0142  yk12-i e-ype_.,20 

r( k/Z) tli 
= 	ii‘p+1)/2 

H(4+1)/2-le-t(l+d/k)v 

obteniendo así la función de densidad marginal de X como 

f,.(x) = fz,v(s,y)dy 

= 71,,nbiT (T)(k+i)/21,(kfio_ie_fo+r,,,),,, y 

Al efectuar el cambio de variable 

tu= 1(1 2.91,,) y 

entonces 
2w 	 2 

Y = 1 + .r2/k Y 	
=  dy  

1 +114 /kdw  

22 



Con lo cual obtenemos lo siguiente 

fr (x) = *tio)  (k)( 4+1 )12  (  2tu  
)

(k+t)/2 	
(---2---) dtv 

" 	J \ I + x2/11/ 	
e ‘1 + x2/k /  

= (t+raiki w1k+11/2-1,-wdtv 

_ It+I)/21_1_ 
rpot 

2.3 Estimación Puntual 

El problema de la estimación, consiste en obtener una muestra XI, X„ de variables 

aleatorias, con función de probabilidad fr  (. ; O) = f (. ;O) conocida, pero el parámetro O 

es desconocido. 

Se supone además que los valores 	x„ de la muestra aleatoria XI, X„ de la 

función de densidad de probabilidad f (10) pueden ser observados y en base a esos valores 

se estima el valor del parámetro desconocido O, o el valor de alguna función de O, es decir 

r (0) 

La estimación puntual presenta dos problemas que son los siguientes 

i) Como obtener una estadística para usarla como estimador. 

fi) Seleccionar un criterio o técnica para encontrar el mejor estimador entre todos. 
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Por lo tanto la est iniación puntual consiste en dar un valor a alguna estadística t (X1, 	X„ 	), 

la cual estima, el valor desconocida de r (0). 

La segunda, llamada estimación por intervalo y consiste en dar valor a dos es- 

tadísticas I (X1 	X„) y 12(X1, 	X„) donde I (X1, 	X„) < 1 (X1, 	.V„ ), con lo 

cual (ti  (XI, 	X„) ,t2  (X1, ..,, XJ) consiste en un intervalo, donde se determina la prob• 

abilidad de contener el valor desconocido de r (0). 

Definición 7 Estadistica, Una estadística es una función de los valores de las variables 

aleatorias observadas 	la cual no contiene ningún parámetro desconocido. 

Definición 8 Estimador. Un estimador es cualquier estadística cuyos valores son usa-

dos para estimar r (0). 

Definición 9 Estimador Insesgado. Un estimador (Ti, Tv ), dondeTj =1, (X1 , X„) 

pan: j = 1, ..., n, es estimador insesgado de (1-1(0), 	r, (0)) si y sólo si E in = r  (0 )  
parti j = 1,..,, n pata todo O E O. 

Definición 10 Función de verosimilitud. La función de verosimilitud de n variables 

aleatorias X1, 	X„ rs la función de densidad conjunta de las n variables, es decir 

(x l 	xr,;O), la cual es considerada como función de O. 

Ejemplo 1 Si 	X„ es una muestra aleatoria con función de densidad f (x;O) en- 

tonces la función de verosimilitud es L(0) = f (x1 ;0)....f (x„;0). 



Definición 11 Estimador Máximo Verosímil. Sea L(0) = L(0; x l ,...,x„) la función de 

verosimilitud para las variables aleatorias 	X,,. Si es el valor de O E O, el cual 

maximiza L(0) entonces á = 	X„) es el estimador máximo verosímil de O para 

la muestra 

Definición 12 . Eficiente, Sea 77, ..., 	...una secuencia de estimadores de r (0), 

donde ro  = 	Xe ). La secuencia de estimadores {T,',} es eficiente si cumple 

con las siguientes condiciones: 

i) La distribución de 	— r (0)] es asintóticamente normal con media cero y vol- 

anta 	(0) • 

ii) Si (Te ) es cualquier otra secuencia de estimadores para los cuales 	— r (0)] es 

asintóticamente normal con media cero y varianza a2 . 

entonces 

iii) er i  (0) < o2  (0) para lodo O en cualquier intervalo abierto. 

Definición 13 Consistente, Sea T1 ,..., T„,... una secuencia de estimadores de r (0), 

donde n 	la secuencia de estimadores (Te ) es consistente, Si pan] 

cada e > O entonces 

liar 	(0) — < T„ < r (0) + el = 1 para O E O. 
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Definición 14 El Mejor Estimador asintóticamente Normal. Una secuencia de csli- 

madores 17, 	...de r (0) son los mejores asintáticamente si y sólo si cumplen las 

siguientes condiciones: 

i) La distribución delii Í T, — r (0)1 es aproximadamente una distribución normal con 

media cero y varianza 	(6) cuando n tiende a infinito. 

ii) Para todo e > O 

1911 P ¡In - r (0)) > el = O para todo O E O. 

iii) Sea (n) cualquier otra secuencia de estimadores consistentes para los cuales la 

distribución de N/Ti (T. — r (6)) es aproximadamente una distribución normal con inedia 

cero y varianza (0). 

iv) a3  (0) > o*?  (0) para todo O en cualquier intervalo abierto. 

Teorema 23 Si la función de densidad f (x;0) satisface las condiciones de regularidad 

y si 6„ = 	X„) es el estimador máximo verosímil de O para una muestra de 

tomado n entonces se cumplen las siguientes condiciones: 

i) 8 es distribuida asintóticamente normal con inedia O y varianza 

log f (x; 0)11 

il) La secuencia de estimadores máximo verosímiles Ó1...,.0„ son los mejores a sintdt ica mente 
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normales. 

Definición 15 Estadística Suficiente. Sean 	X. una muestra aleatoria de una 

función de densidad de probabilidad f (10). Cualquier estadística S = 	X11 ) es 

una estadística suficiente si y sólo si la distribución condicional de cualquier estadística 

T dado S no depende de O. 

Definición 16 Estadística suficiente conjuntamente. Sean X1 ,..., X„ una muestra aleato-

ria de una función de densidad de probabilidad f (10). Las estadísticas Si ,..., Sr  son es-

tadísticas suficientemente conjuntas si y sólo si la distribución condicional de X1 ,..., X„ 

dado Si  = 81 ,...,5, = s, no depende de O. 

Teorema 24 Factorización. Sea X1 ,..., X„ una muestra aleatoria con función de den-

sidad de probabilidad h.( ;O), donde el para'rnetro puede ser un vector. Un conjunto de 

estadísticas Si = si  (X1„.., 	Sr  = s, (X1,..., X,$ ) son conjuntamente suficientes si 

y sólo si la función de densidad de probabilidad conjunta de X1 ,...,.k„ puede ser factor-

izada corno 

Jsl....,rn(rl,,.•,rnie) = g(s1(x1,..., ,4,),•••or(X1,...,Xn);O)h(a1,—,xn) 

= 	--isr;(0 )h(r1,...rxv) 

donde la función h 	> O y 9 (81,...,s,;0) .> O depende de x i 	4, solo a través 

de las funciones si 	 sr(xi,...,x„). 

Definición 17 Estadistica Suficiente Nlínimal. Un conjunto de estadísticas suficientes 

es suficiente mínimal si y sólo si es función de cualquier otra estadística suficiente. 
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Definición 18 Familia Exponencial con k parámetros. Si una familia de funciones de 

densidad de probabilidad f (10) pueden expresarse como 

k 
f (x;01 ,...,0k)= a (Oh  ..,,Ok ) b(x)exp E (Oh 	00 di (X) 

i=11
) 

para una apropiada selección de funciones a (•,...,•), b(•), c(•,...,•) y di (,) pon j = 1, .., k 

entonces pertenece a la familia exponencial. 

Definición 19 Estimador insesgado de Varianza Mínima Uniforme. Sea X1, X„ una 

muestra aleatoria con función de densidad de probabilidad f (10). Un estimador T' = 

(A'1, X„) de r(0) es un estimador insesgado de varianza milinna uniforme de r(0) 

si y sólo si 

i) E (T1= r (0), es decir, 	es un estimador insesgado. 

ii) Var (TI< Var Pi para cualquier estimador T =t(X1 ,..., X„) de r (0) el cual satis-

face que E(T) = r (0). 

Definición 20 Concentración Elipsoidal. Sea (Ti  , Tr) estimadores insesgados de (ri  (0) 	(O 

Sea ceii (0) el ij-ésimo elemento de la matriz inversa de la covarianza de (Th 	donde 

ij-e'sieno elemento de la matriz de covarianza es Cejj (0) = Con (T;,T I . La concentración 

elipsoidal de 	7.) es el interior y la elipsoide acolada por 

ÉÉ 	(0) [Ti  — (O ))(T;  — T1 (0)) = r 2. 
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Definición 21 Familia de Funciones de Densidad de Probabilidad Conjuntamente Com- 

pletas. Sea 	X, una muestra aleatoria con función de densidad de probabilidad 

f (x;01,-,0k) y sea (71,—,T,n ) un conjunto de estadísticas, 	Tm  son estadísticas 

completas si y sólo si E (.1(Ti , 	O para lodo 0 E 0 implica que p 	T,,,) = Oj 

1 para todo O E O, donde z 	—,T,„) es una estadística. 

Teorema 25 Sea X1,—, X„ una muestra aleatoria con función de densidad de probabil-

idad 

es decir, f (x;01 , .,,Ok ) es miembro de la familia exponencial, entonces 

	

(E di  (x I ) „.., 	dk (ro) 
i=1 

es un conjunto de estadísticas suficientes minimales y completas conjuntamente, 

Teorema 26 Sea X1 , X,, una muestra aleatoria con función de densidad de proba-

bilidad f (r;01,..,0k) y sea Si  = si (X1,..., X,,),..., S„, = s,„ (X1,...,X„) un conjunto de 

estadísticas suficientes conjuntamente. 

Sea (7'1 ,...,7r ) un estimador insesgado de (r, (0),—, r,. (0)) donde O = (01 ...,0k ). 

	

Definamos = E (Ti 1 Si , S„,) para j = 	b entonces 

i) (T1 , 	es un estimador insesgado de (r1  (0). ,.., rr  (0)) y Ti = t; 	..„9„, ) es decir 

Tj ea una función de la estadísticas suficientes S1, 	S„„ para j = 1,.., r. 

ii) Val. f 	< Var (1:,) para cada O E 0. para j = 1, 	r. 
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lit) La concentración elipsoidal de (T;,,„, 7",..)est a contenida en la concentración elipsoidal 

de (Z„.,, Tr ) para cada O E e. 

Teorema 27 Leitmann.Scheffe. 

Sea XI, 	X„ una muestra aleatoria con función de densidad de probabilidad f (x; 01 , ..,0k). 

Si Si = sl (Xt, 	X„), 	S,, = 	..., X„) son estadísticas suficientes minimal y 

completas conjuntamente y si existe un estimador insesgado de (I-, (0),..., Ti. (0)) donde 

O = (Oh  0k) entonces existe un estimador único de (r, (o),...,r,. (0)), es decir, si T¡ = 

1; 	S,„), ..„T; = (Si , 5,„), donde cada 1; es función de Sh 	satisface que: 

i) Var
1 
	 Var [Ti) para cada O E 0, donde j = 1, ..r, para cualquier estimador 

(Ta,.,,Ty) de (rt  (0), ..., r, (0)). 

ii) La concentración elipsoidal de 	T) está contenida en la concentración elipsoidal 

de (Ti , 	donde (71,...,7;) es cualquier estimador insesgado de (r1  (0), ..., rr  (B)). 

2.4 Estimación por Intervalos 

Intervalo de Confianza, 

Sea X1, 	X„ una muestra de una función de densidad de probabilidad f (10) y sea 

= 1'1 (X1 , ..,X„) y T, = 	Xn) dos estadísticas tales que Ti  < 7.2  para las 

cuales P 	< r (0) < T,j = 1. donde E (0, 1) entonces el intervalo (1; ,n) es llamado 
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intervalo de confianza del ,1001,  ; y es llamado coeficiente de confianza; Ti  y Ti  son 

llamados limite inferior y superior de confianza respectivamente para r (0). 

Al valor (t i , t2 ) del intervalo aleatorio (Ti ,n) es llamado también intervalo de confi-

anza del 100y por ciento para r (0). 

2.5 Prueba de Hipótesis 

Definición 22 Hipótesis estadísticas. Una hipótesis estadística es una afirmación o 

conjetura acerca de una distribución de una o mds variables. 

Definición 23 Prueba de Hipótesis Estadísticas, Una prueba de hipótesis estadMica II 

es una regla o procedimiento para decidir si se rechaza II. 

Definición 24 Región Crítica. Sea T una prueba de una hipótesis estadística II. Una 

región crítica es el subconjunto para el cual la hipótesis II sería rechazada, 

Definición 25 Error Tipo 11: Rechazas. Ilo  dado que lío  es verdadera, se define como 

error del tipo I. 

Definición 26 Error Tipo II. Aceptar Ilo  dado que 110  es falsa, se define como error del 

tipo II. 
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Definición 27 Probabilidad del Error Tipo I. La probabilidad de rechazar Ho  dado que 

Ho  es cierta, se define como la probabilidad (o tamaño) del error tipo I y se denota por 

a, O < < 

Definición 2$ Probabilidad del Error Tipo II. La probabilidad de aceptar Ho dado que 

1I es falsa, se define como la probabilidad (o tomado) del error tipo II y se denota por 

O < 13 < 1. 

Definición 29 Función Potencia, Sea Y una prueba de la hipótesis nula Ho. La función 

potencia de al prueba Y, denotada por rrT  (0) es la probabilidad de rechazar Ho . 
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Capítulo 3 

Modelo de Regresión Lineal 

Múltiple 

Introducción. 

El propósito de este capítulo es de proporcionar la metodología y los conceptos nece-

sarios para extraer de grandes cantidades de datos las características principales de una 

relación. 

De manera específica, se examinaran técnicas que permitan ajustar una ecuación de 

algún tipo al conjunto de datos dados, con el propósito de obtener una ecuación de 

predicción razonablemente precisa y que proporcione o justifique un modelo teórico. 

Se supondrá que la existencia de un conjunto de u mediciones 	de la variable 
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dependiente Y, las cuales se han observado bajo un conjunto de condiciones experimen- 

tales .ra 	que representan los valores de p variables explicativas. 

El interés recae en determinar una función matemática sencilla, que describa de man-

era razonable, el comportamiento de la variable dependiente, dados los valores de la 

variables explicativas. 

3.1 El Modelo de Regresión Lineal Múltiple 

El modelo de regresión lineal múltiple que relaciona una respuesta aleatoria Y con un 

conjunto de variables explicativas X1,—, X, es 

Y =Aja + #2X2 + + 	+ ei 

en término de los datos observados es xi, 	es 

+ 132ri2 + ••• + itxip ci para i = 1, 	n 	 (3,1) 

donde: 
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A, son los parámetros desconocidos 

e 	es el error aleatorio 

es el indice asociado a observación 

n 	es el tamaño de la muestra 

La ecuación (3,1 ) es una expresión abreviada del siguiente conjunto de ecuaciones si• 

mullí:teas: 

Y1 = SIS!! 02XI2 	OPX1P + el 

=Pix21 + 0242+ +Ppx2p+ C2 

= alzo + #242 +... + pprnp  + en  

En forma matricial 

ya Sil X( pt el 

Y2  X2I X • • • X» /32 e2  

• 

Y„ tn2 • • • Xnp Pn en  

Y = vector columna den x 1 que contiene las observaciones de las variables dependientes, 

X = matriz de n x p que contiene las observaciones de las p variables explicativas, 

= vector columna de p x I que contiene los parámetros desconocidos ¡1, , .,, 

e = vector columna de n x 1 de los errores aleatorios eh ..., en , 



Con lo cual el modelo. de regresión lineal con p variables, se puede escribir en forma 

matricial: 

Nuestro objetivo consistirá en estimar los parátnetros desconocidos de este modelo y 

hacer inferencia acerca de ellos a partir de los datos que se tengan a mano. 

Definición 30 El modelo Y = Xd + e será llamado modelo de regresión lineal ind/Iipie 

de rango completo si sólo si el rango de X es igual a p donde p < n. 

3.2 El significado del Error el  

El término ei  sustituye todas aquellas variables que han sido excluidas del modelo pero 

que afectan conjuntamente a Y. La pregunta obvia es ¿por qué no se introducen 

explícitamente en el modelo todas estas variables? O, dicho de otro modo, ¿por qué 

no desarrollar un modelo de regresión múltiple con tantas variables como sea posible? 

Son varias las respuestas a esta pregunta, a saber: 

1. La teoría si existe alguna, que determina el comportamiento de Y, suele ser 

incompleta. Por ejemplo se puede estar seguro de que el ingreso semanal X afecta los 

gastos de consumo Y, pero puede ocurrir que estemos inseguros o que desconozcamos 

otras variables que afectan a Y. Por lo tanto, e;  puede utilizarse como un sustituto de 

todas las variables excluidas u omitidas del modelo. 
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2. Aun en el caso de que se conocieran algunas de las variables excluidas y que se 

procediera entonces a plantear un modelo de regresión múltiple, en lugar de regresión 

simple, es posible que no existan datos sobre dichas variables. Es muy común en los 

análisis empíricos, que la información que idealmente quisiéramos tener no se encuentre 

a nuestra disposición. Por ejemplo, podemos incluir la riqueza familiar como variable 

explicativa adicional al ingreso, para describir el consumo familiar. Desafortunadamente, 

a menudo ocurre que no existe información sobre esta variable, lo cual nos obliga a 

excluirla del modelo a pesar de su relevancia teórica para explicar los gastos de consumo, 

3. Supongamos que además del ingreso XI , los gastos de consumo también se ven 

afectados por el número de hijos de cada familia X3, el sexo X3, la religión X4, la 

educación X5 y la región geográfica X6. Es muy posible que la influencia conjunta de 

todas o algunas de estas variables sea insignificante, y que del punto de vista práctico 

y por razones de costo no se justifique su introducción explícita en el modelo. Con 

optimismo, esperamos que el efecto combinado de todas estas variables se pueda tratar 

como una variable aleatoria ei. 

3.3 	Supuestos del Modelo Clásico de Regresión Lin- 

eal Múltiple 

El modelo general de regresión lineal en el cual se sustenta la mayor parte de la teoría 

econometrica, plantea los siguientes supuestos. 

i) E le) = O este supuesto plantea que el valor promedio de 	dado cualquier valor a 

xu,.„..rip  es igual a cero. Todo lo que se plantea es que aquellos factores que no están 
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incluidos explícitamente en el modelo, incorporados por lo tanto , en 	no afectan 

sistemáticamente el valor promedio de Y; es decir, los valores positivos de ei  se cancelan 

con los valores negativos de manera que su efecto promedio sobre Y es cero, 

Cov le) = E lee') = 021 este supuesto plantea que no existe autocorrelación entre las 

ei y además tienen igual varianza las ei, 

Este supuesto plantea que las perturbaciones' asociadas a alguna observación no están 

influenciado por el término de perturbación asociado a cualquier otra observación; es 

decir las perturbaciones e; y las ei si i # j no están corrrelacionadas. 

Y también postula que la varianza de ei para cada 	es un número positivo 

constante igual a a2. Esto se conoce como homocedasticidad o igual dispersión o igual 

varianza. Esto significa que poblaciones de Y que corresponden a diferentes valores 

tienen la misma varianza. 

iii) la matriz X de orden o x p es no estocástica lo que implica que está formada por 

números fijos. Esto es obvio ya que el análisis de regresión los valores de Y dependen de 

los valores fijos de X. 

iv) El rango de la matriz X es p y p es el número de columnas de la matriz. Lo que 

significa que las columnas de la matriz son linealmente independientes. 

u) e esta distribuida como N (O, o21) donde ca es desconocido. 

Como ei representa la influencia combinada sobre la variable dependiente de un gran 

número de variables independientes que no se introducen explícitamente en el modelo 

de regresión lineal. Además se espera que la influencia de estas variables omitidas o no 
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Analizaremos primero el caso A, es decir bajo el supuesto de que e está. distribuida como 

N (O, o21) con varianza desconocida. Para este caso utilizaremos el método de estimación 

máximo verosímil, para estimar 131, 	y a2. 
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tenidas en cuenta fuera pequeña y, en el mejor de los casos aleatoria: Y por el teorema 

del límite central , se demuestra que si existe Int número grande de variables aleatorias 

independientes e identiCamente distribuidas, entonces la distribución de su suma tenderá 

a seguir una distribución normal a medida que el número de estas variables aumenta 

indefinidamente. Es preCisamente este teorema del limite central el que proporciona tina 

justificación teórica para el supuesto de normalidad 

Una variante del teorema del límite central afirma que aunque el número de variables 

no sea muy grande o si estas variables no son estrictamente independientes, su suma 

puede seguir teniendo una distribución normal. En las siguientes secciones analizaremos 

los siguientes dos casos: 

Caso A : e está distribuida como N (O, o 2I) donde a2  es desconocido. 

Caso B : e es una variable aleatoria tal que : 

i) E (e) = 0 

Coy (el = E feeel = o2I 

3.4 Estimación Máximo Verosímil 



Puesto que Y esta distribuida como N (O, 0210 la función de verosimilitud es 

(°' 173)  ( ) 
I; 

e 

 (Y -Xo).4 
 

(Y -x0) 

277i 
 

usando logaritmos obtenemos 

log 	(O, 	= 	log (2r) — log (o2) — 2-las. (Y — MY (Y — X/3) 

donde el espacio parametral de ft es 

fi = {(O, 	: o2  > O, —oo < < oo V i = I, „, p} 

con lo cual, para encontrar los valores de II y 02  en O, tal que la función de verosimilitud 

tome su valor máximo, debemos derivar parcialmente con respecto a /3 y o2  e igualar las 

ecuaciones a cero, es decir, 

2 
log L , o2 ) = — (XII( — XP) = O 13 

	

log 	(a, (72) 	4.  (Y — 	(y _ 
das 2a2 	 — O 

Si 	y t.i2  son soluciones de las anteriores ecuaciones, tenemos que 

XtXr3 = 
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a:. 
(Y - )0)1  (Y - 30) 

Las ecuaciones 

)00.  = 

son llamadas ecuaciones normales, 

Como X es de rango completo entonces XtX es de rango p. Con lo cual existe la matriz 

inversa de XIX. 

Por lo tanto 

íg = (WX) -1  X`Y 

Y 

a — 	
— x$)̀   (y — x$)  

son las estimaciones máximo verosímil de d y cy2  respectivamente. 



Teorema 28 S'en Y = YO+ e el modelo de regresión lineal múltiple de rango completo. 

Si e está distribuido como N(0,12I) entonces los estimadores 

S-IX‘Y donde S = X IX 

Y 

— 	
— XS-IXt) Y 

n —p 

cumplen hui siguientes propiedades 

i) Consistentes. 

ü) Eficientes. 

iii) Insesgados. 

iu) Suficientes. 

u) Completas. 

vi) 13 esta distribuido como una N (i3,025-1 ). 

vii) Insesgados de vurian:n mínima uniforme. 
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uiii) 	 estd distribuido como una distribución 

ix) (1 y a' son independientes. 

Demostración. 

i) y ii) Como %  y 52  son estimadores máximo verosímiles y por el teorema (23) entonces 

73 y 52  son estimadores consistentes y eficientes. 

iii) Insesgados 

E 	= E (S-1X1Y) 

= XIE 

= S-2X2 E(X/3 +e) 

= S-2X(X# + 	(e) como por hipótesis E (e) = O entonces 

Y 

E re(2) = E [
Yili-XS-1X9Y1  

n-p 

= ,*,E1(X/3 e)t  — XS-'319(X/i+ e)1 por el teorema (6) 

= ;7171; E [(13'X'+et) — XS-1X9 (Xj3 + e)I 

= 	fe' —XS-'X') el  

Y como 

X' 	-- XS-I X9 = o y 	 = o  



Por lo tanto por el teorema (14) 

°
2 

ir - XS- I  XI) 
ti p 

Y como 

ir (I — XS'X') = ir (1) — tr (XS-1X9 

donde I es la matriz identidad de n x n, con lo cual 

tr (I) = n y por el teorema (11) 

tr (XS-IX9 = ir (X'XS-1) = ir (I) = p 

Puesto que XgXS-1  = I es la matriz identidad de p x p. 

Por lo tanto, 

472  E fri 21 = 
II — p (n — P) =:a2  

iv) Suficiencia, 

La función de densidad conjunta de Y es 

jel,a)—( 	I 

(2tra2r/2  "P  [ 2at (Y — Xii)' (Y  —Xfi), 
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Y como 

(Y — XI3V (Y — Vi) = ((Y — Xj) — X (a—p))` 	— -(i) — X (r3-19)1 
= (Y — Xj)' (Y — 	— (Y — xi9)t x ($-$) 

- (13-71)` (v - 	+ (13-1 xix (0-j) 
(v - xp)` (y - xj) + (,3-$)` xtx (0,9) 

= (n — p) °2 (134)1  XIX (i—$) 

Puesto que 

Y 

(y — xl)` x = 	= ytx — y,x (xix)-' rx =o. 

X' (y — )0) = xty — xx,5= 	— 	xty = o. 

Con lo cual 

j 	o') = (wr.1777)exp [—lb [(o — p) ó2  (I3--j)` XIX (8—p)}] 

= 9 (1, ó2, (3,a2) h (Y) 
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Por lo tanto, por el teorema (2.1) 

r1=S-I X`Y 

Y'¥i- XS''x') Y  
= 	  

p 

son estadísticas suficientes. 

u) Compleles.. 

Como Y se distribuye como una N (30,1721) y está pertenece a la familia exponencial 

entonces por el teorema (25) 

1= 

XS'X') 
n — p 

son estadísticas suficientes y completas. 

vi) /3 esta distribuido como una N (/3, 02S-1) 

Como j= S-1X'Y entonces por el teorema (15) tenemos que ji está distribuido como 

una normal y su inedia es E Vil = /3 esto fue calculado en el inciso iii) y la matriz de 

covarianza de es 
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cou l%3, = E 	93 ) 	/31 

= E [(S-1111Y — (S-IXT — 

Si sustituimos Y = 	+ e obtenemos que 

Coy 	= E {[S-IXt (Xi3 + e) — /3)1S-1X1 (Xfi + e) — 13r} 

= 	E [(S-1We) (S-1  Xie)`] 

= E 1S-IXteeMS-11 

= S-1W E [eeti XS-4  

= a2S-1X'XS-2  

= a2S-1. 

Con lo cual 

3  esta distribuido como una N ( 13 , a 2S-1 ) , 

viii) 	1-9j-el' está distribuido como una distribución xt,,_p). 

Puesto que (n —p)(i 2  = Y' (1— XS-IX'} Y y 1— XS-1X' es una matriz idempotente 

de rango n — p por lo tanto por el teorema (16) 

11 :—.4-21" se distribuye como j‘?„_;,)  donde A = 	(1— XS-1119 X13 =0. 

Con lo cual 

11--421  se distribuye como una \ 

/3 y a2  son independientes. 
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Y por el teorema (17) sabemos que para que y &2  sean independientes el producto de 

la matriz lineal y la matriz de la forma cuadratica debe ser igual a cero. 

Es decir, y •92  son independientes si y sólo si S'IX' — 	= O y esto es claro, 

ya que Xt — XS-IXt) = 0. 

3.5 Estimación por Mínimos Cuadrados 

Ahora analizaremos el caso 13, es decir bajo los supuestos de que e es una variable aleatoria 

tal que: 

i) Ele) = O 

Coy (e) = E reeti = cr2I 

a2 = 
n — p 

ívt  — XS-txt) Vi 

donde cr2  es desconocido. Para este caso utilizaremos el método de mínimos cuadrados 

ordinarios, que consiste en hacer que la suma de los residuos al cuadrado sea tan pequeña 

como sea posible, es decir, minimizar E e?. 

Por lo tanto debemos de minimizar 
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e I  

E 	[ 	.•. c„, 
eZ  

el{ 

Como el modelo es de la forma Y = Xi3 + e tenemos que e = Y — Xi3 con lo cual 

E 	= e'e =(Y —M)' (Y — X$) 

Derivando con respecto a a obtenemos 

°() — 2XtY — 2XtX0 =0 

300 = XtY 

Como X es de rango completo entonces XIX es de rango p. Con lo cual existe la matriz 

inversa de XIX. 

Por lo tanto 

1:1=S-1XeY donde S = XfX 

Con lo cual liemos obtenido la solución 

= 



J. (xtxr xty 

para la estimación de los parámetros desconocidos. 

3.6 Teorema de Gauss Markoff 

Teorema 29 Gauss•Alarkoff 

El modelo general de regresión lineal múltiple de rango completo, Y = Xd + e, que 

cumple las siguientes condiciones: 

i) E [e] = 0 

ii) C ov (e] = E [eel = 4 21 

entonces el mejor lineal insesgado de it es el dado por el mínimos cuadrados; es decir, 

iá= (X°X)-1  XI( es el mejor estimador lineal insesgado de 13. 

Demostración. 

Sea A cualquier matriz de p x n de valores conocidos y sea Ø• cualquier otro estimador 

lineal insesgado de /3 tal que 	= AY. como debemos especificar los elementos de A, 

tal que 	sea el mejor estimador insesgado de /3. 

Sea A = S-1  X1  +A y como S -1X1  es conocido debemos encontrar 13 para poder especi- 



Picar A. 

EP') = E (AY) = ERS-'30+13)Y1 

= (S-IX4B) E(Y] = (S-IXt+B) E (X/3 + e) 

= (S-IX1 +B) 1E [X13] + E tell 

	

(S-IXt+B) (X/3 + O) 	por hipótesis E [el = 0 

= + 

Como fi' es insesgado entonces BX/3 = O para toda /3, por lo tanto BX = 0. 

Para demostrar que es el mejor estimador lineal insesgado, debemos encontrar la matriz 

tal que Var (01 sea mínimo para i = 1,...,p sujeto a la restricción BX = 0. 

Cov(fli) 

= E {((s-iXt+B)Y - )3) [(S-1Xl+B) Y - mi} 
= E{Rs-ir+B)(0+ e) - /31[(S-Ir+B)(Xf3 + e) - (i)t } 

= 	{[(3 + BXP + S-1We + Be - 13JEd BX/3 S-1We + Be - /li t } 

= E {[Eiki + S-1We + Be) (BX/3 + S-1We + Be)'} 

= E {N-1We + Be) 	+ 

= E [S-1WeeIXS-i+BeeiB4S-IXtee'Br+BeetXS-11 

= S-lXs E lee') 	+ BE (eel Bl+S"'X'E lee') Bt+BE lee') XS-I 

= a2S-i+a2BEV + o2S"'Xi13' a2BXS-1  

= a2S-1  + o'BEV 

Sea 

BB1  = G = go  
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Como Coe (;3') = cr2S-1  a2RB' la diagonal de los elementos de la Coy (f3') deben ser 

iguales a la varianza de 0¡. 

Para minimizar cada Var (í3í) debemos, por lo tanto minimizar los elementos de la 

diagonal Coy (fl'). • 

Como a2S-1  son constantes, debemos encontrar una matriz g tal que los elementos de la 

diagonal sean mínimos, pero como G = BB' es semidermida positiva tenemos que 	> O 

con lo cual los elementos de la diagonal serán mínimos cuando 	= O para i = 1, ..,p 

pero como B = 	entonces gij = O = E b y por lo tanto, /ni = O para toda i y j, con 

lo cual B = 0. 

Con lo cual 

A •-= 

Y 

= 
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3.7 Estimación por Intervalo 

3.7.1 Intervalo de Confianza de a2  

Puesto que 17' '--L4V-P1' se distribuye como una 4_0, un intervalo de confianza para a' es el 

siguiente: 

Si au  y ot  son dos constantes tales que 

&2  (n — p)  
[ao  < 	< 	= I — n 

cr2  

Por lo tanto, 

-p V (n — p)  < a, < o2 (11 - p)1  = i  _ a  [ 

a, 	 ao J 

El ancho del intervalo de confianza es 

	 — 	(11 — p) (--• — --) , 
00 	 no  01  

3.7.2 Intervalo de Confianza de /3i 

Puesto que 	se distribuye cuino ¿V (3.ciit:r2 ), donde ci  es el ij 	¿simu elemento de 

= C. 



13.-A) Por lo tanto ( 	se distribuye como N (0,1) y es independiente de 12(0",-9) , la cual se 41E7; 

distribuye como Xta—pr 

Por el teorema (22), tenemos que u = A-A1z =. 3:1., se distribuye como I(n.11  ) • 
OVete Ci• 

Con lo cual, 

A - P [—Go PC: < 	— 	lo/21 = — a -  
Por lo tanto. 

P[rii tolij1; 5. Ai 	+ toiji9 = 1- o 

Con lo cual, el ancho del intervalo de confianza es: 

+ 1012 ;O/7;Z — 	— top Ql Cii J = 21,0 SPZ. 

3.7.3 Intervalo de Confianza para una Función Lineal de 3, 

Sea r un vector conocido de p x 1 constantes entonces el intervalo de confianza para r1 / 

será el siguiente: 

5.1 



Con lo cual, la variable 

rtl-r9  (72  rij-r93  
u= - 	 

	

a tkriS 	& 420S-ir 

se distribuye como 1( „..„)  

Con lo cual, 

[  r9-19  
P -1./2 5 vairts_ir  5 tan = 1 - a 

Por lo tanto, 

	

P [1.9 1.12 01rW7i. < 	< r9+1,42‘Pd2r1S-Ir] = 1 - o 

Con lo cual, la longitud el intervalo es 

r'$ +1,42 -(i2rs/-7141. (r9 - /,425/12rtS-Ir) = 2/„ /2Mr'S-ir 
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Puesto que rij se distribuye como N (rt,3,cr2rtS-1r) entonces por d teorema (20) 

r'13-rtp  

tril-ir 

se distribuye como N (0,1). 



3.8 Prueba de Hipótesis 

La prueba de hipótesis /lo  : = .3* donde IP es un vector conocido, es equivalente a la 

prueba de hipótesis de cada coeficiente 4;  = 

En realidad para evaluar la función potencia de la distribución, también será impor-

tante conocer. cuando la hipótesis alternativa //1  :13 IP es verdadera. 

Para esto usaremos la razón de verosimilitud L. 

La función de verosimilitud es 

I ([3,a1 = 	 
(27ra2)" /2 

) exp 
1-202 

 (Y — X/3)' (Y — X/3)] 

El criterio de prueba es L = e(o)1 que a continuación explicaremos lo que significa ¿(w) L 
y L 	• 

La función (le verosimilitud es una función de p + 1 parámetros de I/ es de dimensión 

p+ 1, sujeto a las siguientes restricciones 0 < 02  < oo y —cc < 	< oo para i = 1, ..., p. 

El espacio ñ serán los valores de los parámetros 	y a2  en fi tal que la función de 

verosimilitud sea máximo y L (ft) será el valor máximo. 

El espacio ce. estará sujeto a las siguientes restricciones 0 < a2  < cc y di  = 	= 

/3;, es decir w es de una dimensión 

Para encontrar L (.1') y L (t-i) usaremos logaritmos en la función de verosimilitud. 
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Para encontrar L (a., ) procedamos como sigue: 

log f (p, a2 ) = 	log (2r) — log (a2 ) — 
202 

(Y — Xifi l  (Y — X13) 

Como fit son conocidos, la función solamente tienen un parámetro, que es cr2  y por lo 

tanto el valor que maximiza la función de verosimilitud es 

1 
dog (I°g f (r3,52 )) = 274  — M'Y (Y — Yr) — — = 0 

La solución es 

a -2 
—

(Y — 109 (Y — Xir) 

entonces 

nit/2,-n/2 

(2102  [(Y — Xfi')' (Y — X4111112  

De manera similar obtengamos L TI), para obtener el valor máximo L (1-1) de la función 

de verosimilitud resolveremos las siguientes ecuaciones 

f 03,o2 )) = X
ó2 	82  

'Y — X'Xji = o 

da2 
 log (4, al)) = 

(Y  — Xi3)1  (Y — Xr3) 
 2Fi 

„ 

¿ 
= O 
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Con lo cual, 

n ni2e —t1/2 
L (fi) = 

(2ff )n/2  [(Y — Xj1)` (11 x•j)14/2  

Por lo tanto la razón de verosimilitud 

L(W) 	(y —10)(  (y — Xj)  11°  

L (9) [(Y - 	(Y — X01] 

Si y (L, /3') es la distribución de L bajo lio 	= 	la región crítica es O < L < .4 donde 

A es tal que 

g(L, P') dL = 

donde a es la probabilidad del error tipo 1. 

Para determinar A, debemos encontrar y (L, /31 y la distribución de L bajo ¡1 	= 3* 

entonces L seria determinada de la elección de los datos y 110  sería rechazada si L < A. 

Para determinar L, debemos estudiar las cantidades que están envueltas en L, es decir. 

(Y — XP')' (Y — XI3') y (Y — x,9)' (y -xj) 

Con lo cual, 



(Y — Xj) X =O 

Ahora si sustituimos fi= S-IXIY en 

(Y — X/31' (Y — Xa') = (Y — Xfi)` (Y — 	+ (S — 	XiX (fi — #*) 

Obtenemos lo siguiente 
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(Y — M')' (Y — X0') =(Y— x•,j) - x (fl• - Tj)1' Ry - xJ) x('j.- Ti)] 
(y - xij)(  (Y - xj) + (P. - b)(  xtx (13.  - 1) 
(y - xj)1  (Y - x'íj) + - P.)' wx (I - fi.) 

Puesto que 

X' (Y — Xj) = X'Y 	= YVY — 	(S-IX'Y) = X'Y — X'Y =0 

De igual manera 



(Y - MY' (Y - XX) = (Y - XS"'X'Y)t  (Y - XS''X'Y) 

- J'Y X'X 	- /11 

= 	(I - XS-IXt) Y + 	- Y'Ll" 

- 	X'Y+ UPY Xílta* 

= Y' - XS-130) Y + 	- Y'Xir 

- ()en' Y + (M'Y X/i* 

Como 

gol' (1- xs-ixt)(-x/r)= O 

y' (1- xs-,x1)(-x,r)= o 

(-x/r)' (I - xs-ixt) y =0 

Por lo tanto 

Y' (I - XS-'X') Y = (Y - 	(I - XS-19 (Y - Xfil 

También corno 

Y' (XS''X') (W) = 

(XS-I XI) Y =(X3')' Y 

(X311  (XS-1X') (X3') = (X31 )t  X3' 



Tenemos que 

YIXS'XIY - Y`X, - (XAP)s  Y+ (XliV X/3* = 

= YI (XS-IXI) Y - (XS-IX1)(V)-(X/r)1 (X8-)X9 Y+ (X/r)t  (XS-'X`)(W) 

= (Y - 701 XS-IXI (Y - 30') 

Ahora si Z = (Y - Xfi') se obtiene que 

ZIZ = (Y - XI')' (Y - X19') = VA: Z + étaZ 

donde Al  = I - XS-IXI y A2= XS-1X' son matrices idempotentes. 

como Y está distribuido como N (X(3,cr21) entonces Z está distribuido como N (V - kr,a21). 

Como Al  y A2 son matrices idempotentes aplicando el teorema (18) tenemos que 

i) es distribuido como xt„,). 

ii) Z-tla es distribuido como xl.A). 

donde - ta-oli x21,Alx(0-0't.  

iii) 11,11/ y 7-31Z son independientes. 

Nosotros vemos que 
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?<L'Y-1  está distribuida como 1-1ii,A0  donde rango(A1 ) = k1  y 

- 	- ír)t  A1X(P fi') 
2,2 

Puesto que Al  es una matriz idempotente entonces 

rango(A1) = traza (Al) 

= ir (I) - tr (XS-1X9 = 0 - p. 

YA,=0, ya que 

Al  X = (1- XS''X') X =0 

Así que g-p,o) = 4i-1W 

Itlal está distribuida como yl.N2)  donde rango(A2) = k2  

(I3 - 13* )1 	(XS-I  XI) X (13 - 
A2  - 

De la misma manera como 42  es una matriz idempotente de rango (A2) = ir (A2 ) = p y 

A
, 

2 = ( /3 - )` XIX (r3- 13')  
2a2  

Como X9( es semidefinida positiva entonces 142-1, 	se distribuye como Ji-C.!tiadrada Cen 
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tral si solo si (i..9 — ;31= O, es decir si solo si no 3 = 	es verdulero. 

Como riLM está distribuido como V(1_14  

y 1321  está distribuida como 4_,)  

se sigue que 

u= 111(19 

se distribuye corno np „_0)  si solo si Hp es verdadera. 

Y también se sigue que 

== 	se se distribuye como una 0,-p +Pu 	 Pu-P.Nr 

Ejemplo. Considere el modelo de regresión lineal simple. 

Vi = 	132si ei 

donde ei está distribuido como N (O, a2 ) donde n > 2 y 

fi = W11/32072) :OLA E R y a2  > 0} 

Por lo tanto, 
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11. 1 	.V1  

Y= i , 	X.= 1 	i 

Y„ 1 	X,, 

= 

 

   

8—XIX— 
n 	EX; I 	Xt}.. = 

E"  • 
EX; EX? 	 E xi  

= XtX — 

Como 1= S-IX.IY entonces 

 

1 	EX? —EX; 

  

1 	 
EYE,V-Exxxx 

n E (X; — 1V)2 	n E YX, — E x, Y, 

Con lo cual 

P2 = 
E (x;  - 	- 

E 
 (xi -A

)
2  
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3.9 Coeficiente de determinación R2  

Consideremos la bondad de ajuste de la línea de regresión ajustada a un conjunto de 

datos, por lo cual se intentará encontrar en que medida ajusta la línea de regresión 

muestra! a los datos. Si todas las observaciones coincidieran con la línea de regresión, 

obtendríamos un ajuste "perfecto", lo que raras veces ocurre. Generalmente tienden 

a presentarse e; positivos y negativos con la esperanza de que los residuos localizados 

alrededor de la línea de regresión sean lo más pequeños posibles. 

En este sentido el coeficiente de determinación R2  es una medida resumen que nos 

dice que también la línea de regresión muestra' se ajusta a los datos. Utilizando el 

análisis de varianza obtendremos W. El análisis de varianza divide la variación total de 

las observaciones en sus partes componentes de acuerdo al modelo propuesto. Para esto 

analizaremos la desviación de la observación y de la media de las observaciones .r. Para 

esto consideraremos los siguientes dos casos: 

a) Si suponemos que todas las observaciones son iguales entre sí, así que las f3)  = 0. 

para j = t, p, ei = 0 y 11 = Y para toda i. 

h) Por otro lado, si la magnitud de la desviación Vi — V es diferente de cero, ésta 

deberá atribuirse a las componentes del modelo. 

Para la magnitud de la desviación 

— 

sumemos y restemos el estimador entonces 



y - 	=(lí- P-) + (y, - P,) 

1k aquí, la desviación total de la observación con respecto a la media Y es la suma de 

al desviación de 	estimada de la Inedia Y y la desviación de /; con respecto a Í. 

Las desviaciones Yi — Vi representan la contribución a la componente del error a la 

variación total. Si la magnitud de la desviación de — Y es grande, entonces se tiene 

un efecto lineal. 

Siguiendo el análisis de varianza elevamos al cuadrado ambos miembros de la identidad 

Y — Y= (1 — + (Y — 

y se sumaran para todas las observaciones. Entonces se tiene 

E(v.-v)' =E (1 -Y)' +E (Y,  -1)2  + 2E (-17,  - (ii - 
Puesto que 

E(1;-v)(Y.-í)=Eg();-g)-E 

y como El 	— fi) = E (fibra 02r42 + • • • +l3Pa'q,) = O 

(lado que 13 E roei  = O puesto que los residuos no están correlacionados con 3';i, 

Por lo tanto, la ecuación del análisis de regresión es 
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1 

E(yi -12  =EM-12  +E(v;-1)2  

El término E (v — .2 
representa la variación total de las observaciones con respecto a 

la media (STC). 

El término E (1-112  representa la variación total de los valores estimados de Y con 

respecto a la media (SCR). 

El término E (vi  — 1)2  representa la variación residual o de las observaciones con re-

specto a los valores estimados (SEC). 

Con lo cual, STC = SEC + SCR donde nos muestra que la variación de, los valores 

observados de Vi alrededor de su media pueden dividirse en dos componentes, el primero 

en la línea de regresión y el segundo en los errores aleatorios, Dividiendo ambos miembros 

por STC, obtenemos que 

SEC' SCR = -r- 
STC' STC' 

Tenemos que . 

SEC = E ís,;)2  = E el 	(y — xf3)` (y— xri) 
= Y'Y 	(xJ).  v + (xJ)' 
= yrs,  — ysx1-3 —13'XtY4-fitX1 X19 

= 	— jiX1 Y 



Puesto que 

.j1 3030 = (S-1 301()'X70 

= Y1 10 

STC = E (v, 
	 (E yi)2 

= Y'Y — rzY2  

Y como 

SCR = STC — SEC 

= Y'Y — nY — 	— IMIY) 

= 711 X1 Y — nY2  

Definición 31 8 coeficiente de determinación queda definido corno 

SCR 	STC — SEC 	SEC 
R 	

— 
STC 	STC 	l  STC 

3.10 Análisis de Residuos 

Siempre que se realiza un análisis estadístico, es importante comprobar que los datos ob-

servados cumplen las hipótesis en que se basa el análisis, En el modelo de regresión lineal 

múltiple una manera eficaz de descubrir posibles deficiencias en el modelo o violaciones 

de las suposiciones radica en llevar a cabo un análisis de residuos. Con el análisis de 
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residuos se puede detectar lo siguiente: 

1. Si los residuos se distribuyen normalmente con una varianza constante. 

2. Observar que una variable explicativa que ejerce influencia importante puede no 

estar incluida en el modelo, 

3. Si se ha definido la ecuación de una manera correcta y no existe ninguna deficiencia. 

4. Si hay observaciones aberrantes. 

5. Si hay variables omitidas. 

6. Si los residuos están correlacionados en vez de ser independientes como se supuso. 

3.10.1 Gráfica de Probabilidad Normal 

Un método simple para checar la suposición de normalidad es graficar los residuos en pa-

pel de probabilidad normal. Una gráfica de este tipo es la representación de la distribución 

acumulada de los residuos sobre papel de probabilidad normal. Si la distribáción de los 

errores es normal, esta gráfica parecerá una línea recta. Al visualizar dicha línea hay 

que poner más énfasis en los valores centrales que en los extremos de la gráfica. Aunque 

pequeñas desviaciones de normalidad no afectan el modelo. Si llegamos al problema de 

que los residuos no siguen una distribución normal entonces los estimadores por mínimos 

cuadrados siguen siendo estimadores insesgados óptimos, pero todas las pruebas de sig-

nificancia que apliqueinos carecen de valor, ya que las estadísticas t o I? y los intervalos 

de confianza y predicción dependen de la suposición de normalidad. 
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3.10.2 Gráfica de Residuos Contra Valores Estimados V 

Está gráfica sirve para detectar si la varianza del error es o no constante. Si el modelo 

es correcto y las suposiciones se satisfacen entonces la gráfica de los residuos contra los 

valores estimados 1 tenderán a encontrarse dentro de una banda horizontal centrada 

alrededor del valor cero, sin ninguna tendencia sistemática a ser positivos o negativos. 

Cualquier desviación con respecto a este comportamiento indicará la existencia de un 

problema. Un defecto que en ocasiones revela la gráfica es el de una varianza variable. 

Esto da origen a lo que se conoce como heterocedasticidad que analizaré en el capítulo 

cinco. 



Capítulo 4 

Multicolinealidad 

Introducción. • 

En nuestro análisis del modelo de regresión lineal múltiple, nosotros asumimos que 

la matriz de, variables explicativas, X, tiene rango completo, es decir, no existe relación 

lineal entre las variables explicativas. En realidad para (XtX)-1  exista, X debe set• 

de rango completo y también observamos que la interpretación del modelo, depende 

explícitamente o implícitamente de las estimaciones de los coeficientes. Las inferencias 

que generalmente se hacen son las siguientes : 

i) Identificar los efectos relativos a las variables explicativas. 

Predecir y estimar. 
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iii) Seleccionar un conjunto apropiado de variables para el modelo. 

Si no existe relación entre las variables explicativas, se dice que son ortogonales y bajo 

está condición, se pueden realizar las anteriores inferencias relativamente fácil. Algunas 
1 	

veces la falta de ortogonalidad es no seria. Sin embargo, en algunas situaciones las 

variables explicativas son casi linealmente dependientes y en tales casos las inferencias 

basadas en el modelo de regresión pueden ser erróneas o engañosas. En este capítulo 

analizaremos que pasa, si las variables explicativas, .V, son linealmente dependientes o 

casi existe una relación de dependencia lineal. 

4.1 El Significado de la Multicolinealidad 

Una definición precisa de multicolinealidad no ha sido firmemente establecida en la lit-

eratura. Literalmente se dice que p variables explicativas tienen multicólinealidad si el 

vector que representan está situado en el subespacio de dimensión menor que p, es decir, 

si al menos uno de los vectores es una combinación lineal de otros. En la práctica, tal 

multicolinealidad raramente ocurre, por lo que el término generalmente se utiliza cuando 

las variables explicativas son casi linealmente dependientes. 

De acuerdo con la precedente discusión la multicolinealidad tiene que ver con las 

características especificas de la matriz de datos X y no con los aspectos estadísticos de 

el modelo de regresión Y = X{) 4- e, es decir , la multicolinealidad es un problema de los 

datos. 
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4.2 Efectos de la Multicolinealidad 

La presencia de la multicolinealidad tiene un número potencialmente serio de efectos en 

la estimación por mínimos cuadrados de los coeficientes de regresión. 

Sea el modelo 

= 13iXt +1321(3 + e 

las ecuaciones normales son: 

(xix) = rv 

í 1 

rr: 

ri2 	Si 	1.4  

1 5 12  r'25  

donde r12  es la correlación sin ple entre X y X2  y r,„ es la correlación simple entre .31; y 

Y para i = 1,2. 

Con lo cual, 

{i 
' = (X'x) I  =-.. 	ft-rfil tf.:115 S  

C2421.  11  am-Hli. 
y la estimación de los coeficientes son: 
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rnu — 	 — 
(1 — rh) 	 (1 — 42) 

Si la multicolinealidad es bastante fuerte entre X1  y X2  entonces el coeficiente de cor- 

relación rr2  es muy grande. Esto es debido a que cuando Erra) 	1 entonces Ver 	= 

—s co y Con ($1,/3.2) = a2S12 	±00, 

Por lo tanto, cuando la multicolinealidad es severa entre X1  y X2 entonces los estimadores 

de los coeficientes tienen varianza y covarianza muy grande. 

4.3 Como Detectar la Multicolinealidad 

/. Examinar la matriz de correlación. 

Una medida simple de multicolinealidad es por inspección de los elementos fuera de la 

diagonal 	de la matriz de correlación. Si las variables explicativas X; y X1  tienen un co- 

eficiente de correlación 	cercano a la unidad entonces la multicolinealidad existe. Pero 

el problema de este criterio es que cuando hay más de dos variables explicativas aunque 

los coeficientes de correlación rij  están cercanos a la unidad sugieren la existencia de 

tnulticolinealidad, no es necesario que dichos coeficientes estén cercanos a la unidad para 

que exista multicolinealidad en un determinado caso específico. Es decir, los coeficientes 

de correlación cercanos a la unidad, cuando hay mas de dos variables explicativas es una 

condición suficiente pero no necesaria para la existencia de multicolinealidad, debido a 

que ésta puede existir, a pesar de que los coeficientes de correlación sean bajos. 
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!li:13i O 

Si no rechazamos la hipótesis nula 110  : 	O entonces esto indica que 1' está relacionada 

con la variable explicativa 

Con la estadística E evaluamos la hipótesis para la prueba de significancia, para deter• 

minar si hay una relación lineal entre la variable respuesta Y y las variables explicativas 

XI, X2, 	Xp. Por lo tanto, evaluamos la hipótesis nula 

2. Lo estadística P es significaliva pero las estadísticas individuales de 1 no son 

significativas entonces la ml lticolincalidad existe. 

  

Antes de analizar este criterio, primero recordemos lo que quiere decir que una es. 

tadística es significativa y cuando no es significativa. Una estadística es significativa si el 

valor de la estadística de prueba se encuentra en la región crítica y por lo tanto se rechaza 

la hipótesis nula y cuando no es significativa el valor de la prueba no se encuentra en la 

región crítica y en este caso no se rechaza la hipótesis nula. 

Con la estadística t evaluamos la hipótesis para la prueba de significancia de cualquier 

coeficiente individual del modelo de regresión Por lo tanto para Pi, evaluamos la hipótesis 

nula 

  

Na : =O 

contra la hipótesis alternativa 



lio 	= = • = flp = 0 

contra la hipótesis alternativa 

O 	para al menos una j. 

Si se rechaza la hipótesis nula lío  : 	= fl2  = 	= A, entonces esto indica que al menos 

una de las variables explicativas X1, X2, „ . Xp contribuye significativamente al modelo. 

Por lo tanto, con este criterio no rechazamos individualmpnte los coeficientes de las 

variables explicativas sean cero. Sin embargo, cuando evaluamos conjuntamente los co-

eficientes de las variables explicativas están íntimamente relacionadas que es imposible 

aislar el impacto individual de las variables explicativas X. 

3. El factor de inflación de la varianza 

La covarianza de es cov(j) = a3(XtX)-1  donde si C = (XiX)-1  , tenemos que los 

elementos de la diagonal son la varianza de los coeficientes del modelo de regresión lineal, 

es decir, 

V(f3i )= o2C„ — o3 	 
/ti 

donde R, es el coeficiente de determinación obtenido cuando hacemos una regresión de 

Xi con el resto de las p — I variables explicativas. Si Xi es casi ortogonal el resto de las 

variables explicativas, Rj es pequeño y por lo tanto ej.; es cercano a uno, mientras si X, 

es casi linealmente dependiente, R es cercano a lino y por lo tanto Cii  tiende a infinito. 

Como la varianza del coeficiente j — Ulla° es 	= a2Cj, entonces Ci;  es un factor 
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para el cual la varianza de TI;  se incrementa debido a una casi dependencia lineal entre 

las variables explicativas. 

Así, que 

Vi rj = C'' = 11 	R? 

será llamado factor de inflación de la varianza . Diremos que existe la multicolinealidad 

si 	es muy grande. 

4. Examinar los eigenvalotts de X1 X (eigensistema) 

Este método utiliza los eigenvalores XI , , 1,„ de la matriz XIX. como medida de 

multicolinealidad. Este método fue propuesto por Kendall (1957) y Silvey (1969) y dice 

que si existe casi dependencia lineal entre las columnas de X entonces existen eigenvalores 

muy pequeños. Este criterio tiene el defecto que no nos dice que significa que un eigenvalor 

es muy pequeño. 

5. Indice de condición 

Este criterio se basa en la descomposición de eigenvalores de X y consiste en descom-

poner la matriz X como 

X = UDVI  

donde X es tina matriz de n x p, 1.11 U = 	= 1,, y D es una matriz diagonal que 

contiene los eigenvalores pi , 	p,, de X. La descomposición de eigenvalores está es- 
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X = UDV' = U D
ii  0 } 

0 0 

trechamente relacionada con el anterior criterio, pero existen algunas diferencias que a 

continuación se discutira. 

Tenemos que X'X = (UDVgl UDVt  = VD2Vt  así que los eigenvalores al cuadrado 

de X son los eigenvalores de XIX y V es la matriz de eigenvectores de XIX. Con lo 

cual la descomposición de eigenvalores de la matriz X, provee información que abarca el 

dado por el eigensistema X'X. Sin embargo, las razones para preferir la descomposición 

de eigenvalores son las siguientes: 

a) La descomposición de eigenvalores se aplica directamente a la matriz X y el eigensis-

tema a la matriz XIX. 

b) La descomposición de eigenvalores es más estable numéricamente que el eigensistema. 

Si la matriz X tiene columnas linealmente dependientes entonces rango (X) = r y 

r < p. Ya que en la descomposición (le eigenvalores de X, U y V son ortogonales 

entonces rango (X) = rango (D) . Por lo tanto existen tantos eigenvalores iguales a cero 

corno columnas linealmente dependientes de X. 

Esto es debido a que si particionamos la matriz X como 

donde Drr es una matriz diagonal no singular de tamaño r x r. Si multiplicamos por V 

y además particionamos, tenemos que 
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ESTA TESIS NO ME 
SAIIII DE U+ 

X [ 	V2 1=[UI 	2 U 1{ 
D„ 0 

j  o o 

donde V, es una matriz de p x r, Uide n x r, V2 de p x (p — r) y U2 es de u x (p — r) 

Por lo tanto 

XVI  = U1D11  

XV2  = 0 

De aquí notamos que XV2  = O provee de un espacio nulo asociado con las columnas de 

X. 

Con lo cual, si X posee p r columnas linealmente dependientes entonces existen 

p — r cigenvalores iguales a cero en D. Este resultado fue en el que se basaron Kendall 

y Silvey para determinar que existe multicolinealidad si existen cigenvalores pequeños. 

El indice de condición tiene como objetivo saber cuando una matriz este bien condi-

donada. Se dice que una matriz esta bien condicionada si cambios relativamente pequeños 

en los coeficientes del sistema de ecuaciones lineales de la forma AX = h, provocará cam-

bios relativamente pequeños en la solución; lo contrario se llama mal condicionada. Con 

lo cual, debemos saber cuando una matriz está bien condicionada, para esto definiremos 

la norma espectral de una matriz A como sigue 
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116X11 = 11A -1,5611 5 11A-111 

entonces multiplicando las dos anteriores desigualdades obtenemos 
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114 = ,„, 111:11 
Phi 

que cumple las siguientes relaciones 

a) 	IIAXII 5 IIAXII 

IIABII s 11All 11811 

Sea A una matriz no singular, 6 O y AX = b donde los cambios relativos de A, X 

y 6 se denotarán por 6A, 6X y 66 respectivamente. Si A es fija y existen cambios en X 

y b. Tenernos por lo tanto, que 

A(X +6X) =b- 6b 

con lo cual, 

A6X = 66 

implica que 6X = A-1619 

Con esto, 

11 611 = IIAXII 	11All 11X11 



- 	116611  
IIXII 	1..1-1 11611 

donde k(A) = HAH flA-111 nos da una cota de que cambios relativos en X resultan en 

cambios relativos b. 

De la misma manera, se puede comprobar que 

16XII  5 BAH 11/11 
IIX 6XII 	 IIAII 

otra ves k(A) = IIAII IIA-111 nos provee de una cota para cambios relativos en A resulta 

en cambios relativos en 1 Por lo tanto un índice de condición grande para la matriz .1 

implica que A está mal condicionada. 

Como nosotros sabemos que la norma espectral de una matriz cuadrada A no singular es 

IIAII = 	IlAzIl 

1 
entonces HAN = 	y 	— = 	donde p„,,„ y p„,i„ corresponden a los eigenvalores 

Podo 
máximo y mínimo de la matriz A. 

Por lo tanto, para medir el índice de condición de el modelo de regresión lineal Y = )(134-t 

, donde la matriz X es de tamaño n x p se define como 

k (X) = 
min 

Con lo cual, para medir el grado en que mut matriz está mal condicionada depende por 

SI 



De acuerdo a esto podemos concluir que hay tantas columnas casi linealmente dependi-

entes como índice de condición grandes. 

4.4 Soluciones a la Multicolinealidad 

Hasta ahora nos hemos ocupado de cómo detectar la multicolinealidad. Cuando enfreta-

mos el problema de la multicolinealidad, algunas de las soluciones son: 

Obtención de datos adicionales 

Eliminación de variables , 

Obtención de datos adicionales 

Regresión Ridge 

Una solución al problema de la multicolinealidad frecuentemente sugerido es obtener 

más datos. Esta recomendación tiene cierta importancia . pero no se debe tomar al 

S2 

lo tanto de que tan pequeño sea el eigenvalor mínimo relativo al eigenvalor máximo, 

También podemos definir 

Plum 
111; = k = 1,...,p 

como el indice de condición de la matriz X de tamaño n x p. 



pie de la letra. Esta técnica es de la mas frecuentemente usadas y lo relevante no es 

el número de observaciones, sino el contenido informático. Por ejemplo, si al principio 

sólo tenernos datos anuales, podemos tratar de obtener datos trimestrales o mensuales, 

o bien una combinación de datos de series de tiempo y de sección cruzada. Pero esta 

combinación no resuelve necesariamente nuestro problema de datos confiables. A veces 

podemos estar añadiendo otras fuentes de variación , por ejemplo, si pasamos de datos 

anuales a datos mensuales, se introduce una estacionalidad, y los datos de sección cruzada 

introducen una variación de sección cruzada. También habría que tener en cuenta que 

los datos desagregados.no sean simple interpolaciones. Si, por ejemplo, la serie mensual 

ea una interpolación de la serie trimestral, acudiendo entonces a los datos mensuales 

obtendremos el triple de observaciones, pero esto es simplemente un incremento. 

Eliminación de variables. 

Está técnica es de las más frecuentemente utilizadas y consiste en eliminar del modelo 

una o roas de las variables colineales. Sin embargo, al eliminar una variable del modelo 

podemos cometer un sesgo de especificación . El sesgo de especificación surge debido a 

la especificación incorrecta del modelo utilizado en el análisis. Por lo tanto, la maleo-

linealidad provoca estimaciones no precisas de los parámetros del modelo, eliminar una 

variable puede llevar a equivocarse seriamente con respecto a los verdaderos valores de 

los parámetros. 

4.5 Regresión Rigde 

liemos visto que cuando existe multicolinealidad las estimaciones de los coeficientes de 

regresión por mínimos cuadrados son muy grandes e inestables, es decir, sus magnitudes 
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y signos pueden cambiar considerablemente dadas diferentes muestras, Con el método 

de mínimos cuadrados el teorema de Gauss•Markov nos asegura que este estimador tiene 

varianza mínima dentro de la clase de los estimadores lineales insesgados, pero esto no 

nos garantiza que su varianza sea pequeña. 

Una manera de resolver este problema es eliminar el requerimiento de que el estimador 

de j sea insesgado y suponer que se puede encontrar un estimador In sesgado de 	tal 

que tenga una varianza más pequeña, que el estimador insesgado de 13. Es decir, el 

objetivo es obtener un mejor estimador de fi, que el obtenido por mínimos cuadrados 

para el modelo de regresión lineal múltiple cuando existe multicolinealidad. 

Para mejorar un estimador se consideran generalmente los siguientes factores: 

a) El estimador que se desea mejorar. 

b) El pardmetro, 

c) La función f, que nos lleva a mejorar el estimador. 

d) El criterio de comparación, 

e) La región A donde se logra mejorar el estimador. 

Siguiendo estos factores Hoerl y Kennard (1970) buscaron una solución mejorada al 

estimador 11, en el modelo de regresión lineal múltiple, cuando existe multicolinealidad. 

La técnica que de esto se desprende se conoce como Regresión Iiidgc. 
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4.5.1 Caracterización del Estimador Ridge 

Otra manera, de observar que la multicolinealidad produce estimaciones muy grandes en 

valor absoluto es considerar la distancia de j a 13 al cuadrado, es decir, 

= (1— 0)t  (1— 0) 

el valor esperado de está distancia, es 

E = E [p-/3)I 0-01 
E [(S, - 

(4,1) 

= v  (1) 
= a21r (XIX)-1  

y como la traza de una matriz es igual a la suma de los elementos de la diagonal entonces 

también es igual a la suma de sus eigenvalores, es decir, 

E id9 = E(w—fi)` (p —p)1 = 	itt 
donde Ai > O para j = i, ...,p son eigenvalores de XIX. Por lo tanto, si existe multicol-

inealidad al menos uno de los eigenvalores de XIX debe ser pequeño y esto implica que 

la distancia de a 13 al cuadrado será muy grande. 

En resumen, con el método de mínimos cuadrados el teorema de Gauss-Markov nos 

asegura que este estimador tiene %%danza mínima dentro (le la clase de los estimadores 

lineales insesgados, pero esto no nos garantiza que su varianza sea pequeña, cuando 

existe multicolinealidad. De tal manera. lioerl y Kennard buscaron otro estimador 
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de 13 con varianza más pequeña, pero como dentro de los estimadores insesgados no se 

puede mejorar está varianza, entonces buscaron entre los sesgados. 

Entonces el problema se reduce a mejorar el estimador j. Tenemos el estimador que 

queremos mejorar, el parámetro en cuestión, nos falta encontrar una función f y una 

región A tal que exista un estimador Ijit = f(A,n), (donde a E ,t) que mejore el error 

cuadrático medio, la cual es la función de riesgo que utilizaron como criterio de mejoría 

¡loen' y Kennard. Por lo anterior, sea TM un éstlmador sesgado cualquiera y sea el 

estimador obtenido por el método de mínimos cuadrados y la función de riesgo el error 

cuadrático medio (ECM). 

El error cuadrático medio para el estimador de mínimos cuadrados es: 

ECM(A) = 	0)9 f3)1 
= EH-Sto-O+ fiiaj 

El» 	+131 0j 

E(j S) — M'EA 4." 
= E(ptI) —209 +139 
= E(19) — 

y para el estimador IR  sesgado encontramos que 

EC A(AR) 	E [(IR — 	( 13  — 131 

= E [M'In— Iha — 	+ 091 

= E POR — 20`73n 

= E(igign)-2i3' 	+ /39 

= E(A9)- 2131 (i3+s)+131 13 donde ,s=sesgo 

= E(MR) —  201 8 — 139 



y como el objetivo es encontrar un estimador ign  sesgado que cumpla lo siguiente 

EC M(pR) < EC A(I) 

entonces se tiene que 

B(ÁOR)- < 09) 

y corno también la expresión general para el error cuadrático es 

EC 	= Var () + (sesgo)2  

entonces se tiene de igual manera que 

Var(f) + (sesgo)2  < V ar(1) 

Como 

entonces 

ECM(p) = E [(1 -(11 - 

= ECO) — P`P 

= rs2tr (XiX)-1  esto por (4.1) 

E(Tilri) = fiti34-a2tr(X'X)-1  

es decir, el método de mínimos cuadrados produce estimaciones de los coeficientes de 

regresión que son mayores en. valor absoluto que los verdaderos valores. En vista de esto, 

para acercarme a fi en valor promedio (reducir el ECM) se debe comenzar por acortar 

la longitud del vector estimador jin y se debe encontrar la región A donde 

EC111(In) < ECM($) 



y como la suma de los errores al cuadrado para el estimador ljB es 

= (y — xiln)t  (v — xi9n) 
= 	x9y (y — xj) + 	/-3)' xix 	— j) 

= Otnin 	(ijR) 

donde $,,j, es la que se obtiene con el estimador de mínimos cuadrados y • (JR) es el 

valor de la forma cuadrática(SR  — í..1) . Resulta que existe un continuo de valores de fino  

que satisface 

• = Oiniu 

donde .0  > O es un incremento fijo. Por lo tanto, si nos movernos en la superficie de 

sumas de cuadrados se debe hacer en la dirección en la que se acorte la longitud del 

vector tiR. Formalmente, para 4$0  fijo , buscamos el estimador 73R  con longitud mínima. 

Es decir, debemos minimizar 

AIR sujeto a (SR — VX (la — = 4'o 

como este es un problema de Lograrle se tiene que minimizar 

F = 'Aja + ( QR—J)` x 'x(Jis—lj)— $u  

donde I es el multiplicador. Entonces 

u

F 
71-71. = 	+ (2 ()ex) 91?  — 2 (XI X) fi] = 0 
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21/n 1 [2 (X`X) 	— 2 (XtX) /31= 

2 [1+1 (XIX)) — (X`X) = O 

[1+1 (rx)) = (rx) 11 

por lo tanto 

r9R = [I+k (XtX)ri  (WX)S 

= 	(k1+(XiX))1-1 k (mg j 

= Rxix) + 	(xlx)íj 

[(X'X) + 	xiv 

El estimador IR  que tiene longitud minima, manteniendo la suma de los cuadrados de 

los errores en un contorno determinado es el estimador Ridge. Con esto se ha resuelto 

parte del problema. Se tiene un estimador lo único que falta analizar si existen valores 

de k para los cuales 

ECAIG9R)< ECA10) 

esto se analiza en la siguiente subsección. En la práctica se evalúa n los coeficientes de 

regresión para algunos valores de k y se hace una gráfica simultánea de los coeficientes 

contra k, a lo que se llama traza de Ridge y citando los coeficientes se estabilizan, tienen 

varianza muy pequeña. 
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4.5.2 Propiedades de la Estimación Ridge 

Como el estimador Ridge es 

[(XIX) + Id] '&1  = XI( 

o 

pR  = [(X'X) '+ klri  XIY 

donde k > O es una constante elegida por el estadístico 

Las propiedades del estimador Ridge son las siguientes: 

1. El estimador Ridge es una transformación lineal del estimador por mínimos cuadra- 

dos 

Tift = [(XIX) + kW' XIY 

= [(X'X) + kW' X'Xri 

= .0 donde Z = [(X%) + 	X'X 

2. Si k = O los estimadores coinciden 

= [(xix) + kIr XIXJ = (XIX)-1 	= 1 
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3. El esquiador Ridge es sesgarlo 

E íj = E IZ 191 = Z E [Ti] = Z 

4. La Var (PR) = onr »IX) + k1)-1  X'X ((XIX) + kIrl) 

Var (rif.) = Var (0) = Var (z$) 
onr (Z(X'X)`t  

= a2tr [(X'X-Fk1)-1  XtX(WX)-1  XIX (X1 X+11)-11 

el 2tr [(X'X+kIY' X'X (XIX+ kIr l i 

5. Si Z = ((XIX) + dr' XIX y W = ((XIX) kIr l  entonces Z = I — kW 

Z + kW = WX1X+kW = W (X'X+kI) ((X%) + 	(X'X+kI) = I 

entonces 

Z = 1 — kW 

6. El EC M (sir) = cr 2tr i(X1X+k1)-1  X'X (XtX+k1)1 + 0/3' ((X'X)  + 	i 
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ECM (fiR) = E (PR 	P) 21 

E (t) - E (In) )1 + [E (PR)  - 131 2  

= E (ZT3 - Z/3)2] + [(Z13 - (3)21 

= Var (Zig (Zfl - fi? (Z/3 - '3) 

= &tr [(X'X+kl)'a  X'X (ACX+ki)-il + (Z - I)1  (Z - I) 

= altr [(XtX+k1)-1  X'X (X9(441)1 	(-kW)` (-kW )13 

= 	[(XIX+k1)-1  XIX (X‘X+k1)-11 + 	[(X'X) + kir /1  

ryl (k) 	(k) 

A continuación demostraremos que existe al menos un k > O tal que 

ECJI1(14 ) < EC M(%) 

Teorema 30 La varianza total ryi (k) es una función monótona decreciente de k y con-

tinua. 

Demostración 

71 (k) = 1,2ir (90X+k1)-1  

= '72 É
icl 

Iiijr 
' 

= cy2  
i=t 	(l+t)1 

= OS E 
iol N,(i+t) 

Puesto qüe 	> O para cada i y la función 	es monótona creciente cuando k crece 
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entonces cada sumando es monótonamente decreciente, por lo tanto, -u (k) es monótona 

decreciente. Y yr (k) es continua por ser suma de funciones continuas. 

Corolario 1 La primera derivada de la varinnza total (k) se aproxima a —oo cuando 

k—+0+ 	—b O 

Demostración 

por.lo tanto, 

yl (k) = E — < o 

P

Al  11 
 hm

1* 
(-20 E —) 00 

-4 	ie I N +43  

llorona 31 El sesgo al cuadrado 7 2 (k) es una función monótona creciente y continua 

de k. 

Demostración 

12(k) = k9 t  NUC+ k19 -2  

Si A es la matriz de eigenvalores de X% y P es una matriz ortogonal tal que 



(k) = 	(P'AP + 11131113) -9 

= k2fit 	(A + kl)11-2  i3 

Si definimos a = 19 entonces 	= n'a = #'131313 = 	obtenemos que 
i=1 

a?  
71(11 ) = kl 	oi 11)1 

Puesto que A; > O para cada i y k > 0 entonces cada elemento + k > O y 71(0) = 0, 

por lo tanto, no existe indeterminación en ningún sumando. Además, -» (k) se puede 

escribir como 

13 (k) r-- 111É 	 
i=t ik (I + )1 
Y al  

i=1 (I+ )  

donde cada es monótona decreciente cuando k crece entonces cada sumando es monótona 

creciente y 'yz  (k) es continua por ser suma de funciones continuas. 

Corolario 2 El litaile superior del sesgo al cuadrado 12 (k) se aproxima (ii 

Demostración 

Como 

2 

7,(k) =E 	 
+ 
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jo? 
lim tiz (k) = lima  2k E A

+ 	-4 o 

Teorema 32 Siempre existe k > O tal que. 

EC M (i) < ECM ($) 

Demostración 

Como 

95 

entonces 

P 

tira 12 (k) =lim E 	a?  

Corolario 3 La derivada del sesgo al cuadrado 72  (k) se aproxima a cero cuando k -4 0+ 

Demostración 

P 	al 	P 	03 

7;(k) = 2k E 	. 2  2k2  E 	 
u, (A. + k) 	,,,2  (A, + 43  

= 2k É  al (11  + k)  2k3  EP 	°I  
oit (Al + 103  

p  

(A. + k)

kol  

i 	
, 	

mi (A. + 43  

= 2k E 
ira  

por lo tanto 

i=1 (I + AL) 



71 (k) = a' 
i
EP 	y 71  (0) = a' E - = 	(XtX) 

or.1 

Y 

P 
72 (k) = 113 	

()ti + k)
y 72 (0) = O 

además 

11 (k) es monótona decreciente y 7; (k) es no positiva. 

72 (k) es monótona creciente y 7'2  (k) es no negativa. 

por lo tanto, para demostrar el teorema sólo falta encontrar un k > O tal que la derivada 

del 

EC M < 

COMO 

EC (Tin)= (k) (k) 

entonces 
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P 	Ain, ,P 	.101 	n  
"ti (k) + -ii(k) = —202  E --- + ZiC L -----"r < U 

	

( i+k)3 	(A. + kyl 
i.i 	,..1  

P 	A, 	 P 	)4, 

= 2kato E 	, — 20 E --.!--; < o 
(A; + k) 

P 	A i  
= (kata — 02) I2 E 

f., (x, + so.) < ° 

y como 

P 

	

2 E 	3  > O entonces ka'a — ts' < 

	

tid 	+ k) 

por lo tanto, 

02  02  

» < ata 5  a: 

Por lo tanto existe k > O para el cual se cumple que 

ECM (N) < EC M 
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Capítulo 5 

Heterocedasticidad 

Introducción 

Uno de los supuestos del modelo de regresión lineal múltiple es que los residuos 

tienen varianza constante o2. Si no se cumple este supuesto, se presenta el problema 

de heterocedasticidad. En este capítulo analizarenios las consecuencias de existir hetero-

cedasticidad en el modelo de regresión lineal múltiple. 

5.1 Como Detectar la Heterocedasticidad 

Para detectar la heterocedasticidad, sucede lo mismo que en el caso de la multicoliueali• 

dad, no existen reglas fijas y seguras para detect aria, sino solamente algunas reglas muy 
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generales. A continuación examinaremos algunos de los métodos para detectar !tetero-

cedasticidad. 

I. Método gráfico 

Como se hizo notar en el capítulo tres, el análisis de los residuos puede descubrir las 

violaciones de las suposiciones o las deficiencias del modelo. Por lo tanto para detectar si 

la varianza es o no constante, se grafican los residuos estandarizados contra los correspon• 

dientes valores estimados de la respuesta. Si la varianza de el error es constante entonces 

los residuos tenderán a encontrarse dentro de una banda horizontal centrada alrede• 

dor del cero, sin ninguna tendencia sistemática a ser positiyos o negativos. Cualquier 

desviación significativa con respecto a este comportamiento indicará la existencia de la 

beterocedaaticidad. 

2, Prueba de Coldfeld•Quandt 

Esta prueba esta basada en la prueba de hipótesis 

contra 

!fi  ; o? < 	< „ < al 

Esta consiste en que la muestra está dividida en dos subconjuntos de observaciones donde 

es la varianza dél error es diferente en cada subconjuto, pero es constante en cada uno. 
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(n — r — 2k) 
2 

grados de libertad 

g) Si se supone que e se distribuye como N (O, al) y si la prueba de hipótesis /lo  es 

verdadera entonces 

100 

Como la prueba de hipótesis alternativa para la prueba Goldfeld-Quandt es 

Hr;o¡< 	<,,,<oñ  

es decir, bajo ah  las observaciones pueden ser ordenadas de acuerdo con un incremento 

en la varianza donde hay solamente dos varianzas bajo la hipótesis alternativa. 

Para evaluar lo anterior explícitamente, Coldfeld-Quandt sugirieron los siguientes 

pasos: 

a) Asumamos que la prueba de hipótesis H, es verdadera ordenando las observaciones 

de acuerdo al incremento de la varianzas del error, 

b) Omitir r observaciones centrales, dividir las restantes observaciones (n — r) en dos 

grupos, una usando los primeros (n — r) /2 y el otro usando las últimas (n r) /2, 

c) Ajustar, regresiones separadas de mínimos cuadrados ordinarios a las primeras 

(n — r) /2 y a las últimas (ti r) /2 observaciones y obtener la suma de los errores al 

cuadrado SEC'  y SEC2  respectivamente, donde SEG, representa la SEC de la regresión 

correspondiente a los valores más pequeños de Xi (el grupo de varianzas más pequeño) y 

SEG de los valores más grandes de Xi (el grupo de varianza más grande). Estas SEC 

tienen individualmente 



G = SE 
 
SEC; 

tiene una distribución con 

(n — r — 2k) 

2 

Si en una aplicación el valor calculado A es mayor que el valor crítico de F al nivel 

de significancia que se haya escogido, podemos proceder a rechazar la hipótesis de ho. 

mocedásticidad, pudiendo entonces decir que existe una gran probabilidad de que haya 

heterocedasticidad. 

Antes de ilustrar la prueba mencionemos algo sobre la omisión de las observaciones 

centrales r. Estas observaciones se omiten buscando acentuar las diferencia existente 

entre el grupo de varianza pequeña (es decir, SEC! ) y el grupo de varianza grande (es 

decir, SEC2 ). Sin embargo, la habilidad de la prueba de Goldfeld•Quandt para llevar a 

cabo lo anterior en forma exitosa depende de la manera como se escoja r. En el caso de 

que exista más de una variable X en el modelo, el ordenamiento de las observaciones, 

primer paso en la prueba, se puede hacer de acuerdo a cualquiera de ellas. 

5.2 Medidas Remediales para la Heterocedastici-

dad 

Una suposición en la estimación por mínimos cuadrados es que la varianza del error es 

constante. Si los residuos tienden a aumentar o disminuir conforme se incrementan los 

valores estimados de la respuesta. la varianza no puede considerarse como constante. El 
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remedio apropiado para esta situación es aplicar mínimos cuadrados generalizado. 

5.3 El Método de Mínimos Cuadrados Generaliza-

dos 

Consideremos el modelo de regresión lineal de rango completo Y = X13 + e que cumple 

las siguientes condiciones; 

0 E (e) = O 

i)E(ee')=o2V 

donde Ves definida positiva. Por el teorema (13) tenemos que si V es una matriz definida 

positiva entonces existe una matriz simétrica K de tamaño n x n y rango (K ) = n tal 

que V = KIK. 

Si definimos 
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Z=A[I+q 

que cumple las siguientes condiciones: 

i) E (ry) = (Kt) i  E (e) = O 

E(p) = (10)-I  E (eel (KTI  

= (10)-1  o2V (1C1 )-1  

= o2 (Ke)-t  (KIK)K-1  

= o21 

Como el modelo de regresión lineal 

Z = 	+ 

cumple con las condiciones de mínimos cuadrados ordinarios entonces cumple todas las 

propiedades deducidas en la sección (3.5 ). 

Con lo cual las ecuaciones normales son: 

103 

= (Ktri  e 

entonces el modelo Y = 	+ e se transforma en el modelo 



(A'A) = 

y la solución es 

r3 = (A'A)-IA'Z 

= 	(K9-1  X)-1(XlICI (Kg-1Y) 

= (WV-IX)-'(X1V-1Y) 

donde 19 es el estimador de mínimos cuadrados generalizado defl. 

Ahora consideremos el modelo de regresión lineal de rango completo Y = Xii+ e, donde 

e está distribuido como N (O, a2V) y donde V es una matriz definida positiva. 

Y definamos de la misma manera 

Z = (W)-i  Y, A = (Kir' X y A = (Ki)-' X 

entonces el modelo Y = Xp + e se transforma en el modelo 

Z = 	+11 

Como Z = (KTI  Y entonces por el teorema (13 ) Z se distribuye como N (Aft,a21) y 

como r) = Z — Afi entonces rg se distribuye como N (0, 0 21). 

Como el modelo de regresión lineal 
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Z = Al3 4- 

cumple con las condiciones de estimación máximo verosímil entonces cumple todas las 

propiedades deducidas en la sección ( 3.4), 

Con lo cual los estimadores son: 

= (A'Ar AtZ = (Xer-IX)-13VV-IY 

(I-(A'A)-i  A') Z 2 	  o = 
n - p 

p 

yt N-1  --v- IX(XIV 	XtV-1 ) V 
II - p 

Cov (,) = a' (A' Ar = a' (XtV-1 X 
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Capítulo 6 

Conclusiones 

Hemos visto que si se cumplen los supuestos del modelo clásico de regresión lineal 

múltiple, se obtienen estimaciones de los coeficientes de regresión r3, si e se distribuye 

como N (O, o21) se cumplen las siguientes propiedades: son consistentes, eficientes, ins-

esgados,suficientes, completos, insesgados de varianza mínima uniforme, también obten-

emos intervalos de confianza y pruebas de hipótesis. Si e es una variable aleatoria tal 

que: E [e) = O y Coy [e) = a2, son los mejores estimadores lineales insesgados. 

Sin embargo, cuando no se cumple el supuesto de multicolinealidad, obtenemos es-

timaciones que son mayores en valor absoluto que los verdaderos valores, así como tina 

gran inestabilidad, ya que con muestras diferentes se obtienen valores de los coeficientes 

considerablemente distintos. 

La multicolinealidad es un problema de grado y no de tipo , es decir. el problema 
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no es la presencia o ausencia de la multicolinealidad sino entre sus diferentes grados y 

magnitudes. Por lo tanto, un buen método para detectar la multicolinealidad es aquel 

que mide la severidad de la multicolinealidad. 

Cuando existe multicolinealidad severa, el método a escoger va a depender de la 

naturaleza de los datos, Una alternativa es utilizar el método de Regresión Ridge, ya que 

las ventajas que ofrece son: 

a) La traza Ridge permite ver la sensibilidad del modelo. Al graficar los coeficientes 

contra k, nos damos cuenta de cuales coeficientes son más inestables que otros. 

b) Su poder predictivo es bueno. 

c) Se obtienen estimaciones de los coeficientes de regresión más estables. 

Cuando no se cumple el supuesto de bomocedasticidad. La heterocedasticidad no de-

struye el insesgamiento, ni la propiedad de consistencia, pero, los estimadores no poseen 

varianza mínima, no siendo, por lo tanto, eficientes. Por lo tanto, es importante detec-

tar la existencia de la heterocedasticidad, ya que de lo contrario obtendremos intervalos 

de confianza amplios y pruebas de significancia pobres cuando e se distribuye como 

N (0,021). Sin embargo cuando se tiene solamente un valor Y correspondiente a un 

valor de X dado, no es fácil de detectarla, impoSibilitando averiguar cr? con base en esa 

única observación, en este sentido existen algunos métodos informales de aproximación 

para detectarla. Algunas veces, cuando no se conoce o?, generalmente se plantean al-

gu►os supuestos sobre la naturaleza de los al, transformandolos para hacer que e sean 

homocedásticos. 
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